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ABSTRAKT 
Analýza ručně psaného písma je důležitou oblastí výzkumu moderní vědy. Jedná se však 
o velice složitý proces, jel ikož ručně psaný text může nabývat různých podob. Využi t í 
umělé inteligence k analýze a identif ikaci textu pocházejícího od různých autorů není 
ve světě nic nového. Avšak výzkum v té to oblasti pro české prostředí mírně zaostává. 
Z tohoto důvodu bylo v rámci té to práce navrženo a porovnáno několik architektur 
konvolučních sítí, ve snaze nalézt nejvhodnější strukturu pro řešení tohoto problému. 
Ze všech natrénovaných a otestovaných modelů dosáhl nejvyšší přesnosti model založený 
na struktuře R e s N e t l 8 , který měl úspěšnost 92,2 % na vlastní databázi tvořené 1328 
ukázkami s rozlišením 750 x 256. Tento výsledek naznačuje, že s dostatečně velkou 
a kval i tní databází je daný problém řešitelný i v českém prostředí s jeho komplikovanější 
znakovou sadou. 

KLÍČOVÁ SLOVA 
Identifikace autora, Ručně psaný text, Neuronová síť, Konvoluční neuronová síť, Siamská 
konvoluční síť, V G G , ResNet , GoogLeNet , At tent ion mapy, Py thon , Tensorflow 

ABSTRACT 
The analysis of handwri t ing is an important area of research in modern science. However, 
it is a very complex process because handwrit ten text can take on various forms. The use 
of artif icial intell igence for analyzing and identifying text f rom different authors is nothing 
new in the world. Research in this area is, however, sl ightly lagging behind in the Czech 
environment. For this reason, several convolut ional network architectures were proposed 
and compared in this work in an effort to find the most suitable structure for solving 
this problem. O f all the trained and tested models, the model based on the R e s N e t l 8 
architecture achieved the highest accuracy, with a success rate of 92.2 % on a self-made 
database of 1328 samples with a resolution of 750 x 256. Th is result suggests that 
with a sufficiently large and high-quality database, the problem can be solved even in 
the Czech environment with its more compl icated character set. 
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Úvod 
Analýza ručně psaného p í sma je jednou z velice důležitých oblas t í výzkumu modern í 

vědy. Své up la tněn í nachází v oborech, k te ré se zabývají biometrikou - např ík lad 

zkoumání validity podp i sů nebo forenzním zkoumán ím dokumen tů . V posledních 

letech se ukázal zájem o převod ručně psaných d o k u m e n t ů do digi tální formy pro je

j ich bezpečnější uchování a ochranu před degradací mater iá lu . A v neposlední řadě 

se t aké objevil zvýšený zájem o tuto oblast výzkumu v kriminalistice a zabezpečo

vacích systémech. 

J e d n á se však o velice složitý proces, jelikož ručně psaný text může nabýva t růz

ných podob. Ukázka se od ukázky může lišit použ i tým jazykem a jeho přís lušnou 

znakovou sadou - abecedou. Tyto ukázky můžou být psány hůlkovým písmem, kur

zívou, t i skacím nebo psac ím písmem. Čas to se j e d n á o kombinaci vícero zmíněných 

stylů. Slovanské jazyky také využívají velké množs tv í diakri t ických znamének, k teré 

při snaze o porovnán í dvou ukázek mohou h rá t velkou roli . Výzkum v t é to oblasti 

pro české pros t ředí mírně zaostává. 

Proto se tato práce snaží přijít s funkčním experimentem, pomocí k te rého by bylo 

možné porovnat pá ry ukázek českého p í sma a na základě podobnosti rozhodnout, 

zda tyto ukázky pochází od stejného autora, či nikoliv. Ze všech dos tupných technik 

byla pro tento experiment využ i ta s iamská konvoluční síť. Ta umožňuje zpracovat 

vs tupn í pá r obrázků konvoluční sítí a z jednot l ivých ukázek získat informace o ručně 

p saném textu. Tyto informace lze nás ledně s použ i t ím různých technik porovnat a 

vyvodit z nich závěr. 

Hlavním př ínosem té to práce jsou potom navržené a implementované modely. 

T y využívají jak vlas tní , tak různé ověřené struktury konvolučních sítí, jako jsou 

V G G nebo ResNet a jejich zakončení je tvořeno buďto plně propojenou sítí neuronů 

nebo je pro výs tupn í vektory p o č í t á n a euklidovská metrika. Všechny tyto modely 

byly na t rénovány na v las tn í da tabáz i a jejich výsledky porovnány pro různá rozlišení 

vs tupních ukázek. 

P ráce se dělí na čtyři hlavní kapitoly. P r v n í kapitola je čistě teoret ická a seznámí 

č tenáře s zák ladními informacemi o neuronových sítích. D r u h á kapitola předs tav í ně

které zajímavé práce, k teré se zabývají touto t éma t ikou a byly sepsány v posledních 

pět i letech. Tře t í kapitola popisuje praktickou část t é t o práce . To z n a m e n á využí

vané knihovny, zpracované da tabáze , datové sady a jejich tvorbu, navržené modely 

a také tvorbu attention map. Č t v r t á a poslední kapitola předs tav í výsledky expe

rimentu formou tabulek, grafů a attention map a pokusí se tyto výsledky objasnit 

a vyvodit z nich závěr. 
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1 Neuronové sítě 
Tato kapitola popisuje základní poznatky o neuronových sítích. Zaměřuje se na zá

kladní s tavební blok neuronové sítě - neuron, popisuje topologii, způsoby učení, 

predikce a předs tav í č tenář i základní druhy neuronových sítí. 

1.1 Neuron 

Základem každé neuronové sí tě je neuron. P r v ní, velice j ednoduchý ma tema t i cký 

model byl poprvé oficiálně předs taven již v roce 1943. Měl několik b inárních v s t u p ů 

a jeden výs tup . Vstupy se dělily na exci tační a inhibiční a nebyly nijak váhovány. 

Výs tupn í signál se potom měnil na základě p o m ě r u akt ivních vs tupů , pokud bylo 

akt ivních více exci tačních vs tupů , byl excitován i b inárn í výs tup neuronu. A naopak 

v př ípadě , že převažovaly inhibiční vstupy, výs tup excitován nebyl. [1] 

(a) První návrh neuronu (b) Moderní představa neuronu 

Obr. 1.1: Porovnán í neuronu 

V dnešní době je neuron komplexnější . Stejně jako jeho prvn í náv rh m á ur

čitý poče t v s t u p ů x - vs tupních synapsí . Ty to vstupy se však od sebe nijak neliší 

a každá synapse je ohodnocena vahou w. Ta rozhoduje o exci tační nebo inhibiční 

funkci vstupu svým znaménkem. Společně se synapsemi se na neuron napojuje i kon

stanta h, k te ré ř íkáme prahová hodnota nebo také anglicky - bias. Tuto konstantu 

je možné do neuronu přivést zvlášť nebo j i začlenit jako jednu z vah vs tupních syna

psí. Vs tupní hodnota t é t o váhy potom bude vždy rovna jedné . [1] [3] Součást í tě la je 

i blok spravující akt ivační přenosovou funkci neuronu a a výs tup y z tohoto bloku 

je p ř í m ý m v ý s t u p e m neuronu. [1] 

Akt ivační přenosová funkce se rozhoduje na základě vážené sumy vs tupních hod

not, tu můžeme popsat řeckým p í smenem £ a lze vypoč í t a t podle rovnice: 

11 



n 
£ = ^2 wi xi + h = wi x\ + 1V2 X2 + • • • + wn xn + h. (1.1) 

i=l 

Tuto hodnotu nazýváme také jako vn i t řn í potenciá l neuronu.[1] [2] [3] Hodnota 

na výs tupu se potom bude řídit podle zvolené přenosové funkce neuronu. Těchto 

přenosových funkcí existuje mnoho. Může se jednat např ík lad o skokovou funkci, 

po částech l ineární funkci, logistickou sigmoidu nebo t ř eba hyperbol ický tangent.[1] 

Skoková funkce Po částech lineární funkce 

-1 

Obr. 1.2: Akt ivační funkce 

V př ípadě skokové funkce lze výs tup y matematicky popsat jako:[2] 

íc\ í 1 P ° k u d £ - 0 n o\ 
*> = " { ( ) = { 0 pokud £ < 0 ' ( L 2 ) 

kde £ je vn i t řn í potenciá l neuronu a a je d a n á akt ivační přenosová funkce. Nebo 

v p ř ípadě sigmoidy, by se jednalo o předpis : [1] 

V = * ( 0 = —!-=€• (1-3) 1 + e « 

Díky svému odl išnému charakteru každá z funkcí obvykle nalézá využi t í v j iných 

implementacích neuronových sítí. Není to však podmínkou . V dnešní době se velice 

běžně využívají různé přenosové funkce v rámci různých vrstev jednoho modelu. 

Z teoret ického hlediska je dokonce možné použí t více funkcí v rámci j edné vrstvy, 

t é t o možnos t i se ale v praxi t éměř nevyužívá. [4] 

12 



1.2 Neuronová síť a Hluboké učení 

Roku 1944 byla poprvé p ředs tavena myšlenka, že by se pro rozvoj strojového učení 

mohla využí t t akzvaná Neuronová síť. Tato síť, k t e rá m á napodobovat lidský nervový 

systém, by se učila provádět různé úlohy, jako je detekce objek tů v obraze nebo 

převod mluvené řeči do písemné podoby, zkoumán ím a analýzou stovek i t isíců 

ukázek. [5] 

Ukázalo se však, že neuronové sítě je možné použí t k řešení mnohonásobně vět

šího množs tv í problémů. Může se jednat např ík lad o odhad spot řeby úsporných bi-

oklimatických budov[22], předpověď teploty změny skupens tv í skla[23] nebo odhad 

polní sklizně [24]. 

1.3 Topologie 

Jak již z názvu sítě vyplývá, je tvořena neurony (1.1). Jejich počet se obvykle pohy

buje v rámci desí tek až tisíců. Neurony se v rámci modelu dělí do vrstev, kdy každý 

neuron je ovlivněn výs tupn ími hodnotami několika neuronů předchozí vrstvy a ovliv

ňuje svou výs tupn í hodnotou několik neuronů ve vrs tvě následující.[5] 

Vstupní vrstva Skryté vrstvy Výstupní vrstva 

Obr. 1.3: Topologie neuronové sítě 

Sítě, k te ré mají jednu nebo více skrytých vrstev, to jsou všechny vrstvy, k teré 
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se nachází mezi v s tupn í a výs tupn í vrstvou, nazýváme jako vícevrstvé neuronové 

sítě. Takové sí tě jsou lepší v řešení nel ineárních problémů, jsou však složitější na 

t rénování . [3] 

P ř i náv rhu neexistuje žádný pevně daný postup, jak dosáhnou t ideálního mo

delu pro požadovaný úkol. Existuje několik pravidel a doporučení , jak při náv rhu 

postupovat, k t e rá p rvo tn í náv rh usnadní . Avšak určování p a r a m e t r ů , jako je po

čet neuronů v každé vrs tvě, rychlost učení modelu nebo způsob inicializace vrstev 

se provádí exper imentá lně . [3] 

Způsobů, jak neuronovou síť učit , existuje mnoho. S úplně p rvn ím a nejs tarš ím 

způsobem přišel Donald Hebb. Po něm pojmenované Hebbovo učení popisuje způsob, 

j a k ý m je možné t rénovat neuron s b inárn ími vstupy a výstupy. [1] Základní myšlenka, 

na k teré je toto učení založeno, zní následovně: 

• hodnoty vah, k te ré se nachází mezi dvěma akt ivními neurony se budou zvyšo-

• hodnoty vah, k teré se nachází mezi dvěma neurony, k teré akt ivní nejsou, se bu

dou snižovat. 

Pokud by jsme měli nějaký vs tupn í vektor b inárních hodnot x, potom lze hodnoty 

vah w upravit na nové hodnoty w n podle rovnice: 

kde y je vektor výs tupních hodnot. [7] 

Dále se pro učení využívá např ík lad Delta pravidlo, k teré je vhodné k t rénování 

neuronů s l ineární akt ivační funkcí, nebo učení podle Widrowa, kdy je předs tava 

taková, že se výs tupn í prostor neuronu s b iná rn ím v ý s t u p e m dělí na dva podprostory 

a vs tupn í data se klasifikují vždy do jednoho z těchto podpros torů . [ l ] 

Všechny tyto způsoby se však dělí do dvou základních skupin adap tačn ích algo

r i tmů a to učení bez učitele a učení s uči telem. 

1.4.1 Učení bez učitele 

Typickým znakem těchto adap tačn ích a lgor i tmů je, že při učení nemaj í k dispo

zici žádné kr i té r ium, podle k te rého by bylo možné určovat správnost interpretace 

vs tupních dat.[l] 

Zák ladn ím principem je shlukování, dělení vs tupních dat do skupin na základě 

urči té podobnosti vs tupních e lementů. Síť n e m á možnost kontroly správnost i rozdě

lení, může však mí t p ředem určený počet t ř íd , do k te rých bude vs tupn í data dělit. 

1.4 Způsoby učení 

vat 

w n = w + xy 
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Samotné učení je založeno zcela a pouze na informacích, k te ré obsahují vs tupn í 

data. [1] 

Hlavní skupina neuronových sítí, k t e rá tento způsob učení využívá, se nazývá 

jako samoorganizující se mapy. [1] 

1.4.2 Učení s učitelem 

Zásadní rozdíl mezi učením bez učitele a učením s uči te lem je, že při učení s uči telem 

m á a d a p t a č n í algoritmus možnost ověřit si správnost interpretace vs tupních dat. 

Nej typičtějš ím způsobem kontroly je porovnán í predikované výs tupn í t ř ídy s t ř ídou, 

k teré byla každému elementu vs tupních dat př i řazena ve fázi předzpracování dat.[l] 

Jak již bylo zmíněno, každý neuron m á své vs tupn í synapse ohodnocené urč i tou 

vahou w. Té to vlastnosti neuronů se využívá při jejich t rénování . Do vs tupn í vrstvy 

jsou p ř e d á n a t rénovací data, model se pokusí vyhodnotit z těch to dat závěr a v zá

vislosti na tom, zda-li byla vs tupn í data vyhodnocena správně či špa tně , dochází 

k úpravě hodnot jednot l ivých vah. [5] 

Tento popsaný algoritmus je j edn ím z nej používanějších při učení neuronových 

sítí. Říká se mu algoritmus zpě tné propagace a dělí se na t ř i dílčí části: 

• dopředné šíření vs tupn ího signálu, 

• zpě tné šíření chyb, 

• adaptace hodnot vah synapsí neuronu. 

Př i t rénování sítě se tyto t ř i kroky opakují , dokud není dosaženo uspokojivých vý

sledků - dos ta tečně malé chybovosti, nas taveného l imi tu opakování nebo j iného 

kri téria. [7] 

Chybovost í je myšlena odchylka predikované hodnoty na v ý s t u p u neuronové sítě 

a skutečné hodnoty. Pro výpočet t é t o odchylky je však možné využí t různých z t rá

tových funkcí. Ty to funkce se dělí do několika kategorií , mezi h lavní dvě p a t ř í re

gresivní z t rá tové funkce a p ravděpodobnos tn í z t rá tové funkce. V praxi se potom 

nejčastěji využívá mse - mean squared error, česky s t řední kvadra t ická chyba.[21] 

T u lze vypoč í t a t podle rovnice: 

i=i 

kde m je poče t vzorků, yi je i-tá pravá hodnota a iji je i-tá predikovaná hodnota. 

Další čas to využívanou z t rá tovou funkcí je Binary Crossentrophy, neboli křížová 

1.5 Predikce 
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entropie, kterou je vhodné použí t v př ípadě , že vs tupn í data jsou dělena pouze 

na dvě rozdílné třídy.[21] Tuto funkci lze zapsat jako: 

BCE = -(y log(y) + (1 - y) log( l - y)), (1.6) 

kde y je pravá hodnota nabývající 0 a 1 a ý je predikovaná p ravděpodobnos t , že 

objekt spadá do skupiny 1. 

Pokud je t ř íd více než dvě, je t ř eba využí t Cathegorical Crossentropy[21], kdy 

rovnicí je zobecněný předpis křížové entropie: 

M 
CCE = - J2(Vo, log(y 0 l i ) , o e M , (1.7) 

i=0 

kde M je počet t ř íd , y 0 je pravá hodnota t ř ídy o a y 0 je p ravděpodobnos t , že objekt 

spadá do d a n é třídy. 

1.6 Základní druhy neuronových sítí 

Moderní neuronové sítě je možné rozdělit na 3 základní druhy: A N N - Umělé neuro

nové sítě, C N N - Konvoluční neuronové sítě a R N N - Rekurzivní neuronové sítě. [17] 

K a ž d á z těch to sítí m á urč i té výhody a nevýhody, k teré budou p robrány v následu

jících podkapi to lách . 

1.6.1 ANN - Umělé neuronové sítě 

J e d n á se o síť tvořenou vrstvami percep t ronů či neuronů. Říká se j i m také dopředné 

neuronové sítě, jelikož data neuronovou sítí pu tu j í ze vstupu, skrz několik skrytých 

vrstev, rovnou na výs tup . [17] [1] 

Vstupní vrstva Skryté vrstvy Výstupní vrstva 

Obr. 1.4: Topologie Dopředné neuronové sítě 
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Jednot l ivé vrstvy těchto sítí mohou být plně propojené , každý neuron jedné 

vrstvy je propojený se všemi neurony vrstvy následující, nebo neúplně propojené. [18] 

Jejich využi t í je velice obecné, obvykle se využívají pro řešení p rob lémů spoje

ných s t ex tovými nebo číselnými daty. Velkou výhodou je jejich schopnost aproxi

movat libovolnou nel ineární funkci. Lze je využít i pro zpracovávání obrazových dat, 

mají však tu nevýhodu , že při procesu zpracování se z t rác í informace o rozmístění 

jednot l ivých pixelů.[17] 

Dopředné neuronové sítě využívají k úpravě vah neuronů algoritmus zpě tné pro

pagace, k te rý byl popsán v kapitole 1.5. Z tohoto důvodu tyto sítě z t rác í schopnost 

využí t sekvenční informaci k jejich učení. [17] 

1.6.2 RNN - Rekurzivní neuronové sítě 

Stejně jako u A N N jsou vrstvy tvořeny u rč i tým p o č t e m neuronů. Hlavní rozdíl mezi 

t ěmi to dvěma druhy sítí je, že jednot l ivé neurony obsahují rekurzivní smyčku viz. 

obrázek 1.5, k t e rá t ě m t o sí t ím umožňuje zachytit a zpracovat informaci o pořad í 

předávaných dat. Z tohoto důvodu jsou tyto sí tě vhodné pro zpracování audia, mlu

vené řeči, textu a obecně všech dat, k t e rá se dají vyjádři t jako nějaká posloupnost 

hodnot. [17] 

čas > 

Obr. 1.5: Funkce Rekurz ivní neuronové sítě 

N a rozdíl od dopředných neuronových sítí, k teré mají vždy pouze jednu vs tupn í 

a jednu výs tupn í vrstvu, rekurzivní sítě mohou tvoři t propojení jeden vstup ku více 

v ý s t u p ů m , více v s t u p ů ku jednomu v ý s t u p u a i více v s t u p ů ku více v ý s t u p ů m . Tyto 

propojení je možné vidět vyobrazené na obrázku 1.6.[16] 

Další výhodou je, že výs tupn í data nejsou vázána pevně stanovenou délkou a je

jich typ nemusí být vždy pouze hodnota reprezentující u rč i tou t ř ídu , do k terých jsou 

vs tupn í data dělena. Lze je využí t ke klasifikaci, může se jednat např ík lad o určo

vání sentimentu vět. Lze je však také využívat k přek ladu textu z jednoho jazyka 

do d ruhého nebo i k dynamickému vytvářen í popisů fotografií. [19] 
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Obr. 1.6: Typy propojení neuronů Rekurzivní neuronové sítě 

Tato architektura neuronových sítí m á několik variant, k te ré se v dnešní době 

využívají. Jsou to B R N N - Obousměrné rekurzivní neuronové sítě, k te ré dokáží vy

lepšit svou přesnost zkoumán ím vs tupních dat v obou směrech. Následně využívají 

získané informace o začá tku a konci sekvence k přesnějšímu určení hodnot nachá

zejících se mezi nimi . Dále se může jednat o L S T M - Long Short-Term Memory, 

ty obsahují ve svých skrytých vrs tvách buňky, k teré dokáží uchovat informace o da

tech, jež se ve vs tupn í sekvenci vyskytovala ojediněle. Tato vlastnost L S T M sít ím 

umožňuje lépe udrže t kontext a spojitosti posloupnosti dat. Za zmínku také stojí 

G R U s - Gated recurrent units, k teré se ve své funkcionalitě podobaj í L S T M sítím, 

jen mís to buněk využívají skrytých stavů.[16] 

1.6.3 CNN - Konvoluční neuronové sítě 

N a rozdíl od předchozích dvou t y p ů neuronových sítí, tyto sítě nejsou tvořeny čistě 

vrstvami neuronů. K plně p ropo jeným v r s tvám je v tomto př ípadě p ř idáno několik 

konvolučních vrstev. 

1 7 2 
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Obr. 1.7: Konvoluce obrazu filtrem 

Konvoluční vrstvu si lze předs tav i t jako filtr, k te rý prochází v s tupn ími daty. 

Jeho úkolem může být např ík lad pot lačovat šum, zvýrazni t rychlé přechody hodnot, 
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které se v daných datech nachází , a nebo ze vs tupn í sekvence vytř íd i t data, k te rá 

nesou velké množs tv í informace. Už z popisu může být zřejmé, že je tento druh 

neuronových sítí vhodný pro zpracování obrazových dat. [17] Mez i př ík lady využit í 

lze potom uvést rozpoznávání obličejů, chytré kamerové sys témy na kř ižovatkách 

nebo t ř e b a ana lýza d o k u m e n t ů a ručně psaného textu. [20] 

Př i t rénování sítě se jednot l ivé konvoluční vrstvy učí, j aký filtr by měly na vs tupn í 

data aplikovat, aby dosáhly správného výsledku. Dokáží tak zvýrazni t a zachytit 

shluky dat, k te ré jsou pro jednot l ivé t ř ídy charakter is t ické a provádět rozhodování 

na základě těchto vlas tnost í . [17] 

Obr. 1.8: Obraz zpracovaný konvolučním filtrem 1 

J e d n í m z d ruhů konvolučních sítí jsou Siamské neuronové sítě, k teré byly poprvé 

předs taveny kolem roku 1990 za účelem verifikace podpisů . Tyto sítě se skládají 

ze dvou paralelních konvolučních větví, k teré mají sdílené parametry. To zajišťuje 

konzis tentní rozhodování a z n a m e n á to také , že je síť symetr ická, tedy že obě větve 

vytvoř í stejný proud výs tupních dat pro daný vs tupn í obraz. Do každé z těchto 

větví vstupuje jeden z p á r u zkoumaných obrazů, výsledky po konvoluci se nás ledně 

porovnaj í a na základě porovnán í se rozhoduje o podobnosti vs tupních dat.[8] 

Obrázek převzat ze článku [25]. 
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2 Metody identifikace autora ručně psaného 
textu a jejich srovnání 

Rozpoznávání autora ručně psaného textu je j edn ím z t é m a t , k teré je v dnešní 

době značně populá rn í . J e d n á se o velmi složitý úkol, k t e rý se převážně upla tňuje 

v oborech zabývajících se biometrikou a forenzním zkoumán ím dokumen tů . [12] Velmi 

často se pro tuto problematiku využívá neuronových sítí díky jejich schopnosti nauči t 

se a aproximovat t éměř jakýkoliv algoritmus. 

V roce 2017 byla p ředs tavena práce SigNet: Convolutional Siamese Network for 

Writer Independent Offline Signatuře Verification[12}. Smyslem té to práce bylo na

vrhnout siamskou konvoluční síť, k t e r á by byla schopná rozeznat malé nesrovnalosti 

mezi or iginálním podpisem a padělkem. Autoř i tuto síť nazvali SigNet. Tvořily j i 

čtyři konvoluční vrstvy s hloubkami 96, 256, 384 a 256 a velikostmi j á d r a 11 x 11, 

5 x 5 a poslední dvě vrstvy 3 x 3 . Mez i jednot l ivými konvolučními vrstvami se na

cházely kombinace vrstev provádějící normalizaci dat, MaxPool ing , R e L U aktivační 

funkci a Dropout. V rámci předzpracování byl u t e x t ů invertovaný ba revný prostor, 

hodnoty pixelů byly normalizovány podělen ím jejich hodnoty s t řední odchylkou ma

ximální hodnoty pixelu a velikost byla zmenšena na 155 x 220 pixelů. Výsledky t é to 

práce byly do urči té míry dobré. N a veřejné da t abáz i C E D A R měla síť úspěšnost 

100 %. V p ř ípadě os ta tn ích tes tovaných da t abáz í však schopnost správně rozpoznat 

originální a falšovaný podpis značně klesla viz. tabulka 2.2. 

Další z prací , k teré byly předs taveny v t emže roce je Siamese Convolutional 

Neural Networks for Authorship Verification[10}. Autoř i t é to práce se pokoušeli na

vrhnout model, k t e rý by dokázal vyhodnotit jestli dvě předs tavené ukázky pochází 

od s tejného autora nebo ne. Zmínili se také ve své práci , že tato problematika nebyla 

doposud velmi s tudována . J e d n í m z důvodů může být , že se do urč i té míry j edná 

o složitější ú lohu než klasifikace rukopisu. P ř i klasifikaci je neuronová síť t réno

vána na rukopisu, o k t e r ém se nás ledně snaží urči t , zdali je p ravý či falešný. J e d n á 

se tedy o model zaměřený na specifickou skupinu osob. Tato práce se však snaží 

nalézt obecný model, k te rý by byl schopný porovnat texty od au to rů , na k te rých 

t rénovaný nebyl. V rámci t é to práce byla p ředs tavena s iamská konvoluční síť, kterou 

au toř i nazvali TinyResNet . Ta je založena na již existující síti ResNet s parametrem 

n, k te rý v rámci ResNet sítě určuje její hloubku, nas t aveným na hodnotu 1. Síť 

je tedy tvořena 8 vrstvami. Tato volba byla zdůvodněna tak, že na základě testo

vání vyšší hloubka nepř inášela t éměř žádné benefity. Navržený model byl tes tován 

na da t abáz i I A M , kdy jednot l ivá slova byla upravena na velikost 500x75 a věty 

na 1000 x 150 pixelů. P ř i tes tování au toř i porovnali tento model s dalšími popu

lárními modely jako je V G G 1 3 , GoogLeNet, Resnet3 a referenční Baseline model. 
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Výsledky tes tování je možné nalézt v tabulce 2.1. 

Roku 2019 byla na mez inárodní konferenci I M I T E C v Jihoafrické republice před

stavena práce nazvaná Author Identification from Handwritten Characters using Si-

amese CNN[11]. Je j ím cílem bylo navrhnout siamskou konvoluční síť, k t e rá by doká

zala rozeznávat , zda ukázky pochází od s tejného autora či nikoliv. Tato konvoluční 

síť byla navržena autory a nevyužívala žádné již existující ověřené struktury. Tvořily 

j i t ř i konvoluční vrstvy, dvě vrstvy MaxPool ing a t ř i plně propojené vrstvy. Síť t aké 

využívala Euklidovskou metriku pro výpočet podobnosti výs tupních tensorů a tedy 

finální vyhodnocení předložených ukázek. Pro tento experiment byl využi t dataset 

NIST-SD19. Porovnávána byla p í smena anglické abecedy a číslice 0-9 n a p s a n á 100 

autory, kdy každý z a u t o r ů zopakoval jednot l ivé znaky 13 krá t . Výsledná zpraco

vaná da t abáze byla tvořena 46 tisíci ukázkami textu, jejichž velikost byla 28 x 28 

pixelů. Jednot l ivé vytvořené datové sady, na k terých byl model nás ledně t rénován, 

byly nevyvážené. Uvedené výsledky jsou zaneseny do tabulky 2.1. P r ů m ě r n á přes

nost klasifikace výsledného modelu se pohybovala kolem 80 % a nejvyšší úspěšnost 

síť prokazovala u písmene A , kdy výsledná přesnost byla 88 %. 

Nová end-to-end učící metoda byla p ředs tavena v rámci práce nazvané Writer 

Verification using CNN Feature Extraction[13], k t e rá byla v y d á n a v roce 2018. Tato 

metoda je založena na ex t rahování s ta t is t ických informací ze sady ukázek. Obykle 

se při t rénování využívá sample-to-sample p ř í s tup , kdy jsou neuronové síti předklá

dány jednot l ivé ukázky. V rámci t é t o práce au toř i přednat rénoval i části neuronové 

sítě touto metodou a nás ledně všechny části spojili, aby je bylo možné přetrénovali je 

jejich navrženou End- to-End metodou za účelem zvýšit přesnost rozhodování . B y l a 

využ i ta v las tn í da tová sada, k t e rá byla tvořena slovy „and" od 1555 a u t o r ů s veli

kostí 32 x 60 pixelů a „ t h " od 499 a u t o r ů o velikosti 32x32 pixelů. Výsledky práce 

byly velice překvapivé. Úspěšnost konvoluční sítě při p řechodu ze sample-to-sample 

na end-to-end metodu vzrostla z 89,58 % na 98,93 % pro da t abáz i tvořenou slovy 

„and" a z 77,91 % na 95,71 % u daleko menší da t abáze tvořené slovy „ th" . 

V posledních letech se t aké značně rozšířilo množs tv í prací , ve k terých se autor 

či au toř i snaží urči t osobnost člověka na základě jejich rukopisu. Jednou takovou 

prací je Handwritten Texts for Personality Identification Using Convolutional Neu-

ral Networks[15] p ředs tavenou v roce 2018. Autoř i představi l i v las tn í model, k terý 

byl založený na již existujících modelech AlexNet a Deep Writer. Jako datovou sadu 

využili H W x P I , k t e rá byla vy tvořena p ř ímo pro tento způsob využit í . Velikost vstup

ních dat byla omezena na 200x200 pixelů a jednalo se o slova, někdy pouze části 

slov. Autoř i využili pro hodnocení A U C , tedy plochu pod křivkou. Výsledná hod

nota A U C byla 0,5023. Autoř i v závěru práce zmiňují, že se ne jedná o velice výkonný 

klasifikátor a vysvětlují , že p rob lémem byla ma lá da tová sada. 

Ze zmiňovaných prací je možné vidět , že konvoluční neuronové sítě jsou pro tuto 
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problematiku velmi čas to používány. Existuje však i několik j iných způsobů, jak pro

blém rozpoznávání autora ručně psaného textu řešit. 

Jednou takovou prací co přišla s řešením, k te ré nevyužívá konvolučních sítí je 

A graph-based solution for writer identification from handwritten text[14}. B y l a před

stavena v roce 2022 a j edná se o řešení identifikace au to rů založené na m e t o d ě grafů, 

kdy se z p ísmene, číslice či slova získá „kos t ra" aproximací jeho podoby sadou bodů . 

Následně se z tohoto grafu b o d ů extrahuj í detai lní informace o rukopisu, na základě 

k terých se dále provádí klasifikace. Pro tes tování navrženého modelu byly využi ty 

datové sady jako C E R U G - E N , C V L , Firemaker, I A M a vlas tn í da tová sada. Tento 

př í s tup a model se ukázal být úspěšný, přesnost odhadu se u jednot l ivých sad po

hybovala v rozmezí 92,8-94,6 %. 

Výhodou těchto algori tmických p ř í s tupů je, že se dají velice dobře odladit a spe

cifikovat na jednu urč i tou činnost . Jejich zobecnění však může být složitější, než se 

na p rvn í pohled zdá. Čas to se také objevují metody, k te ré využívají tvaru slov nebo 

t ř e b a t akzvané Zernikeovy polynomy. 

Z prozkoumaných prací se ž ádná nepokoušela o porovnávání ods tavců textu. 

Nejvíce se tomuto experimentu přiblížili au toř i práce [10], k teř í dosáhli úspěšnost i 

92,08 % při porovnávání vět. 

Tab. 2.1: Tabulka srovnání výsledků prací 

Použ i t á 

technologie 

Rozměry 

vs tupních dat 
D a t a b á z e Výsledná přesnost 

P ráce zabývající se porovnáván ím au to rů 

C N N model, 

V G G 1 3 , 

GoogLeNet, 

ResNet3, 

TinyResNet [10] 

věty: 

1000 x 150 px 

slova: 

500 x 75 px 

I A M 

C N N model - 72,4 % 

V G G 1 3 - 60,25 % 

GoogLeNet - 88,18 % 

ResNet3 - 89,30 % 

TinyResNet - 92,08 % 

A - 88 % 

anglická B - 80 % 

C N N model [11] 
p í smena A - Z 

a číslice 0-9 

28 x 28 px 

NIST-SD19 
C - 75 % 

6 - 85 % 

9 - 75 % 

5 - 70 % 
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Tab. 2.2: Pokračování tabulky srovnání výsledků prací 

Použ i t á 

technologie 

Rozměry 

vs tupních dat 
D a t a b á z e Výsledná přesnost 

P ráce zabývající se rozpoznávání au to rů 

SigNet [12] 
podpisy: 

155 x 220 px 

C E D A R , 

GPDS300 , 

G P D S 

Synthetic 

Signature, 

BHSig260 

C E D A R - 100 % 

GPDS300 - 76,83 % 

G P D S - S S - 77,76 % 

Bengálš t ina - 86,11 % 

Hindš t ina - 85,64 % 

C N N [13], 

inovat ivní 

end-to-end učení 

slova „and" : 

32 x 60 px, 

slova „ th" : 

32 x 32 px 

Vlas tn í 

sample-to-sample: 

„and" - 89,58 % 

„ t h " - 77,91 % 

end-to-end: 

„and" - 98,93 % 

„ t h " - 95,71 % 

Grafy [14] 

slova 

číslice 

p í smena 

C E R U G - E N , 

C V L , 

Firemaker, 

I A M , 

Vlas tn í 

C E R U G - E N - 92,85 % 

C V L - 93,12 % 

Firemaker - 93,44 % 

I A M - 94,61 % 

Vlas tn í - 93,01 % 

Práce zkoumající osobnost z rukopisu autora 

C N N [15] 
slova: 

200 x 200 px 
H W x P I A U C - 0,5023 
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3 Popis praktické části 
Tato práce byla vypracovávána v jazyce Py thon 3.10 a pro tvorbu a t rénování mode lů 

byly využi ty knihovny Tensorflow a Ker as. 

Trénované modely využívají technologie Siamských konvolučních neuronových 

sítí. U jednot l ivých modelů byl zvolen p ř í s tup porovnávání pá rů fotografií s využi t ím 

kont ras t ivní z t rá tové funkce namís to trojícové z t rá tové funkce. Všechny konvoluční 

sítě byly implementovány v las tnoručně a nebylo využi to předt rénovaných modelů . 

3.1 Knihovny 

Př i vývoji byly využívány zejména tyto knihovny: 

• Tensorflow a Keras pro tvorbu samotných modelů . 

• O p e n C V - pro nač í t án í a úp ravu fotografií. 

• Numpy - pro ma tema t i cké operace a tvorbu struktury fotografií v pamět i . 

• Scikit-learn - pro zamíchaní pořad í a dělení jednot l ivých pá rů fotografií. 

• Csv - pro uk ládán í rozdělených da tových sad. 

• Multiprocessing - pro dynamické nač í tán í fotografií b ě h e m trénování , 

• Os a Glob - pro tvorbu složek a nač í tán í jejich obsahu, 

• Argparse - pro zpracování a r g u m e n t ů předávaných při spouš tění t rénování , či 

tes tování . 

3.2 Databáze 

V rámci t é t o práce byly vytvořeny a zpracovány dvě da t abáze tvořené českými a 

anglickými ukázkami textu. 

3.2.1 Původní databáze 

Mater iá ly pro tuto da t abáz i musely být zpracovány ručně , jelikož nebyly v takové 

podobě , aby se daly zpracovat programově. Celkově je da t abáze tvořena ze dvou 

částí . 

Česká část 

Tato část se skládá ze vzorků textu pocházejících od 26 různých osob s un iká tn ím 

rukopisem a pro každou z těchto osob existuje 12-20 ukázek. P r ů m ě r n ě se j e d n á o 17 

ukázek na osobu. Tato část da t abáze byla vy tvořena z části s tarých t e s tů s t u d e n t ů 

V U T a dohromady je tvořena 453 fotografiemi ručně psaného českého textu. 
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Obr. 3.1: Ukázky t e x t ů české da t abáze 

Anglická část 

Anglická část byla vy tvořena z veřejně dos tupné da t abáze ručně psaných t ex tů . 

T u zprostředkovává společnost CSAFE - Center for Statistics and Applications in 

Forensic Evidence [9]. Účastníci byl i při t vo rbě t é t o da t abáze požádán í o přepsání 

t ř í různých ods tavců textu. Každý z účas tn íků je opisoval vždy t ř ik rá t a v celkem 

t řech sezeních. Odstup mezi j ednot l ivými sezeními byl stanoven na min imálně t ř i 

týdny. 

Our London business is flood, bot \Ji(nnc\ 

and ber\\r\ arc qu'i&t, rnr . Ď. ŕJoyd 
has opAjL ft) ivSitierknd and \ 
for good ruWAJS. H will bt fart For « 

(a) 

t j r i , Mr. b. L l o g é liva-S jjot̂ e +0 Surfz^fcwi W J-

aH S f e t a a t W r ^ "fc Tur,- a^é Í W e W will 

(c) 

(b) 

(d) 

Obr. 3.2: Ukázky t e x t ů anglické da t abáze 

Po zpracování je tato část tvo řena 93 různými osobami s u n i k á t n í m rukopisem. 

Pro každou z osob existuje 9-18 ukázek ručně psaného textu, p růměrně se tedy j edná 
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o 15 ukázek na osobu. Dohromady tuto část tvoří 1405 fotografií ručně psaného 

anglického textu. 

O b ě část i d a t a b á z e tvoř í s t romové struktury a všechny fotografie jsou uloženy 

v R G B formátu s rozlišením 2060 x 644 px. 

Ukázalo se však, že použi té mate r iá ly nebyly pro řešení tohoto problému vhodné . 

Jednot l ivé ukázky byly příliš různorodé na to, aby se neuronová síť dokázala nauči t 

rozeznávat detai lní rozdíly ve stylu rukopisu. Z tohoto d ů v o d u byla vy tvořena nová 

da t abáze . 

3.2.2 Nová databáze 

Tato da t abáze se skládá z celkem 1328 ukázek od 332 různých au torů . Každý z a u t o r ů 

byl požádán , aby č tyř ikrá t opsal vě tu „Náhlý déšť již zvířil prach a čilá laň teď běží 

s houfcem gazel k ú k r y t ů m " . J e d n á se o větu, k t e rá byla speciálně navržena tak, 

aby obsahovala všechny diakri t ická z n a m é n k a českého pravopisu. 

ld»- JW AJr * J ^ Ý ^ r ^ 1 

(a) (b) 

(Ks uJÍ!s/t %iMj oúät jirí trnut pnch ou ě^L 

loriv Ái£ tóú /> icuJann, 

(c) (d) 

Obr. 3.3: Ukázky t e x t ů druhé české da t abáze 

To, že je tato da t abáze tvořena ukázkami , k te ré obsahují stejný text, umožňuje 

neuronové síti, aby se zaměři la na detaily jednot l ivých slov a p ísmen. Tedy problém, 

k te rý se tato práce snaží řešit. 

Všechny ukázky textu jsou uloženy ve složce v černobílém formátu s rozlišením 

3660 x 1250 px a následně logicky děleny při tvorbě da tových sad. 
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3.3 Zpracování a augmentace dat 

Fotografie s rozlišením 3660 x 1250 px jsou zbytečně velké a detai lní . Z tohoto důvodu 

jsou před jejich využ i t ím zmenšeny. 

V rámci t é t o práce byly všechny navržené modely na t rénované na t řech rozliše

ních a to 750 x 256 px, 1000 x 342 px a 1250 x 428 px, aby bylo možné porovnat, 

j aký vl iv bude mí t rozlišení vs tupních fotografií na výsledky modelů . 

Během t rénování se ukázalo, že celkové množs tv í pá rů t rénovací datové sady 

není dostačující. Sítě dosahovaly 100% přesnost i odhadu na trénovací datové sadě 

v prvních deseti epochách. B y l y proto vytvořeny kopie všech fotografií a ty nás ledně 

augmentovány. Celková velikost t rénovací datové sady se tak zvětšila dvojnásobně. 

P ř i procesu augmentace je využíváno několik metod, jak data upravit a zde

formovat tak, aby stále zachovávala stejnou podobu jako originál, ale nebyla jeho 

přesnou kopií. 

N a obrázcích 3.4 jsou uvedené ukázky dvou t e x t ů před a po augmentaci algorit

mem, k te rý je popsaný níže. 

.L,a « 
niq'iWjü M^e^ toU***"*" 7UMl , ^ ^, 

(a) (b) 

(c) (d) 

Obr. 3.4: Ukázky t e x t ů p řed augmentaci a po augmentaci 

V p r v n í m kroku jsou data za pomocí metody warpAffine z knihovny O p e n C V 

poo točena o n á h o d n ý úhel <f> z rozsahu <f> = (—6°, 6°). Následně dojde k jejich posu

nut í v osách x a, y o hodnoty x\ a y\ z rozsahů x\ = (—6, 6) px a y\ = (—5, 5) px. 

V dalším kroku dochází k degradaci kvality textu. K tomuto procesu byly využi ty 

metody erode a dilate, k teré pochází rovněž z knihovny O p e n C V . Velikost j á d r a 

pro tuto operaci je 5x5. Počet i terací závisí na rozlišení v s tupn í fotografie a je uve

den v tabulce 3.1. V posledním kroku augmentace dochází k u m a z á n í několika částí 

obrázku ve formě p r u h ů po celé vert ikální a nebo horizontální délce fotografie. Šířky 
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pruhů i pozice s t ř edu jsou voleny n á h o d n ě a jejich hodnoty jsou závislé na rozli

šení fotografie. Počet umazávaných p r u h ů je uveden v tabulce 3.1 a uvedený počet 

opakování je proveden jak hor izontálně, tak i ver t ikálně. 

Tab. 3.1: Tabulka předzpracování obrazu 

Počet Počet Šířka 

Rozlišení i terací odmazávaných odmazávaného 

degradace p r u h ů pruhu 

750 x 256 px 2 2 (15,37) px 

1000 x 342 px 3 3 (20,50) px 

1250 x 428 px 5 4 (25,62) px 

3.4 Tvorba datových sad 

Proces tvorby da tových sad lze rozdělit do několika základních kroků: 

1. Načten í názvů fotografií a k n im příslušných cest. 

2. Tvorba pá rů fotografií pocházejících od stejného autora. 

3. Tvorba pá rů pocházejících od různých au to rů . 

4. Rozdělení vytvořených pá rů do trénovací , validační a testovací datové sady. 

5. Rozšíření t rénovací datové sady o p á r y tvořené augmentovanými fotografiemi. 

6. Uložení cest vytvořených p á r ů do příslušných .csv souborů. 

Tvorba párů 

P á r y od stejného autora jsou tvořeny velice jednoduše . Proces je takový, že se pro

vedou kombinace každé fotografie s každou fotografií. Výsledný list stejných pá rů je 

tedy tvořen 4 2 x 332 pá ry fotografií. 

P á r y od různých a u t o r ů je možné tvoři t různými způsoby. Nej jednodušš ím z nich 

by bylo vytvoř i t kombinace všech fotografií každého autora s k a ž d ý m dalš ím auto

rem. V takovém př ípadě by se jednalo o celkem 4 2 x 332 2 pá rů . S t í m t o p ř í s t upem 

by však výsledná da tová sada byla velice nevyvážená, jelikož by celkové zas toupení 

rozdílných p á r ů bylo 332-krát vyšší než stejných pá rů . Proto byl zvolen takový pří

stup, při k t e r ém jsou vytvářeny p á r y kombinací všech čtyř fotografií jednoho autora 

se č tyřmi fotografiemi, k teré pochází od čtyř následujících au to rů . N a obrázku 3.5 

je vyobrazena jedna iterace tohoto procesu. 

S využ i t ím tohoto p ř í s tupu bude výsledný list rozdílných pá rů obsahovat 4 2 x 

332 párů . To znamená , že výsledné datové sady budou nejen vyvážené, ale také 

zas toupení jednot l ivých fotografií bude pro všechny autory stejné. 

28 



Autor 01 • Obr. 1 • 
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Obr. 3.5: Tvorba pá rů od rozdílných a u t o r ů 

Dělení párů 

Takto vytvořené listy jsou následně děleny na jednot l ivé datové sady. K dělení je 

využ i ta funkce train_test split z knihovny Scikit-learn, k t e rá umožňuje list rozdělit 

ve s tanoveném p o m ě r u a potenciá lně i zamíchat pořad í jednot l ivých pá rů . Tato 

funkcionalita však není využívána, jelikož je důležité, aby validační a testovací sady 

neobsahovaly ukázky od au torů , k teř í jsou obsaženi v sadě trénovací . 

List je v p rvn ím kroku rozdělen na testovací a zbytkovou sadu, kdy testovací 

sada obsahuje ukázky od přesně 60 au to rů . V následujícím kroku je zbytková sada 

rozdělena na t rénovací a validační sadu, kdy validační obsahuje ukázky od 30 au to rů . 

Poměr rozdělení je poč í t án podle rovnice 

, požadovaný počet autorů x 16 
velikost sady = ; — . 

celkový počet paru 

Rozšíření a uložení 

Totožným způsobem jsou zpracovány a rozděleny pá ry tvořené originálními a aug-

mentovanými fotografiemi. Avšak, aby nedocházelo k ovlivňování výsledků testování 

a validace datové sady, je využ i ta pouze část augmentovaných fotografií určených 

k t rénování modelů . Tato augmentovaná sada je nás ledně př ipojena k trénovací sadě 

originálních ukázek. 

Po rozšíření jsou jednot l ivé sady, k teré jsou tvořeny cestami a informacemi o tom, 

zdali se j e d n á o stejný nebo rozdílný pár , uloženy do .svg souborů. Tyto soubory 

jsou nadále využívány pro dynamické nač í tán í fotografií při t rénování , validaci či 

tes tování modelů . 
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3.5 Popis navržených modelů 

3.5.1 Prvotní modely 

J e d n á se o t ř i navržené modely které , jak již bylo zmíněno, spadaj í pod skupinu si-

amský konvolučních sítí. Ty to modely mají podobnou strukturu, liší se však p o č t e m 

konvolučních vrstev. Dále jejich hloubkou, velikostí konvolučních jader, využívaným 

opt imizá torem, rychlostí učení a dalšími parametry. Základní podoba modelů je vy

obrazena na obrázku 3.6. 

Vstupní obraz 1 

Vstupní obraz 2 
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Obr. 3.6: Základní struktura modelů 

P á r obrazů vstupuje do konvoluční části sítě, k t e r á m á sdílené parametry a jsou 

zpracovány nezávisle na sobě. Jejich výs tupn í vektory se spojí do jednoho výsledného 

vektoru. Ten je p ř edán dopředné neuronové síti tvořené až t ř emi vrstvami neuronů. 

Poslední z těchto t ř í vrstev obsahuje pouze jeden neuron, k te rý na v ý s t u p u sítě 

udává hodnotu s jakou p ravděpodobnos t í maj í oba vs tupn í obrazy stejného autora. 

Model 1 

P r v n í model je velice jednoduchý, jeho konvoluční síť je tvořena č tyřmi konvoluč-

ními vrstvami s hloubkou filtrů 32, 64, 128 a 256. Velikost konvolučního j á d r a je 

5 x 5 pro p rvn í vrstvu a 3 x 3 pro následující t ř i vrstvy. Po každé provedené kon-

voluci se výsledky normalizují a na normalizované výsledky je apl ikována aktivační 

funkce R e L U . Model nevyužívá žádné vrstvy pro filtraci výsledků, t ěmi můžou být 

např ík lad vrstvy MaxPool ing nebo Dropout. Po provedení těch to čtyř konvolucí je 

na výsledný vektor dat aplikován GlobalAveragePooling, k te rý vypoč te p r ů m ě r n o u 

hodnotu tensoru pro každý z 256 výs tupních filtrů poslední konvoluční vrstvy. Data 

jsou p ř e d á n a vrs tvě neuronů, k t e r á využívavá jako svou akt ivační funkci R e L U . 

Po aktivaci jsou výs tupn í vektory obou zpracovaných obrázků spojeny a zpracovány 

plně propojenou sítí neuronů. Struktura modelu je vyobrazena na obrázku 3.7. 
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Obr. 3.7: Struktura konvoluční část i modelu 1 

Model 2 

Druhý model m á konvoluční síť tvořenou t řemi konvolučními vrstvami s hloubkou 

64, 128 a 256 filtrů. J á d r a všech t ř í konvolucí mají svoji velikost nastavenou na 5 x 5. 

Hodnoty j á d r a jsou inicializovány metodou RandomNormal a při učení dochází k je

j ich regulaci funkcí L2 s p ředávaným parametrem 0,0001. Po každé z konvolucí 

se provádí normalizace, je aplikována R e L U akt ivační funkce a nás ledně se provádí 

MaxPool ing s velikostí j á d r a 2 x 2 a krokem 2 x 2 . N a výsledný vektor je apliko

ván GlobalAveragePooling. P r ů m ě r n é hodnoty po zpracování jednot l ivými filtry jsou 

p ředány vrs tvě neuronů, k t e rá m á váhy inicializované metodou H E N o r m a l a jako 

akt ivační funkci využívají R e L U . Podoba konvoluční části tohoto modelu se nachází 

na obrázku 3.8. 

Obr. 3.8: Struktura konvoluční části modelu 2 

Model 3 

Tře t í navržený model je tvořen konvoluční sítí se č tyřmi konvolučními vrstvami. 

T y mají hloubky nas tavené na 48, 96, 192 a 192 filtrů. J á d r o p rvn í konvoluční 

vrstvy m á velikost 5 x 5 a j á d r a následujících t ř í vrstev mají velikost 3 x 3 . Hodnoty 

konvolučních vrstev jsou inicializované, stejně jako u d ruhého modelu, metodou 
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RandomNormal a regulovány funkcí L2 s p ř e d a n ý m parametrem 0,001. Po každé 

z konvolucí se provádí normalizace, je apl ikována akt ivační funkce R e L U a nás ledně 

je provedený Dropout s parametrem 0,3, kdy dochází k zahození náhodných 30 % 

dat. N a výs tupn í vektor č tv r té konvoluce je aplikován GlobalAveragePooling a data 

se dále předávají výs tupn í vrs tvě konvoluční sítě. Ta je tvořena vrstvou neuronů, 

k te ré mají váhy inicializované metodou H E N o r m a l a jako akt ivační funkce je vy

užívané R e L U . 
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Obr. 3.9: Struktura konvoluční části modelu 3 

3.5.2 Finální modely 

Tyto modely využívají rozličné, ve většině p ř ípadů již ověřené a známé konvoluční 

sítě jako základ pro konvoluční část s iamského modelu. Avšak některé vlastnosti 

jednot l ivých struktur byly poupravené tak, aby se dokázaly lépe zaměř i t na řešený 

problém. 

Základní model 

J e d n á se o vlas tní model, k te rý byl navržen na základě t ř í prvotn ích modelů a 

nevyužívá žádné již existující nebo otestované struktury. 

Stejně jako u modelu 1 (3.5.1) konvoluční část siamské sítě obsahuje 4 bloky. 

T y jsou však tvořené konvoluční vrstvou, normalizací , R e L U aktivací a MaxPool ing 

vrstvou. Hloubky, tedy poč ty filtrů konvolučních vrstev jednot l ivých bloků, jsou 64, 

128, 256 a 512. Velikost j á d r a konvoluční vrstvy pro p rvn í blok je 7 x 7. Druhý blok 

m á velikost j á d r a 5 x 5 a t ř e t í a č tv r tý 3 x 3 . Krok , o kolik se bude filtr posouvat 

s každou iterací, je pro p rvn í t ř i bloky nastaven na hodnotu l x l . Č t v r t ý a poslední 

blok m á krok nastaven na hodnotu 2 x 2. Co se MaxPool ing vrstev týče, tak všechny 

vybíraj í z 2 x 2 pole p rvků s krokem nas t aveným na 2 x 2. Jedinou výjimkou je první 

blok, k te rý vybí rá z pole o velikosti 3 x 3 . 
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Obr. 3.10: Struktura konvoluční vrstvy základního modelu 

V čem se tento model liší je zakončení konvoluční vrstvy. P rvo tn í modely byly 

zakončené vrstvou GlobalAveragePooling. Ta však z výs tupních dat ods t raňovala 

velké množs tv í důleži tých informací, jelikož finální hodnoty průměrovala . Proto byla 

pro tento model použ i t a vrstva Flatten. Ta z výs tupn ího tensoru nepoč í t á p růměr 

nou hodnotu pro každý výs tup filtru, ale pouze převede tento tensor na jednoroz

měrné pole. 

Model založený na síti ResNetl8 

Tento model využívá jako svou konvoluční čás t mírně poupravenou síť ResNet l8 , 

k t e rá je jednou z populárn ích a osvědčených sítí využívaných pro zpracování obrazu. 

Sítě Resnet využívají jako základní s tavební k á m e n takzvaný Residuální blok, k terý 

se nás ledně spojuje do sekvencí. 

Jeden Residuální blok je tvořen dvěma konvolučními vrstvami s velikostí j á d r a 

3 x 3 a hloubkou d. Ta je pro všechny Residuální bloky v sekvenci s te jná a je spe

cifikovaná samotnou strukturou modelu. K r o k s obvykle bývá nastaven na hodnotu 

1 x 1 s výjimkou prvn ího bloku v každé sekvenci, kdy je krok nastaven na hodnotu 

2 x 2 . Specifickou v las tnos t í je sčí tání v s tupn ího a výs tupn ího tensoru na v ý s t u p u 

bloku. Tato vlastnost upravuje chování t é t o struktury tak, že nedochází k hledání 

aproximační funkce f(x), jak by tomu bylo běžně. Dochází však k h ledání apro

ximační funkce f(x) + x, k t e rá je obvykle snazší na vyřešení. To dělá sítě ResNet 

tak účinné při řešení podobných problémů. Struktura jednoho bloku je vyobrazena 

na obrázku 3.11a. 

Samotný model se skládá z j edné konvoluční vrstvy s hloubkou 32, velikostí já

dra 7 x 7 a krokem 2 x 2 . Výs tupn í tensor je normalizován, provádí se aktivace 

R e L U a MaxPool ing s j á d r e m 3 x 3 a krokem 2 x 2 . Takto je obraz předzpraco

ván a následují čtyři sekvence Residuálních bloků. Jak lze vidět na obrázku 3.11b, 

každá ze sekvencí je tvořena dvěma Residuálními bloky a hloubka vni t ř ích konvo-

lučních vrstev je nastavena na hodnoty 64, 128, 256 a 512 filtrů. N a výs tupn í tensor 
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Vstupní tensor 

Conv2D (d, 3x3, s) 

Batch Normal izat ion 

Conv2D (d, 3x3, s) 

Batch Normal izat ion 

O 

Conv2D (32, 7x7, 2x2) 

Batch Normal izat ion 

MaxPoo l ing2D(3x3 , 2x2) 

Residual (2, 64) 

Residual (2, 128) 

Residual (2, 256) 

Residual (2, 512) 

(a) Residuální blok (b) Upravený model Resnetl8 

Obr. 3.11: Struktura Residuálního bloku a upraveného modelu Resnetl8 

poslední sekvence se obvykle aplikuje GlobalAveragePooling. Ten však byl v t é to 

implementaci nahrazen vrstvou Flat ten pro zachování většího množs tv í informací. 

Model založený na síti ResNet34 

Síť ResNet34, k t e rá byla využ i ta jako konvoluční část pro tento model, je velice 

p o d o b n á síti ResNet l8 . O b ě sítě využívají stejný Residuální blok, k t e rý je uve

dený na obrázku 3.11a. Co se týče finální struktury konvoluční část i modelu, tak 

jsou t ak t éž velice podobné . J ed iným rozdílem je poče t Residuálních bloků v každé 

ze sekvencí. Za t ím co ResNet l8 m á 2 bloky v každé ze sekvencí, ResNet34 j ich m á 

více. Sekvence s hloubkou 64 filtrů je tvořena t ř emi bloky, sekvence s hloubkou 128 

filtrů č tyřmi bloky, šest Residuálních bloků tvoří sekvenci s hloubkou 256 filtrů a t ř i 

bloky sekvenci s hloubkou 512 filtrů. 

Model založený na síti ResNet50 

Zat ím co menší sítě ResNet l8 a ResNet34 mají Residuální blok založený na dvou 

konvolučních vrs tvách, v sítích ResNet50 a obecně větších sítích ResNet, se využívají 

Residuální bloky založené na t řech konvolučních vrs tvách. 

Počet vrstev však není j ed iným rozdílem mezi jednot l ivými strukturami. Jak je 

vidět na obrázku 3.12, velikost j á d r a p rvn í a t ř e t í konvoluce je pouze 1 x 1 na rozdíl 

od Residuálního bloku menších ResNet sítí, k te rý m á j á d r o vždy velikost 3 x 3 . 
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Dalš ím rozdílem je, že hloubka nové - t ř e t í konvoluční vrstvy je č tyř ikrá t vyšší 

než hloubka os ta tn ích konvolučních vrstev bloku. To umožňuje síti se lépe zaměř i t 

na větší objekty v obraze. Co naopak zůs tává stejné je krok s, k te rý se řídí s tejnými 

pravidly jako u menších sítí. 

Obr. 3.12: Struktura Residuálního bloku větších modelů ResNet 

Struktura samotného modelu je identická s modelem založeným na síti ResNet34 

a je vyobrazena na obrázku 3.13. Tedy počet Residuálních bloků v jednot l ivých 

sekvencích m á velikost t ř i pro 64 filtrů, čtyři pro 128 filtrů, šest pro hloubku 256 

filtrů a t ř i pro 512 filtrů. Hlavním rozdílem je tedy struktura samotného Residuálního 

bloku, k te rý d a n á síť využívá. 
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Obr. 3.13: Struktura upraveného modelu ResNet50 

Model založený na síti VGG16 

V G G je jedna z nejznámějších struktur konvolučních neuronových sítí. J e d n á se 

o re la t ivně jednoduchou lineární strukturu, k t e rá však podává velmi dobré výsledky 

při konvolučním zpracování obrazu. Tento model využívá konvoluční část šestnáct i -

vrs tvé sítě V G G 1 6 a je zakončen j e d n í m ze dvou zakončení popsaných v sekci 3.5.3. 

Síť je tvořena z pě t i logických bloků, kdy každý z těch to bloků je zakončený 

MaxPool ing vrstvou s j á d r e m a krokem o velikost 2 x 2 . P r v n í a d ruhý blok je 

každý tvořen dvěma konvolučními vrstvami. Hloubky těchto vrstev jsou 64 filtrů pro 
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první a 128 filtrů pro d ruhý blok. Tře t í , č tv r tý a p á t ý blok je každý tvořen t ř emi 

konvolučními vrstvami. Hloubky pro všechny t ř i konvoluční vrstvy v rámci t ře t ího 

bloku jsou 256, v rámci č tv r tého a p á t é h o bloku 512 filtrů. Všechny konvoluční 

vrstvy v modelu mají velikost j á d r a 5 x 5 , jejich krok nas tavený na hodnotu l x l 

a jejich výs tupn í tensor je vždy zpracován aktivací R e L U . 

Model založený na síti GoogLeNet 

Síť GoogLeNet, vyv inu tá společností Google, je založená na t akzvaném Insception 

bloku. Ten je vyobrazen na obrázku 3.14. P r v n í věc, k teré si lze vš imnou je, že se 

tato struktura výrazně liší od např ík lad již uvedeného Residuálního bloku využíva

ného sí těmi ResNet. Vs tupní tensor je zpracováván v několika paralelních větvích 

namís to j edné sekvenční. Účelem každé z těch to větví je se zaměř i t na odlišné de

taily ve v s t u p n í m tensoru dat. Jednot l ivé větve se liší p o č t e m konvolučních vrstev 

a t aké množs tv ím filtrů, k te ré tyto vrstvy vytvář í . Výsledky z těch to větví jsou 

po zpracování sloučeny do jednoho výs tupn ího tensoru. 

Conv2D (dx 2, lxl, lxl) Conv2D (dx4, lxl, lxl) Conv2D (d, lxl, lxl) MaxPooling2D(3x3, lxl) 

Relu Relu Relu Conv2D (d, lxl, lxl) 

Conv2D (dx4, 3x3, lxl) Conv2D (d, 5x5, lxl) Relu 

Relu Relu 
1 • 1 

Concatenate 

Obr. 3.14: Struktura Insception bloku 

Samotný použi tý model 3.15 je inspirovaný část í komplexní struktury modelu 

GoogLeNet, j e d n á se však o velice modifikovanou verzi. Pro zmenšení dimenzí a 

předzpracování dat jsou využi ty dvě konvoluční vrstvy s hloubkami 32 a 64 filtrů. 

Velikost jader těch to vrstev je 5 x 5 a krok je 3 x 3. Obě konvoluce jsou následovány 

normalizací dat, akt ivací R e L U a MaxPool ing vrstvou, k t e rá vybí rá nejvyšší hodnotu 

z j á d r a o velikosti 3 x 3 . K r o k je pro p rvn í MaxPool ing vrstvu nastaven na 3 x 3 

a pro druhou 2 x 2 . Následují p rvn í dvě Insception vrstvy. T y mají nastavenou 

základní hloubku konvolučních vrstev na 128 a 256 filtrů. Dále jsou data zpracována 

t ř e t í MaxPool ing vrstvou, k t e rá m á stejné parametry jako vrstva d ruhá . Po snížení 

množs tv í informace v tensoru dat dochází k jeho předán í poslední Insception vrs tvě. 

Ta m á hloubkou 512 filtrů a po zpracování dat je výs tupn í tensor převeden z n-

rozměrného pole na j ednorozměrné vrstvou Flatten. 
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Obr. 3.15: Struktura navrženého modelu GoogLeNet 

3.5.3 Zakončení sítí 

Prvo tn í modely měly zakončení tvořené vrstvou neuronů. Všechny využívaly b inárn í 

křížovou korelaci jako z t rá tovou funkci. Až na Model 1 (3.5.1), k te rý využíval opti-

mizér A d a m s rychlostí učení 0,0001, využívaly modely opt imizér S G D s rychlostí 

učení 0,01 a clipvalue nastavenou na hodnotu 0,5. 

V př ípadě finálních modelů byly provedeny změny. K a ž d á ze sítí byla na t rénována 

s dvěma různými zakončeními, aby bylo možné vidět , jak velké rozdíly toto zakončení 

vytvář í . 

V p r v n í m př ípadě , bylo zakončení tvořené plně propojenou sítí, k t e r á obsahovala 

vrstvu 64 neuronů. Namís to b inárn í křížové korelace, kterou využívaly p rvo tn í mo

dely, byla využ i ta kont ras t ivní z t rá tová funkce a jako opt imizér se osvědčilo S G D 

s rychlostí učení 0,001 a clipvalue nastavenou na hodnotu 0,5. Pro adresování tohoto 

stylu zakončení se pro z jednodušení bude používat zkratka F C z anglického výrazu 

Fully Connected. 

V př ípadě d ruhém, se z výs tupních tensorů vypoč í t á euklidovská metrika, podle 

které se podobnost nás ledně posuzuje. I pro tyto modely je využívána kont ras t ivní 

z t rá tová funkce. Rozdí lem je využi tý opt imizér , kdy v tomto př ípadě je využi t A d a m 

s rychlostí učení 0,0001 a clipvalue nastavenou na hodnotu 0,5. Pro označování 

tohoto způsobu zakončení bude použ ívána zkratka E D z anglického názvu Euclidian 

Disctance. 

3.6 Schéma experimentu 

N a obrázku 3.16 je uvedené schéma experimentu pro model ResNet l8 s plně propo

jeným zakončením, ve k teré jsou porovnány dvě odlišné ukázky a model je vyhod

nocuje jako rozdílné. 

37 



38 



3.7 Trénování 

Prvo tn í sítě byly t rénovány na původn í anglické a české da tabáz i . Jejich výsledky 

však nebyly dobré , a proto se u finálních mode lů přešlo k t rénování na da t abáz i 

nové. 

Knihovna tensorflow umožňuje t rénovat modely jak na C P U , tak na G P U . Jelikož 

je b ě h e m t rénování na vs tupních tensorech prováděno velké množs tv í re la t ivně jed

noduchých operací jako je násobení a dělení, je t rénování neuronových sítí na G P U 

p o d s t a t n ě rychlejší než na C P U . 

Jedna iterace t rénování se běžně označuje jako epocha. V rámci t é to epochy jsou 

neuronové síti po s tupně předloženy všechny ukázky určené k t rénování . Pro menší 

modely a da t abáze lze všechny ukázky načíst do pamě t i a udržovat je př ipravené 

na moment, kdy je j ich t řeba . Avšak v momen tě , kdy je model nebo da t abáze větší 

může nastat situace, kdy sys tém není schopný udrže jak model, tak ukázky nač tené 

v pamět i . 

Z tohoto důvodu byly napsané t ř ídy pro dynamické nač í tán í dat za běhu t réno

váni. Obě implementované t ř ídy dědí ze t ř ídy Sequence v knihovně Keras a přepisují 

některé její dunder metody. P r v n í t ř ída slouží k nač í tán í dat při t rénování s parame

trem batch^size nas t aveným na hodnotu 1. Tento parametr udává, kolik je zároveň 

zpracováno ukázek v jednom kroku epochy. V tomto př ípadě , t ř í da j ednoduše na

čí tá požadované obrázky na základě uvedených cest. Nač í tán í je provedeno v h lavním 

vlákně programu a to kdykoliv, kdy je o ně zažádáno . D r u h á t ř í da slouží k načí

t á n í dat při t rénování s parametrem batch size nas t aveným na hodnotu vyšší jak 1. 

V tomto př ípadě by sekvenční nač í tán í x ukázek zpomalilo celkovou dobu t rénování 

sítě přibl ižně x-krá t . Proto bylo využi to knihovny multiprocessing a objektu pool, 

k te rý umožňuje jednoduchou tvorbu a správu vláken procesu. S jejich využ i t ím jsou 

jednot l ivé p á r y ukázek nač í t ány paralelně. P ř i vytvoření objektu t é t o t ř ídy dochází 

k vytvoření s tejného p o č t u vláken jako je nas t avená hodnota batch size. To zna

mená , že při každém kroku epochy nač te každé v lákno přesně jeden pá r ukázek pro 

t rénování . 

Celková rychlost t rénování je s využ i t ím těchto t ř íd stejná, jako kdyby všechny 

ukázky byly již nač tené v pamět i . Celkové využi t í p a m ě t i R A M je při využívání pa

ralelního nač í tán í mnohonásobně nižší. Jelikož je ale spuš těno více vláken současně, 

tak je využi t í C P U vyšší. 

3.8 Tvorba Attention map 

Attention mapy jsou obrázky, k teré vyznačují ve v s t u p n í m obraze oblasti, na které 

se konvoluční síť zaměřuje. Jsou tvořeny v s t u p n í m obrazem a v ý s t u p n í m tensorem 
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některé z vrstev konvolučního modelu. 

U běžných konvolučních sítí je tvorba těchto attention map jednoduchá . Avšak 

u s iamských konvolučních sítí se to ukázalo být komplikovanější. Proto bylo n u t n é 

přijít se způsobem, jak z modelu získat p o t ř e b n á data pro jejich tvorbu. 

Jak již bylo zmíněno, siamské konvoluční sítě zpracovávají dva obrázky jednou 

sítí. T í m t o způsobem dochází ke sdílení p a r a m e t r ů a síť se je schopná učit rozezná

vat podobnost, nebo rozdílnost vs tupních obrázků. Implementace velice j ednoduché 

siamské konvoluční sítě může vypadat nějak takto 3.1: 

f r o m k e r a s . l a y e r s i m p o r t Conv2D , I n p u t , R e L U 

f r o m k e r a s . m o d e l s i m p o r t S e q u e n t i a l , M o d e l 

o b r á z e k _ a = I n p u t ( s h a p e = ( v ý š k a , š í ř k a ) ) 

o b r á z e k _ b = I n p u t ( s h a p e = ( v ý š k a , š í ř k a ) ) 

k o n v o l u č n í _ č á s t = S e q u e n t i a l ( [ 

C o n v 2 D ( 6 4 , n a m e = " v r s t v a l " ) , R e L U ( ) , 

C o n v 2 D ( 1 2 8 , n a m e = " v r s t v a 2 " ) , R e L U ( ) 

] , n a m e = " k o n v o l u č n í _ č á s t " ) 

t e n s o r _ o b r á z k u _ a = k o n v o l u č n í _ č á s t ( o b r á z e k _ a ) 

t e n s o r _ o b r á z k u _ b = k o n v o l u č n í _ č á s t ( o b r á z e k _ b ) 

# P o r o v n á n í v ý s t u p n í c h t e n s o r ů . . . 

o u t p u t = . . . 

m o d e l = M o d e l ( 

i n p u t s = [ o b r a z e k _ a , o b r a z e k _ b ] , o u t p u t s = o u t p u t 

) 

Výpis 3.1: Ukázka j ednoduchého siamského modelu 

Tato síť m á definované dva vstupy nazvané obrazek_a a obrazek_b, u k terých 

je t ř eba urči t velikost jednot l ivých vs tupů . Dále k o n v o l u č n í _ č á s t , kterou tvoří dvě 

konvoluční vrstvy a dvě aktivace R e L U . 

N a p rvn í pohled by se mohlo zdá t , že stačí pouze sáhnout do konvoluční části 

modelu a uložit si výs tup požadované vrstvy 3.2. 

k o n v o l u č n í _ č á s t = m o d e l . g e t _ l a y e r ( " k o n v o l u č n í _ č á s t " ) 

t e n s o r l = k o n v o l u č n í _ č á s t . g e t _ l a y e r ( " v r s t v a l " ) . o u t p u t 

Výpis 3.2: Nefunkční způsob získání v ý s t u p u vrstvy modelu 
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Tento p ř í s tup však nebude fungovat, jelikož je model spojován formou grafu a 

definice vs tupn ího tensoru (obrazek_a, obrazek_b) pro k o n v o l u č n í _ č á s t p rob íhá 

až po definici s amotné konvoluční sítě 3.1. To znamená , že v momen tě , kdy je zís

káván t e n s o r l 3.2, konvoluční část sí tě n e m á určený její vstup, a i když je možné 

model zkompilovat, není na n ě m možné spustit tes tování . 

Řešením tohoto problému je extrahovat vrstvy na t rénovaného modelu a využí t je 

k vytvoření nové konvoluční sítě. Ta bude mí t pouze jeden vstup a bude definována 

funkcionálně. Tento způsob řešení umožní p ř í s tup k j edno t l ivým v ý s t u p n í m tensorů, 

k teré nás ledně stačí uvést jako výs tup sítě. Implementace by v př ípadě uvedené sítě 

vypadala následovně 3.3: 

o b r a z e k _ a = m o d e l . g e t _ l a y e r ( i n d e x = 0 ) . i n p u t 

k o n v o l u č n í _ č á s t = m o d e l . g e t _ l a y e r ( " k o n v o l u č n í _ č á s t " ) 

t e n s o r l = k o n v o l u č n í _ č á s t . l a y e r s [ 0 ] ( o b r a z e k _ a ) 

t e n s o r 2 = k o n v o l u č n í _ č á s t . l a y e r s [ 1 ] ( t e n s o r l ) 

t e n s o r 3 = k o n v o l u č n í _ č á s t . l a y e r s [ 2 ] ( t e n s o r 2 ) 

t e n s o r 4 = k o n v o l u č n í _ č á s t . l a y e r s [ 3 ] ( t e n s o r 3 ) 

n o v ý _ m o d e l = M o d e l ( 

i n p u t s = o b r a z e k _ a , o u t p u t s = [ t e n s o r 1 , t e n s o r 3 , t e n s o r 4 ] 

) 

Výpis 3.3: Funkční způsob získání v ý s t u p u vrstvy modelu 

Po vytvoření tohoto modelu jej stačí pouze otestovat a v ý s t u p e m sítě budou 

všechny tensory uvedené v parametru outputs nového modelu. Výsledné tensory 

budou uložené ve č ty ř rozměrném poli . P r v n í dimenze adresuje jednot l ivé výstupy, 

d r u h á a t ř e t í adresuje jednot l ivé hodnoty fotografie a č tv r t á z dimenzí adresuje vý

stupy z jednot l ivých filtrů, k teré jsou definovány hloubkou konvolučních sítě. Takto 

získaná data lze následně lehce pře t ransformovat na attention mapy. N a ty je ná

sledně vhodné aplikovat nějaký barevný gradient pro lepší čitelnost. Obvykle se vy

užívají tepelné mapy, kdy červené ods t íny označují vyšší množs tv í zaměření a modré 

nižší. 
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4 Výsledky práce a diskuze 
V rámci t é t o práce bylo na t rénováno několik různých mode lů s iamských konvoluč-

ních sítí na dvou rozdílných da tabáz ích a pro několik rozdílných rozlišení vs tupních 

fotografií. Cílem bylo porovnat, k t e rý model bude podáva t nej lepší výsledky při po

kusu o rozeznávání ručně psaného p í sma a j aký vl iv na tyto výsledky m á rozlišení 

vs tupních obrázků. 

Prvotní modely 

Prvo tn í modely, zmíněné v sekci 3.5.1, byly na t rénovány na původn í da t abáz i tvořené 

českými a anglickými ukázkami textu 3.2.1. Trénovací sada obsahovala 19900 párů , 

validační sada 4840 pá rů a testovací sada 4990 p á r ů textu. Jednalo se o první pokusy, 

k teré nebyly velice úspěšné, jak je možné vidět v tabulce 4.1. 

Tab. 4.1: Tabulka výsledků prvotních modelů 

Rozlišení Model Zakončení Ztrá tovost 
Přesnos t 

odhadu 

600 x 200 

Model 1 

Model 2 

Model 3 

plně 

propojené 

3,26 

2,37 

1,40 

66.1 % 

76.2 % 

66.3 % 

Nejlepší výsledek podával Model 2 s přesnost í odhadu 76,2 %. Je p ravděpodobné , 

že se model nezaměřoval pouze na text samotný. Zaměřoval se p ravděpodobněj i 

na jeho pozici v obraze, vzdálenost od okrajů a j iné metriky, k te ré lze ze dvou ukázek 

textu vyčíst . Z exper imentování bylo zjištěno, že p rob lém byl na vícero místech. 

P ů v o d n í da t abáze nebyla pro p rvo tn í t rénování vhodná . K d y b y modely byly 

již p řed t rénovány na rozsáhlé da t abáz i ukázek, tak by se dalo p ředpok láda t , že 

výsledky těchto modelů budou po na t rénování na původn í da t abáz i p o d s t a t n ě lepší. 

Ty to navržené modely však byly t rénovány od nuly, jednot l ivé filtry a neurony měly 

hodnoty inicializované pouze n á h o d n ý m i hodnotami. 

Dalš ím z problémů se ukáza la být použ i t á z t rá tová funkce. Binárn í křížová kore

lace, byť už i tečná při snaze klasifikovat data jako jednu ze dvou možných kombinací , 

se ukáza la být nevhodnou z t rá tovou funkcí pro klasifikaci takto komplexního pro

blému. Z tohoto důvodu byla u finálních mode lů použ i t a kont ras t ivn í z tá tová funkce, 

k t e rá s použ i tými strukturami mode lů podáva la daleko lepší výsledky. 

Pos ledním p rob lémem se v některých př ípadech ukázal být použi tý opt imizér . 

Ukázalo se, že opt imizér A d a m funguje velice špa tně s jednoduchou vrstvou neuronů, 
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ale naopak podává dobré výsledky při t rénování konvolučních sítí, k teré tyto vrstvy 

neobsahují . Opt imizér S G D , neboli s tochast ický gradien tn í sestup, naopak funguje 

dobře s j ednoduchými vrstvami neuronů, ale v p ř ípadě čistě konvolučních sítí podává 

velmi špa tné výsledky. 

Finální modely 

Fináln í modely, k te ré jsou popsané v sekci 3.5.2 byly na t rénovány na nově vytvo

řené da tabáz i . Celkově tuto da t abáz i tvořilo 18368 pá rů fotografií. D a t a b á z e byla 

rozdělena na 960 pá rů pro validační sadu, 1920 p á r ů pro testovací sadu a 15488 

pá rů pro t rénovací sadu. Pouze trénovací sada obsahovala jak originální, tak aug-

mentované pá ry fotografií. Rozdělení stejných a rozdílných ukázek ve všech sadách 

je přesně 50:50. Výsledky na t rénovaných modelů pro rozlišení 750 x 256 pixelů je 

možné nalézt uvedené v tabulce 4.2. 

Z tabulky je vidět , že nej lepšího výsledku pro toto rozlišení, dosáhl model za

ložený na síti ResNet l8 , k te rý dosáhl celkově nejvyšší přesnost i 92,2 % a využíval 

E D zakončení sítě. Další z modelů , k te ré podáva ly podobně úspěšné výsledky je 

ResNet50 s F C zakončením. Ten dosáhl výsledné přesnost i 90,1 %. Je n u t n é po-

Tab. 4.2: Tabulka výsledků finálních mode lů pro rozlišení 750 x 256 

Rozlišení Model Zakončení Ztrá tovost 
Přesnos t 

odhadu 

Základní model 
euklidovská metrika 

plně propojené 

0,530 

0,529 

50,6 % 

87,0 % 

V G G 1 6 
euklidovská metrika 

plně propojené 

0,109 

0,482 

89,9 % 

89,5 % 

750 x 256 

ResNet l8 
euklidovská metrika 

plně propojené 

0,111 

2,178 

92,2 % 

86,1 % 
750 x 256 

ResNet34 
euklidovská metrika 

plně propojené 

0,148 

3,981 

83,3 % 

87,8 % 

ResNet50 
euklidovská metrika 

plně propojené 

0,296 

9,314 

87,1 % 

90,1 % 

GoogLeNet 
euklidovská metrika 

plně propojené 

0,250 

6,030 

50,0 % 

74,4 % 

dotknout, že tento model preferoval odhadovat, že pá ry ukázek jsou rozdílné. To 

pro prakt ické využi t í není nejvhodnější . Je však lepší, když model o stejných ukáz

kách řekne, že jsou rozdílné, než když o různých ukázkách řekne, že jsou stejné. 
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Za zmínku také stojí model využívající síť V G G 1 6 . Oba modely dosáhly výsledku 

pouze o pá r desetin procent horš ího než výsledek sítě ResNet50 s F C zakončením. 

Nejhorší výsledky naopak podal základní model a také model, k t e rý využíval 

strukturu GoogLeNet jako svou konvoluční část . Obě struktury využívaly E D za

končení. P řesný důvod, proč se sítě nebyly schopné nauči t rozeznávat a lespoň část 

ukázek, lze těžko urči t . 

Do tabulky 4.3 byly zaneseny výsledky sítí na t rénovaných na ukázkách s rozli

šením 1000 x 342 pixelů. 

Nejlepšího výsledku pro toto rozlišení znovu dosáhl model založený na síti Re-

sNet l8 . Jeho přesnost dosahovala 88,6 %. Byť je to nejlepší výsledek pro dané rozli

šení, je o t éměř 4 % horší, než když byla tato síť na t r énována na rozlišení 750 x 256. 

Dalších sítí, k te ré dosáhly podobného výsledku jako nejlepší model v dané kategorii, 

je v porovnán í s tabulkou 4.2 více. P a t ř í mezi ně modely založené na sítích V G G 1 6 , 

ResNet l8 a GoogLeNet s F C zakončením a také ResNet50 s E D zakončením. 

Tab. 4.3: Tabulka výsledků finálních modelů pro rozlišení 1000 x 342 

Rozlišení Model Zakončení Ztrá tovost 
Přesnos t 

odhadu 

Základní euklidovská metrika 0,532 62,5 % 

model plně propojené 0,557 83,1 % 

V G G 1 6 
euklidovská metrika 

plně propojené 

0,115 

0,496 

85,7 % 

88,4 % 

1000 x 342 

ResNet l8 
euklidovská metrika 

plně propojené 

0,162 

1,831 

88,6 % 

88,4 % 
1000 x 342 

ResNet34 
euklidovská metrika 

plně propojené 

0,148 

3,978 

87,7 % 

84,1 % 

ResNet50 
euklidovská metrika 

plně propojené 

0,175 

9,457 

88,5 % 

50,0 % 

GoogLeNet 
euklidovská metrika 

plně propojené 

0,165 

5,990 

79,3 % 

88,2 % 

Jed iným modelem, k te rý se nebyl schopný ani částečně nauči t rozeznávat jednot

livé páry, byl ResNet50 s F C zakončením. Tento výsledek je velice zajímavý, jelikož 

pro rozlišení 750 x 256 se jednalo o d ruhý nejlepší model. Dalš ím z modelů , k teré 

nepodávaly dobré výsledky je základní model využívající E D . 

V tabulce 4.4 lze nalézt výsledky mode lů na t rénovaných na da t abáz i ukázek 

s rozlišením 1250 x 427 pixelů. 
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Pro toto rozlišení nej lepšího výsledku překvapivě nedosáhl model založený na 

s t ruk tu ře ResNet l8 . Dosáhl jej model založený na síti GoogLeNet s přesnost í odhadu 

89,0 %. Druhý v po řad í byl model ResNet l8 využívající E D jako zakončení sítě. 

Tab. 4.4: Tabulka výsledků finálních modelů pro rozlišení 1250 x 427 

Rozlišení Model Zakončení Ztrá tovost 
Přesnos t 

odhadu 

Základní euklidovská metrika 0,822 50,0 % 

model plně propojené 0,539 84,3 % 

V G G 1 6 
euklidovská metrika 

plně propojené 

0,250 

0,484 

50,0 % 

88,5 % 

1250 x 427 

ResNet l8 
euklidovská metrika 

plně propojené 

0,139 

2,169 

88,2 % 

84,4 % 
1250 x 427 

ResNet34 
euklidovská metrika 

plně propojené 

0,134 

3,964 

87,4 % 

86,7 % 

ResNet50 
euklidovská metrika 

plně propojené 

9,458 

0,250 

63,6 % 

50,0 % 

GoogLeNet 
euklidovská metrika 

plně propojené 

0,266 

5,849 

68,4 % 

89,0 % 

Modelů, k teré se pro toto rozlišení nedokázaly nauči t rozeznávat ukázky, je ně

kolik. P a t ř í mezi ně základní model a model založený na s t ruk tu ře V G G 1 6 , k teré 

využívají E D a také model založený na síti ResNet50 s F C zakončením. Mez i mo

dely, k teré nepodávaly dobré výsledky pa t ř í GoogLeNet a ResNet50 využívající E D 

jako jejich zakončení. 

Ze všech na t rénovaných mode lů dosáhl nej lepšího výsledku model ResNet l8 s E D 

na t rénovaný na datové sadě s rozlišením 750 x 256. Dosáhl přesnost i 92,2 % a podával 

celkově dobré výsledky i pro os t a tn í rozlišení. Avšak z grafů t rénování 4.1,4.3 je 

vidět , že tyto výsledky nebyly stabilní . Naopak nejhorších výsledků dosáhl základní 

model, k t e rý t ak t éž využíval E D . Je vidět , že výs tupn í tensory konvoluční části 

tohoto modelu nelze j ednoduše porovnat. V momen tě , kdy bylo zakončení vyměněno 

za F C , model začal dosahovat daleko obstojnějších výsledků. 

Zajímavostí , kterou lze z tabulek vyčíst je, že ne všechny modely se řídily stej

nými principy. Modely jako je ResNet l8 , V G G 1 6 a ResNet50 podávaly daleko lepší 

výsledky při nižším rozlišení vs tupních fotografií. Kdež to model GoogLeNet naopak 

podával lepší výsledky při vyšším rozlišení a model založený na ResNet34 dosahoval 

přibližně stejných výsledků pro všechna rozlišení. 
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Ukázalo se, že hodnota z t rá tovos t i u modelů s F C zakončením neudává skutečnou 

chybovost sítě. Lze si t aké vš imnout , že použi t í F C zakončení mělo u většiny modelů, 

k te ré podávaly špa tné výsledky s E D zakončením, pozi t ivní vl iv. Jedinou výjimkou 

je síť využívající ResNet50, na kterou toto zakončení mělo u vyšších rozlišení vl iv 

špatný. 

N a následujících grafech 4.1, 4.2 a 4.3 jsou zobrazeny výsledky t rénování nejlep-

ších modelů pro jednot l ivá rozlišení. 

0 5 10 15 20 25 30 

epocha [~] 

Obr. 4.1: Výsledky t rénování nejlepších modelů pro rozlišení 750 x 256 

epocha [~] 

Obr. 4.2: Výsledky t rénování nejlepších modelů pro rozlišení 1000 x 342 
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Obr. 4.3: Výsledky t rénování nejlepších mode lů pro rozlišení 1250 x 427 

Lze si vš imnout , že modely ResNet, k teré využívají zakončení E D , jsou velmi ne

stabi lní oproti jejich verzím s F C zakončením. Přesný důvod, proč se tento problém 

u daných sítí vyskytuje, není jistý. Síť byla na t r énována a o tes tována pro všechny do

s tupné opt imizéry a různé rychlosti učení. Tento prob lém však přetrvával . Je možné, 

že pouhé porovnán í výs tupních tensorů je u t é t o sítě nedos ta tečné a problemat ické. 

Attention mapy 

Ve snaze porozumět nes tab i ln ímu chování sítí byly vytvořeny attention mapy, k teré 

umožní porovnat na co se síť zaměřuje a co by mohlo být důvodem té to nestability. 

N a obrázcích 4.4 lze vidět attention mapy nejlepšího modelu ResNet l8 , k terý 

využívá E D zakončení a toho stejného modelu po dvou extra epochách t rénování . 

Největších rozdílů si lze vš imnout u č tvr té , pá t é , šesté a sedmé vrstvy modelu. Tyto 

Residuální bloky ve dvou epochách komple tně změnily svoje zaměření a soustředí 

svoji pozornost na množs tv í p rázdné bílé plochy v obraze. 

Pro porovnán í jsou na obrázku 4.5 vyobrazeny attention mapy modelu ResNet l8 

s F C zakončením. P r ů b ě h učení tohoto modelu byl s tabi lní , a i když nedosahoval 

tak dobrých výsledků jako zmíněný ResNet l8 s E D , tak je z map vidět , že se model 

zaměřuje čistě na text ukázky. 

Z těch to výsledků by se dal vyvodit závěr, že E D zakončení není pro řešení tohoto 

problému nejvhodnější . I když jsou modely, k teré ho využívají, schopny dosáhnou t 

lepších výsledků na t é t o l imitované da tabáz i , způsob j a k ý m těchto výsledků dosáh

nou není správný a žádaný. 
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Obr. 4.4: Attention mapy vrstev modelu ResNet l8 se zakončením E D 

Avšak výsledky jednoho modelu nejsou pro vyvození takového závěru dostačující. 

Pro kontrolu, že se ne jedná pouze o n á h o d u a vlastnost struktury ResNet, byly 
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Obr. 4.6: Attention mapy vrstev modelu V G G 1 6 se zakončením E D 

Obr. 4.7: Attent ion mapy vrstev modelu V G G 1 6 se zakončením F C 

vytvořeny attention mapy i pro model V G G 1 6 . Ten využívá komple tně odl išnou 

strukturu konvoluční sítě a pro rozlišení 750 x 256 dosahoval u obou zakončení 

velice dobrých výsledků. Výsledné mapy pro model využívající E D jsou zobrazeny 

na obrázku 4.6 a pro model využívající F C zakončení na obrázku 4.7. 

Jak je z attention map jednot l ivých mode lů vidět , V G G 1 6 s F C zakončením 

se zaměřuje čistě na text ukázky. V G G 1 6 s E D zakončením se naopak více zaměřuje 

na délky vět - vrstvy t ř inác t až p a t n á c t , a velikost plochy pok ry t é textem. 

Lze si t aké vš imnout nechtěného pruhu, k te rý vznikl na vrchní h r aně obrázku. 
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Tento pruh se objevil v sedmé vrs tvě modelu, kdy byl p r avděpodobně vytvořen ost

r ý m přechodem mezi hodnotami tensoru a nulovými hodnotami doplněnými na pře

sahující pozice j á d r a konvoluce. Místo pot lačení se model na tento pruh zaměři l a 

kladl na něj velký důraz . 

Ty to výsledky podporuj í již s tanovený závěr, že euklidovská metrika není pro ře

šení tohoto problému vhodná . Tedy alespoň ve stylu použi t í , v j akém byla využi ta 

v t é t o práci u daných modelů . 
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Závěr 
Tato práce se zabývá problematikou analýzy ručně psaného českého p í sma s využi t ím 

umělé inteligence. Tedy navržen ím funkčního experimentu, pomocí k te rého by bylo 

možné porovnat pá ry ukázek tvořené českými texty a na základě jejich podobnosti 

rozhodnout, zda tyto ukázky pochází od stejného autora, či nikoliv. 

V rámci t é to diplomové práce byly zpracovány dohromady dvě da t abáze . P rvn í 

je tvořena českými a anglickými ukázkami textu. T y pochází ze s ta rých školních 

t e s tů a veřejné da t abáze C S A F E [9]. D r u h á da t abáze je tvořena ukázkami věty, 

k t e rá byla speciálně navržené tak, aby obsahovala všechna diakri t ická znaménka 

používaná v českém jazyce. V rámci experimentu bylo navrženo několik s iamských 

konvolučních sítí, k teré se lišily v použ ívaném zakončení a s t ruk tu ře konvoluční části 

sítě. Experiment byl implementován v jazyce Python verze 3.10 a v rámci implemen

tace byly využívány knihovny jako Tensorflow, Keras, O p e n C V , Numpy, Scikit-learn 

a další. Jednot l ivé sítě byly na t rénovány na několika odlišných rozlišeních a jejich 

výsledky byly zaneseny do tabulek a grafů. Pro vizualizaci informací, na k teré se sítě 

v textu zaměřují , byly pro dvě rozdílné konvoluční struktury a zakončení extraho

vány a vytvořeny attention mapy, k teré byly posléze porovnány. 

Z tabulek všech porovnaných mode lů lze vidět , že nej lepšího výsledku dosáhla 

síť založená na s t ruk tu ře ResNet l8 . Model využíval zakončení tvořené euklidovskou 

metrikou a jeho úspěšnost je 92,2 % na vlas tn í da t abáz i tvořené ukázkami s rozli

šením 750 x 256. P ř i porovnán í výsledků mode lů pro různá rozlišení vs tupních dat, 

si lze vš imnout urči tých zajímavostí . Struktury jako jsou ResNet a V G G podávaly 

lepší výsledky s nižším rozlišením vs tupních dat, za t ím co GoogLeNet dosahoval 

lepších výsledků s vyšším v s t u p n í m rozlišením. Z grafů t rénování vyšlo najevo, že 

modely využívající euklidovskou metriku byly velmi nestabi lní v porovnán í s modely, 

k teré využívaly plně propojené zakončení. Vytvořené attention mapy dále ukázaly, že 

plně propojené zakončení m á na siamské konvoluční sítě velmi pozi t ivní vl iv . Modely 

se zaměřuj í na jednot l ivá slova, jejich tvary a pozici v textu. S a m o t n á euklidovská 

metrika se naopak ukáza la nebýt pro zakončení sítí nejlepší volbou. I když jsou mo

dely, k teré j i využívají, schopny dosáhnou t výborných výsledků, mají tendenci se 

zaměřovat na informace, k teré se netýkaj í rukopisu autora. 

N a tuto práci by bylo možné navázat rozšířením da tových sad, o tes továním dal

ších rozlišení pro již existující navržené sítě, vyzkoušením j iných způsobů zakončení 

sítí a t aké navržením nových mode lů využívajících vlas tní , či již o tes tované struktury 

konvolučních sítí. 
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A Obsah elektronické přílohy 
V při loženém souboru lze nalézt : 

/ kořenový adresář přiloženého archivu 
Attention_maps složka s vygenerovanými attention mapami 
Handwriting_scripts skripty napsané v jazyce Python 

attention_maps.py 

augment_photos.py augmentace a zmenšení obrázků 
config.py konfigurace parametrů sdílených mezi skripty 
create_dataset .py dělení obrázků a tvorba datových sad 
dataset_loader .py funkce pro načítání ukázek 
data_generators .py.. . třídy pro dynamické načítání ukázek během trénování 
layer_functions.py 

siamese_GoogLeNet.py 

siamese_model.py 

siamese_resnet.py 

siamese_VGG.py 

test_model.py 

train_model.py 

Photos obrázky a jejich rozdělení do datových sad 
paragraphs složka obsahující všechny obrázky 

_ originál složka obsahující složky originálních obrázků 
1 0 složka s originálními obrázky 
a l l složka obsahující zmenšené a augmentované obrázky 

pairs_train.csv 

pairs_test.csv 

pairs_valid.csv 

pairs_cross.csv 

pairs_all.csv 

Models složka pro nově vytvořené modely 
README. md návod 
Results složka pro výsledky trénování a vygenerované attention mapy 
./run_training.sh skript pro trénování všech modelů ve složce Models 
requirements .txt potřebné knihovny jazyka Python 

Kód byl otes tován na operačn ím sys tému Linux s verzí jazyka Python 3.10.7. 

Př i vývoji bylo používáno I D E Visua l Studio Code. 
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