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Abstrakt

Metaheuristické metody, inspirované fyzikalnimi, biologickymi, chemickymi, séman-
tickymi 1 socialnimi jevy, jsou aplikovany pro optimalizaci uloh s rozsahlou mnozinou
moznych feseni v Sirokém spektru oborti véetné zemedelstvi, pficemz vyznamnou ¢ast
tvoti evolu¢ni vypocty, z nichz jsou pro potieby precizniho zemédélstvi vyuzivany
predev§im genetické algoritmy. Tato prace se zabyva jejich implementaci v ramci pro-
blematiky planovani tras pojezdu zemédélské techniky s cilem snizeni délky trajekto-
rie pohybu na souvratich 1 ve vnitfni casti pozemku. Vytvoreny algoritmus se sklada
z nékolika casti, kdy nejprve dochazi k vypoctu soutadnic dil¢ich tras a nasledné apli-
kaci genetickych algoritmt k optimalizaci otaceni souprav na souvratich vhodnou
kombinaci jejich prijezdt s ohledem na vstupni parametry zahrnujici polomér otaceni
a zabér nastroje. Kvalitu ziskanych vysledkt ovliviiuje mnoho parametrii pouzitého
genetického algoritmu, jako je velikost populace, pocet generaci ¢i zvoleny typ se-
lekce, kdy se zvySujicim se mnozstvim chromozomu v populaci i generaci dochazi
k vygenerovani lepSich feseni, umoziiujicich zkraceni vzdalenosti pojezdu pii otaceni
na souvratich o vice nez 37 %, coz muze ptimo vést k usporam pracovniho Casu, po-

honnych hmot a niz§imu zhutnéni pudy.

Klicova slova: genetické algoritmy; metaheuristické metody; planovani pojezdovych

tras; optimalizace trajektorie pohybu; otaceni zeméd€lskych stroji na souvratich



Abstract

Metaheuristic methods, inspired by physical, biological, chemical, semantic and social
phenomena, are used to optimise problems with a large number of possible solutions
in a wide range of fields, including agriculture, with a significant part of evolutionary
computation, of which genetic algorithms are mainly used for precision agriculture.
This paper deals with their implementation in the context of the problem of planning
the routes of agricultural machines with the aim of reducing the length of the trajectory
of movement both on the headlands and in the inner part of the plot. The developed
algorithm consists of several parts, where first the coordinates of the partial routes are
calculated and then genetic algorithms are applied to optimise the rotation of the im-
plements on the headlands through a suitable combination of their passes with respect
to the input parameters, including the turning radius and the tool sweep. The quality
of the results obtained is influenced by many factors, such as the size of the population,
the number of generations or the type of selection chosen, with better solutions being
generated as the number of chromosomes in the population and generations increases,
allowing a reduction of more than 37 % in the distance travelled when turning on he-
adlands, which can directly translate into savings in working time, fuel and reduced

soil compaction.

Keywords: Genetic algorithms; metaheuristic methods; route planning; trajectory op-

timisation; headland turning of agricultural machine
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Uvod

Zemédélska puda je nepostradatelnym statkem, bez kterého by nebyla mozna pro-
dukce potravin nejen rostlinného, ale potazmo také zivocisného puvodu. I piesto jsme
svédky vyznamného zabirani zeméd¢lské pudy pro nezemédélské ucely a jejiho dal-
§iho znehodnocovani v dasledku pouziti nevhodnych technologickych postupt. Jed-
nim z nejvyznamnegjSich typa pudni degradace je zhutnéni pudy (Shah et al., 2017).
V soucasnosti je zhutnénim ohrozeno az 68 miliont hektard pudy a z toho pfipada
33 milionti ha na Evropu (Pravalie, 2021), pfi¢emz hlavnim faktorem zodpovédnym
za tento stav je predevs§im jeji vysoké mechanické zatizeni zpusobené pojezdem ze-
meédélské techniky po pozemku (Mileusni¢ et al., 2022). Soucasné situaci nepiispiva
ani zvySujici se hmotnost zemédélskych stroju, ktera se za poslednich nékolik deseti-
leti vyrazné zvysila (Shabeb et al., 2021; Sivarajan et al., 2017).

Zhutnéni pudy je doprovazeno fadou nezadoucich jevu, jako je zvySovani obje-
mové hmotnosti pady, snizeni velikosti pord, propustnosti nebo dostupnosti zivin,
které maji za nasledek snizeni zemédélské produkce (Carla et al, 2022; Carceles Ro-
driguez et al., 2022). V duasledku zhutnéni klesa schopnost pudy zadrzet vodu, ¢imz se
zvySuje povrchovy odtok a riziko vodni eroze (de Lima et al, 2017; Centeri, 2022). Se
zhutnénim pudy jde ruku v ruce také zvySeni energetické narocnosti obdélavani pudy
a snizeni jeho kvality (Kumhala et al., 2013).

Mezi vyznamné technologické postupy vedouci k eliminaci zhutnéni pady patii
fizeny pohyb zemédélskych stroji po pozemcich, tzv. Controlled Traffic Farming
(CTF) (Bulgakov et al., 2022). Principialné je mozno CTF charakterizovat tak, ze po-
hyb zemeéd¢lskych stroji je sveden do predem stanovenych drah (Hussein, 2022; Ta-
mirat et al., 2022), které optimalnim zptsobem pokryvaji cely pozemek. Vhodnou vol-
bou trajektorie zemédélskych stroji je mozno vyrazné redukovat miru zhutnéni po-
zemku v dusledku pojezdu zemédélské techniky. Naptiklad Edwards et al. (2017) pro-
kazali, ze optimalizované drahy mohou snizit délku tras zemedélskych strojii o 18 %,
pficemz pfi vyuziti stroji se stejnym rozvorem kol je mozno dosahnout hodnoty
az 30 % (Kumbhala et al., 2013). Marinello F. et al. (2017) ve své praci konstatuji, ze
diky fizenému pohybu zeméde€lské mechanizace muize byt ocekavano zvyseni vynosu
plodin o vice nez 10 %.

Pohyb zemédélské techniky po pozemku lze rozdélit do dvou Casti na pojezdy

organizovanych dil€ich tras ve vnitini oblasti pole a otaCeni na souvrati nutné pro




zménu sméru a jejich prijezd, priCemz pro snizeni vzdalenosti celkové trajektorie je
tteba se =zaméfit na optimalizaci pohybu v obou oblastech (Utamima
et Djunaidy, 2021). He et al. (2023) uvadi, ze snizeni pojezdové vzdalenosti pfi otoc-
kach na souvratich je pro minimalizaci délky kompletni drahy pohybu velice dalezité.
Techniky planovani optiméalnich pojezdovych tras zahrnuji rozli€né piistupy vcetné
metaheuristickych metod zaméfenych na hledani optimalnich vysledkl u problematik
s rozsahlym prostorem moznych feseni jako optimalizace rojenim ¢astic, optimalizace
pomoci mravenci kolonie ¢i genetické algoritmy (Santos et al., 2020).

V softwarovém inzenyrstvi se pojmem geneticky algoritmus oznacuje takovy po-
stup, kdy se opakované vybira, kfizi a mutuje populace (data) za ucCelem vytvoreni
nové generace, ktera bude predstavovat vhodngjsi feSeni daného problému nez pu-
vodni (rodicovskd) generace (Han et al., 2017). Soucasti rozhodovaciho procesu je
také stanoveni podminky, pfi které je mozno vypocet ukoncit s tim, ze bylo nalezeno
,,dostate¢né vhodné* feseni dané ulohy.

Dizertacni prace je zaméfena na aplikaci genetickych algoritmt v problematice
pojezdu zemédé€lské techniky po pozemku za tielem snizeni délky trajektorii pohybu
pfi otaceni na souvratich. Minimalizace délky drahy otoCek mize mit pozitivni vliv na
finan¢ni naro¢nost i ekologickou stopu, kdy snizenim pracovniho ¢asu stroje dochazi
k usporam provoznich vydaju zahrnujicich mzdu obsluhy i mnozstvi spotiebovanych
pohonnych hmot, s ¢imz se rovnéz poji redukce emisi. Zaroven také dochazi k utuzeni
menS$i ¢asti pozemku vedouci k poklesu povrchového odtoku a tim i zmirnéni rizika
vodni eroze.

Literarni reSerSe této prace pojednava o prehledu metaheuristickych algoritmu
se zaméfenim na metody vyuzité v ramci precizniho zeméd¢lstvi, zejména na gene-
tické algoritmy (GA), které jsou blize popsany. V hlavni Casti je predstaven vytvoreny
algoritmus pro optimalizaci trajektorii pohybu zahrnujici dil¢i funkce zabyvajici se
vypoctem nejkratSich pojezdovych tras ve vnitini ¢asti pozemku a implementaci jed-
notlivych operatort GA jako je inicializa¢ni funkce, funkce fitness slouzici k ohodno-
ceni jednotlivych feSeni nebo vybrané typy selekce, kiizeni a mutace. Soucasti podrob-
ného popisu vSech uvedenych algoritmu je také zdrojovy kod véetné komentart vy-

svétlyjicich zvolené Casti.




1 Literarni reSerse

1.1 Metaheuristické metody v zemédélstvi

Metaheuristika je kombinace heuristickych metod, jejimz cilem je efektivné podpofit
pruzkum prohledavaného prostoru, ¢imz je mozné predejit uviznuti v lokalnim minimu
ve slozitém prostoru. Metaheuristika je inspirovana neékolika tématy, z nichz lze vy-
zdvihnout napiiklad analogii s fyzikalnimi, chemickymi, biologickymi, sémantickymi
a socialnimi jevy (Kaur et al. 2020). Klasifikace heuristickych metod se u mnohych
autoru lisi (Ikeda et Inoue, 2016; Kurnia et al., 2018). Darwish et al. (2020), Dhiman
et Kumar (2017) a Khishe et Mosavi (2020) pouzivaji ¢tyfi zakladni skupiny: evoluéni
vypocetni techniku, inteligenci roje, techniku inspirovanou ¢lovékem a spolecnosti
a fyzikalni techniku. Aladeemy et al. (2020) rozdélili metaheuristické metody velmi
podobng, ale sloucili skupiny evolu¢nich technik, rojové inteligence a fyzikalné zalo-
zené metody do jedné velké skupiny nazvané algoritmy inspirované ptirodou. Naproti
tomu Elshaer et Awad (2020) a De Leon-Aldaco et al. (2015) rozdé€lili metaheuristické
metody pouze do dvou skupin, které nazvali jednoduché a populacéné zalozené. Fran-
cik et al. (2020) ve svém piehledu soucasnych vyzkumnych trendd v oblasti systému
obnovitelnych zdroji energie rovnéz zaradili skupiny nazvané evolucni vypocty a ro-
jova inteligence. Hegazy et al. (2018) rozdé¢lili metaheuristické metody do tii skupin
na evolu¢ni vypocty, rojova inteligence a metody se zakladem ve fyzikalnich jevech.
Na zaklad¢€ podrobné analyzy dostupné literatury zabyvajici se metaheuristickymi me-
todami a jejich klasifikaci je na obrazku 1.1 uveden uceleny piehled dulezitych meta-
heuristickych metod. Nejdulezit€jsi metaheuristické metody pouzivané v preciznim
zemeédélstvi jsou barevné zvyraznény a podrobné popsany nize. Uvedené metaheuris-
tické metody byly rozdéleny do Ctyt skupin: evolucni vypocty, rojova inteligence, al-
goritmy zalozené na fyzikalnich jevech a algoritmy inspirované ¢lovékem.

Do skupiny evolucnich vypocti patii genetické algoritmy (GA), diferencialni evo-
luce (DE), evolucni strategie (ES), evolu¢ni programovani (EP), biogeography-based
optimalizator (BBO), koevolu¢ni algoritmy (Coea), multiobjektivni evolu¢ni algo-
ritmy (Moeas), algoritmus paddy field (PFA), algoritmy odhadu distribuce (Edas), al-
goritmus opylovani kvétin (FPA), algoritmus klonalniho vybéru (CSA) a memeticky
algoritmus (MA).
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Do skupiny rojové inteligence patii optimalizace rojenim ¢astic (PSO), optimalizace
pomoci mravenci kolonie (ACO), algoritmus umélého vceliho roje (ABC), velrybi op-
timaliza¢ni algoritmus (WOA), vI¢i algoritmus (GWO), algoritmus Firefly (FA), ku-
kac¢¢i algoritmus (CS), optimalizace motyla monarchy (MBO), optimalizacni algorit-
mus luéniho konika (GOA), netopyii algoritmus (BA), algoritmus intelligent water
drops (IWD), algoritmus rybiho hejna (FSA), optimalizace bacterial foraging (BFO),
optimalizace mravkoleva (ALO) a algoritmus zabiho skoku (SFLA).

Do skupiny fyzikalné zalozenych algoritmt patii simulované zihani (SA), har-
mony search (HS), gravitational search algoritmus (GSA), big-bang big-crunch
(BBBC), algoritmus ¢erné diry (BHA), charged system search (CSS), central force
optimization (CFO), algoritmus galaxy-based search (GbSA) a chaotic fractal walk
trainer (CFWT). Do skupiny algoritmt inspirovanych ¢lovékem patfi tabu search (TS),
optimalizator group search (GSO), algoritmus interior search (ISA), social-based al-
goritmus (SBA), algoritmus innovative gunner (AIG), cohort intelligence (CI), opti-
malizace brain storm (BSO), optimalizator group counseling (GCO), optimalizace za-
lozena na u¢eni (TLBO), algoritmus burzy (EMA), imperialist competitive algoritmus
(ICA) a algoritmus league championship (LCA).

Tabulka 1.1: Prehled nejvyuzivanéjSich metaheuristickych metod pro optimalizaci pojezdovych
tras a problematiku logistiky v zemédélstvi

%I:(el;?)tll(; Nazev metody
GA Genetické algoritmy
ACO Algoritmus mravenci kolonie
SA Simulované zihani
HS Harmony Search
PSO Algoritmus; optinjfili;ace po-
moci roje castic
TS Tabu Search

Z tabulky 1.1 je patrné, Ze pro feSeni problému planovani tras pojezdu a logistiky ze-
meédelskych poli bylo v literatufe vyuzito nekolik metaheuristickych metod (Bochtis
et Vougioukas, 2008). Nejcastéjsi algoritmy aplikované na tento problém jsou gene-
tické algoritmy, algoritmus mravenci kolonie, simulované zihani, harmony search, op-

timalizace pomoci roje Castic a tabu search.

11



Metaheuristic Optimization Methods

¥ v L 2 L
Evolutionary Physics-based Human-inspired
Swarm Intelligence
Computing Algorithm Algorithm
Genetic Algorithm (GA) N qﬂml . S‘}:’;‘m %"‘“"9 o TabuSearch (TS)
Differential Evolution Ant Colony Group Search
) ™| Optimization (ACO) ok cilis) ™| optimizer (GSO)
Evolutionary Strategies | Aifical Bee Colony Gravitational Search " Interior Search
(ES) (ABC) Algorithm (GSA) Agorithm (1SA)
Genetic Progranming | Whale Optimization Big-Bang Big-Crunch | Sodial-Based Algorithm
(©P) Algorithm (WOA) (B8BC) (SBA)
Evolutionary Strategies N Grey Wolf Optimizer Black Hole Algorithm N Innovative Gunner
(ES) GWO) (BHA) (AG)
. E”dwqr:r?’ep) s Firefly Algorithm (FA) Cmgeds ?C%m ! Cohott Intelligence Q)
Biogeography-Based Central Force Brain Stom
Optizr (BB0) I —— Cptmizaton (CFO) | optiizaion @s0)
Coevolutionary N NMonarch Butterfly Galaxy-based Search N Group Counseling
Algorithms (Coea) Optiization (MBO) Algorithm (GoSA) Optimizer (GOO)
Muttiobjective Grasshopper Chaotic Fractal Walk Teaching Leaming
Evolutionary Algorithms | Optimization Algorithm Trainer (CFWT) 1  Based Optimization
(Moeas) (el (TLBO)
Packly Field Algorithm | Batinspired Agorthm | Exchange Market
(PFA) B84 Algorithm (EMA)
Estimetion of - o -
e - Intelligent Water Drops Imperialist Conmpetitive
Dmnn(:m D:.Iﬁc_):pnlrm La thm (WD) o Agorithm (ICA)
Flower Pollination Fish Swarm Colony S
Pigorithen (FPA) g Sy bl Rty
Clonal Seledtion |  Bacterial Foragng
Agorithm (CSA) Optimization (BFO)
Memetic Algorithm | Ant Lion Optinization
Ay (ALO)
Metaheuristic methods often used
Shuffled Frog Leaping in predsion agriculture
> Algorithm (SFLA) Other metaheuristic methods mainly
used in other areas of industry

Obrizek 1.1: Klasifikace metaheuristickych optimalizacnich metod
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1.1.1 Algoritmus mravenci kolonie (ACO)

Algoritmus mravenci kolonie je optimalizacni metoda, ktera vychazi z chovani mra-
venct hledajicich potravu v okoli svého hnizda. Pohyb mravenct je nahodny, avsak
pro navrat zpét do vychozi pozice vyuzivaji stejnou cestu, na které v pripad¢ nalezeni
potravy zanechavaji feromony, a tak se cesta stava atraktivn€jsi pro ostatni mravence,
jenz vypousténé feromony nasleduji (Joo et Lim, 2018). Tento typ komunikace je na-
zyvan nepiimym a je fizen intenzitou feromonové drahy ovlivnénou poctem a frek-
venci priuchod mravencd, trasa vyuzivana méné€ v prub&hu Casu prestava byt pro mra-
vence zajimava z davodu vyparovani feromont (Pu et al., 2020). Zakladni princip této
metody spociva v nulové pocatecni koncentraci feromona na vSech cestach, tedy prav-
dépodobnost vybéru je pro vSechny trasy stejna, vzhledem ke stejné rychlosti pohybu
mravencu se ti, ktefi si zvoli kratsi cestu, dostanou k potravé rychleji, a proto za¢nou
uvolfiovat feromony na zpatecni cesté diive. Kratsi cesta je tedy diive pokryta fero-
mony a zacne piitahovat vice mravencut, pravdépodobnost vybéru je umérna intenzité
feromont na cesté v aktualnim Case. Se zvySujici se intenzitou se béhem nékolika ite-
raci zvySuje 1 pravdépodobnost vybéru nejkratsi cesty (Feng, 2020). Mezi hlavni pa-
rametry algoritmu patii koncentrace feromonu, maximalni doba iterace, velikost po-
pulace, pocet proménnych a stupeni dulezitosti feromont (Pamosoaji et Setvohadi,
2020).

Ptistup zalozeny na optimalizaci mravenci kolonie pro generovani optimalniho
pokryvu pole pojezdovymi trasami zemeédelské techniky pro skliziiové operace byl
pouzit v praci Bakhtiari et al. (2013). Podstatou jejich feSeni je pojezd v podobé B-
vzoru, coz je vysledek kombinatorického optimaliza¢niho procesu minimalizujici cel-
kovou délku pojezdové trasy Ci operacni Cas, kdy sklizeci mlaticka vyklada zrno do
stacionarniho zafizeni umisténého mimo oblast pole nebo na jeho hranici. Vysledky
vychazejici z porovnani optimalnich plana generovanych vybranymi operatory s kon-
vencnimi plany ukazuji snizeni nepracovni vzdalenosti na poli (celkova délka manévra
provadénych sklizeci mlatickou pfi obratech na souvratich) v rozmezi 19,3-42,1 %,
zatimco uspora celkové nepracovni vzdalenosti byla v rozmezi 18-43,8 %.

Feng (2020) se zabyval logistickym modelem potencialn€ pouzitelnym v preciz-
nim zemédélstvi na zakladé algoritmu mravenci kolonie, k jehoz hlavnim vyhodam
radil univerzalnost a absenci potieby pocatecni trasy. Dale také uvadi, ze ACO neni

zavisly na volbé dil¢i pocatecni trasy a také ji neni tfeba v procesu vyhledavani rucné
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upravovat. Algoritmus mravenci kolonie lze vyuzit také v piipadé elektrickych vozi-
del, jejichz vyznam v zemé&délstvi v budoucnu vyrazné€ vzroste (Mavrovouniotis et al.,
2018), naptiklad Joo et Lim (2018) ptedstavili efektivni metodu energeticky ucinného
smérovani s vyuzitim ACO pro maximalizaci energetické ucinnosti (Alaiso et al.,
2013). Optimalizaci efektivity pfepravy produkt na konkrétni mista a zlepSenim ma-
nipulacni kapacity se zabyvali Mutar et al. (2020), jejichz vyzkum prokézal znacny
potencial navrzené ACO metody, vzhledem k ziskani lepsSich vysledkd nez u jinych
algoritml (napf. SA).

1.1.2 Simulované zihani (SA)

Simulované zihani je stochasticky algoritmus vytvofeny Kirkpatrickem, Gelettem
a Vechchim v roce 1983 (Avdemir et Karagul, 2020), ktery je aplikovan k nalezeni
optimalniho feSeni pfi hledani globalnich extréma funkce s lokalnimi minimy
(Mohiuddin et al., 2014). SA je inspirovano fyzikalnim procesem zihani kova (Gra-
busts et al., 2019), kdy s vysokou pocatecni teplotou materialu jeho Castice ziskaji
dostatecné mnozstvi energie k tniku z vychozich poloh (lokalnich minim) a postup-
nym ochlazovanim dochazi k nastoleni tepelné rovnovahy. K zakladnim parametrim
SA se fadi pocatecni teplota, rychlost ochlazovani a podminky ukonceni procesu (Vah-
danjoo et al., 2020). Vnitini Cast algoritmu tvoii Metropolistiv algoritmus, ktery gene-
ruje nova feSeni drobnou Upravou ¢i posunem pravdépodobnostni funkce stavajiciho
feSeni, nejlepsi dosazené feseni je urCeno béhem iteracnich krokti (Mohiuddin et al.,
2014; Grabusts et al., 2019; Vahdanjoo et al., 2020).

Cerdeira-Pena et al. (2017) implementuji a testuji dva odlisné heuristické algo-
ritmy zaloZené na metodé Tabu Search a principu Simulovaného Zihani, vytvoreny
model aplikuji na realny problém optimalizace pojezdovych tras nekolika sklizecich
mlatiCek. Ziskané vysledky ukazaly, ze takto upravena SA heuristika muze byt
uspesné vyuzita jako soucast nastroje pro rizeni zemédélskych operaci. Grabusts et al.
(2019) pouzili heuristiku SA pro detekci optimalni trasy mezi objekty s vyuzitim po-
lohy GPS a vyvinuli software pro hledani a optimalizaci nejkratsi drahy pojezdu mezi
raznymi objekty. Moriguchi (2020) algoritmus simulovaného zihani vylepsil z hle-
diska rychlosti a spolehlivosti vypoctt a aplikoval ho pii optimalizaci profezavky les-
niho porostu. V preciznim zemédélstvi se také stavaji popularni malé bezpilotni letadla
a drony, jez vyzaduji sofistikované planovani letové drahy, které lze téz pomoci SA
optimalizovat (Behnck et al., 2015). Simulované zihani bylo také tispéSné pouzito pro

monitorovani zemedélstvi. Napiiklad Leitold et al. (2018) navrhli metodiku zalozenou
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na Simulovaném zihani pro pfifazeni dalSich senzori k dynamickym monitorovacim
systémtm. Bochtis et Vougioukas (2008) navrhli pfistup zalozeny na SA, ktery vyuzili
k feSeni problému planovani trasy pro aplikaci herbicidd, celkova ujeta vzdalenost po
vybraném pozemku byla 335,767 m a vzdalenost ujeta na souvratich 95,767 m. Me-
toda navrzena Conesou-Muiiozem et al. (2016) ukazala celkovou ujetou vzdalenost na
stejném pozemku 334,439 m a vzdalenost ujetou na souvratich 94,439 m. Porovnanim
obou vysledku 1ze konstatovat, ze rozdily mezi vypocétenymi vzdalenostmi jsou mensi

nez 1,4 %.

1.1.3 Harmony search
Tato optimaliza¢ni metoda je stejn€ jako mnoho jinych metaheuristickych metod in-
spirovana procesy odehravajicimi se v realném svéte, konkrétné procesem hudebni
improvizace pii skladani melodie (Liu et al., 2020). Po¢atecni harmonie je generovana
jako soubor ndhodnych not, které jsou ulozené do paméti. Vytvorené noty jsou ladény
do nové harmonie malym posunem jejich tont (Valente et al., 2013). V kazdé iteraci
algoritmu je vytvorena nova harmonie, mutace jednotlivych proménnych (not) jsou
realizovany jejich drobnou zménou ¢i jejich uplnym nahrazenim, na konci kazd¢ ite-
race probiha vybér harmonie a aktualizace paméti. Moznost zohlednéni kazdého Clena
harmonie pii generovani novych fesSeni, zachovani pfesnosti, pokud jsou proménné
soucasti improvizaniho procesu, a ndhodna inicializace rozhodovacich proménnych
nalezi k hlavnim vyhodam metody Hormony Search (Mahaleh et Mirroshandel, 2018).
Pravdépodobné nejcastejsi vyuziti HS v zemédeélstvi nachazi pii planovani pojez-
dovych tras, naptiklad Utamina et al. (2019) pouzili tento algoritmus pro feSeni pro-
blému optimalni trajektorie pohybu zemédélské techniky v ramci logistiky na poli.
Stejné jako jiné heuristiky byl 1 algoritmus Harmony Search aplikovan pro optimali-
zaci pohybu bezpilotnich letounti v ramci fizeni precizniho zeméd€lstvi a planovani
tras v robotice (Valente et al., 2013; Mahaleh et Mirroshandel, 2018). Vyzkumnici vy-
nakladaji velké usili na zdokonaleni stavajicich algoritmti HS. Napriklad Liu et al.
(2020) predstavili metodu vyuzivajici algoritmus HS zaloZeny na kdédovani pomoci
pfirozenych ¢isel pro problematiku planovani tras, jenz pii zpracovani piirozenych ¢i-
sel dosahla vysoké ucinnosti a poskytla lepsi vysledky ve srovnani s jinymi testova-
nymi typy algoritmu HS. Valente et al. (2013) vyvinuli postup vyuzivajici algoritmus
Harmony Search k optimalizaci letovych drah, jenz vykazal lepsi vysledky pfi optima-
lizaci trasy ve srovnani s metodou prezentovanou Barrientosem et al. (2011) diky sni-

zeni pocCtu otaceni v trajektoriich pokryvajicich pozemek a dodrzeni stanovené vychozi
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a cilové polohy. Vypocetni Cas je ve srovnani s pfedchozim pfistupem delsi, to vSak
1ze povazovat za pfijatelnou nevyhodu vzhledem k tomu, Ze cilem vytvoreného plano-
vace tras neni prace v realném Case.

1.1.4 Algoritmus optimalizace pomoci roje ¢astic (PSO)

Algoritmus optimalizace pomoci roje ¢astic, ktery je zalozeny na prohledavani multi-
dimensionalniho prostoru rojem castic urcenych k nalezeni globalné optimalniho fe-
Seni daného problému, byl poprvé piedstaven Kennedym a Eberhartem (1995). Rych-
lost Castic se prepocitava na zakladé znalosti jejich dosavadnich fitness hodnot nebo
zkuSenosti ostatnich ¢lent roje (Das et Jena, 2020). Algoritmus PSO je §iroce pouzivan
v praktickych aplikacich a teoretickém vyzkumu planovani cesty mobilnich agentt
diky svym silnym vyhledavacim schopnostem, rychlé konvergenci a vysokeé efektivite.
Vyhodou optimalizace roje Castic je vysoka rychlost prohledavani, nizky pocet para-
metrt, jednoducha struktura a snadnéjsi implementace ve fazi ovérovani. K nevyho-
dam se radi nizka pfesnost konvergence, eventualita snadného uviznuti v lokalnim mi-
nimu a §patna robustnost (Li et al., 2020).

Metodu optimalizace pomoci roje Castic lze vyuzit v zemédélstvi 4.0 naptiklad
pro planovani kapacity servisnich sluzeb pro zemédélské stroje (Hu et al., 2020) a také
pro trasy bezpilotnich letounti. Mukherjee et al. (2020) pouzili rojovou optimalizaci
v ulohéach naro¢nych na zpracovani, jako je vizualni identifikace zemédé€lskych po-
zemkd a sledovani zdravotniho stavu ¢i rastu plodin. Pravdépodobné nejdilezité]si ob-
lasti s presahem do precizniho zemédé€lstvi, kde se PSO vyuziva, je robotika. Das
et Jena (2020) a Li et al. (2020) pouzili algoritmus PSO pro planovani drahy mobilnich

robotu.

1.1.5 Tabu Search

Algoritmus Tabu Search uvedeny v roce 1989 F. Gloverem, je urCeny pro feseni kom-
binatorickych problémt vyskytujicich se v realnych situacich oblasti planovani (Glo-
ver, 1989) a optimalizaci logistickych problému (Seyyedhasani et Dvorak, 2017). Me-
toda Tabu Search je zalozena na lokalnim prohleddvanim mnoziny feseni, pfi kterém
vznika Tabu List obsahujici seznam jiz zpracovanych feseni, k nimz by se algoritmus
jiz nemél vracet, ktery zabraiuje uviznuti v lokadlnim minimu (Seyyedhasani et Dvo-
rak, 2017; Soto et al., 2017). Tabu List ma pevnou délku n, jez je vstupnim parametrem

algoritmu, a obsahuje seznam poslednich n zmén v podobé€ dvojic prvki [proménna;
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hodnota], pti vyb&ru hodnoty proménné je zji§tovano, zda tato dvojice jiz neni zazna-
menana v Tabu. Stav zakdzanych, jiz provedenych, zmén v zavislosti na ¢ase a okol-
nostech je zalozen na vyvijejici se paméti. V algoritmech implementujicich Tabu List
vSak existuje funkce, kterd umoziuje vybér feseni, 1 kdyz je feSeni v Tabu seznamu,
nazyvajici se aspiracni kritérium (He et al., 2020; Xing et al., 2020). Vybér nezadouci
zmény muze nastat v piipadé dosavadniho nenalezeni lepsiho feseni (Moon et al,,
2016). Tabu Search dosahuje lepsich vysledka pii vyuziti nékolika lokalnich vyhleda-
vacich prostort, ale ovéfovani hodnot pribéznych feSeni v Tabu seznamu je Casové
narocnéj$i (He et al., 2019; Seyyedhasani et Dvorak, 2019).

Stejné jako jiné algoritmy je pravdépodobné nejcastéjsi pouziti algoritmu Tabu
Search v zemédélstvi spojeno s problémem planovani zemédélskych tras. Napiiklad
Utamima et al. (2019) pouzili algoritmus TS spole¢né s algoritmem HS pro planovani
pojezdu techniky v polni logistice. Sethanan et al. (2013) navrhli matematicky model
pro optimalizaci mechanizované sklizn€é cukrové titiny s cilem maximalizovat pro-
cento vynosu cukrové titiny. K feSeni modelu byly pouzity dva heuristické algoritmy.
Prvni algoritmus byl zaméten na planovani mechanizované sklizn€, zatimco druhy al-
goritmus byl zaméfen na optimalizaci feSeni prvniho algoritmu pomoci Tabu Search.
Dle vysledkua bylo prokazano 16,38% zlepseni v produkci cukru. He et al. (2018) po-
skytli operacni model pro stanoveni optimalniho rozvrzeni sklizecich mlaticek pro ne-
spojité zemédelské pozemky. Ke stanoveni optimalniho planu pro dosazeni minimali-
zace celkové doby sklizné 1 doby sklizné na jednotlivych pozemcich pouzili hybridni
metodu Tabu Search. Hybridni algoritmus vyuzivajici jak adaptivni prohledavani vel-
kého okoli, tak Tabu Search byl také pouzit ke snizeni nepracovni vzdalenosti v polni
logistice pro heterogenni sklizeci stroje. Seyyedhasani et al. (2019) predstavili vybér
smérovaciho algoritmu pro planovani pokryti pole pomoci dvou smérovacich algo-
ritmu, Clarke-Wrightova algoritmu a algoritmu Tabu Search a v ramci svého vyzkumu
dosli k zavéru, ze algoritmus TS poskytuje lepsi vysledek ve srovnani s algoritmem
Clarke-Wright. Kong et al. (2019) vyvinuli na zakladé algoritmu Tabu Search citlivy
optimalizacné aplikacni ramec pro rozhodovani v preciznim zeméd¢lstvi a matema-
ticky model ke zpracovani dat v redlném c¢ase, poté provedli aplikaci na hypotetickou
ptipadovou studii k optimalizaci sklizné€ cukrové titiny. Edwards et al. (2015) navrhli
novy planovaci algoritmus pracujici s individualnimi pracovnimi plany pro vice stroji
provadéjicich vice po sobé jdoucich operaci na vice polich. Vyuzili dva optimalizacni

algoritmy vcetné standardniho Tabu Search.
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1.2 Genetické algoritmy

Genetické algoritmy se fadi mezi heuristické metody. Jejich zékladni myslenka je in-
spirovana biologickou evoluci, funguji tedy na principu mechanismu pfirozeného vy-
béru a genetiky (Ferreira Neto et al., 2011, Ikeda et Inoue, 2016, Kurnia et al., 2018).
Vyvoj genetickych algoritmt zapocal jiz v Sedesatych letech 20. stoleti a je spojen
s osobnosti J. Hollanda (Lamini et al., 2018, Elhoseny et al., 2018). Za milnik této
problematiky je povazovan rok 1975, kdy J. Holland ptedlozil sviij vyzkum v publi-
kaci Adaptation in natural and artificial systems: an introductory analysis with appli-
cations to biology, control, and artificial intelligence (Qiongbing et Lixin, 2016, Sales
et al., 2018). V soucasné dobé jsou genetické algoritmy vyuzivané pro optimalizaci
modelt a hledani optimalnich feSeni rozsahlych a slozitych problémi (Alipour et al.,
2018, Mohammed et al., 2017) v mnoha oblastech, jako strojirenstvi, informac¢ni tech-
nologie, ekonomie a fizeni dodavatelskych fetézci (Dao et al., 2017, Sales et al.,
2018). Také v zemédelstvi je mozné tyto algoritmy uplatnit, naptiklad pro optimalizaci
pojezdu zemédélské techniky po pozemku (Neungmatcha et al., 2013, Tong et al.,
2017, Gracia et al., 2013), roz€lenéni pozemku (Ferreira Neto et al., 2011, Sales et al.,
2018) a modelovani predikce a optimalizace vynosu (Ali et al., 2018, Hilal et al.,
2018). Mohammed et al. (2017) uvadi, ze genetické algoritmy lze efektivné vyuzit na
hledani optimalniho feseni, pokud je prostor vSech feseni pfili§ velky a linearni pro-
gramovani nedokaze nalézt teoretické feseni ve vyhovujicim Case a na feSeni problému
s vice omezenimi. Mezi hlavni vyhody patii moznost optimalizovat problémy s mnoho
feSenimi, vyuzivani paralelniho vybéru dat, coz eliminuje uviznuti v lokalné optimal-
nim feSeni, a dobréa srozumitelnost algoritmu (Ngoc et al., 2014).

1.2.1 Struktura GA

Lamini et al. (2018) uvadi, ze geneticky algoritmus obsahuje pét zakladnich ¢asti:

e Vybér hodnot proménnych parametri genetického algoritmu, jako velikost po-
pulace, pravdépodobnost kiizeni, pravdépodobnost mutace a kritérium k zasta-
veni algoritmu

e Vhodné kodovani dat

e Metodu generovani pocatecni populace

e Funkci fitness slouzici k vyhodnoceni kvality kazdého potencialniho feSeni

e Genetické operatory, které upravuji genetické slozeni rodi¢ovskych chromo-

zomu k vytvoreni novych chromozomi (potomstva)
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Ukazka pseudokodu klasického genetického algoritmu (Lamini et al., 2018):

1: Vstup: N : Velikost populace; P, : Pravdépodobnost kiizeni; P, : Pravdépo-
dobnost mutace
Vystup: Nejlepsi chromozom
t<0
Néhodné vytvoreni pocate¢ni populace P(t)
zatimco (neni to podminka k ukonceni) proved’
Vyhodnoceni P(t) pouzitim fitness funkce
Selekce P(t) z P(t — 1)
Rekombinace P(t)
Vyhodnoceni P(t)
Nahrazeni P(t) za P(t — 1)
11: t<t+1
12: konec

D AN A

e
e

V prvnim kroku procesu genetického algoritmu probiha kodovani dat do chromozomi
a vygenerovani nahodné populace. Chromozomy mohou byt tvofeny binarnim kdédem
(Elhoseny et al., 2018, Yi et al., 2016), celymi i realnymi ¢isly (Tong et al., 2017, Han
etal., 2017, Alipour et al., 2018, Ikeda et Inoue, 2016, Amal et al., 2018, Kurnia et al.,
2018, Sun et al., 2018), coz je dle Elferchichi et al. (2009) pro realné hodnoty dat
vhodngjsi zptuisob nez binarni kodovani, protoze proces kodovani potiebuje velké
mnozstvi pocitaCové paméti a mnoho vypocetniho Casu. Data v jednotlivych chromo-
zomech mohou byt také reprezentovany souradnicemi bodu (Nazarahari et al., 2019,
Lee et al., 2018, Kwasniewski et Gosiewski, 2018).

Poté je kazdy chromozom ohodnocen pomoci funkce fitness, ktera na zakladeé vy-
braného kritéria nebo vice kritérii vypocita kvalitu chromozomu, ozna¢ovanou také
jako hodnotu fitness, jenz je dulezitym kritériem pro dalsi krok, coz je vybér (selekce).
Marik et al. (2001) uvadi, ze ukolem selekce je uprednostiiovat kvalitnéjsi jedince pred
hor§imi. Z vybranych chromozomu (rodi¢e) vznikne vyuzitim dalSich genetickych
operatort, coz je kfizeni a mutace, nova generace chromozomu (potomci), pro néz je
vypocitana kvalita, nasledné jejich zafazenim vznik4 nova generace populace. Tento
proces se opakuje, dokud nenastane zlepSeni kvality, které by spliovalo optimalizacni
kritérium (Koca et al., 2018). Dle Ferreira Neto et al. (2011) typicky cyklus genetic-
kého algoritmu obsahuje 50 az 500 generaci, avS§ak muaze byt i vyssi. Populace na konci
tohoto cyklu obsahuje jeden nebo vice chromozomi s vysokou kvalitou.

Dao et al. (2017) uvadi, ze od pocatku predstaveni genetickych algoritmu pied

vice nez Ctyfmi dekadami, zaznamenaly jednotlivé Casti genetickych algoritmt stejné
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jako jejich struktura zna¢ny vyvoj, diky ¢emuz jsou dnes vyrazné vykonnéjsi nez tra-
di¢ni genetické algoritmy. Dale také autor fika, ze pfi vyuziti genetickych algoritmt
je tieba prizpusobit n€které Casti, napiiklad kodovani chromozomi, kiizeni nebo mu-
taci dané problematice. Na obrazku 1.2 se nachazi schéma genetického algoritmu,
ktery je modifikovan vlozenim postupu obnoveni populace uréenym ke vkladani no-
vych, nahodné vygenerovanych chromozomu do kazdé nové generace, coz ma zajistit
velkou rozmanitost ¢lend populace a vyloucit pfed¢asnou konvergenci feSeni. Vykon
genetickych algoritmt také velmi zavisi na nastaveni parametrd, zejména pravdépo-

dobnosti mutace a kfizeni (Neungmatcha et al., 2013).

Initial

population Crossover Mutation
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Obrazek 1.2: Proces upraveného genetického algoritmu, pirevzato z Ferreira Neto et al. (2011)

1.2.2 Selekce

Selekce je velmi dulezitym genetickym operatorem, pouzivanym k vybéru chromo-
zomt, které budou mit v nasledujicim kiizeni roli rodiCe, jenz poslouzi ke vzniku no-
vych chromozomu, potomk, ktefi budou soucasti dalsi generace (Mafik et al., 2001,
Elhoseny et al., 2018). Pravdépodobnost vybéru je vyssi u kvalitnich, dobfe hodnoce-
nych chromozomu, coz mize zlepsit primérnou kvalitu nové generace populace. Vy-
brany zpusob selekce ma tedy pifimy vliv na vysledky genetického algoritmu, a proto
je podstatné poskytnout vhodny selekcni tlak, jelikoz v opaéném piipad€ muze nastat

zastaveni vyvoje populace nebo ztrata jeji rozmanitosti (Lamini et al., 2018, Han et al.,
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2017, Qiongbing et Lixin, 2016). Selekcnich metod vyzivanych v genetickych algorit-

mech je vice, mezi nejpouzivanéj$i patfi:

Poradova selekce spociva v sestupném sefazeni vSech jedinct dle jejich kva-
lity a pfifazenim hodnoty od 1 do N, coz je celkovy pocet jedinc, tak, Ze nej-
lepsi jedinec ziska hodnotu N a nejhorsi hodnotu 1. Nejlepsi jedinec ma tedy
N-nasobn¢ vétsi pravdépodobnost vyberu nez nejhorsi jedinec (Kwasniewski

et Gosiewski, 2018, Kurnia et al., 2018).

Elitarsky vybér ur¢i jednoho nebo vice jedinct s nejvyssi hodnotou, ktefi jsou
zatazeni do nové generaci, ¢imz je zajisSténo preziti nejkvalitn€jSich jedinct.
Zbylé chromozomy mohou projit dalsi selekéni metodou nebo jsou rovnou re-
produkovani pomoci kfizeni a mutace (Lamini et al., 2018, Lee et al., 2018,
Kwasniewski et Gosiewski, 2018, Ikeda et Inoue, 2016, Gao et al., 2017, Amal
et al., 2018).

Turnajova metoda nejprve nahodné€ urci skupiny minimalné dvou jedincu,
v téch poté mezi sebou porovnava jednotlivé chromozomy a dle hodnoty fit-
ness urci vitéze turnaje (skupiny), tedy chromozom postupujici k dalsi rekom-

binaci (Elferchichi et al., 2009, Sales et al., 2018, Assaf et Saleh, 2017).

Stochastické univerzalni vzorkovani je selekéni metoda vychazejici z rule-
tové metody s tim rozdilem, Ze vybér poZadovaného poctu jedincli N, probiha
najednou. Nejprve se ndhodné vygeneruje ukazatel U, ktery lezi v intervalu
(0;1/Ny), dalsi ukazatele U;,i=2..N, jsou od U; ve vzdalenosti
1/N, - (i — 1). Pokud naptiklad N, = 6, pak pro ndhodné vygenerované U,
plati, ze U; € (0;1/6), pro ostatni ukazatele plati, ze U; = U; +i-1/6, sou-
sedni ukazatelé budou tedy od sebe vzdaleni o 1/6, viz obrazek 1.3 (Wieczorek

et Ignaciuk, 2018, Yi et al., 2016, Sun et al., 2018, Polheim, 2006).
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Obrazek 1.3: Znazornéni stochastické univerzalni metody, upraveno z Polheim (2006)

Mechanismus ruletového kola vybira jedince s pravdépodobnosti, ktera je
pfimo iimérna jeho kvalité. Pravdépodobnost vybéru jedince P; je rovna podilu
jeho hodnoty fitness a celkovému souctu fitness hodnot celé populace, coz lze
zapsat pomoci vzorce 1.1, kde f; je fitness hodnota i-tého jedince a Q je pocet

¢lent celé populace:

= ﬁ .
Zg=1 fk

(1.1)

i

Vybér pozadovaného poctu jedinct N,, probiha vygenerovanim N nahodnych
Cisel T; zintervalu (0;1). Tato metoda svij nazev ziskala pfipodobnénim
k principu ruletového kola, na kterém ale nemaji vSichni jedinci vysec€ o stejné
velikosti, nybrz kazdy jedinec ma vysec, jehoz velikost je imérma pravdepo-
dobnosti jeho vybéru. Generovani ndhodnych cisel T; znazoriiuje N otoCeni
rulety. Interpretace mechanismu ruletového kola je mozna i pomoci Ciselné osy
o délce 1, na které budou vyneseny hodnoty pravdépodobnosti vybéru (Naza-
rahari et al., 2019, Han et al., 2017, Qiongbing et Lixin, 2016, Villar et al.,
2016, Alipour et al., 2018, Ngoc et al., 2014, Tong et al., 2017, Ikeda et Inoue,
2016, Gao et al., 2017, Gracia et al., 2013, Mohammed et al., 2017, Polheim,
2006). Na obrazku 1.4 je znazornéna situace, kdy @ = 10 a N,, = 6.
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Obriazek 1.4: Znizornéni mechanismu ruletového kola, upraveno z Polheim (2006)

1.2.3 Kivizeni

Kfizeni slouzi k vytvofeni chromozomu, takzvanych potomkul, s novou kombinaci
genu pomoci smiseni genetickych informaci tradicné dvou vybranych rodi¢ovskych
chromozomu ze stavajici populace. Tento proces udrzuje rozmanitost a zvySuje kvalitu
moznych feSeni. Hlavnim cilem kfizeni je vytvortit kvalitné;si jedince a tim vést popu-
laci chromozomu k pfiblizeni se k optimalnimu vysledku (Elhoseny et al., 2018, Na-
zahari et al., 2019, Assaf et Saleh, 2017). Metod kfizeni existuje pomérné znacné
mnozstvi, k hlavnim z nich se radi:

— Jednobodové krizeni (one-point crossover) je nejjednodussi metodou kii-
zeni, kdy ze dvou rodicovskych chromozomu vznikaji dva potomci. Prvnim
krokem tohoto procesu je nahodné zvoleni kiizového bodu, coz je celé Cislo
o hodnot€ v rozsahu 1 az N — 1, kde N znaci poCet gend v chromozomu ro-
dic¢e. Poté se v tomto misté oba rodiCe rozdéli na dvé Casti. Prvni potomek je
slozen z genu levé Casti prvniho rodiCe a pravé Casti druhého rodice. Druhy
potomek je tvoren opacné (Lee et al., 2018, Notte et al., 2016, Baniamerian
et al., 2019, Amal et al., 2018).

— Dvoubodové a vicebodové krizeni (two-point and multi-point crossover) je
obdoba jednobodového kfizeni, av§ak jak uz vyplyva z nazvu, ma dva ¢i vice
ktizovych bodu, které jsou opét voleny nahodné. Potomci ziskavaji geny kom-
binaci fetézcu, které jsou v rodiCovskych chromozomech vymezeny pomoci
kiizovych bodu. Princip jednobodového a dvoubodové kiiZeni je znazornén
na obrazku 1.5. Vyhodou oproti jednobodovému kfizeni je vy§§i rozmanitost
potomki a také moznost zavedeni vice rodicovskych chromozomu (Han et al .,

2017, Villar et al., 2016, Wieczorek et Ignaciuk, 2018, Sun et al., 2018).
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Obrizek 1.5: Znazornéni jednobodového a dvoubodového kiizeni

K¥rizeni se zachovanim poradi (Order crossover) se zakladd na vytvoreni
potomkti se zachovanim relativniho pofadi gent z rodi¢i. Rodice se nejprve
pomoci dvou nahodné€ vybranych kiizicich boda rozdéli na tfi Casti. Prostfedni
fetézec gent jednoho rodice se bez zmény pienese na stejnou pozici do po-
tomka, zbyvajici geny se poté doplni z druhého rodice tak, ze geny, které jsou
jiz na potomka preneseny od prvniho rodice, se vynechavaji, viz obr 1.6. Pfi
doplnéni zbyvajicich gent se zacinaji prvky rodice vybirat od druhého bodu
kiizeni a do potomka se zarazuji také od druhého bodu kfizeni, po doplnéni
tfeti Casti potomka se doplni Cast pred prvnim bodem kiizeni (Gracia et al.,

2013, Marik et al., 2001, Alipour et al., 2018).

KF¥iZeni se zachovanim poradi
i i

X« s P s |

7]8[3]s
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Obrazek 1.6: Znazornéni krizeni se zachovanim poradi

K¥tizeni na zakladé pozice (Position based crossover) nejprve nahodné vy-
bere nékolik genti jednoho z rodi¢a a prekopiruje je zjejich pozic na stejné
pozice v fetézci potomka. Vybrané geny jsou z druhého rodi¢e vymazany
a jeho zbyvajici geny jsou postupné od prvniho dopliiovany do prazdnych po-
zic potomka. K vytvoreni druhého potomka se role rodi¢t obraceji a cely pro-
ces probiha znovu (Kurnia et al., 2018, Kellegoz et al., 2008). Tento zptsob

ktizeni je znazornén na obrazku 1.7.
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Obrazek 1.7: Znazornéni kiizeni na zakladé pozice, upraveno z Kellegoz et al., (2008)

Fuazni krizeni (Fusion crossover) spociva ve vytvoreni jednoho potomka
z gentl dvou rodicu, kde kombinace jejich gent je ovlivnéna jejich fitness hod-
notou. Pfedpoklada se, ze predani urcitého genu z kvalitnéjSiho rodice vice pfi-
speje k celkové kvalité potomka. Pro kazdy gen rodice 1 s fitness hodnotou f;
je pravdépodobnost piedani p; = f;/(f1 + f>), pro kazdy gen rodice 2 s fit-
ness hodnotou f; je pravdépodobnost piedani p, = f5/(f; + f2). Geny, které
maji oba rodiCe stejné, se predavaji dale, pokud geny stejné nejsou, je pravdé-
podobnost jejich predani potomkovi vétsi u genu kvalitn€jSiho rodice (Sales
et al., 2018, Beasly et Chu, 1995). Na obrazku 1.8 je znazornén proces fizniho
ktizeni, kdy p; = 42% a p, = 58%.

Fuazni kitZeni

witr  [2]o 112 0]0]
pi=a2%] | 1,
potomek 2‘1|120|0‘0|

P2 =58%
rodi¢ 2 O‘IZZOIIIOI

Obrazek 1.8:Znazornéni fliizniho k¥izeni, upraveno z Sales et al. (2018)

Uniformni krizeni (Uniform crossover) piedava potomkovi geny rodict po-
moci nahodné vygenerovaného binarniho vektoru. Pfi poctu N genti v kazdém
rodi¢i ma binarni vektor délku N. Pokud hodnota na i-tém misté vektoru,
i € (1;N), je rovna 1, je na i-té misto potomka predan gen prvniho rodice,
pokud je rovna O, predava se se gen druhého rodice, viz obrazek 1.9 (Moham-
med et al., 2017, Yi et al., 2016). Ikeda et Inoue (2016) ve své praci tento zpa-

sob kiizeni oznacuji jako hybridni.
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Obriazek 1.9: Znazornéni uniformniho k¥izeni, upraveno z Mohammed et al. (2017)
K dalsim metodam kiizeni se fadi kiizeni s CasteCnym zobrazenim, cyklické kiizeni,
kiizeni s rekombinaci hran (Lamini et al., 2018, Alipour et al., 2018), smart multipoint
crossover (Alipour et al., 2018), same adjency crossover (Qiongbing et Lixin, 2016)
a aritmetické ktizeni (Elferchichi et al., 2009, Kwasniewski et Gosiewski, 2018, Na-

zarahari et al., 2019).
1.2.4 Mutace

Tento geneticky operator nasleduje za kiizenim a provadi ndhodné zmény jednoho
¢i vice gent nebo upravy jejich poradi v chromozomech. Vybér genu urc¢eného k mu-
taci se fidi pravdépodobnosti mutace P, (Neungmatcha et al., 2013, Kurnia et al.,
2018, Wieczorek et Ignaciuk, 2018). Pomoci mutace je mozné zajistit v generacich
rozmanitost fet€zci chromozomu, snizit miru konvergence a piedejit problému s fese-
nim vyskytujicim se v oblasti lokalniho optima (Amal et al., 2018, Tong et al., 2017).
Zakladni metodou je ndahodnda mutace (random mutation), pii které je nahodné vy-
brany gen zaménén za jiny gen nalezici do rozsahu populace. Pomérné znacné vyuzi-
vana je mutace vyménou, ktera spo¢iva v nahodném vybéra dvou genti a nasledné vy-
mené jejich pozic v chromozomu. Tato metoda se v literatufe vyskytuje pod vice na-
zvy, napiiklad Alipour et al. (2018) ji oznacuje jako exchanging mutation, v Notte
et al. (2016), Neungmatcha et al. (2013) a Amal et al. (2018) je oznaCena jako
swap/swapping mutation a Kurnia et al. (2018) se zmirtiuje o position based mutation.
Dale se také muzeme setkat s aritmetickou mutaci (Nazarahari et al., 2019) a uniformni
mutaci (Assaf et Saleh, 2017, Yi et al., 2016). Nékteré studie vyuzivaji 1 vice metod
mutaci, napiiklad Kurnia et al. (2018) zaradil do genetického algoritmu binarni mutaci
a mutaci vymenou. Gracia et al. (2013) implementoval do svého algoritmu tifi mutacni

metody, mutaci vymeénou, 2-Opt movement mutaci a posuvnou mutaci.
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Obrazek 1.10: Znazornéni vybranych metod mutace, upraveno z Gracia et al. (2013)
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2 Cil prace

Hlavnim cilem dizertacni prace je navrhnout a rozpracovat matematicky model trajek-
torie pohybu zemédélské techniky po pozemku zaméfeny na nalezeni optimalnich po-
jezdovych tras aplikaci genetickych algoritmt, pficemz diraz bude kladen predevsim
na otaCeni techniky v oblasti souvrati. V ramci prace bude provedena numericka rea-
lizace modelu pro zvolené vstupni parametry, pficemz na zaklad¢ vygenerovanych dat
dojde k porovnani implementovanych metod genetickych algoritmti. Obsazen bude
také prehled mapujici vyuziti metaheuristickych pfistupd pfi Cinnosti zemédélskych
stroju v systémech precizniho zeméd€lstvi, a to predevsim se zfetelem na vyuziti ge-

netickych algoritmd.
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3 Algoritmus pro optimalizaci pohybu zemédélské techniky

po pozemku s implementaci GA

Struktura algoritmu se sklada ze tfi hlavnich Casti, které se rozvétvuji do dil¢ich skriptt
jednotlivych funkci. Prvni Cast je zameéfena na zpracovani vstupnich boda ohraniceni
pozemku, vytvoreni optimalnich souvrati s ohledem na dany polomér otaceni, a pre-
devsim nalezeni nejkratSich pojezdovych tras po pozemku. V ¢asti druhé podstupuji
prvky nejlepsiho vygenerovaného feSeni proces zpracovani pomoci genetickych algo-
ritmu pro ziskani optimalni kombinace prijezdu dil¢imi trasami za ucelem snizeni po-
jezdové vzdalenosti pii otackach na souvratich, zahrnujici hodnotici funkci fitness,
cetné metody selekce 1 vhodné postupy kfizeni a mutace nové vzniklych kombinact,
z nichz je ta, kterd vykazuje nejlepsi vysledky, v posledni ¢asti vizualizovana. Na ob-
razku 3.1 je ukazano stru¢né schéma jednotlivych casti, které jsou dale rozpracovany.
yd Zacatek N\,
v

| Naéteni vstupnich parametra |

Nalezeni nejkratSich tras pojezdu

[ Vytvoreni vnitfnich hranic souvrati ]

L 2
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Obrizek 3.1: Schéma algoritmu pro optimalizaci pohybu zemédélské techniky po pozemku
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K vstupnim parametram algoritmu patii také zabér operacnich prvkt vybrané tech-
niky, pocCet generaci, po které bude geneticky algoritmus probihat, pocet chromozomu
v jedné populaci, tedy poCet moznych feSeni zpracovanych béhem kazdé generace,
a pravdépodobnost kiizeni a mutace urcujici pribéh téchto operaci. Aplikované algo-
ritmy popisované v ramci nasledujicich €asti jsou napsany v programovacim jazyku
MATLAB, uveden je i zdrojovy kod vcetné stru¢nych popiskt vybranych fadkt pro
lepsi srozumitelnost.

3.1 Funkce pro vypocet nejkratSich pojezdovych tras

Implementovana funkce slouzi k nalezeni rovnobéznych dil¢ich tras pojezdu ve vnitini
Casti pozemku s ucelem snizit celkovou vzdalenost pohybu zemédélské techniky si-
mulaci rozli¢nych variant orientace trajektorii vii¢i pozemku pii zménach ahlu otoCeni

v rozmezi 0° az 180°, zaroven dochazi také k postupnému posunuti drah pojezdu o de-
setinu zabéru v rozsahu 0 az 110 zabéru. Pro zjednoduSeni modelace zvolené situace
jsou rovnobézné usecky predstavujici diléi trasy vzdy ve vertikalni poloze, tedy jejich
oba krajni body maji stejnou soufadnici x, a rotovany jsou body polygonu vymezuji-

ciho vnitini cast pozemku. Na obrazku 3.2 je znazornéna variabilni orientace trajekto-

rii, na kterych lezi dil¢i trasy, vuci pozemku pfi rotaci.

a) Y b)

c)

Obrizek 3.2: Ukazka variabilni orientace trajektorii vii¢i pozemku p¥i rotaci polygonu o a) 0°,
b) 90°, ¢) 180°
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Vstupni parametry tvoii proménné x a y,, coz jsou soufadnice x a y bodl vytycujicich
vnéjsi hranici pozemku, pracovni zabér z,;, a polomér otaceni 1,; vybrané techniky.
Vystupem jsou soutfadnice meznich bodua dil¢ich pojezdovych tras s nejmensi celko-
vou délkou Pmin, stfed otoCeni S, a uhel oto¢eni mu. V ramci algoritmu je nejprve
proveden vypocet §Sitky souvrati, nasledné jsou zjistény soufadnice stfedu otoceni po-

zemku v podobé¢ centroidu, tedy

N N
Sox :szi/N, Soy:Zysi/N, 3.1
i=1 i=1

kde N je pocet zadanych bodt hranice pozemku, poté je funkci polyshape vytvoren
polygon vymezujici pozemek, na jeho zakladé dochazi funkci polybuffer k vytvoreni
polygonu vnitini ¢asti pozemku vytyc€ujiciho oblast souvraté, jez odpovida vnitinimu
odsazeni polygonu pozemku o Sitku souvrati. Proménné xg; a ys; obsahuji informace

o soufadnicich boda vnitiniho polygonu, které jsou predmétem dalSiho zpracovani

o W r /4 r Z /4 . w r
dvou for cykll, kdy béhem prvniho dochazi k posunu tras o IL;’, v ramci vnofeného

druhého for cyklu je ménén uhel otoCeni pozemku, nasledné je realizovano otoceni
bodt vnitiniho polygonu a aplikaci funkce f_pruseciky vygenerovany krajni body dil-
Cich tras pojezdu a v dal§im vnotfeném for cyklu jsou vypocitany jejich vzdalenosti,
tedy délky jednotlivych trajektorii, jejichz suma je nasledné, jiz mimo tento cyklus,
zaznamenana. Vysledkem této faze je matice celkovych délek o rozmérech 10x 181,
kde sloupce reprezentuji jednotlivé thly otoceni a fadky posunuti, pfi¢emz index nej-
niz§i hodnoty matice lze zjistit dvojnasobnym pouzitim funkce min, av§ak urcen je
pouze index sloupce, pro index fadku je tfeba matici transponovat. Na zakladé zjiste-
nych indext jsou stanoveny hodnoty thlu i posunuti, pfi kterych byla minimalni hod-
nota ziskana, a nakonec dochazi k vygenerovani soufadnic finalnich bodta prajezdu

Pmin.

Ukazka zdrojového kodu 3.1: Funkce pro vypocet nejkratSich pojezdovych tras

1 function [Pmin,S o,mul=f So nt(x s,y s,z ab,r ot)
2
3 %vypocet Sirky souvrati

souv=ceil (2. 3*r_ot/z_ab) *z ab;
4 %vypocet souradnic stredu otoceni pozemku

S o=[sum(x_s)/length(x s),sum(y s)/length(y s)];
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%vygenerovani polygonu vnéjsich hranic pozemku
pol=polyshape(x s,y s);

% vygenerovani polygonu vnitfni ¢asti pozemku
polin=polybuffer (pol, -souv);

%ziskani souradnic bodl polygonu vnitifni ¢asti pozemku
X sl=polin.Vertices(:,1);

y sl=polin.Vertices(:,2);

%velikost posunuti tras pojezdu na ose x vic¢i zdkladnimu sestaveni, kdy
ma prvni trasa pojezdu souradnici x o velikosti min(y_s1)+z_ab/2

for j=0:z ab/10:9/10*z ab
DO1=[];
%uhel otoceni pozemku
for 1=0:1:180

%vygenerovani matic bodl pozemku a souvrati otocenych o dany
uhel

B ol=f otoceni(x sl,y sl1,S o,1i);
%nalezeni prdsecikll pojezdovych tras a souvrati

p=f pruseciky (B ol(1,:),B ol(2,:),z ab,]j);

da=[];
for m=1:1:1ength(P)/2
%vypocet délky diléich tras pojezdu

dO=sqgrt ((P(1,2*m-1)-P(1l,2*m))" "2+ (P(2,2*m-
1)-P(2,2%m))"2);

d=1[d,do0];
end

%zaznam sumy délek diléich tras pro kazdy uhel otoceni ze sta-
noveného intervalu

D01=[D01, sum(d)];
end

%zaznam celkové délky tras pro jednotlivé hodnoty posunuti ze stano-
veného intervalu (skupina vSech reSeni)

D1=[D1;DO01];
end

%ziskani indexu sloupce, kde se nachdzi nejleps$i reSeni (nej-
krats$i pojezdové trasy)

[~,porl]l=min (min (D1));
%ziskani indexu sloupce, kde se nachazi nejlepsi releni
[~,por2]=min (min (D1"));

bseznam vsech 0hl( ze zkoumaného intervalu
% h uhl k h t 1
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uhel=0:1:180;
27 %seznam vSech hodnot posunuti ze zkoumaného intervalu
posun=0:z ab/10:9/10*z ab;

28 %nalezeni uhlu otoceni pozemku, pri kterém byly nalezeny nejkrat3i trasy
pojezdu

mu=uhel (porl) ;

29 %nalezeni hodnoty posunuti, pri kterém byly nalezeny nejkrat3i trasy po-
jezdu

mp=posun (por2) ;
30 %otoceni bodl pozemku a souvrati o Uhel nejlepSiho reseni
[BB,BB1l]=f otoceni(x s,y s,x sl,y sl1,S o,mu);

31 %vygenerovani meznich bodl pojezdovych tras pro parametry nejlepSiho re-
Seni

Pmin=f pruseciky (BB1(1,:),BB1(2,:),z ab,mp);

3.2 Funkce pro vypocet meznich bodu dil¢ich pojezdovych tras

Mezni body dil¢ich tras ve vnitini ¢asti pozemku jsou jejich vstupni a vystupni mista,
kde komplexni trajektorie prechazi z pfimocarého pohybu do otacCeni ¢i naopak
z otocky do pifimé drahy pojezdu. Obecné 1ze tyto body definovat jako pruseciky rov-
nobéznych primek, jichz jsou dil¢i trasy soucasti, a polygonu vnitfni ¢asti pozemku,
avSak pro zajisténi kompletniho pokryti polygonu je tieba jejich polohu dale nalezité
upravit. Vstupni parametry tvoii xg; a Vg, tedy soufadnice x a y hranic vnitini ¢asti
pozemku, zabér techniky z,;, a posunuti po, vystupem je mnozina meznich boda P.
Po vytvoreni polygonu a nalezeni jeho meznich hodnot x,y;;, a X4, N2 0se x je vyge-

nerovana skupina soufadnic x dil¢ich tras v podobé posloupnosti se zapisem

Zab
2 ’

dokud a,,+1 < Xpmax, Nasledné je ke kazdému ¢lenu pfictena hodnota posunuti. Poté je

An+1 = p + Zgp; A1 = Xpin T (3.2)

vy ’ ’ ’ v v Zab
ovéfeno, zda po posunuti neni rozdil X,,;, — a4 nebo X0, — 41 VELSi nez = pokud

Zab

ano, tak je v prvnim pfipadé pfidan na prvni misto skupiny prvek ay = a; — -

v druhé situaci je na konec skupiny zarazen prvek a,,, = a,4+1 + %’. V pripadé,
ze by po posunuti byl €len a,,.; VE&tS§i nez x4, j€ ze skupiny odstranén. Zminény
postup ma zabezpecit dosah zabéru pracovniho nastroje po celé vnitini ¢asti pozemku.
V dalsim kroku jsou béhem for cyklu vytvoreny funkci intersect priseciky polygonu
a usecCek predstavujici pojezdové trasy, viz obrazek 3.3, pfiCemz muze nastav stav, kdy

v konkavni oblasti pozemku jej usecka protina ve vice ¢astech a mezi sourfadnicemi
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prusecikti budou hodnoty NaN (Not a Number). V této situaci dochazi k vybéru v§ech

prvkl nerovnajicich se NaN, jejich sefazeni do matice o velikosti n X 1, kde n je jejich

v , . n ; .. . .
pocet, a uprava matice do tvaru - X 2, kdy v prvnim sloupci jsou zaneseny soufadnice

x a v druhém soufadnice y, déle jsou ziskané body setfidény dle soufadnice x vze-

stupné a vysledna matice je transponovana.

1

L1

v W

Obrazek 3.3: Znazornéni prusecika polygonu vnitini ¢asti pozemku a usecek predstavujici tra-
jektorie pojezdovych tras

Ukaizka zdrojového kodu 3.2: Funkce pro vypocet meznich bodu dil¢ich pojezdovych
tras — ¢ast 1

1

10

11

12

function [P]=f pruseciky2 3(x sl,y sl,z ab,po)

polin=polyshape(x sl,y sl);
X max=max (x_sl);
X min=min(x sl);
%list souradnic x dilé¢ich pojezdovych tras
poc=x min+z ab/2:z ab:x max;
%list souradnic x dilé¢ich pojezdovych tras posunuté o danou hodnotu "po"
poc=poc+po;

%pokud je rozdil mezi soufadnici x bodu ndleziciho diléi trase pojezdu
nachdzejici se prvni zleva a nejmensi souradnici x ze vSech bodd hranice
vnitrni ¢asti pozemku vétsSi nez polovina zabéru

if poc(l,1)-xmin>z ab/2

%k listu poc je pred prvni souradnici x pridana souradnice x o z_ab/2
mensi

poc=[poc(1l,1)-z ab/2,poc];

end
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13

14
15
16

17

18
19
20

21

22

23

24

25
26
27
28

%pokud je souradnice x diléi trasy, ktera je prvni zprava, vétsi nez
nejvétsi souradnice x ze vSech bodd hranice vnitrni c¢asti pozemku, tak je
treba tuto souradnici z listu poc odstranit

if poc(1l,length(poc))>xmax
poc=poc (l:length(poc)-1);
end

%pokud je rozdil mezi soufadnici x bodu ndleziciho diléi trase pojezdu
nachdzejici se prvni zprava a nejvéts$i souradnici x ze vSech bodl hranice
vnitrni ¢asti pozemku vétsSi nez polovina zabéru

if x max-poc(1l,length(poc))>z ab/2

%k listu poc je za posledni souradnici x pridana souradnice x
0 z_ab/2 vétsi

poc=[poc,poc(l,length(poc))+z ab/2];
end
inter0=[];
%nalezeni prlisecikd dilc¢ich tras pojezdu s polygonem vnitfni ¢asti pozemku
for i0=1:1length (poc)

%vygenerovani prdsecikd polygonu vnitrni casti pozemku a dilcich
pojezdovych tras

interOO=intersect (polin, [poc(i0),min(y sl)-
10;poc(10) ,max(y s1)+10]);

%pokud je v nalezené matici hodnota NaN, znamena to, Ze usecka, na
které lezi pojezdova trasa protinda pozemek ve vice bodech

if sum(sum(isnan(inter00))) > 0

%nalezeni prvkd nemajici hodnotu NaN, dochazi k serazeni prvki
do matice velikosti (n, 1), kde n je pocet prvkd non NaN

1i0=inter00 (~isnan (inter00)) ;

%prevedeni matice do plvodniho tvaru, kde ve sloupci 1 jsou
souradnice x a ve sloupci 2 souradnice y

inter0O0=reshape (110, [length(ii0)/2,21);
end
interO=[inter0; inter00];
end

%serazeni hodnot vzestupné dle velikosti podle prvniho sloupce a ndasledna
transpozice matice

P=sortrows (inter0)';

Dalsi aprava je zaméfena na vygenerovani prusecika vnitini ¢asti pozemku s pomoc-

s v v s 11 Ms . ’ . ~ s v . s zZ
nymi rovnobé&zkami dil¢ich pojezdovych tras, jenz se lisi v soufadnici x o ifb,

viz obrazky 3.4 a 3.5, které dale poslouZzi apraveé pozice stavajicich prasecika. Pokud
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pro nékteré rovnob&zky neprotinaji pozemek, standardné se jedna o rovnobézku posu-
VA ; [ v v z I3 s
nutou o — %b od levé krajni trasy a rovnobézku posunutou o %b od pravé krajni trasy,

tak jsou body simulujici pruseciky Pyg, Py, Ppg, Ppp, Vytvoleny posunutim prasecikt

trasy Ty, Ty, coz jsou body prujezdu, s polygonem o —Z;Lb, ptipadné o Z;Lb,

tedy PLS = [T

o =Ty P = [Ty =25 Thy ) Pes = [T, + 7225
Ppp, = [Ty, + Z;Lb ; Thy,] . Pokud je poCet nalezenych prusecikt vétsi nez dva, tak do-
chazi k vybé&ru t€ usecky, jejiz spodni bod ma mensi vzdalenost ke spodnimu bodu
prislusné trasy. Kdyz je zkoumana ¢ast polygonu konkavni, tak mtize také nastat situ-
ace, ze rovnobézka protina polygon v jiné oblasti, ktera sice polohou viici ose x odpo-
vida dané trase, ale poloha k ose y je znacné rozdilna, a tak dochazi jesté k ovéreni
adekvatnosti polohy srovnanim polohy horniho bodu trasy T}, se spodnim bodem rov-
nobézné usecky P; a spodniho bodu T trasy s hornim bodem rovnobézky Pj,. Pokud

ma horni bod trasy mensi soutadnici y nez spodni bod rovnobézky ¢i spodni bod sou-

fadnici y vétsi nez horni bod rovnobézky, tedy Thy < Psy nebo Tsy > Phy, tak jsou

M , v ’ o VA N7 v Zab
vytvoreny nové body rovnobézek posunutim bodd trasy o — %b, pfipadné %

/\‘H‘L\ . WEY

Obrizek 3.4: Znazornéni rovnobéznych usefek vytvorenych posunutim pojezdovych tras
0 z_ab/2 a jejich pruseciku s polygonem
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| 7

Obriazek 3.5: Znazornéni rovnobéznych usecek vytvorenych posunutim pojezdovych tras
o -z_ab/2 a jejich pruseciki s polygonem

Ukaizka zdrojového kodu 3.3: Funkce pro vypocet meznich bodu dil¢ich pojezdovych
tras — Cast 2

29
30

31

32

33

34

35
36

37

38
39
40

interl=[];

%nalezeni prdsecikd vnitrni ¢asti pozemku s rovnobézkami dilcich pojez-
dovych tras jenz se 1isi v soufadnici x o +-zabér/2,

for il=1:1ength(P)/2

interOl=intersect (polin, [P(1,il*2-
1)+z _ab/2,min(y sl)-
10;P(1,1i1*2)+z ab/2,max(y sl1)+10]);

interO2=intersect (polin, [P(1,i1*2-1)-
z ab/2,min(y s1)-10;P(1,1i1*2)-
z ab/2,max(y sl1)+10]);

%pokud nebyly nalezeny zadné priseciky, tak bude rovnobézna usecka
stejna jako pojezdova trasa, pouze o z_ab/2 posunutd doprava

if isempty(inter01)

inter01=[P(1,11*2-1)+z ab/2,P(2,11*2-
1);P(1,11*2)+z ab/2,P(2,i1*2)];

end

%pokud nebyly nalezeny zadné priseciky, tak bude rovnobézna usecka
stejna jako pojezdova trasa, pouze o z_ab/2 posunutd doleva

if isempty(inter02)

inter02=[P(1,11*2-1)-z ab/2,P(2,il1*2-
1);P(1,i1*2)-z ab/2,P(2,i1*2)];

end
if sum(sum(isnan(inter01)))>0

iil=inter0l (~isnan(inter01l));
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41
42
43
44
45
46
47

48

49
50
51
52
53
54
55

56
57
58
59
60
61
62
63
64
65

66
67
68

interOl=reshape (iil, [length(iil)/2,21);

end

if sum(sum(isnan(inter02)))>0
iil=inter02 (~isnan(inter02));
interO02=reshape (iil, [length(iil)/2,21);

end

%pokud je pocet nalezenych prlisecik(l vétSi nez dva, tak prlnikem

vznikaji dvé usecky, je tedy treba priradit k prislusné pojezdové
trase vhodnou rovnobéznou uUsecku ze dvou moznych

if size(inter01l,1) > 2

%pokud je absolutni hodnota vzdalenosti mezi spodnim bodem
trasy a spodnim bodem prvni Usecky mensi vzdalenost mezi ten-
tyz bodem a spodnim bodem druhé ldsecky, budou prirazeny body
usecky 1, jinak body usecky 2

if abs(P(2,1i1*2-1)-inter01(1,2))<abs(P(2,il*2-
1)-inter01(3,2))

interO0l=inter01(1:2,:);
else
interO0l=inter01(3:4,:);
end
end
if size(inter02, 1)>2

if abs(P(2,1i1*2-1)-inter02(1,2))<abs(P(2,1il*2-
1)-inter02(3,2))

inter02=inter02(1:2,:);
else
inter02=inter02(3:4,:);
end
end
interl=[interl;inter01l,inter02];
end
Pl=sortrows (interl) ';
for g=1:1length(P1l)/2

%pokud ma usecka rovnobézna s dilci pojezdovou trasou zprava spodni
bod polozeny vySe nez horni bod pojezdové trasy nebo horni bod nize
nez spodni bod pojezdové trasy, tak jsou souradnice y jejich bodl
nahrazeny prislusnymi souradnicemi y bodd dilc¢i trasy pojezdy

if P1(2,2*%q-1)>P(2,2*q) | P1(2,2*q)<P(2,2*q-1)
P1(2,2*q-1)=P(2,2*q-1);
P1(2,2*q)=P(2,2*q);

end
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69 %stejna podminka jako vySe, pouze se tyka rovnobézné usecky nacha-
zejici se nalevo

if P1(4,2*g-1)>P(2,2*q) | P1(4,2*q)<P(2,2*g-1)
70 P1(4,2*g-1)=P(2,2*g-1);
71 P1(4,2*q)=P(2,2*q);
72 end

73 end

Nakonec dochazi k postupnému porovnani soufadnic y spodnich bodu Ts,, jednotli-
vych pojezdovych drah se spodnimi body piislusnych pomocnych rovnobézek Pps,,
Pp ya body polygonu By, ..., By, se soutadnicemi x v intervalu (Ts  — % i Ts, + %},
pokud takové body existuji a jsou nalezeny pomoci funkce find. Kdyz je jejich hodnota

vétsi  nez  minimalni  hodnota  ze  skupiny  srovnavanych  bodu

Ppin = min(Ty y PLsy, Pp » Bly, . Bmy), tak je hodnotou P,,;;,, nahrazena. Uprava se

stejnou analogii je aplikovana 1 na horni body, avSak zde se porovnava s maximalni
hodnotou soutadnic y vybranych bodi, viz obrazek 3.6. Tento proces je proveden za
ucelem zajisténi pokryti celé vnitini asti pozemku pracovnim nastrojem, jak je zna-
zornéno na obrazku 3.7, protoze pokud by byly vyuzity pruseCiky vygenerované
v prvni ¢asti algoritmu, tak by mohlo dochazet k vynechani tisekti oblasti na krajnich

pomezi zon zabéru diléich tras, viz obrazek 3.8.

|
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Obrizek 3.6: Znizornéni vzniku findlnich bodu prujezdu apravou polohy prisecika polygonu
vnitini ¢asti pozemku a pojezdovych tras
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Obrizek 3.7: Ukdzka pokryti pozemku pracovnim nastrojem pri prujezdu meznich bodu s

upravenou polohou

‘*’.ﬂl«-ﬂk

-------------------_[

Obrizek 3.8: Ukazka pokryti pozemku pracovnim nastrojem pri prujezdu meznich bodi bez

upravené polohy

Ukaizka zdrojového kodu 3.4: Funkce pro vypocet meznich bodu dil¢ich pojezdovych

tras — ¢ast 3

74
75

76

77

for m=1:1length(P1)/2

%uprava probéhne pro trasy 1 az n, kromé situace, kdy bude vybrana
trasa 1 (krajni trasa zleva) a zaroven jeji vzddlenost od trasy 2
bude mensi nez zabér nebo kdyz bude vybrdna trasa n (krajni trasa
zprava) a zdroven jeji vzddlenost od trasy n-1 bude mensi nez za-
bér
if ~((m == 1 & (P(1,3)-P(1,1)<zaber)) | (m==length(P1l)/2
& (P(1l,length(Pl1)-1)-P(1l,length(Pl)-3)<zaber)))

%sefazeni souradnic x rovnobéznych usecek z oblasti -z_ab/2 az
z_ab/2

a=sort ([Pl (1l,m*2-1),P1(3,m*2-1)1);

%ovéreni, zda se v okoli -z_ab/2 az z_ab/2 dilcéi pojezdové
trasy nachdzi bod vnitrni hranice pozemku
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78

79

80

81
82

83

84
85

86
87
88

89
90
91
92

end

end

op=find(x sl<a(2)&x sl>a(l));

%pokud existuji body vnitfni hranice pozemku, jejichz souradnice x
odpovidaji podmince vySe, tak jsou jejich minimdlni/maximalni sou-
radnice y zarazeny do vybéru pro prirfazeni minima/maxima k souradni-
cim y spodnich/hornich bodl dil¢i trasy pojezdu

if ~isempty (op)
ymin=min ([P1(2,m*2-1),P1(4,m*2-1),
min(y_sl(op))]1);
ymax=max ([P1(2,m*2),P1l(4,m*2) ,max(y _sl(op))]1);

else

%nalezeni minima souradnic y spodnich bodl uUsecek rovnobéznych
s dilc¢i trasou pojezdu nachazejicich se v jejim okoli -z_ab/2
az z_ab/2

ymin=min ([P1(2 m*2-1),P1l(4,m*2-1)1);

%nalezeni maxima souradnic y hornich bodl Usecek rovnobéznych
s dilc¢i trasou pojezdu nachazejicich se v jejim okoli -z_ab/2
az z_ab/2

ymax=max ([P1(2,m*2),P1l(4,m*2)]);
end

%pokud ma spodni bod trasy vétsi souradnici y nez je nalezené mi-
nimum, tak je hodnota této souradnice nahrazena pravé vypocitanym
minimem

if P(2,m*2-1)>ymin
P(2,m*2-1)=ymin;
end

%pokud ma horni bod trasy mens$i souradnici y nez je nalezené ma-
ximum, tak je hodnota této souradnice nahrazena pravé vypocitanym
maximem

if P(2,m*2)<ymax
P(2,m*2)=ymax;

end

3.3 Funkce genetického algoritmu

Vstupy tvoii pole dvojic meznich boda dil¢ich rovnobéznych tras pojezdu po po-

zemku, Cr, o velikosti 1 X pocet_bodii/2, pticemz kazda burika je matice o rozméru

2 X 2 nesouci v hornim fadku informace o soufadnicich x a spodnim fadku o soufad-

nicich y danych bodt, polomér otaceni, r_ot, poCet epoch ¢i tzv. generaci, Gen, pocet

vstupnich feseni prajezdu dil¢ich tras predstavujicich soubor moznych feseni tzv. po-
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pulace nebo také chromozom, pocCH, pravdépodobnost kiizeni, P_c, pravdépodob-
nost mutace, P_m, typ selekce, sel, typ kiizeni, cross, a typ mutace, mut. K vystupim
se fadi list obsahujici délky nejkratSich tras pojezdu pfi otaCeni z celé populace ziskané
béhem kazdé epochy, h_opt, list bodu dil¢ich tras sefazenych v poradi, ve kterém do-
sahuje pojezd pii otaceni nejmensi délky z celé populace, v némz jsou zahrnuta nej-
lepsi feseni pro kazdou epochu, opt, a list zaznamenavajici prumémé hodnoty délek
vSech feseni kazdé jednotlivé epochy, Pprum. Na pocatku algoritmu je nejprve po-
moci inicializa¢ni funkce vytvorena skupina prvotnich feseni o stanoveném poctu, kdy
délka kazdého feSeni odpovida poctu prvkt vstupniho pole bodi. Hlavni Cast se sklada
z for cyklu opakovaného dle zvoleného poctu epoch, z nichz v kazdé probehne gene-
rovani a Uprava prvkl skupiny moznych feseni, pfiCemz v generaci 0 je zpracovana
populace vznikla pfi inicializaci, v dal§ich generacich je operovano s populaci
vzniklou spojenim poloviny nejlepSich vystupu z generace n — 1 a nové vygenerova-
nych feSeni, tzv. jedincli. Nejprve dochazi k ohodnoceni vstupnich feSeni hodnotici
funkci f GApO2_fit, nasledné je z nich aplikaci selekéni funkce vybrana polovina pro
dalsi upravy. Na obrazcich 3.9 a 3.10 je pro lepsi orientaci znazornén vyvojovy dia-
gram implementovaného genetického algoritmu s popisky ve stylu pseudokodu,

v dalsi ¢asti jiz navazuje okomentovany zdrojovy kod.
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Cr,r_ot,Gen,pocCH,P_c,P_m,
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[fit,minh,prum,cesta]<--0HODNOT_POPULACI(Cr,Pop,r_ot);
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pokud selekce = elit_rank

P_vyber<--SELEKCE_ELITARSKA_PORADOVA(Pop,fit) Ii

pokud selekce = P_vyber<--SELEKCE_ELITARSKA_RULETOVA(Pop,fit) |—

pokud selekce = rank

P_vyber<--SELEKCE_PORADOVA(Pop, fit) }—

pokud selekce = rank_exp P_vyber<--SELEKCE_PORADOVA_EXPONENCIALNI(Pop,fit) F—

pokud selekce = rank_SP

P_vyber<--SELEKCE_PORADOVA_LINEARNI (Pop,fit) ]7

pokud selekce P_vyber<--SELEKCE_RULETOVA(Pop,fit) F—

P_vyber<--SELEKCE_STOCHASTICKA_UNIVERZALNI(Pop,fit) }7

pokud selekce = susl

pokud selekce P_vyber<--SELEKCE_TURNAJOVA2(Pop,fit) F—

P_vyber<--SELEKCE_TURNAJOVA3(Pop, fit) Ii

pokud selekce = tour3
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Obrizek 3.9: Vyvojovy diagram implementovaného genetického algoritmu — Cast 1

R T
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o

E —{ ‘ potomcik<--KRIZENI_SE_ZACHOVANIM_PORADI(P_vyber,P_c) pokud krizeni = order

H

H

E ———{ [ potomcik<--KRIZENI_NA_ZAKLADE_POZICE(P_vyber,P_c) pokud krizeni = position

H

“

.......
o

.........................................................................................................................

.................................................................................................................

pokud mutace = exchange potomcim<--MUTACE_VYMENOU(P_pok,P_m) F———

pokud krizeni = slide potomcim<--MUTACE_POSUVNA(P_pok,P_m) F———

SN NN NN I NN NN NN EEE AN NI NN NN AN NN NN AN NN NN NN EN NN NI NN NN N EEENISEENNENIEEEEEETENEEEEEEEEEEEEEEEEEEEEE,
. -

0
5

Y
[ [ [F_pk,minh,prum,cestal<--OHODNOT_POPULACI(Cr,Pop,r_ot); |

|

[] [c,d]<--SERAD_VZESTUPNE(F_pk);

N
‘ P_pok<--P_pok[d[POCET_PRVKU(potomcik):konec]];

|

zapis hodnot:
Pprum<--PRIPOJ(prum)
h_opt_reseni<--PRIPOJI(minh)
opt_reseni<--PRIPOJ(cesta)

!

[ [ P_npop<--VYTVOR_NOVOU_GENERACT_DOPLNENIM(potomcim;pocCH)

Obrizek 3.10: Vyvojovy diagram implementovaného genetického algoritmu — Cast 2

V algoritmu je implementovano devét typu selekce:

a)
b)
c)
d)
e)
f)
g)

elitarsky vybér s poradovou selekci,
elitarsky vybér s ruletovou selekci,
poradova selekce,

poradova exponencialni,

poradova linearni,

ruletova,

stochasticka univerzalni metoda,
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h) turnajova s vybérem dvou jedinci,

i) turnajova s vybérem dvou jedinct.

Vybrani jedinci jsou zpracovani metodou kiizeni, kdy dochazi k vytvoreni dvou no-
vych kombinaci tzv. potomku ze dvou puvodnich, rodi¢i. Vzhledem k tomu, ze se
v ramci celé trasy nesmi body opakovat vicekrat, byly vybrany pouze dva typy kfizeni,
v ramci, kterych riziko takové situace nehrozi, a to kiizeni se zachovanim poradi a kfi-
zeni na zakladé pozice. Po této operaci jsou vznikli potomci slouceni s populaci ziska-
nou selekci a cely soubor je podstoupen mutaci, u niz pro vybér metod plati stejna
podminka jako u kfizeni, implementovana je tedy mutace vymeénou a posuvna mutace.
V dalsim kroku je populace znovu ohodnocena a jako zaklad pro novou populaci je
vybrana polovina vSech jedinct s nejlepsim hodnocenim, ktera je poté pomoci funkce
f_GApO2_fit doplnéna o nové vygenerovana feseni tak, aby noveé vznikla skupina méla

zvoleny pocet feSeni.

Ukazka zdrojového kodu 3.5: Funkce genetického algoritmu

1 function [h opt reseni,opt re-
seni, Pprum]=f GA(Cr,r ot,Gen,pocCH,P c,P m,sel,cross,mut)

2

3 vr=length(Cr);

4 P poc=f GApOl init(vr,pocCH);
5 P_npop=[];

6

7 Pprum=/[];

8

h opt reseni=[];
9 opt reseni=[];
10 C opt=I[1;
11 for n=0:Gen
12 % v generaci n=0 je zpracovan soubor reseni (populace) vznikly pri
inicializaci, v dalSich generacich je operovano s populaci vzniklou

spojenim poloviny nejlepSich vystupu z generace n-1 a nové vygenerova-
nych reSeni

if n==
13 Pop=P poc
14 else
15 Pop=P npop
16 end
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18

19
20
21
22
23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38

39
40
41
42
43
44

45
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%ohodnoceni populace

[fit,~,~,~]=f GApO2 fit(Cr,Pop,r ot);

%vybér reseni postupujicich k dal$imu zpracovani (chromozom() aplikaci

vybraného typu selekce
if strcmp(sel,'elit rank')

P vyber=f GAp03 sel elit rankl (Pop, fit);
elseif strcmp(sel,'elit roul')

P vyber=f GAp03 sel elit roull(Pop, fit);
elseif strcmp(sel, "rank')

P vyber=f GAp03 sel rankl (Pop,fit);
elseif strcmp(sel, 'rank exp')

P vyber=f GAp03 sel rank expl (Pop,fit);
elseif strcmp (sel, "rank SP'")

P vyber=f GAp03 sel rank SP1(Pop, fit);
elseif strcmp(sel, "roul')

P vyber=f GAp03 sel roulettel (Pop,fit);
elseif strcmp(sel, 'sus')

P vyber=f GAp03 sel susl(Pop, fit);
elseif strcmp(sel, 'tour2')

P vyber=f GAp03 sel tournament2 (Pop,fit);
elseif strcmp(sel, 'tour3"')

P vyber=f GAp03 sel tournament3 (Pop,fit);

end

%vytvoreni populace vybranych chromozomd a jejich potomk( vzniklych
krizenim se zachovanim poradi ¢i na zakladé pozice

if strcmp(cross, 'order')

potomcik=f GApO4cross order (P_vyber,P c);
elseif strcmp(cross, 'position')

potomcik=f GApO4cross posO0l (P _vyber,P c);

end

%slouceni populace vzniklé pri krizeni se skupinou jejich rodicl
P pok=[P vyber;potomcik];
%aplikace vybrané metody mutace s pravdépodobnosti P_m

if strcmp (mut, 'exchange')

[potomcim]=f_GApO5mut_exch(P_pok,P_m);
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47 elseif strcmp (mut, 'slide')

48 [potomcim]=f GApOSmut slide (P_pok,P m);
49 end
50 %po novém ohodnoceni vSech prvkd dochdzi k vybéru poloviny vsech je-

dinch s nejlepsim hodnocenim

[F _pk,minh,prum, cestal=f GAp02 fit(Cr,P pok,r ot);

51 [c,d]=sort (F pk);
52 P pok=P pok(d(size(potomcik,1):end), :);
53 %zdznam primérné délky tras pojezdu pri otdceni v ramci celé populace

Pprum= [ Pprum; prum] ;
54 %zaznam délky nejkratSich tras pojezdu pri otaceni z celé populace
h opt reseni=[h opt reseni;minh];

55 %zdznam poradi prljezdu bodd tras s nejmensi délkou pojezdu pri otdceni
z celé populace

opt reseni=[opt resenij;cesta];

56 %vytvoreni nové generace, kde je populace po aplikaci mutace doplnéna o
nové vygenerovana reSeni tak, aby nové vznikla skupina méla zvoleny po-
cet reSeni

P npop=f GApOénew gen (potomcim,pocCH) ;

57 [fit,~,~,~]=f GApO2 fit(Cr,P npop,r ot);
58 n
59 end

3.4 Inicializa¢ni funkce

Prvni inicializa¢ni funkce je pouzita pouze v prvni eposSe genetického algoritmu a je-
jim vystupem je pocatecni populace, P_poc, tedy soubor moznych ndhodné vygene-
rovanych feseni, chromozomu, o délce d, ktera odpovida poctu dil¢ich tras pojezdu,
pocet jednotlivych feSeni v celém souboru je dan stanovenou vstupni hodnotou
pocCH. Druha funkce je volana na konci kazdé epochy pro vytvoreni nové generace
P_npop, kde jsou feseni po mutaci, potomcim, doplnéna o nové vygenerovana reseni
tak, aby nové vznikla skupina meéla zvoleny pocet feSeni pocCH. Hlavni ¢ast obou
funkci je tvorena for cyklem, v ramci kterého vznikaji nova feseni. Pro pfipad, ze se
vygenerované feSeni v souboru jiz nachazi, je zde vlozen cyklus while, ktery generuje
nova feSeni, dokud neni ziskano feSeni odliSené od vSech prvkl ve skupin€. Nasledné

je nové feSeni pfidano do stavajici skupiny.
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Ukazka zdrojového kodu 3.6: Funkce k vytvoreni poCatecni populace

1 function [P poc]=f GApOl init (d,pocCH)
2
3 P_poc=[];
4 for i=1:pocCH
5 %vektor (chromozom) urcujici nahodné poradi bunék
r=randperm(d) ;
6 %pokud se vygenerovany chromozom jiz ve skupiné nachazi, tak je gene-
rovan znovu dokud neni od prvk( skupiny odlisny
while i>1 & sum(ismember (P _poc,r, 'rows'))==1
7 r=randperm(d) ;
8 end
9 P poc=[P poc;r];
10 end

Ukazka zdrojového kodu 3.7: Funkee k vytvoreni populace n+1

1 function [P npop]=f GApOénew gen (potomcim, pocCH)
2

3 n=size (potomcim, 2) ;

4 %pocet novych chromozomi, které je treba vygenerovat

tnt=pocCH-size (potomcim, 1) ;

5> pop=[];

6 for k=1l:tnt

7 r=randperm(n);

8 while i>1 & (sum(ismember (P poc,r,'rows')) | sum(is-

member (potomcim, r, "rows"') )==1)

9 r=randperm(n);
10 end
11 pop=[pop;ir];
12 end

13 P npop=[potomcim;pop];

3.5 Funkece fitness k ohodnoceni jednotlivych FeSeni
Tato funkce slouzi k ohodnoceni jednotlivych feseni ze skupin (chromozomi) vznik-
lych v ramci kazdého kola cyklu (generace) algoritmu. Hlavni cast funkce se sklada ze

dvou for cykli, kdy v ramci vnéjsiho cyklu dochazi k prichodu vSech ¢lend souboru
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vstupnich feseni, priCemz jsou pokazdé prvky v poli bodu prijezdu sefazeny dle kon-
krétniho feseni, na konci cyklu dochazi k zdznamu celkové délky pojezdu po souvra-
tich pro kazdé ze vstupnich feSeni a zapis jednotlivych soubort bunék bodu prijezdu
s novym poradim. Vnitini cyklus operuje postupné se vSemi dvojicemi bodi prijezdu,
jez jsou reprezentovany v kazdé buice pole, dle daného potadi, pii¢emz dochazi k vy-
béru dvou po sobé jdoucich bunék A1, A2. Prvni bod buiiky A1 je bran jako bod vstupu
do prvni z vybranych dil¢ich tras, druhy bod, bod A1, je vystupni, tedy pocatek
otoCky, v prvnim bodu buniky A2, bodu A2, je konec otocky a zaroveti vstup do druhé
z vybranych dilCich tras. Ke spravnému provedeni oto¢ky musi byt vstupni 1 vystupni
bod otocky ve shodné poloze vici zbyvajicim krajnim bodim vybranych tras, tedy
ma-li souradnice y bodu A1, vetsi hodnotu nez soutfadnice y bodu A1;, musi mit sou-
fadnice y bodu A2, vetsi hodnotu nez souradnice y bodu A2,, tato situace je znazor-
néna na obrazku 3.11 a). V pfipadé, Ze ma souradnice y bodu A1, vetsi hodnotu nez
soutadnice y bodu A1, a zaroveni soufadnice y bodu A2; mensi hodnotu, nez sourad-
nice y bodu A2,, je tieba poradi bodd v bunce A2 prevratit, protoze by jinak doslo
k vynechani casti trasy pojezdu a otocka by zasahovala do vnitini Casti pozemku,
viz obrazek 3.11 b). Odpovidajici podminka plati i pro situaci, kdy je poloha otocky
opacna, tedy mezni body otocky maji soutfadnice y s niz§i hodnotou nez zbylé krajni
body vybranych tras.

Dale je zjisténa poloha otoCky vuci trasam pojezdu, zda se nachazi nad ¢i pod
body prijezdu, a nasledné je pomoci funkce f So_ot_vzl zjisténa délka celé otocky.
V ramci algoritmu je proveden soucet délek vSech otocek provedenych béhem pri-
jezdu pozemku a ulozen pro kazdé zkoumané feSeni, zaroven jsou také zapsany jed-
notlivé soubory bunék bodt prijezdu s upravenym poradim. Nakonec dochazi k ohod-
noceni kazdého ze vstupnich feSeni, vypoCtu pruimérné vzdalenosti pojezdu po sou-
vratich, nalezeni nejlep§iho feSeni s nejkratsi délkou pojezdu v ramci otoCek a zapisu
bodu trasy prujezdi nejlepsiho feseni véetné jejich upraveného potadi v ramci dil¢ich

tras pojezdu po pozemku.
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Obrazek 3.11: Vizualizace prijezdu krajnich bodi dvou dil¢ich tras pojezdu

Ukazka zdrojového kédu 3.8: Funkce pro ohodnoceni jednotlivych FeSeni

1 function
[fit,minh, prum, cestal=f GApO2 fit (Cr,P poc,r ot)

2

3 di=[];

4 for i=l:size(P poc,1)

5 a=[1];

6 %serazeni prvkil pole dle poradi z daného prvku vstupniho reSeni (chro-
mozomu)

Crl=Cr ([P poc(i,:)]);

7 for j=l:size(Crl,2)-1
8 %vybér dvou sousednich bunék v rdmci jedné vrstvy 3D pole (suda
a licha)

Al=Crl{:,7J};
9 A2=Crl{:,j+1};

10 %serazeni prvkd ve dvou vybranych sousednich burnkdach tak, aby po
polozeni bunék vedle sebe méli body dotyku vybranych bunék stej-
nou polohu vici krajnim bodim bunék, tedy aby napriklad krajni
body byly nahorfe a body dotyku dole

if (Al1(2,1)<Al(2,2) & BA2(2,1)<A2(2,2)) |
(AL(2,1)>A1(2,2) & B2(2,1)>RA2(2,2))

11 %prehozeni poradi bodl v bunce
A2=[RA2(:,2),RA2(:,1)];
12 %zapis upraveného poradi do plvodniho souboru bunék

Crl{:,j+1}=RA2;
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13
14

15

16

17
18
19
20
21

22

23
24

25

26
27
28
29

30

31

32

end

%vybér x-soufadnic sousednich bod0 vybranych bunék (u 1. bunky
ze dvou vybranych je to druhy bod, u 2. bunky prvni bod)

xB=[Al1(1,2),A2(1,1)];
%vybér x-souradnic sousednich bodd vybranych bunék
yB=[A1l(2,2),RA2(2,1)];
%ovéreni, zda je otocka nad ¢i pod body prijezdu
if A1(2,2)>A1(2,1)
sm=1;
else
sm=0;
end
%vypocet délky trasy otocky
[vzdalenost]=f So ot vzl (xB,yB,r ot,sm);
%zaznam délky kazdé otocky v ramci konkrétniho reseni
d=[d,vzdalenost];
end

%zaznam celkové délky pojezdu po souvratich pro kazdé ze vstupnich
reSeni (suma délek tras otocek)

dl=[dl;sum(d)];
%zapis jednotlivych souborl bunék s novym poradim
Cr2(:,:,1)=Crl;

end

dl=real (dl);

%ohodnoceni kazdého reSeni na zakladé podilu souctu délek v3ech feSeni a
jednotlivych resSeni, tedy ¢im men3i celkova délka pojezdu po souvratich, tim
vétsi bodova hodnota

fit=sum(dl)./dl;

%vypocet prdmérné délky pojezdu v ramci vSech vstupnich reSeni
prum=sum (dl) /length (d1l);

%nalezeni nejlepSiho reSeni (s nejkrat$i délkou pojezdu) a jeho poradi
[minh, p]l=min (d1) ;

%prirazeni bodl trasy prdjezdd nejlep$iho redeni vcéetné jejich upraveného
poradi v ramci dilcich tras pojezdu po pozemku

cesta=Cr2(:,:,p);

51



3.6 Funkce pro vypocet délky otocky

Vstupnimi parametry této funkce jsou proménné xB, yB, ve kterych jsou zapsany sou-
fadnice dvou sousednich bodu prijezdu pojezdové trasy, B1 a B2, tak, ze xB obsahuje
hodnotu soutfadnic na ose x a yB na ose y. Proménna r_ot je polomér otaceni techniky
a sm vyznacuje, zda je otoCka situovana nad body prijezdu ¢i pod, tedy zda y-ové
slozky soufadnic bodi otocky jsou vétsi nez nejmensi y-ové hodnoty vstupnich boda
¢i naopak. Vystupem je délka celé otoCky. Po nacteni vstupnich hodnot jsou nejprve
body sefazeny tak, aby bod B1 mél mensi soufadnici x nez bod B2, coz zjednodusuje
spravné vypocitani hodnot stfedt kruznic, jez jsou soucasti drahy otocky, s ohledem
na typ mozné situace polohy bodu prijezdu v souvislosti s polomérem otaceni a smé-
rem prujezdu. Nasledné je vypocitana horizontalni vzdalenost v mezi vstupnimi body,
ktera slouzi jako hlavni ¢ast podminky k vypoctu délky otocky. Pokud je mensi a za-
roven vzdalenost vstupnich bodu je vétsi nez dvojnasobek poloméru otaceni, tak je
tteba posunout soufadnici y toho bodu, u kterého ma tato soufadnice v absolutni hod-
noté€ nizsi hodnotu, bliZe k soufadnici y druhého bodu tak, aby vzdalenost bodu byla
rovna dvojnasobku poloméru otaceni, viz obrazek 3.12. V pfipad¢, ze je otocka nad
body prujezdu, tak je bod situovany nize posunut nahoru ve sméru osy y, v opaéném
piipadé zase dolu, velikost tohoto posunu, tedy vzdalenost rovna rozdilu mezi ptivodni
a novou hodnotou bodu, musi byt zapocitana do celkové délky otocky. Pokud je vzda-
lenost |[B1B2| > 2r, otoCka smétuje nad body prijezdu a yg; > yp,, je tedy tieba
posunout bod B2 tak, aby |[B1B2‘| = 2r, pficemz bod B2 ma soufadnice [xg5, Y52 '].

Novou hodnotu yg, Ize vypocitat jako

Vpo' = V1 — v/ 4% — (Xg2 — XB1)?, (3.3)

pficemz velikost posunuti, tedy vzdalenost vz,, je rovno absolutni hodnoté rozdilu

soutfadnic y plivodniho a posunutého bodu yg,r a yg,.
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Obrizek 3.12: Znazornéni situace, kdy je tfeba provést posunuti bodu B2 tak, aby vzdailenost
bodu prijezdu byla rovna dvojnasobku poloméru otaceni

Postup vypoctu délky celé otocky je rozdélen na tfi situace, kdy polovina horizontalni

vzdalenosti v je mens$i, rovna €1 vét§i nez polomér otaceni.

1) Vzdalenost mezi vstupnimi body na ose x je mensi nez polomér otaceni
Trasa otocky sklada ze tii ¢asti tvofenych oblouky, kdy levy a pravy oblouk
otoCky maji stfed v bodech S1, S2 a stfedni oblouk v bodu SO, viz obrazek 3.13.
V ramci algoritmu jsou vypocitany soufadnice bodu S1, kdy xs; je rovno rozdilu

Xp1 A Ty, Ys1 J€ TOVNO Vg1, a S2, jehoz soufadnice Xg, je rovna souctu Xg, a Ty,

Xs1tXsz  Ys1 +YS2]
9

Vs, je rovno yg,. Sted usecky |S1S2|, bod M se soutradnicemi [ R

je vzor bodu SO, ktery vznikne posunutim ve sméru vektoru n,, o vzdalenost rov-

nou délce usecky |SOM|, jenz lze vyjadrit jako
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2
|SOM| = j (2r)2 — (@) , (3.4)

kde

ISIM| =/ (xy = %51)% + (Y — Ys1)?. (3.5)

Vektor n,, = (—uy;u;) je normalovym vektorem ke smérovému vektoru U
ptimky prochézejici body S1 a S2, velikost a smér translace M do SO je dan sou-
¢inem prvki n,, s podilem délky usecky |SOM| a jeho velikosti, tedy

_.|S0M|

S0=M+ ny, W (36)
U

V dalsim kroku jsou vypocitany soutradnice inflexnich bodi P1 a P2, ve kterych
dochazi k pfechodu mezi oblouky kruhovych vyseci tvoficimi ¢asti pojezdové
trasy, a velikosti pfislusnych stfedovych uhli ¢y, t; a t, v radianech, jenz odpovi-

daji odchylkam vektorti ramen téchto uhll vyjadienych jako

= v (0°; 180°) (3.7
cosQp = Iﬁllﬁl'(pe ; , .

piiGemz pro uhel t; 1ze misto vektord dosaditi = B1 —S1av = P1 — 51, atak

I < ((xBl — Xs1)(Xp1 — Xs1) + (Y1 — ¥s1)(Vp1 — J’s1)) )
L = acos . (3.8)
\/(xBl —Xx51)% + (¥p1 — J’s1)2\/(xp1 — x51)% + (Yp1 — Ys1)?

Analogicky je dopocitana velikost thlu t, i ty, avSak u néj je tfeba zjisténou veli-
kost odecist od 2m, protoze se jedna o konkavni uhel tvofici doplné€k spocitaného
konvexniho uhlu 8525051, coz vyplyva z vlastnosti vzorce 3.7. Celkova délka
otoCky ¢ini suma délek jednotlivych obloukovych Casti trasy, které jsou vyjadieny
souCinem poloméru otaCeni a velikosti pfislusného thlu, a vzdalenosti vz, naby-
vajici hodnoty 0 pfi zachovani vertikalni polohy obou bodd, ¢i nenulové hodnoty

v ptipadé, ze |B1B2| > 2r.
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Obrazek 3.13: Znazornéni otocky pri vzdalenosti mezi vstupnimi body na ose x mensi, nez
je polomér otaceni

Vzdalenost mezi vstupnimi body na ose x je rovna poloméru otaceni

Trasa otocky se sklada pouze z jednoho oblouku kruhové vysece s thlem o veli-
kosti 7 rad, pokud je |xp, — Xp1| = 7p¢. Oblouk je vymezen body B1, B2 pokud
Vg1 = Vg2, V piipad€, Ze Yp1 # Vp,, bude mezni body tvorit bod prijezdu s vyssi
absolutni hodnotou soufadnice y a bod P1. Naptiklad kdyz |yg,| > |vg2l, jak je
znazornéno na obrazku 3.14, bude mit bod P1 soutadnice[xp,; Yp1]. Dale je tieba
zjistit vzdalenost vz, odpovidajici délce useCky |B2P1|, tedy vz; = |yg1 — ¥B2l>

a tu pricist k délce oblouku r,,, T, ¢imz je spocCitana celkova délka trasy otocCky.

55



3)

. P1

Obrizek 3.14: Znazornéni otoCky pri vzdalenosti mezi vstupnimi body na ose x rovné polo-
méru otaceni

Vzdalenost mezi vstupnimi body na ose x je vétsi nez polomér otaceni

Tato varianta operuje se skladbou otoc¢ky ze dvou obloukli a rovnou spojnici mezi
nimi, pfi¢emz oba oblouky jsou sméfovany do prostoru mezi vybranymi dil¢imi
trasami pojezdu, jejich stfedy budou tedy vytvoreny opacné nez v prvni situaci,
viz obrazek 3.15. Soufadnice stfedd S1, S2 nabyvaji hodnot [xg; + 7o¢; V51]
a [Xgy — Tor; Vg2, souCet thla t4, t, jeroven m. Pokud |B1S1| || |B2S2], tak plati,
ze |&¥B25251| = |«B15152|, a vzhledem k tomu, ze obé kruznice, na nichz lezi
oblouky otocky, maji stejny polomér, tak spole¢na te¢na muze nabyvat dvou po-
loh stejného typu, pficemz u jedné z nich je te€na rovnob&zna se spojnici jejich
stiedd, aseCkou |S1S2| a zaroven spojnice te¢nych bodt P1, P2 s odpovidajicimi

sttedy, tedy |S1P1| a |S2P2], jsou kolmé k |S152|, tudiz

/s /s
|4B1S1S2| = 21 — > — t A|4BIS1S2| =5 + 1, (3.9)
po upravé
/s /s /s /s
2n—§+t1:§+t2=>t1+t2:271—5—5, (3.10)
tedy
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Celkova délka trasy otocky je rovna souctu 1, a vz, kde

vz, = \/(xs1 — X52)% + (¥s1 — ¥s2)%. (3.12)

Obriazek 3.15: Znazornéni otoCky pri vzdalenosti mezi vstupnimi body na ose x vétsi, nez je
polomér otaceni

Ukizka zdrojového kédu 3.9: Funkce pro vypocet délky otocky

function [vzdalenost] =f So ot vzl(xB,yB,r ot,sm)

%serazeni dvou bodl prdjezdu tak, aby jako prvni bod byl bran bod vlevo (s
mensi hodnotou x-ové souradnice)

[xBl,px]=min([xB(1),xB(2)1);

xB2=xB (3-px) ;

yB1=yB (px) ;

yB2=yB (3-px) ;

i o O

%vypocet horizontdlni vzddlenosti mezi body prdjezdu (vzddlenost na ose x)

v=abs (xB(2)-xB (1)) ;

if sqgrt((xB(2)-xB(1))"2+(yB(2)-yB(1)) ~2)>2*r ot &
v/2<r ot
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10 %pokud je otocka nad body prijezdu
if sm==
11 %pokud je souradnice y bodu Bl vétsi nez bodu B2
if yB(1)>yB(2)

12 %ulozeni pdvodni y-ové souradnice bodu B2
yBold=yB(2);

13 %vypocet nové hodnoty souradnice y bodu B2
yB(2)=yB(1l)-sqgrt(4*r ot"2-v"2);

14 %vypocet vzdalenosti, o kterou je bod B2 posunut ve sméru
osy y
vzO0=abs (yB(2) - yBold);

15 elseif yB(2)>yB (1)

16 yBold=yB (1) ;

17 yB(1)=yB(2)-sqgrt (4*r ot"2-v"2);

18 vz0=abs (yB(1l) - yBold);

19 else

20 vz0=0

21 End

22 %pokud je otocka pod body prijezdu

elseif sm==0

23 if yB(2)<yB(1)

24 yBold=yB (1) ;

25 yB(1)=yB(2)+sqgrt (4*r ot”2-(xB(2)-xB(1))"2);

26 vzO=abs (yB (1) - yBold);

27 elseif yB(1)<yB(2)

28 yBold=yB (2);

29 yB(2)=yB (1) +sqgrt (4*r ot"2-(xB(2)-xB(1))"2);

30 vz0=abs (yB(2) - yBold);

31 else

32 vz0=0;

33 end

34 end

35 else

36 vz0=0;

37 end

38
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39

if v/2<r ot

40

%stred kruznice levé ¢asti otocky (je posunut o hodnotu poloméru ota-
¢eni doleva)

S1=[xBl-r ot,yBl];

41

%stred kruznice pravé casti otocky (je posunut o hodnotu poloméru
otaceni doprava)

S2=[xB2+r ot,yB2];

42

%stred spojnice use€ky |S1S2]|
M= (31+32)/2;

43

%délka usecky |SeM|, tedy vzdalenost hledaného strfedu kruznice SO
(kruznice stredni c¢asti otocky) a bodu M

SOM=sqrt (4*r ot”2-(M(1)-81(1))"2-(M(2)-81(2))"2);

44

SOM=real (SOM) ;

45

%vektor use€ky |S1S2]|
u=s2-31;

46

%normalovy vektor k vektoru u

nu=[-u(2),u(l)];

47

%vypocet souradnic stredu SO@ posunutim bodu M ve sméru normalového
vektoru, pricemz velikost posunuti je rovna podilu vzdalenosti bodu M
od bodu SO, coz je hodnota SOM, a velikosti tohoto vektoru

S0=M+nu/sqgrt (nu(l)24+nu(2)"2) *30M;

48

%vypocet souradnic bodu, kde trasa prechazi z oblouku kruznice se
stredem v S1 do oblouku kruznice se stredem v SO

P01=(S0+S1)/2;

49

%vypocet souradnic bodu, kde trasa prechazi z oblouku kruznice se
stfedem v SO do oblouku kruznice se stredem v S2

P02=(S0+S2)/2;

50

%vypocet velikosti uhlu, ktery sviraji dsecky |Sepel| a |SePe2| (dhel

vyseCe kruznice se stredem SO, ktera je stredni ¢asti drahy otocky)

t0=2*pi-acos (((P02(1)-SO0(1))*(P01(1)-S0(1))+(P02(2)~-
S0(2))*(P01(2)-80(2)))/ (sqrt((PO2(1)-
S0(1))"2+(P02(2)-S0(2))"2)*sgrt ((PO1 (1) -
SO0(1))"2+ (P01 (2)-S0(2))"2))):

51

%vypocet délky vysece stredni casti trasy otocky

dkO=r ot*(t0);

52

%vypocet velikosti uhlu, ktery sviraji use€ky |S1B1| a |S1Pe1| (uhel
vyseCe kruznice se stredem S1, ktera je levou casti drahy otocky)

S (xB1-S1(1))*(PO1(1)-S1(1))+(yBl-
1(2))*(P01(2)=-S1(2)))/(sgrt ((xB1-S1 (1)) 2+ (yBl-
1(2))72)*sgrt ((PO1(1)-S1(1))"2+(PO1(2)-

1(2 2)))i

tl=aco

—_ — —

(
)
)
)

53

dkl=r ot*(tl);

54

%vypocet velikosti uhlu, ktery sviraji use€ky |S2B2| a |S2P@2| (uhel
vyseCe kruznice se stredem S2, kterda je pravou casti drahy otocky)
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t2= acos(((XBZ S2(1))* (P02 (1)-S2(1))+(yB2-
2(2))*(P02(2)=-382(2)))/ (sgrt ((xB2-S2 (1)) "2+ (yB2-
2(2))72)*sqgrt ((PO2(1)-S2(1))"2+(P02(2)-
2(2))72))) i
55 dk2=r ot*(t2);
56 %vypocet celkové délky otocky

vzdalenost=dk0+dkl+dk2+wvz0;

57 elseif v/2==r ot

58 %pokud je polovina vzddlenosti bodl na ose x rovna poloméru
otdceni, tak drahu otoceni tvori pllkruznice, jejiz pocatecni
i koncovy bod maji stejnou polohu na ose y, ktera je rovna
poloze bodu s vy3$si absolutni hodnotou y-ové souradnice, je
tedy treba dopocitat vzddlenost k poloze druhého bodu prijezdu
na ose y

vzl=abs (yB2-yB1l) ;

59 vzdalenost=pi*r ot+vzl;
60 else
61 %stred kruznice levé ¢asti otocky (je posunut o hodnotu poloméru ota-

¢eni doprava)

S1=[xBl+r ot,yBl];

62 %stred kruznice pravé casti otocky (je posunut o hodnotu poloméru
otdceni doleva)

S2=[xB2-r ot,yB2];

63 %velikost velikosti use¢ky |S1S2|, potazmo |P1P2|
vzl=sgrt ((S1(1)-S2(1))"2+(31(2)=-82(2))"2);

64 vzdalenost=pi*r ot+vzl;

65 end

3.7 Funkce selekce

Implementované selekcni funkce maji podobné, v nékterych piipadech i stejné, casti
zdrojového kodu zaméreného na vybér jedinca k dal§imu zpracovani, a tak u prvni
popisované funkce zaméfené na poradovou selekci bude uveden kompletni zdrojovy
kod a funkce bude popsana podrobnéji, u dalSich jiz jen rozdilné Casti. Vstupni para-
metry jsou pro vSechny funkce stejné, jedna se o soubor chromozomi populace o ve-
likosti N, a list zahrnujici jejich ohodnoceni fit. Vystupem je skupina vybranych
chromozomu P_vyber s polovi¢nim poctem prvki oproti vstupnimu souboru. V ramci
funkce je nejprve ziskan pocet vybiranych chromozomi, jez je roven %, poté je se-

stupné setfazen list fit obsahujici hodnoty ziskané hodnotici funkci, pficemz funkce

sort provede fazeni hodnot se zachovanim informace o pivodnim poradi kazdého
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prvku, které jsou zaznamenany do listu por. Poté je vygenerovan list hodnot
prank ={N_p,N_p —1,N_p — 2, ..., 1} v posloupnosti klesajici o 1 v rozmezi hod-
noty poctu ¢lenli N, az 1, ze které je vydélenim kaZzdého clenu listu sumou hodnot
vSech Clend, dle vzorce 3.13, ziskan list pravdépodobnosti vybéru umérnych hodnoté
nového poradi sefazenych chromozomu p,,, na zaklad€ jehoz Clent je sestavena stup-

nice r tvorici nedilnou soucast samotného vybéru chromozomd, t;.

pranki .
pvi = —Np , L= {1, ...,Np}. (313)
Z j=0 Prank j
Sestaveni stupnice pro vybér probiha pomoci for cyklu, kdy proménna i nabyva hodnot
od 2 do poctu prvku listu p,, pfiCemz hodnota prvku stupnice je rovna souctu i po-

slednich prvka p,,, viz vzorec 3.14, po skonceni cyklu je na konec skaly pridana O:

Np
riiy = Z Pof = (2 e N}, (3.14)
=

Napriklad u listu ohodnoceni fit = [9, 15, 7, 11], u kterého je nize pro lepsi nazornost
je k hodnotam v fadku 1 zapsano i poradi jejich polohy v listu do fadku 2, po sefazeni
hodnot sestupné dochazi ke zménam pozic hodnot ptivodniho poradi

. _[9 15 7 11 hodnoty
f‘t_[1 2 3 4 poradi|”

. 15 11 9 7 hodnot
- fltSOT't 2 4 1 3 porysort:l’

tedy por = [2,4, 1, 3]. ProtoZe N, = 4, prank = [4,3,2,1], pot€ jsou ziskany hodnoty
Py, kdy
4 3 2 1
P» = 170" 10" 10" 10/
z nichz jsou dosazenim do vzorce 14 vypocitany hodnoty stupnice 7, ktera je nakonec
doplnéna o hodnotu 0:
r =1[0,6;0,3;0,1] = [0,6;0,3;0,1; 0].

Nasledné jsou v cyklu for probihajiciho n-krat, kdy n je rovno poloving€ poctu vstup-
nich feseni, vybirany chromozomy pomoci ndhodné& vygenerované hodnoty a z roz-
mezi (0; 1), pficemz je tato hodnota porovnavana se ¢leny stupnice a dochazi k hledani
nejmensi hodnoty stupnice, kterd je vét§i nebo rovna hodnoté a, avSak zaznamenana
neni nalezena hodnota ale jeji poloha (pofadi) r_m na stupnici. Finalni vybér probiha
nalezenim hodnoty v listu por s indexem r, ktera poslouzi jako index vybiraného fe-

Seni v ramci vstupni populace.
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Pro néazornost bude uvedeno pokra¢ovani ptikladu, kdy je vygenerovana hodnota
a =0,35, pifi které podminka r >a plati pro prvky r, =06 a 1, =0,3,
min(ry, ;) = 13, coz je ¢len s druhym poradim, tedy r;,, = 2, tato hodnota je dosazena
jako index populace(por (1)), po dosazeni populace(por(2)), kdy por(2) = 4,
poté populace(4), tedy vybrany chromozom se ve vstupnim souboru feSeni nachazi
na ctvrtém miste.

1 function [P vyber]=f GAp03 sel rankl (populace,fit)

2
3 %pocet reSeni pro vybér selekci
poc vyber=round(size (populace,1)/2);
4 %serazeni vektoru hodnot od nejvétsi po nejmensi, ziskani seznamu poradi

nejlepSich reSeni ve vstupnim souboru
[~,por]l=sort (fit, "descend");

5 %list klesajicich hodnot po -1 od poctu ¢lenll populace do 1
p_rank=(length(por):-1:1);

6 p_v=p rank./sum(p rank);

7T or=[1;

8 for i=2:1:1length(p v)

9 gO0=sum(p v(i:end));
10 r=[r,q0];
11 end

12 r=[r,0];
13
14 P_vyber=[];

15 for j=l:poc vyber

16 a=rand();

17 [~,r m]=min(r(r>=a));

18 P vyber=[P vyber;populace(por(rl),:)];
19 end

Selekce poradova linearni i exponencialni se lisi od standardni pofadové pouze ve zpu-
sobu vytvorteni listu p,,, pficemz jeho prvky vytvoreny dle vzorce 3.15 a 3.16, u line-
arni poradové selekce je zaveden parametr SP predstavujici selektivni tlak nabyvajici
hodnot z intervalu (1;2) a u exponencialni se zde vyskytuje parametr ¢ ovliviujici
rozlozeni pravdépodobnosti vybéru jednotlivych feSeni, pro ktery plati 0 < ¢ < 1,
tedy
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2(SP = D)(Prgnk;, — 1)

1, =2—SP+ : 3.15
P |[#ank|'_ 1 ( )
Clprankl_Pranki
pli - lerank| |Prank|_Prankj. (316)
j=0

Ruletova selekce je zalozena na stejném principu jako selekce poradové, s tim rozdi-
lem, ze pravdépodobnost vybéru je pfimo ovlivnéna hodnotou fit nikoliv jejim pora-
dim vuci celku, hodnoty prvka listu p,, jsou rovny podilu odpovidajicich hodnot fit
a souctu vSech hodnot fit, viz vzorec 3.17

fit;

pl; = ———.
l o fit

(3.17)

V algoritmu je také implementovan elitarsky vybér ve dvou variantach, pfi kterém
probiha vybér stanovené Casti chromozomu s nejvyssim ohodnocenim, tedy n nejlep-
Sich tfeSeni, nasledné je pocet zbyvajici do poloviny velikosti celé populace % -n
vybran pomoci pofadové ¢i ruletové selekce.

Stochasticka univerzalni metoda pracuje se stejnou pravdépodobnosti vybéru jako
ruletova selekce, rozdil je vSak ve zpisobu vybéru, kdy je nejprve vygenerovana na-

. Zl‘v—o fit j
hodna hodnota u z intervalu (0; -2——-

Noo 72 ), piiCemz hodnoty v, na jejichz zakladé pro-
pop

biha vybér, jsou vypocitany dle vzorce 3.18

N N_fit; N
v; :< ”"p—i)*—zfj\‘,"f ’ +u,i:{1,..., ”"”}.
2 pop 2

2

(3.18)

Ukazka zdrojového kodu 3.10: Stochasticka univerzalni metoda — ukazka ¢asti tykajici se vy-
béru chromozomu ze vstupni skupiny

1 function [P _vyber]=f GAp03 sel sus(populace,fit)

12 u=rand () *sum(p_ V) /poc_vyber;

13 %list obsahujici vygenerované hodnoty pro vybér chromozoml
v=[poc vyber-1:-1:0].*sum(p_ v)/poc vyber+u;

14 P vyber=[];

15 for i=1:1length(v)

16 [~,rl]l=min(r(r>=v(i)));
17 P vyber=[P vyber;populace(rl,:)];
18 end
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Turnajova selekce je posledni metodou zahrnutou do algoritmu, od ostatnich se lisi ve
zpusobu vybeért, kdy jsou dva ¢i vice prvku, v zavislosti na zvolené varianté, ze
vstupni skupiny feseni nahodné vybrany a porovnany na zakladé€ jejich ohodnoceni
a nasledné je zvolen vitézny prvek, tedy ten s nejvyssi hodnotou. Vybrany chromozom
muze byt ze vstupni skupiny odstranén, aby nedochazelo k jeho opakovanym vybé-

ram, nebo v ni ponechan.

Ukaizka zdrojového kédu 3.11: Turnajova selekéni metoda s porovnianim dvou prvku

1 Function [P vyber]=f GAp03 sel tourna-
ment2 (P_poc, fit, o, P npop)

w N

poc vyber=round(size (populace,1)/2);

N

P vyber=[];

5 for i=l:poc vyber

6 %pocet chromozoml N _p ve vstupnim souboru
g=size (populace,l);

7 %vygenerovani dvou nahodnych ¢isel z intervalu <@, N_p>
t=randperm(q,2) ;

8 %poradi vybranych prvkl z listu fit s nejvét$i hodnotou v ramci vybéru
[~,vsO]l=max (fit ([t]));

9 %zjisténi hodnoty cisla ze vygenerované skupiny t, na zakladé poradi
ziskaného v predchozim kroku, tato hodnota poslouzi dale jako index
pro vybér chromozomu ze vstupni skupiny
vs=t (vsO0);

10 P_vyber(i,:)=[populace(vs,:)];
11 populace (vs, :)=[];

12 fit(vs)=1[1;

13 end

3.8 Kirizeni

Pro implementaci do algoritmu byly vybrany dva typy kiizeni, se zachovanim potadi
a na zakladé pozice, jejichz aplikaci nedochazi ke ztraté prvku v ramci jednotlivych
feSeni, tedy genti chromozomi, ani k jejich duplikaci jako u bodového ¢i fuzniho kii-
Zeni. Obé& funkce maji dva vstupy, populaci ziskanou selekci P,y per a pravdépodob-
nosti kiiZzeni P, vystupem je generace potomku. Pro kfizeni jsou vybrany dva chro-
mozomy ze vstupni populace, tzv. rodi¢ové, ze kterych jsou s pravdépodobnosti P,
vytvoreni potomci. V implementovaném algoritmu probiha vybér tak, ze jsou v ramci

for cyklu vzdy zvoleny dvojice po sobé€ jdoucich prvka P, ap, kdy

ybersp—q yber ;>
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k= {1, N/ 2}, pred tim je nejprve vygenerovan list o sto prvcich s hodnotami
1 nebo 0, pficemz pomér nenulovych a nulovych prvkia odpovida P.. Poté, jiz v ramci
cyklu, je vygenerovano nahodné ¢islo b z intervalu (1; 100) slouzici pro vybér prvku
z listu a. Ma-li prvek s indexem b hodnotu 1, dochazi ke ktizeni, v opacném piipadé
jsou do populace potomku zafazeni vybrani rodicCe.

Pti kiizeni se zachovanim poradi dochazi k vybéru gent rodici vygenerovanim
dvou nahodnych boda kiizeni kr; a kr, v podobé Cisel z intervalu (1, n), kde n je po-
Cet genl v chromozomu, sefazenych vzestupné dle velikosti, tyto body urcuji rozsah
poradi gent, které budou preneseny z rodiCe 1 na potomka 1, pfi¢emz jejich pozice
v novém chromozomu je stejna jako v puvodnim. Po zapisu gent z rodiCe 1, fetézec
rody,, jsou geny rodice 2 (rod2) se stejnou hodnotou vymazany, tedy je jim piifazena
hodnota 0. V dalsim kroku dochazi k vytvoreni fetézch rod2,; a rod2; obsahujicich
nenulové prvky chromozomu rod2 s indexem pozice menSim nez kr, a vétSim nez
kr, . Pokud je pocet volnych mist v chromozomu potomka 1 s indexem vétsim nez kr
vétsi, nez délka fetézce rod2; N,,3, tedy n — kr, > N,,3, tak je tato ¢ast doplnéna
vSemi prvky z rod 23, dopocitan zbyly poCet volnych mist 7., = n — kr, — Ny,3a do-
plnén prvky s indexem od 1 do 7., vetné z fetézce rod2,. Zbyla volna mista v chro-
mozomu potomek 1 jsou od jeho pocatku doplnéna prvky rod2; s indexem vét§im nez
Trp- V piipad€, Ze je pocet volnych mist v chromozomu potomka 1 s indexem vétsim
nez kr, roven délce fetézce rod2s, jsou na tyto pozice dosazeny vSechny prvky rod2;
a volna mista s indexem mens§im doplni prvky rod2;. Tvorba druhého potomka je

zalozena na stejném principu, pouze role rodici se obraci.

Ukaizka zdrojového koédu 3.12: Krizeni se zachovinim poradi

1 function [potomcik]=f GApO4cross order (P vyber,P c)
2

w

%pocet prvkl v kazdém reseni ze vstupni skupiny (gend v chromozomu)
n=size (P _vyber,2);
4 potomcik=[];

5 %vytvoreni listu o délce 100 prvki obsahujici pouze hodnoty 1 a © v poméru
odpovidajicimu pravdépodobnosti krizeni, napriklad pokud P_c=0,65, tak 65
prvkd md hodnotu 1 a zbylych 35 hodnotu ©

a=[ones (1, round (P c*100)),zeros(l,round((1-P c)*100))];

7 for kl=l:floor(size(P_vyber,l)/Z)
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10

11

12

13

14

15

16

17
18
19
20
21

22

23

24

25
26

27

%vygenerovani nahodného ¢isla z intervalu <1;100>
b=randperm(100,1);
%pokud prvek z listu a o poradi aa roven 1, tak dochazi ke krizeni
if a(b)==
%rodi¢ 1, lichy chromozom o poradi 2*kl1l-1, kde k1=N_p/2
rodl= (P vyber (2*kl-1,:));
%rodi¢ 2, sudy chromozom o poradi 2*kl, kde k1=N_p/2
rod2= (P vyber (2*kl,:));

%vybér dvou ndhodnych c¢isel (bodl kriZzeni) krl a kr2 z intervalu
<1,n>, kde n je délka chromozomu (pocet prvkll), serazenych dle
velikosti vzestupné

kr=sort (randperm(n,2));
%vybér prvkd rodice 1 s indexem v rozsahu od krl do kr2
rodl kr=rodl (kr(1l):kr(2));

%vytvoreni potomka 1 v podobé nulového matice o velikost 1xn,
nula predstavuje volné misto k zapisu genl (prvkd) rodicd

potl=zeros(1l,n);

%dosazeni vybranych prvkd z rodic¢e 1 do potomka 1, pricemz indexy
prvkd, tedy jejich pozice, zlstdvaji zachovany

potl(kr(l):kr(2))=rodl kr;

%nahrazeni prvk( rodic¢e 2 s hodnotou nachazejici se ve vybéru z
rodi¢e 1 hodnotou ©

for k2=1:length(rodl kr)
najdi=find(rod2==rodl kr (k2));
rod2 (najdi)=0;

end

rod2 3=rod2(kr(2)+1l:n);
%vybér nenulovych prvk( z rodice 2 s poradim véts$im, nez je druhy
bod krizeni

rod2 3=rod2 3(rod2 3~=0);

rod2 l1=rod2(l:kr(2));
%vybér nenulovych prvk( z rodice 2 s poradim mensim, neZ je druhy
bod krizeni

rod2 l=rod2 1(rod2 1~=0);

%pokud je pocet volnych mist v chromozomu potomka v casti za
druhym bodem kiriZzeni (n-kr2) vétSi nez pocet nenulovych prvki
rodi¢e 2 v odpovidajici casti
if (n-kr(2))>length(rod2 3)

%rozdil mezi volnymi misty v chromozomu potomka v casti za
druhym bodem kriZeni a poctu nenulovych prvkl rodice 2 za

druhym bodem krizeni
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28

29

30

31

32

33
34

35

36

37
38

39
40
41
42
43
44
45
46
47
48

r rp=(n-kr(2))-length(rod2 3);

%dosazeni nenulovych prvk( z ¢asti za kr2 u rodice 2 do
stejné casti potomka 1, pricemz jsou prvky razeny za sebe
bez zachovani pozice

potl(kr(2)+1l:kr(2)+length(rod2 3))=rod2 3;

%doplnéni zbyvajicich volnych mist v ¢asti za kr2 u potomkal
nenulovymi geny z ¢&asti pred kr2 u rodice 2, vybrano je
prvnich r_rp gend

potl ((kr(2)+len-
gth(rod2 3)+1):n)=rod2 1(l:r rp);

%nahrazeni prvnich r_rp genll z rodice 2, které jiz byly do
potomka 1 dosazeny, hodnotou nula

rod2 1(l:r rp)=0;
%odstranéni nulovych prvkd
rod2 l1=rod2 1(rod2 1~=0);

doplnéni zbyvajicich genu z ¢asti pred kr2 u rodice do
volnych mist potomka 1

potl(l:kr(l)-1)=rod2 1;
end

%pokud je pocet volnych mist v chromozomu potomka v casti za
druhym bodem krizeni (n-kr2) roven poctu nenulovych prvkl rodice
2 v odpovidajici casti

if (n-kr(2) )==length (rodZ 3)

%dosazeni nenulovych prvk( z ¢asti za kr2 u rodice 2 do
stejné casti potomka 1

potl(kr(2)+1l:n)=rod2 3;

%dosazeni nenulovych prvkd z &asti pred kr2 u rodice 2 do
stejné casti potomka 1

potl(l:kr(l)-1)=rod2 1;
end

%potomek 2 - proces tvorby probihd stejnym zplsobem jako u potomka
1, pouze role rodicl jsou prohozené

rodl= (P vyber (2*kl-1,:));

rod2= (P vyber (2*kl,:));

rod2 kr=rod2 (kr(1l):kr(2));

pot2=zeros(1l,n);

pot2(kr(l):kr(2))=rod2 kr;

for k2=1:1length(rod2 kr)
najdi=find(rodl==rod2 kr (k2));
rodl (najdi)=0;

end
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49 rodl 3=rodl(kr(2)+1l:n);

50 rodl 3=rodl 3 (rodl 3~=0);
51 rodl 1=rodl(l:kr(2));
52 rodl l=rodl 1(rodl 1~=0);
53
54 if (n=kr(2))>length(rodl 3)
55 aa=(n-kr(2))-length(rodl 3);
56 pot2(kr(2)+1l:kr(2)+length(rodl 3))=rodl 3;
57 pot2 ((kr(2)+len-
gth(rodl 3)+1):n)=rodl 1(l:aa);
58 rodl 1(l:aa)=0;
59 rodl I1=rodl 1(rodl 1~=0);
60 pot2(l:kr(l)-1)=rodl 1;
61 end
62 if (n-kr(2) )==length (rodl 3)
63 pot2(kr(2)+1l:n)=rodl 3;
o4 pot2(l:kr(l)-1)=rodl 1;
65 end
66 %pokud nedochdzi ke krizeni, do populace potomkd jsou zarazeni rodice
else
67 potl=(P vyber (2*kl-1,:));
68 pot2=(P vyber (2*kl,:));
69 end
70 potomcik=[potomcik;potl;pot2];
71 end

KfiZeni na zaklad€ pozice se od predchoziho typu lisi zptisobem vybéru gent, ktery je
realizovan na zakladé listu 73,,,,, nahodn€ vygenerovanych Cisel z rozsahu (1; n) obsa-
hyjiciho nahodny pocet prvka v rozmezi (1;n — 1). Po vytvofeni 73, jsou chromo-
zomu potomek 1 pfifazeny geny rodi¢e 1 nachazejici se na pozicich s indexem dle
hodnot prvku listu 3,,,,,, kdy je kromé hodnoty genu prenesena, zachovana, i jejich
pozice. Geny rodice 2 se stejnou hodnotou jako ty pfenesené z rodice 1 jsou vymazany,
v ramci kodu je jim pfifazena hodnota 0, zbyvajici nenulové prvky jsou dosazeny do

potomka 1. Potomek 2 vznikne stejnym zptisobem jen s opacnym zapojenim rodicu.
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Ukazka zdrojového kodu 3.13: Krizeni na zakladé pozice

1
2
3
4
5
6
7
8

9
10
11
12

13
14

15
16
17
18
19

20

21
22
23
24
25
26
277
28
29

function [potomcik]=f GApO4cross order (P vyber,P c)

n=size (P _vyber,2);

potomcik=[];

a=[ones (1, round (P c*100)),zeros(l,round((1-P c)*100))];

for

kl=1l:floor (size (P _vyber,1)/2)
b=randperm(100,1);
if a(b)==
rodl= (P _vyber(2*kl-1,:));
rod2= (P _vyber(2*kl, :));

%vytvoreni ndhodného souboru c¢isel z rozsahu 1...pocet prvki
v chromozomu-1, soubor obsahuje nahodné mnozstvi prvk( (maxi-
malné n-1)

r num=randperm(n,round(rand*(n-1)));
potl=zeros(l,n);
%vybér prvkl( (gend) z rodice 1 predanych potomkovi 1 (je zacho-
vana pozice vybranych prvkl) dle nahodné vytvoreného souboru
¢isel
potl (r num)=rodl (r num);
for k2=1:1length(rod2)
najdi=find (rod2==potl (k2));
rod2 (najdi)=0;
end

%dosazeni nenulovych prvk( rodi¢e 2 na prazdnd mista (prvky
s hodnotou ©) v chromozomu potomek 1

potl (potl==0)=rod2 (rod2~=0);

%potomek 2 - proces tvorby probihd stejnym zplsobem jako u po-
tomka 1, pouze role rodicl jsou prohozené

rodl=(P_vyber(2*kl-1,:));

rod2=(P_vyber(2*kl, :));

pot2=zeros (1,n);

pot2 (r_num)=rod2 (r_ num) ;

for k2=1l:length(rodl)
najdi=find(rodl==pot2 (k2));
rodl (najdi)=0;

end

pot2 (pot2==0)=rodl (rodl~=0) ;
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30 else

31 potl=(P vyber (2*kl-1,:));
32 pot2=(P_vyber (2*kl,:));
33 end

34 potomcik=[potomcik;potl;pot2];
35 end

3.9 Mutace

Z divodu zachovani vSech prvkl vstupnich feSeni a zamezeni jejich duplikaci byly
vybrany k implementaci mutace vyménou a posuvnd mutace, oznaCovana také jako
mutace vlozeni. Vstupy v podobé pravdépodobnosti mutace B,, a populace vzniklé kii-
Zenim Py, 1 vystup populace po mutaci Pp,,; jsou stejné, taktéz prvni ast obou algo-
ritmi zaméfena na provedeni ukonu se zadanou pravdépodobnosti vychazi z procesu
popsaného jiz u metod kiizeni.

V ramci mutace vyménou nejprve beéhem cyklu opakujiciho se dle poctu chromo-
zomu ve vstupni populaci po splnéni pravdépodobnostni podminky dochazi k vygene-
rovani dvou nahodnych &isel, k,,; a kp,, z intervalu (1; n), kde n je délka chromo-
zomu, ktera jsou vyuzita jako indexy pro vybér gent, jenz si navzajem vymeéni pozici
v chromozomu. Nasledné probiha samotna vyména, kdy gen s indexem k,,,; je pfesu-

nut na pozici k,,, a gen s indexem Kk, na k.

Ukazka zdrojového kodu 3.14: Mutace vyménou

1 function [P mut]=f GApOSmut exch (P pok,P m)
2
3  n=size (P pok,2);
4 P mut=P pok;
5 a=[ones (1, round (P m*100)),zeros(1l,round((1-P m)*100))];
6
7 for m=l:round(size(P_pok,l))
8 aa=randperm(100,1);
9 if a(aa)==
10 %vybér dvou nahodnych ¢isel (bodd mutace) k_ ml a k_m2 z inter-
valu <1;n>, kde n je délka chromozomu (pocet prvkil)
k m=randperm(n, 2) ;
11 A=[k m(1l),k m(2)];
12 B=[k m(2),k m(1)];
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13 %vyména pozice dvou genl, kdy gen s indexem k_ml je pre-
sunut na pozici k_m2 a gen s indexem k_m2 na k_ml

P mut (m, A)=P mut (m, B);
16 end
17 end

Pfi posuvné mutaci jsou také generovana dvé nahodna Cisla, ale v tomto pfipadé€ prvni
Cislo ky,; urcuje index vybraného genu a k,,, index pozice, na kterou bude vybrany
gen presunut. Pokud je k,,; > k2, tak jsou vSechny prvky chromozomu s indexem
rovnym nebo vét§im k,,; a mensim nez k,,,, posunuty o jednu pozici déle, jejich index
je zvétSen o hodnotu 1. V opacném piipadeé dochazi k posunuti prvka s vétsi nez k,,,
a mensi nebo rovno k,,, o jednu pozici blize k za¢atku chromozomu, tedy nastava
zmenSeni jejich indexu o 1. Do algoritmu je tento postup preveden tak, ze po vytvoreni
nového chromozomu, nulové matice o velikosti 1 X n, je proveden zapis prvka s in-
dexem mensim nez hodnota k,,, z piivodniho do nového chromozomu, pficemz jejich
pozice zustava nezménéna, poté je prenesen na pozici k,,, gen s indexem k,,,, ktery
je v pavodnim chromozomu smazan. Nakonec jsou doplnény zbyvajici geny z pivod-
niho chromozomu s indexem vétSim nebo rovno k., ktery je nasledovné ve vstupni

populaci pfepsan novym chromozomem.

Ukdizka zdrojového kodu 3.15: Posuvna mutace

1  function [P mut]=f GApO5mut slide (P pok,P m)

2

3 n=size (P _pok,2);

4 P mut=P pok;

5 a=[ones (1, round (P m*100)),zeros(1l,round((1-P m)*100))];
6

7 for m=l:round(size(P_pok,l))

8 aa=randperm (100,1);

9 if a(aa)==
10 %vybér chromozomu s poradim m ze vstupni populace

P mut m=P pok(m,:);

11 %vybér dvou ndhodnych ¢isel (plvodniho indexu bodu mutace a no-

vého indexu) k_ml a k_m2 z intervalu <1;n>, kde n je délka chro-
mozomu (pocet prvkl)

k m=randperm(n, 2) ;
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12

13

14

15

16

17

18

19
20
21
22
23
24

25
26
27
28

%pokud je plvodni index vétSi nez index nové pozice
if k m(1)>k m(2)

%vytvoreni nového chromozomu v podobé v podobé nulového
matice o velikost 1xn

potomci l=zeros(l,n);

%zapis prvkl s indexem men3im neZ hodnota k_m2 z plvodniho
do nového chromozomu

potomci_l(1:k_m(2)—1)=P_mut_m(l:k_m(2)—l);

%zapis prvku s indexem k_ml z plvodniho na pozici s indexem
k_m2 v novém chromozomu

potomci_l(k_m(Z))=P_mut_m(k_m(l));
%odstranéni presunutého genu z plvodniho chromozomu
P mut m(k m(1))=[];

%doplnéni zbyvajicich genl nového chromozomu prvky plvod-

niho chromozomu (po odstranéni prvku k ml) s indexem k m2 a

vétsim
potomci_l((k_m(2)+l):n)=P_mut_m((k_m(2)):n—
1)

%prepsani chromozomu ve vstupni populaci novou verzi
zvniklou mutaci

P mut (m, : )=potomci 1;

elseif k m(1)<k m(2)
potomci l=zeros(l,n);
potomci_l(k_m(2)+1:n)= P mut m(k m(2)+1:n);
potomci_l(k_m(Z))=P_mut_m(k_m(l));
P mut m(k m(1))=[];

potomci_l(l:(k_m(2)—l))=P_mut_m(l:(k_m(2)—
1))

P mut (m, : )=potomci 1;
end
end

end
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4 Vybrané vysledky a diskuse

Aplikaci implementovanych algoritmt byly v ramci stanovenych vstupnich parametrt
generovany kombinace pofadi prujezdu dilCich tras pojezdu techniky po pozemku za
ucelem nalezeni optimalniho feseni, pii kterém bude délka pojezdu v ramci otaceni na
souvratich minimalizovana. Porovnani metod zahrnutych do genetického algoritmu,
tedy typu selekce, kiiZzeni a mutace, a zvolenych proménnych v podob€ poctu generaci,
velikosti populace, pravdépodobnosti mutace ¢i kiizeni, bylo provedeno na vygenero-
vaném pozemku znazornéném vcetné dilcich tras clunkového pojezdu na obrazku 4.1,
zvolena hodnota pro zabér pracovniho nastroje byla 3,5 m a polomér otaceni 5 m.
Vsechny ziskané hodnoty jsou primérem padesati opakovani, tedy dale ¢asto zmirio-
vana hodnota ,,Minimalni celkova délka tras pfi otaceni“ je primérem minimalnich
hodnot ziskanych béhem jednotlivych epoch kazdého z padesati prubéha celého algo-
ritmu, zaroverti je v kazdé generaci vypocitan primér ze vSech feSeni, chromozomu,
v populaci a tato hodnota je znovu primérovana vzhledem k opakovanym cyklim.
Simulace byly realizovany na pocitacové sestavé obsahujici deseti jadrovy procesor
Intel Core 19 10900KF doplnény 64 GB operacni paméti, uvadéné udaje tykajici se

doby trvani jednotlivych vypocti jsou vztazeny k této hardwarové konfiguraci.

Obrizek 4.1: Znazornéni vygenerovaného testovaciho pozemku s trajektorii clunkového pojezdu
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4.1 Analyza vysledku z hlediska vlivu velikosti populace

Pro sledovani vlivu velikosti populace a po¢tu generaci byla zvolena poradova selekce,
kiizeni na zakladé pozice s pravdépodobnosti 0,9 a posuvna mutace s pravdépodob-
nosti 0,2. Vypocty probihaly az do 1000 generaci, pficemz velikost populace charak-
terizovana poc¢tem chromozomu, kdy jeden chromozom predstavuje mozné feSeni pri-
jezdu dilcich tras, nabyva hodnot 50, 100, 200, 500, 1000, 2000, 3000, 5000,
10000. Z grafu 4.1 zobrazujiciho minimalni celkovou délku tras pfi otacent, je patrné,
ze béhem generaci dochézi k nalezeni optimalnéjSich feSeni s mensi hodnotou délky
pojezdu u populaci vSech testovanych velikosti, k nejrychlejsi konvergenci vzhledem
k minimalni hodnoté v generaci 1000 dochézi u populace s 10000 chromozomy, jenz
dosahuje také nejlepsiho feseni z testovanych velikosti populaci, nejhorsich vysledkt
dosahuje populace nejmensi. Nejstrméjsi prabéh kiivky Ize sledovat v rozmezi gene-
raci 0 az 200 napfic¢ v§emi uvedenymi pocty chromozom, naptiklad v ramci prvnich
100 epoch klesla hodnota u nejvétsi populace o vice nez 30 % a pii tisici chromozo-
mech téméf o 36 %. Ve vyfezu oblasti grafu 4.1 o intervalu (900; 1000) na ose y
a (0; 60) na ose x Cervenou prerusovanou ¢arou vynesena celkova délka otocek pfi
Clunkovém pohybu techniky, ktera pro zkoumany pozemek cinni 966,747 m, tuto
hodnotu prekonavaji feseni s po¢tem 500-10000 chromozomi jiz pied generaci 10

a nejmensi populace dosahuje stabilné lepSich vysledkt od 30. epochy.

Obrizek 4.2: Znazornéni vygenerovaného testovaciho pozemku s optimalni trajektorii ziskanou
v ramci populace velikosti 10000 v generaci 1000
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Graf 4.1: Minimalni celkova délka tras pii otaceni v prubéhu generaci 0 az 1000 pro vybrané
velikosti populace, selekce poradova, kfizeni na zakladé pozice s pravdépodobnosti 0,9, posuvna
mutace s pravdépodobnosti 0,2 [m]

Tabulka 4.1 ukazuje hodnoty minimalni celkové délky tras pfi otaCeni ve vybranych
generacich, kdy s rostoucim poctem chromozomu dochazi k ziskani lepsich vysledka,
coz muze byt spojeno s vyssi diverzitou u vétSich populaci vedouci k moznému zvy-
Seni pravdépodobnosti nalezeni lep§iho feseni. Vygenerované vysledky se zlepSuji
také s poCtem generaci, coz odpovida principu fungovani genetickych algoritmu. Nej-

vys§i hodnoty, 1146,27 m, coz je 118,57 % délky Clunkového pojezdu viz ta-
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bulka 4.2, dosahuje populace s 50 chromozomy v generaci 0, naopak nejvétsi popu-
lace dosahla nejnizsi hodnoty, 599,49 m, v posledni generaci. Z hlediska rozdilu hod-
not v generaci 1000 je nejvétsi rozdil u menSich populaci, kdy velikostné po sobé
jdouci populace maji rozdil pohybujici se okolo 3 % vucéi populaci predchozi, u popu-
lace 1000 a 2000 chromozomu dochazi ke snizeni rozdilu k 1,5 %, mezi generacemi
2000 a 3000 je rozdil nepatrny a nasledné se pohybuje v rozmezi 0,5-1 %.

Tabulka 4.1: Minimalni celkov4 délka tras pii oticeni v priibéhu vybranych generaci z rozsahu

0 az 1000 pro vybrané velikosti populace, selekce poiradova, kiizeni na zikladé pozice s pravdeé-
podobnosti 0,9, posuvna mutace s pravdépodobnosti 0,2 [m]

Generace
Pcu' 0 100 200 300 400 500 600 800 1000
501 1146,27 | 845,95 | 786,04 | 753,02 | 733,92 | 726,36| 716,63 | 699,66| 689,76
100] 1123,36 | 783,26 | 729,32 | 711,36 | 701,41 | 690,81 | 681,73| 674,27 | 667,08
200 1083,85 | 730,63 | 695,00 | 678,34 | 667,61 | 662,04| 657,21 | 652,00 647,40
500| 1063,76 | 697,17 | 663,22 | 650,07 | 643,18 | 637,92| 634,60| 629,54| 627,95
1000 1041,19 | 667,68 | 640,99 | 631,36 | 626,50 | 623,10| 622,11 619,76| 618,47
2000| 1017,24 | 651,64 | 624,13 | 617,18 | 614,35 | 613,08| 611,76| 610,34 | 609,84
3000| 1016,90 | 647,40 | 620,31 | 615,97 | 613,06 | 612,16| 611,00 610,40| 609,87
5000| 999,85 | 646,06 | 615,76 | 609,76 | 608,31 | 607,37| 606,90| 605,65| 605,36
10000| 978,98 | 636,74 | 606,18 | 601,93 | 601,47 | 600,92| 600,30| 599,98 | 599,49

Cl p2 966,747

V porovnani s ¢lunkovym pojezdem nedochazi k nalezeni lepsiho feseni béhem nulté
generace v zadné populaci, avSak v generaci 100 je tento zpusob pojezdu prekonan
o vice nez 12 % u nejmensi populace a o témer 35 % u populace nejvétsi, uplné nej-
lep§i feSeni vykazuje v posledni generaci o 37,99 % men$i délku pojezdu.
Z tabulky 4.2 je rovnéz zjevné, ze usporu 30 % a vice zajisti vSechny populace obsa-
hujici alespon 100 chromozomd, pri¢emz jejich poCet ma dilezity vliv na pocet epoch
pottebnych k dosazeni této hodnoty, kdy se u vétsich populaci objevuji lepsi hodnoty

pfi niz§im poctu generaci nez u populaci s mensim poctem chromozomu.

' Pocet chromozomii v populaci
2 Clunkovy pojezd
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Tabulka 4.2: Pomér minimalni celkové délky tras pri oticeni v pribéhu generaci 0 az 1000 pro
vybrané velikosti populace vii¢i délce otocek pri ¢lunkovém pojezdu [%o]

Generace
100 200 300 400 500 600 800 1000
87,51 | 81,31 | 77,89 | 7592 | 75,13 74,13| 72,37 71,35
81,02 | 75,44 | 73,58 | 72,55 | 71,46| 70,52| 69,75| 69,00

70,17

69,06

67,24

66,53

S rostouci velikosti populace je spojena i zvySujici se Casova narocnost vypoctd, coz

je ptimo spojeno s vys§im poctem provedenych operaci. Nejmensi prumérny ¢as po-

tiebny pro prabeéh 100 generaci je 1, 71 s pii skupin€ feSeni o 50 chromozomech, nej-

vétsi skupina potiebuje pro vygenerovani stejného poctu generaci 382,83 s, trend rastu

potfeby vypocetniho casu je umémy také mnozstvi

viz tabulka 4.3.

provedenych epoch,

Tabulka 4.3: Celkovy Cas potiebny k vypoctu minimalni délky pojezdovych tras pri otaceni pro
zvoleny pocet generaci a velikost populace [s]

Generace
Pcu 0 100 200 300 400 500 600 800 1000
50| 0,0170f 1,71| 341 5,11 6,80 8,50| 10,20 13,59 16,99
100] 0,0322| 3,25| 6,48 9,70 12,92| 16,14| 19,36 2581| 32,25
200 0,0640| 6,46| 12,86| 19,25| 25,65| 32,05| 3844 51,24 64,03
500| 0,1559| 15,74 31,33| 46,92 6251 78,10] 93,69 124,86| 156,04
1000| 0,3048| 30,78 61,26 91,74 122,22| 152,70 183,18| 244,13| 305,09
2000| 0,5587| 56,43|112,30| 168,17| 224,04| 279,91| 335,78 | 447,51| 559,25
3000| 0,9282| 93,75| 186,58 | 279,40| 372,22| 465,05| 557,87| 743,52| 929,17
5000| 1,5045| 151,96| 302,41| 452,86 603,31| 753,77| 904,22 (1205,12|1506,03
10000| 3,7904| 382,83 | 761,88|1140,92{1519,96|1899,00 [2278,05 |3036,13|3794,22

Vzhledem ke zna¢nym rozdilim vypocetniho Casu napfi¢ populacemi i generacemi

a méné enormni diverzity minimalnich vzdalenosti je tfeba zvolit optimalni nastaveni
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parametru nalezeni vyvazenosti mezi kvalitou vysledkl a Casovou narocnosti. Tabulky
4.4 a 4.5 znazoriuji bodové ohodnoceni optimalni kombinace poctu generaci a veli-
kosti populace s ohledem na vypocetni ¢as a minimalni vzdalenost pojezdu pii stano-
venych vahach. Posouzeni jednotlivych variaci bylo provedeno na zakladé propojeni
tabulky 4.2 a tabulky 4.3 pfevedené do procentualnich hodnot, kdy je hodnota buriky
b v nove tabulce na mist€¢ m, n rovna souctu soucinu hodnoty buriky t,,, z upra-

vené tabulky 4.3 a vahy u a soucinu s, ,, z tabulky 4.2 a vahy 100 — u, viz vzorec 4.1

bmn = tmaltl + Sy (100 — u), u € (0; 100). (4.1)

Pokud je pfi vypoCtu dana priorita dob€ jeho trvani, tak u > 50, v pfipadé€ pfifazeni
vyssiho durazu kvalité vysledkd nabyva vaha u hodnot nizsich, nejoptimalnéjsi jsou
konfigurace s nejnizsi hodnotou v tabulce. Z tabulky 4.4 vyplyva, ze 1 pfi vyssi potiebé
kratkého vypocetniho Casu, kdy pomér vah 90 ku 10 ve prospéch Casu, neni nejrych-
lej$i varianta optimalni, ale nejvhodnéjsi volbou je populace o po¢tu 200 chromozomu
za prubéhu 200-400 generaci. Pfi rovnovazném stavu, tedy poméru vah 50: 50 vy-
chazi nejlépe kombinace 2000 chromozomu a 200 generaci, pfipadné 1000 chromo-
zomu a pocCet generaci opé€t z rozsahu 200-400, viz tabulka 4.5. Je zajimavé, Ze se
v této situact stale jevi nejrychlejsi feSeni jako podstatné vhodné&jsi moznost nez nej-
lepsi feseni. Dle tabulky 4.6, kde je kladen diraz predevsim na ziskani vysoké kvality
feSeni s nizkym ohledem na ¢as v poméru, se nachazi nejvice optimalni nastaveni také

pti volbé 2000 chromozomu se zpracovanim po 300-600 epoch.

Tabulka 4.4: Bodové ohodnoceni znizornujici optimailni konfigurace po¢tu generaci a velikosti
populace pro vahové ohodnoceni 90:10

Generace
Pcu 100 200 300 400 500 600 800 1000

50 8,79 8,21 7,91 7,75 7,72 7,65 7,56 7,53

100 8,18 7,70 7,59 7,56 7,53 7,51 7,59 7,64

200 7,71 7,49 747 7,51 7,61 7,71 7,96 8,08

500 7,58 7,60 7,84 8,14 8,45 8,79 9,47 9,84

1000 7,64 8,08 8,71 9,38 10,07 10,78 12,20 12,92

2000 8,08 9,12 10,37 11,67 12,98 14,29 16,93 18,25

3000 8,92 10,84 13,00 15,17 17,36 19,55 23,95 26,15

5000f 10,29| 13,54 17,05 20,60 24,16 27,73 34,85 38,42

10000 15,67 24,34 33,29 42,28 51,26 60,25 78,22 87,21
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Tabulka 4.5: Bodové ohodnoceni znazornujici optimalni konfigurace poctu generaci a velikosti
populace pro vahové ohodnoceni 50:50

Generace

Pcu 100 200 300 400 500 600 800 1000
50| 43,78 40,70 39,01 38,05 37,68 37,20 36,37 36,06
100 40,55| 37,81 36,92 36,45 35,94 35,51 35,21 35,12
2001 37,87 36,11 35,34 34,87 34,66 34,50 34,40 34,33
5001 36,26 34,71 34,24 34,09 34,02 34,06 34,21 34,37
10001 34,94 33,96 33,86 34,01 34,24 34,59 35,27 35,63
2000f 34,45| 33,76 34,14 34,73 35,40 36,07 37,46 38,18
3000 34,72| 34,54 35,54 36,61 37,79 38,95 41,37 42,59
5000 35,42 35,83 37,50 39,41 41,35 43,30 4721 49,18
10000 37,98 41,39 46,17 51,14 56,10 61,07 71,04 76,02

Tabulka 4.6: Bodové ohodnoceni znizornujici optimailni konfigurace po¢tu generaci a velikosti
populace pro vahové ohodnoceni 10:90

Generace

Pcu 100 200 300 400 500 600 800 1000
501 78,76 73,19 70,12 68,34 67,64 66,74 65,17 64,59
100} 72,93 67,91 66,25 65,33 64,35 63,52 62,84 62,60
200 68,04| 64,74 63,20 62,22 61,72 61,28 60,83 60,58
5001 64,94 61,83 60,64 60,04 59,59 59,33 58,94 58,91
10001 62,24 59,83 59,02 58,65 58,41 58,40 58,34 58,34
2000f 60,81| 58,40 57,90 57,78 57,81 57,84 58,00 58,10
3000f 60,52| 58,24 58,08 58,05 58,22 58,35 58,79 59,02
5000f 60,55| 58,12 57,96 58,22 58,53 58,88 59,56 59,95
10000] 60,29 58,44 59,04 60,00 60,95 61,89 63,86 64,82

Primémé hodnoty vsech feseni v ramci jednotlivych generaci kopiruji trend kiivek

popisujicich minimalni vzdalenosti v€etné charakteru strmého poklesu v intervalu ge-

nerace 0 az 200. V ramci jednotlivych epoch vSak dochazi k vykyvim hodnot, které

se znacné zvysuji se snizujicim poctem chromozomu v populaci, kdy naptiklad smé-

rodatna odchylka a variacni koeficient béhem poslednich 10 epoch je u nejvétsi popu-

lace 0,58 a 0,071 %, kdeZto u populace nejmensi jiz 10,58 a 1,21 %, tedy hodnoty

vice nez o 1600 % vyssi. Z vyfezu v grafu 4.2 vyplyva, ze i pramérné hodnoty u po-

pulaci s 200 a vice chromozomy piekonavaji clunkovy pojezd jesté pred dosazenim
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75 generace, dale je zajimavé, Ze do uplynuti 100 epoch podavaji populace

s 2000-5000 chromozomy lepsi vysledky nez soubor 10000 chromozomi, od gene-

race 111 se vsSak tato situace méni. V tabulce 4.7 Ize stejné jako tabulce 4.1 pozorovat

pozitivni vliv rostouciho poctu generaci i chromozomu na kvalitu primérného feSeni,

avSak v tomto pfipad€ v generaci nula jsou rozdily napii¢ populacemi zanedbatelné,

jejich vyrazné navyseni je patrné az v generaci 100.

Tabulka 4.7: Pramérna celkova délka tras p¥i otd¢eni v prubéhu vybranych generaci z rozsahu
0 az 1000 pro vybrané velikosti populace, selekce poiradova, kiizeni na zikladé pozice s pravdeé-

podobnosti 0,9, posuvna mutace s pravdépodobnosti 0,2 [m]

Generace
Pcn 0 100 200 300 400 500 600 800 | 1000
50 1358.97| 990.83| 950.80| 928,94 | 901,17 | 884.,49| 904,85 | 877,75 | 895,19
100 1352.45| 940,30| 909.96| 897,15| 888.50| 865,73 | 872,99 865,14 | 866,13
200 1356,08| 917,49| 885.18| 867.11| 862,77 | 868.44| 863,26 | 859.47| 852,47
500 1357.81| 893,51 | 868,04 | 847,97 | 848,08 | 846,15| 836,05 | 836,82 | 834,97
1000 1357.21| 875.84| 849,01 | 841,32| 836,78 | 836.35| 831,75| 836,05| 829.48
2000 1356,57| 862,42 | 834,98| 830,43 | 823,31| 826,14 | 825.85| 821,84 | 824.88
3000 1356.56| 866.25| 831,17 | 830,27 | 825,35| 824,16 826,37 | 823,50 | 824,94
5000 1356.53| 867,61 830,03 | 825,39| 822,83 | 824,21 820,44 | 818,94 | 820,90
10000 1357.20| 868.75| 824.21| 817,95| 818,29 816,61 | 817,89 816,78 | 816,77
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Graf 4.2: Pramérna celkova délka tras pri otaceni v prubéhu generaci 0 az 1000 pro vybrané
velikosti populace, selekce poradova, kiizeni na zaklad€ pozice s pravdépodobnosti 0,9, posuvna
mutace s pravdépodobnosti 0,2 [m]

4.2 Analyza vysledki s ohledem na vliv typu selekéni metody

Data pro porovnani selekénich metod byla ziskana pfi nastaveni velikosti populace

1000 chromozomu, kfizeni na zakladé€ pozice s pravdépodobnosti 0,9 a posuvné mu-

tace s pravdépodobnosti 0,2, cely proces probihal po 1000 generaci. NejlepSich vy-

sledki dosahovala turnajova selekce v obou variantach, viz graf 4.3, pficemz pfi vy-

béru porovnanim dvou chromozomii konvergovala pomaleji nez pfi porovnani tii, na-

priklad v generaci 200 vykazovala o 11,33 % vyssi hodnoty, avSak v generaci 400
g
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Cinil rozdil nepatrnych 0,31 % a v posledni epose jiz vygenerovala 0,31 % lepsi fe-
Seni. Selekce poradova, elitni v kombinaci s poradovou i ruletovou a poradova linearni
vykazovaly taktéz obstojné vysledky liSici se v generaci 1000 od turnajové metody
0 2,10-2,76 %, ale pribéh poradové linearni selekce byl az do generace 500 rozdilny
z hlediska rychlosti poklesu hodnot, kdy jesté v generaci 200 ma nalezena minimalni
trasa 0 14,20 % vétsi délku nez v pripadé selekce poradové. Poradova exponencialni
ma zajimavy prubeéh béhem prvnich 50 generaci, kdy pfekonava ostatni testované
typy, vyrazny pokles hodnot se vSak rychle zpomaluje a od epochy 126 je zcela zasta-
ven, coz je pravdépodobné dano vysokou hodnotou zékladu exponentu 0,9 z intervalu
(0; 1), v pripade volby nizsiho zakladu by mél byt oCekavany pribéh kiivky méné
strmy. Ruletova selekce se neprokazala jako vhodna volba pro feSenou problematiku,
dosahovala jednoznacné nejhorsich vysledka, které ani po uplynuti 1000 generaci ne-
prekonaly Clunkovy pojezd, coz muze byt zapii¢inéno mensimi rozdily po ohodnoceni
mezi jednotlivymi chromozomy vstupni populace, ¢imz mize dochazet k nahodnému
vybéru nevhodnych feSeni. Tento problém je u ostatnich typu selekce oSetien, napfi-
klad nahrazenim hodnoty fitness hodnotou poradi, pfiCemz jsou i mensi rozdily po
ohodnoceni poradim zvyraznény, nebo vybérem casti nejlepsich chromozomi.

Tabulka 4.8: Minimailni celkova délka tras pii otaCeni v pribéhu vybranych generaci z rozsahu

0 az 1000 pro vybrané typy selekce, velikost populace 1000, k¥iZzeni na zikladé pozice s pravdé-
podobnosti 0,9, posuvna mutace s pravdépodobnosti 0,2 [m]

Generace

Typ selekce 0 100 | 200 300 400 500 600 | 800 | 1000
Poradova|1041,19|667,68|640,99| 631,36|626,50| 623,10{622,11|619,76| 618,47
Poradova| 983.55|654,67(653,12| 653,12(653,12| 653,12|653,12(653,12| 653,12

exponenci-
alni
Poradova li-| 1040,47 |846,70|732,02| 667,03|636,24| 626,45|623,14|617,74| 615,10
nearni
Ruletova| 1047,241994,71|985,26(1000,28 995,37 (1002,84 998,83 991,73 {1002,96

Stochasticka|1046,89 [817.07|732.24| 695.22|675,54| 667.46|663.37|660,24| 658,41
univerzalni

Elitni s pota-|1040,61|657,85(629,79| 622,27|619,26| 618,22(617,26|616,06| 614,52
dovou

Elitni s rule-]1036,59 (645,38 629,28 | 624,83(621,24| 619.97|618,22(616.40| 615,92
tovou
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Graf 4.3: Minimalni celkova délka tras pri otd¢eni v prubéhu generaci 0 az 1000 pro vybrané typy
selekce, velikost populace 1000, kiizeni na zikladé pozice s pravdépodobnosti 0,9, posuvna mu-
tace s pravdépodobnosti 0,2 [m]
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4.3 Analyza vysledki s ohledem na vliv typu a pravdépodobnosti kFizeni
Pro porovnani vybranych typu kiizeni a ovéfeni vztahu mezi velikosti pravdépodob-
nosti kiizeni P, a kvalitou vyslednych feSeni byla data vygenerovana pro populaci

1000 chromozom, poradovou selekci a posuvnou mutaci s pravdépodobnosti 0,2.
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Graf 4.4: Minimalni celkova délka tras pii oticeni v prubéhu generaci 0 az 1000 pro kiiZeni se
zachovanim poradi realizované s vybranymi pravdépodobnostmi, velikost populace 1000, pora-
dova selekce, posuvna mutace s pravdépodobnosti 0,2 [m]

Z graft 4.4 a 4.5 je jasné patrny trend zlepSujicich se vysledktu v priabéhu generaci,

ktery je vyraznéjsi se zvySujici se pravdépodobnosti kiizeni u typu na zékladé potadi
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1 na zaklad¢ pozice, avSak prvni typ dosahuje niz§ich hodnot témért pii kazdé pravde-
podobnosti v prabéhu vSech generaci, napiiklad pro P. = 0,9 v posledni generaci ma
minimalni hodnotu 612,73 m oproti 618,47 m. Z grafu 4.4 dale vyplyva, ze pro nizky
pocet generaci pii aplikaci kfizeni se zachovanim potradi je vhodnéjsi zvolit druhou
nejvetsi pravdépodobnost kiizeni, a to az do generace 110, poté je jiz pti P. = 0,99

dosazeno nizSich hodnot, stejna situace nastava 1 u kiizeni na zakladé pozice,

viz graf 4.5.
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Graf 4.5: Minimalni celkova délka tras pri otdCeni v pribéhu generaci 0 az 1000 pro kiizeni na
zakladé pozice realizované s vybranymi pravdépodobnostmi, velikost populace 1000, poradova
selekce, posuvna mutace s pravdépodobnosti 0,2 [m]
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Tabulka 4.9: Minimalni celkova délka tras pii ota¢eni v priibéhu generaci 0 az 1000 pro k¥izeni
na zakladé poradi realizované s vybranymi pravdépodobnostmi, velikost populace 1000, pora-
dova selekce, posuvna mutace s pravdépodobnosti 0,2 [m]

Generace

Pc3

0

100

200

300

400 500 600 800 1000

0,01

1061,90

738,54

675,95

662,30 660,54| 659,39| 659,36| 658,73| 658,08

0,10

1058,55

699,83

661,19

650,40 646,20| 643,80| 642,95| 641,14| 640,77

0,20

1055,27

689,28

655,63

648,94 646,32| 644,51 | 643,20| 641,20| 638,53

0,30

1045,29

671,27

646,95

640,13 | 636,49| 634,99| 633,78 633,01| 630,44

0,40

1048,86

656,45

635,01

630,10 628,45| 627,24 625,88| 624,35| 623,36

0,50

1039,78

656,20

635,88

632,25 631,55| 630,38 | 628,87| 627,78 626,15

0,60

1028,25

649,17

634,41

632,45 630,39| 628,87| 627,55| 626,25| 624,65

0,70

1047,02

643,29

627,52

624,45| 622,24| 621,08 620,56| 619,17| 617,91

0,80

1039,60

640,81

625,01

621,82| 618,68 617,61| 617,28| 615,65| 614,75

0,90

1039,89

637,15

623,93

619,58 618,19| 616,47 615,77| 614,57 612,73

0,99

1035,76

640,66

619,30

616,86 615,68| 615,08 614,41| 612,79| 612,35

Tabulka 4.10: Minimalni celkova délka tras p¥i ota¢eni v prubéhu generaci 0 az 1000 pro kii-
zeni na zakladé pozice realizované s vybranymi pravdépodobnostmi, velikost populace 1000, po-
radova selekce, posuvna mutace s pravdépodobnosti 0,2 [m]

Generace

P.

0

100

200

300

400 500 600 800 1000

0,01

1060,44

746,67

681,19

664,30 660,41| 659,49| 659,49| 659,49| 659,29

0,10

1050,03

728,88

675,23

667,80 662,47| 659,58| 658,27| 656,53| 655,35

0,20

1051,33

709,37

669,66

657,91| 650,06| 646,56| 643,78| 641,19| 637,96

0,30

1052,19

693,82

660,82

650,43 | 643,78| 639,52| 637,44| 634,52| 632,33

0,40

1053,55

687,88

649,34

640,54| 635,85| 633,31| 632,05| 630,48 | 628,48

0,50

1047,20

690,23

652,54

642,29 637,48 | 633,62| 631,03| 628,99 627,58

0,60

1037,47

683,66

648,85

639,51 634,42| 629,43 627,18 625,75 624,04

0,70

1039,85

676,06

642,72

634,83 630,05| 627,51| 625,43 624,29| 622,33

0,80

1043,10

674,31

648,48

640,06 635,94| 632,60| 629,51 628,24| 627,06

3 Pravd&podobnost kiizeni
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0,90 1041,19| 667,68 640,99| 631,36 626,50| 623,10| 622,11| 620,57| 619,76

0,99] 1039,90| 668,92| 634,10 625,28 620,94| 618,36| 616,75| 614,84| 613,69

4.4 Analyza vysledki s ohledem na vliv typu a pravdépodobnosti mutace
Pro porovnani vybranych typt mutace a ovéreni vztahu mezi velikosti pravdépodob-
nosti mutace P, a kvalitou vyslednych feSeni byla data vygenerovana pro populaci
1000 chromozomu, pofadovou selekci a kiiZeni na zakladé pozice s pravdépodobnosti
0,9. Mutace vyménou vykazuje vysokou citlivost na velikost pravdépodobnosti mu-
tace, kdy do P, = 0,3 jsou ziskany velmi dobré vysledky, pfi¢emz pfi této hodnoté
dochazi k dosazeni minima z vygenerovanych dat, od P, = 0,4 se kvalita vysledku
zaCina snizovat, tedy s dale rostouci pravdépodobnosti roste také celkova délka po-
jezdu pfi otoc¢kach v ramci ziskanych feSeni. Do prvnich 100 epoch se jevi jako nejo-
ptimalné&jsi volba nejmensi testovana pravdépodobnost, poté vSak rychlost jeji konver-
gence klesa a lepSich vysledkli dosahuje B, = 0,1. Kfivka P,, = 0,3 klesa zpocatku
pomaleji, ale trend jejiho vyvoje se neméni tak razantné, pokles je pozvolnéjsiho a tr-
valejsiho razu, viz graf 4.6, a tedy od generace 366 jiz poskytuje nejlepsi hodnoty, coz
muze byt zapfi€inéno i tim, Ze pomoci kfizeni jiz nelze po nekolik stech generacich
zajistit vétsi heterogenitu optimalnich chromozoma populace a nizka pravdépodobnost
mutace tento vyvoj ovliviiuje nedostateCné, kdezto u pravdépodobnosti mutace 0,3
umozni v rozumné mire ziskani novych variant optimalnich feSeni. AvSak vyssi P, jiz
meéni ¢ast optimalnich chromozom v populaci vyraznéji a ve vysledku zhorsuje jejich

kvalitu.

87



Celkova délka pojezdu pfi otoCkach
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Graf 4.6: Minimalni celkova délka tras pri otaceni v prubéhu generaci 0 az 1000 pro mutaci vy-
ménou realizované s vybranymi pravdépodobnostmi, velikost populace 1000, pofadova selekce,
kiizeni na zakladé pozice s pravdépodobnosti 0,9 [m]

Pti aplikaci posuvné mutace neni negativni vliv vysoké pravdépodobnosti natolik vy-

razny jako u mutace vymeénou, pii p,, = 0,99 jsou ziskané hodnoty o 21,68 % nizsi,

u P, = 0,8 ¢inni rozdil 20,57 %. Tento jev je pravdépodobné dan odlisnym principem

mutace, kdy pfi vyméné geni v chromozomu dochazi k podstatn€j§im zménam

v ramci kombinace prujezdu dilich tras nez pii posunu poradi vybrané Casti celého

chromozomu o jedno misto. Z grafu 4.7 je dale patrné, ze nejrychleji konverguje
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kiivka pro pravdépodobnosti s hodnotami 0,1 a 0,2, av§ak od generace 700 dale vy-
kazuje nejlepsi vysledky B, = 0,7. V generaci 1000 nejsou u pravdépodobnosti z roz-
sahu 0,1 az 0,6 rozdily hodnot nijak zasadni, nejnizsi a nejvyssi z této skupiny se lisi

pouze 0 0,5 %.
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Graf 4.7: Minimalni celkova délka tras p¥i otaceni v prubéhu generaci 0 az 1000 pro posuvnou
mutaci realizované s vybranymi pravdépodobnostmi, velikost populace 1000, poFadovi selekce,
krizeni na zakladé pozice s pravdépodobnosti 0,9 [m]
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Tabulka 4.11: Minimalni celkova délka tras p¥i otd¢eni v prubéhu generaci 0 az 1000 pro mu-
taci vyménou realizované s vybranymi pravdépodobnostmi, velikost populace 1000, poradova
selekce, kiizeni na zakladé pozice s pravdépodobnosti 0,9 [m]

Generace

Py’ 0 100 200 300 400 500 600 800 1000
0,011 1038,21| 675,26| 643,51| 632,76| 628,48| 625,15 621,47| 619,54| 617,83

0,10 1027,76| 679,09| 633,98| 626,86| 623,24| 622,36| 621,47| 620,86| 620,23

0,20] 1041,40| 699,22| 637.67| 626,79| 624,40| 622,96| 622,25| 621,24| 620,62

0,30 1048,37| 742,35| 676,80| 639,80 619,99| 612,31| 609,31| 607,37| 606,64

0,40] 1043,42| 766,35| 727,66| 716,58 704,58 | 703,07 700,31| 698,13| 690,63

0,501 1044,02| 782,94| 748,88| 734,68| 729,72| 728,84| 722,86| 725,35| 723,43

0,60 1032,09| 818,38| 785,36| 776,24| 768,81| 761,55| 762,98 763,10\ 757,87

0,70] 1038,08| 844,40| 820,13| 801,23| 802,85 803,92| 803,71| 804,17 803,61

0,80] 1038,41| 875,50| 840,37| 835,21| 830,98 | 832,37| 836,70 838,00| 832,17

0,90 1044,44| 912,63| 871,99| 866,40| 864,73| 860,63| 870,66 869,74| 865,77

0,99] 1044,88| 935,62| 913,72| 906,47| 905,62| 895,52| 905,25| 896,19| 903,78

Na zaklad¢ ziskanych dat 1ze konstatovat, ze vhodna volba velikosti pravdépodobnosti
kiizeni je pro vygenerovani optimalnich feSeni kli¢ova, v ptipadé pfili§ vysoké prav-
dépodobnosti bude dochéazet v populaci po selekci a kiizeni ke zménam u velkého
mnozstvi chromozomu, coz neni s ohledem na mozné znehodnoceni zna¢né Casti op-
timalnich feSeni zadouci. Nizka pravdépodobnost zavratné neovlivni celkovy vyvoj,
ale mize zvysit heterogenitu populaci bez negativniho vlivu na vétsinu chromozomt.
Posuvna mutace je vice odolna proti vysoké P, nez mutace vyménou a ve vétsineé
z testovanych variant dochazi k lepsim vysledkiim, vyjimku vsak tvofi P, o velikosti
0,01 a 0,3, kdy dokonce u druhé zminéné doslo k dosazeni celkové nejnizsi hodnoty
délky otocek 606,64 m. Tabulky 4.11 a 4.12 obsahuji hodnoty minimalni celkova

délka tras pii otaceni v pribeéhu vybranych generaci.

4 Pravdépodobnost mutace

90




Tabulka 4.12: Minimalni celkova délka tras pii otia¢eni v pribéhu generaci 0 az 1000 pro posuv-
nou mutaci realizované s vybranymi pravdépodobnostmi, velikost populace 1000, poradova se-
lekce, kiizeni na zikladé pozice s pravdépodobnosti 0,9 [m]

Generace

Pm 0 100 200 300 400 500 600 800 1000
0,01 1038,21| 685,58| 658,29| 646,25| 638,03| 632,59| 629,52| 625,30| 622,99

0,10] 1027,49| 668,43| 637,17 626,89| 623,08 620,38| 619,11| 617,33| 616,39

0,20] 1041,19| 667,68| 640,99| 631,36| 626,50 623,10 622,11| 619,76| 618,47

0,30] 1048,93| 682,45| 636,78| 627,53| 623,35| 620,64| 618,74| 617,19| 615,42

0,40] 1045.47| 684,49| 638,32| 630,32| 626,96| 623,58| 620,65| 617,08 615,97

0,50] 1043,31| 701,47| 642,59| 629.,41| 624,73| 622,65| 621,24 619,08| 617,62

0,60] 1037,49| 718,13| 658,84| 636,61 627,31| 623,07 622,40| 619,34| 618,43

0,70] 1040,93| 731,66| 689,12| 662,38 643,79| 630,69 623,34| 615,26| 611,95

0,80] 1039,60| 734,01 697,30 687,03| 677,92| 673,00 66898| 666,69| 660,96

0,90 1044,01| 751,78| 719,37| 717,25| 713.,44| 708,15| 705,13| 701,49| 698,35

0,99] 1038,21| 685,58| 658,29| 646,25| 638,03| 632,59| 629,52| 625,30| 622,99

Vyvoj hodnot primérné celkové délky tras otaCeni je podobny jako u minimalnich
hodnot pro oba typy mutace, u mutace vyménou dochazi pro pravdépodobnost
0,4 a vétsi k poklesu kvality vysledkt, pfi zvoleni niz§ich hodnot jsou vysledky vy-
razn€ lepsi, pfiemz s jejich poklesem roste rychlost konvergence, primérné nejlepsi
feSeni nastavaji pii vybéru B, = 0,01. Vykyvy mezi hodnotami v pribéhu generaci
nejsou napfic testovanymi pravdépodobnostmi vyrazné odli§né, smérodatna odchylka
a variacni koeficient béhem poslednich 100 epoch se pohybuji v rozmezi 1,14-2,46
a 0,098-0,271 %. V pripade posuvné mutace je situace obdobna, nejlepSich hodnot je
dosazeno pii pravdépodobnosti do 0,4, na rozdil od minimalni celkové vzdalenosti jiz
P,, = 0,7 v generaci 1000 ostatni varianty nepied¢i, coz v§ak muze byt dano pozvol-
néjSim prubéhem klesani hodnot. Opét jsou zde zjevné drobné vykyvy, smérodatna
odchylka a varia¢ni koeficient béhem poslednich 100 epoch se pohybuji v rozmezi

1,87-2,33 2 0,197-0,308 %.
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Graf 4.8: Prumérna celkova délka tras pii otd¢eni v prubéhu generaci 0 az 1000 pro mutaci vy-
ménou realizované s vybranymi pravdépodobnostmi, velikost populace 1000, poiradovia selekce,
k¥izeni na zakladé pozice s pravdépodobnosti 0,9 [m]
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Celkova délka pojezdu pfi otoCkach
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Graf 4.9: Primérna celkova délka tras pri otaCeni v prubéhu generaci 0 az 1000 pro posuvnou
mutaci realizované s vybranymi pravdépodobnostmi, velikost populace 1000, poradova selekce,
kiizeni na zakladé pozice s pravdépodobnosti 0,9 [m]

4.5 Analyza vysledku s ohledem na vliv poctu dil¢ich pojezdovych tras

a generaci

Pro tento pokus byl vygenerovan novy testovaci pozemek obdélnikového tvaru o roz-

meérech 130 X 200 m, u néhoz lze snadno Skalovat pocet dil¢ich pojezdovych tras

zménou jeho velikosti. Pro vSechny varianty bylo zvoleno stejné sestaveni parametrd,

kdy poloméru otaceni i zabéru byla pfifazena hodnota 5 m, velikost populace Cinila

500 chromozomt, zvolena byla turnajova selekce s porovnanim dvou jedinct, kiizeni
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na zaklade pozice s pravdépodobnosti 0,99 a posuvna mutace s pravdépodobnosti 0,1,
testovani probihalo po 10000 generaci. Pribéh algoritmu byl pro kazdou velikost po-
zemku realizovan dvacetkrat, ziskané vysledky byly zprimérovany. V tabulce 4.13 je
ukazan pocet moznych kombinaci prijezdu jednotlivych tras v zavislosti na jejich po-

Cet a Cas potiebny pro prubéh algoritmu v ramci stanoveny pocet epoch.

Tabulka 4.13: Pocet moznych kombinaci prujezdu tras v zavislosti na jejich poétu

Nasobek zakladni Pocet tras Pocet moznych kombi- Doba jednoho
velikosti pozemku naci prijjezdu jednotli- pribéhu algo-
vych tras ritmu [s]

1x 20 2,4329E+18 878,5659

2x 40 8,15915E+47 1747,157

3x 60 8,32099E+81 2597,474

4x 80 7,1569E+118 3529,845

5x 100 9,3326E+157 4285,406

5.5x 110 1,5882E+178 4850,397

6x 120 6,6895E+198 5430,455

6.5x 130 6,4669E+219 6017,708

7x 140 1,3462E+241 6237,412

S rostoucim poctem pojezdovych tras rapidn€ klesa kvalita vysledka ziskanych béhem
prvnich generaci, kdy pro prvni velikost pozemku v generaci 100 dosahovala vygene-
rovana teseni 73,6 % hodnoty délky clunkového pojezdu, velikost pozemku 2 jiz
145,8 % a naptiklad vysledky paté varianty vykazovaly 430 %. U vSech testovanych
moznosti je prokazatelny klesajici trend, avSak odlisny je jeho prubéh, s rostoucim po-
Ctem tras se zvySuje také mnozstvi generaci potfebnych pro dosazeni poklesu rychlosti
konvergence, kdy je strmost kiivky hodnot pozvolnéjsi a pokles je vuci testovanému
mnozstvi setrvalej§iho razu. Se zvySujici se Cetnosti tras se také objevuji oblasti ustr-
nuti v lokalnim minimu, tento jev nabyva na vyraznosti od 110 tras, pti¢emz je zvlasté

patrny u 120 a vice tras, viz graf 4.10.
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Graf 4.10: Pomér minimalni celkové délky tras pii otaceni v pribéhu generaci 0 az 10000 vuci
délce ¢lunkového pojezdu pro vybrany pocet pojezdovych tras, velikost populace 500, turnajova
selekce s porovnanim dvou jedincu, kiizeni na zakladé pozice s pravdépodobnosti 0,1 [%]

Pro ziskani optimalnich vysledku je kliCovy pocet generaci, ktery se odviji od velikosti
pozemku, potazmo mnozstvi dil¢ich tras, s jehoz zvySovanim roste pocCet potiebnych

generaci exponencialng, viz graf 4.11, ve kterém jsou zaneseny pocty generaci, které
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bylo tfeba realizovat v prvnim pfipadé pro ziskani hodnot mensich nez 67,1 % clun-
kového pojezdu a v druhém pro hodnoty o pouhé 1% vétsi nez v generaci 10 000, na-

sledné byly vysledky prolozeny exponencialni regresni kiivkou.
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Graf 4.11: Vliv poctu pojezdovych tras na mnozstvi generaci potirebnych pro ziskani optimalnich
vysledku

Znacné mensi vzdalenost pojezdu lze pozorovat u variant do 120 tras, kdy dochazi
k jejimu snizeni minimalné o 33,9 % v pfipadé Sestindsobné velikosti pozemku az
0 42 % u nejmensi varianty, viz tabulka 4.14. Pti 130 trasach jiz vysledky nevykazuji
vyznamnou usporu, rozdil je pouze 10 %, pravdépodobné by stejné jako u nejveétsi

varianty bylo tfeba pocCet generaci markantné navysit.
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Tabulka 4.14: Pomér minimalni celkové délky tras p¥i oti¢eni v prubéhu generaci 0 az 10000
vici délce clunkového pojezdu pro vybrany pocet pojezdovych tras, velikost populace 500, tur-
najova selekce s porovnanim dvou jedincu, kiizeni na ziakladé pozice s pravdépodobnosti

0,1[%]
Generace
Py’ 0 1000 | 2000 | 3000 | 4000 | 5000 | 6000 | 8000 | 10000
201 94.46| 5821 58,08 58,16/ 58,00f 58,00 5813 57,88 58,00
401 175,08 61,01 60,68 60,53| 60,63| 6037 6042 60,49 60,28
60| 265,67 6698| 62,70| 62,52| 62,54 6246 6235 62,27 6232
80| 359,61 83,84| 63,65| 63,12] 6295 62,84 62,779 62,78 62,69
100 459,37 207,02 9741 66,15 63,14 63,06 6291 6294 62,79
110 510,83| 330,13| 161,99| 114,73| 85,73| 65,86| 65,09| 64,89| 64,96
120 559,87| 435,24| 311,84 223,85| 125,12 112,29| 106,37| 86,28 66,09
130 610,14 490,63| 359,64| 224,87| 163,75| 143,55| 140,38 91,33| 90,00
140 660,47 585,24| 530,56 455,67| 361,89 323,89| 267,72| 245,30| 196,45

Tabulka 4.15: Minimalni celkova délka tras pii otia¢eni v prubéhu generaci 0 az 10000 pro vy-
brany pocet pojezdovych tras, velikost populace 500, turnajova selekce s porovnanim dvou je-
dincu, kiizeni na zikladé pozice s pravdépodobnosti 0,99, posuvna mutace s pravdépodobnosti

0,1 [m]
Generace Clunkovy
Py 0 1000 2000 3000 4000 pojezd
20 541,33 333,62 332,87 333,32 332,37 573,09
40 2059,51 717,72 713,75 712,02 713,25 1176,34
60 4727,717 1191,96 1115,72 1112,62 1112,97 1779,60
80 8568,86 1997,75 1516,79 1504,01 1500,09 2382,85
1001 13717,18 6181,81 2908,83 1975,33 1885,31 2986,10
110 16794,65| 10853,63 5325,83 3771,86 2818,50 3287,73
1201 20095,59| 1562228 11193,04 8034,76 4490,83 3589,36
130 23740,47| 1909046 13993,50 8749,56 6371,39 3890,98
140] 27690,82| 24537,03 2224421 19104,27 15172,79 4192,61
5 Po&et pojezdovych tras
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Tabulka 4.16: Minimalni celkova délka tras p¥i otd¢eni v prubéhu generaci 5000 az 10000 pro
vybrany pocet pojezdovych tras, velikost populace 500, turnajova selekce s porovnanim dvou
jedincu, kiizeni na zakladé pozice s pravdépodobnosti 0,99, posuvna mutace s pravdépodobnosti

0,1 [m]
Generace Clunkovy
Py 5000 6000 8000 10000 pojezd
20 332,37 333,12 331,87 331,68 573,09
40 710,11 710,80 708.41 711,55 1176,34
60 1111.,53 1109.53 1110,00 1108.11 1779.60
80 1497.48 1496,12 1496.,23 1495,93 2382.85
100 1882,89 1878.58 1879.08 1879.31 2986,10
110 2165.20 2140,07 213177 2133,52 3287.73
120 4030,43 3817.98 3178.72 3096,77 3589.36
130 5585.36 5462.30 3646.,50 3553.81 3890,98
140 13579.33 11224,34 11161,98 10284,57 4192.61
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Zavér

Aplikaci genetickych algoritmi pii optimalizaci pojezdovych tras zemédélské tech-
niky lze dosdhnout vyrazného zkraceni délky otocek realizovanych pii prejezdech
mezi dil¢imi drahami ve vnitini Casti pole, kdy muaze dojit ke snizeni vzdalenosti
i o vice nez 37 %, coz muize ptimo vést k usporam pracovniho ¢asu, pohonnych hmot
a niz§imu zhutnéni ptdy na souvratich.

Znacny vliv na kvalitu nalezeného feSeni ma velikost populace chromozomu, tedy
skupina moznych feSeni, 1 poCet generaci béhem nichz dochazi evolu¢nim tpravam
zlepsujicim vysledky, pfiCemz se zvySovanim téchto parametra dochazi ke generovani
optimaln¢jsich feSeni, avSak s tim je spojen i rast vypocetniho ¢asu. Béhem testovani
implementovanych algoritmua se ukazalo, ze volba nejvyssich hodnot velikosti popu-
lace 1 poctu provedenych epoch neni vzdy nejvhodnéjsi, protoze ziskani o nékolik pro-
cent krat§i trasy je za cenu znacného navysSeni Casu simulace. Vybér selekéni metody
muze také do kvality vysledkt zasahnout, naptiklad ruletova selekce se prokazala jako
zcela nevhodna pro vyuziti v této problematice, naopak turnajovy ¢i poradovy typ vy-
kazovaly velmi dobré hodnoty. Pfi aplikaci kiizeni byl patrny mensi vliv typu metody
nez velikosti pravdépodobnosti, pfi¢emz s jejim rastem dochazelo ke zlepSovani zis-
kanych vysledki. U mutace je tieba zvolit hodnotu pravdépodobnosti s ohledem na
vybranou metodu, protoze se jeji vliv 1isi. Mutaci vyménou je vhodné pouzit s nizsi
pravdépodobnosti, dle realizovanych testd do velikosti 0,3, naopak posuvna mutace
vykazuje optimalni vysledky az do pravdépodobnosti 0,7. Nezanedbatelny dopad na
ziskani vhodnych feSeni ma také pocet dil¢ich pojezdovych tras, pfi jehoz zvySeni kva-
lita vysledkti béhem prvnich sto generaci rapidné€ klesa. Zaroven dochazi k exponen-
cialnimu zvySovani mnoZzstvi generaci potfebnych pro dosazeni adekvatnich vysledku,
coz je pravdépodobné spojeno s intenzivnim rastem po¢tu moznych kombinaci pri-
jezdu jednotlivych tras.

Genetické algoritmy prokazaly sviij vyznam pii feSeni problematiky pohybu ze-
medelskych strojii po pozemku, avsak oblast metaheuristickych algoritmt je rozsahla
a zahrnuje velké mnozstvi optimalizacnich metod, které maji v zemédélstvi Siroké po-

uziti, z nichz 1ze mnohé navrhnout pro implementaci do stavajiciho modelu.
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