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Abstrakt 

Bylo zkoumáno, zda výskyt (vhodný biotop) či absenci tetřívka obecného  

v Krušných horách lze vysvětlit pomocí proměnných odvozených  

z neklasifikovaných družicových snímků (spektrální a texturní indexy) a do jaké 

míry je lze odlišit. Většina prací řeší modelování diverzity, ale prací zkoumající 

použitelnost indexů pro prezenci a absenci jednoho druhu není mnoho. 

K výzkumu byla využita data dlouhodobého monitoringu početnosti tetřívka 

obecného v Krušných horách a snímky družice Landsat z příslušných let. Pro místa 

prezence a absence se vypočítaly popisné statistiky (průměr a směrodatná odchylka) 

hodnot spektrálních a texturních indexů (např. Leaf Area Index, Normalized 

Difference Vegetation Index, variance). Tyto údaje byly použity jako vysvětlující 

proměnné pro rozlišení prezence a absence tetřívka obecného.  

Experiment byl designován tak, aby byla (i) nejprve ověřena schopnost 

spektrálních a texturních indexů odlišit vhodný biotop od zcela nevhodného,  

(ii) analyzována využitelnost indexů pro odlišení oblastí prezence a absence tetřívka 

v prostředí Krušných hor za celé sledované období a (iii) využitelnost indexů  

pro vysvětlení časoprostorových změn distribuce.  

Zjistilo se, že vybrané spektrální a texturní indexy byly ve statistických 

modelech signifikantní pro všechny tři experimenty. Tento výzkum tedy potvrdil, že 

spektrální a texturní indexy jsou vhodným ukazatelem prezence a absence tetřívka 

obecného v Krušných horách. Lze předpokládat využitelnost tohoto postupu  

i pro jiné druhy organismů. 

 

Klíčová slova: Tetřívek obecný, biotop, spektrální indexy, texturní indexy, družice 

Landsat, Krušné hory 

  



 

 

Abstract 

It was investigated if presence (suitable biotope) or absence of the black grouse  

in Krušné hory can be explained by means of variables deducted from unclassified 

satellite imagery (spectral and texture indices) and how much they differ. Most  

of thesis is focused on diversity modelling but not many of them solves usability  

of indices for presence or absence of one kind of habitat.  

For the research were used data from long term monitoring of the black grouse 

abundance in Krušné hory and Landsat satellite imagery from corresponding years. 

For places of presence or absence were calculated describing statistics (mean and 

standard deviation) of values of spectral and texture indices (eg. Leaf Area Index, 

Normalized Difference Vegetation Index, variance). These values were used  

as explaining variables for differentiation of presence or absence of the black grouse.  

Experiment was designated such way (i) at first to test capability of spectral and 

texture indices to differentiate between suitable and totally not suitable biotope,  

(ii) secondly to analysed usability of indices for differentiation of places of presence 

and absence of the black grouse in Krušné hory in the whole investigated period and 

(iii) the third usability of if indices for explanation of time and space distribution 

difference.  

It was found that selected spectral and texture indices were in statistical models 

proofed for all three experiments. This research confirmed that spectral and texture 

indices are suitable indication of presence or absence of the black grouse in Krušné 

hory. This procedure could be very probable used also for other habitats.  

Key words: Black grouse, habitat, spectral indices, texture indices, Landsat satellite, 

Krušné hory 
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1. Úvod 

Tetřívek obecný obývá specifický typ biotopu. Mohl by být tento silně ohrožený pták 

lehce lokalizován pomocí družicových snímků přes jeho habitatové preference? 

Většina prací řeší modelování diverzity, ale prací zkoumající použitelnost indexů  

pro prezenci a absenci jednoho druhu není mnoho. 

2. Cíle práce 

Hlavním cílem mojí diplomové práce bylo zjistit, zda prezenci či absenci tetřívka 

obecného v Krušných horách lze vysvětlit pomocí proměnných odvozených  

na základě neklasifikovaných družicových snímků (spektrální a texturní indexy),  

do jaké míry je lze odlišit a identifikovat tak biotop tetřívka obecného v řešeném 

území. 

Dílčími cíli práce bylo (i) nejprve ověřit schopnost spektrálních a texturních 

indexů odlišit vhodný biotop od zcela nevhodného, (ii) analyzovat využitelnost 

indexů pro odlišení oblastí prezence a absence tetřívka v prostředí Krušných hor  

za celé sledované období a (iii) využít indexy pro vysvětlení časoprostorových změn 

distribuce.  

Řešily se následující výzkumné hypotézy 

 Prezenci a absenci tetřívka lze vysvětlit pomocí spektrálních a texturních 

indexů vypočtených na základě dat družice Landsat 

 Přesnost modelů vysvětlujících prezenci a absenci tetřívka se liší v závislosti 

na úrovni hodnocení vhodnosti biotopu  
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3. Literární rešerše 

3.1 Tetřívek obecný 

Tetřívek obecný (Tetrao tetrix Linnaeus, 1758) je středně velký druh hrabavého 

ptáka z čeledi tetřevovitých (Tetraonidae) (Agentura ochrany přírody a krajiny ČR, 

2015). V Červeném seznamu IUCN je veden jako málo dotčený druh, 

na území České republiky se jedná o silně ohrožený druh (Scridel et al., 2017).  

Délka těla samců je 49-58 cm a hmotnost 1100-1800 g. Zbarvení peří samců je 

černé, bílé jsou pouze spodní ocasní krovky, spodina křídla a úzká křídelní páska. 

Nápadnými znaky jsou červený hřebínek nad okem a lyrovitý ocas (Signorell et al., 

2010). Samice dosahují délek 40-45 cm a hmotností 740-1050 g. V krajině působí 

nenápadně, z důvodu šedohnědého zbarvení s černým proužkováním (Willebrand, 

1992). Obě pohlaví žijí společně v polygamii (Agentura ochrany přírody a krajiny 

ČR, 2015).  

Tetřívek se živí převážně z 82% vegetativními a generativními částmi rostlin 

(bobulemi, plody, semeny, pupeny, jehnědy a jinou rostlinnou stravou). V jeho 

potravní složce dominují listnaté stromy a trpasličí křoviny (50%), zbytek tvoří trávy 

a jiné bylinné vegetace (Bejček et al., 1998). Na jaře vyhledává také živočišnou 

potravu, především brouky, pavouky a mravence. Hmyz má také zpočátku téměř 

výlučné zastoupení v potravě mláďat. (Signorell et al., 2010).  

Od března do začátku června probíhá na stálých tokaništích tok (Roos et al., 

2016). Kohoutci se ozývají ostrým hlasem, spouštějí křídla a roztahují ocas. 

Vyskakují do výšky, povyletují a předvádějí se samičkám, které jsou na okrajích 

tokaniště (Cowles and Gibson, 2015). Tok probíhá na zemi ve volných 

prostranstvích. Nejintenzivnější je v časných ranních hodinách, ale výjimkou není 

ani večerní tok (Roos et al., 2016). Nejúspěšnější samci se spáří s naprostou většinou 

samic (Scridel et al., 2017).  

Samice snáší v květnu až červnu 6-10 vajec do hnízda, které je jenom 

nenápadným důlkem v zemi pod vegetací (Roos et al., 2016). Snaží se tak své hnízdo 

ukrýt před hlavními predátory, kterými jsou liška obecná (Vulpes vulpes (Linnaeus, 

1758)) a kuna lesní (Martes martes (Linnaeus, 1758)) (Svobodová, Albrecht and 
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Šálek, 2004; Šálek et al., 2004). Kuřata se líhnou po 25-27 dnech a hned po oschnutí 

opouštějí hnízdo. Vyvíjejí se velmi rychle, od druhého dne si již sama hledají 

potravu. Ve stáří 1 týdne už poletují, ve 2 týdnech jsou schopna delších přeletů (Roos 

et al., 2016). Rodiny se drží pohromadě do srpna až září, pak se rozdělují do hejn 

podle pohlaví. Pohlavně dospívají po deseti měsících, zatím nejdelší zjištěný 

dosažený věk dospělce je 5,5 roku (Baines, 1992). 

Na území České republiky žijí ještě další dva zástupci z čeledi tetřevovitých 

(Tetraonidae), tetřev hlušec (Tetrao urogallus Linnaeus, 1758) a jeřábek lesní 

(Tetrastes bonasia (Linnaeus, 1758)) (Agentura ochrany přírody a krajiny ČR, 2015). 

3.2 Biotopové preference tetřevovitých 

Tetřívek obecný patří k druhům s palearktickým rozšířením (Svobodová, 2005). 

Výskytu je vázán na boreální, subarktickou a alpínskou zónu (Agentura ochrany 

přírody a krajiny ČR, 2017). Areál rozšíření druhu sahá od západní Evropy  

přes rozsáhlé území Eurasie a na východ až po Ochotské moře (Agentura ochrany 

přírody a krajiny ČR, 2015). Hlavní těžiště výskytu leží ve Fennoskandinávii, 

v Rusku, Bělorusku, Pobaltí, ale ve střední Evropě je jeho výskyt pouze mozaikovitý 

a omezený většinou jen na horské oblasti (Svobodová, 2005).  

Studovaný druh tvoří často izolované populace obývající reliktní biotopy, jako 

jsou rašeliniště, vřesoviště, horské oblasti a raná sukcesní stadia po kalamitách a 

velkoplošné těžbě. Využívá s převahou brusnicovitých (Vacciniaceae) nebo vřesem 

obecným (Calluna vulgaris (L.) Hull) v bylinném patře, protože poskytují 

dostatečnou potravní nabídku a zároveň úkryt před predátory (Signorell et al., 2010).  

Využívá i dalších typů prostředí, jako jsou louky, pastviny (Baines, 1992), listnaté, 

jehličnaté a smíšené lesy prostoupené pasekami (Scridel et al., 2017). 

Hlavními oblastmi výskytu druhu v České republice jsou v současné době 

Krušné hory, Jizerské hory a Šumava, malé populace žijí také v Doupovských 

horách, Slavkovském lese, Novohradských horách, Oderských vrších, Králickém 

Sněžníku a Jeseníkách (Š astný, Hudec and Bejček, 200 ; Šmejdová, 2012). 

Tetřívkovi obecnému u nás vyhovují nízké lesy s volnými plochami, pastviny  

s roztroušenými remízky a bobulonosné porosty (Vaccinium sp.). Domovský okrsek 

samce je 20-120 ha (Agentura ochrany přírody a krajiny ČR, 2015).  
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Po postižení imisemi v 70. letech 20. století u nás ubylo vysokých souvislých 

lesů a paradoxně vzniklo vhodné prostředí pro tento ohrožený druh. Byly vysázeny 

(pro tetřívka ideální) náhradní porosty tzv. pionýrské dřeviny (Flousek and Volf, 

2012). Těmito dřevinami jsou bříza (Betula sp.), jeřáb (Sorbus sp.), olše (Alnus sp.), 

smrk pichlavý (Picea pungens Engelm.), borovice kleč (Pinus mugo Turra), javor 

(Acer sp.) a modřín opadavý (Larix decidua Mill.) (Scridel et al., 2017). Náhradní 

porosty kvůli chorobám (např. kloubnatka Cucurbitaria sp.), extrémním klimatickým 

podmínkám a lesnickým zásahům naštěstí pro tetřívka nikdy pořádně nevyrostly 

(Signorell et al., 2010). Oblíbená jsou také rašeliniště vrchovištního a přechodového 

typu, kde z důvodu zamokření a nízkého pH, vysoký a souvislý les také nevyroste 

(White et al., 2017).  

Tetřívek je druh citlivý na změny v jeho preferovaném prostředí. Kritické je  

u nás vysoušení rašeliniš , zarůstání, vysazování, zastavování otevřených ploch 

(Jahren et al., 2016), intenzivní lesnické hospodaření (Svobodová, Šálek and 

Albrecht, 2007) a nadměrné turistické či sportovní aktivity měnící krajinu 

(Svobodová, Segelbacher and Höglund, 2011). Zajímavé je, že určitý pozitivní vliv 

má opětovné zvýšení aktivit na území vojenských újezdů (Doupovské hory a Libavá) 

(Agentura ochrany přírody a krajiny ČR, 2015).  

Tetřev hlušec a jeřábek lesní mají zcela odlišné biotopové preference  

než tetřívek obecný. Tetřev hlušec potřebuje rozsáhlé (Teuscher et al., 2011), 

nejčastěji jehličnaté lesy (Málková, 2012) s roztroušenými volnými plochami 

(Baldrian, 1999). Každý jedinec obývá relativně omezený prostor o velikosti řádově 

stovek hektarů (Moss, Storch and Müller, 2010). Jeřábek lesní vyžaduje rozlehlé 

lesní komplexy s bohatým keřovým podrostem (Matysek, Gwiazda and Bonczar, 

2018), s bobulonosnými rostlinami (borůvka, brusinka a klikva (Vaccinium sp.)),  

s houštinami a světlinami (Schäublin and Bollmann, 2011). Velikost domovského 

okrsku jeřábka je 20 ha (Agentura ochrany přírody a krajiny ČR, 2015).  

3.3 Krušné hory  

Krušné hory se rozkládají na severozápadě České republiky, podél hranice  

s Německem a tvoří souvislé horské pásmo o délce cca 130 km. Nejvyšším vrcholem 

je hora Klínovec (1244 m n. m.). Krušné hory se člení na Klínoveckou a Loučenskou 

pahorkatinu (Provazníková, Krupka and Kokešová, 2017). Na severu sestupují 
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pozvolna a stupňovitě, k jihu spadají velmi prudce do tzv. podkrušnohorských pánví. 

Převýšení dosahuje místy až 700 m. Původní pohoří vzniklo během kadomského 

vrásnění koncem starohor a počátkem prvohor. Dřívější sopečná činnost má  

za následek bohatý výskyt kovových rud a léčivých pramenů, díky kterým vznikala 

postupem času lázeňská města (Burda, Žižka and Dohnal, 2011). 

V Krušných horách jsou časté prudké bouře a silné větry ze západu. Během let 

se střídají studené zimy s krátkým, několikatýdenním poměrně teplým létem (Čihař, 

2002). Hory jsou typické tím, že vytváří srážkový stín pro podkrušnohorské oblasti 

(např. České středohoří), takže většina srážek je zachycena na vrcholech horského 

masivu (Burda, Žižka and Dohnal, 2011). Vrcholy Krušných hor zaznamenávají  

na svých meteorologických stanicích až 1200 mm srážek za rok (průměr v ČR je  

600 - 760 mm/rok). Průměrná roční teplota ve výšce 900 m n. m. činí kolem 4 °C a  

v 1 200 m n. m. pouze 2,5 °C. Sníh tu padá kolem 100 dní v roce a sněhová 

pokrývka dosahuje místy až 4 m. Přízemní mráz se vyskytuje dokonce i v červnu a  

v září (Čihař, 2002). 

Krušné hory byly v minulosti pod velkým vlivem lidské společnosti, kdy 

docházelo k devastaci přirozených lesů, převážně kvůli těžbě dřeva. Původní 

pralesovité porosty, tvořené smíšenými lesy, byly ve velkém nahrazovány 

smrkovými monokulturami (Havel, Peters and Černý, 1999). Další velký zásah  

do struktury habitatů v Krušných horách se datuje do 80. let 20. století, kdy 

docházelo k masivnímu odumírání smrkových monokultur (Flousek and Volf, 2012). 

Odumírání způsobovaly imise s kyselými dešti, jejichž zdrojem byly početné 

průmyslové továrny v Podkrušnohoří. Následovalo přemnožení hmyzích škůdců a 

konečné devastace vichřicemi se silnou námrazou (Ševčík, 2017).  

Současné prostředí je tvořeno zejména náhradními porosty (Flousek and Volf, 

2012). Smrku pichlavého (Picea pungens Engelm.) se zde vyskytuje 26,1% a nově 

vysazeného smrku ztepilého (Picea abies (L.) H. Karst.) 32,2%. Ostatních jehličnanů 

(například modřín opadavý Larix decidua Mill.) je zde 11,0%. Solitérních buků 

(Fagus sp.) se zde vyskytuje 2,4% (Ševčík, 2017) a ostatních listnatých porostů 

(především jeřáb ptačí (Sorbus aucuparia L.), s břízou (Betula sp.) a olší (Alnus sp.)) 

13,1 %. Otevřená nelesní plocha má 14,0% a ostatní plochy (např. vodní plocha, 

intravilán) mají 1,2% (Zárybnická, Riegert and Š astný, 2015). 
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3.4 Modely distribuce druhů a modely vhodnosti biotopu 

Modely distribuce druhů (Species distribution models - SDM) a modely vhodnosti 

biotopu (Species habitat models - SHM) jsou numerické nástroje, které umožňují 

posoudit kvalitu stanoviště pro studovaný druh v rámci zájmové oblasti (Elith and 

Leathwick, 2009). Kombinují geografické informace o výskytu nebo diverzitu druhu 

s korespondující informací o prostředí. A mohou také analyzovat koridory druhu 

(Drew, Wiersma and Huettmann, 2011). Používají se k získání ekologických a 

evolučních poznatků (Gottschalk et al., 2011). 

Předvídají distribuce druhů napříč krajinou a extrapolaci v prostoru a čase. 

Slouží k vymezení podmínek prostředí, které umožnují trvalý nebo přechodný výskyt 

jedinců nebo populací zájmového druhu (Zlámal, 2013). Jejich výsledkem jsou 

prostorové predikce aktuálního či potenciálního rozšíření druhů nebo indexy 

vhodnosti habitatu (The R Foundation, 2018). 

Modely mají dlouhou historii v ekologickém výzkumu (Zellweger et al., 2013). 

Předpokládá se, že např. vegetace má velký prediktivní potenciál pro distribuci druhů 

(Seoane, Bustamante and Díaz-Delgado, 2004; Shirley et al., 2013).  

3.4.1 sdm balíček pro software R  

R je matematický software specializovaný na statistiku od vývojáře R Development 

Core Team. Využívá programovací jazyk a prostředí určené pro statistickou analýzu 

dat a jejich grafické zobrazení (The R Foundation, 2018).  

R využívá tzv. balíčky, které nabízejí sbírky funkcí a sady dat. Zlepšují stávající 

funkce nebo přidávají nové. Vhodnými balíčky v softwaru R pro SDM a SHM jsou 

biogeo, INLAutils, MaxentVariableSelection, sdm a zoon (Wickham, 2015).   

K analýzám dat, v této diplomové práci, byl využit balíček sdm pro modelování 

distribuce druhů. 

Balíček sdm  je objektově orientovaná, reprodukovatelná a rozšiřitelná platforma 

pro modelování distribuce druhů (Naimi and Araújo, 201 ). Rozvíjí potenciální 

rozložení druhů v prostoru a čase (Vlčková, 201 ). Poskytuje standardizovanou a 

sjednocenou strukturu pro manipulaci s daty a technikami modelování. Podporuje 

výrazně odlišné modelovací přístupy (Elith and Leathwick, 2009). Balíček sdm může 
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zpracovávat prostorové a časové údaje pro jednotlivé jedince nebo více druhů. 

Využívá vysoce výkonných výpočetních řešení k urychlení modelování a simulací 

(Zlámal, 2013). 

3.4.1.1 Modelovací metody 

Baliček sdm podporuje 15 modelovacích metod (The R Foundation, 2018). 

Například modelovací metody BRT, GLM, MAXENT, MARS, RF a SVM.  

Boosted Regression Tree (BRT) je algoritmus, kde je každý z jednotlivých 

modelů tvořen buď jednoduchým klasifikátorem, nebo regresními stromy. 

Definováním jednoduchého pravidla, založeného na jediné vysvětlující proměnné, je 

opakovaným rozdělením dat vytvořen strom (Zlámal, 2013). V každém procesu 

rozdělení jsou data rozdělena do dvou skupin, z nichž každá je maximálně 

homogenní. Pro vytvoření konečného modelu jsou iterační metodou postupně 

přidávány stromy do modelu, přičemž statistické vážení dat zdůrazňuje špatné 

předpovědi předchozích stromů (Vlčková, 201 ). 

Generalizovaný lineární model (GLM) je matematickým rozšířením obecných 

lineárních modelů, založeném na vztahu průměru vysvětlované proměnné a lineární 

kombinaci vysvětlujících proměnných. Funguje na principu regrese, respektive 

analýzy kovariance (ANCOVA), jen zobecněně (Gomes et al., 2018). 

Maximum Entropy (MAXENT) používá techniky strojového učení nazývané 

maximální entropické modelování. Model vyjadřuje rozdělení pravděpodobnosti, kdy 

má každá buňka předpokládanou vhodnost podmínek pro daný druh. Výstup lze 

interpretovat jako předpokládanou pravděpodobnost přítomnosti nebo jako 

předpokládaný lokální výskyt (Hollings et al., 2017).  

Multivariate Adaptive Regression Splines (MARS) se využívá, pokud mají 

koeficienty dat různé optimální hodnoty a nejsou stabilní. Systematicky odhaduje a 

identifikuje takový model, jehož koeficienty se liší v závislosti na úrovni 

vysvětlujících proměnných (Vlčková, 201 ). 

Random Forests (RF) lze použít jak pro klasifikaci, tak pro regresi. Klasifikační 

model je vytvořený kombinací určitého počtu klasifikačních stromů, kde každý strom 

přiřazuje hodnotě vektoru prediktorů nějakou třídu a výsledná klasifikace je dána 



18 

 

jako průměr pravděpodobnosti (Zlámal, 2013). Oproti tomu je výsledná regresní 

funkce regresního lesa definována jako vážený průměr regresních funkcí několika 

stromů. Stromy uvnitř lesa jsou nezávislé a rozhodnutí činí regresní stromy  

na základě jejich vlastních a nezávislých informací (Gomes et al., 2018). 

Support Vector Machines (SVM) je algoritmus využívající ke klasifikaci 

nepravděpodobnostní výběr. Je určený primárně pro klasifikaci a regresi. Využívá 

přirozenou reprezentaci neznámých lineárních vztahů, stabilitu a robustnost  

při aplikaci vysokodimenzionálních dat (Vlčková, 201 ).  

3.4.1.2 Hodnocení přesnosti modelů 

Hodnocení přesnosti (Accuracy Assessment) v sdm se provádí komplexním 

souborem postupů hodnocení modelů. V ideálním případě by měly být  

pro vyhodnocení modelových předpovědí použity statisticky nezávislé údaje 

(testovací data), jinak se jako alternativa používá metoda dělení dat (Zlámal, 2013). 

Diskriminační schopnost modelu je typ analýzy zaměřené na studium rozdílů 

mezi dvěma nebo více skupinami statistických jednotek, které se projevují v určeném 

komplexu proměnných (The R Foundation, 2018). 

Senzitivita (citlivost) je poměr správně pozitivních pozorování ke všem 

pozitivním případům (jaký podíl skutečných případů test zachytí). Nabývá hodnot  

od 0 do 1 (případně 100%) a vyjadřuje úspěšnost, s níž test zachytí přítomnost 

sledovaného stavu. Pravděpodobnost, že objekt, který byl zařazen do skupiny A,  

do skupiny A skutečně patří (Zlámal, 2013). 

Specificita je poměr správně negativních pozorování ke všem negativním 

případům (jaký podíl negativních případů test správně vyloučí). Vyjadřuje schopnost 

testu přesně vybrat případy, u nichž zkoumaný znak nenastává. Pravděpodobnost, že 

objekt, který byl zařazen do skupiny B (tj. nebyl zařazen do A), do skupiny B 

skutečně patří (tj. nepatří do A) (Zlámal, 2013). 

ROC křivka se používá k hodnocení kvality vytvořeného modelu. Pro různé 

hodnoty prahového bodu, se dosahuje různých hodnot senzitivity a specificity. 

Graficky se jejich vztah reprezentuje pomocí ROC křivky (Obrázek 1), jedná se  

o graf závislosti senzitivity na 1 - specifitě (Vlčková, 201 ).  
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Obrázek 1 - ROC křivky pro a) ideální model, b) reálný model, c) náhodný model (Zlámal, 2013) 

 

Area under curve (AUC) je rozlišovací schopnost modelu. Výše hodnoty určuje 

např. rozlišnost absence od prezence. AUC také vyjadřuje plochu pod ROC křivkou. 

Pro ideální model je AUC = 1 (model rozlišuje prezenci od absence), pro náhodný 

model je AUC = 0,5 (model není schopen rozlišit prezenci od absence) (The R 

Foundation, 2018).  

True skill statistic (TSS) má prediktivní schopnost. Počítá na základě sensitivity 

a specificity, jen opačně (sensitivity + specificity - 1) (Zlámal, 2013). 

3.5 Dálkový průzkum Země pomocí družic 

Dálkový průzkum Země je věda i umění získávat užitečné kvalitativní a kvantitativní 

informace o objektech, plochách či jevech a jejich ovlivňování okolí prostřednictvím 

dat měřených na zařízení, která s těmito zkoumanými objekty, plochami či jevy 

nejsou v přímém kontaktu (Lillesand, Kiefer and Chipman, 2008).  

První fotografie dálkového průzkumu byla pořízena roku 1858 z balonu, dále 

následovali holubi, draci, letadla, rakety, družice a bezpilotní stroje. Nejrychlejší 

rozvoj přinesla 1. a 2. sv. válka (Ravindranath and Ostwald, 2006). 

Dálkový průzkum Země má rozsáhlé využití jak v přírodních, tak humanitních 

vědách. Mezi typické aplikace patří ekologie - mapování biotopů (Corbane et al., 

2015), archeologie - vyhledávání a dokumentace archeologických památek, geologie 
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- detekce zlomů v zemské kůře a litologické mapování, geografie - mapování využití 

země a zemědělství - heterogenita půdy a výzkum plodin (Campbell and Wynne, 

2011).  

Umělá družice neboli satelit je objekt, který byl úmyslně umístěn na oběžnou 

dráhu. Jsou použity k mnoha účelům. Mezi běžné typy družic patří vojenské a civilní 

satelity pro pozorování Země, komunikační satelity, navigační družice, 

meteorologické družice, vesmírné teleskopy, kosmické stanice a kosmické lodě 

(Campbell and Wynne, 2011).  

První uměle vytvořený satelit byl Sputnik 1, vypuštěný Sovětským svazem dne 

4. října 1957. Sputnik 1 pomohl identifikovat hustotu vysokých atmosférických 

vrstev měřením jeho orbitální změny a poskytl údaje o rozložení rádiových signálů 

v ionosféře (NASA, 2018). 

Kromě družic určených například pro telekomunikace (AEHF1) a meteorologii 

(Meteosat a NOAA) byla na oběžnou dráhu vypuštěna řada družic pro pozorování 

Země. Mezi nejznámější patří Landsat (výzkum přírodních zdrojů), SPOT 

(mapování) a QuickBird (snímky s velmi vysokým rozlišením). Liší se prostorovým 

a spektrálním rozlišením pořizovaných dat a časovou řadou, za kterou jsou data 

dostupná (Campbell and Wynne, 2011).  

Princip pořizování satelitních dat je stupňovitý proces. Postup vzniku dat 

(Obrázek 2, převzato od autorů (Fiala and Jedlička, 2010)): Zdroj 

elektromagnetického záření (A) - první požadavek pro DPZ je zdroj energie, který 

ozařuje předmět zájmu. Záření a atmosféra (B) - při šíření energie od zdroje  

k objektu zájmu přichází do kontaktu s atmosférou, kterou prochází. K interakci  

s atmosférou pak dochází ještě jednou, když se odražená energie šíří od objektu 

zájmu k senzoru. Interakce s objektem zájmu (C) - při ozáření objektu zájmu dochází 

k interakci s objektem v závislosti na vlastnostech objektu a typu záření. 

Zaznamenání energie senzorem (D) - když je energie od objektu odražena (popřípadě 

objektem vyzářena) je zapotřebí senzor (vzdálený, který není v přímém kontaktu  

s objektem), aby zaznamenal elektromagnetické záření. Přenos, příjem a zpracování 

(E) - informace o energii zaznamenané senzorem musí být přenesena (většinou 

elektronicky) do stanice, kde následně dojde ke zpracování. Vyhodnocení a analýza 

(F) - zpracovaný obraz je vyhodnocen, vizuálně nebo digitálně (spektrální indexy),  
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k získání informací o objektu, který byl ozářen. Aplikace (G) - finální části DPZ je 

dosaženo, pokud jsme schopni využít informaci získanou ze snímků, aby se objektu 

lépe porozumělo, získali se nové informace, nebo byl využit k řešení dalších úloh 

(Fiala and Jedlička, 2010). 

 

Obrázek 2 - Princip pořizování satelitních dat  

 

3.5.1 Družice Landsat 

Landsat byla první družice pro výzkum přírodních zdrojů. Využívá mechanicko-

optický skener. Tento systém je řízený společnostmi NASA a USGS (USA). 

Inspirací, pro vytvoření družice Landsat, byly snímky pořízené z oběžné dráhy 

prvními kosmonauty (na jednom snímku bylo zřetelně vidět znečistění způsobené 

elektrárnami v oblasti Four Corners) a další inspirací byla mise Apollo (NASA, 

2018). 

Družic Landsat bylo na oběžnou dráhu vypuštěno 8 (Obrázek 3), převzato 

(Nitheesh, 2015). Všechny vytvořené snímky byly a jsou neustále využívány 

například k výzkumu ekosystémů, lesních porostů, zastavěných ploch, monitorování 

kvality vody, koloběhu vody, klimatických změn, výnosu zemědělských plodin, či 

dopady lidské činnosti (Chen et al., 2017).  
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Obrázek 3 - Časová řada fungování jednotlivých družic Landsat  

 

První tři družice Landsat se pohybovaly po subpolární dráze, přibližně ve výšce 

900 kilometrů nad zemským povrchem. Satelity snímaly zemský povrch  

ve 251 pásech, každý o šířce 185 kilometrů. Satelity tedy nasnímaly celou zeměkouli 

za 18 dní s rozlišením 80 metrů (GIS Geography, 2018).  

Družice Landsat 4 a 5 navazují na své úspěšné předchůdce a přicházejí  

s vylepšenými snímacími aparaturami. Obě družice byly navrženy a postaveny  

ve stejné době. Výška jejich letu byla snížena z 980 km na 705 km. Snímání Země 

probíhalo ve 233 pásmech, ale jejich šíře zůstala nezměněna. Satelity dokázaly 

nasnímat celou zeměkouli za 1  dní (GIS Geography, 2018). Kamery byly nahrazeny 

modernějším systémem. Tento systém se stal nejpoužívanějším zdrojem družicových 

dat. Má sedm spektrálních pásem a rozlišení 30 metrů. První čtyři pásma pracují  

v oblasti viditelného světla. Tato pásma umožňují vytvářet obraz povrchu Země  

ve skutečných barvách. Zbylá tři pásma jsou v oblasti infračerveného záření. To 

umožňuje získat více informací o snímaném povrchu (Nitheesh, 2015).  

Další družice Landsat   měla krátce po vypuštění závadu a nedostala se  

na oběžnou dráhu. Proto bylo prodlouženo aktivní využívání předcházejícího satelitu 

Landsat 5. O šest let později, po nezdařeném programu Landsat  , následovalo 

vypuštění Landsatu 7 (Nitheesh, 2015).  

Landsat 7 nese ve výšce 705 kilometrů vylepšenou kameru, která k sedmi 

spektrálním (barevným) pásmům o rozlišení 30 metrů přidává panchromatické 

(černobílé) pásmo o rozlišení 15 metrů. Parametry snímání Země zůstaly nezměněny. 

Plně funkční byl Landsat 7 pouze do roku 2003, kdy došlo k závadě výkyvného 
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zrcátka, které pozorovacím senzorům zprostředkovávalo obraz Země, což využití dat 

pro následné analýzy značně limituje (GIS Geography, 2018).  

Landsat 8 pracuje v 705 km s devíti pásmy viditelného a infračerveného spektra 

(Obrázek 4), přičemž zabírá pás široký 185 kilometrů. Parametry snímání Země 

zůstávají nezměněny. Přístroj pořizuje panchromatická data v rozlišení 15 metrů a 

barevná multispektrální data v rozlišení 30 metrů. Plánovaná životnost Landsatu 8 je 

pět a čtvrt roku, přičemž množství pohonných látek má nejméně na dvojnásobnou 

dobu práce. Plánované vypuštění Landsatu 9 je v roce 2020 (NASA, 2018).  

 

Obrázek 4 - Spektrální pásma družice Landsat 8 (NASA, 2018) 

 

3.5.2 Družicový snímek 

Družicový snímek je fotografie Země nebo jiných planet vyfotografovaná z umělých 

družic. Snímky mohou být ve viditelných barvách i v dalších částech spektra 

(panchromatická, multispektrální, hyperspektrální a radarová data) s různým 

prostorovým rozlišením (Laurent et al., 2005). Tyto snímky lze dále zpracovávat a 

využívat pro získávání více informací o zkoumaném jevu (Sheeren, Bonthoux and 

Balent, 2014). 

Zkoumaný jev má na družicovém snímku určitou spektrální odrazivost v různé 

vlnové délce (Obrázek 5) a specifické prostorové rozlišení (SEOS, 2018). 
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Obrázek 5 - Spektrální odrazivost vody, půdy a vegetace při různých vlnových délkách (SEOS, 2018) 

 

Křivky vody, půdy a vegetace (Obrázek 5) jsou ve viditelném spektru poměrně 

blízké, což znamená, že odraz je velmi podobný. Pro odlišení typu krajinného 

pokryvu jsou vhodné delší vlnové délky v infračerveném rozsahu 

elektromagnetického spektra (SEOS, 2018).  

3.5.2.1 Klasifikace družicových snímků 

Klasifikace obrazových dat představuje širokou škálu digitálních metod založených 

na automatizovaném počítačovém vyhodnocení. Klasifikace družicových snímků 

využívá jejich spektrální pásma. Při klasifikaci rozlišujeme určité třídy krajinného 

pokryvu. Existují dvě metody klasifikace snímků - řízená a neřízená. Klasifikační 

postupy lze rozdělit do několika kategorií podle různých kritérií (Lillesand, Kiefer 

and Chipman, 2008).  

Řízená klasifikace probíhá tak, že algoritmus rozpoznává předem definované 

klasifikované třídy na základě tzv. trénovacích množin, které jsou ručně definovány 

(Ravindranath and Ostwald, 2006). Algoritmus trénovacích množin potřebuje 

informaci, která skupina představuje např. jehličnatý les, listnatý les, vodu, zástavbu. 

Na základě těchto informací se pokouší zařadit všechny části snímku do stanovených 

tříd. To vyžaduje terénní mapování, které je časově náročné a výsledek není nikdy 
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100% přesný, protože tyto třídy nemusí nutně vyjadřovat například biotopové 

preference zkoumaného druhu (Duro et al., 2014). 

Algoritmus u neřízené klasifikace rozdělí snímek do určitého počtu 

klasifikovaných tříd, kterým je následně ručně přiřazen tematický obsah (Lillesand, 

Kiefer and Chipman, 2008). Neřízená klasifikace je nepřesná a výsledky nemusí být 

interpretovatelné. 

Klasifikace typu per-pixel má postupy založené na postupném zařazování 

jednotlivých obrazových pixelů do klasifikovaných tříd. Patří sem algoritmy 

pracující s každým pixelem izolovaně nebo složitější postupy zahrnující  

do rozhodování o každém pixelu i jeho okolí (Pham, Prakash and Tien Bui, 2018). 

Objektově orientovaná klasifikace využívá moderní metody založené  

na primární segmentaci dat do obrazových objektů a jejich následné klasifikaci 

(Lillesand, Kiefer and Chipman, 2008).  

Multispektrální klasifikace pracuje tak, že klasifikační algoritmy využívají 

spektrálních příznaků klasifikovaných tříd (Harris, 2018). 

Texturální klasifikace probíhá tak, že klasifikační algoritmy využívají 

texturálních příznaků klasifikovaných tříd (Pham, Prakash and Tien Bui, 2018). 

Hybridní klasifikace má postupy umožňující zahrnout do rozhodovacího procesu 

různé typy příznaků (např. spektrální, texturální, kontextuální, geometrické) a dalších 

informačních vrstev (např. digitální model terénu, tematické mapy a vrstvy GIS).  

Do této kategorie se řadí výše zmíněný postup objektově orientované klasifikace 

(Lillesand, Kiefer and Chipman, 2008).  

Klasifikace obrazových dat je časově i technicky náročná a nepřesná. Přesnost 

klasifikace určuje, jak dobře se algoritmu podařilo zařadit pixely (při pixelové)  

či objekty (při objektové) do stanovených tříd. Při dobrém výsledku jde o přesnost  

85-90 procent. Což pro výzkum nároků nebo distribuce živočišného druhu znamená, 

že na 10-15 procentech území je něco jiného (jiný typ prostředí), než je ve výsledné 

vrstvě (St-Louis et al., 2014). 
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Stanovené klasifikační třídy nemusí odrážet nároky druhu. Například pokud je 

živočich vázaný třeba na rašeliniště a v klasifikovaných datech tato třída není, a  už 

proto, že nebylo účelem ji hledat (při použití existujících klasifikovaných vrstev) 

nebo se ji nepodařilo s dostatečnou přesností odlišit, jsou klasifikované vrstvy  

pro modely vhodnosti biotopu prakticky bezcenné. 

Souvislost s klasifikací má nejmenší mapová jednotka (minimum mapping unit 

MMU). MMU je nejmenší velikost fotografie nebo snímku, která odpovídá 

požadavkům na tematické rozlišení, bezproblémovou digitalizaci a ekonomické 

náklady. Určení MMU definuje množství detailů zachycených v procesu interpretace 

obrazu. Například mapová vrstva půdního krytu CORINE Land Cover pochází  

z klasifikace snímku od družice Landsat. CORINE má nejmenší mapovou jednotku 

25 ha, což je obrovská plocha. To znamená, že menší plošky dané třídy nejsou  

v datech obsaženy, čímž dochází k významné ztrátě informace pro modely vhodnosti 

biotopu. Třídy jsou sice podstatné z hlediska biotopových preferencí druhu a 

obsaženy v klasifikačním klíči (tj. rozlišovaných třídách), ale nemusí být kvůli hrubé 

nejmenší mapované jednotce zaznamenány i ve výsledné vrstvě (Obrázek 6).  

 

Obrázek 6 - Rozdíl v rozlišení mapy CORINE a snímku družice Landsat v Krušných horách - na snímku 

jdou vidět rozrůzněné porosty na CORINE jen pár tříd  

 

Autoři článku (Seoane, Bustamante and Díaz-Delgado, 2004) využili tyto 

existující mapy vegetace a pokryvnosti (CORINE a SINAMBA) k výzkumu  

u některých druhů ptáků. Mapy byly použity s odhadem Wildlife-habitat models. 

Jejich výsledky naznačují, že některé obecně účelné mapy jsou natolik přesné, že 

odvozují modely distribuce ptáků. Zpravidla však fungují pouze v globálnějším 
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měřítku výzkumu ne na malé ploše, řešené v této práci. Navíc CORINE existuje jen 

pro pár časových bodů a přes náročnost i nejistý výsledek klasifikace je snadnější 

použít spektrální a texturní indexy. 

3.6 Texturní a spektrální indexy 

Mezi nástroje pro úpravu a analýzu neklasifikovaných družicových snímků patří 

například výpočet přes hodnoty okolí jednoho pásma (texturní indexy) a výpočet 

odrazivosti (spektrální indexy). Indexy se snadno počítají, protože využívají 

jednoduché algoritmy. Hlavní výhodou indexů je, že se snímky nemusejí 

klasifikovat. Mohou být využity i na velkou plochu s minimálními doplňkovými daty 

(Mairota et al., 2015).  

S rozvojem geoprostorových informačních technologií, včetně dálkového 

průzkumu Země (Clawges et al., 2006) a vzhledem k nevýhodám klasifikovaných 

dat (Petrou, 2014), jsou tyto indexy nyní uplatňovány na stále vyšším počtu druhů 

(Rocchini, Chiarucci and Loiselle, 2004). Zejména na lokalitách, které se nacházejí  

v oblastech, kde je obtížné shromažďovat údaje v terénu (Viña et al., 2008).  

Texturní a spektrální indexy mohou sloužit jako prediktory k posouzení 

vhodnosti habitatu. Z vypočtených hodnot indexů lze získat velké množství dat a ty 

použít pro analýzu druhu (Cord et al., 2013). Například pro odlišení různých typů 

prostředí, prezence a absence druhu (Rocchini et al., 2010).  

3.6.1 Texturní indexy 

Texturní indexy pracují s hodnotami pixelů jednoho pásma např. u družicového 

snímku (Culbert et al., 2012). Ukazují, jak zkoumaný jev (např. výskyt tetřívka 

obecného) může lépe či hůře vysvětlit stanovená velikost okolí (Kennel, Fiorio and 

Borne, 2017). Počítají s hodnotami každého pixelu a počtem odlišných úrovní 

v obrazu. Výpočet indexů se může využít na libovolně definované okolí (Anys et al., 

1994). Při použití velikosti 3x3 kernelu, se zachytí pouze nejbližší okraje a určí se, 

počet přechodů mezi různou odrazivostí v území (odlišné typy prostředí). Při použití 

většího kernelu, lze zjistit informace o celkové diverzitě v okolí. Hodnoty texturních 

indexů (data range, entropie, mean, skewness a variance) lze pak použít jako 

indikátor (prediktor, vysvětlující proměnnou výskytu) (Warner, 2011).  
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Používají se následující vztahy pro výpočet texturních indexů data range, 

entropy (Obrázek 7), mean (Obrázek 8), skewness (Obrázek 9) a variance (Obrázek 

10).  

Data Range je rozdíl mezi maximální a minimální hodnotou v jádře. 

Entropy se vypočítá na základě distribuce hodnot pixelů v jádře. 

 

Obrázek 7 - Vztah pro výpočet entropie (Harris, 2018) 

 

Mean je aritmetický průměr jádra, tzv. vyhlazovací operace. 

 

Obrázek 8 - Vztah pro výpočet aritmetického průměru jádra (Harris, 2018) 

 

Skewness je koeficient šikmosti. Rozdělení náhodné veličiny, která popisuje 

nesymetrii. Nulová šikmost značí, že hodnoty náhodné veličiny jsou rovnoměrně 

rozděleny vlevo a vpravo od střední hodnoty. Kladná šikmost značí, že vpravo  

od průměru se vyskytují odlehlejší hodnoty nežli vlevo (rozdělení má tzv. pravý 

ocas) a většina hodnot se nachází blízko vlevo od průměru. U záporné šikmosti je 

tomu naopak. 

 

Obrázek 9 - Koeficient šikmosti (Harris, 2018) 

 

Variance je míra rozptylu hodnot kolem střední hodnoty. 
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Obrázek 10 - Vztah pro výpočet míry rozptylu (Harris, 2018) 

 

3.6.2 Spektrální indexy 

Spektrální indexy jsou kombinace povrchové odrazivosti dvou nebo více 

vlnových délek (Cord et al., 2013), převádějí hodnoty vícenásobného spektrálního 

pásma na jednu hodnotu (Tucker, 1979).   

Spektrální indexy se hrubě rozlišují na indexy určené pro vegetaci, spálené 

plochy ohněm, pro uměle vytvořené prvky, vodu a geologické vlastnosti. Z hodnot 

indexů lze vypočítat velké množství dat a ty použít pro další analýzy.  Dle hodnot se 

dají například určit různé typy biotopů a jejich změny v čase. Dále lze také určit 

biomasu, pokryvnost, (Oldeland et al., 2010), produktivitu, kvalitu a stres vegetace, 

vodu, půdu, geologické charakteristiky, mapování organismů, modely distribuce 

druhů, biokoridory, pobytové značky, zranitelná místa, požáry, mapování sesuvů, 

ledovců, klimatu a oceánů (Ahmed et al., 2017). To vše i na nejhůře dostupných 

místech planety (Huber et al., 2016).  

Vegetační indexy byly vytvořeny a validovány na základě jejich užitečnosti  

při studiu vegetačních charakteristik. Nejlepším příkladem je vegetační index NDVI, 

který se používá již desítky let ke kvalitativnímu a kvantitativnímu studiu 

biofyzikálních proměnných (Wang et al., 2010). Dalšími parametry jsou fenologie, 

prostorové rozložení, rozsah, vegetační rozklad, produktivita a stres (Pettorelli et al., 

2005). Geologické indexy zase určují půdní povrch, jílové částice, železo, hliník a 

alunit (Roiloa, Sánchez-Rodríguez and Retuerto, 2014). Indexy za různá časová 

období mohou být použity například k vyčíslení dopadů lesního požáru, sucha, 

dezertifikace, sněhu, odlesňování a záplav (Tiner, Lang and Klemas, 2015).  

Používají se například tyto následující vztahy pro výpočet spektrálních indexů 

Clay Minerals Ratio (Obrázek 11), Leaf Area Index (Obrázek 12), Modified 

Normalized Difference Water Index (Obrázek 13), Normalized Difference Mud 
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Index (Obrázek 14), Normalized Difference Vegetation Index (Obrázek 15), 

Normalized Multi-band Drought Index (Obrázek 16) a  WorldView Water Index 

(Obrázek 17) (Harris, 2018). 

Clay Minerals Ratio je spektrální index jehož poměr spektrálního pásma určuje 

hydrotermálně upravené horniny obsahující hliník a alunit. 

 

Obrázek 11 - Vztah pro výpočet hornin obsahujících hliník a alunit (Drury, 1993)  

 

Leaf Area Index (LAI) se používá k odhadu pokryvnosti, předvídání růstu a 

výnosu plodin. 

 

Obrázek 12 - Vztah pro výpočet odhadu pokryvnosti (Boegh et al., 2002) 

 

Modified Normalized Difference Water Index (MNDWI) vyznačuje povrchové 

vody s potlačením šumu ze zástavby, vegetace a půdy. 

 

Obrázek 13 - Vztah pro výpočet povrchové vody (McFeeters, 1996; Xu, 2006) 

 

Normalized Difference Mud Index (NDMI) zvýrazňuje blátivé nebo mělké 

vody. 

 

Obrázek 14 - Vztah pro výpočet blátivé nebo mělké vody (Bernstein et al., 2012) 
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Normalized Difference Vegetation Index (NDVI) je ukazatelem chlorofylu  

ve vegetaci. 

 

Obrázek 15 - Vztah pro výpočet chlorofylu ve vegetaci (Rouse, J. W. et al., 1974) 

 

Normalized Multi-band Drought Index (NMDI) ukazuje vlhkost půdy a 

vegetace. 

 

Obrázek 16 - Vztah pro výpočet vlhkosti (Wang and Qu, 2007; Wang, Qu and Hao, 2008) 

 

WorldView Water Index (WV-WI) je index pro zobrazení oblastí stojaté vody  

o velikosti větší než jeden pixel.  

 

Obrázek 17 - Vztah pro výpočet stojaté vody (Wolf, 2012) 

 

3.6.3 Využití indexů v ekologii  

Aplikace spektrálních ukazatelů v ekologii je rozsáhlá (Vogeler et al., 2014). Jde  

o aktuální výzkumný směr (Delgado and Marín, 2013; Na et al., 2015; Melin et al., 

2016; Wallis et al., 2017). Získávání dat k výzkumu je rychlé, snadné, dostupné a 

levné (Rocchini et al., 2010). Využití těchto indexů v praxi je již popsáno v několika 

vědeckých článcích u spousty druhů (Kuenzer et al., 2014).   

Autoři vědeckého článku (Delgado and Marín, 2013) využili spektrální index 

(NDVI) k výzkumu meziroční změny v habitatu labutě. Zjistilo se, že výsledné 

hodnoty mohou být použity k odhadu plochy biotopů, nikoliv však k oddělení 
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jednotlivých druhů vegetace. Také bylo zjištěno, že společná analýza plochy biotopů 

a počtu labutí může být použita k oddělení některých stupnic variability počtu ptáků. 

K posouzení vhodnosti habitu ohroženého jeřába použili autoři článku (Na et al., 

2015) Habitat suitability index. Výsledky analýzy ukázaly, že model HSI na bázi 

GIS úspěšně identifikoval potenciálně vhodné hnízdící lokality. Tato analýza nejen 

že umožňuje správcům divoké zvěře identifikovat prioritní lokality a určit stav 

ochrany, ale také poskytuje efektivní a rychlou metodu, která může být použita  

k odvození i jiných hnízdních lokalit pro další druhy vodních ptáků. 

Indexy byly použité i u jiných skupin organismů. Například u mravenců  

(Lassau et al., 2005), můr (Wallis et al., 2017), pand (Viña et al., 2008), antilop 

(Estes et al., 2008), korýšů (Choi et al., 2010, 2011), škeblí (Lee et al., 2014), ústřic 

(Barillé et al., 2017), pelyňku (Sivanpillai, Prager and Storey, 2009), buků  

(Rullán-Silva et al., 2015), lip (Zadeh et al., 2013), janovců (Hill, Prasad and Leckie, 

2016), bříz a habrů (Dobrota, Lazar and Baciu, 2015) a pro hustoty lesů (Roy, 

Sharma and Jain, 1996).  
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4. Metodika 

Zásadním metodickým krokem pro ověření či vyvrácení výzkumných hypotéz, 

definovaných v úvodu práce, byl prostorový rozsah pro generování absencí tetřívka. 

Prostorový rozsah odrážel i variabilitu prostředí a tím i rozsah prostředí, od míst 

tetřívkem zcela jistě nevyhledávaných po lokality, kde se tetřívek v některých letech 

monitoringu vyskytoval, ale v jiných se tam už nevyskytoval. 

K výzkumu byla využita data dlouhodobého monitoringu početnosti tetřívka 

obecného v Krušných horách a snímky družice Landsat z příslušných let. Pro místa 

prezence a absence se vypočítaly popisné statistiky (průměr a směrodatná odchylka) 

hodnot spektrálních a texturních indexů (např. Leaf Area Index, Normalized 

Difference Vegetation Index, variance). Tyto údaje byly použity jako vysvětlující 

proměnné pro odlišení prezence a absence tetřívka obecného.  

Experiment byl designován tak, aby byla (i) nejprve ověřena schopnost 

spektrálních a texturních indexů odlišit vhodný biotop od zcela nevhodného,  

(ii) analyzována využitelnost indexů pro odlišení oblastí prezence a absence tetřívka 

v prostředí Krušných hor za celé sledované období a (iii) využitelnost indexů  

pro vysvětlení časoprostorových změn distribuce.  

4.1 Získání dat k výzkumu 

4.1.1 Data výskytu tetřívka obecného 

Mapování tetřívka obecného probíhá již spoustu let vždy koncem dubna na několika 

lokalitách v Krušných horách (Obrázek 18). Monitoring koordinuje  

prof. RNDr. Vladimír Bejček, CSc. se svým týmem České zemědělské univerzity 

v Praze. Vedoucí této práce doc. Ing. Petra Šímová, Ph.D. se ho po celou dobu 

aktivně účastní a já jsem se účastnila monitoringu v roce 2017, abych poznala 

metodiku sběru dat výskytu druhu a zkoumané prostředí. Do terénu se vyráží  

před východem Slunce. Procházejí se předem stanovené lokality (Bejček, Šímová 

and Š astný, 2007a, 2007b, 2007c, 2010a, 2010b). Vhodným biotopem pro tetřívka 

obecného jsou lesy s nízkou řídkou stromovou vegetací a volnými plochami. 

Tetřívek se sčítá podle akustického i vizuálního projevu. Účelem není studovaný 

druh plašit, a tak body výskytu vznikají pouze přibližně. Odhad výskytu se zakresluje 
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do mapy jako přibližný bod. Pro tento výzkum se využívají pouze data výskytů 

samců, protože jsou snadnějším ukazatelem preferovaného typu prostředí  

(než přelétavé samice) a jsou i lépe dohledatelní v době toku. Použité výskyty 

(bodová vrstva) jsou od roku 2006 do roku 2017.  

 

Obrázek 18 - Výskyt tetřívka obecného v Krušných horách 

 

4.1.2 Data z družice Landsat  

Pro tento výzkum se použila data družice Landsat. Má dlouhou časovou řadu, 

dostatečné prostorové rozlišení a snímky jsou dostupné zdarma.  

Snímky území z družice Landsat jsou dostupné na adrese webové stránky 

https://earthexplorer.usgs.gov/. Vyhledávaly se snímky od roku 2006 do roku 2017, 

související s daty sčítání tetřívků. Požadavkem pro správné fungování výpočtů jsou 

snímky bez oblačnosti nad zájmovým územím, a tak z důvodu časté oblačnosti 

v Krušných horách 3 roky chybí (2007, 2010 a 2014). K dalším chybějícím rokům 

přispěla také porucha na družici Landsat 7 a poškozené snímky v letech 2008 a 2012 

nelze použít. Použily se tak pouze snímky za 7 let. Od družice Landsat 5 snímky  

https://earthexplorer.usgs.gov/
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z 13. 6. 2006, 24. 8. 2009, 26. 5. 2011 a od družice Landsat 8 snímky z 15. 5. 2013, 

6. 6. 2015, 21. 4. 2016, 30. 8. 2017. 

4.2 Vysvětlující proměnné 

4.2.1 Výpočet texturních indexů  

Pro úpravy družicových snímků byl použit software ENVI. První zpracování dat,  

k výpočtu vysvětlujících proměnných, proběhlo přes texturní indexy data range, 

entropy, mean a variance s velikostí jádra 3x3. Použit byl panchromatický snímek, 

který má rozlišení 15 m, ale u staršího modelu družice Landsat 5 není k dispozici a 

tak byla použita i všechna spektrální pásma multispektrálního snímku s rozlišením  

30 m. 

4.2.2 Výpočet spektrálních indexů 

Před použitím spektrálních indexů se musejí družicové snímky v softwaru ENVI 

upravit z důvodu odrazivosti a atmosférických vlivů. Tři nejčastější radiometrické 

korekce jsou záření, odrazivost horní části atmosféry a odrazivost povrchu. 

Spektrální indexy předpokládají, že obrazy byly kalibrovány na odrazivost povrchu. 

Odrazivost (nástroj Reflectance) poskytuje rychlý způsob, jak opravit 

atmosférické efekty. Kalibrace snímků na odrazivost povrchu také zajiš uje 

konzistenci při porovnávání indexů s časem a od různých senzorů.  

Korekce atmosférických vlivů (nástroj QUAC), dále eliminuje účinky rozptylu 

atmosféry a absorpci plynů, které způsobují chyby u vytváření dat při odrazu 

povrchu. Vstupní vrstvou pro QUAC je snímek upraven nástrojem Reflectance.  

Dalším zpracováním dat, k výpočtu vysvětlujících proměnných, byly spektrální 

indexy. Jde o kombinaci povrchové odrazivosti u dvou nebo více vlnových délek, 

které ukazují zkoumaný jev. Spektrálních indexy byly v této práci použity 4 (Leaf 

Area Index, Modified Normalized Difference Water Index, Normalized Difference 

Mud Index, Normalized Difference Vegetation Index). 
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4.3 Analýza dat 

4.3.1 Vyhodnocení dat 

Pro vyhodnocování výskytů tetřívka obecného v Krušných horách a družicových 

snímků byl použit software ArcGIS. Vyhodnotily se tři experimenty, každý pro jiný 

druh absencí. Těmto definovaným způsobům vyjádření absence se dále říká levely. 

Ověřovala se schopnost spektrálních a texturních indexů odlišit vhodný biotop 

od zcela nevhodného. Vygenerovalo se 50 bodů absencí tetřívka obecného v širším 

okolí Krušných hor, pro každý rok a na zcela nevhodných místech pro jeho výskyt 

(pole, města, husté lesy,…).  

Analyzovala se využitelnost indexů pro odlišení oblastí prezence a absence 

tetřívka v prostředí Krušných hor za celé sledované období. Absence se 

vygenerovaly přímo v Krušných horách na místech, kde nebyl za celou dobu zjištěn 

žádný výskyt tetřívka obecného. Nejprve se vyřízly prezence o velikosti poloměru 

800 m (aby do území nezasahovaly budoucí absence) a pak se vygenerovalo  

100 bodů absencí.  

Testovalo se využití indexů pro vysvětlení časoprostorových změn distribuce  

v každém roce. Absence se vygenerovaly v Krušných horách na místech, kde jiné 

roky prezence byla, ale v řešeném roce už není. Nejprve se vymazaly oblasti 

v Krušných horách, kde tetřívek obecný nikdy nebyl (zvětšené o 400 m). Poté se 

vymazaly výskyty v řešeném roce o velikosti poloměru 800 m. Vzniklo tak území, 

kam se vygenerovaly body 100 absencí.  

Z bodové vrstvy (prezence a tři druhy absencí) tetřívka obecného se pro každý 

rok vytvořila nová vrstva, kružnice o velikosti poloměru 400 m (kvůli 50 ha 

domovskému okrsku druhu). Vytvořená vrstva se propočítala s upraveným snímkem 

ze softwaru ENVI. Výsledkem je tabulka statistik obsahující průměry a směrodatné 

odchylky pro každé okolí (400 m) výskytu či absence (hodnoty 0/1) tetřívka 

obecného. Průměr a směrodatná odchylka je diverzita spektrální informace a v rámci 

prostorové jednotky, je u všech indexů za dvě proměnné. První vysvětluje obecnou 

hodnotu v prostorové jednotce, druhá její variabilitu (diverzitu diverzity). Postup lze 

opakovat pro každý rok a druh vrstvy záměnou parametrů pomocí nástroje Model 

Builder (Obrázek 19). 
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Obrázek 19 - Schématické zobrazení postupu vytvoření statistické tabulky pomocí nástroje Model Builder  

 

4.3.2 Analýzy v sdm 

K analýzám dat této diplomové práce byl využit balíček sdm pro modelování 

distribuce druhů v softwaru R. Pomocí níže popsané analýzy se zjiš ovalo, do jaké 

míry lze odlišit prezence tetřívka od tří definovaných levelů absencí.  

Pro testování schopnosti, spektrálních a texturních indexů odlišit prostředí 

prezence a absence tetřívka ve všech výše definovaných levelech, se použil model 

PA~ s 5 modelovacími metodami BRT, GLM, MARS, RF a SVM, kde PA je 

prezence/absence tetřívka a vysvětlujícími proměnnými v d jsou vybrané indexy. 

Opakovaný výpočet se prováděl pro 100 opakování, protože rozdělení dat  

na trénovací a validační sadu ovlivňuje výsledek, tudíž odhad přesnosti modelu 

(odlišení prezence a absence). K vyhodnocení schopnosti modelů odlišit prezence 

tetřívka od absencí se použily nejběžněji využívané metriky, tedy AUC a TSS.  

Skript analýzy dat ze software R: 

# Do proměnné d se vytvořil objekt typu sdmData, který ukazuje, že se zkoumá 

vysvětlovaná proměnná PA v závislosti na vypsaných vysvětlujících proměnných, 

které jsou v tabulce 

>d<-

sdmData(PA~NDVImean+NDVIstd+LAImean+LAIstd+MNDWImean+MNDWIstd+

NDMImean+NDMIstd+DRmean+DRstd+Emean+Estd+Mmean+Mstd+Vmean+Vst

d,train=dat) 



38 

 

# Model PA~. (Obrázek 20) počítal 5 modelovacích metod BRT, GLM, MARS, RF a 

SVM se všema vysvětlujícíma proměnnýma, pro hodnoty přesnosti AUC/TSS a 

n=100 značí opakovaná spuštění (podrobnější výsledky)  

>sm1<-sdm(PA~.,data=d,methods=c('glm','brt','rf','mars','svm'), 

test.percent=30,n=100, replicate.method='bootstraping') 

 

Obrázek 20 - Model PA~. pro rok 2006 

 

# Zobrazily se ROC křivky k hodnocení kvality vytvořeného modelu 

>roc(sm1, smooth=T) 

# Zjistila se důležitost jednotlivých proměnných v modelu (Obrázek 21) 

>imp<-getVarImp(sm1, id=1, 'test.dep') 
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Obrázek 21 - Důležitost jednotlivých proměnných v modelu pro rok 2006 
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5. Výsledky 

Pomocí popsaných analýz se zjistilo, že spektrální a texturní indexy vypočtené  

z neklasifikovaných snímků Landsat lze použít pro odlišení míst prezence a absence 

tetřívka obecného v Krušných horách.  

Tři zkoumané experimenty (levely) se zapsaly do výsledné tabulky (Tabulka 1) 

pro každý rok. Výsledky ukazují modelovací metodu RF s hodnotami AUC a TSS. 

Tabulka 1 - Výsledky tří experimentů (levelů) vypočítané modelovací metodou RF s hodnotami AUC a 

TSS pro každý zkoumaný rok 

 

Modelovací metody dávaly v principu stejné výsledky, ale k nejlepším vedla RF. 

Výsledky zůstávají relativně stejné v letech, mění se v levelech. Lze využít slovní 

hodnocení pro pojmenování přesnosti modelů. Pro hodnotu AUC: Excellent  

(0,9 < AUC ≤ 1,0), Good (0,8 < AUC ≤ 0,9), Fair (0,7 < AUC ≤ 0,8),  Poor  

(0,  < AUC ≤ 0,7) a Fail (0 ≤ AUC ≤ 0,6) a pro hodnotu TSS: Perfect  

(0,9 < TSS ≤ 1,0), Excellent (0,85 < TSS ≤ 0,9), Very Good (0,7 < TSS ≤ 0,85),  

Good (0,5 < TSS ≤ 0,7) Fair (0,4 ≤ TSS ≤ 0,5) a Poor (0 ≤ TSS ≤ 0,4) (Wickham, 

2015). 

Level 1 pro odlišení vhodného biotopu od zcela nevhodného má podle výsledné 

tabulky pro všechny roky hodnocení AUC excellent a TSS perfect. Schopnosti 

modelu jsou vysoké a mezi roky stálé. 

Level 2 pro odlišení oblastí prezence a absence tetřívka v prostředí Krušných hor 

za celé sledované období má podle výsledné tabulky hodnot AUC pro 5 let (2009, 

2011, 2015, 201  a 2017) hodnocení excellent a pro dva roky (2006 a 2013) 

hodnocení good.  Podle hodnot TSS má pro 4 roky (2009, 2015, 2016 a 2017) 

AUC TSS AUC TSS AUC TSS

2006 0,99 0,93 0,89 0,69 0,64 0,28

2009 1 0,97 0,91 0,72 0,9 0,7

2011 0,98 0,91 0,9 0,69 0,7 0,37

2013 0,99 0,96 0,89 0,68 0,66 0,32

2015 0,99 0,94 0,9 0,71 0,77 0,49

2016 1 0,98 0,91 0,8 0,9 0,71

2017 0,99 0,96 0,96 0,83 0,81 0,54

Level1 Level2 Level3
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hodnocení very good a pro 3 roky (2006, 2011 a 2013) hodnocení good. Schopnosti 

modelu jsou vysoké a mezi roky stálé. 

Level 3 pro vysvětlení časoprostorových změn distribuce výskytu má podle 

výsledné tabulky hodnot AUC pro roky 2009 a 2016 hodnocení excellent, pro rok 

2017 hodnocení good, pro roky 2011 a 2015 hodnocení fair a pro roky 2013 a 2006 

hodnocení poor. Pro hodnoty TSS má pro rok 2016 hodnocení very good, pro roky 

2009 a 2017 hodnocení good, pro rok 2015 hodnocení fair a pro roky 2006, 2011 a 

2013 hodnocení poor. Schopnosti modelu kolísají.  

ROC křivky (Obrázek 22) jsou ilustrací výsledků modelovacích metod a 

vlivu opakování rozdělení dat na trénovací a validační sadu.  

 

Obrázek 22 - ROC křivky pro level 1 a rok 2006 s hodnocením AUC excellent a TSS perfect 

 

ROC křivky zobrazují 5 modelovacích metod BRT, GLM, MARS, RF a SVM 

pro vysvětlující proměnné. Výpočet se prováděl pro 100 opakování (podrobnější 
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výsledky). Modrá, ukazuje výsledek každého ze 100 opakování a tučně průměr 

výsledků. Červená ukazuje, co by vzniklo bez použití rozdělení na trénovací a 

validační sady. Plocha pod ROC křivkou je AUC. Přerušovaná čára ukazuje hodnotu 

AUC = 0,5. Pro ideální model je AUC = 1 (model rozlišuje prezenci od absence) a 

pro náhodný model je AUC = 0,5 (model není schopen rozlišit prezenci od absence). 
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6. Diskuze 

Výsledky ukazují, že vybrané spektrální a texturní indexy byly ve statistických 

modelech průkazné pro všechny tři experimenty/levely. Dokáží odlišit prezence  

od absencí. Nejprůkaznější výsledky mají roky 2009 a 2016, naopak pro roky 2006 a 

2013 byly méně signifikantní.  

Počítala se modelovací metoda RF s hodnotami AUC a TSS. Výsledky zůstávají 

relativně stejné v letech, mění se v levelech. Level 1 má nejprůkaznější výsledky, 

protože pouze potvrzuje fungování indexů a odlišuje vhodný biotop od zcela 

nevhodného (města, lesy, pole). Level 2 má slabší výsledky, protože odlišuje 

podobnější typy biotopů v Krušných horách. Schopnosti modelu jsou i tak vysoké a 

mezi zkoumaným obdobím stálé. Level 3 má méně průkazné výsledky, protože 

odlišuje místa, kde byl výskyt jiné roky zaznamenán a teď tam není. Schopnosti 

tohoto modelu kolísají.  

Méně průkazným výsledkům mohlo napomoci získávání dat výskytů v terénu. 

Drobné nepřesnosti v mapování prezencí mohou být dány např. špatným počasím,  

při kterém se většina jedinců místo tokání raději ukryje a jsou tak obtížněji 

zaznamenatelní (Teuscher et al., 2011). Druhová data tak mají patrnou prostorovou 

chybu. Přesto jsou tato data cenná a vhodná k výzkumu.  

Drobné výkyvy v letech jsou dány vlastnostmi snímku. Snímky ze stejného 

měsíce nemají podobné výsledky, datum snímku tedy neovlivňuje přesnost modelu. 

Na přesnost predikce má nejspíše vliv počasí v daném roce, pokročilost sezóny nebo 

změny v rušení tetřívků z důvodu rozšiřování běžkařských a cyklistických tras.  

Zkoušelo se i více modelovacích metod pro porovnání výsledků. Testovalo se, 

jestli nějaká modelovací metoda dává lepší nebo horší výsledky. Výsledky byly  

pro všechny metody velmi podobné, a proto se použila modelovací metoda RF 

s nejprůkaznějšími výsledky pro hodnoty AUC a TSS. Použily se tyto dvě hodnoty 

pro jejich porovnání, protože hodnota AUC je v poslední době některými vědci 

kritizována (Zlámal, 2013). Po jejich porovnání v tomto výzkumu neukazují větší 

rozdíly.  
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Srovnávaly se také jednotlivé roky mezi sebou. Srovnání proběhlo bez použití 

absencí a pro všechny vysvětlující proměnné. Jednotlivé roky neukazují v tomto 

výzkumu větší výkyvy.  

Implikace tohoto výzkumu je vhodná především pro ochranu přírody. Pomocí 

indexů z neklasifikovaných multispektrálních dat lze vysvětlit výskyt tetřívka, silně 

ohroženého druhu u nás. S největší pravděpodobností lze tento výzkum využít  

i u dalších druhů. Pro určení jejich prezencí, případných změn v čase a to i ve větším 

měřítku. 

Dále se zkoušely i jiné spektrální indexy. Spektrální index Normalized  

Multi-band Drought Index (NMDI) ukazuje vlhkost půdy a vegetace (Wang and Qu, 

2007; Wang, Qu and Hao, 2008). Index NMDI však nefungoval v tomto výzkumu 

správně. Vypočítaná data měla mnoho chyb a nedala se analyzovat. Spektrální index 

WorldView Water Index (WV-WI) je index pro zobrazení oblastí stojaté vody  

o velikosti větší než jeden pixel (Wolf, 2012).  Tento index využívá spektrální pásmo 

Coastal, které je k dispozici pouze u nejnovější družice Landat 8.  Má dobré 

výsledky, ale funguje v globálnějším měřítku a proto je pro tento výzkum 

nevyužitelný.  

Počítalo se se známou informací o velikosti domovského okrsku tetřívka 

obecného, která je 50 ha (Baines, 1992) (kružnice kolem výskytu o velikosti 

poloměru 400 m). Řešila se tím také prostorová nepřesnost tetřívčích dat. Bylo by 

vhodné otestovat také jinou velikost, zejména pro level 3. Objevení preferencí druhů 

v krajině může záviset na měřítku hodnocení (Elith and Leathwick, 2009).  

Ideální by také bylo mít snímky všech zkoumaných let od roku 200 . Některé 

roky nešly analyzovat kvůli oblačnosti a poruchám na družici Landsat 7. Daly by se 

využít snímky od jiných družic. Například Sentinel je vhodná družice pro tyto účely 

(NASA, 2018), ale pořizuje snímky pouze od roku 2014, tak by se nedala řešit celá 

datová řada. Časově a pro tyto účely vyhovuje družice QuickBird (Rocchini, 

Chiarucci and Loiselle, 2004). Její velkou výhodou je i velmi vysoké rozlišení 0,6 m, 

nevýhodou je však vysoká cena snímků. 

Dalším vhodným pokračováním této práce by byly tzv. pravděpodobnostní mapy 

výskytu. Jedná se o podobný postup, ovšem bez použití kružnice (bufferu) o velikosti 
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poloměru 400 m. Kružnice se nahradí funkcí Focal statistics (Lee et al., 2014)  

o stejné velikosti (400 m) a R balíček sdm se použije přímo na vzniklé vrstvy shp 

výskytů a rastry indexů.  

Lze také vyzkoušet „přínos“ jednotlivých proměnných. Do modelu by se dala 

vždy jenom jedna nebo dvě, které nejsou vzájemně korelované. Vzájemná korelace 

by jedné či druhé vždy ubrala (Zlámal, 2013). Výsledky by se pak porovnaly a 

vyhodnotily. 

Dále se dá pro porovnání výsledků a jako další level použít jiná validační sada 

PA obsahující prezence a absence z jiného roku. Výsledky by značily změny  

na území Krušných hor v čase. 

Využít se dají i jiné spektrální indexy nebo texturní charakteristiky druhého řádu 

(second order). Například index Normalized Difference Water Index (NDWI)  

pro ukázku změny obsahu vody ve vegetaci a porovnání s výskyty (Gao, 1995; 

Jackson et al., 2004), index Difference Vegetation Index (DVI), který rozlišuje půdu 

a vegetaci (Tucker, 1979) a další indexy například pro ukázku časový rozdílů, 

odlesňování, sucha, sněhu a požárů ve zkoumaném území.  

Podrobnější výsledky by mělo také vymazání vodních ploch, využití mapování 

Natura 2000 (skupina biotopů R) a lesnických porostních map (edafická řada R a K). 

Využití nadmořské výšky, členitosti reliéfu, heterogenity krajiny a míry fragmentace 

krajiny, zejména liniovými stavbami. To vše je ale technicky i časově náročné 

(Zlámal, 2013).  

Dobré by bylo také použití více druhů snímků. Například radarové snímky lze 

využít jako hrubý odhad biomasy pro pokryvnost a výšku stromů (Rocchini, 

Chiarucci and Loiselle, 2004). Nebo využití bezpilotních letounů (dronů). Nemohly 

by se porovnávat data od roku 200 , ale lze udělat novou časovou řadu. Dron by se 

použil vždy po sčítání výskytů. Výhodou jsou podrobnější snímky bez oblačnosti, 

nevýhodou je časová náročnost na tak velkém zkoumaném území či povolení letu 

nad některými oblastmi a cena (Lee et al., 2014).  
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7. Závěr 

Spektrální a texturní indexy jsou vhodným ukazatelem prezence a absence tetřívka 

obecného v Krušných horách. Jde o efektivní a rychlou metodu. Výzkum může být 

důležitý pro ochranu druhů a jejich prostředí. Průkaznost texturních a spektrálních 

indexů byla popsána už u více druhů organismů, ale u tetřívka obecného poprvé až  

v této práci.  
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