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Abstrakt

Dizertaéni prace se zabyvd netradicnimi odhady diskrétniho rozdéleni pravdépodobnosti
kategorialni veli¢iny zjejich pozorovanych hodnot. Pii odhadech se vyuziva gradientu
kvazinormy tohoto rozdéleni pravdépodobnosti a tzv. ptimkového odhadu. Zptesnéni
gradientnich odhadii bylo provedeno metodou bootstrap. Teoretické vysledky jsou pro vybrané
kvazinormy ilustrovany na konkrétnich piikladech.

Abstract

Doctoral thesis is focused on the unconventional methods of the discrete probability estimation
of categorical quantity from its observed values. The gradient of quasinorm and so-called line
estimation were emlopyed for these estimations. Bootstrap method was used for the

improvement of accuracy. Theoretical results for selected quasinorms were illustrated on specific
examples.
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1. Uvod a motivace

Zakladni praktickou ulohou pfi stochastickém modelovani kategoridlni veli¢iny X , kterd nabyva
kone¢né¢ mnoha rtiznych hodnot x;, j=1,...m, kde m=2, je odhad jejiho rozdéleni

pravdépodobnosti z pozorovanych hodnot x,, i=1 kde »n>m. Ptedpokladame, ze

yees Py
r r /4 r b b r * b ~7 W /4
pozorovanim X ziskdme statisticky soubor (x,,...,x,) hodnot x; a po jeho rozttidéni

dostaneme roztfidény statisticky soubor ((xl* ,%) ey (x; ,%D , kde % # 0 je relativni Cetnost
pozorované hodnoty x;, j=1,...,m. Predpoklad nenulovych relativnich c¢etnosti snadno
zajistime vynechanim jim odpovidajicich hodnot xj Jestlize oznacime odhadované rozdéleni
pravdépodobnosti  p=(p,,...p, ), kde p =P (X = xj) je pravdépodobnost toho, Ze
kategorialni veli¢ina X nabude hodnotu x; , jedna se vlastn& o odhad parametrt p = (p,,..., p,, )
multinomického rozdéleni pravdépodobnosti M (n,p,,...,p, ) pii znamém n. Jestlize byl

statisticky soubor (x,,...,x,) ziskan vybérem s vracenim a vzajemné nezavislymi pozorovéanimi

u f_j

X, je nestrannym odhadem vektoru parametri p=(p,,...,p, ) vektor f):(—
n n

Vtéto praci piedlozime jiny, vjistém smyslu pesimisticky gradientni odhad p(¢)
diskrétniho rozdéleni ndhodné veli¢iny, jeho vlastnosti a uziti. Tento odhad je zaloZzen na pojmu
J-divergence D, ktera slouzi k méfeni ,,vzdalenosti“ dvou diskrétnich rozd€leni téZe dimenze.

Pomoci f-divergence je zaveden pojem pseudonormy, respektive kvazinormy rozdéleni p jako
~vzdalenost“ D, (p,p,) od rovnomémého rozdéleni p,. Jde o analogii zavedeni indukované

normy na linedrnim prostoru s metrikou pomoci neutrdlniho prvku. Rovnomérné rozdéleni p,

bylo zvoleno proto, Ze méa na daném pravdépodobnostnim prostoru nejveétsi neurcitost naptiklad
ve smyslu Shannonovy entropie. Vhodny odhad rozdé€leni pravdépodobnosti je v praci
realizovan pomoci tzv. gradientniho a pfimkového odhadu.

) : L . ot  f
Vyjdeme-li z empirického (pozorovaného) rozdé€leni cetnosti — = (ﬁ,,ﬁj a budeme-
n \n n
li se pohybovat po trajektorii nejvétsiho spadu smérem k rovnomémému rozdéleni

1 1 . . I3 y . v I3 . cvwvr W 14
P, :(—,...,—j, je gradientni odhad konstruovén jako rozdéleni nejbliz§i k rovhomérnému
m

m
rozdéleni p,, kdy test dobré shody jest¢ rozdéleni nezamita. Uloha vede na feSeni systému

obycejnych diferencidlnich rovnic 1. fadu, které jsou v praci odvozeny pro nckteré uzivané
kvazinormy. V ptipadé¢ kvadratické kvazinormy je tento systém linearni a da se analyticky fesit.
V praci je popsan také tzv. pfimkovy odhad, kdy se nepohybujeme po trajektorii
nejveétstho spadu, ale pifimo po pfimce vychazejici z empirického rozlozeni cetnosti
f = (A,,—'”j a prochazejici rozdélenim p, = (i ,ij
n \(n n m m
Gradientni i pfimkové odhady jsou dostate¢né vhodné pro aplikace a navic lze zajistit
vhodnym postupem jejich asymptotickou nestrannost. V posledni kapitole je popsdna metoda
bootstrap, ktera je pouzita k zptesnéni gradientnich odhadii.
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Dizerta¢ni prace souvisi s pracemi [2], [31], které jsou zaméfeny na fitovani rozdéleni
pravdépodobnosti za vedlejSich momentovych a obecnych podminek pomoci kvazinorem
z pozorovanych hodnot diskrétnich ndhodnych veli¢in. Tato prace se vSak zabyva odhady
rozdé€leni pravdépodobnosti pozorovanych kategoridlnich veli¢in [25] rovnéz zalozenych na
kvazinormach. Pdvodnim impulzem studovat problematiku a aplikace kvazinorem je idea
popsana v praci [30].

Vysledky prezentované v praci jsou soudasti feSeni grantového projektu GACR reg. &.
P403/11/2085 ,,Konstrukce metod pro vicefaktorové méteni komplexni podnikové vykonnosti ve
vybraném odvétvi® a vyzkumného projektu AKADEMIE STING IGA_AS 03 ,,Podpora fizeni
podnikti“ . Dfive dosazené a publikované vysledky byly soucasti feSeni vyzkumného projektu
MSMT Ceské republiky &is. 1M06047 ,,Centrum pro jakost a spolehlivost vyroby CQR®,
grantového projektu GACR reg. & 103/05/0292 ,Optimalizace navrhovéani progresivnich
betonovych konstrukci”, grantového projektu GACR reg. &s. 103/08/1658 ., Pokro¢ila
optimalizace navrhu sloZenych betonovych konstrukci® a vyzkumného zaméru MSMT Ceské
republiky ¢is. MSM0021630519 ,,Progresivni spolehlivé a trvanlivé nosné stavebni konstrukce*.
Projekt TACR PID: TA02021449 ,Systém inteligentnich alarmi v energetickém provozu
jadernych elektraren®.



2. F-divergence diskrétnich rozdéleni pravdépodobnosti

Piedpokladejme, Ze je dan diskrétni pravdépodobnostni prostor (£,Y, P). Az na vyjimky vSak
vystatime s diskrétnim  pravdépodobnostnim modelem (€,p), kde p je hustota

pravdépodobnostni miry P. Omezujeme se tedy na konecny, pfipadné spocetny, zakladni prostor
Q a o—algebra X nehraje v nasich uvahach podstatnou roli. Definice, véty a diisledky uvedené
v tomto ivodnim odstavci jsou pievzaty z [1],[27].

V matematické statistice maji velky vyznam ¢iselné miry podobnosti (vzdalenosti) dvojic

hustot p, q definované pomoci ur¢ité konvexni funkce f:(0,o0) >R. Pro tyto miry se
v literatufe vzil nazev f~divergence a hovoii se o f-divergenci pravdépodobnostnich modeli
(,p), (2.q), resp. hustot p, q nebo jim piislusnych pravdépodobnosti P, Q. Existuje pravé
jedno spojité rozsifeni f(0), f(eo) takové, Ze rozsifend funkce je konvexni na [0,e]| a
f (O) > —co. Bez ijmy na obecnosti proto predpokladame, ze funkce f je definovand na [0,o],

striktné konvexniv u =1 a f (O) > —oo,

Véta 2.1 Existuje limita

f(*)zlimMe R",
u

U—0
kde R je mnozina realnych &isel rozsifena o nevlastni prvky —eo a oo, pii¢emz plati

—eo < f(D< f(O)+ f(*),
kde

lim uf (2= v, £(+), lim W (2) = v, £(0) pro kazdé v, e (0,0).
U—>! u U= u

V—)VO V—)VO

Disledek 2.1 Jestlize je funkce f{u) konvexni na (0,e), pak funkce f(u) = fw)— f(1) je také
konvexni na (0,) a /7(1) =0. Jestlize je funkce f{u) striktné konvexni v u =1, je také f(u)
striktné konvexni v u =1 a f(O) + /7(*) >0.

Tento disledek ndm zajistuje, Ze mizeme pozadovat f(1)=0 bez omezeni obecnosti
v nasledujici definici.

Definice 2.1 Necht funkce f (u) je konvexni na (0,c), striktng konvexni vu=1a f(1)=0,

Jf—divergenci pravdépodobnostnich modeld (Q,p), (£.q), resp. hustot p, q na Q rozumime
funkcional

q(o)

kde klademe Of(%J =0a Of(%} = pf(*) pro viechna pe (0,1].

D,(p.q)= Z;,zq(w)f[mj,

Definice 2.2 Pravdépodobnostni modely (Q,p), (€.,q), resp. jejich hustoty p, ¢, jsou

ortogondlni a piSeme p L q, jestlize existuji takové disjunktni mnoziny E,F c Q, Ze



P(E):a;p(a))zl a Q(F):a;q(a)):l.

Nasledujici véta vyjadiuje, jak f—divergence méii podobnost pravdépodobnostnich
modeld.

Véta 2.2 Pro libovolnou f~divergenci plati nerovnost

0<D;(p.a)</(0)+(%),
pficemz ob& dvé rovnosti nemohou nastat soucasné. Leva rovnost plati, pravé kdyz p=q a
prava rovnost plati, pravé kdyz p a q jsou ortogonalni a soucasné je f (0)+ f (*) <oo,

Z véty 2.2 plyne, Zze pravdépodobnostni modely (2,p) a (€,q) jsou si podobné, jestlize
jejich  f-divergence D, (p,q) je blizkdi 0. Maximalni podobnost je vlastn¢ shoda
pravdépodobnosti P a Q na téze g-algebfe podmnozin mnoziny €, coz nastava prave tehdy, kdyz
P a q jsou totozné na Q. Naopak modely jsou tim vice nepodobné, ¢im vice se jejich
J=divergence D, (p,q) blizi maximalni hodnoté f (O)+ f (*) Maximaln¢ divergentni jsou
modely ortogonalni. V tabulce 2.1 jsou uvedeny nejéastéji pouzivané f~-divergence.

Tab 2.1 Prehled nejpouzivanéjsich f~divergenci.

7 (u) Parametr | £ (0)+ £ (*) Oznacen’1 D,(p,q) Tvar D, (p.q)
Nazev
1(p,q) p(x)
ulnu B = I-divergence ;p(x)ln g(x)
1/8
Be(0,) 2 Dy(p.q) Y lp(x) —q(x)’
— p-divergence X
u’ -] Dy, (p.q) "
B=1/2 2 Hellingerova 2[1_2(17(")‘1(")) j
vzddlenost <X
o=1 5 20.a), VP | Y |p(x)-q(x)
Totdlni variace we X
’Z/l _ 1|0: ae (l’oo) - X .(pa (I) Z |p(X)_qa(IX)|
x” - divergence o q(x)
b _ 7 (p.q) > (p(x)=q(x))
x’ - divergence =~ q(x)
e (0,1) I D*(p.@) 1= p(x) q(x)™
a-divergence e X
sign(a—l)(u”’ —1) "
e (l,oo) -~ D (p.9) Z p(xl),a —
a-divergence wx q(x)
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2.1 Dualni f-divergence

Vzdalenost (metrika) dvou objekt byva obvykle symetrickou funkei té€chto objektii. Definice f-
divergence vSak tuto symetrii nevyzaduje, takze f-divergence nemusi byt metrika. Obecné tedy
plati

D,(p,q)#D,(q,p)-
V tomto odstavci ukdzeme, ze vzdalenost p od q ve smyslu f~divergence miize byt rovna
vzdalenosti q od p ve smyslu jiné F-divergence. Najdeme vztah mezi funkcemi fa F a
ukazeme, ze F splituje pozadavky na tzv. generujici funkci f~divergence [2].

Véta 2.1.1 Necht' D, je f~divergence a funkce F'(u) je dana vztahem
1
Fw = uf [—],
u

kde generujici funkce f{u) je dvakrat diferencovatelna v (0,e0). Pak D, je opét F-divergenci a

plati
D, (p,q) = D;(q,p)-

Diikaz: Funkce F(u) spliiuje poZadavky na funkci generujici F-divergenci, nebot F(1)=0 a
pro druhou derivaci plati

F'(w) = isf”[l] >0, F"(1)>0.
U U
Po tpravach pak obdrzime D, (p,q) = D;(q,p).

Poznamka 2.1.1 Vzhledem k tomu, ze funkce flu) je konvexni, striktn¢ konvexni v u=1 a
/(1)=0, je pfedpoklad existence druhé derivace ve vét& 2.1.1. mozné vypustit.

Definice 2.1.1 F-divergenci, ktera je generovana funkci

Fa = uf[%],

budeme nazyvat dudlni k f-divergenci generovanou funkci f.

Poznamka 2.1.2 Dudlni f~divergence k dudlni f~divergenci je pivodni f~divergence.

Priklad 2.1.1 Najdéte generujici funkce dudlnich F-divergenci k pouzivanym tfidam divergenci
z tabulky 2.1.

1. 1
a) fw =ulnw) - Fw) =u—In—=—Inu.

u u
1/p 1/p
1
b)f(u)=|uﬂ—1‘l/ﬂ—>F(u)=uiﬂ—1 =l =’ =p-u|" = fw.
u u
O f =u—1 — Fao=ult—1 == L]
u u u

10



Poznamka 2.1.3 Z pifkladu 2.1.1 a tabulky 2.1 vidime, Ze I-divergence I(p,q) je dualni

s logaritmickou divergenci I, (p,q), x’-divergence x’(p,q) je dualni s Pearsonovou divergenci
a Hellingerova vzdalenost D, ,(p,q) je dudlni sama se sebou.

Poznamka 2.1.4 Dualni F-divergence k symetrické f-divergenci je plvodni f-divergence.

11



3. Kvazinormy a jejich vlastnosti
Dale vychdzime z nasledujicich pojmi a vlastnosti popsanych ve [2], [3], [4].

Véta 3.1 Necht (Q,X,P) je konetny pravdépodobnostni prostor, kde P je libovolna
pravdépodobnostni mira na € a D,(p,q) je f-divergence rozdéleni (hustot) pravdépodobnosti

p=(piDn)> 4= (4154, ), m> 1,z tohoto prostoru. Oznaéme
V(a)=[D, (p.g)ds,
S

kde S= {pe R"™ :Vp, 2 O,Z p; = l}, integral f-divergenci vSech rozdéleni p od né&jakého

=
pevné zvoleného rozdéleni q. Jestlize existuje funkce V' (q), q€ S, a funkce
G(q.): aV(‘l) :J‘an (PaQ)
' dq; 5 9
(tj. konverguji oba uvedené integraly), dale jestlize existuje G'(q j) v [0,1] a funkce f m4

as,

spojitou druhou derivaci v (0,00), pak ¥ (q) nabyva absolutniho minima na S v rozdéleni
pravdépodobnosti

(S je mnozina viech rozdéleni pravd&podobnosti z (€, X, P) a oba integraly jsou integraly 1.

druhu po nadplose S dimenze m —1 v R™.)

Dukaz: Ozna¢me
A(q.2) =V(q)+i(ij —lj
j=1

Lagrangeovu funkei pro vazany extrém funkce ¥ (q) za podminky Zq ; =1, tj. extrém na
j=1

nadplose S. Funkce f je konvexni (jde o f~divergenci), takze z predpokladu existence jeji druhé

derivace je f”20 v (0,c0). Protoze

g0t

9, 9, ) 4; 9,

2
G’(qj) = ji f[ﬂ]_ﬂf’[ﬁ] ds = jp_gf”[ﬁ] dS >0
5 dd, 9 ) 4 q; s 9 q;
a odtud funkce G (g, ) je rostouci na [0,1]. Protoze

dA(q,4)
Jq,

pak

:G(qj)+/1,

12



existuje na [0,1] jediny kofen ¢, = G™' (—=4) rovnice G(qj)+ A=0.Z podminky » g, =1 pak
=l

1 .
dostaneme ¢, =;, j=1L...,m.Dale je

9’V (q) _ 9°A(q, 1)
dq,9q, dq,94,

:G'(qj)>0 pro j=k,

=0 pro j#k,
j=1,...m a k=1,..,m. Ztoho plyne, Ze Hessova matice funkce V' (q) je diagonalni a

pozitivné definitni. Jacobiho matice ma pro jedinou podminku Zq ;—1=0 hodnost 1, takze
j=1

V' (q) ma za dané podminky v q = p, = (i,,ij absolutni minimum. O
m’m

Definice 3.1 Necht S = {pe R":Vp, 2 O,Z p; = 1} je mnozina vSech diskrétnich rozdéleni
j=1
pravdépodobnosti na Q  m>1. Kvazinormou rozdéleni pe S rozumime f-divergenci

D, (p.p,), kde p, = (%,,ij a o funkci f fikame, Ze generuje kvazinormu D, (p,p,) na

S.

« - o ot 1 1 e e ) ,
Véta 3.2 Uvazujme rovnomeérné rozdéleni p, :(—,...,—j, které minimalizuje [3] integral
m m

viech f-divergenci D, (p,q) na S a mi maximalni entropii [26]. Plati, Ze

if(mpj)ﬁ@f?(’"pf)*f [’"[l‘zpm

1
a) D, (p.p,) =
j=1

b) ¢>0=D,(p.p,)=cD;(P.Py)
¢ D, (p,p,) je nezapornd konvexni funkce na S, ktera je symetrickd vzhledem

k proménnym p., j=1,..,m

d) D,(p.p,)=0=p=p,.
Diikaz plyne bezprostiedné z definice 3.1. O

Véta 3.3 Necht' je funkce f () konvexnina (0,e0), striktn& konvexniv u=1a f(1)=0, pak

0<D,(p,p,)<D, (pl,po)=i(f(m)+(m—1)f(0)),
kde p, =(1,0...,0),(0,1,0,...,0)....,(0....,0,1).

Dikaz: Zavedeme-li substituci

mp; =u;

13



a ozna¢ime

potom mame dokazat, ze

37 (u) =m0 700+ 7S, |

u>0

Duikaz provedeme indukeci.
1. Pro m=2 zafixujeme u, +u, =m a mame

maxf’(ul)+j~”(u2)=maXf(ul)+f(m—ul)
F(u)+f(m—u) je konvexni funkce na [0,m], nabyva tedy svého maxima v jednom z

hrani¢nich bodd, tj. Bud’ v bod¢ #, =0 nebo v bod€ u, =m . V obou pfipadech je maximum

shodné ato f(0)+f(m)=f(0)+f(u +u,).
2. Ptedpokladejme, Ze rovnost

maXf(“l)"'f(%):maxf;(ul)"'];(m_ul)

plati pro m=1,...,k—1. Nyni pro m =k mame Zu —m:Zu =m—u, , takze

J=1 J=1

Vyuzijeme indukéniho piedpokladu a z predeslého vyrazu obdrzime

max || max 7 () |+ F () |= max ((£=2) 7(0)+ F (m=k)+ 7 (u)) =

(k=2 7(0)+ max (F(m=k) 7 (1)) = (k=2) F(0)+ F(0)+ F(m) -
—(k=1)F(0)+ ] u .

Plati tedy

max i ( .): k1) f£(0)+f

.0

M»
S

~.
I

Poznamka 3.1 Kvazinormu mizeme chépat jako miru neurcitosti rozdéleni p a plati

a) D,(p,p,)=0 pro nejvétsi neurcitost,

b) D, (p,po)zi(f(m)+(m—l)f(0)) pro nejmensi neurditost.

14



Véta 3.4 Dvé riizné generujici funkce f(u) mohou generovat tutéz kvazinormu.

—1) 1 : :
Dikaz:  Napiiklad  funkce  tvaru (u=1) =u—2+4+—  generuje kvazinormu
u u
1 1 1 1
—Z mp, —2+—|= Z— —1. Stejnou kvazinormu —Z— — 1 vSak generuje i
mjzl mp]‘ ]lmp] mflmp]
1
funkce ——1. 0
u

Poznamka 3.2 Pro odhady diskrétnich rozd¢€leni pravdépodobnosti nej¢astéji volime
a) Hellingerovu vzdalenost D, ,(p,q), z niz ziskame Hellingerovu kvazinormu

H(p.p,) = Z(pr \ﬂ —2——2\/?],

b) I-divergenci I(p,q), z niz ziskime Shannonovu kvazinormu

S(p,p,) = Z(p] Inp, ——ln(mD=ij Inp,+lnm,

Jj=1 j=1

c) y*-divergenci y’(p,q), z niz ziskame kvadratickou kvazinormu

2 2
p po = (mp] - 1)
]=1
a Pearsonovu kvazinormu
1 &1
P P 2.
)= ]Z, »

d) G -kvazinormu

G(p.py)=

n 2k
]

Z(mp]) 2 —% pro VkeR"—{2}.

=1

Poznamka 3.3 V piipad¢ G-kvazinormy se jedna o celou tfidu kvazinorem. Generujici funkce
této kvazinormy ma tvar

k
f(u)=————=+u———, pro ke R"—{2}.
AR/ A 2

Definice 3.2 Necht D, (p,p,) je kvazinorma a F je funkce dané vztahem (viz. definice 2.1.1)
1
F @ = uf [—],
u

pak kvazinormu Dj, (p,p,) budeme nazyvat dudlni kvazinormouk D, (p,p,).

Véta 3.5 Pro kvazinormu D, (p,p,) ak ni kvazinormu duélni D (p,p,) plati
a) Dp (papo) = Df (poap) ) Df (papo) =D, (poap) )
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b) D, (p.p,)=

S rlom)-Sor| 1|

1
m 'z

Diikaz plyne bezprostiedné z véty 2.1.1 a definic 3.1, 3.2. OJ
Ukazka nékterych dudlnich kvazinorem pouzivanych v této préci je v tabulce 3.1.

Tab.3.1 Tabulka vybranych dudlnich kvazinorem.

f(”) D, (P,Po) F(”) Dy (P,Po)
Shannonova kvazinorma Logaritmicka kvazinorma
uln(u) Zm:pjlnpj+lnm ~Inu —iiln(mpj)
j=1 m =
Hellingerova kvazinorma Hellingerova kvazinorma
121\ 12 _1\?
X N RS Y
kvadraticka kvazmorma 5 Pearsonova kvazmorma
W ISy - 1l
mi ! =y

3.1 Graficka interpretace kvazinorem

Na obrazcich 3.1.1, 3.1.2 a 3.1.3 jsou grafy isocar né&kterych kvazinorem pro m=3, tj. pro
e[0,1], p,e[0,1-p,] a p,=1—p, — p,. Jde o izo&ary:

a) 2 ——z P, , =c pro Hellingerovu kvazinormu,

52

b) z p;Inp,+In3=c pro Shannonovu kvazinormu,
j=1

1 .
c) — z — —1=c pro Pearsonovu kvazinormu,
993 p I

\/_ 3
JZ

3
e) Ez (3 p;— 1)2 = ¢ pro kvadratickou kvazinormu.
j=

—2 =c pro G-kvazinormu ( k =3),
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P2

&\\K >>555»1

0 1 p=1 0 P1
Obr. 3.1.1 Hellingerova kvazinorma (vlevo), Shannonova kvazinorma (vpravo).
P21 P2
1
0 TN P10 1 P

Obr. 3.1.2 Pearsonova kvazinorma (vlevo), G-kvazinorma (vpravo).
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Obr. 3.1.3 kvadraticka kvazinorma
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4 Gradientni odhad

Idea gradientniho odhadu rozdéleni pravdépodobnosti p z pozorovanych hodnot nahodné
veliCéiny X vychézi z pozadavku najit takové rozdéleni v S, které je nejblize rovnomérnému

! A QJ

ot 1 N o o
rozdéleni p, :(—,...,— a knémuz se dostaneme od empirického rozdéleni
m m n

v jistém smyslu co nejrychleji. Tomu odpovidd vhodnd minimalizace zvolené kvazinormy
D, (p,p,) ahledani rozd€leni p na kiivce nejvétsiho spadu v S, tj. kfivee, jejiz teény vektor je

kolinearni s gradientem této kvazinormy. Je zfejmé, ze jde o ulohu, kde jsme vazani podminkou
pe S . To nas spolu s konvexnosti generujici funkce f opraviiuje k nasledujici definici [6].

Definice 4.1 Necht D, (p,p,) je kvazinorma na S. Gradientnim odhadem rozd&leni

. . 1 1
pravdépodobnosti pe S z empirického rozdeleni (ﬁ,...,iji(—,...,—j rozumime takové
n n m - m

rozdgleni pravdépodobnosti p (7)€ S, ze

d
Ep(t) =—gradD, (P(f),PO) proVie [0;°°)’

p(o):%(ﬁ,...,ﬁ)

n n

V ptipadé, ze (i,,ﬁj = (i,,ij , rozumime gradientnim odhadem rozd¢leni (i,,ij

n n m m m m
Véta 4.1 Jestlize funkce f(u), kterd generuje kvazinormu D, (p,p,) na S, ma vlastnosti
uvedené v definici 2.1 a ma spojitou derivaci f’(u) pro Vue (0;e0), pak existuje jediny
gradientni odhad p(7)=(p,(¢),....p, (1)) rozd&leni pravdépodobnosti pe S. Jeho slozky
p(t)ssp, . (f) pro  Vie[0;e0) jsou partikularnim feSenim soustavy obyCejnych
diferencidlnich rovnic prvniho fadu (SODRI1)

pl,(t):_f,(mpl (f))-i'f’[m{l—mzzlipj (t)}j’
pz, (t):_f,(mpz (t))"'f,[m{l_mzl,pj (t)}j’

j=1
| | | N
== (s 0) £ 1= 5,0
s pocatecnimi podminkami

p (0)=%, P, (o):%,..., oy (0) =221

a slozkou

19



m—1
Ditkaz: SODRI spolu s podminkou p, (1)=1->"p, (¢) pro Vi€ [0;e0) je ziejm& ekvivalentni

=1

s vektorovou rovnici %p(t)z—grade (p(t),po) z definice 4.1. Protoze generujici funkce

S (u) ma spojitou derivaci f’(u) ve viech bodech ue (0;00), je vektorova funkce dana

pravymi stranami soustavy obycejnych diferencidlnich rovnic ve vété 4.1 spojita na podprostoru

m—1
T= {pe R" :Vp > O,Z p; = l} prostoru S. Z toho plyne, Ze tato soustava ma v 7 jediné
j=1

partikularni feSeni, které spliiuje dané poc¢atecni podminky. OJ

Disledek 4.1 Jestlize ma navic generujici funkce f (u) spojitou druhou derivaci pro
Vu e (0;0), pak ma SODR1 jediny stacionarni (asymptoticky stabilni) bod [5],[28]
1 1

limp (7) = p, :(_""’_j

1= m m
a jde o bod typu uzel.

Diikaz: Stacionarni bod mnoZiny viech feseni uvedené SODRI je feSeni p(¢), pro které je

P (t)=0, j=1,...,m=1.Protoze f”(u)>0 v okoli bodu u =1, mé soustava

—f'(mpj (t))+f'[m{l—2pj (t)DzO j=1,...,m—1,pro t — oo

jediné feseni p=(p,,... p,,,) - Jde o feseni soustavy linearnich algebraickych rovnic
2p,+p,+...+p, =1
pt2p,+...+p, =1,
ptp,+...+2p =1,
jejiz matice je regularni (méa determinant rovny m ). Snadno nahlédneme, Ze toto feSeni je
1 1 : : )
p= (—,...,—j , coz je soucasn¢ stacionarni bod SODRI1 zvéty 4.1. Z vlastnosti Jacobiho
m

m
matice této SODR1 [5],[28] plyne, Ze jde o stacionarni bod typu uzel. (I

Obecné jsou slozky gradientniho odhadu uvedeny ve vété 4.1. Nyni uvedeme soustavy
diferencidlnich rovnic ziskané pro konkrétni generujici funkce.

1. Generujici funkce Hellingerovy kvazinormy a jeji derivace

f(u):[u%_ljz,
f'(u):(l—u%j.

SODRI1 pro generujici funkci Hellingerovy kvazinormy

1

n @) =(mp,(0))2=(m(1=p,()=p,() == p,, (1)) 2,
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1

po(O)=(mp,()) 2 = (m(1= p,(t) = p() == P, (D)) 2,

1 1
pmfl(t) = (mpmfl(t)) 2 _(m(l_pl(t)_pZ(t)_.“_pm—](t))) 2,
s pocatecnimi podminkami
fmfl

n

Y41 (O):%’ b (O):%r"a pm—l(o):

a slozkou
pm(t) :l_pl(t)_pZ(t)_.“_pm—l(t)'

2. Generujici funkce Shannonovy kvazinormy a jeji derivace

f(u)=ulnu,
f(u)=Inu+l.

SODRI1 pro generujici funkci Shannonovy kvazinormy

p(@)=In(m(1=p, ()= p, ()=~ p,.(1)))~In(mp, (1)),
po(0)=In(m(1=p,(6)= p, ()=~ p,, (D)) = In(mp, (1)),

P (O =In(m (1= p, ()= p,(t) == P, ()))~In(mp,,_,(1)),

s pocatecnimi podminkami

b (O):_’ b (0):—,..., pmil(o): S

n

a slozkou
pm(t) :l_pl(t)_pZ(t)_.“_pm—l(t)'

3. Generujici funkce Pearsonovy kvazinormy a jeji derivace

f(u)=(u;l) ,
f'(u):l—uiz.

SODRI1 pro generujici funkei Pearsonovy kvazinormy
' -2
Py =(mp (1)) =[m(1=p ()= p,(O) == p, . (D)]
' -2
Py =(mp, )" =[m(1= p, ()= p,() == p,,®)]

Por® = (mp,,(0) =[m(1=p,() = py() == p,. ()] .
s pocatecnimi podminkami

S />

D (O)Z;a P> (0):7,..., pmfl(O):@

n
a slozkou

pm(t):l_pl(t)_pZ(t)_.“_pm—l(t)'

4. Generujici funkce G-kvazinormy
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2 +u—L,pro Vke R {2}

k B 2 ('\/;)k72 k _
Generujici funkce G-kvazinormy specialné pro k£ =3 a jeji derivace
2
f(u)=
(V)

3
F(u)=—(u)2+1.
SODRI1 pro generujici funkci G-kvazinormy (k£ =3)

f(u)=

+u-3,

p@)=(mp,(0) 2 =[m(1=p,()= p,() == p,. ()] 2.

0= (mp,0) 2 =[m(1= p, ()= py(O) == p, )]

3 3
Pua ) =(mp, ()2 =[m(1= p,() = p,() == p,,())] 2,
s pocatecnimi podminkami
fmfl

n

=== .., Do (0) =
n
a slozkou
2, =1-pO)—p,O)——p, ().

Pozniamka 4.1 Gradientni odhad p(7) z véty 4.1 je odhad s parametrem 7€ [0;0) rozd&leni

pravdépodobnosti p. Vhodnou hodnotu parametru 7, € [0;00) pro gradientni odhad muizeme

najit pomoci testu dobré shody. Pii pouziti Pearsonova testu, resp. Pitmanova — Hellingerova

testu [7], [14], [32], je ¢, kofenem nelinedrni rovnice
2

%i f; _n:llz—w’

resp.
8”1{1_2 p](t)_] :le—a’
J= n
jejiz leva strana je zvolené testové kritérium a yx;, je (1—¢)-kvantil chi-kvadrat rozdéleni

s m—1 stupni volnosti. Jde vlastné o nalezeni takové hodnoty ¢, kdy jesté¢ nezamitdme hypotézu
o vhodnosti rozdéleni p(#) na hlading vyznamnosti & . Oba testy jsou pouze asymptotické a pro

praktické pouZiti pozadujeme, aby np, (1,) >5 pro Vj=1,...,m [14].

Pozniamka 4.2 Gradientni odhad p(7) je spojitd vektorova funkce pro Vze[0;00) a jejim
grafem je kfivka nejvétsiho spadu kvazinormy D, (p,p,) v S. Kvazinorma D, (p(7),p,) je

nerostouci pro € [0;e0) a

D, (p(0).p,) = %i‘,f{ j (p(2).p) 21imD, (p().p,)=0,

[—oo
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takze se gradientni odhad p(7) pro rostouci parametr 7€ [0;00) vzdaluje po kiivee nejvétsiho

spadu v S od empirického rozdéleni iz(ﬁ,,ﬁj smérem k rozdéleni p, :(i,...,ij.
n n n m m

Vsechny gradientni odhady p(¢) pro Vze[0;7,] spliuji zvolené testové kritérium z pozndmky
4.1 na hlading vyznamnosti alespoii & a gradientni odhad p(¢,) je ,,nejhorsi* z téchto odhadd,
takZe jej mizeme oznacit jako tzv. pesimisticky gradientni odhad. Gradientni odhady p(7) tvoii
vzhledem ke zvolené kvazinormé D, (p,p,) jednoparametrickou t¥idu kone¢nych diskrétnich

rozdéleni pravdépodobnosti s parametrem 7€ [0;0).

4.1 Gradientni odhad pomoci kvadratické kvazinormy

SODR1 ve véte 4.1 je obecné nelinedrni. K nalezeni jejiho feSeni je nutno az na vyjimky
aplikovat nékterou numerickou metodu a soucasné hledat takovou hodnotu parametru 7, ktery
vyhovuje zvolené nelinearni rovnici z poznamky 4.1. K nalezeni feSeni nelinearni SODR1 byl
vytvofen pomoci softwaru MATLAB program Pesfit 1.0. [8]. V programu se soustava
diferencidlnich rovnic fesi pomoci Rungeho-Kuttovy metody a k nalezeni hodnoty ¢, kdy jesté

nezamitame hypotézu o vhodnosti rozd€leni p(¢), byla uzita metoda bisekce. Vyjimkou, kdy

ziskame explicitn€ feSeni dané SODRI, je kvazinorma pouzita v nasledujici vété, kterd vede na
linearni SODR1 [6].

i(mp —1) je tzv. kvadratickd

J=1

kvazinorma. Potom slozky gradientniho odhadu p(7) ( (1), (t)) z empirického

Vétad.1.1 Necht f(u)=(u—1)", takze D, (p.p,)

SIH

rozdéleni (ﬁ,,ﬁj jsou pro Vie[0;) partikularnim feSenim nehomogenni linearni
n

soustavy obycejnych diferencialnich rovnic prvniho fadu (LSODRI1) s konstantnimi koeficienty
a konstantnimi pravymi stranami

pl' (t)=—4mp, (t)—-2mp, (t)—---—2mp,_, (t)+2m,
pz' (t)=—-2mp, (t)—4mp, (t)—---—2mp,_ (t)+2m,

pm_l' (t) =—-2mp, (t) —2mp, (t) ——4mp, (t) +2m,
s pocatecnimi podminkami

b (0): :i

yervs Do (0) =

a slozkou

Gradientni odhad p (7) ma slozky
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—2m*t

D (t) = ce +62€72mr +—,
m
D, (t) — cle—Zmzt +c3€—2mt +i,
m
P (t) = cle—Zmzr +Cm71€72mr +i,
m
Do (t) = ¢ o2 e —c e +i,
m
p.(t) = —(m—l)clefzmz' +i,
m
kde
L+é+...+@
c=n_n n 1
1 m _1 m ’
M_& ..... fm—2 _ fm—l
c = n n n n
? m—1 ’
_A (m—Z)ﬂ _____ fmZ_fm—l
c. =—1"1 n n n
’ m—1 ’
i f =2 g
m—1 m —l

Dikaz: Zabyvejme se nejprve piidruzenou homogenni soustavou k nehomogenni LSODR1

p1, (t) = —4mp, (t)—2mp2 (t)_"'_zmpm—l (t) )
pz, (t) =—2mp, (t)—4mp2 (t)_"'_zmpm—l (t) )
o (¢) ;;2mp1 (t)—2mp, (t)—---—4mp,_, ().

Po substituci s = —2mt dostaneme homogenni soustavu, jejiZ maticovy zapis je
q’(s) = Adq(s),

kde
2 1 1
1 2 1
A= . ,
1 1 2

a p;(t)=q;(-mt), j=1,.,m—1. Po elementirnich Gpravach dostaneme charakteristicky

polynom matice A
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det(AE—A)=(1-1)""(A—m)

a Jordanovu normalni formu matice A

00 -0
0 1 1 0
J= :
0 00 1
0 00 1

Odtud obdrzime matici vlastnich vektord matice A,

11 0 - 0
1 o 1 - 0
1 0 0 - 1
I -1 -1 - -1

kde prvni sloupec odpovida jednoduchému charakteristickému ¢&islu A =m a ostatni sloupce
(m—2)—nasobnému charakteristickému ¢islu A =1. Fundamentalni matice feSeni homogenni

soustavy q’(s)=Aq(s) pak je

e e 0 - 0
e 0 e 0
Q(s)=| =+ i i
e’ 0 o - €
"o—e —e e =
takze obecné feSeni této soustavy je
qa(s)=Q(s)e,

kde ¢=(c,,¢,,..nc, ) je matice libovolnych realnych konstant. Po substituci s=—2mt
dostaneme obecné feSeni pridruzené homogenni LSODRI a snadno nahlédneme, Zze

T
1 1 . . I3 7w w 7 7 4 7
(—,—,...,—j je partikularni feSeni dané nehomogenni LSODR1. Tato nehomogenni soustava
m m

méa vzhledem k pocatecnim podminkam vzdy jediné partikularni feSeni, takze konstanty
€;,Cys-..,C, ; Pro pocatecni podminky

b (0):%, )23 (0):%,..., Do (0): fr:ll

jsou feSenim soustavy linedrnich algebraickych rovnic

Q(o)H(L,L,...,Lj :(A,A,...,@j,

m m m n n n

coz lze lehce ovéfit dosazenim za c,,c,,....,c, , ztvrzeni véty. Tak ziskdme hledané slozky

> “m-1

i (t),p, (1), p,,., (¢) gradientniho odhadu p(7) a zbyvajici slozku p, () uréime ze vztahu

m—1
p, (1)=1=Y"p (). Slozky feseni q(s) jsou spojité pro Vse R a potatetni podminky jsou
=1
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kladné, takze také viechny slozky p, (¢), p, (¢),.., p,, (¢) jsou spojité a kladné pro Ve [0;).
Pro Ve [0;00) je 1> e, takze
A + é +. 4 @

p, (1) =2=(m-1)| L—L n__1 672m2'+—672”’2’=£e’2"’2’ >0.0
m-—1 m m n

Dusledek 4.1.1 Jestlize volime za hodnoty parametru ¢ takovou posloupnost #, v zavislosti na

rozsahu vybéru n, ze lim¢, =0, pak slozky gradientniho odhadu p(z,)=(p, (¢,).-... P, (1,))

n—o0

o, . ) . .
zvéty 4.1.1 ziskané z empirického rozdéleni —:(ﬁ,...,—”’j jsou asymptoticky nestranné
n n n

odhady slozek pozorovaného rozdéleni pravdépodobnosti p =(p,,..., p,, ).
Dikaz: Slozky empirického rozdéleni r jsou nestrannymi odhady slozek rozdéleni p, nebot’
n

sttedni hodnota E (LJ =p;, j=1L..,m.Odtud jsou stfedni hodnoty
n

E(CI)Z ptp,t+p, _i

b

m—1 m
E(e,)= (m=2)p, =P ="~ Py = P
2 m—l H
E(e, )= PP — o+ (m=2)p, P
m—1 m—l H
takze pro j=1,...m—2
i £[p, (1)] =lim| ()™ (e, )™ 4 |==
pro j=m-1
lim £[ p,,, (1,)] = ﬁm[E(c])em,, CE(e) e — e E (e, )¢ ™ +i} ==
n—yoo n—yoo m
apro j=m

limE[pm(tn)]:lim[—(m—l)E(cl)e_zmz’" +i}=...=pm. O

n—>o0 n—>o0

4.2 Aplikace gradientnich odhadi

Piiklad 4.2.1 PocitaCovou simulaci pozorovani rozdéleni pravdépodobnosti

p =(0,25;0,05;0,25;0,10;0,20;0,15)
(napf. na fale$né Sestisténné hraci kostce) byl ziskan statisticky soubor o rozsahu 1600. Po
rozt¥{déni pozorovanych hodnot byl v MS Excelu vypocten gradientni odhad p(,) rozdéleni p
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pomoci kvadratické kvazinormy. Hladina vyznamnosti byla zvolena o =0,05. Vysledky
uvedené v tabulce 4.2.1 a graf 4.2.1 ilustruji dobrou aproximaci rozdéleni p [9].

Tab. 4.2.1 Nasimulované a odhadnuté Cetnosti pomoci kvadratické
kvazinormy. Parametr 7, =0,01191148.

1

3 4 5 6

J f; fi/n p;(t) | mp, (%) p;
1 419 0,261875 | 0,246778 | 394,845 0,25
2 89 0,055625 | 0,067999 | 108,798 0,05
3 373 0,233125 | 0,221857 | 354,972 0,25
4 168 0,105000 | 0,110797 | 177,276 0,10
5 328 0,205000 | 0,197478 | 315,965 0,20
6 223 0,139375 | 0,155090 | 248,145 0,15
450
1 [ 1skuteCna
400 - [ vygenerovana
. - [_Jodhadnuta
350 ]
3004 BEE
3 250] _
_E E _—
&3 200
150 1 H
100 S
504 [ | [ ‘ L P
0 - AL
2

Obr. 4.2.1 Skute¢né, vygenerované a odhadnuté cetnosti.

Priklad 4.2.2 Kovovy upinaci ptipravek byl lisovan ve formé, potazen lepidlem a umistén do
lisu, aby byla vstiiknuta pryz k vytvofeni konecného vyrobku. Pii sledovani neshodnosti davky
vyrobkll byl zjistén celkovy pocet 314 vad v této davce. Jednotlivé druhy vad jsou uvedeny
v tabulce 4.2.2. Pro zjisténi druhi vad, které nejvice ovliviiuji neshodnost vyrobkll byla
provedena Paretova analyza a to z dat ziskanych jak ze zdznamt vystupni kontroly jakosti, tak
z dat odhadnutych pomoci jednotlivych kvazinorem. Pocéty vad ziskané z vystupni kontroly a
odhadnuté pocty vad vypocitané gradientnim odhadem jsou pro jednotlivé kvazinormy uvedeny
také v tabulce 4.2.2. Vypocet byl proveden pomoci vytvoreného softwaru Pesfit 1.0. V tabulce
4.2.3 jsou puvodni a odhadnuté procentudlni kumulativni ¢etnosti pro Paretovu analyzu [10].
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Tab. 4.2.2 Gradientni dhad ¢etnosti vad pro jednotlivé kvazinormy.

5 Odhadnuté ¢etnosti vad
Nazev | Cetnosti G-
vady vad Kvadratickd | Pearsonova | Hellingerova | Shannonova kvazinorma
kvazinorma | kvazinorma | kvazinorma | kvazinorma r=3
Spatnd 128 11 126 119 116 125
pfilnavost
Spatny 91 81 89 84 82 88
brus
Dutiny 36 43 24 29 33 25
Skrabance| 23 26 24 25 26 24
Necistoty 15 20 18 20 21 19
Jiné 12 18 17 19 19 17
Trhliny 9 15 16 18 17 16
Tab. 4.2.3 Kumulativni ¢etnosti gradientniho odhadu vad.
Odhadnuté kumulativni ¢etnosti vad
Nazev | Kumulativni G-
vady Cetnosti vad |Kvadraticka | Pearsonova | Hellingerova |Shannonova Kvazi
: i : : vazinorma
kvazinorma | kvazinorma| kvazinorma |kvazinorma r=3
Spatna 41% 35% 40% 38% 37% 40%
pfilnavost
ngf;y 70% 61% 68% 65% 63% 68%
Dutiny 81% 75% 76% 74% 74% 76%
Skrabance 89% 83% 84% 82% 82% 83%
Necistoty 93% 89% 89% 88% 89% 89%
Jiné 97% 95% 95% 94% 95% 95%
Trhliny 100% 100% 100% 100% 100% 100%

Na obr. 4.2.2 je Paretliv diagram pro pocty vad ziskané z vystupni kontroly a na obr.
4.2.3 je Paretiv diagram pro odhadnuté pocty vad vypocitané gradientnim odhadem pomoci
Hellingerovy kvazinormy.
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Obr. 4.2.2 Paretiv diagram pro data ziskana z vystupni kontroly.
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Obr. 4.2.3 Paretiv diagram pro odhadnuté poéty vad vypocitané pomoci gradientniho odhadu
Hellingerovou kvazinormou.
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Pokud bychom za rozhodovaci kritérium zvolili kolik pfi¢in ze vSech analyzovanych
zpusobuje 80% neshodnych vyrobkll, pak by se méla firma pro zvySeni jakosti zaméfit na
odstranéni zavad typu Spatna pfilnavost, Spatny brus a vyrobky s dutinami. Tyto tfi vady
zpasobuji celkem 81% vSech zavad. Pokud bychom vychéazeli z dat odhadnutych pomoci
kvazinorem, museli bychom byt jesté opatrnéjsi a snizit také pocet vad typu Skrabance.

Piiklad 4.2.3

Agentura STEM provedla ve dnech 8. — 15. fijna 2013 na vybrané reprezentativni skupiné
prizkum volebnich preferenci [29]. Priizkumu se zu¢astnilo 1052 obyvatel CR ve véku 18-69 let.
V tabulce 4.2.4 je zaznamenan vysledek prizkumu, tj. pozorované Cetnosti a bodové odhady
preferenci uréené pomoci relativnich ¢etnosti. V téze tabulce jsou také odhady Cetnosti a odhady

volebnich preferenci vypocitané pomoci gradientniho odhadu Hellingerovou kvazinormou.
Vysledky doklada ptipojeny sloupcovy graf.

Tab. 4.2.4 Odhady cetnosti a odhady volebnich preferenci vypocitané pomoci gradientniho
odhadu Hellingerovou kvazinormou z dat ziskanych predvolebnim priizkumem, #, =0,0463.

v . . . .| Bodovyodhad Gradientni odhad Gradientni ,
Strany Vetejné minéni . o y , odhad preferenci
preferenci (%) cetnosti (%)
CSSD 273 259 221 20,98
ANO 169 16,1 170 16,15
KSCM 140 13,3 141 13,44
TOP 09 121 11,5 123 11,67
ODS 91 8,6 93 8,81
Usvit 62 5,9 66 6,27
KDU-CSL 47 4,5 52 4,95
PIRATI 33 3,1 40 3,77
SSO 33 3,1 40 3,77
SPOZ 27 2,6 35 3,29
SZ 27 2,6 35 3,29
OSTATNI 29 2,8 38 3,61
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Tab. 4.2.5 Srovnani odhadi se skute¢nym vysledkem voleb.
Bodovy odhad Gradientni odhad | Skute¢ny vysledek
preferenci (%) preferenci (%) voleb (%)
CSSD 25,9 20,98 20,45
ANO 16,1 16,15 18,65
KSCM 13,3 13,44 14,91
TOP 09 11,5 11,67 11,99
ODS 8,6 8,81 7,72
Usvit 5,9 6,27 6,38
KDU-CSL 4,5 4,95 6,78
PIRATI 3,1 3,77 2,66
SSO 3,1 3,77 2,46
SPOZ 2,6 3,29 1,51
SZ 2,6 3,29 3,19
OSTATNI 2,8 3,61 2,80
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5. Pfimkovy odhad

Vhodny odhad p(z)=(p,(),-...p,(¢)) rozd&leni pravdépodobnosti p z pozorovanych hodnot

ndhodné veli¢iny X muzeme v S = {pe R"™ :Vp, 2 O,Z p;= l} najit tak, ze se nebudeme
j=1
pohybovat po kiivce nejvétsiho spadu, ale po pfimce vychézejici z empirického rozlozeni

(L

1 1
j prochézejici rovnomérnym rozdélenim p, = ( ,...,—j [11].
n m m

cetnost1
n

Definice 5.1 Piimkovym odhadem rozdé¢leni pravdépodobnosti pe S z empirického rozde¢leni

(A,,Qj # (i,,ij rozumime takové rozdéleni p(¢) = (p1 (1), D, (t))e S, ze
m

n n m

: 1 .
12 (t):£+(——ijt, teT, j=1,.,m
n \m n
kde T je takovd podmnozina R aby p;(1)e[0,1] pro Vj=1,...m
f f 1 o , (11
V ptipadé, ze —,....,— |, rozumime pfimkovym odhadem rozdéleni | —,...,— |.
n m m m m

Poznamka 5.1 Slozky p;(¢) odhadu p(z) rozdéleni p jsou konvexni kombinace

. . ; 1
odpovidajicich slozek f a p,, specialné pj(O)zi a p,(1)=— pro Vj=1,..,m
n n m

Poznamka 5.2 Piimkovy odhad je stejné jako gradientni odhad odhad s jednim parametrem.
Vhodnou hodnotu parametru 7, miiZeme najit pomoci testu dobré shody. Pti pouziti Pearsonova

testu, resp. Pitmanova — Hellingerova testu [7] je t, kofenem nelinedrni rovnice

_ 2
n= Il—w’

=
resp.

8]’1{1—2 p] j Zla’

jejiz leva strana je zvolené testové kritérium a y; _ je (1—«)-kvantil chi-kvadrét rozdéleni s

m—1 stupni volnosti. Jde vlastn€¢ o nalezeni takové hodnoty 7, kdy jesté nezamitame hypotézu o
vhodnosti rozdé€leni p(#) na hlading vyznamnosti ¢ . Oba testy jsou pouze asymptotické a pro

praktické pouZiti pozadujeme, aby np, (1,) >5 pro Vj=1,...,m

Véta 5.2 Pfimkovy odhad je totozny s tzv. diskrétnim jadrovym odhadem s mocninnymi jadry
[12].
fio1 c

p.(x)=- +
p](x) nl+em 1+4+cm

, piidemz ce€ [0,00) a j=1,....m
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Diikaz: UvaZujme rovnici pfimky p, (t):i (——ijt, pro teT, kde T je takova
n \m n

podmnozina R, aby p,(1)=0 pro Vj=1..,m Rovnici pfepisme do tvaru

; 1 o . . 1
p.(t):i(l—t)+—t. Porovname-li diskrétni jadrovy odhad p, ()c)zi + pro
! n m nl+cm l+cm

ce[O,oo) a j=1,..,m spfimkovym odhadem, vidime, Ze pro slozky vektoru plati

1 cm c t cm
=l-t=r=1- = a =— 1= .
1+cm l+em 1+em  l1+cem m 1+cm

O

Poznamka 5.3 U piimkového odhadu si mizeme vybrat, zda budeme z pozorovanych hodnot
néhodné velitiny X hledat tzv. pesimisticky odhad p(t,)=(p,(4),....p, (t,)), nebo naopak
odhad nejvice vzdaleny od rovnomeérného rozdéleni p, lezici na hranici zamitnuti testu dobré

shody. Takovému odhadu odpovidaji zdporné hodnoty parametru ¢ a budeme ho nazyvat
optimisticky odhad. Podobn¢ mtizeme postupovat pti gradientnim odhadu z kapitoly 4.

Priklad 5.1
Ilustra¢ni ptiklad pfimkového odhadu pro m=2.

L
)=+ ==Ly,
pl ( ) n 2 n
p, (1) :1{£+(1—A}} :
n \2 n
K nalezeni vhodné hodnoty parametru ¢ pouzijeme naptiklad Pearsontv test
2
L (n=1) 2 _
= - —n=}_,=0.
n\ p (t) P (t)

Po dosazeni pravdépodobnosti p,(¢), p,(t) do Pearsonova testu dostaneme rovnici

A (n—1)

1 - -n—y.., =0
n 1+(1_ﬂjt 1_{f;+(l_fijt:| o
n 2 n n 2 n

212 N 2n® —4nf, + 27
2fi+nt=2ft 2n-2f —nt+2ft

Odtud po uprave

_n_le—a =0.

Z ptedchoziho vztahu dostaneme kvadratickou rovnici vzhledem k hledanému parametru ¢
2 (0’ —4n f,+4nf7 + 10 0 = A i+ A ) (B =80 W S =200 1 )+
+4lefa.f;2 _411270:”]; = O

Nyni dosadime do rovnice konkrétni hodnoty. Uvazujme naptiklad falesnou kostku, na které
nam ze sta pokust padlo pouze tficetkrat sudé ¢islo. Pak
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n=100,
/=30,
X, =3,8415.
Po dosazeni ma kvadraticka rovnice tvar
166146,3285¢* —12292,6571¢ —32268,22484 =0 .

Reseni kvadratické rovnice

1, =0,4792,
1, =—0,4053.
Odhad vypocitany pro parametr ¢,
p, =0,3958,
p, =0,6042.
80
70/ simulované (t = 0,4792)
| [E=J odhadnuta
60
50
-og ]
g T —
=
Oz — ]
pURRE | E—
04— |
0 I T I
Suda ¢Cisla Licha ¢isla

Obr. 5.1 Sloupcovy graf Cetnosti pro faleSnou kostku

Vypocitany parametr ¢, <0. Jde o optimisticky pfimkovy odhad, kdy hleddme odhad
nejvzdalenéjsi od rovnomérného rozdéleni p, lezici na hranici zamitnuti testu dobré shody.

Odhad vypocitany pro parametr ¢,
p,=0,2189,
p,=0,7811.
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Obr. 5.2 Sloupcovy graf ¢etnosti pro faleSnou kostku, pohybujeme-li se smérem od
rovnomérného rozdéleni

Piiklad 5.2 V tabulce 5.1 je uveden pocet manzelstvi v Ceské republice, ktera nevydrzela ani
jeden rok [19]. Vypocitany je odhad cetnosti rozvodi pomoci jednotlivych kavazinorem a
ptimkového odhadu. U pfimkového odhadu jsou uvedeny oba dva typy. Jak odhad pesimisticky
blizici se k rovnomérnému rozdéleni, tak odhad optimisticky. Uvedena je také kriticka hodnota
parametru f,, kdy je$t¢ nezamitdme vhodnost daného rozdéleni na hladiné¢ vyznamnosti

o=0,05.

Tab 5.1 Skute¢né a odhadnuté poéty manzelstvi v CR, ktera nevydrZela ani jeden rok.

Rok 2012 | 2011 | 2010 | 2009 | 2008 | 2007 | 2006 t
Skuteéné Getnosti 204 | 235 | 254 | 158 | 277 | 341 | 307 0
Kvadraticka 220 | 244 | 259 | 183 | 277 | 328 | 264 | 0,0379
kvazinorma
Pearsonova 217 | 241 | 257 | 185 | 277 | 336 | 263 | 0,0383
kvazinorma
Hellingerova 218 | 243 | 258 | 184 | 277 | 332 | 263 | 0,0675
kvazinorma
Shannonova 219 | 243 | 259 | 184 | 277 | 331 | 263 | 0,0541
kvazinorma
G-kvazinorma
(k=4/3) 218 | 243 | 258 | 184 | 277 | 333 | 263 | 0,0535
Ptimkovy odhad 188 | 220 | 254 | 127 | 285 | 369 | 324 | 0.3263
optimisticky
Pfimkovy odhad 222 | 242 | 254 | 193 | 269 | 309 | 288 | 0.3609
pesimisticky
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6. Gradientni a pfimkové odhady na kontingen¢nich tabulkach
Pojmy uvedené v definici 6.1 a tabulky 6.1, 6.2 jsou pievzaty z [13].

Definice 6.1 Necht' nahodny vektor Z = (X,Y) ma diskrétni rozdéleni, pfi¢emz veli¢ina X
nabyva hodnot 1,...,r aveli¢ina Y nabyva hodnot 1,...,s, r,s > 2. Ozna¢me

£ :Zs:fi]‘a f]‘ :ZT:JS]‘

Predpokladejme, Ze se uskuteCnil ndhodny vyber o rozsahu n z tohoto rozd€leni. Necht' f; je
pocet téch piipadd, kdy se ve vyb&ru vyskytla dvojice (i,7). Matici ( ﬁj) pak nazveme

kontingencni tabulka a Cisla f; a [, margindlni Cetnosti (viz. Tabulka 6.1).

Tab. 6.1 Kontingen¢ni tabulka.

Y
X >
1...s
Ju Jis
)i L
P I3
Ja s
> fi f, n

Nyni oznaéme p, = P(X =4i,Y =j), p, = Zpij , D, = Zpi].. Cisla p, a p, se nazyvaji
j=1

i=1
margindlni pravdépodobnosti, rozd€leni pravdépodobnosti vektoru Z zapisujeme matici (viz.
Tabulka 6.2).

Tab. 6.2 Matice pravdépodobnosti.

Y
X >
1...s
1 pll e pls pl‘
r p7:
D,y .. D,
> P, = D, 1

Poznamka 6.1 Nahodné veliCiny f, maji sdruzené multinomické rozdé€leni s parametrem n a

s pravdépodobnostmi p,; .

Poznamka 6.2 Nahodny vektor Z reprezentuje ndhodny vybér pifi n pozorovanich
dvourozmérné kategorialni veli¢iny (A,B), kde A nabyva r riznych kvalitativnich hodnot a B
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nabyva s raznych kvalitativnich hodnot. (A,B) ma simultani rozd&leni (matici)

pravdépodobnosti peS= {pl.,j >0,(i, j)e{L,...r}x{L,.. .s},iipij = l}. Odhady

i=1 j=1
pravdépodobnosti p, z pozorovanych Cetnosti f, muizeme najit pomoci nasledujiciho

gradientniho odhadu (analogie definice 4.1).

Definice 6.2 Necht' D, (p,p, ) je kvazinorma na S, kde p, = {i,,i} Gradientnim odhadem

rs rs
rozdé€leni pravdépodobnosti pe S z empirického rozdéleni Cetnosti f; z tabulky 6.1 rozumime

takové rozdéleni pravdépodobnosti p(7)e S, ze

Ep(t)z—grade (p(7).p,) pro Ve [0;e0),
p(O){A,.. ey fj
n n n
oo Sy . 11
V piipadg, ze =L =— pro Vi, klademe p(¢)=| —,...,— | pro V 1€ [0;).
noors rsFs

Véta 6.1 Jestlize funkce f(u), kterd generuje kvazinormu D, (p,p,) na S, ma vlastnosti
uvedené v definici 2.1 a ma spojitou derivaci f’(u) pro Vue (0;00), pak existuje jediny
gradientni odhad p(t):( P (1) s 2y (2)5enns prs(t)) rozdéleni pravdépodobnosti pe S. Jeho
slozky p, (1), (i,j)e {1,...,r}><{1,...,s}—{(r,s)} , jsou pro Vi€ [0;e0) partikularnim fe$enim
soustavy obyc¢ejnych diferencialnich rovnic prvniho fadu (SODRI1)

~
“

pl.j(t):—f'(rspij(t))+f' rs| 1= ‘ ()],

i
~.
B

s pocatecnimi podminkami

a slozkou

Diikaz je totozny s dikazem véty 4.1. OJ

Poznamka 6.3 Pro kvadratickou kvazinormu dostaneme explicitni feSeni SODR z véty 6.1 ve
tvaru
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D (t) = cllefzrzszr + clze—err +—,
rs
- _ 1
p]2 (t) clle 21252 + 5 2rst +_,
rs
= 2% —2rst
pr,s—z( )_clle +crv 1 +—,
rs
D, (f) = clle—zrzszr —Cp =2rst . -, st C ,
rs
kde
A‘i‘&ﬁ--- + r,s—1 1
¢, =212 n___
rs—1 rs
(rS z)fil _Q ..... f;’ s—1
Cp = z n n_.
rs—1
_A_&_.F (rs_z)f;’,s—z _ f;,s—]
cr,s—l = n H n n ,
rs—1
a

21252

Prs (t) :_(rs_l)clle

Poznamka 6.4 Piimkovy odhad pe S zempirického rozdéleni ztabulky 6.1 definujeme
podobné jako ptimkovy odhad z definice 5.1:

(1 f . '
pl.j(t):i+(——ijt, teT,i=1,.,r, j=1..,s,
n

rs n
kde T je takova podmnozina R , aby p, (7)€ [0,1] pro Vi=1,..,r, j=1,.,s.
V ptipadg, ze ﬁzipro Vij, klademe pl.j(t)z(i,...,ij pro V € [0;00).

nors rs s

Poznamka 6.5 Vhodné hodnoty parametri ¢ pro gradientni i pfimkovy odhad stanovime
pomoci Pearsonova nebo Pittmanova-Hellingerova testového kritéria stejné jako v kapitolach 4 a
5.
Napiiklad pii pouziti Pearsonova testu je ¢, kofenem nelinedrni rovnice
T s ﬁZ
)
Lt

i=1 j=1 Ji.J

2
—n=X,

jejiz leva strana je zvolené testové kritérium a y; , je (1— ) -kvantil chi-kvadrat rozd&leni
s rs—1 stupni volnosti. Oba testy jsou pouze asymptotické a pro praktické pouziti pozadujeme,
aby np, (2,)>5 pro Vi=1,.,r, j=1..,s.
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Pti zpracovani dat se nejCastéji setkdvame s testovanim statistické hypotézy, ze ndhodné
veli¢iny X a Y jsou na sob¢ nezavislé. Vyuzijeme-li gradientniho odhadu, mizeme hledat odhad
pravdépodobnosti p,;, respektive Cetnosti n, za urCitych vstupnich podminek. Zjistime-li,

naptiklad, Ze pro ndhodné veli¢iny X , Y hypotézu o nezavislosti nezamitame, budeme hledat
odhad takovy, abychom nezamitli hypotézu o nezévislosti a zaroven vhodnosti daného rozd¢leni.
Dalsi moznosti je hledat rozdéleni, které je svazdno s plivodnim rozdélenim pfes marginalni
tadkové ¢i sloupcové pravdépodobnosti.

Poznamka 6.6 Gradientnim odhadem se pfiblizime po kiivce nejvétsiho spadu k rovnomérnému
rozdé€leni, pro které mame nezavislost zarucenou.

6.1 Priklady uziti gradientnich odhadu na kontingenéni tabulky

Piiklad 6.1.1 U 125 studenti VUT byl hodnocen dojem, jaky maji studenti po napsani
zavéretného testu zpredmétu Aplikovanad statistika a planovani experimentu. Vysledky
experimentu jsou zaznamenany v tabulce 6.1.1 i s vyslednym hodnocenim zkousky. Pomoci
kvadratické kvazinormy a pfimkového odhadu najdéte ,,pesimisticky” odhad cetnosti. Na
asymptotické hladin€ vyznamnosti 0,05 otestujte hypotézu, ze vysledek testu (zkousky) nezavisi
na dojmu studentll po napséani testu a ovéite, Zze odhadnuté Cetnosti spliiuji ptivodni predpoklad
nezavislosti (zavislosti). Gradientni odhad kvadratickou kvazinormou i pfimkovy odhad byly
vypocteny pomoci fesitele v MS Excelu.

Tab. 6.1.1 Tabulka skutecnych ¢etnosti.

y dojem
kousk ;
Zrouska dobry Spatny Js
ano 19 13 32
ne 37 56 93
i 56 69 125
Tab. 6.1.2 Odhad kvadratickou kvazinormou, parametr ¢, = 0,02523.
y dojem
kousk ;
ZRouska dobry Spatny Js
ano 24 20 44
ne 39 42 &1
i 63 62 125
Tab. 6.1.3 Pfimkovy odhad, parametr ¢, = 0,46387 .
y dojem
kousk ;
ZRouska dobry Spatny Js
ano 25 21 46
ne 34 45 79
i 59 66 125
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Jednd se o Ctyfpolni tabulku, mlzeme tedy k testovani hypotézy o nezavislosti uzit
charakteristiku OR, tzv. podil Sanci. V prvnim pfipadé obdrzime interval spolehlivosti
(0,976;5,016), pro odhad kvadratickou kvazinormou dostaneme interval (0,649;2,842) a pro
pfimkovy odhad (0,719;3,094). Ve vSech ptipadech zahrne interval spolehlivosti jednicku,
nezamitdme tedy na hladin€¢ vyznamnosti 0,05 hypotézu o nezavislosti vysledku zkousky na
dojmu studenta. Hypotézu na hladiné vyznamnosti 0,05 nezamitadme ani v pfipad¢€, pouzijeme-li
x’ -test. V tomto piipadé je pro skute¢né &etnosti hodnota \* = 3,79 < 3,84, pro kvadratickou

kvazinormu je hodnota x* = 0,66 < 3,84 a pro piimkovy odhad x* = 1,18 < 3,84.

Priklad 6.1.2 V severozapadnim Skotsku byla provedena studie, kterda méla prokézat, zda je
procentudlni zastoupeni krevnich skupin na celém tUzemi homogenni ¢i nikoli. Vysledky
pozorovani prevzaté ze sbirky Osborn (1979), ktera je citovana v [13], jsou uvedeny v tabulce
6.1.4.

Tab. 6.1.4 Tabulka ¢etnosti zastoupeni krevnich skupin v jednotlivych oblastech.

Krevni skupina
Oblast A B 0 AB celkem
Eskade 33 6 56 5 100
\Annandale| 54 14 52 5 125
Nithsdale 98 35 115 5 253
Celkem 185 55 223 15 478

Budeme testovat hypotézu, Ze rozdéleni krevnich skupin je ve vSech tfech oblastech
2

stejné. Testova statistika ma tvar \° = nzzjf;} — n . Hypotézu zamitdme na asymptotické
i=1 j=1 JiJj
hlading vyznamnosti o, kdyz x* > X(_; ., (@ . Nebot x*=10,45 a yx; (0,05)=12,59,
hypotézu nezamitame [13].
Nyni vypocitame ,,pesimisticky” odhad pomoci kvadratické kvazinormy (vysledky jsou
uvedeny v tabulce 6.1.5) a otestujeme nezavislost. Vypocty byly provedeny pomoci Resitele
v MS Excelu.

Tab. 6.1.5 Odhad pomoci kvadratické kvazinormy, parametr ¢, = 0,0034 .

Krevni skupina
Oblast A B 0 AB celkem
Eskade 32 7 53 6 98
Annandale 51 14 49 6 120
Nithsdale 92 33 108 27 260
Celkem 175 54 210 39 478

Hypotézu, Ze rozdéleni krevnich skupin je ve vSech tfech oblastech stejné na hlading
vyznamnosti « = 0,05 nezamitdme, nebot Y = 10,305 <1259 a zirovefi nezamitidme

hypotézu o vhodnosti nalezeného rozdéleni.

Nyni provedeme opét odhad pomoci kvadratické kvazinormy a pfiddme pozadavek na
marginalni Cetnosti. Pocet stupiii volnosti bude tedy rs—2. Odhadnuté ¢etnosti jsou uvedeny
v tabulkach 6.1.6.- 6.1.9.
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Tab. 6.1.6 Odhad pomoci kvadratické kvazinormy za pozadavku, aby v oblasti Eskade bylo
vybrano 100 osob. Parametr ¢t = 0,000281.

Krevni skupina
Oblast A B 0 AB celkem
Eskade 33 6 56 5 100
Annandale 53 14 52 5 124
Nithsdale 97 35 114 8 254
Celkem 183 55 222 18 478

Hypotézu, Ze rozdéleni krevnich skupin je ve vSech tfech oblastech stejné na hlading
vyznamnosti o = 0,05 nezamitidme, nebot’ x> = 9,937 < 12,59. V tomto ptipadé jiz nejde o
odhad pesimisticky, ale nasli jsme rozd€leni, pro které nezamitame hypotézu o vhodnosti
nalezeného rozdéleni (x* = 1,16295 < 18,30703) a které spliiuje pozadavek na marginalni

Cetnost. Skute¢nost, Ze nezamitdme hypotézu o vhodnosti nalezeného rozdéleni, snadno pozname
také ze skuteCnosti, Ze parametr ¢ = 0,000281 je vyrazné¢ mensi, nez jeho kritickd hodnota ¢,
uvedend v tabulce 6.1.5.

Tab. 6.1.7 Odhad pomoci kvadratické kvazinormy za pozadavku, aby v oblasti Annandale bylo
vybréano pravé 125 osob. Parametr ¢ = 0,000207 .

Krevni skupina
Oblast A B 0 AB celkem
Eskade 33 6 55 5 99
Annandale 54 14 52 5 125
Nithsdale 98 35 114 7 254
Celkem 184 55 222 17 478

Hypotézu, Ze rozdéleni krevnich skupin je ve vSech tfech oblastech stejné na hlading
vyznamnosti « = 0,05 nezamitdme, nebot \° = 6,161 <12,59. Hypotézu o vhodnosti

nalezeného rozdéleni nezamitame, x* = 0,59838 < 18,30703 .

Pokud provedeme odhad pomoci kvadratické kvazinormy za pozadavku, aby v oblasti
Nithsdale bylo vybrano pravé 253 osob, pak je parametr ¢ roven téméf nule a dostaneme pivodni
Cetnosti. V pfipad¢é, Zze bychom pfipustili feSeni, kdy na hladin¢ vyznamnosti « = 0,05
zamitadme hypotézu o vhodnosti rozdéleni, dostaneme cetnosti uvedené v tabulce 6.1.8.

Tab. 6.1.8 Odhad pomoci kvadratické kvazinormy za pozadavku, aby v oblasti Nithsdale bylo
vybrano pravé 253 osob. Parametr ¢ = 0,0092, x* = 41,9102 > 18,30703 .

Krevni skupina
Oblast A B 0 AB celkem
Eskade 32 10 50 10 102
Annandale 49 17 47 10 123
Nithsdale 84 34 98 37 253
Celkem 165 61 195 57 478
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Stejné tak, jak jsme kladli podminky na marginalni Cetnosti pro jednotlivé oblasti,
muzeme klast pozadavky na zkoumany pocet lidi s ur¢itou krevni skupinou. Naptiklad budeme
hledat rozd¢€leni takové, aby bylo vybrano pravé 55 lidi s krevni skupinou B. Vysledky jsou
uvedeny v tabulce 6.1.9.

Tab. 6.1.9 Odhad pomoci kvadratické kvazinormy za pozadavku, ze lidi s krevni skupinou B
bylo vybrano pravé 55. Parametr ¢t = 0,0027 .

Krevni skupina
Oblast A B 0 AB celkem
Eskade 32 7 53 6 98
Annandale 52 14 50 5 121
Nithsdale 93 34 109 23 259
Celkem 177 55 212 34 478

Hypotézu, Ze rozdéleni krevnich skupin je ve vSech tfech oblastech stejné na hlading
vyznamnosti « = 0,05 nezamitime, nebot Y = 10,416 <12,59. Stejné tak nezamitdme

hypotézu o vhodnosti nalezeného rozdéleni, x* = 15,3830 < 18,30703.

Piiklad 6.1.3

U 130 uchazecl o zaméstnani bylo sledovano, zda byli pfijati do zaméstnani ¢i nikoliv
v zévislosti na jejich pohlavi. Vysledky prizkumu jsou uvedeny v tabulce 6.1.10. Pomoci
pfimkovych odhadii (pesimisticky, optimisticky ) byl nalezen zavisly i nezavisly odhad tohoto
rozd&leni pravdépodobnosti. Vypodty byly provedeny pomoci Regitele v MS Excelu.

Tab. 6.1.10 Tabulka ptivodnich Cetnosti.

zaméstnavatel A muz zZena
pfijati 20 13
nepfijati 39 58

Jedna se o Ctyfpolni tabulku, je tedy mozné k testovani hypotézy o nezavislosti pouzit
opét tzv. podil Sanci. Hypotézu o nezavislosti na asymptotické hladiné 0,05 zamitame, interval

spolehlivosti (1,0202;5,1312) neobsahuje jednicku. Stejné tak hypotézu zamitame i v pfipadg, ze
pouZijeme y°-test, protoze \* = 4,23 > 3,84.

Nyni najdeme odhad, kdy hypotézu o nezavislosti nezamitneme. K vypoctu pouzijeme
ptimkovy odhad. Vysledky jsou uvedeny v tabulce 6.1.11.

Tab. 6.1.11 Cetnosti vypogitané pomoci ptimkového odhadu, #, = 0,44928 .

zaméstnavatel A muz zZena
pfijati 26 22
nepfijati 36 47

Pro piimkovy odhad dostaneme interval spolehlivosti (0,7406;3,1135) a pro y°-test,

plati * = 1,33 < 3,84 . Hypotézu o nezivislosti tedy na asymptotické hlading 0,05 nezamitidme.
Pomoci modifikovaného ptimkového odhadu je mozné najit feseni, které spliiuje pivodni
pfedpoklad, tedy feSeni, kdy hypotézu o nezavislosti zamitneme. Odhadnuté cetnosti jsou
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uvedeny v tabulce 6.1.12. Interval spolehlivosti je v tomto pfipadé (1,4292;10,1259) a pro y°-
test plati x* = 7,96 > 3,84.

Tab. 6.1.12 Cetnosti vypogitané pomoci modifikovaného ptimkového odhadu, #, =-0,319136.

zaméstnavatel A muz zZena
pfijati 16 7
nepfijati 41 66
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7. Nova trida kvazinorem

V této kapitole odvodime z tzv. Cressie-Readovy statistiky [15] celou tfidu f-divergenci vedouci
na asymptoticky chi-kvadrat test. Pro odvozenou kvazinormu ukézeme jistou analogii s G-
kvazinormou a zbyvajicimi dosud pouzivanymi kvazinormami a odvodime kvazinormu k ni

dualni.
| ]

m f
—1t=-2n) p In|—

Véta 7.1 Jestlize A€ R, pak Cressie-Readova statistika

2 =0T >\—|—1 Zf{

specialné pro A=0 a A=-1

2nl ™ =1
! Lml)\)\-l-lzf{

J

m f
onl’ =1 —1t=2 In |
" A%AAHZf{ ] 25,

ma asymptoticky chi-kvadrat rozdéleni s m—1 stupni volnosti pro vSechna A .

A
Diikaz: Pro \ = 0, = —1 piepisme 2nl" :LZ]”] b —1} vetvaru
AA+1) = np,
A+1
f; —mp,
2nIt = e B 1
)\—l—l Zp]{ np;

—nD.
Oznacime-li V, = u a vyraz (1 + V].)A+l rozvineme v Taylorovu fadu, dostaneme
np;
& AA+1) o, ]
onlt = ——— A1+ A+)V, +————V] +
>\(>\+1);p][ DV + 755 pr

+o0,(1) = Zp]. (nl/QVj )2 + 0, (1), pficemz o, (1) konverguje k nule pro n — co. Pak

J=1

2
m . —nDp.
2nl’ = Zu pro A € R — {-1,0}.
=t D,
Specialné pro A =—1 dostaneme
onl ™" = —2n2p]. In|——|= —2n2p]. Infl +M a funkci ln(1+Vj) rozvineme
=1 j=1 np;

m V?
v Taylorovu fadu, pak 2nl " = —2nZ p|\V, — 7] +o0, (1)], pfi¢emZ o, (1) konverguje k nule

J=1

pro n — oo . Odtud

urt =L =)

=t 7P
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Pro A =0 dostaneme

m np. — f.
2nIO—22fln[ ]:_QZf]n np; ——2ijln1—|— p]f f;]
Jj=1 j
Nyni polozime V, :—npjf— L a funkci 1n(1+Vj) opét rozvineme v Taylorovu fadu. Pak
i

j=1 [ np;

np.

Protoze podil 2 konverguje k jedné pro n — oo a o, (1) konverguje k nule pro n — oo, pak
j

2

=t TP,

.0

Poznamka 7.1 Z tfidy Cressie-Readovych statistik je mozné vzhledem k A odvodit tiidu f-
divergenci a nasledné¢ kvazinorem vedouci na asymptoticky chi-kvadrat test.

2n 7 '

Oznaéime-li 2nI* = —Z q; { —L| —1¢, pak plati pro odvozenou tfidu kvazinorem

mp,

1 n 1
I = —1t,pro A€ R —{-1,0}.
A+ zﬁ ]p (=10}
Specialné pro 4=0 a A=-1

quln
j=1
Zp]ln

9

=3 L=

o m mp,

] me[] Z@m@+mm

]

Definice 7.1 Kvazinormu

CR (P po

A
> —1¢ pro A € R —{-1,0},
mp]

/1+1 ym“S

specialné pro A =0

CR p,p0 Zln——lnp]
apro A=-1

CR, (p,po) = ipj Inp, +Inm,

j=1
budeme nazyvat Cressie-Readova kvazinorma.
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Poznamka 7.2 Generujici funkce Cressie-Readovy kvazinormy ma tvar

fw = ﬁ(u—A —1) pro A € R — {~1,0},
specialné pro A =0

f(u)=—In(u)
apro A=—

f(u)=uln(u).

Poznamka 7.3 Slozky gradientniho odhadu p(t)=(p1(t),...,pm_1(t)) pro A € R—{-1,0}
ziskané pomoci Cressie-Readovy kvazinormy jsou podle véty 4.1 partikularnim feSenim
soustavy obyc¢ejnych diferencialnich rovnic

1 1

PO = T 0 = m = n 0= O == )]
(1) = (e O = =m0 =) == )]
Pos 0= 17 (mp 0] =m0 = O = a0 == )

specialné pro A =0
2O =(mp,))" ~[m(1= p,(®) = p, () = P, )]
Py =(mp, )" =[m(1- p, (- p,() == p,, ()]

s @ = (mp, () =[m(1= p() = p, () =+~ p, ()]

apro A=-1
@O =In(m(1=p,()=p,() == p,,(©)))=In(mp, (1)),
p,()=In(m(1=p,() = p,() == p,, (1)) =In (mp, (1)),

P (O =In(m (1= p, ()= p,(t) == P, ()))~In(mp,,_,(1)),

s pocatecnimi podminkami

P (0) = i, p,(0) = é,..., p, ., (0) o
n n n
a slozkou
p,t)=1—p (t)—p,(t)—--—p, ,(t).

Poznamka 7.4 Cressie-Readova kvazinorma zahrnuje vSechny naSe popsané kvazinormy.

: 1 :
Konkrétn¢ pro A =1 dostaneme Pearsonovu kvazinormu, pro A = —3 Hellingerovu
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kvazinormu a pro A\ = —2 kvadratickou kvazinormu. V pfipadé, ze A=-1 obdrzime
Shannonovu kvazinormu a pro 4 =0 dualni kvazinormu k Shannonové kvazinormé¢.

Véta 7.2 Cressie-Readova kvazinorma je az na nasobek totoznéa s G-kvazinormou.

1 k
4 ———— pro

: . . 2
Diikaz: Vyjdeme z generujici funkce G-kvazinormy f(u) = PP + o

k—2

1l 2 [ 1]
keR {2} . Pak G (p,p,) = —|>Y ——|—| +mp,————|=
2 (p.,) m;k‘—Q[mpj P k—2
= =
m 2 m 2
:i LL _L:ii L — 1} pro ke]R+—{2}.
m = k—2{mp, k=2 k—=2m || mp,

Odtud dostaneme novou generujici funkci G-kvazinormy
k=2

[ _ 2 [l] ’ 1J,pr0 ke R —{2}.
kE—2{\u

: o -2 : :
Zavedeme-li substituci A = kT’ ma generujici funkce G-kvazinormy tvar

f(u):i{%—l},pro AERT,

u
ktery je aZ na nasobek totozny s generujici funkci Cressie-Readovy kvazinormy

1 (1
1 [ i prorer—{-10).0
fw A(A+1)[uA ]pm €R-{~10}

Poznamka 7.5 Vyuzijeme-li definici 2.1.1, pak dualni kvazinorma ke Cressie-Readové

A
. . 1 2z 1 .
kvazinormé CRf(p’pO):ﬂ(/1+1)m (mp J —1tje
=1 ;
1 Z A+l
CR, (p.p,) = ———— { . —1} AeR—{0,~1},
- (p.py) /1(“1)”1; (mp,) pro {0,-1}

specialné pro A =0

F(u)=uln(u)
apro A=-1

F(u)=—In(u).

Véta 7.3 Cressie-Readova kvazinorma tvoii uzavienou tfidu kvazinorem vzhledem k dualité.
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Diikaz: Dualni Cressie-Readovu kvazinormu CR;. (p,p,) = WZ{(W) I )M - 1} pro

m
J=1

m

z —1¢ substituci A —>—-1-A4.
mp]

A € R —{0,—1} dostaneme z CR (P Po /“_1
m Jj=1

specialné pro 4=0 je CR,(p,p,)=—In(u)= CR,(p,p,)=ulnu, coZ je Cressie-Readova

kvazinorma pro A=-1.0
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8. Porovnani kvazinorem

Pro praxi je uzite¢né najit kritéria pro vybér nejvhodnéjsi kvazinormy, respektive generujici
funkce f(w). Jednou zmoznosti je vybrat kvazinormu, kterd nejrychleji konverguje ke
hledanému rozd¢leni pravdépodobnosti, tedy tu, ktera je ,,nejstrméjsi*. Musime vSak respektovat
tvrzeni b) z véty 3.2, tj. Ze generujici funkce f(u) a cf(w), kde ¢ >0, c#1 je konstanta,
definuji dvé kvazinormy liSici se pouze nasobkem c. Aby byly kvazinormy mezi sebou

porovnatelné, pod€lime vzdy kvazinormu D, jejim maximem N :nl}eagxl)f, pokud jeji

maximum existuje. Maximum N nabyvd kvazinorma D, podle véty 3.2 vbodech p,=
=(1,0,...,0),(0,1,0,...,0),...,(0,...,0,1). Takto normovand kvazinorma ma maximum rovno
jedné. Vzhledem k tomu, ze Cressie-Readova kvazinorma CR, (p,p,) zahrnuje vSechny dosud
uvedené kvazinormy, pouzijeme ji k jejich porovnani. V Givahu budeme brat pouze A<0,
protoze v opaéném piipad¢€ se jedna o neohrani¢enou funkei.

Specialné pro m =2 si mizeme vykreslit hodnoty pfislusné normované kvazinormy
v zavislosti na p,. Jak je vidét z obrazku 8.1, ze zobrazenych kvazinorem je nejstrméjsi

kvadratickd kvazinorma (A=-2) a nejméné strmd kvazinorma pro A=-0,3. V nékterych
piipadech si v8ak nemusime byt jisti, naptiklad porovnavame-li A=-8 a 4 =-0,5. V takovém
ptipadé je vhodné spoéitat plochu pod kvazinormou. Cim bude plocha vétsi, tim je kvazinorma
strméj$i. Pro vysSi dimenze je nutné odvodit objem V, m-rozmémého télesa ohraniceného

kvazinormou D, a simplexem S

parametr i

P

1

Obr.8.1 Graf zavislosti hodnoty Cressie-Readovy kvazinormy na p, pro vybrana A .

Véta 8.1 Pro Cressie-Readovu kvazinormu, kde A € R™ — {—1}, je
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1 _)\m—Z 1 1
Vp = m N
AN+D| T A=XA+49) (m-—1)!
a
_l/n—(/ﬂl)_l
A(A+1)

Dikaz: Uvazujme Cressie-Readovu kvazinormu vedouci na asymptoticky chi-kvadrat test

!

1 2 1 1

CR.(p, = — -1 jici funkei f(u) = “ 1
f(P Po) ﬂ(ﬂ+1)m;{[mpj] } s generujici ci f(u )\()\—l-l)(u ) pro

Ae R —{-1}.
OznaCme

L l=p  l=p—=pys \ R
+( (1_ D =Dy = — pm—l)) - mldp,, ,...dp, .

Tento integral vypocitame pomoci nasledujicich integralt

(1_pl _p2 _”._pm—Z)dpm—Z"'dpl =

Il
O%H O%H O%H
o"‘
o"‘
|

C/J
& -
’—l

|

'P
133

f f (-1)=(1—p —p,—— pm_S)zdpm_3 ~.dp, =
0

3
—_ pm_4) dpm—4"'dp1 — e —

]_ m—2 ]-
— _1 m—1 . d —
- 23....(m—2)( n)" (m —1)!
L l=p  d=p— =Py
12 :ff pl_)\dpml dp -
0 0
1-p —P1— = Pm3
= f 1 - pl T pm—Z)pl_)\dpm—Z dpl =

o%: O%H
OSZS} o

2
— pm_s) pl )\dpm—?) ...dpl — e —

og': O%
/,:
|
'P
Z?

50



1

- [ (- m(l -p) p =

, 1 Llifm—2 s m—2 s m — 2 \
—(—1 m— m—2=A __ Mm=—o— - =
1) 2.3...(m—2)[ o |7 I R P I
m—2 m—2 m — 2 '
:(_1)771,—2 1 O pm—l—)\_ 1 pm—Z—)\ + m_2 pl—)\ —
23..(m=2)m—1-X" m—2—-X\"" 1-x
0
m—2 m—2 m—2 m — 2
) 1 0 1 2 m—2
— (_1)771,— _ + . —
23..(m—2)|m—1-X m—-2—-X m—3—\ 1—A
_ 1 m—2 m—2 ; Z m—2 1
S Gl R o VL Y R
23...(m—2)= m—1—-A—i +ol—A+1
1 1=-p  1=p——py
-2
13=ff--- (I=p =p = pps)  dpydp =
0 0 0
]I:f I=py——Pp_3 1
A
- —(1_ pl - p2 _“.pm—Z)l dpm—Z"'dpl =
0 0 0 (1_)‘)
1 1=p I=pi——Ppy
1 1 2-A
= (1—p — D —---pm_) dp,, ,...dp, =
[[ [ (1_)\)(2_)\) 1 2 3 3 1
1 I=p l=pi——Pp_s
1 1 1 3-A
= 1—p, —p, — - dp, ,.dp, ==
[[ [ (1_ )\) (2 o )\) (3 o )\)( pl p2 pm—4) pm—4 pl
1
1 1 1 m—2-\ 1 1 1 m=2 1
= 1— dp. = S I
»0[1—A2—A m—2—>\( 2 L T N R Ql—xﬂ
Pak
1 _)\m—Z 1 1
D: m ~ .
AN+D| tA=A+i) (m—1)!
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m—(/1+1) -1 ' D
A(A+1)

vvvvvv

velikost podilu WD Pro A>0 je Cressie-Readova kvazinorma neohrani¢end funkce a porovnani

pfes objemy neni mozné.

Definice 8.1 Mirou strmosti kvazinormy D, rozumime Cislo WD’ kde V, je objem m-

rozmérného telesa ohrani¢eného kvazinormou D, a simplexem

S:{peRm:ijZO,ij:l} a N=maxD,.

= peS

: : 1 :
Poznamka 8.2 Konkrétn¢ pro Cressie-Readovu kvazinormu, kde /1=—5 (Hellingerova

kvazinorma), je

4 4 2mt
V, = —
(m—-1)! ¥m|(2m -1
a
N=4(1-m").
Pro A = —2 (kvadratickd kvazinorma) je
_ m’ B 1
P m+1)! 2(m—1)!
a

N=2(m-1).

V tabulce 8.1 je vy¢isleny podil % pro vybrana A Cressie-Readovy kvazinormy a dimenzi m.

Z tabulky je ziejmé, Ze pro m<6 je vhodné volit A =-2, tedy kvadratickou kvazinormu a pro
m > 6 je jiz vhodné&jsi volit A = —0,5, tedy Hellingerovu kvazinormu. Nejvét§i hodnoty podilu
jsou pro jednotlivd m v tabulce zvyraznény modrou barvou, naopak nejmensi hodnoty barvou
cervenou.
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Tab 8.1 Hodnoty podilu % pro vybrana A Cressie-Readovy kvazinormy a dimenzi m.

m
lambda 2 3 4 5 6 9 12
-0,2 0,10044 | 0,04811 | 0,01563 |3,841E-03| 7,585E-04 | 2,204E-06 | 2,196E-09
-0,5 0,19526 | 0,09019 | 0,02857 |6,887E-03| 1,340E-03 | 3,772E-06 | 3,680E-09
) 0,33333 | 0,12500 | 0,03333 |6,944E-03 | 1,190E-03 | 2,480E-06 | 1,927E-09
-5 0,28889 | 0,06607 | 0,01130 |1,589E-03 | 1,921E-04 | 1,697E-07 | 6,762E-11
-10 0,18022 | 0,02270 | 0,00233 |[2,081E-04| 1,665E-05 | 5,101E-09 | 8,523E-13
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9. Bootstrapové intervalové odhady

Pokud nezname rozdéleni pravdépodobnosti ndhodné veliciny X, neni k dispozici intervalovy
odhad jejiho parametru @, nechceme nebo nemtizeme aplikovat asymptotické odhady, naptiklad
pro maly rozsah vybéru, pak je mozné nahradit statisticky soubor pozorovanych hodnot novym
bootstrapovym souborem. Ten ziskdme ze souboru plivodniho ndhodnym vybérem s opakovanim
(s vracenim). Prezentované pojmy a postupy jsou ptrevzaty z [16], [17].

Definice 9.1 Ze statistického souboru pozorovanych hodnot (x,,...,x,) ndhodného vyb&ru
(X,,....X,) vytvofime novy statisticky soubor (x; ,...,x:) ndhodnym vyb&rem hodnot x,
s opakovanim (s vracenim). Takto ziskany ndhodny vybér se nazyva bootstrapovy vybér, resp.

bootstrapovy soubor.

Poznamka 9.1 Pfi odhadu stfedni kvadratické chyby, rozptylu, smérodatné odchylky a

vychyleni odhadu 60 parametru @ rozdéleni pravdépodobnosti ndhodné veli¢iny X postupujeme
nasledovné [17].

1. Z pozorovanych hodnot (x,,...,x,) nidhodného vybéru (X,,...,X,) vypocitime odhad 0

n

parametru 6.
2. Realizujeme B nahodnych bootstrapovych vybéri o rozsahu n z pozorovanych hodnot

(xp,..00x,).
3. Pro kazdy bootstrapovy vybér vypocitdime odhad parametru 6 a oznacime jej é,,,l., kde
i=1....,B.

n+B-1
Poznamka 9.2 Pocet vSech riznych bootstrapovych vybért je [ 3 j .

Poznamka 9.3 Bootstrapovym odhadem stfedni kvadratické chyby MSE odhadu i je
— 1 & A A\ 2
MSE, :E,Z:;‘(e””' -6},

bootstrapovym odhadem rozptylu D(é) je

() =\D(9) .

bootstrapovym odhadem vychyleni Bias(é) odhadu je
A/ 1& ~  a
B(@)b =§;9,,J—9.

Poznamka 9.4 Odhad @ ziskany z piivodniho statistického souboru (x,,...,x,) je bodovym
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odhadem parametru @, ale miizeme jej dle potteby také nahradit aritmetickym primérem
1 & s
n Z 6. -
BT

Pomoci bootstrapovych vybért ziskdme bootstrapové intervalové odhady se spolehlivosti
1 -« stfedni hodnoty, rozptylu a smérodatné odchylky ndhodné veli¢iny X.

Poznamka 9.5 Necht X je aritmeticky primér a s je rozptyl plivodniho statistického souboru
(%...x,), X,, je aritmeticky primér a s;, je rozptyl statistického souboru z i-tého
bootstrapového vybéru, i=1,..., B, pak

1. Bootstrapovy intervalovy odhad stfedni hodnoty E(X) se spolehlivosti 1-« je

— S — S
{x —lyian \/m e n—l} )

. . c e 1 X, i_)_c .
kde ¢, , je P-kvantil statistického souboru (tb,l,...,tb,B) at, =2 vn-1,i=1,...,B.

=
B

Sp

i
>

2. Bootstrapovy intervalovy odhad rozptylu D(.X) se spolehlivosti 1—¢« je

2 2
ns ns
2 > .2 >
Zb,lfa/Z Zb,a/Z

kde ;(,iP je P-kvantil statistického souboru ( Korses Mo B) ay,, =

2
l’le,l-
2 b
N

i=1...,B.

3. Bootstrapovy intervalovy odhad smérodatné odchylky o(X) se spolehlivosti 1-o

obdrzime z odhadu D(X') pomoci odmocniny.

Existuje fada dalSich zptlisobt stanoveni intervalovych odhadii parametrii zalozenych na
bootstrapovych vybérech [16], [17]. Mimo uvedenych oboustrannych intervalovych odhadi se
pouzivaji dle potieby také jednostranné bootstrapové intervalové odhady.

Ptedchozi kapitoly byly vénovany specidlnim typlim bodovych odhadt diskrétniho
rozd€leni pravdépodobnosti (gradientni a ptimkovy odhad). Jednou z moznosti, jak ziskat
odhady intervalové, je pouziti metody bootstrap. V programovacim jazyce C++ byl vytvoren
program Shine bootstrap [20], ktery umoziluje vygenerovat bootstrapové vybéry a nasledné
spocitat odhad rozdé€leni pravdépodobnosti z téchto bootstrapovych souborti pomoci kvadratické
kvazinormy. Nyni uvedeme dva ptiklady kategorialnich veli¢in, u nichz pfedvedeme ziskani
intervalovych odhadi jejich rozdé€leni pravdépodobnosti s vyuzitim programu Shine bootstrap
[20]. Bootstrapové odhady rozdéleni pravdépodobnosti byly ¢aste¢né publikovany v [18].

Priklad 9.1 Kovovy upinaci pfipravek byl lisovan ve formé, potazen lepidlem a umistén do lisu,
kde byla vstfiknuta pryz k vytvotreni kone¢ného vyrobku. Pfi sledovani neshodnosti davky
vyrobkli byl zjistén celkovy pocet 314 vad v této davce. Odhadnuté pocty vad pro jednotlivé
kvazinormy 1 vysledky Paretovy analyzy jsou jiz uvedeny v piikladu 4.2.2. Z divodu
nedostatecného poctu pozorovani bylo pomoci programu Shine Bootstrap [20] vygenerovano
tisic bootstrapovych vybéra a z kazdého vybéru spocitdn odhad pomoci kvadratické kvazinormy
(tisic odhadu pro kazdy typ vady). Kazdy bootstrapovy vybér byl stejného rozsahu, jako ptivodni
soubor, tedy n=314. V tabulce 9.1 jsou spocitany charakteristiky odhadnutych parametrt pro
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jednotlivé typy vad, které byly vypocitany z bootstrapovych soubord. V tabulce 9.2 je zapsan
bootstrapovy odhad stfedni hodnoty a rozptylu pravdépodobnosti p, j=1,..,m dle vztahi
uvedenych v poznamce 9.2. Spolehlivost byla zvolena 0,95. Jako priimérna hodnota X byl
volen odhad pravdépodobnosti p, kvadratickou kvazinormou skute¢ného (pivodniho)
statistického souboru. Podobné za s> byl dosazen rozptyl tohoto odhadnutého souboru.

V tabulce 9.3 jsou zapsany skute¢né Cetnosti jednotlivych vad, primérmy odhad ¢etnosti
kvadratickou kvazinormou a bootstrapovy intervalovy odhad ¢etnosti.

Tab. 9.1 Charakteristiky odhadnutych parametri kvadratickou kvazinormou, které byly
vypocitany z tisice bootstrapovych vybéra.

Nazev vady Pramér Median | Minimum | Maximum Sgigﬁ;ﬁ;:a Rozptyl
Spatna piilnavost| 0,371504 | 0,372358 | 0,372358 | 0,291666 | 0,000761 | 0,027584
Spatny brus | 0,274932 | 0,274172 | 0274172 | 0,199755 | 0,000559 | 0,023639
Dutiny 0,109539 | 0,109735 | 0,109735 | 0,059762 | 0,000269 | 0,016407
Skréabance 0,072207 | 0,071751 | 0,071751 | 0,023652 | 0,000167 | 0,012909
Necistoty 0,048943 | 0,048402 | 0,048402 | 0,018613 | 0,000129 | 0,011343
Trhliny 0,082311 | 0,040082 | 0,082949 | 0,044394 | 0,000155 | 0,012431
Jiné 0,040566 | 0,082949 | 0,040082 | 0,013143 | 0,000092 | 0,009577
Tab. 9.2 Bootstrapovy odhad stfedni hodnoty a rozptylu.
K Odhfdd Bootstrapovy odhad Bootstrapovy odhad
vadratickou v 1. Rozptyl
i sttedni hodnoty rozptylu
kvazinormou

Spatnd 0,37100 |0,319937 | 0,427853 |0,233359 | 0,223085 | 0,251829

pfilnavost
Spatny brus 0,27520 | 0,227991 | 0,327762 |0,199465 | 0,190684 | 0,215252
_Dutiny 0,10970 |0,076666 | 0,146480 |0,097666 | 0,093366 | 0,105396
Skrabance 0,07201 | 0,044685 | 0,102434 |0,066825 | 0,063883 | 0,072114
Necistoty 0,04878 | 0,02601 | 0,074131 |0,046401 | 0,044358 | 0,050073
Trhliny 0,08313 |0,053947 | 0,115622 |0,076219 | 0,072864 | 0,082252
Jiné 0,04008 |0,019346 | 0,063165 |0,038474 | 0,036780 | 0,041519

Tab. 9.3 Cetnosti skuteénych naméfenych vad, primémy odhad kvadratickou kvazinormou a
bootstrapovy intervalovy odhad ¢etnosti.

. Skutecné Cetnosti |, Prurr}erny odhad Bootstrapovy odhad
Nazev vady N Cetnosti kvadratickou L ,
naméfenych vad vazi cetnosti
vazinormou.
Spatna 128 117 100 134
pfilnavost
Spatny brus 91 86 72 103
Dutiny 36 34 24 46
Skrabance 23 23 14 32
Necistoty 15 15 8 23
Trhliny 9 13 17 36
Jiné 12 26 6 20
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Piiklad 9.2 Ve dnech 13.1. 2013 az 23.1. 2013 byl v obci Brno-Jehnice proveden prizkum
tykajici se druhého kola pfimé volby prezidenta. Tdzano bylo celkem 50 obcantl. VSichni
z dotazanych byli star§i osmnacti let a uvedli trvalé bydlisté v Jehnicich. Celkem 32 dotdzanych
uvedlo, Ze budou volit Karla Schwarzenberga a 18 obcanti uvedlo, ze budou volit MiloSe
Zemana. Vzhledem k malému poctu dotdzanych bylo pomoci programu Shine bootstrap [20]
vygenerovano sto bootstrapovych ndhodnych vybérti stejného rozsahu, jako byl plvodni
statisticky soubor, tedy »=>50. U vSech bootstrapovych vybéri byl spoc€itin v programu Shine
bootstrap odhad pravdépodobnostni funkce pomoci kvadratické kvazinormy a nésledné v
programu Excel spolitan bootstrapovy intervalovy odhad stfedni hodnoty p, a p,.Vysledky

jsou uvedeny v tabulce 9.4.

Tab. 9.4 Tabulka pravdépodobnosti, bootstrapovy intervalovy odhad stfedni hodnoty a rozptylu,
n=50.

P, D,
Plivodni pravdépodobnostni funkce 0,64 0,36
Odhad kvadratickou kvazinormou 0,5014 0,4986
Primér ze sta odhadii kvadratickou
Kvazinormou 0,5577 0,4423
Bootstrapovy intervalovy odhad E(.X) [0,3793:0,5228] [0,4772:0,6207]
se spolehlivosti 0,95. ’ T ’ T
Bootstrapovy intervalovy odhad D(X) [0,2500;0,2653]
se spolehlivosti 0,95. ’ o

JelikoZ je bootstrapovy intervalovy odhad parametru p, resp. p, pomérné Siroky, zvétSime
rozsah statistického souboru. Vezmeme vuvahu plivodni pravdépodobnostni funkci
p= (0, 64; 0,36) a rozsah souboru zvét§ime na »n =600 . Rozsah souboru byl zvolen s ohledem na
to, ze v prvnim kole se zacastnilo voleb v Jehnicich 611 obc¢anti a ptedpokladame, ze ve druhém
kole bude ucast podobnd. V programu Shine bootstrap bylo vygenerovano sto bootstrapovych
souborti, pfiCemz kazdy mél rozsah n=600. Ztéchto souborii byl vypocitin odhad
pravdépodobnostni funkce pomoci kvadratické kvazinormy a nasledné¢ v programu Excel
spocitdn bootstrapovy intervalovy odhad stfedni hodnoty p, a p,.Vysledky jsou uvedeny

v tabulce 9.5.

Tab. 9.5 Tabulka pravdépodobnosti, bootstrapovy intervalovy odhad stfedni hodnoty a rozptylu,
n=0600.

Iz D,
Plivodni pravdépodobnostni funkce 0,64 0,36
Odhad kvadratickou kvazinormou 0,6008 0,3992
Primér ze sta odhadii kvadratickou 0.5989 0.4011
kvazinormou ’ ’
Bootstrapovy intervalovy odhad E(.X) [0,5609:0,63254] [0,36746:0.4391]
se spolehlivosti 0,95.
Bootstrapovy intervalovy odhad D(X) [0,2345,0,2496]
se spolehlivosti 0,95. ’ o
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Druhého kola voleb se zucastnilo 595 voli¢t, z toho platnych hlasii bylo 593. Skute¢né
vysledky voleb jsou uvedeny v tabulce 9.6.

Tab. 9.6 Skute¢né vysledky voleb obce Brno-Jehnice.

P P>

Skute¢né vysledky voleb v

Jehnicich 0,6087 0,3912

Bootstrapovy intervalovy odhad parametru p, resp. parametru p, pro n =250 nezahrne
skute¢ny vysledek voleb na rozdil od vysledki ziskanych pro rozsah souboru # =600 .
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10. Zavér

Cile dizertacni prace byly zaméfeny na vytvofeni a popis vlastnosti novych metod odhadi
rozdéleni pravdépodobnosti kategoridlni ndhodné veliCiny z pozorovanych ¢etnosti. Na rozdil od
klasickych bodovych odhadi jednotlivych pravdépodobnosti daného rozdéleni umoziuji v praci
popsané¢ metody respektovat pripadné dal$i podminky kladené na rozdéleni a to ve smyslu
maximalni neurcitosti tohoto rozdéleni. Neurcitost je vyjadiena tzv. kvazinormou, kterd vychazi
z f~divergence (tj. vzdalenosti) hledaného rozdéleni od maximalné neurcitého rozdéleni.

V préaci jsou predlozeny a studovany nové typy odhadli rozdéleni pravdépodobnosti

kategorialni ndhodné veli¢iny, konkrétné gradientni a pfimkové odhady. Gradientni odhady p(7)

jsou vzhledem k variabilit¢ volby parametru ¢ do jist¢ miry blizké mocninnym diskrétnim
jadrovym odhadéim [12]. Umoziuji libovolnou volbu parametru ¢ z intervalu [0;7,] a tim odhad

pfiblizit k empirickému rozdéleni. Snaha pfiblizit odhad co nejvice k rovnomérnému rozdéleni,
tzv. pesimisticky odhad, v§ak mize vést k navySeni podilu slozek s malou cetnosti na ukor téch
vys$ich. Z tohoto divodu je vhodné u gradientnich odhadl zkoumat i modifikovanou ulohu, kdy
hleddme odhad nejvzdalenéjsi od rovnomérného rozdéleni lezici na hranici zamitnuti testu dobré
shody. Tento typ odhadu je v praci uveden pro piimkovy odhad.

Gradientni odhad je zavisly nejen na zvoleném parametru ¢, ale také na generujici funkci
/., respektive kvazinormé&. Odvozena byla nova tifida kvazinorem, tzv. Cressie-Readova

1
1 . 1
kvazinorma CR, (p, = — -1 zahrnujici mimo jiné vSechn
7 (P:p) /1(/1+1)ij=:‘ [mpj] ! ! Y
kvazinormy uvedené v dizertacni praci. Vzhledem k tomu, Ze kazda konkrétni Cressie-Readova
kvazinorma vede na asymptoticky chi-kvadrat test, je mozné hledat vhodnou hodnotu parametru

t, € [0;00) pro gradientni odhad pomoci testu dobré shody, kde bude parametr A uréen tak, aby

odpovidal ptislusné zvolené kvazinormé. V budoucnu bychom chtéli vyuzit i jiné miry
vzdalenosti nez f-divergence, naptiklad miry vzdalenosti vychazejici z transformace stabilizujici
rozptyl.

Gradientni odhady vyzaduji numerické teSeni ziskanych nelinedrnich soustav
diferencialnich rovnic. Za timto uUc¢elem byl pomoci softwaru MATLAB vytvofen program
Pesfit. Jedina kvazinorma, ktera vede na linearni soustavu diferencialnich rovnic s konstantnimi

: : 1 : RS N I T
koeficienty, je kvadratickd kvazinorma D, (p,p,) :EZ(mp ! —1) . Pfi feSeni nelinearnich
j=l
soustav diferencidlnich rovnic se ukazalo, Ze vypocet hodnoty ¢, je citlivy na ,,strmost™ zvolené

kvazinormy D, (p,p,), respektive na volbu generujici funkce. V dizertatni praci jsou proto

kvazinormy mezi sebou porovnany pravé s ohledem na jejich ,,strmost“. Cim je kvazinorma
,,strmejs$i*, tim rychleji dospéjeme ke hledanému rozdéleni pravdépodobnosti. Ukazalo se, ze pro
m<6 je nejvhodné&jsi volit kvadratickou kvazinormu, pro m > 6 je jiz vhodné&jsi volit
Hellingerovu kvazinormu. Piedlozené odhady zalozené na kvazinormach maji sice ponckud
samoucelny charakter, ale na tfad¢ uloh se ukazuje jejich prakticka pouzitelnost. Gradientni
odhady byly napftiklad aplikovany na kontingen¢ni tabulky. Ptfidany byly vstupni podminky
kladené na margindlni cetnosti hledaného rozdéleni pravdépodobnosti, nebo pozadavek
nezavislosti hledaného rozdé€leni.

K zptesnéni gradientnich odhadd byla vyuzita metoda bootstrapovych odhadi, kterou je
vhodné pozit zejména, pokud neni rozsah souboru dostate¢né velky. S vyuzitim metody
bootstrap byly bodové gradientni odhady rozSifeny na intervalové odhady. Vytvofen byl
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program Shine Bootstrap, pomoci kterého mizeme vygenerovat potiebny pocet bootstrapovych
vybérli a navic z kazdého vybéru spocitat gradientni odhad kvadratickou kvazinormou. V
soucasné dobé se vytvari novy software, ktery by mél byt jednodussi pro uzivatele. Software
Shine Bootstrap je programovan v jazyce Python [21] za pouziti knihovny NumPy [22]. Grafické
rozhrani je vytvofeno pomoci knihovny wxWidgets [23].

Ukézalo se, ze piimkové odhady zalozené plivodné na gradientnim piistupu jsou
ekvivalentni s mocninnymi diskrétnimi jadrovymi odhady [12] a muzeme zajistit jejich
asymptotickou nestrannost. V naSem piipadé se vSak opét nabizi moznost testovat jejich
vhodnost pomoci Cressie-Readovy statistiky.

Mimo vySe uvedenych dalSich moznych smérd badani se nabizi také zabyvat se
gradientnimi a ptimkovymi odhady vedenymi smérem na mnozinu vSech rozdé€leni simultannich
pravdépodobnosti ve Ctyfpolni kontingen¢ni tabulce, které respektuji nezavislost obou
dichotomickych kategorii.

Vlastni dosazené vysledky vramci dizertace byly povétSsinou publikovany. Mimo
osmnact ¢islovanych poznamek, grafické prezentace, ptiklady a textové komentare jde zejména
0:

Definice 3.2, 4.1, 5.1,6.2,7.1 a8.1.

Véta3.3,3.4,3.5,4.1,4.1.1,5.2,6.1, 7.1 (pouze dikaz), 7.2, 7.3 a 8.1.

Dusledek 4.1 a4.1.1.

Spoluautorstvi autorizovaného softwaru Pesfit a Shine Bootstrap.
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11. Dodatky

11.1 Dodatek A

Pesfit 1.0

Program Pesfit 1.0 slouzi k nalezeni gradientniho odhadu rozdéleni provépodobnosti p
z pozorovanych cetnosti f pomoci zvolené kvazinormy. Slozky gradientniho odhadu jsou
partikularnim feSenim soustavy obycejnych diferencidlnich rovnic prvniho tadu (SODRI).
Soustava diferencialnich rovnic se v programu fe$i pomoci Rungeho-Kuttovy metody a
k nalezeni hodnoty 7, kdy jesté nezamitime hypotézu o vhodnosti rozdéleni p(7), byla uZita

metoda bisekce. Program Pesfit 1.0. byl napsan v prostitedi MATLAB 7.1.0.246 (R14).

Ukazka zdrojového textu pro Hellingerovu kvazinormu
% Nalezeni gradientniho odhadu pomoci Hellingerovy kvazinormy,
% puvodni Cetnosti {128,91,36,23,15,12,9}.

function kvazi3 (m,n,v)

m - pocet kategorii

n - rozsah souboru

=7

n=314

format short;

tol=0.001; %tolerance na reseni nelinearni rce
t _end=0.5; %prvni odhad tO

tspan=[0 t_end];

f0=[128 91 36 23 15 12]; %cetnosti

o° o

3

p0=£f0/n; $%$pocatecni podminka

[t,pl=0de45 (@f, tspan,p0); %reseni pomoci Runge-Kutta
pm=1-(p(:,1)+p(:,2)+p(:,3)+p(:,4)+p(:,5)+p(:,6));
p=[p pml;

Tl=length(p); %pocet kroku
tau=t_end/T1l; %delka kroku
f0 (m)=n-sum(£0) ;

chi=12.59157742; %kvantil chi-kvadrat rozdeleni
krit=zeros(T1l,1);
tfin=0;
for i=1:T1

for j=1:m

krit (i) =krit (i)+fo(j)*£fo(j)/p(i,7);

end

krit(i)=(krit (i) /n) -n-chi;

if krit(i)<=0 %urceni posledniho t, kdy nezamitame hypotezu

tfin=1i;

end
end
krit;
a=tfin;
b=tfin+1;
p=p(tfin, :); %$pocatecni podminka pro 1.bisekci
1=1;
krit=krit (tfin) ;
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if -krit<tol
to=tfin*tau
krit
p
else
while (-krit>tol) | (krit>0)

$nulovy bod funkce krit hledame v intervalu

(a,b)

c=(a+b) /2;
tO=c*tau;
[t,pl=0de45 (@f, [a*tau t0 b*tau] ,p(l,1:m-1));
t0
pm=1l-(p(:,1)+p(:,2)+p(:,3)+p(:,4)+p(:,5)+p(:,
p=[p pm];
krit=zeros(3,1);
for i=1:3
for j=1:m
krit (i)=krit (i)+£0(3)*f0(3)/p(i,3);
end
krit(i)=(krit (i) /n) -n-chi;
end
if krit(2)==0
a=c;
b=c;
elseif krit (2)*krit(3)>0
b=c;
1=1;
else
a=c;
1=2;
end
krit=krit (2) ;
end
t0 %nalezeny nulovy bod
krit %hodnota kriteria v tO
p=p(2,:) %vysledne pravdepodobnosti
end
D=0;
for j=1:m
D=D+sqgrt(p(j));
end
D=2-2/sqgrt (m) *D %$hodnota Hellingerovy kvazinormy
np=n*p
cetnost=[f0;np]" $vykresli sloupcovy graf

bar (cetnost,1.5) ;
title('gradientni odhad') ;
xlabel ('kategorie') ;
ylabel ('cetnost') ;

legend('f0', 'np') ;

function dpdt = f£(t,p) %Hellingerova kvazinorma

dpdt=[(m*p (1)) *(-1/2) - (m* (1-p (1) -p(2) -p(3) -p(4) -p(5)
(m*p (2))*(-1/2) - (m* (1-p(1) -p(2) -p(3) -p(4) -p(5)
(m*p (3))*(-1/2) - (m* (1-p(1) -p(2) -p(3) -p(4) -p(5)
(m* p(4))‘( 1/2)-(m*(1-p(1) -p(2)-p(3)-p(4)-p(5)
(m*p (5))*(-1/2) - (m* (1-p (1) -p(2) -p(3) -p(4) -p(5)
(m*p (6))*(-1/2) - (m* (1-p (1) -p(2) -p(3) -p(4) -p(5)

end

end
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n = 314

t0 = 0.1250

krit = -7.5291e-004

0.3808 0.2663 0.1035 0.0700 0.0526 0.0472 0.0797

o
Il

g
Il

0.1494

np = 119.5699 83.6097 32.5116 21.9790 16.5102 14.8063 25.0132

gradientni odhad
1"“1":' T T T T T T T

120

100

80

cetnost

1l

40

20

kategorie

11.2 Dodatek B

Shine Bootstrap

Program Shine Bootstrap umoziiuje generovat potfebny pocet bootstrapovych vybéri a navic
zkazdého vybéru spocitat gradientni odhad kvadratickou kvazinormou. Dal§i mozZnosti
programu jsou uvedeny v manudlu spoleéné se zplisobem zadavani ptrikazi. Programovacim
jazykem bylo C++. Piikazova tadka byla vytvofena s pomoci knihovny wxWidgets [23].
Vyuzito bylo také feSsice NOMAD [24].
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Shine Bootstrap - Manual

1 Literals

Identifiers: Begin with a letter, can contain alphanumeric characters and an underscore _.
x, A, x1, my_variable, c_142

Numbers: In decimal notation, with dot . as separator.
42, 12.34

Strings: Sequence of arbitrary characters enclosed in double quotes ".

"Whatever."

2 Datatypes

vector

matrix

integer

double

arbitrary of the above
s string

[T I

3 Execute, Import, Save

import(s) (File to be opened and scanned for data)
Returns vector or matrix of the numeric data contained in the file.

> x = import("Data.txt")

save(s, .) (File to save to, Data to save)
save(s, ., s) (File to save to, Data to save, Description)

Saves the data, overwrites the file.
Saves the data with the description, overwrites the file.
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> save("Data.txt", x)
> save("Data.txt", x, "The big sample.")

execute(s) (File name)
Opens the given script file and executes the commands.

> execute("Script.txt")

4 Indices

Starting from 0.
> v[0] =5
> A[0,1] = 42

> A[:,0] First column of matrix A
> A[0,:] First row of matrix A

5 Info commands

what Prints all defined variables.

size(.) Returns (number of rows) x (number of columns).
rows(.) Returns number of rows.
cols(.) Returns number of columns.

6 Plotting commands
plot (v, v) Plots x coordinates vs. y coordinates as a curve.

hist(v) Displays histogram of v.
hist (v, i) Displays histogram of v with given number of clases.

7 Basic operations on vectors and matrices

2 Transpose.
>y =x’

sum(.)  Sum of all entries.
rsum(.) Column vector of row sums.
csum(.) Row vector of column sums.

abs(.) Absolute value.

max(.) Maximum of all entries.
rmax(.) Column vector of row maxima.
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cmax(.) Row vector of column maxima.

min(.)  Minimum of all entries.
rmin(.) Column vector of row minima.
cmin(.) Row vector of column minima.

8 Useful matrices and vectors

ones (i) Row vector of 1’s of given length.
ones(i, i) Matrix of 1’s of given dimensions.

zeros (i) Row vector of 0’s of given length.
zeros(i, i) Matrix of 0’s of given dimensions.

eye(i) Identity matrix (square) of given size.

9 Functions

cos(.) Cosine
exp(.) Exp
log(.) Logarithm
sin(.) Sine
tg(.) Tangens

10 Bootstrap

bootstrap(v, i, i)  (Sample to select from, Number of bootstraps, Size of one boot-
strap)
Matrix (Number of bootstraps) x (Size of one bootstrap), each row is one bootstrap sample.

> y = bootstrap(x, 100, 10)

11 Generators of distributions

binomial(i, d, i) (Binomial N, Probability, Count)
binomial(i, d, i, i) (Binomial N, Probability, Rows, Columns)

Returns row vector of length (Count)
Returns matrix (Rows x Columns)

> bi = binomial(10, 1/2, 100)
> bi = binomial(10, 1/2, 10, 100)
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weibull(d, d, d, i) (b (shape), delta (scale), ¢ (shift), Count)
weibull(d, d, d, i, i) (b (shape), delta (scale), ¢ (shift), Rows, Columns)

Returns row vector of length (Count)
Returns matrix (Rows x Columns)

> bi
> bi

weibull(1l, 1, 0, 100)
weibull(l, 1, 0, 10, 100)

uniform(d, d, i) (left, right, count)
uniform(d, d, i, i) (left, right, rows, columns)

Uniform distribution between ’left’ and ’right’. Returns row vector (length Count).
Uniform distribution between ’left and 'right’. Returns matrix (Rows x Columns).

> uni = uniform(0, 1, 10)
> uni = uniform(-1, 1, 5, 5)
discrete(v, v, i) (Probabilities, Values, Count)

discrete(v, v, i, i) (Probabilities, Values, Rows, Columns)

Probabilities and Values must have the same dimension.
Performs selection with replacement from given values with corresponding pro-babilities,
returns row vector of (Count) values.

Returns matrix (Rows x Columns).

> p = ones(6)

>x =1:1:6

> dis = discrete(p, x, 100)

> dis = discrete(p, x, 10, 100)

frechet(d, d, d, i) (Gamma, Sigma, Mu, Count)
frechet(d, 4, 4, i, i) (Gamma, Sigma, Mu, Rows, Cols)

12 Fitting

fitweibull(v)  (Weibull sample to fit)
fitweibull(A)  (Matrix with rows as Weibull samples to fit)

Returns b (shape), delta (scale), ¢ (shift) as a row vector.
Returns matrix with rows as the fitted parameters: b (shape), delta (scale), ¢ (shift).

fitdiscrete(v, v) (Sample to fit, Underlying values)
fitdiscrete(A, v) (Matrix with rows as samples to fit, Underlying values)

Returns a row vector: frequencies of each value from (Underlying values) in (Sample to
fit)
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Returns a matrix with rows: frequencies of each value from (Underlying values) in (Sample
to fit)

> fit = fitdiscrete(dis, x)

fitgnorm(v, v) Analogous to fitdiscrete, quasinorm used for fitting.
fitgnorm(A, v) Analogous to fitdiscrete, quasinorm used for fitting.

fitfrechet(v) Gamma, Sigma, Mu

13 Command line

clc Clears the editor window.
clear Clears the editor window.

Command history on arrows (up, down).
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13. Seznam pouzitych zkratek a symbolu

R mnozina realnych ¢isel
R’ mnozina redlnych ¢isel rozsitend o nevlastni prvky = a -<°
Q zékladni prostor
z jevové pole
P pravdépodobnostni mira
f absolutni ¢etnost
n rozsah statistického souboru
m mohutnost zékladniho prostoru £2
i relativni ¢etnost
n
M(n,p,,....,p,) multinomické rozdéleni pravdépodobnosti
f generujici funkce f~divergence
D,(p.q) f~divergence hustot p, q
D, (p.q) dualni f-divergence k D, (p.q)
S mnozina vSech diskrétnich rozdéleni pravdépodobnosti na
p rozdéleni pravdépodobnosti
P, rovnomeérné rozdéleni pravdépodobnosti
D,(p,p,) kvazinorma diskrétniho rozdéleni pravdépodobnosti P
D, (p,p,) dualni kvazinormak D, (p,p,)
H(p,p,) Hellingerova kvazinorma
S(p,p,) Shannonova kvazinorma
P(p,p,) Pearsonova kvazinorma
G(p.p,) G -kvazinormu
p(?) gradientni odhad
p(%) pesimisticky gradientni odhad
o hladina vyznamnosti
X, (1- &) -kvantil chi-kvadrat rozd&leni
J Jordanova normalni forma matice
E(X) sttedni hodnota ndhodné veli¢iny X
n, pocet piipadd, kdy se ve vybéru vyskytla dvojice (3, j)
n;m; marginalni ¢etnosti
D, marginalni pravdépodobnosti
2nl” Cressie-Readova statistika
CR, (p,p,) Cressie-Readova kvazinorma
Yo mira strmosti kvazinormy D,
N
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