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Abstrakt

Prace je ptispévkem ke kolekci vzdélavacich e-learningovych materialt pro predméty,
které se vénuji data miningovym postupim. Teoreticka ¢ast shrnuje vybrané problémy
shlukové analyzy, ktera je zdsadni pro ¢ast data miningovych uloh. V préci jsou shrnuté
problémy spojené s predzpracovanim vstupnich kvalitativnich i kvantitativnich dat pro
shlukové algoritmy. Déle jsou analyzované vybrané postupy shlukovani a posouzeni
kvality shlukovaciho procesu.

Vysledkem prace je vyukovy program MyCluster pro popsané algoritmy, ktery studen-
tam umoznuje experimentovat s daty, které si sami interaktivné vytvoii. Pouzit lze
I datové mnoziny diive vytvorené. K dispozici jsou metody nejbliz§iho souseda, nej-
vzdalengjsiho souseda, centroidni metoda a metoda K-means a nékolik volitelnych me-
trik. Student miiZe sledovat diisledky volby jednotlivych parametri a Iépe pochopit
principy sledovanim animace shlukovaciho procesu. Kvalitu shlukovaciho procesu pak
ilustruje funkcional kvality, ktery lze sledovat v souvislostech né¢kolika pokust
V historii pokust. Aplikace byla v pribéhu vyvoje testovana studenty Technické univer-
zity v Liberci a na zaklad¢ jejich doporuc¢eni byla upravena do finalni podoby. Aplikace
MyCluster byla naprogramovana pomoci programovaciho jazyka C# a je k dispozici
ucastnikim kurzu Datamining a kurzu Programovaci techniky a data mining na

e-learningovém portalu ALS na TUL.

Kli¢ova slova: data mining, shlukova analyza, ptfedzpracovani dat, miry podobnosti,

optimalni pocet shlukii, funkcional kvality



Abstract

This thesis is a contribution to a collection of educational e-learning materials for sub-
jects which deals with data mining procedures. The theoretical part summarizes selected
problems of the cluster analysis which is essential for part of data mining tasks. This
thesis summarizes problems connected with preprocessing of input qualitative and qu-
antitative data for clustering algorithms. Further analyzed are selected clustering tech-

niques and evaluation of the quality of the clustering process.

The result of this thesis is a learning program MyCluster for described algorithms which
allows the students to experiment with the data that they themselves created. Students
can also use sets of data that had been created earlier. In program are available methods
like nearest neighbor, farthest neighbor, centroid linkage and K-means method and se-
veral chosen metrics. Students can monitor the impact of chosen parameters and better
understand the principal of clustering process by monitoring the process with animation.
The quality of the clustering process then ilustrates the functional of quality which can
be monitored in coherence of several trials in the past trials. During the development of
this program the students was allowed to test it and based on their recommendations
was made into its final appearance. Application MyCluster was programmed using C#
and it is available to all participants of Datamining course and Programming technique

and data mining course on e-learning portal of ALS on TUL.

Key words: data mining, cluster analysis, data preprocessing, similarity measures, op-

timal number of clusters, cluster evaluation
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Uvod

Mezi jednu z mnoha data miningovych metod se fadi také shlukova analyza.
Shlukova analyza ma tizkou souvislost s nasi lidskou povahou, kdy se v§echno snazime
zatazovat do urcitych skupin, které jsou definovany specifickymi vlastnostmi. Cilem
metod shlukové analyzy je tedy vytvoftit shluky (resp. skupiny) nad datovym souborem,
kde plati, Ze objekty v jednom shluku jsou si vice podobné nezZ objekty z riznych shlu-
kt. Tzn., ze objekty jsou do shlukl zafazeny na zéklad¢ jejich vlastnosti, kterymi jsou
objekty definovany. Proces shlukovani neni tak jednoduchy, jak se mlize na prvni po-
hled zdat. Pred samotnou aplikaci data miningovych metod shlukové analyzy na datovy
soubor je nedilnou soucasti tzv. pfedzpracovani dat, protoZze v realném svété jsou Casto
v datovych souborech chybné ¢i neuplné tidaje. Pfedzpracovani dat se sklada z krok,
jako je ,,o¢isténi* datové souboru, kdy se data miner snazi eliminovat nekonzistenci dat,
integrace dat, kdy ma data miner spolecné s odbornikem pro dany problém spojit data
z vice datovych souborti do jednoho souboru, a nakonec datové transformace, kde ma

kazdy typ proménné jiné moznosti transformovani.

Jak je psano v odstavci vyse, tak cilem shlukové analyzy je rozd¢lit mnozinu ob-
jektl na zéklad¢ jejich podobnosti. K uréeni velikosti podobnosti ndm slouzi tzv. miry
podobnosti. Vypocet miry podobnosti se rozliSuje na zakladé datového typu. Shlukova
analyza se rozdéluje na hierarchické a nehierarchické metody. Hierarchické metody
vytvareji pfi procesu shlukovani hierarchickou strukturu shluki, kdezto nehierarchické
metody se snazi najit optimalni rozloZeni objektli do pfedem stanoveného poctu shlukl
tim, Ze objekty premistuji z jednoho shluku do dal$iho. U nehierarchickych metod,
zminovanych v této diplomové préci, je pozadovano od dataminera zadani poc¢tu poza-
dovanych vyslednych shlukt. Ke stanoveni optimalniho poctu shluki existuji globalni
a lokalni metody, které se za pomoci vnitro-shlukové a mezi-shlukové variability snazi
vypocitat optimalni pocet shluki v datovém souboru. Po ukonéeni shlukovaciho proce-
su by mél byt dataminer schopen ur¢it kvalitu shluku ¢i celého rozkladu. Uréit, zdali je
shluk kvalitni ¢i nikoliv je sice kontroverzni téma, ale existuji rizné druhy vypocti kva-
lity.

S ohledem na vyse uvedené je cilem této diplomové prace vytvofit strukturovany
popis jednotlivych krokl shlukové analyzy. Prvni kapitola je tedy zaméfena na pted-
zpracovani dat, druha kapitola je vénovana shlukové analyze, jejim metodam, stanove-
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nim optimalniho poctu shlukli a mife podobnosti. Ve treti kapitole je popsan funkcional
kvality rozkladu a posledni kapitola teoretické casti je vénovana praktickému vyuziti
metod shlukové analyzy v riznych odvétvich.

V praktické ¢asti diplomové prace se zabyvam popisem mnou vytvorené aplika-
ce MyCluster. Aplikace je vytvoiena za Gcelem u¢ebni pomucky pro studenty Technic-
ké univerzity v Liberci. Cilem je, aby aplikace pomohla studentim pii vykladu
vybranych algoritmii shlukové analyzy, a také aby na téchto algoritmech mohl student
provadét experimenty s jeho vlastni mnozinou bodd, kterou si intuitivné sam vytvofi.
Pied samotnym ukoncenim vyvoje byla aplikace testovana samotnymi studenty a dle

jejich poznatkt byla upravena.
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1 Predzpracovani dat

Data jsou pro data miningové ulohy klicovym prvkem. V tomto sméru se ¢asto
vyskytuje zkratka GIGO (anglicka zkratka pro ,,Garbage In, Garbage Out®), ktera nam
fika, ze pokud do sebelepsiho modelu (procesu) vlozime $patna data, tak mizeme oce-
kavat pouze $patny vysledek. Spatnymi daty mize byt mysleno, bud’ chyb&jici hodnoty
tzv. null hodnoty, odlehlé hodnoty tzv. outliers, nemozné kombinace (napiiklad Pohla-
vi: Muz a T¢€hotenstvi: Ano), duplicitni fadky a mnoho dalSich. Posouzeni kvality dat je
také Casto zavislé na feSeném problému. Odlehla hodnota mtize byt nékdy hrubou chy-
bou, napiiklad chybou méteni nebo pii vkladani hodnot ru¢né, kdy se vkladajici splete.
V jinych tloh4dch mize odlehla hodnota naopak signalizovat hledanou anomalii — napfi-
klad u klienta banky, ktery se chova jinak nez vétSina, a tim u ného ,,roste” podezieni

Z podvodné ¢innosti.

Prvnim krokem procesu pfipravy dat je takzvané ¢isténi dat (data cleaning), kdy
detekujeme a odstraitujeme nebo opravujeme nekonzistenci v datovém souboru. Pfi
feSeni nekonzistence v datovém souboru mizeme narazit na jiz zminéné chybéjici hod-
noty, odlehl¢ hodnoty, nemozné kombinace a tak dale. VSechny uvedené nekonzistence
jsou v realném svété zcela normalnim jevem a v datovych souborech jsou bézné k nale-
zeni. Chybé&jici hodnoty mizou byt feSeny napiiklad témito zplisoby:

e doplnéni hodnoty rucné,
e Vvynechani celého objektu,
e doplnéni nejpravdépodobnéjsi hodnoty...

K tomu, abychom zjistili, jestli se v naSem datovém souboru vyskytuji outliers
vyuzivame napiiklad nasledujici metody.

Prvni metoda vyuziva interkvartilového rozpéti. Interkvartilové rozpéti je inter-

val, ve kterém se nachazi piesné¢ 50 % hodnot z daného souboru. Spoéita se tedy jako

rozdil horniho a dolniho kvartilu:
IQR = Xo.75 — Xo,25- (1)

Potom za outliers povazujeme ty hodnoty, které jsou od dolniho, respektive hor-
niho kvartilu vzdalené vice nez 1,5nasobek IQR. Tzn., ze pokud je splnéna jedna ze

dvou nasledujicich podminek:
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X; < X555 —~L5*IQR, )
X > X575 +15*IQR, (3)

tak potom je hodnota x; pro nas soubor outlierem. Interkvartilové rozpéti je pro
posouzeni odlehlosti vyhodné z toho divodu, Ze neni citlivé viici odlehlym hodnotam.
Ve druhé metod¢ se vyuziva z-skore, coz kvantitativné posuzuje polohu hodnoty X;
vzhledem k aritmetickému priméru a smérodatné odchylce souboru. Z-skore tedy vy-

pocteme pomoci nasledujiciho vzorce:

z,:Xi_“, (4)

kde z; je z-skore pro danou hodnotu, X; je hodnota ze souboru, u je aritmeticky
primér souboru a ¢ je smérodatna odchylka souboru. Potom pokud je pro x; absolutni
hodnota z-skore vétsi nez 3, tak se jedna o odlehlou hodnotu. Z-skore je diky pouziti
aritmetického priméru souboru a smérodatné odchylky siln¢ ovlivnéno odlehlymi hod-
notami. Dals$i metodou, pomoci které jde odhalit odlehlé hodnoty a neni jimi tolik
ovlivnéna jako z-skore, je vyuziti medianové soufadnice. Stejn¢ jako u z-skore, tak
I Umedianové soutadnice, pokud je jeji absolutni hodnota vétsi nez 3, tak se jedna
0 odlehlou hodnotu. Pro vypocet se vyuziva tzv. MAD, coz je median absolutnich od-

chylek od medianu. Medianovou soutadnici vypo¢teme pomoci nasledujiciho vzorce:

Xi — X
m; = : " ) (5)
1,483 * MAD

kde m; je medianova soufadnice pro danou hodnotu X;, X; je hodnota ze souboru
aXos je 50 % kvantil, ktery rozdéluje datovy soubor tak, Ze jedna polovina hodnot je

menSich a druhé polovina hodnot je rovnych nebo vétSich nez Xg 5.

V dalsim kroku je nutné zvazit, jestli nckteré atributy Uplné nevynechat

z diivodu irelevantnosti v dané analyze nebo proto, ze jsou atributy siln¢ korelované.

Casto se vyskytujicim krokem je takzvana integrace dat, kde se ,,spojuji“ data
z n¢kolika zdroji v jeden datovy soubor. Pro integraci dat je nutna spoluprace mezi da-
taminerem a odbornikem pro dany problém, ktery mé naprosty piehled a zna veSkeré
souvislosti mezi jednotlivymi zdroji dat a rozumi dané oblasti. Data mining je pouzitel-
ny pro kazdou oblast lidské ¢innosti, kde se ukladaji elektronické data. Pro ilustraci $if-

ky data miningovych projekti lze zminit nékolik ptikladt vyuziti data miningu.
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V ekonomickych tlohach lze technikami data miningu naptiklad pfedvidat finan¢ni
zdravi podniku, v obchodé se pouziva data mining pro optimalni praci se zakazniky, to
naptiklad znamen4, ze Ize odhadovat jejich chovani, nasadit akce pro udrzeni zakaznika
a neprod¢lat, nabidky poskytovat uceln¢ podle zakaznickych preferenci. V technickych
provozech data miningova feSeni pomahaji piedchazet havariim ¢i porucham,
v medicin€ 1ze pomoci data miningu predikovat néktera onemocnéni ¢i $ifeni epidemi,
dale lze z internetovych dat hledat bezpecnostni rizika pii komunikaci na socialnich
sitich. Mnoho dalsich ptikladii 1ze najit v literatufe ¢i na webovych strankach, za pozor-

nost stoji https://www.kaggle.com/, http://archive.ics.uci.edu/. Uvedeny vycet neni, ani

nemiize byt Uplny, ma jen ilustrovat Siroky odborny zabér data miningovych tuloh ¢i
projektl. Dataminer nemiiZze byt znalec v§ech potfebnych odbornosti, a proto musi spo-
lupracovat s odborniky na danou oblast tzv. ,,doménovymi inzenyry“ a to zejména ve
fazi porozuméni datlim a piipravy dat pro modelovani. Na obrazku 1 je ukazka databa-
zového schématu, kde jednotlivé tabulky mohou slouzit jako zdroje dat pro datovy sou-
bor, ktery bude vstupem pro data miningové algoritmy. Vstupem pro data miningové
algoritmy obvykle byva tabulka, resp. dvojrozmérné pole dat, ve kterém fadky piedsta-
vuji jednotlivé zkoumané piipady, nékdy oznacované jako objekty, a ve sloupcich jsou
popisné data objektti, ozna¢ované jako atributy. Problémem databazovych zdroja dat je
rozhodnout, které tabulky spojit a jak je spravné spojit, abychom méli vSechna relevant-
ni a dulezita data o objektech v daném dvourozmérném poli. Pii integraci dat dale vzni-
ka znacna redundance dat. Redundance vyplyva z ,,povinné* vstupni datové struktury
pro data miningové algoritmy. Zdroje dat pro data miningové ulohy nemusi byt pouze
databaze, i kdyZ jsou nejobvyklejsi formou. Zdrojem dat mohou byt i jinak elektronicky

ulozend data naptiklad: csv soubory, statistické soubory, excelovské soubory a dalsi.
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Customers ] | Products Stock |
customer_ni INTEGER  <PK> product_code INTEGER <PK> |

L

product_code INTEGER <PF>
phone_nr VARCHAR price FLOAT ! shop_nt INTEGER  <PF>
name VARCHAR lype VARCHAR guantity SMALLINT
address VARCHAR manufacturer VARCHAR
T ‘ ;
| 4 1
I f Sales_details ] | Shops ]
product_code INTEGER <PF> shop_mr MTEGER <PK>
| sales_nr INTEGER  <PF> address VARCHAR
| quantity SMALLINT name VARCHAR
S Vi AL
j L4 ]
A1 *
A
f Vendors ] Sales
staff_nr INTEGER <PK> —— o« |sales_r  INTEGER  <PK>
name TEXT customer_nr INTEGER <FK>

staft_nr INTEGER <FK»
shap_nv INTEGER <FK>
date TMESTANP
sum_total  FLOAT

Obrazek 1 DB schéma

Zdroj: Introduction to database design. In: Datanamic [online]. Nizozemsko: Datanamic Solutions BV,
2008 [cit. 2016-12-08]. Dostupné z: http://www.datanamic.com/support/It-dez005-introduction-db-

modeling.html

Dal8im krokem ve fazi pfipravy dat jsou rtizné jejich transformace. Pro trans-
formaci dat mame mnoho divodi, nékteré plynou z analyzy dat a jiné z data miningo-
vych algoritmi, které budou zdkladem modelovani. Kazdy typ proménné nam urcuje,
jaky druh transformace s nim jde provadét. Typy proménnych se déli na dvé zakladni
skupiny. Prvni skupinou jsou data kategoricka neboli data kvalitativni, ktera jsou
popsana slovné nebo pomoci popisnych znakl. Kvalitativni data se dale déli na nomi-
nalni data a ordinalni data. U nominalnich dat jsme schopni posoudit, zda jsou ruzné,
avSak nejsme schopni stanovit jejich potadi (naptiklad barva oc€i, znacka televize, druh
zeleniny). Ordinalni data jiz dokazeme sefadit, ale nejsme schopni urcit o kolik je jedna
proménna vétsi nebo mensi nez proménnd druhd (naptiklad kategorizovana ciselna
proménna). Druhou skupinou jsou data kvantitativni. Jedna se o proménné vyjadiené
pomoci ¢iselnych hodnot, které se dale rozdéluji na data spojita a data diskrétni (nespo-
jita). Piikladem pro spojité hodnoty mutize byt uvedeno méfeni teploty stroje a pro dis-
krétni hodnoty mize byt uveden piijem klienta v tisicich ¢i veék v 1étech. Kvantitativni

data lze v piipad¢€ potieby algoritmu definovat jako data kategoricka, tedy kvalitativni
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nebo jindy jako data ¢iselnd, tedy kvantitativni. Kategorizaci ¢iselnych dat lze realizovat
pfevodem na intervalovou proménnou. Urceni intervalli na daném souboru lze provést
nekolika postupy. Délit data do intervalt 1ze podle poctu intervalii do pevné Sifky inter-
valu, nebo podle , kvantili“, kdy je pocet hodnot v intervalu stejny, ¢i dal§imi postupy
zejména pii klasifikacnich tlohéach, kdy o déleni rozhoduje i cilova (predikovand) pro-
ménna. Specialnim typem proménné je proménna dichotomicka, kterou bychom mohli
zaradit do skupiny nomindlnich proménnych s tim rozdilem, ze dichotomicka proménna
muZze nabyvat pouze dvou hodnot (naptfiklad muz — Zena, horky — studeny, zdravy —

nemocny). S dichotomickou proménnou se poté pracuje jako s 1 a 0 (naptiklad 1 pro

Data

»Zdravy“ a 0 pro ,,nemocny*).

Kwvalitativni Kvantitativni

|
Nominalni Ordinalni Spojita Diskrétni

Obrazek 2 Typy proménnych

V piipadé kvalitativnich prom&nnych je jednim ze zpusobi transformace pieve-
deni na binarni proménné. Tim docilime, Vv pfipad€ nasazeni algoritmil shlukové analy-
zy, moznosti pouZziti stejného vypoctu miry vzdalenosti jako u kvantitativnich dat.
U nominalni proménné by transformace pfevedeni na binarni proménné, které nazyva-

me indikatorové, vypadala takto:
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Tabulka 1 Transformace nominalni proménné ,,Auto“

Auto Ih I, I3 l4
Skoda 1 0 0 0
Volkswagen 0 1 0 0
Ford 0 0 1 0
Audi 0 0 0 1

a u ordinalni proménné si jako ptiklad miizeme uvést nasledujici tabulku:

Tabulka 2 Transformace ordinalni proménné ,,Vzdalenost*

Vzdalenost X1 Xs
Mala 0 0
Stfedni 1 0
Velka 1 1

jak je jiz na prvni pohled vidét z tabulky 1, tak u nominalni proménné je ham-
mingova vzdélenost, coZ je pocet ,,bitli“, ve kterych se dvé dané kategorie liSi, dvou
ruznych kategorii vzdy stejnd, kdezto u ordinalni proménné (viz tabulka 2) se hammin-

gova vzdalenost dvou rtiznych kategorii muaze lisit.

V ptipadé kvantitativnich proménnych se obecné vyuziva takzvané standardiza-
ce. Pokud nastava situace, kdy je nékterd proménna daného atributu naptiklad 1000krat
vetsi v primeéru (napiiklad pokud bychom méli datovy soubor s objekty osob, které by
m¢ély atributy ,,cena vlastnéného vozidla®, ,,v€k majitele* nebo atribut ,,pocet déti‘), tak
je nezbytné vSechny proménné vsech atributli pfevést na stejnou Skalu hodnot. Obvykle
se data transformuji na interval <0,1> nebo <-1,1>. K nejpouzivanéjS$im standardizacim
patii bezesporu standardizace pomoci smérodatné odchylky a rozpéti. Standardizace
pomoci smérodatné odchylky je izce spojend se z-skorém, kde si jsou obé hodnoty rov-

ny, takze vzorec (4) pro vypocet z-skoré je stejny jako vzorec pro vypocet standardizo-
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vané hodnoty pomoci smérodatné odchylky. Standardizace pomoci rozpéti vyuziva mi-

nimalnich a maximalnich hodnot atributii a vzorec pro vypocet vypada nasledovné:

X —min(x;)
" max(x;) — min(x,)

(6)

kde s; je standardizovana hodnota pomoci rozpéti, X; je hodnota ze souboru,
min(X;) je minimalni hodnota vyskytujici se v souboru pro dany atribut a max(x;) je nao-
pak maximalni hodnota, ktera se vyskytuje v souboru pro dany atribut.

Spatnym vysledkem modelovéni je myslen vysledek zkresleny (zavadgjici). Pro
nezkreslené vysledky shlukové analyzy je tedy dulezité, aby datovému souboru byl vé-
novan dostatecny Cas pro analyzu a Upravy dat popsané vyse. Tyto kroky, které bychom

mohli nazyvat také jako ¢isténi a ptiprava dat, zaberou zhruba 80 % analytikova Casu.
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2 Shlukova analyza

Shlukova analyza (angl. cluster analysis nebo clustering) je jednou ze zndmych
technik analyzy dat, ktera ma vyuziti v mnoha oborech jako je data mining, strojové
uceni, obrazova analyza, rozpoznavani vzorii a mnoho dal§ich. Hlavnim cilem shlukové
analyzy je vytvofeni skupin neboli shlukl (angl. clusters) na zdklad€ informaci obsaze-
nych v datech, které popisuji objekty a tim 1 jejich podobnost. Kazdy shluk tedy obsahu-
je objekty, u kterych je podobnost vétsi ve srovnani s podobnosti s ostatnimi objekty

jinych shluki.

2.1 Metody shlukové analyzy

Nez se dostaneme k samotnému rozd¢leni metod shlukové analyzy, tak bychom
meli védet, ze existuji dvé techniky uceni pouzivané v data miningu, uceni s ucitelem
(angl. supervised learning) a uceni bez ucitele (angl. unsupervised learning).

V ptipadég, Ze nas vstupni datovy soubor obsahuje informace, které ndm roztazuji
objekty do skupin, pro kazdy objekt je piislusnost do skupiny, nékdy oznacovana jako
prislusnost do tfidy, zndma, jedna se o uceni s ucitelem. Tento datovy soubor nazyvame
trénovaci mnozinou, pomoci které se zvoleny algoritmus naudi ,,pfedpovidat™ piislus-

nost ke skuping¢.

Shlukova analyza se fadi do skupiny uceni bez ucitele, jelikoZz vstupni datovy
soubor neobsahuje informace o rozfazeni objekti do skupin, a to z diivodu, Ze prave

ono roztazeni objektil do skupin je cilem shlukové analyzy.

Existuje mnoho riznych metod, které mohou byt pouzity k provedeni shlukové
analyzy. Zékladnim rozdélenim je déleni algoritmi na hierarchické shlukovéani a nehie-

rarchické shlukovani.

2.2 Hierarchické metody

Hierarchické metody vytvaieji hierarchickou strukturu vytvofenych shlukd.
Existuji dva typy sméru pfistupu k této struktufe, a tak mame hierarchické metody
aglomerativni a divizni.

Aglomerativni hierarchické metody pii inicializaci piistupuji ke kazdému objek-

tu datového souboru jako k jednomu samostatnému shluku. Poté jsou shluky postupné
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sluovany na zéklad¢ jejich podobnosti, dokud neni splnéna podminka pozadovaného

poctu shlukt. Jednotlivé metody aglomerativniho shlukovani se rozliSuji na zaklade

urc¢ovani podobnosti mezi jednotlivymi shluky:

Metoda nejblizs§iho souseda (angl. Single-link clustering) — je metoda,
ktera urcuje podobnost dvou shlukd na zaklad¢ nejmensi vzdalenosti kte-
réhokoliv jednoho objektu shluku s kterymkoliv jednim objektem druhé-
ho shluku.

Metoda nejvzdalenéjsiho souseda (angl. Complete-link clustering) — je
metoda, kterd urcuje podobnost dvou shlukli na zakladé nejvétsi vzdale-
nosti kteréhokoliv jednoho objektu shluku s kterymkoliv jednim objek-
tem druhého shluku.

Centroidni metoda (angl. Centroid linkage) — je metoda, u které se pro

A%
A%

2%

Metoda prumérné vazby (angl. Average-link clustering) — je metoda, kte-
ra urcuje podobnost dvou shlukti na zakladé primérné vzdalenosti mezi

kazdymi dvéma objekty, které patii do dvou riiznych shluki.

Na nésledujicim obrazku miizeme vidét rozdily v jednotlivych krocich shluko-

vani mezi metodami nejbliz§iho souseda, nejvzdalenéjSiho souseda a centroidni meto-

dou.
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Obriazek 3: Porovnani aglomerativnich hierarchickych metod - 1) metoda nejbliZzs§iho souse-

da, 2) metoda nejvzdalenéjsiho souseda a 3) centroidni metoda

Zdroj: Hierarchické aglomerativni shlukovani. Matematicka biologie [online]. Brno: Masarykova univer-
zita, 2015 [cit. 2016-12-30]. Dostupné z: http://portal.matematickabiologie.cz/index.php?pg=analyza-a-
hodnoceni-biologickych-dat--vicerozmerne-metody-pro-analyzu-dat--shlukova-analyza--shlukova-
hierarchicka-analyza--hierarchicke-shlukovani--hierarchicke-aglomerativni-shlukovani

Divizni hierarchické metody pfi inicializaci pfistupuji ke vSem objektim dato-
vého souboru jako k jednomu shluku. V dalsich krocich je tento shluk rozdélen na dva
shluky, kde kazdy z téchto shlukii je opét rozdélen atd. Algoritmus kon¢i v momenté¢,

kdy je splnéna pozadovana struktura shlukd.

Ke grafickému znézornéni vysledki hierarchickych metod se vyuzivé binarniho
stromu tzv. dendrogramu. Dendrogram v jednotlivych Grovnich na své ose x zobrazuje
stupné rozkladt shlukd a na ose Yy velikost vzdalenosti. Na obr. 4 jsou znazornéné den-

drogramy z porovnani aglomerativnich hierarchickych metod na obr. 3.

—

— T

A B C E D A B D C E A B C D E

Obrazek 4 Dendrogram aglomerativnich hierarchickych metod - 1) metoda nejbliZ§iho souse-

da, 2) metoda nejvzdalenéjsiho souseda a 3) centroidni metoda

2.3 Nehierarchické metody

Nehierarchické metody, mizeme se také setkat s ndzvem metody rozkladu, jsou

takové metody, které se snazi naleznout nejvhodnéjsi rozdéleni objektit do predem sta-
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novené¢ho poctu disjunktnich shlukt tim, ze objekty pfemistuji z jednoho shluku do
dalsiho. Jak je zminéno vyse, tak u téchto metod se Casto vyzaduje stanoveni poctu vy-
slednych shluk uzivatelem jiz pied samotnym procesem shlukovani, proto budou
v kapitole 2.4 blize popsany pfistupy, které se zabyvaji stanovenim optimalniho poétu
shlukt. Existuji metody, jako metoda k-centroidii (angl. K-means) a jeji modifikace,
u kterych je pfifazovani objektli ke shlukiim jednoznacné, nebo metody, u kterych se
pocita tzv. mira pfisluSnosti objektu k jednotlivym shlukim, oznacované jako fuzzy

shlukovani.

2.3.1 Metoda k-centroida

Metoda k-centroidd je nejznaméjsi nehierarchickou metodou ve shlukové analy-
ze. Omezujicim kritériem metody je v moznosti vyuziti na datovém souboru, ktery ob-
sahuje pouze kvantitativni proménné (¢iselné hodnoty). Algoritmus rozd€luje objekty
do k shluka (Cy, Cy, ..., Cx), které jsou reprezentovany jejich centroidem (t€Zistém).
Centroid je pro kazdy shluk vypocitan jako pramér vSech objekti daného shluku.
K vypoctu vzdalenosti mezi jednotlivymi objekty se vyuziva Euklidovské metriky. Po-
kud bychom k vypoctu vzdalenosti mezi jednotlivymi objekty vyuzili napiiklad Ma-
nhattanské metriky, jednalo by se 0 metodu k-median.

Zakladnim, a také velmi ovliviiujicim, krokem metody k-centroidll je pocatecni
volba k centroidi. MuZzeme napiiklad zvolit k prvnich objektd datového souboru,
v datovém souboru vytvofit nové objekty, které reprezentuji k centroidi nebo nahodné
zvolit k objektli z datového souboru. Pocate¢ni volba k centroidi dokaze ve velké mite
ovlivnit kone¢ny vysledek shlukovaciho procesu, a proto by se metoda k-centroidi méla
vzdy provadét v nékolika pokusech sjinymi objekty zvolenymi jako centroidy.
V dalsim kroku metody k-centroidd se kazdy objekt datového souboru ptifadi ke shlu-
ku, k jehoz centroidu ma nejblize. Na zakladé tohoto pfitfazeni dochazi k prepocitani
k centroidt. Cely proces se opakuje, dokud neni splnéna podminka pozadované kvality

shlukii nebo do té doby, kdy neni uskute¢néno zadné dalsi pfemisténi objektu ze shluku
do shluku.

Metoda k-centroidd je citliva na Sum v datech (chybéjici nebo Spatné udaje)
a odlehlé hodnoty (outliers). Tim, Ze je centroid po€itan jako aritmeticky pramér pies
vSechny objekty shluku, tak jeden jediny outlier nam dokaze velmi ,,zahybat* s vysled-

nym rozlozenim shlukd.
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Pokud bychom chtéli minimalizovat citlivost na odlehlé hodnoty, tak pouzijeme
metodu k-medoidi znamou také pod zkratkou PAM (angl. Partition Around Medoids).
Zminény algoritmus je velmi podobny algoritmu k-centroidd, li§i se pouze v tom, jak
jsou shluky reprezentovany. Namisto centroidt jsou shluky reprezentovany tzv. medoi-
dy. Medoid je konkrétni objekt ze shluku, ktery je umistény nejcentralnéji v daném
shluku.

2.3.2 Fuzzy shlukova analyza

U jinych metod nehierarchického shlukovani objekt do shluku bud’ patii, nebo
nepatii. Fuzzy shlukova analyza se li$i od ostatnich metod nehierarchického shlukovani
V tom, Ze objektu datového souboru ptid€luje tzv. miru ptislusnosti. Mira prislusnosti je
v rozmezi <0,1>, kde v ptipad€ nulové miry ptislusSnosti objekt ur¢ité nepatii do dan¢ho
shluku, naopak 1 je mysleno jednoznacné ptifazeni do shluku. Fuzzy shlukova analyza
ma bud’ probabilisticky, nebo posibilisticky pfistup. Ptistupy jsou si podobné, oba ptira-
zuji miru piislusnosti v rozmezi <0,1>, ale rozlisuji se v tom, ze probabilisticky pfistup
je omezen podminkou, ze soucet mér piislusnosti ur¢itého objektu ke vS§em shluklim se
musi rovnat jedné, kdezto posibilisticky piistup touto podminkou limitovan neni. Vyssi
mira pfislusnosti indikuje vyssi jistotu v pfifazeni do shluku.

Za nejznaméjsi fuzzy shlukovaci algoritmus se povazuje fuzzy c-means, u které-
ho je hlavnim cilem minimalizovat funkcional:

n ¢
=22 U)"d*(x,v;), (7)
i1 1

kde ujj je mira pfislusnosti i-t¢ho objektu k j-tému shluku, m je fuzzyfikaéni kon-

stanta a d Euklidovské vzdalenost mezi X; i-tym objektem a V;j j-tym stfedem shluku,

0 vzdalenosti bude vice v kapitole 2.5.
Kroky algoritmu fuzzy c-means jsou nasledujici:
1. Néhodné zvoleni ¢ stfedt shlukli z datového souboru.
2. Vypocet miry ptisluSnosti Uijj:

1
Ui = d(x;,v, ) 2 ©

ZZI:.(d(XUVk)
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3. Vypocet stiedt shluki vj:
(X ()"%)
Vj = I:rj{—m .
2. u)™
i=1

4. Dokud neni dosazena minimalni hodnota funkcionalu J nebo pokud neni

(9)

rozdil mezi dvéma poslednimi maticemi miry pfisluSnosti mensi nez po-

zadovana ptesnost, tak opakujeme kroky 2. a 3.

2.4 Stanoveni optimalniho poétu shluki

Jak jiz bylo zminéno v kapitole 2.3, tak u nehierarchickych metod typu
K-centroidi, k-mediant, k-medoidu atd. je od uZivatele vyZzadovano zadani konkrétniho
poctu pozadovanych vyslednych shlukt k. V né€kterych piipadech je pocet shluku pie-
dem ,citelny* z dané tlohy. V ostatnich ptipadech, kdy pocet shlukii k neni predem
»Citelny®, je zapotiebi pouziti nékterého z nasledujicich ptistup.

Jednoduchym feSenim je vyuziti dendrogramu, ktery se vyskytuje u grafického
znazornéni vysledkd hierarchického shlukovani. V dendrogramu mohou byt naznaceny
vyraznéjsi shluky, ale spiSe se jedna o subjektivni pfistup.

Ptistupy pro stanoveni optimalniho poctu shlukl rozdélil A. D. Gordon v knize
[9] do dvou kategorii: globalni metody a lokalni metody. Globalni metody vyhodnocuji
miru spravného rozdéleni do k shlukti G(k), které jsou obvykle zalozeny na vnitro-
shlukové nebo mezi-shlukové variabilité. Bohuzel u globalnich metod neexistuje defini-
ce pro G(1), a proto nam tyto metody nedokazi pomoci v moment¢, kdy by datovy sou-
bor mél byt rozdélen na méné jak dva shluky, tzn. nerozdélen viibec. Lokalni metody
zkoumayji, zdali by méla byt dvojice shlukii sloucena ¢i nikoliv, poptipade jestli by mél
byt jeden shluk rozd€len na dva. Nevyhodou u lokalnich metod je nutnost specifikace

prahové hodnoty, kterd je zavisla na (neznamych) vlastnostech datového souboru.

V knize [9] jsou uvedeny tfi globalni metody a dvé lokalni metody, které si ve

studii Milligan and Cooper (1985) vedly nejlépe:
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e Calinski-Harabaszav index

{(nvi/k)}

kde B je mezi-shlukova variabilita (soucet ¢tvercovych vzdalenosti jednotlivych

G1(k) = (10)

centroidd od centroidu vSech objektti), W je vnitro-shlukova variabilita (soucet ¢tverco-
vych vzdalenosti jednotlivych objekt od svych centroidit), K je pocet shluki a n je po-
Cet objektt.

e Baker-Hubertiiv index

_(5,-8)
G2(k) =5 759’ (11)

kde S: je pocet konkordantnich srovnani a S. je pocet diskordantnich srovnani.
Srovnani se povazuje za konkordatni (resp. diskordantni), pokud je vnitro-shlukova

nepodobnost mensi (resp. vétsi) nez mezi-shlukova nepodobnost.

e C-index
D(k)-D,,
G3(k) = (D(K) ~ Dyin) , (12)
(Drmx - Dmin)
kde D(K) je soucet vSech vnitro-shlukovych nepodobnosti pfi rozdéleni objektd

do k shlukd, Dpin je definovan jako soucet minimalnich nepodobnosti a Dmax nhaopak

jako soucet maximalnich nepodobnosti.

V ptipadé indexti G1(k) a G2(k) plati, ze ¢im vyssi je vypoctena hodnota, tim

poctena hodnota, tim je rozdé€leni lepsi.

e Duda-Hartav index

8

1_
2 %
W, W, <222 _ g% [ox| T 7P) | (13)
(r*p) m*p

kde W; je vnitro-shlukovy soucet ¢tvercovych vzdalenosti, pii optimalnim roz-

déleni daného shluku na dva a souctem jejich vnitro-shlukovych vzdalenosti ziskame
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proménnou W, zje standardni z-skore, které urCuje vyznamnost provadéného testu
(v [10] je uvedeno, ze nejlepsich vysledki je dosazeno, pokud je hodnota nastavena na
3.20), m je pocet objektu ve shluku a p je pocet kvantitativnich proménnych popisuji-
cich tyto objekty. Pokud je vySe zminéna podminka (13) splnéna, tak se jednad o homo-

genni shluk a nemé¢l by byt rozdélen.
e Bealeiiv index

(M)
W2
F =

> , (14)
(M hyx2r g
m-2

kde popis proménnych Wi, W5, m a p je stejny jako v piipadé Duda-Hartova in-
dexu. Pokud je hodnota F v¢étsi nez kritickd hodnota z distribu¢ni funkce Fp m-2)p, tak se

nejednd o homogenni shluk a mél by byt rozdélen.

2.5 Mira podobnosti

Urceni podobnosti objektd je klicovym prvkem shlukové analyzy. Jak jiz bylo
zminéno vyse, tak na zakladé informaci obsazenych v datech mizeme provést samotné
rozdéleni objektt do shluki. Tzn., ze kazdy objekt obsahuje atributy, které dany objekt
charakterizuji. Napiiklad ¢lovek je charakterizovan pohlavim nebo barvou o¢i, mobilni
telefon rozliSenim displeje, automobil obsahem motoru, typem paliva, poctem sedadel

atd.

Atributy mohou byt rizného typu: kvalitativni, kvantitativni nebo dichotomicka.
Kvalitativni data se rozdé€luji na ordinalni a nominalni, kde ordinalni data jsou specific-
ké tim, ze se daji sefadit a nominalni data sefadit nelze. Kvantitativni data jsou vyjadre-

na ¢iselnou hodnotou a dichotomické data mohou nabyvat pouze dvou hodnot.

Shlukovani je v podstaté seskupovani podobnych objektii, a tak je nutné védét,
jak viibec urcit, zda jsou dva objekty podobné ¢i nepodobné. Existuje nékolik metod,
jak miru podobnosti vypocitat. Ve velké mife zavisi na tom, u jakého typu dat chceme

miru podobnosti pocitat.

Pro miru podobnosti plati ¢tyfi pravidla. Prvnim pravidlem je, ze mira podob-
nosti mezi dvéma objekty nesmi byt zaporné hodnoty. Druhym pravidlem je, Ze mira

podobnosti mezi objektem A a B se rovna mife podobnosti mezi objektem B a A. Tietim

26



pravidlem je, ze mira podobnosti dvou stejnych objektii je rovna 0 a poslednim pravi-
dlem je trojihelnikova nerovnost. Pokud budeme mit testovaci objekty A, B, C a miru

podobnosti d, tak pravidla jsou:
1. Nezapornost — d(A, B) > 0.
2. Symetrie —d(A, B) =d(B, A).
3. Totoznost — d(A, A) = 0.
4. Trojahelnikova nerovnost — d(A, B) < d(A, C) + d(B, C).

2.5.1 Kvantitativni data

U kvantitativnich dat se namisto miry podobnosti setkdvame s pojmem mira
vzdalenosti. Miry vzdalenosti se pouzivaji v momenté, kdy mame n-rozmérné objekty
a jednotlivé proménné (atributy) jsou cCiselné. Objekt muze byt chapan jako vek-
tor n-rozmémého vektorového prostoru V", kde hodnoty jednotlivych promén-
nych urcuji jeho soufadnice. Uvazujme, ze mame objekt A = [Ay, Az, As, ..., Aq], objekt
B =[By, B2, Bs, ..., By] pro n € N a piedpis d(A, B) pro uréeni ,,vzdalenosti* resp. miry
vzdalenosti objekti A a B. Pokud jsou pro d(A, B) splnény vyse uvedena pravidla, pak

mluvime o metrice.

Neznamgjsimi typy miry vzdalenosti je Manhattanska vzdalenost dy, ¢tvercova
Euklidovska vzdalenost de a Cebysevova vzdalenost d¢. Viechny tyto miry vzdalenosti

vychazeji z Minkowského metriky dwi, ktera je vyjadiena vzorcem:

dyi (A B):]g/_zn:in_BiDg , (15)

kde A a B jsou objekty z datového souboru, které maji n proménnych, viz vyse.
Dale se ve vzorci vyskytuje proménna g. Proménna g nas pfivadi ke zmiovanym vzda-
lenostem vyse, které jsou v Minkowského metrice specialnimi pfipady, pro g = 1 dosta-
vame Manhattanskou vzdalenost, pro g = 2 dostavame Euklidovskou vzdalenost a pro

g — o Cebys$evovu vzdalenost. Vzdalenosti jsou vyjadieny nasledujicimi vzorci:

du(AB)=Y|A B, (16)

de(AB)= Y (A -B)?, a7)
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d.(A B) =max(A - B). (18)

I<i<n

2.5.2 Binarni data

V piipadé¢ binarnich dat jsou atributy objektti v datovém souboru popsany pouze
,jednickami® a ,,nulami®. Pokud takto popsané nejsou, ale nabyvaji pouze dvou hodnot,
tak si je na ,,jednic¢ky* a ,,nuly* mizeme ptevést (napiiklad muz/zena, den/noc, zameést-
nany/nezamestnany atd.). RozliSujeme symetrické binarni atributy a asymetrické binarni

atributy.

Binarni atributy jsou symetrické, jestlize obé hodnoty 0 i 1 maji stejnou vahu da-
leZitosti atributu. Jinymi slovy ani u jedné varianty nejsme schopni urcit, kterd ma pro
nas veétsi vahu (napiiklad muz/Zena). Pokud se objekty skladaji ze symetrickych binar-
nich atributd, tak se kK vypo¢tu miry podobnosti pouziva naptiklad tzv. koeficient prosté
shody dsw (angl. simple matching coefficient):

a+d

d AB)=————
su (AB) at+b+c+d

(19)

kde a je pocet ptipadi, kde se stejné atributy z obou objektii rovnaji ,,jednic¢ce’,
d je pocet pfipadud, kde se stejné atributy z obou objekt rovnaji ,,nule®, b a ¢ je pocet
piipadu, kde se hodnoty atributli u obou objekti 1isi. Piehlednou popisujici tabulku jed-

notlivych proménnych mizeme vidét v tabulce Tabulka 3.

Binarni atributy jsou asymetrické, jestlize jedna hodnota ma vétSi vahu oproti
pravda/leZ nebo ucast/absence atd. Pro asymetrické binarni atributy se tedy nezohlednu-
je proménna d (pocet shod negativnich vysledkd). Pokud se objekty skladaji
z asymetrickych binarnich atributd, tak se k vypocétu miry podobnosti pouziva napiiklad

tzv. Jaccarduv koeficient dj, Dicetv koeficient dp a Russeluv-Raovuv koeficient dgg:

a
d,(AB)=——, 20
(AB) a+b+c (20)
2*a

d.(AB)=——M——, 21
o(AB) 2*a+b+c (21)
d (AB)=— 2% 22)
R a+b+c+d’
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Nasledujici tabulka slouzi jako piehledny popis zminovanych proménnych a, b,
cad:

Tabulka 3 Kontingené¢ni tabulka binarnich dat

Objekt B
1 0
1 a b
Objekt A
0 c d

2.5.3 Kyvalitativni data

RozliSujeme dva druhy kvalitativnich dat, nominalni data a ordinalni data.
U nomindlnich dat neexistuje pojem ,,vzdalenost”. Nominalni data jsou bud’ shodné,
nebo odlisné. Z téchto diivoda se v ptipad¢é uréeni miry podobnosti nominalnich dat
pouziva pouze koeficient prosté shody dsyn. Jedna se o podil souc¢tu shodnych hodnot
atributli na celkovém poctu vSech hodnot, tj.:

a+d

d AB)=————,
sun (A B) a+b+c+d

(23)

kde jednotlivé proménné jsou popsany v predchozi tabulce 3. Poptipadé je moz-
né prevést nominalni data na skupiny pomocnych binarnich hodnot, jak je uvedeno
v kapitole 1. Poté jiz mizeme pouzit nékterou z mér podobnosti pro binarni data, které
jsou uvedeny v kapitole 2.5.2.

Ordinélni data jsou specifickd tim, Ze se daji sefadit, ale nedokazeme fici, o ko-
lik je jedna hodnota vétsi ¢i mensi od té druhé. Ordinédlni data miZeme piepocitat na
kvantitativni hodnoty. Pro dany proces je nutné, aby kazdé ordinalni hodnoté bylo pfi-
fazeno jeji ¢iselné potadi x;; € 1, 2, 3, ..., Xj (napiiklad: mala — 1, stfedni — 2, velka — 3)
a dale vypocitat tzv. standardizovanou hodnotu pomoci nasledujiciho vzorce:

X; —1
Sij = X. -1 (24)

]

kde s; je standardizovanou hodnotou objektu i a atributu j, Xjj je ¢iselné potadi
ordinalni hodnoty a X; je maximalni hodnota ¢iselného potfadi pro danou ordinalni hod-

notu.
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3 Funkcional kvality rozkladu

Urceni, zdali je shluk kvalitni ¢i nikoliv, je problematické a kontroverzni téma,
protoze neexistuje univerzalni definice kvalitniho shluku [12]. V knize [13] autor piSe,
ze urCeni kvality shluku je vétSinou v oku ,,divaka®. Véta je z Casti pravdiva, ale v mém
usudku dokaze ,,divak* urcit kvalitu shluku pouze u mensich datovych soubort, a i to je
problematické, protoze zobrazit ¢i predstavit si n-rozmérny prostor neni dost dobie
mozné. U vétSich datovych soubort, k ureni kvality shluku nebo celého rozkladu, je
vyzadovana podpora objektivnich metod. Tyto metody se obvykle déli do dvou katego-
rii na vnitini a vnéjsi, kde vnitini metody pocitaji pouze s vysledkem daného shlukova-
ciho procesu, kdezto vnéj$i metody pocitaji s pfedem znamou strukturou shlukl

a objekti do nich zatazenych.

3.1 Vnitini metody

Cilem shlukové analyzy je, aby si objekty v jednom shluku byly podobné a ob-
jekty mezi shluky byly odlisné. Proto se v urovani kvality pomoci vnitinich metod
setkavame s pojmy homogenita a separace. Homogenita urcuje, jak jsou si objekty
V jednom shluku podobné, kde nizs$i hodnota vypovida o lepsi homogenité shluku. Se-
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parace urcuje, jak ,,dobie” jsou shluky mezi sebou oddélené a vyssi hodnota vypovida
0 lepsi separaci shlukt. Kvalita shluku se pomoci vnitinich metod pfevazné uréuje na
zakladé toho, jak jsou objekty ve shluku daleko od sebe, tzn. na zakladé vzdalenosti.
Vnitini metody, na rozdil od vnéjSich metod, vyuzivaji pouze informaci v daném shlu-
kovacim procesu. V nasledujicich kapitolach bude blize popsdna metoda souctu ctver-

covych chyb, silueta a Daviestiv-Bouldintiv valida¢ni index.

3.1.1 Soudet ¢tvercovych chyb

Soucet ¢tvercovych chyb je soucet ¢tvercovych rozdila (vzdalenosti) mezi ob-
jektem shluku a jeho centroidem. Jedna se o nejrozsifenéjsi a nejjednodussi metodu pro
vypocet kvality shluku ¢i kvality rozkladu. Pokud by byl kazdy objekt zaroven i shlu-
kem, tak by vysledny soucet ¢tvercovych chyb byl roven 0 a to jak v ptipadé vypoctu
kvality shluku, tak i v ptipadé vypoctu kvality celého rozkladu.
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Pro vypocet kvality shluku pouzijeme vzorec:
SSE =) d(x;,¢)?, (25)
i=1

kde n je pocet objektt shluku a d je funkce pro vypocet vzdalenosti mezi objekty
Xi a ¢ (Xi je i-ty objekt shluku a ¢ je centroid daného shluku).

Pro vypocet kvality rozkladu pouzijeme vzorec:

SSEziZd(x,ci)z, (26)

i=1 xeC;

kde K je pocet shluk a C; je mnozina objektl ve shluku i.

3.1.2 Silueta

Silueta skvéle kombinuje homogenitu a separaci. Déle je vhodnou metodou pro
grafickou interpretaci, jak ,,dobfe* je objekt umistén v daném shluku. Hodnota siluety je
v rozmezi od -1 do 1, kde vyssi hodnota indikuje lep$i umisténi v daném shluku, a nao-
pak niz8i hodnota indikuje, Ze objekt by v daném shluku byt nemél. Pokud je hodnota
siluety blizk4d nule, tak je indikovdna mozZnost zatazeni objektu do jiného shluku.
V ptipadé celkové primérné hodnoty siluety jiz vyhodnocujeme kvalitu rozkladu, a ¢im
je hodnota vyssi, tak tim je vysledek shlukovaciho procesu lepsi. V takovém ptipadé se
provadi shlukovaci algoritmus v n¢kolika variantach (rozdilné pocty shlukil) a hleda se

varianta, kde je celkova primérna hodnota siluety nejvetsi.

Pro vypocet siluety pro objekt i pouzijeme vzorec:

b, —a

' max(a,,b,)’ @0

kde a;j je primé&rna vzdalenost i-tého objektu od ostatnich objektti ve stejném
shluku, bj je minimalni primérna vzdalenost i-tého objektu od objektli v jinych shlu-
cich.

Pro vypocet celkové primérné hodnoty siluety pouzijeme vzorec:
1 n
S==>'s,, (28)
n

kde n je pocet objektii v datovém souboru a S; je hodnota siluety pro i-ty objekt

v datovém souboru.
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3.1.3 Daviesuv-Bouldinuv valida¢ni index

Dalsi metodou, ktera slouzi pro posuzovani kvality shlukovaciho procesu, je
Daviesuv-Bouldintv valida¢ni index. Stejné jako u siluety, tak i zde je kombinace, jak
vhitro-shlukovych vzdalenosti, tak i separace mezi jednotlivymi shluky. V piipadé toho-

to indexu plati, ¢im mensi je jeho hodnota, tim lepsi je homogenita a separace shluka.

Pro vypocet Daviesova-Bouldinova indexu pouzijeme vzorec:

Zd(x,ci)+i2d(x,c.)

i xeC; j xeC;

1
K n

DB:iZ max
K 45 =t kiiz] d(Ci’Cj)

: (29)

kde K je pocet shlukd, nj (n;) je pocet bodt v i-tém (j-tém) shluku, c; (c;) je cen-
troid i-t¢ho (j-té¢ho) shluku, C; (C;) je mnozina objektt ve shluku i (j) a d je funkce pro

vypocet vzdalenosti mezi danymi dvéma objekty.

3.2 Vnéjsi metody

Vnéjsi metody posuzuji, z hlediska kvality rozkladu, jak si je vysledek shluko-
vaciho algoritmu podobny s piedpokladanym rozdélenim. To znamend, Ze vnéj$i meto-
dy mohou byt pouzity v ptipadé, kdy vime nebo ocekdvame, do kterych shlukd budou
objekty zafazeny, a piedpokladané rozdéleni si dle toho vytvofime. Moznou variantou
je také pouziti vné&jsich metod na porovnani dvou, na sob&é nezavislych, shlukovacich
procest a jejich rozkladi. U vnéjSich metod neni tfeba znat popisy shluki a mohou tak
byt pouzité na jakykoliv shlukovaci algoritmus. V nésledujicich podkapitolach budou
blize popsany vnéjsi metody F-mira, Randiiv index a Folkestiv-Mallowstiv index pro

jednotlivy shluk, které 1ze nasledné pouzit pro hodnoceni kvality rozkladu.
3.2.1 F-mira
F-mira pro shluk ve svém vypoctu pracuje s proménnymi ptesnost p (angl. preci-

sion) a uplnost r (angl. recall), kde p= 2 ar= i, a, b, c dle obr. 5.
a+b a+c

Pro vypocet f-miry pouzijeme vzorec:

_2*p*r
p+r

F

(30)
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Predpokladané zafazeni
I 1

falesné negativni spravné negativni
(b) (d)

spravné positivni falesné positivni

(a) ()

Skutec¢né zarazeni

Obrazek 5 Klasifikace zarazeni objekti

z4dna shoda je urcena hodnotou 0.

3.2.2 Randuyv index

nym rozdélenim, je uréena hodnotou 1, a naopak hodnota 0 urcuje Zadnou shodu.

Pro vypocet Randova indexu pouZijeme vzorec:

_a+d
a+b+c+d
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Hodnota f-miry je v rozmezi od 0 do 1, kde pfesna shoda, mezi vysledkem shlu-

kovaciho algoritmu a nami pfedpokladanym rozdélenim, je urcena hodnotu 1 a naopak

Randtv index, jako jeden z mala indext pro vypocet kvality rozkladu, pocita ta-
ké s proménnou d, ktera je popsana v obr. 5. Hodnota Randova indexu je v rozmezi od 0

do 1, kde ptesna shoda, mezi vysledkem shlukovaciho algoritmu a nami piedpoklada-
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3.2.3 Folkesuv-Mallowsiuv index

Folkestiv-Mallowstv index je v odbornych ¢lancich interpretovan jako geome-
tricky pramér. Pouzité proménné jsou popsané na obr. 5. Hodnota tohoto indexu je stej-
na jako v ptredchozich ptipadech v rozmezi od 0 do 1, kde hodnota 1 urcuje pfesnou

shodu, a naopak zadna shoda je ur¢ena hodnotou O.

Pro vypocet Folkesova-Mallowsova indexu pouzijeme vzorec:

M= 2 x 2 (32)
a+b a+c
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4 Vyuziti shlukové analyzy v praxi

V tom, jak jako lidé analyzujeme a popisujeme svét, hraji diilezitou roli tfidy ne-
bo koncepéné ucelené skupiny objektt, které sdileji spole¢né charakteristiky. Rozd¢lo-
vat objekty do skupin anebo piifazovat jednotlivé objekty do téchto skupin patii mezi
nase silné stranky. Napiiklad zakladni rozd¢leni Zivocichl na obratlovce a neobratlovce,
kdy se ob¢ skupiny vyznacuji ur¢itymi charakteristikami. Na zakladé nasi povahy tedy
existuje pro shlukovou analyzu vyuziti v mnoha oborech. Data miningové ulohy, které
vyuzivaji metod shlukové analyzy, jsou naptiklad predikce odchodu zakazniki, seg-
mentace zakaznického trhu, rozpoznavani komunit na socialnich sitich, detekce podvo-
di, prevence kriminality a mnoho dalsich. Casto je shlukova analyza &asti data
miningového projektu a na ni navazuji dalsi algoritmy. V piipravé dat dobte identifikuje
vzdalené méalo ¢etné shluky, byva ¢asto prvnim krokem nesupervizovaného modelovani

a jeji zavéry jsou poté vstupem do nasledného supervizovaného modelovani.

Shlukova analyza se vyuziva v souborech z mnoha riznych obort. Jejich vycet

ptesahuje rozsah zadani, proto uvedu jenom n¢kolik prikladd.

4.1 Predikce odchodu zakaznika

Jednim velmi zndmym vyuZitim metod shlukové analyzy je pii analyze zakazni-
ki a jejich postaveni ke spolecnosti z hlediska mozného vypovézeni smlouvy. Tato
technika je znama pod anglickym nazvem ,,churn prediction* a uplatiiuje se v moment¢,
kdy maji zdkaznici smlouvu, bud’ na dobu urc¢itou, nebo dobu neurcitou a kazdy mésic
plati pfedem stanovenou ¢astku za poskytované sluzby. Nejvice se predikce odchodu
zakaznikt tyka spolecnosti, které podnikaji v oboru bankovnictvi, telekomunikaci ¢i
pojisténi. Tyto spolecnosti se k predikovani odchodu zakaznika dostavaji z divodi vy-
soké konkurence a nasyceného trhu. Spole¢nosti musi vCas reagovat, aby si zdkazniky
udrzeli. Pokud by spolec¢nosti dokazaly predikovat odchod zakaznika a poté mu
Vv takovém kroku dokézali zabranit lakavou promyslenou nabidkou, tak by toto Usili
spolecnosti usetiilo spousty vynalozené prace a hlavné penéz, protoze je obecné zndmo,
7e udrzeni stavajiciho zakaznika je daleko ,,levnéj$i, nez ziskani nového zakaznika.

Churn prediction je v mnoha odbornych ¢lancich nejéastéji  spojovan

s telekomunika¢nimi spole¢nostmi, a to z toho diivodu, Ze telekomunikacni spole¢nosti
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maji velké mnozstvi dat o svych zakaznicich. V datech se vyskytuji jak zaznamy o sta-
vajicich zakaznicich, tak i o zakaznicich, ktefi jiz od spole¢nosti odesli. Pfredev§im data
0 zadkaznicich, ktefi jiz od spole¢nosti odesli, nam poskytuji nejvétsi sluzbu v predikci
odchodu u stavajicich zdkazniki, protoze v sobé skryvaji potencialni ditvod odchodu.
Vsichni zakaznici pak mohou byt rozdéleni do jednotlivych segmentt dle pravdépodob-
nosti odchodu. U zakaznikl s vyssi pravdépodobnosti odchodu se poté realizuji vhodné
retencni kampané¢, které vedou k jejich udrzeni. Piinosem analyzy predikce odchodu
zékaznikl je bezpochyby snizeni urovné odchodu zékaznika, ale také jako spole¢nost

zjistime, které¢ faktory ovliviiuji odchod naSich zakaznikd.

4.2 Detekce podvodi

Detekce podvodil je téma, které se vztahuje na mnoho odvétvi podnikani. Ban-
kovnictvi, pojistovnictvi, telekomunikace, maloobchodni prodej, internetové transakce
nebo vybér dani, to je pouze hrstka odvétvi, které se potykaji s podvody. V poslednich
letech se detekce podvodu stala nedilnou soucasti bank a pojistoven. Za pomoci sofisti-
kovanych data miningovych nastroji (jako je shlukova analyza) mize byt v deseti tisi-
cich transakci (v pfipad¢ bankovnich instituci) nalezen urcity vzor podezielého chovani

a tim mohou byt odhaleny podvodné transakce.

Uloha detekovani podvodi miize byt spojena s hledanim neobvyklého chovéni
¢i detekci anomalii. Algoritmy shlukové analyzy umi vyhledat shluky se spole¢nou cha-
rakteristikou, ale interpretace shlukt je na dataminerovi a ,,doménovém* spolupracov-
nikovi. Ve shlukové analyze pro identifikaci odlehlych hodnot (outliers), kde odlehlost
neni spojena s jednim atributem, ale objektem/y s vice (obecné n) atributy, lze pouzit
napiiklad algoritmus k-centroidi. Tzn., ze hledame objekty, které vybocuji z ,,normal-
niho chovani® vSech ostatnich objektd. Tyto objekty mohou tvofit napadné malo Cetny

shluk nebo v jednom shluku maji napadné velkou vzdalenost od centroidu.
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4.3 Segmentace zakazniku

Kazda spole¢nost, kterda ma veEétsi mnozstvi zakaznik, by se meéla snazit
segmentovat své zakazniky, tzn. zaradit je do skupiny zakazniki s podobnymi nebo
souvisejicimi vlastnostmi. Zakaznici mohou byt takto rozfazeni na zéklad¢ jejich
pohlavi, véku, pfijmu, stavu, zaméstnani a mnoho dalSich osobnich kritérii, které ma
spole¢nost od zakazniki Kk dispozici, ale také na zakladé jejich chovani u dané

spolecnosti (naptiklad podle jejich tutrat ¢i frekvenci nakupt) nebo vyzkumu trhu.

Rozdélenim zakaznikti do segmentti se dostava spole¢nost do lepsi pozice na
trhu a to predevsim tim, ze dokéze vytvofit obchodni kampang, které presn¢ odpovidaji
pozadavkliim jednotlivych zédkaznickych segmentt, a tim oslovit cilovy segment s vyssi
ucinnosti. Z toho vyplyva i finan¢ni Gispora na vynalozené obchodni kampan¢ a zlepSeni

komunikace se zédkazniky.

4.4 Aplikace shlukové analyzy pri dotaznikovych Setienich

Dotaznikova Setfeni sbiraji obvykle velké mnoZstvi kategoridlnich dat, které je
potieba analyticky zpracovat. V téchto datech se ovéfuji zndmé resp. predpokladané
souvislosti, ale hledaji se 1 informace nové. Algoritmy shlukové analyzy jsou jednim
z moznych pfistupl. O problémech urceni optimdlniho poctu shlukii, o pfistupech
K hodnoceni shlukti pro dotaznikova Setieni se da najit mnoho publikaci napiiklad [19].

Dal$im problémem spojenym s daty z dotaznikovych Setfeni je redukce
dimenzionality. Jedn4 se o to, Ze vyhledanim podobnych segmentii Ize analyzovat také
vztahy mezi proménnymi, z n¢kolika stavajicich proménnych po té odvodit proménnou
novou, kterda ptvodni proménné nahradi. Pfi redukci dimenzionality se projektuje
vicedimenzionalni prostor na prostor s mén¢ dimenzemi pifi zachovani maximalni
variability dat. Statistickych postuptli pro redukci dimenzionality v kategorialnich datech

je mnoho. Shlukova analyza je pouze jednou z moznosti.
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4.5 Medicinsky vyzkum

Pocet lékaiskych zaznami v odvétvi mediciny roste kazdym dnem. Zaznamy
0 nemocich mohou obsahovat ptiznaky ¢i projevy nemoci, druh podavanych 1é¢iv, ro¢ni
obdobi, zdravotni stav, informace o diagndézadch a mnoho dal§ich. Takové zaznamy,
resp. data po nasazeni data minigovych algoritmi a postupti pomahaji Iékaifim
napiiklad ve specifikaci nemoci, s urCovanim [éCby, piedepisovanim 1éCiv, ale
ivprevenci pfed nemocemi. V medicinskych tlohdch je dulezité vychazet
z divéryhodnych dat, které¢ dlouho nebyly k dispozici. Situace se v poslednich létech
zménila a dnes je jiz dostupné velké mmnozstvi dat, na kterych mohou byt data
miningové tlohy provadény. Velké mnozstvi historickych dat o “jinych” pacientech
vede k poznani dopadd lécebnych postupli na podobné “shluky” pacientl a pted
nasazenim dané 1é¢by ¢i 1€k konkrétnimu pacientovi je toto dulezitym prvkem
rozhodovani Iékatfe o nasazeni 1écby. Shlukova analyza mize vést k zisku klicovych
informaci o nemocich ¢i pacientech nebo objeveni souvislosti mezi jednotlivymi

atributy nemoci a pacienta.
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5 Popis aplikace MyCluster

Tato ¢ast diplomové prace se zabyva podrobnym popisem mnou vytvoiené apli-
kace nazvanou MyCluster pro shlukovani objekti ve dvourozmérném prostoru. Popsané
algoritmy nejblizsiho souseda, nejvzdalenéjsiho souseda, centroidni metoda a metoda k-
centroidii v teoretické casti diplomové prace jsou naprogramovany v dané aplikaci.
V aplikaci je také naprogramovan vypocet kvality shlukovani pomoci celkové primérné
siluety (obrysového koeficientu). Aplikace byla vytvofena jako ucebni pomiicka pro
studenty a predevsim pro predmét Datamining, se kterym se studenti na fakulté¢ mecha-
troniky, informatiky a mezioborovych studii mohou setkat v navazujicim studiu v oboru
Informaéni Technologie. Studenti by za pomoci aplikace MyCluster méli 1épe a snadné-
ji porozumét vybranym algoritmim shlukové analyzy, a to naptiklad pomoci vhodné
vizualizace (textova, spojnicova nebo animacni viz nasledujici kapitola) jednotlivych
krokt algoritmt ¢i moznosti aplikovat odlisné algoritmy shlukové analyzy pro stejny
datovy soubor a tyto moznosti porovnavat pomoci zobrazeni piedeslych vysledki shlu-
kovani, nebo moznosti vybéru z riznych mér vzdalenosti. Aplikace je naprogramovéna
pomoci programovaciho jazyka C# a bylo pouZito vyvojové prostfedi Microsoft Visual
Studio, které mam jako student Technické Univerzity v Liberci pfistupny zdarma

v ramci programu DreamSpark.

Kapitola se zabyva podrobnym popisem jednotlivych funkénich ¢i zobrazova-
cich prvkll pouzitych ve vytvofené aplikaci, vybranych algoritmii shlukové analyzy
a pouZzitych mér vzdalenosti. Aplikace je vytvofena pro interaktivni experimentovani
a ptipadné porovnani vysledkli v IBM SPSS Modeleru, ktery je v ramci pfedmétu Da-

tamining pouzivany.

5.1 Prvky aplikace

Z velké casti, jak je vidét na obr. 8 Grafické uzivatelské rozhrani aplikace
MyCluster, je aplikace tvofena nad komponentou Panel. Cast plochy Panelu je vénova-
na interaktivni pracovni grafické plosSe, kde jsou vykresleny osy x a y, které nam umoz-
nuji jednoznacné popsani polohy bodli vytvofenych kliknutim na grafickou plochu.
Délkovou jednotkou je jeden pixel dané¢ho rozliSeni a pro lepsi orientaci jsou na obou
osach x a y vyznaceny useky délkové jednotky po 50 pixelech. Je zde také moznost vy-

kresleni svislého a vodorovného rastru, ktery dopomaha orientaci v prostoru. Pracovni
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plochou je prvni kvadrant, coz pro vizualizaci zcela postacuje. Zadavané body a jejich
soufadnice se snadno vizualné kontroluji.

Jak je vidét na obr. 6, tak vykresleni grafického rozhrani na komponenté Panel je
vyvolano pfi udéalosti Paint a skladd se z n¢kolika metod, které svym pojmenovanim

jednoznaéné popisuji svou podstatu.

1 private void panell Paint (object sender, PaintEventArgs e)
2 A

3  NakresliOsy();

4 if (checkBoxl.Checked) { VodorovnyRastr(); }

5 if (checkBox2.Checked) { SvislyRastr(); }

6 PopisOsy () ;

7 VykresliBody () ;

8}

Obrazek 6 Ukazka kédu vykreslovani soustavy soufadnic a bodi

Ve vySe zminéné Casti grafického rozhrani mé uZivatel moznost, pomoci kliknuti
levého tlacitka mysi, vytvofit bod s pofadovym ¢islem o danych soufadnicich X a .
Takto ,,naklikané* body se vypisuji do komponenty ListBox v pravé casti aplikace ve
tvaru ,,Bod 1: x = 193 y = 178, Body se ukladaji do Listu tfidy TBody, kde ttida TBody
obsahuje ¢iselné proménné cisloBodu a cisloShluku, soufadnicovou proménnou poloha

a booleovskou proménnou shluk.

Uzivatel nemusi pracovat pouze s prednastavenou velikosti okna aplikace pfi je-
jim spusténi, ale mize si velikost okna aplikace zvétSovat a pracovni Cast s ,,rovinou* je
automaticky piekreslovana jako klientska, zvétSuje se a ostatni ¢asti okna aplikace se
zvetSuji podle logiky ovladani aplikace.

Spodni leva cast je vyhrazena pro komponentu ListBox, ve kterém se po ukon-
¢eni procesu shlukovani vypise vysledné slozeni jednotlivych shlukt ve tvaru ,,Shluk 1.
se sklada z bodu: 1, 0, 2, 4“ a celkova primérna hodnota siluety zaokrouhlena na Ctyfi
desetinnd mista. Jak je popsano v kapitole 3, tak hodnota celkové primérné siluety uda-
va kvalitu daného shlukovaciho procesu (resp. rozkladu), kde z mé zkuSenosti hodnota
mensi jak 0,25 indikuje velice Spatné rozlozeni, hodnota mezi 0,26 — 0,50 indikuje slabé
rozlozeni, ale mize se také jednat pouze o vyjimku, hodnota mezi 0,51 — 0,70 indikuje
rozumné rozloZeni a hodnota nad 0,70 indikuje vynikajici rozlozeni. Na obr. 7, je ukaz-

ka kodu pro vypocet celkové prumérné hodnoty siluety objektu.
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1 for (int i

2 A
3 Siluetal[i].
4 }

i < Silueta.Count; i++)

(Siluetal[i].b - Siluetali].a) /
Math.Max (Silueta[i].a, Siluetal[i].b);

Obrazek 7 Ukazka kédu vypoctu hodnoty siluety

Poslednim tsekem aplikace, ktery jesté nebyl popsan, je spodni prava cast apli-

kace. Zde je umisténo nékolik ovladdacich prvki. Jejich funkénost a vyznam bude na-

sledné vysvétlena:

Vysledné sloZeni shlukd:

@ MyCluster — O *
Soubor  Napovéda
350 Souradnice bodu:
y
.
250
200
150
100
-
®
0 50 100 250 300 350 400
Vodorowvny rastr Metoda: |Nejb|ii§‘| soused w |

Svishy rastr

Konvexni obal

Vizualizace
() Spojnicemi

() Animace
(® Pouze text

Metrika: |Euklidnvské vadalenost v|

Podet shiukd: Shiukovani

Rychlost animace Jirmy pokus - body ponechat
() Vysoka

() Stfedni

Historie shiukovani
Nowy experiment - nove body
(®) Pomald Konec

Obrizek 8 Grafické uZivatelské rozhrani aplikace Shlukova analyza

Zaskrtavaci boxy

Vodorovny rastr: moznost vykresleni/nevykresleni vodorovného rastru.

Svisly rastr: moznost vykresleni/nevykresleni svislého rastru.
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Tlacitko

Konvexni obal: pro shluky, které¢ ndm vznikly za pomoci shlukovaciho procesu,
si muzeme pomoci této funkce nechat vykreslit konvexni obal pro snadnéjsi ori-
entaci v Panelu aplikace. Blizsi popis celého algoritmu konvexniho obalu nalez-

neme Vv kapitole 5.4.
Ovladaci prvky typu RadioButton
Vizualizace: moznost volby vizualiza¢niho procesu:

e Pouze text: zvolenim této vizualizacni volby docilime pouze textového
vystupu, ktery se sklada z jednotlivych krokt shlukovaciho procesu zob-
razovanych v pravém okné spolu se soufadnicemi jednotlivych bodi, vy-
sledného vypisu kone¢ného sloZeni jednotlivych shlukt spolu s celkovou

pramérnou hodnotou siluety v levém dolnim okné.

e Animace: Vv pfipadé vizualizace pomoci animace je uzivateli v kazdém
kroku shlukovaciho procesu vykreslena spojnice mezi dvéma spojova-
nymi body, které patii do stejného shluku. Uzivatel tim ziskdva vétsi

ptehled o celém shlukovacim procesu.

e Spojnicemi: posledni moznosti, kterou ma uzivatel k dispozici, je vizua-
lizace pomoci spojnic, kde na konci celého shlukovaciho procesu se mezi
jednotlivymi body, které patii do jednoho shluku, vykresli spojnice. Bo-
dy jsou spojeny na zakladé vazby, ktera se odviji od typu zvoleného
shlukovaciho algoritmu.

Rychlost animace: v moment¢, kdy si uzivatel zvoli vizualizaci pomoci anima-
ce, tak muze v této nabidce vybirat ze tfi moznych rychlosti — pomalé, stiedni
a rychlé.

Skryté seznamy ComboBox

Metoda: pomoci komponenty ComboBox je mozny vybér ze ¢ty riznych algo-
ritmt shlukové analyzy — nejblizsi soused, nejvzdalené;si soused, centroidni me-
toda a metoda Kk-centroidii neboli K-Means (bliz§i popis vSech pouzitych
algoritmui naleznete v kapitole 5.2).

Metrika: pomoci komponenty ComboBox je mozny vybér ze tii riznych algo-

ritmi pro vypo&tu mér vzdalenosti — Euklidovska vzdalenost, Cebysevova vzda-
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lenost a Manhattanskd vzdalenost (blizsi popis vSech pouzitych algoritmt nalez-

nete v kapitole 5.3).

Volba vybéru metody shlukovani a metriky ovladacim prvkem Com-
boBox vyplynula ze snahy maximalizovat pracovni plochu pro interaktivni za-
davani bodu.

TextBox

Poclet shluki: zde uzivatel uréuje pocet vyslednych shlukd pozadovanych
v daném shlukovacim procesu (pfeddefinovany pocet je nastaven na hodnotu 2).
Dalsi tladitka

Shlukovani: po zvoleni pozadovaného algoritmu shlukové analyzy (metoda),
miry vzdalenosti (metrika), pozadované¢ho animacéniho procesu, vhodného poctu
vyslednych shlukii a samoziejmé po ,,naklikani“ bodd na Panelu s rovinou, na
které budeme chtit aplikovat vSechny zminéné volby, se stane tlacitko dostup-

nym a lze jim spustit proces shlukovani.

Jiny pokus — body ponechat: v momenté¢, kdy uzivatel chce pouze zménit na-
ptiklad algoritmus shlukové analyzy (metoda), miru vzdalenosti (metrika) nebo
pocet vyslednych shlukt, tak pomoci daného tlacitka se veskeré potiebné infor-
mace o mnoziné¢ bodl zachovaji a jsou smazany pouze shlukovaci postupy
a proménné z minulého shlukovaciho procesu. Body se piekresli v pivodné ,,na-
klikaném* stavu.

Historie shlukovani: po kazdém procesu shlukovéani jsou o tomto procesu ulo-
Zeny udaje, jako jsou pouzitd metoda, metrika, vysledné slozeni shlukli a celko-
va primérna hodnota siluety.

Novy experiment — nové body: v momenté, kdy uZivatel potiebuje smazat sta-
vajici mnoZinu bodli a mit moznost ihned vytvofit mnoZinu bodii novou, tak
pomoci daného tlacitka se veskeré funkéni ¢asti aplikace vrati do ptivodniho sta-
vu a aplikace je pfipravena pro novy experiment.

Konec: ukonceni aplikace.
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Aplikace také obsahuje systémovou listu, ktera se sklada ze dvou nabidek. Prvni
nabidkou je Soubor, ve kterém uzivatel nalezne funkci jako Novy experiment,
ktera umozni uZzivateli naklikani nové mnoziny bodi a provadéni nového expe-
rimentu, funkci Otevrit, ktera umoziuje nacteni mnoziny boda z csv souboru
diive vytvoreného. Pro spéSné nacteni souboru je nutné, aby format souboru
m¢él podobu jako uvedeny piiklad v tabulce 4 a odd€lova¢em byl stfednik ,,;*.

Tabulka 4 Format csv souboru

Bod X Y
0 83 132
1 207 263

Dalsimi funkcemi obsazenymi v nabidce Soubor jsou funkce Ulozit a Ulozit ja-
ko..., kde prvni funkce ulozi mnozinu bodd pod nazvem Souradnice_bodu.csv
do stejného adresare, ve kterém se vyskytuje aplikace a druha funkce umoznuje
uzivateli zvolit ndzev souboru i jeho umisténi. Ukladany soubor ma stejnou po-

dobu jako tabulka 4. Posledni funkci je Konec, ktera ukon¢i aplikaci.

Druhou nabidkou, kterou uZivatel mize vidét na systémové listé, je Napoveda.
V této nabidce nalezne uzivatel tfi volby. Prvni je volba Oviddaci prvky, kde
jsou uZivateli popsany vSechny ovladaci prvky aplikace, jak se pouZivaji, a ceho
se pomoci nich mize v aplikaci docilit. Druhou volbou je Shlukova analyza, kde
je uzivateli popsan cil shlukové analyzy, rozd€leni na hierarchické a nehierar-
chické metody a nasledné popsani vSech metod shlukové analyzy pouzitych
v mé aplikaci. K t¢émto dvéma volbam jsem vyuzil napovédu ve formatu Micro-
soft Compiled HTML Help. Posledni volba je O programu, kde jsem zazname-

nal diivod vzniku aplikace, autora prace a vedouci prace.
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5.2 Pouzité algoritmy shlukové analyzy

V aplikaci MyCluster je na vybér celkové ze ¢tyt shlukovacich algoritmd, které
patii mezi Casto citované algoritmy pouzivané ve shlukové analyze. Ze zminénych Ctyt
shlukovacich algoritmti se tfi fadi mezi hierarchické aglomerativni metody, konkrétné
se jedna o algoritmus nejbliz§iho souseda, nejvzdalenéjsiho souseda a centroidni meto-
du. Ctvrty algoritmus se fadi mezi nehierarchické metody, konkrétné se jedna o algo-

ritmus k-centroidu (v aplikaci pod nazvem K-Means).

5.2.1 Nejblizsi soused

Metoda nejblizsiho souseda (angl. Single-linkage nebo the nearest neighbor me-
thod) se fadi mezi hierarchické aglomerativni metody. Algoritmus v kazdém kroku spoji
dva shluky, které obsahuji nejblizsi par objektil, a pokracuje tak dlouho, dokud neni
splnéna podminka pozadované¢ho pocétu vyslednych shluki. Na obr. 9 mizeme vidét

ukéazku shlukovani pomoci algoritmu nejbliz§iho souseda.
Vyhody:
e jednoduchost,
e neni potieba prepocitavat matici vzdalenosti.
Nevyhody:
e vznik zfetézenych shlukd,

e citlivost na odlehlé hodnoty.
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@ My Cluster

Soubor  Mapovéda

200
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Soufadnice bodd: A
Bod 0:x =83y =132
Bod 1:x=61y =100
Bod 2:x =207y = 263
Bod 3:x=9%y=T6
Bod 4:x = 207y = 207
Bod B:x =232y =237
Bod 6:x =238y = 206
Bod 7:x =63y =65
Bod 8:x =120y =115
Bod 9 x =117y =53
Bod 10:x =266y = 223
Bod 11:x = 259y = 265
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Vysledne sloZeni shlukd:
Shiuk 1. se sklda z bodii: 0,1,3,.9.7. 8
Shiuk: 2. se sklada z bodd: 2, 5, 4, 6,10, 11

Celkova pniméma hodnota siluety
0.7845

Vodorovny rastr
Svisly rastr

Konvesni obal

Vizualizace
() Spojnicemi
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Metoda: MejbliZZi soused

Metrikea:

Podet shiuk: Shiukovani

Euklidovska vzdalenost

8‘*"05 animace Jirey pokus - body ponechat
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Vysoks Historie shlukovani

O Stfedni MNowy experiment - nové body

(®) Pomald [ =

v

Obrazek 9 Ukazka shlukovani pomoci algoritmu nejbliZsi soused

Algoritmus nejbliZsi soused se skladéa z nasledujicich krokt:

1. Prvnim krokem je vypocet ,,matice vzdalenosti, ktery se sklada ze dvou
for cyklu. V téchto cyklech probiha vypocet vzdalenosti na zaklad¢ zvo-
lené miry vzdalenosti, ukazku kodu mizeme vidét na obr 10. Ve skutec-
nosti jsou hodnoty ukladany do Listu tfidy TVzdalenosti, ktera obsahuje

¢iselnou proménnou bod, textovy fetézec shluk a List vzdalenost tiidy

double.
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1 private void MaticeVzdalenostiNejblizsiSoused/()

2 A

3 double VzdalenostX, VzdalenostY;

4

5 for (int 1 = 0; 1 < pocetBodu; i++)

6 {

7 Vzdalenosti.Add (new TVzdalenosti { bod = i, shluk = ""+i+"" });
8

9 for (int J = 0; J < pocetBodu; j++)
10 {
11 if (Metrika.SelectedIndex == 0)

12 {

13 VzdalenostX = Bod[i].poloha.X - Bod[]j].poloha.X;
14 VzdalenostY = Bod[i].poloha.Y - Bod[]j].poloha.Y;
15

16 Euklid(VzdalenostX, VzdalenostY);

17

18 Vzdalenosti[i] .vzdalenost.Add (vzdalenost) ;

19 }
20 }
21 }
22}

Obrazek 10 Ukazka kédu vypoctu matice vzdalenosti s Euklidovskou mirou vzdalenosti

V tabulce 5 je uveden pouze piiklad, jak matice vzdalenosti (ve skutec-
nosti jsou hodnoty ukladany do Listu vzdalenost) vypada pro tii body B1,
B2 a B3.

Tabulka 5 Matice vzdalenosti

Bod Bl B2 B3
Bod
Bl 0 40,2 136,1
B2 40,2 0 151,8
B3 136,1 151,8 0

2. Druhym krokem je nalezeni nejmens$i vzdalenosti (resp. dvou bodil)
Z matice vzdalenosti. Nejprve naleznu prvni kladnou nenulovou hodnotu
z matice vzdalenosti pomoci for cyklu, ktery po nalezeni pferusim. Na-
sledné, ve dvou vnofenych for cyklech, pomoci funkce if porovnavam

nalezenou hodnotu s ostatnimi hodnotami z matice vzdalenosti, a tim na-
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leznu nejmensi vzdalenost mezi dvéma body. Zaroven kontroluji, aby ne-
jmensi hodnota nebyla zapornd, protoze po nalezeni nejmensi hodnoty je

hodnota piepsana na hodnotu -1.

3. Ve tietim kroku provadim kontrolu, jak je vidét na obr. 11, zdali nalezené
body s nejmensi vzdalenosti mezi nimi jiz nepatii do stejného shluku.
Kontrolu provadim pomoci atributu cisloShluku, ktery kazdy bod vlastni.
V ptipad¢ shody nastavuji proménnou spojBod tfidy boolean na false,
coz znamena, ze body nebudou spojeny, protoze patii do stejného shluku,
a vracim se zpét do bodu 2. k nalezeni dal$i nejmensi vzdalenosti.

V piipadé neshody shluky sjednotim a pokracuju na dalsi krok.

if (Bod[bodl].cisloShluku == Bod[bod2].cisloShluku)

{
spojBod = false;
return;

g w N

Obrazek 11 Ukazka kédu kontroly dvou bodi

4. Pokud neni splnéna podminka, ze se pocet shlukti = po¢tu pozadovanych
shlukt, tak se vracim zpét do bodu 2 k nalezeni dal$i nejmensi vzdale-
nosti. Jinak dojde k vypsani vysledného slozeni shlukd, celkové pramér-

né hodnoty siluety a algoritmus nejblizsi soused je u konce.

5.2.2 Nejvzdalenéjsi soused

Metoda nejvzdalenéjsi soused (angl. Complete linkage nebo farthest neighbor
method) se fadi stejn€ jako metoda nejbliz§iho souseda mezi hierarchické aglomerativni
metody. Jak uz nazev metody napovida, jedna se o opak metody nejbliz§iho souseda, to
znamena., ze vzdalenost mezi dvéma shluky je u metody nejvzdalenéjsiho souseda defi-
novana jako vzdalenost mezi nejvice vzdalenymi dvéma body, kde kazdy bod patii do
odlisného shluku. Na obr. 12 mizeme vidét ukazku shlukovani pomoci algoritmu nej-

vzdalenéjSiho souseda.
Vyhody:
e zabrafnuje vzniku zietézenych shluki,

e mensi citlivost na odlehl¢ hodnoty.
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Nevyhody:

e sklon k rozdélovani vétsich shluku,

e nutny pfepocet matice vzdalenosti.

@ My Cluster
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Obrazek 12 Ukazka shlukovani pomoci algoritmu nejvzdalenéjsi soused

Algoritmus nejvzdalenéjsi soused se sklada z nasledujicich kroki:

1. Prvnim krokem metody nejvzdalenéjsiho souseda je vypocet ,,matice

vzdalenosti®. Vypocet je proveden stejnym postupem jako u metody nej-

blizsiho souseda, ktery je popsan v kapitole 5.2.1.

2. Druhym krokem je nalezeni nejmensi vzdalenosti (resp. dvou bodi)

Z matice vzdalenosti. Jako u metody nejbliz§iho souseda si nejprve na-

leznu prvni kladnou nenulovou hodnotu z matice, a poté porovnavam na-

lezenou hodnotu s ostatnimi hodnotami z matice vzdalenosti. Timto
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3.

4.

5.

postupem naleznu nejmensi vzdalenost mezi dvéma body z matice vzda-

lenosti.

Po nalezeni dvou bodu, které mezi sebou maji nejmensi vzdalenost, pre-
pocitdm matici vzdalenosti. Matice vzdalenosti je pfepocitdna tak, ze
U spojovani obou bodu (resp. shlukil) porovnavam vzdalenosti k ostatnim
bodiim a ty mensi vzdalenosti jsou nahrazeny témi vétsimi. Timto postu-
pem docilim stavu, ze mezi body (resp. shluky) je vzdy bran nejvzdale-

néjsi soused.

Ve ¢tvrtém kroku provadim kontrolu, zdali jiz nalezené body, s nejmensi
vzdalenosti mezi nimi, nepatii do stejného shluku. V piipadé shody ne-
budou body spojeny, protoze patii do stejného shluku, a vracim se zpét
do bodu 2. k nalezeni dal$i nejmensi vzdalenosti. V pfipad€ neshody bo-

dy (resp. shluky) sjednotim a pokracuju na dalsi krok.

Pokud neni splnéna podminka, ze se pocet shlukli = po¢tu pozadovanych
shlukd, tak se vracim zpét do bodu 2. K nalezeni dal$i nejmensi vzdale-
nosti. Jinak dojde k vypsani vysledného slozeni shluki, celkové pramér-

né hodnoty siluety a algoritmus nejvzdalengjsi soused je u konce.

5.2.3 Centroidni metoda

Centroidni metoda (angl. Centroid linkage) je posledni mnou pouZzitd metoda ta-

zena mezi hierarchické aglomerativni metody. U kazdého shluku se vypocitéa tzv. cen-

2%

Vzdalenosti jsou pocitany mezi jednotlivymi centroidy vSech shlukli a za nejpodobné&;jsi

shluky povazujeme ty s nejméné¢ vzdalenymi centroidy. Na obr. 13 miizeme vidét ukaz-

ku shlukovéani pomoci algoritmu centroidni metody.

Vyhody:

shluky jsou reprezentovany hodnotou centroidu,

mensi citlivost na odlehlé hodnoty.

Nevyhody:

nebere ohled na zménu vzdalenosti mezi prepocitanym centroidem a jed-
notlivymi body,

nutny pfepocet matice vzdalenosti.
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Obrazek 13 Ukazka shlukovani pomoci centroidni metody

Algoritmus centroidni metody se sklada z nasledujicich krokd:

1. Prvnim krokem centroidni metody je vypocet ,,matice vzdalenosti mezi
centroidy®, ktery se sklada ze dvou for cyklt. V téchto cyklech probiha

vypocet vzdalenosti na zakladé zvolené miry vzdalenosti mezi jednotli-

vymi centroidy, které reprezentuji shluky.

2. Druhym krokem je nalezeni nejmensi vzdalenosti (resp. dvou bodii nebo
shlukil) z matice vzdalenosti mezi centroidy. Stejné jako u ptedchozich
metod si nejprve naleznu prvni kladnou nenulovou hodnotu z matice,
a poté porovnavam nalezenou hodnotu s ostatnimi hodnotami z matice.
Timto postupem naleznu nejmens$i vzdalenost mezi dvéma body (resp.
shluky) z matice vzdalenosti mezi centroidy. Po nalezeni nejmensi vzda-

lenosti je jeji hodnota piepsana na -1.
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3.

4.

Ve tietim kroku provadim kontrolu, zdali jiz nalezené body (resp. shlu-
Ky), snejmensi vzdalenosti mezi jejich centroidy, nepatii do stejného
shluku. V piipadé shody nebudou body spojeny, protoze patii do stejné-
ho shluku, a vracim se zpét do bodu 2. k nalezeni dalsi nejmensi vzdale-
nosti. V piipadé neshody body (resp. shluky) sjednotim a pokracuji na
dalsi krok.

V momenté¢ sjednoceni dvou bodi (resp. shlukil) musi byt prepocitana
matice vzdalenosti mezi centroidy. K tomu, abych mohl pfepocist matici
vzdalenosti mezi centroidy, musim nejdiive znovu vypodist polohu cen-
troidd, jelikoz se po pfedchozim spojeni zménila. Poloha centroidu se
pocita jako primérna poloha vsech boda ve shluku. Po pfepoctu polohy
centroidd mize byt pfepocitana matice vzdalenosti mezi centroidy stejné

jako v kroku 1.

Pokud neni splnéna podminka, ze se pocet shlukli = poctu pozadovanych
shlukd, tak se vracim zpét do bodu 2. K nalezeni dal§i nejmensi vzdale-
nosti. Jinak dojde k vypsani vysledného sloZzeni shluku, celkové pramér-

né hodnoty siluety a algoritmus centroidni metody je u konce.

5.2.4 Metoda k-centroida

Metoda k-centroidd se fadi mezi nehierarchické metody strojového uceni bez
ucitele. Algoritmus k-centroidl je jednoduchd iteracni metoda, kterd rozdéluje dany

soubor objektd do pfedem stanoveného poctu k shluki.

Stejné jako u centroidni metody, popsané v kapitole 5.2.4, jsou shluky reprezen-
tovany centroidy. V mém provedeni metody k-centroidii musi uzivatel stanovit pocet
pozadovanych shlukil a ke kazdému shluku ,,nakliknout* jeho centroid. Na zaklad¢ je-
jich polohy jsou k nim pfifazeny body, které k jednotlivym centroidim maji nejmensi
vzdalenost. Po zatazeni kazdého bodu do pfislusného shluku dochazi k piepocitani po-

lohy centroidu a proces se opakuje.

Vyhody:

rychlé a efektivni z hlediska vypocetni naroc¢nosti,
bere ohled na zménu vzdalenosti mezi piepocitanym centroidem a jed-

notlivymi body.
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Nevyhody:

e 0odlisnd poloha pocatecnich bodii mize vést k odliSnym vysledkiim shlu-

kovani,

e citlivost na odlehlé hodnoty.
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Obrazek 14 Ukazka shlukovani pomoci metody k-centroidi

Algoritmus metody k-centroidu se sklada z nasledujicich krokd:

1. V prvnim kroku je nutné, aby uzivatel zvolil pozadovany pocet shlukt

a stanovil pocate¢ni polohu jednotlivych centroidii reprezentujicich tyto

shluky.

2. Druhym krokem je vypocet matice vzdalenosti mezi jednotlivymi body

a centroidy. Vzdalenost je pocitana pomoci Euklidovské metriky a je

ukladana do Listu vzdalenost tfidy double, ktery je soucasti Listu Vzda-

lenosti tfidy TVzdalenosti.
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3. Ve tietim kroku prochazim pomoci for cyklu vypoctenou matici vzdale-
nosti mezi body a centroidy. U kazdého bodu naleznu centroid (resp.
shluk), ke kterému ma nejmensi vzdalenost, a k tomu shluku ho pfifadim
(resp. ptrefadim). Zaroven nastavuji pomocnou proménnou zmena tiidy
boolean na hodnotu true, tzn., Ze byla provedena zména ve slozeni shlu-

ka. Ukazku kédu ptifazeni bodu k nejbliz§imu shluku miizeme vidét na

obr. 15.
1 private void PridejBodKMeans ()
2 A
3 for (int i = 0; i < Bod.Count; i++)
4 {
5 min = Vzdalenosti[i].vzdalenost.Min () ;
6 index = Vzdalenosti[i] .vzdalenost.IndexOf (min);
.
8 Shluky[index] .Body.Add (Bod[1]) ;
9
10 if (Bod[i].cisloShluku != index)
11 {
12 Bod[i].cisloShluku = index;
13 zmena = true;
14 }
15 }
16}

Obrazek 15 Ukazka kédu prifazeni bodu k nejbliz§imu shluku

4. Ve ¢tvrtém kroku dochazi ke kontrole pomocné proménné zmena. Pokud
plati, Ze je proménnd rovna hodnot¢ true, tak se algoritmus vraci zpét do
2. kroku k vypoctu matice vzdalenosti mezi jednotlivymi body a centroi-
dy. Pokud plati, Ze je proménnd rovna hodnoté false, tak dochazi
K vypsani vysledného slozeni shluki, celkové primérné hodnoty siluety

a algoritmus metody k-centroidi je u konce.

5.3 Pouzité metriky

Pro vypocet vzdalenosti mezi jednotlivymi body jsem implementoval tfi zaklad-

ni funkce, mezi kterymi ma uzivatel moznost vybéru.
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e FEuklidovska vzdalenost

1 private void Euklid (double X, double Y)
2 {

3 vzdalenost = Math.Sqrt ((Math.Pow (X, 2)) + (Math.Pow(Y, 2)));
4}

Obrazek 16 Vypocet vzdalenosti pomoci euklidovské metriky

o CebySevova vzdalenost

1 private void Cebysev (double X, double Y)
2 A

3 vzdalenost = Math.Max (X, Y);

4}

Obrizek 17 Vypoéet vzdalenosti pomoci CebySevovy metriky

e Manhattanska vzdalenost

1 private void Manhattan (double X, double Y)
2 {

3 vzdalenost = X + Y;

4}

Obrazek 18 Vypocet vzdalenosti pomoci manhattanské metriky

5.4 Konvexni obal

Za konvexni obal povazujeme tzv. konvexni mnozinu objektd (v nasem ptipadé
bodil). Jedna se o nejmensi konvexni mnohouhelnik, ktery obsahuje vSechny objekty,
pro splnéni konvexnosti musi navic platit, Ze pokud vytvofime tsecku mezi dvéma li-

bovolnymi objekty (resp. body), tak se dana usecka musi nachdzet uvnitt obalu.

a) Konvexni pétiahelnik b) Nekonvexni pétiihelnik

Obrazek 19 Rozdil mezi konvexnim a nekonvexnim obalem

Pro zjisténi konvexni mnoziny jsem vyuzil metodu Graham Scan, ktera se vy-
znaCuje piedevsim svoji nizkou ¢asovou slozitosti. Naopak nevyhodou je moznost apli-
kace pouze ve dvourozmérném prostoru. V mém piipadé je tato nevyhoda irelevantni,

a proto jsem ji zvolil.
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Algoritmus metody Graham Scan se skladé z nésledujicich kroku:
1. Prvnim krokem algoritmu je nalezeni objektu (resp. bodu), jehoZ soufad-
nice y je v daném shluku nejmensi.

2. Dalsim krokem je vypocet uhll, které jsou svirany mezi nalezenym ob-
jektem a ostatnimi objekty ve shluku. Ukazku koédu pro vypocet thlu

mezi body mizete vidét na obr. 20.

1 public double Uhel (double px2, double py2)

2 A

3 double uhel = 0.0;

4

5 uhel = System.Math.Atan (System.Math.Abs (py2) / Sys-

tem.Math.Abs (px2)) ;

6

7 uhel = uhel * 180 / System.Math.PI;

8

9 if (px2 < 0)
10 uhel = 180 - uhel;
11
12 return uhel;

13 1}

Obrazek 20 Ukazka kédu pro vypocet uhlu mezi body

3. Ve tfetim kroku dochézi k sefazeni matice s vypoctenymi uhly, které jsou
svirany s nalezenym bodem v 1. kroku a v§emi ostatnimi body v daném
shluku, od nejmensiho po nejvétsi. Spolecné se fazenim této matice take
dochazi k fazeni danych bodu, aby byli ve stejném potadi jako v matici

S vypoctenymi thly.

4. Poslednim krokem algoritmu je testovani, zda uspofddana trojice bodi
bi.1, bj a bj+1, patficich do konvexni mnoziny, splituje podminku ,,levoto-
¢ivosti®. Pokud je podminka splnéna, tak body nejspiSe patii do konvexni
mnoziny a nasleduje testovani nasledujici trojice bodi bj, bj+; a biso. Po-
kud podminka splnéna neni, tak se z dané trojice bodi prostiedni bod bj
odstrani, protoze nemtiZze byt clenem konvexni mnoziny, a nasleduje tes-

tovani s predeslymi dvéma body bi.,, bi.1 a bjs1.
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6 Testovani aplikace

V zadani této diplomové prace je jednim z pozadavku testovani aplikace mezi
studenty oboru Informacni technologie v navazujicim studiu. Aplikace byla prezentova-
na v ramci vyuky a nasledné byla poskytnuta studentim na fadné testovani a to opako-
van¢. Na zakladé zkuSenosti studentil s pouzivanim aplikace a jejich ndvrhi na zlepSeni,

byla aplikace upravena do findlni podoby.

Vsechny navrhy na zlepSeni jsem prodiskutoval s vedouci prace i se studenty.
Z tohoto brainstromingu vyplynuly rizné navrhy, naptiklad na vizualizaci shlukovani
animacemi. Ddle jsem intenzivné vyvijel aplikaci tak, aby bylo mozno data ukladat do
souboru a opakované nacitat. Zjednodusilo se tak ,,otravné* klikani pii zadavani bodu,
které jsou objekty shlukovani. Tim uzivatel ziskal moznost experiment opakovat a také
stejna data shlukovat v jiném data miningovém ndstroji. Byla to pravé otdzka studentt,
jak by shlukovéani dopadlo v IBM SPSS Modeleru, ktera byla inspiraci k dalSimu vyvoji
aplikace. Testovani vysledki shlukovani aplikace MyCluster v profesionalnim data
minigovém ndastroji poskytlo pro stejné nastaveni stejné vysledky a potvrdilo, ze algo-

ritmy jsou naprogramované spravne.
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Obriazek 21 Vysledek shlukovaciho procesu v aplikaci MyCluster
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Pro testovani v Modeleru jsem postavil proud, kde jsou pouzité dva modelovaci

uzly pro K-means a TwoStep, grafy a tabulky, které potvrzuji shodu vysledkt MyClus-

ter a Modeleru.

Plot of X v. Y #1

lu File = Edit ¢ Generate  « View - . e

TwosStep

TwosStep

Obrazek 22 Testovaci proud v IBM SPSS Modeleru
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Obrazek 23 Vysledky shlukovani v IBM SPSS Modeleru
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1 vypocet siluety pro tento test a celou fadu dalSich potvrdil shodu.

Model Summary

Algorithm TwoStep

Inputs 2

Clusters 2

Cluster Quality

Poar Good

I I I
-1,0 -05 o0 05 1.0
Silhouette measure of cohesion and separation

Obrazek 24 Kvalita rozkladu v IBM SPSS Modeleru

Dalsim krokem inspirovanym diskusi se studenty, bylo pfidani tlacitka Historie
shlukovani, kde si uzivatel mize zobrazit vSechny vysledky z uskute¢nénych procesii
shlukovani po spusténi aplikace. Do historie se uklada, jaka metoda a metrika byla pou-
zita, dale vysledné slozeni shluki a celkova primérna hodnota siluety pro dany proces
shlukovéni. Uzivatel si tak napfiklad mize porovnat vysledné slozeni shluki u riznych
metod nebo miize porovnat celkovou primérnou hodnotu siluety u stejné metody, ale
odlisného poctu vyslednych shlukii. Studenti dostali také dotaznik, ktery mohli nepo-
vinn¢€ vyplnit a ohodnotit praci s aplikaci 1 napsat dalsi pfipominky ¢i jina sdéleni. Do-
taznik vyplnilo 13 tucastnikt, odpovédi jsou v pfiloze, zde jen pro ilustraci uvadim

néktera sdéleni studentt na otazku:

Jak byste Zlepélh danou aplikaci?(s odpovédi, odpovéd nebyla povinna)

e Doporucuji dal aplikaci rozvijet. Je to jisté na dalSi projekt nebo zavére¢nou student-
skou praci. Dékuji za moznost experimentu a porovnani vysledkud. To se mi velice libilo.

e Doplnil bych plovouci napovédu

Odpovéd - tento navrh je diskutabilni. Aplikace je vybavena napovédou, ktera by mohla posta-
Covat.
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e Vstup do problému shlukové analyzy s touto aplikaci je jednodu$si.

e Uvital bych podobné zpracované vykladové experimenty spojené s pripravou dat.

Odpovéd’ — toto by mohlo byt realizované v navazujici studentské praci. S pfipravou dat je
spojené velké mnozstvi datovych transformaci, Uprav, analyz atd.

e Mozno bych zvyraznila kdyz konc&i shlukovani bez animace, mohlo by se néco vyraz-
néjSiho stat. Sice se mnéni text vlevo dole, ale je nevyrazny, uzivateli bych dala néjak
najevo "jsem hotov"

Odpovéd — bylo upraveno.

e Pridala bych vzorce pro vypocet vzdalenosti, vzhledem k tomu, Ze jde o vyukovy néa-
stroj, myslim, ze by tam byt mély. Po dokonc€eni shlukovani bych vytvofené shluky zvy-
raznila pfimo, aniz by uzivatel musel klikat na tlacitko "Konvexni obal", pfipadné bych
misto tlacitka pouzila checkbox, jestli se maji shluky po dokonéeni shlukovani zvyraznit
nebo nemaji.

Odpovéd — bylo upraveno.

e Aplikace nefunguje zcela spravné, pokud uzivatel dodate¢né pfida nové body a aniz by
ménil jakékoli dal$i nastaveni, klikne znovu na tla¢itko "Shlukovani". Nové pfidané body
se automaticky zafadi do prvniho shluku, ktery byl dfive vytvoifeny bez ohledu na jejich
soufadnice a na to, do jakého shluku skute€né patfi.

Odpoveéd — bylo opraveno.
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Zavér

Zadani vyzadovalo pro pfedmét Data mining pfipravit vyukovy pocitacovy ex-
periment i s vykladovym textem pro vybrané algoritmy shlukové analyzy. V ramci fe-
Seni jsem si prohloubil znalosti o shlukové analyze a zdokonalil se v programovani, coz
bylo zajimavé a piinosné.

Resersni ¢ast diplomové prace jsem zaméfil na popis jednotlivych krokd, se kte-
rymi se dataminer setkdva, pii aplikovani data miningovych metod shlukové analyzy.
Prvnim krokem dataminera je vzdy seznameni se s datovymi soubory, které ma
k dispozici, a strukturou dat v nich obsazenych. Z téchto divodu byla 1. kapitola véno-
vana predzpracovani dat, kde jsem popsal procesy jako ¢isténi dat, integrace dat a trans-

formace dat.

V diplomové praci jsem se vénoval popisu piedev§im vybranych metod shluko-
vé analyzy, hierarchickych a nehierarchickych, které jsem nasledné programoval
v aplikaci pro experimentovani se shlukovanim za ticelem porozumeéni a sledovani du-
sledkt volby metod a volby dalSich parametrti. U hierarchickych metod jsou to metody
nejbliz§iho souseda, nejvzdalenéjsiho souseda, centroidni metoda a metoda primérné
vazby. U nehierarchickych metod je to metoda K-means. Podobnosti/nepodobnosti ob-
jekti jsou klicovym problémem metod shlukové analyzy. Pro kazdy typ proménné ma
vypocet miry podobnosti nékolik moZnosti a algoritmickych postupl. Pro kvantitativni,
kvalitativni 1 binarni typy proménnych jsem popsal mozné postupy pro vypocet miry
podobnosti. Vyhodnoceni kvality konecné sestavy shlukii je problematické, protoze
neexistuje univerzalni definice pojmu kvalitni shluk. I pfesto existuji metody, které vy-
chézeji z homogenity a separace shlukli a umozniuji nam tedy vypocet funkcionalu kva-
lity shluku ¢i rozkladu. Tato reSersni ¢ast textu je vychodiskem pro napovédu aplikace,
ktera vznikla jako piispévek k e-learningovym materialiim o data miningu.

Cilem praktické ¢asti diplomové prace bylo vytvofeni aplikace pro vyklad vy-
branych algoritmti shlukové analyzy a jejich testovani. Aplikace by méla slouzit jako
podptirna pomitcka pro studenty oboru Informacni technologie na Fakult¢ mechatroniky
a Biomedicinské inZenyrstvi na Fakulté zdravotnickych studii, ktefi maji pfedméty spo-
jené s data miningem. Aplikaci jsem naprogramoval pomoci programovaciho jazyka C#

a vyvojového prosttedi Microsoft Visual Studio. Student mé pro testovani metod shlu-
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kové analyzy moznost vybéru mezi ¢tyimi shlukovacimi algoritmy (nejblizsi soused,
nejvzdalenéjsi soused, centroidni metoda a metoda k-centroidi) a tfemi metrikami (eu-
Klidovska, ¢ebySevova a manhattanska). BEéhem prace s aplikaci jsou ukladany vysledky
vSech provedenych experimentii do zvlastniho okna pro historii experimentovani. Stu-
dent v historii vidi zvolenou metodu, typ metriky, vysledné slozeni shlukl a funkcional
kvality rozkladu pro dany shlukovaci proces. Miize tak porovnavat vysledky, sledovat
rozdily kvality shlukovani pro riizné volby a stejna data, nebo ménit data pro stejné pa-
rametry vypoctu. Jako vizualizacni prvek pfi prabéhu shlukovaciho procesu si miize
uzivatel vybrat mezi textem, spojnicemi ¢i animaci. Student si pro vizualizaci vysledné-
ho slozeni shlukii mize nechat spocitat a vykreslit konvexni obal jednotlivych shluki.
Pro snadnégj$i praci s aplikaci a pro moznost opakovatelnosti experimentti byla napro-
gramovana moznost ukladani mnoziny vytvofenych bodi (export) a moznost nacitani
mnoziny bodl ze souboru (import). Export dat umoziuje studentovi dal$i experimento-
vani se shlukovanim v né¢jakém jiném data miningovém nastroji. Pro IBM SPSS Mode-
ler jsem vytvofil proud, ve kterém staci data nacist a spustit jej. Pro shlukovani je
pouzity uzel K-means a TwoStep. Vysledky jsou pak zobrazitelné v grafech ¢i tabul-
kach. Porovnanim ptifazeni bodt do shlukl a vypocitané siluety (obrysového koeficien-
tu) bylo potvrzeno, ze moje aplikace ,,shlukuje* body spravné. Dale jsem vytvofil
napovédu pro uZivatele aplikace, kterd nejen usnadni orientaci v ovladani aplikace, ale
poskytne informace o pouZzitych metodach shlukové analyzy v aplikaci.

Vyvoj aplikace byl naro¢ny, grafické prvky jsou pomémé pracné, pokud se ne-
daji pouZzit hotové moduly a to byl miij pfipad. Aplikaci jsem testoval v ramci vyuky se
studenty TUL opakované. A z diskuse vyplynulo n€kolik doporuceni, které ptispely
k finalni podobé¢ aplikace.

Moje aplikace by mohla pomoct studentim porozumét alespon Casti rozsahlé
problematiky shlukové analyzy, protoZe v ramci vyuky neni prostor pro detailni vyklad

celého teoretického zakladu.
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A Dotaznik hodnoceni aplikace

Pocet odpovedi: 13

Zobrazit vSechny odpovédi Publikovat analyzu

Souhrn

Méli jste problém se spusténim aplikace?
Ano 1 7.7 %
Ne 12 923%

Y

V pFipadé, ze ano, jak se chyba projevila?
Windows 10 pfi spusténi hlasi nasledujici sdéleni: Systém Windows ochranil vas pocitac
Filtr Windows SmartScreen zabranil spusténi nerozpoznané aplikace. Spusténi této aplikace

by mohlo ohrozit poCitaC. | pfesto je mozné aplikaci spustit pomoci tlaCitka "pfesto spustit”

Je rozhrani aplikace uzivatelsky prehledné a intuitivni?

Ano 13 100 %
Primémé 0 0%
Spise ne 0 0 %

Ostatni 0 0%

Vystihuje aplikace dostatec¢né zakladni principy shlukové analyzy?
Ano 13 100 %
Primérné 0 0%
Ne 0 0%
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Jak ¢asto aplikace "zamrzla" nebo "spadla"?

Velmi Easto 0 0 %
Pomérmné Casto 0 0 %
Obcas 1 7.7 %

Témeér vlbec 0 0 %

Nikdy 12 92.3%

Jak jste celkové spokojen/a s aplikaci shlukové analyzy?

)

Spokojenfa 12 92.3 %
Primérné spokojen/a 1 7.7 %
Nespokojen/a 0 0%

Doporucili by jste aplikaci svym znamym jako vyukovy material k shlukové
analyze?

Ano 11 84.6%
Nevim 2 154 %

Pravdépodobné ne 0 0%
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Jak byste zlepsili danou aplikaci?

Doporucuji dal aplikaci rozvijet. Je to jisté na dalSi projekt nebo zavére€nou studentskou

praci. Dékuji za moznost experimentu a porovnani vysledkd. To se mi velice libilo.
Doplnil bych plovouci napovédu

Vstup do problém0 shlukové analyzy s touto aplikaci je jednodussi.

Uvital bych podobné zpracované vykladové experimenty spojené s pfipravou dat.

Mozno bych zvyraznila kdyz konéi shlukovani bez animace, mohlo by se néco vyraznégj$iho
stat. Sice se mnéni text vlevo dole, ale je nevyrazny, uzivateli bych dala néjak najevo "jsem
hotov"

Pfidala bych vzorce pro vypocet vzdalenosti, vzhledem k tomu, Ze jde o vyukovy nastroj,
myslim, Zze by tam byt mély. Po dokon&eni shlukovani bych vytvofené shluky zvyraznila
pfimo, aniZ by uZivatel musel klikat na tla€itko "Konvexni obal", pfipadné bych misto
tlaitka pouzila checkbox, jestli se maji shluky po dokonCeni shlukovani zvyraznit nebo
nemaji. Aplikace nefunguje zcela spravné, pokud uzivatel dodate¢né pfida nové body a aniz
by ménil jakékoli dalSi nastaveni, klikne znovu na tla¢itko "Shlukovani". Nové pfidané body
se automaticky zafadi do prvniho shluku, ktery byl dfive vytvofeny bez ohledu na jejich
soufadnice a na to, do jakého shluku skute¢né patfi.
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B Obsah priloZzeného CD
Ptilozené CD obsahuje nasledujici soubory:
e Text diplomové prace
o Diplomova_prace 2016 Vaclav_Kozdeba.pdf
o Diplomova_prace 2016 Vaclav_Kozdeba.doc
o Kopie_zadani_diplomova_prace_2016_Vaclav_Kozdeba.pdf
e Obrazky pouzité v diplomové praci
e Aplikace MyCluster
o [MyCluster/ - slozka obsahujici spustitelny soubor aplikace a napovédu
e Dotaznik hodnoceni aplikace
o [/Dotaznik_hodnoceni_aplikace/ - slozka obsahujici dotaznik hodnoceni
aplikace
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