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1 Uvod

Medonosné vcely jsou zasadni pro zemédeélstvi a hraji kliCovou roli v Zivotnim cyklu rostlin
jako jeden z nejdulezitéSich opylovaci. Vice nez 75 % ze 115 nejpopularnéjsich druht
plodin na celém svéte je zavislych na opylovani zvifaty nebo z n¢j alespon tézi. Vcely jsou
zodpovédné za opyleni piiblizné¢ 70 % vSech druhti plodin na celém svété. Predevsim z
tohoto diivodu existuji vazné ekonomické disledky, kdyz vcely bojuji s patogeny, parazity,
Sktdci a dalSimi faktory ovliviiujicimi preziti vCelstva. [14]

Existuji nevysvétlené piipady poruchy zhrouceni vcelstev (colony collapse disorder nebo
CCD). Ztraty vcelstev jsou povazovany za multifaktorialni problém, kombinujici vliv
biotickych a abiotickych stresord, napt. vyzivy, pesticidi a zmény klimatu. Znalost
fyziologického a imunologického stavu vcelstev je proto kliCova pii pomoci véelaiim celit

potencialnim problémtm a chranit vCely. [14]

Vétsina CCD se vyskytuje v zimé, coz je pro vcelstva nejrizikovéjsi obdobi. Proto je

nanejvys dulezité studovat zmény v organismu v¢ely medonosné v zimnim obdobi. [14]

Automatizovana segmentace vcel na obrazcich plasti hraje vyznamnou roli pfi monitorovani
zdravi véel. Zjisténim znamek onemocnéni, stresu nebo environmentalnich faktord
ovliviiujicich vcely mohou vyzkumnici a vCelafi v€as zasdhnout a zmirnit potencialni hrozby

pro zdravi ula.

Tato prace je zaméfena na pruzkum segmentacnich technik, pfistupt a metod. Implementuje
jednu z existujicich segmentacni feSeni (YOLO) a snazi se navrhnout vlastni pfistup

segmentaci, na zakladé techniky dynamického okna a klasifikatoru.
1.1 Clenéni prace

Kapitola 3 se zabyva rozborem problematiky ulohy segmentace, popisuje mozné piistupy
segmentace. Tato Cast prace Cerpa informace z odborné literatury a poskytuje potirebné

znalosti pro navrh programového vybaveni.

Kapitola 4 stanovi funk¢ni pozadavky a navrhuje architekturu aplikace.
Kapitola 5 zohledniuje programové vybaveni pouzité pii tvorbé aplikace.
Kapitola 6 popisuje implementacni kroky, pro kazdou ¢ast aplikace.
Kapitola 7 popisuje provedené experimenty segmentace a jejich vysledky.

Kapitola 8 poskytuje ctenafi diskuzi ohledné vysledku prace.
1



2 Cil

Hlavnim cilem préace je navrhnout a implementovat programové vybaveni pro segmentaci
vCel na obrazcich plastd. Nejprve je nutné se seznamit s problematikou segmentace a s
obecnou odbornou literaturou, zabyvajici se stejnou problematikou. Na zakladé této
teoretické informace, navrhnout feseni pro segmentaci vCel na obrazcich plasti. Programové
vybaveni umozni trénovani neuronové sit€ na vlastnich datech, obdrzeni vysledka tréninkt a
provedeni inferenci. Inferenci se rozumi proces pouzivani trénované neuronové sit€¢ k
pfedpovédim nebo rozhodnutim na zakladé novych, neviditelnych pred tim dat. Béhem
inference neuronova sit’ pfijima vstupni data, zpracovava je prostiednictvim svych vrstev a

vytvari vystup nebo predpovéd bez dalsiho skoleni nebo aktualizace svych vah a parametru.
Dil¢i cile:
1. Provést resersi pfistupti pro segmentaci obrazu a klasifikaci textur neuronovymi
sitémi, pfipade€ v kombinaci s klasickymi pfistupy.
2. Vybrat vhodny piistup pro segmentaci vCel na fotografiich plastt.
3. Vyuzit nebo upravit existujici implementaci, ptfipadné piimo implementovat, ve
zndmych frameworcich.

4. Provést sérii experimenti a zhodnotit vysledky z hlediska pfesnosti stanoveni obrysu

vcely.



3 Teorie

3.1 Segmentace instanci

Segmentace instanci je formou segmentace obrazu, ktera se zabyva detekci instanci objektu

a vymezenim jejich hranic.

Tato technika kombinuje dvé ulohy pocitaCového vidéni: detekci objektd a sémantickou
segmentaci, ktera poskytuje pixelovou identifikaci objektd a pfifazuje label kategorie

kazdého pixelu v obrazu.

Ukolem segmentace je rozdéleni obrazu na &asti, které odpovidaji objektim v obraze
zachycenym za u€elem vyclenéni zajmovych oblasti od zbytku obrazu. V zavislosti na mife

uspéchu je mozno hovofit o ¢astecné, nebo tplné segmentaci. [7]

Vramci reSersi pristupt bylo zohlednéno né€kolik praci, zabyvajicich se stejnou
problematikou [1-6]. Uvedené ¢lanky se déli, podle pfistupu, na ty, co upravuji existujici
feSeni pod specifickou ulohu [1, 2, 3] a ty, co obecné zohlediiuji pfistupy 1 metody

segmentace [4, 5, 6] a jsou zakladem pro navrh vlastniho feSeni.

Uceni segmentac¢nich neuronovych siti potfebuje anotovany dataset, ktery se produkuje
manualné. Pro segmentaci vCel, vyprodukujeme potfebné anotace a pouzijeme k nauceni

posledni verzi YOLO [8].

Odborné prace [4, 5, 6] uvadéji alternativni metody segmentace, mimo né¢jaké verze YOLO.
Zohledniuji pfistup dynamického okna [4] s kombinaci s néjakym klasifikatorem [5, 6],
ktery, pfi kazdé iterace dynamického okna, ohodnoti jeho obsah a poskytne confidence
score, ze v okné je objekt a pokud prekroci predem definovany prah, je povazovano za
oblast zajmu (Region of Interest) a soufadnice bounding boxu tohoto okna jsou

zaznamendny jako odhadovana poloha objektu.

Na zaklade teorie z téchto €lanku, se pokusime, navrhnout a implementovat segmentacni
feSeni, které by nezaviselo na anotacich a bylo by mozné provést uCeni a segmentaci instanci

objektti jenom na zaklad€ neanotovanych obrazu.

Jako architektury klasifikatorti se nabizi Hluboka Konvolu¢ni Sit’ [5] a Hluboka Rezidualni
Sit’ [6].



3.2 YOLO

Detekce objektti je kombinaci uloh klasifikace obrazu a lokalizace objektd, kde ohranicujici
rameCek (bounding box) doprovazi predpokladanou tfidu objektu. Algoritmy lokalizace
objektli se obecné pouzivaji k lokalizaci pritomnosti objektu v obraze a reprezentuji jeho

umisténi pomoci bounding boxu. [3]

YOLO framework pouziva konvolu¢ni vrstvy k predikci bounding boxu a tfid
pravdépodobnosti vSech objektl zobrazenych na obrazku. ProtoZze algoritmus YOLO je
jednorazovy detektor, podiva se na obraz pouze jednou. YOLO vypocita skore spolehlivosti
(confidence score) pro kazdy bounding box vynasobenim pravdépodobnosti, ze objekt bude
v podkladové mfizce obsahovat prunik pfes spojeni (Intersection over Union) mezi
zakladni pravdou a predpokladanym bounding boxem. Nasledné nemaximalniho potlaceni
(Non-Maximum Suppression nebo NMS) odstrani piekryvajici se bounding boxy

obklopujici detekovany objekt vybérem boxu s nejvyssi konfidenci. [3].

Tato architektura nabizi efektivni feSeni pro tlohy segmentace, detekce a klasifikaci obrazu

v realném Case.
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Obrdzek 1 - YOLOVS architektura [3]
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Modely YOLO jsou trénovdny na velkych datasetech ve stejném formatu. Poskytuji vysoce
presné piedpovédi ve tfidach, ve kterych jsou naucené. Rychle se trénuji a produkuji

vysledky vysoké presnosti s mensimi velikostmi modela.

YOLOVS je nejnovéjsi iteraci fady modeld YOLO (2023). Prosel nékolika zménami, jako

Anchor-free detection a Mosaic Augmentation. Je vyznamné vykonnéjsi podle benchmarku

Ultralytics [8].

Obraz 2 ukazuje porovnani stfedni primérné presnosti masky pro validaéni COCO dataset
s konfidenci v rozmezi od 0.5 do 0.95 v zavislosti na poCtu parametrii sité (jeji velikosti)

vlevo a latenci v milisekunddch na jeden obrdzek vpravo.

55 55 T .
50 50
53 46 A
< <
£ 40 £ 40
o o
Q (&)
O 354 —— YOLOVS O 354 —— YOLOV8
© Small YOLOV? © Fast YOLOV?
30 4 & YOLOV6-2.0 30 4 & YOLOV6-2.0
YOLOV5-7.0 YOLOV5-7.0
0 20 40 60 80 1.0 15 2.0 25 3.0 35
Parameters (M) Latency A100 TensorRT FP16 (ms/img)
Obrdzek 2 - YOLO benchmarky Ultralytics [8]
Tato hodnota se vypocita jako primérna piesnost pro kazdou tfidu.
mAP = __ X (AP, + AP, + -+ + APy classes) (1)
num_classes -

Samostatna primeérna piesnost vypocita jako plocha pod kiivkou precision-recall.

AP = fo p(r)dr (2)

Pro vypocet kiivky precision-recall jsou predpovédi modelu sefazeny podle jejich
konfidenci a nasledné je aplikovan prah, ktery urci, jaké predpovédi jsou povazovany za

pozitivni nebo negativni.

Precision je pomér skutecnych pozitivnich predpovédi k celkovému poctu predpokladanych
pozitivnich odpovédi: skutecné pozitivnich (TP) a falesné pozitivnich (FP). Méfi presnost
pozitivnich pfedpovédi provedenych modelem.
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TP TP

= . 3)
TP + FP all_detections

Precision =

Recall je pomér skutecné pozitivnich predpovédi k celkovému poctu skutecné pozitivnich a

falesné negativnich (FN). Méfi, kolik skutecnych pozitiv mtize model identifikovat.

TP TP
TP + FN  all_ground_truths

(4)

Recall =

Skute¢né Pozitivni Odpovéd (TP) nastava, kdyz model predpovida pozitivni vysledek a

skuteCny vysledek je skute¢né pozitivni.

Falesné Pozitivni Odpovéd (FP) nastava, kdyz model predpovida pozitivni vysledek, ale

skuteCny vysledek je negativni.

Falesné Negativni Odpovéd (FN) nastava, kdyz model predpovida negativni vysledek, ale

skutecny vysledek je pozitivni.

Stfedni primérmé presnosti nad 0.4 se povazuje za dobrou a znamena, ze sit’ odhadla nad 40
% masek pritomnych na validaénim obraze. Pfesnost 1 je skoro nedosazitelna, jak by sit

méla vratit vysledek do pixelu identicky valida¢nimu obrazu.
3.3 Vlastni reSeni

Vlastni segmentacni feSeni zalozime na kombinaci dvou odliSnych klasifikatori a

dynamickém oknu.

Cilem klasifikatort je naucit se vzory a vztahy v datech, které umoznuji predikovat tfidu pro

f> Neuronova sit’

L]
i

vstupni data.

tiida

Kddovani

- A ~ | Dekc')dovéni1zn|
X1 %2 x3 x4 t¥ida
0.1 0.2 0.1 -0.2 1
0.2 -0.8 -0.5 0.4 7
0.8 -0.1 0.4 0.4 3
0.1 -0.4 0.4 0.7 4

Obrdzek 3 — Princip fungovani klasifikdtoru [28]
6



Klasifikaéni neuronové sit€ modeluji

nezpracovana vstupni data, transformuji je prostfednictvim fady vrstev a vytvareji vystup,

ktery predstavuje predikovany label tfidy.

Dva klasifikatory se budou ucit v tandemu, kde jeden z klasifikatorii pfispiva k nauceni

vlastnosti jednotlivé vcely (tvar téla, velikost, pruhy atd.) a druhy se uci rozliSovat mapy

vlastnosti vyprodukované predchozim klasifikatorem.

Input Images
(ResNet Dataset)

Process

K nauceni vlastnosti vyuzijeme ResNet [6], jako slozitéjsi a pokrocilejsi architekturu. Pro

Learn features—>|

ResNet

Produce™ |

Dynamic
Window

/

Use

_

ResNet Model

Process

FeatureMapGenerator

rozliSeni vyuzijeme CNN [5].

Po nauceni ResNet, obdrzime mapu vlastnosti, z vrstvy pred plné€ propojenou vrstvou (FC

Layer), a pomoci FeatureMapGenerator provedeme inferenci mapy na kazdy z obrazd

puvodniho datasetu.

Vysledkem inference budou mapy vlastnosti jednotlivych vcel a ne vcel, ve formatu tensoru

Feature Map Images
(CNN Dataset)

Obrdzek 4 — Princip fungovdni viastniho resSeni

(tf1 rozmérové matici). Tensory se ulozi jako samostatné obrazy.

N\

Use

N

slozité, nelinearni vztahy v datech. Prebiraji

CNN Model

Produce

Learn features—»|

CNN

Obrazek 5 znazoriuje inferenci mapy vlastnosti pres vS§echny konvoluéni vrstvy ResNet.

V kazdé vrstve, ResNet si zaznamenava néjaké vlastnosti a predava je do dalsi vrstvy.




Conv2d-0 Conv2d-1 ] Conv2d-3 Conv2d-3 Conv2d-4
. ¥
' \ A
— ‘
o
Y K , L

Conv2d-6 Conv2d-7 Conv2d-8 Conv2d-7 Conv2d-8

Conv2d-10 Conv2d-11 Conv2d-12 Conv2d-13 Conv2d-14 Conv2d-10 Conv2d-11 Conv2d-12 Conv2d-13 Conv2d-14
b
) - -
Conv2d-15 Conv2d-16 Conv2d-17 Conv2d-18 Conv2d-19 Conv2d-15 Conv2d-16 Conv2d-17 Conv2d-18 Conv2d-19
)
F 4

Conv2d-20 Conv2d-21 Conv2d-22 Conv2d-23 Conv2d-24 Conv2d-20 Conv2d-21 Conv2d-22 Conv2d-23 Conv2d-24

Conv2d-25 Conv2d-26 Conv2d-27 Conv2d-28 Conv2d-29 Conv2d-25 Conv2d-26 Conv2d-27 Conv2d-28 Conv2d-29

Conv2d-31 Conv2d-32 Conv2d-30 Conv2d-31 Conv2d-32

Obrdzek 5 — Inference mapy viastnosti ResNet. Vievo: vcela, vpravo: osa

Conv2d-30

Pres kazdou konvoluc¢ni vrstvu velikost vysledné mapy je jina a postupné se zmensuje. Mapa
vlastnosti z posledni konvolucni vrstvy obsahuje v sob& veskery vlastnosti, kterym se naucil

ResNet a ma velikost 14 X 14. SvétlejSim jsou vyznacCené nejdualezit€jsi vlastnosti.

Obrdzek 6 — Findlni mapa viastnosti inference. Vievo: vcela, vpravo: osa
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Tyto obrazy jednotlivych map vlastnosti vcel slouzi vstupem do CNN, kde se konvertuji na
tesnory a méni svou velikost na 34 X 34. CNN se uci rozhodnout komu patii mapa

vlastnosti vCele nebo ne vcele.

Vlastnosti produkované ResNet a konfidence od CNN jsou déle vyuzitd dynamickém oknem

pfi segmentaci.

Pti kazdé iterace dynamického okna, jeho obsah, z formdtu nparray se konvertuje do
tensoru, ktery se predava na vstup FeatureMapGenerator s pred nauCenym ResNet.
FeatureMapGenerator provadi inferenci mapy vlastnosti ResNet na predany tensor.
Vysledkem inference je nparray findlni mapa vlastnosti, kterd se také konvertuje na tensor,
upravuje velikost a predava na vstup pred nauc¢ené CNN, ktera rozhoduje, do jaké kategorie,

s jakou konfidenci, tensor patfi.

Jestli konfidence CNN bude vyssi nez definovany prah spolehlivosti, tak soufadnice okna

jsou zaznamenand jako informace o bounding boxu objektu.

Mapa vlastnosti vygenerovdna FeatureMapGenerator pomoci mapy vlastnosti ResNet se

vyuzije pro vydeleni segmentacni masky, na zaklade hodnot v tensoru.
3.3.1 Dynamické okno

Technika dynamického okna je rozsifenim klasického posuvného okna. Dynamické okno,
béhem své iterace po obrazu, muze ménit svou velikost a zachycovat vice nebo méne

informaci v zavislosti na velikosti obrazu a instancich objektd.

Velikosti, se kterymi dynamické oknu mé projit obraz se mohou zadavat vyctem, napt.: 34,
100, 224 atd. V tomto piipadé pro kazdou velikost se vytvoii vlastni instance dynamického

okna, kterd projde vstupnim obrazem.

Velikosti se také mohou zadavat pomoci postupného preskalovani vstupniho obrazu.
V tomto pfipad€é mame konstantni velikost okna a nékolik obrazi rizné velikosti. Cim mensi
je obraz, tim vice informace zachyti okno a naopak. Iterace okna probihaji obraz o riznych

velikostech. Pfeskalovani probiha do az do velikosti okna.

Metoda preskalovani obrazii ma vyhodu, ze celkovy pocet iteraci okna zavisi na velikosti
segmentacniho obrazd a Skalovacim koeficientu oproti vyctu, kde pocet iteraci je omezen

pfedem definovanymi velikostmi okna.

Preskalovani, efektivné tvofi ze vstupniho obrazu pyramidu, skladajici se s jeho

preskalovanych obraza.



Obrazek 7 znazoriuje pyramidu obrazu spolu s oknem konstantni velikosti.

_—— Rescale Image x*x

_— Rescale Image, 0.2n*0.2m

-~ Rescale Image, 0.5n*0.5m

_~— Rescale Image, 0.8n*0.8m

Fixed Sized Window, x*x —__

T

__—— Original Image, n*m

Obrdzek 7 — Pyramida obrazii s oknem fixované velikosti
3.3.2 Hluboka konvolu¢ni sit’

Hluboké Konvolu¢ni Sit¢ (CNNs) se dobfe prokazaly v Siroké tfadé ukolt vizualniho

rozpoznavani véetné klasifikace textur. [5]

CNN je schopna se ucit hierarchické prvky z vizualnich dat. Niz8i vrstvy zachycuji
jednoduché prvky, zatimco vyssi vrstvy zachycuji abstraktnéjsi a slozitési vzory.

Vstupni vrstva CNN prebira nezpracovana data, kde kazdy pixel v obrazu odpovida uzlu v

této vrstve a tvori mfizku neuront, které predstavuji obsah obrazu. Data ze vstupni vrstvy

prechézeji do nasledujicich konvoluénich vrstev.

Konvoluéni vrstvy zachycuji vlastnosti nizké arovné (low-level features), jako jsou hrany,
rohy a textury. Konvoluce spociva v aplikaci sady naucitelnych filtri (kernels) na vstupni

obraz, vynasobenim kernelu na vstupni matici a vytvorenim nové mapy vlastnosti.
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Source Pixel

Obrdzek 8 - Kernel [29]

Kernely se posouvaji pres vstupni data, detekuji vzory a prvky v riznych Castech vstupni
sekvence. Pocet kernelll v kazdé konvolucni vrstvé urCuje pocet vyprodukovanych map

vlastnosti. Hlubsi vrstvy obvykle zachycuji slozitéjsi vlastnosti.
Konvoluéni vrstvy jsou nasledované aktiva¢nimi funkcemi.

Aktivaéni funkce zavade)i nelinearitu do neuronové sité. Toto umoziiuje zachytit slozité)si

vztahy mezi vlastnostmi objektu.

SoftMax, Sigmoida, RELU (The Rectified Linear Unit) jsou nejCast&j$i pouzivané aktivacni

funkce.

Softmax funkce je hladké kiivka zacinajici od O a koncici na 1, ktera odpovida souctu
pravdépodobnosti vSech prvkia vstupniho vektoru. Softmax ma vlastnost, Ze se zvySenim
pravdépodobnosti jakéhokoliv prvku ve vektoru, hodnoty ostatnich prvka se snizuji, coz

umoziuje pouziti funkce pro klasifikaci s vice tfidami.

Softmax transformuje vektor vstupnich prvkd z = [z4, z,, ... z,]| na rozklad pravdépodobnosti
Pro kazdy prvek vektoru z se pocita p = [py, P2, ... Pn] se pocita pravdépodobnosti v rozmezi

od 0 do 1, jako:

__ et (5)

j=1€”
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kde e je zaklad pfirozeného logaritmu (Eulerovo ¢islo), z; je vstupni hodnota pro tfidu i a

jmenovatel Y7_;e? secitd exponencialni hodnoty vSech pravdépodobnosti pro vSechny

tridy.

oe
0.6
04—t

021

Obrdzek 9 - Softmax funkce [30]
Softmax umociiuyje vstupni hodnoty a normalizuje je délenim souCtem vsech umocnénych

hodnot. Tato normalizace zajistuje, ze vysledné pravdépodobnosti se scitaji do 1.

Output Softmax
layer activation function

1.3 ] 0.02)]
5.1 o 0.90
2.2 |y b | 0.05

K :
0.7 D i1 €7 0.01

4| 0.02

Probabilities

Obrdzek 10 — Softmax funkce aplikace [31]

Sigmoida je aktivacni funkce, ve tvaru S, kterd mapuje vstupni hodnoty do rozsahu mezi 0 a

1. Sigmoida se pouziva v ulohach binarni klasifikace.

Sigmoida se definuje jako:

12



t) = 6
kde e je zaklad pfirozeného logaritmu (Eulerovo ¢islo) a t je vstupni hodnota
sig(t
— sigt) = 10| %80)
0.8
0.6
t-.
-8 —6 -4 -2 2 4 6 8

Obrdzek 11 — Sigmoida funkce [32]

Nevyhodou sigmoidy je problém mizejiciho gradientu pfi pouziti v CNN, coz znesnadiiuje
proces uceni. Kdyz gradient se stava pfili§ malym, vahy sité se také aktualizuji pomalu a

uceni se zpomaluje.

Toto omezeni vedlo k pouziti dalSich aktivac¢nich funkci, jako je ReLU (Rectified Linear

Unit).

ReLU nahrazuje zdporné hodnoty nulami, coz pomaha siti zachytit slozité vztahy v datech,

zaméfit se na nejrelevantnéjsi vlastnosti a snizit riziko nadmérného vybaveni (overfitting).

ReL.U se definuje jako:

f(x) = max (0,x) (7)

Kde x je vstupni hodnota a max je funkce, ktera se pouziva k porovnani vstupu x s 0. Pokud
je vstup x vétsi nebo roven 0, vystup f(x) se rovnd x. Pokud je vstup x mensi nez nula,

vystup f(x) je nastaven na 0.

13



Obrdzek 12 — ReLU funkce [33]

Pooling vrstvy snizuji prostorové rozméry (spatial dimensions) feature map

vyprodukovanych konvolu¢nimi vrstvami. Timto pfispivaji ke koncentraci sit€ na

Obrdzek 13 — Max Pooling priklad [34]

Flatten vrstva pretvaii feature mapy na jednorozmérny vektor pied piechodem z
konvoluénich vrstev na plné€ propojené (Fully Connected) vrstvy. Plné propojené vrstvy

vyzaduji plochy vstup.
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Fully Connected vrstva slouzi jako neuronova sit, spojujici vSechny neurony v jedné vrstvé
se véemi neurony v daldi vrstvé. Tyto vrstvy mapuji vlastnosti vysoké trovni (high-level

features) extrahované z predchozich vrstev do vystupni vrstvy.

Xa
Flattening X2 Output value
........... —l
Xm
Input Layer Fully Connected Layer Output Layer

Obrdzek 14 — FC vrstva [35]

Dropout vrstva nahodné deaktivuje ¢ast neuronii béhem uceni, ¢imz vynucuje sit' spoléhat

na vétsi pocet vlastnosti a piispiva ke schopnosti generalizace sité.
Vystupni vrstva poskytuje konecné predpovédi nebo vysledky.

Obrazek 15 znazorfiuje klasickou CNN architektu, skladajici z popsanych prvku.

fc_3 fc 4
Fully-Connected Fully-Connected
Neural Network Neural Network
Conv_1 Conv_2 RelU activation
Convolution Convolution | /—M
(5 x5) kernel Max-Pooling (5x5) kernel  pax.pooling (with
valid padding 2x2) valid padding (2x2) droucul)

@ @0
o 0:
0@ 2

INPUT nl channels nl channels n2 channels n2 channels E \’ 9
(28x28x1) (24 x24 xnl) (12x12xnl) (8x8xn2) (4x4xn2) ) N

n3 units

Obrdzek 15 — CNN architektura [36]
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3.3.3 Hluboka rezidualni sit’

ResNet je typ architektury CNN, ktery zavadi novy architektonicky prvek zvany rezidualni
propojeni nebo skip connection. S rostouci hloubkou CNN se potykaji s problémy, jako je
mizejici gradienty [6].

ResNet zahrnuje rezidudlni propojeni, mezi konvolu¢nimi vrstvy (weight layer), ktera
umoziuji tok informaci pifimo z jedné vrstvy do druhé. To pomahd zmirnit problém
mizejiciho gradientu.

Rezidualni propojeni poskytuji prechody gradientu pfimo z vystupnich vrstev do vstupnich

vrstev. Toto umoziiuje siti se naucit pozadované transformace a mapovani identity [6].

X
weight layer
F(x) l relu -
weight layer identity

Obrdzek 16 — Rezidudlni propojent [6]
Rezidudlni propojeni se sklddd ze dvou cest: identity a transformace.
Cesta identity predava vstup pfimo vystupu. Toto umoziiuje siti naucit se funkci identity.

Cesta transformace obsahuje jednu nebo vice konvolucnich vrstev nasledovanych
normaliza¢nimi a aktivacnimi funkcemi. Je zodpovédna za uceni transformace, kterou je

treba aplikovat na vstup.

ResNet muze mit stovky nebo tisice vrstev, tim je vhodna pro ukoly vyzadujici abstrakce na
vysoké trovni.

Obrazek 17 znazoriuje architekturu 34vrstevni ResNet v porovnani s 34vrstevni ,,plochou®
architekturu bez reziduélnich propojeni a VGG-19 (typ CNN).
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VGG-19 34-layer plain 34-layer residual

image image image
oupst
output poay /2
| 3x3 conv, 128 | | 7x7 conv, 64, /2 | | 7x7 conv, 64, /2 |
A\
tout pool, /2 pool, /2 pool, /2
outpul
si2e:36 M 3@ conv, 256 | | 3x3conv,64 | | 3x3conv,64 |
h J 2 4
| 3x3 conv, 256 | | 3x3 conv, 64 | | 3x3 cony, 64 I
L 2 L 2
| 3x3 conv, 256 | | 3x3 conv, 64 | | 3x3 conv, 64
A 2 v v
| 3x3 conv, 256 | | 3x3 conv, 64 | | 3x3 conv, 64
Y
| 3x3 conv, 64 | | 3x3 conv, 64
\ 4 4
| 3x3 conv, 64 | | 3x3 conv, 64
cout pool, /2 | 3x3cony,128,/2 | [Geowmerz | .
outpu .
size: 28 * ¥ y Y
|  33conv,512 | | 3x3conv, 128 | | 33conv,128 | .
L L 2 g
| 33conv,512 | | 3x3conv,128 | | 3x3conv, 128
A 2 L 2 L 2
|  33conv,512 | | 3x3conv,128 | | 3x3cony, 128
 J
|  33conv,512 | | 3x3conv,128 | | 33conv,128 |
\ J 2
| 3x3conv,128 | | 33conv128 |
 J
| 3x3conv, 128 | | 3x3conv,128 |
| 3x3conv, 128 | | 3x3conv,128
Y YT
honiont pool, /2 [33cony, 256,72 | [3acom, 2562 |
’ L 2 2 Y
| 33conv,512 | | 3x3conv,256 | | 33conv,256 | .
¥ = 1.
| 33conv,512 | | 3x3conv,256 | | 3x3conv,256 |
A J \ 2 \ 4
| 33conv,512 | | 33conv,256 | | 33conv,256 |
A 2 2
| 33cony,512 | | 3x3conv,256 | | 3x3conv,256 |
| 3x3conv,256 | | 3x3conv, 256
v
| 3x3conv,256 | | 3x3conv, 256
2 2
| 3x3conv,256 | | 3x3conv, 256
| 3x3conv,256 | | 3x3conv, 256
| 3x3conv,256 | | 3x3conv, 256
\ J
| 3x3conv,256 | | 3x3conv, 256
| 3x3conv,256 | | 3:3cony, 256
output M Yy Y .
civer 7 pool, /2 | 33cony,512,/2 | | 3x3conv,512,/2 | v
| 3x3conv,512 | | 33conv,512 | .-
I
| 33cony,512 | | 3x3conv, 512
| 33conv,512 | | 3x3cony,512
\ J
| 3x3conv,512 | | 3x3cony, 512
| 33conv,512 | | 338cony,512 |
A v vy
t:;tepult fc 4096 avg pool avg pool
| fc 4096 | | fc 1000 | | fc 1000 |

fc 1000

Obrdzek 17 - Porovndni ResNet a CNN architektur [6]

Vlevo: model VGG-19 (19,6 miliard FLOP) jako reference. Uprostied: jednoduchd sit's 34
vrstvami parametrii (3,6 miliardy FLOP). Vpravo: rezidudlni sit' s 34 vrstvami parametrii

(3,6 miliardy FLOP).
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3.4 Dataset

Kazdé z feSeni potrebuje ptipravu vlastniho datasetu. YOLO vyzaduje vytvoreni konfiguraci
a anotace pro ucCebni data. Pro vlastni feSeni je tfeba sestavit dataset, ze kterého se

klasifikator bude schopen naucit v¢eli vlastnosti.
341 YOLO

Konfigurace YOLO definuje strukturu datasetu (kofenovy adresar, relativni cesty k
adresarim trénovacich/validacnich obrazkii nebo soubori *.txt obsahujicich cesty k

obrazkiim a anotacim tfid).

path: data
train: train/images
val: wval/images

names :
0: bee

Zdrojovy kéd 1 — YOLO dataset konfigurace
Labely jsou exportovany do formatu YOLO s jednim souborem *.txt na obrazek. Pokud v
obrazku nejsou zadné objekty, neni vyzadovan zadny soubor * txt.

data

__train
|

| images
|
| images
|
|

__labels
__cocol28-seg.yaml

|
|
|
|
|
|
|
|
|
|
|
|
Zdrojovy kéd 2 — YOLO dataset struktura

YOLO je textovy format, kde kazdy textovy soubor odpovidd obrazku v datasetu a kazdy

radek v textovém souboru predstavuje anotovanou instanci objektu ve formatu:

(class_id, x center, y center, width, height)

Zdrojovy kéd 3 — YOLO anotace struktura

0, 0.481719, 0.634828, 0.690625, 0.713278

Zdrojovy kéd 4 — YOLO anotace priklad
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YOLO pouziva normalizované soufadnice, diky tomuto je ten format nezavisly na velikosti

obrazu.

Obr. 18 vizualizace YOLO anotace. Soubor s labely odpovidajici uvedenému obrazku

obsahuje 1 v¢elu (tfida 0).

FOrigin +X
(0,0 , (1,0) >

+y [Fen ()

\/

Obrdzek 18 — YOLO anotace vizualizace
Anotace se produkuji ndstroji na labelovéni obrazu, jako CVAT [9] nebo VoTT [10].

Textové formaty maji obtiz reprezentace slozitych anotacnich struktur. Z téchto duvodi se

Siroce pouziva alternativni format COCO.

COCO (Common Objects in Context) je JSON-based anotani format, ktery poskytuje
informace o instancich objektd v obrazku, jejich bounding boxy, kategoriich a

segmentacnich maskach. Anotace zahrnuje:
e images: Informace o obrazu:
o ID obrazu
o Siika obrazu
o Vyska obrazu

o Jméno souboru
19



e annotations: Informace o instancich tfid objekta:
o ID instanci (id)
o ID kategorie (category_id)
o Souradnice bounding boxu (bbox)
o Segmentacni maska (segmentation)
e categories: Definice kategorie:
o ID kategorie (id)

o Jméno kategorie

"images": [
{"id": 1, "width": 608, "height": 608, "file name": "19.3jpg"},

{"id": 15, "width": 416, "height": 416, "file name": "zelizone.jpg"}
1,

"annotations": [
{

"id": 1, "image id": 1, "category id": 1,
"segmentation": [[46.54, 275.76, ..., 277.25]1],
"area": 252.0,
"bbox": [32.7, 275.76, 16.14, 23.33],
"iscrowd": O,
"attributes": {"occluded": false}

I

"id": 1302, "image id": 15, "category id": 1,
"segmentation": [[386.4, 130.05, ..., 130.05]],
"area": 1197.0,
"bbox": [371.99, 51.15, 44.01, 78.971,
"iscrowd": O,
"attributes": {"occluded": false}
}
]I
"categories": [{"id": 1, "name": "bee", "supercategory": ""}]

}

Zdrojovy kod 5 — COCO anotace priklad

Souradnice bounding boxi mohou byt zadané v normalizovanych nebo absolutnich

hodnotach. Pii tvorbé anotaci zadame absolutni hodnoty.

COCO je konvertovano do YOLO formdtu s normalizaci pomoci scriptu A v ptiloze.
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3.4.2 Vlastni reSeni

Pro nauceni klasifikatoru vytvofime vlastni dataset kombinaci vcelich a nevcelich obrazi

(pozitivnich a negativnich instanci).

Negativni instance pomahaji klasifikatoru odliSit unikatni vlastnosti pozitivnich instanci a
vypocist metriky, jako je pfesnost (accuracy), preciznost (precision), zapamatovatelnost

(recall) atd. pro hodnoceni kvality a efektivity uceni.

“Bee or wasp?“ [11], ,,Honey Bee pollen [12], , The Beelmage Dataset® [13] budou

2 93 2

zakladem pro sestaveni vlastniho datasetu.

Z kazdého datasetu vybereme nahodné obrazy jednotlivych vcel. Kombinovani obrazu
raznych formatt s riznymi druhy vcel zajisti schopnost klasifikatoru se naucit abstraktni

vlastnosti.

Obrdzek 19 — Veely z datasetii:
“Bee or wasp? ", “Honey Bee pollen*, ,, The Beelmage Dataset

Bee or wasp [11] poskytuje fotografie os, sr$it a jinych hmyzi, z nichz si sestavime dataset

negativnich obrazi.

Obrdzek 20 — Negativni instance: Osa, Srsen, Moucha z ,, Bee or wasp “ datasetu
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Origindlni obrazy zkonvertujeme na jejich edge formu, tzn. opustime barevné informace o

vSem obrazu a zanechavame jenom informace o hranach objektu.

Edge obraz je binarni obraz, kde kazdy pixel je klasifikovan jako hrana (edge) — bilym nebo

ne hrana (non-edge) — cernym.

Redukci barev zmenS§ime pocet vlastnosti, potfebné pro nauceni ResNet klasifikatoru. Bez

barevnych informaci se klasifikator zamé&fi na samostatny obrys vcely.

Obradzek 21 — Edge obraz 18

Obradzek 22 — Edge obraz 19

Uceni provedeme na obou typech datasetu.

Struktura datasetu bude se sklddat z root slozky, 2 slozek train a val, kde kazda z téchto 2
slozek bude mit slozky s obrazy, které se maji jmenovat podle tfidy obraza.
ata

__train
|
| _bee
|
| __not bee
_val

d
I
I
I
I
I
I
I

Zdrojovy kéd 6 — ResNet dataset struktura
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4 Navrh

Programové vybaveni navrhneme jako web aplikaci pro trénovani a inferenci neuronové sité
na vlastnich datech. Implementujeme oba segmentacni feSeni jako separatni moduly a

zptistupnéme jejich funkcionalitu pomoci Web API.

Cilem aplikace je zprovoznit pfistup k funkcionalité neuronovych siti, aniz by si uzivatel mél
lokalné instalovat sit’ a provadét jeji uCeni na svém zafizeni, které, nejspise, neni zaméreno

na praci s neuronovymi siti.

Aplikace se umisti na vykonni GPU server, na ktery uzivatel zasle vlastni data pro ukol a

nasledné obdrzi vysledky.

4.1 Funk¢ni pozadavky

Aplikace umozni:
1. Trénovani vybrané neuronové sité
2. Stazeni a mazani vysledka trénovani (z databaze)
3. Inference oproti vlastnim datim

Uzivatel zada parametry (typ sité, velikost, poCet epoch, velikost batche, dataset) a spusti

pozadovanou akci.

Proces uCeni muze trvat né€kolik hodin nebo né€kolik dni a musi probihat na serveru ve
vlastnim vlakné, aby aplikace nebyla blokovana po dobu uceni sité. Uzivatel tim bude moc

poustét vice uceni najednou.

Informace o aktualnich bézicich sitich se zobrazi na dashboardu. Tato informace se

aktualizuje pfi kazdém startu a ukonceni trénink?.
Pti obdrzeni pozadavku na akci (trénink nebo inference) neuronové sité, probehne:
1. Parsing bytového obsahu payloadu
2. Validace parsovanych hodnot
3. Priprava dat (ulozeni, dearchivace)
4. Vytvoreni modelu pro ukol
5. Vykonani dkolu

6. Archivace a export vysledka
23



Pro pozadavek na uceni, zapiSeme vysledky do databaze, na inferenci je stahneme do

uzivatelského prohlizece.

Obrazek 23 zobrazuje Business Process Model and Notation (BPNM) diagram pro konani

akce neuronové sité na serveru.

Parse Validate Prepare Create Per:f ﬁrm Archive
payload payload data NN action results

Action Download

to browser|

NN Action Pipeline

Inference

Obrdzek 23 — BPMN diagram akce neuronové sité
Obrazek 24 znazoriuje stranku pro zadani tréninku neuronové sité.

Network

Select Network

Image Size

Image Size

Epochs
Batch Size

Data

Choose File  No file chosen

ID Dataset Name Epochs Batch Size
YOLOVS_2023-11-14T11-21-45_jziRW7IN YOLO reduced 30 32
YOLOW8_2023-11-14T11-21-58_HzECKp25 YOLO full 100 8
ResNet_2023-11-14T11-22-18_oGWCLEXYV resnet color full 30 64

Obrdzek 24 — Train page s dashboardem

Vysledky tréninku (vahy a grafiky prubéhu uceni) se ulozi do databaze. Uzivatel po stranach

vylistuje vSechny vysledky a bude moct je stahnout nebo smazat.

Obrazek 25 znazoriuje stranku pro zobrazeni vysledkil uceni neuronové sité.
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Trains

ID Name Epochs Batch Size  Actions

YOLOVE_2023-9-31T18-56-20_TBiPVOXr data_imageSize-512_epochs-10_batch-32.zip 10 32 Download | Delete
ResNet_2023-10-01T17-33-07_WUmgqgV3 resnet_data_imageSize-224_epochs-10_batch-32.zip 10 32 Download | Delete
YOLOVE8_2023-10-01T18-30-01_RHFzgP2t data_imageSize-512_epochs-40_batch-32.zip 40 32 Download | Delete
YOLOVE_2023-10-2T11-35-35_F9bb3CB2 data_imageSize-512_epochs-60_batch-32.zip 60 32 Download | Delete
ResNet_2023-10-02T13-49-21_42UGUNCP resnet_data_imageSize-224_epochs-20_batch-64.zip 20 64 Download | Delete
ResNet_2023-10-04T09-55-18_HZkM5eAW resnet_data_imageSize-224_epochs-60_batch-32.zip 60 32 Download | Delete
ResNet_2023-10-04T11-57-13_cTywXGpy resnet_data_imageSize-224_epochs-30_batch-32.zip 30 32 Download | Delete
ResNet_2023-10-05T15-05-31_ima&Vud2 resnet_data_imageSize-224_epachs-100_batch-16.zip 100 16 Download | Delete
YOLOVE_2023-10-05T19-01-41_tF95cUwf data_imageSize-1024_epochs-20_batch-64.zip 20 64 Download | Delete
YOLOv8_2023-10-06T12-04-33_cnWUnéyQ data_imageSize-1024_epochs-50_batch-32.zip 50 32 Download | Delete

Obrdzek 25 — List page
Stazené vahy se vyuzivaji pti inferenci. Uzivatel zada konfidenci, nahraje soubor s vdhami, a
slozku s obrazy. Vysledné obrazy se stahnou piimo do prohlizece bez ukladani do databaze.

Obrazek 26 znazortiuje stranku pro inferenci.

Network

Networks

Conf Score

Weights

Choose File  No file chosen

Images

Choose File  No file chosen

Inference

Obrdzek 26 — Inference page
4.2 Architektura

Aplikaci zalozime na MVC architekture, vSak upravime ji podle nasich potreb.

V  MVC architektufe Web 2.0, klient je implementovan jako samostatna aplikace
pomoci néjakého JavaScript frameworku nebo knihovny a je oddé€len od serveru, ktery muze
bézet na vlastnim serveru. Typicky, komunikace mezi klientem a serverem probihd pres

HTTP pozadavky, které jsou inicializované klientem.

Tato skutecnost klade velké omezeni na interaktivitu nasi aplikace, jelikoz pro zobrazeni
real-time informace o trénincich bézicich na serveru, potfebujeme uvédomovat klienta, kdy

trénink zacne a skon¢i, abychom aktualizovali informaci na dashboardu.

Predejit tomuto omezeni 1ze pomoci nékolika technik:
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1. HTTP Long Polling — je technika, kdy klient odeSle HTTP pozadavek na server a
server ponecha pozadavek otevieny, dokud nebudou k dispozici nova data. Jakmile
jsou data dostupna nebo je splnéna urcita podminka, server odpovi a klient okamzité

odesle dalsi pozadavek. To vytvaii iluzi pozadavku iniciovaného serverem.

2. Server-Sent Events (SSE) — je standard pro vytvofeni jednosmérného kanalu ze
serveru ke klientovi pres jediné pripojeni HTTP. Klient navaze pfipojeni SSE
odeslanim http pozadavku na server a server pak muze klientovi posilat aktualizace,

kdykoli jsou k dispozici nova data.

3. AJAX Polling — zahrnuje zasilani pravidelnych HTTP pozadavki klientem na server

pro kontrolu aktudlniho stavu.

4. WebSockets — je komunikacni protokol, ktery poskytuje plné duplexni, obousmérné
komunika¢ni kanaly pres jediné spojeni TCP (Transmission Control Protocol). Ve
chvili, kdy klient odeSle pozadavek a server na né& odpovi, WebSocket navaze

nepfetrzitou komunikaci mezi klientem a serverem v realném case.

5. Message Queues —Fronty zprav (napf. RabbitMQ, Apache Kafka), pomoci nichz,
server muze publikovat zpravy do fronty a klient se muze piihlasit k odbéru
aktualizaci.

Z4adna z polling technik nezajistuje pozadovanou real-time komunikaci.

Standart SSE je navrzen pro jednosmérnou komunikaci, coz déla ho nevhodnym pro
implementaci v nasi aplikaci.

Fronta zprav je uvazovano za nadbytecné feSeni pro dashboard update.

WebSockets, diky své schopnosti obousmérné real-time komunikace mezi klientem a

serverem, jsou uznana jako nejvhodnéjsi technologii pro implementaci stanovenych

funk¢nich pozadavki.

Pro interakci s funkcionalitou obou moduli neuronovych sit€¢, navrhneme dalsi Service
vrstvu, které také delegujeme praci s Modelem. V tomto piipadé, Controller bude zaviset

na Service, Service zdaviset na Modelu a Model na NN Modulech
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Obrdzek 27 — Architektura aplikace
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5 Vyuizité programové vybaveni

Python (3. 10. 0) — programovaci jazyk pro serverovou Casti a neuronové sité. [15]

Flask (2.3.3) — Python framework pro vyvoj na strané serveru. [16]

Flask-Cors (4.0.0) — modul pro zpracovani Cross-Origin Resource Sharing (CORS),
které umoziiuje komunikaci mezi webovymi aplikacemi umisténych na riznych
doménach (klient a server). [17]

Flask-PyMongo (2.3.0) — modul pro prici s databdzemi MongoDB. [18]
Flask-SocketIO (5.3.6) — modul pro WebSocket komunikaci na strané serveru. [19]
Eventlet (0.33.3) — knihovna pro soub&zné sit'ové programovani pomoci korutin. [20]

PyTorch (2.0.1) — framework pro implementaci obou modult neuronovych siti. [21]

JavaScript — programovaci jazyk pro klientskou ¢ast aplikace. [22]

Node.js (18.17.1) — JavaScript runtime pro spousténi JS koédu na strané€ serveru,
pristup k Node Packet Manager (NPM). [23]

React.js (18.2.0) — knihovna pro vytvareni uzivatelskych rozhrani s architekturou
zalozenou na komponentach [24]

Socket.JO-Client (4.7.2) — knihovna pro implementaci WebSocket komunikace na
strané klienta. [25]

MongoDB — NoSQL dokumentova databaze pro ukladani vystupti neuronovych siti. [26]

CUDA Toolkit (11.8) — nastroj pro vytvoreni environmentu pro GPU-accelerated aplikace.

Vyuziva se pro spousténi neuronovych sité na GPU. [27]
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6 Implementace

6.1 YOLO

Pomoci softwarového nastroje CVAT [9] vytvofime anotaci ve formatu COCO a

zkonvertujeme ji pfed ucenim do YOLO [8].

Celkova velikost vytvoreného datasetu je 50 obrazi pro uceni a 15 pro validaci. Celkovy

pocet instanci vcel pro uceni je 5269, pro validaci — 1302.
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Obrdzek 28 — Vcely na plasti, vizualizace anotace

Pomoci skriptu B v piiloze, rozdélime tyto 65 obrazii na obrazky jednotlivych vcel, podle

vyprodukovanych anotaci, ¢imz zvy§ime objem trénovacich dat.
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Obrdzek 29 — Jednotlivé vcely, vizualizace anotace
Provedeme instalaci YOLO jako pip install ultralytics

Inicializujeme model a spustime trénink s parametry, kde data je cesta k YOLO konfigurace

z 3.4.1. Pismeno za yolov8 urcCuje velikost sit€: nano, small, medium, large a extra-large.

model = YOLO('yolov8l.yaml')
model.train(
data=data,
epochs=100,
batch=4,
imgsz=1024,
project=result save dir,
name=folder name

Zdrojovy kod 7 — Spousténi YOLO tréninku

30



6.2 Vlastni rreSeni

Na zakladé oficialni dokumentace PyTorch [21], navrhneme 2 modely neuronovych sité.

ResNet34 pro nauceni vlastnosti a CNN pro klasifikaci vlastnosti.

import torch.nn as nn

class ResNet34 (nn.Module) :
def init (self, block, layers, num classes):
super (ResNet34, self). init ()
self.inplanes = 64
self.convl = nn.Sequential (
nn.Conv2d (3, 64, kernel size=7, stride=2, padding=3),
nn.BatchNorm2d (64),
nn.RelLU())
self.maxpool = nn.MaxPool2d(kernel size=3, stride=2, padding=1)
self.layer0 = self._make_layer(blozk, 64, layers[0], stride=1)
self.layerl = self. make layer(block, 128, layers[l], stride=2)
self.layer2 self. make layer(block, 256, layers[2], stride=2)
self.layer3 self. make layer(block, 512, layers[3], stride=2)
self.avgpool = nn.AvgPool2d (7, stride=1)
self.fc = nn.Linear (512, num classes)

1
2
3

def forward(self, x):

def make layer(self, block, planes, blocks, stride=1):

Zdrojovy kéd 8 — ResNet Model

Uroveti ResNet (34) je uréen soudtem konvoluénich a FC vrstev v modelu. Layers je pole,
které definuje pocet rezidualnich blokl, v kazdé skupiné konvolucnich vrstev, které se
vytvaii v metodé¢ make layer.

Metoda _make_layer tvoii konvoluc¢ni vrstvy sité s normalizaci na zakladé ResidualBlock.

def make layer(self, block, planes, blocks, stride=1):

downsample = None
if stride !'= 1 or self.inplanes != planes:
downsample = nn.Sequential (

nn.Conv2d(self.inplanes, planes, kernel size=1, stride=stride),
nn.BatchNorm2d (planes),
)

layers = []
layers.append(block(self.inplanes, planes, stride, downsample))
self.inplanes = planes

for 1 in range(l, blocks):
layers.append(block(self.inplanes, planes))

return nn.Sequential (*layers)

Zdrojovy kod 9 — ResNet _make_layer metoda
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ResidualBlock kombinuje konvoluéni vrstvy a skip connections z 3.3.3.

class ResidualBlock (nn.Module) :

def init (self, in channels, out channels,

self.convl = nn.Sequential (

nn.Conv2d(in channels, out channels,

stride=stride, padding=1),

nn.BatchNorm2d (out channels),

nn.RelLU())
self.conv2 = nn.Sequential (

nn.Conv2d(out channels, out channels,

padding=1),

nn.BatchNorm2d (out channels))

self.downsample = downsample
self.relu = nn.RelLU()

self.out channels = out channels

def forward(self, x):

stride=1, downsample=None):

kernel size=3,

kernel size=3, stride=l,

Zdrojovy kéd 10 — ResidualBlock

Metoda forward pfijima na vstup obraz (jeho tensor) a pousti ho pres vSechny vrstvé sit¢.

def forward(self, x):

x = self.convl (x)
= self.maxpool
self.layerO (
self.layerl(
self.layer2(
= self.layer3(

)

(
x
x
x
x

XXX X X
Il

X
)
)
)
)

= self.avgpool (x)
= x.view(x.size(0), -1)
= self.fc(x)

XXX
|

return X

Zdrojovy kéd 11 — ResNet forward metoda

CNN ma pouze 2 konvoluéni a 3 linearni vrstvy. Takova mala hloubka sit€ je podminéna

tim, Ze pii uceni korelaci, operujeme s mapou vlastnosti. Predpokladame, ze konvolucni

vrstvy ResNet jiz extrahovaly nejdulezitéjsi vlastnosti a nepotiebujeme mnoho konvolu¢nich

vrstev na strané CNN.

class CNN (nn.Module) :
def init (self):
self.convl = nn.Conv2d (3, 6,

self.pool = nn.MaxPool2d (2, 2)

self.conv2 = nn.Conv2d(6, 16,

self.fcl = nn.Linear(le * 5 * 5,

self.fc2 = nn.Linear (120, 84)
self.fc3 = nn.Linear (84, 10)

def forward(self,

x) :

Zdrojovy kéd 12 — CNN Model
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NetworkTrainer je tfida pro spousténi procesu uceni kazdé sit¢. Pfijima model a

data_loader pro nacteni datasetu.
class NetworkTrainer:

def init (self, data loader, model):
super(). init ()
self.data loader = data loader
self.model = model

Zdrojovy kéd 13 — NetworkTrainer konstruktor

Metoda train v NetworkTrainer zajistuje trénink a naslednou validaci.

def train(self, image size, epochs, batch size, result dir, data,
model name) :

Zdrojovy kod 14 — NetworkTrainer metoda train signatura

Data loader nacte dataset a vrati train a val loadery, které budou davkované natahovat data.

train loader, val loader = self.data loader(data=data, batch size=batch size,
imgsize=image size)

Zdrojovy kéd 15 — Voldni data_loaderu

train images, train labels = load data(os.path.join(data, 'train'))
train dataset = CustomTensorDataset (tensors=(train images, train labels),
transform=transform)
train indices = list(range(len(train dataset)))
if shuffle:
np.random.shuffle(train indices)
train sampler = SubsetRandomSampler (train indices)
train loader = torch.utils.data.DataLoader (

train dataset, batch size=batch size, sampler=train sampler)
Zdrojovy kod 16 — Vytvoreni train_loaderu

Trénink a nasledna validace se pousti s prislusnymi loadery.

for epoch in range (epochs):
correct = 0
total = 0
epoch train loss
epoch val loss =

=0
0

for i, (images, labels) in enumerate(train loader):

Zdrojovy kod 17 — Pocatek tréninku

TandemTrainer zprovozni, na GPU, sekvencni uCeni ResNet, generaci datasetu pro CNN a

uceni CNN korelaci.
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device = torch.device('cuda' if torch.cuda.is available() else 'cpu')

class TandemTrainer:

def init (
self,
num classes,
data

super(). init ()

self.resnet model = ResNet34 (ResidualBlock, [3, 4, 6, 3],
num classes=num classes).to(device)

self.cnn model = CNN(num classes=num classes).to(device)

self.resnet data = data

Zdrojovy kod 18 — TandemTrainer konstruktor prehled

TandemTrain ma reference na modely, které bude poustét pro nauceni vlastnosti a korelace a

dalsi potfebné parametry.

TandemTrain sekvencné pousti uceni ResNet, generuje dataset pro CNN pomoci

FeatureMapGenerator a pousti dal§i uceni CNN na generovaném datasetu.

def train(self, params):
resnet34 trainer = NetworkTrainer (
model=self.resnet model,
data loader=data loader,

)

cnn_trainer = NetworkTrainer (
model=self.cnn model,
data loader=data loader

)

resnet34 trainer.train(...)

feature maps generator = FeatureMapGenerator (

)

feature maps generator.generate()

cnn_trainer.train(...)
Zdrojovy kod 19 — TandemTrainer metoda train prehled

ResNet a CNN, po nauceni, produkuji soubory s rozliSenim *.pth, které jsou vyslednymi

vahami. Soubor generovany ResNet obsahuje pozadované mapy vlastnosti.

FeatureMapGenerator extrahuje konvolucni vrstvy, provadi inferenci vysledné mapy
vlastnosti na pivodni dataset a uklada vyslednou mapu vlastnosti posledni vrstvy pro kazdy

obrazek.
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class FeatureMapGenerator:
def init (self, model, path to resnet weights, folder to process,

folder to save results):
self.model = model
self.loaded weights = torch.load(path to resnet weights)
self.model.load state dict(self.loaded weights['model state dict'])
self.conv_layers = []
self.extract conv layers()
self.transform = set transforms ()
self.folder to process = folder to process
self.folder to save results = folder to save results

def get layers outputs(self, image):

def get feature maps(self, outputs):

def plot final feature map(self, image, folder, input folder, name):
def extract conv layers(self):

def process image(self, image):

def generate(self):
for name, image in zip(images names, images):
image = self.transform(image)
image = image.unsqueeze (0)

image = image.to(device)

outputs, names = self.get layers outputs (image)
processed = self.get feature maps (outputs)

final image = processed[-1]

self.plot final feature map(final image, folder, input folder,
name)

Zdrojovy kod 20 — FeatureMapGenerator prehled

Nasledné, stejnym zptuisobem se pousti u¢eni CNN. Po obdrzeni obou vysledkiit CNN a

ResNet, mizeme provést segmentaci pomoci dynamického okna.

Dynamické okno se inicializuje s mapy vlastnosti obou klasifikatord, inicializuje CNN
model pro prfedpovédi a predava ResNet model do FeatureMapGeneratoru pro provadéni

inference a extrakce vlastnosti, které se vyuziji pfi kresleni masky.
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class DynamicWindow:

def init (self, resnet weights, cnn weights, num classes):
self.model cnn = CNN(num classes=num classes).to(device)
self.loaded cnn weights = torch.load(cnn weights)

self.model cnn.load state dict(self.loaded cnn weights['model state dict'])
self.feature maps class = FeatureMapGenerator(resnet weights)

Zdrojovy kéd 21 — Dynamic window konstruktor

Pfi volani mu se predava cesta do obrazu a dalsi parametry. Obraz se nacte, urci jeho

velikost a sestavi pyramidu obrazti z 3.3.1.

def call (self, img path, min conf, window size, window step, resnet size,
result dir):

img = read image(img path)

img = self.preprocess image(img, window size)

pyramid = self.image pyramid(np.asarray(img),
scale=self.kwargs['PYR SCALE'], minSize=window size)

rois, locs = self.get rois and locs (pyramid, window size, window step,
resnet size)

preds, labels, feature maps masks = self.get preds(rois, locs, min conf)
nms labels = self.apply nms (labels)

if self.kwargs['VISUALIZE']:
img name = os.path.basename(img path)
self.visualize preds(np.array(img), nms labels, feature maps masks,
img name, result dir)

return nms labels

Zdrojovy kod 22 — Dynamic window voldni

Metoda image_pyramid pomoci PYR SCALE postupné skaluje obraz az do minimalni
velikosti. Poget preskalovani zavisi na velikosti vstupniho obrazu a minimalni velikosti. Cim

veEtsi obraz, tim vice vrstev bude mit pyramida.

def image pyramid(self, image, minSize, scale):
yield image
while True:

w = int(image.shape[l] / scale)

image = imutils.resize(image, width=w)

if image.shape[0] < minSize[l] or image.shape[l] < minSize[O]:
break

yield image
Zdrojovy kéd 23 — Image pyramid

Metoda get_rois_and_locs se pouziva k ziskani oblasti zajmu a jejich soufadnic pres
veskeré vrstvy pyramidy prochdzenim oknem fixované velikosti s krokem zadanym

uzivatelem.
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def get rois and locs(self, pyramid, window size, window step, resnet size):
rois = []
locs = []
for image in pyramid:
scale = self.W / float(image.shape[0])
for (x, y, roiOrig) in self.sliding window(image, window step, win-
dow size):

X = int(x * scale)

y = int(y * scale)

w = int (window size[0] * scale)

h = int (window size[l] * scale)

roi = cv2Z.resize(roiOrig, resnet size)

rois.append(roi)
locs.append((x, y, x + w, y + h))
return rois, locs

Zdrojovy kod 24 — Metoda get_rois_and_locs

Pro kazdy region se zavola metoda get_preds. FeatureMapGenerator, na zakladé predané
oknu mapy vlastnosti, provede inferenci oblasti zajmu, vrati tensor pro predani CNN. CNN
ohodnoti obdrzeny tensor a vrati konfidenci pro kazdou tfidu, na kterou je naucen. Tato

pravdépodobnost se porovnava s conf_score da odpovéd’ vcela nebo ne.

def get preds(self, rois, locs, min conf):
rois = np.array(rois, dtype="float32")
preds = []
feature maps mask = []
for roi in rois:

feature map, feature map mask = self.feature maps class.process_im-
age (roi)

image from feature = Image.fromarray(np.uint8(feature map)).con-
vert ('RGB')

tensor image = transform(convert image to tensor(image from feature))

self.model cnn.eval()
with torch.no grad():
pred = self.model cnn(tensor image.view(l, 3, 34, 34).to(device))
preds.append (np.asarray(pred.cpu() [0]))
feature maps mask.append(feature map mask)

preds = list(zip(self.normalize data(np.as-
array(preds) ) .argmax (axis=1).tolist (),
self.normalize data(np.as-
array(preds)) .max (axis=1) .tolist ()))

return self.filter preds(
min conf,
locs,
feature maps mask,
preds

Zdrojovy kéd 25 — Metoda get_preds

Pro kazdé okno, ve kterém byla zaznamenana vcela, zbavime se piekryvajicich bounding

boxu metodou NMS. Tato metoda slouci se prekryvajici boxy.
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def apply nms(self, labels):
nms labels = {}
for label in sorted(labels.keys()):
boxes = np.array([p[0] for p in labels[labell]])
proba = np.array([p[l] for p in labels[labell]])

boxes = non max suppression(boxes, proba, overlap-
Thresh=self.kwargs['OVERLAP THRESH'])
nms labels[label] = boxes.tolist()

return nms_ labels
Zdrojovy kod 26 — Metoda apply_nms

Zavérem, probéhne vizualizace masek a bounding box.

def visualize preds(self, img, nms labels, feature maps masks, img name,
result dir):

bee key = [key for key, value in zip(list(label dict.keys()),
list(label dict.values())) if value == 'bee']

if len(bee key) > 0:

label = bee key[0]
clone = img.copy/()
fig, ax = plt.subplots(figsize=(self.W, self.H))

if label in feature maps masks:

f maps = feature maps masks[label]
clone = self.visualize masks(f maps, img, clone)
boxes = nms labels[label]

clone = self.visualize boxes(clone, boxes, label)

ax.imshow(clone, cmap='gray')

os.makedirs (result dir, exist ok=True)

img path = str(os.path.join(result dir, img name))
plt.savefig(img path)

Zdrojovy kéd 27 — Metoda visualize_preds

6.3 Web app

6.3.1 Server

Pattern Chain-of-Resposibility je nejvhodnéjsi cesta implementace aplikace, jak se ocekava

zpracovani riznych druhti pozadavki riznymi zptsoby.

Navrhneme sadu handlerti pro zpracovani krokti pozadavku. Handlery mohou zaviset na

servisech pro vykonani pozadované funkcionality.

@ Handler b

@Service.« .
-handle(payload)=
2 i ~-

Successor

——

@PayloadHandlerr“ @PipelineHandleFr @ModelHandler @ModelAcn‘onHand!er‘

@Mo&eIResult‘Hand!er V-V@Da taHandler é)DBHandler

Obrdzek 30 — UML class diagram, handler vrstva
Zakladni tfida Handler poskytuje metodu handle.
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from abc import ABC

class Handler (ABC) :
def init (self, successor=None):
self.successor = successor

def handle(self, payload):
if self.successor:

self.successor.handle (payload)

Zdrojovy kod 28 — Handler trida

Potomci Handleru mohou tuto metodu pretizit pro piidani do payloadu dodatecnych hodnot,

jako, napt. polozky potiebné pro dalsi zpracovani pipeliny nebo vysledek volani metody

sluzeb, na které specificky handler zavisi.

PipelineHandler je pocate¢ni handler pro fetézce vSech akci aplikace. Vklada do payloadu

hodnoty specifické pro akci a oSetfuje vyjimky po cesté, volanim funkce on_exception a

ukonc¢enim pipeliny pomoci kli¢ového slova return.

class PipelineHandler (Handler):
def handle (

if
if
if
if
if

try:

self,

payload,
on_exception,
socket=None,
sid=None,

on start=None,
on_ finish=None,
db_action=None

on start: payload['on start'] = on start
on:finish: payload['oﬁ_finish'] = gn_finish
socket: payload['socket'] = socket

sid: payload['sid'] = sid

db _action: payload['db action'] = db_action

super () .handle (payload)

except PipelineException as e:

on_exception(str(e))
return

Zdrojovy kod 29 — PipelineHandler trida

PinelineHandler obdrzi své dodatecné hodnoty z kontroléru aplikace. V nasem pfipade,

event-listenery propaguji vyuzité dale k zpracovani hodnoty.
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@socket.on('train')
def train(payload):
sid = request.sid
socket.start background task(
target=train pipeline handler.handle,
payload=payload,
on start=lambda: socket.emit('train start'),
on finish=lambda: socket.emit('train finish'),
on_exception=lambda args: socket.emit('train exception', {'args':
args}, room=sid)

)
Zdrojovy kéd 30 — Train event listener

Metoda start_background_task pousti celou pipeline ve vlastnim vlakné€, ¢imz se umozni

paralelni volani funkci aplikace.

PayloadHandler provede parsing a validaci hodnot payloadu. Validace muze vyvolat
vyjimku, pokud dataset pro ukol ¢i sit nema spravnou strukturu nebo né&jaka hodnota je
mimo povoleny rozsah. Volani vyjimky efektivné ukon¢i zpracovani pipeliny, tim, ze bude

zachycena v expect v PipelineHandler, ktery zpracovani pipeliny terminuje.
DataHandler piipravi data pro budouci ukol.

ModelHandler vytvoii potfebny pro kol model.

ModelActionHandler zprovozni vykonani dkolu.

ModelResultHandler zarchivuje vysledky a vynalozi se s archivem pfislusnym zptisobem,

dle typu provedeného tkolu.

Pro konkrétni implementaci logiky aplikace, navrhneme sadu servisu.

@ DBCommandinterface
-find_one(_id) . Successor
insert(item) -y
-deletel(_id) P an - handle(payload)
list_paginated(page_size, skip) ) v %

j— @
®Service| bl

J
/
/

T - / @®PayloadService e -

®pBciient ®DBService ®NNService| |- deserialize file_bytes(data, path) @lsocietaervice
= T |-delete_file(path)

= rmdir(dir)

= parse(payload)

-validate(payload) -emit(socket, sid, event, args)

@ NNActionService |

/ Y =i 4 e )
«train(nn_adapter) ® NNCreationService L ehveservice ®PayloadParser @iiayioadValidaion
-inference(nn_adapter) T -read_zip_content(zip_path}| -validate(payload)
«get_active_networks() _E:::ﬁ—it;?;?g:’idﬂg::‘l(oa:)load) -unarchive(zip_path) . pa;ffé(paglﬁja;y) =_validate(payload)
-remove_finished_network(id) = = pay -dir_caontent_to_zip(dir) £ pay! -data_have_correct_structure(payload)

=_perform_action(nn_adapter, action_func)

.

v
@& NNFactory

= \\n
«create_train_model(payload) L @NNParamsBuilder
-create_inference_model(payload) nn_adaptee| — ———————
=get_common_params(payload) - train()
=get_train_params(payload) inference()
=get_inference_params(payload)

-set_value(value)
«build(}

\
\
“\

\
-
@NNParams

Obrdzek 31 — UML class diagram, servisni vrstva.
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PayloadService je zavislosti PayloadHandleru, a zprovoziuje parsing a validaci hodnot
payloadu. Proto, PayloadService vyuziva tiidy PayloadParser, PayloadValidator a

ArchiveService.

PayloadParser a PayloadValidator oba implementuji pattern Template Method. Provadi
zakladni parsing a validaci hodnot, ve svych public metodich a rovnou volaji své

abstraktni private metody, které si musi implementovat jejich potomci pro specificky ukol.

ArchiveService je tfida pro vSechny naklady se soubory béhem provozu aplikace. Dokaze
deserializovat byty do souboru, vymazat samostatny soubor nebo slozku se soubory,

dearchivovat * zip archive a archivovat obsah cele slozky do *.zip archivu.
NNCreationService zpfistupniuje interface NNFactory.

NNFactory poskytuje interface pro vytvoreni modelu pro urCity ukol. Typ modelu je

definovan uzivatelem pii zadani parametrti ukolu a je prevzat z payloadu.

Vytvoreni modelu v NNFactory se sklada ze 3 kroka: 1) vytvoreni NNParams pro ukol, 2)
instanciovani neuronové sité¢ z knihovny tfeti strany, 3) provazani modelu tfeti strany a

parametr pres NNAdapter.

NNAdapter umozni fungovani mezi sebou objekty s odliSnymi interface. Nadefinuje 2
abstraktni public metody train a inference, kde train slouzi k u€eni modelu a inference k
predpovédi nebo rozhodovani na zakladé predem nauceného modelu a dat, které sit’ pred tim

nevidéla.

class NNAdapter (ABC):
def init (self, nn adaptee, params):
gglf.nﬁiadaptee =_nn_adaptee
self.params = params

@abstractmethod

def train(self):
pass

@abstractmethod

def inference(self):
pass

Zdrojovy kod 31 — NNAdapter trida

Specificky adapter pod specifickou neuronovou sit’ tfeti strany implementuje volani metod

svého adaptee.
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class YoloV8Adapter (NNAdapter) :

def train(self):
self.nn adaptee.train/(

data=self.params.data,
epochs=self.params.epochs,
batch=self.params.batch size,
imgsz=self.params.image size,
project=self.params.static result dir,
name=self.params.id

)

def inference(self):
for image in os.listdir(self.params.dataset dir):
self.nn adaptee
os.path.join(self.params.dataset dir, image),
save=True,
exist ok=True,
conf=self.params.conf score,
project=self.params.static result dir,
name=self.params.id

Zdrojovy kod 32 — YoloV8Adapter
NNParams se tvoii pomoci NNParamsBuilder na zakladé hodnot z payloadu.

NNParamsBuilder krok za krokem vytvaii NNParams. Pattern Builder umoziuje tvofit

razné typy a reprezentace objekti s komplexni strukturou.

NNActionService se zachdzi svytvorenym adapterem jako se skuteCnym modelem
neuronové sité a vola jeho metody. NNActionService, také, udrzuje informaci o vsech

aktualnich tkolech, bézicich na serveru.

class NNActionService (NNService) :
def init (self):
super (). init ()
self. active networks = []
def perform action(self, nn adapter, action func):
self. active networks.append(nn_adapter)
if nn adapter.params.on start:

nn_ adapter.params.on start()
action func(nn adapter)

Zdrojovy kod 33 — NNActionService trida

NNActionService vklada adapter do svého poolu aktivnich siti, vold on_start funkci, pokud

je ptitomna a vola action funkci adapteru.
Pool aktivnich siti je pfistupny pies metodu get_active_networks().

Odstranéni z poolu probihd pomoci metody remove_finished_network(id)
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Funkce on_start a on_finish slouzi k uvédomeéni klienta o zacatku a ukonceni akce na

serveru.

Volani funkci on_finish, odstranéni sit€¢ z poolu a mazani dat vyuzitych pro kol probéhne

az po exportu vysledkt do databaze nebo do uzivatelského prohlizece.

Za tuto funckionalitu je zodpovédny ModelResultHandler a vyuziva proto Archive a NN

Servisy. Samostatny export je implementovan v potomcich tyto tfidy.

class ModelResultHandler (Handler, ABC):

def init (self, archive service, nn service, successor=None):
super (). init (successor)
self.archive service = archive service
self.nn service = nn service

def handle(self, payload):
params = payload['model'].params
self. handle(payload)
self.archive service.rmdir (params.dataset parent dir)
self.archive service.rmdir (params.model result dir)
self.nn service.remove finished network(params.id)
if params.on finish:
params.on finish()
super () .handle (payload)

@abstractmethod

def handle(self, payload):
pass

Zdrojovy kod 34 — ModelResultHandler trida

SocketService a DBService implementuji logiku stazeni vysledki do prohlizeCe nebo

ulozeni do databaze a jsou zavislostmi pro specifické ModelResultHandlery.

DBClient je zavislost pro DBService, ktera ji umozni komunikovat s databazi a oba sdileji

spolecny DBCommnadInterface.

Inicializace veSkerych servist, handlert, provazani potiebnych zavislosti a sestaveni handler

pipeline pro tkoly probihd v souboru container.py
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archive service = ArchiveService ()
train payload parser = TrainPayloadParser ()
train payload validator = TrainPayloadValidator()

train payload service = PayloadService(
file service=archive service,
payload parser=train payload parser,
payload validator=train payload validator

train pipeline handler = PipelineHandler ()
train payload handler = PayloadHandler (payload service=train payload service)

train pipeline handler.successor = train payload handler
train payload handler.successor = train data handler
train data handler.successor = train model handler

train model handler.successor = train handler

train handler.successor = train result handler

Zdrojovy kod 35 — container.py. Inicializace trid, propojent zdvislosti a sestaventi Fetézce
handlerii

6.3.2 Klient

Klientskd strana aplikace se sklddd ze 4 strdnek: Landing, TrainForm, TrainList a

InferenceFrom.

function App () {

return (
<div className="App">
<Router>
<Routes>
<Route path="/" element={<Landing/>}/>
<Route path="/train" element={<TrainForm/>}/>
<Route path="/trains" element={<TrainList/>}/>
<Route path="/inference" element={<InferenceForm/>}/>
</Routes>
</Router>
</div>

) i
Zdrojovy kéd 36 — App.js
Landing obsahuje statické informace o pouziti aplikace.

TrainForm piijima data a parametry pro trénink
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<div>
<select name="network" onChange={ (event) =>
setNetwork (event.target.value) }>
<option>Select Network</option>
{networks.map ( (type) => (
<option key={type} value={type}>

{type}
</option>
))}
</select>
{network === 'YOLOv8' ? (
<select name="networkSize" onChange={ (event) =>

setNetworkSize (event.target.value) }>
<option>Select Network Size</option>

{networkSizes.map ((size) => (
<option key={size} value={size}>
{size}
</option>
))}
</select>
)+ null}
<select name="imageSize" onChange={ (event) =>

setImageSize (event.target.value) }>
<option>Image Size</option>

{imageSizes.map ((type) => (
<option key={type} value={type}>
{type}
</option>
))}
</select>
<input type="number" name="epochs" onChange={ (event) =>

setEpochs (event.target.value) } />

{network === "ResNet' ? (
<input type="number" name="epochsCNN" onChange={ (event) =>
setCnnEpochs (event.target.value) } />

)+ null}

<input type="number" name="batchSize" onChange={ (event) =>
setBatchSize (event.target.value) }/>

<input type="file" name="data" onChange={ (event) =>

setFile (event.target.files[0])}/>
<button onClick={handleTrain}>Train</button>
</div>

Zdrojovy kod 37 — TrainForm.js, nastaveni hodnot parametri tréninku

TrainForm validuje hodnoty parametrt a strukturu archivu, nez je zasila na server. Validace
zajisti, aby uzivatel nezatézoval server pozadavkem, ktery nemtze byt vykonan kvili

nespravnym parametrim.
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const validateContent = (archiveContent) => {
if (network === 'YOLOvV8') {
try {
validateYOLO (archiveContent) ;
setValidationError (null) ;
} catch (error) {
setValidationError (error.message) ;
}
}
/*Resnet validace*/

bi
Zdrojovy kéd 38 — TrainForm.js, validace struktury archivu

Archiv s daty nahrany uzivatelem prohazi dodate¢nou kompresi pred zasilanim. Tento krok,

efektivné, zmensuje objem data, které bude potreba pienést po siti, o dvé tfetiny.

const submitTrain = () => {
if (file) {
const zip = new JSZip();
zip.loadAsync(file).then((archive) => {
const archiveContent = Object.keys (archive.files) .map((fileName)

=> archive.files[fileName] .name) ;
validateContent (archiveContent) ;

if (validationError === null) {
const zip = new JSZip();
zip.file(file.name, file);
zip.generateAsync ({type: 'blob'}).then((compressedBlob) => {
socket.emit ('train', {
data: compressedBlob,
network: network,
networkSize: networkSize,
imageSize: imageSize,
epochs: epochs,
cnnEpochs: cnnEpochs,
batchSize: batchSize,
datasetName: file.name

Zdrojovy kod 39 — Trainkorm.js, zasilani uzivatelskych dat na server

InferenceForm je shodnd s TrainForm z hlediska funkcionality, ale emituje jiny inference
event na server a spolu s daty pro inferenci zasila pfedem naucené vahy neuronové sité. Pro

YOLO inferenci potfebujeme 1 soubor, pro Tandem 2 soubory s vdhy ResNet a CNN
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zip.generateAsync ({type: 'blob'}).then((compressedBlob) => {
socket.emit ('inference', {
data: compressedBlob,
network: network,
confScore: confScore,
datasetName: images.name,
weightsName: weights.name,
cnnWeightsName: cnnWeights ? cnnWeights.name : '',

Zdrojovy kod 40 — Inferencelorm.js, zasilani uzivatelskych dat na server

TrainList zobrazuje, po strankach, vysledky uceni siti, ulozené do databaze. Umozni tyto

vysledky stdhnout nebo smazat.

<tbody>
{trains.slice (0, pageSize).map((item) => (

<tr key={item. id}>
<td>{item. id}</td>
<td>{item.filename}</td>
<td>{item.epochs}</td>
<td>{item.batch size}</td>

<td>
<button onClick={ () =>
handleDownload(item._id)}>Download</button>
<button onClick={() => handleDelete(item. id)}>Delete</button>
</td> N
</tr>
) )}
</tbody>

Zdrojovy kod 41 — TrainList.js, zobrazeni poloZek z databdze

47



7 Experimenty

7.1 YOLO

V ramci YOLO experimentd bylo provedeno uceni sité vSech velikosti od nano do extra-
large. Nejlepsi segmentacni vysledky, pro na§ objem dat, byly naméfené ze sité velikosti

large. Dale jsou uvedené pribéhy uceni s riznym learning rate (LR).

Obrazek 32 znazoriuje pribéh uceni s LR 0.1 na 100 epoch.

frain/box_loss frainiseg_loss trainicls_loss trainfdf_loss (B) )

i i metriosirecall(M)
20 30 —— resuts 0030 0008 0.0025
35 24 005
" 004 ooz 0005 0.0020
22 - 0.020
16 w 003 00015
2o . 0015 0.004
00010
002
14 25 0010 o002
18 0.01 0.005 0.0005
12
20 000 0.000 0.000 0.0000
0 50 0 50

0 50 Qo 50 o 50 0 50 0 50 0 50

valibox_loss valiseg_loss valicls_loss validfl_loss metrics/mAPS0(B) metrics/mAPS0-85(8) metrics/mAPS0(M} metrics/mAPS0-95(1)
55 0.030
55 0.004 0.0008

6.5
85 0.025 o010
50 50 0.0005
0020 0.008 0.003
8.0 8.0 45 0.0004
a5 . w0 0015 0006 0007 0000
55 0.010 0.004 00002
a5 0.001
40 o 50 0.005 0.002 0.0001
45 30 0.000 0.000 0.000 0.0000
0 0

50 0o 50 ] 50 0 50 o 50

o
3
©

Obrdzek 32 — YOLO pritbéh uceni, LR 0.1, 100 epoch

Z grafu precision, recall a mAP, na obrazu 32 je vidét, Ze v prabéhu uceni tyto hodnoty
zaCaly klesat. Toto naznacuje, ze sit’ se prestava ucit. DodateCné to se zobrazuje v presnost

(precision) a zapamatovatelnost (recall) pro boxy a masky.

Tabulka ¢ 1. zobrazuje metriky naméfené po uceni s LR 0.1.

mAP50(B) mAP50-95(B) mAP50(M) mAP50-95(M)

0.00644 0.00258 0 0

Tabulka 1 — mAP(B), mAP(M) pro LR 0.1

Metriky mAP(B) a mAP(M) jsou nejdulezitej§i metriky pro pochopeni kvality nauceni
segmentaéni sité. Rikaji informaci o stfedni primémé presnosti pro bounding boxy a
segmentacni masky pro instance s konfidenci 50 %, mAP50-95 pro instance s konfidenci

v rozmezi 50-95 %.

Prestoze, uCeni bylo pusténo na 100 epoch, samostatny graf kon¢i pfed 100. epochou — na
71. Tomuto je tak kvali YOLO EarlyStopping mechanismu, ktery predcasné ukonci uceni
sité, pokud béhem 50 epoch nebude zaznamenan zadny kvalitni pokrok. Pocet epoch pro

EarlyStopping se nastavuje pomoci argumentu patience pii zac¢atku tréninku.
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Vysledné, tato sit’ nebyla schopna segmentovat ani jednu vcelu.

Obrazek 33 znazoriuje pribéh uceni s LR 0.001 na 100 epoch.
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Obrdzek 33 — YOLO priibéh uceni, LR 0.001, 100 epoch

Z grafl precision, recall a mAP, na obrazu 33 je vidét, ze v prub&hu tréninku, sit' se dostala
do lokdlni extrému. Je to patrné z preciznosti a zapamatovatelnosti. Nabyvaji hodnotu pro
lokalni extrém, a pak zacinaji klesat. Poté, sit’ jiz neni schopna piekonat ten extrém a zustava

v ném. LR 0.001 je moc pomaly.

Tabulka ¢ 2. zobrazuje metriky naméfené po uceni s LR 0.001.

mAP50(B) mAP50-95(B) mAP50(M) mAP50-95(M)

0.38772 0.18574 0.3893 0.18887

Tabulka 2 — mAP(B), mAP(M) pro LR 0.001

Obrazky 34 a 35 ukazuji vysledky segmentace s LR 0.001. Sit’ je schopna segmentovat
velmi maly pocet v€el. Navic, je vidét, ze sit’ piijima samostatné vceli kiidlo za v¢elu. Tato

sit neni aplikovatelna pro kvalitni segmentaci.
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Obrdzek 35 — Vcely na pldastu 2, vysledky segmentace LR 0.001. YOLOvVS

Obrazek 36 znazoriuje pribéh uceni s LR 0.01 na 100 epoch.

50



train/box_loss

train/seg_loss

trainfcls_loss train/dfl_loss metrics/precision(B)

metrics/recall{B}

metricsfprecision(M) metricsfrecall(M)

18- 2.0- 0.9- |
results 22 0. 0.9
35- ----- smaooth 08-
16- . 0.8- 0.8-
e ) 08- 0.7
e 18- . 0.7- ' 0.6-
. 0.6-
1.2 10- 1.6- 07- 0.6- os s
100 14~ 1 0.5- ‘ ’
0.4-
0.8 0.5- 12- 0.6 0.2
. i . i . . . i o 4" . 0.3-] b . )
0 0 100 0 50 100 0 50 100 o 50 100 0 50 100 0 50 100 0 50 100
val/box_loss wvalfcls_lo: val/dfl_loss metrics/mAPS0(B) metrics/mAP50-95(B) metrics/mAPS50(M) metrics/mAP50-95(M)
18
230 16- 0.9 0.6-, 0.5-
2,25 - 40- 2.5- 0.8
1.4- 0.8 0.5+ 0.4-
2.00- 35-
12- 0.7 - N 0.6
. 20- o4 0.3
L5 30- 10- 0.6- 03-
150- - 0.4 0.2-
| 0.8- 0.5-
25 15- 0.2- 0.1-
1.25- 0.6- 0.4- 0.2 .
20- -
1.00-, . i | . o1 . 0.0-
0 0 100 o 0 100 0 50 100 0 0 100 o 50 100 0 50 100 0 0 100 o 0 100

Obrdzek 36 — YOLO pritbéh ucent, LR 0.01, 100 epoch

Z graft precision, recall a mAP, na obrazu 36 je vidét, Ze toto je nejlepsi z otestovanych LR

pro sit’. Metriky naznacuji, Ze se sit’ dostala do globalniho extrému ¢ili naucila se.

Tabulka ¢ 3. zobrazuje metriky naméfené po uceni s LR 0.01.

mAP50(B) mAP50-95(B) mAP50(M)

mAP50-95(M)

0.95311

0.64956

0.95621

0.56367

Tabulka 3 — mAP(B), mAP(M) pro LR 0.01

Obrazky 37, 38 ukazuji vysledky segmentace s LR 0.01 pro vice véel na plastu a obrazek 39 pro

jednu vcelu.
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7.2 Vlastni reSeni

V prvni fadé provedeme uceni ResNet na edge (hranovych) a barevnym datasetu pro nauceni
veelich vlastnosti. VSechny ResNet byly naucené na velikost obrazu 224 X 224. Nasledné

provedeme u¢eni CNN a segmentaci.
7.2.1 ResNet Hranové Obrazy

Obrazek 40 znazoriuje pribéh uceni ResNet na hranovych datasetu, na 100 epoch s LR 0.01

Obrdzek 40— ResNet priubéh uceni hranové obrazy, LR 0.01, 100 epoch

Na grafu pro accuracy, vlevo, je vidét, ze po 40. eposSe nastava velka divergence mezi train a
val pfesnostmi. Train neustalé stoupa, mezitim val zustava na misté, az zacina klesat k 70

epose.
Na grafu pro loss, vpravo, train a val loss se dokonce kfizi.
Sit’ se pfeucuje na train dataset.

Obrazek 41 znazoriuje prabéh uceni ResNet na hranovém datasetu, na 50 epoch s LR 0.01

train loss
—— validataion loss

Obrdzek 41— ResNet pribéh uceni hranové obrazy, LR 0.01, 50 epoch
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Na grafu pro accuracy, vlevo, je vidét, ze mezi train na val, také po 40. epoSe zacina
divergence, ale neni natolik velka, abychom fekli, ze se sit' pfeuCuje. Samostatny pribéh
vypada dobte. Na grafu pro loss, vpravo, train loss se postupné snizuje a val loss je pomérné

nizky a nestoupa.

Obrazek 42 znazortiuje prabéh uceni ResNet na hranovém datasetu, na 30 epoch s LR 0.01

train loss
—— validataion loss

Obrdzek 42— ResNet pribéh uceni hranové obrazy, LR 0.01, 30 epoch

Na grafu pro accuracy, vlevo, je vidét, Ze train a val accuracy stoupaji béhem celého uceni.

Maximalni dosazena hodnota train je 89 a 87 pro val.
Na grafu pro loss, vpravo, train a val loss postupné klesa.

V porovnani se siti nauenou na 50 epoch, je vidét, Ze dosazené accuracy je skoro stejné a

neni zadné divergence mezi train a val.
7.2.2 ResNet Barevné Obrazy

Obrazek 43 znazoriuje pribéh uceni ResNet na barevném datasetu, na 100 epoch s LR 0.01

train los:
—— validataion loss

Wt A M A A A

Epochs Epochs

Obrdzek 43— ResNet prubéh uceni barevné obrazy, LR 0.01, 100 epoch
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Na grafu pro accuracy, je vidét, ze se sit nepfeucCuje, Z 15. epochy hodnota train accuracy
ResNet nabyva svych maximalnich hodnot v rozmezi 92-93 a zistava v tomto rozmezi pres

cely trénink a nestagnuje od preuceni.

Obrazek 44 znazortiuje prabéh uceni ResNet na barevnym datasetu, na 50 epoch s LR 0.01

train loss
— validataion loss.

Epochs Epochs

Obrdzek 44— ResNet prithéh uceni barevné obrazy, LR 0.01, 50 epoch

Je vidét, ze prubéh uceni na 50 epoch se moc nelisi od 100. Uceni probéhlo bez zavad. Val
accuracy je méné volatiln€jsi. Toto neni pusobeno poctem epoch, ale vahami sité pfi jeji

inicializace.

Obrazek 45 znazoriuje prabéh uceni ResNet na barevnym datasetu, na 30 epoch s LR 0.01

train loss
— validataion loss
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Obrdzek 45— ResNet prithéh uceni barevné obrazy, LR 0.01, 30 epoch

ResNet na 30 epoch dosahuje téch samych vysledkl, co dva predchozi modely, ale déla to za
mensi dobu. V tomto pifipadé, budeme preferovat ResNet nauceny za 30 epoch, jak neni

kvalitni rozdil mezi 3 modely a mensi pocCet epoch usetti Cas pti uceni.
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7.2.3 CNN Hranové Obrazy

Obrazek 46 znazornuje prubeéh uceni CNN, na zakladé mapy vlastnosti ResNet nauc¢eného na

hranovych obrazech, na 30 epoch s LR 0.01.

Obrdzek 46— CNN priibéh uceni hranové obrazy, LR 0.01, 30 epoch

Z grafu je vidét, ze se CNN vubec neuci a nebude schopna rozlisit mapu vlastnosti v¢ely od
ne vCely. Toto je pusobeno malym objemem pifiznaki u hranovych obrazii, na kterych byl

naucen ResNet.
7.2.4 CNN Barevné Obrazy

Obrazek 47 znazoriuje prubéh uceni CNN na zakladé mapy vlastnosti ResNet nauceného na

barevnych obrazech, na 100 epoch s LR 0.01.

train loss
—— validataion loss

Obrdzek 47— CNN pritbéh uceni barevné obrazy, LR 0.01, 100 epoch

Na grafu pro accuracy, je vidét, ze z 24. epochy hodnota train accuracy CNN nabyva svych
maximalnich hodnot vrozmezi 82-85 a zistava vtomto rozmezi pies celé uCeni a

nestagnuje od preuceni.
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Obrazek 48 znazornuje pribéh uceni CNN na zakladé mapy vlastnosti ResNet nauceného na

barevnych obrazech, na 50 epoch s LR 0.01.

rain loss.
— validataion loss
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Obrdzek 48— CNN pritbéh uceni barevné obrazy, LR 0.01, 50 epoch

Prubéh uceni a accuracy pro 50 epoch je shodny s pribéhem pro 100 epoch. Train a val

accuracy dosahuji stejnych hodnot.

Obrazek 49 znazornuje pribéh uceni CNN na zakladé mapy vlastnosti ResNet nauceného na

barevnych obrazech, na 30 epoch s LR 0.01.

rain loss.
— validataion loss

M

Obrdzek 49— CNN pritbéh uceni barevné obrazy, LR 0.01, 30 epoch

CNN na 30 epoch dosahuje téch samych vysledku, co dva predchozi modely, ale déla to za

mensi dobu. V tomto pfipadé€, budeme preferovat CNN nauceny za 30 epoch pro segmentaci.

7.2.5 Segmentace

Pro segmentaci vezmeme ResNet a CNN naucené na barevnach obrazech za 30 epoch.
Obrazky 50, 51 ukazuji vysledky segmentace pro vice vcel na plastu a obrazek 51 pro 7

jednotlivych vcel.
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Obrdzek 52— Jednotlivé vcely, vysledky segmentace. ResNet, CNN, Dynamické okno
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8 Vysledky a diskuze

YOLO uspésné segmentuje jak veely na obrazcich plastl, tak i jednotlivé vCely a zvyraziuje
jejich téla a ktidla. Metriky jako mAP50-95(M) jsou vysoké — 0.56367, coz ukazuje na
celkové dobry vykon segmentace detekovanych vcel. VSak je pfitomna mal4 chyba, kde pfi

segmentaci vCely jsou zachyceny sousedni Casti vcel.

YOLO nedetekuje vSechny vcely na obrazcich plasti. Pro zlepSeni vysledka segmentace je

potteba zvysit uplnost detekce pridanim novych dat a vytvorenim anotaci.

Vlastni feSeni, na obrazcich s velkym poc¢tem vcel, ukazuje nizkou presnost kvuli falesné
pozitivnim segmentim, kde nejsou zadné vcely, ale presto jsou rozpoznany jako vcely. To je
pravdépodobné zpusobeno tim, ze klasifikator byl trénovan na obrazcich s jednotlivymi

vCelami a pomoci dat map objektd, ktera nebyla soucasti trénovaci sady.

Velikosti okna se 1isi béhem segmentace a zachycuji pouze casti vCel, jako jsou kiidla nebo
hlava, namisto celého hmyzu. To se li§i od tréninkovych dat, coz vede k velkému poctu

falesné pozitivnich vysledka.

Na snimcich samostatnych vcel vlastni feSeni efektivné extrahuje segmenty, aniz by

pottebovalo anotaci, coz naznacuje jeho u€innost pii praci s timto typem dat.
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9 Zavér

Hlavnim cilem price bylo navrhnutim a implementace programové vybaveni pro segmentaci

vc€el na obrazcich plastt.

Exitujici feSeni, YOLO, prokazalo svou velkou efektivitu v segmentaci a ma potencidl

k vylepseni vysledk pfi zvétseni objemi trénovacich dat.

Vlastni feSeni, zalozené na dynamickém okné a klasifikatorti, nedokazalo provést aplnou
spolehlivou segmentaci véel na obrazcich plastd. VSak, vlastni feSeni, dosahlo segmentaci

instanci shodnych s trénovacimi daty.

Toto lze povazovat za uspéch, jak pokus o segmentaci néceho bez anotovanych dat je
netrivialni ukol. V neuronovych sitich, zatim, nebylo vyvinuto zadné funkcni feseni, které by
umoznilo sémantickou segmentaci bez vytvofeni anotaci. V ramci vlastniho feSeni byl

proveden pokus o vyfeSeni prave tohoto problému.

Obé¢ segmentacni feSeni jsou implementovana zvlast' a jejich funkcionalita je zpfistupnéna
pomoci web aplikaci. Aplikace umoziuje zvetejnit funkcionalitu i dalSich neuronovych siti

pfipojenim piislusné zavislosti k aplikaci a implementaci adapteru.
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Prilohy
A. COCO2YOLO Script

import json

import os

import numpy as np
from PIL import Image

def get_img_ann(image_id, data):
img_ann = []
isFound = False for ann in data[ 'annotations']:
if ann['image_id'] == image_id:
img_ann.append(ann)
isFound = True if isFound:
return img_ann else:
return None

def get_img(
filename,
data,
data_type,
train_folder_path,
val_folder_path

train_folder = os.path.basename(train_folder_path)
for img in data['images']:
if data_type == train_folder:

if img['file_name'] == os.path.join(train_folder, filename):
img['img_data'] = Image.open(os.path.join(train_folder_path, filename))
return img else:

if img['file_name'] == filename:

img['img_data'] = Image.open(os.path.join(val_folder_path, filename))
return img

def create_labels(
input_images,
input_json,
output_labels,
data_type,
label_type,
heigh_thresh,
train_folder_path,
val_folder_path

train_folder = os.path.basename(train_folder_path)
if data_type == train_folder:

file_names = os.listdir(os.path.join(input_images, os.listdir(input_images)[0@]))
else:

file _names = os.listdir(input_images)

f = open(input_json)
data = json.load(f)
f.close()

count = 0 for filename in file_names:

img = get_img(filename, data, data_type, train_folder_path, val_folder_path)
img_id = img['id"]
img_w = img['width"']
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img_h = img['height']
img_ann = get_img ann(img_id, data)

if img_ann:
file_object = open(f"{output_labels}/{filename.split('.jpg')[0]}.txt", "a")

for ann in img_ann:
current_category = ann['category id'] - 1

if heigh_thresh is not None and ann['bbox'][3] < heigh_thresh:
continue

if label_type == 'box':
current_bbox = ann[ 'bbox"]
x = current_bbox[0]

= current_bbox[1]

current_bbox[2]

= current_bbox[3]

ST =X
I

x_centre = (x + (X + w)) / 2
y_centre = (y + (y + h)) / 2
Xx_centre = x_centre / img w
y_centre = y centre / img_h
w=w/ img w
h =h/ img_h

x_centre = format(x_centre, '.6f")
y_centre = format(y_centre, '.6f")
w = format(w, '.6f")
h = format(h, '.6f")

file_object.write(f"{current_category} {x_centre} {y_centre} {w}

{h}\n")
else:
s = [j for i in ann['segmentation'] for j in i]
s = (np.array(s).reshape(-1, 2) / np.array([img_w, img_h])).reshape(-
1).tolist()
file_object.write(f"{current_category} {' '.join(str(x) for x in

s)\n")

file_object.close()
count += 1

B. Bee Slice Script

import json

import os

import numpy as np
from PIL import Image

def get_img_ann(image_id, data):
img_ann = []
isFound = False
for ann in data['annotations']:
if ann['image_id'] == image_id:
img_ann.append(ann)
isFound = True
if isFound:
return img_ann
else:
return None
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def get_img(
filename,
data,
data_type,
train_folder_path,
val_folder_path

train_folder = os.path.basename(train_folder_path)
for img in data['images']:
if data_type == train_folder:
if img['file_name'] == os.path.join(train_folder, filename):
img['img_data'] = Image.open(os.path.join(train_folder_path, filename))
return img
else:
if img['file_name'] == filename:
img['img_data'] = Image.open(os.path.join(val_folder_path, filename))
return img

def create_labels(input_images, input_json,
output_labels, output_images,
data_type, label_type,
heigh_thresh):
if data_type == 'train':
file_names = os.listdir(os.path.join(input_images, os.listdir(input_images)[0@]))
else:
file _names = os.listdir(input_images)

f = open(input_json)
data = json.load(f)
f.close()

count = @

for filename in file_names:
img = get_img(filename, data, data_type)
img_id = img['id"]
img_ann = get_img ann(img_id, data)

if img_ann:
for ann in img_ann:

current_category = ann['category_id'] - 1

if heigh_thresh is not None and ann['bbox'][3] < heigh_thresh:
continue

if label_type == 'box':
current_bbox = ann[ 'bbox"]
x = current_bbox[0]

= current_bbox[1]

current_bbox[2]

= current_bbox[3]

ST =X
I

x_centre = (x + (x + w)) / 2
y_centre = (y + (y + h)) / 2

new_x = x_centre - max(w / 2, h / 2)

new_y = y_centre - max(w / 2, h / 2)

w_crop, h_crop = max(w, h)

new_image = img['img_data'].crop(new_x, new_y, w_crop, h_crop)
new_image.save(f"{output_labels}/" + str(ann['id']) + '.jpg")

else:
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s = [j for i in ann['segmentation'] for j in i]

current_bbox = ann[ 'bbox"]
x = current_bbox[0]
= current_bbox[1]
current_bbox[2]
= current_bbox[3]

ST =X
I

X_centre
y_centre

(x + (x +w

)) /2
(y+(y+h)) /2

new_x = x_centre - max(w / 2, h / 2)
new_y = y_centre - max(w / 2, h / 2)
w_crop, h_crop = max(w, h), max(w, h)
new_image = img['img_data'].crop((new_x, new_y, new_x + w_crop, new_y

+ h_crop))

new_image.save(f"{output_images}/" + str(ann['image_id']) + '_' +
str(ann["id"']) + ".jpg")

seg _ann_new = (np.array([np.array([coord[@] - new_x, coord[1] -
new_y]) for coord in
np.array(s).reshape(-1, 2)]) /
np.array([w_crop, h_crop])).reshape(
-1).tolist()

new_seg file_object =
open(f"{output_labels}/{ann['image_id']} {ann['id']}.txt", "a")

new_seg file object.write(f"{current_category} {' '.join(str(x) for x
in seg_ann_new)}\n")

new_seg_file_object.close()
count += 1
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