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Abstrakt

Cielom tejto prace je nastudovat a navrhnut program, ktory bude schopny rozoznavat za-
kladnych 10 hudobnych zanrov pomocou hlbokého ucenia. Na klasifikdciu hudobnych zan-
rov bola pouzitd navrhnuta konvolucni siet, zalozena na frameworku Tensorflow. Tato siet
spracuje vstupny audio sibor po segmentoch vo forme spektogramov a na zdklade najde-
nych priznakov vrati percentudlnu pravdepodobnost, s akou patri nahravka do jednotlivych
Zanrov.

Abstract

This bachelor thesis aims to study and design computer program, which will be able to
recognise 10 essential music genres using deep learning. This classification was implemented
by convolutional neural network based on Tensorflow framework. This network process
audio file into segments in form of spectograms and returns percentual propability of record
being classified into specific genre by features found in spectogram.
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Kapitola 1

Uvod

Ludsky zivot je prepojeny s hudbou uz od nepaméti. Je siicastou nasho zivotného stylu,
prinasa nam radost, upokojuje nas, pomaha nam relaxovat, rozvijat osobnost, spajame si
ju s konkrétnymi udalostami, ale aj pocitmi. Pri pévode hudby sa ¢asto diskutuje na tému,
Ci nie je dokonca starsSia ako naSa samotnd re¢, pricom najstarsi doteraz najdeny hudobny
nastroj je viac ako 50 tisic rokov stary.

Vo vseobecnosti mézeme hudbu definovat ako Specifickt Tudska aktivitu usilujicu o ko-
munikaciu s pomocou v Case charakteristicky zoskupenych ténov a zvukov vyuzivajacich
rytmu, tempa a harmoénii, ¢im sa snazi vyvolat urcity druh emécie u posluchaca.

Pocas histérie sa hudba niekolkokrat vyrazne zmenila, vznikali nové hudobné nastroje,
reflektovala naladu spolo¢nosti. No hudba ako ju dnes pozname sa vyvinula len v poslednych
storociach. Pociatky aktualnej hudby sice siahaju az k Tudovej a klasickej hudbe, vyrazny
zlom modernej hudby vsak nastal na prelome 19. a 20. storocia, kedy vznikla tzv. popularna
hudba - protichodny smer klasickej a Iudovej hudby urcéenej pre masy posluchicov. S ne-
skorsim prichodom novych hudobnych néstrojov sa jednotlivé smery hudobnych umelcov
zacali vyraznejsie 1i8it, pricom sa zacali kategorizovat na zaklade sebe podobnych vlastnosti
do urcitych tried, ktoré dnes pozname ako hudobné zanre.

A kedZze hudba je velmi subjektivne vnimana forma prejavu, doniesli hudobné Zanre so
sebou aj vlnu rozporov. Prave subjektivne chapanie hudby moéze vytvarat urcité nejasnosti
s tym, do ktorého z tychto zanrov dana skladba patri. V poslednej dobe vznikd enormné
mnozstvo novych zanrov odvodenych od uréitej skupiny nosnych zanrov ako je napriklad
rock, elektronickd hudba, alebo hip-hop. Preto méze byt vyber spravneho, resp. dominant-
ného zZanru casto pre posluchaca problematicky alebo az nemozny. Momentalne je vsak
mozné tvrdit, ze zaner je definovany pouzitymi hudobnymi technikami, nastrojmi, ale aj
blizsie charakterizovanym kultirnym a geografickym zasadenim.

Cielom tejto prace je navrh systému schopného rozoznat jednotlivé zanre a ich obsadenie
vo vlozenej audio nahrévke. Systém klasifikuje 10 zanrov uvedenych v datasete GTZANI[20]
pomocou modelu navrhnutej konvoluénej neurénovej siete. Vytvarany model je implemen-
tovany v jazyku Python s pomocou kniznice Tensorflow a jej API Keras. Praca sa okrem
navrhu neurdnovej siete taktiez v kapitole 5 venuje analyze inych rieSeni z odboru zis-
kavania informdcii o hudbe (Music Information Retrieval), ktoré pouzivaji streamingové
spolo¢nosti na predikciu individualneho vkusu svojich zdkaznikov a poniknutie sluzby ob-
javovania novych skladieb, ktoré by sa im mohli pac¢it. Navrh modelu, ktory by mohol byt
schopny taktiez odporucat skladby posluchacovi na zaklade jeho preferencii je predstaveny
v kapitole 9.



Kapitola 2

Parametre hudby

Cielom prace je navrh a implementacia neurénovej siete schopnej rozlisit najpopularnejsie
zanre. Takato relativne jednoduché klasifikdcia sa nejavi ako problém, ktory by nebol ¢lo-
vek schopny vyriesit. Je sice mozné polemizovat, ze takato klasifikacia je zo znacnej Casti
zalozend na subjektivnom vnimani kazdej osoby a teda je pravdepodobné, ze vzniknt urcité
rozpory pri klasifikacii konkrétnych skladieb, no stale bude pri vac¢sine klasifikovanych uka-
zok figurovat zhoda. Takyto proces vnimania je znacne zalozeny na jednotlivych pocitoch,
ktoré si osoba dokaze vybavit pri po¢ivani konkrétnych zvukov, alebo sekvencii téonov. Al-
goritmy strojového ucenia si narozdiel od Tudi k hudbe nevyvijaju ziadne citové vazby a ani
nedokézu samostatne vnimat urcité paradigmy, na zdklade ktorych si Iudia dokazu katego-
rizovat piesne do zanrov. Preto je potrebné jej modelu podat spravne interpretované data,
na zaklade ktorych sa bude pri rozhodovani uéit, riadif a zdokonalovat. Navrhovana neuré-
nové siet skiima poskytnuté hudobné ukazky ako zhluky dat, v ktorych je potrebné najst
ur¢ité opakujice sa vzory tykajice sa najmé hudobnej tedrie a technickej stranky suboru.
Skiimanie je teda zamerané na technicki (hudobni) ¢ast diela, text poskytnutych piesni je
teda pre model zanedbatelny a model s nim nepracuje. V tejto ¢asti prace buda predsta-
vené spOsoby zobrazovania zvukovych signilov v cCasti kapitoly 2.1, nasledne spracovanie
trénovacieho datasetu pre potreby prace v Casti 2.2 .

2.1 Grafické zobrazenie zvukovych suborov

Pokial ma byt praca schopna pracovat so zvukovym stiborom v kontexte ludského vnimania,
je potrebné transformovat zvukovy signal do vhodnej datovej interpretacie. Pri interpreto-
vani takychto dat je potrebné, aby bolo mozné urcovat Specifické vlastnosti na ziklade
ktorych je mozné spajat skimané data vo vztahu ku konkrétnemu hudobnému zanru.

Pri hudobnych ukézkach je mozné pozorovat zévislost tempa (BPM) a najpouzivanejsich
frekvencii (pomocou heat-mapy v spektogramoch) v koreldcii s hudobnym zanrom. Okrem
toho je mozné pri znacnej ¢asti zanrov spozorovat rozdiel v komplexite diela, ¢i uz poc¢tom
pouzitych nastrojov(a teda aj Sirkou vyuzitého frekvenéného spektra), alebo aj pouzitymi
technikami pri hre na nastroje(napr. tremolo, vibrato). Taktiez je mozné pozorovat koleréciu
konkrétnych néstrojov len pri uréitych zénroch (napr. banjo v country). KedZze cielom prace
je navrh modelu schopného vyuzivat metdédy pocitacového videnia, konkrétne konvoluénu
neurénovu siet, je potrebné previest zvukovy stubor do analyzovatelného vizualneho formatu.



2.1.1 Mel-spektogram

Pre potreby prace je audio dataset transformovany do spektogramu mel. Jedna sa o spek-
togram v skale subjektivnej vnimanej vysky zvuku. Zakladnou jednotkou tejto skaly je 1
mel - ¢iselny ekvivalent frekvencie jedného ténu s intenzitou rovnou 40dB. [12] Tito skalu
je teda mozné konvertovat do frekvencie pomocou vzorca:

/
mel = 2595log10(1 + m)
Vytvarany spektogram nasledne pozostava z vyvedenia pocetnosti jednotiek mel pre kazdua
analyzovanu vzorku obsiahnuti v audio nahravke. Vo vygenerovanych spektogramoch z uka-
zok daného zanru je mozné vyhladavat urcité vzory Specifické pre dany zaner. Na zdklade
najdenych vzorov by mala vysledna neurénova siet byt schopna detegovaf, o aky zaner
v skimanej nahravke sa jedna.

o] 20 40 60 80 100 120 140 160
Time

Obr. 2.1: Mel spektogram hry na piano



2.1.2 Chromagram

Okrem zobrazenia jednotlivych vnimanych frekvencii je mozné audio data konvertovat aj
do chromagramu zobrazujiceho intenzitu a priebeh zachytenych ténov Standardnej stup-
nice v Case [24]. Jednd sa o spektogram upraveny do formy zobrazovania jednotlivych ténov
odvodeny od zakladnej ténovej stupnice. Z takto zobrazenych dat je mozné ziskat harmo-
nicky postup(chord progression) [23], harmonicky hudobny zaklad, na ktorom je zaloZena
moderna hudba ziapadného sveta od c¢ias klasiky po dnesné zanre.

Pitch class

m o om

Obr. 2.2: Chromagram rovnakej hry na piano

2.2 Vstupné data

Praca vyuziva dataset GTZAN obsahujici 1000 ukazok piesni rovnomerne rozdelenych do
10 hudobnych zanrov. Vyber datasetu na takyto typ prace je zna¢ne obmedzeny hlavne
autorskymi pravami na jednotlivé skladby. Z existujucich datasetov bol GTZAN najlepsie
vyuzitelny, kedze je ¢leneny iba do 10 nosnych tried(zanrov) a vSetky obsiahnuté skladby st
standardizované na rovnaku dizku. D4 sa teda tvrdit, Ze GTZAN je audio paralelou k po-
pularnemu datatsetu MNIST, ktory sa vyuziva hlavne na trénovanie rozpoznavania ¢islic
konvoluénymi neurénovymi siefami. Na tvorbu datasetu boli pouzité nahravky z réznych
zdrojov, ako napriklad skladby z CD, alebo nahravky radia s cielom reprezenticie roz-
nych podmienok nahrivacieho procesu. Zanre obsiahnuté v datasete je mozné kvalifikovat
nasledovne:

¢ Blues Vokalno-instrumentdlna hudba afroamerickych komunit, ktorda vznikla v 60.
rokoch 19. storoc¢ia v USA v okoli regionu Deep South. Vychadza z pracovnych piesni
afro-americkych komunit, spiritualov a inych nabozenskych piesni. Jedna sa o zaklada-
juci zaner zapadnej modernej hudby. Formou sa jedna o s6lovy hlas doprevadzany hrou
na harmoniku a gitaru, pocas spevu je charakteristické pouzivanie modelu zvolanie-
odpoved [25].

¢ Klasicka hudba Vseobecne referuje na formalnu hudobnt tradiciu zapadného sveta,
ktord sa povazuje za odlisni voéi zapadnej popularnej alebo Tudovej hudby. Okrem
svojej formalnosti sa vyznacuje zlozitostou svojej formy a harmonickou organizaciou,
najmé s pouzitim polyfénie(mnohohlas s rytmickou samostatnostou).Typickymi st
pre nu slac¢ikové nastroje, klavir alebo organ. Rozdeluje sa na mmnoho zanrov ako
napriklad sondta, symfénia alebo opera [26].



e Country Vzniklo v 20. rokoch minulého storocia na juhu a juhozapade USA. Vychéa-
dza z blues, kostolnej hudby a je vyrazne ovplyvnena hudbou eurépskych pristaho-
valcov. Typickymi ndstrojmi st banjo, husle, kontrabas, gitara, alebo bicie [27].

e Disco Druh taneé¢ného hudobného zanru kombinujici prvky soulu, funku a popu.
Je charakteristickda svojim Four-on-the-floor rytmickym vzorom. Jedna sa o staly,
rovnomerny uder peddlom na basovy bubon v 4/4 takte, z ktorého vychadza jeho
pomenovanie. Okrem bicich st pre zdner typickymi nastrojmi aj basgitara, syntetizér
alebo elektricka gitara. Zaner vznikol na prelome 60. a 70. rokov minulého storoéia
na scéne nocného zivota vo Philadelphii a New Yorku [28§].

e Hip-hop Mestska hudobna struktira vznikajica hlavne na prelome 70. a 80. rokov
minulého storocia v africko-americkych a latinsko-americkych stvrtiach v USA. Jedna
sa o spojenie jamajskych a americkych hudobnych zanrov ako napr. reggae, R&B alebo
aj disca. Je Specificky pre svoj hlasovy prejav(rap), beatbox, deejaying a syntetizovanie
hudby [31].

o Jazz Zacal vznikat zaciatkom minulého storocia v meste New Orleans v USA. Za-
ner vznikol spojenim blues a inych afroamerickych piesni v kombinécii s eurépskymi
tradiciami. Styl sa vyznacuje silnou improvizaciou, pouzivanim ténov z blues, alebo
menenim melorytmickych pasiem. Typickymi néstrojmi si dychové nastroje ako sa-
xofén, tribka, tromboén, ale aj klavir, bicie a gitara' [29].

e Metal Vznikol na prelome 60. a 70. rokoch minulého storoc¢ia v Spojenom Kralovstve
a USA. Korene zanru vychadzaju z hardrockovej hudby (rock kombinovany s blues).
Zvuk je postaveny na skreslenych tonoch elektrickych gitdar, hutnom zvuku bicich a
zivelnych vokaloch, rovnako ako pri rocku je pritomnd hra na basgitaru a taktiez je
mozné zakomponovanie klaviru alebo inych instrumentov [30].

e Pop Zacal vznikat ako zaner pocas 50. rokov minulého storocia v Spojenom kralovstve
a USA. Je ¢asto zamienany za populdrnu hudbu(pojem oznacujici Siroku skalu mo-
dernych hudobnych zanrov). V dobe svojho vzniku zahitial pop rokenrolovi hudbu
a iné zanre orientované na mladez. Az do konca 60. rokov sa pouzival pojem pop
v synonymickom vyzname s pojmom rock pokial, sa nezacali od seba ¢oraz viac vzda-
lovat. Pop je ¢asto vnimany ako hudba hitparad a casto si vypozic¢iava prvky inych
hudobnych zanrov, napr. elektronickej hudby, rocku, alebo latina [33].

« Reggae Vzniklo na Jamajke pocas 60. rokov minulého storocia. Je charakteristické
prizvukom na neprizvuéné doby(2. a 4. doba taktu) so Specifickou hrou na gitaru zdo-
raziiujicu tretiu dobu. Stylisticky kombinuje elementy R&B, jazzu, jamajskd Iudova
hudbu a iné zanre [34].

¢ Rock Prvykrat sa objavil koncom 50. rokov minulého storoc¢ia v USA. Zvuk je tra-
di¢ne postaveny na zosilnenych elektrickych gitarach, sekundovany elektrickou basgi-
tarou a na bicich. Je tradi¢ne postaveny na jednoduchych rytmoch Specifickych pri-
zvukom na fazkej dobe a tidermi do bicich v 2. a 4. dobe. Je silne ovplyvneny blues,
jazzom, ale taktiez klasickou a Tudovou hudbou (stc¢astou rockovych kapiel byva ¢asto
aj klavirista) [35].

!Trieda Jazz obsahuje chybnii ukézku &.54, opravena nahrévka je dostupna v odpovedi na:
https://www.kaggle.com/datasets/andradaolteanu/gtzan-dataset-music-genre-
classification /discussion /158649


https://www.kaggle.com/datasets/andradaolteanu/gtzan-dataset-music-genre-

2.2.1 Format vstupnych dat

Po stiahnuti je archiv datasetu zlozeny zo 4 Casti:

e genres_ original - Kolekcia 1000 ukazok rovnomerne rozdelenych do 10 zanrov v ad-
resarovej struktire podla prideleného zanru

e images_ original - Predpripravena kolekcia mel-spektogramov vytvorenych z gen-
res_ original, ma rovnaku adresarovi strukttaru

o features_ 30-_sec.csv - CSV subor obsahujuci vypis strednych a priemernych hod-
not réznych extrahovanych zvukovych ¢ft celych, 30 sekundovych, nahravok

o features_ 3-_ sec.csv - CSV subor obsahujtci rovnaké parametre segmentovanych
origindlnych nahravok po 3 sekundovych intervaloch

7 datasetu je vyuzivana iba kolekcia nahravok, kedze ostatné dita nie si pre navrho-
vanu neurénovu siet pouzitelné (nespiﬁajfl pozadovanu formu, alebo obsahuji pre ucenie
irelevantné data). Kazda ukazka z datasetu je dlhd presne 30 sekind, pricom sa jedna
o jednokanalovi (mono) 16-bitovii nahravku so vzorkovacou frekvenciou 22050Hz. Ukazky
v datasete st ulozené v suborovom forméte Waveform Audio File Format (skratene WAV).
Na rozdiel od najpouzivanejsieho audio formatu MPEG-1 (resp. MPEG-2) Audio Layer III
(skratene MP3) je WAV bezstratovy, ¢o mu umoznuje zachytit celé neupravené zvukové spek-
trum (MP3 je okrem kompresie orezany pri hranici 20kHz), ¢im je mozné poskytnit pri
trénovani modelu lepsiu detekciu priznakov. Z kazdej ukazky sa vytvara 6 spektogramov
vedenych v stupniciach mel o dizke 5 sekund, ¢o predstavuje dizku ktor4 by mala postacovat
na rozoznanie jedného zo zanrov. Kazdy jeden takto spracovany spektogram predstavuje
2D tenzor. Data ktoré takyto tenzor obsahuje si vo formate

A,y Qpt1,y ce Qx+tm,y
Ogpy+1 Qr4ly+l -+ Qeimytl
Ogy+n OGxtlytn -+ OGztmytn

kde:

« apredstavuje usporiadanti mnozinu(r, g, b, a*) kanalov pre dany bod, r, g, b €< 0,255 >
,r,g,beZt

e X, y predstavuji stiradnice bodu v spektograme z €< 0,m),y €< 0,n)

e m, n predstavuju rozmery vytvoreného spektrogramu (pre 5 sekundovy segment sa
vytvori obrézok o velkosti 496*293 pixelov)

2.3 Alternativne datasety

Okrem popisaného datasetu GTZAN existuje len maly pocet datasetov urcenych pre oblast
ziskavania informacii zo zvuku. Z existujicich datasetov najdenych pocas pisania prace
bola va¢sina tvorend len ako jeden alebo viac tabulkovych siborov (prevazne formatu CSV).
Obsah tychto stiborov zvycajne tvoril zoznam extrahovanych priznakov podobny zoznamom

2 Alfa kandl uddvajuci priehladnost bodu



uvedenych na zaciatku kapitoly 2.2.1. Po presktimani existujicich rieseni boli na vyber 2
datasety GTZAN a FMA (Free Music Archive) [7]. Dataset FMA je sice narozdiel od
GTZAN znacne rozsiahly (v plnej velkosti ma vyse 105 tisic ukazok spolu o velkosti az 879
GiB), jeho nevyhodami vsak st kompresny format MP3, nerovnomerné rozlozenie zanrov a
privela Specifickych podzanrov, vytvarajicich rodi¢ovskd stromova struktdru. Spominany
dataset ma aj svoju mali verziu s 8000 skladbami skratenymi na 30 sekind (podobne ako
GTZAN), rozdelenymi do 8 zédnrov, no nie je vhodne Strukturovany a kvoli velkej velkosti
CSV suborov sa aj s najmensim z ponukanych 4 velkosti archivov z uzivatelskej stranky
pohladu zle pracuje. Aj na zaklade tychto skuto¢nosti bol pre ucely prace vybrany na
trénovanie neurénovej siete dataset GTZAN.



Kapitola 3

Neuron a neuronova siet

Hlboké ucenie je momentalne jednou z najpopularnejsich metdd rieSenia problémov v ramci
odboru umelej inteligencie. Ako samostatny odbor umelej inteligencie siaha jeho historia do
roku 1950, no pozornost si zacal ziskavat az v poslednych rokoch s prichodom neurénovych
sieti. V tejto kapitole je popisany model biologického neurénu spolu s jeho abstrakciou pre
ucely strojového ucenia a parametrami, ktoré ovplyvnuju ich rozhodovanie.

3.1 Biologicky neurén

Neurén je zdkladnou jednotkou periférnej nervovej sustavy. Jeho tlohou je prenasat in-
formécie z celého tela a ovladat jednotlivé svaly na zdklade signdlov z centralnej nervovej
sustavy, ktoru riadi mozog spolu s miechou. Tieto informéacie sa prenasaju ku konkrétnym
zakoncCeniam cez komunikacné siete tvorené neurénmi, ktoré si rozsirené po celom [udskom
tele, pricom len Iudsky mozog dospelého jedinca mé priblizne 10° neurénov. Na to, aby
bol neurén schopny komunikovat so svojim okolim potrebuje byt zlozeny z tychto casti:

o Telo (Soma) obsahuje buneéné jadro, spracovava a riadi transfer signalov pripoje-
nych cez synapsiu.

e Dentrit Vstupny vybezok neurénu prijimajici signdl inych neurénov cez synapsiu.

e AxO6n Vystupny vybezok neurénu zakonceny do synapsie pomocou vetviciek oznaco-
vanych ako telodendrie

e Synapsia Rozhranie, ktoré vytvara synaptickd vizbu najcastejsie medzi axénom a
dentritom dvoch rozdielnych neurénov(méze prepéjat rozne kombindcie medzi axénmi,
dentritmi a somami). Tato vizba mdze byt excitacna (povzbudzujica nejakd ¢in-
nost, napr. stiahnutie svalu) alebo inhibi¢na(potlacujica). Dospely jedinec disponuje
10 — 5210 synapsiami.[32][13]
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Dendrity

Telodendrie

Jadro

Obr. 3.1: ZlozZenie neurénu. Zdroj: [32]

3.2 Umely neurén

Model prvého navrhnutého umelého neurénu predstavili Warren McCulloch a Walter Pitts
v roku 1943. Navrh je mozné rozdelit do dvoch ¢asti, rozhodovaciu a vstupnu ¢ast. Pévodny
navrh pracoval na principe prahovej logiky. Vstupna ¢ast takéhoto modelu agreguje vsetky
excitacné(kladné) a inhibiéné (zdporné) vstupy vo vstupnej casti. Vysledkom agregécie je
rozdiel suctu kladnych(FE) a stc¢tu zapornych(I) vstupov. Vystup rozhodovacej ¢asti a teda
celého neurénu je zavisly na prekroceni prahového parametru 6, ktorého stav je urceny
z vysledku agregacie vstupov vypocitanej vo vstupnej casti [4] [37].

g(x) =¥FE - %I

| 0 preg(x) <@
7L pregle) >0

Obr. 3.2: Prahova logika neurénu. Zdroj:[37]

Stcasny model umelého neurénu pracuje s mnozinou vstupov x a mnozinou im pridele-
nych vdh w. Umely neurén simuluje silu synaptickych véizieb pridanim vahy w; pre kazdy
vstup x;. Tym dokaze definovat vplyv jednotlivych vstupov na konecny vystup neurdnu.
Vstupné cast tieto vazené hodnoty vstupov agreguje pomocou vybranej bazovej funkcie f,
ktora sltzi na vypocet vystupného potencialu neurénu u. Tento potencial je dalej predavany
do aktivacnej funkcie g, ktora nasledne vyhodnocuje vystup neurénu vypoctom definovanym
jej typom. Do vypoctu bazovej funkcie je taktiez mozné pridat prah b ktory predstavuje
zaporni hodnotu prahového parametru 6. V praci st vyuzivané linedrne bazové funkcie,
ktorych aktiva¢né funkcie st rozoberané dalej v kapitole 3.5.

y = g(u) = g(f(Z,T))

Obr. 3.3: Vystupna funkcia neurénu. Zdroj:[37]
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Obr. 3.4: Model umelého neurénu. Zdroj:[14]

3.2.1 Perceptréon

Perceptrén, najjednoduchsia forma neurénovej siete bol navrhnuty v roku 1958 Frankom
Rosenblattom. Vychadza z povodného navrhu umelého neurénu McCullocha a Pittsa. Je
tvoreny jednym neurénom a pouziva linedrnu bazovi funkciu (LBF), ktord umoziiuje klasifi-
kovanie vstupu do dvoch tried (hypotéz). Vnttorny potencidl perceptrénu je dany skaldrnym
si¢inom 7 - W. Vzhladom na jeho stavbu je pomocou perceptrénu mozné klasifikovat iba
vzory, ktoré su linedrne odlisitelné [37].

3.3 Zlozenie neurénovej siete

Neurénova siet je vypoctovy model zlozeny z vrstiev, ktorych vstupom a aj vystupom st
datové polia zlozené z tenzorov. Pojmom tenzor rozumieme reprezenticiu multidimenzi-
onalneho matematického objektu, ktory udrzuje vztahy vo vektorovom priestore. Jedna sa
o objekt, ktory v sebe dokaze uchovavat skalary, vektory, ale aj iné tenzory. Takyto objekt
je abstrakciou informacii podavanych biologickym neurénom nachadzajicom sa v Tudskej
nervovej sustave. Pokial chceme aby navrhovana sief vedela lepsie porozumiet ako zaob-
chadzat s vlozenymi datami, je potrebné aby bola takato siet zlozenda z viacerych vrstiev,
ktoré si medzi sebou predavaju pévodné data upravené aktivacnou funkciou kazdého ume-
1ého neurénu, cez ktory boli spracovavané. Kazda vrstva takejto siete moze byt zloZena
z viacerych neurénov v zavislosti od predpokladaného formatu vstupnych dat pre vrstvu,
pricom prva (vstupnd) vrstva je zloZzend tolkymi neurénmi, aby pokryla kazdy jeden samos-
tany tenzor uchovavajuci cast zo vstupnych dat. Pocet neurénov v nasledujicich, skrytych
vrstvach sa moze lisit v zavislosti od typu pouzitych vrstiev. V predchadzajicej kapitole
3.2.1 bola predstavend jednovrstvova neurénova sief v podobe perceptronu. V praxi sa ale
ovela viac pouzivaju viacvrstvové siete. Ako uz ich nazov napovedd, jedna sa model siete,
ktory je tvoreny niekolkymi za sebou spajanymi vrstvami, ktoré si medzi sebou prepojené,
¢o umoznuje preddvanie si informécii medzi vrstvami.
Takyto model siete vyuziva definovany pocet vrstiev rozdelenych do troch kategérii:

e Vstupnd vrstva Prijima vstupné data (v pripade tejto prace vytvorené spektogramy )
a spracovava ich ako tenzory, ktoré posuva skrytym vrstvam. Vstupnou vrstvou moze
byt aj vrstva z kategérie skrytych. Moze, ale nemusi mat zadefinovany tvar vstupnych
dat.
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e Skryté vrstvy Model neurénovej siete si pri trénovani v skrytych vrstvach vytvara
mapu priznakov, ktoré pomdahaji sieti generalizovat spoloctné vzory pre dani triedu
dat. Na zaklade ndjdenych priznakov je sief neskor schopna urcit, ¢i pozadovany
vstup spada do jednej z uréenych kategérii. Pri rozhodovani vyuziva kazdy neurén vo
vrstve svoju aktivaéni funkciu, na zaklade ktorej sa rozhoduje o jeho vystupe. Pocas
prechadzania vrstvami upravuje model vahy jednotlivych neurénov. Nastavovanim
vah sa urcuje vplyv jednotlivych neurénov na vystup siete, pricom siet hlada ich
optimalne vyvazenie. Takyto proces nazyvame ucenim neurdénovej siete.

¢ Vystupna vrstva Vystupom poslednej vrstvy je najcastejsie pravdepodobnost, s akou
vlozené data spadaju do urcitej skupiny. Tvar vystupnych dat je zavisly na aktivacnej
funkcii vystupnej vrstvy.

3.4 Optimalizacia pomocou gradientu

Pokial ma byt navrhovany model neurénovej siete schopny spravne klasifikovat vstupné
data, musi vediet rozoznat relevantné informaécie z poskytnutych vstupnych dat. Ako bolo
spomenuté v kapitole 3.2, pre kazdy vstup je v neuréne pridelend vaha, ktorou sa urcuje
jeho vplyv na okolie a teda aj na celkovy vysledok klasifikdcie. Hodnoty tychto vah s zo
zaciatku ndhodne inicializované na malé hodnoty, ktoré zo zaciatku sice nedavaju zmysel,
ale udavaju vychodiskovy bod od, ktorého sa pocas ucenia vie model odrazif a nasledne
ich tak mo6ze zacat postupne korigovat na optiméalne hodnoty pomocou algoritmu spétnej
propagécie chyby.[6]

Aby model vedel, ¢i jeho uCenie postupuje spravnym smerom je potrebné mat metriku,
ktorou sa bude pri nastavovani vah neurénov riadit. Tato metriku predstavuje stratova
funkcia (loss function). Ta vyuzivaji neurénové siete na meranie vzdialenosti medzi oc¢aké-
vanym a ziskanym vystupom (odhadom) modelu, ¢im hodnotia, ako dobre pracuje model
s poskytnutymi vstupnymi datami.

Nastavovanie vah je teda zlozity proces, a aby model nemusel pocas ucenia zmrazovat
vsetky vahy az na jednu, ktorej vplyv sa snazi aktudlne spravne urcit, je potrebné aby vsetky
operécie pouzivané v sieti boli diferenciovatelné. Pokial splita model tito podmienku, vie
model ziskaf optiméalne hodnoty vah analyticky, a to tak Ze sa modelu umozni vypocitat
gradient strat s ohladom na parametre trénovania.

Gradientom rozumieme derivaciu funkcie s viacerymi vstupnymi premennymi tvoriacimi
vektor hodnot, v pripade neurénovych sieti sa jedna o deriviciu tenzorovej operacie pracuju-
cej s maticou vah, vstupnym vektorom a pozadovanym cielom. S pomocou gradientu vieme
optimalizovat siet s cielom minimalizovania stratovej funkcie pre dany model, napriklad po-
mocou gradientného zostupu. Gradient je teda mozné chapat ako vyjadrenie zmeny hodnoty
stratovej funkcie pri zmene nastavenia vntatornych véh jednotlivych neurénov v sieti.[6]

3.4.1 Algoritmus spitnej propagacie chyby (backpropagation)

Jedna sa o najznamejsi a najpouzivanejsi algoritmus pri nastavovani synaptickych vah siete.
Jeho cielom je minimalizovat vysledok stratovej funkcie, ¢o robi pocditanim jej gradientu a
jeho upravovanim s dérazom na kazdu jednotlivi vahu pouzita aktivaé¢nymi funkciami. Na
znizenie hodnoty stratovej funkcie je potrebné posunit vahy neurénov smerom klesajiceho
gradientu. Ako uz bolo spomenuté, pre umoznenie tejto operacie je potrebné aby boli vSetky
operacie v sieti diferenciovatelné. Backpropagation algoritmus sa pri vypocte gradientu riadi
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retazovym pravidlom, tzn. ze pocita derivaciu gradientu vzdy len na jednej vrstve, pricom
postupuje vypoctami modelom od poslednej vrstvy k prvej.[6]

3.4.2 Gradientny zostup

Cielom postupu gradientného zostupu je minimalizovanie stratovej funkcie modelu. Pokial
je funkcia diferenciovatelna, je teoreticky mozné najst vsetky jej minima analyticky. Mini-
mum funkcie je bod, v ktorom je derivacia hodnoty parametru nulova. Tychto bodov méze
existovat viac, preto je pre optimalny vykon siete potrebné urcif jej globalne minimum.
Globalnym minimom funkcie sa rozumie ten bod, ktory pochadza z mnoziny bodov funkcie
s nulovou derivaciou a zaroven je hodnota tejto funkcie z bodov mnoziny najnizsia. Optima-
lizacii zostupu sa venuju algoritmy ako napr.SGD, Adagrad, RMSProp, ktoré sa nazyvaja
optimalizatory a su volané pri kompildcii modelu. Pri optimalizacii mézu nastat problémy
s najdenim globalneho minima. Ich odstranenie dokaze riesit optimalizator pomocou:

o Velkosti kroku (learning rate) Od ich velkosti zavisi rychlost a presnost ucenia,
pokial je krok prili§ maly, je presnejsi a pomaly, pricom pri velkych (rychlych) krokoch
je mozné prehliadnut minimum.

o Stratovej funkcie Sluzi na optimalizaciu velkosti kroku, sleduje chybu predikcie
od redlnej hodnoty parametru v danom bode a na zdklade rozdielu upravuje velkost
kroku.

« Hybnosti Pri optimélnej velkosti krokov moze optimalizator uviaznut v lokalnom
minime. Hybnost ¢erpd inspiraciu z fyziky. Posledni hodnotu optimalizatoru si je
mozné predstavit ako mali gulicku polozeni na krivke, ktora je schopné pri dosta-
tocnej hybnosti vyliezt z aktudlneho minima a pokracovat v optimalizécii [6].

3.5 Aktivacéna funkcia

Pri jednotlivych vrstvach siete je mozné vybrat aktivaéna funkciu, ktorou je prechadzany
jej kazdy vstupny uzol, podobne ako pri modeloch uvedenych v 3.2. Takato funkcia slizi na
vyhodnotenie vystupu pre dany uzol, ktoré je pouzité ako vstup pre dalsiu vrstvu(urcuje,
¢ mé byt uzol ,aktivovany“). Ich cielom je odstranit nelinearitu vystupnych neurénov
pre ziskanie komplexnejsich informécii zo zdroja, a teda zmenit resp. naklonit udelovanie
vahovych hodno6t pre dany neurén smerom, ktorym to dany model potrebuje.

e ReLU (Rectified Linear Unit) Jedna sa o momentalne najpopuldrnejsiu aktivac¢nu
funkciu, ktorej vystupom je obor hodnét (0, 00). Hlavnou vyhodou ReLU je, ze auto-
maticky neaktivuje vietky neurény, ale len tie, ktoré spltiaji podmienku z funkcie 3.5,
kde x predstavuje vstupni hodnotu vlozeni na porovnavanie. To radi tato funkciu
medzi vysoko efektivne a rychle. Pri spadtnom Sireni moze ale nastat jav, kedy sa vahy
pre urcité neurény (v predchadzajucich epochach radené medzi deaktivované) neak-
tualizuju a vznikaja tzv. ,mftve neurény“. Ako riesenie na tento problém sa pouziva
upravena funkcia Leaky ReL.U.

y = max(0.0, u)

Obr. 3.5: Funkcia ReLU

14



o Sigmoid je funkcia s oborom hodnét (0,1). Funkcia sigmoidu méa negativum, pre
ktoré sa v poslednej dobe pouziva ¢oraz menej. Je nim problém mizntceho gradientu.
Funkcia saturuje a zabija gradient, ¢im spomaluje ucenie predchadzajicich vrstiev
pomocou algoritmu spéatného sirenia. Predchiadzajice vrstvy s vzdy schopné zachytit
a rozoznat vyraznejSie priznaky neurénov a ich spomalenim sa vyrazne spomaluje
celkovy priebeh ucenia.

_ 1
y - 1+e—u

Obr. 3.6: Funkcia sigmoid

o Hyberbolicky tangens (Tanh) je taktiez sigmoidnou funkciou, pracuje ale na obore
hodnét (—1,1). Oproti klasickému sigmoidu st déta rozlozené cez bod [0, 0], ¢im
sa zarudi silnejsi gradient a funkcia sa dokdze vyhnitf urcitej predpojatosti(bias).
Vyhodou tejto funkcie pre pracu predstavuje jej obor hodot (—1,1), ktory je mozné
pouzit pri praci s vahami pocas zistovania hudobnych preferencii posluchaca.

y = tanh(u)

Obr. 3.7: Funkcia Tanh

¢ Softmax Funkcia normalizuje vystupné hodnoty vsetkych vnitornych potencidlov m
vystupnych neurénov tak, aby ich vysledny stucet bol 1. V stcastnosti je tato funkcia
velmi pouzivana hlavne na riesenie klasifika¢nych problémov.

s
. — e J
Yi = 7 e

Obr. 3.8: Funkcia Softmax
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Kapitola 4

Typy viacvrstvovych neurénovych
sieti

Po predstaveni modelu samotného neurénu sa pred vedcov postavila nova, este ndrocnejsia
uloha. Bol vytvoreny zdkladny stavebny blok, ktory bolo potrebné vediet spravne prepojit
s dalsimi jemu rovnocennymi blokmi za cielom abstrakcie vnimania spojitosti. Podobne ako
pri zivom organizme sa zacali vytvarat umelé nervové sustavy, ktoré pozname pod pojmom
viacvrstvové neurénové siete. Pomocou nich vieme abstrahovat nervovy systém vytvaranim
vrstiev neurénov, ktoré medzi sebou komunikuji na zéklade presne zadefinovanych vztahov.

4.1 Viacvrstvovy perceptron

Za prvy model viacvrstvovej siete je mozné povazovat viacvrstvovy perceptrén (MLP),
ktory pozostdval z miniméalne troch vrstiev: vstupnej, aktivaénej a vystupnej(pri vacsich
modeloch sa navysuje pocet aktivaénych vrstiev). Pre kazd vrstvu(okrem vstupnej) plati,
ze sa skladd z neurénov disponujtcich nelinearnou aktiva¢nou funkciou, vdaka ¢omu sa
spolu v kombinécii s viacerymi vrstvami odliSuje od klasického (linedrneho) perceptrénu,
¢o mu umoznuje rozlisit data, ktoré nie st linedrne oddelitelné. Jedna sa o siet dizajnovanui
predovsetkym na pouzitie s dvojrozmernymi vstupnymi datami.

4.2 Konvoluéna neurdnova siet

Konvoluéné neurénové siete (CNN) s inSpirované vizudlnym vnimanim zivych organizmov.
Takato siet si na vrstvach vytvara rozne stupne abstrakcie vstupnych, zvycajne obrazovych
dat. Pri prehliadani dat zacina siet hladat zo zaciatku najviditelnejsie detaily s postupnym
prechodom do hlbsich vrstiev modelu, kde st vyhladavané ¢oraz komplexnejsie koncepty.
CNN si neuklada postup prehliadania do paméte a kazdy vstup je spracovavany samostatne,
preto musia byt vstupné dédta vzdy predspracované na Standardizovany format [6]. Tento
typ sieti sa pouziva predovsSetkym na rozpoznévanie a klasifikdciu obrazkov a klasifikaciu
textu.

Pri implementovani konvoluénych neurénovych sieti sa vyuzivaji najmé vrstvy s tymito
operaciami:

o Konvolicia - Ndasobenie novej hodnoty nastavenymi vihami pre kazdy bod pomocou
filtrov
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o Nelinedrna aktivaénd funkcia (napr. ReLU) - Zakonc¢uje konvolu¢né vrstvy
¢ Pooling - Redukcia skiimaného priestoru

« Klasifikicia - Typicky reprezentovand plne prepojenou vrstvou (Dense)

4.2.1 Vrstvy konvolucnej neurénovej siete
Konvolu¢né vrstvy

- Pri uceni boli na vytvorenie priznakov pouzité konvolu¢né vrstvy. Tieto vrstvy st schopné
naucit sa v ddtach rozpoznat uré¢ité opakujice sa lokdlne priznaky (anglicky features), z kto-
rych vytvaraju ich mapy (feature maps). Kedze tieto mapy lokalnych priznakov su spravidla
rozmerovo mensie ako je rozmer pozorovanej datovej jednotky, je mozné neskor takto na-
uceny priznak rozpoznat na roéznych miestach po jej celej ploche - naucené vzory su teda
invariantné.|6]

Tieto vrstvy pracuji na principe konvolicie. V ponimani neurénovych siet{ predsta-
vuje konvolicia linedrnu operaciu, ktord nasobi tsek matice vstupu (najcastejsie obrazok)
s maticou vah (abstrakcia recepéného pola neurénu, casto nazyvana aj filter alebo kernel).
TAato operacia nasobenia je interpretovand ako skalarny sucin, z ¢oho vychadza, ze vysled-
kom operécie je vzdy jedna hodnota. Samotny filter ma mensie rozmery (spravidla velkost
par jednotiek v kazdom rozmere, napr. 3x3) ako spracovavany obrézok, ¢o umoziiuje opako-
vané vyzitie filtra na prenasobenie vSetkych hodnét vlozeného obrazku. Konvoluéné vrstvy
teda pri prechode opakovane prekladaju povodny obrazok maticou filtra podla velkosti na-
staveného kroku, pri¢om prechadzaji cely obrazok zlava-doprava a zvrchu-dolu. Pokial je
filter dobre nastaveny, je schopny zachytit konkrétny priznak hocikde vramci skiimaného
obrazku. Takdto schopnost zachytenia filtrom sa nazyva aj prekladova symetria (translation
invariance) [3].

Pri kazdej konvolucnej vrstve sa da okrem velkosti recepéného pola nastavit, aké pa-
rametre budu vyuzivat jej konvoluéné filtre. Velkostou kroku (anglicky stride) rozumieme
celociselnii hodnotu predstavuji o aky pocet pozicii v sa v matici vstupnych dat(v pripade
tejto prace pocet pixelov) posunie konvoluény filter jednym smerom. S krokom suvisi aj
parameter ,vypchavky“. Predpokladajme, Ze vrstva siete pracuje s konvolu¢nymi filtrami
o velkosti 3x3. V takom pripade sa po prechode konvoluénym filtrom zmensi prehliadana
plocha n x n prvkov na velkost n —2 x n — 2. Toto zmensenie je spésobené tym, zZe sa konvo-
lucny filter nema ako dostat k hrani¢cnym bodom vstupného pola. Pokial chceme zachovat
rovnaku velkost vstupnych dat aj pre dalsiu vrstvu a teda aby bol konvolu¢ny parameter
vypocitany aj pre krajné oblasti, je potrebné pre filter nastavit vypchavku, tzv. padding.
Padding pridava okolo vstupu vhodny pocet riadkov a stipcov do mapy priznakov, aby
bolo mozné umiestnit povodné okraje mapy priznakov ako stredovy bod pre kazdy z filtrov
pracujucich na danej vrstve [6].

Pre kazda vrstvu je mozné zadefinovat pocet filtrov, pri obrazkoch sa nastavuje pocet
aspon na 8, aby bola schopna prekryt celé farebné spektrum na jednej vrstve obrazku.
Tento pocet sa medzi vrstvami nemusi zhodovat, no pri prechode hlbsich vrstiev sa zvysSuje
komplexita jednotlivych vzorov a teda je vhodné zvysit ich pocet na vylepSenie presnosti
detekcie malych detailov, ¢im je mozné zvysit celkovil upesnost spravnej klasifikacie siete.
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Output [0][0] = (9*0) + (4*2) + (1*4) +
(1*1) + (1*0) + (1*1) + (2*0) + (1*1)

. =0+8+1+4+1+0+1+0+1
™, =16

Inputimage Filter Output array

Obr. 4.1: Operacia konvoltcie. Zdroj: [8]

Poolingové vrstvy

Poolingové (zdruzovacie) vrstvy sa pri u¢eni neurénovej siete vyuzivaji na zredukovanie
vstupného pola a teda na zrychlenie vypoctov a lepsie zviditelnenie priznakov. Takyto typ
vrstvy zvycajne nasleduje za konvolu¢nou vrstvou, pricom sa zvykne takato postupnost
niekolkokrat opakovat na zvysenie efektivity modelu. Casto sa pri nich pouziva filter o roz-
mere 2x2 a velkost kroku 2, ¢im sa velkost dvojrozmerného vstupu redukuje z n X n na
n/2 xnj/2.

Vyber poolingovej vrstvy zalezi na funkcii, ktora ma byt pouzita. Najcastejsie pouzivané
ale su:

e Max Pooling Vybera z pozorovanej oblasti najvyssiu hodnotu, teda najsilnejsi pri-
znak.

e Average Pooling Vytvara priemer vsetkych priznakov v danej pozorovanej oblasti.

Max Poaling Average Pooling
29 | 15 | 28 | 184 31 15 | 28 | 184
0 (100 | 70 | 38 0 |100| 70 | 38
12 | 12 7 2 12 | 12 7 2
12 | 12 =45 6 12 | 12 | 45 6
2x2 2x2
pool size pool size
v A
100 | 184 36 | 80
12 | 45 12 [Wib

Obr. 4.2: Poolingové operacie. Zdroj: [36]
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Plne prepojené vrstvy

Jedna sa o najbeznejSiu vrstvu pouzivanu pri uceni. Kazdy jeden neurén tejto vrstvy je
prepojeny so vsetkymi neurénmi predchadzajicej vrstvy. Dense vrstvy vykonavaja operaciu
nasobenia(dot) matic vstupnych dat(input) s maticou véh vytvorenych vrstvou (kernel),
pricom je mozné tieto vahy siete natrénovat pomocou backpropagation algoritmu. Takéto
vrstvy si vypoctovo naro¢né, preto sa zvycajne pouzivaju len ako posledné vrstvy modelu
siete . Pokial sa jedna o vystupni vrstvu, tak sa pouziva najmé aktivacnda funkcia softmax
9][18].

output = activation(dot(input, kernel) + bias)

Obr. 4.3: Operacia Dense

4.2.2 Model VGG16

Model konvoluénej siete VGG16 bol vytvoreny na oxfordskej univerzite vedcami Karenom
Simonyanom a Andrewom Zissermanom. Myslienka na vznik modelu bola navrhnuté v roku
2013 a samotny model bol predstaveny vramci siutaze ImageNet Large-Scale Visual Recog-
nition Challenge (ILSVRC). Tvorcovia tejto siete vyhodnotili existujiice modely a rozhodli
sa zvicsit hibku pomocou velmi maljch konvoluénych filtrov velkosti 3x3 s velkostou kroku
1 v kombinécii s poolingovymi vrstavami velkosti 2x2 s velkostou kroku 2, ¢o ukazalo
vyznamné zlepsenie pri momentalnom stave strojového ucenia. Jednd sa o sief urcend na
detekciu a kvalifikovanie objektov v obraze s tispesnostou klasifikdcie 92.7% pri klasifikovani
1000 obrazkov z 1000 réznych kategérii [19].

224 x 224 %3 224 =224 = G4

¥ 56| 5 x 256
" 38 x 28 x 512 TxTx512
: P e L L 1x1x4096 1x1x1000
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=
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Obr. 4.4: Model VGG16. Zdroj: [19]
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4.3 Rekurentnia neurdénova siet

Tento typ sieti sa casto pouziva ako asociativne paméte. Takato paméf je vnimanda ako
ludské schopnost zapaméatat si vztahy medzi nepribuznymi pojmami, ako napr. medzi slo-
vami a predmetmi(ich pomenovanim), alebo predmetmi a ich chutou. Castym vyuzitim siet
tohoto typu je predikcia nasledovnej ¢asti vstupnych dat alebo ich analyza, ako napriklad
predpoved nasledujiceho slova uvedeného textu, alebo rozoznavanie rec¢i. Ako konkrétny
priklad chovania takejto paméte je mozné uviest ¢itanie textu. Pocas ¢itania spracovava ¢i-
tatel text postupne slovo za slovom, pricom si udrzuje spomienky na slova ktoré uz v blizkej
minulosti pre¢ital. Tym si vytvara priebezni reprezentaciu toho, ¢o uz precital. Na zdklade
tejto reprezentacie je Citatel schopny s uréitou presnostou predpovedat nasledujice slovo
textu este pred tym, ako mu bola tito informécia pontknutda. Doposial popisované siete
pracuju vzdy len so spracovavanou davkou vstupnych informacii, ¢o im neumoznuje vnimat
sekvencné data ako celok. To je spésobené tym ze nedisponuju ziadnou formou pamaéte,
do ktorej by bol model schopny ukladat doposial zistené informécie zo spracoviavanej sek-
vencie. Pokial by mali byt zmienované siete schopné korektne spracovat celi sekvenciu,
bolo by potrebné aby data obsahujice informécie o sekvencii neboli vkladané do modelu
po davkach, ale aby boli vlozené ako celok. Narozdiel od nich popisana biologickd inteli-
gencia jedinca spracovava informacie postupne a zaroven udrzuje interny model toho, ¢o uz
v kontexte spracovala z predchadzajiucich davok informacii, pricom sa tento model neustéle
aktualizuje pomocou novo nadobudnutych informécii.

Rekurentnd neurénové sief spracovava sekvenciu iterovanim cez jej jednotlivé prvky,
pricom udrzuje stav obsahujuici informécie vztahujice sa k tomu, ¢o doteraz v ramci rov-
nakej sekvencii videla. Na rozdiel od CNN méa vnutorny cyklus, ktory aktualizuje doposial
nadobudnuty stav, ktory sa po ukonceni spracovivania nezavislej sekvencie resetuje [6].
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Kapitola 5
Existujtice riesenia

Aktuéalne riesenia v oblasti vyhodnocovania hudby pomocou umelej inteligencie sa zameria-
vaju hlavne na odporucanie novych skladieb pre pouzivatela audio streamingovych platfor-
miem ako st napriklad Spotify, Apple Music alebo Youtube Music. Uvedené platformy po-
nikaji pouzivatelovi pravidelne novy (alebo aktualizovany) zoznam skladieb v tyzdennych
intervaloch na zaklade uz pouzivatelom oblibenych skladieb. Najdlhsiu histériu z aktual-
nych rieSeni mé spolo¢nost Songza. V roku 2014 ju kupila spolo¢nost Google, ktora vyuziva
ich implementécie aktualne na platforme Youtube Music.

5.1 Pristup Apple

Apple na klasifikdciu hudobnych zanrov pouziva vlastny SoundAnalysis framework, ktory
mé zabudovany klasifikator zvukov pri hudbe pouzivany ako extraktor priznakov. Ten
je schopny v ramci analyzy audio siboru rozpoznaf v nom obsiahnuté jednotlivé zdroje
zvuku(ako napr.: gitara, bicie, hlas...). Vystupom tohoto klasifikdtoru je zoznam jednot-
livych detekovanych zdrojov a k nim priradené confidence score, teda skore v intervale
< 0;1 > vyjadrujice istotu algoritmu v pritomnost daného zdroja. Pre skladbu je potom
mozné hlavne na zaklade tohoto skére predikovat, o aky Zaner sa jedna na zdklade splne-
nia podmienok, ktoré si pren definované. Tieto podmienky st definované ako prahy pre
jednotlivé zlozky audia a su pre kazdy zdroj individualne.[10]

5.2 Pristup Spotify

Spotify na rozdiel od Apple-u klasifikuje skladby na zaklade 12 koeficientov nimi definova-
nych priznakov. Medzi priznaky patria napriklad:

o Key (Ténina) Odhaduje pouziti téninu v skladbe, ktort potom mapuje na ¢islo,
napr. 0 =C, 1 =C#,2=D

o Loudness (Hlasitost) Priemernd hlasitost nahravky v decibeloch (dB). Hlasitostou
sa vyjadruje koleracia medzi psychologickym vnimanim drovne zvuku a Tuskou silou.
Zvycéajne je v rozsahu medzi -60 a 0 db.
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« Speechiness (Reénost)' Detekuje pritomnost a pomer reéi v ramci nahravky. Na
zaklade tohoto koeficientu je mozné rozliSovat, ¢i sa jednd o hudobnu skladbu alebo
aj o hovorené slovo(audio knihy, talk show ...)

+ Liveness (Zivost)! Detekuje pritomnost Zivého publika pri nahrévani. Pokial hod-
nota koeficientu presahuje 0.8, je mozné tvrdif zZe sa jedna o nahravku zivého vystu-
penia

« Danceability (Taneénost)! Reprezentuje ako velmi je nahrdvka vhodn4 na tanec.
Pri tanecnosti sa zohladnuju zakladné hudobné elementy ako je tempo, rytmus, alebo
pravidelnost.

o Tempo Udavané v BPM(pocet iderov za mintitu)
« Duration Dizka skladby (v milisekundéch)[17]
Na zaklade tychto koeficientov je mozné klasifikovat skladby aj nasledovne:
¢ Rap: Vysoka recnost
e Rock: Velmi nizka tanecnost.
« EDM: Vysoké tempo
e R&B: Dlhé nehravky
o Latinskd hudba: Vysoka tanecénost

e Pop: Nezapada vyrazne do ziadnej kategorie

5.3 Shazam

Na rozdiel od vyssie zmienenych spolo¢nosti pracuje firma Shazam na hladani zhody dvoch
skladieb. Tato zhoda je hladand medzi uzivatelom nahranym tsekom skladby a zdznamom
na serveri spolo¢nosti za tc¢elom poskytnutia informaécii ako je nazov skladby a meno inter-
preta Aplikdcia nahrava cez mikrofén zariadenia kratky, 15 sekundovy audio sibor, ktory
nasledne preposle na server pre rozpoznavanie piesne.

Pri porovnavani zvukovych signalov vytvara technolégia ,,odtlacok® audia, ¢o je proces
extrahovania reprodukovatelnych? tokenov obsahujicich porovnatelné érty nahravky. Tieto
odtlacky st porovnavané s odtlackami skladieb ulozenymi v databéaze, pricom sa hladaja
kandidatske skladby, pri ktorych v dalSom priebehu rozpoznavania sleduje presnost zhody.
Medzi parametre zname pre porovnavaci algoritmus firmy Shazam patria ¢asova lokalita,
prekladova symetria, robustnost, a dostato¢na entropia.

Casova lokalita ur¢uje, aby kazdy odtlacok bol vypoéitany na zéklade vzoriek naché-
dzajucich sa v blizkosti uvedeného bodu(vzdialené vzorky neovplyviuji skiimant vzorku).
Prekladova symetria znaci, ze skimany odtlacok odvodeny z konkrétnej vzorky je repro-
dukovatelny nezavisle od polohy v nahravke pokial ¢asova lokalita, z ktorej boli vypocitané
tokeny, je obsiahnuté v stiibore (sktimand vzorka méze pochadzat z ktorejkolvek ¢asti skiima-
ného audio stiboru). Robustnostou sa rozumie schopnost reprodukovatelnosti z pévodnej

'Nadobtida hodnotu na intervale < 0;1 >.
2Reprodukovatelnost vyjadruje schopnost softvéru vytvorit nahravku bez Sumu a skreslenia, ktord je
pouzitelnad na porovnavanie skladieb.
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nahravky. Jednotlivé tokeny by mali byt dostato¢ne entropické pre ticel minimalizovania
sance falosnej zhody v nekorespondujicich miestach medzi databdzou a porovnavanou vzor-
kou. Nedostatocna entropia vedie k nadmernym a falosnym zhoddm mimo korespondujicich
miest v skladbe, ¢o vedie k vicSiemu vytazeniu zdrojov potrebnych na spravne rozoznanie
piesne. Pri prilis velkej entropii zas hrozi krehkost jednotlivych tokenov, ¢o mdze pri pri-
tomnosti hluku a skreslenia viest k nevyprodukovaniu zhody pri porovnévani.[22] V roku
2018 bola spolo¢nost Shazam odkupena spolo¢nostou Apple Inc.
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Kapitola 6

Navrh implementacie

Préaca na implementéciu pouziva CNN aj napriek tomu, Ze na sekvencéné data sa v realite
pouzivaju prevazne rekurentné siete. RNN sa pri sekvenénych déatach vyuzivaju skor na
predikciu nasledujiceho prvku v skiimanej sekvencii, ¢o pri potrebnej klasifikacii dat do
tried nie je potrebné. Ako bolo opisané v kapitole 4.3, konvolu¢éna siet je schopna spra-
covat sekvencéné data, pokial jej bude cely skiimany kontext poskytnuty ako subor jednej
davky. Takouto davkou je mozné rozumief aj formu v podobe obrazku, ktora je pre CNN
najcastejSou formou vstupnych dat. Vkladané segmentované vstupné data sice pochadzaja
z povodnej mnoziny dat tvoriacej pre kazdd nerozdelent ukazku vlastny kontext, v realite
je pre tento typ problému mozné rozoznat takito klasifikacéni triedy(hud. zéner) za zlom-
kovy Cas z trvania ukézky, typicky par sekind. [21] Vstupné data maju standardizovany
format(spektrum mel) a velkost, ¢o taktiez dopomdaha k lepsiemu vykonu CNN. T4 pracuje
s fixne zadefinovanym vstupnym a vystupnym formatom dat oproti RNN, pri ktorej sa
moze dizka sekvencie 1iSit a taktiez si pri praci neukladd stav, ktory dokéze tiez ovplyvnit
jej vykon.

6.1 Ucenie CNN

Navrhovand CNN na rozpoznanie zanrov ziskava zakladni vedomost o rozdeleni dat pomo-
cou ucenia s ucitelom(Supervised machine learning). Jednd sa o proces, kedy ucitel dispo-
nuje vedomostou, ako by mali byt vstupné data spravne naviazané na vystup modelu. Tieto
vedomosti sa u¢i model na zaklade ucéitelom poskytnutého dostatocne velkého a kvalitného
datasetu.[15] Pri takomto datasete je dolezitd generalizicia dat, resp. poskytnutie takych
dat, z ktorych dokaze model siete vyhodnotit (alebo najst nové) priznaky(generalizovat
data), ktoré su pre danud triedu Specifické.[2] Dataset a jeho generalizacia si preto jedny
z najdolezitejsich casti celého strojového ucenia.

6.2 K-nasobna krizova validacia

Spravnost siete je mozné overit rozdelenim na trénovaciu a valida¢ni mnozinu. Po tréno-
vani bude model s novymi poznatkami spusteny na valida¢nej mnozine, pricom sa z tohoto
procesu vypocita validacné skore, na zaklade ktorého vieme pri upravich sledovat zlep-
Senie, resp. zhorsenie modelu. Z dosledku malého poc¢tu vstupnych dat moze vyplyvat aj
mala valida¢nd mnozina. Maly pocet valida¢nych dat dokaze v uréitych pripadoch nega-
tivne ovplyvnit vysledok validacie a teda aj konecnu Struktiru modelu. Takymto pripadom
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zabranuje k-nasobna krizova validacia. Pri jej pouziti je ddtova mnozina rozdelena na K rov-
nako velkych ¢asti, z ktorych sa k — 1 pouzije na trénovanie a posledna cast bude validacna.
Cyklus validacie sa opakuje k krat, pricom pri kazdom behu je valida¢na Cast zamenend za
doteraz este na tento 1cel ¢ast nepouziti.

6.3 Poducenie a preucenie siete

Jedna sa o javy, ktoré vedu k nizkej vykonnosti modelovanej siete. Zatial ¢o poducenie je
menej ¢asty jav spojeny najmaé s pouzitim nedostatoéne vhodného datasetu na generalizaciu,
ovela VACSi problém moze sposobif preucenie. To nastéva, pokial sa model na trénovacich
datach zacina ucif uz nepodstatné detaily z prvkov datasetu alebo zacina do vedomosti
modelu zakomponovéavat ich Sum[2] . Oba javy je mozné spozorovat na grafoch tréningovej
a validacnej straty pre dataset. Poducenie sa d4 spozorovat ako kontinudlne zla vykonnost
pocas celej fazy trénovania. Pri preuceni zacina v jednom bode pri stale znizujicej sa
trénovacej strate stagnovat strata valida¢na, pripadne moze zacat aj rast, ¢o znaci zvysenud
chybovost pri rozpoznavani dat rovnakej triedy. Model takéto prvky nebol schopny spravne
zaclenit, kedze nespiﬁali dostatoéné mnozstvo generalizovanych priznakov z danej triedy.
Preucenie je mozné riesit napriklad pouzitim krizovej validdcie alebo pridanim vrstiev typu
Dropout spomenutych v 7.3. Medzi metddy krizovej validacie patri aj K-nasobna validécia.

6.4 Testovacia mnozina

Data do testovacej mnoziny spravnej klasifikdcie modelu st ziskavané z viacerych zdrojov.
Prevazne sa jedna o vyberové CD nosice, alebo popularne playlisty pre dany zaner. Pre
zvys$né testy boli vytvorené mensie testovacie mnoziny, ur¢ené na testovanie pritomnosti
konkrétnych priznakov Specifickych danej problematike.

KedZze problematika ako spravne rozdelovat skladby do hudobnych zanrov je velmi sub-
jektivna, pocas testovania sa dohliada aj na ¢iastocnu tspesnost klasifikacie. T4 sa zistuje
pri skladbéch, ktoré neboli modelom klasifikované do spravneho zanru, no predpokladana
hlavnd zlozka skladby tvori aspon 15% z vysledku klasifikdcie modelu.

Pri testovani je taktiez zavedend mnozina falosnej pozitivity. Mnozina pozostiava zo
zoznamu o velkosti klasifika¢nych tried, ktoré napliia testovaci skript pomocou vysledkov
ziskanych z klasifikatora. Pokial nemé oCakavana trieda majoritné zasttipenie, pripocita sa
k indexu klasifikovanej majoritnej triedy novy vyskyt. Falosna pozitivita sa do zoznamu
nezapocita len pod podmienkou, ak vysledok klasifikdcie nadobudol maximélne 3 triedy
s presne rovnakym klasifika¢nym podielom, pricom jednou z tychto tried je prave ocakavany
vystup klasifikacie.
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Kapitola 7

Implementacia

Tato kapitola obsahuje popisané jednotlivé nastroje, triedy a techniky pouzité pri imple-
mentacii modelu. V kapitole 7.1 je uvedeny sihrn pre pracu najddlezitejsich komponentov.
Nasledne je kapitola rozdelend na 3 tématické okruhy venujice sa vlastnej problematike.
V podkapitole 7.2 je rozobrané spracovavanie datasetu na pouzitelnt formu vstupnych dat
pre implementovany model. Dalsou ¢astou je opis architektiry implementovaného modelu
v podkapitole 7.3 aj spolu s problémami ktoré sa vyskytli pocas trénovania. Pre aplikdciu
bolo vytvorené uzivatelské rozhranie, spolu s jej komunikaciou s analyzacnym skriptom je
popisana v podkapitole 7.5.

7.1 Prostredie a pouzité nastroje

Aplikicia bola implementovand pomocou programovacieho jazyka Python 3.8 s knizni-
cou pre grafické rozhranie PyQt5. Aplikaciu je mozné spustit cez konzolu zadanim ,,python
main.py“ v domovskom adreséari. Pre tvorbu modelu neurénovej siete a jeho trénovanie sa
pouzil framework TensorFlow[l] s Keras API[5]. O plotovanie dat (vytvaranie spektogra-
mov) poskytnutych pre model CNN sa stard kniznica Librosa. Aplikdcia bola testovana
na opera¢nom systéme Windows 10. Model bol trénovany pomocou grafickej karty NVI-
DIA GeForce GTX 1060 s dedikovanou pamétou 6 GB. Na ziskanie potrebnych metrik pre
optimalizaciu vyuzivania zdrojov bola pouzitd kniznica pympler.

7.2 Spracovanie vstupnych dat

Vstupné data pre trénovanie vytvara trieda soundExtractor.py. T4 prechadza jednotlivé
adresarované triedy datasetu, pricom pre kazda najdent ukazku segmentuje a pre jednotlivé
Casti vytvara spektogramy o stanovenej dizke 5 sektind.Na zdklade dizky skladby sa cyklicky
spusta funkcia plot_audio, ktord vytvara spektogramy jednotlivych segmentov a vklada
ich do patri¢ného adresaru pre spracovavany zaner.

Vytvaranie spektogramov plotovanim audio siboru zabezpecuje kniznica Librosa po-
mocou funkcie melspectogram() z jej modulu feature. Pri spracovavani audio signdlu
pouziva plotovacia kniznica PySoundFile (wrapper pre C kniZnicu libsndfile ). Pokial
sa analyzovany audio format nenachadza v tejto kniznici (ako napriklad MP3), pouzije Lib-
rosa kniznicu audioread, ktora je pomalSia, ale poskytuje podporu rozsiahlejsieho poctu
audio formatov. Predvoleny vystup plotovanych dat obsahuje pre ucenie siete nepodstatné
udaje, napr. v podobe vyznacenia osi. Vsetky moznosti pridania dodato¢nych informacii
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pre vysledny graf sa teda vypnuté. Tym sa velkost trénovacich dat sice viditelne zmensi,
eliminuju sa vSak mozné zdroje Sumu, ¢o by malo dopomoct k lepsiemu uceniu neurénovej
siete.

7.2.1 Rychlost spracovania nahravok

Pri takomto vytvarani spektogramov sa dizka prace na jednom spektograme timerne zvic-
Suje s dizkou audio stiboru. Je to zapri¢inené hlavne pomalym spravanim garbage collectoru,
ktory pri viac¢som objeme zahadzovanych dat nestiha uvolniovat paméf pre beh programu
dostatocéne rychlo. Toto spravanie je mozné odpozorovat pri plotovani nového audio siboru.
Zatial ¢o pri prvotnych snimkoch pracuje plotovacia funkcia s rychlostou na vytvorenie spek-
togramu pod jednu sekundu, pri poslednych spektogramoch sa vytvara jeden spektogram
za viac ako 20 sekind v zavislosti od dizky stiboru (uvazujeme Standardni dizku skladby

v priemere 3 mintt) a teda od po¢tu opakovani spustenia plotovania.

7.2.2 Urychlenie procesu

Toto spomalenie je mozné minimalizovat pomocou troch procedir. Prvou je mazanie pre-
mennych pomocou klic¢ového slova del v jazyku Python. Takto vymazané objekty z men-
ného priestoru nezapliiaji garbage collector tak rychlo, aby dokdzal obmedzovat rychlost
behu programu pre nedostatok miesta vo vyrovnavacej paméti. Druhou procedirou na
urychlenie tohoto procesu je definovanie konkrétneho renderovacieho jadra pracujiceho
v back-ende, pomocou ktorého ma kniznica matplotlib vykreslovat a zapisovat jednotlivé
spektogramy do stiborov. Ako predvolené jadro pouziva matplotlib kniznicu Agg'. Pre
urychlenie vytvarania spektogramov bola pouzitda kniznica TkAgg, ktora spracovava data
rovnako, no pre vykreslovanie pouziva prvky grafickej kniznice Tkinter. Tretou procedi-
rou je multiprocessing. Kedze jednotlivé spektogramy st od seba nezavislé data, je mozné
rozdelit priebeh programu do viacerych procesov. Kniznica multiprocesingu v jazyku Pyt-
hon definuje pool tzv. workerov, poc¢et pracujiucich paralelizovanych procesov komuniku-
jucich pomocou implementovaného API. V pripade vytvirania spektogramov je pouzity
asymetricky multiprocessing, pri ktorom je vytvorenym procesom pridelovand praca tzv.
master-procesom, ktorym je hlavné vldkno programu. Tymto sub-procesom je pridelované
spracovanie jednotlivych segmentov audio siboru nerovnomerne a teda kazdy dalsi nespra-
covany segment je prideleny novo uvolnenému vldknu bez ohladu na ich celkovy podiel
prace.

7.3 Architektiura neurénovej siete

Na vytvorenie CNN bola pouzita kniznica Tensorflow spolu so svojim rozhranim pre progra-
movanie aplikécii (z angl. API, Application programming interface) Keras. Jednd sa o jednu
z najpouzivanejsich kniznic pre strojové ucenie a je vyuzivana hlavne na extrakciu priznakov
zo zvukovych, obrazovych a textovych suborov, ¢o predstavuje znacné moznosti vyuzitia
konvoluénych a rekurentnych neurénovych sieti.

! Anti-Grain Geometry, multiplatformova 2D grafickd kniznica v C4++
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7.3.1 Model neurdénovej siete

KedZe navrhovana neurénova sief pracuje s obrazovymi datami, je jej model postaveny na
vyuzivani konvolu¢nych vrstiev spominanych v sekcii 4.2.1. V rozhrani Keras predstavuje
model objekt, do ktorého je mozné vkladat instancie tried jednotlivych uz implementova-
nych vrstiev vyuzivanych pri strojovom uceni. Samotny objekt pri tom slizi ako organizac¢na
struktira, z ktorej je mozné napriklad vytvarat organizacné bloky vrstiev, alebo volat jed-
notlivé vrstvy.

Navrhovany model m4 Struktiru linedrneho zdsobniku (podla triedy Sequential) a pri-
jima vstupné dédta vo forme 2D tenzoru (matice) - obrazku. Vstupnou vrstvou pre model je
prva z konvoluénych vrstiev, ktora spracovava tenzor v jeho pdvodnej velkosti a nasledne
ho postuva dal$im vrstvam. Za kazdym balikom konvolu¢nych vrstiev je umiestnena po-
olingova vrstva typu max pooling, ktord pomaha prechddzat modelu postupne do hibky
a teda s kazdym prechodom hladat mensie priznaky Specifické pre konkrétnu triedu. Mo-
del obsahuje takisto vrstvy typu dropout sliziace k minimalizovaniu preucenia modelu.
Ich 1lohou je menif vstupné data jednotlivych tenzorov na polia vyplnené 0, ¢o povedie
k zabraneniu aktivicie funkcie, v pripade tejto préace sa jednd o ReLU (na zdklade vypoctu
vzorcu z 3.5), a naslednému ,vyhodeniu“ daného tenzoru z ucenia. Po prechode jednotli-
vymi balikmi prichddza tenzor k poslednej, vystupnej vrstve typu Dense, ktord vyhodnoti
pritomnost jednotlivych hladanych tried a pravdepodobnost pridruzenosti vstupnych dat
k definovanym triedam pomocou svojej aktivacnej funkcie typu softmax.

Implementovany model neurénovej siete predstavuje zjednodusent verziu popularneho
modelu VGG16 ukazaného v kapitole 4.2.2, obohateny o k-nasobni validaciu. D4 sa pred-
pokladat, ze model uvedeny v [21] bol tiez vytvoreny ako jeho jednoduchsia verzia. Pri
vytvarani jednotlivych vrstiev uz nie je potrebné urcovat velkost recepcnych poli, ani vel-
kost kroku, kedze predvolené hodnoty tychto parametrov pri vytvarani konovoluénych a
poolingovych vrstiev si v API Keras totozné s modelom VGG16.

Vystupom modelu je teda jednorozmerny zoznam o velkosti po¢tu definovanych zanrov
datasetom GTZAN (10, definované v 2.2), ktorého obsahom je pre kazdy Zaner vypocitana
pravdepodobnost pridruzenia vstupu k triede.
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Obr. 7.1: Navrh modelu pre CNN

7.4 'Trénovanie CNN pre rozpoznavanie hudobnych zanrov

Trénovanie konvolucnej siete zabezpecuje trieda training.py, v ktorej je konfigurovany
model pomocou parametrov funkcie compile. Ako optimaliza¢ny algoritmus bol vybrany
Adam, aktudlne popularny vdaka jeho efektivite, ktora ziskali jeho autori kombinovanim
algoritmov AdaGrad a RMSProp, ¢im dosiahli ziskavanie dobrych vysledkov za kratky cas.
Samotny dataset GTZAN neobsahuje pre potreby tejto prace dostatok trénovacich dat,
preto je potrebné dostupné data patri¢ne upravit pre ziskanie vac¢sej trénovacej mnoziny.
Kedze vysledok spektogramov je Standardizovany na fixny pomer (dB za vzorku), nie je
mozné transformovat ziskané obrazky(napr. transformovanim obrézku cez os y). Viac vstup-
nych dat pre trénovaci model preto zabezpecuje segmentacia ukazok piesni na viac spekto-
gramov. Pre kazdy zaner je dataset rozdeleny na 4 rovnomerne velké ¢asti. Takto rozdelené
data slazia ako trénovacia a validaénd mnozina zaroven za pouzitia K-nasobnej validacie.
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Na optimaliziciu prace s pamétou boli pre trénovacie a valida¢né data pouzité genera-
tory DataImageGenerator z API Keras. Generatory pocas trénovania uchovavaji v pamaéti
iba jednu trénovaciu davku, ¢im predchidzaji vycerpaniu pridelenej paméte pre trénovanie.
Implementacia vyuziva kniznicu NumPy, z ktorej vyuziva opericie na pripravu a spracovanie
matic.

7.4.1 Trénovanie s K-nasobnou validaciou

Vramci triedy soundExtractor.py prebieha po vytvoreni vSetkych spektogramov ich roz-
delenie do 4 rovnako velkych casti vo funkcii divide_spectograms, ktoré sa vyuziju pri
trénovani s pomocou k-nasobnej validacie. Funkcia ziskava zoznam vsSetkych spektogra-
mov prehliadanim adresira urceného pre konkrétnu triedu klasifikidcie. Nésledne funkcia
zoznam zamieSa a vytvara trénovacie baliky (adresare). Struktira takéhoto baliku pozos-
tava z 2 Casti, trénovacej a validacnej, pricom pomer ulozenych spektogramov v nich je 1:3.
Pri tvorbe tychto balikov st spektogramy do nich kopirované, ¢im je umoznené nasledné
iné rozdelenie pévodného datasetu spektogramov.

Pre vyuzitie k-nasobnej validacie je trénovacia funkcia £it z API Keras obalena v cykle
spoloc¢ne spolu s generatormi trénovacej a validaénej mnoziny. Obsah tychto generatorov je
meneny kazdy jeden cyklus, aby sa zabezpecilo spravne fungovanie tejto procedury.

Pri trénovani siete sa zbieraju sStatistiky o strate a presnosti validicie a trénovania. Pri
kazdom cykle trénovania sa ukladaji zaznamenavané metriky do poli, ktoré po dokonceni
trénovania spracovava kniznica NumPy. T4 priemeruje kazd jednu metriku a pomocou kniz-
nice Librosa sa po ukonceni testovania z priemerovanych metrik vytvaraju grafy pomocou
funkcie create_training_graphs.

7.4.2 Davkova normalizicia

KedZe sa klasifikacia implementovaného modelu tyka standardizovanych dat v podobe za-
stupenia jednotlivych frekvencii v skale mel ako bolo popisane v kapitole 2.1.1 je mozné
takyto vstup vhodne normalizovat bez obav zo straty dolezitych priznakov, ¢im je mozné
predist presaturovaniu jednotlivych vyraznych priznakov. PriliSna saturdcia moze vzniknit
ako vedlajsi efekt pri pouzivani filtrov jednotlivych vrstiev tak, ze od zaciatku vyrazné pri-
znaky budi vdaka vahovym maticiam jednotlivych filtrov este viac vyraznejsie, ¢im moze
model dospief k ignorovnaniu urcitej sady priznakov. Data mohli sice prist do vstupnej
vrstvy Standardizované, nie je vSak pravdepodobné Ze po pouziti sad filtrov jednotlivych
vrstiev buda data standardizované aj na jej vystupe.

Déavkova normalizicia (anglicky batch normalization) vyuziva rézne metédy (napriklad
preskalovanim vystupnych dat okolo hodnotu 0 a nastavenim odchlylky na 1, ¢im sa vytvara
normélne rozlozenie vystupu) aby takémuto spravaniu modelu predisla. Tento druh vrstvy
dokaze zlepsit generalizaciu modelu,co v kone¢nom vysledku zlepsuje spravnost klasifikacie.
Takuto vrstvu je preto vhodné dat vzdy pred pouzitim prvej aktivacnej funkcie z bloku
vrstiev pracujicich s filtrami.

7.4.3 Preucenie siete

Pri trénovani modelu s pomocou k-nésobnej validicie sa podarilo modelu dosiahnut 100%
valida¢nu tspesnost uz pocas poslednych epoch 2. zo 4 balikov uréenych na trénovanie. Preto
bolo potrebné zmensit pocet epoch a pridat konvoluéné vrstvy, ktorymi prechddza model
pocas trénovania. Pri naslednom testovani siete sa to viditelne prejavilo na vysledkoch.
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Naviac na preucenie trpela trieda blues, pri ktorej sa uspesnost klasifikdcie pohybovala na
urovni 27%. Vacsinu z testovacej mnoziny klasifikoval model ako rock, ktory s blues zdiela
mnoho ¢ft. Miera misklassifikdcie na tikor rocku bola az 67% percent. Model z [21] dokédzal
byt vhodne natrénovany za dobu 70 epoch, nevyuzival vSak krizovu validaciu, ktora dokaze
redukovat pocet potrebnych epoch v jednom validacnom behu na priblizne Stvrtinu.

7.5 Uzivatelské rozhranie

Pre zjednodusenie prace s modelom pri vkladani nahravok uzivatelom bola vytvorena jedno-
ducha aplikacia s uzivatelskym rozhranim. Aplikacia bola implementovand v programova-
com jazyku Python 3.8 s implementovanym grafickjm uzivatelskym rozhranim zalozenym
na prvkoch kniznice PyQt5. Do implementovanej aplikicie je mozné vlozit audio nahravku
a spustif analyzu stiboru, ktord po skonceni analyzy nahravky modelom vyhodnoti percen-
tualnu pridruzenost danej nahravky k jednotliviym definovanym zanrom.

Rozhranie aplikéacie bolo navrhnuté pomocou aplikicie Qt Designer a je nacitavané ako
sibor window.ui pomocou skriptu v main.py.

Po spusteni aplikacie nacita trieda UI hlavné okno, v ktorom je mozné vkladat jednotlivé
nahravky na analyzu navrhnutou sietou. Uzivatel klikne na tlacidlo ,,Select Song*, ktoré
otvori dialégové okno pre vyber siboru. Toto okno je nastavené tak, aby ukazovalo ako
prvotna lokaciu pre vyber korenovy adresar C://. Toto vyberové okno obmedzuje vyber
suborov na audio formaty WAV, FLAC a MP3, na ktorych bola aplikicia testovana a
zaroven si aj najpouzivanejsimi. Po vybere siboru sa odomkne moznost spustit analyzu
aktivovanim tlacidla ,,Analyze*.

Pri spistani analyzy je pre spravny chod aplikicie potrebné vytvorit nové vlakno, aby sa
zabezpedil plynuly chod grafického rozhrania, ktory by bol inak zdvazne obmedzeny behom
analyzy, kedZe sa jedna o vypoctovo naroény proces. To sa vytvorenim nového vldkna tplne
eliminuje. V novom vlakne je spustany nezavisly skript songPredictor.py, ktorého spuistaci
parameter s je ziskany z dialégového okna a urcuje cestu k siboru urc¢eného na analyzu.
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B Song Analyzer — X

Select Song

C:/Userz/Rado/Desktop/BP_Songs/DanceMacabre.wav

Analyze

Genres detected
Metal:  60.47%
Disco: 13.95%
Raock: 11.63%
Hiphop: 9.30%
Country: 2.33%
Reggae: 2.33%

Obr. 7.2: Vzhlad implementovanej aplikacie

7.5.1 Komunikacia aplikacie s analyzacnym skriptom

Vldkno aplikicie komunikuje so skriptom pomocou implementovanych socketov naviaza-
nych na localhost zariadenia. Vramci tejto komunikécie sa vytvara spojenie typu klient-
server, v ktorom predstavuje vlakno aplikacie server a spustany skript klientskt ¢ast. Po
uzivatelovom stlaceni tlac¢idla ,Analyze“ sa vo vlakne uréenom na analyzu vytvori dal-
Sie vlakno venujice sa vytvoreniu a previazaniu socketu s beziacou aplikaciou, zatial ¢o sa
v rodic¢ovskom vldkne vola skript songPredictor.py, ktory vykonava klasifikdciu nahravky.
Toto vlakno si vybera na komunikaciu so skriptom port z rozsahu mimo well-known ports
(interval < 1024,65535 >), na ktorom ocakdva odpoved s vysledkami klasifikdcie. Po ukon-
¢eni klasifikacie sa v skripte vytvori socket, ktory odosle vysledky klasifikdcie spat vedeniu
aplikacie, ktoré ich dalej spracovava.

7.6 Spracovanie vlozenej nahravky analyzacnym skriptom

Aplikacia spracovava poskytnutd nahravku rovnako ako nahravky z datasetu v sekcii 7.4.
KedZe sa jednd o docasné data, uklada aplikéicia spektogramy do prie¢inku uréeného pre
docasné siibory, ktoré st odstranované vzdy po ukonceni analyzy nahravky. Kazdé jedno
volanie skriptu vytvori novy prie¢inok, ktory je pomenovany podla ¢isla portu (pokial bol
port definovany ako spustaci parameter), alebo sa vyberie ndhodné ¢islo v intervale
< 80000, 99999 >, ¢o dovoluje stcasny beh viacerych instancii skriptu (odportca sa len pri
silnom vypoctovom vykone zariadenia). Pokial je skript spistany s definovanym portom,
je platné obmedzenie, aby sa nejednalo o well-known port, a teda aby sa predislo zlyhaniu
komunikac¢ného rozhrania.

Spektogramy jednotlivych segmentov sa po ukonceni ich vytvarania postuvaji modelu
CNN ako parameter do funkcie analyse_song, ktora pre kazdy segment vypocita pravdepo-
dobnost klasifikdcie do konkrétnej triedy pomocou aktivacnej funkcie softmax spominanej

32



v kapitole 3.5. Kazdy detekovany zaner vramci nahravky ma k sebe pripisany svoj per-
centualny podiel zo segmentu, pricom sa ako findlny zaner segmentu povazuje prave ten,
ktorého podiel je v mnozine klasifikovangch zénrov najvyssi. Udaje o tom, v ktorom seg-
mente je aky zaner dominantny, si potom uchovivané v zozname, ktory funkcia vracia
ako navratovia hodnotu dalej vedeniu programu. Zo ziskaného zoznamu sa vytvara slovnik
napiﬁany pomocou kniznice NumPy, ktord v pévodnom zozname zistuje pocetnost vyskytu
jednotlivych zanrov. Klasifikacia v takto vytvorenom slovniku je zoradena podla pocetnosti
jednotlivych detekovanych zanrov. Ten je bud preddvany naspét vo forme poslania spravy
socketu definovanému ako parameter pri spusteni, alebo je vypisany do konzolovej aplikacie
z ktorej bol spusteny. Vysledok klasifikacie poskytuje skript vo forme slovniku, kde je ako
klaé¢ vyjadreny slovny nazov klasifikacnej triedy, ktory je v dvojici s percentudlnym podie-
lom klasifikacie tejto triedy. V pripade odosielania odpovede pomocou socketu je vyuzita
kniznica pickle, pomocou ktorej st data enkédované do formy bajtového streamu.
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Kapitola 8

Testovanie

Testovanie spravnosti navrhnutého modelu prebiehalo s pomocou skriptu genre__test.py.
NajdolezitejSim testovanim je test spravneho urcenia v kapitole 8.1. Vzhladom na vek data-
setu je zaujimavé sledovat vysledky novych skladieb trénovanych na starsich datach v ka-
pitole 8.3.

8.1 Test spravneho urcenia

Testom spravneho ucenia rozumieme schopnost modelu neurénovej siete spravne klasifiko-
vat analyzovani nahravku do spravnej klasifikacnej triedy. Pre potreby testu boli vytvorené
sady ukézok popularnych skladieb kazdého klasifikovatelného hudobného zanru z datasetu
GTZAN. Testované ukazky maja réznu diiku, ¢im sa testuje schopnost modelu vysporia-
daf sa s nepravidelnou velkostou vstupu. Ocakavanym vysledkom testov je vyhodnotenie
jedného zanru so spravnou predikciou klasifikacie s ocakavanym zanrom tvoriacim modus
majoritnych vysledkov zo segmentov. Pre pripadné skiimanie ¢iasto¢nej zhody zanru sa oca-
kava jeho pritomnost v prvych troch najpocetnejsich klasifikovanych tried spolu so zastu-
penim minimélne 15%. Spojenim ¢iastoénej zhody so zhodou istou sa definuje kombinovand
klasifikacnd presnost. Tento pojem bude vyuzivany v neskorsich podkapitoliach testovania.
Bol vytvoreny na pokrytie konkrétnych pripadov pri skladbach, ktoré su Specifické urci-
tym zanrovym prekrytim, ktoré je Casto fazko rozlisiteIné, pricom prave takéto prekrytie
zvyCajne vytvara problematiku spravneho zaradenia spojent so subjektivnym vnimanim
posluchéca.

Najviac problematickym sa stal pre trénovanie zaner blues. Z testovacej mnoziny bol
model schopny vyhodnotit spréavne len vySe 5% testovanych skladieb. Falosnt pozitivitu
pri vac¢sine chybnej klasifikdcie tvorila klasickd hudba a country(zéner s ¢iastoénym po-
vodom z blues). Rovnako maélo presvedéivé vysledky poskytlo testovanie zanru jazz. Pri
nom bolo mozné pozorovat ako hlavny zaner podla klasifikicie klasickti hudbu na vSetkych
testovanych skladbach, ktoré neboli vyhodnotené ako primarna klasifikacia zhody.

Prekvapivym bolo aj testovanie mnoziny pre klasicka hudbu, ktord obstéla bez chyby
pocas celého testovania. Na zanri klasickej hudby bolo taktiez testovanie podpory pre format
FLAC. Spolu s jazzovymi skladbami st klasické diela Specifické svojou dizkou, ktord moze
presiahnut aj dobu 10 mintt. Takato dizka taktiez analyzaénému skriptu neprekazala.

Pocas testovania reggae si pocas testovania bolo mozné vsimnuf relativne rovnomerni
distribticiu medzi triedy pri falosnej zhode. Podelili sa o nu disco, hip-hop a pop, teda 3
zanre, ktoré si mézu byt podobné v nizsich frekvenénych zénach uréenych pre basové linky.
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Zaner Zhoda [%)] | Ciasto¢na zhoda [%] | Chyba [%]
Blues 5.56 0 94.44
Klasicka hudba 100 0 0
Country 85.71 14.29 0
Disco 56.25 12.5 31.25
Hip-hop 21.05 31.58 47.37
Jazz 23.53 23.53 52.94
Metal 62.5 18.75 18.75
Pop 70.59 11.76 17.65
Reggae 47.62 19.05 33.33
Rock 46.67 20 33.33

Tabulka 8.1: Klasifikdcia testu spravneho ucenia

Pocas testovania implementacie jednotlivych architektir bolo mozné sledovat spravne
urcenie konkrétnych zanrov, spravidla sa jednalo o dvojicu klasickej hudby a metalu. Tato
dvojica tried mala vysokd mieru spravnej klasifikicie (nad 70% vysledkov bolo spravne
klasifikovanych) takmer pri kazdej iteracii vyvoja modelu, nezévisle na tom ¢i bola dana
sief pretrénovand, alebo podtrénovana.

8.2 Zanrové prekrytie

V dnesnej dobre je stéle castejsie medzi umelcami prekryvanie jednotlivych hudobnych
zanrov ako napriklad pop kombinovany s elektronickou hudbou, alebo hip-hop spojeny me-
talom. Pri tomto testovani sledujeme, ¢i bude analyzovana nahravka obsahovat vo vyhod-
noteni klasifikdcie minimélne 2 majoritné triedy, ktoré sa buda zhodovat s predpokladanym
vystupom. Pri takomto testovani je mozné uvazovat pri analyzovani vysledkov kombinovant
klasifika¢nt presnost, pokial bude jeden zo zanrov, ktorym sa predpoklada majoritny po-
diel potrebovat pre tispesni validaciu takt cast podielu, ktord mu vie jeho komplementarny
zaner doplnif. Komplementarnym zanrom rozumieme, taky zaner, ktory zo Specifikovaného
vychadza, alebo ho svojou tvorbou znacne ovplyviiuje, napr. spojenie rocku a metalu. Na
rozdiel od prikladov uvedenych v 8.3 sa jedné o viac priamy a vedomy ciel prekrytia technik
z dvoch kategbérii.
Prikladmi takychto piesni mézu byt napriklad:

o Kombindcia elektronickej hudby a pop-u

Jedné sa o jednu z momentélne najcastejSich kombinécii, ktorta je mozné sledovat od
dob vzniku disca, kedy sa zacali vo velkej miere pouzivat syntetizatory. Postupom
¢asu sa z disca vyvinul jeho podzanrov vyvinula elektronickd taneénd hudba (EDM,
z angl. electronic dance music). Tento Zaner sa stal populdrnym medzi mladymi Tudmi
na prelome milénia a doteraz ma velké zastipenie aj napriek tomu, Ze nie je tak
vyrazny ako par rokov dozadu. Prikladom na kombinaciu tychto zanrov méze byt
skladba svédskeho zoskupenia Swedish House Mafia, ktori v kooperacii s umelcom
The Weeknd vyprodukovali skladbu Moth To A Flame. Z vysledkov obsiahnutych
v tabulke 8.2 je mozné pozorovat okrem najvicsieho zastiipenia popu aj vyrazna
stopu disca, z ktorého zakladov vychadza prave EDM.
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Zlozka | Klasifikaény podiel[%]
Pop 30
Country 26
Disco 20
Iné 24

Tabulka 8.2: Klasifikidcia skladby Moth To A Flame

o Kapela Ghost

Ghost je momentélne jednou z najpopularnejsich novodobych metalovych kapiel. Me-
dzi fanusikmi tohoto zanru vsSak ¢asto vzbudzuje kontroverziu prave z pohladu, ako
ktory zaner by mala byt klasifikovana. Pri kompozicii piesni totiz tato svédska kapela
vyuziva Casto prvky disca, ¢im vytvara velmi Specifickii kombinéciu, ktord sa nemusi
kazdému pacit.

Nazov skladby | Metal [%] | Disco [%] | Majoritny podiel [%]
Dance Macabre 25.58 13.95 Hip-hop (30.23)
Hunter’s Moon 25.64 15.38 Pop (33.33)

Year Zero 38.81 8.96 Metal (38.81)

Tabulka 8.3: Klasifikacia skladieb kapely Ghost

Na vysledkoch uvedenych v tabulke 8.3 je mozné vidiet vzdy vysoké percentudlne
obsadenie metalu, ¢o znaci vzdy uspesna detekciu predpokladaného majoritné zanru,
a teda sa naplnuje minimalne podmienka klasifikacie skladieb ako ¢iastoc¢nej zhody.
Okrem spravne klasifikovaného metalu je mozné sledovat vzdy aj neprehliadnutelna
pritomnost disca. To sa dokazalo vzdy klasifikovat vzdy do 2 priecok po zoradeni klasi-
fikdcie podla pomeru zloziek. Faktom taktiez je, Ze prave disco zdiela vela podobnych
Cft s popom a hip-hopom, ktoré dokéazali pri prvych 2 ukédzkach predbehnit metal
a obsadif prvu priecku v ramci vyskytu. Z prezentovanych vysledkov je teda mozné
vskutku potvrdit zna¢ni pritomnost elementov tohoto zanru v spojeni s metalovou
kapelou.

e Nu-metal

Zlozka | Klasifikaény podiel[%]
Hip-hop 64.29

Metal 19.05

Rock 9.52

Iné 7.14

Tabulka 8.4: Klasifikicia skladby Rollin’

Na prelome milénia bol popularny metalovy podzaner s nazvom nu-metal. Po hudob-
nej stranke Specificky kombinovanim typického skresleného zvuku elektrickych gitar
spojenych so ,scratchovanim® platni a samplovanim zvukom'. Jednou z najvyraz-

'metéda prekryvania nahranych zvukov
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nejsich kapiel bol Limp Bizkit, ktorych piesen Rollin’ bola klasifikovand modelom
nasledovne:

e Taylor Swift
Spevacka Taylor Swift je jednou z napopularnejsich country umelkyn, ktorej zna¢na
cast tvorby je povazovana popovi hudbu. V uvedenej tabulke 8.5. Zastipenie tychto
zanrov je pre jej skladby tak silné, ze v pripade kombinovanej klasifika¢nej presnosti
tento koeficient prejavuje pri jej tvorbe najvyraznejsie, a to v priemere viac ako 70%
vsetkych klasifikovanych segmentov.

Nazov skladby | Pop [%] | Country [%]
Our Song 70 25

Love story 40.82 30.61
Sparks Fly 38.46 17.31

Tabulka 8.5: Klasifikicia skladieb kapely Ghost

o Reggae verzia Take Me Home, Country Roads (country)
Medzi testovanymi skladbami z mnoziny zameranej na reggae sa nachadzal cover na
piesen od Johna Denvera, ktora sa di povazovat za najpopularnejsiu z celého zanru
country. Tato piesen v pdévodnom zneni bola spravne klasifikovand modelom s podie-
lom pre country vo vyske 71.79%. Pri cover verzii do Stylu reggae uréil klasifikator
urcil zaner ako pop, pricom je mozné pozorovat aj vyraznu zlozku country, s viac ako
stvrtinovym podielom. Model neklasifikoval pre reggae ziadny z vytvorenych segmen-

tov.
Zlozka | Klasifikaény podiel [%]
Pop 53.66
Country 26.83
Hip-hop 9.76
Iné 9.75

Tabulka 8.6: Klasifikdcia Reggae verzie Take me home, country roads

8.3 Evoluc¢né problémy zanrov

Podobne ako pri biologickych organizmoch plati pre hudbu, Ze sa stale vyvija. Tak, ako raz
presiel trend vyvoja z Iudovej hudby do klasickej, aj stale vznikajice nové zanre populdrnej
hudby ¢erpaju z uz existujtucich predloh. Aktudlne je mozné uvazovat za najstarsie zanre
popularnej hudby prave blues a sice mladsi, ale stile aj z neho silne vychadzajuci jazz.
Takéto prepojenie vytvara predpoklad, ze sa pri klasifikovani konkrétnych zanrov moze
objavit ich zamenenie pri klasifikdcii trénovanym modelom, kedze pri kompozicii skladieb
vyuzivali ich autori rovnaké alebo podobné techniky, ktoré moéze model vyhodnotit ako
priznak klasifikdcie viacerych tried.

Je teda mozné hypotetizovat, ¢i je mozné vidiet tuto zdmenu napr. medzi Zanrami
rock a metal, ktory sa vyvinul prave z rocku. Z vysledkov testovania uvedenych v tabulke
8.1 je mozné pri rocku vidiet vyssiu kombinovani klasifika¢nt presnost, ktord sposobila
klasifikacia skladieb prave zamenenim tychto 2 zanrov.

37



Takéto vyhodnotenie mdze byt spdsobené prave tmyselnym prekryvanim nosnych hu-
dobnych zanrov opisanych v 8.2. V pripade klasifikdcie uvedenej testovacej mnoziny bola
falo$na pozitivita zaznamenand prave pri novsich skladbach, konkrétne z podzanru alter-
nativneho rocku, ktory Casto prebera agresivnejsi zvuk prave od metalu.

Prikladom takéhoto prepojenia moéze byt aj podzaner EDM, house. Pri posluchu hou-
sovych skladieb nie je pochyb Ze by nesplnovali predpoklady byt elektronickou hudbou
vychadzajicou z disca ¢o navodzuje urcity predpoklad jeho pritomnosti, no model CNN
dokéazal piesen klasifikovat pre tak znacénu cast segmentov ako pop. House totiz ¢asto tvori
zakladnt basovu linku pre popové skladby, ¢o sa odrazilo aj na vysledkoch testovania. Pri
tomto teste bola vytvorena sSpecifickd mnozina skladieb z EDM, na ktorej bola testovana
klasifikdcia pomocou zanru disco. Vysledky testovania tejto mmnoziny udavaji najvyssiu
zhodu préave so zanrom pop, pricom klasifikicia skladieb do zanru disca bola tspesna len
pri priblizne 12% pripadov.

Rovnaké vysledky ako v testovani zanru disca tvoril najvacsi podiel falosnej pozitivity
prave pop, ktory z neho prebera hlavne prvky tvoriace basovu linku v skladbédch. Takato
zl4 klasifikdcia moze byt do urcitej miery sposobend neaktualizovanim pouzitého datasetu.

Pri tejto kolekcii je potrebné podotkniut, Ze bola vydana v roku 2001, pricom nebola
odvtedy aktualizovana. Preto je asi vhodnejSie na dnesné pomery vymenit kategoriu Disco
za zanre elektronickej hudby, ktoré sa z neho postupne ¢asom vyvinuli do dnesnej podoby

8.4 Testovanie vplyvu spevu na zaner

Ako bolo zmienené v 2, text skladieb neovplyvnuje vysledok klasifikdcie nahravky mode-
lom. To ale neznamend, ze vytvarané spektogramy neobsahuju zlozku signalu vytvorenu
prave hlasivkami spevaka. V tomto teste sa preto uvazuje o hudobnom prejave spevaka ako
o rozdielovej zlozke klasifkécie, pricom sa skiima vplyv spevu na vysledky ziskane z modelu.
Pre testovanie boli vytvorené 2 mnoziny nahravok rovnakych skladieb. Okrem studiovych
nahravok v prvej mnozine klasifikuje model tzv.  karaoke* nahravky. Jedna sa o typ nahra-
vok, v ktorych je signalova zlozka spevu odfiltrovand, alebo nebola pri kompozicii nahravky
pritomna.

Skladba Sledcivané Klasiﬁlfaény . vPodiel V| Rozdiel Najvécsia
zlozka podiel inStrum. verzii zmena

Dr. Alban - It’s My Life Disco 17.39 22.45 +5.06 | Hip-hop(-14.51)
Timbaland - Apologize Pop 67.57 75.68 +8.11 | Klasickd hudba(-8.1)
50 Cent - In Da Club Hip-hop 30.61 45.45 -14.84 | Pop(+25.6)
Alan Walker - Faded Pop 61.9 30.95 -30.95 | Pop (-30.95)
Metallica - Master of Puppets Metal 80.39 76.7 -3.69 | Disco(+5.82)
Dua Lipa - Physical Pop 82.22 32.5 -49.72 | Disco(+23.23)

Tabulka 8.7: Klasifikdcia origindlnych skladieb s filtrovanou stopou hlasu

7 testovania je mozné odpozorovat velmi silny vplyv spevu pri popovych skladbach
z poslednych rokov (Faded, Physical). V pripade odfiltrovania zvukovej stopy hlasu, padla
klasifikdcia zanru pop na poloviéné hodnoty. Takyto pokles uz ale nebolo mozné pozorovat
pri piesni Apologize z roku 2009. V nahravke s odfiltrovanou hlasovou stopou klesol hlavne
podiel klasifikacie country a klasickej hudby, ktori nahradila skoro rovnako velkou zlozkou
detekcia popu. V tejto piesni sa nachadzaji vyrazné useky hry na piano a slacikovych
nastrojov (hlavne na tvode a v zavere). O zna¢nej pritomnosti country sa da hypotetizovat,
ze je podmienend prave pritomnostou nastrojov pouzivanych najmé pri klasickej hudbe.

38



7 definicie v kapitole 2.2, je mozné urcit pritomnost vSetkych typickych nastrojov pre tento
74ner az na banjo, ¢o moze prave pri nepritomnosti hlasovej stopy sposobif zamenu pri
klasifikacii klasickej hudby za country.
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Kapitola 9

Preferencie pocuvajuceho a
Odporucanie piesni

Okrem néavrhu a implementacie modelu na kvalifikdciu hudobnych zanrov sa praca venuje
aj navrhu predikcii hudby pre uzivatela. V nasledovnej kapitole je prezentovany navrh, ¢o
by mal dany systém obsahovat a ako by bolo mozné dosiahnut jeho implementacie.

Ako bolo spomenuté v 5, vyuzitie neurénovych sieti v odvetvi hudobného priemyslu je
viac smerované na poskytnutie novych skladieb posluchacovi na zaklade jeho preferencii. Je
v8ak mozné uvazovat, ze samotné preferencie posluchica sa taktiez odvijaju od konkrétneho
zanru. V takom pripade je mozné na tito problematiku naviazat prave s pouzitim rozpoz-
navania jednotlivych zanrov. Ako bolo spomenuté v 5.2, pri rieSeni tejto problematiky je
taktiez pritomné extrakcia priznakov naviazanych na konkrétne zanre.

Hlavnym rozdielom je vSak iny typ problému, ktory model neurénovej siete riesi. Zatial
¢o sa implementovany model zaoberd spravnou klasifikdciou do viacerych tried s jednou
oznacenou triedou, je pri preferenciach posluchaca oznacit tychto tried viac. Model uréeny
pre takuto klasifikdciu potrebuje okrem spravnej klasifikdcie zanrov pracovat aj s inymi
mapami priznakov. Pri obdrzani davky vstupnych dat by mal byt model schopny okrem
klasifikovania napr. hernej techniky, alebo Specifického frekvenéného pasma vytvarat aj spe-
cifické asociacie medzi nimi, ¢im by sa mu otvorili nové moznosti vnimania, ako napriklad
rozpoznavanie jednotlivych nastrojov. Z takychto novo nadobudnutych informacii by sa po-
tencionalne mohlo umoznit okrem ziskavania dovtedy nepoznanych vedomosti vytvorit pre
model nova droven chapania medzi uz predtym naucenymi asocidciami a tak si dopomdct
k presnejsej klasifikacii.

9.1 Kilasifikacia nalady v skladbach

Novy rozmer pre tito problematiku moze pridat tradiény model nalady od Roberta Tha-
yera. Podla neho je mozné rozdelif skladby do 8 nélad rozdelenych pomocou osi energie a
stresu. Na zaklade uvedeného modelu je mozné klasifikovat skladby do 4 tried vytvorenych
z extrémov tychto osi (energetickost - kludnost, radost - smiitok) a 4 tried vytvorenych ich
prienikom pre konkrétny kvandrant (bujarost, tzkost, spokojnost a depresia). Pri takejto
kategorizacii skladieb sa pomocou akustickej analyzy neprizerd na konkrétne hudobné prak-
tiky, ale pracuje sa skor s priznakmi zvukového signdlu ako dynamicky rozsah zvukového
signalu alebo jeho tempo, teda priznakmi ktoré sa konvolucéné filtre jednotlivych vrstiev
CNN nemo6zu naucit, napr. z dévodu hladania invariantnych vzorov, ako bolo popisané
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v kapitole 4.2.1 [16] Pre takuto klasifikdciu by vSak bolo mozné pouzit data extrahované
do suborov CSV, ktoré vyuziva vicsina datasetov, ako bolo popisané v kaptiole 2.3.

Anxious/!

Exuberance Efantic e
Happy Anxious/Sad

Contentment Depression

Obr. 9.1: Rozdelenie ndlady podla R. Thayera. Zdroj:[16]

Energy

9.2 Navrh implementacie ziskania preferencii

Zakladnou metrikou pri zistovani preferencii poc¢tvajiceho mézu byt vahy v intervale <
—1,1 >. Uzivatel dostane na zaciatku pool ndhodne vybranych ukazok z vytvoreného tré-
novacieho datasetu skladieb, pri ktorych bude musiet urcit jednu zo 4 moznosti na ziklade
jeho preferencii: skladba sa paci, skor paci, skor nepaci, alebo nepaci. Tieto hodnotenia
budu predstavovat vahové ohodnotenia 1, 0.5, -0.5 a -1. Ako aktiva¢ni funkciu je vhodné
pre tento pripad pouzit hyperbolicky tangens opisany v 3.5. Na zaklade ohodnoteni bude
model schopny detegovat, ktoré zanre sa inkriminovanej osobe pécia, pripadne najst rozne
vzory medzi skladbami, na zaklade ktorych bude vediet odporucat nové, nepocuté skladby.

Pri takomto ohodnocovani skladieb je dolezité zachovat vyvazenost pritomnosti jed-
notlivych zédnrov vramci vybraného poolu skladieb (ale aj trénovacieho datasetu) z dévodu
zachovania objektivity a teda eliminovania pripadov, v ktorych by mohlo d6jst k prehliadnu-
tiu konkrétneho zanru. Preto by mali byt skladby do poniknutého poolu vybrané nahodne a
v rovnakom pocte pre kazdu triedu obsiahnuta v datasete. Takéto zlozenie by malo vytvorit
rovnomerné rozlozenie vyskytu jednotlivych tried a teda zarucit objektivitu vytvoreného
poolu.

Pre potreby vytvorenia validného profilu pouzivatelskych preferencii je preto vhodné
vyuzit metody preferencného ucenia. Tym sa rozumie vytvorenie takého modelu, ktory
bude schopny sa naucit z kontextu vyplyvajice preferencie. Tieto preferencie mbéze model
nasledne vyuzit pri procese zbierania vhodnych alternativ prepojenych s povodnym vstupom
pomocou mnoziny spolo¢nych ¢ft.

Ako je popisané v [11], jednotlivé hudobné zénre maju sice podobny dynamicky rozsah,
no v urcitych frekvenénych pasmach sa Specifické. Podobne ako model implementovany
v tejto praci, by mal byt navrhovany preferené¢ny model schopny ziskavat okrem pravde-
podobnostnej klasifikidcie zanrov aj informéacie o prvkoch priamo nezavislych na genera-
lizovanych triedach jednotlivych zanrov. Prikladom takéhoto spravneho ucenia by mohlo
byt rozpoznavanie konkrétnych hudobnych nastrojov v skladbach, ako napriklad hranie na
saxofén. Na zaklade uCenia by teda mohlo byt predpovedané s akou pravdepodobnostou sa
bude posluchacovi pacit jeho pritomnost v popovych skladbéach.

41



Pri preferenénom uceni je potrebné ziskat od uzivatela dostato¢ne velkd mnozinu sprav-
nych vysledkov, z ktorych bude vediet model poskladat mnoziny schopné uspokojit prefe-
rencie posluchaca, pricom je zaroven potrebné sledovat ich vyvoj, aby bolo mozné v case
udrziavat toto poskytovanie na konzistentnej irovni jeho uspokojenia. Po poskytnuti prefe-
rencii je potrebné ziskat mnoziny spolo¢nych ¢t obsiahnutych v uzivatelom novo vybranych
skladbach pre presnejSie odporucania. Takymito znakmi sa myslia konkrétne Struktury,
ktoré je schopny model vyextrahovat ako samostatné priznaky triedy spominané v kapitole
9.2. Samostatnym urcenim zanru a tempa bude totiz profil uzivatela nedostatoény a teda
nebude mozné presne urcit napr. konkrétny preferovany podzaner.

42



Kapitola 10

Zaver

Cielom prace bolo navrhnutie a implementovanie modelu neurénovej siete schopného klasi-
fikovat jednotlivé hudobné zanre uvedené v datasete GTZAN. Z pre¢itanych internetovych
fér a stranok zaoberajicimi sa u¢enim neurénovych siet{ zameranych na extrakciu prizna-
kov z hudby vyplyva bud pouzitie datasetu GTZAN, alebo vytvorenie vlastného. Autorsky
zakon vytvara pri rieSeni praci s takymto obsahom problém, ktory sa tyka jeho mozného
Sirenia. To nie je mozné zabezpecit tak, aby obsahované autorské diela neboli zneuzité na
iné cely.

Hlavnym problémom pri tvorbe tejto prace teda bol nedostatok vstupnych dat pre
trénovanie z doévodu autorskych prav, preto boli ziskané ukazky obsiahnuté v datasete
segmentované na malé Casti v kombinacii s k-ndsobnou validaciou, ¢o dopomohlo k lepsiemu
uceniu aj presnosti navrhovanej siete.

Vytvorend siet by mala byt schopna rozpoznat priznaky uvedenych zianrov z datasetu
a na zaklade nadobudnutych informaécii percentudlne urc¢if, do ktorych zanrov a akym po-
dielom sa s nimi poskytnutd nahravka zhoduje na trovni Specifickych ¢it ziskanych pocas
trénovania siete.

Pre pochopenie a navrh neurénovej siete bolo potrebné prestudovat problematiku ne-
urénovych sieti, ich sucasti a hlavne prvky konvoluénych neurénovych sieti, na ktorych je
vysledny model zalozeny. Ako predloha pre vysledny model slazil ¢lanok [21]. Tento model
bol zna¢ne upraveny, aby boli minimalizované klasifikacné problémy spominané v 8. Pre
vytvaranie podkladov pre ucenie modelu a analyzu vkladanych nahravok bolo potrebné
nastudovat tvorbu spektogramov pomocou kniznici Librosa, ¢o dokazalo znac¢ne urychlit
vytvaranie spektogramovych podkladov.

Okrem navrhu modelu neurénovej siete bola prestudovana problematika aktualne exis-
tujucich a najpouzivanejsich rieseni v ramci odboru ziskavania informécii o hudbe, ktoré
su vyuzivané na vytvaranie personalizovanych playlistov pre pouzivatela. V kapitole 9 sa
uvadza navrh, ako by mohla vypadat takto vytvarana siet na predikciu hudobného vkusu.

Moznym rozsirenim prace by mohla byt integracia s API niektorej zo spominanych
streamingovych sluzieb v 5 na zlepSenie trénovacich dat.

Pri testovani sa nakoniec ukéazalo, Zze navrhnutd siet nedokaze spravne urcif zaner, pokial
zavislost tychto zanrov na ich predkoch, resp. ich potomkoch, je velka do miery preberania
najzakladnejSich ¢ft, ktoré sa snazi model generalizovat. Tento problém bude pravdepo-
dobne spdsobeny aj vekom kniznice, ¢o bolo dokazané na testoch v kapitole 8.3, ktora
opisuje zmenu vnimania jednotlivych zanrov za posledné obdobie.
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Priloha A

Obsah prilozeného CD

e README.md Uzivatelska priucka obsahujica pokyny na spustenie programu.
« xpalen05.pdf Elektronickd podoba odovzdavanej bakalarskej prace.
e Adresar bp__source obsahujuci zdrojové sibory pre generovanie textu prace.

e Adresar source obsahujuci zdrojové kddy spolu s potrebnou adresarovou struktirou

Dataset a model nie st na médiu pritomné z kapacitnych dévodov. Odkaz na ich ziskanie
je uvedeny v prirucke.
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