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ABSTRAKT

Nasazeni kortikosteroidli u post-covidovych pacientd ma za cil zabranit transformaci ak-
tivnich pozanétlivych zmén na nevratné fibrotické zmény. Nicméné, tato Ié¢ba miize mit
v nékterych pripadech i zavazné vedlejsi GcCiny. Taktéz existuje velké mnozstvi pacientd,
u kterych neni jakakoliv léCba potfebna a k plné tpravé pozanétlivych zmén dojde spon-
tanné. Tato disertacni prace se zaméfuje na personalizaci [éCby post-covidovych pacient(
s vyuzitim algoritmid umélé inteligence (Al) a zlepSeni zpisobu interoperability Al modeli
s informacnimi systémy zdravotnickych zafizeni. Prvni ast disertacni prace se zabyva
polozenim zakladu stavu védy a techniky v oblasti vyuziti Al algoritmi pro doporuceni
nasazeni kortikosteroid(i u post-covidovych pacientt, ktefi jsou ohrozeni nevratnym po-
Skozenim plicni tkané. Prace zkouma vliv rliznych parametri z rliznych vysSetfeni na
vyslednou presnost natrénovanych modeli. Provedené experimenty ukazuji, ze nejlspés-
néj$i model dosahuje 73,68% presnosti, 73,52% vyvazené presnosti a hodnotou AUC
0,7469. Dosazené vysledky naznacuji jeho vhodnost jakozto podplrného nastroje pri
rozhodovani o nasledné |écbé post-covidovych pacientil. Je zde dokazano, ze pti vhodné
vybranych parametrech lze s vyuzitim Al identifikovat pacienty, ktefi budou z nasazené
|éCby profitovat. Druha Cast prace se zaméfuje na vyzkum a vyvoj univerzalni architek-
tury umoznujici interoperabilitu Al modeli s informacnimi systémy zdravotnickych zafi-
zeni. Soucasti je predstaveni specializované implementace pro vcasny zachyt onemocnéni
COVID-19 s integrovanymi DeepCovidXR modely. Béhem ovéreni vykonnosti dosahuje
primérna doba zpracovani rentgenového snimku pomoci CPU 11,53 sekund a pomoci
GPU 2,78 sekund. Obé hodnoty splniuji maximalni pfipustnou dobu analyzy stanovenou
na dvacet sekund. Vysledky prezentované v obou ¢astech jsou nasazeny a vyuzivany ve
Fakultni nemocnici Olomouc.

KLICOVA SLOVA

personalizace 1é¢by, uméla inteligence, predikéni modely, podpiirné diagnostické nastroje,
e-health, interoperabilita systémii, uméla inteligence v klinické praxi, nasazeni modeli



ABSTRACT

Corticosteroid (CS) treatment in patients with Long COVID aims to prevent the pro-
gression from active post-inflammatory changes to fibrosis scarring. However, CS have
side effects, which may sometimes be severe. Some patients might not require any treat-
ment as their post-inflammatory changes resolve spontaneously. This dissertation thesis
aims to develop an artificial intelligence (Al) based approach that allows personalized
treatment of patients with Long COVID and a design of modular architecture allowing
seamless interoperability of Al models with the information systems used in healthcare
facilities. The first part of the thesis deals with the foundation of the state-of-the-art
of using Al algorithms to recommend CS treatment in patients with Long COVID, who
have the risk of permanent lung damage. This study examines how various parame-
ters from different examinations influence the accuracy of the Al models. The most
effective model achieves an accuracy of 73.68 %, a balanced accuracy of 73.52 %, and
an AUC of 0.7469. These results prove that a trained Al model on a correctly chosen
set of parameters from various medical examinations is effective and can be used as
a decision-support tool for further treatment courses. The second part focuses on de-
veloping a modular architecture that allows interoperability between Al models and the
information system of health facilities. Its specific implementation for early COVID-19
detection, incorporating DeepCovidXR models, is presented. In the performance test,
the average processing time of X-ray images is 11.53 seconds using the CPU and 2.78
seconds with the GPU. Both values meet the maximum permissible analysis time set
at 20 seconds. The results presented in both sections have been implemented and are
currently used at the Olomouc University Hospital.

KEYWORDS

personalized treatment, artificial intelligence, prediction models, diagnostic support tools,
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Uvod

Pokrok v oblasti vyvoje vysoce paralelnich procesort a umélé inteligence (Artifi-
cial Intelligence — AI) vyznamné zménil celou fadu odvétvi a ve vyspélych zemich
zasadné ovlivnil kazdodenni zivot. VSestrannost Al je zfejmé z aplikaci v riznych
prumyslovych odvétvich, jako je napiiklad automobilovy prumysl [110], zemédél-
stvi [I31], zabavni pramysl [26], vzdélavani [41], marketing [40], finanéni a obchodni
sluzby [118], bezpecnost a obrana [125], energetika [154] a dalsi. Rozvoj Al mé& ale
i negativni dopady. ChatGPT [I13] je schopen presvédcivé uvadét nespravné, zava-
déjici nebo ni¢im nepodlozena tvrzeni. Midjourney [98] pati{ mezi nastroje ulehcu-
jici tvorbu zdanlivé realného obrazu. Tyto a podobné néstroje usnadnuji podvody
a manipulaci [97], a to i bez nutnosti hlubsich technickych znalosti. Pfesto prinosy
zaclenéni Al do riaznych odvétvi, véetné zdravotnictvi, obvykle prevazuji. V oblasti
zdravotnictvi se Al tspésné vyuziva zejména k pokrocilé analyze obrazovych dat,
presnéjsi diagnostice, personalizaci 1é¢by a efektivnéjsimu vyuziti zdroju [37, [71].
Rozsahlé vyuziti Al v této oblasti komplikuji predesvsim etické obavy, chybéjici di-
véra v technologii, potencidlni ztrata lidského pristupu ve vztahu pacient-lékat [82]
a omezend vysvétlitelnost AT modelu [120]. I pres tyto vyzvy roste pocet zafizeni
zalozenych na Al, které byly schvaleny Evropskou lékovou agenturou ¢i americkym
Utadem pro kontrolu potravin a l6¢iv [49, [106]. Schopnost AI algoritmu identifikovat
skryté vzory v datech mtize prinést do lékarské praxe nové informace, coz miize vést
k pokrokiim v diagnostice a nasledné lécheé.

Potreba rychlého ziskani novych informaci se projevila béhem posledni celosvé-
tové pandemie zpusobené virem SARS-CoV-2 vyvolavajicim onemocnéni COVID-19.
Vétsina pacientt méla pouze lehky pribéh bez vyraznéjsich komplikaci, ale u ¢asti
z nich se vyskytly zavazné klinické projevy. Mezi né patii pneumonie, syndrom
akutni dechové tisné (Acute Respiratory Distress Syndrome — ARDS) ¢ multior-
ganové selhani [23], [119]. Vzhledem k pozorovanému zvySeni hladiny prozanétlivych
cytokini byly u ¢asti pacientt v nékterych pripadech nasazeny experimentalni, imu-
nosupresivni ¢i protizanétlivé léky — tocilizumab a kortikosteroidy (KS) a také
napiiklad baricitinib [I21I]. Zpusob lé¢by byl pfedmétem mnoha studii a neziidka
byly zavéry protichiidné. Nicméné, v pripadé nasazeni tocilizumabu a KS prevazuji
spiSe pozitivni vysledky [47, [89], avSak stale neexistuje uplny konsensus ohledné
cilové skupiny pacienti, davkovani a nacasovani 1écby [51l, [99]. Tento rozpor na-
stava vzhledem k vedlejsim tucinkim KS, které mohou byt v nékterych pripadech
i zavazné [35]. Nékteré studie ispésné vyuzily Al algoritmy pro nalezeni skrytych
vzoru v datech, které pomohou odpovédét na stanovené otazky [33, 83]. U casti
pacientu, ktefi se zotavili z akutni faze onemocnéni, se mohl rozvinout postakutni

syndrom postihujici jakykoliv orgdnovy systém v téle [42, [142]. Jednim z nejzavaz-

17



néjsich dlouhodobych symptomi je plieni fibréza [102]. Ta muze znacéné snizovat
kvalitu zivota pacienti a negativné ovlivnit jejich ocekavanou délku doziti. Stejné
jako v pripadé akutni faze jsou KS pouzivany k lécbé dlouhodobych symptomi,
zejména jako prevence transformace pozanétlivych zmén na zmény fibrotické. Opét
existuji studie zkoumajici pozitivni vliv KS a vhodnost jejich pouziti pravé v posta-
kutni fazi [100] 109, 135]. I v tomto pripadé stéle panuji oteviené otédzky ohledné
cilené 1échby. Avsak, v soucasné dobé neexistuji védecké prace zameérujici se na vyu-
ziti AT k identifikovani post-covidovych pacientt, ktet{ budou z kortikoterapie (K T)

benefitovat. Tento fakt predstavuje vyznamnou vyzkumnou mezeru.

Hlavnim zamérenim této prace je vyuziti Al algoritmt pro predikci vhodnosti
nasazeni KS u post-covidovych pacienti ohrozenych transformaci aktivnich poza-
nétlivych zmén na fibrotické zmény, které jsou mnohdy nevratné. Velké mnozstvi
z téchto pacientli nevyzaduje 1é¢bu a k tpraveé pozanétlivych zmén dojde spontanné.
Nicméné u nékterych z nich by bez KS 1é¢by doslo ke zminénym fibrotickym zmeé-
nam. Cilem této prace je vytvoreni Al pristupu umoznujiciho identifikovat pacienty,
u kterych dojde ke spontanni regresi, a ty, ktefi se bez 1éc¢by KS neobejdou. V pri-
padé dostatecné presnosti by natrénované Al modely umoznily personalizaci 1é¢by na
zakladé analyzy dat ziskanych béhem komplexniho vysetfeni pacienta a mohly slou-
zit jako podpurny diagnosticky nastroj pri rozhodovani o nasledném zpusobu 1écby.
Prezentovany pristup vyuzivajici Al algoritmy vznikl na zakladé feseni vyzkum-
ného projektu Ministerstva vnitra CR s ndzvem Systém vcasného zdchytu infekce
COVID-19 pro bezpecnost ohroZenych skupin obyvatelstva s vyuZitim umélé inteli-
gence, pod oznacenim VI104000039. Odborna uroven medicinské Casti je zajisténa
uc¢innou spolupraci s Klinikou plicnich nemoci a tuberkul6zy pti Fakultni nemocnici
Olomouc (FNOL), prostfednictvim které jsou vysledky vyzkumu uplatnény v kli-
nické praxi. Studie je schvilena Etickou komisi FNOL pod ¢islem 228/21. Stézejni
cast této prace reprezentuje zaklad stavu védy a techniky v oblasti personalizované
1é¢by post-covidovych pacientt a byla publikovdna v ¢asopise Diagnostics (IF: 3.6,
AIS Q2) [16].

Vedlejsi ¢ast prace je vénovana vyzkumu a vyvoji obecné modularni architektury
umoznujici integraci AI modelt do klinické praxe. Cilem je vyvinuti modularni ar-
chitektury, ktera umozni usnadnit a urychlit integraci AI modeli do zdravotnickych
zatizeni vyuzivajicich proprietarni informacni systémy (Information System — IS)
a zajisti bezpecné nakladani s citlivymi daty. Tato modularni architektura poskytne
efektivni analyzu dat pri minimalnim zatizeni zdravotnického personalu. Déle je pre-
zentovan jeji konkrétni ndvrh a implementace, kterd je v praxi nasazena ve FNOL
za Ucelem vcasného zachytu onemocnéni COVID-19. Implementace méa integrovanou
funkcionalitu umoznujici snadny sbér novych datovych vzorkt doplnénych o expertni

hodnoceni. Tim prispiva nejen k péci o pacienty, ale i k tvorbé novych datovych mno-
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zin, které mohou vést k vyvoji presnéjsich AI modelia. Vyzkum a vyvoj modularni
architektury spolecné s jeji konkrétni implementaci vznikl béhem teseni vyse zmi-
néného vyzkumného projektu Ministerstva vnitra CR pod oznac¢enim VI04000039.
Stézejni casti této kapitoly byly prijaty védeckou komunitou a prezentovany na me-
zindrodni konferenci ICUMT 2023 [I7]. Pfi ndvrhu moduldrni architektury a jeji
implementace zamérené na véasny zachyt onemocnéni COVID-19 byly aplikovany
principy ziskané z vyzkumu zabezpecovaciho systému zalozeného na internetu véci
(Internet of Things — IoT). Vysledky tohoto vyzkumu byly publikovany v IEEE
Consumer Electronics Magazine (IF: 4.5, AIS Q2) [13].

Prace je strukturovana nasledovné. Kapitola [1] je vénovana konceptiim a zaklad-
nim principim Al, které byly nezbytné pro feseni této prace. Kapitola [2| popisuje
aktualni stav védy a techniky v oblasti metod a principti 1é¢by post-covidovych pa-
cientl pomoci KS. Déle je zde provedena reserse studii zamérujicich se na vyuziti
Al v této oblasti. Cile disertacni prace jsou definovany v kapitole [3] Kapitola [4 po-
jednava o stanoveném zakladu védy a techniky personalizace 1é¢by post-covidovych
pacientti ohrozenych plicni fibrézou. Pozornost je vénovana zakladnimu konceptu
vyzkumu a datové analyze. Dale pouzitym Al algoritmim, priznakovému inzenyr-
stvi, procesu trénovani Al modelt a zpusobu optimalizace jejich hyperparametru.
Kapitola také popisuje experimenty a shrnuje dosazené vysledky. Zavérecna kapi-
tola prace [ pojednédva o obecné moduldrni architektufe umoznujici nasazeni Al
modelt ve zdravotnickych zarizenich vyuzivajicich starsi proprietarni IS. Nésledné

je predstaven priklad jeji konkrétni implementace, ktery je nasazen ve FNOL.

19






1 Uméla inteligence

Prestoze je Al siroce rozsitena, dochézi k zaménovani nebo nepresnému pouzivani
s ni spojenych pojmi. Mezi né se tadi strojové uceni (Machine Learning — ML)
a hluboké uceni (Deep Learning — DL), jejichz vzajemny a hierarchicky vztah je
vizualizovan na obrazku Al reprezentuje siroké spektrum pocitacovych systémii
schopnych inteligentniho chovani. ML je podmnozinou Al a zastupuje specifické
algoritmy, které disponuji schopnosti ucit se, a to bez explicitnich instrukci. DL
predstavuje ztizenou oblast ML a zahrnuje algoritmy vyuzivajici primarné neuronové
sité, které jsou schopny zpracovat komplexni datové struktury. I ptes to, ze zaklady
umélé inteligence sahaji do 50. letech minulého stoleti [I49], tak stale neni v otazce
jeji presné definice mezi odborniky tplny konsensus [32] 4] [79, 103].

Al 1ze definovat jako technologii imitujici lidské uceni a rozhodovani. Tato tech-
nologie kombinuje Sirokou skalu védeckych disciplin jako je filozofie, matematika,
informatika, biologie, psychologie, robotika a mnoho dalsich obort [149]. Primér-
nim cilem oboru Al je tvorba komplexnich stroji ¢i systémi schopnych provadét
ukony, které vyzaduji urcitou miru inteligence a prizptsobit své reakce v zavislosti
na nastalych podminkach [53].

Celkem jsou rozliSovany tfi typy umélé inteligence a to 1zka, obecna a super
AL Uzks Al je charakterizovana schopnosti fesit konkrétni problematiku, na kterou
byla specialné natrénovina. Casto dosahuje ve srovnani s ¢lovékem podobnych, ¢
lepsich vysledkt. Druhym a pokrocilejSim typem je obecna Al, ktera mé potencidl
ucit se a prizptisobovat se sirokému spektru problémii a situaci. Predpokladem je, ze
v pripadé dosazeni této technologie se obecna Al ¢lovéku vyrovnd, nebo ho predci
hned v nékolika oblastech najednou. Poslednim typem je super Al, kterd by prekona-
vala lidskou inteligenci ve vsech aspektech, véetné kreativity, obecného porozuméni

a emocni inteligence. [74]

1.1 Strojové uceni

ML je jednim z klicovych podoboru Al, ktery spojuje pocitacovou védu a statistiku
a zabyva se vyvojem algoritmii. Tyto algoritmy jsou procedury implementované
v programovém kdédu, které jsou spoustény nad riznymi typy dat. Hlavnim cilem
strojového uceni je feSeni komplexnich problémt, jako je zpracovani Teci, textu,
obrazu nebo c¢asovych tad, a to bez nutnosti explicitniho programovani. Nékteré
algoritmy strojového uceni jsou schopny se ucit a zvysSovat presnost na zakladé
znalosti ziskanych z dat. To jim umoznuje efektivné tesit problémy, které by byly

pro tradi¢ni programovaci techniky obtizné nebo dokonce neresitelné.
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Obr. 1.1: Vztah mezi AI, ML a DL s uvedenymi priklady pouziti, nebo znamych

algoritmu v dané oblasti.

Vystupem ML algoritmu je model, ktery je definovan jako funkce f(@,-): R? — R¥
Tato funkce je parametrizovana mnozinou nastavitelnych parametrt 6. Béhem tréno-
vaciho procesu jsou dle definovanych pravidel upravovany tak, aby dochézelo k mini-
malizaci definované ztratové funkce L, a tim bylo dosazeno zvyseni presnosti. Vystup
y € R¥ je zavisly na kombinaci vstupniho vektoru x € R? a modelu reprezentova-
ného parametrizovanou funkei f(6,-) dle vztahu y = f(6,x). [145]

Dimenzionalni velikost vektorii x a y zavisi na typu fesené tilohy a mohou nastat
nésledujici situace (priklady spadajici i do hlubokého uéeni jsou oznaceny hvézdickou
u prislusné reference):

e d = k — Dimenzionalni velikost vektorti je totozna. Tato situace nastava na-
priklad v tloze odstranéni Sumu, kde je cilem ocistit puvodni data, a to beze
zmény jejich struktury [68]*. Podobné tomu je pri predikei ¢asovych fad [144],
kde model predpovida budouci hodnoty na zakladé historickych dat, apod.

e d > k — Dimenzionalni velikost vystupniho vektoru je mensi. Typickym prikla-
dem je analyza hlavnich komponent (Principal Component Analysis — PCA)
[94] slouzici k dimenziondlni redukci dat pri zachovani jejich dilezitych cha-
rakteristik. Autoenkodéry [140]* jsou dalsim piikladem, kde jsou vstupni data
mapovana, pri zachovani klicovych informaci, do dimenzionalné mensiho skry-

tého prostoru.
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e d < k — Dimenzionalni velikost vystupniho vektoru je vétsi. Typickym pti-
kladem generativnich modeli jsou generativni souperici sité (Generative Ad-
versarial Network — GAN) [68]* nebo variabilni autoenkodéry (Variational
AutoEncoder — VAE) [(8]*, které generuji vystup ve vétsim dimenzionalnim
prostoru z vektoru nachazejicitho ve skrytém prostoru. Tyto modely umoznuji
vytvareni novych datovych vzorkt a maji siroké uplatnéni v oblasti syntézy

obrazu, zvuku, textu, apod.

1.1.1 Obecny proces strojového uceni

Obecny ucici se proces ML zahruje nékolik klicovych kroki. Zakladnim predpo-
kladem je existence datové mnoziny, jejiz vzorky byly v pripadé nutnosti vhodné
predzpracovany [145] [151]:

1. Definice modelu — Model je obecné definovan jako mnozina uvazovanych funkci
{f(8,)}, pricemz plati, ze kazda funkce f je parametrizovatelnd 6.

2. Definice ztratové funkce — L = (6, 5), kde S predstavuje mnozinu vstupnich
dat. Ztratova funkce poskytuje kvantitativni hodnoceni funkce f. V literature
je L nékdy oznacovana jako ucelova, cilova nebo néakladova funkce.

3. Trénovani — Kli¢ova ¢ast algoritmu, jejiz cilem je nalézt optimalni feseni, které
je reprezentovano funkci f*(6*,-), kde 6* oznacuje optimélni hodnoty parame-
tri. Optimalnim TfeSenim je mysleno nejlepsi mozné, nebo dostatecné dobré
feseni splnujici definovana kritéria a minimalizujici, ¢i maximalizujici ztrato-
vou funkci, viz rovnice (|1.1).

4. Testovani — Poslednim krokem je ovéreni schopnosti generalizace nalezeného
reSeni f* na nezavislé datové mnoziné. Testovani je zasadni pro ovéreni, zda
je model schopen spravné fungovat ve skuteénych podminkach a na datech,
kterd nebyla soucéasti trénovaciho procesu. Po tispésném ovéreni generalizace

je model pripraven k nasazeni do realného provozu.

0" = argmeinL(H,S) (1.1)

1.1.2 Typy strojového uceni
Jsou rozlisSovany ¢tyti zdkladni typy uéeni. Kazdy z nich je vhodny pro odlisné ucely

a spustitelny na rtznych typech datovych mnozin. V zavislosti na typu uceni se

muze liSit 1 definice ztratové funkce L.
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Uceni s ucitelem

Je dana neznama funkce g: X — Y mapujici vstupni prostor X na vystupni prostor
Y. Cilem uceni s ucitelem je nalezeni optimalniho feseni f*: X — Y tak, aby
platilo, ze f* ~ g. Datovd mnozina je definovana jako S = {x;,y;}¥,, kde x; € R?
reprezentuje vektor vstupniho prostoru a y; € R¥ reprezentuje odpovidajici vektor

vystupniho prostoru [I51].

Hlavni vyhodou uceni s ucitelem, které je nékdy oznacovano jako supervizované
ucenti, je vysoka presnost vyslednych modeli. Té je dosazeno za predpokladu, ze byly
modely trénovany na kvalitnich a relevantnich datech. Jednou z dalsich prednosti je
moznost presné definice problematiky, coz umoznuje efektivnéjsi a cilenéjsi pristup
k trénovani modeli. Vystupy, diky jasné formulaci mezi vstupnimi a vystupnimi

daty, jsou jednoduseji interpretovatelné.

Mezi nevyhody lze zaradit nutnost kvalitné oznacenych dat, a to v dostateéném
objemu [91], coz miiZze byt ¢asové i financné naro¢né. Dalsim potenciondlnim rizikem
je pretrénovani modelu, které negativné ovliviiuje schopnost jeho generalizace. Pre-
trénovanost miize byt zptsobena priliSnym prizptisobenim trénovacim datim nebo

nedostatecnym zohlednénim variability dat.

Uceni bez ucitele

Primarnim cilem je automatické zachyceni zakladni distribuce datovych vzorkt
[62, 64]. Zakladni charakteristikou je, ze datovd mnoZina S = {x;}¥, nezahrnuje
odpovidajici znacky k jednotlivym datovym vzorkiim. Stejné jako v predchozim pfi-
padé je ddana neznama funkce g: X — Y mapujici vstupni prostor X na vystupni
prostor Y. V tomto pripadé vSak neni pro kazdy prvek x; z datové mnoziny S ex-
plicitné definovan odpovidajici vystup y,, ale predpoklada se, ze pro kazdy x; € S
existuje odpovidajici vystup y,, kde 1 < ¢ < N. Cilem uceni bez ucitele je opét
nalézt feseni f*: X — Y tak, aby platilo, ze f* ~ g. [2]]

Uceni bez ucitele mize byt pouzito pro nalezeni neznamych vzort a struktur
v neoznacenych datech. Vyhodou je absence znacky ke kazdému datovému vzorku,
coz vede k efektivnéjSimu a ekonomicky méné naroénému sbéru dat. Dalsim vy-
znamnym uplatnénim ucéeni bez ucitele je redukce dimenzionalniho prostoru. Tento
proces umoznuje transformovat komplexni datové struktury na jednodussi, aniz by
doslo ke ztraté podstatnych informaci. Reprezentovana data ve vystupnim prostoru
Y pak mohou byt efektivnéji vyuzita pro nasledujici analyzy. Nevyhodou muze byt

v nékterych ptipadech riziko nespravné interpretace vysledku [70].
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Kombinované uceni

Jedna se o hybridni pfistup, ktery kombinuje prvky jak uceni s ucitelem, tak uceni
bez ucitele — vyuzivaji se oznacené i neoznacené datové vzorky. Klicovym predpo-
kladem pro vyuziti neoznacenych dat je existence vztahu mezi distribuci neoznace-
nych dat P(X) a vystupnim prostorem Y. Datova mnozina je pak definovina jako
S = {(x5,yi) ity U {x;}}L,, kde N je pocet oznacenych a M pocet neoznacenych
datovych vzorku [I53] kap. 2]. Postup nalezeni optimélniho feseni f*: X — Y tak,
aby platilo, ze f* ~ g, je obdobny, jako v pripadé uceni s ucitelem. Kombinované
uceni muze probihat induktivné nebo transduktivneé.

Induktivni pristup se zamétuje na nalezeni optimalni funkce f*: X — Y. Cilem
je, aby funkce f* byla uplatnitelna nejen na datovych vzorcich v trénovaci mnoziné
S, ale i na téch, pro kterd plati x ¢ S [153, kap. 2].

Transduktivni pifstup se zaméfuje na nalezeni optimalni funkce f*: XM+V —
YM+N Kli¢ovou charakteristikou transduktivniho p¥istupu je, ze optimalni funkce
f* je navrzena specificky pro poskytnuti co nejpresnéjsich vysledk na konkrétni
mnoziné neoznacenych datovych vzorka {x;}*,. Na rozdil od induktivniho p¥istupu
neni predpoklad nasazeni f* na datovych vzorcich, pro které plati x ¢ S [153] kap. 2].

Kombinované uceni nachézi uplatnéni v feseni rozmanitého spektra komplexnich
problémil, mezi které patii napriklad prepis re¢i do psané formy, zpracovani priro-
zeného jazyka, klasifikace spamu, predikce 3D proteinovych struktur apod. [I53),
kap. 2].

Zpétnovazebni uceni

Zakladni strukturou je dvojice agent-prostiedi, kde je agentovi umoznéno ucit se na
zékladé interakce s prostiedim pomoci preddefinovanych akei A = {41, Ay, ..., A, }.
Kazda z nich agenta je ocenéna odménou r vypoctené dle odménové funkce R. Cilem
agenta je maximalizace zisku odmény vybérem vhodnych akei [45] kap. 2].

Dalsim klicovym prvkem ve zpétnovazebnim uceni je stav prostfedi S. Béhem
libovolného ¢asového kroku t agent nejprve pozoruje aktualni stav prostredi s; a od-
ménu ;. Na zakladé téchto informaci je rozhodnuto o provedeni nové akce dle na-

sledujici rovnice [45], kap. 2|:
A; = argmax Qy(a). (1.2)

Novou akci je ta, u které je odhadovano, ze v case t obdrzi nejvyssi odménu.
Odhad odmény je proveden na zakladé definované funkce. Piikladem mtze byt jed-
noduchéd metoda zaloZend na hodnoté akece [45] kap. 2], viz rovnice (1.3)).

@)= T = a)

(1.3)
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V tomto pripadé se jedna o podil celkové odmény vybranim akce a ku Cetnosti
vybéru akce a. Charakteristickd funkce I nabyva hodnoty 1 pravé tehdy, pokud je
vyraz uvedeny v zavorce pravdivy, v opacném pripadé nabyva hodnoty 0. Po pro-
vedeni nové akce a je obdrzen novy stav Syyq a odména R,yq [45], kap. 2]. Vzhledem
k uvedenym vlastnostem se jednd o pomérné popularni typ uceni, ktery nachazi
uplatnéni napiiklad v robotice, doporucovacich systémech, systémech pro zpraco-
vani prirozeného jazyka, atd. [I37]. Velkou nevyhodou zpétnovazebniho uceni je
velmi omezend vysvétlitelnost natrénovanych model, coz limituje jejich nasazeni

do kritickych oborti, mezi které patii i zdravotnictvi [25].

1.1.3 Pr¥iznakové inzenyrstvi

Priznakové inzenyrstvi zahrnuje komplexni procesy transformace, extrakce, norma-
lizace a selekce priznakl ze surovych dat s cilem zvySeni presnosti ML modela pri
soucasném zachovani schopnosti generalizace naucenych vzort. Priznakové inzenyr-
stvi je znacné zavislé na povaze dat a doménovych znalostech, coz mize predstavovat
limitujici faktor v rychlosti a Skalovatelnosti vyvoje modelt pro specifické acely [46].
Nésledujici text obsahuje popis dvou vybranych metod selekce priznaki, které jsou
pouzity v prezentovanych experimentech. Detailni popis ostatnich pristupt je k dis-

pozici v [46].

k-Best

Metoda k-Best slouzi pro vybér k statisticky vyznamnych priznakt na zakladé jed-
nofaktorové analyzy rozptylu (ANalysis Of VAriance — ANOVA). V rdémci ANOVA
je pouzit F-test k posouzeni, zda se vyznamné lisi variability mezi skupinami ve
srovnani s variabilitou uvnitt téchto skupin. Cilem je testovani statistickych hypo-
téz, kde nulova hypotéza Hy: p; = uo vychazi z predpokladu, ze skupinové primeéry
v populaci jsou si rovné, zatimco alternativni hypotéza H;: uy # ps naznacuje, ze
mezi nimi existuji rozdily [126], kap. 7].

F skére je definovano jako pomér priumérné meziskupinové variability k pru-
mérné vnitroskupinové variabilité. Meziskupinova variabilita popisuje rozptyl mezi
skupinovymi primeéry a odrazi miru, jakou se skupiny lisi ve vztahu ke zkoumané
proménné. Vypocet meziskupinové variability je realizovan pomoci nasledujici rov-
nice [126], kap. 7]:

2

kde k reprezentuje pocet skupin, n; je pocet pozorovani ve skupiné j, X, pramér

vsech pozorovani ve skupiné j a X prumér pozorovani celého souboru. Priamérna
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hodnota meziskupinové variability MS} je vypocitana jako podil meziskupinové va-
riability 59} a stupnti volnosti df, = k — 1.
Variabilita uvniti skupin §S,, kvantifikuje rozptyl jednotlivych pozorovani od

prumeéru jejich skupiny podle vzorce [126, kap. 7]:

S5, = iz (X, - %), (1.5)

kde n; oznacuje pocCet pozorovani ve skupiné j a X;; pfedstavuje jednotlivd pozo-
rovani ve skupiné. Primérna hodnota MS, je ziskana jako podil celkové variability
uvnitt skupin 95, k poctu stupnt volnosti df,, = n — k, kde n je celkovy pocet
vsech pozorovani. F skére reprezentujici pomér meziskupinové a vnitinéskupinové

variability je pak vypodcitdno z téchto prumérnych hodnot [126], kap. 7]:

- (1.6)

Nulova hypotéza Hj je zamitnuta v pripadé, ze vysledné F skére prekroci kritic-

kou hodnotu pro dané stupné volnosti a stanovenou hladinu vyznamnosti.

SHAP

Primarnim cilem metody SHapley Additive exPlanations (SHAP) je poskytnuti vy-
svétlitelnosti natrénovanych ensemble modelt nebo modelid hlubokého uceni. Tato
metoda nachazi uplatnéni i v procesu vybéru priznaki, kde umoznuje identifikovat
statisticky vyznamné priznaky prostrednictvim kvantifikace jejich prinosu k vysledné
predikei [93]. Zékladem metody je koncept Shapleyovy hodnoty [127], zndmé z teorie
her, kde se v ramci kooperativni hry prirazuje hra¢im spravedlivy podil na vyhie
dle jejich pravého piinosu. SHAP hodnota ¢;(f, z) vyjadiuje dulezitost ptiznaku i

v predikénim modelu f a je kvantifikovana dle nésledujici rovnice [93]:

aipa = Y B0 oy ey, an

2/ Ca’

kde 2/ C 2’ a 2’ € {0,1}* oznacuje podmnoZinu vSech moznych kombinaci zjed-
noduseného vstupniho vektoru x’ a M reprezentuje celkovy pocet priznakiu. Vyraz
fo(2") — fo(2"\ {i}) popisuje rozdil vystupu modelu, ktery je ziskdn na zakladé
urcité kombinace priznaku definovanych vektorem z’, oproti situaci, kdy je z této

kombinace vynechan ptiznak. Vyraz W(M];[w definuje vahu aktualni hodnoty
kombinace pfiznaku vektoru 2/, kde |2'| je pocet priznaki podilejicich se na aktualni

predikci.
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1.1.4 Algoritmy strojového uceni

Existuje siroka skala ML algoritmi, jez lze kategorizovat na zdkladé typu uciciho
se procesu (viz podsekce , typu Tesené tlohy nebo podle spolecnych vlastnosti
(napt. ensemble metody) [133]. V nasledujicim textu jsou popsany algoritmy vyuzi-

vané v této praci.

Logisticka regrese

Model logistické regrese (Logistic Regression — LR) je definovan jako statisticky
model popisujici vztah mezi kategoridlni zavislou proménnou y a jednou, ¢i vice ne-
zavislymi proménnymi x. Zavisla proménna je prevazné binarni, nicméné 1ze model
prizpisobit i pro praci s vicekategoridlnimi daty [65]. Ucelem LR je odhad prav-
dépodobnosti vyskytu urcitého jevu. Tato pravdépodobnost je modelovana pomoci

logistické funkce:
1

T (1.8)

il = 1) =

Pravdépodobnost vyskytu jevu je urcena parametry modelu 8 a vektorem neza-
vislych proménnych x. Proces trénovani modelu zahrnuje feseni optimaliza¢niho
problému, jehoz cilem je najit nastaveni parametrii modelu minimalizujici ztratovou

funkci, kterd je definovana nasledujici rovnici [65]:

meinL = z;lnpi (yi =1x;) + (1 — ) In (1 — pi(y; = 1|x;)) . (1.9)

Neddvna studie [I11] ukézala, Ze LR poskytuje vysokou presnost v predikei
chronickych onemocnéni, jako jsou kardiovaskularni onemocnéni, onemocnéni ledvin
nebo hypertenze. Prediktivni model zalozeny na logistické regresi byl také tispésné
pouzit pro predikci vyvoje skoliézy, mentalniho postizeni a autistickych rysii u déti
s mozkovou obrnou [31]. Dalsi vyzkum [124] pouzil logistickou regresi pro predpovéd
diabetu mellitu (Diabetes Mellitus — DM). Zminéné studie potvrzuji uplatnitelnost
LR v sirokém spektru klinickych aplikaci, i v dobé naprosté dominance model

zalozenych na hlubokych umélych neuronovych sitich.

k-nejblizSich sousedi

Radf se mezi neparametrické algoritmy pouzivané pro regresni i klasifika¢ni tlohy.
Zakladnim predpokladem je, ze datové vzorky s podobnymi charakteristikami se
obvykle nachéazeji ve své blizkosti. Tento princip umoznuje algoritmu klasifikovat
neznamé datové vzorky na zakladé informaci ziskanych z k nejblizsich datovych
vzorki, které jiz byly klasifikovany. Nezndmému datovému vzorku je pfifazena nej-

castéji se vyskytujici tfida mezi nejblizsimi sousedy.
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K urceni vzdalenosti mezi datovymi body jsou vyuzivany rizné metriky. Jednou
z nich je Minkowského vzdalenost, ktera predstavuje obecnou metriku definovanou

nésledujici rovnici [80), kap.2]:

1
d 3
H&—Xﬂp=<§]%gﬂ%P>- (1.10)
i=1
Tato rovnice umoznuje vyjadrit dalsi zndmé metriky, jako jsou Manhattanova (p =
1) a Euklidovskd vzdalenost (p = 2). Kromé téchto metrik je asto vyuzivana i kosi-
nova podobnost. Na zakladé zvolené metriky je nalezena mnozina Ny, ktera obsahuje
k nejblizsich sousedtt k nezndmému vzorku x, € R?. Za predpokladu feSeni bindrni
klasifika¢ni tillohy je neznamému vzorku x, pritazena klasifikacni t¥ida dle nasledujici
funkce [80} kap.2]:

1 kdyz >, ; >0,
forg=f | S men = 1)

=1 kdyz > ien, i <O.
I pres svou jednoduchost je k-nejblizsich sousedi (k-Nearest Neighbors — k-NN) stale
vyuzivan v mnoha oblastech, a to véetné medicinského vyzkumu [56, 111} 1T5], 122

124].

Rozhodovaci strom

Rozhodovaci stromy (Decision Tree — DT) predstavuji jednoduché, ale efektivni mo-
dely, které se skladaji z rozhodovacich pravidel usporadanych do stromové struktury.
Klasifikace datovych vzorku je zalozena na prichodu od korene stromu k nékterému
z jeho listi. Uzly stromu reprezentuji prediktory, které jsou nastavovany béhem uci-
ciho se procesu a na zakladé vyhodnoceni stavu dochéazi k urcéeni hrany, ktera bude
soucasti cesty. Koncové listy stromu pak reprezentuji konkrétni hodnoty zavislé pro-
ménné Y. Rozhodovaci stromy lze pouzit pro klasifikacni i regresni tilohy.

Jednou z klicovych fazi béhem procesu konstrukce rozhodovaciho stromu je iden-
tifikace atributu, ktery rozdéli datovou mnozinu na co nejhomogennéjsi podmnoziny
tak, ze maximélné snizi miru nejistoty. Jako kritérium k vybéru vhodného atributu
se obvykle vyuziva entropie, ktera poskytuje kvantitativni vyjadreni miry nejistoty
v datové mnoziné X: .

j
H(X) = —lez-log(pi), (1.12)

i—
kde 7 oznacuje pocet trid a p; predstavuje pravdépodobnost vyskytu tridy ¢ v datové
mnoziné Informac¢ni zisk poskytuje kvantitativni hodnoceni, do jaké miry vybér
konkrétniho atributu a € A snizuje nejistotu v datové mnoziné X. Podmnoziny X,

vzniknou rozdélenim ptivodni mnoziny X na zékladé atributu a, kde V' je mnozina
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vsech moznych atributi a:

| Xo|
| X]

G(X,a) = HX) = Y

veV

H(X,). (1.13)

Giniho index, stejné jako entropie, slouzi k vyjadreni miry nehomogenity datové

mnoziny a je vypocten pomoci nasledujici rovnice:

G(X)=1- ip?. (1.14)

Pro konstrukci DT existuje siroka skala algoritmii, pricemz kazdy z nich prindsi jisté
vyhody a jiny proces konstrukce stromu. Mezi nejznaméjsi a nejcastéji pouzivané
patii ID3, CART a C4.5. DT jsou stale vyuzivané pro analyzu medicinskych dat
[22, 57, [67, 87, 1111, [124], a to predevsim diky jejich snadné interpretovatelnosti.

Nahodny les

Nahodny les (Random Forest — RF) je reprezentovan souborem klasifika¢nich stromu
{fm(Om,),m =1,..., M}. Kazdy strom f,,,(0,,, ) je konstruovan nezévisle na ostat-
nich a na zédkladé ndhodné generovanych parametra 6,,. Tyto parametry zahrnuji
vybér trénovacich dat a uvazovanych kandidatskych priznakia pri procesu déleni da-
tové mnoziny na co nejhomogennéjsi podmnoziny. Na zacatku tvorby jednotlivych
stromt je proveden z puvodni datové mnoziny ndhodny vybér datovych vzorku s opa-
kovanim. Pravdépodobnost nezahrnuti jednoho konkrétniho vzorku je (1 — %)N Pro
obsahlé datové mnoZiny tato pravdépodobnost konverguje k hodnoté e, coz od-
povida priblizné 36,8 %. Déle vybér priznaku pouzitého pro déleni datové mnoziny
neprobiha z celého souboru dostupnych ptiznaki, ale pouze z ndhodného vybéru.
Doporuceny pocet vybiranych piiznaki je \/p, kde p je jejich celkovy pocet. [92]
Konecné rozhodnuti modelu je zalozeno na principu vétsinového hlasovani. Fi-
nalni klasifikace vstupu x je urcena tridou, ktera je nejcastéji klasifikovana. Predikéni

funkce je vyjadrena rovnici [92]:
F(x) :argmaXZ]I(fi(x) =y), (1.15)
Y i=1

kde I reprezentuje charakteristickou funkci a y je vystupni proménnd [92].

Hlavnimi prednostmi RF jsou vysoka presnost klasifikace, odolnost vii¢i sSumu
a extrémnim hodnotam v datové mnoziné. RF jsou také pouzivany ve vyzkumech
zamérenych na analyzu medicinskych dat [T0T], 117, 114, 132], 146].

Adaptive Boosting

Adaptive Boosting (AB) predstavuje algoritmus vyuzivajici tzv. ensemble pfistup

zalozeny na boosting metodé, ktera kombinuje méné presné a jednoduché modely
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s cilem vytvoreni presného modelu. Tyto modely jsou postupné vytvareny s cilem
minimalizovat pocet chyb zpusobenych predchozimi modely [54]. AB pro Feseni jak
klasifikac¢nich, tak regresnich tloh ¢asto vyuziva jednoduché rozhodovaci stromy.
Jsou oznacovany jako rozhodovaci parezy s hloubkou jedna, a pravé dvéma listy.
Klicovym prvkem AB je zptisob, jakym jsou jednotlivé slabé modely integrovany
do silného modelu. Vysledny model je vyjadien jako linearni kombinace vsech jed-
noduchych modelti, které jsou ohodnoceny vahou. Vzorec pro vysledny model lze

zapsat jako [54]:
F(Z’) :wlfl(x)+w2f2(x>++wmfm(x)a (116)

kde m oznacuje celkovy pocet modeli f a w,, predstavuje vahu pritazenou kaz-
dému modelu na zakladé jeho chybovosti. Na pocatku procesu je kazdému vzorku
v trénovaci mnoziné X prirazena identickd vaha, vypoctena dle wy, = ﬁ, zajistujici
vsem vzorkium stejnou diilezitost. Chybovost kazdého stromu se vyhodnocuje podle
vztahu [63]:

€ = i1 Wi L(fon (x) # Yi>‘ (1.17)

Z?:l wxi

Na zakladé chybovosti je kazdému modelu pritazena vaha, ktera odrazi jeho pres-
nost [63]:

1-— m
wy, = alog ‘ , (1.18)

€m

kde « je velikost kroku uceni. Po kazdé iteraci dochézi k aktualizaci vah datovych

vzorki. Vahy spravné klasifikovanych vzorkua zustavaji neménné, zatimco vahy ne-

spravné klasifikovanych vzorku jsou zvyseny [63]:
Wy, < Wy, - ewm I(fm(x:)7y;)) (1.19)

Pro udrzeni konzistence jsou nové vahy nasledné normalizovany tak, aby jejich cel-
kovy soucet zustal roven jedné. Tento proces iterativniho zlepsovani a adaptace vah
vzorkil umoznuje vytvaret efektivni a presné modely, které stdle nachazeji uplatnéni
v analyze medicinskych dat [27] [73], [134].

XGBoost

XGBoost (eXtreme Gradient Boosting — XGB) algoritmus je implementovany na
zéakladé metody gradientnich boostovacich rozhodovacich stromu (Gradient Boos-
ted Decision Tree — GBDT). Podobné, jako u AB, je k tvorbé modelu pristoupeno
sekvencné, avsak jednim z klicovych rozdili je, ze nedochézi k ipravam vah jednot-
livych datovych vzorkt, ale k optimalizaci vah listi stromu. Strom v ramci XGB
je definovan jako f,, = w,,, kde w oznacuje vektor vah listii pro danou stromovou

strukturu ¢(z).
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Klasické ensemble stromové modely obsahuji jako parametry funkce, které nelze
tradi¢nimi metodami optimalizovat, a tak jsou modely vytvareny aditivné. Vysledny
model je reprezentovan souctem dil¢ich modeli. Pii tvrbé modelu je cilem najit
optimalni strom f,,, ktery pii pridani na jiz m — 1 existujicich stromt minimalizuje

ucelovou funkci. Ta je reprezentovana nésledujici rovnici [39]:

Loy =" (L (v ¥V + fnlxi) ) + QU fon), (1.20)
i=1
kde Q( f,,) reprezentuje dvouslozkovou regularizaci ur¢enou nasledujicim vztahem:
1 T
Q(ﬂ==7T¥%§A§ZU€, (1.21)
j=1

kde T reprezentuje komplexnost stromu a je dan poctem jeho listi. Hyperparametr
~ ovliviiuje vysi penalizace této komplexnosti. Suma ¢tverctt vah listi reprezentuje
L2 penalizaci, jenz ma za cil omezit velikost vah. Jeji ic¢inek je regulovan prostred-
nictvim hyperparametru .

Po aplikaci aproximace druhého tddu a vynechani konstant je tcelova funkce

zjednodusena [39]:

- 1
L = 3 (g1 50) + 52060 ) + ), (1.22)
i=1
kde g; a h; je derivace prvniho, respektive druhého fadu [39):
0 92
GJ‘:ZQZ:ZW7 H; = Zh—z—r (1.23)
iel; i€l Yi iel; iel;

Optimalni vaha listu w} je poté urcena rovnic:

G,
f o , 1.24
YT TH, A (1.24)

Po koneéném zjednoduseni lze optimalizaci tcelové funkce vyjadrit nasledujicim
vztahem [39):

1 T
inl, =—— T. 1.25
min 5 Zl i, + ;) + v ( )
Rozhodovani o dalsim déleni je provadéno zakladé informacniho zisku vypocteného
dle nésledujici rovnice [39]:

1( &2 G% (G — Gg)?
(d) == - - 1.2
Gd) (HL+A+HR+A Ho+ HetA) " (1.26)

kde G = ineL:xide gi, Gr = ineR:xij ~d4 i, stejna notace plati pro Hy, a Hpg.

Algoritmus XGB je v oblasti analyzy medicinskych dat ¢asto vyuzivan diky své
vysoké presnosti, efektivité a schopnosti zpracovavat komplexni datové mnoziny [36),
43, 123, [138].
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LightGBM

Algoritmus vyuziva zakladni koncepci GBDT a implementuje dvé inovativni tech-
niky, mezi které patii gradient-based one-side sampling (GOSS) a exclusive feature
bundling (EFB). Technika GOSS slouzi pro efektivni vybér datovych vzorka pouzi-
tych pro vypocet informacniho zisku béhem procesu déleni. Hlavnim predpokladem
je, ze vysoké absolutni hodnoty gradientii g; indikuji vysokou chybovost modelu
u daného vzorku a naopak. Dochézi tedy k serfazeni vzorku dle absolutni hodnoty
jejich gradientt, z nichz je vybréano prvnich a x | X| vzorki s nejvétsimi gradienty do
mnoziny A. Nésledné je ze zbylych vzorki ndhodné vybrano b x | X| vzorka, které
jsou zarazeny do mnoziny B. Timto zptusobem algoritmus nezpracovava kompletni
datovou mnozinu, ale jeji efektivné vybranou podmnozinu A U B, coz umoznuje

presnéjsi a rychlejsi vypocet informacniho zisku, dle nésledujici rovnice [75]:

~ 1 ((ineAl 9i + 5% Y wien 9i) N (Xxiea, 9i + 5% Y xen, 91)°

i) i) ) - (2D

kde A = {x; € A: x;, < d}, A, = {x; € A: x;; > d}. Stejna notace plati pro prvky
x; € B. Vahy sumy gradientii v mnoziné B jsou pak normalizovany faktorem PT“ tak,
aby doslo ke zohlednéni jejich pomérového zastoupeni v ptivodni datové mnoziné.
Chybovost, v ptipadé vyuziti techniky GOSS, s rostoucim poctem datovych vzorkt
klesa a pro n — oo se limitné blizi k nule.

Technika EFB slouzi pro redukci dimenzionality datovych vzorka prostirednic-
tvim agregace priznaki, které jsou bud vzajemné exkluzivni, nebo mezi sebou vy-
kazuji minimdlni korelaci. Tim je docileno k zrychleni konvergence k feseni [75].
Hlavni prednosti Light GBM (Light Gradient-Boosting Machine — LGBM) je tedy
schopnost redukce doby trénovani na velkych datovych mnozinach. V medicinské
oblasti byl v neddvné dobé pouzit ve studiich [52} 88|, 139, [147].

Podpiirné vektorové stroje

Podpurné vektorové stroje (Support Vector Machines — SVM) jsou vykonnym al-
goritmem strojového uceni, ktery nachazi uplatnéni pii feseni rtiznych typtu tloh,
a to véetné klasifikace. Zakladnim konceptem je nalezeni optimalni nadroviny, kolem
charakterizovand w a b ma o jednu dimenzi méné nez prostor, ve kterém se nachazi
a slouzi pro oddéleni datovych bodii jednotlivych tiid, které musi byt linedarné sepa-
rovatelné. Podpirné vektory jsou definovany jako datové body nachézejici se nejblize
k této nadroviné a jsou klicové pro definici jeji polohy.

Pro linearné separovatelné tridy lze formulovat podminky, kde pro kazdy nega-

tivni datovy bod plati wx; +b > 1 a pro kazdy pozitivni datovy bod wx; +b < —1.
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Rozhodovaci funkei 1ze pak vyjadiit nasledovné [76], kap. 2[:

d(x,w,b) = wix+b=> wa; +b, (1.28)

i=1
Cilem SVM je maximalizace vzdéalenosti mezi klasifikovanymi tiidami, a to mi-
nimalizaci kvadratické normy ||w||?, kterd odpovida souctu kvadrati sloZek vektoru

w, tedy wi'w = 3" | w?. Optimalizacn{ funkci Ize poté definovat jako [76 kap. 2]:

1
mil{l —wlw (1.29)

Takovy optimaliza¢ni problém je efektivné feSen pomoci konceptu sedlového

bodu Lagrangeova funkcionélu [76, kap. 2]:

L(w.b,a) = ;||w||2 =3 augs(was +0) — 1), (1.30)

i=1
kde «; jsou Lagrangeovy multiplikatory. V ptipadé, Ze pivodni data nelze linedrné
separovat, je nutné vyuzit tzv. jadrové funkce. Ty umoznuji transformaci vstupnich
dat do vyssiho dimenzionalniho prostoru, kde se datové body stanou linearné separo-
vatelnymi. Mezi bézné pouzivané typy jadrovych funkci patii linearni, polynomidlni
o stupni d a radidlni bazova funkce [76, kap. 2].

Mezi hlavni vyhody SVM patii jejich efektivni pouziti pri zpracovani dat s vy-
sokou dimenzionalitou bez zna¢ného negativniho dopadu na svou vykonnost. SVM
jsou i v nynéjsi dobé vyuzivany v radé studii napri¢ riznymi obory, véetné mediciny
[56, [T0T, (1T, 124].

1.2 Hluboké uceni

DL patii do podoboru ML a specializuje se na vyvoj algoritmi, které jsou zalozeny
predevsim na modelech hlubokych neuronovych sitich (Neural Networks — NN). Jed-
nim z klicovych rozdili oproti ML je tzv. end-to-end pristup. Zatimco tradicni ML
metody disponuji omezenou moznosti zpracovani surovych dat, a zpravidla vyzaduji
provedeni priznakového inzenyrstvi, DL algoritmy eliminuji tuto potfebu tim, ze
jsou schopny zpracovat surova data bez explicitni pripravy priznaki.

Modely DL jsou slozeny z mnoha vrstev, které mohou implementovat jak linearni,
tak nelinearni operace nad vstupnimi daty. Vysledkem je interpretace dat na vyssich
urovnich abstrakce, a to bez nutnosti aplikace priznakového inzenyrstvi. Z toho
plynou vyhody v podobé moznosti trénovani modeli z komplexnich a surovych dat.
Vysledkem je zpravidla dosdhnuti vyssich presnosti ve srovnani s tradiénimi ML
modely. Nevyhodou je potieba rozsahlych a kvalitnich datovych mnozin, vysoka
vypocetni narocnost a omezend interpretovatelnost natrénovanych model, coz muze

byt limitujicim faktorem pro aplikace, kde je vysvétlitelnost nutnosti.
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1.2.1 Obecny model hlubokého uceni

Model DL lze definovat jako funkci f(6,-): R? — R*. Piedpokladem je diferenco-
vatelnost a parametrizovatelnost funkce f. V kontextu hlubokého uceni je funkce f
komplexni kompozice mnoha dil¢ich parametrizovatelnych funkci f; reprezentujicich
vrstvy, ze kterych je model DL sloZen, viz obrazek [1.2]

X (B, X) fo(B , f)) —> --- {ﬁu(em, fm)]—w

Obr. 1.2: Obecné reprezentace modelu DL slozeného z L vrstev [145].

V ramci struktury modelu DL je vystup y funkei vstupniho vektoru x, pricemz
transformace x na y je realizovana prostrednictvim komplexni funkce f. Dil¢i funkce
fi mohou zahrnovat celou fadu linearnich i nelinearnich matematickych operaci.

Obecné lze popsat transformaci nésledujicim vztahem [145]:
y = fiw)(Or, fio-1)(0r-1, .. fr)(02), f1)(01), X)))). (1.31)

1.2.2 Optimalizace parametru

Algoritmy DL jsou primarné zalozeny na architekture umélych NN. Tyto sité pred-
stavuji komplexni struktury, které mohou obsahovat variabilni pocet vrstev uspora-
danych vétsinou v sériové vertikalni konfiguraci. Zakladnim stavebnim prvkem kazdé
vrstvy je umély neuron, ktery je navrzen na zakladé jeho biologické predlohy [90].
Kazdy takovy neuron obsahuje nékolik klicovych prvki: soubor vahovanych vstupti,
interni potencial a specificky definovanou aktiva¢ni funkei. Typicky maji modely NN
od stovek (mélké NN) az po sto bilionti neuroni (ChatGPT 4).

Optimalizace téchto parametrti probihd béhem procesu uceni, ktery je popsan
v podsekci [I.1.1} Vypocetné naroény proces zahrnuje zménu parametru s cilem mi-
nimalizace hodnoty ztratové funkce, coz je zasadni pro konvergenci modelu k te-
seni. Klicovou metodou pouzivanou v tomto kontextu je zpétné siteni chyby. Jedné
se o techniku umoznujici efektivni vypocet gradientu ztréatové funkce v NN [30].
Tato metoda se ukazuje byt aplikovatelna pro sirokou skalu parametrizovatelnych
a diferencovatelnych funkci, ¢imz predstavuje univerzalni nastroj pro optimalizaci
v kontextu DL.

Hodnota ztratové funkce L kvantifikuje cenu feseni, ktera je urcena na zakladé
vystupt sité. Tato hodnota slouzi jako indikator, jak dobfe model plni mapovaci
funkci f: X — Y. Optimalizace modelu spoc¢iva v nalezeni takovych hodnot pa-

rametri 6 (které zahrnuji vahy a interni potencidl), které minimalizuji ztratovou
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funkci L. Klicovym krokem v tomto procesu je vypocet gradientu ztratové funkce
vzhledem k parametrim #. Tim dojde k ziskdni informace, ve kterém sméru maji
byt parametry upraveny.

Vysledny gradient, soubor parcidlnich derivaci L vzheldem k 6, udava hodnoty
zmén parametri minimalizujicich hodnotu L. Obecné mize byt ztratova funkce
zapsana jako slozend funkce, kdy hodnota L zavisi na funkci modelu, ktera je funkci
jeho parametri, tedy L = f(g(0)). Pak dochdzi k uplatnéni pravidla o derivaci

slozené funkce [30]:
0 JOL Ou
59 L90) = 555,

V situaci, kdy je 6 reprezentovan vektorem, je aplikovano upravené pravidlo

kde u = g(0). (1.32)

pro derivaci slozené funkce. Jednotlivé parcidlni derivace jsou nahrazeny gradienty
a Jacobiho maticemi. Gradient ztratové funkce L vzhledem k parametrim 6 lze pak

vyjadrit pomoci nasledujictho vztahu [30]:

ou_
00

dg(0)

VoL(g(0)) = Vi L(u) Vo) L(9(0) =55~ (1.33)

Gradient funkce L je vektor vsech parcidlnich derivaci vzhedem k proménné u.
Jacobiho matice % = 8%—(;) zachycuje vSechny parcialni derivace g vzhedem ke vsem
slozkam 6 [30].

Vysledna zména jednotlivych parametri je po vypoctu gradientu ovlivnéna na-
stavenim hyperparametru urcujiciho velikosti kroku uceni a. Hyperparametry jsou
nastavovany ptred zahajenim uciciho procesu a maji zasadni vliv na jeho efektivitu
a schopnost konvergovat k feseni. Kromé rychlosti uceni patii mezi dalsi bézné hy-
perparametry naptiklad velikost davky, pocet iteraci, typ optimaliza¢niho algoritmu

a mira regularizace [148].

1.2.3 Typy hlubokého uéeni

Podobné jako u algoritmtt ML bude v nasledujicim textu detailné popsana pouze
ta NN, kterd je v praci vyuzivana. Komplexni prehled ostatnich typu siti presahuje

rozsah této prace, uceleny piehled lze nalézt v [128)].

Vicevrstvy perceptron

Vicevrstvy perceptron (Multi-Layer Perceptron — MLP) patii do kategorie dopfed-
nych NN a predstavuje jeden ze zakladnich typti NN. Jeho charakteristikou je li-
nearni tok dat od vstupni vrstvy k vystupni. Pfi tomto prichodu jsou na data
aplikovany jak linearni, tak nelinearni matematické operace [116].

Struktura MLP zahrnuje vstupni vrstvu prijimajici data a nékolik skrytych vrs-

tev [ = 1,...,L. Ty obsahuji definovany pocet neuronu j;, kde je kazdy z nich
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pripojen ke kazdému neuronu predchazejici vrstvy. Vystupni hodnota (aktivace) a;,

neuronu je dana nasledujicim vzorcem:
a5, = f<z Wij, Ay, + bjl)’ (1'34>
i

kde b;, je bias (interni potencial) neuronu j ve vrstvé [, w;;, reprezentuje vahu syna-
ptického spojeni mezi neuronem ¢ ve vrstvé [ — 1 a neuronem j ve vrstve [. Aktivace
ai,_,, neuronu ¢ ve vrstvé [ — 1 je vysledkem linearni ¢i nelinearni aktivacni funkce,
kterou muze byt napr. ReLU, Sigmoid, Softmax a dalsi [48].

Posledni vrstvou MLP je vystupni vrstva, ktera je zodpovédna za generovani
konec¢nych vysledkt. Typ vystupni hodnoty zavisi na typu resené ulohy a muze se
jednat napt. o regresni hodnoty, klasifika¢ni znacky atd. P1i u¢icim se procesu je fe-
sen optimaliza¢ni problém prostirednictvim minimalizace ztratové funkce iterativni
upravou vah a biast vSech neuront v dané siti. Tento proces optimalizace je podrob-
néji popsan v podsekei [1.2.2] Vicevrstvy perceptron je efektivni v fadé aplikaci, a to
véetné analyzy medicinskych dat [61) [115], TOT], 129, 152].

1.2.4 Relaéni uvazovani a rela¢ni indukéni zaméreni

Algoritmy DL jsou schopny fesit sirokou skalu problémii spojenych s analyzou a in-
terpretaci dat z komplexnich systémi. Tyto systémy jsou sloZzeny z entit a vztaht
mezi nimi. Clovék je schopen tuto strukturovanou reprezentaci pochopit, vnimat
jednotlivé vztahy mezi entitami, vytvaret nové reprezentace nebo na zakladé diive
ziskanych znalosti Tesit komplexni problémy. Klicovym aspektem pii vybéru vhod-
ného typu NN, ze kterych bude model slozen, je diikladna analyza typi entit a relaci,
které jsou soucasti resené problematiky.

Pojem relacni uvazovani oznacuje schopnost vnimat a operovat se strukturova-
nymi reprezentacemi skladajicich se z entit a jejich vztaht, pomoci pravidel pro
jejich skladani.

Relac¢ni indukéni zaméteni je oznaceni pro urcité nasmérovani algoritmu za tce-
lem poskytnuti lepsich vysledki. Umoznuje uprednostnit jedno feseni pred jinym,
a to nezavisle na pozorovanych datech. Jednoduchym prikladem rela¢niho indukc-
niho zaméreni je napriklad regularizace. Soucasné metody zalozené na DL taktéz
disponuji rela¢nim indukénim zamérenim, byt v zna¢né omezené mire. Tabulka
obsahuje prehled entit, jejich vztahti a rela¢niho indukéniho zaméreni u metod za-

lozenych na hlubokém uceni.
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Tab. 1.1: Rela¢ni indukéni zaméteni riznych typi NN. Na zakladé prehledu lze

provést informované rozhodnuti pii vybéru vhodného typu NN pro feseni specifické

problematiky.

Typ / architek- | Entity Relace Relaéni Invariance

tura neuronové indukéni

sité zaméreni

Grafova uzly hrany libovolné permutace uzlt
a hran

Plné propojena | prvky vSechny ku vSéem | nizké zadna

Konvolu¢ni prvky miizky | lokac¢ni lokace prostorova

Rekurentni casové vzorky | sekvenéni posloupnost | casova
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2 Kortikoterapie a algoritmy umélé inteli-
gence a jejich uplatnéni v klinické praxi

Posledni pandemie zptisobend virem SARS-CoV-2 vedla k rozsdhlému vyzkumu za-
méreného na nalezeni efektivnich lé¢ebnych postupt. Nékteri pacienti s COVID-19
meli tézky pribéh onemocnéni charakterizovany zavaznymi klinickymi projevy, mezi
které patii pneumonie, ARDS ¢ multiorgdanové selhani [23], [119]. Vyssi riziko za-
(Body Mass Index — BMI) a pacientt trpicich nékterou z komorbidit [150]. Vzhledem
k tomu, Ze se lidstvo s timto onemocnénim setkalo poprvé, nebyl znam presny 1é¢ebny
postup. Z tohoto diivodu byla uplatnovana prevazné symptomaticka lécba, doplnéna
oxygenoterapii, v zavaznéjsich pripadech umélou plicni ventilaci. V reakci na zjis-
onemocnéni, byla u nékterych pacientit indikovana 1é¢ba pomoci experimentalnich,
imunosupresivnich nebo protizanétlivych (KS) 1éku [24) 121]. U nékterych pacientu,
kteti se z akutni faze zotavili, se rozvinul post-covidovy syndrom. Jde o onemocnéni
charakterizované dlouhodobymi symptomy pretrvavajicimi i po dvanacti tydnech od
kterd vznika transformaci pozanétlivych zmén. Ta mtze dramaticky ovlivnit kvalitu
a délku zivota pacientii. K 1é¢bé post-covidového syndromu a prevenci vzniku plicni

fibrézy se v nékterych ptipadech pouzivaji KS [85, 100].

Hlavnim cilem této kapitoly je poskytnuti komplexniho prehledu studii zameé-
fenych na lécbu pomoci KS u COVID-19 pacienti v riznych fazich onemocnéni.
Motivaci je identifikace vyzkumnych otazek zamérenych na téma KT a onemocnéni
COVID-19, které by mohly byt alespon ¢astecné zodpovézeny pomoci Al algoritmt
pouzitych pro nalezeni skrytych vzort v datech. Vzhledem k multidisciplinarni po-
vaze vyzkumu presahuje obsah této c¢asti striktné technicky ramec. Odborna povaha
vyzkumu byla zarucena ti¢innou spolupraci s pneumology z Kliniky plicnich nemoci
a tuberkulézy pri FNOL. Vedlejsim cilem kapitoly je provedeni reserse aktualniho
stavu védy a techniky tykajici se integrace Al modelt do IS zdravotnickych zafizeni.
Na zékladé této reserse jsou identifikovany mezery ve vyzkumu, které omezuji, ¢i
znemoznuji nasazeni modeli ve zdravotnickych zarizenich vyuzivajicich starsi pro-

prietarni IS.
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2.1 Kortikoterapie v akutni i postakutni fazi a vyuziti

algoritmii umélé inteligence

Prestoze byly narodnimi institucemi schvaleny oficidlni postupy pro nasazeni KS
[T08, 130], tak mezi Sirokym spektrem lékaii a odbornik nepanuje absolutni shoda
ohledné cilové skupiny, nac¢asovani podani KS nebo optimélniho ddvkovani a doby
trvani 1écby. Rozsahla data nashromazdéna béhem pandemie poskytuji prilezitost
vyuziti Al k nalezeni odpovédi na tyto otazky. Modely zalozené na Al maji poten-
cial objevit nové a cenné informace, které mohou vylepsit 1é¢ebné postupy, umoznit
personalizaci 1écby, a tim zvysit kvalitu poskytované péce nebo snizit naklady. Na-
sledujici text poskytuje uceleny prehled studii zamérenych na pouziti KS pti 1écbé
akutni i postakutni faze onemocnéni COVID-19, vyuziti Al v této oblasti a pojed-

nava o identifikovanych vyzkumnych mezerach.

2.1.1 Akutni faze onemocnéni a kortikoterapie
Nacasovani podani a davkovani

Vyzkumy tykajici se pouziti KS u pacient s akutni fazi onemocnéni COVID-19
predkladaji rozdilné zévéry. Podle studii [50, [51] je véasné podani KS u pacientu se
stfedné tézkym az tézkym pribéhem onemocnéni spojovano s potencialnim piino-
sem. Naopak pozdni podani, byt vysokych davek KS, se nejevi jako vyznamny faktor
ve snizovani umrtnosti nebo ve zmirnéni ARDS [104]. Dle [105] bylo uziti vysokych
davek KS navic spojeno s vyssi mortalitou a zvysSenym rizikem potieby mechanické
ventilace, zejména u starsich pacientti trpicich nékterou z komorbidit. Vyssi davky
KS také vedly ke zvysenému vyskytu infekci, avsak riziko akutniho poskozeni ledvin
bylo nizsi [81]. Kombinace tocilizumabu a KS byla identifikovdna jako efektivnéjsi
ve srovnani s pouhou KT, ¢ standardni péci, coz potvrzuje studie [47] a metaana-
Iyza [89] zahrnujici vice nez osmndct tisic pacientii. Obé studie potvrdily vyssi miru
preziti diky kombinaci obou 1ékt. Tyto poznatky jsou souhrnné prezentovany v ta-
bulce ktera nabizi uceleny prehled studii zabyvajicich se vlivem KT u pacientii
v akutni fazi onemocnéni.

Shrnuti dostupnych studii naznacuje, ze 1é¢ba pomoci KS muze byt efektivni, po-
kud je zahajena vcCas a v ramci doporucenych davek. Na druhé strané, zpozdéné po-
davani, byt vysokych davek KS, mtize byt netc¢inné a potencidlné vést k negativnim
vysledktim. Zlepseni efektivity 1éc¢by bylo pozorovano pri kombinaci KS s tocilizu-
mabem, coz naznacuje vyznamnost kombinované terapie pro pacienty s COVID-19.
Vyzkum [2§], ktery se zabyva analyzou zavéru nékolika studii zaméfenych na Gcin-

nost KS u pacientii v akutni fazi COVID-19, poukazuje na kontroverzni povahu jejich
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vyuziti. Dle [28] sice nékteré zkoumané studie prokazaly primarni cil, avSak je jejich
piinos vzhledem k omezenému poctu tcastniki limitujici. Nicméné [28] zduraziuje
mozny prinos KS pri 1écbé tézké COVID-19 pneumonie. Tyto poznatky podporuji
potrebu dalsitho vyzkumu, ktery by stanovil spravné nacasovani a davkovani, jakoz

i potencialni vyhody kombinovanych terapeutickych strategii.

Tab. 2.1: Uceleny prehled studii o vlivu KS pfti lé¢bé pacientt v akutni fazi onemoc-
néni COVID-19.

Studie | Pocet Lécebny postup Zhodnoceni

pacienti

[51] 213 Véasné  podani  KS | Zkraceni hospitalizace z 8 na 5 dni.
(0,5-1,0 mg/kg/den
metylprednisolonu)

[50] 422 Vysoké davky KS (> | Bez vyznamného rozdilu v dmrt-
2mg/kg/den metylpred- | nosti.
nisolonu).

[104] 348 Pozdni 1é¢ba  vysokymi | Zadny piinos pro sniZzeni imrtnosti
davkami KS (1 mg/kg/- | nebo potlaceni syndromu akutni re-
den metylprednisolonu) spiracni tisné.

[105] 573 Vcasné podini vyso- | Vyssi mortalita a zvySené riziko me-
kych déavek KS (1,0-1,5 | chanické ventilace, zejména u star-
mg/kg/den  metylpred- | sich pacienti s komorbiditami ve vy-
nisolonu  —  kontrolni | sokodavkové skupiné.
skupiny, 250-1000 mg/-
den metylprednisolonu —
vysokodédvkova skupina)

[81] 1379 Vysoké davky KS (>40 | Vyssi infekce, nizsi riziko akutniho
mg/den ekvivalentu me- | poskozeni ledvin. Kombinace KS
tylprednisolonu). a tocilizumabu je efektivnéjsi.

[47] 163 Kombinace KS a tocilizu- | Zavazny prubéh u osob starsich 80
mab let, podporuje KS v kombinaci s to-

cilizumabem.

[89] 18702 Kombinace KS a tocilizu- | Vyssi mira preziti, podporuje pou-
mab ziti véasnych a doporucenych davek

KS v kombinaci s tocilizumabem.
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Umrtnost

Cilem nékterych publikaci byla analyza vlivu KT na 28denni timrtnost. Dle sou-
hrnného zjisténi je mira imrtnosti ve skupiné, ktera je lécena KS, zavisla na stavu
pacienta a davce KS. Prehledné shrnuti lze nalézt v tabulce 2.2] Ptes rozdilné na-
zory na prospeésnost této terapie je jeji efekt v urcitych situacich vniman pozitivné.
Vzhledem k potencidlné silnym nezaddoucim uc¢inktiim by vsak KS nemély byt poda-
vany vSem pacienttim. Naopak by méla byt 1é¢ba cilend na ty, u kterych prevazuji
vyhody nad riziky. Oficialni postupy proto definuji specifické situace, ve kterych je
pouziti KS doporuceno [108, 130]. Soucasny vyzkum se soustfedi na ovéfeni exis-
tujicich protokolil nebo na identifikaci novych kritérii pro vybér pacienti, kteii by

z terapie kortikosteroidy mohli benefitovat.

Tab. 2.2: Uceleny ptehled studii zkoumajicich vliv KS na 28denni tmrtnost pacientt

béhem akutni fazi onemocnéni COVID-19.

Studie | Pocet Lécebny postup Hlavni zjisténi

pacientt

[59] 6425 KS (6 mg/kg/den de- | Nizs$i mortalita u KS lé¢enych paci-
xametazon) po dobu | entd vyzadujicich respirac¢ni podpo-
10 dnt vs. standardni | rou (29,3 % vs. 41,4 % - uméld plieni
1é¢ba. ventilace a 23,3 % vs. 26,2 % - oxy-

genoterapie). Vyssi mortalita bez re-
spira¢ni podpory (17,8% vs. 14,0%).

[99] 21350 KS po dobu 3 az 12 dnii. | Celkova mortalita byla vyssi u pa-
cienti lécenych KS, doporuceno je
peclivé zvazeni poméru prinosu a ri-
zika u jednotlivych pacienti.

[81] 1379 Vysoké davky KS (>40 | ZvySend mortalita u pacientt dosté-
mg/den ekvivalentu me- | vajicich vysoké davky KS, coz pod-
tylprednisolonu). poruje zavéry [99] o nutnosti opatr-

nosti pii pouzivani KS.

Ptistupy zalozené na algortimech umélé inteligence

Préace [84] prezentuje pristup, jehoz cilem je identifikace pacientt, u nichz KT nebo
lécba remdesivirem prodlouzi dobu preziti. Datova mnozina pouzita k natrénovani
XGB modelu zahrnuje zdravotni stav 2 364 pacientii, z nichz 1471 uzivalo KS a 893
bylo lé¢eno remdesivirem. Mezi limitace vyzkumu autori fadi retrospektivni charak-

ter, kvili kterému nebylo mozné ovérit, jak by mohlo doporuceni algoritmu ovlivnit
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lécebny postup u pacienttt. Podle autoru je tato prace prvni, ktera pouzila ML al-
goritmy za uc¢elem hodnoceni tc¢innosti KS ¢i 1é¢by remdesivirem u pacientl s one-

mocnénim COVID-19.

Studie [83] se zabyvala tvorbou ML algoritmt urcenych k predikei timrtnosti pa-
cientii lécenych pomoci KS. Datova mnozina obsahovala celkem 1571 vzorkt, z nichz
bylo 769 porizeno pred 17. tinorem 2021. Pomér trénovaci a testovaci datové mno-
ziny byl zvolen 80 % ku 20 %. Vysledny LGBM model doséhl, na testovaci mnoziné
obsahujici datové vzorky sesbirané pred 17. inorem 2021, pomérné vysoké presnosti
vyjadiené metrikou AUC (Area under the Curve — AUC) a to 0,911. Na zbylych da-
tovych vzorcich sesbiranych po uvedeném datu byla dosazena také pomeérné vysoka
presnost, a to AUC - 0,881. To doklada schopnost modelu tspésné predikovat stav

u pacientl i v dobé prichodu novych mutaci viru SARS-CoV-2.

Schopnost vyhodnoceni 1é¢ebné odpovédi pacientii na podani KS s vyuzitim ML
algoritmi je ovérovana studii [55]. Mezi testované algoritmy byly zafazeny LR, SVM,
GBDT, k-NN a NN. U neuronové sité vsak blize nespecifikuji typ ani architekturu.
Modely byly trénovany na datové mnoziné s 666 vzorky, kterd byla rozdélena na
trénovaci (N = 268), validaéni (N = 267) a testovaci (N = 131). Vsechny modely
dosahovaly na testovaci datové mnoziné podobnych vysledku, od AUC = 0,787 (k-
NN) po AUC = 0,842 (GBDT).

Algoritmus k-Means pro shlukovani dat byl vyuzit k rozdéleni pacientii na ty
s hyper a hypozanétlivym fenotypem [38]. Z vysledku plyne, ze nasazeni KS u paci-
entl s hyperzanétlivym fenotypem snizuje 28denni timrtnost, u druhé skupiny nebyla
pozorovana zadna vyraznd zmeéna.

Studie [33] ovéfovala efekt ruznych davek KS u pacienti s tézkym prubéhem
COVID-19 pomoci Bayesovskych regresnich stromi. Vysledkem studie je, ze vyssi
davka (12 mg/kg/den) byla spojena s rychlejsim zotavenim. U vSech pacienti v této
skupiné byla zaznamenana nizsi 90denni tmrtnost. U pacient netrpicich DM a star-
sich pacientt se vyssi davka KS jevi jako vice prospésna.

Ve studii [77] zkoumali, zda je mozné pomoci Al asistované analyzy rentgenovych
snimkii identifikovat pacienty s mirnym az stfedné tézkym pribéhem COVID-19,
u kterych bude mit KT negativni pfinos. Pomoci LR dosli k zavérim, ze vyssi
skére abnormalit rentgenového (RT'G) snimki, které je ziskané na zakladé analyzy
komercéné dostupnym Al néstrojem, je asociovano s nepriznivou lé¢ebnou odpovédi

na KS. Analyza byla provedena na datové mnoziné ¢itajici 258 pacientii.

Na zékladé poskytnutého prehledu lze konstatovat, ze Al algoritmy mohou po-
skytovat nové moznosti v oblasti personalizace 1écby u pacienttt v akutni fazi one-
mocnéni COVID-19. Studie identifikuji jisté vyzkumné mezery, které jsou spise cha-

rakteru limitované datové mnoziny.
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2.1.2 Postakutni faze onemocnéni a kortikoterapie

Navzdory uspésnému zotaveni z akutni faze COVID-19 se mnozi pacienti nadéle
potykaji s pretrvavajicimi symptomy, které mohou vyrazné ovlivnit kvalitu jejich
zivota. Priblizné tretina pacient trpi alespon jedenim z téchto symptomu i dva-
nact tydna po akutni fazi [107, 142]. Mezi dlouhodobé symptomy patii dusnost,
unava, kasel, zvysend teplota, deprese, ztrata ¢ichu, bolest svalstva, kognitivni dys-
vyznamneé snizit kvalitu zivota pacientl a zkratit jejich ocekavanou délku zivota, je
plicni fibréza, jejiz ¢etnost je reportovana v rozmezi od 6 % do 44 % [100]. K 1é¢bé
dlouhodobych symptomt mohou byt vyuzivany, stejné jako v akutni fazi, KS. Pozi-
tivni pfinosy byly zaznamenany ve zmirnéni ztraty ¢ichu [85] [135]. Je vsak dulezité
peclive zvazit vsechny potencidlni prinosy a rizika KT, véetné moznych nezadoucich
ucinki, a lécbu individualizovat v souladu s aktualnim zdravotnim stavem a potte-
bami kazdého pacienta.

Podle [107] zustava priblizné 39 % pacientt, kter{ v akutni fazi trpéli pneumo-
nii zptisobenou COVID-19, symptomatickych i po nékolika tydnech a prechazi do
postakutni fadze onemocnéni. V ramci observacni studie byli tito pacienti podrobeni
funkénimu vysetteni plic. U téch s vyraznym poklesem difuzni kapacity plic pro
oxid uhelnaty (Diffusing Lung capacity for CO — DLCO) bylo provedeno vySetfeni
pomoci poéitacové tomografie s vysokym prostorovym rozliSenim (High-Resolution
Computed Tomography — HRCT). U malého procenta pacienttu (4,80 %, 35 paci-
enti) byla zahajena lécba KS. Tito pacienti vykéazali znacné zlepseni subjektiv-
niho hodnoceni vnimani dusnosti a vyrazné zvyseni DLCO, s primérnym zlepsenim
0 31,60 %. Hlavnim omezenim této studie je absence kontrolni skupiny. Dalsi studie
[T00] naznacuje, ze z KT mohou tézit pacienti s pretrvavajicimi symptomy dusnosti,
vyznamnymi radiologickymi zménami na plicich a snizenym DLCO. Tyto vysledky
podporuji myslenku, ze KS mohou hrat klicovou roli v 1é¢bé nékterych dlouhodobych
nasledki COVID-19.

2.1.3 Shrnuti a identifikace vyzkumnych mezer

Dostupné studie naznacuji, ze konsensus ohledné prinosu KS stale nebyl dosazen.
Metodologie jednotlivych vyzkumt je riznoroda, coz znesnadnuje moznost jejich
vzajemného porovnani. Rozdily 1ze nalézt v nacasovani podani KS po vyskytu prv-
nich priznaki, v uréeni optimalni davky, ve vlivu 1é¢by na miru amrtnosti, délku
hospitalizace, pocet dnt stravenych na jednotce intenzivni péce a cilové skupiné.
Nicméné, navzdory témto rozdilim prevysuje spise kladny postoj k 1écbé pomoci
KS, a to v akutni i postakutni fazi onemocnéni [47, [51, [59] 8T [85] [89L 9] 100, 135].
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Jedno z vyznamnych omezeni mnoha studii je nedostatecné mnozstvi analyzova-
nych parametrii. Casto se opiraji pouze o zakladni idaje, pfestoze na pocatku 1écby
byvaji dostupna rozsahla data z rtznych vysetfeni. Stale pretrvavaji nezodpovézené
otazky tykajicich se KT, napt. kdy by lécba méla byt zahajena, optimalni davko-
vani ¢i délka lécby. Al algoritmy by mohly byt pouzity pro nalezeni odpovédi na
tyto otazky. Nékolik studii jiz ispésné prokazalo vyuziti Al algoritmu pri identifi-
kaci pacientt, kter{ budou z 1é¢by benefitovat [33], [84], ¢i nikoli [77], urceni optimalni
dévky a identifikace skupin pacientt [38], pro které vysoké davky KS nejsou vhodné.
Vsechny tyto studie se vsak zaméiuji pouze na akutni fazi onemocnéni.

7 dostupnych udaju vyplyva, ze pomérné vysoky pocet pacientu trpi dlouho-
dobymi symptomy, coz muze negativné ovlivnit kvalitu jejich zivota a potencidlné
snizit délku doziti [107]. Vyuziti existujicich datovych sad a jejich analyza prostied-
nictvim Al algoritmi by mohlo umoznit vytvoreni dostatecné presnych modelt pro
personalizaci 1écby pacientt s post-covidovym syndromem. Aktudlné vsak chybi vé-
decka prace, ktera by se zamérila na tento konkrétni pripad uziti. Jedna se tedy

o oblast, ktera muze byt identifikovana jako vyraznd mezera ve védé a vyzkumu.

2.2 Integrace algoritmii strojového uceni v lékarském

prostredi

Pritomnost zastinéni na RT'G snimcich plic u COVID-19 pozitivnich pacienti vedlo
k vyvoji presnych Al modeli slouzicich pro véasny zachyt onemocnéni. Soucasné byl
zaznamenan vyzkum zaméreny na navrh architektur a platforem, které by umozno-
valy efektivni nasazeni téchto Al v klinické praxi.

Jednim z takovych prikladi je platforma Ketos [60], kterd umoznuje vyuzivat
AT modely jako podpurné diagnostické néstroje. Hlavni vyhodou platformy je funk-
cionalita pro definovani a trénovani novych modeli a jejich nésledné nasazeni do
klinické praxe. Tato vlastnost prinasi velkou flexibilitu a rozsituje moznosti vyuziti
AT v mediciné. Presto platforma ¢eli vyzvam spojenym s interoperabilitou se starsimi
a proprietarnimi IS, coz muze komplikovat jeji vyuziti v nékterych zdravotnickych
zatizenich.

Studie [72] se zabyva vyvojem Al modelu urceného k detekci pneumonie zptiso-
bené COVID-19 prostiednictvim analyzy snimku ziskanych pomoci pocitacové to-
mografie (Computed Tomography — CT). Hlavnim pfinosem je predstaveni systému,
ktery umoznuje snadnou integraci vyvinutého modelu do klinické praxe. Vyraznym
nedostatkem je chybéjici podrobny popis navrzeného systému a jeho specifikaci, coz
komplikuje posouzeni flexibility systému vzhledem k moznosti implementace modelt
urc¢enych pro jiné diagnostické ucely.
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Platforma VNAI [86] umoznuje snadné nasazeni prakticky libovolnych AI mo-
delti do klinické praxe. Je navrzena tak, aby provadéla automatickou analyzu obrazo-
vych dat. Této funkcionality je dosazeno prostfednictvim propojeni s primarnim IS
zdravotnického zarizeni. To umoznuje platformé ziskat informace o provedeném zob-
razovacim vysetifeni ihned po jeho dokonceni. Nasledné si platforma VNAI vyzada
obrazova data spojena s dokoncenym vysSetfenim, provede jejich analyzu pomoci
integrovanych modeltu a vysledky ulozi do systému pro archivaci a komunikaci ob-
razovych dat (Picture Archiving and Communication System — PACS) nebo jiného
relevantniho ulozisté. Predstavena platforma je velmi pokrocila. Avsak interopera-
bilita se starsim proprietarnim IS muze byt do znac¢né miry omezend, nebof obvykle
tyto IS postradaji aplikacni rozhrani, prostiednictvim kterého VNAI ziskava infor-
mace o provedenych vysetieni.

Navzdory rychlému vyvoji Al algoritmu zistava jejich zavadéni do klinické praxe
stale omezené. Aby z pokroku védy a vyzkumu v této oblasti mohla tézit siroka ve-
rejnost formou zvyseni kvality péce, je nezbytné zajistit interoperabilitu modelt s IS
zdravotnickych zarizeni. Takovy mechanismus by mél byt obecny, bezpecny, flexi-
biln{ a udrzitelny. Jiz bylo predstaveno nékolik pokrocilych pristupi [60, [86] uréenych
pro integraci Al do klinické praxe, které splnuji vétsinu pozadavki. Nicméné, jejich
vyuziti ve zdravotnickych zafizenich, které pouzivaji starsi proprietarni IS je proble-
matické. U dalstho vyzkumu [72] je kvili absenci podrobného popisu tézké posoudit
jeho slucitelnost se zminénymi IS. Umoznéni integrace Al modelt do zdravotnickych
zatizeni vyuzivajicich starsi proprietarni IS miize byt identifikovano jako mezera ve

védé a vyzkumu.
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3 Cile disertacni prace

Hlavnim cilem disertacni prace je ovéreni stanovené vyzkumné otazky, zda lze po-
moci Al predpovédét na zakladé vstupniho vysetfeni post-covidovych pacientu vhod-
nost KT. Vysledny Al model by tak mohl slouzit jako podptrny diagnosticky néstroj
umoznujici cilenou 1é¢bu. Pomohl by snizit ¢etnost uziti KS u pacienti, u kterych
by rizika lécby prevysovala jeji oc¢ekavané prinosy. Z reserse soucasného stavu védy
vyplyva, ze Al modely byly tspésné aplikovany na problematiku KT u pacientt
v akutni fazi onemocnéni. Vyzkum specificky zaméreny na postakutni fazi zatim
chybi. Snahou této prace je proto stanovit zédklady v oblasti personalizované 1écby
post-covidovych pacientii, u kterych hrozi poskozeni intersticia plic v dlisledku trans-
formace pozanétlivych zmén na fibrotické zmény. Mezi dilci cile stanovené vyzkumné
otazky patii:

o vytvoreni navrhu experimentu vhodného pro ovéri moznosti aplikace Al algo-
ritmu pro personalizaci 1é¢by post-covidovych pacienti,

o provedeni podrobné analyzy dostupné datové sady,

e vybér vhodnych Al algoritmti pro zpracovani téchto dat a stanoveni metrik
pro kvantifikaci vykonnosti natrénovanych model,

o provedeni vhodného predzpracovani dat a vybér postupi slouzicich pro identi-
fikaci konecné mnoziny pouzitych parametra pro natrénovani Al modela v kon-
textu snizeni rizika jejich pretrénovani,

 realizace dil¢ich experimentii s cilem posouzeni vlivu kombinace riznych vy-
setfeni pacienta na vykonnost modeli, natrénovani Al modelt a optimalizace
jejich hyperparametri,

« identifikace omezeni prezentovaného vyzkumu a diskuze nad jeho dalsim smé-

rovanim.

Vedlejsim cilem disertacni prace je vyzkum a vyvoj univerzalni architektury,
kterd by umoznila Siroké verejnosti vyuzivat vyhody, jaké ptrinasi rychly vyzkum
a vyvoj Al algoritmii pro diagnostické ucely, a tim prispét ke zlepseni kvality posky-
tované zdravotni péce. Pro splnéni tohoto cile je nezbytné navrhnout architekturu,
kterd bude obecna, bezpecnd, flexibilni, jednoduse udrzitelna a zaroven umozni in-
tegrovat prakticky jakykoli AI model do zdravotnickych zarizeni vyuzivajicich starsi
proprietarni IS. K dosazeni tohoto cile byly stanoveny nasledujici diléi cile:

o provedeni navrhu univerzalni architektury zajistujici integrovatelnost Al mo-
delti i ve zdravotnickych zafizenich vyuzivajicich starsi proprietarni IS, které
nedisponuji aplika¢nim rozhranim. Architektura bude splnovat vysoké poza-
davky na ochranu citlivych zdravotnich idaji. Bude modularni, coz zajisti jeji
snadné vyuziti pii nasazeni na feSeni konkrétni problematiky. Vysledky analyz

nebudou uchovavany jako duplicitni zaznamy v PACS,
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e vytvoreni experimentalni implementace této architektury a jeji propojeni se
systémy FNOL. Implementace bude umoznovat véasny zachyt onemocnéni
COVID-19, pricemz bude Tesena otazka vykonnosti,

« identifikovat nedostatky predstaveného teseni a diskutovat moznosti jeho dal-

stho rozvoje.
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4 Personalizace lécby post-covidovych paci-
enti pomoci algoritmi umeélé inteligence

Kapitola popisuje proces ovéreni vyzkumné otazky definované jako hlavni cil di-
sertacni prace. Vychdazi z identifikovanych mezer soucasného vyzkumu a zamétuje
se na navrh pristupu zalozeného na Al algoritmech, ktery by v pripadé dostatecné
presnosti mohl slouzit jako podpirny diagnosticky néstroj. Umoznoval by predikci
vhodnosti KT u post-covidovych pacienti, kteri jsou ohrozeni plicni fibrézou v da-
sledku pozénétlivich zmén zptsobenjch COVID-19 pneumonii. Uspésna realizace
experimentu by predstavovala polozeni zakladu stavu védy a techniky v oblasti per-

sonalizace 1é¢by post-covidového syndromu.

Prezentované vysledky byly ziskdany na zakladé multidisciplindrniho vyzkumu
provadéného ve spolupraci s Klinikou plicnich nemoci a tuberkulézi pri FNOL [16]
a jeho c¢astecného rozsireni. Studie je schvalena Etickou komisi FNOL pod ¢islem
228/21. Uvodni sekce kapitoly popisuje ndvrh pifstupu, ktery zahrnuje viechny
kroky nezbytné pro tspésné natrénovani Al modelt a bere v ivahu pripadné pouziti
metody v klinické praxi. Déale nasleduje podrobna analyza pouzité datové mno-
ziny. Cilem je ziskdni doménovych znalosti, které jsou pouzity pro minimalizaci
rizik spojenych s nizkou uspésnosti vyslednych modelt. Dalsi ¢ast se zabyva vybeé-
rem vhodnych Al algoritmi a technik priznakového inzenyrstvi. Po této ¢asti jsou
predstaveny navrzené experimenty a vhodné diskutovany dosazené vysledky pomoci
natrénovanych Al modeli. Soucasti trénovaciho procesu je optimalizace hyperpara-
metru. Zaveérecné sekce kapitoly jsou vénovany celkovému vyhodnoceni experimentii,

identifikaci moznych vylepsSeni a diskusi o omezeni prezentovaného vyzkumu.

Vysledky byly prezentovany pred odbornou komunitou béhem zvané prednasky
na 56. Nitrianske lekarske dni. Konference byla zamérena na téma modernich trendt

v diagnostice a terapii a jejich uplatnéni v realné medicinské praxi.

4.1 Navrh experimentu

Experimentéln{ schéma, znédzornéné na obrézku [4.1] bylo navrzeno tak, aby prezen-
tovalo proces zpracovani dat béhem trénovani AI modelid a zptisob jejich potencial-
niho vyuziti v klinické praxi. Casti oznacené cerné predstavuji kroky spole¢né jak
pro fazi trénovani, tak pro nasazeni model@i. Cervend zvyraznéné ¢asti jsou speci-
fické vyhradné pro trénovaci fazi, zatimco zluté oznacené casti se uplatnuji pouze

v pripadé findlniho nasazeni natrénovanych modeli.
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Obr. 4.1: Znazornéni trénovaciho procesu Al modelt a jejich pouziti v klinické praxi.

4.1.1 Trénovaci faze

Prvnim krokem pred zahajenim trénovaciho procesu je vybér pacientt spliujicich
podminky zafazeni do vyzkumu. Podrobnéjsi informace jsou k dispozici v sekci
vénované popisu datové mnoziny. Nasleduje predzpracovani dat vybranych paci-
entli. Tento krok zahrnuje konverzi kategorickych parametrti a doplnéni chybéjicich
hodnot. Z této predzpracované datové mnoziny jsou na zakladé expertnich znalosti
a ruznych metod priznakového inZenyrstvi (sekce vybrany vyznamné ptiznaky;,
které jsou nasledné pouzity pro trénovani Al modeld, viz sekce

4.1.2 Pouziti v klinické praxi

Proces vyuziti natrénovaného modelu v klinické praxi je vyrazné zjednodusen. Na
zakladé komplexniho vysetfeni pacienta je zadana stejna sada priznaki, kterou ob-
sahuje puvodni datovd mnozina. V ramci predzpracovani dat je vynechéna filtrace
pacientl a dochéazi k automatickému vybéru statisticky vyznamnych priznaka. Tyto
priznaky jsou poté analyzovany pomoci natrénovaného Al modelu. Vysledek analyzy
je vhodnym zptusobem, ktery se miize lisit podle typu modelu, predan lékarskému

personalu.
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4.2 Datova mnozina

Sbér dat pro tuto studii byl realizovan 1ékari z post-covidové ambulance ve FNOL.
Konecna datova mnozina je vyjimecna rozsahem informaci, které o kazdém pacien-
tovi obsahuje. Vzhledem ke stale se rozvijejicimu porozumeéni souvislosti mezi rtz-
nymi aspekty dlouhodobych nasledkt onemocnéni byla provedena diikladna analyza
datové mnoziny. Ziskané znalosti z tohoto procesu byly pouzity v ramci priznakového
inzenyrstvi tak, aby doslo k maximalizaci presnosti AI modelu.

V nasledujicich sekcich je podrobné popsan proces selekce pacienti zahrnutych
do konec¢né analyzy. Dale je provedena analyza zakladnich informaci o pacientech,

popsan postup hodnoceni miry regrese plicnich zmén a urceni klasifikac¢nich znacek.

4.2.1 Schéma sbéru dat

Proces sbéru datové mnoziny je vizualizovan na prislusném obrazku Pri ur-
covani mnoziny parametri, které budou datové vzorky obsahovat, bylo nezbytné
omezit jejich vybér pouze na parametry, které jsou dostupné béhem standardizova-
ného vysetfeni v post-covidové ambulanci nebo pouzit snadno data ziskatelna z IS
nemocnice.

Typicky bylo vstupni vysetifeni u pacientti naplanovano tii az ctyfi tydny po
akutni fazi onemocnéni COVID-19. Souc¢ésti vysetieni bylo provedeni funkéniho vy-
setfeni plic, odbéru krevniho vzorku, RTG hrudniku a rozhovor s pacientem. Na
zakladé téchto ziskanych udaju lékari urcili dalsi 1écebny postup. Kontrolni vyset-
feni bylo obvykle naplanovano priblizné s tii az ¢tyrmésicnim odstupem. Béhem
kontrolniho vysetfeni pacienti podstoupili stejnou sadu testti. Vysledky kontrolniho

snimku plic byly pouzity k posouzeni miry regrese pozanétlivych zmén plic.

51



Akutni ‘% Vstupni vysSetieni
faze . |

. 4
L - - 7 %
i
4ty dn)sE Krevnl;'testy Spirometrie G Anamnéza TR
Postakutni

faze =
‘% Kontrolni vySetieni
. - U
RTG

.G |
4 mésice \ / M
Anamnéza

g

. S Krevni test: Spirometrie
5 mésicu y P

Obr. 4.2: Schéma sbéru datové mnoziny.

4.2.2 Proces selekce pacientii

Do studie byli zatazeni pacienti, ktefl navstévovali postakutni ambulantni péc¢i ve
FNOL mezi 30. dubnem 2020 a 22. prosincem 2021. Celkem byla nasbirana kom-
plexni data od 1861 pacientii, u kterych bylo diagnostikovano onemocnéni COVID-
19. Vzhledem ke stanovené vyzkumné otazce nékteri pacienti nesplnovali kritéria
nutnd pro zarazeni do konecné skupiny. Ze vstupniho vzorku byli vylouceni ti,
kteri nevykazovali znamky akutniho zanétu plic. Hlavnim davodem je skutec¢nost,
ze vyskyt plieni fibrozy u téchto pacientti je extrémné nizky, proto se o nasazeni KS
obvykle neuvazuje.

Dale byla lékari posuzovana pritomnost intersticialniho plicniho postizeni, a to na
zakladé pritomnosti charakteristickych znakt v HRCT snimku. V nékterych nejed-
noznacnych pripadech byla provedena biopsie. Do dalsi analyzy byly zarazeni pouze
pacienti s jednoznacné diagnostikovanym poskozenim plic v disledku onemocnéni
COVID-19. Na zakladé stanovenych kritérii bylo vylouceno, z ptivodni mnoziny ¢ita-
jici 1861 pacientti, celkem 1580 pacientii. Do konc¢ené analyzy byla zarazena pouze
mald skupina pacientii zahrnujicich ty, u kterych byla zvazovana lécba KS. Gra-
ficky prehled automatického procesu selekce pacienti je prehledné vizualizovan na
obrazku (4.3l
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Pacienti v post-covidové ambulantni péci
30. 4. 2020 az 22. 12. 2021

(n=1861)
Vyfazeni:
e 13 duplicitni zaznamy
e 5 neplatné zaznamy
\ 4
[ Post-covidovi pacienti (n = 1843) ]

Vyfazeni:

e 992 bez COVID-19 pneumonie

e 567 nestanovené regresni skore
o 544 subjektivni
o 23 radiologické

o 3 chybéjici davka kortikosteroidd

Post-covidovi pacienti zahrnuti do analyzy
(n=281)

Bez kortikosteroidU S kortikosteroidy
(n=186) (n=95)

Obr. 4.3: Postup selekce pacientii s uvedenim informace o pripadném divodu vylou-

¢eni z finalni kohorty.

4.2.3 Demografické udaje a navyky

Vzhledem k dokumentovanému riziku tézstho pribéhu onemocnéni COVID-19 u star-
sich osob a jedincu s vys$sim BMI [I50] byly mezi sledované parametry zarazeny
demografické tdaje a télesné parametry. Konkrétné se jedna o vék, pohlavi, télesnou
vysku a hmotnost. Dalsim zahrnutym parametrem je BMI, i kdyz muze byt v nékte-
rych pripadech zavadéjici. Nicméné, dle [44] je vyssi BMI spojeno s vysSsim rizikem
post-covidového syndromu. Tabulka poskytuje uplny prehled vsech sledovanych
parametri, véetné demografickych idaji a navyka.

Vysledky detailni analyzy distribuce a variability hodnot specifikovanych v ta-
bulce [4.0] jsou zobrazeny ve formé grafi na obrazku (4.4 Klicovou soucdsti této
analyzy je zkoumani vékového rozlozeni podle pohlavi. Z datové analyzy vyplyva, ze
vétSinu pacient tvorf muzi s pribliznym pomérem 60 % muzi oproti 40 % Zendm.
U muzt je také zaznamenan vyssi primérny vék ve srovnani s primérnym vékem
zen, a to o 0,9 roku. Toto zjisténi je také patrné z krabicového grafu, ktery ukazuje

Sirsi rozptyl ve vékovém rozlozeni zen. V analyzované kohorté se vyskytuje jeden

23



pacient ve veéku 30 let, coz predstavuje znacnou odchylku od typického vékového
rozlozeni sledovanych pacientii.

Radky oznacdené a) az d) v obrazku reprezentuji rozlozeni a variabilitu té-
lesné vysky, vahy a BMI. Z analyzy vyplyva, ze 15 pacientl trpi morbidni obezitou
(obezita 3. stupné), pricemz je v této skupiné 10 Zen a 5 muzi. Prumérné hodnoty
BMI se lisi v zavislosti na pohlavi. U Zen dosahuji praméru 31,68, zatimco u muzu
29,70. Zjistény rozdil v pramérnych hodnotach BMI je pomérné vyznamny a muze
mit klicovy vliv na proces zotaveni se z nasledkit onemocnéni.

Dle predpokladu histogram vysky ilustruje posunuti rozlozeni vysky u zen smeé-
rem k nizsim hodnotam. Mezikvartilové rozpéti se u zen pohybuje od 157 do 167 cm
a umuzu od 171,25 do 179 cm. Naopak, rozdil v rozlozeni vahy mezi pohlavimi neni
tak vyrazny, jak by se dalo ocekavat. Mezikvartilové rozpéti vah u Zen je od 73 do
92 kg, zatimco u muzl od 81,25 do 101 kg, coz naznacuje mensi variabilitu ve vaze
mezi pohlavimi nez ve vysce.

V kontextu 1é¢by pacienti s plicnim poskozenim je zkoumén jejich vztah ke
kouteni. Z celkového poctu 281 pacienti se k aktivnimu kouteni prihlasilo pouze 11
jedincti. Dominantni vétsinu éitajici 201 pacientu (71,15 %) tvoii nekuréci. Skupina
slozend z byvalych kuraka c¢itda 55 jedincii. Na vztah ke koufeni neodpovédélo 14
pacientu.

Tab. 4.1: Demografické tidaje a sledované navyky pacientii zahrnutych do analyzy.

Parametr | Hodnoty

Pocet pacienti 281

Pohlavi Muzi Zeny
Pocet pacienttt | 170 (60,50 %) 111 (39,50 %)

Veék Pramér (SD) Median (IQR) Min. — Max.
Roky 64,33 (11,08) 65 (58 — 72) 30 - 90

Tél. param. Pramér (SD) Median (IQR) Min. — Max.
Vaha [kg] 88,03 (15,71) 86 (77 - 97) 57 — 136
Vyska [cm] 169,97 (9,76) 171 (163 — 176) 145 - 198
BMI 30,49 (4,96) 29,71 (26,88 — 32,89) | 20,75 — 47,37

Koureni Aktivni Ex-kurak Nekurak Neod.
Pocet pacientia | 11 55 201 14
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Obr. 4.4: Grafy ziskané ze zakladni analyzy distribuce a rozptylu hodnot sledova-

nych parametrii. Na levé ¢asti obrazku jsou umistény histogramy ilustrujici frekvenci

vyskytu specifickych hodnot, zatimco prava strana prezentuje krabicové diagramy,

které poskytuji uceleny pohled na rozptyl a median sledovanych hodnot. Réddek a)

vizualizuje vékové rozloZeni pacientu podle pohlavi. Na druhém fadku b) je zob-

razeno rozlozeni hodnot BMI. Radek c) znazoriiuje distribuci vysky pacientii. Na

poslednim radku d) je uvedeno hmotnostni rozlozeni pacientii ve sledované kohorté.
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4.2.4 Zdravotni udaje a faktory ovliviiujici priibéh rekonvalescence
Priabéh lécby a poskozeni plic

7 281 pacientti zahrnutych do studie bylo 230 hospitalizovano kviili stredné tézkému
az tézkému prubéhu akutni faze onemocnéni COVID-19. Z této skupiny pacientti
podstoupilo oxygenoterapii celkem 185 pacientii, coz predstavuje vyznamny podil.
Experimentalni antiviroticky 1ék remdesivir byl aplikovan 22 pacientim. Navic bylo
102 pacientit béhem hospitalizace lé¢eno KS.

Dalsim statisticky vyznamnym parametrem, ktery muze ovlivnit rozhodovani
o prubé¢hu dalsi 1écby, je hodnoceni plicniho poskozeni na zakladé obrazovych snimki
ziskanych pomoci HRCT. Intersticialni poskozeni plic bylo zaznamenano u 51 paci-
entll. Zanétlivé zmény byly zjistény u 125 pacientii. Detailni informace jsou uvedeny

v tabulce [£.2] vénované 16¢bé béhem akutni faze onemocnéni.

Tab. 4.2: Terapie béhem akutni i postakutni faze onemocnéni COVID-19 se zhod-

nocenim poskozeni plic na zdkladé HRCT snimkd.

Parametr ‘ Ano Ne
Hospitalizace 230 (81,85 %) 51 (18,15 %)
Oxygenoterapie 185 (65,83 %) 96 (34,17 %)
Remdesivir 22 (7,83 %) 259 (92,17 %)
Kortikosteroidy

Béhem hospitalizace

102 (36,30 %)

179 (63,70 %)

Post-covidova 1écba

95 (33,81 %)

186 (66,19 %)

Jina diagnostika

4 (1,42 %)

277 (98,58 %)

HRCT — Poskozeni plic

Intersticialni postizeni

51 (18,15 %)

230 (81,85 %)

Zanétlivé zmény

125 (44,48 %)

156 (55,52 %)

Pretrvavajici symptomy

Dalsi kategorii idaji v datové mnoziné tvori pretrvavajici symptomy, které pacienti
pocituji i po tfech az étyrech tydnech od akutni faze onemocnéni COVID-19. Kom-
pletni prehled téchto symptomu je dostupny v tabulce [£.3] Nejcastéjsim sympto-
mem, o kterém pacienti referuji, je dusnost. Ta je zaznamenand u 194 pacienti.
Naopak Cetnost vyskytu ostatnich symptomu je nizsi. Pomérné casto se také vysky-
tuje pretrvavajici kasel, ktery je zaznamenan u 98 pacientii. Unavu jakozto dlouho-
doby symptom uvadi 80 pacientii. Zajimavym zjiSténim je rovnéz pomérné vysoka
frekvence gastrointestinalnich (Gastrolntestinal Tract — GIT) problémi, které jsou

hlaseny u 70 pacientti.
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Tab. 4.3: Dlouhodobé symptomy pacientti.

Parametr ‘ Ano ‘ Ne N/A ‘
Dusnost 194 (69,04 %) | 86 (30,60 %) | 1 (0,36 %)
Kasel 98 (34,86 %) | 182 (64,78 %) | 1 (0,36 %)
Unava 80 (28,47 %) | 200 (71,17 %) | 1 (0,36 %)
Ztrata ¢ichu | 40 (14,23 %) | 241 (85,77 %) | 0 (0,00 %)
GIT problémy | 70 (24,91 %) | 211 (75,09 %) | 0 (0,00 %)

Hladiny protilatek

Mezi dalsi klicové sledované parametry v ramci studie pat¥i kvantitativni a kvali-
tativni hodnoceni protilatek imunoglobinit M (IgM) a imunoglobini G (/gG) proti
viru SARS-CoV-2. Tyto tdaje jsou podrobné sumarizovany v tabulce [4.4] Podle vy-
zkumu [66] se koncentrace IgM protilatek zvySuje jiz v prvnim tydnu od nakaZeni,
dosahuje svého maxima ve druhém tydnu a néasledné zacne postupné klesat. Naopak
protilatky IgG jsou béhem prvniho tydne obtizné, ¢i nejsou viibec detekovatelné.
Jejich troven ale zustava vysokd po dlouhou dobu, coz ukazuje na dlouhodobéjsi
imunitni odpovéd organismu na infekci.

Podle studie [66] je u pacientt, ktefi jsou v kritickém stavu, pozorovana vyssi
hladina protilatek I[gM a soucasné nizsi hladina protilatek IgG ve srovnani s kontrolni
skupinou. U pacienti s mirnéjsim pribéhem onemocnéni je naopak zaznamenana
vysoké hladina IgG a v ¢ase se snizujici hladina protilatek IgM.

Tato zjisténi ukazuji, ze droven protilatek méa znacny dopad na pribéh akutni
faze onemocnéni COVID-19. Z toho vyplyva, ze hladiny protilatek by mohly hrat
vyznamnou roli také pri identifikaci post-covidovych pacienti, u kterych by piinosy

KT mohly prevazovat nad potencidlnimi riziky.

Tab. 4.4: Vysledky laboratorniho vysetteni mnozstvi protilatek typu IgG a IgM proti
viru SARS-CoV-2.

’ Parametr Hodnoty ‘
Protilatky kvalit. Pozitivni Negativni Neprk. nebo N/A
IgM [BAU/ml] 225 (80,07 %) 49 (17,44 %) 7 (2,49 %)
IgG [BAU/ml| 272 (96,80 %) 2 (0,71 %) 7 (2,49 %)
Protilatky kvantit. | Pramér (SD) | Median (IQR) Min. — Max.
IgM [BAU/ml] 14,09 (25,15) | 6,83 (2,00 — 14,15) 0,10 — 203,00
IgG [BAU/ml| 236,58 (110,90) | 231 (141 — 335) 3,80 — 400,00

Analyza hladin protilatek IgM a IgG ukazala vyznamné rozdily mezi jednotli-

vymi pacienty. Z histogramu a) znazornujiciho distribuci hodnot IgM vyplyva,
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Obr. 4.5: Grafy ziskané na zakladé analyzy distribuce a rozptylu hodnot IgG a IgM

Poget pacientd

protilatek. Na levé strané obrazku jsou umistény histogramy, na pravé strané se
nachazeji krabicové diagramy. Radek a) reprezentuje rozlozeni hodnoty IgM proti-
latek. Na tddku b) je zobrazeno rozloZeni hodnot IgG protilatek.

ze nejvyssi pocet vyskytu hodnot spada do intervalu 0 az 15 BAU /ml. V datové mno-
ziné se vyskytuje i fada extrémnich hodnot presahujicich 30 BAU /ml, coZ je patrné
z krabicového grafu a). Prumérnd hodnota IgM dosahuje 14,09 BAU/ml s vysokou
standardni odchylkou 25,15, coz poukazuje na siroky rozsah variability namérenych
hodnot v rozsahu od 0,1 do 203 BAU/ml. Hodnoty IgG jsou distribuovany rovno-
mérnéji, s medidnem 231 BAU/ml, viz histogram b). Prumérnd hodnota IgG je
236,58 BAU/ml a standardni odchylka 110,90 ukazuje na mensi variabilitu mezi
pacienty. Hodnoty IgG se pohybuji v rozmezi od 3,8 do 400 BAU/ml. Je dulezité
poznamenat, ze laboratorni testy mély horni limit detekce stanoven na 400 BAU /ml,
coz u velké ¢asti pacientl vedlo k saturaci hodnot IgG. To miize mit vliv na skutec-
nou distribuci hladin protilatek IgG.

Komorbidity

Jednim z dalsich faktori, ktery miize ovlivnit schopnost spontanni regrese pozanétli-
vych zmén, je pritomnost komorbidit. Ty jsou spojované i s rizikem vazného pribéhu
COVID-19 [150]. Komplexni prehled soubéznych onemocnéni poskytuje tabulka [4.5]
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Oddélené sledované komorbidity (identifikovanymi vlastnim pfiznakem) jsou:
plicni embolie (PE), DM a ischemickd choroba srdecni (ICHS). Vysoky podil paci-
enti, konkrétné 28,82 %, trpél DM. Vyskyt PE a ICHS byl nizsi, s prevalenci 6,05 %
pro PE a 7,47 % pro ICHS.

Mezi dalsi onemocnéni a poruchy, které se u pacientii zatazenych do studie vy-
skytuji, patti cévni mozkova pithoda, hluboka zilni trombdza, sarkoidéza, onkolo-
gickd onemocnéni, chronickd bronchitida, astma, chronickd obstrukéni plicni nemoc
a spankova apnoe. Vzhledem k tomu, Ze jednotlivé tyto skupiny nebyly pocetné
vyznamné, doslo k jejich slouceni do jedné kategorie, ktera indikuje pritomnost né-
které z komorbidity. Celkem je nékteré z vyse uvedenych onemocnéni identifikovano
u 51 pacientu. Tabulka[4.5]déle obsahuje informace o poctu soubéznych onemocnéni,

pricemz pouze pét pacientu trpélo tfemi nebo vice komorbiditami.

Tab. 4.5: Prehled komorbidit a jejich ¢etnosti ve sledované datové mnoziné.

Parametr | Parametry ‘

Komorbidita PE DM ICHS Ostatni
Pocet pacientu 17 (6,05%) 81 (28.82%) | 21 (7,47%) | 51 (18,14%)

Soubéh komorbidit 0 1 2 3 a vice
Pocet pacientu 146 (51,95%) | 105 (37,37%) | 25 (8,90%) | 5 (1,78%)

4.2.5 Stanoveni miry regrese

Regresni skére bylo uré¢eno pneumology na zakladé porovnani RT'G snimkii hrudniku
porizenych pri vstupnim a kontrolnim vysetfeni. K hodnoceni miry regrese je vyuzi-
vana desetibodova skala, pticemz skore 10 indikuje kompletni regresi pozanétlivych
zmén, zatimco 0 signalizuje absenci zmény ve srovnani s vychozim stavem. Ptiklady
hodnoceni regresniho skére, zahrnujici oba krajni pripady, jsou vizualizovany na
obrazku 4.7

Analyza radiologického a subjektivniho regresniho skoére ukéazala, ze hodnoty po-
kryvaji celé spektrum stupnice s dominantni koncentraci mezi 8 a 10 body, jak je
ilustrovdno na obrazku [4.6] Tento nédlez poukazuje na signifikantni zlepSeni zdravot-
niho stavu vétsiny pacientti.

Prestoze bylo rozlozeni obou typu skére velmi podobné, tak u témér 40 % pa-
cientt byl zaznamenan rozdil mezi radiologickym a subjektivnim skére o tti a vice
bodii. Rozdily presahujici sedm bodi, coz predstavuje vyraznou odchylku mezi paci-
entovym vnimanim zdravotniho stavu a objektivnimi radiologickymi zjisténimi, byly

identifikovany u 11,03 % pacienti. Zaporné hodnoty tohoto rozdilu indikuji situace,
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ve kterych pacient subjektivné hodnoti sviij zdravotni stav 1épe, nez vyplyva z od-
borné analyzy RTG snimku. Kladné skore vyjadiuje opacény stav. Primérny rozdil

mezi subjektivnim a objektivnim hodnocenim regrese ¢ini -0,51 bodu.

a)
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Obr. 4.6: Distribuce radiologické a subjektivni miry regrese — fadek a). Rédek b)
reprezentuje distribuci rozdilu obou typtu regresniho skére. Kladné hodnoty znaci

vyssi hodnotu objektivniho skére v porovnéani se subjektivnim.

Rozdéleni pacientii do skupin dle doporuceni, nebo nedoporuceni lécby

Objektivni regresni skore pozanétlivych zmén slouzi jako rozhodujici ukazatel pro
urceni, zda se zdravotni stav pacienta zlepsil. Pacienti, s regresnim skére nizsim nez
sedm, jsou kategorizovani jako ti, u nichz nedoslo k vyrazné regresi pozanétlivych
zmén. Toto kritérium slouzi k rozdéleni pacienttt do dvou skupin: prvni skupina (n =
135) zahrnuje pacienty, jimz jsou KS doporudeny, zatimco druhé skupiné (n = 146)
KS doporuceny nejsou.

Do prvni skupiny jsou fazeni pacienti, u kterych byla po nasazeni KS pozorovana
vyraznd regrese pozanétlivych zmén, spolecné s pacienty, jimz KS nebyly nasazeny,
a u nichz nedoslo ke spontanni regresi. Druha skupina obsahuje pacienty bez vyrazné
lécebné odpovedi na KS, a ty, u nichz doslo k regresi pozanétlivych zmén i bez

nasazeni KS.
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Obr. 4.7: (A) Rentgenovy snimek hrudniku 49leté Zeny na zacatku akutni faze one-

mocnéni COVID-19 ukazuje oboustranné plicni infiltraty, dominantné na periferii
obou plic. (B) Kontrolni rentgenovy snimek plic stejné pacientky porizeny priblizné
po tfech mésicich — zmény jsou minimélni a je stanoveno regresni skére 0. (C)
Rentgenovy snimek hrudniku 61letého muze na zac¢atku akutni faze COVID-19. (D)

Kontrolni snimek plic — kompletni regrese, skore regrese 10.
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4.2.6 Korelacni analyza

Prevazna cast korelac¢nich koeficient se pohybuje v blizkosti nuly, coz naznacuje sla-
bou, pripadné zadnou korelaci ve vztahu k doporuceni, ¢i nedoporuceni nasazeni KS,
viz obrazek V nasledujicim textu je zavedena konvence oznacovani parametrii:
parametry spojené s krevnim obrazem jsou oznaceny predponou KO_ , parametry
souvisejici s krevnim sérem predponou S_ a parametry vysetfeni krevni srazlivosti
predponou P__. V pripadé spirometrickych parametria znaci pripona SB standartni
metodu vypoctu méreného parametru. Déle je u parametrii spojenych se spirome-
trif v zévorce za jejich nazvem uvedeno, zda se jedna o absolutni hodnotu (abs)
nebo relativni hodnotu ( % prdp). Ta udéva porovnani namérené hodnoty s normou
vzhledem k pohlavi, véku, vysce a hmotnosti.

Kladné korela¢ni koeficienty > 0,1 (dédle oznacované jako relativné silné) jsou
uvedeny v zavorce za nazvem parametru. Tyto koeficienty jsou zaznamenany u péti
priznaki: KS (0,22), KS - davka (0,24), KS - délka (0,17), KS - celkem (0,17) a sife
distribuce erytrocytu (Red cell Distribution Width — RDW) (0,11). Nejsilnéjsi kore-
lace tedy vykazuji priznaky spojené s pribéhem KT, nebot do jisté miry reflektuji
zdravotni stav pacienta, ktery 1é¢bu dle odborného nazoru vyzadoval. Dalsim para-
metrem s relativné silnou korelaci je KO RDW.

Naopak negativni korelacni hodnoty < —0,1 (déle oznacované jako relativné
silné) jsou zaznamendny u Sesti priznaku, pricemz dlouhodobd ztrata ¢ichu (—0,15)
casto naznacovala nedoporuceni KT, coz mohlo byt disledkem samovolné regrese
symptomi nebo nedostatecné efektivity KS u téchto pacientii. Dale byly negativni
korelace zjistény u parametrt ziskanych z funkéniho vysetteni plic: vitalni kapa-
cita (Vital Capacity — VC') v abs. hodnoté (—0,10), usilovny exspiracni objem za 1
sekudnu (Forced Expiratory Volume in one second — FEV1) v abs. hodnoté (—0,10),
usilovna vitalni kapacita (Forced Vital Capacity — FVC') v abs. hodnoté (—0,10), al-
veolarni objem (Alveolar Volume — VA) v abs. hodnoté (—0,11). Relativné silna
negativni korelace je pozorovana i u priznaku indikujictho pocet monocytu (Mo)
v krvi (—=0,10). Pro nalezeni komplexnich vzdjemnych vztahti mezi sledovanymi pti-
znaky bude nutné pouzit Al algoritmy popsané v sekci . Uplné korela¢ni teplotni

mapa ve vektorovém formétu je dostupnd v priloze [A]
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Obr. 4.8: Teplotni mapa korela¢nich koeficientt mezi priznakem doporuceni KS

a ostatnimi sledovanymi priznaky.

4.3 Prehled pouzitych algoritmii

Vzhledem k parametrim zkoumané datové mnoziny, specifikim vyzkumné otazky
a na zakladé dukladné reserse tspésného uplatnéni algoritmia ML pri analyze medi-
cinskych dat, byla vybrana rada algoritmi, u kterych existuje predpoklad tspésného
rozliSeni pacient benefitujicich z KT. Pfestoze hluboké NN jsou zndmé svou schop-
nosti efektivné zpracovavat rozsahla a komplexni data, jejich uplatnéni je v tomto
pripadé omezené. Diuvodem je nejen nedostatecna velikost datové sady, ale také
pozadavek na snadnou interpretovatelnost vystuptt modeli. Proto jsou uprednost-
nény klasické ML algoritmy, mezi které patii napiiklad SVM, LR, DT a gradientni
stromy. VSechny pouzité algoritmy jsou popsany v podsekei [I.2.1] Ty nabizeji pii
reseni podobnych kol na podobné velkych datovych mnozindch dostacujici pres-
nost. Nékteré modely jsou navic snadno interpretovatelné, coz by lékaiftm umoznilo
je efektivné vyuzivat jako podpirny néastroj pri rozhodovani a planovani lé¢by paci-

entil s post-covidovym syndromem.
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Soucasti trénovaciho procesu je i optimalizace hyperparametrii vybranych al-
goritmi. Pro nalezeni jejich optimalnich hodnot je pouzita metoda RandomSearch
implementovana pomoci knihovny scikit-learn. Kompletni prehled optimalizovanych

hyperparametrii, véetné jejich rozsahi, je k dispozici v tabulce

Tab. 4.6: Prehled hyperparametrti jednotlivych algoritmt a prohledavané rozsahy

jejich hodnot pri optimalizaci.

Algoritmy | Parametry - nazev neni lokalizovan ‘

RF n__estimators: 1-79, max_ features: 1-19, max__depth: 2-11, cri-
terion: gini/entropy

LR C: 0-60 (600 hodnot - krok 0,1), solver: newton-cg/newton-
cholesky /Ibfgs/liblinear/sag/saga

DT max__features: auto/sqrt/log2, max_ depth: 2-14, criterion: gi-

ni/entropy, min__samples__leaf: 1-19

MLP solver: Ibfgs/sgd /adam, activation: identity /logistic/ta-
nh/relu, learning_rate: constant/invscaling/adaptive, lear-
ning_rate_ init: 0-0.1 (50 hodnot - krok 0,002), hid-

den_ layer_ sizes: 2-399, max__iter: 2-149

k-NN n__neighbors: 2-29, weights: uniform/distance, leaf size: 2-59,
algorithm: auto/ball_tree/kd_tree/brute

SVC C: 0-10 (100 hodnot - krok 0,1), kernel: poly/rbf/sigmoid/precom-
puted

AB algorithm: SAMME/SAMME.R, learning__rate: 0-0.1 (50 hodnot
- krok 0,002), n__estimators: 1-99

XGB max__depth: 2-14, eta: 0-0.1 (10 hodnot - krok 0,01), gamma: 0-

10 (10 hodnot - krok 1), num_ leaves: 1-39, reg_ lambda: 0-9,
scale__pos__weight: 0-4, subsample: 0-1 (5 hodnot - krok 0,2),
colsample__bytree: 0-1 (5 hodnot - krok 0,2)

LGBM learning_rate: 0-0.1 (20 hodnot - krok 0,005), num__leaves: 1-59,
max__depth: 2-14, n__estimators: 1-99, min__split__gain: 0-1 (50
hodnot - krok 0,02)
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4.3.1 Hodnotici metriky

Metriky umoznuji nejen kvantitativni hodnoceni modeli, ale také usnadnuji jejich
vzajemné srovnani a identifikovani potenciondlnich problémil, mezi které se radi
pretrénovani, ¢i nedotrénovani [69]. Z hlediska povahy vyzkumu bylo nutné vyu-
zit nékolik metrik popisujicich vykonnost modelu v uréitych smérech. Terminologie
pouzitd pii vypoctu téchto metrik zahrnuje: Npp (True Positive) — spravné klasi-
fikované pozitivni ptipady, Nrn (True Negative) — spravné klasifikované negativni
ptipady, Npp (False Positive) — nespravné klasifikované pozitivni piipady, a Npy

(False Negative) — nespravné klasifikované negativni pripady.

Ptesnost

Jednou z nejintuitivnéjsich metrik pro méreni vykonnosti modelu je presnost, ktera
udava pomeér spravné klasifikovanych pripadia k celkovému poctu zpracovanych da-
tovych vzorkii. Prestoze tato metrika poskytuje rychly prehled o ti¢innosti modelu,
nemusi vzdy adekvatné popisovat jeho kvalitu. To je zvlasté patrné v situacich,
kdy je nerovnomérné zastoupeni jednotlivych klasifikac¢nich tiid nebo kdyz metrika
nebere v ivahu rizné typy chyb.

Ntp + NN

M, fesnost — 4.1
i ’ Nrp + Nt + Npp + Npx ( )

Senzitivita

Citlivost modelu oznacuje jeho schopnost spravné identifikovat pozitivni datové
vzorky. Je definovana jako pomér spravné identifikovanych pozitivnich vzorkl ke
vsem skutecné pozitivnim vzorkiim. Tato metrika je zvlasté dulezita v aplikacich,
kde je prioritou zachytit co nejvétsi mnozstvi pozitivnich pripadi, jako je napriklad
v mediciné, kde prehlédnuti pozitivniho pripadu miize mit vazné dusledky. Hlavni
nevyhodou citlivosti je, ze nezohlednuje falesné pozitivni pripady.

Nrp

M, enzitivita — X7 . A7 4.2
Senzitivit Nrp + Npx ( )

Specifita

Specifita modelu oznacuje jeho schopnost spravné identifikovat negativni datové
vzorky. Tato metrika je zasadni pro minimalizaci poc¢tu falesné pozitivnich pripadi,

coz je dulezité v aplikacich, kde mtze byt feseni falesné pozitivnich nalezti slozité
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nebo nakladné. Specifita tak pomaha zajistit, ze model nejenze efektivné identifikuje
negativni pripady, ale také minimalizuje chyby typu falesné pozitivni, coz je klicové

pro jeho spolehlivé vyuziti v praxi.

Nt

_ 4.3
Nrn + Npp (4:3)

MSpeciﬁta =

Vyvazena presnost

Vyvazena presnost poskytuje uceleny pohled na vykonnost modelu v pripadé, ze
pouzitd datovd mmnozina neobsahuje rovnomeérné rozdéleni vzorkt v jednotlivych

tridach. Metrika je vypoctena jako aritmeticky primeér senzitivity a specifity.

(4.4)

1 ( Ntn Nrtp )

M, fesnost-vyvdz. — & +
Presnost-vy 2 \Npx + Npp  Nrp + Nen

Preciznost

Preciznost udava kvalitu pozitivnich predikci modelu. Definuje se jako pomér spravneé
identifikovanych pozitivnich vzorkiu k celkovému poctu vzorktd, které model klasi-
fikoval jako pozitivni. Tato metrika je dtlezitd pro hodnoceni kvality pozitivnich
predikci modelu. Avsak jeji pouziti muze byt problematické v pripadé nevyvazenych
datovych mnozin, kde by mohlo dochazet ke zkresleni vniméani vykonnosti modelu.
Dalsi nevyhodou je, Ze preciznost nebere v tvahu falesné negativni pripady, coz
muze omezit jeji uzitecnost pri komplexnim hodnoceni modelu.
Nrp

M, reciznost — 4.5
g ' Nrp + Npp (4:5)

F1 skoére

F1 skére poskytuje vyvazeny pohled na vykonnost modelu tim, ze zohlednuje jak
preciznost, tak senzitivitu. Skére je definovano jako harmonicky primeér téchto dvou
metrik, ¢imz umoznuje efektivni hodnoceni modeli, zejména téch trénovanych na
nevyvazenych datech. F1 skore je proto vhodné pro pripady, kdy je pozadovano
optimalni vyvazeni mezi schopnosti modelu spravné identifikovat pozitivni pripady
a schopnosti minimalizovat falesné pozitivni predikce. Tato metrika neni vhodna pti
hodnoceni vykonnosti modelu v pripadé specifickych aplikaci, ve kterych muze byt
preferovano maximalizovat jednu ze slozek na tkor druhé. F1 skére rovnéz nezohled-

nuje specifitu.

2 % MPreCiznost X MSenzitivita o NTP

= 4.6
MPreciznost + MSenzitivita NTP + % (NFP + NFN) ( )

M, Fl-skére =
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ROC-AUC

Provozni charakteristika ptijimace (Receiver Operating Characteristic — ROC) je
grafickym vyjadirenim schopnosti binarniho klasifikatoru rozlisovat mezi tridami pti
riznych trovnich rozhodovaciho prahu. Osa z zobrazuje podil falesné pozitivnich
pripadil (1 — Mgpeciita) @ 0sa y senzitivitu. Kfivka je pak tvorena spojenim bodu,
které predstavuji unikatni rozhodovaci prahové hodnoty klasifikatoru, které mohou
byt urc¢eny jako unikatni hodnoty vysledkl predikce na testovaci datové mnoziné. Se
zvysovanim prahové hodnoty dochazi ke snizovani poctu falesné pozitivnich pripadi,
avsak soucasné se snizuje i senzitivita, a naopak. Po konstrukci ROC krivky je mozné
urcit metriku AUC, kterda odpovida plose pod ktivkou. V pripadé vyvazené datové
mnoziny hodnota AUC = 0,5 reprezentuje nahodny klasifikator. V rozmezi od 0,7 do
0,8 je uroven klasifikatoru povazovana za prijatelnou. Pri hodnotach mezi 0,8 a 0,9

lze klasifikator povazovat za vynikajici, a pri vyssich hodnotach za excelentni [95].

4.4 Metodika vybéru vyznamnych priznaki

Hlavnim davodem vybéru statisticky vyznamnych priznaki, které budou pouzity
k natrénovani findlnich modeld strojového uceni, je jejich relativné velky pomér
k celkovému mnozstvi vzorku v datové mnoziné. Obecné lze Tici, ze ¢im vétsi tento
pomeér je, tim hrozi vétsi riziko pretrénovani ML modelii a nasledné ztrata schopnosti
generalizace nauc¢enych vzoru [I36]. Pro minimalizaci tohoto rizika bylo pfistoupeno
k vybéru piiznaki, a to pomoci metody SHAP a k-Best popsanych v podsekeich[1.1.4]
a[[.2.3] Déle se na procesu vybéru vyznamnych parametra podileli v rameci spolec-
ného vyzkumu lékari z Kliniky plicnich nemoci a tuberkulézy pii FNOL. Diky tomu
byly vybrany priznaky, které maji nejen zasadni vliv na vyslednou predikci, ale

i z odborného hlediska disponuji vysokou vypovidajici hodnotu.

Vybér priznakii pomoci SHAP

Jak je uvedeno v podsekei[l.1.3] tak metoda SHAP primarné cili na umoznéni vysveét-
litelnosti natrénovanych Al modelt. Nicméné, muze byt také pouzita jako nastroj pro
vybér statisticky vyznamnych piiznaku [96]. Zatimco zdkladni princip zustdva ne-
meénny, postup aplikace této metody v kontextu vybéru priznaki se od jejiho vyuziti
pro ziskani vysvétlitelnosti modelu lisi. Cely proces je vizualizovan na obrazku 4.9
a skldada se z nékolika klicovych fazi. Nejprve je natrénovan zékladni prediktivni
model na trénovaci datové mnoziné ¢itajici 224 vzorka. Poté je modelem ziskana
predikce vSech datovych vzorkl z testovaci mnoziny, kterd obsahuje 57 datovych
vzorkl. V této fazi jsou stéle do analyzy zahrnuty vsechny priznaky (celkem 77 /
80 / 119 dle typu experimentu). Cilem je urcit jejich vliv na predikéni schopnost
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modelu. Konec¢nou fazi je vypocet SHAP hodnot vSech priznakii a urceni dvaceti

z nich, které dosahuji nejvyssich absolutnich hodnot.

Trénovaci
proces SHAP
Natrénovany vyhodnoceni

ML model

221 Algoritmus strojového uceni
0
4} O O < }
77/ 80/ 119

Predzpracovani dat

Filtrace pacientt
Prevod kategorickych dat
Doplnéni chybéjicich hodnot

N
S

=)
=
5
3
=
Z

0
priznakii @ ML model

57 pacientl
77/ 80/ 119 pfiznakd

Obr. 4.9: Proces vybéru statisticky vyznamnych ptiznaki pomoci metody SHAP.

4.5 Predikce na zakladé anamnézy a spirometrie

Experiment si klade za cil ovéfit, zda mohou byt vybrané algoritmy, viz sekce [4.3]
pouzity pro predikci vhodnosti KT u pacienti trpicich post-covidovym syndro-
mem. Modely jsou trénovany na datové mmnoziné, kterda je omezena na data zis-
kana z anamnézy pacientl a z funkéniho vysetieni plic. Experiment zahrnuje rovnéz

proces vybéru vyznamnych priznakt a optimalizaci hyperparametri.

4.5.1 Vybér vyznamnych parametra

Nizky pomeér mezi poc¢tem datovych vzorkl a poc¢tem parametrii miize vést k pretré-
novan{ modelt, viz sekce[d.4] Za icelem minimalizace tohoto rizika je pred spusténim
trénovaciho procesu algoritmii proveden vybér vyznamnych parametri. Z ptvod-
nich 80 parametrii, spojenych s anamnézou pacienta a funkénim vysetfenim plic,
je vybrano dvacet z nich. Prioritou je zachovani relevantnich parametri obsahuji-
cich nejvice informaci, které umozni predikovat vhodnost KT, tj. KS jsou, ¢i nejsou
doporuceny. K identifikaci téchto vyznamnych parametri je pouzita kombinované
metoda zahrnujici technické pristupy SHAP a k-Best, doplnénd o vybér zalozeny
na odborné 1ékarské znalosti. Tento pristup umoznuje zachovani parametri, které
jsou z medicinského pohledu relevantni. Kompletni prehled vybranych parametrii je

uveden na obrdzku [£.10, Vybrané parametry jsou rozdéleny dle zptisobu vybéru do
ctyt skupin.
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Obr. 4.10: Prehled vyznamnych parametrii a mnozina z nich vybranych pouzita pro
trénovani modela, SHAP-DT.

Odborny vybér

Prvni skupina zahrnutych parametrt je vybrana na zakladé odborné 1ékaiské zna-
losti a zahrnuje hodnoty udavajici, zda pacient trpi pretrvavajicim kaslem a dus-
nosti. Dalsim parametrem je post-covidové postizeni, které odrazi rozsah pozanétli-
vych zmén plicni tkané v disledku onemocnéni COVID-19. Pii vétsim rozsahu jsou
zmény viditelné jiz na RTG snimcich. Naopak méné zavazné stupné postizeni jsou
odhalitelné az na zakladé snimki porizenych pomoci HRCT. Ze spirometrického
méreni je vybran parametr korigované DLCO (DLCO corrected — DLCOc) v abs.
hodnoté a FVC( % pridp). Detailni popis a vyznam spirometrickych parametri pre-
sahuje rozsah této prace. Jejich podrobny popis lze najit v odborné literature, napf.
v [29].

Parametry ziskané pomoci k-Best

Druha skupina je vybérem z 24 parametri, které byly ziskany pomoci metody k-Best
a vyznacuji se nejvyraznéjsimi rozdily ve skupinovych pramérech, viz podsekee[1.1.3
TTi z vybranych parametri jsou spojeny s pribéhem lééby pacienta: nasazeni KS,
jejich kumulativni davka a délka lécby. Tyto parametry nepiimo reflektuji zdravotni

stav pacienti, nebot KS jsou obvykle spojeny se zavaznéjsim stavem. Dale byl vy-
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bran parametr reportujici, zda pacient trpi ztratou ¢ichu. Jeho vyznamnost plyne
i z vysledku korela¢ni analyzy. Pfestoze mé nizky korelaéni koeficient (—0,15), muze
byt tato hodnota prezentovana jako relativné vysoka, a to ve srovnani s hodnotami
korelac¢nich koeficientii vétsiny ostatnich parametr, které se pohybuji velmi blizko
nule. Déle byly vybrany parametry spojené s funkénim vysetfenim plic: VS(abs),
FEV1(abs), maximélni vydechovy proud vzduchu (Peak Ezpiratory Flow — PEF)
v rel. hodnoté. Tteti skupina zahrnuje prunik vysledkt metod k-Best a SHAP. Mezi
né patii davkovani KS, a maximdlni vydechovy pritok (Mazimal Expiratory Flow
— MEF) na 75% trovni FVC v rel. hodnoté a totélni plicni kapacita (Total Lung
Capacity — TLC) v abs. hodnoté.

Parametry ziskané pomoci SHAP

Graficka vizualizace procesu vybéru vyznamnych parametri pomoci metody SHAP
je na obrazku a podrobné byla popsana v téze sekci. Vyhodnoceni vyznamu
priznaki pomoci hodnot SHAP je zavislé na pouzitém modelu. Experiment se také
zaméruje na to, jak rozdilné SHAP hodnoty ziskané pomoci DT nebo RF modelt
ovlivni koneény vybér parametri a nasledné presnost natrénovanych modelti. Z vy-
sledka vyplyva, ze modely, které byly natrénovany na parametrech vybranych po-
moci SHAP hodnot ziskanych z DT modelu, dosahovaly vyssi presnosti. V textu
jsou tyto vysledky dale oznacovany jako SHAP-DT), respektive SHAP-RF v pripadé
pouziti RF modelu pro identifikaci vyznamnych parametrii. Z uvedeného divodu
jsou taktéz podrobnéji diskutovany praveé vysledky na zakladé SHAP-DT.

Na obrazku je prezentovana vizualizace prumérnych SHAP-DT hodnot,
které ukazuji miru prispévku jednotlivych ptiznaktt k vysledné predikci. Z grafu
je patrné, ze nejvétsi prumérny vyznam ma davkovani KS. Podobné jako ostatni pa-
rametry spojené s KT, i tento parametr nese neprimé informace o zdravotnim stavu
pacienta. Dalsim vyznamnym parametrem je kvantitativni vyjadieni hladiny IgM
protildtek v krvi, viz podsekce [4.2.4] Pomérné velkd vyznamnost je zjiSténa i u pa-
rametru ziskanych z funkcniho vysSetieni plic, a to konkrétné: exspiracni rezervni
objem (Ezpiratory Reserve Volume — ERV') v rel. hodnoté, funkéni rezidualni ka-
pacita (Functional Residual Capacity — FRC') zméfena pomoci pletysmografu v rel.
hodnoté a koeficinet diftize pro oxid uhelnaty (CO transfer coefficient — KCO) v abs.
hodnoté. Je nutné poznamenat, ze zminéné hodnoty jsou ziskany na zédkladé analyzy
57 datovych vzorku. Jejich skutecnd variabilita se proto mize lisit a pramérny abso-
lutni vyznam pro predikci miize byt také jiny. Proto nelze striktné stanovit hranici,
pod kterou parametry jiz nebudou brany v tvahu pro zarazeni do konecné mno-
ziny. Ta v pripadé SHAP-DT obsahuje kvantitativni droven IgM, KCO__SB(abs),
inspira¢ni kapacita (INspiratory Volume — VIN) v rel. hodnoté a MEF50 (abs). Pti

70



vybéru parametri na zakladé SHAP-RF analyzy, viz , jsou misto KCO__SB(abs)
a VIN_SB( % prdp) zatazeny do konefné mnoziny parametry PEF(abs) a FVC(

%prdp), viz obrazek
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Obr. 4.11: Vliv parametrii na vyslednou predikci vyjadfeny pomoci primérnych
SHAP-DT hodnot.

Graf SHAP-DT hodnot poskytuje podrobny pohled na to, jak rizné para-
metry ovliviuji predikci doporuceni nasazeni KS, a to na zakladé jejich specifickych
hodnot. Jednim z predpokladanych zjisténi je, ze vyssi davky podavanych KS maji
pozitivni vztah k predikci doporuceni nasazeni KS, coz muze odrazet pozitivni vy-
sledky 1é¢by téchto pacientt. Graf také naznacuje, ze zvysené hodnoty parametrii
ERV( % pidp), FRCpl( % prdp) a poméru residualniho objemu (Residual Volume

- RV) k TLC maji spiSe negativni vliv na doporuceni nasazeni KS. To by mohlo
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signalizovat, ze vyssi hodnoty téchto spirometrickych parametri mohou byt spo-
jeny s lepsim zdravotnim stavem pacienta nebo mensi pottebou lécby pomoci KS.
Analyza vlivu parametri na doporuceni KS u vysledkt SHAP-RF je k dispozici na
obrazku [B.4l
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KS - davka ShP el 4 oPpib oo e
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Obr. 4.12: Graf reprezentujici vliv hodnot parametri na doporuceni nasazeni KS,
SHAP-DT.

4.5.2 Trénovaci proces

Datovd mnozina je rozdélena na trénovaci a testovaci podmnozinu v poméru 80 %
ku 20 %, coz odpovidd 224 trénovacim a 57 testovacim datovym vzorkiim. Mnoziny

jsou na sobé zcela nezavislé, ¢imz je zarucena objektivnost hodnoceni modeli. Na
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zakladé vystupu metody kombinovaného vybéru parametri jsou z datovych vzorki
vyTazeny irelevantni parametry. P¥i trénovani je pouzita kiizova validace (k = 5).
Ta umoznuje efektivni vyuziti datovych vzorku, coz je vyhodné zejména v pripadech
prace s pocetné omezenou datovou mnozinou.

Celkem je ovérovana vykonnost deviti vybranych algoritmu, které se jevi jako
vhodné pro feSeni dané problematiky. Soucasti trénovaciho procesu je také optima-
lizace hyperparametri. Jejich seznam a definice rozsahti pro jednotlivé algoritmy je
uveden v tabulce 4.6 Je zvolen pfistup ndhodného prohledévani, ktery z definova-
nych rozsahti vybira ndhodnou kombinaci hodnot hyperparametri. Rizikem pristupu
je nenalezeni optimalniho feseni, nicméné ve srovnani se systémovym prohledavanim
celého stavového prostoru se jednd o efektivnéjsi pristup. Pocet iteraci nahodného

prohledavani je stanoven na 250.

4.5.3 Zhodnoceni vysledkii

Vykonnost modeli je hodnocena pomoci metrik, které jsou podrobné popsany v pod-
sekei Piehledné srovnani dosazenych vysledil findlnich modeli na testovaci
mnoziné je uvedeno v tabulce [1.7] Z ni vyplyvd, Ze se Zadny z modelt nepfiblizuje
k 70% presnosti. Nejlepsich vysledku, a to v ramci vSech metrik, dosahuje A-NN
model. Zaroven se jako jediny priblizuje spodni hranici Mayc = 0,7 udavajici pfi-
jatelnou klasifika¢ni iroven modelu. DT model, ktery je v oblasti mediciny cenény
diky své snadné interpretovatelnosti, dosahuje vysledkt srovnatelnych s nahodnym
klasifikatorem. Hodnoty jeho metrik se pohybuji v rozmezi od 0,51 do 0,56.

Vyvazena klasifikacni ispésnost prevysujici 60% hranici je zaznamenéana u XGB
a MLP modelu. Oba uvedené modely presahuji hodnotu 0,60 u vétsiny sledovanych
metrik s vyjimkou Fl-skére a senzitivity. Ackoliv se stale jedna o nizké hodnoty,
maji tyto modely potencial poskytnout uspokojujici vysledky v nésledujicich expe-
rimentech.

Prehled vykonnosti finalnich modeli natrénovanych na zakladé vybéru parame-
tra pomoci SHAP-RF je uveden v tabulce .8 Ve vetsiné metrik, kromé Mayc,
dosahuje nejlepsich vysledkit RF model. Na zakladé porovnani nejlepsich modeli
z obou sad vysledki vyplyva, ze k-NN z SHAP-DT sady dosahuje o 1,85 % vyssi
vyvazené uspésnosti nez model RF z SHAP-RF sady. I pfes to, ze model LGBM
prevysuje spodni hranici Mayc = 0,7 stanovujici prijatelnou rozlisSovaci schopnost
klasifikatoru, tak dle hodnoceni ostatnich metrik dosahuje spise podprimérnych vy-
sledk.

Grafické znazornéni ROC kfivek na obrazku [B.1I] respektive na obrazku [B.6|v pti-
padé SHAP-RF, poskytuje komplexni pohled na zménu poméru mezi senzitivitou

a podilem falesné pozitivnich pripadt u natrénovanych modeli v zavislosti na zméné
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rozhodovaciho prahu. Prezentované vysledky dokazuji, Ze lze na zékladé vyznam-
nych parametri z anamnézy pacienta a funkéniho vysetteni plic pomoci Al modeli
predikovat vhodnost nasazeni KS, ale pouze s presnosti, ktera neni dostacujici pro

pouziti v klinické praxi.

Tab. 4.7: Prehled vykonnosti model na testovaci datové mnoziné, SHAP-DT.

’ Model ‘ Mpiesnost | Mpresnost-vyvaz. | Mauc ‘ Mr1-sisre | Mprecianost | Msenzitivita
RF 0,5965 0,5926 0,6704 | 0,5490 0,5833 0,5185
LR 0,5263 0,5167 0,6173 | 0,4000 0,5000 0,3333
DT 0,5439 0,5444 0,5531 | 0,5357 0,5172 0,5556
MLP 0,6140 0,6111 0,6383 | 0,5769 0,6000 0,5556
NN | 0,6491 | 0,6463 0,6938 | 0,6154 | 0,6400 0,5926
SVC 0,5614 0,5537 0,6654 | 0,4681 0,5500 0,4074
AB 0,5789 0,5759 0,5840 | 0,5385 0,5600 0,5185
XGB 0,6140 0,6111 0,6481 | 0,5769 0,6000 0,5556
LGBM | 0,5439 0,5352 0,6679 | 0,4348 0,5263 0,3704

Tab. 4.8: Prehled vykonnosti model na testovaci datové mnoziné, SHAP-RF.

’ Model ‘ Mpiesnost | Mpresnost-vyvaz. | Mauc ‘ Mr1-skére | Mpreciznost | MSenzitivita
RF 0,6316 0,6278 0,6864 | 0,5882 0,6250 0,5556
LR 0,5263 0,5167 0,6210 | 0,4000 0,5000 0,3333
DT 0,5263 0,5278 0,5395 | 0,5263 0,5 0,5556
MLP 0,5614 0,5574 0,6370 | 0,5098 0,5417 0,4815
k-NN 0,6140 0,6111 0,6988 | 0,5769 0,6000 0,5556
SVC 0,5614 0,5537 0,6667 | 0,4681 0,5500 0,4074
AB 0,5789 0,5759 0,5840 | 0,5385 0,5600 0,5185
XGB 0,6140 0,6093 0,6383 | 0,5600 0,6087 0,5185
LGBM | 0,5789 0,5741 0,7049 | 0,5200 0,5652 0,4815

Nulova hypotéza Hj reprezentuje doporuceni nasazeni KS. Z matice zadmén na
obrazku poté vyplyva, ze u modelu k-NN, ktery dosahl nejlepsich vysledk,
prevazovala chyba prvniho druhu. To znamend, Zze model nasazeni KS nedoporucil
tém pacienttiim, kterym je 1écba skutecné doporucena. Tento typ chyby se vyskytuje
u vétsiny modeli, coz naznacuje urcitou opatrnost algoritmi pii doporucovani 1é¢by
KS. Jedinou vyjimkou je DT model, u kterého dominuje chyba druhého druhu,
tj. neplatna hypotéza Hy neni zamitnuta. Totozna situace je v pripadé druhé sady

vysledki SHAP-RF, viz matice zdmén na obrazku [B.5]
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Obr. 4.13: Matice zdmén findlnich modeli ziskand z testovaci mnoziny, SHAP-DT.
Prifazeni diléich matic jednotlivym modelim: a) DL, b) LR, ¢) DT, d) MLP, e)
k-NN, f) SVC, g) AB, h) XGB, i) LGBM.

4.6 Predikce na zakladé anamnézy a krevnich testi

I druhy experiment se zameéruje na testovani tspésnosti modeld v tloze predikce
vhodnosti léc¢by pomoci KS. Tentokrat s vyuzitim dat ziskanych na zékladé anamnézy
pacienta a krevnich testi. Experiment je soucasti zkoumani otazky, kterd se zabyva
vlivem kombinace riznych typi vySetfeni na vykonnost model. Vyuzivaji se po-
dobné principy, stejné algoritmy a metriky popsané v prvnim experimentu. Pro

udrzeni strucnosti a prehlednosti textu nejsou tyto spolecné ¢asti znovu popisovany.
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4.6.1 Vybér vyznamnych parametri

Princip vybéru vyznamnych parametri je shodny s postupem popsanym v pod-
sekci[4.5.1} Z puvodni mnoziny 77 parametru ziskanych z anamnézy a krevnich test
je vybrano dvacet nejvyznamnéjsich, viz obrazek [4.14] Kone¢nd mnozina parametri
je, stejné jako v predchozim pripadé, slozena ze ¢tyt skupin, které jsou v nasledujicim
textu blize specifikovany. V ramci krevnich testii byla provedena vysetfeni krevniho

obrazu, séra a krevni srazlivosti.
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Obr. 4.14: Piehled vyznamnych parametri a mnozina z nich vybranych pouzité pro
trénovani modela, SHAP-DT.

Odborny vybér

Prvni skupina finalni mnoziny obsahuje ¢tyri parametry vybrané na zakladé odborné
lékatské znalosti. Ty jsou, az na vyjimky DLCOc_SB(abs) a FVC, shodné s témi,
které jsou popsany v piislusné podsekei [4.5.1]

Parametry ziskané pomoci k-Best

Na zakladé vnitroskupinové a meziskupinové analyzy rozptylu je identifikovano 24
parametri s nejvétsimi rozdily, z nichz je pét zafazeno do konecné mnoziny. Dva
z téchto parametri jsou primo spojeny s pouzitim KS a pripadnou délkou 1écby.
Dalsim vybranym parametrem je dlouhodoby symptom ztraty ¢ichu. Tyto parame-

try jsou vybrdny i v prvnim experimentu. Zbyvajici dva jsou spojeny s krevnim
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testem: KO__RDW a hodnota sérového drasliku S_K. V pripadé SHAP-RF jsou
v prvni skupiné ¢tyti parametry: KS, leukocity (Leu), KO_RDW a ztrata ¢ichu, viz
obrazek [B.8

Treti skupina vybranych parametrii vychazi z kombinace vysledki ziskanych me-
todami k-Best a SHAP. Mezi tyto parametry patii dva prfimo spojené s nasazenim
KS (denni a celkova kumulativni ddvka). Dalsim spoleénym parametrem je kvanti-
tativni hodnoceni hladiny IgM protildtek v krvi. Zbyvajici vybrané parametry jsou
spojeny s krevnim obrazem: KO Mo %, KO_ Leu a stfedni koncentrace hemoglo-
binu v erytrocytech (Mean Corpuscular Haemoglobin Concentration — MCHC'). Na
zakladé SHAP-RF analyzy jsou do této skupiny zafazeny nasledujici parametry:
KS - celkem, KS - davka, KS - délka, S_K, IgM(kvantit.), stfedni objem erytro-
cytu (Mean Corpuscular Volume — MCV'), KO_ Mo % a pfitomnost komorbidit, viz
obrazek [B.8l

Parametry ziskané pomoci SHAP

Modely natrénované na sadé parametri vybranych pomoci SHAP-DT analyzy do-
sahuji opét vyssi rovné presnosti. Proto jsou tyto vysledky v nésledujicim textu
popsany detailné, zatimco sada vysledki SHAP-RF spise okrajové.

Z grafu prumérnych hodnot SHAP-DT na obrazku vyplyva, Ze nejvétsi vliv
na kone¢né rozhodnuti modelu maji parametry KS - déavka a IgM(kvantit.). Oba
jsou identifikovany jako nejvyznamnéjsi i v prvnim experimentu, viz obrazek [£.11]
Presto se jejich absolutni SHAP hodnota lisi. Parametr KS - ddvka méa v tomto
experimentu o 0,06 nizsi pramérny vliv, zatimco troven IgM protilatek vykazuje
ve srovnani s prvnim experimentem navyseni prumérné hodnoty o 0,07. Posledni
spoleény parametr (BMI) dosahuje priblizné stejnych hodnot. Graf zobrazujici ana-
Iyzu pramérného vlivu parametru ziskanych pomoci SHAP-RF je k dispozici na
obrazku [B.9

Posledni skupina zahrnuje pét parametru vybranych na zéakladé SHAP-DT. Mezi
né patii hladina protilatek IgG v krvi a BMI, které je obecné spojovano s vyssim
rizikem zavazného pribéhu onemocnéni COVID-19 i post-covidového syndromu, viz
podsekced.2.3| Zbyvajici tii parametry pochézeji z vysetieni krevniho séra a zahrnuji
hladinu C-reaktivniho proteinu (C-Reactive Protein — CRP), ktery signalizuje pii-
tomnost zanétlivych procesu, troven mocoviny (Urea — Ur) a koncentraci jaterniho
enzymu alaninaminotransferazy (ALT). V ptipadé SHAP-RF jsou vybrany: neutro-
fily (Ne) v abs. hodnoté, S_Kreatinin, gama-glutamyltransferdza (GGT) a lymfo-
cyty (Ly) v abs. hodnoté, viz obrazek
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Obr. 4.15: Vliv parametrii na vyslednou predikci vyjadreny pomoci priamérnych
SHAP-DT hodnot.

Druhy graf na obrazku poskytuje uceleny pohled na to, jak specifické hod-
noty parametru ovliviuji rozhodovani modelu ohledné doporuceni KS. U parametru
KS - davka je zfetelné, ze vétsina vyssich davek, s vyjimkou dvou pripadi, ma
kladny vliv na doporuceni 1é¢by. Podobna situace nastava u parametru BMI, kde
jsou vyssi hodnoty asociovany spise s doporucenim 1écby. U vyssich hodnot parame-
tru stfedni hmotnosti hemoglobinu v erytrocytech (Mean Corpuscular Haemoglobin
- MCH) a'S__ALT neni pozorovan negativni vztah k doporuceni KS. U vyssich hod-
not S ALT lze identifikovat dva shluky. Prvni je sousttedén okolo SHAP hodnoty
nula a druhy priblizné kolem hodnoty 0,08. Grafické znazornéni vlivu na doporuceni
KS u vysledku analyzy SHAP-RF je k dispozici na obrazku
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Obr. 4.16: Graf reprezentujici vliv hodnot parametri na doporuceni nasazeni KS,
SHAP-DT.

4.6.2 Zhodnoceni vysledkii

Uceleny pohled na vykonnost modelt natrénovanych na datech, zahrnujicich anamnézu
pacienta a krevni testy, poskytuje tabulka respektive v pripadé vysledki
SHAP-RF. Z vysledkt vyplyva, ze zadny z modeli neptesahuje spodni hranici hod-
noty AUC metriky (0,7), pfi které lze troven klasifikatoru povazovat za prijatelnou.
Nejblize se této hranici ptiblizuje RF model (Mayc = 0,6790), ale u jinych metrik
dosahuje vyrazné nizsich hodnot. Podobné, jako v predchozim experimentu, je nej-

vvvvv

metrikdch nejvyssich hodnot. Konkrétné 1ze zminit 64,91% presnost a 64,26% vyva-
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zenou presnost. Model DT vykazuje ve srovnani s k-NN jen o 1,75 % nizsi presnost
a 0 1,67 % nizsi vyvazenou presnost. Tento rozdil je relativné maly. Vyhodou DT
modelu je pro clovéka jeho snadna interpretovatelnost, coz je v medicinské praxi
velmi uzitecné.

V ramci druhé sady vysledki SHAP-RF se model k-NN opét ukazal jako nej-
vysokych hodnot, jako stejny model z prvni sady vysledki. Rozdil v tomto pripadé
¢ini 1,75 % u presnosti a 1,30 % u vyvazené presnosti. V rdmci ostatnich metrik
dosahuje vyssich hodnot. V této sadé je u DT modelu zaznamenadn vyrazny po-
kles tspésnosti, konkrétné o 7,02 %. Komplexni pohled na pomér senzitivity a miry
falesné pozitivity je vyjadren ROC krivkami zobrazenych na obrazcich (SHAP-

DT) a (SHAP-RF).

Tab. 4.9: Prehled vykonnosti modelt na testovaci datové mnoziné, SHAP-DT.

Model ‘ Mpiesnost ‘ MPfesnost—vyvéi. Mauc ‘ Me1skére | Mpreciznost | MSenzitivita

RF 0,5965 | 0,5926 0,6790 | 0,5490 | 0,5833 0,5185
LR 0,5263 | 0,5167 0,563 | 0,4000 | 0,5000 0,3333
DT 0,6316 | 0,6259 0,6031 | 0,5714 | 0,6364 0,5185
MLP | 0,5614 | 0,5407 0,6451 | 0,2424 | 0,6667 0,1481
NN | 0,6491 | 0,6426 0,6358 | 0,5833 | 0,6667 0,5185
SVC | 0,5614 | 0,5537 0,6420 | 0,4681 | 0,5500 0,4074
AB 0,5789 | 0,5759 0,5759 | 0,5385 | 0,5600 0,5185
XGB | 0,5439 | 0,5389 0,6352 | 0,4800 | 0,5217 0,4444
LGBM | 0,5439 | 0,5407 0,6531 | 0,500 0,5200 0,4815

Tab. 4.10: Prehled vykonnosti modelil na testovaci datové mnoziné, SHAP-RF.

’ Model ‘ Mpiesnost | Mpiesnost-vyvaz. | Mauc ‘ Mr1skére | Mpreciznost | MSenzitivita
RF 0,5789 0,5759 0,6444 | 0,5385 0,56 0,5185
LR 0,5439 0,5352 0,6099 | 0,4348 0,5263 0,3704
DT 0,5614 0,5648 0,5716 | 0,5763 0,5312 0,6296
MLP 0,614 0,6111 0,6173 | 0,5769 0,6 0,5556
k-NN 0,6316 0,6296 0,6975 | 0,6038 0,6154 0,5926
SVC 0,5614 0,5537 0,6519 | 0,4681 0,55 0,4074
AB 0,5789 0,5759 0,5759 | 0,5385 0,56 0,5185
XGB 0,5789 0,5722 0,6 0,5 0,5714 0,4444
LGBM | 0,5614 0,5593 0,6611 | 0,5283 0,5385 0,5185

7 analyzy matic zamén, které jsou k dispozici v obrazku 4.17, je zfejmé, ze

u vSech modelt dominuji chyby prvniho druhu. Tento jev je zvlasté vyrazny u LR,
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MLP a SVC modelt, které casto nespravné zamitaji nulovou hypotézu Hy. Matice
zdmén pro druhou sadu vysledki SHAP-RF je na obrizku Vysledky tohoto
experimentu ukazuji, ze nékteré modely disponuji schopnosti predikovat doporu-
ceni KS. Nicméné, stale s nedostatecnou presnosti, coz zabranuje jejich praktickému

vyuziti.
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Obr. 4.17: Matice zamén findlnich modeli ziskand z testovaci mnoziny, SHAP-DT.
Prifazeni dil¢ich matic jednotlivym modelim: a) DL, b) LR, ¢) DT, d) MLP, e)
k-NN, f) SVC, g) AB, h) XGB, i) LGBM.
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4.7 Predikce na zakladé dat komplexniho vySetreni

7. dosavadnich poznatkt vyplyva, ze i kdyz nékteré Al modely jsou schopny iden-
tifikovat vzory v datech naznacujici vhodnost nasazeni KS, ztstava jejich presnost
pod pozadovanou hranici. Kombinace dat z anamnézy a funkéniho vysSetieni plic,
ani anamnézy s krevnimi testy nevedou k natrénovani dostatecné presnych mo-
delti. Proto je cilem nasledujiciho experimentu zjistit, zda spojeni parametrii ziska-
nych ze vsech dostupnych vysetieni povede k natrénovani presnéjsich modelu, které
by mohly byt vyuzity jako podptrny néstroj v ramci personalizace 1écby pacientti

s post-covidovym syndromem.

4.7.1 Vybér statisticky vyznamnych priznaki

V ramci procesu vybéru statisticky vyznamnych parametrii nejsou v porovnani
s predchozimi experimenty provedeny vyznamné zmény. Prestoze vyuziti dat ze
vsech dostupnych vySetieni zvysSuje pocet nezavislych parametru, celkovy pocet da-
tovych vzorku se nemeéni. Proto zistava nutnost vyuziti kombinovaného pristupu pri-
znakového inzenyrstvi, pomoci kterého je z celkového poctu 119 parametri vybrano

dvacet nejvyznamnéjsich. Vybrané ptiznaky jsou vizualizovany na obrazku [4.18|
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;E £ | MEF50 (% pfdp) DLCO_SB ( % pfdp) KS - celkem VIN_SB(abs) Komorbidita
o=
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Obr. 4.18: Prehled vyznamnych parametri a mnozina z nich vybranych pouzita pro
trénovani modela, SHAP-DT.
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Odborny vybér

Na zakladé lékarské odbornosti je vybrano devét parametri, z nichz Sest je iden-
tickych s témi, které jsou pouzity v prvnim experimentu, viz podsekce [£.5.1 Tyto
parametry jsou doplnény o kvalitativni hodnoceni IgG protilatek a dva parametry
z funkéniho vysetfeni plic: KCO_SB (abs) a MEF25 (abs). V prvni skupiné neni

zahrnut zadny z parametri spojeny s krevnimi testy.

Parametry ziskané pomoci k-Best

Druhd skupina parametr je ziskana na zakladé analyzy meziskupinové a vnitrosku-
pinové variability. Z celkového poctu 24 parametri je v tomto pripadé vybrano osm.
Stejné jako v predchozich experimentech jsou tfi z nich spojeny s priibéhem 1écby.
Jednd se o parametry indikace nasazeni KS, celkova kumulativni davka a doba na-
sazeni KS. Dale je zahrnut priznak dlouhodobé ztraty cichu. Z krevnich testl je
vybran parametr KO__RDW. Zbyvajici tii parametry jsou spojeny se spirometrii:
VC(abs), FEV1(abs) a PEF(% prdp).

Na zakladé SHAP-RF analyzy je do této skupiny zarazen parametr FEV1(abs)
a ztrata ¢ichu. Ostatni jsou zarazeny do skupiny spole¢nych parametri, s vyjimkou
PEF ( % pidp), ktery je odebrdn, viz obrdzek B.15]

Parametry ziskané pomoci SHAP

Vysledek SHAP-DT analyzy je zobrazen na obrazku[d.19] Nejvétsi vliv na rozhodnuti
o nasazeni KS maji parametry urcujici davku léku a kvantitativni droven IgM pro-
tilatek. To odpovida zjisténim z predchozich experimentii. U parametru KS-davka
doslo ke snizeni jeho primeérného vlivu na predikci. Kvantitativni troven IgM pro-
tilatek vykazuje mirny pokles v priumérném prispévku k vystupu modelu, a to ve
srovnani s experimentem analyzujicim data z anamnézy a krevnich test. Nao-
pak, ve srovnani s experimentem zaloZzenym na analyze anamnézy a spirometrie,
vzrostl vliv ptiblizné o 0,05.

Pii analyze a srovnani parametriu spojenych se spirometrii, uvedenych na ob-
razku [4.11] bylo zjisténo, Ze u témet vSech parametri, kromé VIN_ SB(% pidp),
dochézi k poklesu jejich vlivu na rozhodovaci proces. Stejny trend byl pozorovan
i u parametru ziskanych z krevnich testu, viz obrazek [£.15] Tyto zmény vyznamu
jednotlivych parametrii lze pricitat zvySenému poctu vstupnich parametrii, které ve
své kombinaci umoznuji odhaleni drive skrytych vzort. Ty mohou umoznovat zvy-
seni predikéni uspésnosti pii doporuceni nasazeni KS. Ve treti skupiné zahrnujici
spolecné parametry jsou zarazeny: KS-davka, IgM (kvantit.) a KO_ Mo %. V pii-
padé vysledkia SHAP-RF ¢ita tato skupina devét nasledujicich parametri: KS, KS-
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dévka, KS-celkem, KS-délka, IgM (kvantit.), KO_Mo %, KO_RDW, VA_SB(abs)
a MEF75( % ptdp). Graf zobrazujici prumérné SHAP-RF hodnoty je na obrazku
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Prdmérna SHAP hodnota

Obr. 4.19: Vliv parametri na vyslednou predikci vyjadieny pomoci priamérnych
SHAP-DT hodnot.

Graf na obrazku prezentuje vliv parametru ve vztahu k doporuceni nasazeni
KS. V pripadé srovnani spolecnych parametri asociovanych s krevnimi testy, zobra-
zenych v grafu na obrézku [£.16], nebyly u Zddného z nich zaznamendny signifikantni
zmény, které by mély vyznamny vliv na doporuceni nasazeni KS.

Pii porovnani s vysledky SHAP analyzy obsahujici parametry funkéniho vy-
Setfeni plic, viz obrézek [£.12] jsou identifikovany jisté rozdily. Parametr KCO_SB
(% prdp) je nyni, s vyjimkou nékolika extrémnich hodnot, rozdélen do dvou shlukii.
Prvni shluk zahrnuje vyssi hodnoty parametru s kladnym vztahem k doporuceni KS.

Druhy shluk se formuje kolem mirné zapornych hodnot a zahrnuje i nékolik pripadi
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s vyssi hodnotou sledovaného parametru. V pripadé ERV (abs) nyni dochazi k vy-
raznéjsimu oddéleni dle hodnot, pricemz vyssi hodnoty maji spiSe negativni vztah
k doporuceni KS a opacné. Lépe oddéleny jsou i vyssi hodnoty od nizsich v pii-
padé parametru TLC(% pidp). Vyssi hodnoty jsou shlukovany kolem nuly s klad-
nym vztahem k doporuceni KS. Nizsi hodnoty téhoz parametru maji spise negativni
vztah k doporuceni KS. U parametru VIN_SB( % predp) nejsou pozorovany vy-
raznéjsi rozdily. Graf reprezentujici vysledky na zakladé SHAP-RF je k dispozici na
obrazln
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Obr. 4.20: Graf reprezentujici vliv hodnot parametrii na doporuceni nasazeni KS,
SHAP-DT.

4.7.2 Vysledky

Predpoklad, ze vyuziti kombinovanych dat z anamnézy, funkéniho vysSetfeni plic

a krevnich testi povede k vyssim presnostem, je na zakladé vysledki uvedenych
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v tabulce 4.11] potvrzen. Model zalozeny na DT dosahuje nejvyssi zaznamenané
uspésnosti, a to ve vSech provedenych experimentech. Dosahuje 73,69% piesnosti
a 73,52% vyvazené presnosti a je vizualizovan na obrazku [B.14] V metrice Mayc
dosahuje hodnoty 0,7469, ¢imz vyrazné prekrocuje spodni hranici (0,7) reprezentujici
prijatelny klasifikator. Ve vsech ostatnich metrikdch rovnéz presahuje hranici 0,7.
Zadny z ostatnich model@ nedoséhl srovnatelnych vysledki. Druhym nejpfesnéjsim
modelem je k-NN s presnosti 63,16 %. Podle druhé sady vysledku, prezentované
v tabulce 4.11] poskytuje nejlepsi vykonost RF model. Jeho pfesnost a vyvazend

presnost je vsak o 10,52 %, resp. o 10,74 % nizsi, nez je tomu u DT modelu.

Tab. 4.11: Prehled vykonnosti modelt na testovaci datové mnoziné, SHAP-DT.

’ Model ‘ MPfesnost ‘ MPfesnost—vyvéi. MAUC ‘ MFl—skére MPreciznost MSenzitivita

RF 0,5965 | 0,5907 0,6642 | 0,5306 | 0,5909 0,4815
LR 0,5439 | 0,5352 0,6259 | 0,4348 | 0,5263 0,3704
DT 0,7368 | 0,7352 0,7469 | 0,7170 | 0,7308 0,7037
MLP | 0,6140 | 06111 0,6611 | 0,5769 | 0,6000 0,5556
NN | 0,6316 | 0,6241 0,6926 | 0,5532 | 0,6500 0,4815
SVC | 0,5439 | 0,5352 0,6753 | 0,4348 | 0,5263 0,3704
AB 0,5965 | 0,5926 0,6506 | 0,5490 | 0,5833 0,5185
XGB [ 0,5789 | 0,5722 0,6654 | 0,5000 | 0,5714 0,4444
LGBM | 05439 | 0,5370 0,6623 | 0,4583 | 0,5238 0,4074

Tab. 4.12: Piehled vykonnosti modelt na testovaci datové mnoziné, SHAP-RF.

’ Model ‘ Mpiesnost | Mpresnost-vyviz. | Mavuc ‘ Mri-skére | Mpreciznost | MSensitivita
RF 0,6316 0,6278 0,6864 | 0,5882 0,6250 0,5556
LR 0,5263 0,5167 0,6210 | 0,4000 0,5000 0,3333
DT 0,5263 0,5278 0,5395 | 0,5263 0,5000 0,5556
MLP 0,5614 0,5574 0,6370 | 0,5098 0,5417 0,4815
k-NN 0,6140 0,6111 0,6988 | 0,5769 0,6000 0,5556
SVC 0,5614 0,5537 0,6667 | 0,4681 0,5500 0,4074
AB 0,5789 0,5759 0,5840 | 0,5385 0,5600 0,5185
XGB 0,6140 0,6093 0,6383 | 0,5600 0,6087 0,5185
LGBM | 0,5789 0,5741 0,7049 | 0,5200 0,5652 0,4815

Matice zamén jednotlivych modelu je zobrazena na obrazku [4.21], respektive
v ptipadé SHAP-RF. DT model nespravné doporucil vhodnou lé¢bu u 15 z celkovych
57 pacientli. V porovnéni s ostatnimi modely se jedna o nadprimérny vysledek. Za-

jimavym zjisténim je, ze u vétsiny modelii ve vSech tfech provedenych experimentech
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dominuji chyby prvniho druhu. Vyjimkou jsou pravé DT modely, které se ve trech
z Sesti mozny situaci dopoustéji chyby druhého radu.

Z analyzy ROC kfivek ilustrovanych na obrazku [B.I3| vyplyva, Ze pfi optimél-
nim nastaveni rozhodovaciho prahu DT modelu lze dosahnout senzitivity mirné nad
uroven 70 % prti soucasné 23% mire falesné pozitivity. Dalsi zvyseni senzitivity pro-
stfednictvim snizeni prahu se jevi jako neefektivni, protoze vede k neimérnému

zvyseni poctu falesné pozitivnich pripadia. Graf s ROC kfivkami pro SHAP-RF je
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Obr. 4.21: Matice zamén finalnich modeli ziskand z testovaci mnoziny, SHAP-DT.
Prifazeni dil¢ich matic jednotlivym modelim: a) DL, b) LR, ¢) DT, d) MLP, e)
k-NN, f) SVC, g) AB, h) XGB, i) LGBM.
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4.8 Zhodnoceni experimenti

Hlavnim cilem vyzkumu bylo odpovédét na otazku, zda je mozné s pomoci Al algo-
ritmi predpovédét na zakladé vstupniho vysetfeni post-covidovych pacient vhod-
nost KT. Dalsim cilem bylo zjistit, jaky vliv m& kombinace riznych parametri
ziskanych z rtiznych typl vysSetieni na tspésnost modelii.

K dosazeni stanovenych cilii bylo navrzeno experimentalni schéma a provedena
podrobnd analyza datové mnoziny, pricemz byly ziskané doménové znalosti dikladné
diskutovany. Na zakladé ziskanych znalosti bylo rozhodnuto o nutnosti aplikace pri-
znakového inzenyrstvi s cilem redukovat pocet parametri a minimalizovat tak riziko
pretrénovani modelt. Selekce priznaki byla provedena metodou kombinujici odborné
lékarské znalosti s technickymi pristupy SHAP a k-Best. Jako diléi cil bylo stanoveno
overeni, jak volba modelu ovliviiuje selekci vyznamnych parametri pomoci SHAP
analyzy. Pro vyhodnoceni byly pouzity modely DT a RF. Proto byly v ramci kazdého
experimentu prezentovany dveé sady vysledki oznacené jako SHAP-DT a SHAP-RF.
Pro ovéreni stanovenych vyzkumnych otazek byly provedeny celkem tti experimenty.

V prvnim experimentu byl zkouman vliv vyuziti dat z anamnézy a funkéniho
vysetfeni plic na predikéni schopnosti AI modeli. Z ptvodnich 80 parametri bylo
na zakladé analyzy identifikovano dvacet nejvyznamnéjsich. Ty byly pouzity pro
natrénovani vybranych modeli, u kterych existoval predpoklad o schopnosti danou

problematiku tspésné resit. Nejlepsi vysledky modeli byly dosazeny na parametrech

presnosti a 64,63% vyvazené presnosti. V metrice AUC vykazal hodnotu 0,6938,
a tak se priblizil k spodni hranici definujici ptijatelny klasifikator. Z druhé sady vy-

presnosti a AUC hodnotou 0,6864. Zadny z uvedenych modelt nedosahl dostatecné

presnosti.

Druhy experiment se zaméril na zkoumani efektu kombinace dat z anamnézy
pacientu a krevnich testid. Z puvodni sady 77 parametrii bylo vybrano dvacet nej-
vyznamnéjsich. Nejlepsich vysledk bylo dosazeno na zakladé parametri vybranych
model ukdzal k-NN, ktery dosdhl stejné tirovné presnosti, a to 64,91 %. Vyvazena
presnost tohoto modelu byla 64,26 % a hodnota AUC dosahla 0,6358. V druhé
sadé vysledki SHAP-RF vykazoval nejlepsi vysledky opét model k-NN, avsak jeho
presnost byla o 1,75 % nizsi a vyvazend presnost o 1,30 % nizs$i ve srovnéni s k-
NN modelem z prvniho experimentu. Zavérem lze konstatovat, ze ani kombinace
anamnézy pacienta a krevnich testl nevedla k natrénovani modelu s dostate¢né vy-

sokou presnosti.
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V poslednim experimentu byla vyuzita kombinace vsech dostupnych dat, a to
anamnézy pacienta, spirometrie a krevnich testi. Tato komplexni sada obsahovala
celkem 119 parametri, z nichz bylo opét vybrano dvacet nejvyznamnéjsich. Nejlepsi
vysledky byly znovu dosazeny s vyuzitim parametru ziskanych pomoci SHAP-DT.
presnosti, 73,52% vyvéazené presnosti a AUC hodnoty 0,7469. Hodnoceni modelu po-
moci ostatnich metrik prevysuje hranici 0,7. Tento model jediny dosahl pozadované
presnosti. V druhé sadé vysledki, které byly ziskany pomoci SHAP-RF, byl neju-
hodnoty 0,6864.

7 vysledku posledniho experimentu vyplyva, ze lze pomoci Al modeli predikovat
vhodnost KT u post-covidovych pacienti. Klicem k dosazeni dostatecné presnosti
je vyuziti parametri ziskanych z anamnézy pacientl, krevnich testi a spirometrie.
Pti praktickém vyuziti vytvoreného modelu vsak neni vyzadovano zadavat vsech 119
parametri ze vSech provedenych vysetreni. Stac¢i pouzit hodnoty parametri, které
jsou soucasti interpretovatelného modelu. Ten muze slouzit jako podpurny nastroj
pri rozhodovani o pritbéhu nasledujici 1écby.

Tato studie je prvni, ktera se zabyva personalizaci KT u post-covidovych pa-
cientii. Byly tak polozeny zaklady védy a vyzkumu v ramci dané oblasti. AvsSak
existuje mnoho potencidlnich smért dalsiho vyzkumu, které by mohly vést ke zvy-
Seni presnosti modeli. Jednou z moznosti je zahrnuti RTG snimkt plic do analyzy.
Tyto obrazové informace by mohly obsahovat vzory, které by vyznamné prispély ke
zvyseni uspésnosti predikce. Tento pristup by ale mohl vyrazné snizit interpretova-
telnost vysledki. Dalsim smérem pro zlepseni by mohlo byt zvySeni poc¢tu vzorkt
v datové mnoziné. Tim by doslo ke zvySeni poméru poctu vzorki k poc¢tu parame-
tri. Pak by bylo mozné navysit pocet parametrii, na kterych jsou modely trénovany.
Zaroven by vétsi datova mnozina mohla umoznit nalezeni slozitéjsich skrytych da-

tovych vzort, coz by mohlo vést k dalsimu zvySeni presnosti.

4.9 Omezeni vyzkumu

Rozsah datové mnoziny, kterd obsahuje data 281 pacientii, snizuje moznost vytvo-
feni komplexnich model zalozenych na NN. Kazdy datovy vzorek obsahuje 119
parametri ziskanych na zakladé anamnézy, krevnich testl, funkéniho vysetfeni plic
a analyzy RTG ¢i HRCT snimkii. Sbér takovych vzorki je extrémné casové narocny
a nasbirani nékolika jednotek tisic vzorkl bez prispéni jinych pracovist neni prove-
ditelné. Situaci navic ztézuje skutecnost, ze kritéria pro zahrnuti do studie splnovalo
pouze 15 % vsech vySetfenych pacienti. Vzhledem k nepoméru mezi poétem pa-

cientii a parametri nebylo mozné pouzit pro trénovani modelt vSechny dostupné
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parametry, které v sobé nesou cenné informace o zdravotnim stavu pacienta. Pres
zminénd omezeni se podarilo vytvorit dostatecné presné modely, které mohou byt
pouzity jako podptrny nastroj pro rozhodovani o pribéhu lécby post-covidovych
pacientt.

Mezi potencialni rizika lze zaradit geografické omezeni sbéru dat na Olomoucky
kraj, které muze vést ke snizeni uplatnitelnosti zjisténych vysledku v jinych geogra-
fickych oblastech. Drivéjsi studie poukazuji na skutecnost, ze jednotlivé rasy mohou
projevovat ruznou nachylnost k onemocnéni COVID-19 [143]. Lze tedy predpokla-
dat, Ze se mohou lisit dlouhodobé symptomy i vysledky krevnich testii a funkéniho
vysetfeni plic. Dalsim moznym omezenim je bias vzhledem k vybéru pacientti, kteri
byli na zakladé klinického zhodnoceni odeslani na podrobnéjsi vysSetieni. Pred vyu-

zitim prezentovanych vystupii je nutné nejdiive vyvratit vyse zminéné rizika.
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5 Integrace algoritmi umélé inteligence v lé-
karském prostredi

Integrace Al modelt do starsich proprietarnich IS predstavuje nesnadny tikol, ktery
casto vyzaduje specifické upravy téchto systémii. Ty mohou byt vzhledem k absenci
aplika¢niho rozhrani ¢asové i financné narocné a komplikuji moznosti nasazeni Al
modelll do klinické praxe ve zdravotnickych zatizenich vyuzivajicich proprietarni IS
postradajici aplika¢ni rozhrani.

Kapitola se zabyva uvedenou problematikou, ktera je stanovena jako vedlejsi cil
disertacni prace, a to na zdkladé identifikované vyzkumné mezery. Cilem je navrh-
nout univerzalni architekturu, ktera umozni vyuzit AI modely v klinické praxi ve
zdravotnickych zatfizenich pouzivajicich starsi proprietarni IS. Kapitola dale posky-
tuje detailni popis experimentalni implementace, ktera je zaméfena na véasny zachyt
onemocnéni COVID-19. Vysledky byly predstaveny na védecké konferenci formou
konferen¢niho piispévku [I7]. Reseni pro véasny zachyt onemocnéni COVID-19 je

nasazeno ve FNOL, kde slouzi jako podpurny diagnosticky nastroj.

5.1 Obecna architektura pro analyzu obrazovych dat

P1i navrhu obecné architektury bylo klicové najit zptusob, pomoci kterého je mozné
zaclenit Al modely do existujici vypocetni infrastruktury a umoznit tak analyzu ob-
razovych dat pomoci libovolnych Al modeli. Dalsim pozadavkem bylo, aby zvoleny
pristup zohlednil specifické potreby a pracovni postupy zdravotnického persondlu.
V navrhu architektury byly zohlednény faktory jako ochrana citlivych dat, snadné
udrzitelnost a nezéavislost na konkrétnim typu ulohy nebo typu obrazovych dat.
Dilezitou vlastnosti je zamezeni ukladani vysledkt analyz formou duplicitnich za-
znami v systému PACS. Pro praktické vyuziti navrzené architektury je zasadni,
aby zdravotnické zatizeni disponovalo systémem PACS a platformou pro prohlizeni

obrazovych dat, kterd podporuje integraci vlastni funkcionality.

Popis architektury

Néavrh architektury a doporucené postupy pro jeji implementaci reflektuji pozadavky
stanovené v sekei 5.1} Obecnd architektura (AI-Rad), vizualizovdna na obrdzku .1}
je zalozena na udalostmi tizené architekture. Tento navrhovy vzor obsahuje produ-
centy generujici udalosti a konzumenty, kteri tyto udalosti zpracovavaji a reaguji na
né definovanym zpiisobem. Jednou z klicovych vyhod tohoto ptistupu je modularita
a oddéleni komponent systému. Provedené zmény v nékteré z ¢asti systému pak maji

na celkovou funkénost systému minimalni dopad.
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Obr. 5.1: Producentem udalosti je pracovni stanice vybavena desktopovou aplikaci.
Serverova Cast je konzumentem a je zodpovédnd za analyzu dat. Cervené Sipky
znézornuji datovy tok obrazovych dat ze systému PACS. Cerné Sipky reprezentujf

vymeénu informaci a udalosti mezi riaznymi ¢astmi architektury.

Architektura AI-Rad je navrzena s cilem poskytnout Siroce uplatnitelné feseni
pro rtznorodé diagnostické tikoly zahrnujici detekei, klasifikaci, segmentaci, translaci
modalit nebo zvyseni kvality obrazovych dat. Déle je zarucena snadna adaptace na
ruzné typy zobrazovacich metod, napt. RT'G, CT, magnetické rezonance (Magnetic
Resonance Imaging — MRI) a nezavislost na typu nasnimanych ¢asti téla.

Pro specifickou implementaci architektury zamérenou na konkrétni tilohu, zobra-
zovaci metodu a ¢ast téla, je nezbytné upravit komponenty, které jsou na obrazku[5.1|
oznaceny zelenou barvou. Déle je také nutna integrace prislusného Al modelu. Kli-
entska cast této architektury miize byt spusténa na jakékoliv pracovni stanici, ktera
spliiuje minimalni softwarové pozadavky. Ty jsou urceny prevazné pouzitymi tech-
nologiemi pfi jejim vyvoji. Z divodu zajisténi kompatibility mezi operac¢nimi sys-
témy je doporuceno pri vyvoji pouzivat multiplatformni technologie. Déle je nutné
do platformy pro prohlizeni obrazovych dat integrovat jednoduchou funkcionalitu,

ktera preda identifikacni tidaje o zvoleném vysetteni desktopové aplikaci.

Proces zpracovani dat

Datova analyza je inicializovana v platformé pro prohlizeni obrazovych dat vyvola-
nim integrované funkcionality, ktera vygeneruje udalost s informacemi o provedeném

vysetieni. Desktopova aplikace tuto udélost zachyti a systému PACS odesle poza-
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davek pro prenos relevantnich obrazovych dat na serverovou ¢ast. Soucasné vytvori
v definované databazi novy zaznam slouzici pro ulozeni vysledkil datové analyzy.
Na serverové strané jsou prichozi pozadavky zarazeny do fronty. Z ni jsou po-
stupné odebirany. Obrazova data jsou predzpracovana a analyzovana s vyuzitim Al
modelu. Po dokonceni analyzy je vysledek ulozen do databéaze, kde dochazi k ak-
tualizaci zdznamu vytvoreného desktopovou aplikaci. Nasledné je tento vysledek
zobrazen primo na pracovni stanici, z niz byla pivodné analyza vyzadéna.
Komunikace mezi klientskou a serverovou ¢asti muze probihat v ramci intranetu
i internetu. Vzhledem k pozadavku na bezpecnost dat je durazné nedoporuceno
vyuzivat cloudovych feseni. Naopak je preferovano vyuzivat vyhradné infrastrukturu
zdravotnického zafizeni. Tim je minimalizovano riziko tniku a zneuziti citlivych

zdravotnickych dat.

5.2 Implementace pro véasny zachyt COVID-19

CovidStopHospital je specifickda implementace vychézejici z navrzené obecné archi-
tektury AI-Rad. Slouzi pro véasny zachyt onemocnéni COVID-19 na zakladé analyzy
RTG snimkii hrudniku. Kromé toho obsahuje funkcionalitu umoznujici zkusenym
radiologtim, ¢i pneumologtim snadno a rychle pritadit klasifika¢ni znacku k prave
analyzovanému snimku plic. Tim prispiva nejen k vcéasnému zachytu onemocnéni
COVID-19, ale také k tvorbé novych datovych mnozin, které mohou byt pouzity

pro natrénovani presnéjsich Al modela.

5.2.1 Klientska cast

Klientska c¢ast systému je reprezentovana desktopovou aplikaci, ktera vykonava dva
hlavni tikoly. Slouzi jako vizualiza¢ni nastroj a posila zadosti systému PACS o zaslani
RTG snimkti na serverovou ¢ast. Jak jiz bylo zminéno, zahajeni procesu analyzy dat
probihé prostirednictvim platformy pro prohlizeni obrazovych dat. V tomto pripadé
se jedna o MARIE Server Web, ktery je ve FNOL pouzivan. Analyza je spusténa pro-
stfednictvim tlacitka "TEST"u vybraného RTG vySetfeni, viz ¢ast [A] v obrazku5.4]
Tim dojde k vygenerovani udélosti obsahujici identifikatory vybraného vysetieni.
Udalost je zachycena desktopovou aplikaci, kterd pouzije v ni obsazené identifi-
katory k ziskani iidaji o pacientovi ze systému PACS. Ty jsou z kontrolnich divodt
zobrazeny zdravotnickému personélu, viz ¢ast [A] obrazku . Na jejich zakladé
aplikace vytvori novy zaznam v databazi. Soubézné je z aplikace do systému PACS
odeslana zadost o prenos konkrétniho RTG snimku na predem definovany DICOM
uzel umistény na serveru. Po odeslani pozadavku prechazi aplikace do monitorova-

ciho rezimu, ve kterém kontinudlné monitoruje prubéh a stav analyzy. V prubéhu
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¢ekani na vysledky analyzy mize zdravotnicky personal na zakladé svého odborného
usudku pritadit RTG snimku klasifikac¢ni znacku. Ta udava miru, s jakou pravde-
podobnosti se na RTG snimku vyskytuji vzory typické pro onemocnéni COVID-19,
viz ¢ast [C] obrazku [p.2] Vysledky analyzy jsou zobrazeny v ¢asti [B] obrdzku [5.2]

4]
Datum: 20190313

Hodnoceni Al - riziko Covid19
Zobrazit hodnoceni Al

ne spiie ne  sporné  spie ano ano [ B ]

Hednoceni:

Hodnoceni radiologa - riziko Covid19

ne spise ne sporné  spiie ano ano

[C]

Odeslat hoednoceni

Obr. 5.2: Desktopova aplikace. Cést [A] obsahuje tidaje o pacientovi. V ¢asti [B]
jsou zobrazeny vysledky analyzy RTG snimku (nejsou k dispozici — pravé probiha

analyza). Posledni ¢dst [C] umoznuje lékati pritadit RTG snimku znacku.

5.2.2 Serverova cast

Serverova cast je slozena ze ¢tyt sluzeb, které jsou navzajem propojeny a spolu-
pracuji na zpracovani prichozich RTG snimkt. Mezi hlavni sluzbu patii Al sluzba,
ktera je zodpovédna za provedeni analyzy pomoci integrovanych Al modelt. V této
konkrétni implementaci jsou k detekci COVID-19 vyuzivany modely DeepCovidXR
[141]. Duavod jejich vybéru je vysoké klasifikacni presnost a dosazeni vyssi prumérné
tspésnosti ve srovnani s nékolika radiology [141]. Vzéjemné propojeni sluzeb je uve-

deno na obrazku [5.3| a detailnéji vysvétleno v nasledujicim textu.

Sluzba STORESCP a Redis

Konfigurace a spusténi sluzby STORESCP, ktera je soucasti softwarové sady DCMTK
[112], predstavuje nezbytny krok pro spravnou funkénost CovidStopHospital. Tato
sluzba nasloucha na definovaném DICOM portu. Na tento port jsou odesilany RTG
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Obr. 5.3: Obréazek znazornuje serverovou c¢ast architektury CovidStopHospital.
V piipadé nahrazeni stavajictho Al modelu (DeepCovidXR) jinym je potieba upravit

pouze Cervené oznacené bloky a vhodné upravit proces inicializace AT model.

snimky systémem PACS na zakladé pozadavku klientské ¢asti CovidStopHospital.
Sluzba STORESCP nésledné tyto snimky ulozi ve formatu DICOM do predem de-

finovaného adresare, jak je vizualizovano na obrazku [5.3

Sluzba Redis je pouzivana jako pamétové ulozisté, ve kterém jsou ulozeny prichozi
pozadavky cekajici na zpracovani sluzbou Al. Po tspésné analyze iniciuje Al sluzba

odstranéni pozadavku z fronty.

Sluzba DICOM-konzument

Sluzba monitoruje udalosti vytvarené souborovym systémem, které indikuji ulozeni
novych soubort ve sledovaném adresari. Kazda tato zaznamenana udalost prochazi
filtracnim procesem, ktery mé za cil zamezit zpracovani nevalidnich DICOM sou-
borti. Jde o krok vedouci k minimalizaci rizika chyb, které by vznikly pti pokusech
Al modulu analyzovat nevhodnda data. Pokud jsou soubory validni, dojde k jejich

zarazeni do Redis fronty, kde ¢ekaji na zpracovani sluzbou Al

Jednou z hlavnich nevyhod Redisu je, ze v pripadé vypadku dojde ke ztraté dat
nachazejicich se ve fronté. Avsak DICOM soubory téchto pozadavki stédle ziistavaji
ulozeny v definovaném adresari. Proto pri kazdém spusténi sluzby probiha kontrola
vsech souborti nachézejicich se v prislusném adresati. Validni soubory jsou znovu
zatazeny do fronty. Tim je zajisténo obslouzeni vSech pozadavku i v pripadé vypadku

serveru.
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Sluzba Al

Vysledek analyzy RTG snimku, ktery poskytuje aktualni verze CovidStopHospital,
je ziskan na zédkladé agregace vazenych primért z celkem 24 DeepCovidXR modelt
[T41]. Zpusob zpracovani dat se lisi podle toho, zda jsou vypoéty realizovany pomoci
grafické (Graphics Processing Unit — GPU) nebo centralni procesorové jednotky
(Central Processing Unit — CPU).

Vyuziti CPU: V pripadé pouziti CPU je vytvoreno nékolik Al instanci. Pripad
je znazornén na obrazku [5.3] Kazda z téchto instanci je odpovédnd za zpracovani
RTG snimku uréitym pocétem z celkovych 24 modelt. Tento ptistup umoznuje efek-
tivné vyuzit moznosti vicejadrovych procesort, coz vede ke zkraceni doby analyzy.
Komunikaci a koordinaci mezi jednotlivymi Al instancemi zajistuje interni tidici
mechanismus Al modulu, ktery také tesi ukonceni jednotlivych instanci a uvolnéni

pridélenych vypocetnich zdroju.

Vyuziti GPU: Pro akceleraci vypocti pomoci GPU je nutné, aby byl server
vybaven hardwarem od spole¢nosti Nvidia disponujicim minimalné 11 GB VRAM.
Déle je nezbytna instalace ovladact, sady CUDAToolkit a knihoven cuDNN, které
odpovidaji technickym pozadavkim modelu DeepCovidXR, [141]. Hlavnim pfinosem
vyuziti GPU je podstatné zkraceni doby nutné pro zpracovani jednotlivych poza-
davki, avsak na tkor vyssi spotfeby energie a zvysenych investi¢nich nékladi.

Vybér mezi vyuzitim CPU a GPU z&avisi na poc¢tu zpracovavanych pozadavkl
a na stanovené maximalni pripustné dobé jejich zpracovani. Klicovym faktorem
pro vybér vhodné hardwarové konfigurace je vSak kapacita rentgenového pracovisté
v konkrétnim zdravotnickém zatizeni. Tento aspekt urcuje, zda zvolena hardwarova

infrastruktura bude schopna efektivné zpracovavat vsechny prichozi pozadavky.

Zpracovani vysledku analyzy: Vysledek analyzy je reprezentovan dvouprv-
kovym vektorem, kde jednotlivé prvky urcuji pravdépodobnost neptitomnosti, re-
spektive pritomnosti onemocnéni. Kromé tohoto vektoru jsou do existujicitho data-
bazového zaznamu ulozeny i doplnujici idaje o datu a case provedeni analyzy a verzi
pouzitého Al modelu. Tato kombinace informaci umoznuje snadnéjsi porovnani riz-
nych modeli, coz je uzitecné pri integraci novéjsi verze Al modeli. Po tspésném
ulozeni vysledku je prislusny pozadavek odstranén z Redis fronty a soubor ve for-

matu DICOM, ktery byl podroben analyze, je z definovaného adresare smazan.

5.2.3 Ovéreni vykonnosti, stability a moznosti dalSiho vyzkumu

Testovani bylo provedeno za tcelem ovéreni stability a maximalni doby zpracovani

pozadavku, ktera byla stanovena na 20 sekund. Robustnost serverové c¢asti Covid-
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StopHospital byla vyhodnocena simulaci vypadku pripojeni a zastavenim jedné ze
zavislych sluzeb. Byla také ovérena funkcnost automatického spusténi po nepla-
novaném restartu serveru. Sluzba prokazala svou spolehlivost ve vsech zminénych
scénarich a bez vyjimky byla jeji funkcénost tispésné obnovena.

V ramci testovaciho procesu byla ovérovana doba zpracovani prichozich poza-
davkt, kterd byla vypocétena jako rozdil mezi okamzikem prijeti DICOM souboru
a casem ulozeni vysledki analyzy do databéaze. Vysledky méfeni jsou prezentovany
v tabulce 5.1} Testovani bylo realizovdno na dvou odlisnych hardwarovych konfi-
guracich, pricemz prvni test probéhl na virtualnim serveru vybaveném procesorem
Intel Xeon E5-2660 v3 @ 2,60 GHz, 16 GB DDR4 RAM a systémem Windows Server
2019. Dale bylo provedeno méteni doby zpracovani s vyuzitim GPU na vypocetni
stanici s procesorem Intel i7-8700k @ 3,70 GHz, 32 GB DDR4 RAM, Nvidia 1080 Ti
11 GB VRAM a systémem Windows 10. Ackoliv pfimé srovnani vysledk testi neni
mozné kvili rozdilnym konfiguracim, lze predpokladat, ze hlavni vliv ve zkraceni
doby zpracovani bude mit praveé vyuziti GPU, zatimco vliv procesoru a velikosti
RAM by mél byt méné vyznamny.

7 namérenych hodnot uvedenych v tabulce vyplyva, ze doba zpracovani prv-
niho DICOM snimku po spusténi serverové ¢asti CovidStopHospital je ve srovnani
s dobou potfebnou pro analyzu nasledujicich snimku vyrazné delsi. Tento jev lze pri-
psat mechanismu liného nacitani (lazy load) AI modeli. Prumérnd doba potiebnd
pro analyzu snimkti pomoci CPU dosahuje 11,53 sekundy, s maximélni zaznamena-
nou hodnotou 14,01 sekundy. V pripadé vyuziti GPU je primérna doba zpracovani
RTG snimku ve srovnani s CPU priblizné ¢tytikrat nizsi a ¢ini 2,78 sekund. Nejvyssi
zaznamenand hodnota dosahuje 4,01 sekundy.

Tyto hodnoty byly ziskany na zakladé provedeni 40 méteni. Z vysledki je patrné,
ze kritérium doby zpracovani je i pri vyuziti CPU splnéno, coz svédéi o vysoké

efektivité a optimalizaci procesu analyzy v ramci systému CovidStopHospital.

Tab. 5.1: Doba zpracovani pozadavka v CovidStopHospital pomoci CPU a GPU.

| cCPU | GPU |
Doba analyzy | Pram. [s] | Min. [s] | Max. [s] | Pram. [s] | Min. [s] | Max. [s]
Prvni 29,18 21,97 37,00 7,21 6,98 7,79
Nasledujici | 11,53 8,22 14,01 | 2,78 237 | 4,01

5.2.4 Moznosti dalSiho vyzkumu

Dalsi vyvoj a vyzkum zaméreny na vylepseni predstaveného feseni by se mohl za-

byvat implementaci funkcionality automatického rozdéleni zatéze. Ta by umoznila
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dynamické rozdéleni Al modelt mezi jednotlivé Al instance, ¢imz by doslo k optima-
lizaci vyuziti vypocetnich prosttedki. To by bylo vyhodné zejména pii vyuziti tzv.
ensemble modelt, u kterych je konecny vystup ziskan agregaci vysledkt z nékolika
AT modelt. Mezi tyto typy se fadi i DeepCovidXR model, ktery je vyuzit v soucasné
implementaci CovidStopHospital.

Dalsim moznym vylepsenim je vyuziti kontejnerizace. Tento ptistup by zjedno-
dusil a zrychlil proces nasazovani a zlepsil moznosti skalovani. Dale by tim doslo
k odstranéni zavislosti na operacnich systémech Windows. Kontejnerizace by zaro-

ven zlepsila izolaci mezi sluzbami, coz by prispélo k vétsi stabilité.

29.4. 2021

B CovidstopHospital
sacier: [

«
Datum: 20210429

Hodnocent Al - iziko Covid19
[B] EAzobrazithodnocenial

ne spEene spomé spesno  ano

Hodnocent 68,66 [C]

i radiologa - riziko Covid19

ne spomé speanc  ano
— —

)

Obr. 5.4: Snimek obrazovky znazornuje pracovni stanici s aplikaci CovidStopHospi-
tal. V aplikaci MARIE Server Web je vybran konkrétni RTG snimek. Zadost o ana-
Iyzu je spusténa kliknutim na tlacitko [A]. Vysledek algoritmu Al je zobrazen v [C]
a reflektuje skore 68,66, coz znamend, ze jde pravdépodobné o COVID-19 pozitiv-
ntho pacienta. Vysledek Al lze skryt pomoci [B], aby nedoslo k ovlivnéni nézoru
zdravotnického personalu. Pripadné muze snimku priradit klasifikacni znacku na
zékladé svého odborného tsudku [D].
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Zavér

Disertacni prace byla zamérena na dvé témata zabyvajici se vyuzitim Al ve zdravot-
nictvi. Prvni ¢ast prace byla vénovana vyzkumu zaméreném na vyuziti Al algoritmu
pro predikci vhodnosti KT u post-covidovych pacienti. Ti jsou ohrozeni, mnohdy
nevratnym poskozeni plic v disledk pozanétlivych zmén vyvolanych COVID-19
pneumonii. Velké mnozstvi z téchto pacienti nevyzaduje jakoukoliv 1écbu a k uprave
pozanétlivych zmén dojde spontanné. Nicméné, u nékterych z nich by bez KS 1é¢by
doslo k poskozeni plicniho intersticia v disledku transformace pozanétlivych zmén
na zmeény fibrotické. Navrzeny Al pristup umoznuje personalizovany pristup k lécheé.
Jeho efektivita zvySuje presnost 1é¢by prostrednictvim identifikace pacientu, kteri
lécbu vyzaduji a téch, u kterych neni nutna, nebo neni prospésna. Druhé téma bylo
zameéreno na navrh obecné architektury, kterd umoznuje vzajemné propojeni IS zdra-
votnického zatizeni s kterymkoliv AT modelem zpracovavajicim medicinska obrazova
data.

K dosazeni cili disertac¢ni prace byla kapitola [1| vénovana teoretickému zakladu
umeélé inteligence, ktery poskytoval siroky prehled o soucasnych poznatcich v této
oblasti. Kapitola [2| podrobné predstavila u kazdého z feSenych témat soucasny stav
védy a techniky, ze kterého vyplynuly cile této prace. Ty jsou podrobné rozepsany
v kapitole [3]

Kapitola[d]se zabyvala ovéfenim vyzkumné otazky v oblasti personalizované 1écby
post-covidovych pacientti. Nejprve byl proveden navrh experimentu, ktery zohled-
nil trénovaci procesy Al modelt i jejich pripadné praktické vyuziti. Na zakladé te-
sené vyzkumné otazky a prubéhu vysetieni post-covidového pacienta bylo stanoveno
schéma sbéru dat. Nasledné byla tato data podrobné analyzovana s cilem ziskani
doménovych znalosti. Dale byly na zakladé provedené reserse, typu a velikosti da-
tové mnoziny a ziskanych doménovych znalosti vybrany a natrénovany Al modely.
Soucasti trénovaciho procesu byla i optimalizace hyperparametrii téchto modelt.
Mimo ovéreni zédkladni otédzky byl zkouman vliv kombinace vstupnich vysetfeni na
uspésnost modeli. Za timto ucelem byly predstaveny tii experimenty. V prvnim
experimentu byla mnozina dat, ¢itajici 119 parametri, omezena pouze na parame-
try, které byly dostupné z anamnézy a spirometrie. Z téchto 80 parametrii bylo
nasledné na zakladé odborného lékarského tsudku a metod priznakového inzenyr-
stvi SHAP a k-Best vybrano dvacet nejvyznamnéjsich. Divodem byla minimalizace
rizika pretrénovani modelu. Bylo zjisténo, Ze zadny model nepfesdhl 70% uspés-
nost v metrice vyvazené presnosti. Nejvyssi ispésnost byla zaznamendna u k-NN
modelu a to 64,63 %, ktery dosahoval nejvyssich hodnot ve vSech sledovanych met-
rikdch. Modely XGBoost a MLP dosahly shodné vyvazené presnosti 61,11 %. V dru-

hém experimentu byly pouzity vstupni parametry z anamnézy a krevniho obrazu.
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7 téchto 77 parametri bylo stejnym zptisobem vybrano dvacet. Opét zadny z mo-
deli nepresahl 70% tspésnost. Nejvyssi vyvazend presnost byla stejné jako v prvnim
modelem byl rozhodovaci strom s 62,59% uspésnosti. Posledni experiment zahrno-
val kombinaci 119 parametri anamnézy, spirometrie a krevniho obrazu. Z nich bylo,
stejné jako v predchozich pripadech, vybrano dvacet. Model rozhodovaciho stromu
ve vSech sledovanych metrikdch presdhl hranici 0,7, respektive 70 %. V pripadé
vyvazené presnosti dosahl 73,52% tspésnosti a metrika AUC lehce prevySovala hod-
notu 0,74. Reportovana presnost byla dostacujici pro vyuziti modelu rozhodovaciho
stromu jako podpiirného nastroje pri rozhodovani o pribéhu 1é¢by pacientti splnu-
jicich stanovena kritéria. Prezentované vysledky vznikly na zédkladé reseni vyzkum-
ného projektu Ministerstva vnitra CR s ndzvem Systém vcasného zdchytu infekce
COVID-19 pro bezpecnost ohroZenych skupin obyvatelstva s vyuZitim umélé inteli-
gence, pod oznac¢enim VI04000039. Odborné troven medicinské c¢asti byla zajisténa
ucinnou spolupraci s Klinikou plicnich nemoci a tuberkulézy FNOL, prostirednic-
tvim které bylo zajisténo uplatnéni vysledkil vyzkumt v klinické praxi. Studie byla
schvalena Etickou komisi FNOL pod c¢islem 228/21. Vysledky byly prezentovany
pred odbornou komunitou v rdmci zvané prednésky na konferenci 56. Nitrianske le-
karske dni. V pribéhu vyzkumu byly ¢astecné aplikovany znalosti ziskané z ticasti na
mezinarodnim projektu Interreg CENTRAL EUROPE s nazvem Development of an
integrated concept for the deployment of innovative technologies and services allowing
independent living of frail elderly (niCE-life), pod oznac¢enim CE1581. Stézejni ¢ast
této kapitoly reprezentuje zaklad stavu védy a technicky v oblasti personalizované
1é¢by u post-covidovych pacientii a byla publikovana v ¢asopise Diagnostics (IF: 3.6,
AIS Q2) [16].

Kapitola |5| se zabyvala vyzkumem a vyvojem univerzalni architektury umoznu-
jicl interoperabilitu mezi IS zdravotnickych zarizeni a libovolnym AI modelem pro
analyzu obrazovych dat. Byla navrzena s ohledem na snadnou udrzitelnost, efek-
tivnost a bezpecné nakladani s citlivymi zdravotnimi daty. Jeji univerzélnost byla
prezentovana predstavenim konkrétni implementace. Ta byla zamérena na proble-
matiku véasného zachytu onemocnéni COVID-19 na zdkladé analyzy rentgenovych
snimki plic. Pro analyzu byly do architektury zaintegrovany model DeepCovidXR
a byla pridana podpora analyzy RTG snimki pomoci CPU a GPU. Optimalizace
rychlosti zpracovani RT'G snimkii pomoci CPU byla realizovana mechanismem vice-
nasobného poctu Al modult a byly tak vyuzity moznosti vicejadrovych procesort.
Bylo provedeno ovéreni vykonnosti a stability. Priimérna doba analyzy jednoho RTG
snimku pomoci CPU byla 11,53 sekund a v pripadé GPU 2,78 sekund. V obou pfi-
padech byly splnény pozadavky na maximalni pripustnou dobu analyzy, ktera byla

stanovena na 20 sekund. Findalni verze této implementace byla tspésné nasazena ve
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FNOL. Vyzkum prezentovany v druhé ¢asti vznikl na zakladé feseni vyzkumného
projektu Ministerstva vnitra CR, pod oznadenim VI04000039. Obsah této kapitoly
byl prijat védeckou komunitou a nésledné prezentovan na mezinarodni konferenci
ICUMT 2023 [17].

Béhem popisovaného vyzkumu a vyvoje byly pouzity znalosti ziskané pii feseni
vyzkumnych projekti financovanych z nevetejnych zdroji s nazvy VyuZiti umeélé
inteligence v CEPS - projekt ARTIC (Eeké na hodnoceni) a Vijvoj IoT mechat-
ronického zabezpecovaciho systému ePRO 1.4 (hodnoceno stupném 2), jenz byly
odeslany k hodnoceni v Modulu 1 podle Metodiky 2017+|H Vysledek projektu IoT
mechatronického zabepzecovaciho systému byl publikovan v casopise IEEE Consu-
mer Electronics Magazine (IF: 4.5, AIS Q2) [13].

Navazujici vyzkum muize byt zaméfen na potvrzeni ¢i vyvraceni rasového a et-
nického biasu, ktery mohl vzniknou na zakladé zaclenéni pacientii prevazné z Olo-
mouckého kraje. Dale miize byt zkouméan vliv rozsiteni datové mnoziny na predikéni
uspésnost modeld. Soucasné muze byt, pri zvySeni mnozstvi datovych vzorki, ovéren
vliv zvyseni poctu priznaki pouzitych pro trénovani modela. V ramci obecné archi-
tektury umoznujici interoperabilitu AI modeli s IS zdravotnickych zatizeni mize byt
nasledujici vyzkum zaméren na navrh efektivnéjsi funkcionality usnadnujici tvorbu

novych datovych mnozin.

"Metodika M17+ je vladou Ceské republiky schvéleny systém hodnoceni vyzkumnych orga-
nizaci a programu tucelové podpory vyzkumu, vyvoje a inovaci, ktery byl zaveden v roce 2017.
V Modul 1 jsou hodnoceny vybrané védecké vysledky dle jejich kvality a vyznamnosti ve srovnani
s mezindrodni urovni. Vyzkumnd organizace muze k hodnoceni zaslat pouze omezené mnozstvi

vysledki.
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RF
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Tiff
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VAE
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XGB

(Picture Archiving and Communication System) Systém pro archivaci

a komunikaci obrazovych dat
(Principal Component Analysis) Analyza hlavnich komponent
Plicni embolie
(Peak Expiratory Flow) Maximélni vydechovy proud vzduchu
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Odpor dychacich cest
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A Teplotni mapa korelacni analyzy

Obr. A.1: Kompletni teplotni mapa korelacnich koeficientti mezi ptiznaky datové

mnoziny.
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B Doplnujici vysledky

B.1 Analyza priznakii ze spirometrie

1.0
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g
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o
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—— DT (AUC = 0.5531)
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XGB (AUC = 0.6481)
— LGBM (AUC = 0.6679)
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Podil fale$né pozitivnich pripadu

Obr. B.1: Grafické znazornéni ROC krivek findlnich modeli natrénovanych na da-
tech z anamnézy a spirometrie. Vysledky jsou ziskdany na zdkladé predikce vzorka v
testovaci mnoziné, SHAP-DT.
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Obr. B.2: Vyznamné parametry ze souboru obsahujiciho data z anamnézy a spiro-

metrie. V ¢ervenych oblastech jsou uvedeny vybrané parametry, které byly pouzity
pro trénovani modeli, SHAP-RF.
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Obr. B.3: Vliv parametri anamnézy a spirometrie na vysledek predikce vyjadreny

pomoci primérnych SHAP-RF hodnot.

129



KS - celkem

KS - davka

KT - délka
IgM(kvantit.)

RV % TLC
KCO_SB(abs)
MEF25(abs)

G tot(abs)
MEF75( % prdp)
FRCpl( % prdp)
RV(abs)
MEF50( % prdp)
FRCpl(abs)
VA_SB( % prdp)
Vyska
DLCOc_SB( % pidp)
FEV1( % pfdp)
TLC(abs)
PEF(abs)

MEF50(abs)

Obr. B.4: Graf reprezentujici vliv hodnot parametri anamnézy a spirometrie
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Obr. B.5: Matice zamén findlnich modelii natrénovanych na datech z anamnézy a
spirometrie. Vysledky jsou ziskany na zakladé predikce vzorkl v testovaci mnozing,
SHAP-RF. Prifazeni dil¢ich matic jednotlivym modelim: a) DL, b) LR, ¢) DT, d)
MLP, e) k-NN, f) SVC, g) AB, h) XGB, i) LGBM.
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Obr. B.6: Grafické znazornéni ROC kfivek findlnich modeli natrénovanych na da-
tech z anamnézy a spirometrie. Vysledky jsou ziskany na zakladé predikce vzorki v

testovaci mnoziné, SHAP-RF.
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B.2 Analyza ptriznakii z krevniho obrazu
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Obr. B.7: Grafické znazornéni ROC ktivek findlnich modelti natrénovanych na da-
tech z anamnézy a krevnich test. Vysledky jsou ziskdny na zdkladé predikce vzorkt

v testovaci mnoziné, SHAP-DT.
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Obr. B.8: Vyznamné parametry ze souboru obsahujictho data z anamnézy a krevnich

test. V éervenych oblastech jsou uvedeny vybrané parametry, které byly pouzity pro

trénovani modeli, SHAP-RF.
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Obr. B.9: Vliv parametri anamnézy a krevnich testl na vysledek predikce vyjadreny

pomoci primérnych SHAP-RF hodnot.
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Obr. B.10: Graf reprezentujici vliv hodnot parametrii anamnézy a krevnich testti na
doporuceni nasazeni KS, SHAP-RF.
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Obr. B.11: Matice zdmén findlnich modelid natrénovanych na datech z anamnézy a
krevnich testi. Vysledky jsou ziskdny na zakladé predikce vzorkia v testovaci mno-
ziné, SHAP-RF. Prifazeni dil¢ich matic jednotlivym modelim: a) DL, b) LR, c)
DT, d) MLP, e) £-NN, f) SVC, g) AB, h) XGB, i) LGBM.
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Obr. B.12: Grafické zndzornéni ROC kfivek finalnich modelii natrénovanych na da-
tech z anamnézy a krevnich testli. Vysledky jsou ziskdny na zédkladé predikce vzorkt
v testovaci mnoziné, SHAP-RF.
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B.3 Analyza priznakii z komplexniho vySetreni
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Obr. B.13: Grafické zndzornéni ROC kfivek findlnich modelt natrénovanych na da-

tech z komplexniho vysetieni. Vysledky jsou ziskany na zakladé predikce vzorki v

testovaci mnoziné, SHAP-DT.
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Obr. B.15: Vyznamné parametry ze souboru obsahujiciho data z komplexniho vy-

Setfeni. V cervenych oblastech jsou uvedeny vybrané parametry, které byly pouzity
pro trénovani modeli, SHAP-RF.
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Obr. B.16: Vliv parametri komplexniho vysetfeni na vysledek predikce vyjadreny

pomoci primérnych SHAP-RF hodnot.
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Obr. B.17: Graf reprezentujici vliv hodnot parametri komplexniho vysetieni na do-
poruceni nasazeni KS, SHAP-RF.
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Obr. B.18: Matice zamén findlnich model natrénovanych na datech z komplexniho
vysetfeni. Vysledky jsou ziskany na zakladé predikce vzorkl v testovaci mnozing,
SHAP-RF. Prifazeni dil¢ich matic jednotlivym modelim: a) DL, b) LR, ¢) DT, d)
MLP, e) k-NN, f) SVC, g) AB, h) XGB, i) LGBM.
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Obr. B.19: Grafické zndzornéni ROC kfivek finalnich modelii natrénovanych na da-
tech z komplexniho vysetfeni. Vysledky jsou ziskany na zakladé predikce vzorka v
testovaci mnoziné, SHAP-RF.
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