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ABSTRAKT 
Nasazení kort ikosteroidů u post-covidových pacientů má za cíl zabránit t ransformaci ak

t ivních pozánětlivých změn na nevratné f ibrotické změny. Nicméně, t a to léčba může mí t 

v některých případech i závažné vedlejší účiny. Taktéž existuje velké množství pacientů, 

u kterých není jakákol iv léčba potřebná a k plné úpravě pozánětlivých změn dojde spon

tánně. Tato disertační práce se zaměřuje na personalizaci léčby post-covidových pacientů 

s využi t ím algori tmů umělé inteligence (AI ) a zlepšení způsobu interoperabil i ty AI modelů 

s informačními systémy zdravotnických zařízení. První část disertační práce se zabývá 

položením základu stavu vědy a techniky v oblasti využi t í AI algori tmů pro doporučení 

nasazení kort ikosteroidů u post-covidových pacientů, kteř í jsou ohroženi nevratným po

škozením plicní tkáně. Práce zkoumá vliv různých parametrů z různých vyšetření na 

výslednou přesnost natrénovaných modelů. Provedené experimenty ukazují, že nejúspěš-

nější model dosahuje 73,68% přesnosti, 73,52% vyvážené přesnosti a hodnotou AUC 

0,7469. Dosažené výsledky naznačují jeho vhodnost jakožto podpůrného nástroje při 

rozhodování o následné léčbě post-covidových pacientů. Je zde dokázáno, že při vhodně 

vybraných parametrech lze s využi t ím AI identi f ikovat pacienty, kteří budou z nasazené 

léčby prof i tovat. Druhá část práce se zaměřuje na výzkum a vývoj univerzální architek

tury umožňuj íc í interoperabi l i tu AI modelů s informačními systémy zdravotnických zaří

zení. Součástí je představení specializované implementace pro včasný záchyt onemocnění 

COVID-19 s integrovanými DeepCovidXR modely. Během ověření výkonnosti dosahuje 

průměrná doba zpracování rentgenového snímku pomocí CPU 11,53 sekund a pomocí 

GPU 2,78 sekund. Obě hodnoty splňují maximální přípustnou dobu analýzy stanovenou 

na dvacet sekund. Výsledky prezentované v obou částech jsou nasazeny a využívány ve 

Fakultní nemocnici Olomouc. 
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personalizace léčby, umělá inteligence, predikční modely, podpůrné diagnostické nástroje, 
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ABSTRACT 
Corticosteroid (CS) t reatment in patients w i th Long COVID aims t o prevent the pro

gression f rom active post- inf lammatory changes t o fibrosis scarring. However, CS have 

side effects, which may sometimes be severe. Some patients might not require any t reat

ment as their post- inf lammatory changes resolve spontaneously. This dissertation thesis 

aims t o develop an artif icial intelligence (A l ) based approach tha t allows personalized 

t reatment o f patients w i th Long COVID and a design o f modular architecture allowing 

seamless interoperabil i ty o f A l models w i th the information systems used in healthcare 

facilit ies. The f irst part o f the thesis deals w i th the foundat ion of the state-of- the-art 

o f using A l algori thms to recommend CS t reatment in patients w i th Long COVID , who 

have the risk o f permanent lung damage. This study examines how various parame

ters f rom different examinations influence the accuracy of the A l models. The most 

effective model achieves an accuracy o f 73.68 %, a balanced accuracy of 73.52 %, and 

an AUC o f 0.7469. These results prove tha t a trained Al model on a correctly chosen 

set of parameters f rom various medical examinations is effective and can be used as 

a decision-support too l for fur ther t reatment courses. The second part focuses on de

veloping a modular architecture tha t allows interoperabi l i ty between Al models and the 

information system o f health facil it ies. Its specific implementat ion for early COVID-19 

detect ion, incorporat ing DeepCovidXR models, is presented. In the performance test, 

the average processing t ime of X-ray images is 11.53 seconds using the CPU and 2.78 

seconds wi th the GPU. Both values meet the maximum permissible analysis t ime set 

at 20 seconds. The results presented in both sections have been implemented and are 

currently used at the Olomouc University Hospital . 

KEYWORDS 
personalized t reatment , artif icial intelligence, prediction models, diagnostic support tools, 

e-health, interoperabil i ty o f systems, artif icial intelligence in clinical practice, deployment 

of models 
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Úvod 

Pokrok v oblasti vývoje vysoce paralelních procesorů a umělé inteligence (Artifi-

cial Intelligence - AI) významně změnil celou ř a d u odvětv í a ve vyspělých zemích 

zásadně ovl ivni l každodenn í život. Všes t rannos t A I je zřejmá z aplikací v různých 

průmyslových odvětvích, jako je např ík lad au tomobi lový průmysl [110], zeměděl

ství [131], zábavní průmysl [26], vzdělávání [41], marketing [40], finanční a obchodní 

služby [118], bezpečnost a obrana [125], energetika [154] a další. Rozvoj A I m á ale 

i negat ivní dopady. C h a t G P T [113] je schopen přesvědčivě uvádět nesprávné , zavá

dějící nebo ničím nepodložená tvrzení . Midjourney [98] p a t ř í mezi nás t ro je ulehču

jící tvorbu zdánlivě reálného obrazu. Tyto a p o d o b n é nás t ro je usnadňuj í podvody 

a manipulaci [97], a to i bez nutnosti hlubších technických znalostí . P ře s to přínosy 

začlenění A I do různých odvětví , včetně zdravotnic tví , obvykle převažují. V oblasti 

zdravotnic tv í se A I úspěšně využívá zejména k pokročilé analýze obrazových dat, 

přesnější diagnostice, personalizaci léčby a efektivnějšímu využi t í zdrojů [37, 71]. 

Rozsáhlé využi t í A I v t é t o oblasti komplikují předešvším etické obavy, chybějící dů

věra v technologii, potenciá ln í z t r á t a lidského p ř í s tupu ve vztahu pacient- lékař [82] 

a omezená vysvětl i telnost A I modelů [120]. I přes tyto výzvy roste počet zařízení 

založených na A I , k te ré byly schváleny Evropskou lékovou agenturou či amer ickým 

Ú ř a d e m pro kontrolu potravin a léčiv [49, 106]. Schopnost A I a lgor i tmů identifikovat 

skryté vzory v datech může př inést do lékařské praxe nové informace, což může vést 

k p o k r o k ů m v diagnostice a nás ledné léčbě. 

P o t ř e b a rychlého získání nových informací se projevila b ě h e m poslední celosvě

tové pandemie způsobené virem S A R S - C o V - 2 vyvolávajícím onemocnění C O V I D - 1 9 . 

Větš ina pac ien tů měla pouze lehký p r ů b ě h bez výraznějších komplikací , ale u části 

z nich se vyskytly závažné klinické projevy. Mez i ně p a t ř í pneumonie, syndrom 

aku tn í dechové t ísně (Acute Respiratory Distress Syndrome - ARDS) či multior-

gánové selhání [23, 119]. Vzhledem k pozorovanému zvýšení hladiny prozánět l ivých 

cytokinů byly u části pac ien tů v některých př ípadech nasazeny exper imentá ln í , imu-

nosupresivní či prot izánět l ivé léky — tocilizumab a kortikosteroidy (KS) a také 

např ík lad baricitinib [121]. Způsob léčby byl p ř e d m ě t e m mnoha studií a nezř ídka 

byly závěry pro t ichůdné . Nicméně, v p ř ípadě nasazení tocil izumabu a K S převažují 

spíše pozi t ivní výsledky [47, 89], avšak stále neexistuje úp lný konsensus ohledně 

cílové skupiny pacientů , dávkování a načasování léčby [51, 99]. Tento rozpor na

stává vzhledem k vedlejším úč inkům K S , k teré mohou být v některých př ípadech 

i závažné [35]. Některé studie úspěšně využily A I algoritmy pro nalezení skrytých 

vzorů v datech, k teré pomohou odpovědět na s tanovené o tázky [33, 83]. U části 

pacientů , k teř í se zotavili z aku tn í fáze onemocnění , se mohl rozvinout pos t aku tn í 

syndrom postihující jakýkoliv orgánový sys tém v těle [42, 142]. J e d n í m z nejzávaž-
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nějších d louhodobých s y m p t o m ů je plicní fibróza [102]. T a může značně snižovat 

kvalitu života pac ien tů a nega t ivně ovlivnit jejich očekávanou délku dožití . Stejně 

jako v př ípadě aku tn í fáze jsou K S používány k léčbě d louhodobých symptomů, 

zejména jako prevence transformace pozánět l ivých změn na změny fibrotické. Opě t 

existují studie zkoumající pozi t ivní v l iv K S a vhodnost jejich použi t í právě v posta-

ku tn í fázi [100, 109, 135]. I v tomto př ípadě stále panují o tevřené o tázky ohledně 

cílené léčby. Avšak, v současné době neexistují vědecké práce zaměřující se na vyu

žití A I k identifikování post-covidových pacientů , k teř í budou z kortikoterapie (KT) 

benefitovat. Tento fakt představuje v ý z n a m n o u výzkumnou mezeru. 

Hlavním zaměřen ím t é to práce je využi t í A I a lgor i tmů pro predikci vhodnosti 

nasazení K S u post-covidových pac ien tů ohrožených t ransformací akt ivních pozá

nět l ivých změn na fibrotické změny, k teré jsou mnohdy nevra tné . Velké množs tv í 

z těch to pac ien tů nevyžaduje léčbu a k úpravě pozánět l ivých změn dojde spon tánně . 

Nicméně u některých z nich by bez K S léčby došlo ke zmíněným fibrotickým změ

nám. Cílem t é t o práce je vytvoření A I p ř í s tupu umožňujícího identifikovat pacienty, 

u k te rých dojde ke spon tánn í regresi, a ty, k teř í se bez léčby K S neobejdou. V pří

padě dos ta tečné přesnost i by na t rénované A I modely umožni ly personalizaci léčby na 

základě analýzy dat získaných b ě h e m komplexního vyšet ření pacienta a mohly slou

žit jako p o d p ů r n ý diagnost ický nás t ro j při rozhodování o nás ledném způsobu léčby. 

Prezentovaný p ř í s tup využívající A I algoritmy vznikl na základě řešení výzkum

ného projektu Ministerstva vnitra Č R s názvem Systém včasného záchytu infekce 

COVID-19 pro bezpečnost ohrožených skupin obyvatelstva s využitím umělé inteli

gence, pod označením VI04000039. O d b o r n á úroveň medicínské části je zaj ištěna 

účinnou spoluprací s Kl in ikou plicních nemocí a tuberku lózy při Fakul tn í nemocnici 

Olomouc ( F N O L ) , p ros t ředn ic tv ím k teré jsou výsledky výzkumu up la tněny v k l i 

nické praxi. Studie je schválena Et ickou komisí F N O L pod číslem 228/21. Stěžejní 

část t é t o práce reprezentuje základ stavu vědy a techniky v oblasti personalizované 

léčby post-covidových pac ien tů a byla publ ikována v časopise Diagnostics (IF: 3.6, 

AIS Q2) [16]. 

Vedlejší část p ráce je věnována výzkumu a vývoji obecné modu lá rn í architektury 

umožňující integraci A I mode lů do klinické praxe. Cílem je vyvinut í modu lá rn í ar

chitektury, k t e rá umožní usnadnit a urychlit integraci A I mode lů do zdravotnických 

zařízení využívajících proprietami informační sys témy (Information System - IS) 

a zajistí bezpečné nak ládán í s ci t l ivými daty. Tato modu lá rn í architektura poskytne 

efektivní ana lýzu dat při min imá ln ím zat ížení zdravotnického personálu . Dále je pre

zentován její konkré tn í náv rh a implementace, k t e rá je v praxi nasazena ve F N O L 

za účelem včasného záchytu onemocnění C O V I D - 1 9 . Implementace m á integrovanou 

funkcionalitu umožňující snadný sběr nových da tových vzorků doplněných o exper tn í 

hodnocení . T í m přispívá nejen k péči o pacienty, ale i k tvorbě nových da tových mno-
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žin, k teré mohou vést k vývoji přesnějších A I modelů . Výzkum a vývoj modu lá rn í 

architektury společně s její konkré tn í implementac í vznikl b ě h e m řešení výše zmí

něného výzkumného projektu Ministerstva vnitra Č R pod označením VI04000039. 

Stěžejní části t é to kapitoly byly př i ja ty vědeckou komunitou a prezentovány na me

zinárodní konferenci I C U M T 2023 [17]. P ř i náv rhu modu lá rn í architektury a její 

implementace zaměřené na včasný záchyt onemocnění C O V I D - 1 9 byly aplikovány 

principy získané z výzkumu zabezpečovacího sys tému založeného na internetu věcí 

(Internet oj Things - IoT). Výsledky tohoto výzkumu byly publikovány v I E E E 

Consumer Electronics Magazíne (IF: 4.5, AIS Q2) [13]. 

P ráce je s t ruk tu rována následovně. Kapi to la 1 je věnována koncep tům a základ

n ím pr inc ipům A I , k teré byly nezbytné pro řešení t é t o práce . Kapi to la 2 popisuje 

ak tuá ln í stav vědy a techniky v oblasti metod a pr incipů léčby post-covidových pa

cientů pomocí K S . Dále je zde provedena rešerše s tudi í zaměřujících se na využit í 

A I v t é to oblasti. Cíle diser tační práce jsou definovány v kapitole 3. Kapi to la 4 po

jednává o s tanoveném základu vědy a techniky personalizace léčby post-covidových 

pacientů ohrožených plicní fibrózou. Pozornost je věnována zák ladn ímu konceptu 

výzkumu a datové analýze. Dále použ i tým A I a lgor i tmům, př íznakovému inženýr

ství, procesu t rénování A I mode lů a způsobu optimalizace jejich h y p e r p a r a m e t r ů . 

Kapi to la t aké popisuje experimenty a shrnuje dosažené výsledky. Závěrečná kapi

tola práce 5 pojednává o obecné modu lá rn í a rch i tek tuře umožňující nasazení A I 

modelů ve zdravotnických zařízeních využívajících starší proprietami IS. Následně 

je p ředs taven př ík lad její konkré tn í implementace, k te rý je nasazen ve F N O L . 
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1 Umělá inteligence 

Přes tože je A I široce rozšířena, dochází k zaměňování nebo nepřesnému používání 

s ní spojených pojmů. Mez i ně se řad í strojové učení (Machine Learning - ML) 

a h luboké učení (Deep Learning - DL), jejichž vzájemný a hierarchický vztah je 

vizualizován na obrázku 1.1. A I reprezentuje široké spektrum počí tačových sys témů 

schopných intel igentního chování. M L je podmnož inou A I a zastupuje specifické 

algoritmy, k teré disponují schopnost í učit se, a to bez explicitních instrukcí . D L 

představuje zúženou oblast M L a zahrnuje algoritmy využívající p r imárně neuronové 

sítě, k te ré jsou schopny zpracovat komplexní datové struktury. I přes to, že základy 

umělé inteligence sahají do 50. letech minulého stolet í [149], tak stále není v otázce 

její přesné definice mezi odborn íky úplný konsensus [32, 34, 79, 103]. 

A I lze definovat jako technologii imitující lidské učení a rozhodování . Tato tech

nologie kombinuje širokou škálu vědeckých disciplín jako je filozofie, matematika, 

informatika, biologie, psychologie, robotika a mnoho dalších oborů [149]. P r imár 

n ím cílem oboru A I je tvorba komplexních s t rojů či sys témů schopných provádět 

úkony, k te ré vyžadují u rč i tou mí ru inteligence a př izpůsobi t své reakce v závislosti 

na nas ta lých p o d m í n k á c h [53]. 

Celkem jsou rozlišovány t ř i typy umělé inteligence a to úzká, obecná a super 

A I . Úzká A I je charakter izována schopnost í řešit konkré tn í problematiku, na kterou 

byla speciálně na t rénována . Čas to dosahuje ve srovnání s člověkem podobných , či 

lepších výsledků. D r u h ý m a pokročilejším typem je obecná A I , k t e r á m á potenciá l 

učit se a př izpůsobovat se širokému spektru problémů a si tuací . P ř e d p o k l a d e m je, že 

v p ř ípadě dosažení t é t o technologie se obecná A I člověku vyrovná, nebo ho předčí 

hned v několika oblastech najednou. Pos ledním typem je super A I , k t e r á by překoná

vala lidskou inteligenci ve všech aspektech, včetně kreativity, obecného porozumění 

a emoční inteligence. [74] 

1.1 Strojové učení 

M L je j e d n í m z klíčových p o d o b o r ů A I , k te rý spojuje počí tačovou vědu a statistiku 

a zabývá se vývojem algori tmů. Tyto algoritmy jsou procedury implementované 

v p rogramovém kódu, k teré jsou spouš těny nad různými typy dat. Hlavním cílem 

strojového učení je řešení komplexních problémů, jako je zpracování řeči, textu, 

obrazu nebo časových řad, a to bez nutnosti explici tního programování . Některé 

algoritmy strojového učení jsou schopny se učit a zvyšovat přesnost na základě 

znalost í získaných z dat. To j i m umožňuje efektivně řešit problémy, k teré by byly 

pro t rad ičn í programovací techniky obt ížné nebo dokonce neřeši telné. 
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Obr. 1.1: Vztah mezi A I , M L a D L s uvedenými př ík lady použi t í , nebo známých 

a lgor i tmů v dané oblasti. 

V ý s t u p e m M L algoritmu je model, k t e rý je definován jako funkce f (9, •): M.d —>• 

Tato funkce je pa ramet r i zována množinou nas tavi te lných p a r a m e t r ů 9. Během t réno-

vacího procesu jsou dle definovaných pravidel upravovány tak, aby docházelo k mini

malizaci definované z t rá tové funkce L, a t í m bylo dosaženo zvýšení přesnost i . Výs tup 

y G R f c je závislý na kombinaci v s tupn ího vektoru x G M.d a modelu reprezentova

ného parametrizovanou funkcí f (9, •) dle vztahu y = /(#, x ) . [145] 

Dimenzionální velikost vektorů x a y závisí na typu řešené úlohy a mohou nastat 

následující situace (příklady spadající i do h lubokého učení jsou označeny hvězdičkou 

u přís lušné reference): 

• d = k - Dimenzionální velikost vektorů je to tožná . Tato situace nas tává na

příklad v úloze ods t r aněn í šumu, kde je cílem očisti t původn í data, a to beze 

změny jejich struktury [68]*. Podobně tomu je při predikci časových ř a d [144], 

kde model p ředpovídá budoucí hodnoty na základě historických dat, apod. 

• d > k - Dimenzionální velikost výs tupn ího vektoru je menší . Typ ickým příkla

dem je ana lýza hlavních komponent (Principal Component Analysis - PC A) 

[94] sloužící k dimenzionální redukci dat při zachování jejich důležitých cha

rakteristik. Au toenkodéry [140]* jsou dalš ím př ík ladem, kde jsou vs tupn í data 

mapována , při zachování klíčových informací, do dimenzionálně menšího skry

tého prostoru. 
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• d < k - Dimenzionální velikost výs tupn ího vektoru je větší. Typ ickým pří

kladem generat ivních mode lů jsou genera t ivní soupeřící sítě (Generative Ad

versarial Network - G AN) [58]* nebo variabilní au toenkodéry (Variational 

AutoEncoder - VAE) [78]*, k teré generují výs tup ve větš ím dimenzionálním 

prostoru z vektoru nacházejícího ve sk ry tém prostoru. Tyto modely umožňují 

vy tvářen í nových da tových vzorků a mají široké up la tněn í v oblasti syntézy 

obrazu, zvuku, textu, apod. 

1.1.1 Obecný proces strojového učení 

Obecný učící se proces M L zahruje několik klíčových kroků. Zák ladn ím předpo

kladem je existence datové množiny, jejíž vzorky byly v p ř ípadě nutnosti vhodně 

předzpracovány [145, 151]: 

1. Definice modelu - Model je obecně definován jako množ ina uvažovaných funkcí 

{f(9, •)}, př ičemž pla t í , že každá funkce / je pa ramet r izova te lná 9. 

2. Definice z t rá tové funkce - L = (9, S), kde S p ředs tavuje množinu vs tupních 

dat. Z t rá tová funkce poskytuje kvan t i t a t ivn í hodnocení funkce / . V l i te ra tuře 

je L někdy označována jako účelová, cílová nebo nákladová funkce. 

3. Trénování - Klíčová část algoritmu, jejíž cílem je nalézt op t imáln í řešení, k teré 

je reprezentováno funkcí f*(9*, •), kde 9* označuje op t imáln í hodnoty parame

t rů . Op t imá ln ím řešením je myšleno nejlepší možné, nebo dos ta tečně dobré 

řešení splňující definovaná kr i tér ia a minimalizující , či maximalizující z t r á to 

vou funkci, viz rovnice (1.1). 

4. Testování - Pos ledním krokem je ověření schopnosti generalizace nalezeného 

řešení / * na nezávislé datové množině . Testování je zásadní pro ověření, zda 

je model schopen správně fungovat ve skutečných p o d m í n k á c h a na datech, 

k te rá nebyla součást í t rénovacího procesu. Po úspěšném ověření generalizace 

je model př ipraven k nasazení do reálného provozu. 

1.1.2 Typy strojového učení 

Jsou rozlišovány čtyři základní typy učení. Každý z nich je vhodný pro odlišné účely 

a spust i te lný na různých typech da tových množin. V závislosti na typu učení se 

může lišit i definice z t rá tové funkce L. 

9* = a r g m i n L ( 0 , S) 
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Učení s učitelem 

Je d á n a n e z n á m á funkce g: X —>• Y mapuj íc í v s tupn í prostor X na výs tupn í prostor 

Y. Cílem učení s uči te lem je nalezení op t imáln ího řešení f*: X —> Y tak, aby 

platilo, že / * ~ g. Datová množ ina je definována jako S = {x í ,y í}^ 1 , kde Xj G M.d 

reprezentuje vektor vs tupn ího prostom a y« G M.k reprezentuje odpovídaj ící vektor 

výs tupn ího prostom [151]. 

Hlavní výhodou učení s uči telem, k teré je někdy označováno jako supervizované 

učení, je vysoká přesnost výsledných modelů . Té je dosaženo za p ředpok ladu , že byly 

modely t rénovány na kvali tních a relevantních datech. Jednou z dalších přednos t í je 

možnost přesné definice problematiky, což umožňuje efektivnější a cílenější p ř í s tup 

k t rénování modelů . Výstupy, díky jasné formulaci mezi vs tupn ími a výs tupn ími 

daty, jsou jednodušej i in terpretovate lné . 

Mezi nevýhody lze zařadi t nutnost kvali tně označených dat, a to v dos ta t ečném 

objemu [91], což může být časově i finančně náročné . Dalš ím po tenc ioná ln ím rizikem 

je pře t rénování modelu, k teré nega t ivně ovlivňuje schopnost jeho generalizace. P ře -

t rénovanost může být způsobena pří l išným př izpůsobením t rénovacím d a t ů m nebo 

nedos t a t ečným zohledněním variability dat. 

Učení bez učitele 

P r i m á r n í m cílem je au tomat ické zachycení základní distribuce da tových vzorků 

[62, 64]. Základní charakteristikou je, že da tová množ ina S = {x i}^ 1 nezahrnuje 

odpovídající značky k j edno t l ivým d a t o v ý m vzorkům. Stejně jako v předchozím pří

padě je d á n a n e z n á m á funkce g: X —>• Y mapující v s tupn í prostor X na výs tupn í 

prostor Y. V tomto př ípadě však není pro každý prvek Xi z datové množiny S ex

plicitně definován odpovídaj ící výs tup y í ; ale p ředpok ládá se, že pro každý Xj G S 

existuje odpovídající výs tup y í ; kde 1 < i < N. Cílem učení bez učitele je opět 

nalézt řešení / * : X —>• Y tak, aby platilo, že / * ~ g. [21] 

Učení bez učitele může být použ i to pro nalezení neznámých vzorů a struktur 

v neoznačených datech. Výhodou je absence značky ke každému da tovému vzorku, 

což vede k efektivnějšímu a ekonomicky méně ná ročnému sběru dat. Dalš ím vý

z n a m n ý m up la tněn ím učení bez učitele je redukce dimenzionálního prostoru. Tento 

proces umožňuje transformovat komplexní datové struktury na jednodušš í , aniž by 

došlo ke z t r á t ě p o d s t a t n ý c h informací. Reprezentovaná data ve v ý s t u p n í m prostoru 

Y pak mohou být efektivněji využ i ta pro následující analýzy. Nevýhodou může být 

v některých př ípadech riziko nesprávné interpretace výsledků [70]. 
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Kombinované učení 

J e d n á se o hybr idní p ř í s tup , k te rý kombinuje prvky jak učení s uči telem, tak učení 

bez učitele - využívají se označené i neoznačené datové vzorky. Klíčovým předpo

kladem pro využi t í neoznačených dat je existence vztahu mezi dis t r ibucí neoznače

ných dat P(X) a v ý s t u p n í m prostorem Y. Datová množ ina je pak definována jako 

S = {(xj,yj)}^1 U {x-j}jĹi, kde TV je počet označených a M poče t neoznačených 

da tových vzorků [153, kap. 2]. Postup nalezení op t imáln ího řešení / * : X —>• Y tak, 

aby platilo, že / * ~ g, je obdobný, jako v př ípadě učení s učitelem. Kombinované 

učení může p rob íha t indukt ivně nebo t r ansduk t ivně . 

I n d u k t i v n í p ř í s tup se zaměřuje na nalezení op t imáln í funkce / * : X —> Y. Cílem 

je, aby funkce / * byla up la tn i t e lná nejen na da tových vzorcích v trénovací množině 

S, ale i na těch, pro k te rá p la t í x ^ S [153, kap. 2]. 

T r a n s d u k t i v n í p ř í s tup se zaměřuje na nalezení op t imáln í funkce / * : X M + N —> 

YM+N. Klíčovou charakteristikou t r ansduk t ivn ího p ř í s tupu je, že op t imáln í funkce 

/ * je navržena specificky pro posky tnu t í co nej přesnějších výsledků na konkré tn í 

množině neoznačených da tových vzorků {x J}|l 1 . N a rozdíl od indukt ivn ího p ř í s tupu 

není p ředpoklad nasazení / * na da tových vzorcích, pro k te ré p la t í x ^ S [153, kap. 2]. 

Kombinované učení nachází up la tněn í v řešení rozmani tého spektra komplexních 

problémů, mezi k te ré p a t ř í např ík lad přepis řeči do psané formy, zpracování přiro

zeného jazyka, klasifikace spamu, predikce 3D prote inových struktur apod. [153, 

kap. 2]. 

Zpětnovazební učení 

Základní strukturou je dvojice agent-pros t ředí , kde je agentovi umožněno učit se na 

základě interakce s p ros t řed ím pomocí předdefinovaných akcí A = {A\, A2, • • •, An}. 

K a ž d á z nich agenta je oceněna odměnou r vypoč tené dle odměnové funkce R. Cílem 

agenta je maximalizace zisku odměny výbě rem vhodných akcí [45, kap. 2]. 

Dalš ím klíčovým prvkem ve zpě tnovazebním učení je stav pros t řed í S. Během 

libovolného časového kroku t agent nejprve pozoruje ak tuá ln í stav pros t řed í st a od

měnu rt- N a základě těch to informací je rozhodnuto o provedení nové akce dle ná

sledující rovnice [45, kap. 2]: 

Novou akcí je ta, u které je odhadováno , že v čase t obdrž í nejvyšší odměnu . 

Odhad odměny je proveden na základě definované funkce. P ř ík l adem může být jed

noduchá metoda založená na hodno tě akce [45, kap. 2], viz rovnice (1.3). 

a 
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V tomto př ípadě se j e d n á o podí l celkové odměny vyb rán ím akce a ku četnost i 

výbě ru akce a. Charak te r i s t i cká funkce I nabývá hodnoty 1 právě tehdy, pokud je 

výraz uvedený v závorce pravdivý, v opačném př ípadě nabývá hodnoty 0. Po pro

vedení nové akce a je obdržen nový stav St+Í a o d m ě n a Rt+i [45, kap. 2]. Vzhledem 

k uvedeným vlastnostem se j edná o poměrně popu lá rn í typ učení, k te rý nachází 

up la tněn í např ík lad v robot íce , doporučovacích systémech, sys témech pro zpraco

vání př i rozeného jazyka, atd. [137]. Velkou nevýhodou zpětnovazebního učení je 

velmi omezená vysvětl i telnost na t rénovaných modelů , což limituje jejich nasazení 

do kri t ických oborů, mezi k teré pa t ř í i zdravotnic tv í [25]. 

1.1.3 Příznakové inženýrství 

Příznakové inženýrství zahrnuje komplexní procesy transformace, extrakce, norma

lizace a selekce př íznaků ze surových dat s cílem zvýšení přesnost i M L modelů při 

současném zachování schopnosti generalizace naučených vzorů. Př íznakové inženýr

ství je značně závislé na povaze dat a doménových znalostech, což může předs tavovat 

limitující faktor v rychlosti a škálovatelnosti vývoje modelů pro specifické účely [46]. 

Následující text obsahuje popis dvou vybraných metod selekce př íznaků, k teré jsou 

použi ty v prezentovaných experimentech. Detai lní popis os ta tn ích p ř í s tupů je k dis

pozici v [46]. 

Metoda fc-Best slouží pro výběr k statisticky významných př íznaků na základě jed-

nofaktorové analýzy rozptylu (ANalysis Of VAriance - ANOVA). V rámci A N O V A 

je použi t F-test k posouzení , zda se významně liší variability mezi skupinami ve 

srovnání s variabilitou uvn i t ř t ěch to skupin. Cílem je tes tování s ta t is t ických hypo

téz, kde nulová hypo téza H0: /xi = /x 2 vychází z p ředpok ladu , že skupinové p růměry 

v populaci jsou si rovné, za t ímco a l t e rna t ivn í hypo téza H\: \i\ ^ /x 2 naznačuje , že 

mezi n imi existují rozdíly [126, kap. 7]. 

F skóre je definováno jako poměr p r ů m ě r n é meziskupinové variability k prů

měrné vni t roskupinové variabil i tě. Meziskupinová variabilita popisuje rozptyl mezi 

skupinovými p r ů m ě r y a odráží míru , jakou se skupiny liší ve vztahu ke zkoumané 

p roměnné . Výpočet meziskupinové variability je realizován pomocí následující rov

nice [126, kap. 7]: 

kde k reprezentuje počet skupin, n j je počet pozorování ve skupině j, Xj p růměr 

všech pozorování ve skupině j a X p růměr pozorování celého souboru. P r ů m ě r n á 

/f-Best 
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hodnota meziskupinové variability MSb je vypoč í t ána jako podí l meziskupinové va

riability SSb a s t upňů volnosti dfo — k — 1. 

Variabi l i ta uvn i t ř skupin SSW kvantifikuje rozptyl jednot l ivých pozorování od 

p r ů m ě r u jejich skupiny podle vzorce [126, kap. 7]: 

k nj 
ssw = J2J2(xtJ-xJ)2, (i.5) 

j=li=l 

kde rij označuje počet pozorování ve skupině j a předs tavuje jednot l ivá pozo

rování ve skupině. P r ů m ě r n á hodnota MSW je z ískána jako podí l celkové variability 

uvn i t ř skupin SSW k p o č t u s tupňů volnosti dfw = n — k, kde n je celkový počet 

všech pozorování. F skóre reprezentující poměr meziskupinové a vni t řněskupinové 

variability je pak vypoč í t áno z těchto p růměrných hodnot [126, kap. 7]: 

F = Ě k Ě J f e ^ f " ( L 6 ) 

n—fc 

Nulová hypo téza i f 0 je z a m í t n u t a v př ípadě , že výsledné F skóre překročí krit ic

kou hodnotu pro dané s tupně volnosti a stanovenou hladinu významnos t i . 

SHAP 

P r i m á r n í m cílem metody SHapley Addit ive explanations (SHAP) je posky tnu t í vy-

světl i telnosti na t rénovaných ensemble mode lů nebo modelů h lubokého učení. Tato 

metoda nachází up la tněn í i v procesu výbě ru př íznaků, kde umožňuje identifikovat 

statisticky významné př íznaky pros t ředn ic tv ím kvantifikace jejich př ínosu k výsledné 

predikci [93]. Zák ladem metody je koncept Shapleyovy hodnoty [127], známé z teorie 

her, kde se v rámci koopera t ivn í hry přiřazuje h r á č ů m spravedlivý podíl na výhře 

dle jejich pravého přínosu. S H A P hodnota <f>i(f,x) vyjadřuje důležitost p ř íznaku i 

v predikčním modelu / a je kvantifikována dle následující rovnice [93]: 

\z'\\ (M — \z'\ — IV 
W,*)= E 1 - M \ 1 — - ( / * ( * ' ) - / * ( A » ) ) , (1-7) 

z'Cx' 

kde z' C x' a z' G { 0 , 1 } M označuje podmnož inu všech možných kombinací zjed

nodušeného vs tupn ího vektoru x' a M reprezentuje celkový počet př íznaků. Výraz 

fx(z') — fx(z' \ {i}) popisuje rozdíl v ý s t u p u modelu, k te rý je získán na základě 

urči té kombinace př íznaků definovaných vektorem z', oproti situaci, kdy je z t é to 

kombinace vynechán př íznak. Výraz ^ ^M~m\ definuje váhu ak tuá ln í hodnoty 

kombinace př íznaku vektoru z', kde \z'\ je poče t p ř íznaků podílejících se na ak tuá ln í 

predikci. 
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1.1.4 Algoritmy strojového učení 

Existuje široká škála M L algor i tmů, jež lze kategorizovat na základě typu učícího 

se procesu (viz podsekce 1.1.2), typu řešené úlohy nebo podle společných vlas tnost í 

(např . ensemble metody) [133]. V následujícím textu jsou popsány algoritmy využí

vané v t é to práci . 

Logistická regrese 

Model logistické regrese (Logistic Regression - LR) je definován jako s ta t is t ický 

model popisující vztah mezi kategoriá lní závislou p roměnnou y a jednou, či více ne

závislými p roměnnými x. Závislá p r o m ě n n á je převážně b inární , n icméně lze model 

př izpůsobi t i pro práci s vícekategoriálními daty [65]. Účelem L R je odhad prav

děpodobnos t i výsky tu urč i tého jevu. Tato p ravděpodobnos t je modelována pomocí 

logistické funkce: 

P ravděpodobnos t výsky tu jevu je u rčena parametry modelu 6 a vektorem nezá

vislých p roměnných x. Proces t rénování modelu zahrnuje řešení opt imal izačního 

problému, jehož cílem je nají t nas tavení p a r a m e t r ů modelu minimalizující z t rá tovou 

funkci, k t e rá je definována následující rovnicí [65]: 

Nedávná studie [111] ukázala , že L R poskytuje vysokou přesnost v predikci 

chronických onemocnění , jako jsou kardiovaskulární onemocnění , onemocnění ledvin 

nebo hypertenze. Pred ik t ivn í model založený na logistické regresi by l také úspěšně 

použi t pro predikci vývoje skoliózy, mentá ln ího post ižení a aut is t ických rysů u dětí 

s mozkovou obrnou [31]. Další výzkum [124] použil logistickou regresi pro předpověď 

diabetu melli tu (Diabetes Mellitus - DM). Zmíněné studie potvrzuj í uplatnitelnost 

L R v širokém spektru klinických aplikací, i v době napros té dominance mode lů 

založených na h lubokých umělých neuronových sítích. 

/c-nejbližších sousedů 

Radí se mezi neparamet r ické algoritmy používané pro regresní i klasifikační úlohy. 

Zák ladn ím p ředpok ladem je, že datové vzorky s p o d o b n ý m i charakteristikami se 

obvykle nacházejí ve své blízkosti. Tento princip umožňuje algoritmu klasifikovat 

neznámé datové vzorky na základě informací získaných z k nej bližších da tových 

vzorků, k teré již byly klasifikovány. Neznámému da tovému vzorku je př i řazena nej

častěji se vyskytující t ř ída mezi nej bližšími sousedy. 

n 
min L = J2lnPi iVi = 1 l x í ) + i1 ~ Í / O M 1 -PiiVi = M**)) • 
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K určení vzdálenost i mezi da tovými body jsou využívány různé metriky. Jednou 

z nich je Minkowského vzdálenost , k t e rá předs tavuje obecnou metriku definovanou 

následující rovnicí [80, kap.2]: 

Tato rovnice umožňuje vyjádři t další známé metriky, jako jsou Manhattanova (p = 

1) a Eukl idovská vzdálenost (p — 2). Kromě těchto metrik je často využívána i kosi

nová podobnost. N a základě zvolené metriky je nalezena množ ina N^, k t e rá obsahuje 

k nejbližších sousedů k n e z n á m é m u vzorku x z G M.d. Za p ředpok ladu řešení b inárn í 

klasifikační úlohy je neznámému vzorku x z p ř i řazena klasifikační t ř ída dle následující 

funkce [80, kap.2]: 

1 když EieNk Ví > 0, 
/ (x 2 (1.11) 

- 1 když Ei&NkVi < 0. 

I přes svou jednoduchost je A;-nejbližších sousedů (k-Nearest Neighbors - k-NN) s tále 

využíván v mnoha oblastech, a to včetně medicínského výzkumu [56, 111, 115, 122, 

124]. 

Rozhodovací strom 

Rozhodovací stromy (Decision Tree - DT) představuj í j ednoduché , ale efektivní mo

dely, k te ré se skládají z rozhodovacích pravidel uspořádaných do s tromové struktury. 

Klasifikace da tových vzorků je založena na p růchodu od kořene stromu k něk te rému 

z jeho listů. Uz ly stromu reprezentuj í prediktory, k te ré jsou nas tavovány b ě h e m učí

cího se procesu a na základě vyhodnocen í stavu dochází k určení hrany, k t e r á bude 

součást í cesty. Koncové listy stromu pak reprezentuj í konkré tn í hodnoty závislé pro

měnné Y. Rozhodovací stromy lze použí t pro klasifikační i regresní úlohy. 

Jednou z klíčových fází b ě h e m procesu konstrukce rozhodovacího stromu je iden

tifikace atributu, k t e rý rozdělí datovou množinu na co nej homogennější podmnož iny 

tak, že max imálně sníží mí ru nejistoty. Jako kr i t é r ium k výběru vhodného atributu 

se obvykle využívá entropie, k t e rá poskytuje kvan t i t a t ivn í vyjádření míry nejistoty 

v da tové množině X: 

H(X) = -J2Pilog(Pi), (1.12) 
i=l 

kde j označuje počet t ř íd a pi p ředs tavuje p ravděpodobnos t výsky tu t ř ídy i v datové 

množině Informační zisk poskytuje kvan t i t a t ivn í hodnocení , do jaké míry výběr 

konkré tn ího atributu a G A snižuje nejistotu v datové množině X. Podmnož iny Xv 

vzniknou rozdělením původn í množiny X na základě atributu a, kde V je množ ina 
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všech možných a t r i b u t ů a: 

G(X,a) = H(X) - J2 T^j-H(Xv). (1.13) 

Giniho index, stejně jako entropie, slouží k vyjádření míry nehomogenity datové 

množiny a je vypoč ten pomocí následující rovnice: 

G(X) = l-J2pl (1.14) 
i=l 

Pro konstrukci D T existuje široká škála a lgor i tmů, př ičemž každý z nich př ináší j is té 

v ý h o d y a j iný proces konstrukce stromu. Mez i nejznámější a nejčastěji používané 

pa t ř í ID3, C A R T a C4.5. D T jsou stále využívané pro analýzu medicínských dat 

[22, 57, 67, 87, 111, 124], a to předevš ím díky jejich snadné interpretovatelnosti. 

Náhodný les 

N á h o d n ý les (Random Forest - RF) je reprezentován souborem klasifikačních s t romů 

{fm(Om, •), m = 1 , . . . , M } . Každý strom fm(9m, •) je kons t ruován nezávisle na ostat

ních a na základě n á h o d n ě generovaných p a r a m e t r ů 6m. Tyto parametry zahrnují 

výběr t rénovacích dat a uvažovaných kand idá t ských př íznaků při procesu dělení da

tové množiny na co nej homogennějš í podmnožiny. N a začá tku tvorby jednot l ivých 

s t romů je proveden z původn í datové množiny n á h o d n ý výběr da tových vzorků s opa-

kováním. P ravděpodobnos t nezahrnu t í jednoho konkré tn ího vzorkuje (1 — ̂ 1 . Pro 

obsáhlé da tové množiny tato p ravděpodobnos t konverguje k h o d n o t ě e - 1 , což od

povídá přibližně 36,8 %. Dále výběr př íznaku použ i tého pro dělení datové množiny 

neprob íhá z celého souboru dos tupných př íznaků, ale pouze z n á h o d n é h o výběru . 

Doporučený počet vybí raných př íznaků je ^/p, kde p je jejich celkový počet . [92] 

Konečné rozhodnut í modelu je založeno na principu většinového hlasování. F i 

nální klasifikace vstupu x je u rčena t ř ídou, k t e r á je nejčastěji klasifikována. Predikční 

funkce je vyjádřena rovnicí [92]: 

T ř i 

F ( x ) = a r g m a x ^ l C M x ) = y ) , (1.15) 
y i=i 

kde I reprezentuje charakteristickou funkci a y je výs tupn í p r o m ě n n á [92]. 

Hlavními p řednos tmi R F jsou vysoká přesnost klasifikace, odolnost vůči šumu 

a ex t r émn ím h o d n o t á m v datové množině . R F jsou také používány ve výzkumech 

zaměřených na analýzu medicínských dat [101, 117, 114, 132, 146]. 

Adaptive Boosting 

Adaptive Boosting (AB) p ředs tavuje algoritmus využívající tzv. ensemble p ř í s tup 

založený na boosting me todě , k t e rá kombinuje méně přesné a j ednoduché modely 
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s cílem vytvoření přesného modelu. Tyto modely jsou p o s t u p n ě vytvářeny s cílem 

minimalizovat poče t chyb způsobených předchozími modely [54]. A B pro řešení jak 

klasifikačních, tak regresních úloh často využívá j ednoduché rozhodovací stromy. 

Jsou označovány jako rozhodovací pařezy s hloubkou jedna, a právě dvěma listy. 

Klíčovým prvkem A B je způsob, j a k ý m jsou jednot l ivé slabé modely integrovány 

do silného modelu. Výsledný model je vyjádřen jako l ineární kombinace všech jed

noduchých modelů , k teré jsou ohodnoceny váhou. Vzorec pro výsledný model lze 

zapsat jako [54]: 

F(x) = i w i / i ( x ) + i w 2 / 2 ( x ) H h wmfm(x), (1.16) 

kde m označuje celkový počet modelů / a wm p ředs tavuje váhu př i řazenou kaž

dému modelu na základě jeho chybovosti. N a p o č á t k u procesu je každému vzorku 

v t rénovací množině X p ř i řazena identická váha, vypoč t ena dle u>Xi = pU, zajišťující 

všem vzorkům stejnou důležitost . Chybovost každého stromu se vyhodnocuje podle 

vztahu [63]: 

N a základě chybovosti je každému modelu př i řazena váha, k t e r á odráž í jeho přes

nost [63]: 

wm = a log — , (1.18) 

kde a je velikost kroku učení. Po každé iteraci dochází k aktualizaci vah da tových 

vzorků. Váhy správně klasifikovaných vzorků zůstávají neměnné , za t ímco váhy ne

správně klasifikovaných vzorků jsou zvýšeny [63]: 

<- u>Xi • e

{ W m - I { f m { x i ) ^ y i ) ) . (1.19) 

Pro udržení konzistence jsou nové váhy následně normalizovány tak, aby jejich cel

kový součet zůs ta l roven jedné . Tento proces i te ra t ivního zlepšování a adaptace vah 

vzorků umožňuje vytváře t efektivní a přesné modely, k teré stále nacházejí up la tněn í 

v analýze medicínských dat [27, 73, 134]. 

XGBoost 

X G B o o s t (eXtreme Gradient Boosting - XGB) algoritmus je implementovaný na 

základě metody gradientních boostovacích rozhodovacích s t romů (Gradient Boos-

ted Decision Tree - GBDT). Podobně , jako u A B , je k tvorbě modelu př i s toupeno 

sekvenčně, avšak j e d n í m z klíčových rozdílů je, že nedochází k ú p r a v á m vah jednot

livých da tových vzorků, ale k optimalizaci vah listů stromu. Strom v rámci X G B 

je definován jako fm = wqx, kde w označuje vektor vah listů pro danou stromovou 

strukturu q(x). 
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Klasické ensemble s t romové modely obsahují jako parametry funkce, k teré nelze 

t rad ičn ími metodami optimalizovat, a tak jsou modely vytvářeny adi t ivně. Výsledný 

model je reprezentován souč tem dílčích modelů . P ř i t v r b ě modelu je cílem najít 

op t imáln í strom fm, k t e rý při p ř idán í na již m — 1 existujících s t romů minimalizuje 

účelovou funkci. Ta j e reprezentována následující rovnicí [39]: 

n 

Lm = J2(L (yí, y(m~1] + fm{xi)) + n(fm), (1.20) 
i=l 

kde fl(fm) reprezentuje dvousložkovou regularizaci určenou následujícím vztahem: 

m = l T + 1 - \ J 2 w ] , (1.21) 
z i=i 

kde T reprezentuje komplexnost stromu a je d á n p o č t e m jeho listů. Hyperparametr 

7 ovlivňuje výši penalizace t é to komplexnosti. Suma čtverců vah listů reprezentuje 

L2 penalizaci, jenž m á za cíl omezit velikost vah. Její účinek je regulován pros t řed

n ic tv ím hyperparametru A. 

Po aplikaci aproximace d ruhého ř á d u a vynechání konstant je účelová funkce 

z jednodušena [39]: 

n í 1 \ 
Lm = J2 {9ifrn(Xi) + 2 ^ / m ( X i ) J + ^(fm), (1-22) 

i=l ~ 

kde Qi a hi je derivace prvního, respektive d ruhého ř á d u [39]: 

Opt imá ln í váha listu w* je po t é u rčena rovnicí: 

Po konečném zjednodušení lze optimalizaci účelové funkce vyjádři t následujícím 

vztahem [39]: 

^ L = - \ h w ^ i + -V. (1-25) 

Rozhodování o dalš ím dělení je prováděno základě informačního zisku vypoč teného 

dle následující rovnice [39]: 

( 1 - 2 6 ) 

kde GL = E x ieL:xi.<d 9ii G R — J2iíi£R:Tíi.>d 9ii s te jná notace p la t í pro HL a HR. 

Algoritmus X G B je v oblasti analýzy medicínských dat často využíván díky své 

vysoké přesnost i , efektivitě a schopnosti zpracovávat komplexní datové množiny [36, 

43, 123, 138]. 
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LightGBM 

Algoritmus využívá základní koncepci G B D T a implementuje dvě inovativní tech

niky, mezi k teré p a t ř í gradient-based one-side sampling (G OSS) a exclusive feature 

bundling (EFB). Technika G O S S slouží pro efektivní výběr da tových vzorků použi

tých pro výpočet informačního zisku b ě h e m procesu dělení. Hlavním p ředpok ladem 

je, že vysoké absolu tn í hodnoty grad ien tů Qí indikují vysokou chybovost modelu 

u daného vzorku a naopak. Dochází tedy k seřazení vzorku dle absolu tn í hodnoty 

jejich gradientů , z nichž je vyb ráno prvních a x \X\ vzorků s největšími gradienty do 

množiny A. Následně je ze zbylých vzorků n á h o d n ě vyb ráno b x \X\ vzorků, k teré 

jsou zařazeny do množiny B. T í m t o způsobem algoritmus nezpracovává kompletn í 

datovou množinu, ale její efektivně vybranou podmnož inu A U B, což umožňuje 

přesnější a rychlejší výpočet informačního zisku, dle následující rovnice [75]: 

/ô / j \ _ 1 A S X Í G A Í 9í H ^~ J2Xi£Bi 9i)2 (J2Xi£Ar 9i H b~ S X i eBr 9i)2\ /, 0 7 x 
L r A d ) - - \ J7T, 1 J7J\ ' ^ > 

kde Ai = {xj G A: Xj. < d}, Ar = { X J G A: x*. > d}. Stejná notace pla t í pro prvky 

Xi G B. Váhy sumy grad ien tů v množině B jsou pak normalizovány faktorem tak, 

aby došlo ke zohlednění jejich poměrového zas toupení v původn í datové množině. 

Chybovost, v p ř ípadě využi t í techniky G O S S , s ros touc ím p o č t e m da tových vzorků 

klesá a pro n —>• oo se l imitně blíží k nule. 

Technika E F B slouží pro redukci dimenzionality da tových vzorků pros t řednic

t v í m agregace př íznaků, k teré jsou bud vzájemně exkluzivní, nebo mezi sebou vy

kazují min imáln í korelaci. T í m je docíleno k zrychlení konvergence k řešení [75]. 

Hlavní p řednos t í L i g h t G B M (Light Gradient-Boosting Machine - LGBM) je tedy 

schopnost redukce doby t rénování na velkých da tových množinách. V medicínské 

oblasti byl v nedávné době použi t ve studiích [52, 88, 139, 147]. 

Podpůrné vektorové stroje 

P o d p ů r n é vektorové stroje (Support Vector Machines - SVM) jsou výkonným al

goritmem strojového učení, k te rý nachází up la tněn í při řešení různých t y p ů úloh, 

a to včetně klasifikace. Základním konceptem je nalezení op t imáln í nadroviny, kolem 

které se nachází na obě strany co nej širší oblast bez da tových bodů . Tato nadrovina 

charakter izovaná w a b m á o jednu dimenzi méně než prostor, ve k t e r ém se nachází 

a slouží pro oddělení da tových b o d ů jednot l ivých t ř íd , k teré musí být l ineárně sepa-

rovatelné. P o d p ů r n é vektory jsou definovány jako datové body nacházející se nejblíže 

k t é t o nadrovině a jsou klíčové pro definici její polohy. 

Pro l ineárně separovatelné t ř ídy lze formulovat podmínky , kde pro každý nega

t ivní da tový bod p la t í W X J + b > 1 a pro každý pozi t ivní da tový bod W X J + b < — 1. 
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Rozhodovací funkci lze pak vyjádři t následovně [76, kap. 2]: 
n 

d(x, w , b) = w T x + b = wíxí + b, (1.28) 
i=l 

Cílem S V M je maximalizace vzdálenost i mezi klasifikovanými t ř ídami , a to mi

nimalizací kvadrat ické normy | | w | | 2 , k t e rá odpovídá součtu k v a d r á t ů složek vektoru 

w, tedy w T w = Yh=\ w1- Opt imal izační funkci lze po t é definovat jako [76, kap. 2]: 

m i n - w T w (1.29) 
w,6 2 

Takový opt imal izační p rob lém je efektivně řešen pomocí konceptu sedlového 

bodu Lagrangeova funkcionálu [76, kap. 2]: 

1 n 

L(w,b,a) = — 11w||2 -J2aÁyÁwxi + b) - 1), (1.30) 
- i=l 

kde q;j jsou Lagrangeovy mult ipl ikátory. V př ípadě , že původn í data nelze l ineárně 

separovat, je n u t n é využí t tzv. jádrové funkce. T y umožňují transformaci vs tupních 

dat do vyššího dimenzionálního prostoru, kde se da tové body stanou l ineárně separo-

vatelnými. Mez i běžně používané typy jádrových funkcí pa t ř í l ineární, polynomiální 

o stupni d a radiá lní bázová funkce [76, kap. 2]. 

Mezi hlavní výhody S V M p a t ř í jejich efektivní použi t í při zpracování dat s vy

sokou dimenzionalitou bez značného nega t ivn ího dopadu na svou výkonnost . S V M 

jsou i v nynější době využívány v řadě s tudi í např íč různými obory, včetně medicíny 

[56, 101, 111, 124]. 

1.2 Hluboké učení 

D L pa t ř í do podoboru M L a specializuje se na vývoj a lgor i tmů, k teré jsou založeny 

především na modelech h lubokých neuronových sítích (Neural Networks - NN). Jed

n ím z klíčových rozdílů oproti M L je tzv. end-to-end př í s tup . Zat ímco t rad ičn í M L 

metody disponují omezenou možnos t í zpracování surových dat, a zpravidla vyžadují 

provedení př íznakového inženýrství , D L algoritmy eliminují tuto p o t ř e b u t ím, že 

jsou schopny zpracovat surová data bez explici tní p ř ípravy př íznaků. 

Modely D L jsou složeny z mnoha vrstev, k te ré mohou implementovat jak lineární, 

tak nel ineární operace nad vs tupn ími daty. Výsledkem je interpretace dat na vyšších 

úrovních abstrakce, a to bez nutnosti aplikace př íznakového inženýrství . Z toho 

plynou výhody v p o d o b ě možnos t i t rénování mode lů z komplexních a surových dat. 

Výsledkem je zpravidla dosáhnu t í vyšších přesnost í ve srovnání s t rad ičn ími M L 

modely. Nevýhodou je p o t ř e b a rozsáhlých a kvali tních da tových množin, vysoká 

výpoče tn í náročnos t a omezená interpretovatelnost na t rénovaných modelů , což může 

být l imitujícím faktorem pro aplikace, kde je vysvětl i telnost nu tnos t í . 
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1.2.1 Obecný model hlubokého učení 

Model D L lze definovat jako funkci f(6,-): M.d —> M f c . P ř e d p o k l a d e m je diferenco-

vatelnost a parametrizovatelnost funkce / . V kontextu h lubokého učení je funkce / 

komplexní kompozice mnoha dílčích parametr izovate lných funkcí fi reprezentujících 

vrstvy, ze k terých je model D L složen, viz obrázek 1.2. 

/(1)(0(U , x) 

r > 

f(2)(d(2) , f(1)) 

< •) 

w . . . 
f(L)(d(L) , f (LA) ) /(1)(0(U , x) 

r > 

f(2)(d(2) , f(1)) 

< •) 
f(L)(d(L) , f (LA) ) ' y 

Obr. 1.2: Obecná reprezentace modelu D L složeného z L vrstev [145]. 

V rámci struktury modelu D L je výs tup y funkcí v s tupn ího vektoru x, přičemž 

transformace x na y je realizována p ros t ředn ic tv ím komplexní funkce / . Dílčí funkce 

fi mohou zahrnovat celou ř a d u l ineárních i nel ineárních ma tema t i ckých operací . 

Obecně lze popsat transformaci následujícím vztahem [145]: 

y = / (L)(^ , / (L- l ) (^- l , . . . / (2)(^(2) , / ( l ) (^( l ) ,x) ) ) ) . (1.31) 

1.2.2 Optimalizace parametrů 

Algori tmy D L jsou p r imárně založeny na a rch i tek tuře umělých N N . Tyto sítě před

stavují komplexní struktury, k te ré mohou obsahovat variabilní počet vrstev uspořá

daných větš inou v sériové vert ikální konfiguraci. Základním s tavebním prvkem každé 

vrstvy je umělý neuron, k te rý je navržen na základě jeho biologické předlohy [90]. 

Každý takový neuron obsahuje několik klíčových prvků: soubor váhovaných vs tupů , 

interní potenciá l a specificky definovanou akt ivační funkci. Typicky mají modely N N 

od stovek (mělké N N ) až po sto bilionů neuronů ( C h a t G P T 4 ) . 

Optimalizace těch to p a r a m e t r ů p rob íhá b ě h e m procesu učení, k te rý je popsán 

v podsekci 1.1.1. Výpoče tně náročný proces zahrnuje změnu p a r a m e t r ů s cílem mi

nimalizace hodnoty z t rá tové funkce, což je zásadní pro konvergenci modelu k ře

šení. Klíčovou metodou používanou v tomto kontextu je zpě tné šíření chyby. J e d n á 

se o techniku umožňující efektivní výpočet gradientu z t rá tové funkce v N N [30]. 

Tato metoda se ukazuje být apl ikovatelná pro širokou škálu parametr izovate lných 

a diferencovatelných funkcí, čímž předs tavuje univerzální nás t ro j pro optimalizaci 

v kontextu D L . 

Hodnota z t rá tové funkce L kvantifikuje cenu řešení, k t e rá je u rčena na základě 

v ý s t u p ů sítě. Tato hodnota slouží jako indikátor , jak dobře model plní mapovací 

funkci f:X—}Y. Optimalizace modelu spočívá v nalezení takových hodnot pa

r a m e t r ů 9 (které zahrnuj í váhy a interní potenciá l ) , k teré minimalizují z t rá tovou 
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funkci L. Klíčovým krokem v tomto procesu je výpočet gradientu z t rá tové funkce 

vzhledem k p a r a m e t r ů m 9. T í m dojde k získání informace, ve k t e r ém směru mají 

být parametry upraveny. 

Výsledný gradient, soubor parciálních derivací L vzheldem k 9, udává hodnoty 

změn p a r a m e t r ů minimalizujících hodnotu L. Obecně může být z t rá tová funkce 

zapsána jako složená funkce, kdy hodnota L závisí na funkci modelu, k t e rá je funkcí 

jeho p a r a m e t r ů , tedy L = f(g(9)). Pak dochází k up la tněn í pravidla o derivaci 

složené funkce [30]: 

| £ W Í ) ) = ^ , U . « = 9 ( Í ) . (1-32) 

V situaci, kdy je 9 reprezentován vektorem, je aplikováno upravené pravidlo 

pro derivaci složené funkce. Jednot l ivé parciá lní derivace jsou nahrazeny gradienty 

a Jacobiho maticemi. Gradient z t rá tové funkce L vzhledem k p a r a m e t r ů m 9 lze pak 

vyjádři t pomocí následujícího vztahu [30]: 

VeL(g(9)) = V u L ( u ) ^ = V a{e)L{g{9))d-^-. (1.33) 

Gradient funkce L je vektor všech parciálních derivací vzhedem k p roměnné u. 
du _ dg(£ 
de ae Jacobiho matice | | = zachycuje všechny parciá lní derivace g vzhedem ke všem 

složkám 9 [30]. 

Výsledná změna jednot l ivých p a r a m e t r ů je po v ý p o č t u gradientu ovl ivněna na

s tavením hyperparametru určujícího velikosti kroku učení a. Hyperparametry jsou 

nas tavovány před zahájením učícího procesu a mají zásadní v l iv na jeho efektivitu 

a schopnost konvergovat k řešení. Kromě rychlosti učení p a t ř í mezi další běžné hy

perparametry např ík lad velikost dávky, počet i terací, typ opt imal izačního algoritmu 

a mí ra regularizace [148]. 

1.2.3 Typy hlubokého učení 

Podobně jako u a lgor i tmů M L bude v následujícím textu detai lně p o p s á n a pouze 

ta N N , k t e r á je v práci využívána. Komplexní přehled os ta tn ích t y p ů sítí přesahuje 

rozsah t é t o práce , ucelený přehled lze nalézt v [128]. 

Vícevrstvý perceptron 

Vícevrs tvý perceptron (Multi-Layer Perceptron - MLP) pa t ř í do kategorie dopřed-

ných N N a představuje jeden ze základních t y p ů N N . Jeho charakteristikou je l i 

neární tok dat od vs tupn í vrstvy k výs tupn í . P ř i tomto p růchodu jsou na data 

aplikovány jak lineární, tak nel ineární ma tema t i cké operace [116]. 

Struktura M L P zahrnuje vs tupn í vrstvu přijímající data a několik skrytých vrs

tev / = 1,...,L. T y obsahují definovaný počet neuronů ji, kde je každý z nich 
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připojen ke každému neuronu předcházející vrstvy. Výs tupn í hodnota (aktivace) djt 

neuronu je d á n a následujícím vzorcem: 

kde bjt je bias ( interní potenciál) neuronu j ve vrs tvě /, Wijl reprezentuje váhu syna-

ptického spojení mezi neuronem i ve vrs tvě / — l a neuronem j ve vrs tvě l. Aktivace 

ciin^ neuronu i ve vrs tvě / — 1 je výsledkem lineární či nel ineární akt ivační funkce, 

kterou může být např . R e L U , Sigmoid, Softmax a další [48]. 

Poslední vrstvou M L P je výs tupn í vrstva, k t e r á je zodpovědná za generování 

konečných výsledků. T y p výs tupn í hodnoty závisí na typu řešené úlohy a může se 

jednat např . o regresní hodnoty, klasifikační značky atd. P ř i učícím se procesu je ře

šen opt imal izační p roblém pros t ředn ic tv ím minimalizace z t rá tové funkce i tera t ivní 

úpravou vah a biasů všech neuronů v dané síti. Tento proces optimalizace je podrob

něji popsán v podsekci 1.2.2. Vícevrs tvý perceptron je efektivní v řadě aplikací, a to 

včetně analýzy medicínských dat [61, 115, 101, 129, 152]. 

1.2.4 Relační uvažování a relační indukční zaměření 

Algori tmy D L jsou schopny řešit širokou škálu problémů spojených s analýzou a in

te rpre tac í dat z komplexních systémů. Tyto sys témy jsou složeny z entit a vz t ahů 

mezi nimi. Člověk je schopen tuto strukturovanou reprezentaci pochopit, vn íma t 

jednot l ivé vztahy mezi entitami, vy tváře t nové reprezentace nebo na základě dříve 

získaných znalost í řešit komplexní problémy. Klíčovým aspektem při výbě ru vhod

ného typu N N , ze k te rých bude model složen, je důk l adná ana lýza t y p ů entit a relací, 

k teré jsou součást í řešené problematiky. 

Pojem relační uvažování označuje schopnost vn íma t a operovat se strukturova

nými reprezentacemi skládajících se z entit a jejich vz tahů , pomocí pravidel pro 

jejich skládání . 

Relační indukční zaměření je označení pro urč i té nasměrování algoritmu za úče

lem posky tnu t í lepších výsledků. Umožňuje upřednos tn i t jedno řešení p řed j iným, 

a to nezávisle na pozorovaných datech. J e d n o d u c h ý m př ík ladem relačního indukč

ního zaměření je např ík lad regularizace. Současné metody založené na D L tak též 

disponují re lačním indukčním zaměřením, byť v značně omezené míře . Tabulka 1.1 

obsahuje přehled entit, jejich vz tahů a relačního indukčního zaměření u metod za

ložených na h lubokém učení. 
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Tab. 1.1: Relační indukční zaměření různých t y p ů N N . N a základě přehledu lze 

provést informované rozhodnu t í při výběru vhodného typu N N pro řešení specifické 

problematiky. 

Typ / architek
tura neuronové 
sítě 

Entity Relace Relační 
indukční 
zaměření 

Invariance 

Grafová uzly hrany libovolné permutace uzlů 
a hran 

Plně propojená prvky všechny ku všem nízké žádná 
Konvoluční prvky mřížky lokační lokace prostorová 
Rekurentní časové vzorky sekvenční posloupnost časová 
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2 Kortikoterapie a algoritmy umělé inteli
gence a jejich uplatnění v klinické praxi 

Poslední pandemie způsobená virem S A R S - C o V - 2 vedla k rozsáhlému výzkumu za

měřeného na nalezení efektivních léčebných pos tupů . Někteř í pacienti s C O V I D - 1 9 

měli t ěžký p r ů b ě h onemocnění charakter izovaný závažnými klinickými projevy, mezi 

které p a t ř í pneumonie, A R D S či mul t iorgánové selhání [23, 119]. Vyšší riziko zá

važnějšího p r ů b ě h u bylo u starších lidí, jed inců s vyšším indexem tělesné hmotnosti 

(Body Mass Index - BMI) a pac ien tů trpících něk te rou z komorbidit [150]. Vzhledem 

k tomu, že se lidstvo s t í m t o onemocněn ím setkalo poprvé , nebyl z n á m přesný léčebný 

postup. Z tohoto důvodu byla up la tňována převážně symptoma t i cká léčba, doplněná 

oxygenoterapi í , v závažnějších př ípadech umělou plicní ventilací. V reakci na zjiš

tění , že zvýšené hladiny prozánět l ivých cytokinů souvisí se závažnějším p r ů b ě h e m 

onemocnění , byla u některých pac ien tů indikována léčba pomocí exper imentálních, 

imunosupresivních nebo prot izánět l ivých (KS) léků [24, 121]. U některých pacientů , 

kteř í se z aku tn í fáze zotavili , se rozvinul post-covidový syndrom. Jde o onemocnění 

charakter izované d louhodobými symptomy přetrvávajícími i po dvanác t i týdnech od 

aku tn í fáze [107, 142]. Mez i jeden z nejzávažnějších s y m p t o m ů pa t ř í plicní fibróza, 

k te rá vzniká t ransformací pozánět l ivých změn. Ta může dramaticky ovlivnit kvali tu 

a délku života pacientů . K léčbě post-covidového syndromu a prevenci vzniku plicní 

fibrózy se v něk te rých př ípadech používají K S [85, 100]. 

Hlavním cílem t é t o kapitoly je posky tnu t í komplexního přehledu s tudi í zamě

řených na léčbu pomocí K S u C O V I D - 1 9 pac ien tů v různých fázích onemocnění . 

Motivací je identifikace výzkumných otázek zaměřených na t é m a K T a onemocnění 

C O V I D - 1 9 , k te ré by mohly být a lespoň částečně zodpovězeny pomocí A I a lgor i tmů 

použi tých pro nalezení skrytých vzorů v datech. Vzhledem k mult idiscipl inární po

vaze výzkumu přesahuje obsah t é to části s t r ik tně technický rámec . O d b o r n á povaha 

výzkumu byla za ručena úč innou spoluprací s pneumology z K l i n i k y plicních nemocí 

a tuberku lózy při F N O L . Vedlejším cílem kapitoly je provedení rešerše ak tuá ln ího 

stavu vědy a techniky týkající se integrace A I mode lů do IS zdravotnických zařízení. 

N a základě t é t o rešerše jsou identifikovány mezery ve výzkumu, k te ré omezují, či 

znemožňují nasazení modelů ve zdravotnických zařízeních využívajících s tarš í pro

prietami IS. 
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2.1 Kortikoterapie v akutní i postakutní fázi a využit í 

algoritmů umělé inteligence 

Přes tože byly ná rodn ími institucemi schváleny oficiální postupy pro nasazení K S 

[108, 130], tak mezi š i rokým spektrem lékařů a odborn íků nepanuje absolutn í shoda 

ohledně cílové skupiny, načasování p o d á n í K S nebo op t imáln ího dávkování a doby 

t rván í léčby. Rozsáhlá data n a s h r o m á ž d ě n á b ě h e m pandemie poskytuj í pří ležitost 

využi t í A I k nalezení odpovědí na tyto otázky. Modely založené na A I mají poten

ciál objevit nové a cenné informace, k te ré mohou vylepšit léčebné postupy, umožni t 

personalizaci léčby, a t í m zvýšit kvali tu poskytované péče nebo snížit náklady. Ná

sledující text poskytuje ucelený přehled studií zaměřených na použi t í K S při léčbě 

aku tn í i p o s t a k u t n í fáze onemocnění C O V I D - 1 9 , využi t í A I v t é t o oblasti a pojed

nává o identifikovaných výzkumných mezerách. 

2.1.1 Akutní fáze onemocnění a kortikoterapie 

Načasování podání a dávkování 

Výzkumy týkající se použi t í K S u pac ien tů s aku tn í fází onemocnění C O V I D - 1 9 

předkládaj í rozdílné závěry. Podle s tudi í [50, 51] je včasné p o d á n í K S u pac ien tů se 

s t ředně t ěžkým až t ěžkým p r ů b ě h e m onemocnění spojováno s po tenc iá ln ím příno

sem. Naopak pozdní podán í , byť vysokých dávek K S , se nejeví jako významný faktor 

ve snižování ú m r t n o s t i nebo ve zmírnění A R D S [104]. Dle [105] bylo užit í vysokých 

dávek K S navíc spojeno s vyšší mortalitou a zvýšeným rizikem po t řeby mechanické 

ventilace, ze jména u starších pac ien tů trpících něk te rou z komorbidit. Vyšší dávky 

K S také vedly ke zvýšenému výsky tu infekcí, avšak riziko aku tn ího poškození ledvin 

bylo nižší [81]. Kombinace tocil izumabu a K S byla identifikována jako efektivnější 

ve srovnání s pouhou K T , či s t a n d a r d n í péčí, což potvrzuje studie [47] a metaana-

lýza [89] zahrnující více než osmnác t tisíc pac ientů . Obě studie potvrdily vyšší mí ru 

přežit í díky kombinaci obou léků. Tyto poznatky jsou souhrnně prezentovány v ta

bulce 2.1, k t e rá nabízí ucelený přehled s tudi í zabývajících se vlivem K T u pac ien tů 

v aku tn í fázi onemocnění . 

Shrnu t í dos tupných s tudi í naznačuje , že léčba pomocí K S může být efektivní, po

kud je zahá jena včas a v rámci doporučených dávek. N a d ruhé s t raně , zpožděné po

dávání , byť vysokých dávek K S , může být neúčinné a potenciá lně vést k nega t ivn ím 

výs ledkům. Zlepšení efektivity léčby bylo pozorováno při kombinaci K S s tocilizu-

mabem, což naznačuje významnos t kombinované terapie pro pacienty s C O V I D - 1 9 . 

Výzkum [28], k te rý se zabývá analýzou závěrů několika s tudi í zaměřených na účin

nost K S u pac ien tů v aku tn í fázi C O V I D - 1 9 , poukazuje na kontroverzní povahu jejich 
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využit í . Dle [28] sice některé zkoumané studie prokázaly p r imárn í cíl, avšak je jejich 

přínos vzhledem k omezenému p o č t u účas tn íků limitující. Nicméně [28] zdůrazňuje 

možný př ínos K S při léčbě těžké C O V I D - 1 9 pneumonie. Tyto poznatky podporuj í 

p o t ř e b u dalšího výzkumu, k te rý by stanovil správné načasování a dávkování, jakož 

i potenciá ln í výhody kombinovaných te rapeu t ických strategi í . 

Tab. 2.1: Ucelený přehled s tudi í o v l ivu K S při léčbě pac ien tů v aku tn í fázi onemoc

nění C O V I D - 1 9 . 

Studie P o č e t 
pac ientů 

Léčebný postup Zhodnocen í 

[51] 213 Včasné podání KS 
(0,5-1,0 mg/kg/den 
metylprednisolonu) 

Zkrácení hospitalizace z 8 na 5 dní. 

[50] 422 Vysoké dávky KS (> 
2mg/kg/den metylpred
nisolonu). 

Bez významného rozdílu v úmrt
nosti. 

[104] 348 Pozdní léčba vysokými 
dávkami KS (1 mg/kg/-
den metylprednisolonu) 

Žádný přínos pro snížení úmrtnosti 
nebo potlačení syndromu akutní re
spirační tísně. 

[105] 573 Včasné podání vyso
kých dávek KS (1,0-1,5 
mg/kg / den metylpred
nisolonu kontrolní 
skupiny, 250-1 000 mg/-
den metylprednisolonu -
vysokodávková skupina) 

Vyšší mortalita a zvýšené riziko me
chanické ventilace, zejména u star
ších pacientů s komorbiditami ve vy-
sokodávkové skupině. 

[81] 1379 Vysoké dávky KS (>40 
mg/den ekvivalentu me
tylprednisolonu) . 

Vyšší infekce, nižší riziko akutního 
poškození ledvin. Kombinace KS 
a tocilizumabu je efektivnější. 

[47] 163 Kombinace KS a tocilizu-
mab 

Závažný průběh u osob starších 80 
let, podporuje KS v kombinaci s to-
cilizumabem. 

[89] 18 702 Kombinace KS a tocilizu-
mab 

Vyšší míra přežití, podporuje pou
žití včasných a doporučených dávek 
KS v kombinaci s tocilizumabem. 
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Úmrtnost 

Cílem některých publ ikací byla ana lýza v l ivu K T na 28denní ú m r t n o s t . Dle sou

hrnného zjištění je mí ra ú m r t n o s t i ve skupině, k t e r á je léčena K S , závislá na stavu 

pacienta a dávce K S . Přeh ledné shrnu t í lze nalézt v tabulce 2.2. P řes rozdílné ná

zory na prospěšnost t é to terapie je její efekt v urči tých si tuacích vn ímán pozi t ivně. 

Vzhledem k potenciá lně si lným nežádouc ím úč inkům by však K S neměly být podá 

vány všem pac ien tům. Naopak by měla být léčba cílená na ty, u k te rých převažují 

výhody nad riziky. Oficiální postupy proto definují specifické situace, ve k terých je 

použi t í K S doporučeno [108, 130]. Současný výzkum se soustředí na ověření exis

tujících protokolů nebo na identifikaci nových kritéri í pro výběr pacientů , k teř í by 

z terapie kortikosteroidy mohli benefitovat. 

Tab. 2.2: Ucelený přehled s tudi í zkoumajících vl iv K S na 28denní ú m r t n o s t pac ien tů 

b ě h e m aku tn í fázi onemocnění C O V I D - 1 9 . 

Studie P o č e t 
pac ientů 

Léčebný postup Hlavní zj ištění 

[59] 6 425 KS (6 mg/kg/den de-
xametazon) po dobu 
10 dnů vs. standardní 
léčba. 

Nižší mortalita u KS léčených paci
entů vyžadujících respirační podpo
rou (29,3 % vs. 41,4 % - umělá plieni 
ventilace a 23,3 % vs. 26,2 % - oxy-
genoterapie). Vyšší mortalita bez re
spirační podpory (17,8% vs. 14,0%). 

[99] 21350 KS po dobu 3 až 12 dnů. Celková mortalita byla vyšší u pa
cientů léčených KS, doporučeno je 
pečlivé zvážení poměru přínosu a ri
zika u jednotlivých pacientů. 

[81] 1379 Vysoké dávky KS (>40 
mg/den ekvivalentu me-
tylprednisolonu). 

Zvýšená mortalita u pacientů dostá
vajících vysoké dávky KS, což pod
poruje závěry [99] o nutnosti opatr
nosti při používání KS. 

Přístupy založené na algortimech umělé inteligence 

Práce [84] prezentuje p ř í s tup , jehož cílem je identifikace pac ientů , u nichž K T nebo 

léčba remdesivirem prodlouží dobu přežit í . Datová množ ina použ i t á k na t rénování 

X G B modelu zahrnuje zdravotn í stav 2 364 pacientů , z nichž 1471 užívalo K S a 893 

bylo léčeno remdesivirem. Mez i limitace výzkumu au toř i řad í re t rospekt ivn í charak

ter, kvůli k t e rému nebylo možné ověřit, jak by mohlo doporučení algoritmu ovlivnit 
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léčebný postup u pacientů . Podle a u t o r ů je tato práce první , k t e r á použi la M L al

goritmy za účelem hodnocení účinnost i K S či léčby remdesivirem u pac ien tů s one

mocněn ím C O V I D - 1 9 . 

Studie [83] se zabývala tvorbou M L algor i tmů určených k predikci ú m r t n o s t i pa

cientů léčených pomocí K S . Datová množ ina obsahovala celkem 1 571 vzorků, z nichž 

bylo 769 pořízeno před 17. úno rem 2021. Poměr trénovací a testovací datové mno

žiny byl zvolen 80 % ku 20 %. Výsledný L G B M model dosáhl , na testovací množině 

obsahující datové vzorky sesbírané před 17. úno rem 2021, poměrně vysoké přesnost i 

vyjádřené metrikou A U C (Area under the Curve - AUC) a to 0,911. N a zbylých da

tových vzorcích sesbíraných po uvedeném datu byla dosažena také poměrně vysoká 

přesnost , a to A U C - 0,881. To dokládá schopnost modelu úspěšně predikovat stav 

u pac ien tů i v době př íchodu nových mutac í v i ru S A R S - C o V - 2 . 

Schopnost vyhodnocen í léčebné odpovědi pac ien tů na p o d á n í K S s využ i t ím M L 

algor i tmů je ověřována s tudi í [55]. Mez i tes tované algoritmy byly zařazeny L R , S V M , 

G B D T , &-NN a N N . U neuronové sítě však blíže nespecifikují typ ani architekturu. 

Modely byly t rénovány na datové množině s 666 vzorky, k t e rá byla rozdělena na 

trénovací (N = 268), validační (TV = 267) a testovací (N = 131). Všechny modely 

dosahovaly na testovací da tové množině podobných výsledků, od A U C = 0,787 (k-

N N ) po A U C = 0,842 ( G B D T ) . 

Algoritmus /c-Means pro shlukování dat by l využi t k rozdělení pac ien tů na ty 

s hyper a hypozáně t l ivým fenotypem [38]. Z výsledků plyne, že nasazení K S u paci

en tů s hyperzáně t l ivým fenotypem snižuje 28denní ú m r t n o s t , u d ruhé skupiny nebyla 

pozorována žádná výrazná změna. 

Studie [33] ověřovala efekt různých dávek K S u pac ien tů s t ěžkým p r ů b ě h e m 

C O V I D - 1 9 pomocí Bayesovských regresních s t romů. Výsledkem studie je, že vyšší 

dávka (12 mg/kg/den) byla spojena s rychlejším zotavením. U všech pac ien tů v té to 

skupině byla z a z n a m e n á n a nižší 90denní ú m r t n o s t . U pac ien tů netrpících D M a star

ších pac ien tů se vyšší dávka K S jeví jako více prospěšná . 

Ve studii [77] zkoumali, zdaje možné pomocí A I asistované analýzy rentgenových 

sn ímků identifikovat pacienty s m í r n ý m až s t ředně t ěžkým p r ů b ě h e m C O V I D - 1 9 , 

u k terých bude mí t K T negat ivní př ínos. Pomocí L R došli k závěrům, že vyšší 

skóre abnormalit rentgenového (RTG) snímků, k te ré je získané na základě analýzy 

komerčně d o s t u p n ý m A I nás t ro jem, je asociováno s nepříznivou léčebnou odpovědí 

na K S . Ana lýza byla provedena na da tové množině čítající 258 pacientů . 

N a základě posky tnu t ého přehledu lze konstatovat, že A I algoritmy mohou po

skytovat nové možnos t i v oblasti personalizace léčby u pac ien tů v aku tn í fázi one

mocnění C O V I D - 1 9 . Studie identifikují j is té výzkumné mezery, k teré jsou spíše cha

rakteru l imitované datové množiny. 
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2.1.2 Postakutní fáze onemocnění a kortikoterapie 

Navzdory úspěšnému zotavení z a k u t n í fáze C O V I D - 1 9 se mnozí pacienti nadá le 

potýkaj í s přetrvávajícími symptomy, k teré mohou výrazně ovlivnit kvali tu jejich 

života. Př ibl ižně t ř e t i na pac ien tů t rp í alespoň j eden ím z těch to s y m p t o m ů i dva

náct t ý d n ů po a k u t n í fázi [107, 142]. Mez i d louhodobé symptomy p a t ř í dusnost, 

únava, kašel, zvýšená teplota, deprese, z t r á t a čichu, bolest svalstva, kognit ivní dys

funkce či poruchy spánku [109]. J e d n í m z nej závažnějších symptomů , k te ré mohou 

významně snížit kvali tu života pac ien tů a zkrá t i t jejich očekávanou délku života, je 

plicní fibróza, jejíž četnost je r epor tována v rozmezí od 6 % do 44 % [100]. K léčbě 

d louhodobých s y m p t o m ů mohou být využívány, stejně jako v a k u t n í fázi, K S . Pozi

t ivní př ínosy byly zaznamenány ve zmírnění z t r á t y čichu [85, 135]. Je však důležité 

pečlivě zvážit všechny potenciá ln í př ínosy a r iz ika K T , včetně možných nežádoucích 

účinků, a léčbu individualizovat v souladu s ak tuá ln ím zdravo tn ím stavem a po t ře 

bami každého pacienta. 

Podle [107] zůs tává přibližně 39 % pacientů , k teř í v aku tn í fázi t rpěl i pneumo-

nií způsobenou C O V I D - 1 9 , symptomat ických i po několika týdnech a přechází do 

pos t aku tn í fáze onemocnění . V rámci observační studie byl i tito pacienti podrobeni 

funkčnímu vyšet ření plic. U těch s vý razným poklesem difuzní kapacity plic pro 

oxid uhe lna tý (Diffusing Lung capacity for CO - DLCO) bylo provedeno vyšetření 

pomocí počí tačové tomografie s vysokým pros to rovým rozlišením (High-Resolution 

Computed Tomography - HRCT). U malého procenta pac ien tů (4,80 %, 35 paci

entů) byla zahá jena léčba K S . T i to pacienti vykázali značné zlepšení subjektiv

ního hodnocení vn ímán í dusnosti a výrazné zvýšení D L C O , s p r ů m ě r n ý m zlepšením 

o 31,60 %. Hlavním omezením t é to studie je absence kontrolní skupiny. Další studie 

[100] naznačuje , že z K T mohou těžit pacienti s přetrvávajícími symptomy dusnosti, 

významnými radiologickými změnami na plicích a sníženým D L C O . Tyto výsledky 

podporuj í myšlenku, že K S mohou h r á t klíčovou roli v léčbě některých d louhodobých 

nás ledků C O V I D - 1 9 . 

2.1.3 Shrnutí a identifikace výzkumných mezer 

Dos tupné studie naznačují , že konsensus ohledně př ínosu K S stále nebyl dosažen. 

Metodologie jednot l ivých výzkumů je různorodá , což znesnadňuje možnost jejich 

vzájemného porovnání . Rozdíly lze nalézt v načasování p o d á n í K S po výsky tu prv

ních př íznaků, v určení op t imáln í dávky, ve v l ivu léčby na mí ru úmr tnos t i , délku 

hospitalizace, poče t dnů s t rávených na jednotce intenzivní péče a cílové skupině. 

Nicméně, navzdory t ě m t o rozdí lům převyšuje spíše k ladný postoj k léčbě pomocí 

K S , a to v aku tn í i p o s t a k u t n í fázi onemocnění [47, 51, 59, 81, 85, 89, 99, 100, 135]. 
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Jedno z významných omezení mnoha studií je nedos ta tečné množs tv í analyzova

ných p a r a m e t r ů . Čas to se opírají pouze o základní údaje , přes tože na p o č á t k u léčby 

bývají d o s t u p n á rozsáhlá data z různých vyšetření . Stále přetrvávají nezodpovězené 

o tázky týkajících se K T , např . kdy by léčba měla být zahájena, op t imáln í dávko

vání či délka léčby. A I algoritmy by mohly být použi ty pro nalezení odpovědí na 

tyto otázky. Několik s tudi í již úspěšně prokázalo využi t í A I a lgor i tmů při identifi

kaci pacientů , k teř í budou z léčby benefitovat [33, 84], či nikoli [77], určení opt imáln í 

dávky a identifikace skupin pac ien tů [38], pro k te ré vysoké dávky K S nejsou vhodné . 

Všechny tyto studie se však zaměřuj í pouze na aku tn í fázi onemocnění . 

Z dos tupných úda jů vyplývá, že poměrně vysoký počet pac ien tů t rp í dlouho

dobými symptomy, což může negat ivně ovlivnit kvali tu jejich života a potenciá lně 

snížit délku dožit í [107]. Využit í existujících da tových sad a jejich ana lýza pros t řed

n ic tv ím A I a lgor i tmů by mohlo umožni t vytvoření dos ta tečně přesných modelů pro 

personalizaci léčby pac ien tů s post -covidovým syndromem. Ak tuá lně však chybí vě

decká práce , k t e rá by se zaměři la na tento konkré tn í p ř ípad užití . J e d n á se tedy 

o oblast, k t e rá může být identifikována jako vý razná mezera ve vědě a výzkumu. 

2.2 Integrace algoritmů strojového učení v lékařském 

prostředí 

Př í tomnos t zas t ínění na R T G snímcích plic u C O V I D - 1 9 pozi t ivních pac ien tů vedlo 

k vývoji přesných A I mode lů sloužících pro včasný záchyt onemocnění . Současně byl 

zaznamenán výzkum zaměřený na návrh architektur a platforem, k te ré by umožňo

valy efektivní nasazení těch to A I v klinické praxi. 

J e d n í m z takových př ík ladů je platforma Ketos [60], k t e rá umožňuje využívat 

A I modely jako p o d p ů r n é diagnostické nás t ro je . Hlavní výhodou platformy je funk

cionalita pro definování a t rénování nových mode lů a jejich následné nasazení do 

klinické praxe. Tato vlastnost př ináší velkou flexibilitu a rozšiřuje možnost i využit í 

A I v medicíně. P ře s to platforma čelí výzvám spojeným s interoperabilitou se s tarš ími 

a p ropr ie tá rn ími IS, což může komplikovat její využi t í v některých zdravotnických 

zařízeních. 

Studie [72] se zabývá vývojem A I modelu určeného k detekci pneumonie způso

bené C O V I D - 1 9 pros t ředn ic tv ím analýzy sn ímků získaných pomocí počí tačové to

mografie (Computed Tomography - C T ) . Hlavním př ínosem je předs tavení systému, 

k terý umožňuje snadnou integraci vyvinu tého modelu do klinické praxe. Výrazným 

nedostatkem je chybějící pod robný popis navrženého sys tému a jeho specifikací, což 

komplikuje posouzení flexibility sys tému vzhledem k možnos t i implementace mode lů 

určených pro j iné diagnostické účely. 
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Platforma V N A I [86] umožňuje snadné nasazení prakticky libovolných A I mo

delů do klinické praxe. Je navržena tak, aby prováděla automatickou analýzu obrazo

vých dat. Té to funkcionality je dosaženo p ros t ředn ic tv ím propojení s p r i m á r n í m IS 

zdravotnického zařízení. To umožňuje pla t formě získat informace o provedeném zob

razovacím vyšet ření ihned po jeho dokončení. Následně si platforma V N A I vyžádá 

obrazová data spojená s dokončeným vyšet řením, provede jejich analýzu pomocí 

integrovaných mode lů a výsledky uloží do sys tému pro archivaci a komunikaci ob

razových dat (Picture Archiving and Communication System - PACS) nebo j iného 

relevantního úložiště. P ředs t avená platforma je velmi pokročilá. Avšak interopera-

bi l i ta se s ta r š ím p ropr i e t á rn ím IS může být do značné míry omezená, neboť obvykle 

tyto IS pos t ráda j í apl ikační rozhraní , p ros t ředn ic tv ím k te rého V N A I získává infor

mace o provedených vyšetření . 

Navzdory rychlému vývoji A I a lgor i tmů zůs tává jejich zavádění do klinické praxe 

stále omezené. A b y z pokroku vědy a výzkumu v t é t o oblasti mohla těžit široká ve

řejnost formou zvýšení kvality péče, je nezbytné zajistit interoperabilitu mode lů s IS 

zdravotnických zařízení. Takový mechanismus by měl být obecný, bezpečný, flexi

bilní a udržitelný. Již bylo předs taveno několik pokroči lých p ř í s tupů [60, 86] určených 

pro integraci A I do klinické praxe, k teré splňují větš inu požadavků . Nicméně, jejich 

využi t í ve zdravotnických zařízeních, k te ré používají s tarš í proprietami IS je proble

matické. U dalšího výzkumu [72] je kvůli absenci p o d r o b n é h o popisu těžké posoudit 

jeho slučitelnost se zmíněnými IS. Umožnění integrace A I mode lů do zdravotnických 

zařízení využívajících s tarš í proprietami IS může být identifikováno jako mezera ve 

vědě a výzkumu. 
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3 Cíle disertační práce 
Hlavním cílem diser tační práce je ověření s tanovené výzkumné otázky, zda lze po

mocí A I předpovědět na základě vs tupn ího vyšet ření post-covidových pac ien tů vhod

nost K T . Výsledný A I model by tak mohl sloužit jako p o d p ů r n ý diagnost ický nás t ro j 

umožňující cílenou léčbu. Pomohl by snížit četnost uži t í K S u pacientů , u k te rých 

by r iz ika léčby převyšovala její očekávané přínosy. Z rešerše současného stavu vědy 

vyplývá, že A I modely byly úspěšně aplikovány na problematiku K T u pac ien tů 

v aku tn í fázi onemocnění . Výzkum specificky zaměřený na p o s t a k u t n í fázi za t ím 

chybí. Snahou t é t o práce je proto stanovit základy v oblasti personalizované léčby 

post-covidových pacientů , u k terých hrozí poškození intersticia plic v důsledku trans

formace pozánět l ivých změn na fibrotické změny. Mez i dílčí cíle s tanovené výzkumné 

o tázky pa t ř í : 

• vytvoření náv rhu experimentu vhodného pro ověří možnos t i aplikace A I algo

r i tmů pro personalizaci léčby post-covidových pacientů , 

• provedení pod robné analýzy dos tupné datové sady, 

• výběr vhodných A I a lgor i tmů pro zpracování těchto dat a s tanovení metrik 

pro kvantifikaci výkonnost i na t rénovaných modelů , 

• provedení vhodného předzpracování dat a výběr p o s t u p ů sloužících pro identi

fikaci konečné množiny použi tých p a r a m e t r ů pro na t rénování A I mode lů v kon

textu snížení r izika jejich pře t rénování , 

• realizace dílčích exper imen tů s cílem posouzení v l ivu kombinace různých vy

šetření pacienta na výkonnost modelů , na t rénování A I mode lů a optimalizace 

jejich hype rpa rame t rů , 

• identifikace omezení prezentovaného výzkumu a diskuze nad jeho dalším smě

řováním. 

Vedlejším cílem diser tační práce je výzkum a vývoj univerzální architektury, 

k te rá by umožni la široké veřejnosti využívat výhody, jaké př ináší rychlý výzkum 

a vývoj A I a lgor i tmů pro diagnostické účely, a t í m př ispět ke zlepšení kvality posky

tované zdravotn í péče. Pro splnění tohoto cíle je nezbytné navrhnout architekturu, 

k te rá bude obecná, bezpečná , flexibilní, j ednoduše udrž i te lná a zároveň umožní in

tegrovat prakticky jakýkoli A I model do zdravotnických zařízení využívajících starší 

proprietami IS. K dosažení tohoto cíle byly stanoveny následující dílčí cíle: 

• provedení náv rhu univerzální architektury zajišťující integrovatelnost A I mo

delů i ve zdravotnických zařízeních využívajících s tarš í proprietami IS, k teré 

nedisponují apl ikačním rozhran ím. Architektura bude splňovat vysoké poža

davky na ochranu citlivých zdravotních údajů . Bude modulá rn í , což zajistí její 

snadné využi t í při nasazení na řešení konkré tn í problematiky. Výsledky analýz 

nebudou uchovávány jako duplici tní záznamy v P A C S , 
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• vytvoření exper imentá ln í implementace t é to architektury a její propojení se 

sys témy F N O L . Implementace bude umožňovat včasný záchyt onemocnění 

C O V I D - 1 9 , př ičemž bude řešena o tázka výkonnost i , 

• identifikovat nedostatky předs taveného řešení a diskutovat možnos t i jeho dal

šího rozvoje. 
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4 Personalizace léčby post-covidových paci

entů pomocí algoritmů umělé inteligence 

Kapi to la popisuje proces ověření výzkumné o tázky definované jako hlavní cíl di

ser tační práce . Vychází z identifikovaných mezer současného výzkumu a zaměřuje 

se na návrh p ř í s tupu založeného na A I algoritmech, k te rý by v p ř ípadě dos ta tečné 

přesnost i mohl sloužit jako p o d p ů r n ý diagnost ický nás t ro j . Umožňoval by predikci 

vhodnosti K T u post-covidových pacientů , k teř í jsou ohroženi plieni fibrózou v dů

sledku pozánět l ivých změn způsobených C O V I D - 1 9 pneumoni í . Úspěšná realizace 

experimentu by představovala položení základu stavu vědy a techniky v oblasti per

sonalizace léčby post-covidového syndromu. 

Prezentované výsledky byly získány na základě mult idiscipl inárního výzkumu 

prováděného ve spolupráci s K l in ikou plicních nemocí a tuberkulóz i při F N O L [16] 

a jeho částečného rozšíření. Studie je schválena Etickou komisí F N O L pod číslem 

228/21. Úvodní sekce kapitoly popisuje náv rh p ř í s tupu , k te rý zahrnuje všechny 

kroky nezbytné pro úspěšné na t rénování A I mode lů a bere v úvahu p ř ípadné použi t í 

metody v klinické praxi. Dále následuje p o d r o b n á ana lýza použi té datové mno

žiny. Cílem je získání doménových znalost í , k te ré jsou použi ty pro minimalizaci 

rizik spojených s nízkou úspěšnost í výsledných modelů . Další část se zabývá výbě

rem vhodných A I a lgor i tmů a technik př íznakového inženýrství . Po t é t o části jsou 

předs taveny navržené experimenty a vhodně diskutovány dosažené výsledky pomocí 

na t rénovaných A I modelů . Součást í t rénovacího procesu je optimalizace hyperpara-

met rů . Závěrečné sekce kapitoly jsou věnovány celkovému vyhodnocen í exper imentů , 

identifikaci možných vylepšení a diskusi o omezení prezentovaného výzkumu. 

Výsledky byly prezentovány před odbornou komunitou b ě h e m zvané p řednášky 

na 56. Nitrianske lekárske dni. Konference byla zaměřena na t é m a modern ích t r e n d ů 

v diagnostice a terapii a jejich up la tněn í v reálné medicínské praxi. 

4.1 Návrh experimentu 

Exper imen tá ln í schéma, znázorněné na obrázku 4.1, bylo navrženo tak, aby prezen

tovalo proces zpracování dat b ě h e m t rénování A I modelů a způsob jejich potenciál 

ního využi t í v klinické praxi. Čás t i označené černě předs tavuj í kroky společné jak 

pro fázi t rénování , tak pro nasazení modelů . Červeně zvýrazněné část i jsou speci

fické výh radně pro t rénovací fázi, za t ímco žlutě označené část i se upla tňuj í pouze 

v p ř ípadě finálního nasazení na t rénovaných modelů . 
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Obr. 4.1: Znázornění t rénovacího procesu A I mode lů a jejich použi t í v klinické praxi. 

4.1.1 Trénovací fáze 

P r v n í m krokem před zahájením trénovacího procesu je výběr pac ien tů splňujících 

p o d m í n k y zařazení do výzkumu. Podrobnějš í informace jsou k dispozici v sekci 4.2 

věnované popisu datové množiny. Následuje předzpracování dat vybraných paci

entů . Tento krok zahrnuje konverzi kategorických p a r a m e t r ů a doplnění chybějících 

hodnot. Z t é to předzpracované datové množiny jsou na základě exper tn ích znalost í 

a různých metod příznakového inženýrství (sekce 4.4) vyb rány významné příznaky, 

k teré jsou následně použi ty pro t rénování A I modelů , viz sekce 4.3. 

4.1.2 Použití v klinické praxi 

Proces využi t í na t rénovaného modelu v klinické praxi je výrazně z jednodušen. Na 

základě komplexního vyšet ření pacienta je z a d á n a s te jná sada př íznaků, kterou ob

sahuje původn í da tová množina . V rámci předzpracování dat je vynechána filtrace 

pacientů a dochází k au tomat i ckému výběru statisticky významných př íznaků. Tyto 

př íznaky jsou po té analyzovány pomocí na t rénovaného A I modelu. Výsledek analýzy 

je v h o d n ý m způsobem, k te rý se může lišit podle typu modelu, p ř edán lékařskému 

personálu. 
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4.2 Datová množina 

Sběr dat pro tuto studii byl realizován lékaři z post-covidové ambulance ve F N O L . 

Konečná da tová množ ina je výj imečná rozsahem informací, k teré o každém pacien

tovi obsahuje. Vzhledem ke stále se rozvíjejícímu porozumění souvislostí mezi růz

nými aspekty d louhodobých nás ledků onemocnění byla provedena důk ladná analýza 

datové množiny. Získané znalosti z tohoto procesu byly použi ty v rámci příznakového 

inženýrství tak, aby došlo k maximalizaci přesnost i A I modelů . 

V následujících sekcích je p o d r o b n ě popsán proces selekce pac ien tů zahrnu tých 

do konečné analýzy. Dále je provedena analýza základních informací o pacientech, 

popsán postup hodnocení míry regrese plicních změn a určení klasifikačních značek. 

4.2.1 Schéma sběru dat 

Proces sběru datové množiny je vizualizován na př ís lušném obrázku 4.2. P ř i ur

čování množiny p a r a m e t r ů , k te ré budou datové vzorky obsahovat, bylo nezbytné 

omezit jejich výběr pouze na parametry, k teré jsou dos tupné b ě h e m standardizova

ného vyšet ření v post-covidové ambulanci nebo použí t snadno data získatelná z IS 

nemocnice. 

Typicky bylo vs tupn í vyšet ření u pac ien tů nap lánováno t ř i až čtyři t ýdny po 

aku tn í fázi onemocnění C O VID-19. Součást í vyšet ření bylo provedení funkčního vy

šetření plic, odbě ru krevního vzorku, R T G h rudn íku a rozhovor s pacientem. Na 

základě těch to získaných úda jů lékaři určili další léčebný postup. Kontrolní vyšet

ření bylo obvykle nap lánováno přibližně s t ř í až č tyřměsíčním odstupem. Během 

kontrolního vyšet ření pacienti podstoupili stejnou sadu tes tů . Výsledky kontrolního 

sn ímku plic byly použi ty k posouzení míry regrese pozánět l ivých změn plic. 
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Obr. 4.2: Schéma sběru datové množiny. 

4.2.2 Proces selekce pacientů 

Do studie byl i zařazeni pacienti, k teř í navštěvovali p o s t a k u t n í ambu lan tn í péci ve 

F N O L mezi 30. dubnem 2020 a 22. prosincem 2021. Celkem byla nasb í r ána kom

plexní data od 1 861 pacientů , u k terých bylo diagnost ikováno onemocnění C O V I D -

19. Vzhledem ke s tanovené výzkumné otázce někteř í pacienti nesplňovali kr i tér ia 

n u t n á pro zařazení do konečné skupiny. Ze vs tupn ího vzorku byl i vyloučeni t i , 

kteř í nevykazovali z n á m k y aku tn ího záně tu plic. Hlavním důvodem je skutečnost , 

že výskyt plieni fibrózy u těchto pac ien tů je ex t r émně nízký, proto se o nasazení K S 

obvykle neuvažuje. 

Dále byla lékaři posuzována p ř í tomnos t interst iciálního plicního postižení , a to na 

základě p ř í tomnos t i charakter is t ických znaků v H R C T snímku. V některých nejed

noznačných př ípadech byla provedena biopsie. Do další analýzy byly zařazeni pouze 

pacienti s j ednoznačně diagnost ikovaným poškozením plic v důsledku onemocnění 

C O V I D - 1 9 . N a základě s tanovených kritéri í bylo vyloučeno, z původn í množiny číta

jící 1 861 pac ientů , celkem 1 580 pacientů . Do končené analýzy byla zařazena pouze 

ma lá skupina pac ien tů zahrnujících ty, u k te rých byla zvažována léčba K S . Gra

fický přehled au tomat ického procesu selekce pac ien tů je přehledně vizualizován na 

obrázku 4.3. 
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Pacienti v post-covidové ambulantní péči 
30. 4. 2020 až 22. 12. 2021 

(n =1861) 

Vyřazeni: 

• 13 duplicitní záznamy 
• 5 neplatné záznamy 

Post-covidoví pacienti (n = 1843) 

f Vyřazeni: s 

• 992 bez COVID-19 Pneumonie 
• 567 nestanovené regresní skóre 

o 544 subjektivní 
o 23 radiologické 

• 3 chybějící dávka kortikosteroidú 

Post-covidoví pacienti zahrnuti do analýzy 
(n = 281) 

Bez kortikosteroidů 
(n = 186) 

S kortikosteroidy 
(n = 95) 

Obr. 4.3: Postup selekce pac ien tů s uveden ím informace o p ř í p a d n é m důvodu vylou

čení z finální kohorty. 

4.2.3 Demografické údaje a návyky 

Vzhledem k dokumentovanému r iz iku těžšího p r ů b ě h u onemocnění C O V I D - 1 9 u star

ších osob a jed inců s vyšším B M I [150] byly mezi sledované parametry zařazeny 

demografické údaje a tělesné parametry. Konkré tně se j edná o věk, pohlaví , tě lesnou 

výšku a hmotnost. Dalš ím z a h r n u t ý m parametrem je B M I , i když může být v někte

rých př ípadech zavádějící. Nicméně, dle [44] je vyšší B M I spojeno s vyšším rizikem 

post-covidového syndromu. Tabulka 4.1 poskytuje úp lný přehled všech sledovaných 

p a r a m e t r ů , včetně demografických úda jů a návyků . 

Výsledky detai lní analýzy distribuce a variability hodnot specifikovaných v ta

bulce 4.1 jsou zobrazeny ve formě grafů na obrázku 4.4. Klíčovou součást í t é to 

analýzy je zkoumání věkového rozložení podle pohlaví . Z datové analýzy vyplývá, že 

větš inu pac ien tů tvoř í muži s př ib l ižným p o m ě r e m 60 % mužů oproti 40 % ženám. 

U mužů je také z a z n a m e n á n vyšší p r ů m ě r n ý věk ve srovnání s p r ů m ě r n ý m věkem 

žen, a to o 0,9 roku. Toto zjištění je t aké p a t r n é z krabicového grafu, k t e rý ukazuje 

širší rozptyl ve věkovém rozložení žen. V analyzované kohor tě se vyskytuje jeden 
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pacient ve věku 30 let, což představuje značnou odchylku od typického věkového 

rozložení sledovaných pacientů . 

Ř á d k y označené a) až d) v obrázku 4.1 reprezentuj í rozložení a variabili tu tě

lesné výšky, váhy a B M I . Z analýzy vyplývá, že 15 pac ien tů t rp í morb idn í obezitou 

(obezita 3. s tupně ) , př ičemž je v t é t o skupině 10 žen a 5 mužů. P r ů m ě r n é hodnoty 

B M I se liší v závislosti na pohlaví . U žen dosahují p r ů m ě r u 31,68, za t ímco u mužů 

29,70. Zjištěný rozdíl v p růměrných hodno tách B M I je poměrně významný a může 

mít klíčový vl iv na proces zotavení se z nás ledků onemocnění . 

Dle p ředpok ladu histogram výšky ilustruje posunu t í rozložení výšky u žen smě

rem k nižším h o d n o t á m . Mezikvarti lové rozpět í se u žen pohybuje od 157 do 167 cm 

a u mužů od 171,25 do 179 cm. Naopak, rozdíl v rozložení váhy mezi pohlavími není 

tak výrazný, jak by se dalo očekávat . Mezikvarti lové rozpě t í vah u žen je od 73 do 

92 kg, za t ímco u mužů od 81,25 do 101 kg, což naznačuje menší variabili tu ve váze 

mezi pohlavími než ve výšce. 

V kontextu léčby pac ien tů s pl icním poškozením je zkoumán jejich vztah ke 

kouření. Z celkového p o č t u 281 pac ien tů se k ak t ivn ímu kouření přihlásilo pouze 11 

jedinců. Dominan tn í větš inu čítající 201 pac ien tů (71,15 %) tvoř í nekuřáci . Skupina 

složená z bývalých ku řáků čí tá 55 jedinců. N a vztah ke kouření neodpovědělo 14 

pacientů . 

Tab. 4.1: Demografické údaje a sledované návyky pac ien tů zahrnu tých do analýzy. 

Parametr Hodnoty 

Počet pacientů 281 
Pohlav í Muž i Ženy 

Počet pacientů 170 (60,50 %) 111 (39,50 %) 
Věk P r ů m ě r (SD) M e d i á n (IQR) Min . - Max. 

Roky 64,33 (11,08) 65 (58 - 72) 30 - 90 
Těl . parám. P r ů m ě r (SD) M e d i á n (IQR) Min . - Max. 

Váha [kg] 88,03 (15,71) 86 (77 - 97) 57 - 136 
Výška [cm] 169,97 (9,76) 171 (163 - 176) 145 - 198 
BMI 30,49 (4,96) 29,71 (26,88 - 32,89) 20,75 - 47,37 

Kouření Akt ivn í Ex-kuřák Nekuřák Neod. 

Počet pacientů 11 55 201 14 
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Obr. 4.4: Grafy získané ze základní analýzy distribuce a rozptylu hodnot sledova

ných p a r a m e t r ů . N a levé část i obrázku jsou umís těny histogramy ilustrující frekvenci 

výsky tu specifických hodnot, za t ímco pravá strana prezentuje krabicové diagramy, 

které poskytuj í ucelený pohled na rozptyl a med ián sledovaných hodnot. Řádek a) 

vizualizuje věkové rozložení pac ien tů podle pohlaví . N a d r u h é m ř á d k u b) je zob

razeno rozložení hodnot B M I . Řádek c) znázorňuje distribuci výšky pacientů . N a 

posledním ř ádku d) je uvedeno h m o t n o s t n í rozložení pac ien tů ve sledované kohortě . 
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4.2.4 Zdravotní údaje a faktory ovlivňující průběh rekonvalescence 

Průběh léčby a poškození plic 

Z 281 pac ien tů zahrnu tých do studie bylo 230 hospital izováno kvůli s t ředně těžkému 

až těžkému p r ů b ě h u aku tn í fáze onemocnění C O V I D - 1 9 . Z t é to skupiny pac ien tů 

podstoupilo oxygenoterapii celkem 185 pacientů , což představuje významný podíl . 

Exper imen tá ln í ant ivirot ický lék remdesivir byl aplikován 22 pac ien tům. Navíc bylo 

102 pac ien tů b ě h e m hospitalizace léčeno K S . 

Dalš ím statisticky v ý z n a m n ý m parametrem, k te rý může ovlivnit rozhodování 

o p r ů b ě h u další léčby, je hodnocení plicního poškození na základě obrazových sn ímků 

získaných pomocí H R C T . Interst iciální poškození plic bylo zaznamenáno u 51 paci

entů . Zánětl ivé změny byly zjištěny u 125 pacientů . Detai lní informace jsou uvedeny 

v tabulce 4.2 věnované léčbě b ě h e m aku tn í fáze onemocnění . 

Tab. 4.2: Terapie b ě h e m aku tn í i p o s t a k u t n í fáze onemocnění C O V I D - 1 9 se zhod

nocením poškození plic na základě H R C T snímků. 

Parametr Ano Ne 

Hospitalizace 230 (81,85 %) 51 (18,15 %) 

Oxygenoterapie 185 (65,83 %) 96 (34,17 %) 
Remdesivir 22 (7,83 %) 259 (92,17 %) 

Kortikosteroidy 

Během hospitalizace 102 (36,30 %) 179 (63,70 %) 
Post -cov idová léčba 95 (33,81 %) 186 (66,19 %) 

Jiná diagnostika 4 (1,42 %) 277 (98,58 %) 
HRCT - Poškození plic 

Intersticiální postižení 51 (18,15 %) 230 (81,85 %) 

Zánětlivé změny 125 (44,48 %) 156 (55,52 %) 

Přetrvávající symptomy 

Další kategorii úda jů v datové množině tvoř í přetrvávající symptomy, k teré pacienti 

pociťují i po t řech až čtyřech týdnech od aku tn í fáze onemocnění C O V I D - 1 9 . K o m 

pletní přehled těchto s y m p t o m ů je dos tupný v tabulce 4.3. Nejčastějším sympto

mem, o k te rém pacienti referují, je dusnost. Ta je z a z n a m e n a n á u 194 pacientů . 

Naopak četnost výsky tu os ta tn ích s y m p t o m ů je nižší. Poměrně často se také vysky

tuje přetrvávající kašel, k te rý je z a z n a m e n á n u 98 pacientů . Únavu jakož to dlouho

dobý symptom uvádí 80 pacientů . Za j ímavým zjištěním je rovněž poměrně vysoká 

frekvence gast rointes t inálních (Gastrointestinal Tract - GIT) p roblémů, k teré jsou 

hlášeny u 70 pacientů . 
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Tab. 4.3: Dlouhodobé symptomy pacientů . 

Parametr Ano Ne N / A 

Dusnost 194 (69,04 %) 86 (30,60 %) 1 (0,36 %) 
Kašel 98 (34,86 %) 182 (64,78 %) 1 (0,36 %) 
Únava 80 (28,47 %) 200 (71,17 %) 1 (0,36 %) 
Ztráta čichu 40 (14,23 %) 241 (85,77 %) 0 (0,00 %) 
GIT problémy 70 (24,91 %) 211 (75,09 %) 0 (0,00 %) 

Hladiny protilátek 

Mezi další klíčové sledované parametry v rámci studie p a t ř í kvan t i t a t ivn í a kvali

t a t i vn í hodnocen í pro t i lá tek imunoglobinů M (IgM) a imunoglobinů G (IgG) proti 

v i ru S A R S - C o V - 2 . Tyto údaje jsou podrobně sumarizovány v tabulce 4.4. Podle vý

zkumu [66] se koncentrace IgM prot i lá tek zvyšuje již v p rvn ím t ý d n u od nakažení , 

dosahuje svého maxima ve d r u h é m t ý d n u a nás ledně začne pos tupně klesat. Naopak 

pro t i l á tky IgG jsou b ě h e m prvn ího týdne obt ížně, či nejsou vůbec detekovatelné. 

Jejich úroveň ale zůs tává vysoká po dlouhou dobu, což ukazuje na dlouhodobější 

imuni tn í odpověď organismu na infekci. 

Podle studie [66] je u pacientů , k teř í jsou v kri t ickém stavu, pozorována vyšší 

hladina pro t i lá tek IgM a současně nižší hladina pro t i lá tek IgG ve srovnání s kontrolní 

skupinou. U pac ien tů s mírnějš ím p r ů b ě h e m onemocnění je naopak z a z n a m e n á n a 

vysoká hladina IgG a v čase se snižující hladina pro t i lá tek IgM. 

Tato zjištění ukazují , že úroveň pro t i lá tek m á značný dopad na p r ů b ě h aku tn í 

fáze onemocnění C O V I D - 1 9 . Z toho vyplývá, že hladiny pro t i lá tek by mohly h r á t 

v ý z n a m n o u roli t aké při identifikaci post-covidových pacientů , u k te rých by přínosy 

K T mohly převažovat nad potenciá ln ími riziky. 

Tab. 4.4: Výsledky labora to rn ího vyšet ření množs tv í pro t i lá tek typu IgG a IgM proti 

v i ru S A R S - C o V - 2 . 

Parametr Hodnoty 

Prot i lá tky kvalit. Poz i t ivn í N e g a t i v n í Neprk. nebo N / A 

IgM [BAU/ml] 225 (80,07 %) 49 (17,44 %) 7 (2,49 %) 
IgG [BAU/ml] 272 (96,80 %) 2 (0,71 %) 7 (2,49 %) 

Prot i lá tky kvantit. P r ů m ě r (SD) M e d i á n (IQR) Min . - Max. 
IgM [BAU/ml] 14,09 (25,15) 6,83 (2,00 - 14,15) 0,10 - 203,00 
IgG [BAU/ml] 236,58 (110,90) 231 (141 - 335) 3,80 - 400,00 

Analýza hladin pro t i lá tek IgM a IgG ukáza la významné rozdíly mezi jednotli

vými pacienty. Z histogramu 4.5-a) znázorňujícího distribuci hodnot IgM vyplývá, 
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Obr. 4.5: Grafy získané na základě analýzy distribuce a rozptylu hodnot IgG a IgM 

prot i lá tek. N a levé s t raně obrázku jsou umís těny histogramy, na pravé s t r aně se 

nacházejí krabicové diagramy. Řádek a) reprezentuje rozložení hodnoty IgM proti

látek. N a ř á d k u b) je zobrazeno rozložení hodnot IgG prot i lá tek. 

že nejvyšší počet výsky tů hodnot spadá do intervalu 0 až 15 B A U / m l . V da tové mno

žině se vyskytuje i ř a d a ex t rémních hodnot přesahujících 30 B A U / m l , což je p a t r n é 

z krabicového grafu a). P r ů m ě r n á hodnota IgM dosahuje 14,09 B A U / m l s vysokou 

s t a n d a r d n í odchylkou 25,15, což poukazuje na široký rozsah variability naměřených 

hodnot v rozsahu od 0,1 do 203 B A U / m l . Hodnoty IgG jsou dis t r ibuovány rovno

měrněji , s med i ánem 231 B A U / m l , viz histogram b). P r ů m ě r n á hodnota IgG je 

236,58 B A U / m l a s t a n d a r d n í odchylka 110,90 ukazuje na menší variabili tu mezi 

pacienty. Hodnoty IgG se pohybuj í v rozmezí od 3,8 do 400 B A U / m l . Je důležité 

poznamenat, že l abora torn í testy měly horn í limit detekce stanoven na 400 B A U / m l , 

což u velké část i pac ien tů vedlo k saturaci hodnot IgG. To může mí t v l iv na skuteč

nou distribuci hladin pro t i lá tek IgG. 

Komorbidity 

J e d n í m z dalších faktorů, k t e rý může ovlivnit schopnost spon tánn í regrese pozánět l i -

vých změn, je p ř í tomnos t komorbidit. T y jsou spojované i s rizikem vážného p r ů b ě h u 

C O V I D - 1 9 [150]. Komplexní přehled souběžných onemocnění poskytuje tabulka 4.5. 
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Oddelene sledované komorbidity (identifikovanými v las tn ím př íznakem) jsou: 

plieni embólie (PE), D M a ischemická choroba srdeční (ICHS). Vysoký podí l paci

entů , konkré tně 28,82 %, t rpě l D M . Výskyt P E a ICHS byl nižší, s prevalencí 6,05 % 

pro P E a 7,47 % pro I C H S . 

Mezi další onemocnění a poruchy, k teré se u pac ien tů zařazených do studie vy

skytují , p a t ř í cévní mozková př íhoda , h luboká žilní t rombóza , sarkoidóza, onkolo

gická onemocnění , chronická bronchi t ída , astma, chronická obš t rukční plieni nemoc 

a spánková apnoe. Vzhledem k tomu, že jednot l ivě tyto skupiny nebyly poče tně 

významné , došlo k jejich sloučení do jedné kategorie, k t e rá indikuje p ř í tomnos t ně

které z komorbidity. Celkem je některé z výše uvedených onemocnění identifikováno 

u 51 pacientů . Tabulka 4.5 dále obsahuje informace o p o č t u souběžných onemocnění , 

př ičemž pouze pě t pac ien tů t rpě lo t ř emi nebo více komorbiditami. 

Tab. 4.5: Přeh led komorbidit a jejich četnost i ve sledované datové množině . 

Parametr Parametry 

Komorbidita P E D M ICHS Ostatn í 

Počet pacientů 17 (6,05%) 81 (28.82%) 21 (7,47%) 51 (18,14%) 
S o u b ě h komorbidit 0 1 2 3 a v íce 

Počet pacientů 146 (51,95%) 105 (37,37%) 25 (8,90%) 5 (1,78%) 

4.2.5 Stanovení míry regrese 

Regresní skóre bylo určeno pneumology na základě porovnán í R T G snímků h rudn íku 

pořízených při v s t u p n í m a kont ro ln ím vyšetření . K hodnocení mí ry regrese je využí

vána deset ibodová škála, př ičemž skóre 10 indikuje komple tn í regresi pozánět l ivých 

změn, za t ímco 0 signalizuje absenci změny ve srovnání s výchozím stavem. Př ík lady 

hodnocení regresního skóre, zahrnující oba krajní př ípady, jsou vizualizovány na 

obrázku 4.7. 

Analýza radiologického a subjekt ivního regresního skóre ukázala , že hodnoty po

krývají celé spektrum stupnice s dominan tn í koncentrací mezi 8 a 10 body, jak je 

i lustrováno na obrázku 4.6. Tento nález poukazuje na signifikantní zlepšení zdravot

ního stavu většiny pacientů . 

Přes tože bylo rozložení obou t y p ů skóre velmi podobné , tak u t éměř 40 % pa

cientů byl z a z n a m e n á n rozdíl mezi radiologickým a subjekt ivním skóre o t ř i a více 

bodů . Rozdíly přesahující sedm bodů , což předs tavuje výraznou odchylku mezi paci

en tovým v n í m á n í m zdravotn ího stavu a objekt ivními radiologickými zjištěními, byly 

identifikovány u 11,03 % pacientů . Záporné hodnoty tohoto rozdílu indikují situace, 
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ve k te rých pacient subjekt ivně hodno t í svůj zdravotn í stav lépe, než vyplývá z od

borné analýzy R T G snímku. Kladné skóre vyjadřuje opačný stav. P r ů m ě r n ý rozdíl 

mezi subjekt ivním a objekt ivním hodnocen ím regrese činí -0,51 bodu. 

a) 

• • 
• • • 

10 

• • • 
10 0 1 2 3 4 5 6 7 8 

Radiologické regresní skóre 
10 
• l 

b) Subjektivní regresní skóre 

-5 -4 -3 -2 -1 0 1 2 3 4 5 6 7 

Rozdíl radiologického a subjektivního regresního skóre 

-7 - 6 - 5 -4 - 3 - 2 -1 0 1 2 3 4 5 6 7 8 9 10 

Rozdíl radiologického a subjektivního regresního skóre 

Obr. 4.6: Distribuce radiologické a subjekt ivní míry regrese - řádek a). Řádek b) 

reprezentuje distribuci rozdílu obou t y p ů regresního skóre. Kladné hodnoty značí 

vyšší hodnotu objekt ivního skóre v porovnán í se subjekt ivním. 

Rozdělení pacientů do skupin dle doporučení, nebo nedoporučení léčby 

Objekt ivní regresní skóre pozánět l ivých změn slouží jako rozhodující ukazatel pro 

určení, zda se zdravotn í stav pacienta zlepšil. Pacienti, s regresním skóre nižším než 

sedm, jsou kategorizováni jako t i , u nichž nedošlo k výrazné regresi pozánět l ivých 

změn. Toto kr i t é r ium slouží k rozdělení pac ien tů do dvou skupin: první skupina (n = 

135) zahrnuje pacienty, j imž jsou K S doporučeny, za t ímco d ruhé skupině (n = 146) 

K S doporučeny nejsou. 

Do prvn í skupiny jsou řazeni pacienti, u k terých byla po nasazení K S pozorována 

vý razná regrese pozánět l ivých změn, společně s pacienty, j imž K S nebyly nasazeny, 

a u nichž nedošlo ke spon tánn í regresi. D r u h á skupina obsahuje pacienty bez výrazné 

léčebné odpovědi na K S , a ty, u nichž došlo k regresi pozánět l ivých změn i bez 

nasazení K S . 
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Obr. 4.7: (A) Rentgenový snímek h rudn íku 491eté ženy na začá tku aku tn í fáze one

mocnění C O V I D - 1 9 ukazuje obous t r anné plicní infiltráty, dominan tně na periferii 

obou plic. (B) Kontrolní rentgenový snímek plic stejné pacientky pořízený přibližně 

po t řech měsících - změny jsou min imáln í a je stanoveno regresní skóre 0. (C) 

Rentgenový snímek h rudn íku 611etého muže na začá tku aku tn í fáze C O V I D - 1 9 . (D) 

Kontrolní snímek plic - komple tn í regrese, skóre regrese 10. 
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4.2.6 Korelační analýza 

Převážná část korelačních koeficientů se pohybuje v blízkosti nuly, což naznačuje sla

bou, p ř ípadně žádnou korelaci ve vztahu k doporučení , či nedoporučení nasazení K S , 

viz obrázek 4.8. V následujícím textu je zavedena konvence označování p a r a m e t r ů : 

parametry spojené s k revn ím obrazem jsou označeny p ředponou K O , parametry 

související s k revním sérem p ředponou S _ a parametry vyšet ření krevní srážlivosti 

p ředponou P _ . V př ípadě spirometr ických p a r a m e t r ů značí p ř ípona _ S B š t a n d a r t n í 

metodu v ý p o č t u měřeného parametru. Dále je u p a r a m e t r ů spojených se spirome-

tr i í v závorce za jejich názvem uvedeno, zda se j edná o absolu tn í hodnotu (abs) 

nebo rela t ivní hodnotu ( % p ř d p ) . Ta udává porovnán í naměřené hodnoty s normou 

vzhledem k pohlaví , věku, výšce a hmotnosti. 

Kladné korelační koeficienty > 0,1 (dále označované jako re la t ivně silné) jsou 

uvedeny v závorce za názvem parametru. Tyto koeficienty jsou zaznamenány u pě t i 

př íznaků: K S (0,22), K S - dávka (0,24), K S - délka (0,17), K S - celkem (0,17) a šíře 

distribuce erytrocytu (Red cell Distribution Width - RDW) (0,11). Nejsilnější kore

lace tedy vykazují p ř íznaky spojené s p r ů b ě h e m K T , neboť do j is té míry reflektují 

zdravotn í stav pacienta, k te rý léčbu dle odborného názoru vyžadoval . Dalš ím para

metrem s re la t ivně silnou korelací je K O R D W . 

Naopak negat ivní korelační hodnoty < —0,1 (dále označované jako re la t ivně 

silné) jsou zaznamenány u šesti př íznaků, př ičemž d louhodobá z t r á t a čichu (—0,15) 

často naznačovala nedoporučení K T , což mohlo být důs ledkem samovolné regrese 

s y m p t o m ů nebo nedos ta tečné efektivity K S u těchto pacientů . Dále byly negat ivní 

korelace zjištěny u p a r a m e t r ů získaných z funkčního vyšet ření plic: vi tá lní kapa

cita (Vital Capacity - VC) v abs. hodno tě (—0,10), usilovný exspirační objem za 1 

sekudnu (Forced Expiratory Volume in one second - FEVÍ) v abs. hodno tě (—0,10), 

usilovná vi tá lní kapacita (Forced Vital Capacity - FVC) v abs. hodno tě (—0,10), al

veolárni objem (Alveolar Volume - VA) v abs. h o d n o t ě (—0,11). Rela t ivně silná 

negat ivní korelace je pozorována i u př íznaku indikujícího počet m o n o c y t ů (Mo) 

v krv i (—0,10). Pro nalezení komplexních vzájemných vz tahů mezi sledovanými pří

znaky bude nu tné použí t A I algoritmy popsané v sekci 4.3. Úp lná korelační teplo tn í 

mapa ve vektorovém formátu je d o s t u p n á v příloze A . 
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Obr. 4.8: Teplotní mapa korelačních koeficientů mezi př íznakem doporučení K S 

a os ta tn ími sledovanými příznaky. 

4.3 Přehled použitých algoritmů 

Vzhledem k p a r a m e t r ů m zkoumané datové množiny, specifikům výzkumné o tázky 

a na základě důk ladné rešerše úspěšného up la tněn í a lgor i tmů M L při analýze medi

cínských dat, byla v y b r á n a ř a d a a lgor i tmů, u k terých existuje p ředpoklad úspěšného 

rozlišení pac ien tů benefitujících z K T . Přes tože h luboké N N jsou známé svou schop

nost í efektivně zpracovávat rozsáhlá a komplexní data, jejich up la tněn í je v tomto 

př ípadě omezené. D ů v o d e m je nejen nedos t a t ečná velikost datové sady, ale t aké 

požadavek na snadnou interpretovatelnost v ý s t u p ů modelů . Proto jsou upřednos t 

něny klasické M L algoritmy, mezi k te ré pa t ř í např ík lad S V M , L R , D T a gradientní 

stromy. Všechny použi té algoritmy jsou popsány v podsekci 1.2.1. T y nabízejí při 

řešení podobných úkolů na p o d o b n ě velkých da tových množinách dostačující přes

nost. Některé modely jsou navíc snadno interpretovatelné, což by lékařům umožnilo 

je efektivně využívat jako p o d p ů r n ý nás t ro j při rozhodování a plánování léčby paci

en tů s pos t -covidovým syndromem. 
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Součást í t rénovacího procesu je i optimalizace h y p e r p a r a m e t r ů vybraných al

gor i tmů. Pro nalezení jejich opt imálních hodnot je použ i t a metoda RandomSearch 

implementovaná pomocí knihovny scikit-learn. Komple tn í přehled opt imal izovaných 

h y p e r p a r a m e t r ů , včetně jejich rozsahů, je k dispozici v tabulce 4.6. 

Tab. 4.6: Přeh led h y p e r p a r a m e t r ů jednot l ivých a lgor i tmů a prohledávané rozsahy 

jejich hodnot při optimalizaci. 

Algoritmy Parametry - název není lokalizován 

RF n estimators: 1-79, max features: 1-19, max depth: 2-11, cri
terion: gini/entropy 

LR C: 0-60 (600 hodnot - krok 0,1), solver: newton-cg/newton-
cholesky/lbfgs/liblinear / sag / saga 

DT max features: auto/sqrt/log2, max depth: 2-14, criterion: gi
ni/entropy, min samples leaf: 1-19 

MLP solver: lbfgs/sgd/adam, activation: identity/logistic/ta-
nh/relu, learning rate: constant/invscaling/adaptive, lear
ning rate init: 0-0.1 (50 hodnot - krok 0,002), hid
den layer sizes: 2-399, max iter: 2-149 

Ä-NN n neighbors: 2-29, weights: uniform/distance, leaf size: 2-59, 
algorithm: auto/ball_tree/kd_tree/brute 

s v c C: 0-10 (100 hodnot - krok 0,1), kernel: poly/rbf/sigmoid/precom-

puted 
AB algorithm: SAMME/SAMME.R, learning_rate: 0-0.1 (50 hodnot 

- krok 0,002), n estimators: 1-99 

XGB max depth: 2-14, eta: 0-0.1 (10 hodnot - krok 0,01), gamma: 0-
10 (10 hodnot - krok 1), num leaves: 1-39, reg lambda: 0-9, 
scale pos weight: 0-4, subsample: 0-1 (5 hodnot - krok 0,2), 
colsample bytree: 0-1 (5 hodnot - krok 0,2) 

L G B M learning rate: 0-0.1 (20 hodnot - krok 0,005), num leaves: 1-59, 
max depth: 2-14, n estimators: 1-99, min split gain: 0-1 (50 
hodnot - krok 0,02) 
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4.3.1 Hodnotící metriky 

Metr iky umožňují nejen kvan t i t a t ivn í hodnocení modelů , ale t aké usnadňuj í jejich 

vzájemné srovnání a identifikování potencionálních problémů, mezi k te ré se řadí 

pře t rénování , či nedot rénování [69]. Z hlediska povahy výzkumu bylo nu tné vyu

žít několik metrik popisujících výkonnost modelu v urči tých směrech. Terminologie 

použ i tá při v ý p o č t u těchto metrik zahrnuje: 7V Tp (True Positive) - správně klasi

fikované pozi t ivní př ípady, TVTN (True Negative) - správně klasifikované negat ivní 

př ípady, Npp (Falše Positive) - nesprávně klasifikované pozi t ivní př ípady, a NFN 

(Falše Negative) - nesprávně klasifikované negat ivní př ípady. 

Přesnost 

Jednou z nej intuit ivnějších metrik pro měření výkonnost i modelu je přesnost , k te rá 

udává poměr správně klasifikovaných p ř ípadů k celkovému p o č t u zpracovaných da

tových vzorků. Přes tože tato metrika poskytuje rychlý přehled o účinnost i modelu, 

nemusí vždy adekvá tně popisovat jeho kvalitu. To je zvláště p a t r n é v situacích, 

kdy je nerovnoměrné zas toupen í jednot l ivých klasifikačních t ř íd nebo když metrika 

nebere v úvahu různé typy chyb. 

M p ř e s n o s t = 7V Tp + A / T N + nZ + W F N ( 4 ' 1 } 

Senzitivita 

Citlivost modelu označuje jeho schopnost správně identifikovat pozi t ivní datové 

vzorky. Je definována jako poměr správně identifikovaných pozi t ivních vzorků ke 

všem skutečně pozi t ivn ím vzorkům. Tato metrika je zvláště důleži tá v aplikacích, 

kde je prioritou zachytit co největší množs tv í pozi t ivních p ř ípadů , jako je např ík lad 

v medicíně, kde přeh lédnut í pozi t ivního p ř ípadu může mí t vážné důsledky. Hlavní 

nevýhodou citlivosti je, že nezohledňuje falešně pozi t ivní př ípady. 

^Senzit ivi ta = . 77 (4-2) 
i V p p + i V p N 

Specifita 

Specifita modelu označuje jeho schopnost správně identifikovat negat ivní datové 

vzorky. Tato metrika je zásadní pro minimalizaci p o č t u falešně pozi t ivních př ípadů , 

což je důležité v aplikacích, kde může být řešení falešně pozi t ivních nálezů složité 
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nebo nákladné . Specifita tak p o m á h á zajistit, že model nejenže efektivně identifikuje 

negat ivní př ípady, ale t aké minimalizuje chyby typu falešně pozi t ivní , což je klíčové 

pro jeho spolehlivé využi t í v praxi. 

Mspecifita = "TJ ™ , r (4.3) 

Vyvážená přesnost 

Vyvážená přesnost poskytuje ucelený pohled na výkonnost modelu v př ípadě , že 

použ i tá da tová množ ina neobsahuje rovnoměrné rozdělení vzorků v jednot l ivých 

t ř ídách. Met r ika je vypoč t ena jako ar i tmet ický p růměr senzitivity a specifity. 

1 / A T T N 7 V T P \ 
iWpřesnost-vyváž. " 2 ^ + N p p + ^ + ^ ) ^.4) 

Preciznost 

Preciznost udává kvali tu pozi t ivních predikcí modelu. Definuje se jako poměr správně 

identifikovaných pozi t ivních vzorků k celkovému p o č t u vzorků, k teré model klasi

fikoval jako pozit ivní . Tato metrika je důleži tá pro hodnocen í kvality pozi t ivních 

predikcí modelu. Avšak její použi t í může být problemat ické v p ř ípadě nevyvážených 

da tových množin , kde by mohlo docházet ke zkreslení vn ímán í výkonnost i modelu. 

Další nevýhodou je, že preciznost nebere v úvahu falešně negat ivní př ípady, což 

může omezit její uži tečnost při komplexním hodnocení modelu. 

TVTP 
-^Preciznost = "TT , 77 (4-5) 

ÍVTP + iVpp 

F l skóre 

F l skóre poskytuje vyvážený pohled na výkonnost modelu t ím, že zohledňuje jak 

preciznost, tak senzitivitu. Skóre je definováno jako harmonický p růměr těch to dvou 

metrik, čímž umožňuje efektivní hodnocení modelů , ze jména těch t rénovaných na 

nevyvážených datech. F l skóre je proto vhodné pro př ípady, kdy je požadováno 

op t imáln í vyvážení mezi schopnost í modelu správně identifikovat pozi t ivní p ř ípady 

a schopnost í minimalizovat falešně pozi t ivní predikce. Tato metrika není v h o d n á při 

hodnocení výkonnost i modelu v p ř ípadě specifických aplikací, ve k te rých může být 

preferováno maximalizovat jednu ze složek na úkor druhé . F l skóre rovněž nezohled-

ňuje specifitu. 

,r _ 2 x M p r e c i z n o s t x M g e n z i t i v i t a TVTP í A c\ 
VWFl-skóre - . , _ . ; , ; ; ; - M__ • 1 (M__ • M , (4. b j 

^Preciznost + ^Senzit iv i ta ^ T P + \ ( ^ F P + - ^ F N ) 
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ROC-AUC 

Provozní charakteristika při j ímače (Receiver Operating Characteristic - ROC) je 

grafickým vyjádřením schopnosti b inárn ího klasifikátoru rozlišovat mezi t ř ídami při 

různých úrovních rozhodovacího prahu. Osa x zobrazuje podí l falešně pozi t ivních 

p ř ípadů (1 — Mspecifita) a osa y senzitivitu. Kř ivka je pak tvořena spojením bodů . 

které předs tavuj í un iká tn í rozhodovací prahové hodnoty klasifikátoru, k teré mohou 

být určeny jako un iká tn í hodnoty výsledků predikce na testovací datové množině . Se 

zvyšováním prahové hodnoty dochází ke snižování p o č t u falešně pozi t ivních př ípadů , 

avšak současně se snižuje i senzitivita, a naopak. Po konstrukci R O C křivky je možné 

určit metriku A U C , k te rá odpovídá ploše pod křivkou. V př ípadě vyvážené datové 

množiny hodnota A U C = 0,5 reprezentuje n á h o d n ý klasifikátor. V rozmezí od 0,7 do 

0,8 je úroveň klasifikátoru považována za př i ja te lnou. P ř i hodno tách mezi 0,8 a 0,9 

lze klasifikátor považovat za vynikající, a při vyšších hodno tách za excelentní [95]. 

4.4 Metodika výběru významných příznaků 

Hlavním důvodem výbě ru statisticky významných př íznaků, k te ré budou použi ty 

k na t rénování finálních mode lů strojového učení, je jejich re la t ivně velký poměr 

k celkovému množs tv í vzorků v datové množině . Obecně lze říci, že čím větší tento 

poměr je, t í m hrozí větší riziko pře t rénování M L mode lů a nás ledná z t r á t a schopnosti 

generalizace naučených vzorů [136]. Pro minimalizaci tohoto r iz ika bylo př i s toupeno 

k výbě ru př íznaků, a to pomocí metody S H A P a fc-Best popsaných v podsekcích 1.1.4 

a 1.2.3. Dále se na procesu výbě ru významných p a r a m e t r ů podíleli v rámci společ

ného výzkumu lékaři z K l i n i k y plicních nemocí a tuberku lózy při F N O L . Díky tomu 

byly vyb rány příznaky, k te ré mají nejen zásadní v l iv na výslednou predikci, ale 

i z odborného hlediska disponují vysokou vypovídající hodnotu. 

Výběr příznaků pomocí SHAP 

Jak je uvedeno v podsekci 1.1.3, tak metoda S H A P p r imárně cílí na umožnění vysvět-

litelnosti na t rénovaných A I modelů . Nicméně, může být t aké použ i t a jako nás t ro j pro 

výběr statisticky významných př íznaků [96]. Zat ímco základní princip zůs tává ne

měnný, postup aplikace t é t o metody v kontextu výběru p ř íznaků se od jejího využit í 

pro získání vysvětl i telnost i modelů liší. Celý proces je vizualizován na obrázku 4.9 

a sk ládá se z několika klíčových fází. Nejprve je na t rénován základní predikt ivní 

model na t rénovací datové množině čítající 224 vzorků. Po té je modelem získána 

predikce všech da tových vzorků z testovací množiny, k t e rá obsahuje 57 da tových 

vzorků. V t é t o fázi jsou stále do analýzy zahrnuty všechny př íznaky (celkem 77 / 

80 / 119 dle typu experimentu). Cílem je urči t jejich vl iv na predikční schopnost 
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modelu. Konečnou fázi je výpočet S H A P hodnot všech př íznaků a určení dvaceti 

z nich, k teré dosahují nejvyšších absolutních hodnot. 

Obr. 4.9: Proces výběru statisticky významných př íznaků pomocí metody S H A P . 

4.5 Predikce na základě anamnézy a spirometrie 

Experiment si klade za cíl ověřit , zda mohou být vybrané algoritmy, viz sekce 4.3, 

použi ty pro predikci vhodnosti K T u pac ien tů trpících post -covidovým syndro

mem. Modely jsou t rénovány na datové množině , k t e rá je omezena na data zís

kaná z anamnézy pac ien tů a z funkčního vyšet ření plic. Experiment zahrnuje rovněž 

proces výběru významných př íznaků a optimalizaci h y p e r p a r a m e t r ů . 

4.5.1 Výběr významných parametrů 

Nízký p o m ě r mezi p o č t e m datových vzorků a p o č t e m p a r a m e t r ů může vést k pře t ré 

nování modelů , viz sekce 4.4. Za účelem minimalizace tohoto r iz ika je p řed spuš těn ím 

t rénovacího procesu a lgor i tmů proveden výběr významných p a r a m e t r ů . Z původ

ních 80 p a r a m e t r ů , spojených s anamnézou pacienta a funkčním vyše t řen ím plic, 

je vyb ráno dvacet z nich. Pr ior i tou je zachování relevantních p a r a m e t r ů obsahují

cích nejvíce informací, k te ré umožní predikovat vhodnost K T , tj. K S jsou, či nejsou 

doporučeny. K identifikaci t ěch to významných p a r a m e t r ů je použ i t a kombinovaná 

metoda zahrnující technické př í s tupy S H A P a fc-Best, doplněná o výběr založený 

na odborné lékařské znalosti. Tento p ř í s tup umožňuje zachování p a r a m e t r ů , k teré 

jsou z medicínského pohledu relevantní . Komple tn í přehled vybraných p a r a m e t r ů je 

uveden na obrázku 4.10. Vybrané parametry jsou rozděleny dle způsobu výbě ru do 

čtyř skupin. 
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Obr. 4.10: Přeh led významných p a r a m e t r ů a množ ina z nich vybraných použ i t á pro 

t rénování modelů , S H A P - D T . 

Odborný výběr 

P r v n í skupina zahrnu tých p a r a m e t r ů je v y b r á n a na základě odborné lékařské zna

losti a zahrnuje hodnoty udávající, zda pacient t rp í přetrvávaj ícím kaš lem a dus
ností . Dalš ím parametrem je post-covidové post ižení , k teré odráž í rozsah pozánět l i -

vých změn plicní t káně v důsledku onemocnění C O V I D - 1 9 . P ř i větš ím rozsahu jsou 

změny viditelné již na R T G snímcích. Naopak méně závažné s tupně post ižení jsou 

odhal i te lné až na základě sn ímků pořízených pomocí H R C T . Ze spirometr ického 

měření je v y b r á n parametr korigované D L C O (DLCO corrected - DLCOc) v abs. 

hodno tě a F V C ( % p ř d p ) . Deta i ln í popis a v ý z n a m spirometr ických p a r a m e t r ů pře

sahuje rozsah t é to práce . Jejich p o d r o b n ý popis lze nají t v odborné l i te ra tuře , např . 

v [29]. 

Parametry získané pomocí /ř-Best 

D r u h á skupina je výbě rem z 24 p a r a m e t r ů , k te ré byly získány pomocí metody A;-Best 

a vyznačují se nej výraznějšími rozdíly ve skupinových průměrech , viz podsekce 1.1.3. 

Tř i z vybraných p a r a m e t r ů jsou spojeny s p r ů b ě h e m léčby pacienta: nasazení K S , 

jejich kumula t ivn í dávka a délka léčby. Tyto parametry nepř ímo reflektují zdravotní 

stav pacientů , neboť K S jsou obvykle spojeny se závažnějším stavem. Dále byl vy-
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b r á n parametr reportující , zda pacient t rp í z t r á tou čichu. Jeho významnos t plyne 

i z výsledků korelační analýzy. Přes tože m á nízký korelační koeficient (—0,15), může 

být tato hodnota prezentována jako re la t ivně vysoká, a to ve srovnání s hodnotami 

korelačních koeficientů většiny os ta tn ích p a r a m e t r ů , k teré se pohybuj í velmi blízko 

nule. Dále byly vybrány parametry spojené s funkčním vyše t řen ím plic: VS(abs), 

F E V l ( a b s ) , max imáln í výdechový proud vzduchu (Peak Expiratory Flow - PEF) 

v rel. hodno tě . Tře t í skupina zahrnuje p růn ik výsledků metod fc-Best a S H A P . Mez i 

ně pa t ř í dávkování K S , a max imá ln í výdechový p r ů t o k (Maximal Expiratory Flow 

- MEF) na 75% úrovni F V C v rel. h o d n o t ě a to tá ln í plicní kapacita (Total Lung 

Capacity - TLC) v abs. hodno tě . 

Parametry získané pomocí SHAP 

Grafická vizualizace procesu výběru významných p a r a m e t r ů pomocí metody S H A P 

je na obrázku 4.9 a pod robně byla p o p s á n a v téže sekci. Vyhodnocení významu 

př íznaků pomocí hodnot S H A P je závislé na použ i t ém modelu. Experiment se také 

zaměřuje na to, jak rozdílné S H A P hodnoty získané pomocí D T nebo R F mode lů 

ovlivní konečný výběr p a r a m e t r ů a nás ledně přesnost na t rénovaných modelů . Z vý

sledků vyplývá, že modely, k te ré byly na t rénovány na parametrech vybraných po

mocí S H A P hodnot získaných z D T modelu, dosahovaly vyšší přesnost i . V textu 

jsou tyto výsledky dále označovány jako S H A P - D T , respektive S H A P - R F v př ípadě 

použi t í R F modelu pro identifikaci významných p a r a m e t r ů . Z uvedeného důvodu 

jsou t ak t éž podrobněj i d iskutovány právě výsledky na základě S H A P - D T . 

N a obrázku 4.11 je prezentována vizualizace p růměrných S H A P - D T hodnot, 

které ukazují mí ru př í spěvku jednot l ivých př íznaků k výsledné predikci. Z grafu 

je p a t r n é , že největší p r ů m ě r n ý v ý z n a m m á dávkování K S . Podobně jako os t a tn í pa

rametry spojené s K T , i tento parametr nese nepř ímé informace o zdravo tn ím stavu 

pacienta. Dalš ím v ý z n a m n ý m parametrem je kvan t i t a t ivn í vyjádření hladiny IgM 

prot i lá tek v krv i , viz podsekce 4.2.4. Poměrně velká významnos t je zjištěna i u pa

r a m e t r ů získaných z funkčního vyšet ření plic, a to konkré tně : exspirační rezervní 

objem (Expiratory Reservě Volume - ERV) v rel. hodno tě , funkční reziduálni ka

pacita (Functional Residual Capacity - FRC) změřena pomocí pletysmografu v rel. 

hodno tě a koeficinet difúze pro oxid uhe lna tý (CO transfer coefficient - KCO) v abs. 

hodno tě . Je n u t n é poznamenat, že zmíněné hodnoty jsou získány na základě analýzy 

57 da tových vzorků. Jejich skutečná variabilita se proto může lišit a p r ů m ě r n ý abso

lu tn í v ý z n a m pro predikci může být t aké jiný. Proto nelze s t r ik tně stanovit hranici, 

pod kterou parametry již nebudou b rány v úvahu pro zařazení do konečné mno

žiny. T a v př ípadě S H A P - D T obsahuje kvan t i t a t ivn í úroveň IgM, K C O SB(abs), 

inspirační kapacita (INspiratory Volume - VIN) v rel. h o d n o t ě a M E F 5 0 (abs). P ř i 
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výběru p a r a m e t r ů na základě S H A P - R F analýzy, viz B .3 , jsou mís to K C O SB(abs) 

a V I N SB( % přdp) zařazeny do konečné množiny parametry PEF(abs) a F V C ( 

% p ř d p ) , viz obrázek B.2. 
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Obr. 4.11: V l i v p a r a m e t r ů na výslednou predikci vyjádřený pomocí p růměrných 

S H A P - D T hodnot. 

Graf S H A P - D T hodnot 4.12 poskytuje p o d r o b n ý pohled na to, jak různé para

metry ovlivňují predikci doporučení nasazení K S , a to na základě jejich specifických 

hodnot. J edn ím z p ředpokládaných zjištění je, že vyšší dávky podávaných K S mají 

pozi t ivní vztah k predikci doporučení nasazení K S , což může odráže t pozi t ivní vý

sledky léčby těch to pacientů . Graf t aké naznačuje , že zvýšené hodnoty p a r a m e t r ů 

E R V ( % p řdp ) , F R C p l ( % přdp) a poměru residuálního objemu (Residual Volume 

- RV) k T L C mají spíše negat ivní v l iv na doporučení nasazení K S . To by mohlo 
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signalizovat, že vyšší hodnoty těchto spirometr ických p a r a m e t r ů mohou být spo

jeny s lepším zdravo tn ím stavem pacienta nebo menší p o t ř e b o u léčby pomocí K S . 

Analýza v l ivu p a r a m e t r ů na doporučení K S u výsledků S H A P - R F je k dispozici na 

obrázku B.4. 
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Obr. 4.12: Graf reprezentující v l iv hodnot p a r a m e t r ů na doporučení nasazení K S , 

S H A P - D T . 

4.5.2 Trénovací proces 

Datová množina je rozdělena na t rénovací a testovací podmnož inu v p o m ě r u 80 % 

ku 20 %, což odpovídá 224 t rénovacím a 57 tes tovacím d a t o v ý m vzorkům. Množiny 

jsou na sobě zcela nezávislé, čímž je za ručena objektivnost hodnocení modelů . Na 
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základě v ý s t u p u metody kombinovaného výběru p a r a m e t r ů jsou z da tových vzorků 

vyřazeny irelevantní parametry. Př i t rénování je použ i t a křížová validace (k — 5). 

Ta umožňuje efektivní využi t í da tových vzorků, což je výhodné zejména v př ípadech 

práce s poče tně omezenou datovou množinou. 

Celkem je ověřována výkonnost devít i vybraných algori tmů, k te ré se jeví jako 

vhodné pro řešení dané problematiky. Součást í t rénovacího procesu je t aké optima

lizace h y p e r p a r a m e t r ů . Jejich seznam a definice rozsahů pro jednot l ivé algoritmy je 

uveden v tabulce 4.6. Je zvolen p ř í s tup n á h o d n é h o prohledávání , k te rý z definova

ných rozsahů vybí rá n á h o d n o u kombinaci hodnot h y p e r p a r a m e t r ů . Riz ikem p ř í s tupu 

je nenalezení op t imáln ího řešení, n icméně ve srovnání se sys témovým prohledáváním 

celého stavového prostoru se j e d n á o efektivnější p ř í s tup . Počet i terací náhodného 

prohledávání je stanoven na 250. 

4.5.3 Zhodnocení výsledků 

Výkonnost modelů je hodnocena pomocí metrik, k teré jsou podrobně popsány v pod-

sekci 4.3.1. Přeh ledné srovnání dosažených výsledů finálních modelů na testovací 

množině je uvedeno v tabulce 4.7. Z ní vyplývá, že se žádný z modelů nepřibližuje 

k 70% přesnost i . Nejlepších výsledků, a to v rámci všech metrik, dosahuje fc-NN 

model. Zároveň se jako jediný přibližuje spodní hranici M A U C = 0,7 udávající při

jatelnou klasifikační úroveň modelu. D T model, k t e rý je v oblasti medicíny ceněný 

díky své snadné interpretovatelnosti, dosahuje výsledků srovnatelných s n á h o d n ý m 

klasifikátorem. Hodnoty jeho metrik se pohybuj í v rozmezí od 0,51 do 0,56. 

Vyvážená klasifikační úspěšnost převyšující 60% hranici je z a z n a m e n á n a u X G B 

a M L P modelu. Oba uvedené modely přesahují hodnotu 0,60 u většiny sledovaných 

metrik s výj imkou F l - skóre a senzitivity. Ačkoliv se stále j e d n á o nízké hodnoty, 

mají tyto modely potenciá l poskytnout uspokojující výsledky v následujících expe

rimentech. 

Přeh led výkonnost i finálních modelů na t rénovaných na základě výběru parame

t r ů pomocí S H A P - R F je uveden v tabulce 4.8. Ve většině metrik, k romě M A U C ; 

dosahuje nejlepších výsledků R F model. N a základě porovnán í nejlepších mode lů 

z obou sad výsledků vyplývá, že fc-NN z S H A P - D T sady dosahuje o 1,85 % vyšší 

vyvážené úspěšnost i než model R F z S H A P - R F sady. I přes to, že model L G B M 

převyšuje spodní hranici M A U C — 0,7 stanovující př i ja te lnou rozlišovací schopnost 

klasifikátoru, tak dle hodnocení os ta tn ích metrik dosahuje spíše p o d p r ů m ě r n ý c h vý

sledků. 

Grafické znázornění R O C křivek na obrázku B . l , respektive na obrázku B.6 v pří

padě S H A P - R F , poskytuje komplexní pohled na změnu p o m ě r u mezi senzitivitou 

a podí lem falešně pozi t ivních p ř ípadů u na t rénovaných mode lů v závislosti na změně 
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rozhodovacího prahu. Prezentované výsledky dokazují, že lze na základě význam

ných p a r a m e t r ů z anamnézy pacienta a funkčního vyšet ření plic pomocí A I mode lů 

predikovat vhodnost nasazení K S , ale pouze s přesnost í , k t e rá není dostačující pro 

použi t í v klinické praxi. 

Tab. 4.7: Přeh led výkonnost i mode lů na testovací datové množině , S H A P - D T . 

Model -^Přesnost -^Přesnost-vy váž. M A U C -^Fl-skóre -̂ Preciznost -̂ Senzitivita 

R F 0,5965 0,5926 0,6704 0,5490 0,5833 0,5185 

L R 0,5263 0,5167 0,6173 0,4000 0,5000 0,3333 
DT 0,5439 0,5444 0,5531 0,5357 0,5172 0,5556 
M L P 0,6140 0,6111 0,6383 0,5769 0,6000 0,5556 

Ä-NN 0,6491 0,6463 0,6938 0,6154 0,6400 0,5926 
s v c 0,5614 0,5537 0,6654 0,4681 0,5500 0,4074 

A B 0,5789 0,5759 0,5840 0,5385 0,5600 0,5185 

X G B 0,6140 0,6111 0,6481 0,5769 0,6000 0,5556 
L G B M 0,5439 0,5352 0,6679 0,4348 0,5263 0,3704 

Tab. 4.8: Přeh led výkonnost i mode lů na testovací datové množině , S H A P - R F . 

Model -^Přesnost -^Přesnost-vy váž. M A U C -Mpi.skóre -Mp r e ci z n o st -Mgenzitivita 

R F 0,6316 0,6278 0,6864 0,5882 0,6250 0,5556 
L R 0,5263 0,5167 0,6210 0,4000 0,5000 0,3333 
DT 0,5263 0,5278 0,5395 0,5263 0,5 0,5556 

M L P 0,5614 0,5574 0,6370 0,5098 0,5417 0,4815 

Ä-NN 0,6140 0,6111 0,6988 0,5769 0,6000 0,5556 

SVC 0,5614 0,5537 0,6667 0,4681 0,5500 0,4074 

A B 0,5789 0,5759 0,5840 0,5385 0,5600 0,5185 
X G B 0,6140 0,6093 0,6383 0,5600 0,6087 0,5185 

L G B M 0,5789 0,5741 0,7049 0,5200 0,5652 0,4815 

Nulová hypo téza H 0 reprezentuje doporučení nasazení K S . Z matice záměn na 

obrázku 4.13 po té vyplývá, že u modelu fc-NN, k te rý dosáhl nejlepších výsledků, 

převažovala chyba prvn ího druhu. To znamená , že model nasazení K S nedoporuči l 

t ě m pac ien tům, k t e r ý m je léčba skutečně doporučena . Tento typ chyby se vyskytuje 

u většiny modelů , což naznačuje urč i tou opatrnost a lgor i tmů př i doporučování léčby 

K S . Jedinou výjimkou je D T model, u k te rého dominuje chyba d ruhého druhu, 

tj. n e p l a t n á hypo téza H 0 není z amí tnu t a . Totožná situace je v př ípadě d ruhé sady 

výsledků S H A P - R F , viz matice záměn na obrázku B.5 . 
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a) b) -20 c) 

Obr. 4.13: Matice záměn finálních mode lů z ískaná z testovací množiny, S H A P - D T . 

Př i řazení dílčích matic j edno t l ivým mode lům: a) D L , b) L R , c) D T , d) M L P , e) 

fc-NN, f) S V C , g) A B , h) X G B , i) L G B M . 

4.6 Predikce na základě anamnézy a krevních testů 

I d ruhý experiment se zaměřuje na tes tování úspěšnost i mode lů v úloze predikce 

vhodnosti léčby pomocí K S . Tentokrá t s využ i t ím dat získaných na základě anamnézy 

pacienta a krevních tes tů . Experiment je součást í zkoumání otázky, k t e rá se zabývá 

vlivem kombinace různých t y p ů vyšet ření na výkonnost modelů . Využívají se po

dobné principy, stejné algoritmy a metriky popsané v p rvn ím experimentu. Pro 

udržení s t ručnos t i a přehlednost i textu nejsou tyto společné části znovu popisovány. 
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4.6.1 Výběr významných parametrů 

Princip výbě ru významných p a r a m e t r ů je shodný s postupem p o p s a n ý m v pod-

sekci 4.5.1. Z původn í množiny 77 p a r a m e t r ů získaných z anamnézy a krevních t e s tů 

je vyb ráno dvacet nej významnějších, viz obrázek 4.14. Konečná množ ina p a r a m e t r ů 

je, stejně jako v předchozím př ípadě , složena ze č tyř skupin, k teré jsou v následujícím 

textu blíže specifikovány. V rámci krevních t e s tů byla provedena vyšet ření krevního 

obrazu, krevní srážlivosti. 
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Obr. 4.14: Přeh led významných p a r a m e t r ů a množ ina z nich vybraných použ i t á pro 

t rénování modelů , S H A P - D T . 

Odborný výběr 

P r v n í skupina finální množiny obsahuje čtyři parametry vybrané na základě odborné 

lékařské znalosti. T y jsou, až na výj imky D L C O c SB(abs) a F V C , shodné s těmi, 

které jsou popsány v příslušné podsekci 4.5.1. 

Parametry získané pomocí /c-Best 

N a základě vni t roskupinové a meziskupinové analýzy rozptylu je identifikováno 24 

p a r a m e t r ů s největšími rozdíly, z nichž je pě t zařazeno do konečné množiny. Dva 

z těch to p a r a m e t r ů jsou př ímo spojeny s použ i t ím K S a p ř ípadnou délkou léčby. 

Dalš ím v y b r a n ý m parametrem je d louhodobý symptom z t r á t y čichu. Tyto parame

try jsou vybrány i v p rvn ím experimentu. Zbývající dva jsou spojeny s krevním 
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testem: K O _ R D W a hodnota sérového drasl íku S K . V př ípadě S H A P - R F jsou 

v p rvn í skupině čtyři parametry: K S , leukocity (Leu), K O R D W a z t r á t a čichu, viz 

obrázek B.8 . 

Tře t í skupina vybraných p a r a m e t r ů vychází z kombinace výsledků získaných me

todami fc-Best a S H A P . Mez i tyto parametry pa t ř í dva př ímo spojené s nasazením 

K S (denní a celková kumula t ivn í dávka) . Dalš ím společným parametrem je kvanti

t a t i vn í hodnocení hladiny IgM prot i lá tek v krv i . Zbývající vybrané parametry jsou 

spojeny s krevním obrazem: K O M o %, K O Leu a s t řední koncentrace hemoglo

binu v erytrocytech (Mean Corpuscular Haemoglobin Concentration - MCHC). N a 

základě S H A P - R F analýzy jsou do t é t o skupiny zařazeny následující parametry: 

K S - celkem, K S - dávka, K S - délka, S K , IgM (kvantit.), s t řední objem erytro

cytu (Mean Corpuscular Volume - MCV), K O M o % a p ř í tomnos t komorbidit, viz 

obrázek B.8 . 

Parametry získané pomocí SHAP 

Modely na t rénované na sadě p a r a m e t r ů vybraných pomocí S H A P - D T analýzy do

sahují opě t vyšší ú rovně přesnost i . Proto jsou tyto výsledky v následujícím textu 

popsány detai lně, za t ímco sada výsledků S H A P - R F spíše okrajově. 

Z grafu p růměrných hodnot S H A P - D T na obrázku 4.15 vyplývá, že největší vl iv 

na konečné rozhodnut í modelu mají parametry K S - dávka a IgM (kvantit.). Oba 

jsou identifikovány jako nej významnějš í i v p rvn ím experimentu, viz obrázek 4.11. 

P ře s to se jejich absolutn í S H A P hodnota liší. Parametr K S - dávka m á v tomto 

experimentu o 0,06 nižší p r ů m ě r n ý vl iv , za t ímco úroveň IgM pro t i lá tek vykazuje 

ve srovnání s p rvn ím experimentem navýšení p růměrné hodnoty o 0,07. Poslední 

společný parametr (BMI) dosahuje přibližně stejných hodnot. Graf zobrazující ana

lýzu p růměrného v l ivu parametru získaných pomocí S H A P - R F je k dispozici na 

obrázku B.9. 

Poslední skupina zahrnuje pě t p a r a m e t r ů vybraných na základě S H A P - D T . Mez i 

ně pa t ř í hladina pro t i lá tek IgG v krv i a B M I , k teré je obecně spojováno s vyšším 

rizikem závažného p růběhu onemocnění C O V I D - 1 9 i post-covidového syndromu, viz 

podsekce 4.2.3. Zbývající t ř i parametry pocházejí z vyšet ření krevního séra a zahrnují 

hladinu C-reakt ivního proteinu (C-Reactive Protein - CRP), k te rý signalizuje pří

tomnost zánět l ivých procesů, úroveň močoviny (Urea - Ur) a koncentraci j a t e rn ího 

enzymu a laninaminot ransferázy (ALT). V př ípadě S H A P - R F jsou vybrány: neutro-

fily (Ne) v abs. hodno tě , S K r e a t i n i n , gama-g lu tamyl t ransfe ráza (GGT) a lymfo-

cyty (Ly) v abs. hodno tě , viz obrázek B.8. 
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Obr. 4.15: V l i v p a r a m e t r ů na výslednou predikci vyjádřený pomocí p růměrných 

S H A P - D T hodnot. 

Druhý graf na obrázku 4.16 poskytuje ucelený pohled na to, jak specifické hod

noty p a r a m e t r ů ovlivňují rozhodování modelu ohledně doporučení K S . U parametru 

K S - dávka je zřetelné, že větš ina vyšších dávek, s výjimkou dvou p ř ípadů , m á 

k ladný vl iv na doporučení léčby. P o d o b n á situace nas tává u parametru B M I , kde 

jsou vyšší hodnoty asociovány spíše s doporučen ím léčby. U vyšších hodnot parame

t r ů s t řední hmotnosti hemoglobinu v erytrocytech (Mean Corpuscular Haemoglobin 

- M CH) a S A L T není pozorován negat ivní vztah k doporučení K S . U vyšších hod

not S A L T lze identifikovat dva shluky. P r v n í je sous t ředěn okolo S H A P hodnoty 

nula a d ruhý přibližně kolem hodnoty 0,08. Grafické znázornění v l ivu na doporučení 

K S u výsledků analýzy S H A P - R F je k dispozici na obrázku B.10. 
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Obr. 4.16: Graf reprezentující v l iv hodnot p a r a m e t r ů na doporučení nasazení K S . 

S H A P - D T . 

4.6.2 Zhodnocení výsledků 

Ucelený pohled na výkonnost modelů na t rénovaných na datech, zahrnujících a n a m n é z u 

pacienta a krevní testy, poskytuje tabulka 4.9, respektive 4.10 v př ípadě výsledků 

S H A P - R F . Z výsledků vyplývá, že žádný z mode lů nepřesahuje spodní hranici hod

noty A U C metriky (0,7), při k te ré lze úroveň klasifikátoru považovat za při jatelnou. 

Nejblíže se t é t o hranici přibližuje R F model ( M A U C = 0,6790), ale u j iných metrik 

dosahuje výrazně nižších hodnot. Podobně , jako v předchozím experimentu, je nej-

úspěšnějším modelem fc-NN. S výjimkou metriky A U C dosahuje ve všech os ta tn ích 

met r ikách nejvyšších hodnot. Konkré tně lze zmíni t 64,91% přesnost a 64,26% vyvá-
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ženou přesnost . Model D T vykazuje ve srovnání s fc-NN jen o 1,75 % nižší přesnost 

a o 1,67 % nižší vyváženou přesnost . Tento rozdíl je re la t ivně malý. Výhodou D T 

modelu je pro člověka jeho s n a d n á interpretovatelnost, což je v medicínske praxi 

velmi uži tečné. 

V rámci d ruhé sady výsledků S H A P - R F se model fc-NN opět ukázal jako nej-

úspěšnější. Avšak, v př ípadě metrik přesnost i a vyvážené přesnost i , nedosáhl tak 

vysokých hodnot, jako stejný model z prvn í sady výsledků. Rozdíl v tomto př ípadě 

činí 1,75 % u přesnost i a 1,30 % u vyvážené přesnost i . V rámci os ta tn ích metrik 

dosahuje vyšších hodnot. V té to sadě je u D T modelu z a z n a m e n á n výrazný po

kles úspěšnost i , konkré tně o 7,02 %. Komplexní pohled na poměr senzitivity a míry 

falešné pozit ivi ty je vyjádřen R O C kř ivkami zobrazených na obrázcích B.7 ( S H A P -

D T ) a B.12 ( S H A P - R F ) . 

Tab. 4.9: Přeh led výkonnost i mode lů na testovací datové množině , S H A P - D T . 

Model -^Přesnost -^Přesnost-vy váž. M A U C -^Fl-skóre -̂ Preciznost -̂ Senzitivita 

R F 0,5965 0,5926 0,6790 0,5490 0,5833 0,5185 
L R 0,5263 0,5167 0,563 0,4000 0,5000 0,3333 
DT 0,6316 0,6259 0,6031 0,5714 0,6364 0,5185 

M L P 0,5614 0,5407 0,6451 0,2424 0,6667 0,1481 

Ä - N N 0,6491 0,6426 0,6358 0,5833 0,6667 0,5185 

s v c 0,5614 0,5537 0,6420 0,4681 0,5500 0,4074 

A B 0,5789 0,5759 0,5759 0,5385 0,5600 0,5185 
X G B 0,5439 0,5389 0,6352 0,4800 0,5217 0,4444 

L G B M 0,5439 0,5407 0,6531 0,500 0,5200 0,4815 

Tab. 4.10: Přeh led výkonnost i modelů na testovací datové množině , S H A P - R F . 

Model -^Přesnost -^Přesnost-vy váž. M A U C -Mpi.skóre -Mp r e ci z n o st -Mgenzitivita 
R F 0,5789 0,5759 0,6444 0,5385 0,56 0,5185 

L R 0,5439 0,5352 0,6099 0,4348 0,5263 0,3704 

DT 0,5614 0,5648 0,5716 0,5763 0,5312 0,6296 

M L P 0,614 0,6111 0,6173 0,5769 0,6 0,5556 

Ä - N N 0,6316 0,6296 0,6975 0,6038 0,6154 0,5926 
S V C 0,5614 0,5537 0,6519 0,4681 0,55 0,4074 

A B 0,5789 0,5759 0,5759 0,5385 0,56 0,5185 
X G B 0,5789 0,5722 0,6 0,5 0,5714 0,4444 

L G B M 0,5614 0,5593 0,6611 0,5283 0,5385 0,5185 

Z analýzy matic záměn, k te ré jsou k dispozici v obrázku 4.17, je zřejmé, že 

u všech mode lů dominují chyby prvního druhu. Tento jev je zvláště výrazný u L R , 
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M L P a S V C modelů , k te ré často nesprávně zamíta j í nulovou hypotézu Ho- Matice 

záměn pro druhou sadu výsledků S H A P - R F je na obrázku B . l l . Výsledky tohoto 

experimentu ukazují , že některé modely disponují schopnost í predikovat doporu

čení K S . Nicméně, stále s nedos ta t ečnou přesnost í , což zabraňuje jejich prak t ickému 

využit í . 
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KS-nedop. 
PFedpové 
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ená třída 

d ) 

28.000 2.000 

23.000 4.000 

KS-nedop. KS-dopor. 
Před povezená třída 

g ) 

19.000 11.000 

13.000 14.000 

KS-nedop. 
Před po vě 

KS-dopor. 
ená třída 

I KS-nedop. KS-dopor. 
Před povezená třída 

KS-nedop. KS-dopor. 
Před povezená třída 

22.000 8.000 

13.000 14.000 

KS-nedop. KS-dopor. 
Před povezen á třída 

f ) 

21.000 9.000 

16.000 11.000 

KS-nedop. KS-dopor. 
Před povezen á třída 

i) 

18.000 12.000 

14.000 13.000 

KS-nedop. KS-dopor. 
Před povezen á třída 

Obr. 4.17: Matice záměn finálních mode lů z ískaná z testovací množiny, S H A P - D T . 

Př i řazení dílčích matic j edno t l ivým mode lům: a) D L , b) L R , c) D T , d) M L P , e) 

fc-NN, f) S V C , g) A B , h) X G B , i) L G B M . 
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4.7 Predikce na základě dat komplexního vyšetření 

Z dosavadních p o z n a t k ů vyplývá, že i když některé A I modely jsou schopny iden

tifikovat vzory v datech naznačující vhodnost nasazení K S , zůs tává jejich přesnost 

pod požadovanou hranicí . Kombinace dat z anamnézy a funkčního vyšet ření plic, 

ani anamnézy s krevními testy nevedou k na t rénování dos ta tečně přesných mo

delů. Proto je cílem následujícího experimentu zjistit, zda spojení p a r a m e t r ů získa

ných ze všech dos tupných vyšet ření povede k na t rénování přesnějších modelů , k teré 

by mohly být využi ty jako p o d p ů r n ý nás t ro j v rámci personalizace léčby pac ien tů 

s post -covidovým syndromem. 

4.7.1 Výběr statisticky významných příznaků 

V rámci procesu výběru statisticky významných p a r a m e t r ů nejsou v porovnání 

s předchozími experimenty provedeny významné změny. Přes tože využi t í dat ze 

všech dos tupných vyšet ření zvyšuje poče t nezávislých p a r a m e t r ů , celkový počet da

tových vzorků se nemění . Proto zůs tává nutnost využi t í kombinovaného p ř í s tupu pří

znakového inženýrství , pomocí k te rého je z celkového p o č t u 119 p a r a m e t r ů vybráno 

dvacet nej významnějších. Vybrané př íznaky jsou vizualizovány na obrázku 4.18. 

SHAP 

11 
« o 

N U 
• > . • > 
> C 
^ N 

KS - dávka S_AST ERV (abs) 

IgM (kvantit.) S_ALT DLCO_SB (abs) 

MEF50 ( % přdp) DLCO_SB ( % přdp) 

TifT VIN_SB ( % přdp) 

KO_Ne % S_Ur 

FRCpI ( % přdp) S_ALP 

KO_MCHC KCO_SB ( % přdp) 

S_Na KO_Mo % 

TLC ( % přdp) KO_Eo % 

fc-Best 

KS - dávka FEV1(abs) Hospitalizace 

KS KO_Mo % 
HRCT - postižení 

KS 
intersticia 

KS - celkem VIN_SB(abs) Ko morbidita 

KT - délka Remdesivir ERV(abs) 

Ztráta čichu PEF(abs) KOJvlCHC 

KO_RDW lgM(kvantit.) PEF( % přdp) 

VA_SB(abs) KO_Leu MEF75( % přdp) 

VC(abs) MEF75(abs) 

FVC(abs) VA_SB( % přdp) / 

Výběr na základě odborné znalosti 

KS - jiné obtíže 

Post-co vidové 

postižení 

IgG (kvalit.) 

FVC (% přdp) 

KCO_SB (abs) 

MEF25 (abs) 

Kašel 

Dusnost 

DLCOc_SB (abs) 

Společné 

KS - dávka 

IgM (kvantit.) 

KO_Mo % 

Výběr z fc-Best 

KS 

Ztráta čichu 

KS - celkem 

KS - délka 

KO RDW 

VC (abs) 

FEV1 (abs) 

PEF (% přdp) 

Obr. 4.18: Přeh led významných p a r a m e t r ů a množ ina z nich vybraných použ i t á pro 

t rénování modelů , S H A P - D T . 
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Odborný výběr 

N a základě lékařské odbornosti je vyb ráno devět p a r a m e t r ů , z nichž šest je iden

t ických s těmi , k teré jsou použi ty v p r v n í m experimentu, viz podsekce 4.5.1. Tyto 

parametry jsou doplněny o kval i ta t ivní hodnocení IgG prot i lá tek a dva parametry 

z funkčního vyšet ření plic: K C O _ S B (abs) a M E F 2 5 (abs). V prvn í skupině není 

zahrnut žádný z p a r a m e t r ů spojený s krevními testy. 

Parametry získané pomocí /ř-Best 

D r u h á skupina p a r a m e t r ů je z ískána na základě analýzy meziskupinové a vnitrosku-

pinové variability. Z celkového p o č t u 24 p a r a m e t r ů je v tomto př ípadě vyb ráno osm. 

Stejně jako v předchozích experimentech jsou t ř i z nich spojeny s p r ů b ě h e m léčby. 

J e d n á se o parametry indikace nasazení K S , celková kumula t ivn í dávka a doba na

sazení K S . Dále je zahrnut př íznak d louhodobé z t r á ty čichu. Z krevních t e s tů je 

v y b r á n parametr K O _ R D W . Zbývající t ř i parametry jsou spojeny se spirometri í : 

VC(abs) , F E V l ( a b s ) a P E F ( % p ř d p ) . 

N a základě S H A P - R F analýzy je do t é t o skupiny zařazen parametr F E V l ( a b s ) 

a z t r á t a čichu. Os t a tn í jsou zařazeny do skupiny společných p a r a m e t r ů , s výj imkou 

P E F ( % p ř d p ) , k te rý je odebrán , viz obrázek B.15. 

Parametry získané pomocí SHAP 

Výsledek S H A P - D T analýzy je zobrazen na obrázku 4.19. Největší v l iv na rozhodnut í 

0 nasazení K S mají parametry určující dávku léku a kvan t i t a t ivn í úroveň IgM pro

t i lá tek. To odpovídá zjištěním z předchozích exper imentů . U parametru KS-dávka 

došlo ke snížení jeho p růměrného v l ivu na predikci. Kvant i ta t ivn í úroveň IgM pro

t i lá tek vykazuje mírný pokles v p r ů m ě r n é m př í spěvku k v ý s t u p u modelu, a to ve 

srovnání s experimentem 4.6 analyzujícím data z anamnézy a krevních tes tů . Nao

pak, ve srovnání s experimentem 4.5 založeným na analýze a n a m n é z y a spirometrie, 

vzrostl v l iv přibližně o 0,05. 

P ř i analýze a srovnání p a r a m e t r ů spojených se spirometri í , uvedených na ob

rázku 4.11, bylo zjištěno, že u t éměř všech p a r a m e t r ů , k romě V I N _ S B ( % p řdp ) , 

dochází k poklesu jejich v l ivu na rozhodovací proces. Stejný trend byl pozorován 

1 u p a r a m e t r ů získaných z krevních tes tů , viz obrázek 4.15. Tyto změny významu 

jednot l ivých p a r a m e t r ů lze př ič í ta t zvýšenému p o č t u vs tupních p a r a m e t r ů , k te ré ve 

své kombinaci umožňují odhalení dříve skrytých vzorů. T y mohou umožňovat zvý

šení predikční úspěšnost i při doporučení nasazení K S . Ve t ř e t í skupině zahrnující 

společné parametry jsou zařazeny: KS-dávka, I g M (kvantit.) a K O _ M o %. V pří

padě výsledků S H A P - R F čí tá tato skupina devět následujících p a r a m e t r ů : K S , K S -
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dávka, KS-celkem, KS-délka, IgM(kvantit .) , K O _ M o %, K O _ R D W , V A _ S B ( a b s ) 

a M E F 7 5 ( % p ř d p ) . Graf zobrazující p růměrné S H A P - R F hodnoty je na obrázku B.16. 

0.00 0.05 0.10 0.15 0.20 

Průměrná SHAP hodnota 

Nedoporučeny 
Doporučeny 

0.25 0.30 

Obr. 4.19: V l i v p a r a m e t r ů na výslednou predikci vyjádřený pomocí p růměrných 

S H A P - D T hodnot. 

Graf na obrázku 4.20 prezentuje vl iv p a r a m e t r ů ve vztahu k doporučení nasazení 

K S . V př ípadě srovnání společných p a r a m e t r ů asociovaných s krevními testy, zobra

zených v grafu na obrázku 4.16, nebyly u žádného z nich zaznamenány signifikantní 

změny, k te ré by měly významný vl iv na doporučení nasazení K S . 

Př i porovnán í s výsledky S H A P analýzy obsahující parametry funkčního vy

šetření plic, viz obrázek 4.12, jsou identifikovány j is té rozdíly. Parametr K C O _ S B 

(% p řdp) je nyní , s výjimkou několika ex t rémních hodnot, rozdělen do dvou shluků. 

P r v n í shluk zahrnuje vyšší hodnoty parametru s k l adným vztahem k doporučení K S . 

Druhý shluk se formuje kolem mírně záporných hodnot a zahrnuje i několik p ř ípadů 
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s vyšší hodnotou sledovaného parametru. V př ípadě ERV(abs) nyní dochází k vý

raznějšímu oddělení dle hodnot, př ičemž vyšší hodnoty mají spíše negat ivní vztah 

k doporučení K S a opačně . Lépe odděleny jsou i vyšší hodnoty od nižších v pří

padě parametru T L C ( % p ř d p ) . Vyšší hodnoty jsou shlukovány kolem nuly s klad

n ý m vztahem k doporučení K S . Nižší hodnoty téhož parametru mají spíše negat ivní 

vztah k doporučení K S . U parametru V I N _ S B ( % předp) nejsou pozorovány vý

raznější rozdíly. Graf reprezentující výsledky na základě S H A P - R F je k dispozici na 
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Obr. 4.20: Graf reprezentující vl iv hodnot p a r a m e t r ů na doporučení nasazení K S , 

S H A P - D T . 

4.7.2 Výsledky 

Předpok lad , že využi t í kombinovaných dat z anamnézy, funkčního vyšet ření plic 

a krevních t e s tů povede k vyšším přesnos tem, je na základě výsledků uvedených 
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v tabulce 4 . 1 1 potvrzen. Mode l založený na D T dosahuje nej vyšší zaznamenané 

úspěšnost i , a to ve všech provedených experimentech. Dosahuje 7 3 , 6 9 % přesnost i 

a 7 3 , 5 2 % vyvážené přesnost i a je vizualizován na obrázku B . 1 4 . V metrice M A U C 

dosahuje hodnoty 0 , 7 4 6 9 , čímž výrazně překračuje spodní hranici ( 0 ,7 ) reprezentující 

př i jatelný klasifikátor. Ve všech os ta tn ích met r ikách rovněž přesahuje hranici 0 ,7 . 

Žádný z os ta tn ích modelů nedosáhl srovnatelných výsledků. D r u h ý m nejpřesnějším 

modelem je fc-NN s přesnost í 6 3 , 1 6 %. Podle d ruhé sady výsledků, prezentované 

v tabulce 4 . 1 1 , poskytuje nejlepší výkonost R F model. Jeho přesnost a vyvážená 

přesnost je však o 1 0 , 5 2 %, resp. o 1 0 , 7 4 % nižší, než je tomu u D T modelu. 

Tab. 4 . 1 1 : Přeh led výkonnost i mode lů na testovací datové množině , S H A P - D T . 

Model Mpřesnost Mpřesnost-vy váž. M A U C Mpi-Skóre -̂ Preciznost -Mgenzitivita 

RF 0,5965 0,5907 0,6642 0,5306 0,5909 0,4815 
LR 0,5439 0,5352 0,6259 0,4348 0,5263 0,3704 

DT 0,7368 0,7352 0,7469 0,7170 0,7308 0,7037 
MLP 0,6140 0,6111 0,6611 0,5769 0,6000 0,5556 

Ä - N N 0,6316 0,6241 0,6926 0,5532 0,6500 0,4815 

svc 0,5439 0,5352 0,6753 0,4348 0,5263 0,3704 
AB 0,5965 0,5926 0,6506 0,5490 0,5833 0,5185 
XGB 0,5789 0,5722 0,6654 0,5000 0,5714 0,4444 

L G B M 0,5439 0,5370 0,6623 0,4583 0,5238 0,4074 

Tab. 4 . 1 2 : P řeh led výkonnost i modelů na testovací datové množině , S H A P - R F . 

Model Mpřesnost Mpřesnost-vyváž. M A U C Mpi_skóre •̂ Preciznost Mgenzitivita 

RF 0,6316 0,6278 0,6864 0,5882 0,6250 0,5556 
LR 0,5263 0,5167 0,6210 0,4000 0,5000 0,3333 
DT 0,5263 0,5278 0,5395 0,5263 0,5000 0,5556 
MLP 0,5614 0,5574 0,6370 0,5098 0,5417 0,4815 

Ä - N N 0,6140 0,6111 0,6988 0,5769 0,6000 0,5556 

S V C 0,5614 0,5537 0,6667 0,4681 0,5500 0,4074 
AB 0,5789 0,5759 0,5840 0,5385 0,5600 0,5185 
XGB 0,6140 0,6093 0,6383 0,5600 0,6087 0,5185 
L G B M 0,5789 0,5741 0,7049 0,5200 0,5652 0,4815 

Matice záměn jednot l ivých modeluje zobrazena na obrázku 4 . 2 1 , respektive B . 1 8 

v p ř ípadě S H A P - R F . D T model nesprávně doporučil vhodnou léčbu u 1 5 z celkových 

5 7 pacientů . V porovnán í s os ta tn ími modely se j e d n á o n a d p r ů m ě r n ý výsledek. Za

j í m a v ý m zjištěním je, že u většiny mode lů ve všech t řech provedených experimentech 
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dominují chyby prvn ího druhu. Výjimkou jsou právě D T modely, k te ré se ve t řech 

z šesti možný si tuací dopouštěj í chyby d ruhého řádu . 

Z analýzy R O C křivek i lustrovaných na obrázku B.13 vyplývá, že při op t imál 

n ím nas tavení rozhodovacího prahu D T modelu lze dosáhnou t senzitivity mírně nad 

úroveň 70 % při současné 23% míře falešně pozitivity. Další zvýšení senzitivity pro

s t ředn ic tv ím snížení prahu se jeví jako neefektivní, protože vede k n e ú m ě r n é m u 

zvýšení p o č t u falešně pozi t ivních p ř ípadů . Graf s R O C kř ivkami pro S H A P - R F je 

na obrázku B.19. 

a) - 2 0 b) - 2 0 c) 

Obr. 4.21: Matice záměn finálních mode lů z ískaná z testovací množiny, S H A P - D T . 

Př i řazení dílčích matic j edno t l ivým mode lům: a) D L , b) L R , c) D T , d) M L P , e) 

fc-NN, f) S V C , g) A B , h) X G B , i) L G B M . 
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4.8 Zhodnocení experimentů 

Hlavním cílem výzkumu bylo odpovědět na o tázku , zda je možné s pomocí A I algo

r i tmů předpovědět na základě vs tupn ího vyšet ření post-covidových pac ien tů vhod

nost K T . Dalš ím cílem bylo zjistit, j aký vl iv m á kombinace různých p a r a m e t r ů 

získaných z různých t y p ů vyšet ření na úspěšnost modelů . 

K dosažení s tanovených cílů bylo navrženo exper imentá ln í schéma a provedena 

p o d r o b n á ana lýza datové množiny, př ičemž byly získané doménové znalosti důk ladně 

diskutovány. N a základě získaných znalost í bylo rozhodnuto o nutnosti aplikace pří

znakového inženýrství s cílem redukovat počet p a r a m e t r ů a minimalizovat tak riziko 

pře t rénování modelů . Selekce př íznaků byla provedena metodou kombinující odborné 

lékařské znalosti s technickými p ř í s tupy S H A P a fc-Best. Jako dílčí cíl bylo stanoveno 

ověření, jak volba modelu ovlivňuje selekci významných p a r a m e t r ů pomocí S H A P 

analýzy. Pro vyhodnocen í byly použi ty modely D T a R F . Proto byly v rámci každého 

experimentu prezentovány dvě sady výsledků označené jako S H A P - D T a S H A P - R F . 

Pro ověření s tanovených výzkumných otázek byly provedeny celkem t ř i experimenty. 

V p rvn ím experimentu byl zkoumán vl iv využi t í dat z anamnézy a funkčního 

vyšet ření plic na predikční schopnosti A I modelů . Z původních 80 p a r a m e t r ů bylo 

na základě analýzy identifikováno dvacet nej významnějších. T y byly použi ty pro 

na t rénování vybraných modelů , u k terých existoval p ředpoklad o schopnosti danou 

problematiku úspěšně řešit. Nej lepší výsledky modelů byly dosaženy na parametrech 

vybraných pomocí S H A P - D T analýzy. Nejúspěšnější model fc-NN dosáhl 64,91% 

přesnost i a 64,63% vyvážené přesnost i . V metrice A U C vykázal hodnotu 0,6938, 

a tak se přiblížil k spodní hranici definující př i jatelný klasifikátor. Z d ruhé sady vý

sledků S H A P - R F byl nejúspěšnější R F model s 63,16% přesnost í , 62,28% vyváženou 

přesnost í a A U C hodnotou 0,6864. Žádný z uvedených mode lů nedosáhl dos ta tečné 

přesnost i . 

Druhý experiment se zaměři l na zkoumání efektu kombinace dat z anamnézy 

pacientů a krevních tes tů . Z původn í sady 77 p a r a m e t r ů bylo vyb ráno dvacet nej-

významnějších. Nej lepších výsledků bylo dosaženo na základě p a r a m e t r ů vybraných 

pomocí S H A P - D T . Stejně jako v p rvn ím experimentu, i zde se jako nejúspěšnější 

model ukázal fc-NN, k te rý dosáhl stejné úrovně přesnost i , a to 64,91 %. Vyvážená 

přesnost tohoto modelu byla 64,26 % a hodnota A U C dosáhla 0,6358. V druhé 

sadě výsledků S H A P - R F vykazoval nejlepší výsledky opět model fc-NN, avšak jeho 

přesnost byla o 1,75 % nižší a vyvážená přesnost o 1,30 % nižší ve srovnání s k-

N N modelem z p rvn ího experimentu. Závěrem lze konstatovat, že ani kombinace 

anamnézy pacienta a krevních t e s tů nevedla k na t rénování modelu s dos ta tečně vy

sokou přesnost í . 
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V pos ledním experimentu byla využ i ta kombinace všech dos tupných dat, a to 

anamnézy pacienta, spirometrie a krevních tes tů . Tato komplexní sada obsahovala 

celkem 119 p a r a m e t r ů , z nichž bylo opět vyb ráno dvacet nej významnějších. Nejlepší 

výsledky byly znovu dosaženy s využ i t ím p a r a m e t r ů získaných pomocí S H A P - D T . 

V tomto experimentu se jako nejúspěšnější ukázal D T model, k te rý dosáhl 73,68% 

přesnost i , 73,52% vyvážené přesnost i a A U C hodnoty 0,7469. Hodnocení modelu po

mocí os ta tn ích metrik převyšuje hranici 0,7. Tento model jediný dosáhl požadované 

přesnost i . V druhé sadě výsledků, k teré byly získány pomocí S H A P - R F , byl nejú

spěšnější R F model. Dosáhl 63,16% přesnost i , 62,72% vyvážené přesnost i a A U C 

hodnoty 0,6864. 

Z výsledku posledního experimentu vyplývá, že lze pomocí A I mode lů predikovat 

vhodnost K T u post-covidových pacientů . Klíčem k dosažení dos ta tečné přesnost i 

je využi t í p a r a m e t r ů získaných z anamnézy pacientů , krevních t e s tů a spirometrie. 

P ř i p rak t ickém využi t í vy tvořeného modelu však není vyžadováno zadávat všech 119 

p a r a m e t r ů ze všech provedených vyšetření . Stačí použí t hodnoty p a r a m e t r ů , k teré 

jsou součást í in terpre tovate lného modelu. Ten může sloužit jako p o d p ů r n ý nás t ro j 

při rozhodování o p r ů b ě h u následující léčby 

Tato studie je první , k t e rá se zabývá personalizací K T u post-covidových pa

cientů. B y l y tak položeny základy vědy a výzkumu v rámci dané oblasti. Avšak 

existuje mnoho potenciá lních směrů dalšího výzkumu, k teré by mohly vést ke zvý

šení přesnost i modelů . Jednou z možnost í je zah rnu t í R T G snímků plic do analýzy. 

Tyto obrazové informace by mohly obsahovat vzory, k teré by významně přispěly ke 

zvýšení úspěšnost i predikce. Tento p ř í s tup by ale mohl výrazně snížit interpretova-

telnost výsledků. Dalš ím směrem pro zlepšení by mohlo být zvýšení poctu vzorků 

v datové množině . T í m by došlo ke zvýšení p o m ě r u poctu vzorků k p o č t u parame

t rů . Pak by bylo možné navýši t poče t p a r a m e t r ů , na k te rých jsou modely trénovány. 

Zároveň by větší da tová množ ina mohla umožni t nalezení složitějších skrytých da

tových vzorů, což by mohlo vést k dalš ímu zvýšení přesnost i . 

4.9 Omezení výzkumu 

Rozsah datové množiny, k t e rá obsahuje data 281 pacientů , snižuje možnos t vytvo

ření komplexních mode lů založených na N N . Každý da tový vzorek obsahuje 119 

p a r a m e t r ů získaných na základě anamnézy, krevních tes tů , funkčního vyšet ření plic 

a analýzy R T G či H R C T snímků. Sběr takových vzorků je ex t rémně časově náročný 

a nasb í rán í několika jednotek tisíc vzorků bez př ispění j iných pracovišť není prove

ditelné. Situaci navíc ztěžuje skutečnost , že kr i tér ia pro zah rnu t í do studie splňovalo 

pouze 15 % všech vyšetřených pacientů . Vzhledem k nepoměru mezi p o č t e m pa

cientů a p a r a m e t r ů nebylo možné použí t pro t rénování mode lů všechny dos tupné 
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parametry, k teré v sobě nesou cenné informace o zdravo tn ím stavu pacienta. Přes 

zmíněná omezení se podař i lo vytvoř i t dos ta tečně přesné modely, k te ré mohou být 

použi ty jako p o d p ů r n ý nás t ro j pro rozhodování o p r ů b ě h u léčby post-covidových 

pacientů . 

Mezi potenciá lní r izika lze zařadi t geografické omezení sběru dat na Olomoucký 

kraj, k te ré může vést ke snížení uplatnitelnosti zjištěných výsledků v j iných geogra

fických oblastech. Dřívější studie poukazuj í na skutečnost , že jednot l ivé rasy mohou 

projevovat různou náchylnost k onemocnění C O V I D - 1 9 [143]. Lze tedy předpoklá

dat, že se mohou lišit d louhodobé symptomy i výsledky krevních t e s tů a funkčního 

vyšet ření plic. Dalš ím m o ž n ý m omezením je bias vzhledem k výběru pacientů , kteř í 

byli na základě klinického zhodnocení odesláni na podrobnějš í vyšetření . P ř e d vyu

ži t ím prezentovaných v ý s t u p ů je n u t n é nejdříve vyvrá t i t výše zmíněná rizika. 
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5 Integrace algoritmů umělé inteligence v lé

kařském prostředí 
Integrace A I mode lů do starších propr ie tá rn ích IS předs tavuje nesnadný úkol, k te rý 

často vyžaduje specifické úp ravy těchto systémů. T y mohou být vzhledem k absenci 

apl ikačního rozhraní časově i finančně náročné a komplikují možnost i nasazení A I 

modelů do klinické praxe ve zdravotnických zařízeních využívajících proprietami IS 

postrádaj íc í apl ikační rozhraní . 

Kapi to la se zabývá uvedenou problematikou, k t e r á je stanovena jako vedlejší cíl 

d iser tační práce , a to na základě identifikované výzkumné mezery. Cílem je navrh

nout univerzální architekturu, k t e rá umožní využí t A I modely v klinické praxi ve 

zdravotnických zařízeních používajících s tarš í proprietami IS. Kapi to la dále posky

tuje detai lní popis exper imentá ln í implementace, k t e rá je zaměřena na včasný záchyt 

onemocnění C O V I D - 1 9 . Výsledky byly předs taveny na vědecké konferenci formou 

konferenčního př í spěvku [17]. Řešení pro včasný záchyt onemocnění C O V I D - 1 9 je 

nasazeno ve F N O L , kde slouží jako p o d p ů r n ý diagnost ický nás t ro j . 

5.1 Obecná architektura pro analýzu obrazových dat 

Př i návrhu obecné architektury bylo klíčové nají t způsob, pomocí k te rého je možné 

začlenit A I modely do existující výpoče tn í infrastruktury a umožni t tak analýzu ob

razových dat pomocí libovolných A I modelů . Dalš ím požadavkem bylo, aby zvolený 

p ř í s tup zohlednil specifické po t ř eby a pracovní postupy zdravotnického personálu. 

V náv rhu architektury byly zohledněny faktory jako ochrana citlivých dat, snadná 

udrži te lnost a nezávislost na konkré tn ím typu úlohy nebo typu obrazových dat. 

Důleži tou v las tnos t í je zamezení uk ládán í výsledků analýz formou duplici tních zá

znamů v sys tému P A C S . Pro prakt ické využi t í navržené architektury je zásadní , 

aby zdravotnické zařízení disponovalo sys témem P A C S a platformou pro prohlížení 

obrazových dat, k t e rá podporuje integraci v las tn í funkcionality. 

Popis architektury 

Návrh architektury a doporučené postupy pro její implementaci reflektují požadavky 

s tanovené v sekci 5.1. Obecná architektura (AI-Rad), vizualizována na obrázku 5.1, 

je založena na udá los tmi řízené a rch i tek tuře . Tento návrhový vzor obsahuje produ

centy generující událos t i a konzumenty, k teř í tyto událos t i zpracovávají a reagují na 

ně definovaným způsobem. Jednou z klíčových výhod tohoto p ř í s tupu je modularita 

a oddělení komponent systému. Provedené změny v některé z část í sys témů pak mají 

na celkovou funkčnost sys tému minimáln í dopad. 
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Pracovní stanice 1 I Pracovni stanice n 

GUI aplikace 
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Databáze 

Obr. 5.1: Producentem událos t í je pracovní stanice vybavená desktopovou aplikací. 

Serverová část je konzumentem a je zodpovědná za analýzu dat. Červené šipky 

znázorňují da tový tok obrazových dat ze sys tému P A C S . Černé šipky reprezentují 

výměnu informací a událos t í mezi různými čás tmi architektury. 

Architektura A I - R a d je navržena s cílem poskytnout široce up la tn i te lné řešení 

pro různorodé diagnostické úkoly zahrnující detekci, klasifikaci, segmentaci, translaci 

modalit nebo zvýšení kvality obrazových dat. Dále je za ručena s n a d n á adaptace na 

různé typy zobrazovacích metod, např . R T G , C T , magnet ické rezonance (Magnetic 

Resonance Imaging - MRI) a nezávislost na typu nasn ímaných část í těla. 

Pro specifickou implementaci architektury zaměřenou na konkré tn í úlohu, zobra

zovací metodu a část těla, je nezbytné upravit komponenty, k te ré jsou na obrázku 5.1 

označeny zelenou barvou. Dále je t aké n u t n á integrace přís lušného A I modelu. K l i 

en tská část t é t o architektury může bý t spuš t ěna na jakékoliv pracovní stanici, k te rá 

splňuje min imáln í softwarové požadavky. T y jsou určeny převážně použ i tými tech

nologiemi při jej ím vývoji. Z důvodu zajištění kompatibil i ty mezi operačními sys

t é m y je doporučeno při vývoji používat mul t ip la t formní technologie. Dále je n u t n é 

do platformy pro prohlížení obrazových dat integrovat jednoduchou funkcionalitu, 

k te rá p ř edá identifikační údaje o zvoleném vyšet ření desktopové aplikaci. 

Proces zpracování dat 

Datová analýza je inicializována v platformě pro prohlížení obrazových dat vyvolá

n ím integrované funkcionality, k t e r á vygeneruje událost s informacemi o provedeném 

vyšetření . Desktopová aplikace tuto událos t zachyt í a sys tému P A C S odešle poža-
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dávek pro přenos relevantních obrazových dat na serverovou část . Současně vytvoří 

v definované da t abáz i nový záznam sloužící pro uložení výsledků datové analýzy. 

N a serverové s t raně jsou příchozí požadavky zařazeny do fronty. Z ní jsou po

s tupně odebírány. Obrazová data jsou předzpracována a analyzována s využ i t ím A I 

modelu. Po dokončení analýzy je výsledek uložen do da t abáze , kde dochází k ak

tualizaci z áznamu vytvořeného desktopovou aplikací. Následně je tento výsledek 

zobrazen př ímo na pracovní stanici, z níž byla původně ana lýza vyžádána . 

Komunikace mezi klientskou a serverovou část í může p rob íha t v rámci intranetu 

i internetu. Vzhledem k požadavku na bezpečnost dat je důrazně nedoporučeno 

využívat cloudových řešení. Naopak je preferováno využívat výh radně infrastrukturu 

zdravotnického zařízení. T í m je minimal izováno riziko úniku a zneužit í citlivých 

zdravotnických dat. 

5.2 Implementace pro včasný záchyt COVID-19 

CovidStopHospital je specifická implementace vycházející z navržené obecné archi

tektury A I - R a d . Slouží pro včasný záchyt onemocnění C O V I D - 1 9 na základě analýzy 

R T G snímků h rudn íku . Kromě toho obsahuje funkcionalitu umožňující zkušeným 

radiologům, či pneumologům snadno a rychle př i řadi t klasifikační značku k právě 

analyzovanému snímku plic. T í m přispívá nejen k včasnému záchytu onemocnění 

C O V I D - 1 9 , ale t aké k tvorbě nových da tových množin , k teré mohou být použi ty 

pro na t rénování přesnějších A I modelů . 

5.2.1 Klientská část 

Klientská část sys tému je reprezentována desktopovou aplikací, k t e rá vykonává dva 

hlavní úkoly. Slouží jako vizualizační nás t ro j a posílá žádost i sys tému P A C S o zaslání 

R T G snímků na serverovou část . Jak již bylo zmíněno, zahájení procesu analýzy dat 

p rob íhá p ros t ředn ic tv ím platformy pro prohlížení obrazových dat. V tomto př ípadě 

se j e d n á o M A R I E Server Web, k te rý je ve F N O L používán. Ana lýza je spuš těna pro

s t ředn ic tv ím t lač í tka " T E S T " u vybraného R T G vyšetření , viz část [A] v obrázku 5.4. 

T í m dojde k vygenerování událos t i obsahující identif ikátory vybraného vyšetření . 

Událost je zachycena desktopovou aplikací, k t e r á použije v ní obsažené identifi

ká to ry k získání úda jů o pacientovi ze sys tému P A C S . T y jsou z kontrolních důvodů 

zobrazeny zdravotnickému personálu , viz část [A] obrázku 5.2. N a jejich základě 

aplikace vytvoř í nový záznam v da tabáz i . Souběžně je z aplikace do sys tému P A C S 

odes lána žádost o přenos konkré tn ího R T G snímku na p ř e d e m definovaný D I C O M 

uzel umís těný na serveru. Po odeslání požadavku přechází aplikace do monitorova

cího režimu, ve k t e r ém kont inuálně monitoruje p r ů b ě h a stav analýzy. V p r ů b ě h u 
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čekání na výsledky analýzy může zdravotnický personál na základě svého odborného 

úsudku př i řadi t R T G snímku klasifikační značku. Ta udává míru , s jakou pravdě

podobnos t í se na R T G snímku vyskytuj í vzory typické pro onemocnění C O V I D - 1 9 , 

viz část [C] obrázku 5.2. Výsledky analýzy jsou zobrazeny v části [B] obrázku 5.2. 

CovidStopHospital 

Pacient: H 

R.Č: • 

Ca:urr 2C95 Í1 Í 

Act: I 

[A] 

hodnocení AI - riziko Covidl9 

[Ví Zobrazit hodnoceni AI 

ne spise ne sporné spise a no ano 

Hodnocení: 

Hodnocení radiologa - riziko Covid19 

ne spise ne- sporné spise ano sne 

[ B ] 

[C] 
Odeslat hodnocení 

Obr. 5.2: Desktopová aplikace. Čás t [A] obsahuje údaje o pacientovi. V části [B] 

jsou zobrazeny výsledky analýzy R T G snímku (nejsou k dispozici - právě prob íhá 

ana lýza) . Poslední část [C] umožňuje lékaři př i řad i t R T G sn ímku značku. 

5.2.2 Serverová část 

Serverová část je složena ze čtyř služeb, k teré jsou navzá jem propojeny a spolu

pracují na zpracování příchozích R T G snímků. Mez i hlavní službu pa t ř í A I služba, 

k te rá je zodpovědná za provedení analýzy pomocí integrovaných A I modelů . V té to 

konkré tn í implementaci jsou k detekci C O V I D - 1 9 využívány modely DeepCov idXR 

[141]. Důvod jejich výbě ru je vysoká klasifikační přesnost a dosažení vyšší p růměrné 

úspěšnost i ve srovnání s několika radiology [141]. Vzájemné propojení služeb je uve

deno na obrázku 5.3 a detailněji vysvět leno v následujícím textu. 

Služba STORESCP a Redis 

Konfigurace a spuš těn í služby S T O R E S C P , k t e rá je součást í softwarové sady D C M T K 

[112], předs tavuje nezby tný krok pro správnou funkčnost CovidStopHospital . Tato 

služba nas louchá na definovaném D I C O M portu. N a tento port jsou odesí lány R T G 
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Obr. 5.3: Obrázek znázorňuje serverovou část architektury CovidStopHospital . 

V p ř ípadě nahrazen í stávajícího A I modelu (DeepCovidXR) j i ným je p o t ř e b a upravit 

pouze červeně označené bloky a vhodně upravit proces inicializace A I modelů . 

sn ímky sys témem P A C S na základě požadavku klientské části CovidStopHospital . 

Služba S T O R E S C P následně tyto sn ímky uloží ve formátu D I C O M do p ř e d e m de

finovaného adresáře , jak je vizualizováno na obrázku 5.3. 

Služba Redis je používána jako paměťové úložiště, ve k t e r ém jsou uloženy příchozí 

požadavky čekající na zpracování s lužbou A I . Po úspěšné analýze iniciuje A I služba 

ods t raněn í požadavku z fronty. 

Služba DICOM-konzument 

Služba monitoruje událos t i vy tvářené souborovým sys témem, které indikují uložení 

nových souborů ve sledovaném adresář i . K a ž d á tato z a z n a m e n a n á událost prochází 

filtračním procesem, k te rý m á za cíl zamezit zpracování nevalidních D I C O M sou

borů . Jde o krok vedoucí k minimalizaci r izika chyb, k te ré by vznikly při pokusech 

A I modulu analyzovat n e v h o d n á data. Pokud jsou soubory validní, dojde k jejich 

zařazení do Redis fronty, kde čekají na zpracování s lužbou A I . 

Jednou z hlavních nevýhod Redisu je, že v p ř ípadě v ý p a d k u dojde ke z t r á t ě dat 

nacházejících se ve frontě. Avšak D I C O M soubory těchto požadavků s tá le zůstávají 

uloženy v definovaném adresář i . Proto při každém spuštění služby p rob íhá kontrola 

všech souborů nacházejících se v př ís lušném adresář i . Validní soubory jsou znovu 

zařazeny do fronty. T í m je zaj ištěno obsloužení všech požadavků i v p ř ípadě v ý p a d k u 

serveru. 
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Služba AI 

Výsledek analýzy R T G snímku, k te rý poskytuje ak tuá ln í verze CovidStopHospital , 

je získán na základě agregace vážených p r ů m ě r ů z celkem 24 DeepCov idXR mode lů 

[141]. Způsob zpracování dat se liší podle toho, zda jsou výpoč ty realizovány pomocí 

grafické (Graphics Processing Unit - GPU) nebo centrální procesorové jednotky 

(Central Processing Unit - CPU). 

V y u ž i t í C P U : V p ř ípadě použi t í C P U je vytvořeno několik A I instancí . P ř í pad 

je znázorněn na obrázku 5.3. K a ž d á z těch to ins tancí je odpovědná za zpracování 

R T G snímku urč i tým p o č t e m z celkových 24 modelů . Tento p ř í s tup umožňuje efek

t ivně využít možnost i vícejádrových procesorů, což vede ke zkrácení doby analýzy. 

Komunikaci a koordinaci mezi jednot l ivými A I instancemi zajišťuje interní řídící 

mechanismus A I modulu, k t e rý také řeší ukončení jednot l ivých ins tancí a uvolnění 

přidělených výpoče tn ích zdrojů. 

V y u ž i t í G P U : Pro akceleraci v ý p o č t ů pomocí G P U je nu tné , aby byl server 

vybaven hardwarem od společnosti Nvid ia disponujícím min imálně 11 G B V R A M . 

Dále je nezby tná instalace ovladačů, sady C U D A T o o l k i t a knihoven c u D N N , které 

odpovídaj í technickým p o ž a d a v k ů m modelu DeepCov idXR [141]. Hlavním př ínosem 

využi t í G P U je p o d s t a t n é zkrácení doby n u t n é pro zpracování jednot l ivých poža

davků, avšak na úkor vyšší spo t řeby energie a zvýšených investičních nák ladů . 

Výběr mezi využ i t ím C P U a G P U závisí na p o č t u zpracovávaných požadavků 

a na s tanovené max imáln í p ř ípus tné době jejich zpracování . Klíčovým faktorem 

pro výběr vhodné hardwarové konfigurace je však kapacita rentgenového pracoviště 

v konkré tn ím zdravotnickém zařízení. Tento aspekt určuje, zda zvolená hardwarová 

infrastruktura bude schopna efektivně zpracovávat všechny příchozí požadavky. 

Z p r a c o v á n í v ý s l e d k u a n a l ý z y : Výsledek analýzy je reprezentován dvouprv

kovým vektorem, kde jednot l ivé prvky určují p ravděpodobnos t nepř í tomnos t i , re

spektive p ř í tomnos t i onemocnění . Kromě tohoto vektoru jsou do existujícího data

bázového záznamu uloženy i doplňující údaje o datu a čase provedení analýzy a verzi 

použi tého A I modelu. Tato kombinace informací umožňuje snadnější porovnán í růz

ných modelů , což je uži tečné při integraci novější verze A I modelů . Po úspěšném 

uložení výsledku je příslušný požadavek ods t r aněn z Redis fronty a soubor ve for

m á t u D I C O M , k te rý byl podroben analýze, je z definovaného adresáře smazán. 

5.2.3 Ověření výkonnosti, stability a možnosti dalšího výzkumu 

Testování bylo provedeno za účelem ověření stability a max imá ln í doby zpracování 

požadavku , k t e rá byla stanovena na 20 sekund. Robustnost serverové části Covid-
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StopHospital byla vyhodnocena simulací v ý p a d k u př ipojení a zas tavením jedné ze 

závislých služeb. B y l a t aké ověřena funkčnost au tomat ického spuštění po neplá

novaném restartu serveru. Služba prokáza la svou spolehlivost ve všech zmíněných 

scénářích a bez výjimky byla její funkčnost úspěšně obnovena. 

V rámci testovacího procesu byla ověřována doba zpracování příchozích poža

davků, k t e rá byla vypoč t ena jako rozdíl mezi okamžikem přijetí D I C O M souboru 

a časem uložení výsledků analýzy do da t abáze . Výsledky měření jsou prezentovány 

v tabulce 5.1. Testování bylo realizováno na dvou odlišných hardwarových konfi

guracích, př ičemž první test p roběhl na v i r tuá ln ím serveru vybaveném procesorem 

Intel Xeon E5-2660 v3 @ 2,60 G H z , 16 G B D D R 4 R A M a sys témem Windows Server 

2019. Dále bylo provedeno měření doby zpracování s využ i t ím G P U na výpoče tn í 

stanici s procesorem Intel i7-8700k @ 3,70 G H z , 32 G B D D R 4 R A M , Nvid ia 1080 T i 

11 G B V R A M a sys témem Windows 10. Ačkoliv př ímé srovnání výsledků t e s tů není 

možné kvůli rozdí lným konfiguracím, lze p ředpok láda t , že hlavní v l iv ve zkrácení 

doby zpracování bude mí t právě využi t í G P U , za t ímco vl iv procesoru a velikosti 

R A M by měl být méně významný. 

Z naměřených hodnot uvedených v tabulce 5.1 vyplývá, že doba zpracování prv

ního D I C O M sn ímku po spuštění serverové části CovidStopHospital je ve srovnání 

s dobou p o t ř e b n o u pro analýzu následujících sn ímků výrazně delší. Tento jev lze při

psat mechanismu líného nač í tán í (lazy load) A I modelů . P r ů m ě r n á doba p o t ř e b n á 

pro analýzu sn ímků pomocí C P U dosahuje 11,53 sekundy, s max imá ln í zaznamena

nou hodnotou 14,01 sekundy. V př ípadě využi t í G P U je p r ů m ě r n á doba zpracování 

R T G snímku ve srovnání s C P U přibližně č tyř ikrá t nižší a činí 2,78 sekund. Nejvyšší 

z a z n a m e n a n á hodnota dosahuje 4,01 sekundy. 

Tyto hodnoty byly získány na základě provedení 40 měření . Z výsledků je pa t rné , 

že k r i t é r ium doby zpracování je i při využi t í C P U splněno, což svědčí o vysoké 

efektivitě a optimalizaci procesu analýzy v rámci sys tému CovidStopHospital . 

Tab. 5.1: Doba zpracování požadavků v CovidStopHospital pomocí C P U a G P U . 

C P U G P U 

Doba analýzy Prům. [s] Min. [s] Max. [s] Prům. [s] Min. [s] Max. [s] 
První 29,18 21,97 37,00 7,21 6,98 7,79 
Následující 11,53 8,22 14,01 2,78 2,37 4,01 

5.2.4 Možnosti dalšího výzkumu 

Další vývoj a výzkum zaměřený na vylepšení p ředs taveného řešení by se mohl za

bývat implementac í funkcionality au tomat ického rozdělení zátěže. T a by umožni la 

97 



dynamické rozdělení A I modelů mezi jednot l ivé A I instance, čímž by došlo k optima

lizaci využi t í výpoče tn ích pros t ředků . To by bylo výhodné zejména při využi t í tzv. 

ensemble modelů , u k terých je konečný výs tup získán agregací výsledků z několika 

A I modelů . Mez i tyto typy se řad í i DeepCov idXR model, k t e rý je využi t v současné 

implementaci CovidStopHospital . 

Dalš ím m o ž n ý m vylepšením je využi t í kontejnerizace. Tento p ř í s tup by zjedno

dušil a zrychli l proces nasazování a zlepšil možnos t i škálování. Dále by t í m došlo 

k ods t r aněn í závislosti na operačních systémech Windows. Kontejnerizace by záro

veň zlepšila izolaci mezi s lužbami, což by přispělo k větší s tabi l i tě . 

Obr. 5.4: Snímek obrazovky znázorňuje pracovní stanici s aplikací CovidStopHospi

tal . V aplikaci M A R I E Server Web je v y b r á n konkré tn í R T G snímek. Žádost o ana

lýzu je spuš těna k l iknut ím na t lač í tko [A]. Výsledek algoritmu A I je zobrazen v [C] 

a reflektuje skóre 68,66, což znamená , že jde p r avděpodobně o C O V I D - 1 9 pozitiv

ního pacienta. Výsledek A I lze skrýt pomocí [B], aby nedošlo k ovlivnění názoru 

zdravotnického personálu . P ř í p a d n ě může sn ímku př i řadi t klasifikační značku na 

základě svého odborného úsudku [D]. 
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Závěr 
Diser tační práce byla zaměřena na dvě t é m a t a zabývající se využ i t ím A I ve zdravot

nictví . P r v n í část práce byla věnována výzkumu zaměřeném na využi t í A I a lgor i tmů 

pro predikci vhodnosti K T u post-covidových pacientů . T i jsou ohroženi, mnohdy 

n e v r a t n ý m poškození plic v důsledků pozánět l ivých změn vyvolaných C O V I D - 1 9 

pneumoni í . Velké množs tv í z těchto pac ien tů nevyžaduje jakoukoliv léčbu a k úpravě 

pozánět l ivých změn dojde spon tánně . Nicméně, u některých z nich by bez K S léčby 

došlo k poškození plicního intersticia v důs ledku transformace pozánět l ivých změn 

na změny fibrotické. Navržený A I p ř í s tup umožňuje personalizovaný p ř í s tup k léčbě. 

Jeho efektivita zvyšuje přesnost léčby p ros t ředn ic tv ím identifikace pacientů , kteř í 

léčbu vyžadují a těch, u k te rých není nu tná , nebo není prospěšná . Druhé t é m a bylo 

zaměřeno na náv rh obecné architektury, k t e rá umožňuje vzájemné propojení IS zdra

votnického zařízení s k terýmkol iv A I modelem zpracovávajícím medicínská obrazová 

data. 

K dosažení cílů diser tační práce byla kapitola 1 věnována teoret ickému základu 

umělé inteligence, k te rý poskytoval široký přehled o současných poznatc ích v t é to 

oblasti. Kapi to la 2 pod robně předs tavi la u každého z řešených t é m a t současný stav 

vědy a techniky, ze k te rého vyplynuly cíle t é to práce . T y jsou p o d r o b n ě rozepsány 

v kapitole 3. 

Kapi to la 4 se zabývala ověřením výzkumné o tázky v oblasti personalizované léčby 

post-covidových pacientů . Nejprve byl proveden náv rh experimentu, k te rý zohled

ni l t rénovací procesy A I mode lů i jejich p ř ípadné prakt ické využit í . N a základě ře

šené výzkumné o tázky a p r ů b ě h u vyšet ření post-covidového pacienta bylo stanoveno 

schéma sběru dat. Následně byla tato data p o d r o b n ě analyzována s cílem získání 

doménových znalostí . Dále byly na základě provedené rešerše, typu a velikosti da

tové množiny a získaných doménových znalost í vyb rány a na t rénovány A I modely. 

Součást í t rénovacího procesu byla i optimalizace h y p e r p a r a m e t r ů těch to modelů . 

M i m o ověření základní o tázky byl zkoumán vl iv kombinace vs tupních vyšet ření na 

úspěšnost modelů . Za t í m t o účelem byly předs taveny t ř i experimenty. V p rvn ím 

experimentu byla množ ina dat, čítající 119 p a r a m e t r ů , omezena pouze na parame

try, k te ré byly dos tupné z anamnézy a spirometrie. Z těchto 80 p a r a m e t r ů bylo 

následně na základě odborného lékařského úsudku a metod př íznakového inženýr

ství S H A P a fc-Best vyb ráno dvacet nej významnějších. D ů v o d e m byla minimalizace 

r izika pře t rénování modelů . Bylo zjištěno, že žádný model nepřesáhl 70% úspěš

nost v metrice vyvážené přesnost i . Nejvyšší úspěšnost byla z a z n a m e n á n a u fc-NN 

modelu a to 64,63 %, k te rý dosahoval nejvyšších hodnot ve všech sledovaných met

rikách. Modely X G B o o s t a M L P dosáhly shodné vyvážené přesnost i 61,11 %. V dru

hém experimentu byly použi ty vs tupn í parametry z anamnézy a krevního obrazu. 
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Z těchto 77 p a r a m e t r ů bylo s te jným způsobem vybráno dvacet. Opě t žádný z mo

delů nepřesáhl 70% úspěšnost . Nejvyšší vyvážená přesnost byla stejně jako v p rvn ím 

experimentu z a z n a m e n á n a u k-NN modelu a to 64,26 %. D r u h ý m nej úspěšnějším 

modelem byl rozhodovací strom s 62,59% úspěšnost í . Poslední experiment zahrno

val kombinaci 119 p a r a m e t r ů anamnézy, spirometrie a krevního obrazu. Z nich bylo, 

stejně jako v předchozích př ípadech, vyb ráno dvacet. Model rozhodovacího stromu 

ve všech sledovaných met r ikách přesáhl hranici 0,7, respektive 70 %. V př ípadě 

vyvážené přesnost i dosáhl 73,52% úspěšnost i a metrika A U C lehce převyšovala hod

notu 0,74. Repor tovaná přesnost byla dostačující pro využi t í modelu rozhodovacího 

stromu jako p o d p ů r n é h o nás t ro je při rozhodování o p r ů b ě h u léčby pac ien tů splňu

jících s tanovená kri tér ia . Prezentované výsledky vznikly na základě řešení výzkum

ného projektu Ministerstva vnitra Č R s názvem Systém včasného záchytu infekce 

COVID-19 pro bezpečnost ohrožených skupin obyvatelstva s využitím umělé inteli

gence, pod označením VI04000039. O d b o r n á úroveň medicínské části byla zaj ištěna 

účinnou spoluprací s K l in ikou plicních nemocí a tuberku lózy F N O L , pros t řednic

t v ím k teré bylo zajištěno up la tněn í výsledků výzkumů v klinické praxi. Studie byla 

schválena Et ickou komisí F N O L pod číslem 228/21. Výsledky byly prezentovány 

před odbornou komunitou v rámci zvané p řednášky na konferenci 56. Nitrianske le

kárske dni. V p r ů b ě h u výzkumu byly částečně aplikovány znalosti získané z účas t i na 

mez iná rodn ím projektu Interreg C E N T R A L E U R Ó P E s názvem Development of an 

integrated conceptfor the deployment of innovative technologies and services allowing 

independent living of frail elderly (niCE-life), pod označením CE1581. Stěžejní část 

t é t o kapitoly reprezentuje základ stavu vědy a technicky v oblasti personalizované 

léčby u post-covidových pac ien tů a byla publ ikována v časopise Diagnostics (IF: 3.6, 

AIS Q2) [16]. 

Kapi to la 5 se zabývala v ý z k u m e m a vývojem univerzální architektury umožňu

jící interoperabilitu mezi IS zdravotnických zařízení a l ibovolným A I modelem pro 

analýzu obrazových dat. B y l a navržena s ohledem na snadnou udrži te lnost , efek

tivnost a bezpečné nak ládán í s cit l ivými zdravotn ími daty. Její univerzálnost byla 

prezentována p ředs taven ím konkré tn í implementace. Ta byla zaměřena na proble

matiku včasného záchytu onemocnění C O V I D - 1 9 na základě analýzy rentgenových 

sn ímků plic. Pro analýzu byly do architektury zaintegrovány model DeepCov idXR 

a byla p ř i d á n a podpora analýzy R T G snímků pomocí C P U a G P U . Optimalizace 

rychlosti zpracování R T G snímků pomocí C P U byla realizována mechanismem více

násobného p o č t u A I m o d u l ů a byly tak využi ty možnost i vícejádrových procesorů. 

Bylo provedeno ověření výkonnost i a stability. P r ů m ě r n á doba analýzy jednoho R T G 

snímku pomocí C P U byla 11,53 sekund a v p ř ípadě G P U 2,78 sekund. V obou pří

padech byly splněny požadavky na max imá ln í p ř ípus tnou dobu analýzy, k t e r á byla 

stanovena na 20 sekund. Finální verze t é to implementace byla úspěšně nasazena ve 
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F N O L . Výzkum prezentovaný v d ruhé část i vznikl na základě řešení výzkumného 

projektu Ministerstva vnitra C R , pod označením VI04000039. Obsah t é t o kapitoly 

byl při jat vědeckou komunitou a následně prezentován na mez inárodní konferenci 

I C U M T 2023 [17]. 

Během popisovaného výzkumu a vývoje byly použi ty znalosti získané při řešení 

výzkumných pro jek tů financovaných z neveřejných zdrojů s názvy Využití umělé 

inteligence v ÚEPS - projekt ARTIC (čeká na hodnocení) a Vývoj IoT mechat-

ronického zabezpečovacího systému ePRO 1.4 (hodnoceno s t u p n ě m 2), jenž byly 

odeslány k hodnocení v Modu lu 1 podle Metodiky 2017+ 1 . Výsledek projektu IoT 

mechat ronického zabepzečovacího sys tému byl publikován v časopise I E E E Consu-

mer Electronics Magazíne (IF: 4.5, AIS Q2) [13]. 

Navazující výzkum může být zaměřen na po tvrzen í či vyvrácení rasového a et

nického biasu, k te rý mohl vzniknou na základě začlenění pac ien tů převážně z Olo

mouckého kraje. Dále může být zkoumán vl iv rozšíření datové množiny na predikční 

úspěšnost modelů . Současně může být , při zvýšení množs tv í da tových vzorků, ověřen 

vl iv zvýšení p o č t u p ř íznaků použi tých pro t rénování modelů . V rámci obecné archi

tektury umožňující interoperabilitu A I mode lů s IS zdravotnických zařízení může být 

následující výzkum zaměřen na návrh efektivnější funkcionality usnadňující tvorbu 

nových da tových množin. 

1 Metodika M17+ je vládou české republiky schválený systém hodnocení výzkumných orga
nizací a programů účelové podpory výzkumu, vývoje a inovací, který byl zaveden v roce 2017. 
V Modul 1 jsou hodnoceny vybrané vědecké výsledky dle jejich kvality a významnosti ve srovnání 
s mezinárodní úrovní. Výzkumná organizace může k hodnocení zaslat pouze omezené množství 
výsledků. 
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vysokým pros to rovým rozlišením 

I C H S Ischemická choroba srdeční 
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A Teplotní mapa korelační analýzy 

Obr. A . l : Komple tn í t ep lo tn í mapa korelačních koeficientů mezi př íznaky datové 

množiny. 
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B Doplňující výsledky 

B. l Analýza příznaků ze Spirometrie 

Obr. B . l : Grafické znázornění R O C křivek finálních mode lů na t rénovaných na da

tech z anamnézy a Spirometrie. Výsledky jsou získány na základě predikce vzorků v 

testovací množině , S H A P - D T . 
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Obr. B.2: Významné parametry ze souboru obsahujícího data z anamnézy a Spiro

metrie. V červených oblastech jsou uvedeny vybrané parametry, k teré byly použi ty 

pro t rénování modelů , S H A P - R F . 
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Obr. B.4: Graf reprezentující v l iv hodnot parametrů anamnézy a Spirometrie na 
doporučení nasazení K S , S H A P - R F . 
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Obr. B.5: Matice záměn finálních mode lů na t rénovaných na datech z anamnézy a 

Spirometrie. Výsledky jsou získány na základě predikce vzorků v testovací množině . 

S H A P - R F . Př i řazení dílcích matic j edno t l ivým mode lům: a) D L , b) L R , c) D T , d) 

M L P , e) jfe-NN, f) S V C , g) A B , h) X G B , i) L G B M . 
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Obr. B.6: Grafické znázornění R O C křivek finálních mode lů na t rénovaných na da

tech z anamnézy a Spirometrie. Výsledky jsou získány na základě predikce vzorků v 

testovací množině , S H A P - R F . 

132 



Obr. B.7: Grafické znázornění R O C křivek finálních mode lů na t rénovaných na da

tech z anamnézy a krevních tes tů . Výsledky jsou získány na základě predikce vzorků 

v testovací množině , S H A P - D T . 
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Obr. B.8: Významné parametry ze souboru obsahujícího data z anamnézy a krevních 

tesů. V červených oblastech jsou uvedeny vybrané parametry, k te ré byly použi ty pro 

t rénování modelů , S H A P - R F . 
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Obr. B.9: V l i v p a r a m e t r ů anamnézy a krevních t e s tů na výsledek predikce vyjádřený 

pomocí p růměrných S H A P - R F hodnot. 
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Obr. B . l l : Matice záměn finálních mode lů na t rénovaných na datech z anamnézy a 

krevních tes tů . Výsledky jsou získány na základě predikce vzorků v testovací mno

žině, S H A P - R F . Př i řazení dílčích matic j edno t l ivým mode lům: a) D L , b) L R , c) 

D T , d) M L P , e) jfe-NN, f) S V C , g) A B , h) X G B , i) L G B M . 
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Obr. B . 12: Grafické znázornění R O C křivek finálních modelů na t rénovaných na da

tech z anamnézy a krevních tes tů . Výsledky jsou získány na základě predikce vzorků 

v testovací množině , S H A P - R F . 
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B.3 Analýza příznaků z komplexního vyšetření 

RF (AUC = 0.6642) 
LR (AUC = 0.6259) 
DT (AUC = 0.7469) 

- MLP (AUC = 0.6611) 
kNN (AUC = 0.6926) 
SVC (AUC = 0.6753) 
AB (AUC = 0.6506) 

- XGB (AUC = 0.6654) 
LGBM (AUC = 0.6623) 

0.4 0.6 
Podíl falešně pozitivních případů 

1.0 

Obr. B . 13: Grafické znázornění R O C křivek finálních modelů na t rénovaných na da

tech z komplexního vyšetření . Výsledky jsou získány na základě predikce vzorků v 

testovací množině , S H A P - D T . 

139 



Obr. B.14: Vizualizace na t rénovaného D T modelu na datech z komplexního vyset 

ření. Vizualizace je realizována na t rénovací datové množiny, S H A P - D T . 
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Obr. B.15: Významné parametry ze souboru obsahujícího data z komplexního vy

šetření. V červených oblastech jsou uvedeny vybrané parametry, k teré byly použi ty 

pro t rénování modelů , S H A P - R F . 
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Obr. B.16: V l i v p a r a m e t r ů komplexního vyšet ření na výsledek predikce vyjádřený 

pomocí p růměrných S H A P - R F hodnot. 
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Obr. B . 17: Graf reprezentující v l iv hodnot p a r a m e t r ů komplexního vyšet ření na do

poručení nasazení K S , S H A P - R F . 
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Obr. B.18: Matice záměn finálních mode lů na t rénovaných na datech z komplexního 

vyšetření . Výsledky jsou získány na základě predikce vzorků v testovací množině . 

S H A P - R F . Př i řazení dílčích matic j edno t l ivým mode lům: a) D L , b) L R , c) D T , d) 

M L P , e) jfe-NN, f) S V C , g) A B , h) X G B , i) L G B M . 
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Obr. B . 19: Grafické znázornění R O C křivek finálních modelů na t rénovaných na da

tech z komplexního vyšetření . Výsledky jsou získány na základě predikce vzorků v 

testovací množině, S H A P - R F . 
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