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1. Úvod

Vizuální zpracování objekt· z obrazu v reálném £ase, uv¥dom¥ní si jejich pozice

a konkrétní vlastnosti, bylo v lidem známém sv¥t¥ doménou pouze organism· zalo-

ºených na uhlíkové bázi. Díky kaºdoro£nímu nár·stu výkonu výpo£etních technologií

a novým nápad·m z oboru vizuální detekce, se do této mnoºiny pomalu hlásí sys-

témy zaloºené na konvolu£ních neuronových sítích, které svou rychlostí zpracování

umoº¬ují reagovat na vizuální podn¥ty z reálného sv¥ta.

1.1 Cíle práce

Cílem této práce je navrhnout autonomní systém pro bezpilotní prost°edek, který

dokáºe sledovat konkrétní objekt zájmu. Sou£ástí práce bude analýza sou£asných

trackovacích metod, ze které se bude vycházet p°i výb¥ru technologií pro zpracová-

ní obrazu. Na základ¥ technologických moºností bude ve �nále sestrojen prototyp

bezpilotního prost°edku pro otestování vytvo°eného Visual Tracking Systému (dále

jen VTS).

1.2 Struktura práce

Práce je d¥lena do samostatných tematických celk· popisujících jednotlivé kroky

k dosaºení stanovených cíl·. V následující kapitole se nachází analýza n¥kolika °e-

²ení problematiky visual trackingu, jejich princip fungování a vyhodnocení. Dal²í,

t°etí kapitola se zabývá vysv¥tlením jednotlivých logických krok· k navrºení VTS.

�tvrtá kapitola popisuje d·leºitost a modelování virtuální reality pro testování. Pá-

tá kapitola analyzuje technologie pro detekování objekt· v obraze a vyuºití t¥chto

technologií pro vytvo°ení VTS. �está kapitola popisuje vyuºité trackovací algoritmy.

Sedmá kapitola se zabývá implementací VTS a její nasazení na virtuální a skute£ný

sv¥t. Osmá kapitola obsahuje diskusi, která rozvádí a hodnotí dosaºené výsledky.

Poslední kapitola krátce shrnuje celou práci a vyhodnocuje stanovené cíle.
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2. Tracking systémy

Díky velkému pokroku v oblasti výkonu, miniaturizace a cenov¥ dob°e dostupných

výpo£etních systém·, se staly v posledních letech bezpilotní prost°edky (UAV) velmi

aktivní oblastí výzkumu a dosáhly obrovského pokroku na poli automatizované navi-

gace, dozoru, vojenské aplikace, záchranných úkol· a zem¥d¥lství. Jedním z odv¥tví

výzkumu se staly UAV systémy zaloºené na vizuálním rozpoznávání okolí. Tento

zp·sob se hodí nap°íklad v místech, kde je nutné udrºet zam¥°ení na ur£itý cíl nebo

není moºné bezpilotní prost°edek navád¥t podle GPS signálu.

Pro vytvo°ení kvalitního autonomního bezpilotního prost°edku zaloºeného na vizu-

álním rozpoznávání okolí je nutné zvolit vhodnou metodu sledování objektu zájmu

z obrazu. Níºe se nachází seznam vybraných, nejpoúºivan¥j²ích metod pro trackování

objektu.

2.1 Color �ltering

Prvotní pokusy o sestrojení VTS byly zaloºeny na sledování objektu zájmu na zákla-

d¥ barevné �ltrace. Jedná se o jednoduchý a velmi rychlý zp·sob trackování objektu

z obrazu. Objekt £i objekty musí mít v·£i zbytku obrazu významný barevný rozdíl,

aby je bylo moºné úsp¥²n¥ segmentovat. V p°ípad¥ rozpoznávání více objekt·, musí

mít kaºdý jinou barvu, aby je bylo moºné odli²it. Jedná se tedy pouze o selekci ur£i-

tých rozsah· barevného spektra, coº tento zp·sob £iní výpo£etn¥ velmi nenáro£ným.

[1][2]

2.1.1 Výhody

• hardwarov¥ nenáro£né

• jednoduché na implementaci

• snadné pro tracking
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2.1.2 Nevýhody

• v obraze nesmí být stejná barva

• náchylné na zm¥nu sv¥telných podmínek

• obtíºné sledování více objekt·

2.2 Augmented Reality Marker

Jedním z dal²ích moºných p°ístup· pro tracking objektu je pouºití binárních £tve-

re£ních marker· s £erným ohrani£ením, ve kterém se nachází vzor podobn¥ jako QR

kód. Markery jsou vyuºívány p°edev²ím pro roz²í°enou realitu, kde se podle zkosení

a nato£ení vnit°ního vzoru ur£í pozice a rotace v prostoru v·£i kame°e. Vzhledem

k moºnosti dosazení unikátního vzoru do markeru je moºné trackovat více objekt·

najednou. Výhodou oproti barevné �ltraci je nezávislost na barvách v obrazu a tím

i lep²í moºnost trackování více objekt·. [3]

2.2.1 Výhody

• hardwarov¥ nenáro£né

• snadné pro tracking

• vynikající pro tracking více objekt·

2.2.2 Nevýhody

• nutnost p°ítomnosti markeru
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2.3 OpenTLD

Jeden z nejznám¥j²ích algoritm· pro sledování se jmenuje Tracking, learning and de-

tection. Jak jeho anglický název napovídá, skládá se ze t°í komponent:

• Tracking - sledování

• Learning - u£ení

• Detection - detekce

Tento algoritmus nepot°ebuje v obraze ºádné podp·rné prvky, aby sledoval objekt

zájmu. Tracker sleduje objekt nebo objekty snímek za snímkem. Detektor lokalizuje

ve²keré dosud pozorované zobrazení objektu a opravuje tracker, pokud je pot°eba.

U£ením trackeru podle p°edchozích p°ítomností objektu v obraze se koriguje chy-

ba detektoru, který je aktualizován, aby se chyb¥ v budoucnu p°ede²lo. Vzhledem

k moºnosti u£ení dokáºe tracker navázat zp¥t na objekt, který byl do£asn¥ zakryt

nebo zmizel z obrazu. [4] Díky této schopnosti se algoritmus do£kal aplikace na bez-

pilotní prost°edky. [5][6]

2.3.1 Výhody

• hardwarov¥ nenáro£né

• tracking bez pomocných prvk· v obraze

• moºnost trackovat více objekt·

• obnova trackingu zmizelého objektu

2.3.2 Nevýhody

• nep°esnost aº ztráta objektu p°i zm¥n¥ úhlu pohledu

• ztráta identity p°i podobných objektech
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2.4 Active Track

Spole£nost DJI vyvinula pro svoje bezpilotní prost°edky vlastní proprietární trac-

kovací systém jménem Active Track. Bohuºel k tomuto systému nejsou ve°ejn¥

p°ístupné ºádné speci�kace. Jediné dohledatelné informace pocházejí z tiskových

zpráv, kde se uvádí vyuºívání vizuálního procesoru Movidius Myriad 2 VPU, který

se b¥ºn¥ pouºívá nap°íklad pro hluboké strojové u£ení. I p°es nedostatek informací

je Active Track v této práci uveden kv·li jeho skv¥lým trackovacím schopnostem,

kde svou p°esností viditeln¥ p°ed£í trackovací algoritmy jako Compressive Tracking

a OpenTLD. Podle dostupné video dokumentace, vyuºitého hardware a schopnosti,

s jakou tento algoritmus dokáºe sledovat objekt zájmu, se lze domnívat, ºe algo-

ritmus vyuºívá n¥jakou formu hlubokých neuronových sítí pro sledování objekt·.

[7][8][9]

2.4.1 Výhody

• tracking bez pomocných prvk· v obraze

• perfektní zam¥°ení sledovaného objektu

2.4.2 Nevýhody

• ve°ejnosti nep°ístupný proprietální algoritmus

2.5 Tracking za pomoci detekce

V posledních letech se díky zvy²ující se oblib¥ ve zpracování obrazu za£al velmi £asto

pouºívat tracking za pomoci detekce, kde jsou p°edem známy pozice objekt· v ob-

raze. Tyto pozice jsou vygenerovány jinou komponentou, nap°íklad konvolu£ními

neuronovými sít¥mi. Práce pro tracking algoritmus je tím v základu zjednodu²ena

na pouhé rozli²ování jednotlivých objekt· podle p°edchozích snímk· obrazu. Dal²í

základní nadstavbou této my²lenky je p°idání algoritm· pro p°edpovídání pohy-

bu, které se hodí v p°ípad¥ do£asného zákrytu objektu. Za ideálního stavu dokáºe
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systém obnovit ztracenou identitu sledovaného objektu. Pokro£ilej²í verze t¥chto

trackovacích systém· obsahují i neuronové sít¥ vylep²ující indenti�kaci po ztrát¥,

takºe nedochází tak £asto k necht¥né zm¥n¥ identity.

2.5.1 Výhody

• tracking bez pomocných prvk· v obraze

• perfektní zam¥°ení sledovaného objektu

• open source °e²ení

2.5.2 Nevýhody

• velmi náro£né na hardware
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3. Strategie °e²ení

Pro dosaºení hlavního cíle práce, tedy vytvo°ení kvalitního VTS, nelze v dne²ní dob¥

výkonných po£íta£· po£ítat s jednoduchými trackovacími metodami jako Color Fil-

tering pouºívající selekci barev nebo Augmented Reality Marker, kde jsou k identi�-

kaci pouºívány statické vzory. Tyto formy jsou limitovány nutností výskytu ur£itých

prvk· v obraze. �áste£ným °e²ením tohoto problému je pouºití tradi£ních tracko-

vacích algoritm· jako nap°íklad BOOSTING, MIL, KCF, TLD, MEDIANFLOW

nebo GOTURN. Problém t¥chto algoritm· ov²em spo£ívá v absenci kontextu obra-

zu. Algoritmus neví, co sleduje a pouze hledá zm¥ny v·£i p°edchozím snímk·m, jeº

porovnává. Ve trojrozm¥rném sv¥t¥ potom £asto kaºdá rychlej²í zm¥na pozice kame-

ry znamená ztrátu sledovaného objektu, nebo´ zm¥nou snímaného úhlu se m¥ní jak

sledovaný objekt, tak jeho pozadí. Tento problém je zásadní pro plánovaný systém

bezpilotního prost°edku, protoºe se o£ekává aktivní sledování objektu zájmu, £ímº

se znemoºnuje nasazení t¥chto algoritm· pro tvorbu VTS.

Na základ¥ vý²e popsaných problém· tato práce navrhuje °e²ení v dodání kontextu

pro trackovací algoritmy, kde je trackovací algoritmus podpo°en detek£ními systémy

udávajícími pozice nalezených objekt· v obraze, nezávisle na jejich p°edchozí polo-

ze. Tímto zp·sobem se zvý²í p°esnost trackingu, protoºe pozice objektu se neodvíjí

od nálezu trackovacího algoritmu, ale od nalezené detekce, £ímº dochází ke korekci

trackovacího algoritmu pro dal²í snímky. P°edpokládá se, ºe vyuºitím metody trac-

kování za pomoci detekce bude nový VTS dosahovat minimáln¥ podobných kvalit

jako u proprietárního algoritmu Active Track od spole£nosti DJI.

Detekce bude postavena na konvolu£ních neuronových sítích, které zaºívají v posled-

ních letech velký rozmach a existuje k nim velké mnoºství materiál·. Dá se p°ed-

pokládat, ºe detekce za pomoci konvolu£ních neuronových sítích, bude extrémn¥

náro£ná na hardwarové prost°edky a bude jí nutno minimáln¥ v rané fázi práce vy-

konávat na externí výpo£etní stanici, tedy mimo bezpilotní prost°edek.

V rámci vývoje VTS bude do práce zakomponovaná virtuální realita (dále jen VR),

která bude simulovat reálnou scénu ze skute£ného sv¥ta. Cílem tohoto kroku je
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naprogramovat do VR bezpilotní prost°edek pohybem simulující sv·j reálný vzor.

P°edpokládá se, ºe vývoj a lad¥ní chování bezpilotního prost°edku na základ¥ vý-

stupních dat z trackování za pomoci detekce, bude zdlouhavá a opakovaná £innost,

která by se díky vým¥n¥ zdroj· £i nep°ízni okolního prost°edí mohla v reálném sv¥t¥

rapidn¥ protáhnout. Výsledkem tohoto kroku bude:

• °e²ení umoº¬ující zam¥n¥ní obrazu z VR za ten skute£ný

• vytvo°ení rozhraní pro simulovaný a fyzický prost°edek vyuºitím výstupu trac-

kovacího systému
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4. Testovací virtuální realita

Hlavní cíl práce je navrºení autonomního systému pro bezpilotní prost°edek. Vzhle-

dem k tomuto cíli je nutné mít k dispozici kontrolované prost°edí, ve kterém je

moºné bezpe£n¥ otestovat rozhodovací schopnosti prost°edku. V raných fází projek-

tu se velmi snadno m·ºe stát, ºe prost°edek není stoprocentn¥ pod kontrolou a m·ºe

se p°i ²patn¥ o²et°eném stavu programu nap°íklad ztratit z dosahu, n¥koho zranit

nebo se po²kodit.

V rámci eliminace t¥chto £erných scéná°· byla do projektu za°azena vrstva VR,

která je ideálním prost°edím pro lad¥ní VTS. Krom¥ prost°edí, ve kterém se nem·ºe

nic stát, je velkou výhodou této formy moºnost testování jednotlivých £ástí na p°e-

dem de�novaném míst¥ a prostoru prakticky okamºit¥ a opakovan¥. Tím odpadá

reºie na p°ipravení skute£ného prost°edí, vým¥nu napájecích zdroj·, zabezpe£ení

prostoru atp. Níºe následuje popis jednotlivých komponent testovacího virtuálního

prost°edí.

4.1 Unity 3D

Pro vytvo°ení simulace ve VR byl pouºit engine Unity3D, který nabízí ²iroké spek-

trum moºností pro tvorbu 3D aplikací. Krom¥ gra�ckého prost°edí podporuje vytvá-

°ení skript· v jazyce C# k jednotlivým objekt·m scény, coº je ideální pro plánované

kontrolované prost°edí. [11]

4.1.1 Assets Store

Unity obohacuje svou developerskou scénu o online obchod Assets Store, na kterém

se nechají koupit nebo prodat hotové kompatibilní komponenty pro Unity jako tex-

tury, 3D modely, animace, zvuky, efekty, kamery a mnohem více. Pokud není t°eba

ºádných speciálních poºadavk·, je moºné jednoduchou scénu poskládat z nabízených

komponent· Assets Store. [12]
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4.1.2 Kon�gurace postavy

Obrázek 4.1: Model postavy

Pro navrºení VTS byla zvolena jako sledovaný objekt zájmu postava £lov¥ka, kte-

rá je nejlépe dostupná pro testování v reálném sv¥t¥ a m·ºe jí vykonávat samotný

operátor bezpilotního prost°edku.

Skrze Assets Store byly staºeny generické animace a modely postav lidí, které budou

slouºit jako testovací objekt zájmu pro navrhovaný VTS. Výhodou humanoidních

model· staºených z Assets Store je kompatibilita se zabudovaným Unity Animator

rozhraním. Ke kaºdé postav¥ z kategorie humanoid lze p°i°adit libovolná animace

ze stejné kategorie. Model tedy neobsahuje animaci p°ímo v sob¥, ale je animován

skrze klouby. [10]

Ovládání animace postavy za²ti´uje Unity Animator, který je vyobrazen gra�cky

jako p°ehled moºných stav·. Jednotlivé stavy p°edstavují konkrétní pohyb posta-

vy. P°echody z jednotlivých stav· jsou vyhodnoceny dle de�novatelných podmínek.

Parametry pro vyhodnocení podmínek jsou nastavitelné skrze scripty vázané na ob-

jekty scény.
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Obrázek 4.2: P°ehled stav· - p°echod pohybu stání do ch·ze

V rámci postavy byly de�novány stavy:

• Idle (animace � stát na míst¥)

• Walking (animace � ch·ze vp°ed)

• Walking Backwards (animace � ch·ze vzad)

• Running (animace � b¥h vp°ed)

V rámci Unity Animator byly de�novány Boolean prom¥nné:

• Walking (default: false)

• Running (default: false)

• Backward (default: false)

Postava se m·ºe dostat vºdy do konkrétního stavu pouze pokud je s ním její sou£asný

stav propojený. Nap°íklad, aby se postava dostala do stavu Running (b¥h), musí

nejprve být ve stavu Walking (ch·ze). Tato logika má své opodstatn¥ní v ukon£ení

pohybu b¥h a p°echodu do pohybu ch·ze. Pokud by byl stav b¥hu propojen p°ímo

se stáním, £i ch·zí vzad, do²lo by tak k nerealistické extrémní zm¥n¥ pohybu, coº

by mohl být necht¥ný ru²ící element pro VTS.

P°edávání parametr· pro vyhodnocení pohybu je °e²eno nastavováním akce podle

stisknutých kláves W, S a levý Shift.
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if (Input.GetKey(KeyCode.W)) {

setMovement("walking", true);

if (Input.GetKey(KeyCode.LeftShift)) {

setMovement ("running", true);

}

}

if (Input.GetKey(KeyCode.S)) {

setMovement ("backward", true);

}

Aby mohla postava p°ejít do stavu Running, musí se tedy drºet klávesa levý shift

pro b¥h podmín¥n¥ s klávesou W, která slouºí pro ch·zi.

4.1.3 Kon�gurace prost°edí

Pro navrhování samotného VTS bylo t°eba zvolit scénu, která by se svým vzhledem

podobala skute£nému prost°edí. V kone£ném d·sledku je totiº t°eba testovat bez-

pilotní prost°edek ve sv¥t¥ bohatém na detaily, aby se co nejvíce usnadnil p°echod

z virtuálního sv¥ta do toho skute£ného. Ideáln¥ by m¥l být virtuální sv¥t nato-

lik autentický, aby sta£ilo systému zam¥nit na vstupu virtuální obrazový materiál

za skute£ný a jeho chod z·stal stejný jako v simulaci.

Z vý²e popsaných d·vod· byla z dostupných model· v Assets store poskládána £ást

�ktivního m¥sta, které obsahuje budovy s obchody, chodníky, stromy a dal²í modely

pro navý²ení úrovn¥ autenticity prost°edí. V rámci plánovaného pohybu vícero po-

tencionálních objekt· ke sledování, byla scéna stav¥na jako ve°ejná plocha simulující

nám¥stí.

Obrázek 4.3: Virtuální nám¥stí
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4.1.4 Simulace ru²ného nám¥stí

Aby bylo moºné testovat VTS, bylo pot°eba do scény vloºit dal²í autonomní huma-

noidní postavy, které m¥ly za úkol zám¥rn¥ pracovat jako ru²ivé elementy p°i sledo-

vání postavy zájmu. Tento zp·sob testování m¥l prov¥°it, zdali nedochází k necht¥né

zám¥n¥ postavy zájmu za jinou okolní humanoidní entitu.

Vloºeným autonomním postavám byla naprogramována jednoduchá strategie pohy-

bu, kde je postava náhodn¥ nato£ena a vloºena na náhodné sou°adnice omezené

pozicí a rozm¥ry nám¥stí. Postavy jsou vloºeny s nastaveným automatickým po-

hybem ch·ze vp°ed. Kdyº postava odejde z vymezené plochy, proces náhodného

vloºení se opakuje.

Obrázek 4.4: Virtuální nám¥stí s autonomními postavami
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5. Detekce

Lidé se podívají na obraz a okamºit¥ je jim jasné, jaké objekty se zde nachází a co

znamenají. Vizuální systém £lov¥ka je tak rychlý a p°esný, ºe umoº¬uje vykonávat

relativn¥ sloºité úkony jako t°eba °ízení auta s minimálním úsilím. Podobn¥ rychlé

a p°esné vyhodnocování donedávna nebylo na b¥ºn¥ dostupných za°ízeních moº-

né. Detek£ní systémy, °e²ící tento problém, sice existovaly, ale bu¤ nedosahovaly

pouºitelné p°esnosti v detekci nebo byly pro plynulé zpracování snímk· i na nejvý-

konn¥j²ích spot°ebních strojích moc náro£né. Revoluci v tomto odv¥tví zp·sobily aº

detek£ní systémy, li²ící se tím, ºe dokáºí rozpoznávat objekty v jednom pr·chodu

vyhodnocení obrazu, coº je n¥kolikanásobn¥ rychlej²í neº u dosavadních systém·,

které provád¥jí tuto £innost i n¥koliksetkrát.

Po£íta£ vidí obraz jako pole hodnot jednotlivých pixel·. Jejich po£et se odvíjí od ²í°-

ky a vý²ky obrazu a barevného modelu. Vezme-li se v úvahu RGB bitmapový obrázek

o rozli²ení 512x512 a 24bitové hloubce barev, tak jeho reprezentací jako pole bude

786432 (512x512x3) £ísel nabývajících hodnot od 0 do 255, které popisují intenzitu

pixelu v tomto bod¥. Tato £ísla jsou pro £lov¥ka p°i klasi�kaci obrazu nic ne°íkají-

cí, ale jsou to jediné vstupy, které má po£íta£ k dispozici. Aby mohl rozpoznávat

a rozli²ovat objekty v obraze, bylo ho nutné nau£it, jak zjistit jedine£né konkrétní

vlastnosti objektu. Kdyº se nap°íklad podívá £lov¥k na obraz ko£ky, okamºit¥ vidí

snadno identi�kovatelné rysy jako £ty°i nohy, tlapky atp. Podobného principu vy-

uºívají um¥lé neuronové ²ít¥ typu Convolutional Neural Networks (dále jen CNN),

které aplikováním r·zných �lter· na £ásti obraz· vyhledávají a extrahují prvky ja-

ko okraje, k°ivky, a ty pak kombinacemi spojují do v¥t²ích celk· reprezentujících

dal²í sloºit¥j²í prvek, nap°. tlapku ko£ky. Výsledek CNN je pak p°edán Support

vector machines (dále jen SVM) klasi�kátoru, který ur£í pravd¥podobnost s jakou

se v obraze nachází konkrétní objekt. [13][15][16]
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Kapitola popisuje n¥kolik nej£ast¥ji pouºívaných detek£ních systém· zaloºených

na konvolu£ních neuronových sítích. Cílem tohoto p°ístupu je zhodnotit pouºitel-

nost jednotlivých systém· v praxi. Poslední podkapitola shrnuje zji²t¥né informace

a stanovuje systém pro výrobu VTS. V dov¥tku kaºdého systému je krátké shrnutí

hodnotící systém dle zji²t¥ných informací jako po£et snímk· za vte°inu, p°esnost dle

metriky mAP na datasetu Pascal VOC 2007[14] aj.

5.1 Region-based Convolutional Neural Networks

Aby CNN mohla lokalizovat objekt v obraze pro klasi�kaci, je bez pomocných algo-

ritm· pot°eba vzít na v¥domí ve²keré moºnosti výskytu objektu. To znamená zkusit

v²echny moºné lokace, vý²ku a ²í°ku. Tento proces je velmi neefektivní a výpo£etn¥

náro£ný, protoºe kaºdý vyzkou²ený segment musí op¥t projít náro£nými výpo£ty

konvolu£ní sít¥.

Obrázek 5.1: Testování v²ech moºných lokací objektu

5.1.1 R-CNN

Aby se sníºil po£et pokus· pro nalezení objektu, byly do detek£ních systém· roz-

poznávajících obraz pouºity algoritmy typu Region Proposal (dále jen RP), kde

se na obraz aplikuje tzv. agnostický klasi�kátor, pouºívající n¥kolik gra�ckých �l-

tr· segmentujících obraz. Agnostický klasi�kátor tedy pouze ur£í, kde se v obraze

nachází n¥jaký objekt. Tímto zp·sobem se nechá po£et moºností zredukovat pou-

ze na n¥kolik stovek aº tisíc· potencionálních objekt·, které jsou dále jednotliv¥
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zpracovány CNN. Po pr·chodu CNN se výsledek p°edá SVM klasi�kátoru, který

uº ur£uje pravd¥podobnost konkrétních t°íd. [17][18]

Obrázek 5.2: Region proposal (Selective Search)

Obrázek 5.3: R-CNN model

I p°es zna£nou redukci moºností výskytu objektu je tento systém velmi pomalý

a na sou£asn¥ dostupném hardware generuje výstup kolem 50 vte°in. [18][19]
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5.1.2 Fast R-CNN

Obrázek 5.4: Fast R-CNN model

Oproti svému p°edch·dci (R-CNN) neposílá kaºdý potenciální objekt k náro£né ex-

trakci prvk· (hrany, k°ivky, ...) k vyhodnocení skrze CNN, ale nejprve vytvo°í tzv.

feature map z celého obrazu, která je reprezentací p·vodního obrazu po pr·chodu

CNN. Ta je pak dále op¥tovn¥ pouºitelná pro navrhování region· a klasi�kaci objek-

t·. Tímto zp·sobem odpadlo opakované zpracování, nebo´ R-CNN tuto proceduru

opakovalo u kaºdého potencionálního objektu. Výsledek se tedy de facto zahodil

a pro potencionální objekty z blízkého okolí se musel vypo£ítat £áste£n¥ znovu.

[18][19][20]

Touto zm¥nou v návrhu se systém rapidn¥ zrychlil oproti p°edchozí verzi. Výsledek

dokáºe vygenerovat za 2 vte°iny. [18][19]
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5.1.3 Faster R-CNN

Obrázek 5.5: Faster R-CNN model

Testováním se ukázalo, ºe algoritmy typu RP jsou v celkovém výpo£tu brzdícím

faktorem celého systému. Faster R-CNN nahrazuje RP algoritmy za velmi malou

konvolu£ní sí´ zvanou Region Proposal Network predikující men²í mnoºství region·

ke zpracování. V kaºdém regionu se vygenerují t°i tzv. Anchor Boxes, které zabírají

sledovanou £ást obrazu v pom¥rech 1:1, 2:1 a 1:2. Na v²echny t°i boxy se pak pouºije

Bounding Box Regression metoda up°es¬ující pozici p°ípadného objektu a agnostic-

ký klasi�kátor ur£ující pravd¥podobnost výskytu objektu. Výhodou t¥chto Anchor

Boxes je, ºe se ve vybraném obrazu m·ºe vyskytovat a p°ekrývat více objekt·,

které by regresní metoda p°i aplikaci na sledovanou oblast mohla zanedbat. Tím,

ºe se zkou²í více pom¥r·, má postup v¥t²í ²anci ur£it správnou pozici objekt·, i kdyº

se nap°íklad p°ekrývají. [18][19][21][22]
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Obrázek 5.6: Anchor Boxes

Nahrazením tradi£ních RP metod se celý systém n¥kolikanásobn¥ zrychlil. Vygene-

rování výstupu nyní trvá 0,2 vte°iny. [18][19]

Bohuºel ani po v²ech úpravách p·vodního systému není moºné aplikovat systém

pro zpracování snímk· v reálném £ase. Díky latenci 0,2 vte°iny tedy dokáºe systém

poskytnout pouhých p¥t snímk· za vte°inu.

5.2 Regression-based object detectors

V²echny vý²e popsané systémy vyuºívaly k detekci objektu klasi�kaci, pro kterou

bylo nutné vyhledat v celém obraze pravd¥podobné objekty, které byly dále postou-

peny regresním metodám up°es¬ujícím polohu. Tyto procedury se ale p°i sou£asn¥

dostupném hardware ukázaly jako nepouºitelné pro vývoj VTS, nebo´ nedosahovaly

dostate£ného po£tu snímk· za vte°inu. Nicmén¥ se v poslední dob¥ objevilo n¥kolik

metod, které problematiku detekce °e²í jako regresní problém. Zásadním rozdílem je,

ºe tyto systémy nemají zabudované RP algoritmy, nýbrº pouºívají p°edde�novanou

m°íºku a CNN, která dokáºe zárove¬ ur£it pravd¥podobnost objektu v konkrétní

bu¬ce a míru její p°íslu²nosti jednotlivým t°ídám klasi�kátoru.

5.2.1 Yolo

Y ou only look once (dále jen Yolo) v prvním kroku rozd¥lí obraz do SxS m°íºky.

Kaºdá bu¬ka m°íºky predikuje N pravd¥podobných pozic s vý²kou a ²í°kou, které

de�nují potencionální umíst¥ní objekt· v obraze. Yolo zárove¬ kaºdý z t¥chto ob-
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Obrázek 5.7: Yolo - m°íºka

jekt· ohodnotí s jakou jistotou se na pozici skute£n¥ nachází objekt. Objekt bu¬ky

s nejvy²²í jistotou se p°edá ke zpracování klasi�kátorem, který ur£í s jakou pravd¥-

podností spadá objekt do jednotlivých t°íd.

Obrázek 5.8: Yolo - ohrani£ení

potencionálních objekt·

Obrázek 5.9: Yolo - pravd¥podobnostní

mapa t°íd objekt·

Sou£inem pravd¥podobnosti výskytu objektu s pravd¥podobností p°íslu²nosti do n¥-

jaké t°ídy se získá �nální pravd¥podobnost výskytu objektu v dané bu¬ce. Výsled-

kem celé operace je zredukování po£tu objekt· eliminací �nálních hodnot niº²ích

neº nastavená hranice.

Absence hledání region· a �xní po£et míst pro hledání objekt· umoºnily tomuto

zp·sobu dal²í n¥kolikanásobné zrychlení detekce, které s sebou ov²em nese ur£itá

negativa. Bu¬ka dokáºe predikovat pouze jednu t°ídu, coº limituje detekci malých

objekt· objevujících se ve skupin¥ jako nap°íklad pták v hejnu.
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Obrázek 5.10: Yolo - Pravd¥podobnosti

objekt x klasi�kace

Obrázek 5.11: Yolo - �nální výstup po

eliminaci malých hodnot

Yolo

První verze Yolo vznikla v roce 2015. Yolo p°edstavilo nový p°ístup k detekci a ote-

v°elo novou kapitolu zpracování obrazu v reálném £ase. V·£i ostatním detek£ním

systém·m té doby bylo extrémn¥ rychlé, ale také mén¥ p°esné. Z principu, ze které-

ho vycházelo, m¥lo relativn¥ problémy s malými objekty a objekty s neo£ekávaným

pom¥rem stran objektu. [24]

Díky novému p°ístupu dokázal systém zpracovat 45 snímk· za vte°inu p°i p°esnosti

63.4mAP, coº otev°elo dve°e pro zpracování obrazu v reálném £ase. [25]

YoloV2

V rámci zdokonalování p°i²ly na konci roku 2016 auto°i Yolo s novou verzí toho-

to detek£ního systému, která vylep²ila nejen p°esnost, ale i rychlost. Nové YoloV2

p°i²lo se zm¥nou rozli²ení vstupních dat z d°íve pouºívaných 256x256 na vy²²í, coº

umoºnilo modelu lépe pracovat s obrazy ve v¥t²ím rozli²ení. Dal²í markantní zm¥nou

byla implementace formy Anchor Boxes, známé z Faster R-CNN, která umoºnila lé-

pe a t¥sn¥ji ohrani£ovat objekty. [25]

Tyto a dal²í zm¥ny pomohly dosáhnout p°esnosti 78.6mAP p°i 40 snímcích za vte°i-

nu p°i vstupním obraze o rozli²ení 544x544. Se vstupním obrazem o rozli²ení 416x416

dosahuje 76.8mAP p°i 67 snímcích za vte°inu. [25]
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Tiny Yolo

Auto°i Yolo vyuºili koncept systému a vytvo°ili model na bázi YoloV2 s názvém

Tiny Yolo. Model obsahuje ve²keré nové aspekty YoloV2, ale jeho model obsahuje

mén¥ konvolu£ních vrstev. Tato redukce umoºnila zpracovávat 207 snímk· za vte°inu

p°i p°esnosti 57.1mAP, coº je tém¥° jako p·vodní verze Yolo. Toto extrémní zrychlení

je i p°es ztrátu p°esnosti perfektní variantou pro za°ízení, kde není dostupný masivní

výkon. [23]

5.2.2 SSD

Single Shot MultiBox Detector (dále jen SSD), podobn¥ jako Yolo, d¥lí obraz do m°íº-

ky. V jednotlivých bu¬kách se p°edpovídá výskyt objektu a jeho posun v·£i Anchor

boxes, podobn¥ jako u Faster R-CNN detek£ního systému, aby se na²lo co nej-

p°esn¥j²í ohrani£ení a povedlo se najít i objekty uvnit° v¥t²ích objekt·. Ke kaºdému

up°esn¥nému objektu jsou systémem zárove¬ p°edpov¥zeny p°íslu²nosti jednotlivých

t°íd. Na rozdíl od Yolo systém·, SSD je sloºena z n¥kolika progresivn¥ zmen²ujících

se konvolu£ních vrstev, na kterých probíhá tato detekce. Tento zp·sob umoº¬uje

detekci objekt· men²ích velikostí, coº je nap°íklad problém Yolo systém·, které ge-

nerují detekce pouze na jedné konvolu£ní vrstv¥. Nevýhodou tohoto p°ístupu je,

ºe tento zp·sob generuje více detekcí, coº je výpo£etn¥ náro£n¥j²í. [26][27]

Nejlep²í výsledek tohoto systému má SSD se vstupními obrázky o rozli²ení 512x512,

se kterými dosáhl 76.8mAP p°i 19 snímcích za vte°inu. Jeho slab²í varianta se vstup-

ními obrázky 300x300 dosáhla 74.3mAP p°i 45fps, coº z n¥j d¥lá vhodného kandidáta

pro vytvo°ení VTS. [26]

5.3 Porovnání detek£ních systém·

Hlavním faktorem pro výb¥r detek£ního systému byla rychlost, neboli po£et snímk·

za vte°inu, kde je pot°eba, aby vybraný systém dosahoval kolem t°iceti snímk·

za vte°inu, coº je pot°ebné pro plynulé zpracování videa. Sekundárním faktorem

byla p°esnost detekcí m¥°ená v metrice mean average precision na datasetu Pascal
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VOC 2007.[14]

5.3.1 M¥°ení

Následující m¥°ení probíhala na gra�cké kart¥ Nvidia Geforce GTX Titan X. Dataset

pro m¥°ení: Pascal VOC 2007 [14].

Detek£ní systém Mean average precision Po£et snímk· za vte°inu

R-CNN 66.0 0,02

Fast R-CNN 70.0 0,5

Faster R-CNN 76.4 5

Yolo 63.4 45

YoloV2 416 76.8 67

YoloV2 544 78.6 40

Tiny Yolo 57.1 207

SSD 300 74.3 45

SSD 512 76.8 19

[24][26]

5.3.2 Vyhodnocení

Pro vytvo°ení VTS byl vybrán detek£ní systém Yolo s Tiny Yolo neuronovým mo-

delem. Model je sice výrazn¥ mén¥ p°esný, ale v·£i ostatním vý²e popsaným moº-

nostem zpracování je zdaleka nejrychlej²í. Hlavní argument pro toto rozhodnutí byla

idea ve �nální p°esunutí výpo£etních algoritm· p°ímo na bezpilotní prost°edek, kde

je v sou£asnosti k dispozici podstatn¥ mén¥ výkonu.
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6. Tracking

V rámci práce se na základ¥ pr·zkumu dostupných °e²ení povedlo nalézt trackova-

cí systémy pro sledování nalezených detekcí. Bohuºel v¥t²inu t¥chto systém· ne²lo

pouºít z d·vodu uzav°eného kódu nebo pouºitého programovacího jazyka nekompa-

tibilního s detek£ním systémem Yolo. Z t¥chto d·vod· nebyla provedena rozsáhlá

analýza a níºe jsou zmín¥ny pouze dva potencionální trackovací systémy pro VTS.

6.1 SORT

Simple Online and Realtime Tracking (dále jen SORT) je trackovací systém slouºící

k identi�kaci nalezených detekcí. V práci je zmín¥n z d·vodu, ºe je p°edch·dcem

vybraného systému pro tvorbu VTS a p°ímo z n¥j vychází.

Trackovací systém vyuºívá v zásad¥ dv¥ známé rudimentární techniky: Kalman �lter

a Hungarian algorithm. Kalman �lter se v systému pouºívá pro predikci pohybu, coº

je vhodné nejen pro lep²í sledování, ale i pro stavy, kde je sledovaný objekt do£asn¥

zakryt. Hungarian algorithm °e²í asociaci jednotlivých detekcí ke svým identitám.

[30]

Nejv¥t²í silou algoritmu je, ºe dokáºe zpracovat 60 snímk· za vte°inu v testovací

scén¥ s mnoha objekty ke sledování. Jeho jednoduché zpracování ov²em zp·sobuje

£asté ztráty nebo zám¥ny identit detekovaných objekt·. [28]

6.2 Deep SORT

Tracking with a Deep Association Metric (dále jen Deep SORT) je nástupcem vý²e

uvedeného systému, který zásadn¥ eliminuje ztráty a zám¥ny identit nahrazením

Hungarian algorithm za konvolu£ní sí´, která se za b¥hu u£í informace o vzhledu

sledovaného objektu. Díky tomuto vylep²ení dokáºe systém mnohem lépe reindeti-

�kovat objekty jevící se jako do£asn¥ zakryté nebo zcela zmizelé. Dal²ím kladem

vylep²ení je sníºení zám¥ny identit aº o 45%. [28]
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Nevýhodou pouºití tohoto algoritmu je nutnost nau£ení na konkrétní typy objekt·.

V rámci projektu auto°i dali k dispozici sí´ nau£enou na lidské postavy a zve°ejnili

zdrojové kódy pro u£ení. [29]

Vým¥na asocia£ního algoritmu za konvolu£ní si vybrala da¬ v podob¥ pot°ebného

výkonu, který klesl zhruba o t°etinu - 40 snímk· za vte°inu v testovací scén¥. [28]
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7. Implementace VTS

7.1 Vyuºité technologie

Na základ¥ vý²e uvedených analýz byl VTS sestaven z následujích komponent.

7.1.1 Tiny Yolo

Jako detek£ní systém byl pro práci vybráno Yolo s redukovaným modelem Tiny Yolo,

který dokáºe s p°ijatelnou p°esností klasi�kovat objekty v obraze v reálném £ase.

Tento detek£ní systém byl postaven na frameworku pro neuronové sít¥ Darknet. [23]

7.1.2 Dark�ow

Dark�ow je zaloºený na open source frameworku Darknet pro stav¥ní neuronových

sítí, který byl napsán v programovacích jazycích C a CUDA C. Dark�ow je jeho

implementace pro populární framework TensorFlow. V práci je pouºit kv·li moºnosti

psát v jazyce Python, ve kterém jsou naprogramovány dal²í sou£ásti této práce.

[32][33]

7.1.3 Deep SORT

Deep SORT je trackovací systém zaloºený na trackování za pomoci detekce. Systém

je napsaný v programovacím jazyce Python a kombinuje základní výpo£etn¥ rychlé

techniky s neuronovou sítí, která pomáhá sledovat objekty po del²í £asový úsek

a zárove¬ sniºuje po£et necht¥ných zm¥n identit p°i p°ekryvu podobných objekt·.

[31]

7.1.4 OpenCV

Open Source Computer Vision Library je svobodná a otev°ená multiplatformní

knihovna pro manipulaci s obrazem. Je zam¥°ena p°edev²ím na po£íta£ové vid¥ní

a zpracování obrazu v reálném £ase. OpenCV je implementovaná pro programovací
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jazyky C++, Java a Python. V práci je pouºita nap°íklad pro získání obrazu z ka-

mery, transformaci kamery a vykreslování ohrani£ení detekovaných a trackovaných

objekt·. [34]

7.1.5 Tracking with Dark�ow

Tracking with Dark�ow (dále jen TwD) zapouzd°uje vý²e popsané technologie do jed-

noho celku a poskytuje kon�gura£ní parametry pro jednotlivé komponenty. [35]

7.2 Inicializace

Do projektu byl naklonován GIT repozitá° TwD s jeho upravenou verzí repozitá°·

Dark�ow a Deep SORT. Zdrojový kód je, stejn¥ jako dal²í dále popsané komponenty,

psán v jazyce Python, aby bylo celkové °e²ení jednotné. Zdrojový kód komponenty

Dark�ow je v repozitá°i upraven pro pouºití trackovacích algoritm· Deep SORT

a SORT, které roz²i°ují detek£ní systém o identi�kaci t¥chto detekcí.

TwD obsahuje n¥kolik inicializa£ních parametr·, které je t°eba nastavit pro správný

chod:

• demo - (string|int) cesta k souboru nebo id zachytávacího za°ízení

• model - (string) cesta ke kon�gura£nímu souboru Yolo

• load - (string) cesta k kompilovaným vahám Yolo

• threshold - (�oat) prahová hodnota (0 - 1) eliminující hodnoty s nízkou prav-

d¥podobností výskytu detekce

• gpu - (�oat) hodnota (0 - 1) ur£ující kolik výkonu se má vyuºít z GPU, 0

znamená výpo£et na CPU

• track - (bool) trackování detekcí

• trackObj - (string[ ]) pole názv· t°íd k detekci objekt· z natrénované mnoºiny

de�nované v kon�gura£ním souboru Yolo
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• saveVideo - (bool) uloºení obrazového výstupu po zpracování

• BK_MOG - (bool) substrakce pozadí

• tracker - (string) název trackovacího systému

• skip - (int) po£et snímk· k p°esko£ení pro zvý²ení výkonu

• csv - (bool) zápis pozic trackovaných detekcí do souboru

• display - (bool) vykreslení zpracovaného obrazu na obrazovku

7.3 Modi�kace

Koncept programu TwD spo£ívá v demonstraci kombinovaného °e²ení, kde se p°i-

jme na vstupu obraz a do n¥j vykreslí o£íslované ohrani£ení sledovaných objekt·.

Pro vytvo°ení VTS bylo nutné pozm¥nit dal²í £ásti kódu pro získání t¥chto £íslo-

vaných ohrani£ení objekt·, se kterými se dále pracuje p°i p°edávání dat do bezpi-

lotního prost°edku. Aby bylo moºné s t¥mito objekty pracovat, bylo nutné upravit

kód zodpov¥dný za vykreslování ohrani£ení do obrazu a zp°ístupnit tak pole s daty

o jednotlivých objektech pro dal²í £ásti aplikace (viz obr. 7.1). Z tohoto d·vodu byla

v metod¥, kde se generuje ohrani£ení, vytvo°ena globální prom¥nná schra¬ující data

o sledovaných objektech, aby je ²lo dále distribuovat nap°í£ aplikací.

Obrázek 7.1: Schéma - modi�kace kódu
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7.4 Selekce

Jak je patrné ze schématu 7.3, pro selekci konkrétního objektu bylo pot°eba vyuºít

nov¥ zp°ístupn¥ná data, díky kterým bylo moºné získat pozici, ²í°ku, vý²ku a p°i-

d¥lené identi�ka£ní £íslo objektu. Vybrání objektu probíhalo za pomoci OpenCV

knihovny, která za²ti´uje v projektu zobrazování obrazu v okn¥. Tomuto oknu bylo

nastaveno zachytávání událostí my²i a kaºdé kliknutí levým tla£ítkem do obrazu po-

rovnávalo, zdali se pozice kliknutí vyskytuje uvnit° n¥jakého ohrani£eného objektu.

Pokud k takovému p°ípadu do²lo, ohrani£ení bylo pro p°ehlednost obarveno zele-

nou barvou a id objektu bylo nastaveno do globální prom¥nné, £ímº se stal objekt

sledovaným viz 7.2.

...

if (x > x1_object) and (x < x2_object) and (y > y1_object) and (y < y2_object):

selected_object_id = object_id

...

Obrázek 7.2: Ná£trt vybírání objektu

Obrázek 7.3: Schéma - selekce
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7.5 Normalizace

Obdélníkové ohrani£ení sledovaného objektu je reprezentováno dv¥ma protilehlými

body, jejichº sou°adnice jsou uvedeny v obrazových bodech. Tyto jednotky ov²em

nedávají pro bezpilotní prost°edek, který pot°ebuje sm¥rový vektor, smysl. Jak je

patrné z ná£rtu 7.4, pro sledování objektu sta£í pouze st°ed obdélníkového ohrani£ení

a proto byla data normalizována formou:

• výpo£et x a y sou°adnic st°edu obdelníku

• p°epo£ítání sou°adnic do rozsahu hodnot (0; 2)

• posunutí výsledku o hodnotu -1

def calculate_dimension_normalized_units(first_value, second_value, max_value):

middle_object_value = first_value + ((second_value - first_value) / 2)

return ((2 / max_value) * middle_object_value) - 1

Obrázek 7.4: Normalizace sou°adnic

Tímto zp·sobem byla data normalizována do rozsahu (-1; 1), kde hodnota 0 repre-

zentovala st°ed obrazovky v dané ose. Výhodou tohoto p°epo£ítání je, ºe výsledná

hodnota se jiº dá pouºít p°ímo pro sm¥r a rychlost pohybu. Pokud je sledovaný

objekt na kraji obrazovky, rychlost se bude blíºit v závislosti na sm¥ru k -1 nebo 1.

Naopak, pokud bude objekt tém¥° ve st°edu obrazovky, systém vypo£ítá tém¥° nu-

lovou rychlost ve sm¥ru ku st°edu, £ímº se lze vyhnout okamºitému zrychlení bez-

pilotního prost°edku, který by v d·sledku mohl znamenat ztrátu plynulého pohybu

33



a rychlou zm¥nou v obraze i ztrátu sledovaného objektu.

Protoºe bezpilotní prost°edek získává data pouze z obrazu, bylo udrºování vzdále-

nosti od sledovaného objektu moºné °e²it pouze podle vý²ky obdélníkového ohrani-

£ení objektu. Tato vý²ka byla normalizována jako pom¥r vý²ky ohrani£ení k vý²ce

obrazu.

Obrázek 7.5: Schéma - normalizace

Takto normalizovaná data jsou dále poskytnuta °ídícím prvk·m VTS, které zaji²´ují

pohyb bezpilotního prost°edku viz 7.5.
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7.6 Virtuální sv¥t

Obrázek 7.6: Schéma zapojení ve virtuálním sv¥t¥

7.6.1 Komunikace

Propojení vytvo°ené VR v Unity engine s VTS s sebou p°ineslo dva významné

problémy. První problém spo£íval v p°edání obrazu do TwD a druhým problémem

byl zp¥tné p°edávání dat do Unity.

Získání obrazu

P°edávání obrazu z Unity do TwD bylo vy°e²eno vytvo°ením jednoduché t°ídy Scre-

enCapture, která slouºí ke snímání obrazovky za pomoci knihovny Python MSS.

[36] T°ída v konstruktoru p°ijímá nov¥ vytvo°ené inicializa£ní parametry:

• capture_screen_width - (int) ²í°ka obrazovky

• capture_screen_height - (int) vý²ka obrazovky

• capture_screen_o�set_top - (int) odsazení odshora

• capture_screen_o�set_left - (int) odsazení zleva
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• capture_screen_scale - (�oat) m¥°ítko

Inicializa£ní parametr demo byl v kódu roz²í°en o nabytí dal²ího stavu: záporné

£íslo/id zachytávacího za°ízení. Pokud je parametr demo nastaven na tuto hodnotu

(< 0), vytvo°í se objekt ScreenCapture namísto VideoCapture z knihovny OpenCV.

Pokud je do konstruktoru t°ídy VideoCapture p°edána kladná celo£íselná hodnota,

tak se OpenCV pokusí otev°ít zachytávací za°ízení (nap°. webkameru) s tímto iden-

ti�ka£ním £íslem. Pokud je p°edán °et¥zec, TwD zjistí, zdali uvedený název a cesta

souboru existuje.

...

file = self.FLAGS.demo

if isinstance(file, int):

if file < 0:

from visual_tracking_system.screen_capture import ScreenCapture

camera = ScreenCapture(

self.FLAGS.capture_screen_width,

self.FLAGS.capture_screen_height,

self.FLAGS.capture_screen_offset_top,

self.FLAGS.capture_screen_offset_left,

self.FLAGS.capture_screen_scale,

)

else:

camera = cv2.VideoCapture(file)

else:

assert os.path.isfile(file), \

'file {} does not exist'.format(file)

camera = cv2.VideoCapture(file)

...

Vzhledem ke struktu°e zbytku kódu TwD bylo nutné implementovat pouºité meto-

dy VideoCapture, aby bylo moºné objekty jednodu²e zam¥nit a program mohl bez

problém· pracovat s instancí t°ídy ScreenCapture jako s VideoCapture. T°ída Scre-

enCapture tedy ve skute£nosti pouze napodobuje pojmenováním metod funk£nost

VideoCapture.

• __init__ - konstruktor p°ijmající ²í°ku, vý²ku, odsazení odshora, odsazení

zleva a ²kálu obrazu

• isOpen - návratová hodnota trvale nastavena na bool hodnotu True
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• release - nevrací nic (void)

• read - vrací tuple ((bool) obraz dostupný a (Image) nasnímaný obraz obra-

zovky)

Obrázek 7.7: Class diagram - ScreenCapture

Posílání dat

Druhým zmi¬ovaným problémem byla komunikace s Unity prost°edím, kde bylo t°e-

ba p°edávat vypo£ítaná data z VTS. Vzhledem k pouºití programovacího jazyka C#

ve VR bylo rozhodnuto, ºe se bude komunikovat skrze transportní sí´ovou vrstvu

TCP/IP. Protoºe se aplikace nesmí zdrºovat zasíláním zpráv ztracených po cest¥

a i v reálném prost°edí se mohou ztratit n¥jaká data, byl vybrán jako transportní

protokol User Datagram Protocol (dále jen UDP).

V rámci p°edpokladu, ºe implementace pro komunikaci s bezpilotním prost°edkem

bude v podobném duchu, byla vytvo°ena abstraktní t°ída jménem Communicator,

za²ti´ující základní funkcionalitu. Kv·li plynulosti generování obrazového výstupu,

který je klí£ový pro VTS, bylo pot°eba odesílat datagramy tak, aby nezdrºovaly hlav-

ní vlákno. Z tohoto d·vodu d¥dí abstraktní t°ída t°ídu Thread z balí£ku threading.

Po inicializaci této t°ídy, nebo jejich potomk·, dojde k zaloºení nového nezávislého

vlákna. Abstraktní t°ída p°íjímá jako parametr objekt Queue pat°ící také do balí£ku

threading, který dovoluje bezpe£n¥ p°edávat data nap°í£ vlákny.

Pro komunikaci mezi TwD a Unity byla vytvo°ena t°ída UDPCommunicator d¥dící

z abstraktní t°ídy Communicator, která roz²i°uje konstruktor o dva nové parametry
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ip a port slouºící pro nastavení sí´ové komunikace. V rámci abstraktní t°ídy bylo

pro zd¥d¥ní pot°eba implementovat metodu run(), která spou²tí hlavní logiku t°ídy.

V této metod¥ se nachází nekone£ný cyklus £ekající na p°íchozí pole dat do objektu

Queue. Po p°ijetí pole jsou jednotlivé poloºky kontrolovány, jestli se jedná o validní

hodnoty. Pokud jsou hodnoty validní, p°ijatá £ísla jsou nastavena pro celou instanci.

V opa£ném p°ípad¥ jsou hodnoty v²ech poloºek nastaveny na 0. Nastavené hodno-

ty jsou poté s odd¥lujícím znakem �st°edník� zapsány do °et¥zce a odeslány jako

datagram p°es UDP.

Obrázek 7.8: Class diagram - UDPCommunicator

P°ijímání dat

V Unity byla vytvo°ena t°ída s názvem UDPListener slouºící k p°íjmu UDP da-

tagram·. T°ída obsahuje jediný konstruktor s povinným celo£íselným parametrem,

reprezentujícím £íslo portu, na kterém p°edávání dat probíhá. Stejn¥ jako na stran¥

TwD i v Unity bylo t°eba zaloºit paralelní vlákno, aby £ekání na datagramy a jejich

zpracovávání nebrzdilo chod zbytku aplikace. Inicializace nového vlákna se nachází

v metod¥ run(), kde probíhá nekone£ný cyklus zachycující data z UDP. Tato data

jsou dále zpracována metodou parseData(String incommingString), která rozd¥lí °e-

t¥zec do pole, jednotlivé poloºky p°evede z textu do £ísel s desetinnou £árkou a uloºí

je do instan£ní prom¥nné. T°ída pak nabízí zpracované hodnoty pomocí ve°ejných

metod pro dal²í práci.
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Obrázek 7.9: Class diagram - UDPListener

7.6.2 Bezpilotní prost°edek

Bezpilotní prost°edek je ve virtuálním sv¥t¥ reprezentován herním objektem Drone,

na který je vázán dal²í herní objekt Camera, snímající scénu podobn¥ jako kamera

v reálném sv¥t¥. K objektu Drone je p°ipojen herní script DroneController obsahu-

jící logiku pohybu bezpilotního prost°edku.

V rámci VR bylo o bezpilotním prost°edku uvaºováno jako o létajícím dronu s moº-

ností udrºet konstantní vý²ku.

Scripty, které se v Unity p°i°azují p°ímo na herní objekty, musí d¥dit z t°ídy Mono-

Behaviour, £ímº se zajistí spu²t¥ní scriptu p°i na£tení scény. Unity kontroluje, jestli

existují n¥které metody, které souvisí s ºivotním cyklem programu. [37] V práci byly

implementovány metody start() a update(). V metod¥ start() dochází k nastavení

a spu²t¥ní UDP komunikátoru. Metoda update() se volá p°i kaºdém p°ekreslení scé-

ny, proto bylo do t¥la metody vloºeno volání metod pro aktivní sledování objektu:

centerizeTrackedObject() a balanceDistance().

Udrºování st°edu

protected void CenterizeTrackedObject() {

float x = communicator.GetX();

transform.Translate(new Vector3(x * VELOCITY_MULTIPLIER, 0, 0) * Time.deltaTime);

}

Metoda centerizeTrackedObject() má za úkol udrºet objekt zájmu horizontáln¥

uprost°ed, proto vytvá°í sm¥rový vektor, udávající bezpilotnímu prost°edku sm¥r
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Obrázek 7.10: Class diagram - DroneController

a rychlost letu. K vytvo°ení sm¥rového vektoru se vyuºívá obdrºená normalizovaná

hodnota z p°íchozího UDP datagramu. Aby se bezpilotní prost°edek pohyboval do-

state£n¥ rychle, byla tato hodnota násobena konstantou VELOCITY_MULTIPLIER.

Celý vektor byl poté vynásoben delta £asem, který posun rozloºí do jedné vte°iny

místo posunu v kaºdém vypo£teném snímku. [38] Tímto se stal posun nezávislý na

po£tu snímk· a zarove¬ zajistil plynulost pohybu.

Udrºování vzdálenosti

protected void BalanceDistance() {

float currentRatio = communicator.GetRatio();

if (currentRatio > 0) {

if (currentRatio < MIN_OBJECT_RATIO) {

transform.Translate(new Vector3(0, 0, 1f) * Time.deltaTime);

}

if (currentRatio > MAX_OBJECT_RATIO) {

transform.Translate(new Vector3(0, 0, -1f) * Time.deltaTime);

}

}

}

Protoºe bezpilotní prost°edek nemá ºádné prost°edky k ur£ení vzdálenosti sledova-

ného objektu, vyuºívá se k tomuto ú£elu pom¥r sledovaného objektu v·£i obrazu.

V rámci práce se nejvíce osv¥d£ilo neomezovat pom¥r na konkrétní hodnotu, nýbrº

na rozsah dvou blízkých hodnot. Pom¥rová hodnota objektu v ideální vzdálenosti

v¥t²inou kolísá, coº nutilo bezpilotní prost°edek neustále kompenzovat vzdálenost.
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7.6.3 Testování

VTS byl testován na po£íta£ové sestav¥ Intel i5 2500K 3,3@4,6GHz, 2x 4GB DRR3

2133MHz CL9. Virtuální sv¥t byl p·vodn¥ testován na rozli²ení obrazu 1280x1080.

Testovaný VTS ve VR dokázal zpracovat na p°etaktovaném CPU pouhé 3 FPS.

Samotný návrh CPU je uzp·soben spí²e pro zpracování obecných úloh, proto by-

lo nutné p°esunout výpo£ty na GPU, které je navrºené pro paralelní zpracovávání

instrukcí a je tedy vhodn¥j²í pro po£ítání hodnot tisíce vrstvených neuron· CNN.

Díky podpo°e Nvidia CUDA na Tensor�ow byla do po£íta£ové sestavy zakompono-

vána gra�cká karta Nvidia GeForce 1060GTX 3GB. Pouºitím gra�cké karty do²lo

k navý²ení výkonu a VTS dokázal zpracovat aº 25 snímk· za vte°inu, coº i tak bylo

p°ekvapiv¥ malé £íslo vzhledem k avizovaným rychlostem vyuºitých komponent uve-

dených v této práci. Zkoumáním tohoto výkonnostního problému se do²lo k záv¥ru,

ºe se jedná o kombinaci faktor· renderování virtuální scény a získávání obrazového

vstupu skrze snímání obrazu.

Testování probíhalo na vytvo°ené scén¥ simulující ru²né nám¥stí, do které bylo umís-

t¥no 10 chodících autonomních postav a postava ovládaná operátorem skrze kláves-

nici. Do scény byla vloºena kamera. Její pozice byla pro testování zvolena tak, aby

byla ovladatelná postava zhruba ve st°edu záb¥ru. Vzhledem k tomu, ºe kamera

simuluje vzná²ející se bezpilotní prost°edek, byla jí de�nována pevná vý²ka odpoví-

dající 2,5 metru.

Jedním z cíl· tohoto testování bylo dokázat, ºe VTS dokáºe sledovat vybraný ob-

jekt zájmu v obraze. Pro reálné nasazení bylo d·leºité vyzkou²et, jestli VTS dokáºe

rozpoznat a obnovit identitu do£asn¥ zakrytých nebo zmizelých objekt·. Z tohoto

d·vodu byly do scény zasazeny postavy lidí, které jsou si vzhledem podobné a m¥-

ly tak mást VTS. Dal²ím cílem bylo otestování bezpilotního prost°edku, jenº m¥l

pomocí p°edaných sm¥rových vektor· z VTS udrºovat sledovaný objekt uprost°ed

obrazovky v nastavené vzdálenosti.

Testováním bylo zji²t¥no, ºe vytvo°ený systém je nedostate£ný pro sledování postav.

Problém spo£íval v detekci s trackingem, kde docházelo k £astým ztrátám identity

nebo v·bec nedo²lo k detekci. Vy²et°ováním tohoto problému bylo odhaleno, ºe Tiny
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Yolo sice dokáºe vícemén¥ ohrani£ovat objekty, ale toto ohrani£ení m¥lo s kaºdým

snímkem lehce odli²nou velikost, coº zp·sobovalo potíº asocia£ním algoritm·m De-

ep SORT. V £lánku, ve kterém auto°i prezentovali tracking systém SORT, bylo

zmín¥no, ºe kvalitní detektor dokázal zvednout kvalitu trackování aº o 18.9%. [30]

Z tohoto d·vodu byl v práci vym¥n¥n Yolo model Tiny Yolo za náro£n¥j²í model

YoloV2. Ohrani£ení objekt· YoloV2 oproti své redukované verzi skv¥le obtékala de-

tekované objekty, coº m¥lo za následek prudký nár·st trackovacích schopností Deep

SORT. Vým¥na detek£ního modelu si bohuºel vyºádala dal²í výpo£etní prost°edky

a tím se po£et snímk· za vte°inu propadl na 8. Pro navý²ení rychlosti zpracování

byla scéna v Unity nastavena na nejniº²í detaily a rozli²ení obrazu bylo zm¥n²eno

na 640x480. Po£et snímk· za vte°inu se tímto kompromisem zvedl zhruba k 16. Bo-

huºel pro plynulé sledování tento po£et nesta£il. Systém p°i rychlém pohybu £asto

nedokázal obnovit identitu objektu a prost°edek se pohyboval v místech, kde se jiº

objekt nenacházel. V rámci dal²ího zrychlení byl pro YoloV2 pouºit vstupní obraz

320x320 místo 544x544, coº umoºnilo zvý²it po£et snímk· za vte°inu na 23. Zmen-

²ení vstupního obrazu se viditeln¥ neprojevilo na kvalit¥ detekcí a vy²²ím po£tem

FPS se eliminovaly zmín¥né problémy.

Sledování bylo °e²eno udrºováním objektu zájmu ve st°edu obrazu v de�novaném

rozsahu vý²ky objektu popisované v kapitole 7.6.2 Bezpilotní prost°edek. Aby

tento p°ístup fungoval, bylo nutné najít koe�cienty pro normalizované výstupní hod-

noty VTS. Koe�cienty pro sm¥rový vektor bylo nutné nastavit na hodnoty umoº¬u-

jící sledovat rychle se pohybující objekt, ale zárove¬ tyto hodnoty nesm¥ly zp·sobit

p°íli² velkou akceleraci, jeº by zap°í£inila náskok dronu p°ed sledovaným objek-

tem. Koe�cienty byly testováním nastaveny na hodnoty 5 pro pohyb do stran a 1,5

pro udrºování vzdálenosti.

Detekce YoloV2 p°edpovídá pravd¥podobnost, s jakou je v daném ohrani£ení kon-

krétní typ objektu. Aby se zamezilo dal²ímu zpracovávání objekt· s nízkou pravd¥-

podobností, byly detekce s niº²í hodnotou neº hodnota z inicializa£ního parametru

threshold potla£eny. Vzhledem k virtuálním objekt·m, podobajícím se skute£ným

postavám a rozli²ení 640x480, bylo nutné tento parametr nastavit na relativn¥ níz-
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kou hodnotu 0,35, aby byly nalezeny nap°íklad i vzdálen¥j²í objekty.

Ozna£ená postava byla díky odlad¥ní vý²e popsaných skute£ností sledována a vir-

tuální dron ovládaný vytvo°eným vektorem pohybu z normalizovaných dat dokázal

tuto postavu následovat a obnovovat její identitu p°i do£asném zákrytu jinou po-

stavou. VTS byl tímto úsp¥²n¥ otestován a byl p°ipraven pro nasazení do reálného

sv¥ta.

Obrázek 7.11: Ukázka - Visual Tracking Systém ve virtuální realit¥
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7.7 Reálný sv¥t

Obrázek 7.12: Schéma zapojení v reálném sv¥t¥

7.7.1 Komunikace

Získání obrazu

Obrázek 7.13: FPV p°ijíma£ - Eachine ROTG01

Pro získání obrazu byl pouºit p°ijíma£ Eachine ROTG01 operující v pásmu 5.8GHz. [42]

Po p°ipojení do po£íta£e se p°íjma£ identi�kuje jako webová kamera. Vytvo°ený VTS
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obsahuje knihovnu OpenCV podporující p°ijímat obraz z webových kamer. P°i vy-

tvá°ení VTS se s tímto po£ítalo a byl p°ipraven inicializa£ní parametr demo popsaný

v kapitole 7.6.1 Komunikace: Získání obrazu, kterým se p°epíná obraz mezi VR

a web kamerou.

Posílání dat

Obrázek 7.14: Crazyradio PA

P°enos dat do bezpilotního prost°edku je °e²en pomocí rádiového vysíla£e Crazyra-

dio PA. Vysíla£ je vybaven zesilova£em s výkonem 20dBm, který umoº¬uje ovládat

kvadrakoptéru aº do 1km p°i p°ímé viditelnosti. [43]

P°i vývoji VR byla vytvo°ena abstraktní t°ída Communicator de�nující spole£nou lo-

giku zasílání p°íkaz· do bezpilotního prost°edku (popsáno v kapitole 7.6.1 Komuni-

kace: Posílání dat). Do projektu byla vytvo°ena nová t°ída CrazyFlieCommunicator

d¥dící z této abstraktní t°ídy. V rámci pod¥d¥ní bylo nutné implementovat metodu

run(), jenº zavádí komunikaci a v nekone£ném cyklu p°edává zpracovaná data za-

sílaná z VTS. Do projektu byl p°idán balí£ek c�ib obsahující The Crazy�ie Micro

Quadcopter library API pro komunikaci s Crazy�ie. API umoº¬uje skenovat, otví-

rat/zavírat komunikaci a vým¥nu dat. V prvním kroku dochází k navázání komuni-

kace, kde se hledají dostupné Crazy�ie. V kroku druhém jsou jiº skrze API posílány

samotné letové p°íkazy. V projektu je pouºívána metoda send_hover_setpoint(vx,

vy, yawrate, zdistance) vyuºívající p°ipojené peri�erie Flow Deck, která umoº¬uje

udrºet kvadrakoptéru na konkrétním míst¥ v prostoru.
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Parametry metody send_hover_setpoint:

• vx - sm¥r a rychlost v m/s v ose x

• vy - sm¥r a rychlost v m/s v ose y

• yawrate - oto£ení v úhlových stupních

• zdistance - vzdálenost od zem¥ v m

[44]

Udrºování st°edu a vzdálenosti je °e²eno stejn¥ jako ve VR za pomoci vypo£ítaných

sm¥rových vektor· z normalizovaných hodnot VTS. Vektory jsou pouze násobeny ji-

nými koe�cienty v závislosti na poskytnutém obraze a moºnostech pohybu Crazy�ie.

Tyto konstanty byly de�novány na základ¥ testování.

7.7.2 Bezpilotní prost°edek

Crazy�ie 2.0

Obrázek 7.15: Crazy�ie 2.0

Jako bezpilotní prost°edek byla zvolena malá kvadrakoptéra o rozm¥rech 9x9cm

z d·vodu bezpe£ného a jednoduchého testování uvnit° budovy. Crazy�ie komunikuje

bu¤ p°es rádio, nebo bezdrátový standard Bluetooth a poskytuje sv·j kód jako Open

Source. Horní a spodní £ást kvadrakoptéry obsahuje roz²i°ující rozhraní, na které

lze p°ipojit r·zné periferie. Skrz toto rozhraní má uºivatel p°ístup ke sb¥rnicím jako

UART, I2C a SPI, PWM, analogové vstupy a výstupy a GPIO. [39]
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Flow deck

Obrázek 7.16: Flow deck

Jedním z roz²í°ení kvadrakoptéry je deska Flow deck vybavená sníma£em optické-

ho toku a sníma£em vzdálenosti za pomoci laseru. Tento zp·sob umoº¬uje °ídícímu

systému znát sm¥r a rychlost a také dává kvadrakopté°e schopnost vzná²et se na kon-

krétní pozici v prostoru aº 2 metry nad zemí. [40]

FPV Kamera

Obrázek 7.17: FPV kamera - Eachine TX01

Kvadrakoptéra byla vybavena malou kamerou s vysíla£em Eachine TX01 o velikosti

20x13x6mm a hmotnosti 4,48g. Kamera analogov¥ vysílá v pásmu 5,8GHz s vy-

sílacím výkonem 25mW. Její vstupní nap¥tí je v rozmezí 3,7 - 5V, coº umoºnilo

vyrobením rozbo£ova£e napojení p°ímo na baterii Crazy�ie. [41]
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Sestavení

Obrázek 7.18: Zkompletovaný bezpilotní prost°edek

Na spodní stranu stranu Crazy�ie byla bez potíºí p°ipojena periferie Flow deck. Malý

problém ov²em nastal p°i zapojení kamery, kterou bylo pot°eba uchytit na horní

stranu kvadrakoptéry. Jelikoº Crazy�ie není na p°ipojení tohoto druhu roz²í°ení

p°ipravená, byla kamera p°ilepena oboustrannou páskou. Aby bylo moºné kameru

provozovat, musel být vyroben rozbo£ova£ napájení.

Obrázek 7.19: P°ipevn¥ný Flow deck

na spodní stran¥ Crazy�ie

Obrázek 7.20: Rozbo£ova£ nápájení

pro kameru
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7.7.3 Testování

VTS byl testován s nastavením, které vyplynulo z testování simulace (popsáno v ka-

pitole 7.6.3 Testování).

Narozdíl od VR testování poslouºily jako testovací objekty skute£né postavy lidí, jeº

byly snímány malou bezdrátovou kamerou komunikující v pásmu 5,8GHz. P°ijímaný

obraz m¥l rozli²ení 640x480. Bohuºel vzhledem k pouºití analogového p°enosu a vy-

uºití pásma pro Wi-Fi sít¥ docházelo ob£as k výpadk·m, obraz trp¥l ²umem a malá

kamera s nízkým rozli²ením nem¥la velmi kvalitní obraz, coº se zna£n¥ podepsalo

na výkonech VTS. Na krátké vzdálenosti, za dobré sv¥telnosti a neru²eném vysíla-

cím pásmu ov²em pracoval VTS relativn¥ dob°e a dosahoval podobné p°esnosti jako

ve VR. Díky absenci snímání obrazovky a renderování virtuální scény byl po£íta£

schopen zpracovat 30 snímk· za vte°inu s pouºitím YoloV2 s navý²eným vstupním

obrazem 544x544, coº pomohlo generovat detekce v nekvalitním obraze.

Díky p°ipojenému roz²í°ení Flow deck pro Crazy�ie bylo moºné nastavit konstantní

vý²ku kvadrakoptéry na 1m. Vzhledem ke ²patné kvalit¥ obrazu byl rozsah pom¥r·

vý²ky sledovaného objektu v·£i vý²ce obrazu nastaven na vy²²í hodnoty neº u VR,

a to na 0,30 aº 0,35, aby kvadrakoptéra létala blíºe a systém lépe rozpoznával objekt

zájmu.

Prvotní testování bylo o nalezení pot°ebných koe�cient· pro normalizované hod-

noty z VTS. Stejn¥ jako pro dron ve VR bylo nutné najít takové koe�cienty, jaké

by umoº¬ovaly sledovat rychle se pohybující objekt, ale zárove¬ tyto hodnoty nesm¥-

ly zp·sobit p°íli² velkou akceleraci, jeº by zap°í£inila náskok dronu p°ed sledovaným

objektem. Koe�cienty byly stanoveny na hodnoty umoº¬ující dronu bez problému

sledovat lehce klusající postavu.

Jako zásadní problém se ukázala baterie Crazy�ie, kde k vybití docházelo v pr·-

m¥ru za 3,5 min, b¥hem kterých bylo nutné v²e testovat. Kvadrakoptéra by m¥la

podle speci�kací létat déle, ale napojení bezdrátové kamery na stejný zdroj napájení

zkrátilo dobu letu skoro na polovinu. [45] Nabití baterie trvalo kolem 30 minut, coº

zna£n¥ zdrºovalo kalibraci.
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Testování probíhalo ve velkém uzav°eném vnit°ním prostoru, kde se voln¥ procházeli

dobrovolníci. Cílem bylo vyzkou²et, jestli bezpilotní prost°edek dokáºe udrºet sle-

dovaného £lov¥ka a dolet¥t ho v p°ípad¥ do£asného zákrytu. Testováním se ukázalo,

ºe pokud je postava do£asn¥ zakryta, nap°íklad pr·chodem jiné postavy, VTS nemá

v¥t²inou problém obnovit indentitu. Bohuºel se ale ob£as stalo, ºe sledovaná posa-

tava, jenº náhle zm¥nila sv·j sm¥r b¥hem zákrytu, nebyla správn¥ identi�kována

a dostala nové id.

Obrázek 7.21: Ukázka - Visual Tracking Systém v reálném sv¥t¥
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8. Diskuse

Hlavním cílem diplomové práce bylo vytvo°it trackovací systém schopný sledovat

objekt zájmu z obrazu. Z analýzy sou£asn¥ dostupných trackovacích systém· z ka-

pitoly 2 Tracking Systémy bylo rozhodnuto, ºe se práce vydá sm¥rem hledání ob-

jekt· v obraze za pomoci konvolu£ních neuronových sítí, nebo´ ostatní analyzované

metody pot°ebovaly pomocné prvky v obraze nebo byly svou kvalitou nedosta£u-

jící pro VTS. Výhodou tohoto zpracování je, ºe systém nejprve najde a klasi�kuje

objekty v obraze, které aº následn¥ identi�kuje podle p°edchozích snímk·. Tím

se zásadn¥ li²í od b¥ºných tracking algoritm·, jeº sledují vybranou £ást obrazu bez

jakéhokoli v¥domí o tom, co konkrétn¥ sledují, £ímº snadno dojde ke ztrát¥ sledování

nebo sledování jiné £ásti obrazu. Nevýhodou pouºití konvolu£ních neuronových sítí

pro zpracování obrazu je jejich vysoký nárok na výpo£etní výkon.

VTS byl p·vodn¥ stav¥n pro p°ímou aplikaci na bezpilotním prost°edku, proto byl

za základ¥ výsledk· analýzy z kapitoly 5.3 Porovnání systém· vybrán pro dete-

kování objekt· velmi rychlý systém Tiny Yolo. Pozd¥ji byl ale v práci pro generování

nep°esných detekcí nahrazen jeho robustn¥j²í verzí YoloV2, jenº dokázal skv¥le ohra-

ni£ovat objekty v obraze. Tímto krokem ov²em bylo jasné, ºe se sou£asným mobilním

hardwarem nep·jde systém provozovat, nebo´ uº tak vysoké nároky na výkon byly

podle zji²t¥ných hodnot n¥kolikanásobn¥ vy²²í (5.3.1 M¥°ení).

Aby bylo moºné vygenerované detekce identi�kovat, byl do projektu integrován trac-

kovací systém Deep SORT, který byl zvolen, protoºe spole£n¥ se svým mén¥ p°esným

p°edch·dcem to byly jediné dva algoritmy vhodné pro tuto práci. Dal²í nalezené sys-

témy bu¤ nebyly kompatibilní s plánovaným systémem nebo byl jejich zdrojový kód

uzav°en (6 Tracking).

Vzhledem k nutnosti testování VTS na dynamickém kontrolovaném prost°edí byla

do práce p°idána VR, jenº byla vytvo°ena v engine Unity (4 Testovací virtuální

realita). Vytvo°ená scéna m¥la za úkol nasimulovat co nejreáln¥j²í prot°edí, aby

mohl být systém pouºit i ve skute£ném sv¥t¥. Z t¥chto d·vod· byla scéna poskládá-

na jako £ást �ktivního m¥sta s chodníky, budovami s obchody a stromy pro navý²ení
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autenticity prost°edí. Bezesporu se jako nejv¥t²í výhoda pouºití VR ukázalo opako-

vané zkou²ení systému na p°edem de�novaném míst¥ virtuálního prostoru a také

absence vým¥ny a nabíjení napájecích zdroj·, které zna£n¥ brzdily odlad¥ní a tes-

tování VTS v reálném sv¥t¥.

Pro odlad¥ní jednotlivých komponent VTS bylo do VR p°idáno n¥kolik autonomních

postav, které m¥ly za úkol zám¥rn¥ pracovat jako ru²ivé elementy p°i detekci a in-

deti�kaci (4.1.4 Simulace ru²ného nám¥stí). Vyrenderovaný obraz Unity byl

zachytáván p°ímo z obrazovky, coº si vyºádalo da¬ v podob¥ dal²ího pot°ebného

výkonu (7.6.1 Komunikace: Získání obrazu). Získaný obraz byl dále zpracován

a nalezné objekty byly zp°ístupn¥ny uºivateli pro vybrání objektu zájmu (7.4 Se-

lekce). Sou°adnice sledovaného objektu byly poté normalizovány do hodnot umoº-

¬ujících vytvo°ení sm¥rového vektoru pro bezpilotní prost°edek (7.5 Normalizace).

Vzhledem k tomu, ºe kód VTS byl psaný v programovacím jazyce Python a kód VR

byl v programovacím jazyce C#, byla komunikace vy°e²ena p°edáváním dat po síti

za pomoci UDP (7.6.1 Komunikace: Posílání dat, 7.6.1 Komunikace: P°ijí-

mání dat). O bezpilotním prost°edku bylo ve VR uvaºováno jako o létajícím dronu

a byla mu nastavena pevná vý²ka, ze které sledoval chodící postavy lidí. Pouºitím

normalizovaných hodnot zaslaných VTS dron udrºoval objekt zájmu ve st°edu obra-

zovky. Vzdálenost od sledovaného objektu byla °e²ena jako minimální a maximální

pom¥r vý²ky jeho ohrani£ení v·£i vý²ce obrazu, kterou dron musel kompenzovat

(7.6.2 Bezpilotní prost°edek).

P°i zkou²ení moºností VTS bylo zji²t¥no, ºe provád¥ní výpo£t· na CPU je nevyho-

vující, nebo´ VTS nedokázal zpracovat dostate£ný po£et snímk· pro plynulý chod.

Z tohoto d·vodu byly výpo£ty díky kompatibilnímu softwaru p°esunuty na GPU.

Vým¥na detek£ního systému Tiny Yolo za YoloV2 spole£n¥ se zachytáváním obra-

zu zap°í£inily, ºe VTS nedokázal v p°edpokládaném nastavení zpracovat dostatek

snímk· a pro dosaºení plynulosti bylo nutné sníºit kvalitu detekce, rozli²ení zachy-

távaného obrazu a gra�cké detaily VR. (7.6.3 Testování)

Ozna£ená postava byla díky aplikaci vý²e popsaných postup· skv¥le sledována a vir-

tuální dron ovládaný vytvo°eným vektorem pohybu z normalizovaných dat plynule
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tuto postavu následoval. VTS byl tímto úsp¥²n¥ otestován a byl p°ipraven pro na-

sazení do reálného sv¥ta.

Díky vyzkou²ení koncept· sledování ve VR bylo velmi snadné aplikovat stejné postu-

py na skute£ný bezpilotní prost°edek p°esn¥, jak bylo plánováno v kapitole 3. Stra-

tegie °e²ení. Jako prototyp reálného bezpilotního prost°edku byla vybrána malá

kvadrakoptéra Crazy�ie 2.0 z d·vodu snadného a bezpe£ného testování uvnit° bu-

dovy (7.7.2 Bezpilotní prost°edek: Crazy�ie 2.0). Zachytávání obrazu bylo

vy°e²eno namontováním malé bezdrátové kamery Eachine TX01 s vysíla£em (7.7.2

Bezpilotní prost°edek: FPV Kamera). Vysílaný obraz byl zpracován p°ijíma-

£em Eachine ROTG01, který se v po£íta£i identi�koval jako webová kamera, £ímº

bylo moºné poslat obraz bez dal²ích úprav na vstup VTS (7.7.1 Komunikace: Zís-

kání obrazu). Obraz byl dále zpracován stejn¥ jako ve VR pro získání normalizova-

ných hodnot objektu zájmu, ze kterého byl sestaven sm¥rový vektor pro bezpilotní

prost°edek. P°edávání letových instrukcí bylo provedeno skrze vysíla£ Crazyradio

a pouºitého softwarového API pro Crazy�ie (7.7.1 Komunikace: Posílání dat).

Jedním z nedostatk· postaveného prototypu byla velmi krátká doba letu zap°í£in¥ná

zapojením kamery na malou baterii Crazy�ie. B¥hem 3,5 minuty bylo nutné vyzkou-

²et ve²keré pot°ebné v¥ci, coº zna£n¥ £asov¥ limitovalo kalibraci za°ízení a vývoj.

Zásadním nedostatkem postaveného prototypu byl ale získaný obraz z malé bez-

drátové kamery, který trp¥l na ob£asné ru²ení a výpadky obrazu zp·sobující ztrátu

sledovaného objektu. Dal²ímy problémy obrazu byla kvalita a nízké rozli²ení, jeº

zap°í£inily nutnost létat blíºe k objektu zájmu, aby byl objekt v·bec detekován. Po-

kud ov²em byla kvadrakoptéra testována za p°íznivých podmínek, ozna£ená postava

byla sledována p°ibliºn¥ stejn¥ dob°e, jako bylo testováno ve VR a VTS plnil sv·j

ú£el.

Pouºití vytvo°eného prototypu pro tento druh práce nebyla vhodná volba. Proto-

typ bude maximáln¥ slouºit jako ov¥°ení konceptu a pro reálné vyuºití nemá smysl.

Pro vyuºití potenciálu VTS je pot°eba kvalitní obraz, na n¥mº se p°ímo odráºí

schopnosti vytvo°eného systému.
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9. Záv¥r

Práce se v prvopo£átcích zabývala analýzou sou£asných trackovacích systém·, na zá-

klad¥ které byla navrºena strategie pro tvorbu VTS. Jako vybraný postup bylo zvo-

leno trackování objektu za pomoci detekce, coº práci roz²í°ilo o dal²í nutné analýzy

pro vybrání vhodných systém·. V rámci usnadn¥ní vývoje byla do práce zakom-

ponována virtuální realita slouºící pro testování jednotlivých komponent a systému

jako celku. Vyrobený VTS byl nejprve odlad¥n a vyzkou²en v simulaci a poté byl

portován do skute£ného sv¥ta na malou kvadrakoptéru Crazy�e 2.0.

Hlavním cílem práce bylo vytvo°it funk£ní prototyp, který dokáºe zamknout objekt

zájmu a ten sledovat. Tento cíl se povedlo splnit, av²ak za cenu p°esunutí výpo£et-

ního výkonu na ground station, nebo´ detekce s trackingem tvo°ící základ sledování

objekt· vyuºívá hluboké neuronové sít¥, a ty vyºadují enormní výkon. Dal²ím cílem

práce bylo vytvo°it systém schopný vyrovnání se proprietálnímu algoritmu Active

Track od spole£nosti DJI, coº bylo umoºn¥no vyuºitím metod vze²lých z jednot-

livých analýz v této práci. Jako dal²í stanovený cíl bylo vytvo°ení autentické VR,

která skv¥le poslouºila p°i výrob¥ VTS a jeho nasazení do skute£ného sv¥ta tím

znamenalo pouze obstarání spojení, vým¥nu vstupního obrazu a kalibraci kvadra-

koptéry.

V rámci práce se poda°ilo splnit stanovené cíle a byl vytvo°en systém schopný sle-

dovat objekt zájmu. Nicmén¥ pro b¥ºné pouºití není systém vzhledem k pot°eb¥

externího výkonu vhodný. Lze ov²em p°edpokládat, ºe budoucí hardware bude vý-

konnostn¥ stoupat a externí výpo£et nebude pot°eba.
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