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Anotace

Diplomova prace se zabyva analyzou soucasnych moznosti pro sledovani objekti
v obraze, na zakladé které je navrZzen postup pro tvorbu systému schopného sledovat
objekt zajmu. Soucasti prace je navrzeni virtudlni reality pro potfeby implementa-
ce sledovaciho systému, jez je ve findle nasazen a testovan na redlném prototypu

bezpilotniho prostiedku.

Annotation

This master thesis deals with the analysis of the current possibilities for object
tracking in the image, based on which is designed a procedure for creating a system
capable of tracking an object of interest. Part of this work is designing virtual reality
for the needs of implementation of the tracking system, which is finally deployed

and tested on a real prototype of unmanned vehicle.
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Slovnik pojmii

VTS - Visual Tracking System

e UAV - Unmanned Aerial Vehicle

e VR - Virtual Reality

e SVM - Support Vector Machines

e mAP - Mean Average Precission

e CNN - Convolutional Neural Networks

e R-CNN - Region-based Convolutional Neural Networks
e RP - Region Proposal

e Yolo - You only look once

e SSD - Single Shot MultiBox Detector

e SORT - Simple Online Realtime Tracking

e Deep SORT - Simple Online Realtime Tracking with a Deep Association
Metric

e UDP - User Datagram Protocol
e TwD - Tracking with Darkflow

e FPS - Frames per second
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1. Uvod

Vizualni zpracovani objekti z obrazu v redlném case, uvédoméni si jejich pozice
a konkrétni vlastnosti, bylo v lidem zndmém svété doménou pouze organismu zalo-
zenych na uhlikové bazi. Diky kazdoro¢nimu nartistu vykonu vypocetnich technologii
a novym napadim z oboru vizualni detekce, se do této mnoziny pomalu hlasi sys-
témy zalozené na konvoluc¢nich neuronovych sitich, které svou rychlosti zpracovani

umoznuji reagovat na vizudlni podnéty z redlného svéta.

1.1 Cile prace

Cilem této prace je navrhnout autonomni systém pro bezpilotni prostiedek, ktery
dokaze sledovat konkrétni objekt zajmu. Soucasti prace bude analyza soucasnych
trackovacich metod, ze které se bude vychéazet pti vybéru technologii pro zpracova-
ni obrazu. Na zakladé technologickych moznosti bude ve finédle sestrojen prototyp
bezpilotniho prostfedku pro otestovani vytvofeného Visual Tracking Systému (dale

jen VTS).

1.2 Struktura prace

Prace je délena do samostatnych tematickych celki popisujicich jednotlivé kroky
k dosazeni stanovenych cili. V nasledujici kapitole se nachazi analyza nékolika te-
Seni problematiky visual trackingu, jejich princip fungovani a vyhodnoceni. Dalsi,
treti kapitola se zabyva vysvétlenim jednotlivych logickych kroku k navrzeni VTS.
Ctvrta kapitola popisuje dilezitost a modelovani virtualni reality pro testovani. P4-
ta kapitola analyzuje technologie pro detekovani objektii v obraze a vyuziti téchto
technologii pro vytvoreni VTS. Sesta kapitola popisuje vyuzité trackovaci algoritmy.
Sedma kapitola se zabyva implementaci V'T'S a jeji nasazeni na virtudlni a skutec¢ny
svét. Osma kapitola obsahuje diskusi, kterd rozvadi a hodnoti dosazené vysledky.

Posledni kapitola kratce shrnuje celou praci a vyhodnocuje stanovené cile.



2. Tracking systémy

Diky velkému pokroku v oblasti vykonu, miniaturizace a cenové dobfe dostupnych
vypocetnich systémi, se staly v poslednich letech bezpilotni prostiedky (UAV) velmi
aktivni oblasti vyzkumu a dosahly obrovského pokroku na poli automatizované navi-
gace, dozoru, vojenské aplikace, zachrannych dkolt a zemédélstvi. Jednim z odvétvi
vyzkumu se staly UAV systémy zalozené na vizudlnim rozpoznavani okoli. Tento
zpusob se hodi napiiklad v mistech, kde je nutné udrzet zaméreni na urcity cil nebo

neni mozné bezpilotni prostfedek navadét podle GPS signélu.

Pro vytvoreni kvalitnitho autonomniho bezpilotniho prostiedku zalozeného na vizu-
alnim rozpoznavani okoli je nutné zvolit vhodnou metodu sledovani objektu zajmu
z obrazu. Nize se nachazi seznam vybranych, nejpotzivanéjsich metod pro trackovani

objektu.

2.1 Color filtering

Prvotni pokusy o sestrojeni VT'S byly zalozeny na sledovani objektu zajmu na zakla-
dé barevné filtrace. Jedna se o jednoduchy a velmi rychly zptusob trackovani objektu
z obrazu. Objekt ¢i objekty musi mit vici zbytku obrazu vyznamny barevny rozdil,
aby je bylo mozné tspésné segmentovat. V pripadé rozpoznavani vice objekti, musi
mit kazdy jinou barvu, aby je bylo mozné odlisit. Jedna se tedy pouze o selekci urci-

tych rozsahii barevného spektra, coz tento zptisob ¢ini vypocetné velmi nenaroc¢nym.

2]

2.1.1 Vyhody

e hardwarové nendro¢né
e jednoduché na implementaci

e snadné pro tracking



2.1.2 Nevyhody

e v obraze nesmi byt stejné barva
e nachylné na zménu svételnych podminek

e obtizné sledovani vice objektu

2.2 Augmented Reality Marker

Jednim z dal$ich moznych p¥istupii pro tracking objektu je pouziti binarnich ¢tve-
re¢nich markertu s ¢ernym ohrani¢enim, ve kterém se nachazi vzor podobné jako QR
kéd. Markery jsou vyuzivany predevsim pro rozsitenou realitu, kde se podle zkoseni
a natoceni vnitintho vzoru uréi pozice a rotace v prostoru viuci kamere. Vzhledem
k moznosti dosazeni unikatniho vzoru do markeru je mozné trackovat vice objektu
najednou. Vyhodou oproti barevné filtraci je nezavislost na barvach v obrazu a tim

i lepsi moznost trackovani vice objekt. [3]

2.2.1 Vyhody

e hardwarové nenaroc¢né
e snadné pro tracking

e vynikajici pro tracking vice objektu

2.2.2 Nevyhody

e nutnost pritomnosti markeru



2.3 OpenTLD

Jeden z nejznaméjSich algoritmi pro sledovani se jmenuje Tracking, learning and de-

tection. Jak jeho anglicky nazev napovida, sklada se ze tii komponent:
e Tracking - sledovani
e Learning - uceni
e Detection - detekce

Tento algoritmus nepotfebuje v obraze zadné podptrné prvky, aby sledoval objekt
zajmu. Tracker sleduje objekt nebo objekty snimek za snimkem. Detektor lokalizuje
veskeré dosud pozorované zobrazeni objektu a opravuje tracker, pokud je potieba.
Ucenim trackeru podle predchozich piitomnosti objektu v obraze se koriguje chy-
ba detektoru, ktery je aktualizovan, aby se chybé v budoucnu piedeslo. Vzhledem
k moznosti uceni dokaze tracker navizat zpét na objekt, ktery byl docasné zakryt
nebo zmizel z obrazu. [4] Diky této schopnosti se algoritmus dockal aplikace na bez-

pilotni prostiedky. [5][6]

2.3.1 Vyhody

e hardwarové nenarocné
e tracking bez pomocnych prvki v obraze
e moznost trackovat vice objektt

e obnova trackingu zmizelého objektu

2.3.2 Nevyhody

e nepiesnost az ztrata objektu pii zméné thlu pohledu

e ztrata identity pii podobnych objektech



2.4 Active Track

Spole¢nost DJI vyvinula pro svoje bezpilotni prostfedky vlastni proprietarni trac-
kovaci systém jménem Active Track. Bohuzel k tomuto systému nejsou vefejné
pristupné zadné specifikace. Jediné dohledatelné informace pochézeji z tiskovych
zprav, kde se uvadi vyuzivani vizualniho procesoru Movidius Myriad 2 VPU, ktery
se bézné pouziva napiiklad pro hluboké strojové uceni. I pies nedostatek informaci
je Active Track v této praci uveden kvili jeho skvélym trackovacim schopnostem,
kde svou ptesnosti viditelné pred¢i trackovaci algoritmy jako Compressive Tracking
a OpenTLD. Podle dostupné video dokumentace, vyuzitého hardware a schopnosti,
s jakou tento algoritmus dokaze sledovat objekt zajmu, se lze domnivat, Ze algo-

ritmus vyuziva néjakou formu hlubokych neuronovych siti pro sledovani objektu.
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2.4.1 Vyhody

e tracking bez pomocnych prvki v obraze

e perfektni zaméteni sledovaného objektu

2.4.2 Nevyhody

e vefejnosti nepiistupny proprietalni algoritmus

2.5 Tracking za pomoci detekce

V poslednich letech se diky zvySujici se oblibé ve zpracovani obrazu zacal velmi ¢asto
pouzivat tracking za pomoci detekce, kde jsou pfedem znadmy pozice objekti v ob-
raze. Tyto pozice jsou vygenerovany jinou komponentou, napiiklad konvolu¢nimi
neuronovymi sitémi. Préce pro tracking algoritmus je tim v zédkladu zjednoduSena
na pouhé rozlisovani jednotlivych objekti podle predchozich snimki obrazu. Dalsi
zakladni nadstavbou této myslenky je pridani algoritmi pro predpovidani pohy-

bu, které se hodi v pfipadé docasného zakrytu objektu. Za idealniho stavu dokéaze



systém obnovit ztracenou identitu sledovaného objektu. Pokrocilejsi verze téchto
trackovacich systémi obsahuji i neuronové sité vylepsujici indentifikaci po ztraté,

takZe nedochazi tak ¢asto k nechténé zméné identity.

2.5.1 Vyhody

e tracking bez pomocnych prvkii v obraze
e perfektni zaméreni sledovaného objektu

e open source reSeni

2.5.2 Nevyhody

e velmi niro¢né na hardware



3. Strategie reSeni

Pro dosazeni hlavniho cile prace, tedy vytvoreni kvalitniho VTS, nelze v dnesni dobé
vykonnych pocita¢u pocitat s jednoduchymi trackovacimi metodami jako Color Fil-
tering pouzivajici selekci barev nebo Augmented Reality Marker, kde jsou k identifi-
kaci pouzivany statické vzory. Tyto formy jsou limitovany nutnosti vyskytu urcéitych
prvki v obraze. éésteény’m feSenim tohoto problému je pouziti tradi¢nich tracko-
vacich algoritmu jako napiiklad BOOSTING, MIL, KCF, TLD, MEDIANFLOW
nebo GOTURN. Problém téchto algoritmt ovSem spociva v absenci kontextu obra-
zu. Algoritmus nevi, co sleduje a pouze hleda zmény vici predchozim snimkum, jez
porovnava. Ve trojrozmérném svété potom casto kazdé rychlejsi zména pozice kame-
ry znamend ztratu sledovaného objektu, nebot zménou snimaného thlu se méni jak
sledovany objekt, tak jeho pozadi. Tento problém je zasadni pro planovany systém
bezpilotniho prostiedku, protoze se ocekava aktivni sledovani objektu zajmu, ¢imz

se znemoznuje nasazeni téchto algoritmi pro tvorbu VTS.

Na zékladé vyse popsanych problémi tato prace navrhuje feSeni v dodéni kontextu
pro trackovaci algoritmy, kde je trackovaci algoritmus podpoten detekénimi systémy
udévajicimi pozice nalezenych objekti v obraze, nezavisle na jejich pfedchozi polo-
ze. Timto zplisobem se zvysi presnost trackingu, protoze pozice objektu se neodviji
od nalezu trackovaciho algoritmu, ale od nalezené detekce, ¢imz dochazi ke korekci
trackovaciho algoritmu pro dalsi snimky. Pfedpokladé se, zZe vyuzitim metody trac-
kovani za pomoci detekce bude novy VTS dosahovat minimalné podobnych kvalit

jako u proprietarniho algoritmu Active Track od spole¢nosti DJI.

Detekce bude postavena na konvolucnich neuronovych sitich, které zazivaji v posled-
nich letech velky rozmach a existuje k nim velké mnozstvi materiali. Da se pred-
pokladat, Ze detekce za pomoci konvolu¢nich neuronovych sitich, bude extrémné
naro¢na na hardwarové prostifedky a bude ji nutno miniméalné v rané fazi prace vy-

konavat na externi vypocetni stanici, tedy mimo bezpilotni prostiedek.

V ramci vyvoje VTS bude do prace zakomponovana virtualni realita (dale jen VR),

kterd bude simulovat redlnou scénu ze skute¢ného svéta. Cilem tohoto kroku je
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naprogramovat do VR bezpilotni prostiedek pohybem simulujici sviij redlny vzor.
Predpoklada se, 7ze vyvoj a ladéni chovani bezpilotniho prostiedku na zakladé vy-
stupnich dat z trackovani za pomoci detekce, bude zdlouhava a opakovana ¢innost,
ktera by se diky vymeéné zdroju ¢i nepiizni okolniho prostfedi mohla v realném svété

rapidné protahnout. Vysledkem tohoto kroku bude:
e feSeni umoznujici zaménéni obrazu z VR za ten skutecny

e vytvoreni rozhrani pro simulovany a fyzicky prostiedek vyuzitim vystupu trac-

kovaciho systému
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4. Testovaci virtualni realita

Hlavni cil prace je navrzeni autonomniho systému pro bezpilotni prostiedek. Vzhle-
dem k tomuto cili je nutné mit k dispozici kontrolované prostiedi, ve kterém je
mozné bezpetné otestovat rozhodovaci schopnosti prostfedku. V ranych fazi projek-
tu se velmi snadno mize stat, ze prostiedek neni stoprocentné pod kontrolou a muze
se pri Spatné oSetieném stavu programu napiiklad ztratit z dosahu, nékoho zranit

nebo se poskodit.

V réamci eliminace téchto cernych scénait byla do projektu zarazena vrstva VR,
ktera je idedlnim prostiedim pro ladéni VTS. Kromé prostiedi, ve kterém se nemitize
nic stat, je velkou vyhodou této formy moznost testovani jednotlivych ¢asti na pre-
dem definovaném misté a prostoru prakticky okamzité a opakované. Tim odpada
rezie na piipraveni skute¢ného prostfedi, vyménu napéajecich zdrojiu, zabezpeceni
prostoru atp. NiZe nasleduje popis jednotlivych komponent testovaciho virtualniho

prostiedi.

4.1 Unity 3D

Pro vytvoreni simulace ve VR byl pouzit engine Unity3D, ktery nabizi Siroké spek-
trum moznosti pro tvorbu 3D aplikaci. Kromé grafického prostiedi podporuje vytva-
feni skripti v jazyce C# k jednotlivym objektiim scény, coz je idealni pro planované

kontrolované prostiedi. [11]

4.1.1 Assets Store

Unity obohacuje svou developerskou scénu o online obchod Assets Store, na kterém
se nechaji koupit nebo prodat hotové kompatibilni komponenty pro Unity jako tex-
tury, 3D modely, animace, zvuky, efekty, kamery a mnohem vice. Pokud neni t¥eba
zadnych specidlnich pozadavkii, je mozné jednoduchou scénu posklddat z nabizenych

komponentiu Assets Store. [12]
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4.1.2 Konfigurace postavy

Obrézek 4.1: Model postavy

Pro navrzeni VTS byla zvolena jako sledovany objekt zajmu postava clovéka, kte-
ré je nejlépe dostupné pro testovani v redlném svété a muze ji vykonavat samotny

operator bezpilotniho prostiedku.

Skrze Assets Store byly stazeny generické animace a modely postav lidi, které budou
slouzit jako testovaci objekt zdjmu pro navrhovany VTS. Vyhodou humanoidnich
modelu stazenych z Assets Store je kompatibilita se zabudovanym Unity Animator
rozhranim. Ke kazdé postavé z kategorie humanoid lze pfifadit libovolna animace
ze stejné kategorie. Model tedy neobsahuje animaci ptimo v sobé¢, ale je animovan

skrze klouby. [10]

Ovladani animace postavy zastituje Unity Animator, ktery je vyobrazen graficky
jako prehled moznych stavi. Jednotlivé stavy predstavuji konkrétni pohyb posta-
vy. Pfechody z jednotlivych stavi jsou vyhodnoceny dle definovatelnych podminek.
Parametry pro vyhodnoceni podminek jsou nastavitelné skrze scripty vazané na ob-

jekty scény.
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#2 Animator & @ Inspector

| Layers || Parame ters | t-J Base Layer Ve = Idle -> Walking ,
rilame + W= 1 AnimatorTransitionBase
= walking "4 —
Transitions Solo Mute

- e

== Idle -> Walking

Has Exit Time -
F Settings

Conditions

= [walking T+ [true i

Obrazek 4.2: Piehled stavu - pfechod pohybu stani do chiize

V ramci postavy byly definovany stavy:
e Idle (animace — stat na mist¢)
e Walking (animace — chize vpied)
e Walking Backwards (animace — chiize vzad)
e Running (animace — bé&h vpied)
V ramci Unity Animator byly definovany Boolean proménné:

e Walking (default: false)
e Running (default: false)

e Backward (default: false)

Postava se mtze dostat vzdy do konkrétniho stavu pouze pokud je s nim jeji soucasny
stav propojeny. Napiiklad, aby se postava dostala do stavu Running (béh), musi
nejprve byt ve stavu Walking (chiize). Tato logika ma své opodstatnéni v ukonceni
pohybu béh a prechodu do pohybu chize. Pokud by byl stav béhu propojen piimo
se stanim, ¢i chlizi vzad, doslo by tak k nerealistické extrémni zméné pohybu, coz

by mohl byt nechtény rusici element pro VTS.

Predavani parametri pro vyhodnoceni pohybu je feSeno nastavovanim akce podle

stisknutych klaves W, S a levy Shift.
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if (Input.GetKey(KeyCode.W)) {
setMovement ("walking", true);
if (Input.GetKey(KeyCode.LeftShift)) {

setMovement ("running", true);

}
if (Input.GetKey(KeyCode.S)) {

setMovement ("backward", true);

Aby mohla postava pfejit do stavu Running, musi se tedy drzet klavesa levy shift

pro béh podminéné s klavesou W, ktera slouzi pro chuzi.

4.1.3 Konfigurace prostiedi

Pro navrhovani samotného VTS bylo tieba zvolit scénu, ktera by se svym vzhledem
podobala skutec¢nému prostiedi. V kone¢ném dusledku je totiz tfeba testovat bez-
pilotni prostiedek ve svété bohatém na detaily, aby se co nejvice usnadnil piechod
z virtualntho svéta do toho skute¢ného. Idealné by mél byt virtualni svét nato-
lik autenticky, aby stacilo systému zaménit na vstupu virtualni obrazovy material

za skutecny a jeho chod zistal stejny jako v simulaci.

Z vyse popsanych duvodu byla z dostupnych modelu v Assets store poskladana ¢ast
fiktivniho mésta, které obsahuje budovy s obchody, chodniky, stromy a dalsi modely
pro navyseni Grovné autenticity prostiedi. V ramci planovaného pohybu vicero po-
tencionalnich objekti ke sledovani, byla scéna stavéna jako verejna plocha simulujici

nameésti.

Obrazek 4.3: Virtualni ndmdésti
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4.1.4 Simulace ru$sného namésti

Aby bylo mozné testovat VTS, bylo potieba do scény vlozit dalsi autonomni huma-
noidni postavy, které mély za kol zamérné pracovat jako rusivé elementy pii sledo-
vani postavy zajmu. Tento zpiisob testovani mél provérit, zdali nedochazi k nechténé
zameéné postavy zdjmu za jinou okolni humanoidni entitu.

Vlozenym autonomnim postavam byla naprogramovana jednoducha strategie pohy-
bu, kde je postava ndhodné natocena a vlozena na nidhodné soufadnice omezené
pozici a rozméry namésti. Postavy jsou vlozeny s nastavenym automatickym po-

hybem chuze vpied. Kdyz postava odejde z vymezené plochy, proces ndhodného

vlozeni se opakuje.

Obrazek 4.4: Virtualni ndmésti s autonomnimi postavami
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5. Detekce

Lidé se podivaji na obraz a okamzité je jim jasné, jaké objekty se zde nachazi a co
znamenaji. Vizudlni systém clovéka je tak rychly a presny, 7ze umoziuje vykonéavat
relativné slozité tikony jako tfeba fizeni auta s minimalnim tusilim. Podobné rychlé
a presné vyhodnocovani donedavna nebylo na bézné dostupnych zafizenich moz-
né. Detekéni systémy, feSici tento problém, sice existovaly, ale bud nedosahovaly
pouzitelné presnosti v detekci nebo byly pro plynulé zpracovani snimki i na nejvy-
konnéjsich spotiebnich strojich moc naro¢né. Revoluci v tomto odvétvi zpusobily az
detek¢ni systémy, lisici se tim, ze dokazi rozpoznéavat objekty v jednom priichodu
vyhodnoceni obrazu, coz je nékolikanasobné rychlejsi nez u dosavadnich systémi,

které provadéji tuto ¢innost i nékoliksetkrat.

Pocitac vidi obraz jako pole hodnot jednotlivych pixeli. Jejich pocet se odviji od Sii-
ky a vysky obrazu a barevného modelu. Vezme-li se v ivahu RGB bitmapovy obrazek
o rozliSeni 512x512 a 24bitové hloubce barev, tak jeho reprezentaci jako pole bude
786432 (512x512x3) ¢isel nabyvajicich hodnot od 0 do 255, které popisuji intenzitu
pixelu v tomto bodé. Tato ¢isla jsou pro ¢lovéka pii klasifikaci obrazu nic nefikaji-
ci, ale jsou to jediné vstupy, které méa pocita¢ k dispozici. Aby mohl rozpoznavat
a rozliSovat objekty v obraze, bylo ho nutné naucit, jak zjistit jedine¢né konkrétni
vlastnosti objektu. Kdyz se napiiklad podiva ¢lovék na obraz kocky, okamzité vidi
snadno identifikovatelné rysy jako ¢tyfi nohy, tlapky atp. Podobného principu vy-
uzivaji umélé neuronové §ité typu Convolutional Neural Networks (déale jen CNN),
které aplikovanim ruznych filterii na ¢asti obrazu vyhledavaji a extrahuji prvky ja-
ko okraje, kfivky, a ty pak kombinacemi spojuji do vétsich celku reprezentujicich
vector machines (dale jen SVM) klasifikitoru, ktery uréi pravdépodobnost s jakou

se v obraze nachéazi konkrétni objekt. [I3][15][16]
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Kapitola popisuje nékolik nejcastéji pouzivanych detekénich systémi zalozenych
na konvolu¢nich neuronovych sitich. Cilem tohoto p¥istupu je zhodnotit pouzitel-
nost jednotlivych systému v praxi. Posledni podkapitola shrnuje zjisténé informace
a stanovuje systém pro vyrobu VTS. V dovétku kazdého systému je kratké shrnuti
hodnotici systém dle zjisténych informaci jako pocet snimku za vtefinu, presnost dle

metriky mAP na datasetu Pascal VOC 2007[14] aj.

5.1 Region-based Convolutional Neural Networks

vSechny mozné lokace, vysku a $itku. Tento proces je velmi neefektivni a vypocetné

naro¢ny, protoze kazdy vyzkouSeny segment musi opét projit naroénymi vypocty

konvoluéni sité.

v ||| L1|-”

Obrazek 5.1: Testovani vSech moznych lokaci objektu

5.1.1 R-CNN

Aby se snizil pocet pokusu pro nalezeni objektu, byly do detekénich systému roz-
poznavajicich obraz pouzity algoritmy typu Region Proposal (dale jen RP), kde
se na obraz aplikuje tzv. agnosticky klasifikator, pouzivajici nékolik grafickych fil-
tru segmentujicich obraz. Agnosticky klasifikitor tedy pouze urci, kde se v obraze
nachézi néjaky objekt. Timto zpiisobem se nechd pocet moznosti zredukovat pou-

ze na nékolik stovek az tisicii potencionalnich objektii, které jsou dale jednotlivé
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zpracovany CNN. Po priichodu CNN se vysledek pfedd SVM klasifikatoru, ktery
uz urcuje pravdépodobnost konkrétnich tiid. [17][18]

Obrazek 5.2: Region proposal (Selective Search)

Apply bounding-box regressors
Bbox reg || SVMs Classify regions with SVMs
Bbox reg || SVMs

Bbox reg | | SVMs Forword each resion
ConvNet through ConvNet
ConvNet
ConvNet
’ Warped image regions

Regions of Interest (Rol)

=
R from a proposal method

- e —

(~2K)

Obrazek 5.3: R-CNN model

I ptes znac¢nou redukci moznosti vyskytu objektu je tento systém velmi pomaly

a na soucasné dostupném hardware generuje vystup kolem 50 vtefin. [18][19]
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5.1.2 Fast R-CNN

] (]
L]

Regions of I-’ : l “conv5” feature map of image

Interest (Rols)
from a proposal
method

Obrazek 5.4: Fast R-CNN model

Oproti svému piedchidei (R-CNN) neposila kazdy potencialni objekt k narotné ex-
trakci prvka (hrany, kiivky, ...) k vyhodnoceni skrze CNN, ale nejprve vytvoii tzv.
feature map z celého obrazu, kterd je reprezentaci ptivodniho obrazu po prichodu
CNN. Ta je pak dale opétovné pouzitelnd pro navrhovani regionti a klasifikaci objek-
ti. Timto zpusobem odpadlo opakované zpracovani, nebot R-CNN tuto proceduru
opakovalo u kazdého potencionalniho objektu. Vysledek se tedy de facto zahodil
a pro potencionalni objekty z blizkého okoli se musel vypocitat ¢asteéné znovu.

[18]]19][20]

Touto zménou v névrhu se systém rapidné zrychlil oproti predchozi verzi. Vysledek

dokaze vygenerovat za 2 vtetiny. [18][19]
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5.1.3 Faster R-CNN

Object is a cat Refine BB position

Object or not object BB proposal .
Rol pooling

proposey
Region Proposal Network

pre-train image-net

CNN
A 4
y

o . 7

Obrazek 5.5: Faster R-CNN model

Testovanim se ukazalo, ze algoritmy typu RP jsou v celkovém vypoctu brzdicim
faktorem celého systému. Faster R-CNN nahrazuje RP algoritmy za velmi malou
konvolucni sit zvanou Region Proposal Network predikujici mensi mnozstvi regiont
ke zpracovani. V kazdém regionu se vygeneruji tii tzv. Anchor Boxes, které zabiraji
sledovanou ¢ast obrazu v pomérech 1:1, 2:1 a 1:2. Na vSechny tii boxy se pak pouzije
Bounding Box Regression metoda uptesiujici pozici pfipadného objektu a agnostic-
ky klasifikitor urc¢ujici pravdépodobnost vyskytu objektu. Vyhodou téchto Anchor
Boxes je, Zze se ve vybraném obrazu muze vyskytovat a piekryvat vice objektu,
které by regresni metoda pfi aplikaci na sledovanou oblast mohla zanedbat. Tim,
7e se zkousi vice poméri, mé postup veétsi Sanci urcit spravnou pozici objekti, i kdyz

se napiiklad prekryvaji. [18][19][21][22]
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Obrazek 5.6: Anchor Boxes

Nahrazenim tradi¢nich RP metod se cely systém nékolikanasobné zrychlil. Vygene-

rovani vystupu nyni trva 0,2 vtefiny. [18][19]

Bohuzel ani po vSech upravach pivodniho systému neni mozné aplikovat systém
pro zpracovani snimku v redlném case. Diky latenci 0,2 vtefiny tedy dokaze systém

poskytnout pouhych pét snimki za vtefinu.

5.2 Regression-based object detectors

VSechny vySe popsané systémy vyuzivaly k detekeci objektu klasifikaci, pro kterou
bylo nutné vyhledat v celém obraze pravdépodobné objekty, které byly déle postou-
peny regresnim metodam upiesiiujicim polohu. Tyto procedury se ale pii soucasné
dostupném hardware ukazaly jako nepouzitelné pro vyvoj VTS, nebot nedosahovaly
dostatecného poc¢tu snimki za vtefinu. Nicméné se v posledni dobé objevilo nékolik
metod, které problematiku detekce tesi jako regresni problém. Zasadnim rozdilem je,
ze tyto systémy nemaji zabudované RP algoritmy, nybrz pouzivaji preddefinovanou
miizku a CNN, kterd dokdze zaroven urcit pravdépodobnost objektu v konkrétni

buiice a miru jeji piislusnosti jednotlivym t¥idam klasifikatoru.

5.2.1 Yolo

You only look once (dale jen Yolo) v prvnim kroku rozdéli obraz do SxS mfizky.
Kazda bunka miizky predikuje N pravdépodobnych pozic s vyskou a sitkou, které

definuji potencionalni umisténi objektii v obraze. Yolo zaroven kazdy z téchto ob-
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Obrazek 5.7: Yolo - miizka

jektu ohodnoti s jakou jistotou se na pozici skuteéné nachéazi objekt. Objekt bunky
s nejvyssi jistotou se preda ke zpracovani klasifikatorem, ktery urc¢i s jakou pravdeé-

podnosti spada objekt do jednotlivych tiid.

Y

:/.’[ " .ﬂ\‘,.

5

Obrazek 5.8: Yolo - ohranic¢eni Obrazek 5.9: Yolo - pravdépodobnostni

potencionalnich objekti mapa tiid objekti

Soucinem pravdépodobnosti vyskytu objektu s pravdépodobnosti piislusnosti do né-
jaké tridy se ziska finalni pravdépodobnost vyskytu objektu v dané buiice. Vysled-
kem celé operace je zredukovani poc¢tu objektu eliminaci findlnich hodnot nizsich
nez nastavena hranice.

Absence hledéni regionu a fixni pocet mist pro hledani objekti umoznily tomuto
zpusobu dalsi nékolikanasobné zrychleni detekce, které s sebou ovSem nese urcita
negativa. Buiitka dokaze predikovat pouze jednu t¥idu, coz limituje detekci malych

objektli objevujicich se ve skupiné jako napftiklad ptak v hejnu.
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Obrazek 5.10: Yolo - Pravdépodobnosti Obrazek 5.11: Yolo - findlni vystup po

objekt x klasifikace eliminaci malych hodnot

Yolo

Prvni verze Yolo vznikla v roce 2015. Yolo predstavilo novy piistup k detekei a ote-
vielo novou kapitolu zpracovani obrazu v redlném case. Vici ostatnim detekénim
systémum té doby bylo extrémné rychlé, ale také méné presné. Z principu, ze které-
ho vychazelo, mélo relativné problémy s malymi objekty a objekty s neo¢ekédvanym

pomérem stran objektu. [24]

Diky novému piistupu dokazal systém zpracovat 45 snimki za vtefinu pii presnosti

63.4mAP, coz otevielo dvefe pro zpracovani obrazu v redlném case. [25]

YoloV2

V ramci zdokonalovani ptisly na konci roku 2016 autofi Yolo s novou verzi toho-
to detekéniho systému, kterd vylepSila nejen piesnost, ale i rychlost. Nové YoloV2
prislo se zménou rozliseni vstupnich dat z dfive pouzivanych 256x256 na vyssi, coz
umoznilo modelu lépe pracovat s obrazy ve vétsim rozliseni. Dalsi markantni zménou
byla implementace formy Anchor Boxes, znamé z Faster R-CNN, ktera umoznila lé-

pe a tésnéji ohranicovat objekty. |25

Tyto a dalsi zmény pomohly dosdhnout presnosti 78.6mAP pii 40 snimcich za vtefi-
nu pii vstupnim obraze o rozliSeni 544x544. Se vstupnim obrazem o rozliseni 416x416

dosahuje 76.8mAP pii 67 snimcich za vtetinu. [25]
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Tiny Yolo

Autofi Yolo vyuzili koncept systému a vytvorili model na bézi YoloV2 s nézvém
Tiny Yolo. Model obsahuje veskeré nové aspekty YoloV2, ale jeho model obsahuje
méné konvolu¢nich vrstev. Tato redukce umoznila zpracovavat 207 snimki za vtefinu
pii presnosti 57.1mAP, coz je témér jako ptuvodni verze Yolo. Toto extrémni zrychleni
je ipres ztratu presnosti perfektni variantou pro zafizeni, kde neni dostupny masivni

vykon. [23]

5.2.2 SSD

Single Shot MultiBox Detector (dale jen SSD), podobné jako Yolo, déli obraz do miiz-
ky. V jednotlivych bunkéch se predpovida vyskyt objektu a jeho posun vi¢i Anchor
boxes, podobné jako u Faster R-CNN detekéniho systému, aby se na$lo co nej-
presnéjsi ohraniceni a povedlo se najit i objekty uvniti vétsich objekti. Ke kazdému
upfesnénému objektu jsou systémem zaroven predpovézeny piislusnosti jednotlivych
tfid. Na rozdil od Yolo systémii, SSD je slozena z nékolika progresivné zmensujicich
se konvoluc¢nich vrstev, na kterych probiha tato detekce. Tento zpiisob umoziuje
detekci objektit mensich velikosti, coz je napiiklad problém Yolo systémi, které ge-

neruji detekce pouze na jedné konvolucni vrstvé. Nevyhodou tohoto pristupu je,

N

Nejlepsi vysledek tohoto systému ma SSD se vstupnimi obrazky o rozliseni 512x512,
se kterymi dosahl 76.8mAP pri 19 snimcich za vtefinu. Jeho slabsi varianta se vstup-
nimi obrazky 300x300 dosahla 74.3mAP pii 45fps, coz z néj déla vhodného kandidata
pro vytvoreni VTS. [26]

5.3 Porovnani detek¢nich systémaii

Hlavnim faktorem pro vybér detekéniho systému byla rychlost, neboli pocet snimku
za vtefinu, kde je potfeba, aby vybrany systém dosahoval kolem tficeti snimku
za vtefinu, coz je potiebné pro plynulé zpracovani videa. Sekundarnim faktorem

byla presnost detekci mérend v metrice mean average precision na datasetu Pascal
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VOC 2007.[14]

5.3.1 Meéreni

Nasledujici méfeni probihala na grafické karté Nvidia Geforce GTX Titan X. Dataset
pro méfeni: Pascal VOC 2007 [14].

Detekéni systém

Mean average precision

Pocet snimku za vtefinu

R-CNN

Fast R-CNN
Faster R-CNN
Yolo

YoloV2 416
YoloV2 544
Tiny Yolo
SSD 300

SSD 512

66.0
70.0
76.4
63.4
76.8
78.6
57.1
74.3
76.8

0,02
0,5
5
45
67
40
207
45
19

5.3.2 Vyhodnoceni

[24][26]

Pro vytvoreni VTS byl vybran detekéni systém Yolo s Tiny Yolo neuronovym mo-

delem. Model je sice vyrazné méné presny, ale vici ostatnim vyse popsanym moz-

nostem zpracovani je zdaleka nejrychlejsi. Hlavni argument pro toto rozhodnuti byla

idea ve finalni presunuti vypocetnich algoritmii primo na bezpilotni prostiedek, kde

je v soucasnosti k dispozici podstatné méné vykonu.
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6. Tracking

V ramci prace se na zékladé priuzkumu dostupnych feseni povedlo nalézt trackova-
ci systémy pro sledovani nalezenych detekci. Bohuzel vétsinu téchto systémi neslo
pouzit z divodu uzavieného kédu nebo pouzitého programovaciho jazyka nekompa-
tibilniho s detek¢nim systémem Yolo. Z téchto diuvodu nebyla provedena rozsihla

analyza a nize jsou zminény pouze dva potencionalni trackovaci systémy pro VTS.

6.1 SORT

Simple Online and Realtime Tracking (déle jen SORT) je trackovaci systém slouzici
k identifikaci nalezenych detekci. V praci je zminén z divodu, Ze je predchiidcem

vybraného systému pro tvorbu VTS a pfimo z néj vychazi.

Trackovaci systém vyuziva v zasadé dvé znamé rudimentarni techniky: Kalman filter
a Hungarian algorithm. Kalman filter se v systému pouziva pro predikci pohybu, coz
je vhodné nejen pro lepsi sledovéni, ale i pro stavy, kde je sledovany objekt do¢asné
zakryt. Hungarian algorithm fesi asociaci jednotlivych detekci ke svym identitam.

301

Nejvetsi silou algoritmu je, ze dokaze zpracovat 60 snimkl za vtefinu v testovaci
scéné s mnoha objekty ke sledovani. Jeho jednoduché zpracovani ovSem zplisobuje

Casté ztraty nebo zamény identit detekovanych objekti. [28]

6.2 Deep SORT

Tracking with a Deep Association Metric (dile jen Deep SORT) je nastupcem vyse
uvedeného systému, ktery zasadné eliminuje ztraty a zamény identit nahrazenim
Hungarian algorithm za konvolu¢ni sit, ktera se za béhu uéi informace o vzhledu
sledovaného objektu. Diky tomuto vylepseni dokaze systém mnohem lépe reindeti-
fikovat objekty jevici se jako docasné zakryté nebo zcela zmizelé. Dalsim kladem

vylepSeni je snizeni zamény identit az o 45%. 28]
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Nevyhodou pouziti tohoto algoritmu je nutnost nauceni na konkrétni typy objekti.
V ramci projektu autoii dali k dispozici sit nauc¢enou na lidské postavy a zvefejnili

zdrojové kody pro uceni. [29]

Vyména asocia¢niho algoritmu za konvoluc¢ni si vybrala dai v podobé potiebného

vykonu, ktery klesl zhruba o tfetinu - 40 snimki za vtefinu v testovaci scéné. [2§]
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7. Implementace VTS

7.1 Vyuzité technologie

Na zékladé vySe uvedenych analyz byl VTS sestaven z nasledujich komponent.

7.1.1 Tiny Yolo

Jako detekéni systém byl pro praci vybrano Yolo s redukovanym modelem Tiny Yolo,
ktery dokaze s prijatelnou presnosti klasifikovat objekty v obraze v redlném case.

Tento detekéni systém byl postaven na frameworku pro neuronové sité Darknet. [23]

7.1.2 Darkflow

Darkflow je zalozeny na open source frameworku Darknet pro stavéni neuronovych
siti, ktery byl napsan v programovacich jazycich C a CUDA C. Darkflow je jeho
implementace pro popularni framework TensorFlow. V praci je pouzit kviili moznosti
psat v jazyce Python, ve kterém jsou naprogramovany dalSi soucasti této prace.

132133

7.1.3 Deep SORT

Deep SORT je trackovaci systém zalozeny na trackovani za pomoci detekce. Systém
je napsany v programovacim jazyce Python a kombinuje zakladni vypocetné rychlé
techniky s neuronovou siti, kterd pomaha sledovat objekty po delsi casovy tsek
a zaroven snizuje pocet nechténych zmén identit pii prekryvu podobnych objekti.

31

7.1.4 OpenCV

Open Source Computer Vision Library je svobodnd a oteviena multiplatformni
knihovna pro manipulaci s obrazem. Je zaméfena pfedevsim na pocitacové vidéni

a zpracovani obrazu v realném case. OpenCV je implementovana pro programovaci
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jazyky C+-+, Java a Python. V praci je pouzita napfiklad pro ziskani obrazu z ka-
mery, transformaci kamery a vykreslovini ohrani¢eni detekovanych a trackovanych

objektu. [34]

7.1.5 Tracking with Darkflow

Tracking with Darkflow (dale jen TwD) zapouzdiuje vyge popsané technologie do jed-

noho celku a poskytuje konfigura¢ni parametry pro jednotlivé komponenty. [35]

7.2 Inicializace

Do projektu byl naklonovin GIT repozitar TwD s jeho upravenou verzi repozitaiu
Darkflow a Deep SORT. Zdrojovy kod je, stejné jako dalsi dale popsané komponenty,
psan v jazyce Python, aby bylo celkové feseni jednotné. Zdrojovy kod komponenty

Darkflow je v repozitafi upraven pro pouziti trackovacich algoritmi Deep SORT

vvvvv

TwD obsahuje nékolik inicializa¢nich parametrii, které je tfeba nastavit pro spravny

chod:

e demo - (stringlint) cesta k souboru nebo id zachytavaciho zafizeni
e model - (string) cesta ke konfigura¢nimu souboru Yolo
e load - (string) cesta k kompilovanym vaham Yolo

e threshold - (float) prahova hodnota (0 - 1) eliminujici hodnoty s nizkou prav-
dépodobnosti vyskytu detekce

e gpu - (float) hodnota (0 - 1) urcujici kolik vykonu se ma vyuzit z GPU, 0

znamend vypocet na CPU
e track - (bool) trackovani detekci

e trackObj - (string| |) pole nazvi t¥id k detekci objekti z natrénované mnoZiny

definované v konfigura¢nim souboru Yolo
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e saveVideo - (bool) ulozeni obrazového vystupu po zpracovani
e BK MOG - (bool) substrakce pozadi

e tracker - (string) nazev trackovaciho systému

e skip - (int) pocet snimki k preskoceni pro zvySeni vykonu

e csv - (bool) zapis pozic trackovanych detekei do souboru

e display - (bool) vykresleni zpracovaného obrazu na obrazovku

7.3 Modifikace

Koncept programu TwD spoc¢iva v demonstraci kombinovaného feSeni, kde se pii-
jme na vstupu obraz a do néj vykresli oc¢islované ohraniceni sledovanych objekti.
Pro vytvoreni VTS bylo nutné pozménit dalsi ¢asti kodu pro ziskani téchto cislo-
vanych ohranic¢eni objekti, se kterymi se dale pracuje pii predavani dat do bezpi-
lotniho prostredku. Aby bylo mozné s témito objekty pracovat, bylo nutné upravit
kéd zodpovédny za vykreslovani ohraniceni do obrazu a zpfistupnit tak pole s daty
o jednotlivych objektech pro dalsi ¢asti aplikace (viz obr. . 7 tohoto duvodu byla
v metodé, kde se generuje ohranic¢eni, vytvorena globalni proménné schranujici data

o sledovanych objektech, aby je slo dale distribuovat napfi¢ aplikaci.

. : Whkresleni
Vstupni obraz  — Detekce 1 Tracking ] ohranizeni
Extrakce
dat
Distribuce

dat

Obrazek 7.1: Schéma - modifikace kdédu
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7.4 Selekce

Jak je patrné ze schématu [7.3] pro selekci konkrétniho objektu bylo potieba vyuzit
nové zpiistupnéna data, diky kterym bylo mozné ziskat pozici, $itku, vysku a pfi-
délené identifikac¢ni ¢islo objektu. Vybrani objektu probihalo za pomoci OpenCV
knihovny, ktera zastituje v projektu zobrazovani obrazu v okné. Tomuto oknu bylo
nastaveno zachytavani udélosti mysi a kazdé kliknuti levym tlac¢itkem do obrazu po-
rovnavalo, zdali se pozice kliknuti vyskytuje uvniti néjakého ohrani¢eného objektu.
Pokud k takovému piipadu doSlo, ohrani¢eni bylo pro ptrehlednost obarveno zele-

nou barvou a id objektu bylo nastaveno do globalni proménné, ¢imz se stal objekt

sledovanym viz [7.2]

if (x > xl_object) and (x < x2_object) and (y > yl_object) and (y < y2_object):

selected_object_id = object_id

x1_object, y1_object ®

object_id

® x2_object, y2_object

Obrazek 7.2: Nactrt vybirani objektu

32

Obrézek 7.3: Schéma - selekce
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7.5 Normalizace

Obdélnikové ohraniceni sledovaného objektu je reprezentovano dvéma protilehlymi
body, jejichz soutfadnice jsou uvedeny v obrazovych bodech. Tyto jednotky ovSem
nedavaji pro bezpilotni prostiedek, ktery potfebuje smérovy vektor, smysl. Jak je
patrné z nacrtu[7.4] pro sledovani objektu sta¢i pouze stied obdélnikového ohranicent

a proto byla data normalizovana formou:

e vypocet x a y soufadnic stiedu obdelniku
e piepoditani soutadnic do rozsahu hodnot (0; 2)

e posunuti vysledku o hodnotu -1

def calculate_dimension_normalized_units(first_value, second_value, max_value):
middle_object_value = first_value + ((second_value - first_value) / 2)

return ((2 / max_value) * middle_object_value) - 1

1 150 1 150

| (150; 30) ¢ |

1 1

i | s (175; 65)

1 1

! + (200; 100) !

1 1

I| I [

L e 20 e 270
12 1

1

1

1

| - (1,29; 0,35) - (0,29; -0,14)

] 1 1
1

1

1

I|

R 1

Obrazek 7.4: Normalizace soufadnic

Timto zpusobem byla data normalizovana do rozsahu (-1; 1), kde hodnota 0 repre-
zentovala stfed obrazovky v dané ose. Vyhodou tohoto piepocitani je, ze vysledna
hodnota se jiz da pouzit pfimo pro smér a rychlost pohybu. Pokud je sledovany
objekt na kraji obrazovky, rychlost se bude bliZzit v zavislosti na sméru k -1 nebo 1.
Naopak, pokud bude objekt témér ve stfedu obrazovky, systém vypocita témeér nu-
lovou rychlost ve sméru ku stiedu, ¢imz se lze vyhnout okamzitému zrychleni bez-

pilotniho prostiedku, ktery by v disledku mohl znamenat ztratu plynulého pohybu
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a rychlou zménou v obraze i ztratu sledovaného objektu.

Protoze bezpilotni prostiedek ziskdva data pouze z obrazu, bylo udrzovani vzdale-

nosti od sledovaného objektu mozné tesit pouze podle vysky obdélnikového ohrani-

¢eni objektu. Tato vyska byla normalizovana jako pomér vysky ohraniceni k vysce

obrazu.

Obréazek 7.5: Schéma - normalizace

Vstupni obraz | Detekce ! Tracking ! ;"?:gﬁi EE::
Extrakce
dat
Selekce
MNormalizace UAV AP

Takto normalizované data jsou dale poskytnuta fidicim prvkim VTS, které zajistuji

pohyb bezpilotniho prostiedku viz [7.5]
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7.6 Virtualni svét

__________________________________________________________

! Python MSS P VTS i
i Screenshot i - Detekce i
i x b ! i
____________________________ i Tracking L | By viber objektu
i Unity b i
s N . i
i Vykresleni i i Selekce E
i b ¥ i
i Letové Fizeni P Normalizace i
i x Lo i
i i ' ¥ '
| UDP Server  {e——t UDP Client i

Obrazek 7.6: Schéma zapojeni ve virtualnim svété

7.6.1 Komunikace

Propojeni vytvofené VR v Unity engine s VTS s sebou pfineslo dva vyznamné
problémy. Prvni problém spocival v predani obrazu do TwD a druhym problémem
byl zpétné predavani dat do Unity.

Ziskani obrazu

Pred&vani obrazu z Unity do TwD bylo vyfeSeno vytvorenim jednoduché tiidy Scre-
enCapture, kterd slouzi ke snimani obrazovky za pomoci knihovny Python MSS.

[36] Ttida v konstruktoru piijima nové vytvorené inicializa¢ni parametry:
e capture screen width - (int) §ifka obrazovky
e capture screen height - (int) vyska obrazovky
e capture screen offset top - (int) odsazeni odshora

e capture screen offset left - (int) odsazeni zleva
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e capture screen _scale - (float) méfitko

Inicializac¢ni parametr demo byl v kédu rozsiten o nabyti dalstho stavu: zdporné
¢islo/id zachytavaciho zafizeni. Pokud je parametr demo nastaven na tuto hodnotu
(< 0), vytvoii se objekt ScreenCapture namisto VideoCapture z knihovny OpenCV.
Pokud je do konstruktoru tiidy VideoCapture predana kladna celo¢iselné hodnota,
tak se OpenCV pokusi oteviit zachytavaci zafizeni (napf. webkameru) s timto iden-
tifikacnim c¢islem. Pokud je pfedan tetézec, TwD zjisti, zdali uvedeny nazev a cesta

souboru existuje.

file = self.FLAGS.demo
if isinstance(file, int):
if file < 0:
from visual_tracking_system.screen_capture import ScreenCapture
camera = ScreenCapture(
self .FLAGS.capture_screen_width,
self .FLAGS.capture_screen_height,
self .FLAGS.capture_screen_offset_top,
self .FLAGS.capture_screen_offset_left,

self .FLAGS.capture_screen_scale,

else:
camera = cv2.VideoCapture(file)
else:
assert os.path.isfile(file), \
’file {} does not exist’.format(file)

camera = cv2.VideoCapture(file)

Vzhledem ke struktuie zbytku kédu TwD bylo nutné implementovat pouzité meto-
dy VideoCapture, aby bylo mozné objekty jednoduse zaménit a program mohl bez
problému pracovat s instanci t¥idy ScreenCapture jako s VideoCapture. Tiida Scre-
enCapture tedy ve skutecnosti pouze napodobuje pojmenovanim metod funkénost

VideoCapture.

PRI

e init - konstruktor pfijmajici $itku, vysku, odsazeni odshora, odsazeni

zleva a §kalu obrazu
e isOpen - navratova hodnota trvale nastavena na bool hodnotu True
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e release - nevraci nic (void)

e read - vraci tuple ((bool) obraz dostupny a (Image) nasnimany obraz obra-

zovky)

ScreenCapture

_ width: int
__height; int
__offzet_top: int
__offset_left- int
__scale: float

__inmit__(int, int, int, int, float): void
read(): bool, Image

isOpen(). bool

release(): void

Obréazek 7.7: Class diagram - ScreenCapture

Posilani dat

Druhym zminovanym problémem byla komunikace s Unity prostfedim, kde bylo tie-
ba predavat vypocitand data z VT'S. Vzhledem k pouziti programovaciho jazyka C+#
ve VR bylo rozhodnuto, ze se bude komunikovat skrze transportni sitovou vrstvu
TCP/IP. Protoze se aplikace nesmi zdrzovat zasilanim zprav ztracenych po cesté
a i v redlném prostiedi se mohou ztratit néjakd data, byl vybran jako transportni

protokol User Datagram Protocol (dale jen UDP).

V ramci predpokladu, Ze implementace pro komunikaci s bezpilotnim prostfedkem
bude v podobném duchu, byla vytvofena abstraktni tfida jménem Communicator,
zaStitujici zakladni funkcionalitu. Kvili plynulosti generovani obrazového vystupu,
ktery je klicovy pro VTS, bylo potfeba odesilat datagramy tak, aby nezdrzovaly hlav-
ni vlakno. Z tohoto duvodu dédi abstraktni tiida tfidu Thread z balicku threading.
Po inicializaci této t¥idy, nebo jejich potomki, dojde k zaloZeni nového nezavislého
vldkna. Abstraktni t¥ida prijima jako parametr objekt Queue patfici také do balicku

threading, ktery dovoluje bezpec¢né predavat data napiic vlakny.

Pro komunikaci mezi TwD a Unity byla vytvofena tifida UDPCommunicator dédici

z abstraktni tiidy Communicator, kterd rozsifuje konstruktor o dva nové parametry
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ip a port slouzici pro nastaveni sitové komunikace. V ramci abstraktni tiidy bylo
pro zdédéni pot¥eba implementovat metodu run(), ktera spousti hlavni logiku t¥idy.
V této metodé se nachazi nekonecény cyklus ¢ekajici na prichozi pole dat do objektu
Queue. Po pfijeti pole jsou jednotlivé polozky kontrolovany, jestli se jedna o validni
hodnoty. Pokud jsou hodnoty validni, pfijata ¢isla jsou nastavena pro celou instanci.
V opacném piipadé jsou hodnoty vSech polozek nastaveny na 0. Nastavené hodno-
ty jsou poté s oddélujicim znakem ,stiednik” zapsany do fetézce a odeslany jako

datagram pies UDP.

=< abstract >>

Communicator UDPCommunicator
_queus: Queue
_x_velocity: float ip: strin
_y_velocity: float < :ppcirt' ir1'fg
_height_ratio: float ’
_init_{Queue): void _init_[_Queue. ip, port): void
N i run{): void
run{): void

verify_and_set_data(x_velocity, y_velocity, height_ratio): void
is_number(var). bool

Obrazek 7.8: Class diagram - UDPCommunicator

Piijimani dat

V Unity byla vytvorena tfida s nadzvem UDPListener slouzici k pfijmu UDP da-
tagrami. TFida obsahuje jediny konstruktor s povinnym celo¢iselnym parametrem,
reprezentujicim ¢islo portu, na kterém predavani dat probiha. Stejné jako na strané
TwD i v Unity bylo tieba zalozit paralelni vlakno, aby ¢ekani na datagramy a jejich
zpracovavani nebrzdilo chod zbytku aplikace. Inicializace nového vldkna se nachazi
v metodé run(), kde probiha nekone¢ny cyklus zachycujici data z UDP. Tato data
jsou dale zpracovana metodou parseData(String incommingString), ktera rozdéli e-
tézec do pole, jednotlivé polozky pfevede z textu do ¢isel s desetinnou ¢arkou a ulozi
je do instanéni proménné. Tiida pak nabizi zpracované hodnoty pomoci vefejnych

metod pro dalsi praci.

38



UDPListener

# receivedContent: String
# port: int

# thread: Thread

# client: UdpClient

+ UDPListeneriint). void
+ run(); void

+ stop(). void

+ getk(): float

+ gety(). float

+ getHeight(type): float
# listen(): void

# parseData(int): float

Obrazek 7.9: Class diagram - UDPListener

7.6.2 Bezpilotni prostiedek

Bezpilotni prostiedek je ve virtudlnim svété reprezentovan hernim objektem Drone,
na ktery je vazan dalsi herni objekt Camera, snimajici scénu podobné jako kamera
v realném svété. K objektu Drone je pfipojen herni script DroneController obsahu-

jici logiku pohybu bezpilotniho prostiedku.

V ramci VR bylo o bezpilotnim prostfedku uvazovano jako o 1étajicim dronu s moz-
nosti udrzet konstantni vysku.

Scripty, které se v Unity pfifazuji pfimo na herni objekty, musi dédit z t¥idy Mono-
Behaviour, ¢imz se zajisti spusténi scriptu pii nacteni scény. Unity kontroluje, jestli
existuji nékteré metody, které souvisi s zivotnim cyklem programu. [37] V préci byly
implementovany metody start() a update(). V metodé start() dochézi k nastaveni
a spusténi UDP komunikatoru. Metoda update() se vola pii kazdém prekresleni scé-
ny, proto bylo do téla metody vloZzeno volani metod pro aktivni sledovani objektu:

centerize TrackedObject() a balanceDistance().

UdrZovani st¥edu

protected void CenterizeTrackedObject() {
float x = communicator.GetX();

transform.Translate(new Vector3(x * VELOCITY_MULTIPLIER, O, 0) * Time.deltaTime);

Metoda centerizeTrackedObject() méa za tkol udrZet objekt z&jmu horizontalné

uprostied, proto vytvari smérovy vektor, udavajici bezpilotnimu prostiedku smér
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DroneController

#MIN_OBJECT_RATIC: const float

# MAX_OBJECT_RATIO: const float

# VELOCITY_MULTIPLIER: const float
# communicator: UDPListener

# port: int

UDPListener

# receivedContent: String
# port: int

# thread: Thread

# client: UdpClient

- Stari(). void

- Update(): void

- OnApplicationQuit(): void

# CenterizeTrackedObject(). void

+ UDPListener(int). void
+ Run{): void

+ Stop(): void

+ GetX(): float

+ GetY(): float

+ GetHeight(type): float

# BalanceDistance(). void

# ParseData(int): float

Obréazek 7.10: Class diagram - DroneController

a rychlost letu. K vytvofeni smérového vektoru se vyuziva obdrzena normalizované
hodnota z pfichoziho UDP datagramu. Aby se bezpilotni prostiedek pohyboval do-
statecné rychle, byla tato hodnota nasobena konstantou VELOCITY MULTIPLIER.
Cely vektor byl poté vynasoben delta ¢asem, ktery posun rozlozi do jedné vtefiny
misto posunu v kazdém vypoc¢teném snimku. [38] Timto se stal posun nezavisly na

poctu snimku a zaroven zajistil plynulost pohybu.

UdrZovani vzdalenosti

protected void BalanceDistance() {
float currentRatio = communicator.GetRatio();
if (currentRatio > 0) {
if (currentRatio < MIN_OBJECT_RATIO) {

transform.Translate(new Vector3(0, 0, 1f) * Time.deltaTime);

}
if (currentRatio > MAX_OBJECT_RATIO) {

transform.Translate(new Vector3(0, 0, -1f) * Time.deltaTime);

Protoze bezpilotni prostfedek nema zadné prostiedky k urceni vzdalenosti sledova-
ného objektu, vyuziva se k tomuto tcelu pomér sledovaného objektu vici obrazu.
V ramci prace se nejvice osvédcéilo neomezovat pomér na konkrétni hodnotu, nybrz
na rozsah dvou blizkych hodnot. Pomérova hodnota objektu v idedlni vzdélenosti

vétsinou kolisa, coz nutilo bezpilotni prostfedek neustale kompenzovat vzdéalenost.
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7.6.3 Testovani

VTS byl testovan na pocitacové sestavé Intel i5 2500K 3,3@4,6GHz, 2x 4GB DRR3
2133MHz CL9. Virtualni svét byl ptivodné testovan na rozliSeni obrazu 1280x1080.
Testovany VTS ve VR dokazal zpracovat na pretaktovaném CPU pouhé 3 FPS.
Samotny navrh CPU je uzpusoben spiSe pro zpracovani obecnych tloh, proto by-
lo nutné presunout vypocty na GPU, které je navrzené pro paralelni zpracovavani
instrukci a je tedy vhodnéjsi pro pocitani hodnot tisice vrstvenych neuroni CNN.
Diky podpoie Nvidia CUDA na Tensorflow byla do pocitacové sestavy zakompono-
vana grafickd karta Nvidia GeForce 1060GTX 3GB. Pouzitim grafické karty doslo
k navyseni vykonu a VTS dokazal zpracovat az 25 snimki za vtefinu, coz i tak bylo
prekvapivé malé ¢islo vzhledem k avizovanym rychlostem vyuzitych komponent uve-
denych v této praci. Zkouménim tohoto vykonnostniho problému se doslo k zavéru,
ze se jednéd o kombinaci faktori renderovani virtudlni scény a ziskdvani obrazového

vstupu skrze sniméni obrazu.

Testovani probihalo na vytvorené scéné simulujici rusné nameésti, do které bylo umis-
téno 10 chodicich autonomnich postav a postava ovladani operatorem skrze klaves-
nici. Do scény byla vlozena kamera. Jeji pozice byla pro testovani zvolena tak, aby
byla ovladatelnd postava zhruba ve stfedu zabéru. Vzhledem k tomu, Ze kamera
simuluje vznasejici se bezpilotni prostiedek, byla ji definovana pevna vyska odpovi-

dajici 2,5 metru.

Jednim z cili tohoto testovani bylo dokazat, ze VTS dokéze sledovat vybrany ob-
jekt zajmu v obraze. Pro realné nasazeni bylo dulezité vyzkouset, jestli VTS dokaze
rozpoznat a obnovit identitu docasné zakrytych nebo zmizelych objekti. Z tohoto
divodu byly do scény zasazeny postavy lidi, které jsou si vzhledem podobné a mé-
ly tak mast VTS. Dalsim cilem bylo otestovani bezpilotniho prostfedku, jenz mél
pomoci predanych smérovych vektort z VTS udrzovat sledovany objekt uprostied

obrazovky v nastavené vzdalenosti.

Testovanim bylo zjisténo, Ze vytvoreny systém je nedostateény pro sledovani postav.
Problém spocival v detekci s trackingem, kde dochéazelo k ¢astym ztratdm identity

nebo viibec nedoslo k detekci. VySetfovanim tohoto problému bylo odhaleno, ze Tiny
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Yolo sice dokaze viceméné ohranicovat objekty, ale toto ohranic¢eni mélo s kazdym
snimkem lehce odlisnou velikost, coz zptisobovalo potiz asocia¢nim algoritmim De-
ep SORT. V c¢lanku, ve kterém autoii prezentovali tracking systém SORT, bylo
zminéno, 7Ze kvalitni detektor dokazal zvednout kvalitu trackovani az o 18.9%. [30]
YoloV2. Ohraniceni objekti YoloV2 oproti své redukované verzi skvéle obtékala de-
tekované objekty, coz meélo za nasledek prudky nérist trackovacich schopnosti Deep
SORT. Vyména detekéniho modelu si bohuzel vyzadala dalsi vypocetni prostiedky
a tim se pocet snimkil za vtefinu propadl na 8. Pro navysSeni rychlosti zpracovani
byla scéna v Unity nastavena na nejnizsi detaily a rozliSeni obrazu bylo zménseno
na 640x480. Pocet snimkii za vtefinu se timto kompromisem zvedl zhruba k 16. Bo-
huzel pro plynulé sledovani tento pocet nestacil. Systém pii rychlém pohybu casto
nedokazal obnovit identitu objektu a prostiedek se pohyboval v mistech, kde se jiz
objekt nenachazel. V rdmci dalsiho zrychleni byl pro YoloV2 pouzit vstupni obraz
320x320 misto 544x544, coz umoznilo zvysit poc¢et snimki za vtefinu na 23. Zmen-
Seni vstupniho obrazu se viditelné neprojevilo na kvalité detekci a vyssim poctem

FPS se eliminovaly zminéné problémy.

Sledovani bylo feSeno udrzovanim objektu zdjmu ve stfedu obrazu v definovaném
rozsahu vysky objektu popisované v kapitole 7.6.2 Bezpilotni prostfedek. Aby
tento piistup fungoval, bylo nutné najit koeficienty pro normalizované vystupni hod-
noty VTS. Koeficienty pro smérovy vektor bylo nutné nastavit na hodnoty umoznu-
jici sledovat rychle se pohybujici objekt, ale zaroven tyto hodnoty nesmély zptsobit
tem. Koeficienty byly testovanim nastaveny na hodnoty 5 pro pohyb do stran a 1,5

pro udrzovani vzdalenosti.

Detekce YoloV2 predpovida pravdépodobnost, s jakou je v daném ohraniceni kon-
krétni typ objektu. Aby se zamezilo dalsimu zpracovavani objekti s nizkou pravdé-
podobnosti, byly detekce s niz$i hodnotou nez hodnota z inicializa¢niho parametru
threshold potlaceny. Vzhledem k virtualnim objektiim, podobajicim se skute¢nym

postavam a rozliseni 640x480, bylo nutné tento parametr nastavit na relativné niz-
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kou hodnotu 0,35, aby byly nalezeny napftiklad i vzdalené&jsi objekty.

Oznacena postava byla diky odladéni vyse popsanych skute¢nosti sledovana a vir-
tualni dron ovladany vytvofenym vektorem pohybu z normalizovanych dat dokazal
tuto postavu nésledovat a obnovovat jeji identitu pfi docasném zakrytu jinou po-

stavou. VTS byl timto tspésné otestovan a byl pfipraven pro nasazeni do redlného

svéta.

Obrézek 7.11: Ukazka - Visual Tracking Systém ve virtualni realité
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obsahuje knihovnu OpenCV podporujici pfijimat obraz z webovych kamer. Pfi vy-
tvafeni VTS se s timto pocitalo a byl pfipraven inicializa¢n{ parametr demo popsany
v kapitole 7.6.1 Komunikace: Ziskani obrazu, kterym se prepind obraz mezi VR

a web kamerou.

Posilani dat

Obrazek 7.14: Crazyradio PA

Ptenos dat do bezpilotniho prostiedku je feSen pomoci radiového vysilace Crazyra-
dio PA. Vysila¢ je vybaven zesilovac¢em s vykonem 20dBm, ktery umoziuje ovladat

kvadrakoptéru az do 1km pii piimé viditelnosti. [43]

Pti vyvoji VR byla vytvorena abstraktni t¥ida Communicator definujici spole¢nou lo-
giku zasilani p¥ikazi do bezpilotniho prostiedku (popsano v kapitole 7.6.1 Komuni-
kace: Posilani dat). Do projektu byla vytvofena nova tfida CrazyFliecCommunicator
dédici z této abstraktni tiidy. V ramci podédéni bylo nutné implementovat metodu
run(), jenz zavadi komunikaci a v nekone¢ném cyklu predava zpracovana data za-
siland z VTS. Do projektu byl ptidan bali¢ek cflib obsahujici The Crazyflie Micro
Quadcopter library API pro komunikaci s Crazyflie. API umozinuje skenovat, otvi-
rat/zavirat komunikaci a vyménu dat. V prvnim kroku dochéazi k navazani komuni-
kace, kde se hledaji dostupné Crazyflie. V kroku druhém jsou jiz skrze API posilany
samotné letové pifkazy. V projektu je pouzivana metoda send hover setpoint(vx,
vy, yawrate, zdistance) vyuzivajici pfipojené perifierie Flow Deck, ktera umoziuje

udrzet kvadrakoptéru na konkrétnim misté v prostoru.
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Parametry metody send hover setpoint:
e vx - smér a rychlost v m/s v ose x
e vy - smér a rychlost v m/s v ose y
e yawrate - otoc¢eni v ihlovych stupnich
e zdistance - vzdalenost od zemé v m

o
Udrzovani stiedu a vzdalenosti je feseno stejné jako ve VR za pomoci vypocitanych
smérovych vektorii z normalizovanych hodnot VT'S. Vektory jsou pouze nasobeny ji-
nymi koeficienty v zavislosti na poskytnutém obraze a moznostech pohybu Crazyflie.

Tyto konstanty byly definovany na zakladé testovani.

7.7.2 Bezpilotni prostiedek

Crazyflie 2.0

Obrazek 7.15: Crazyflie 2.0

Jako bezpilotni prostiedek byla zvolena mala kvadrakoptéra o rozmérech 9x9cm
z diivodu bezpecného a jednoduchého testovani uvniti budovy. Crazyflie komunikuje
bud pies radio, nebo bezdratovy standard Bluetooth a poskytuje sviij kod jako Open
Source. Horni a spodni ¢ést kvadrakoptéry obsahuje rozsifujici rozhrani, na které
lze pripojit rizné periferie. Skrz toto rozhrani ma uzivatel pristup ke sbérnicim jako

UART, I2C a SPI, PWM, analogové vstupy a vystupy a GPIO. [39]
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Flow deck

Obrazek 7.16: Flow deck

Jednim 7z rozsiteni kvadrakoptéry je deska Flow deck vybavena snimacem optické-
ho toku a snimacem vzdalenosti za pomoci laseru. Tento zptisob umoziuje ridicimu
systému znat smér a rychlost a také dava kvadrakoptéie schopnost vznaset se na kon-

krétni pozici v prostoru az 2 metry nad zemi. [40]

FPV Kamera

Obréazek 7.17: FPV kamera - Eachine TX01

Kvadrakoptéra byla vybavena malou kamerou s vysilacem Eachine TXO01 o velikosti
20x13x6mm a hmotnosti 4,48g. Kamera analogové vysild v pasmu 5,8GHz s vy-
silacim vykonem 25mW. Jeji vstupni napéti je v rozmezi 3,7 - 5V, coz umoznilo

vyrobenim rozbocovace napojeni piimo na baterii Crazyflie. [41]
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Sestaveni

Obrazek 7.18: Zkompletovany bezpilotni prostiedek

Na spodni stranu stranu Crazyflie byla bez potizi pfipojena periferie Flow deck. Maly
problém ovSem nastal pfi zapojeni kamery, kterou bylo potieba uchytit na horni
stranu kvadrakoptéry. Jelikoz Crazyflie neni na pfipojeni tohoto druhu rozsifeni
pfipravend, byla kamera pfilepena oboustrannou paskou. Aby bylo mozné kameru

provozovat, musel byt vyroben rozbocova¢ napéajeni.

."}‘
Obrézek 7.19: Pfipevnény Flow deck Obrézek 7.20: Rozbocova¢ napéjeni
na spodni strané Crazyflie pro kameru
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7.7.3 Testovani

VTS byl testovan s nastavenim, které vyplynulo z testovani simulace (popséno v ka-

pitole 7.6.3 Testovani).

Narozdil od VR testovani poslouzily jako testovaci objekty skutec¢né postavy lidi, jez
byly snimény malou bezdratovou kamerou komunikujici v pasmu 5,8GHz. Piijimany
obraz mél rozliSeni 640x480. Bohuzel vzhledem k pouziti analogového prenosu a vy-
uziti pasma pro Wi-Fi sité dochézelo obc¢as k vypadkiim, obraz trpél Sumem a mala
kamera s nizkym rozliSenim neméla velmi kvalitni obraz, coz se zna¢né podepsalo
na vykonech VTS. Na kratké vzdalenosti, za dobré svételnosti a neruseném vysila-
cim pasmu ovSem pracoval VTS relativné dobie a dosahoval podobné piesnosti jako
ve VR. Diky absenci sniméani obrazovky a renderovani virtualni scény byl pocitac¢
schopen zpracovat 30 snimku za vtefinu s pouzitim YoloV2 s navySenym vstupnim

obrazem 544x544, coz pomohlo generovat detekce v nekvalitnim obraze.

Diky ptipojenému rozsiteni Flow deck pro Crazyflie bylo mozné nastavit konstantni
vysku kvadrakoptéry na 1m. Vzhledem ke §patné kvalité obrazu byl rozsah pomértu
vysky sledovaného objektu vuci vysce obrazu nastaven na vyssi hodnoty nez u VR,
a to na 0,30 az 0,35, aby kvadrakoptéra létala blize a systém lépe rozpoznaval objekt
zajmu.

Prvotni testovani bylo o nalezeni potfebnych koeficienti pro normalizované hod-
noty z VTS. Stejné jako pro dron ve VR bylo nutné najit takové koeficienty, jaké
by umoznovaly sledovat rychle se pohybujici objekt, ale zaroven tyto hodnoty nesmé-
ly zpisobit piili§ velkou akceleraci, jez by zapficinila naskok dronu pied sledovanym
objektem. Koeficienty byly stanoveny na hodnoty umoznujici dronu bez problému

sledovat lehce klusajici postavu.

Jako zasadni problém se ukézala baterie Crazyflie, kde k vybiti dochéazelo v prii-
méru za 3,5 min, béhem kterych bylo nutné vse testovat. Kvadrakoptéra by méla
podle specifikaci 1état déle, ale napojeni bezdratové kamery na stejny zdroj napajeni
zkratilo dobu letu skoro na polovinu. [45] Nabiti baterie trvalo kolem 30 minut, coz

znacné zdrzovalo kalibraci.

49



Testovani probihalo ve velkém uzavieném vnitinim prostoru, kde se volné prochéazeli
dobrovolnici. Cilem bylo vyzkouSet, jestli bezpilotni prostiedek dokéze udrzet sle-
dovaného ¢lovéka a doletét ho v pripadé docasného zakrytu. Testovanim se ukazalo,
ze pokud je postava docasné zakryta, napfiklad prichodem jiné postavy, VI'S nema
vétsinou problém obnovit indentitu. Bohuzel se ale obcas stalo, ze sledovana posa-

tava, jenz nahle zménila sviij smér béhem zakrytu, nebyla spravné identifikovina

a dostala nové id.

Obréazek 7.21: Ukazka - Visual Tracking Systém v realném svété
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8. Diskuse

Hlavnim cilem diplomové prace bylo vytvorit trackovaci systém schopny sledovat
objekt zajmu z obrazu. Z analyzy soucasné dostupnych trackovacich systémi z ka-
pitoly 2 Tracking Systémy bylo rozhodnuto, 7e se prace vyda smérem hledani ob-
jektu v obraze za pomoci konvolu¢nich neuronovych siti, nebot ostatni analyzované
metody potfebovaly pomocné prvky v obraze nebo byly svou kvalitou nedostacu-
jici pro VTS. Vyhodou tohoto zpracovani je, ze systém nejprve najde a klasifikuje
objekty v obraze, které az nésledné identifikuje podle predchozich snimki. Tim
se zasadné 1isi od béznych tracking algoritmu, jez sleduji vybranou ¢ast obrazu bez
jakéhokoli védomi o tom, co konkrétné sleduji, ¢imz snadno dojde ke ztraté sledovani
nebo sledovani jiné ¢ésti obrazu. Nevyhodou pouziti konvolu¢nich neuronovych siti

pro zpracovani obrazu je jejich vysoky narok na vypocetni vykon.

VTS byl pivodné stavén pro piimou aplikaci na bezpilotnim prostiedku, proto byl
za zékladé vysledku analyzy z kapitoly 5.3 Porovnani systému vybran pro dete-
kovani objekti velmi rychly systém Tiny Yolo. Pozdéji byl ale v praci pro generovani
nepresnych detekci nahrazen jeho robustnéjsi verzi YoloV2, jenz dokazal skvéle ohra-
nic¢ovat objekty v obraze. Timto krokem ovSem bylo jasné, Ze se souc¢asnym mobilnim
hardwarem nepujde systém provozovat, nebot uz tak vysoké naroky na vykon byly

podle zjisténych hodnot nékolikanasobné vyssi (5.3.1 Méfeni).

Aby bylo mozné vygenerované detekce identifikovat, byl do projektu integrovan trac-
kovaci systém Deep SORT, ktery byl zvolen, protoZze spole¢né se svym méné presnym
predchudcem to byly jediné dva algoritmy vhodné pro tuto praci. Dalsi nalezené sys-
témy bud nebyly kompatibilni s planovanym systémem nebo byl jejich zdrojovy kod

uzavien (6 Tracking).

Vzhledem k nutnosti testovani VTS na dynamickém kontrolovaném prostiedi byla
do préace pridana VR, jenz byla vytvofena v engine Unity (4 Testovaci virtualni
realita). Vytvorena scéna méla za ukol nasimulovat co nejrealn&jsi protiedi, aby
mohl byt systém pouzit i ve skutecném svété. Z téchto divodii byla scéna posklada-

na jako ¢ast fiktivniho mésta s chodniky, budovami s obchody a stromy pro navyseni
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autenticity prostiedi. Bezesporu se jako nejvétsi vyhoda pouziti VR ukazalo opako-
vané zkousSeni systému na piedem definovaném misté virtualniho prostoru a také
absence vymeény a nabijeni napdjecich zdroji, které znacné brzdily odladéni a tes-

tovani VTS v redlném svété.

Pro odladéni jednotlivych komponent VTS bylo do VR pfidano nékolik autonomnich
postav, které mély za kol zamérné pracovat jako rusivé elementy pri detekci a in-
detifikaci (4.1.4 Simulace rusného namésti). Vyrenderovany obraz Unity byl
zachytavan piimo z obrazovky, coz si vyzadalo dan v podobé dalsiho potiebného
vykonu (7.6.1 Komunikace: Ziskani obrazu). Ziskany obraz byl dale zpracovan
a nalezné objekty byly zpfistupnény uzivateli pro vybrani objektu zajmu (7.4 Se-
lekce). Soufadnice sledovaného objektu byly poté normalizovany do hodnot umoz-
fjicich vytvoreni smérového vektoru pro bezpilotni prostiedek (7.5 Normalizace).
Vzhledem k tomu, ze koéd VTS byl psany v programovacim jazyce Python a kod VR
byl v programovacim jazyce C#, byla komunikace vyfesena predavanim dat po siti
za pomoci UDP (7.6.1 Komunikace: Posilani dat, 7.6.1 Komunikace: P¥iji-
mani dat). O bezpilotnim prostfedku bylo ve VR uvazovano jako o létajicim dronu
a byla mu nastavena pevna vyska, ze které sledoval chodici postavy lidi. Pouzitim
normalizovanych hodnot zaslanych VTS dron udrzoval objekt zajmu ve stiedu obra-
zovky. Vzdalenost od sledovaného objektu byla fesena jako minimalni a maximélni
pomér vysky jeho ohraniceni vii¢i vySce obrazu, kterou dron musel kompenzovat

(7.6.2 Bezpilotni prostfedek).

Pii zkouSeni moznosti VTS bylo zjisténo, ze provadéni vypocti na CPU je nevyho-
vujici, nebot VTS nedokazal zpracovat dostateény pocet snimki pro plynuly chod.
Z tohoto duvodu byly vypocty diky kompatibilnimu softwaru presunuty na GPU.
Vymeéna detekéniho systému Tiny Yolo za YoloV2 spolecné se zachytavanim obra-
zu zapiicinily, ze VTS nedokézal v predpokladaném nastaveni zpracovat dostatek

snimkt a pro dosazeni plynulosti bylo nutné snizit kvalitu detekce, rozliSeni zachy-

tavaného obrazu a grafické detaily VR. (7.6.3 Testovani)

Oznacena postava byla diky aplikaci vyse popsanych postupi skvéle sledovana a vir-

tualni dron ovladany vytvorenym vektorem pohybu z normalizovanych dat plynule
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tuto postavu nasledoval. VTS byl timto Gspésné otestovan a byl pfipraven pro na-

sazeni do realného svéta.

Diky vyzkouseni koncept sledovani ve VR bylo velmi snadné aplikovat stejné postu-
py na skutecny bezpilotni prostiedek presné, jak bylo planovano v kapitole 3. Stra-
tegie FeSeni. Jako prototyp realného bezpilotniho prostifedku byla vybrana mal4
kvadrakoptéra Crazyflie 2.0 z diivodu snadného a bezpecného testovani uvniti bu-
dovy (7.7.2 Bezpilotni prostfedek: Crazyflie 2.0). Zachytéavani obrazu bylo
vyfeSeno namontovanim malé bezdratové kamery Eachine TXO01 s vysilacem (7.7.2
Bezpilotni prostfedek: FPV Kamera). Vysilany obraz byl zpracovan piijima-
¢em Eachine ROTGO1, ktery se v pocitaci identifikoval jako webova kamera, ¢imz
bylo mozné poslat obraz bez dalich tiprav na vstup VTS (7.7.1 Komunikace: Zis-
kani obrazu). Obraz byl déle zpracovan stejné jako ve VR, pro ziskani normalizova-
nych hodnot objektu zajmu, ze kterého byl sestaven smérovy vektor pro bezpilotni
prostiedek. Predavani letovych instrukci bylo provedeno skrze vysila¢ Crazyradio

a pouzitého softwarového API pro Crazyflie (7.7.1 Komunikace: Posilani dat).

Jednim 7z nedostatki postaveného prototypu byla velmi kratka doba letu zapii¢inéna
zapojenim kamery na malou baterii Crazyflie. Behem 3,5 minuty bylo nutné vyzkou-

Set veskeré potfebné véci, coz znacné casové limitovalo kalibraci zafizeni a vyvoj.

Zasadnim nedostatkem postaveného prototypu byl ale ziskany obraz z malé bez-
dratové kamery, ktery trpél na obc¢asné ruSeni a vypadky obrazu zptlisobujici ztratu
sledovaného objektu. Dalsimy problémy obrazu byla kvalita a nizké rozliSeni, jez
zapric¢inily nutnost létat blize k objektu zajmu, aby byl objekt vibec detekovan. Po-
kud ovsem byla kvadrakoptéra testovana za ptiznivych podminek, oznacena postava
byla sledovana pfiblizné stejné dobie, jako bylo testovino ve VR a VTS plnil sviij
ucel.

Pouziti vytvoieného prototypu pro tento druh préace nebyla vhodna volba. Proto-
typ bude maximélné slouzit jako ovéfeni konceptu a pro realné vyuziti nema smysl.
Pro vyuziti potencidlu VTS je potieba kvalitni obraz, na némz se piimo odrazi

schopnosti vytvoreného systému.
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9. Zavér

Prace se v prvopocéatcich zabyvala analyzou soucasnych trackovacich systémi, na za-
kladé které byla navrzena strategie pro tvorbu VTS. Jako vybrany postup bylo zvo-
leno trackovani objektu za pomoci detekce, coz praci rozsitilo o dalsi nutné analyzy
pro vybrani vhodnych systémi. V rdmci usnadnéni vyvoje byla do prace zakom-
ponovana virtualni realita slouzici pro testovani jednotlivych komponent a systému
jako celku. Vyrobeny VTS byl nejprve odladén a vyzkouSen v simulaci a poté byl

portovan do skutecného svéta na malou kvadrakoptéru Crazyfie 2.0.

Hlavnim cilem préace bylo vytvorit funkéni prototyp, ktery dokaze zamknout objekt
zadjmu a ten sledovat. Tento cil se povedlo splnit, avSak za cenu presunuti vypocet-
niho vykonu na ground station, nebot detekce s trackingem tvoftici zaklad sledovani
objektu vyuziva hluboké neuronové sité, a ty vyzaduji enormni vykon. Dal$im cilem
prace bylo vytvofit systém schopny vyrovnéani se proprietalnimu algoritmu Active
Track od spolec¢nosti DJI, coz bylo umoznéno vyuzitim metod vzeslych z jednot-
livych analyz v této praci. Jako dalsi stanoveny cil bylo vytvoreni autentické VR,
ktera skvéle poslouzila pri vyrobé VTS a jeho nasazeni do skute¢ného svéta tim
znamenalo pouze obstarani spojeni, vyménu vstupniho obrazu a kalibraci kvadra-

koptéry.

V rdmci prace se podafilo splnit stanovené cile a byl vytvoren systém schopny sle-
dovat objekt zajmu. Nicméné pro bézné pouziti neni systém vzhledem k potiebé
externiho vykonu vhodny. Lze ovSem piedpokladat, ze budouci hardware bude vy-

konnostné stoupat a externi vypocet nebude potieba.
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