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Anotace

Diplomova prace se zabyva problematikou konvolu¢nich neuronovych siti a jejich pouziti
v autonomnich vozidlech. V praci je na zacatku popsano fungovani umélé neuronové site,
nejpouzivanéjsi aktivacni funkce, ztratové funkce a optimalizatory. Déale je popsana ar-
chitektura konvoluéni neuronové sité, predstaveno nékolik existujicich modeli a zminény
nékteré klasifikacni algoritmy. Poté nasleduje popis implementace klasifikace dopravnich
znacek pomoci knihovny PyTorch a frameworku PyTorch Lightning. V zavéru jsou prove-
deny experimenty s modely ResNet50, VGG16 a AlexNet v klasifikaci dopravnich znacek.
Kazdy model je natrénovan v ramci ¢tyf experimenttu. Nésledné jsou vysledky porovnéany
a zvolen nejlepsi model pro tuto tlohu. Soucasti experimenti jsou i vizualizace konvolu¢nich
filtrt a vyslednych 2D aktiva¢nich map.

Anotation

Title: Application of convolutional neural networks for autono-
mous vehicles

The diploma thesis deals with the issue of convolutional neural networks and their use in
autonomous vehicles. The work initially describes the operation of an artificial neural ne-
twork, the most commonly used activation functions, loss functions and optimizers. Then
the architecture of the convolutional neural network is described, several existing models
and classification algorithms are introduced. This is followed by a description of the imple-
mentation of traffic sign classification using the PyTorch library and the PyTorch Lightning
framework. Finally, experiments are performed with models ResNet50, VGG16 and AlexNet
in the classification of traffic signs. Each model is trained in four experiments. Subsequently,
the results are compared and the best model for this task is chosen. The experiments also
include visualizations of convolutional filters and the resulting 2D activation maps.
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1 Uvod

Konvoluéni neuronové sité méni soucasny svét v mnoha oblastech. Velky dopad méa na
odvétvi autonomnich vozidel, kde se vyvoj velice posunul kupredu. Presto zatim nejsou
k dispozici vozidla, kterd by byla schopna idit v bézném provozu zcela bez zasahu ridice.
The Society of Automotive Engineers definuje 6 irovni (0 az 5) autonomniho fizeni. Kazda
zemé si urcuje sva pravidla pro akceptaci vozidla pro danou troven. V soucasné dobé se
podafilo dosdhnout v USA trovné 2 (Audi A8L — dodévan bez hardwaru a softwaru po-
tfebného pro uroven 3) a v Némecku trovné 3 (Audi A8L).

Samotné téma bylo vybrano z divodu jeho siroké pouzitelnosti a jeho dopadem na bu-
douci vyvoj v mnoha oblastech. Konvolu¢ni neuronové sité jsou velice zajimavé z hlediska
jejich siroké vyuzitelnosti napii¢ mnoha obory. Pomoci predpfipravenych dat je 1ze relativné
rychle naucit rozpoznavat text, mluvenou re¢ nebo objekty na obrazcich. V pripadé auto-
nomnich vozidel 1ze pomoci nich fesit tkony rozpoznavani dopravnich car, detekce vozidel
a chodcu, rozpoznavani semafort a dopravnich znacek. Na zakladé takto ziskanych dat je
pak dulezité, aby autonomni vozidlo bylo schopné provadét spravna rozhodnuti. Omezenim
lidského faktoru se zasadné snizi nehodovost na silnicich.

V prvni kapitole je podrobné popsana uméld neuronova sit. Dalsi ¢ast se vénuje konvo-
luénim neuronovym sitim, zejména jeji architekture. Také jsou predstaveny nékteré znamé
modely, klasifika¢ni algoritmy a zdvérem popsan proces vytvoreni modelu pro klasifikaci
obrazu. Poté je nastinéno vyuziti konvolu¢nich neuronovych siti pro autonomni vozidla. V
poslednich dvou kapitolach je predstavena knihovna PyTorch a implementace modelu pro
klasifikaci dopravnich znacek.

Cilem prace bude ptredstavit problematiku konvolu¢nich neuronovych siti a jejich vyuziti
v autonomnich vozidlech. Na zavér bude implementovano trénovani a testovani tii modela
pomoci programovaciho jazyka Python a knihovny PyTorch. Pro kazdy model budou pro-
vedeny Ctyri experimenty a nédsledné bude vybran nejlepsi z nich.



2 Cil prace

Cilem prace je uvést ¢tenafe do problematiky konvolu¢nich neuronovych siti a jejitho vyuziti
v oblasti autonomnich vozidel. V prvni ¢asti bude popsana uméla neuronova sif a konvo-
lu¢ni neuronova sit. Druha ¢ast bude zaméfena na aplikaci konvolu¢nich neuronovych siti
pro autonomni vozidla. Nasledné bude predstavena knihovna PyTorch a pomoci ni bude im-
plementovano trénovani sité pomoci existujicich modelt. Budou zvoleny t¥i modely a kazdy
model bude trénovan v ramci ¢tyr experimentt. V zavéru budou tyto experimenty mezi
sebou porovnany a vyhodnoceny.



3 Umélé neuronové sité

Uméla neuronova sit se svym fungovanim snazi priblizit fungovani lidského mozku. Sklada
se z navzajem propojenych neuront, které tvori neuronovou sit. Hlavnim cilem sité je naucit
se spravné predikovat vysledek na zakladé predeslych zkusenosti. Tedy postupnym ucenim
zlepSovat presnost své predikce. Kazdy neuron na zdkladé svého vstupu produkuje vystup.

Neuron muze mit nékolik vstupu a jeden vystup, ktery lze dale odeslat do ostatnich
neuront. K odeslani svého vystupu dochazi v zavislosti na vysledku aktivacni funkce, ktera
rozhodne, jestli je vystup neuronu pirinosny (viz kapitola 3.2). Neurony lze sdruzovat do
vrstev — mezi zdkladni patii vstupni (input), skrytd (hidden) a vystupni (output) viz
obrazek 1. [1]

Skryta vrstva

Vstupni vrstva

Obrazek 1: Uméld neuronova sit navzajem propojenych neuront. Kazdy kruh reprezentuje
neuron a ¢ara symbolizuje propojeni vystupu jednoho neuronu na vstup druhého neuronu
(zleva doprava). Neurony jsou podle barev rozdéleny do jednotlivych vrstev

Zdroj: podle [1]

3.1 Neuron

Ukolem neuronu je prevzit data na vstupu, vypoditat vystupni hodnotu a odeslat ji na
vystup. Na vstupu miize neuron dostat data v rizné podobé — obréazek, dokument, zvuk
nebo vystup z jiného neuronu. Spojeni mezi neurony mé tzv. vahu (znaéi se w), ktera se
béhem procesu uceni (viz kapitola 3.3) méni a optimalizuje pro optimalni presnost predikce.
Pro vypocet vystupni hodnoty neuronu je potieba rovnice 1, kde symboly maji nasledujici
vyznam:

e 1 — vstupni hodnota

e w — vaha vstupni hodnoty



¢ © — bias — posun funkce o konstantu

o S — aktivacni funkce (viz kapitola 3.2)

N
Y==5 (Z(wlxl) + @) (1)
i=1

Tedy nejprve se vypocte vazeny soucet vSech vstupnich hodnot (pomoci vah w). Poté
se k této hodnoté pri¢te bias, ktery hodnotu posune doleva/doprava. Vyslednd hodnota je
jako parametr pouzita v aktiva¢ni funkci. Na zakladé vysledku aktivacni funkce se rozhodne,
jestli bude neuron aktivovan tzn. je dulezity pro proces predikce spravného vystupu. Tento
vypocet probihd v dopfedné propagaci procesu uéeni neuronové sité (viz kapitola 3.3.2). V
nasledujici kapitole budou predstaveny nejcastéji pouzivané aktivacni funkce.

3.2 Aktivacéni funkce

Aktivaéni funkce je findlnim krokem pii vypoctu vystupu neuronu. Na zakladé jeji hodnoty
se rozhodne, jestli se odesle dale na vstup do dalsich propojenych neuront. Pouziti akti-
vacni funkce v neuronové siti je velice dulezité, protoze se do modelu dostane nelinearita.
Diky tomu se muze sit ucit a rozpoznavat komplexni vazby v datech. Jednim z hlavnich
pozadavki na aktivaéni funkci je jeji diferencovatelnost, ktera je dilezitou podminkou pro
zpétnou propagaci chyby a optimalizovani hyperparametri pomoci optimalizatora (viz ka-
pitola 3.3.3 a 3.5). Na dalsi strané budou predstaveny zdkladni aktiva¢ni funkce, které se
bézné pouzivaji. U kazdé funkce je modrou (nebo i ¢ervenou) barvou vyznacen graf funkce
a zelenou barvou derivace funkce. [2]



3.2.1 Binary Step Function

Je to jedna z nejjednodussich aktivac¢nich funkei — lze ji implementovat pomoci konstrukce
if-else. Vétsinou se pouziva pro binarni klasifikaci — nelze ji pouzit pro klasifikaci vice
trid. Prvni derivace se rovna nule, tedy miuze dojit k problému pfi uceni v kroku zpétné
propagace (pro jakykoliv vstup se vysledek derivované funkce neméni). [2]
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Graf 1: Aktivacni funkce binary step function

Zdroj: vlastni zpracovani

3.2.2 Linear

Linearni aktivacni funkce je pfimo imérnd jejimu vstupu. Gradient v tomto pripadé lze
ovlivnit pouzitim parametru a: F(z) = ax. Diky tomu se budou vahy a biasy aktualizovat
v kroku zpétné propagace, ale kvuli konstantni derivaci porad stejné. Proto je linearni
funkce vhodna pro jednodussi dlohy. [2]
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Graf 2: Aktivacni funkce linear

Zdroj: vlastni zpracovani



3.2.3 Sigmoid

Sigmoid je jedna z nejpouzivanéjsich aktivacnich funkci. VSechny vstupni hodnoty transfor-
muje do intervalu od 0 do 1, tedy je velice vhodna pro predikci pravdépodobnosti. Pouziva
se zejména pro klasifikaci obrazu. [2]
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Graf 3: Aktivacni funkce sigmoid

Zdroj: vlastni zpracovani

3.2.4 Tanh

Je to hyperbolickd tangent funkce, kterd je podobnd sigmoid funkci. Hlavnim rozdilem je
jeji symetrie kolem 0 (muze dochézet ke zméné znaminek mezi vrstvami). Rozsah hodnot
se pohybuje od —1 do 1. [2]
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Graf 4: Aktivacni funkce tanh

Zdroj: vlastni zpracovani



3.2.5 ReLU (Relative Linear Unit)

Opét velice ¢asto pouzivana aktivaéni funkce. Vyhodou je, Ze ne vSechny neurony jsou
aktivovany ve stejny cas. Tedy pokud je vysledek aktivacni funkce roven 0, tak je neuron
deaktivovdan. Nevyhodou je, ze v nékterych piipadech je gradient roven 0 (vadhy a biasy
nejsou aktualizovany béhem zpétné propagace). Muze dojit k tzv. umfeni neuronu, kdy se
z tohoto stavu jiz nelze dostat. [2]
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Graf 5: Aktivacni funkce ReLU

Zdroj: vlastni zpracovani

3.2.6 Leaky ReLU

Oproti klasické ReLLU funkci se zde negativni vstupni hodnoty nerovnaji 0, ale nabyvaji
nizkych negativnich hodnot. Diky tomu ¢astecné fesi problém umfeni neuronu. [2]
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Graf 6: Aktiva¢ni funkce leaky ReLLU

Zdroj: vlastni zpracovani



3.2.7 Parametrized ReLU

Dalsi varianta ReLLU funkce, kde negativni vstupni hodnoty jsou transformovany dle linearni
funkce s parametrem a. Tento parametr muze byt zadan nebo jej lze nechat neuronovou sit
naucit (viz kapitola 3.3.1). [2]
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Graf 7: Aktivacni funkce parametrized ReLU

Zdroj: vlastni zpracovani

3.2.8 ELU (Exponential Linear Unit)

Exponencidlni varianta ReLU funkce, ktera pro negativni vstupni hodnoty pouziva logarit-
mickou k¥ivku. Podobné jako parametrizovand ReLU nem4 problém s umirdnim neuront. [2]
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Graf 8: Aktivacni funkce ELU

Zdroj: vlastni zpracovani



3.2.9 Swish

Pomérné nova aktivacni funkce, kterou objevili vyzkumnici ze spolecnosti Google. Neni
to monoténni funkce, tedy vystupni hodnota se muze snizit i presto, ze vstupni hodnota
roste. [2]
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Graf 9: Aktivacni funkce swish

Zdroj: vlastni zpracovani

3.2.10 Softmax

Softmax funkce je kombinaci nékolika sigmoid funkci. Na rozdil od sigmoid funkce ji lze
pouzit pro klasifikaci vice t¥id. PTi sestaveni neuronové sité bude mit vystupni vrstva stejny
pocet neuront jako je pocet tiid, které se budou klasifikovat. [2]

3.3 Proces uceni (trénovani)

V predchozich kapitoldch byl vysvétlen neuron a jak funguje jeho aktivace. Bylo predstaveno
nékolik zdkladnich aktiva¢nich funkci. Nyni je mozné popsat, jak se neuronova sit nauci
predikovat spravné vysledky.

Proces uéeni lze rozdélit na dva kroky — doprednou propagaci (forward propagation)
a zpétnou propagaci (backward propagation) viz obrazek 2. Nez se za¢ne neuronova sit ucit,
je nejprve potfeba inicializovat parametry modelu (vahy, bias) na ndhodné hodnoty.

V prvnim kroku se béhem dopredné propagace posilaji data do vstupni vrstvy. U kaz-
dého neuronu se provede kalkulace z rovnice 1 a vysledek se pouzije pti vypoctu v nasleduji-
cim propojeném neuronu. Takhle se postupné vysledky propaguji az do vystupni vrstvy, kde
se porovnaji s ocekdvanym vysledkem. Vypocet rozdilu mezi predikovanym a ocekavanym
vysledkem zajistuje ztratova funkce.

Poté lze prejit k druhému kroku uceni — zpétné propagaci. V tomto kroku je potieba
optimalizator, ktery na zakladé hodnoty ztratové funkce upravi béhem zpétné propagace
parametry modelu (vdhy, bias, atd.). Tyto kroky se opakuji pro vSechna data a nékolik
epoch, dokud se nam uz dale nezlepSuje presnost predikce. V tento moment je mozné
ukoncit uceni.

V této ¢asti budou popsany podrobné jednotlivé kroky procesu uceni. Pfed zahajenim
samotného uceni je nutné nastavit tzv. hyperparametry, které jsou béhem uceni neménné.



Dopredna propagace
>

Skryta vrstva

upm’ vrstva

Vstupni vrstva

Zpétna propagace

Obrazek 2: Dopredna a zpétna propagace v neuronové siti

Zdroj: podle [1]

Ty mohou zasadné ovlivnit pribéh uceni, proto je jejich volba zasadni. Mezi hyperparame-
try patii naptiklad rychlost uceni, velikost davky, pocet epoch a pocet skrytych vrstev (v
zévislosti na pouzitém modelu sité, ztratové funkci, optimalizatoru a dalsich proménnych).

3.3.1 Hyperparametry

vvvvv

o danou hodnotu. Pokud se nastavi na nizkou hodnotu, mutze uceni trvat dlouhou dobu nebo
se zcela zaseknout. Naopak pokud se nastavi na vysokou hodnotu, mtzou se vihy postupné
nastavit na ne zcela optimalni hodnoty a celkové zpusobit Spatné trénovani. Hodnota se
nastavuje v rozmezi 0.0 a 1.0 — zpravidla se nastavuje na hodnotu 0.001.

Ucenli lze rozdélit do jednotlivych fazich tzv. epoch. Béhem jedné epochy cely nas dataset
projde jednou krokem dopfedné a zpétné propagace. Pocet potfebnych epoch na natrénovani
neuronové sité nelze dopredu uréit. Vzdy zalezi na feseném problému. Dataset 1ze rozdélit
na vice ¢asti — davek. Pocet davek, které se zpracuji béhem jedné epochy, se nazyva iterace.

3.3.2 Dopredna propagace

Béhem dopredné propagace se provadéji kalkulace ve sméru od vstupni vrstvy k vystupni
vrstvé. U kazdého neuronu je potieba urcit jeho hodnotu pomoci rovnice 1. Pokud se neuron
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aktivuje, je tato hodnota dale posilina ve sméru k vystupni vrstvé. Na konci dopredné
propagace se musi vyhodnotit spravnost predikci pomoci ztratové funkce.

Ztratova funkce vyjadruje rozdil mezi predikovanym a ocekdavanym vystupem. Se ztra-
tovou funkei Gzce souvisi optimalizdtory (viz kapitola 3.5), které se snazi upravit parametry
modelu tak, aby se ztratova funkce co nejvice minimalizovala. Vybér ztratové funkce zavisi
na feseném problému:

e Regrese

— Stiedni kvadratickd chyba (mean squared error)
— Huberova ztrata (Huber loss)
x kombinace stfedni kvadratické chyby a stfedni absolutni chyby
x méné citlivé na odlehlé hodnoty oproti stfedni kvadratické chybé
x parametr § urcuje, jaka bude vypoctena chyba
mensi nez § — kvadraticka chyba
vétsi nez & — absolutni chyba

o Binarni klasifikace

— Binarni kiizova entropie (Binary cross-entropy)
— Hinge loss — primarné se pouziva spoleé¢né s metodou podpurnych vektoru
x predikuje hodnoty v rozmezi -1 a +1
pokud je hodnota pozitivni, tak je zafazena do tfidy +1
pokud je hodnota negativni, tak je zafazena do tridy -1
* pri pouziti s metodou podpirnych vektori se pti kalkulaci pocita s marginem
— Hinge loss poté penalizuje Spatné i spravné predikce
skutecnd hodnota je +1, ale predikovana je -0.3 — dochazi k velké pe-
nalizaci

skutecnd hodnota je +1, margin je 0.2 a predikovand hodnota je 0.15
— sice je predikce spravnd, ale je pod hodnotou marginu, tedy dochézi
k mensi penalizaci

e Vicetridni klasifikace

— Vicetfidni kiizova entropie (Multi-Class cross-entropy)
— Kullbackova-Leiblerova divergence

* urcuje, jak moc se distribu¢ni funkce P odlisuje od distribu¢ni funkce @
x distribuce P a (@ se rovnaji skoro vsude, kdyz je divergence rovna 0
* jinak je divergence kladna

Hodnota ztratové funkce bude velice dtlezita pri zpétné propagaci.

3.3.3 Zpétna propagace

Ve zpétné propagaci budou probihat kalkulace v opa¢ném sméru — tedy od vystupni vrstvy
ke vstupni vrstvé. Béhem zpétné propagace dochdazi k ladéni vah a biasu na zakladé vy-
poctené ztratové funkce z predchozi epochy. Cilem je takova optimalizace parametru, aby
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se co nejvice minimalizovala hodnota ztratové funkce. K tomu ndm pomuze optimalizator
(viz kapitola 3.5), ktery se pomoci prvni derivace rozhoduje, jak upravi vahy a bias. Tyto
kalkulace se postupné propaguji az ke vstupni vrstvé. Po tomto kroku lze opét zacit novy
cyklus uéeni (novou epochu) a zjistit, jak se zlepsila/zhorsila predikce.

3.4 Metody uceni

Vybér metody uceni pro neuronovou sit zavisi na feseném problému a vstupnich datech.
Metody uceni lze rozdélit na tii zdkladni metody — uceni s ucitelem, uceni bez ucitele
a zpétnovazebni uceni . [3]

3.4.1 Uceni s ucitelem (Supervised learning)

Pro uceni s ucitelem je potieba mit definovany oznaceny dataset, na kterém se mize naucit
neuronova sit predikovat spravné vysledky a poté je aplikovat na neznamych datech. Pres-
nost predikce se uréuje pomoci ztratové funkce, kterou se sit snazi co nejvice minimalizovat.
Uceni s ucitelem se dale déli na klasifikaci a regresi. Klasifikace rozdéluje vstupni data do
dvou nebo vice tiid. Regrese odhaduje ¢iselnou hodnotu vystupu v zavislosti na velikosti
vstupu. [3]

Béhem procesu klasifikace dokaze neuronova sif zaradit testovaci data do konkrétnich
kategorii (viz kapitola 4.3). Typickym piikladem klasifikace je rozpozndvani ¢islic, kde na
vstupu je dataset s obrazky ¢islic od 0 do 9 (idedlné rovnomérné zastoupené). Po dokon-
¢eném uceni staci takové siti predlozit obrazek cislice a ta ho dokaze s urcitou presnosti
spravné zaradit. Mezi klasifika¢ni algoritmy (rozhoduji, jak se maji data rozradit do katego-
rii) patfi linedrni klasifikatory, metoda podpurnych vektoru, rozhodovaci stromy a metoda
nejblizsich sousedu (viz kapitola 4.3).

Regrese dokaze porozumét vztahiim mezi zavislou proménnou a jednou nebo nékolika
nezavislymi proménnymi. Nejéastéji se pouziva pro predikei dat (predikce zavislé proménné
na zakladé jedné nebo nékolika nezavislych proménnych). Mezi regresni algoritmy patii
linearni regrese, logisticka regrese a polynomialni regrese.

3.4.2 Uceni bez ucitele (Unsupervised learning)

Tyto sité prevezmou neoznacené vstupy a samy se snazi najit v datech souvislosti a vzory,
podle kterych data rozt¥idi do jednotlivych kategorii. Uceni bez ucitele lze dale rozdélit na
shlukovou analyzu, asocia¢ni pravidla a zmenseni rozméri. [3]

Shlukova analyza (clustering) dokaze seskupit neoznacend data do skupin (shluki) na
zédkladé jejich podobnych/rozdilnych vlastnosti. Mezi shlukovaci algoritmy patii hierar-
chické shlukovani, shlukovani metodou nejblizsich stfedu a pravdépodobnosti shlukovani.

Pomoci asocia¢nich pravidel se daji hledat vztahy mezi proménnymi. Zejména se pou-
7iva pri analyze spotfebniho koSe (market basket analysis), kdy lze 1épe pochopit vztahy
mezi jednotlivimi produkty (napf.: jaké produkty se vétSinou kupuji spolecné). Mezi nej-
pouzivanéjsi algoritmus patii apriori.

3.4.3 Zpétnovazebni uc¢eni (Reinforcement learning)

Zpétnovazebni uceni funguje na principu zpétné vazby. Béhem ucictho procesu dostava
neuronova sif pozitivni a negativni zpétnou vazbu, na zakladé které upravuje své uceni.
Zékladnim cilem je tedy maximalizace pozitivni zpétné vazby. [3]
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3.5 Optimalizatory

Optimalizétory jsou dilezitou souc¢asti modelu v kroku zpétné propagace (viz kapitola 3.3.3).
Béhem zpétné propagace ma za tikol pomoci hodnoty ztratové funkce upravit hyperpara-
metry a vahy tak, aby se ztratova funkce co nejvice minimalizovala. Tedy snazi se tyto
parametry optimalizovat. Jeji vybér je jeden z rozhodujicich faktoriu rychlosti uéeni neuro-
nové sité a presnosti finalni predikce modelu. Nize budou predstaveny nékteré optimalizacni
algoritmy. [4]

3.5.1 Gradientni sestup

Iterativni optimalizacni algoritmus, ktery se pouziva pro nalezeni lokdlniho minima/ma-
xima dané funkce (viz obrazek 3). V pripadé strojového uceni a hlubokého uceni se po-
uzivd pro hledani minima. Vétsina ostatnich optimalizatort vychézi pravé z gradientniho
sestupu. Abychom tento algoritmus mohli pouzit, musi byt dana funkce diferencovatelna
a konvexni. [5]

ztrata
\ Pocatecni bod

| Cilové minimum
\\.

=

o

vaha

Obrazek 3: Ukazka algoritmu gradientniho sestupu

Zdroj: podle [6]
Cely algoritmus lze popsat v nékolika krocich:

1. inicializace startovaciho bodu

2. vypocet gradientu v tomto bodé (1. derivace funkce — funkce musi byt diferencova-
telnd)

3. podle vypocteného gradientu se posune v opafném sméru (tento posun se skaluje
pomoci nastavené rychlosti uéeni viz kapitola 3.3.1)

4. opakovani bodu 2 a 3, dokud se nesplni alespon jedna z nasledujicich podminek:
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¢ byl dosazen nam dany maximalni pocet iteraci

e vypocteny posun je mensi nez nami dand tolerance

3.5.2 Stochasticky gradientni sestup (Stochastic gradient descent)

Stochasticky gradientni sestup je vylepSenim gradientniho sestupu. Funguje na obdobném
principu, ale nepocita se pro vSechna data. Misto toho se pti kazdé iteraci vybere ndhodna
davka dat (podmnozina), kterd se pouzije pro vypocet. Diky tomu je vypocet mnohem
rychlejsi (je potfeba méné iteraci). Rychlost uceni se definuje na za¢atku a uz se v prubéhu
algoritmu neméni. [7]

w=w-nVQ(w) (2)
Pro vypocet se pouziva rovnice 2, kde:
e w — vahy
e 717 — rychlost uceni
e V — gradient

e () — ztratova funkce

3.5.3 Optimalizator Momentum

Dalsi nadstavbou nad gradientnim sestupem je optimalizdtor momentum (gradientni se-
stup s momentem), ktery funguje na principu momenta (hybnosti). Algoritmus Momentum
je rychlejsi oproti gradientnimu sestupu diky tomu, Ze pracuje s historii predeslych kroku
a vyuziva momentum. Pokud se pohybuje stale ve stejném sméru, postupné zvétsuje kroky
(ziskdva momentum). [8] Jako hyperparametr 1ze v rozmezi 0,0 a 1,0 nastavit vahu piede-
§lého kroku.

w=w—nVQ(w) + yv (3)
Pro vypocet se pouziva rovnice 3, kde:
e w — vahy
e 1 — rychlost uceni
e V — gradient

Q) — ztratova funkce

e v — momentum

e v; — posledni zména, kterd byla provedena u vah
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3.5.4 Optimalizitor Adam (Adaptive moment estimation)

Optimalizator Adam je rozsifenim stochastického gradientniho sestupu. Rozdilem je, ze
kazda véha v siti ma pridélenou svou rychlost uceni (learning rate) a ta je postupné zvlast
adaptovana v prubéhu uceni. Jednou z hlavnich vyhod tohoto optimalizatoru oproti ostat-
nim je jeho rychlost. [9]

Chovani optimalizatoru Adam lze nastavit témito vstupnimi proménnymi:

e « — rychlost uceni
e 1 — rychlost exponencidlniho rozpadu pro
e (2 — rychlost exponencidlniho rozpadu pro

e ¢ — velmi nizké ¢islo, které zabrani déleni nulou v implementaci

Autoii doporu¢uji nasledujici nastaveni: a = 0.001, 81 = 0.9, B2 = 0.999 a € = 1075,

3.5.5 Optimalizitor AdaGrad (Adaptive gradient)

Algoritmus AdaGrad je dalSim vylepsenim gradientniho sestupu. AdaGrad adaptuje rych-
lost u¢en{ pro kazdy parametr. Cim ¢astéji se parametr aktualizuje, tim se jeho hodnota
upravuje mensi hodnotou. Diky tomu dokaze rychleji nalézt optimalni parametry. Hlavni
nevyhodou je neustéle se zmensujici rychlost uceni diky akumulaci hodnot v sumé. [10]

Wi41,5 = Wi — 1 VQ(wt,i) (4)
Vet Sha (VQ(ur,))?

Pro vypocet se pouziva rovnice 4, kde:

e w — vahy

o 1 — rychlost uceni (doporucuje se hodnota 0,01)
e V — gradient

o ¢ — velmi nizké ¢islo (zamezeni déleni nulou)

Q) — ztratova funkce

e v; — posledni zména, kterd byla provedena u vah

3.5.6 Optimalizator RMSprop

Funguje podobné jako optimalizator AdaGrad, ale misto sumy vSech gradienti do ¢asu t, po-
uziva exponencialné klesajici pramér. Byl vytvoren jako vylepseni optimalizatoru AdaGrad
a Tesi problém postupné zmensujici se rychlosti uceni. [5]

n
Wi41,i = Wei — mVQ(wt,i)
E[gz]t =(1- '7)92 + WE[gz]t_1 (5)
g = VQ(wt,i)

Pro vypocet se pouziva rovnice 5, kde:
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w — vahy

1 — rychlost ueni (doporucuje se hodnota 0,001)
V — gradient

€ — velmi nizké ¢islo (zamezeni déleni nulou)

Q) — ztratova funkce

~v — momentum (doporucuje se hodnota 0,9)
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4 Konvoluéni neuronové sité

Konvoluéni neuronové sité jsou specidlnim pripadem neuronovych siti. Hlavnim rozdilem
jsou konvoluéni vrstvy, které jsou vhodné pro klasifikaci obrazu (viz kapitola 4.3). [11]

4.1 Architektura

Zakladnim stavebnim kamenem kazdé konvoluéni neuronové sité jsou jednotlivé neurony,
kterou jsou seskupeny do vrstev. Ukazka takové sité je vidét na obrazku 4. Tato sif se
sklada ze vstupni, konvoluéni, pooling a dvou plné propojenych vrstev.

convolution
w/ReLu pooling fully-connected

| |
[ N

D
@H\g'ﬁ%g

output

input

fully-connected

w/ Relu

Obrazek 4: Jednoducha konvolu¢ni neuronova sit, kterd se skldda z péti vrstev

Zdroj: prevzato z [11]
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4.1.1 Konvoluéni vrstva

Konvoluce kombinuje matice — pii dopfedném prichodu konvoluje kazdy filtr pres sitku
a hloubku, pocita skalarni soucin mezi konvoluénim filtrem a vstupem a produkuje 2D
aktivaéni mapu filtra (viz obrazek 5, kde se vysledek konvoluce poé¢itd jako (1 x 1) + (1 x
0)4+(4x0)+ (6 x1) =7). Prvni vrstva extrahuje nejprimitivnéjsi vlastnosti, jako jsou rohy,
barva atd. Vrstvy postupné zjistuji detailnéjsi vlastnosti. Pocet vyslednych 2D aktivacnich
map odpovida poc¢tu konvolu¢nich filtri. Pred prichodem konvolu¢nich neuronovych siti
bylo potteba definovat tyto extraktory piiznaki manudlné. [12]

111]1]3
46|48 ®['|0 _ !
30[0]1]5 0 1
ol2|2|4
11113
4|6(4|s8 ®[10 _ 7|3
30(0| 1|5 0 1
ol2l2|4

[ ]

L

L ]
111113

7]5]9
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30[0]1]5 ®[01l'342;§
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Obrézek 5: Ukazka konvoluce. Levd matice symbolizuje vstupni obrézek (Seda oblast je
aktudlni podmatice, s kterou se pocita aktudlni konvoluce). Prostfedni matice symbolizuje
konvoluéni filtr. V pravé matici jsou vysledky konvoluci (Seda oblast znaci vysledek aktudlni
konvoluce).

Zdroj: podle [12]
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Na obrazku 6 lze vidét vysledek procesu konvoluéni vrstvy, kde * znaci konvoluci a ¢
znad¢i aktivaéni funkci. Mezi * a ¢ je obréazek, ktery reprezentuje konvoluéni filtr. Vysledkem
konvoluci na vstupnim obrazku jsou 2D aktivacni mapy zcela vpravo.

Input Image

Convolutional Layer Feature Map

Obrazek 6: Vizualizace fungovani konvolu¢ni vrstvy

Zdroj: prevzato z [12]

4.1.2 Pooling vrstva

Pooling vrstva slouzi k redukci velikosti obrazku. To dokaze diky kombinaci nékolika sou-
sedicich pixelt do jednoho pixelu. Pro fungovani pooling vrstvy je potfeba zajistit, jak se
budou sousedici pixely vybirat a jak bude vypoctena vyslednd hodnota pixelu. Sousedici
pixely jsou zpravidla vybrany ze ¢tvercové matice a tyto ¢tvercové matice se neprekryvaji.
Pro vypocet vysledné hodnoty pixelu se vétsinou pouziva prumér nebo maximum (viz obra-
zek 7) ze zvolenych pixelu. Diky pooling vrstvé lze usettit vypocetni vykon a navic dokaze
zabranit preuceni. [12]

h_—‘m*(w—f—i—l)*c (6)

Vyznam jednotlivych parametri:
e w — sitka mapy priznakt
e h — vyska mapy piiznakt

e ¢ — pocet kanalu
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Obrazek 7: Ukazka max pooling vrstvy, kde je dimenze obrazku snizena ze 4x4 pixelti na
2x2 pixelu. Z kazdé barevné ¢tvercové matice je pouzita maximalni hodnota.

Zdroj: podle [13]

e [ — pocet filtra

e s — délka kroku

4.1.3 Plné propojend vrstva (Fully connected layer)

V této vrstvé jsou vsSechny vystupy neurond propojeny se vstupy vsSech neuront v dalsi
vrstve. Zpravidla jsou na konci a produkuji findlni vysledek klasifikace na zakladé ziskanych
map priznaku z predeslych vrstev. Pro vicetfidni klasifikaci se pouziva softmax aktivacni
funkce (viz kapitola 3.2.10). [13]

4.2 Modely

Nejvice modelt zacalo vznikat v posledni dekadé v ramci riznych vyzev, kde bylo iikolem
vytvorit model s vysokou presnosti na datasetu ImageNet (dataset s vice jak 14 miliony
obrazki a vice jak 20.000 tfidami).

4.2.1 AlexNet

Alex Krizhevksky a kolektiv v roce 2012 vymysleli novy zpusob, jak paralelizovat uceni
konvoluénich neuronovych siti pres vice grafickych karet [14]. Tato neuronova sit se ucila
na 1,2 milionech obrazkt a ty byly klasifikovany do 1000 rtznych trid. Skladala se z 60
miliontt parametri a 650.000 neuronti. Cela architektura je k vidéni na obrazku 12, kde je
vidét rozdéleni na horni a dolni ¢ast. Kazdou ¢ast meéla na starost jedna graficka karta a v
nékterych vrstvach dochézelo k vzajemné komunikaci. V ramci péti nejlepsich predikei t¥id
dosahl chybovosti 15,3%.

S po¢tem 60 miliont parametri je potfeba vyfesit problém pretrénovani. To bylo vy-
feseno diky dvéma metodam. Pomoci augmentace dat — vytvoreni dalsich dat pomoci
extrakce nahodnych vyreza 224x224 z 256x256 obrazku a zménou intenzity RGB kanala
v trénovacich obrazcich. Druhou metodou bylo pouziti techniky dropout, ktera s pravdépo-
dobnosti 0,5 deaktivovala neurony v prvnich dvou plné propojenych vrstvach.

4.2.2 ResNet

Kaiming He a kolektiv vyhréli se svou konvolu¢ni neuronovou siti prvni misto na soutézi
ILSVRC 2015 [15]. V architektufe této sité se vyskytuje unikétni prvek — rezidudlni blok

20



(viz obrazek 13) , ktery zajistuje béhem v urcitych piipadech preskoceni vah. Diky tomu Fesi
problém velmi nizkych gradienti (tedy uz se prestanou ménit véhy) a také diky preskoceni
narocnych vrstev usetfi vykon. V ramci péti nejlepsich predikci tiid dosdhl chybovosti
3,57%.

4.2.3 DenseNet

Gao Huang a kolektiv vytvorili konvoluéni neuronovou sit, ktera vytvaii vice primych spo-
jeni mezi vrstvami a tim optimalizuje samotné uceni [16]. Normélné konvoluéni neuronova
sit s L vrstvami potfebuje L spojeni. DenseNet pouziva @ primych spojeni (viz obré-
zek 14), kde je k vidéni blok 5 vrstev. Kazdd vrstva pfijima na vstupu aktivaéni mapy ze
vsech predeslych vrstev.

4.2.4 GoogLeNet

Christian Szegedy a kolektiv navrhli architekturu neuronové sité, s kterou vyhrali prvni
misto na soutézi ILSVRC 2014 [17]. Diky inception bloku (viz obrézek 15) se jim podafilo
razantné snizit poc¢et parametri (pouze 4 miliony). V bloku jsou k vidén{ t¥i rizné velikosti
konvoluénich filtri, které zajisti lepsi extrakci vlastnosti pro rizné velikosti objektti v ob-
razku (objekty mohou byt vice v popredi/pozadi a pro kazdy takovy objekt je vhodnéjsi
jind velikost konvolu¢niho filtru). Celd neuronova sit se sklada z 22 vrstev.

4.2.5 VGGNet

Konvolu¢ni neuronova sit, kterou vytvorili A. Zisserman a K. Simonyan [18]. Existuji dvé
varianty — VGG16 a VGG19, kde ¢isla znaci pocet vrstev. VGG16, kterd se sklada z 13 kon-
volucnich vrstev a 3 plné propojenych vrstev (viz obrazek 16), dokaze klasifikovat obrazky
az do 1000 t¥id. V rameci péti nejlepsich predikei t¥id dosahl chybovosti 6,8%.

4.3 Klasifikace

Konvoluéni neuronové sité se hlavné pouzivaji pro vizualni tikony, kde je potreba klasifikovat
jednotlivé objekty na obrazku. Ukolem je tedy najit spoleéné znaky, podle kterych lze data
rozdélit do jednotlivych tfid. Nize budou predstaveny ruzné klasifikitory (algoritmy, které
mapuji vstupni data do jednolivych t¥id).

4.3.1 Rozhodovaci strom

Cilem je vytvoreni modelu, ktery dokaze predikovat proménnou na zakladé jednoduchych
rozhodovacich pravidel. Rozhodovaci pravidla jsou naucena na zakladé testovacich dat. Pri
rozhodovani o zafazeni polozky se postupuje od korenového uzlu dal smérem k jednomu
koncovému uzlu. Béhem cesty se v kazdém uzlu testuje rozhodovaci pravidlo a na zdkladé
vysledku se zvoli dalsi odpovidajici potomek (uzel). [19]

Na obrazku 8 si lze tento proces predvést pro polozku (x1 = 0,9,22 = 0.5):

1. v kofenovém uzlu rozhodne pro pravého potomka (0,9 > 0,5)
v dal$im uzlu se rozhodne pro pravého potomka (0,9 > 0,8)

v dal$im uzlu se rozhodne pro levého potomka (0,5 < 0,7)

-~ W N

dostane se do koncového uzlu R4 — do této tridy je polozka zatazena
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Obrazek 8: Ukdazka rozhodovaciho stromu

Zdroj: podle [19]

4.3.2 Logisticka regrese

Predikuje pravdépodobnost prislusnosti ke t¥idé nebo pravdépodobnost jevu (zavislé pro-

ménné) na zakladé nezavislych proménnych. Pouziva logistickou funkei g(z) = Tl—z Z4-
sadni je piiprava dat (napiiklad odstranéni extrému). Zpravidla se pouzivd pro bindrni

klasifikaci, ale lze ji pouzit i pro vicetfidni klasifikaci.

4.3.3 Metoda podpurnych vektoru (Support vector machines)

Jeden z nejpopuldrnéjsich algoritmu, ktery se pouziva pro klasifikaci. Snazi se balancovat
mezi maximalizaci spravné zafazenych t¥id (optimalizace presnosti) a zajisténi toho, aby byl
dostateéné obecny pro nova data (reprodukovatelnost). Cilem je nalezeni takové nadroviny,
ktera rozdéli trénovaci data na dva poloprostory (odlisné t¥idy), které jsou od sebe vzdédlené
na maximalni moznou vzdalenost. Tato nadrovina je k vidéni na obrazku 9, kde plna cara
oznacuje nadrovinu a vzdéalenost mezi ¢arkovanymi ¢arami je maximéalni moznd vzdalenost.
Symboly plus a minus oznacuji dvé odlisné t¥idy a zakrouzkované symboly znac¢i podptrné
vektory. [20]

4.3.4 Bayesovsky klasifikator

Bayesovsky klasifikator (nékdy také naivni bayesovsky klasifikdtor) ptitadi nejpravdépo-
dobnéjsi tiidu k dané polozce na zdkladé vektort priznaki. Tedy na zdkladé nezavislych
proménnych (kazdd prispiva stejnym dilem pro spravnou predikei) predikuje t¥idu. Vychazi
z Bayesovy véty o podminénych pravdépodobnostech. [21]

4.3.5 Algoritmus k-nejblizsich sousedu

Tento algoritmus lze pouzit jak pro klasifikaci, tak i pro regresi. Pti klasifikaci je na zakladé
prilehlych sousednich dat prifazena objektu tfida (nejcastéji zastoupend mezi k sousedy).
Proménnd k nabyva kladnych hodnot (napf. pro hodnotu 1 se zvoli tfida podle jednoho
nejblizsiho souseda). Pfi volbé t¥idy 1ze brat v potaz i vzdalenost od sousednich dat (blizsi
sousedi maji vétsi vahu na findlni volbu tfidy). [22]
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Obrazek 9: Metoda podpirnych vektori — ukazka rozdéleni prostoru pomoci nadroviny
na dva poloprostory

Zdroj: prevzato z [20]
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Obrazek 10: Ukazka algoritmu k-nejblizsich sousedu
Zdroj: podle [23]

Na obrazku 10 lze vidét ukazku algoritmu k-nejblizsich sousedu. Je potieba klasifikovat
fialovy trojuhelnik (nezarazeny objekt) bud do tfidy zelenych kruhtt nebo modrych ¢tverc.
Prerusované kruznice reprezentuji zvoleny pocet nejblizsich sousedi (proménnd k). Pro
dané k bude fialovy trojuhelnik zarazen do tridy:

e k=1 — modry Ctverec
e k=5 — zeleny kruh

e k=9 — modry Ctverec
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Predikovany | Predikovany
pozitivni negativni
Skutecné
e o a b
pozitivni
Skutecné
o, c d
negativni

Tabulka 1: Matice zdmén pro binarni klasifikaci

4.3.6 Matice zamén (Confusion matrix)

Pomoci matice zamén lze vizualizovat hodnoceni klasifikatoru. Na diagondle se nachézeji
vSechny spravné predikce. Matice neni limitovana svou velikosti — 1ze pouzit jak na binarni
klasifikaci (viz tabulka 1) tak i na vicettidni klasifikaci. [24]

Z matice zamén (viz tabulka 1) lze vypocitat nékolik vlastnosti:

a+d

« prevalence — podil spravnych predikci —p=-=— Thred

e preciznost — podil skuteéné pozitivnich mezi vSemi pozitivné predikovanymi —4—

a-+tc

, . , D . ce . . og
o senzitivita — podil predikovanych pozitivnich mezi vSemi skutecné pozitivnimi P
« specificita — podil predikovanych negativnich mezi vSemi skuteéné negativnimi C_%

4.4 Vytvoreni modelu pro klasifikaci obrazu (uceni s ucitelem)

Proces vytvoreni modelu pro klasifikaci obrazu se sklada z nékolika krokt. V pribéhu se
lze vracet a ménit/optimalizovat rizné ¢asti. Mezi prvni krok se fadi pfiprava dat, kterd je
esencialni pro spravné a presné natrénovani modelu.

4.4.1 Priprava dat

Priprava dat je zdsadnim krokem pfi trénovani modelu. Je potieba vytvofit soubor obrazku
a zaradit je do prislusnych trid. Takovy soubor obrazku se nazyva dataset. V idedlnim pri-
padé by mél mit dataset fadové tisice az desetitisice obrazka. Nékolik vytvorenych datasett
lze pod urcitou licenci ziskat na platformé Kaggle!, kterd mimo jiné zprostiedkovava i pra-
covni prostfedi pro vyvoj a trénovani neuronovych siti. Také Google ma sviij vyhledavaci
engine pifmo dedikovany pro vyhleddvani datasetfi?. S takto pfipravenym datasetem lze
déle obrazky predzpracovat.

4.4.2 Predzpracovani dat

Nyni je potreba pripravit dataset pro spravné natrénovani. V idedlnim piipadé by mél byt
dataset vybalancovany — tedy kazda tfida bude rovnomeérné zastoupena. Pokud je dataset
nevybalancovany, muze dochizet k pfetrénovani. ReSenfm je uméle dodat dalsi obrazky
pomoci augmentace (zména kontrastu, rotace, ofez) jiz existujicich obrazki.

Celkové budou potfeba tii datasety, které budou slouzit pro trénovani sité a nasledné
vyhodnoceni spravnosti predikei:

Kaggle https: //www.kaggle.com/datasets
2Google Dataset Search https://datasetsearch.research.google.com/

24


http://www.kaggle.com/datasets
https://datasetsearch.research.google.com/

o trénovaci dataset — neuronova sit se na téchto datech uéi predikovat (prochézi do-
prednou a zpétnou propagaci)

o valida¢ni dataset — na téchto datech se ovéruje spravnost predikce z procesu uceni, na
zékladé vysledku se nésledné ladi hyperparametry (nejvice nipomocny ve fazi vyvoje
modelu)

e testovaci dataset — po dokonc¢eném uceni slouzi k findlnimu ovéreni spravnosti pre-
dikce na neznamych datech

V této fazi jsou kompletné pripravené datasety, které budou potieba pfi trénovani. V
dalsim kroku se vybere existujici model nebo se vytvori vlastni architektura konvolucni
neuronové sité.

4.4.3 Model

V tomto kroku se zvoli jiz existujici model (viz kapitola 4.2) nebo se muze nadefinovat
vlastni architektura sité (viz kapitola 4.1). Pro kazdy problém klasifikace je vhodné zvolit
spravnou architekturu, ktera bude co nejvice efektivni.

Poté je potieba vybrat ztratovou funkei s ohledem na druh klasifikace (bindrni nebo
vicettidni klasifikace). Spolecné se ztratovou funkei je potfeba zvolit i optimalizétor, ktery
mé zasadni vliv na priubéh uceni (viz kapitola 3.5). Zménami téchto a dalsich parametru
1ze docilit zasadniho zlepsSeni presnosti modelu.

Nyni Ize tento model trénovat a pozorovat dosazené presnosti.

4.4.4 Trénovani modelu

Po pripravé datasetu a vytvoreni modelu je mozné zacit s trénovanim modelu. Cely proces
trénovani lze rozdélit do jednotlivych epoch (jedna epocha se rovna jednomu pruchodu
celého trénovaciho datasetu krokem doptedné a zpétné propagace viz kapitola 3.3). Déle je
vhodné nastavit ukoncujici podminku, kdy se sif prestane trénovat:

e dokud nebyl dosazen maximalni pocet epoch
o dokud se zvétsuje validac¢ni presnost
¢ dokud se zmensuje valida¢ni ztrata

e apod.

Po dokoné¢eném trénovani je na fadé vyhodnoceni modelu, tedy jestli jeho predikce
obstoji na zcela neznamych datech.

4.4.5 Vyhodnoceni modelu a optimalizace presnosti

Na zavér se musi trénovani modelu vyhodnotit a ovérit presnost predikce. K tomu nam po-
slouzi testovaci dataset, ktery obsahuje zcela nezndmé obrazky, které neuronova sit nezpra-
covavala. Do natrénované sité se odeslou testovaci obrazky a na zakladé celkové presnosti
se vyhodnoti kvalita modelu.

P1i vyhodnoceni modelu je uréité vhodné pouzit vizualiza¢ni prostiedky. Pomoci grafa
1ze sledovat prubéh trénovani/validace po jednotlivych epochéch (trénovaci presnost a ztrata,
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valida¢ni pfesnost a ztrata). Dalsim néstrojem muze byt matice zdmeén (viz kapitola 4.3.6),
ktera prehledné zobrazi spravné/Spatné predikce na testovacim datasetu. Lze z ni vy¢ist,
jaké tridy byly Casto Spatné zafazeny a naopak, jaké tridy byly zafazeny spravneé.

Pokud nejsou vysledky natrénovaného modelu uspokojujici (nizkd presnost na testova-
cich obrazcich, Spatna generalizace, pretrénovani), 1ze se vratit k predeslym krokium a mo-
del patfi¢né upravit a znovu natrénovat. Tim se muze razantné zlepsit presnost modelu.
V tento moment je model pripraveny pro realné nasazeni v aplikaci, kde bude predikovat
tridy objektu na zcela nezndmych obrézcich.
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5 Vyuziti konvolucénich neuronovych siti pro autonomni vo-
zidla

S rostoucim poctem znacek a vizualniho smogu v okoli silnic musi byt ridi¢ stale vice na
pozoru. I pfes maximalni pozornost miize nastat situace, kdy #idi¢ nestihne zareagovat na
okolni déni a muze dojit k nehodé. Nastésti dnesni automobily disponuji nékolika asistenc-
nimi systémy, které znacné zvysuji bezpecnost vozidla a jeho fizeni. Za vétsinu nehod miize
lidsky faktor a pomoci autonomnich vozidel by se mohla razantné snizit imrtnost na silni-
cich. V poslednich letech nastava mezi automobilkami boj o vyvoj takového vozidla, které
by fidie vibec nepotiebovalo (vozidlo zcela bez fidi¢e uréené pouze pro prepravu lidi —
bez volantu a pedali).

5.1 Autonomni vozidla

Automobilky Audi, Volkswagen, Tesla a Google se snazi o vyvoj plné autonomnich vozidel,
kterda budou provozu schopnd zcela bez zdsahu fidice [25]. Pro autonomni vozidlo je velice
dilezité, aby mélo prehled o svém okoli — dopravni znacky, semafory, chodci a predevsim
ostatni vozidla. Tedy potfebuje vnimat své okoli, rozpoznavat na ném objekty a na za-
kladé vsech téchto informaci provadét spravna rozhodnuti. V dalsi kapitole budou popsany
senzory, které vozidlu pomuzou ve vnimani svého okoli.

5.2  Vnimani

Pro autonomni vozidlo je dtlezité, aby dokazalo vnimat své okoli. Na zakladé ziskanych
dat o svém okoli se pak mutze spravné rozhodovat. Proto musi vozidlo disponovat senzory,
které tyto informace dokazi zpracovat. Mezi zakladni senzory vnimani patii kamera, LiDAR
a RADAR.

5.2.1 Kamera

Pro rozpoznani objektt pred vozidlem je zapotiebi kamera, kterd snimé prostor pred vo-
zidlem. Jednotlivé snimky lze pak pouzit pro klasifikaci, segmentaci a lokalizaci rtiznych
objektt.[26] Je dulezité, aby kamery zabiraly kompletni oblast okolo vozidla (360 stupnu).

Hlavni nevyhodou je omezené fungovani béhem extrémmnich podminek jako je mlha,
dést nebo snih (na obrdzku je mnoho Sumu a nelze se na snimky z kamery stoprocentné
spolehnout). Tento problém lze fesit pomoci LiDARu nebo RADARu.

5.2.2 LiDAR (Light Detection And Ranging)

Pomoci laserového paprsku dokaze zmérit vzdélenost, kterou pocita podle Casu, za ktery
se paprsek odrazi od povrchu v zavislosti na rychlosti siteni svétla ve vzduchu. Diky tomu
dokéze vnimat své okoli jako prostorovou informaci. Na obrazku 11) jsou k vidéni jednotlivé
odrazy paprski jako body v 3D prostoru (vznikaji shluky bod). Podle vzdalenosti bodu od
LiDARu se urdi jeho barva. Pro tento druh informace existuje datovy format, ktery ma na
starosti uklddani 3D shluku bodi (pfipona souboru .LAS). V kombinaci s kamerou dostane
auto relativné dobrou predstavu o svém okoli. [27]

P1i uceni konvolu¢ni neuronové sité rozpoznavat napt. chodce lze pouzitim snimki z ka-
mery a dat z LiDARu docilit vétsi presnosti klasifikace a predejit falesné pozitivnim vy-
sledkum (detekce chodce tam, kde zddny chodec neni).

27



Obrazek 11: Ukazka 3D shlukt bodi z LIDARu, kde barva bodu koresponduje se vzdalenosti
bodu od LiDARu

Zdroj: prevzato z [28]

5.2.3 RADAR (Radio Detection And Ranging)

RADAR vysila radiové viny a ty se odrazeji od okolnich objektu zpét do RADARu (diky
tomu je RADAR zcela nezavisly na okolnich podminkéch a funguje vzdy). Na zdkladé této
doby lze vypocitat vzdalenost k objektu, od kterého se vlna odrazila. Data jsou strukturo-
vana podobné jako u LiDARu do 3D shluku bodi. Pred pouzitim téchto dat je potfeba jej
ocistit (RADAR zachytavd mnoho Sumu) — tedy pouziji se pouze silnéjsi signaly (zadefinuje
se pomoci prahu). V kombinaci s daty z LIDARU lze ziskat pomérné presnou predstavu
o okolnim prostiedi vozidla. [29]

5.3 Lokalizace

Lokaliza¢ni algoritmy kalkuluji pozici a orientaci vozidla na zakladé snimka z kamery — této
problematice se vénuje véda vizudlni odometrie. Na zakladé jednotlivych snimkt mapuje
klicové body na obrazku a pomoci mapovaciho algoritmu dokaze urcit pozici a orientaci
objektu. [26]

Diky konvoluéni neuronové siti 1ze vyznamné vylepsit vykon vizualni odometrie a navic
1ze poté i tyto objekty klasifikovat do ruznych trid.

5.4 Predikce

Zasadni tlohou autonomniho vozidla je schopnost predikovat udalosti na zakladé ziskanych
dat:

e mozné vbéhnuti chodce do vozovky

e jiné vozidlo neda prednost

Algoritmus hlubokého uceni dokaze na zakladé obrazku a bodovych dat z LiDARU
a RADARu modelovat mozné scénére, které mohou v budoucnu nastat (napf. auto nghle
zabrzdi). Tedy na zékladé vSech predeslych dat z rtuznych senzoru se spravné rozhodnout,
pokud nastane ur¢itd situace . [30]
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5.5 Rozhodovani

Vozidlo se musi rozhodnout na zakladé ziskanych dat a zaroven predikovat chovani ostatnich
lidskych 1idi¢t. Pomoci pripravenych scénari pak lze provést spravné rozhodnuti, aby se
napriklad zabranilo nehodé. Samotné rozhodovani je o tom, aby vozidlo ucinilo to nejlepsi
rozhodnuti ze vSech moznych. Pro rozhodovani se pouzivd Markoviuv rozhodovaci proces,
ktery dokaze modelovat stavy a akce. Na zdkladé vybrané akce probéhne presun z jednoho
stavu do druhého a uzivatel ziskd odpovidajici uzitek. [31]

5.6 Klasifikace dopravnich znacek

V nasledujici kapitole bude fesen problém klasifikace dopravnich znacek. Mezi sebou budou
porovnany tii modely a vybere se ten nejlepsi podle zvolenych kritérii.
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6 Metodika — testovani konvoluc¢nich neuronovych siti pro
autonomni vozidla (klasifikace dopravnich znacek)

V této ¢asti bude predstaven postup pro testovani konvoluénich neuronovych siti pro klasifi-
kaci dopravnich znacek. Celkové budou porovnany 3 modely (ResNet50, VGG16 a AlexNet
a kazdy model bude trénovan béhem 4 experimentii. Nasledné se u kazdého modelu vyberou
nejlepsi experimenty a ty budou navziajem porovnany. Jako model s nejlepsi testovaci pres-
nosti je ocekavan model ResNet50, ktery dosdhl nejmensi chybovosti 3,57% (VGG16 6,8%
a AlexNet 15,3%) v rdmci péti nejlepsich predikei tiid (viz kapitoly 4.2.2, 4.2.5 a 4.2.1).
Testovani bude probihat v jazyce Python.

Programovaci jazyk Python je diky své jednoduchosti a rychlosti nejpouzivanéjsim pro-
gramovacim jazykem pro strojové uceni. Dalsi nespornou vyhodou je absolutni nezavislost
na platformé. Existuje nékolik knihoven, které tuto préaci vyrazné zjednodusuji. Pro testo-
vani konvolu¢nich neuronovych siti byla vybrana knihovna PyTorch a framework PyTorch
Lightning.

6.1 PyTorch

PyTorch je knihovna pro hluboké uceni pomoci grafickych karet nebo procesori. Dispo-
nuje vSemi dulezitymi funkcemi, které jsou potfeba pro vytvoreni, trénovani a testovani
neuronovych siti. Tim je usetfeno mmnoho Casu a lze se soustfedit na samotné trénovani
a optimalizaci presnosti.

Zakladnim stavebnim kamenem knihovny PyTorch jsou tzv. Tensory®. Jedna se o da-
tovou strukturu, ktera je velmi podobnda polim nebo maticim. Pouziva se pro zakédovani
vstupnich a vystupnich dat modelu (napt.: obrazku). Hlavni vyhodou je moznost zpracovani
tensort na grafické karté.

6.2 PyTorch Lightning

PyTorch Lightning je framework postaveny na zakladech knihovny PyTorch. Vynika zejména
svym objektovym pristupem a odstinénim od nékterych kroku, které by se museli Tesit
pouze pri pouziti knihovny PyTorch. Diky tomu jsou jednotlivé ¢asti dobfe znovupou-
zitelné a pripadné nahraditelné napr. jinym datasetem nebo zcela jinym modelem. Nize
budou predstaveny jednotlivé ¢asti, které jsou dulezité pro sestaveni modelu:

e trida Dateset

— zajistuje ziskani polozky z datasetu

— aplikace transformaci na polozky (v ptripadé klasifikace obrazki)
o trida LightningDataModule

— ma na starost nacteni trénovacich, validacnich a testovacich dataseti

— nastaveni velikosti jedné davky
e trida LightningModule

— nastaveni modelu

Shttps://pytorch.org/tutorials/beginner/basics/tensorgs_tutorial.html
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— konfigurace optimalizatort

— vybér ztratové funkce
o tfida Trainer
— zajistuje trénovani sité
— nastaveni parametra trénovani

— umoznuje nasledné otestovat sit na testovacim datasetu

6.3 Klasifikace dopravnich znacek

Problém klasifikace dopravnich znacek je jednim z tkol, s kterym si musi poradit auto-
nomni vozidlo. Nize budou predstaveny jednotlivé ¢asti kédu (pro pouziti s frameworkem
PyTorch Lightning), které budou nésledné pouzity pii trénovani t¥{ ruznych modela.

6.3.1 Dataset

Pro klasifikaci dopravnich znacek bude nejdifve potieba dataset. Na platformé Kaggle?
je k dispozici dataset némeckych dopravnich znacek®. Obsahuje 43 tiid a celkové vice jak
50.000 obrazku (jednotlivé t¥idy nesou oznaceni od 0 do 42 viz tabulka7). Dataset je rozdélen
na dvé ¢dsti — trénovaci (39.209 obrézki) a testovaci (12.631 obrazki). Tento dataset bude
potreba nacist a pak s nim dale pracovat.

K tomuto tcelu je vytvorena t¥ida TrafficSignDataset, kterd dédi z t¥idy torch.utils.data
.Dataset. Nize je zobrazen cely kod této tiidy. Za zminku stoji zejména metoda  geti-
tem__, kterd zajisti ziskani obrazku z datasetu dle indexu a nasledné aplikuje transformace
na obrazek. Tyto transformace jsou predany v konstruktoru.

Pro modely z knihovny PyTorch jsou zapotiebi nasleduji transformace®:

e obrazky musi mit minimalni vysku 224 a minimaln{ sitku 224

 musi byt v rozsahu 0 az 1 — to zajist{ metoda torchvision.transforms. ToTensor”, ktera
prevede PIL Image z rozsahu 0 az 255 na torch.FloatTensor v rozahu 0 az 1

« normalizace pomoci metody torchvision.transforms.Normalize (mean=[0.485, 0.456,
0.406], std=[0.229, 0.224, 0.225]

import os
from torch.utils.data import Dataset
from PIL import Image

U s W N

class TrafficSignDataset(Dataset):

6 def __init__(self, X: list, y: list, root: str, transforms=None):
self.X = list(X)

self.y = list(y)

© 0

‘https://www.kaggle.com/
“https://www.kaggle.com/datasets/meowmeowmeowmeowmeow/gtsrb-german-traffic-sign
Shttps://pytorch.org/vision/stable/models.html
"https://pytorch.org/vision/main/generated/torchvision.transforms.ToTensor.html
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10 self.root = root

11 self .transforms = transforms

12

13 def __len__(self):

14 return len(self.X)

15

16 # Ziskani obréazku z datasetu

17 def __getitem__(self, idx):

18 filename = os.path.join(self.root, self.X[idx])
19 image = Image.open(filename)

20

21 label = self.y[idx]

22

23 # Aplikace transformaci na obrazek
24 if self.transforms is not None:

25 image = self.transforms(image)
26

27 return image, label

28

29 def get_labels(self):

30 return self.y

Daéle bude potreba trénovaci, valida¢ni a testovaci dataset nacist. Tedy vzniknou dvé
instance t¥idy TrafficSignDataset — jedna pro ucely testovani (nactou se testovaci obrazky)
a druhd se rozdéli na dataset trénovaci a valida¢ni (nactou se obrazky pro trénovani a ty se
v ur¢itém poméru rozdéli).

6.3.2 LightningDataModule

Nyni se bude dataset nac¢itat pomoci t¥idy pytorch lightning.LightningDataModule. Ta dis-
ponuje nékolika metodami, které lze implementovat — setup, train_ dataloader, val__dataloader
a test__dataloader. V metodé setup se nac¢tou datasety, vytvori instance tridy TrafficSign-
Dataset a nasledné se rozdéli trénovaci dataset na trénovaci a valida¢ni v uréitém poméru
pomoci metody torch.utils.data.random__ split.

1 import os

2 import pytorch_lightning as pl

3 import pandas as pd

4 from torch.utils.data import Dataloader, random_split

5 from torchvision import transforms as T

6

7 # Cesta k root slozce datasetu

8 ROOT = os.path.join(’..’, ’input’, ’gtsrb-german-traffic-sign’)

9

10 class TrafficSignDataModule(pl.LightningDataModule) :

11 def __init__(self, data_dir: str = "path/to/dir", batch_size: int =
32):

12 super().__init__Q)

13 self.data_dir = data_dir

14 self.batch_size = batch_size
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15
16
17
18

19
20
21
22
23
24
25
26
27

28
29
30

31
32
33
34
35

36
37

38
39

40
41
42
43
44
45
46
47

6.3.3

self.transform = T.Compose ([
T.Resize((224, 224)),
T.ToTensor (),
T.Normalize(mean=[0.485, 0.456, 0.406], std=[0.229, 0.224,
0.225])
D

# Priprava dat
def setup(self):

train_data = pd.read_csv(os.path.join(ROOT, ’Train.csv’))
self.num_classes = max(train_data.ClassId.unique())+1

X_train, y_train = train_data.Path, train_data.ClassId
full dataset = TrafficSignDataset(X_train, y_train, root=RO0T,
transforms=self.transform)

# Rozdéleni datasetu na trénovaci a validacni dataset
self.train_dataset, self.val dataset = random_split(full_dataset,
[35000, 4209])

test_data = pd.read_csv(os.path.join(ROOT, ’Test.csv’))
X_test, y_test = test_data.Path, test_data.ClassId

self.test_dataset = TrafficSignDataset(X_test, y_test, root=R0O0T,
transforms=self.transform)

# Inicializace loaderu pro trémnovaci dataset + pouziti sampleru pro

vybalancovani dat

def train_dataloader(self):

return Dataloader(self.train_dataset, batch_size=self.batch_size,
sampler=ImbalancedDatasetSampler(self.train_dataset))

# Inicializace loaderu pro validacni dataset
def val_dataloader(self):

return Dataloader(self.val_dataset, batch_size=self.batch_size)

# Inicializace loaderu pro testovaci dataset
def test_dataloader(self):

return Dataloader (self.test_dataset, batch_size=self.batch_size)

LightningModule

Dale bylo potfeba vytvorit tridu TrafficSignModel, kterd mé na starosti definovani mo-
delu. Zde jsou definoviany metody pro inicializaci jednotlivych modelia (ResNet50, VGG16
a AlexNet) a prifazeni spravného poc¢tu tiid do jejich klasifika¢ni vrstvy. Jsou zde pou-
Zity predtrénované modely (parametr pretrained=True), které zajisti inicializaci vah na
optimélni hodnoty (z trénovani sité na urcitém datasetu).

1

import torch
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34
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from torchvision import transforms as T, models, utils
import torchmetrics as tm

from torch import nn

import torch.nn.functional as F

LEARNING_RATE = le-4

class TrafficSignModel(pl.LightningModule):
def __init__(self, num_of classes: int):
super().__init__Q)

self.num_of_classes = num_of_classes

self.train_acc = tm.Accuracy()
self.val_acc = tm.Accuracy()

def setup(self, stage = None):
self. create_model()

# Vybér modelu

def _create_model (self):
self._use_resnet50()
# self. use_vggl6()
# self. use_alexnet()

# Inicializace modelu alexnet + nastaveni spravného poctu t¥id pro
klasifikator
def _use_alexnet(self):
self.model = models.alexnet(pretrained=True)
inputs = self.model.classifier[6].in_features
self .model.classifier[6] = nn.Linear(inputs, self.num_of_classes)

# Inicializace modelu resnetb50 + nastaveni spravného poltu t¥id pro
klasifikator
def _use_resnet50(self):
self .model = models.resnet50(pretrained=True)
inputs = self.model.fc.in_features
self.model.fc = nn.Linear(inputs, self.num_of_classes)

# Inicializace modelu vggl6 + nastaveni spravného pocltu t¥id pro
klasifikator
def _use_vggl6(self):
self .model = models.vggl6(pretrained=True)
inputs = self.model.classifier[6].in_features
self .model.classifier[6] = nn.Linear(inputs, self.num_of_classes)

# Dopredny krok
def forward(self, x):
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return self.model (x)

# Trénovaci krok
def training step(self, batch, batch_idx):

images, labels = batch
outputs = self (images)

# Kalkulace ztraty pomoci kriZové entropie
loss = F.cross_entropy(outputs, labels)
self.train_acc(outputs, labels)

self.log(’train_loss’, loss, on_step=False, on_epoch=True,
prog_bar=True, sync_dist=True)

self.log(’train_acc’, self.train_acc, on_step=False, on_epoch=
True, prog_bar=True, sync_dist=True)

return {’loss’: loss}

# Validacni krok
def validation_step(self, batch, batch_idx):

images, labels = batch
outputs = self (images)

# Kalkulace ztraty pomoci kriZové entropie
loss = F.cross_entropy(outputs, labels)
self.val_acc(outputs, labels)

self.log("val_loss", loss, on_step=False, on_epoch=True, prog_bar
=True, sync_dist=True)

self.log(’val_acc’, self.val_acc, on_step=False, on_epoch=True,
prog_bar=True, sync_dist=True)

return {’val_loss’: loss}

# Testovaci krok, vold po zavolani metody Trainer.fit
def test_step(self, batch, batch_idx):

images, labels = batch
outputs = self (images)

# Kalkulace ztraty pomoci kriZové entropie
loss = F.cross_entropy(outputs, labels)

_, preds = torch.max(outputs, 1)

correct = torch.sum(preds == labels.data)

return {

’test_loss’: loss,
’test_correct’: correct
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91

92 def test_epoch_end(self, outputs):

93 avg_loss = torch.stack([x[’test_loss’] for x in outputs]).mean()

94 avg_acc = torch.stack([x[’test_correct’].float() for x in outputs
1) .sum() / 12630

95

96 self.log("test_loss",avg_loss)

97 self.log(’test_acc’, avg_acc)

98 return {

99 ’avg_test_loss’: avg_loss,

100 ’avg_test_acc’: avg_acc

101 }

102

103 # Konfigurace optimalizatord

104 def configure_optimizers(self):

105 return torch.optim.Adam(self.parameters(), 1r=LEARNING_RATE)

6.3.4 Logger

Pro vizualizaci veskerych dat béhem trénovani byla zvolena platforma Comet®. Nejdifve je
potieba vytvorit instanci tfidy pytorch lightning.loggers.CommetLogger (je potieba vyge-
nerovat API kli¢), kterou nasledné preddme v konstruktoru t¥idé pytorch_ lightning. Trainer
v nasledujici kapitole.

—

import comet_ml
from pytorch_lightning.loggers import CometLogger
from kaggle_secrets import UserSecretsClient

us = UserSecretsClient()

comet_logger = CometLogger (
api_key=us.get_secret("COMET_API_KEY"),
project_name=us.get_secret ("COMET_PROJECT"),
workspace=us.get_secret ("COMET_WORKSPACE"),

© 0 O U = W N
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6.3.5 Trainer

Pro samotné trénovani bude potfeba vytvorit instanci tiidy pytorch lightning. Trainer,
kterd kromé trénovani zajisti i validaci a testovani. V konstruktoru lze predat nékolik para-
metri, kterymi mfizeme ovlivnit chovani’. Za zminku stoji parametr limit train batches,
ktery pri hodnoté 0,1 pouzije pfi testovani pouze 0,1 ndhodné vybranych obrazki z tréno-
vaciho datasetu (tim se urychli trénovani sité a zaroven kazdy experiment bude natrénovan
pomoci jiného souboru trénovacich dat). Pomoci parametru callbacks lze nastavit zpétna
volani v reakci na ruzné udélosti (zacatek trénovani, konec trénovani, konec trénovaci epo-
chy atd.). Zde je nastaven pytorch_ lightning.callbacks.early stopping.EarlyStopping, ktery

Shttps://comet.ml/
Shttps://pytorch-lightning.readthedocs.io/en/stable/common/trainer.html
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zajisti predéasné ukondeni trénovani. Vola se na konci kazdého validacniho kroku a dokud
se validacni ztrata zlepsuje, tak trénovani pokracuje.

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16
17
18
19
20
21
22
23
24
25
26
27

import pytorch_lightning as pl
import torch
from pytorch_lightning.callbacks.early_stopping import EarlyStopping

trainer = pl.Trainer(
limit_train_batches=0.1,
logger=comet_logger,
fast_dev_run=False,
callbacks=[EarlyStopping(monitor="val_loss")],
max_epochs=50,
gpus=min(1, torch.cuda.device_count()),
accelerator="gpu",
precision=16,
profiler="advanced"

dm = TrafficSignDataModule ()
dm.prepare_data()

dm.setup()

model = TrafficSignModel (dm.num_classes)

# Trénovani a validace modelu
trainer.fit (model, dm)

# Testovani modelu po ukoneném trénovani
trainer.test (datamodule=dm)
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7 Provedené experimenty a dosazené vysledky

V nasledujicich ¢astech budou vyhodnoceny vysledky nékolika experimentt v klasifikaci do-
pravnich znacek. Pro tyto experimenty byly vybrany modely ResNet50 (viz kapitola 4.2.2),
VGG16 (viz kapitola 4.2.5) a AlexNet (viz kapitola 4.2.1).

Daéle bude popsan samotny pribéh porovnani modelt.

7.1 Porovnani modela

Celkové budou porovnany 3 modely z hlediska poctu epoch, trénovaci presnosti, valida¢ni
presnosti, testovaci presnosti a délky experimentu:

e pocet epoch — celkovy pocet epoch, po kterych bylo ukon¢eno trénovani

e trénovaci presnost — kone¢nd presnost po posledni epose na trénovacich datech

o valida¢ni presnost — konecéna presnost po posledni epose na valida¢nich datech

o testovaci pfesnost — presnost po natrénovani sité na testovacich (neznamgych) datech

e délka experimentu — zahrnuje délku trénovani sité, validace na konci kazdé epochy,
finalni testovani sité a generovani matice zameén

Kazdy model byl natrénovan v ramci 4 experimentii. Veskeré experimenty probihaly
v prostiedi Kaggle!?, kde byly modely trénovany na jedné grafické karté.

Déle budou vizualizovany konvolué¢ni filtry jednotlivych modela a jejich vysledné 2D
aktivaéni mapy (vlastni aplikace). Soucasti vizualizaci bude i matice zamén, kterd bude
vytvorena na zakladé vysledku finalniho testovani modelu. VSechny tyto vizudlni vystupy
experimentu jsou k dispozici v piiloze C. V zavéru bude zvolen nejlepsi model pro klasifikaci
dopravnich znacek podle dosazené testovaci presnosti a podle rychlosti.

Pro vSechny modely byly zvoleny stejné parametry na zakladé empirického vyzkumu:

o ztratova funkce — vicetfidni kifzova entropie (viz kapitola 3.3.2)

o optimalizdtor — ADAM s vychozimi parametry (o« = 0.001, 5, = 0.9, f2 = 0.999
a € = 107® viz kapitola 3.5.4)

velikost davky — 32

e predc¢asné zastaveni trénovani, pokud se nezlepsuje validacni ztrata

Nyni lze prejit k jednotlivim modeliim a podivat se na jednotlivé experimenty.

https://kaggle.com/
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7.1.1 ResNet50

Model ResNet50 vychazi z konvoluéni neuronové sité ResNet (viz kapitola 4.2.2). Cislovka
v nazvu znaci celkovy pocet vrstev v siti.

V tabulce 2 jsou vysledky 4 experimentt. Natrénovany model z experimentu 4 s testovaci
epoch. Vyvoj trénovaci a valida¢ni presnosti po jednotlivych epochach je vidét v grafu na
obrazku 10. Vyvoj trénovaci a valida¢ni ztraty po jednotlivych epochach je vidét v grafu

na obrazku 11.

Experiment 1 | Experiment 2 | Experiment 3 | Experiment 4
Pocet epoch 8 10 6 8
Trénovaci presnost 99% 99,29% 98,7% 99,3%
Valida¢ni piesnost 97,5% 99,4% 97,8% 99,5%
Testovaci presnost 95,2% 97.1% 95,6% 97,9%
Délka experimentu 11m a 11s 12m a 15s 9m a 23s 10m a 52s

Tabulka 2: Ctyii experimenty trénovani modelu ResNet50 na klasifikaci dopravnich znaéek.
Zelené vyznaceny nejlepsi vysledky pro dany parametr.

Na obrazku 17 je k vidéni ukazka matice zdmén prvnich 16 tfid. Z této ukéazky je
patrné vysoka presnost natrénovaného modelu, ale také par Spatné zarazenych testovacich
obrazki. Napriklad z po¢tu 450 testovacich obrazku, které skuteéné patii do t¥idy 3 (znacka
60km/h), bylo 20 obrazku zafazeno do tiidy 5 (znacka 80km/h). Tato nepfesnost mohla
vzniknout z vysoké podobnosti ¢islovek 6 a 8.

Na obrazku 18 je vidét konvoluéni filtr z prvni konvoluéni vrstvy (64 kerneli s rozméry
7x7). Jednotlivé kernely se snazi zachytit rozmanité tvary a obrysy. Na obrazku 19 lze po-
zorovat ¢ast 2D aktivaéni mapy po pruchodu prvni konvoluéni vrstvou (detekce ndkladniho
vozidla a kruhu).
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7.1.2 VGG16

Model VGG16 vychazi z konvoluéni neuronové sité VGGNet (viz kapitola 4.2.5). Cislovka
v ndzvu (podobné jako u modelu ResNet) znaci celkovy pocet vrstev v siti.

V tabulce 3 jsou vysledky 4 experimenti. Natrénovany model z experimentu 3 s testo-
10 epoch. U experimentu 1 a 2 dochdzi k pretrénovani (sice ma vétsi trénovaci presnost
nez experiment 3, ale nedokaze dobfe generalizovat na nezndmych datech). Vyvoj tréno-
vaci a valida¢ni presnosti po jednotlivych epochach je vidét v grafu na obrazku 12. Vyvoj
trénovaci a validac¢ni ztraty po jednotlivych epochach je vidét v grafu na obrazku 13.

Experiment 1 | Experiment 2 | Experiment 3 | Experiment 4
Pocet epoch 10 9 10 9
Trénovaci piesnost 99% 98,9% 98,6% 98,5%
Valida¢ni piesnost 98,5% 98,5% 99,3% 98,2%
Testovaci presnost 96,2% 96% 97,1% 96,2%
Délka experimentu 15m a 33s 13m a 51s 15m a 53s 13m a 58s

Tabulka 3: Ctyii experimenty trénovani, validace a testovani modelu VGG16 na klasifikaci
dopravnich znacek. Zelené vyznaceny nejlepsi vysledky pro dany parametr.

Na obrazku 20 je k vidéni ukazka matice zamén prvnich 16 trid. Z této ukazky je patrna
vysoké presnost natrénovaného modelu, ale také par Spatné zarazenych testovacich obrazku.
Naptiklad z poctu 450 testovacich obrazki, které skutecné patii do t¥idy 3 (znacka 60km /h),
bylo 41 obrazku zafazeno do t¥idy 5 (znacka 80km/h), 4 obrazky zafazeny do t¥idy 2 (50
km/h) a 1 obréazek zafazen do tfidy 10 (zdkaz predjizdéni osobni aut nékladnimi vozidly).

Na obrazku 21 je vidét konvoluéni filtr z prvni konvoluéni vrstvy (64 kerneli s rozméry
3x3). Jednotlivé kernely se snazi zachytit rozmanité tvary a obrysy. Na obrazku 22 lze po-
zorovat ¢ast 2D aktivaéni mapy po pruchodu prvni konvoluéni vrstvou (detekce ndkladniho
vozidla a kruhu).
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7.1.3 AlexNet

Model AlexNet vychazi z konvoluéni neuronové sité AlexNet (viz kapitola 4.2.1).

V tabulce 4 jsou vysledky 4 experimentu. I kdyz se vzdy méni vybér trénovacich obrazku
z datasetu, tak vSechny experimenty dopadly totoznym vysledkem.

Vsechny natrénované modely dosdhly testovaci presnosti 94,2%. Této presnosti dokdzaly
docilit béhem 12 epoch, ale za pomérné kratkou dobu. Vyvoj trénovaci a valida¢ni presnosti
po jednotlivych epochéch je vidét v grafu na obrazku 14. Vyvoj trénovaci a valida¢ni ztraty

po jednotlivych epochéch je vidét v grafu na obrazku 15.

Experiment 1 | Experiment 2 | Experiment 3 | Experiment 4
Pocet epoch 12 12 12 12
Trénovaci piesnost 98,4% 98,4% 98,4% 98,4%
Valida¢ni piesnost 98,6% 98,6% 98,6% 98,6%
Testovaci presnost 94,2% 94.2% 94.2% 94,2%
Délka experimentu 7m a 33s Tm a 28s Tm a 18s Tm a 17s

Tabulka 4: Ctyfi experimenty trénovani, validace a testovani modelu AlexNet na klasifikaci
dopravnich znacek. Zelené vyznaceny nejlepsi vysledky pro dany parametr.

Na obrazku 23 je k vidéni ukazka matice zdmén prvnich 16 tfid. Z této ukéazky je
pomeérné vysoka presnost natrénovaného modelu, ale také par Spatné zarazenych testovacich
obrazki. Napriklad z po¢tu 450 testovacich obrazku, které skuteéné patii do t¥idy 3 (znacka
60km/h), bylo 40 obrazku zarazeno do t¥idy 5 (znacka 80km/h) a 7 obrazku zatrazeno do
tiidy 2 (50 km/h).

Na obrazku 24 je vidét konvoluéni filtr z prvni konvoluéni vrstvy (64 kerneli s rozméry
11x11). Jednotlivé kernely se snazi zachytit rozmanité tvary a obrysy. Na obrazku 25 lze po-
zorovat ¢ast 2D aktivaéni mapy po pruchodu prvni konvoluéni vrstvou (detekce ndkladniho
vozidla a kruhu).
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7.2 Porovnani nejlepsich experimenti

Jako nejlepsi experiment se jevi model ResNet, ktery se dokazal béhem 8 epoch natrénovat
a dosahl testovaci presnosti 97,9%. Dle tabulky 6 dokézal porazit i ostatni modely v pru-
mérné testovaci presnosti (96,45%). Rychlejsi byl akorat experiment s modelem AlexNet,
ktery trval pouhych 7 minut a 18 sekund. Kompletni porovnani je k dispozici v tabulce 5.
17, 18 a 19 jsou k dispozici grafy pro porovnéani trénovaci a validacni

Na obrazcich 16,

presnosti a grafy pro porovnani trénovaci a validacéni ztraty.

ResNet50 VGG16 AlexNet
Pocet epoch 8 12 12
Trénovaci piesnost 99,3% 98,6% 98,4%
Valida¢ni piesnost 99,5% 99,3% 98,6%
Testovaci presnost 97,9% 97,1% 94,2%
Délka experimentu | 10m a 52s | 15m a 53s | 7m a 18s

Tabulka 5: Porovnani nejlepsich experimenti modelu ResNet50, VGG16 a AlexNet na kla-
sifikaci dopravnich znacek. Zelené vyznaceny nejlepsi vysledky pro dany parametr.

ResNet50 VGG16 | AlexNet
Pramérny pocet epoch 8 9,5 12
Primérnd trénovaci piesnost | 99.07% 98,75% 98,4%
Pramérnd validacni presnost 98,55% 98,63% 98,6%
Primérna testovaci presnost 96,45% 96,38% 94,2%
Primérna délka experimentu | 10m a 55s | 14m a 49s | 7m a 7s

Tabulka 6: Porovnani prumérnych hodnot napii¢ experimenty modelu ResNet50, VGG16
a AlexNet na klasifikaci dopravnich znacek. Zelené vyznaceny nejlepsi vysledky pro dany

parametr.

42




8 Shrnuti vysledki, zavéry a doporuceni

Celkem byly provedeny s kazdym modelem (ResNet50, VGG16 a AlexNet) ¢tyfi experi-
menty. Nejlepsich vysledku dosdhl model ResNet50 s nejlepsi testovaci presnosti 97,9%
a prumeérnou testovaci presnosti 96, 45%. Jako druhy nejlepsi model skonéil model VGG16
s nejlepsi testovaci presnosti 97,1% a prumérnou testovaci presnosti 96.38%. Poslednim
modelem se stal model AlexNet s nejlepsi testovaci presnosti 94, 2% a prumérnou testovaci
presnosti 94.2%.

Koéd aplikace pro testovani modeli je pripraven tak, aby bylo mozné ucinit porovnani
i s dalsimi modely z knihovny PyTorch. Zajimavym rozsifenim by bylo vytvofeni vlastni
architektury konvoluéni neuronové sité a pokusit se dosdhnout lepsi testovaci presnosti nez
které dosahl nejlepsi experiment modelu ResNet50. Dalsi moznosti by bylo zaméreni se
i na data z ostatnich senzoru (LIDAR a RADAR), které by poskytly novou vyzvu v podobé
trojrozmérnych dat. V kombinaci se snimky z kamery by se mohlo jednat o poutavou tlohu.

To samé plati i pro vizualiza¢ni aplikaci, kde by nebyl problém provést vizualizace
konvoluénich filtrtt a aktivaénich map i pro jiné konvolu¢ni neuronové sité. Dale by se
dala tato aplikace rozsirit o dalsi vizualizace, které by poskytly lepsi ndhled do fungovani
konvoluéni neuronové sité.

Celkové se viceméné podarilo dosahnout veskerych cili prace. Obecné byla predstavena
umeéla neuronova sif a jeji fungovani. Poté byla popsana architektura konvoluéni neuronové
sité a jeji vyuziti pro autonomni vozidla (tato ¢ast by se dala v budoucnu dale rozpracovat).
Na zavér se podarilo provést nékolik experimentt s tfemi modely a navzajem je porovnat
(v budoucnu by bylo mozné vytvoreni vlastni architektury konvolu¢ni sité a jeji porovnani
s existujicimi modely).

Téma konvolucnich neuronovych siti je velice zajimavé a urcité bude mit v budoucnu
velky dopad v mnoha oblastech védy a vyzkumu.
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Obrazek 12: Achitektura konvoluéni neuronové sité AlexNet

Zdroj: prevzato z [14]
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Obrazek 13: Identicky rezidualni blok konvolu¢ni neuronové sité ResNet. Vystupem zkratky
i hlavni cesty je vystup o stejné dimenzi.

Zdroj: podle [15]
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Obrazek 14: Dense blok s péti vrstvami konvolu¢ni neuronové sité DenseNet

Zdroj: prevzato z [16]

3x3 max pooling

v

1x1 konvoluce

Obrazek 15: Inception blok s redukei dimenze

Zdroj: podle [17]
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13 konvoluénich vrstev

plné propojena vrstva

Obrazek 16: Architektura VGG16
Zdroj: podle [32]
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B Dataset

Trida Nézev znacky Obréazek znacky
0 Nejvyssi dovolend rychlost 20km /h
1 Nejvyssi dovolend rychlost 30km /h
2 Nejvyssi dovolend rychlost 50km /h
3 Nejvyssi dovolend rychlost 60km /h
4 Nejvyssi dovolend rychlost 70km /h
5 Nejvyssi dovolend rychlost 80km /h
6 Konec nejvyssi dovolené rychlosti 80km/h @
7 Nejvyssi dovolend rychlost 100km /h
8 Nejvyssi dovolend rychlost 120km /h
9 Zakaz predjizdéni
10 Zakaz predjizdéni pro nakladni automobily
11 Krizovatka s vedlejsi pozemni komunikaci /._\
12 Hlavni pozemni komunikace @
13 Dej prednost v jizdeé! \/
14 St1j, dej prednost v jizdée! @
15 Zakaz vjezdu vSech vozidel (v obou smérech) O
16 Zakaz vjezdu nakladnich automobili
17 Zakaz vjezdu vSech vozidel c
18 Jiné nebezpeci /'\

H
19 Zatacka vlevo /.I\
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20 ZatacCka vpravo A.\
21 Dvojita zatacka, prvni vlevo A
22 Nerovnost vozovky A
23 Nebezpedi smyku A
S
24 Zuzend vozovka (z jedné strany) A
25 Prace na silnici
26 Svételné signaly /o\
°
27 Prechod pro chodce A
28 Déti /;:'.’\
29 Cyklisté Aﬁb&
30 Néleds A‘\
31 AL A
32 Konec vsech zakazt %
33 Prikdzany smér jizdy vpravo G
34 Prikdzany smér jizdy vlevo a
35 Prikazany smér jizdy primo 0
36 Prikdzany smér jizdy primo a vpravo ‘b
37 Prikdzany smér jizdy pfimo a vlevo 9
38 Prikazany smér objizdéni vpravo °
39 Prikdzany smér objizdéni vlevo a
40 Kruhovy objezd @
41 Konec zdkazu predjizdéni %
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42 Konec zakazu predjizdéni pro nakladni automobily %

Tabulka 7: Tabulka vsSech tiid a jejich ndzva a obrazku znacek v datasetu dopravnich znacek
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C Experimenty

C.1 ResNet50

Predikovana trida
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Obrazek 17: Matice zadmén nejlepsiho natrénovaného modelu ResNet50 (experiment 4) —
prvnich 16 tfid. Barevnd skala zna¢i pocet testovacich dat v dané t¥idé (tmavé modra
indikuje vice testovacich dat v dané t¥idé nez svétle modra).

Zdroj: generovano platformou Comet.ml https://comet.ml/
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Obrazek 18: Ukazka konvolu¢niho filtru z prvni konvoluéni vrstvy modelu ResNet50

Zdroj: vlastni aplikace

Obrazek 19: Ukazka 2D aktiva¢ni mapy ResNet50 po prichodu prvni konvoluéni vrstvou
(pouze pruchod prvnich 16 kerneli)

Zdroj: vlastni aplikace
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Graf 10: Vyvoj trénovaci a validacni presnosti nejlepsiho natrénovaného modelu ResNet50
(experiment 4). Osa x reprezentuje epochu (prvni epocha za¢ind nulou) a osa y reprezentuje
presnost.

Zdroj: vlastni zpracovani
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Graf 11: Vyvoj trénovaci a valida¢ni ztraty nejlepsiho natrénovaného modelu ResNet50
(experiment 4). Osa x reprezentuje epochu (prvni epocha za¢ind nulou) a osa y reprezentuje
ztratu.

Zdroj: vlastni zpracovani
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C.2 VGG16

Predikovana tfrida
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Obrazek 20: Matice zameén nejlepsiho natrénovaného modelu VGG16 — prvnich 16 tiid. Ba-
revnd Skéla znaci pocet testovacich dat v dané t¥idé (tmavé modré indikuje vice testovacich
dat v dané tridé nez svétle modréd).

Zdroj: generovano platformou Comet.ml https://comet.ml/
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Obrazek 21: Ukazka konvolu¢niho filtru z prvni konvoluéni vrstvy modelu VGG16

Zdroj: vlastni aplikace

Obrazek 22: Ukazka 2D aktivaéni mapy VGG16 po priuchodu prvni konvolucéni vrstvou
(pouze pruchod prvnich 16 kerneli)

Zdroj: vlastni aplikace
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Graf 12: Vyvoj trénovaci a valida¢ni presnosti nejlepsiho natrénovaného modelu VGG16
(experiment 3). Osa x reprezentuje epochu (prvni epocha za¢ind nulou) a osa y reprezentuje
presnost.

Zdroj: vlastni zpracovani
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Graf 13: Vyvoj trénovaci a validacni ztraty nejlepsiho natrénovaného modelu VGG16 (ex-
periment 3). Osa x reprezentuje epochu (prvni epocha za¢ind nulou) a osa y reprezentuje
ztratu.

Zdroj: vlastni zpracovani
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C.3 AlexNet

Predikovana trida
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Obrazek 23: Matice zamén nejlepsiho natrénovaného modelu AlexNet (experiment 1) —
prvnich 16 tfid. Barevnd skala zna¢i pocet testovacich dat v dané t¥idé (tmavé modra
indikuje vice testovacich dat v dané t¥idé nez svétle modra).

Zdroj: generovano platformou Comet.ml https://comet.ml/
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Obrazek 24: Ukazka konvolucéniho filtru z prvni konvoluéni vrstvy modelu AlexNet

Zdroj: vlastni aplikace

Obrazek 25: Ukazka 2D aktivaéni mapy AlexNet po prichodu prvni konvolucni vrstvou
(pouze pruchod prvnich 16 kerneli)

Zdroj: vlastni aplikace
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Graf 14: Vyvoj trénovaci a valida¢ni presnosti nejlepsiho natrénovaného modelu AlexNet
(experiment 1). Osa x reprezentuje epochu (prvni epocha za¢ind nulou) a osa y reprezentuje
presnost.

Zdroj: vlastni zpracovani
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Graf 15: Vyvoj trénovaci a valida¢éni ztraty nejlepsiho natrénovaného modelu AlexNet (ex-
periment 1). Osa x reprezentuje epochu (prvni epocha za¢ind nulou) a osa y reprezentuje
ztratu.

Zdroj: vlastni zpracovani
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C.4 Nejlepsi experimenty vsech modela

Porovnani trénovaci presnosti nejlepsich experimenti
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Graf 16: Vyvoj trénovaci presnosti nejlepsich natrénovanych modeli ResNet50 (experiment
4), VGG16 (experiment 3) a AlexNet (experiment 1). Osa x reprezentuje epochu (prvni
epocha za¢ind nulou) a osa y reprezentuje trénovaci presnost.

Zdroj: vlastni zpracovani
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Graf 17: Vyvoj valida¢ni presnosti nejlepsich natrénovanych modeli ResNet50 (experiment
4), VGG16 (experiment 3) a AlexNet (experiment 1). Osa x reprezentuje epochu (prvni
epocha za¢ind nulou) a osa y reprezentuje valida¢ni presnost.

Zdroj: vlastni zpracovani
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Graf 18: Vyvoj trénovaci ztraty nejlepsich natrénovanych modelt ResNet50 (experiment 4),
VGG16 (experiment 3) a AlexNet (experiment 1). Osa x reprezentuje epochu (prvni epocha
za¢ind nulou) a osa y reprezentuje trénovaci ztratu.

Zdroj: vlastni zpracovani
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Graf 19: Vyvoj validaéni ztraty nejlepsich natrénovanych modeltt ResNet50 (experiment 4),
VGG16 (experiment 3) a AlexNet (experiment 1). Osa x reprezentuje epochu (prvni epocha
za¢ind nulou) a osa y reprezentuje valida¢ni ztratu.

Zdroj: vlastni zpracovani
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