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Anotace

Faktorizace bindrnich dat slouZi k objeveni skrytych vzori v datech, tzv. faktori.
Tyto faktory pak mohou slouZit ke sniZeni dimensionality dat. Cilem této prdce je
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1. Uvod

Faktorizace binarnich dat slouzi k objeveni skrytych vzort v datech, tzv. fak-
tord. Tyto faktory mohou mimo jiné slouzit ke snizeni dimensionality dat. Tako-
vou analyzu lze provadét mnoha zptisoby. V této praci se zamérim na dva z nich.
Konkrétné na faktorizaci binarnich dat pomoci forméalni konceptti od autort Ra-
dima Bélohlavka a Viléma Vychodila, pfedstavenou v ¢lanku [2| a dale pak na
faktorizaci binarnich dat pomoci atraktorové neuronové sité od autora Alexan-
dera A. Frolova a kolektivu, pfedstavenou v ¢lanku [6]. Metody popisi a jejich
funkci experimentalné ovéfim na realnych datech.

V kapitole 2. formalné popisi problém faktorizace binarnich dat a uvedu jeji
mozné vyuziti. V kapitole 3. podam zéaklady formalni konceptualni analyzy ne-
zbytné pro pochopeni metody rozkladu pomoci formélnich rozkladt. V kapitole
4. popisi metodu samotnou a uvedu vysledky experimentu na redlnych datech.
V kapitole 5. seznamim c¢tenare se zaklady neuronovych siti nezbytnych pro po-
chopeni metody rozkladu pomoci atraktorové neuronové sité. V kapitole 6. popisi
metodu samotnou spolu s experimenty testujicimi rizné aspekty této metody a
experimentem provedenych nad realnymi daty.



2. Faktorizace binarnich dat

Pii faktorizaci bindrnich dat (téZz binarni faktorova analyza - BFA) nam jde
v podstaté o to, reprezentovat (rozlozit) néjakou bindrni matici symbolizujici
data charakteru objekt-proménna pomoci dvou rtiznych matic. Jedna z téchto
matic popisuje vztah mezi objekty a skrytymi proménnymi - faktory a druha
matice popisuje vztah mezi faktory a originalnimi proménnymi. Problém miiZzeme
formalné popsat nasledovné:

Problém 2..1. Méjme matici I o rozmérech n x m takovou, Ze I;; € {0,1}.
Ctlem je ziskat booleovsky maticovy produkt A o B matice A o rozmérech n X k,
kde Ay € {0,1} a matice B o rozmérech k x m, kde Bj; € {0,1} takovy, aby k
bylo co nejmensi.

V booleovské teorii matic bychom uvedeny produkt mohli vyjadrit jako

k
AOBI \/Azl 'Blj
=1
kde \/ oznacuje maximum (pravdivostni funkce logické disjunkce) a - oznacuje
obyc¢ejny soucin (pravdivostni funkce logické konjunkce). Booleovsky maticovy
produkt potom reprezentuje nelinearni vztah mezi objekty, faktory a originalnimi
atributy. Jako priklad si uvedme:

11000 100 1 11000
11001 [1010 00110
111107 l1100[%l10001
10001 0010 01000

Takovy rozklad matice I do produktu Ao B potom koresponduje s objevenim
k faktori, které vysvétluji data reprezentovana matici 1. Objeveni takovych fak-
torti (provedeni rozkladu) mize poskytnout uzivateli nové informace o vztazich
mezi originalnimi proménnymi, redukovat dimenzi vstupnich dat, nebo pomoci
jen c¢asti faktorti pottebnych k rozkladu aproximovat ptivodni matici do jistého
predem zadaného stupné. Tuto aproximaci lze pak pouzit naptiklad v oblasti
ztratové komprese dat. Informace k této kapitole jsem Cerpal z [2].



3. Formalni konceptualni analyza

Formélni konceptudlni analyza (FKA) je metoda analyzy dat, kterou poprvé
popsal Bernard Will v roce 1984. FKA operuje nad daty, kterd popisuji vztah
mezi urc¢itou mnozinou objektd a urcitou mnozinou atributt. Vystupem analyzy
je hierarchie tzv. forméalnich koncepti. Formalni koncept je urcity shluk, ktery
reprezentuje prirozené lidské koncepty jako napi. ,listnaty strom®, ,nakladni au-
tomobil“, | prvocislo®, atd. Pouziti FKA je tedy velice Siroké, stejné tak jako FKA
sama. Pro jeji pouziti v binarni faktorové analyze budeme potiebovat nasledujici
matematicky aparat. Rad bych poznamenal, Ze vSechny definice, véty a priklady
pouzité v této kapitole, jsou z [1].

3.1. Matematické zaklady

Zac¢néme definici tzv. formalniho kontextu. Formalni kontext v podstaté pred-
stavuje data, kterd pak budeme analyzovat.

Definice 3..1 (Formalni kontext). Formalni kontext je trojice (X,Y,I), kde X
a'Y jsou meprazdné€ mnoziny a I je bindrni relace mezi X a Y, tj. I C X x Y.

Prvky x z X nazveme objekty a prvky y z Y nazveme atributy. Dvojice
(x,y) € I znadi, Ze objekt x obsahuje atribut y.

Obrazek 1. Tabulka s kiizky

I oy [ w2 | ys|wa
x| x| x| x| x
Ty || X x | x
T3 x | x| x
T4 x | x| x
x5 || %

Formalni kontext si lze predstavit jako tabulku s n rfadky a m sloupci, kde
X =A{zx1,...;z.}, Y = {y1,...,ym} a kde relace I je definovana nésledovné:
(X;,Y;) € I pravé kdyz se na pozici i-tého fadku a j-tého sloupce vyskytuje
kiizek.

Priklad takové tabulky je mozno vidét na obr. 3.1..

Definice 3..2 (Koncept-generujici operatory). Forméalni kontext Pro formdlni
kontext (X,Y,I), operdtory T : 2% — 2Y a +:2Y — 2% jsou definovdny tak, Ze
pro kazdée AC X a BCY:

Al ={ycY | prokadéx € A: (x,y) € I},
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BY={x € X | pro kazdéy € B : (x,y) € I}.

Operétor T tedy piislusné mnoziné objektf pfifadi mnozinu atributi, které
jsou spole¢né pro vsechny objekty. Naopak operator ¥ prifadi pfislusné mnoziné
atribut@ mnozinu objekti, jez vSechny tyto atributy sdili.

Piiklad 3..1 (Koncept-generujici operatory). Pro tabulku 3.1. mdme:
o {22} = {y1,u5, va}, {22, 23} = {y3, 0}
o {74, $5}T =0
o {yi}t = {a1, 20,25}, {y1, y3}+ = {m1, 22}
o Yt ={z}

Formalni koncept je zédkladnim pojmem FKA. Jde tedy o urcity shluk v ta-
bulce krizki, definovany nasledovné:

Definice 3..3 (Formalni koncept). Formalni koncept v (X,Y,I) je dvojice
(A,B), kde AC X a BCY, takovd ¢ A" = B a B+ = A.

Jinymi slovy, dvojice (A, B) je formalni koncept, pravé kdyz A obsahuje pouze
objekty, jez sdili vSechny atributy z B. Pro formélni koncept (A, B) v (XY, I)
se A nazyva extent a B se nazyva intent.

! H Y1 ‘ Y2 | Y3 | Ya
Ty | x| x| X | X
T9 || X X | x
T3 x| x| %
Ty x| x| x
x5 || X

Piiklad 3..2 (Formalni koncepty).
Obréazek 2. Formalni koncept

Pro tabulku na obr. 2. pak zvyraznény obdélnik predstavuje formdlni koncept:

<A1>Bl> = <{l’17$2,$3,$4}7 {?J37y4}>
protoze
{flfl, X2, T3, x4}T = {y?n 94}

{?J37y4}i = {71, 79, 13, 14}
Dalsimi koncepty v uvedené tabulce jsou napriklad:

(A9, Bo) = ({1, 23, x4}, {Y2, Y3, ya}),
(Az, B3) = ({z1, 22}, {y1, ys, va}).
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Koncepty lze prirozené usporadat pomoci subkoncept-superkoncept relace.
Relace subkoncept-superkoncept funguje na pricipu mnozinové inkluze nasle-
dovné:

Definice 3..4 (Uspofadani konceptit). Pro formdalni koncept (A1, B1) a (As, Ba)
2(X,Y,I), poloz (Ay, B1) < (A, By) pravé kdyz Ay C Ay (pravé kdyz B C By).

Relace subkoncept-superkoncept je zde znacena pomoci <. V piipadé, ze
(A1, B1) < (As, By), tikdme, ze koncept (Aj, By) je specifi¢téjsi nez koncept
(Ag, Bs). O konceptu (As, By) pak fikdme, Ze je obecnéjsi nez koncept (A;, By).
V pfipadé ¢lovék < organismus, pak relace < dobfe podchycuje intuici, ze kon-
cept ,,Cloveéka® je specifictéjsi nez koncept ,,organismu®.

Piiklad 3..3 (Subkoncept-superkoncept usporadani). Necht
(A1, Br) = ({71, 22, 23, 24}, {3, Y4}),

(Ag, Ba) = ({1, 23, %4}, {Y2, Y3, ya}),

<A3, B3> = ({5617552}7 {yl;y3uy4}>

jsou formdlni koncepty =z prikladu 3..2. Potom plati: (As,Bs) <
(A1, B1), (A2, By) < (A, By).

Mnozinu konceptii uspofadanou hierarchicky podle relace subkoncept-
superkoncept nazveme konceptualnim svazem.

Definice 3..5 (Konceptuélni svaz). Necht 5(X,Y,I) oznacuje kolekci vsech for-
malnich koncepti v (X,Y, 1), tedy

B(X,Y,I)={(A,B) € 2¥ x 2" | AT = B, B} = A}

B(X,Y,I) vybaveny subkoncept-superkoncept usporadanim < se nazgvd Koncep-
tudlni svaz v (X, Y, I).

Dale pak

Ext(X,Y, 1) ={A € 2¥ | (A, B) € B(X,Y, ) pro n&jaké B}

Int(X,Y,I)={B € 2" | (A, B) € B(X,Y, I) pro néjaké A}.

Pomoci Ext(X,Y, I) tedy oznac¢ujeme mnozinu extentt viech koncepti v kon-
ceptudlnim svazu, pomoci Int(X,Y, I') pak mnozinu intentii vSech konceptt. Di-
kaz, ze (B(X,Y,I),<) je opravdu svaz lze potom nalézt v [1]. Ptiklad koncep-
tualniho svazu lze téz nalézt v [1]. Jak chdpeme pojem obdélniku ve formalnim
kontextu tika nasledujici definice.
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Definice 3..6 (Obdélniky v (X,Y,I)). Obdélnik v (X,Y,I) je dvojice (A, B)
takovd, Ze A x B C I, to jest: pro kazdé v € A ay € B mdme (x,y) € I. Pro
obdélniky (A1, B1) a (As, Bs), necht (A1, B1) T (Ag, By) pravé kdyz Ay C As a
By C B,

Diky zavedeni uspofadani C mutizeme o nékterych obdélnicich hovorit jako
o maximéalnich. Jinak fe¢eno maximéalni obdélnik ve formalnim kontextu je takovy
obdélnik, ktery jiz nelze pridanim dalsiho atributu ¢i objektu rozsifit.

Piiklad 3..4 (Obdélniky). V tabulce 3.1. ({1, z2},{ys, ya}) je obdélnikem, ktery
neni mazimdlni vzhledem k C. Naproti tomu obdélnik ({x1,x2, 23}, {ys, ya}) ma-
ximalni vzhledem k C je.

Nésledujici véta dava do souvislosti pojem forméalni koncept a pojem maxi-
malni obdélnik.

Véta 3..1 (Formalni koncepty jako maximélni obdélniky). (A, B) je formdlnim
konceptem v (X, Y, I) prdvé kdyz (A, B) je maximdlnim obdélnikem v (X,Y,I).

12



4. Binarni faktorova analyza pomoci FKA

V této casti popisi metodu binarni faktorové analyzy vytvofenou Radimem
Bélohlavkem a Vilémem Vychodilem, a uvedu také nékolik dulezitych poznatki
ohledné spojeni mezi BFA a FKA. VSechny informace v této ¢asti budu cerpat
z ¢lanku [2]. Toto tedy plati mimo jiné o vSech definicich, vétéch, prikladech a
algoritmech zde uvedenych.

Tuto ¢ast zacnu popisem, jak vyuzit FKA k hledani faktori. Konkrétné uvedu
vztah mezi formalnimi koncepty a faktory. Nasledné popisi iivahu, ktera vedla ke
konstrukci algoritmti dale popsanych. Na zavér pak podam informace o provede-
ném experimentu, ktery zahrnuje test zminénych algoritmi na realnych datech.

4.1. Formalni koncepty jako optimalni faktory

Méjme n X m binarni matici /. Nejprve si ukdzeme, ze matici I miizeme brat
jako formalni kontext: Objekty jsou reprezentovany fadky matice X = {1,...,n},
atributy pak jejimi sloupci Y = {1,...,m} a bindrni relace I je pak dédna matici
I, kde (i, j) € I pravé kdyz I;; = 1.

Budeme uvazovat rozklad I na produkt A,,.r © B,,.r binarnich matic A,,.r
a B,,.r konstruovanych z mnoziny formalnich konceptii F asociovanou s /. Kon-
krétné méjme konceptudlni svaz B(X,Y, I). Necht

F={(A,By),..., (A, B} C B(X,Y,I),

F je tedy mnozina formélnich konceptt z B(X,Y, I). O F mizeme téz mluvit
jako o mnoziné faktorovych konceptii. Dale ozna¢me matice o rozmérech n X k a
k x m jako Ar a Br. Tyto matice definujeme nésledovne:

(A7) {1 pokud i € A,
Fit =

0 pokudi ¢ A,
1 pokud j € By,
(Br)i; = posTE ) =
0 pokud j ¢ B,

pro [ = 1,... k. Tedy, [-ty sloupec (Ar); matice Az je charakteristickym
vektorem mnoziny A; a [-ty fadek (Br),  matice B se sestava z charakteristického
vektoru mnoziny B;. Situaci ndm pomitze osvétlit nasledujici piiklad.

Piiklad 4..1 (Dekompozice matic). UvaZujme matici I :

11000
11001
11110}
1 0001
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v pridruzeném konceptudlnim svazu nalezneme mimo jiné formdalni koncepty
(A1, B1) = ({1,2,3},{1,2}) a (Ay, Bs) = ({1,2,3,4},{1}). Ddle necht

-F — <A17 B1>7 <A27B2>7

potom

(Ay) 11000)'

“(Bf):<1 000 0

O~ =
—_ = = =

I kdyz v tomto prikladu se I # Ar o B, v obecném piipadé vSak pro kazdou
matici I existuje mnozina formalnich konceptii asociovanych s I, pomoci kterych
lze I rozlozit, viz nasledujici véta:

Véta 4..1 (Univerzalita formalnich koncepti jako faktort). Pro kaZdou matici
I ezistuje F C B(X,Y,I) takové, Ze I = Ax o Br.

Tvrzeni plati diky tomu, Ze pro kazdy prvek [;; = 1 miZeme nalézt formalni
koncept (C, D), kde i € C' a j € D. Cely dtikaz je mozno nalézt v [2].

Rozklad pomoci formalnich konceptt bude téz optimalni - pocet faktori bude
nejmensi mozny:

Véta 4..2 (Optimalita formalnich koncepti jako faktort). Necht [ = Ao B pro
n X k a k x m bindrnich matic A a B. Pak existuje mnozina F C B(X,Y,I)
formdlnich koncepti v I s

IF| <k
takovd, Ze pro n x |F| a |F|x m bindrni matice Ax a B mdme [ = Aro Br.

Tvrzeni plati diky faktu, ze kazdy rozklad lze zapsat jako \/-superpozici, t.j.
sjednoceni k£ obdélniki jednicek v ptuvodni matici, dale z faktu, ze kazdy takovy
obdélnik je obsazen v néjakém maximalnim obdélniku a konecné z faktu, ze for-
malni koncepty v I jsou pravé maximalnimi obdélniky. Nasledujici priklad nam
pomiize k intuitivnimu pochopeni, pro¢ tvrzeni plati a také jak tohoto tvrzeni
vyuzit. Kompletni formalni ditkaz lze opét nalézt v [2].

Priklad 4..2. UvazZujme nasledugici rozklad

—_ =
O~ B~
O~ OO
O~ OO
—_— O = O
|
O = =
O = OO
— O~ O
O OO =
(@]
O = O =
_ o O =
OO R O
OO RO
O = OO

a odpovidajici obdélniky Jy, ..., Jy:
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11000 000O0GO 000O0O 0100O0
11000 000O0O 10001 0 00O0O
11000f"fOO0O1T1O0]°100O0O0O0F"|OO0O0O00O0
000O0O 0 00O0O 10001 000O0©O

Ddle wvazugme formdalni koncepty

(A1, Br) = ({1,2,3},{1,2}),
(A2, Ba) = ({3},{1,2,3,4}),
(A3, Bs) = ({2,4},{1,5})
v I. KaZdy z obdélniki Jy,...,Jy je pak obsaZen v néjakém maximdlnim ob-

délniku, ktery odpovidd (Ay, By),(As, B2) mnebo (As, Bs). PoloZenim F =
{(A1, B1), (As, Ba), (A3, Bs)} pak dostaneme I = Ax o Br, t.j.

11000 100
11001_10101}(1)(1)8
11 110] (110 1000 1
10001 0 01

Rozklad I = Aro By se tedy podatilo realizovat pomoct stejného nebo mensiho
poctu faktoru nez v puvodnim rozkladu.

Rozklad I = Azo Bx muZeme ddle rozepsat jako I = (Ax) 10(Bx)1_.V(Ar) 20
(Bx)2.V(AFx) 30(Br)s., coz tvori \/-rozklad I do mazimdlnich obdélniki. V nasem
pripadé pak

11000 11000 000O0O 0 00O0O
11001} _ (1 1000 v 0 00O0O v 10001
11110 11000 11110 0 00O0®O
1 0001 000O0®O 000O0O 10001

4.2. Povinné faktory

Ukazalo se, ze nékteré formalni koncepty jsou povinné. Povinné v tom smyslu,
ze musi byt pritomny v kazdém F pro které I = Ar o Br. Ozna¢me nyni
O(X,Y, ) jako mnozinu vSech objektovych koncepti a A(X,Y, I) jako mnozinu
vsech atributovych konceptti. Mnoziny definujeme nasledovné:

O(X7 Y, I) = {({x}ﬂ7 {$}¢> | LS X}>
AX YT = {3 {3 |y e Y}

Formélni koncepty, které jsou pfitomny jak v O(X,Y,I), tak v A(X,Y, )
jsou povinné, viz nasledujici tvrzeni:
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Véta 4..3 (Povinné faktory). Pokud I = Ar o Br pro néjaké F C B(X,Y,I)
pak O(X,Y, 1) N A(X,Y,I) C F.

Pokud bychom jako (C, D) oznaéili koncept takovy, ze (C, D) € O(X,Y,I)N
A(X,Y, I), pak maximalni obdélnik, ktery odpovida (C, D), je jedingm maximal-
nim obdélnikem, ktery pokryva jednicky na pruseciku fadku x a sloupce y, kde
reCayeD.

4.3. Redukce na optimalizac¢ni problém mnozinového po-
kryti

Prejdéme nyni k poznatkim o slozitosti nalezeni optimalniho binarniho roz-
kladu. Nejprve vSak uvedme problém mnozinového pokryti.

Definice 4..1 (Optimaliza¢ni problém mnozinového pokryti). Méjme mnoZinu
U (univerzum) a systém mnozin S C 2%, kde |JS = U. Ukolem je najit systém
mnozin C C S takovy, Ze U = |JC a zdrovern je |C| co nejmens.

Jinymi slovy mame za tkol najit systém mnozin C C S, kde je pocet jeho
mnozin co nejmensi a zaroven jejich sjednoceni je rovno U. Problém, tak jak je
vyse definovany, je NP-tézky a odpovidajici rozhodovaci problém je NP-tuplny.
Nastésti vsak existuje efektivni aproximacni zravy algoritmus s aproximacnim
pomérem < In(|U|)+1. To znamend, Ze nalezené feseni bude v nejhorsim piipadé
(In(|JU|) + 1)x horsi nez FeSeni optimélni.[2]

Problém nalezeni rozkladu I = Az o Br je potom redukovatelny na opti-
maliza¢ni problém mnozinového pokryti. [2] To znamend, ze pokud nalezneme
feSeni optimaliza¢niho problému mnozinového pokryti, pak toto feseni mizeme
v polynomickém case prevést na feseni problému nalezeni rozkladu I = Ar o Br.

Redukce pak v tomto pfipadé vypada nasledovné: U = {(i,j) | I;,; = 1} a
S ={CxD | (C,D) € B(X,Y,I)}. Snazime se zde tedy pokryt univerzum
U, které se sklada z dvojic, reprezentujicich pozice jednicek v I, ,,obdélnikovymi
mnozinami“(ze systému S) odpovidajicich formalnich koncepti.

7 vyse uvedeného vsak nevyplyva do jaké tfidy tedy vlastné problém nalezeni
rozkladu I = Ar o B patii. Na to ndm odpovi nasledujici véta:

Véta 4..4. Problém nalezeni rozkladu I = A o B bindrni n X m matice I do
bindrni n X k matice A a bindrni k x m matice B takového, Ze k je co nejmenst,
je NP-tezky a pridruzeny rozhodovaci problém je NP-uplny.

Takze pokud P # NP, pak neexistuje zadny algoritmus, ktery by v polyno-
mickém Case vyftesil faktoriza¢ni problém.
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4.4. Algoritmy

V této casti si predvedeme dva aproximacni algoritmy pro nalezeni feSeni
problému rozkladu binarni matice I. Diky vété 4..2 hledame nejmensi mnozinu
F faktorovych koncepti v I. Kazdy z algoritmi ji hleda trochu jinym zptisobem.

4.4.1. Algoritmus prvni

Prvni z algoritmi tézi z jiz zminéné redukce na problém nalezeni nejmensi
mnoziny F faktorovych koncepti na optimaliza¢ni problém mnozinového po-
kryti. Mizeme tedy pouzit zravy aproximacni algoritmus pro nalezeni jiz vyse
zminéného pokryti. Zravy v tom smyslu, Ze mnozinu pro pokryti vybirame tako-
vou, kterd v daném kroku pokryje z univerza nejvice. Algoritmus mtzeme dale
urychlit pfidanim povinnych faktorovych konceptii hned na zacatku.

input : 7/
output: F

set S to B(X,Y, )
set U to {(i,7) | I;; =1}
set F to ()
foreach (i, j) € S do
if (C,D) € O(X,Y,I) NA(X,Y,I) C F then
add (C, D) to F
remove (C, D) from F
foreach (i, j) € C' x D do
| remove (i, j) from U
while U # () do
select (C, D) € S that maximizes (C' x D)NU :
add (C, D) to F
remove (C, D) from S
foreach (i, j) € C' x D do
| remove (i, j) from U
return F

© 00 N o ok W N =

I S S
N W N = O

=
=}

Algorithm 1: Algoritmus prvni

Ré4dek 1. - 3. definuje jiz zminénou redukci. Mnozina B(X,Y,I) je spocitana
pomoci algoritmu NextClosure, ktery miize ¢tenai nalézt v [1]. Radek 4.-9. prida
do mnoziny F mnozinu povinnych konceptii. A kone¢né radek 10. - 15. postupné
hled4 koncepty, které pokryvaji co nejvice jednicek z univerza U. Pti kazdém
ptridani konceptu (C, D) do mnoziny F je tentyz koncept z mnoZiny S odstranén
a ,,obdélnik jednicek*, jenz dany koncept (C, D) pokryval, je z univerza vymazan.

Uvedeny algoritmus produkuje dobré vysledky v tom smyslu, Ze pocet faktort
je bézné blizko optima. Kvili nutnosti spocitat mnozinu vSech konceptt (jez
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muze byt velikd) a nutnosti jejiho nésledného prochézeni pti hledani konceptu,
ktery pokryva co nejvice jednicek z univerza, mtze byt algoritmus pro velka data
pomaly.

4.4.2. Algoritmus druhy

Zasadni rozdil prvniho algoritmu oproti druhému algoritmu 2 je v hledani
kandidata na faktorovy koncept. Algoritmus 2 nepocita a nasledné neprochazi
mnozinu vSech konceptl, nybrz hleda kandidata na faktorovy koncept pomoci
metody postupného pridavani ,slibnych sloupcti“. Tato zména ma velky dopad
na ¢asovou a pamétovou efektivitu algoritmu.

Metoda pridavani ,slibnych sloupct“ je zalozena na faktu, ze pro kazdy for-
maln{ koncept (C, D), D lze vyjadrit jako D = |J, »{y}*" a dale na pozorovani,
ze pokud y ¢ D, pak (D U {y})*, (D U {y})*") je formalni koncept, pro ktery
D c (DU{y})*". V tomto piipadé tak vybirdme y € Y takové, které maximalizuje

D&j=((Du{yh)" x (DU{yh")nu.

Modifikaci prvniho algoritmu pak dostaneme algoritmus, ktery neprochazi
v8echny formalni koncepty, ale pouze pfidava sloupce (atributy), které maximali-
zuji hodnotu konstruovaného faktorového konceptu ve smyslu pokryti nejvétsiho
poc¢tu jednicek z U. Algoritmus druhy pak obecné produkuje jiny rozklad nez
algoritmus prvni.

input :/
output: F
1 set U to {(i,7) | I; =1}
2 set F to ()
3 while U # () do
4 | set Dtolf
5 set V to 0
6 while there is j ¢ D such that |D @ j| >V do
7 select j ¢ D that maximizes D @ j
8 set D to (DU {j})"
9 set V to |(DY x D)NU|
10 | set C to D*
11 add (C, D) to F
12 foreach (i, j) € C' x D do
13 ‘ remove (i, j) from U
14 return F

Algorithm 2: Algoritmus druhy
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4.5. Experiment

Pro otestovani vyse uvedenych algoritmi (1, 2) jsem se rozhodl pouzit realna
binérni data mushrooms|3|. Data obsahuji 119 atribut. Oba algoritmy rozlozili
data pomoci 112 faktorti. Co se tyce ¢asu potfebného pro provedeni rozkladu, je
algoritmus druhy, jak jiz bylo nastinéno v pfedchozi kapitole, mnohem rychlejsi
nez algoritmus prvni. Konkrétné ¢as potfebny k iplnému rozkladu byl u prvniho
algoritmu 52 minut a 35 vtefin, u algoritmu druhého pak pouhych 38 vtefin.
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5. Umélé neuronové sité

Uméla neuronova sit (déle jen neuronova sit) je vypocetnim modelem inspi-
rovanym funkci béZznych biologickych neuronovych siti. Neuronova sit je tvorena
mnozinou neuront (dale jen neurony) spojenych synapsemi. Podoba spojeni je
bézné definovana ve fazi uceni, kdy jsou siti predkladany vzory z ucici mnoziny.
Neuronové sité se obvykle pouzivaji k podchyceni slozitych vztahii nebo k nale-
zeni skrytych vzort v datech. Matematicky vzato neuronové sit definuje néjaké
zobrazeni f : X — Y. Informace pouzZity v celé této Casti jsem Cerpal z [4] a [5].

5.1. Model umélého neuronu

Umeély neuron je jednotka, kterd z nékolika vstupnich kandlt pfijiméa signaly,
ty zpracuje a na vystupni kandl vysila vysledek. Kanaly oznacujeme jako sy-
napse. Urovné signaléi reprezentujeme realnymi &isly. Vstupem je tedy vektor
x = (z1,...,7x) € RY, kde N oznacuje pocet vstupnich synapsi. Dale je kazdé
synapsi pfifazeno realné ¢islo - vdha. Vektor w = (wy, ..., wy) € RY pak ozna-
¢uje hodnoty vah vsech vstupnich synapsi.

Samotny vypocet neuronu se skldda ze dvou c¢asti. V prvni ¢asti je potieba
agregovat vSech n vstupi do jedné hodnoty zvané ,potencial“. Toto se nejcastéji
provadi tak, ze vynasobime vstupni hodnotu kazdé synapse jeji vahou a nasledné
tyto hodnoty secteme. Popsany postup lze téz vyjadrit jako skaldrni soucin xw.

N
p(x,w) = inwi = XW
i=1

Ve druhé casti se pak na potencial aplikuje tzv. aktiva¢ni funkce 6 = R — R.
Aktiva¢ni funkce muze byt u riznych neuronu rizna. Aplikaci aktivacni funkce
na potencidl dostaneme aktivaci neuronu oznacovanou jako §(p).

5.2. Neuronova sit

Neuronovou sit si lze s jistou rezervou piredstavit jako orientovany graf, kde
uzly jsou tvofeny neurony a hrany synapsemi. Vystupni synapse jednoho neuronu
muze byt vstupni synapsi jiného neuronu, tim je zajisténa komunikace mezi neu-
rony. Synapse, jez postradaji vychozi neuron, se nazyvaji vstupni a signal v nich
tekouci je vstupem celé sité. Naproti tomu synapse, jez postradaji koncovy neu-
ron, se nazyvaji vystupni, a signal v nich tekouci je soucasti vystupu sité. Na
neuronovou sit o N vstupnich synapsich a M vystupnich synapsich se miZeme
také divat jako na vypocetni jednotku pocitajici funkei f : RV — RM. Schéma
neuronoveé sité muzeme vidét na obr. 3.. Vahy synapsi mezi neurony potom ukla-
dame do matice W, kde wj; je hodnota vahy synapse vedouci z neuronu i do
neuronu j.
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input output

WA

Obrazek 3. Schéma neuronové sité [5]

Tvar sité, tedy zptisob spojeni jednotlivych neuronii mezi sebou, je oznacovan
jako topologie sité. Topologie siti délime na dopredné a rekurentni. V dopredné siti
se nevyskytuji cykly, neuron vypocita svoji aktivaci v okamziku, kdy jsou znamy
hodnoty signalu vsech jeho vstupnich synapsi. Na druhé strané stoji rekurentni
sité. Jak uz ze samého nazvu plyne, tento typ sité cykly obsahuje. V tomto
typu siti téz nelze jednoznac¢né definovat pravidlo pro poradi vypoctu aktivaci
jednotlivych neuronti. Neuron se totiz jednoho ze svych vstupti nemusi nikdy
dockat. O vypoctu sité zde mluvime jako o vypoctu v case, t.j. v kazdé casové
jednotce jsou spocitany aktivace vSech neuront. Sif potom produkuje vysledek
v kazdé takové casové jednotce. Rozdil mezi topologiemi je tedy mimo jiné v tom,
Ze prvni z uvedenych produkuje pouze jeden vysledek, zatimco druha z uvedenych
produkuje vysledk nekone¢né mnoho.

5.3. Asociativnl neuronové sité

Cilem asociativnich siti je zapamatovat si vazbu néjakého vstupniho vektoru
x s néjakym vystupnim vektorem y, mluvime zde o tzv. asociativni paméti. Sit by
si pak méla vybavit y i v piipadé, Ze se na vstupu vyskytl vektor x’, ktery se od
ptvodniho x mnoho nelisi. Toto chovani je motivovano funkci lidské asociativni
pameéti. Naptiklad pro lidi obvykle neni problémem poznat znamého ¢loveka i po
letech, kdy se jeho obli¢ej trochu zménil.

Paméti délime do dvou typt, heteroasociativni a autoasociativni, viz obr.
4.. Heteroasociativni pamét se chova tak, jak je popsdno vyse. Autoasociativni
pamét je pak specidlnim typem heteroasociativni paméti, kde y = x. Sit pak
mapuje X na sebe sama. Druhé ze jmenovanych nachéazi vyuziti hlavné v korekci
poskozenych vzort - odstranéni Sumu. Sif nau¢ime néjakou mnozinu vzoru. Po
predloZeni poskozeného vzoru x’ si sit vybavi pivodni vzor x, viz obr. 5..

Asociativni paméf mizeme implementovat bud se zpétnou vazbou ¢i bez ni.
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Obrazek 4. Typy asociativnich paméti [5]

Obrazek 5. Korekce poskozeného vzoru

Sif bez zpétné vazby si vybavi vysledek v jednom kroku a tim jeji vypocet kondi.
Sit se zpétnou vazbou spocité po predlozeni vstupniho vzoru odpovéd-vystup.
Tuto odpovéd vsak nevrati, nybrz ji znovu pouZije jako sviij vstup v dalsi iteraci.
Vypocet pak kon¢i v momenté, kdy se sit ustali - dostane se do pevného bodu, t;.
vstupni vzor se rovna vystupnimu. O siti se zpétnou vazbou mluvime také jako
o siti rekurentni. Heteroasociativni sif bez zpétné vazby je vyobrazena na obr. 6.,
autoasociativni sit se zp&tnou vazbou potom na obr. 7..

5.4. Hopfieldova sit

Model Hopfieldovy sité lze zatradit do t¥idy autoasociativnich paméti. Mo-
del byl navrzen v 80. letech minulého stoleti fyzikem Johnem Hopfieldem. Kazdy
neuron se chova jako nezavisla jednotka spolupracujici se vSemi ostatnimi jednot-
kami v siti, neni zde nutna zadna synchronizace. Takto slozity systém Hopfield
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Obréazek 6. Heteroasociativni sif bez zpétné vazby [5]

pripodobnil k dynamickému systému ve fyzice, diky ¢emuz dobfe analyzoval jeho
chovani.

5.4.1. Architektura

Hopfieldova sit je tedy plné spojené rekurentni neuronova sit. Kazdy neuron
je synapsemi spojeny se vSemi ostatnimi neurony, krom se sebou samym. Synapse
jsou symetrické, signél tedy miize putovat obéma sméry. Analogie s orientovanym
grafem vsak stale plati, staci nahradit symetrickou synapsi dvéma orientovanymi
hranami se stejnou vahou. Matice vah W je tedy symetricka a s nulovou diago-
nalou. Déle evidujeme stavy neuronti, které lze nastavit bud pomoci vstupniho
vektoru, nebo podle jejich aktivace z predchoziho kroku. Pocet neuronu v siti
potom odpovida dimenzi prostoru vstupnich vzort.

Vstupni vektory jsou obvykle kédovany bipolarné, coz znamena, ze slozky
vstupniho vektoru mohou nabyvat bud hodnoty —1 nebo 1, jinymi slovy pro
vektor x plati: + € {—1,1}" . KaZdému neuronu je pfifazen n&jaky prah 6.
Aktivacni funkce neuronu potom vypada nasledovné:

5(30):{1 x>0

-1 z<6

5.5. Vybavovani Hopfieldovy sité

Piejdéme nyni k algoritmu 3 pro vybavovani Hopfieldovy sité. Necht NV je po-
¢et neuront v siti. Necht x; symbolizuje stav i-tého neuronu. Vstupem algoritmu
je néjaky vzor x, vystupem pak odezva sité.
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Obrazek 7. Autoasociativni sit se zpétnou vazbou [5]

Radek 1. - 2. slouzi k nastaveni slozek vstupniho vzoru x jako stavil neuront.
Na tadku 4. - 5. vybereme ndhodné néjaky neuron a na zakladé jeho aktivace
zménime jeho stav. Specidlni funkci v algoritmu plni mnozina U, kterd slouzi
ke zjisténi ustalenosti neuronti, tedy zda jsme se jiz nedostali do pevného bodu
dané sité. Do mnoziny si ukladdme potfadova c¢isla neuront, jejichz stav se po
spocitani jejich aktivace v poslednim kroku nezménil. V piipadé ze se n€jakému
neuronu aktivace zméni, celd tato mnozina se vymaze. Pamatujeme si tak vlastné
spojitou sekvenci kroku, pii kterych se Zzddnému neuronu stav nezménil. Pokud
tato mnozina obsahuje porfadova c¢isla vSech neuroni sité, vime, Ze jsme skoncili
v pevném bodé dané sité.

5.5.1. Hopfieldova sit jako dynamicky systém

Hopfieldovu sif 1ze téz chapat jako dynamicky systém. Nejprve nastavime po-
¢ate¢ni stav systému (nastaveni poc¢atec¢niho stavu neuronit), nasledné se systém
dynamicky v ¢ase méni (pomoci algoritmu se méni stavy neuronti), dokud se
nedostane do tzv. stabilniho stavu (vyse uvedeny pevny bod). Stabilnich stavi
muze byt obecné vice. Do kterého z nich se systém dostane pak zalezi na po-
¢atecnim nastaveni. Stabilnimu stavu fikame atraktor, z anglického ,to attract
= pritahovat. Stabilni stav totiz k sobé pfitahuje stavy ze svého okoli (v tom
smyslu, Ze tyto stavy do néj prechazi). Atraktor je v kontextu Hopfieldovy sité
charakterizovan vektorem stavit neuronti. Pro lepsi ¢itelnost textu budu od ny-
néjska i tento vektor nazyvat atraktorem. V souvislosti s Hopfieldovou siti se
mluvi o tzv. asynchronni dynamice systému. Tento pojem znamena, Ze neurony
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input : vstupni vzor x"
output: odezva sité
for i <+ 1to N do
‘ set z; to x!"
while U # {1,...,N} do
pick j at random such that j € {1,..., N}
set T to (5(25\;1 xzwﬂ)
if 2; changed state then
‘ set U to )
else
| set U to U U {j}
10 return x

W N =

© 0w N o !

Algorithm 3: Vybavovani Hopfieldovy sité

nejsou pii vypoctu nijak synchronizovany jako tomu miize byt u jinych typt siti,
ale neuron, jehoz aktivace se bude pocitat, je vybran nahodné.

Ptejdéme nyni k definici energetické funkce. Takova funkce slouzi k vystizeni
stavu néjakého slozitého dynamického systému pomoci jedné skalarni hodnoty.
Diky vyse popsané analogii budeme moci takto vystihnout i to, v jakém stavu se
nachéazi Hopfieldova sit.

Definice 5..1. Uvazujeme-li Hopfieldovu sit s N neurony, vahovou matici W a
vektorem prahi neuront 6, je energetickd funkce zobrazeni: E : {—1, 1}N = R.

TR N
j=1 i=1 i=1

kde x je stav sité (vektor stavi neuroni). Energetickou funkci lze téZ zapsat
v maticovém zdpisu.

1
E(x) = —§XWXT + 0x

Nasledujici véta tika, ze energetickd funkce ma lokalni minima ve stabilnich
stavech (atraktorech) Hopfieldovy sité, a navic, Ze proces vybavovani je vzdy
konecny.

Véta 5..1. Hopfieldova sit s asynchronni dynamikou, kterd zacind z libovol-
ného stavu, se vidy dostane do stabilniho stavu (do lokdlniho minima energetické
funkce).

Dikaz této véty je mozno nalézt v [5].
Mozny prubéh energetické funkce lze vidét na obrazku 8.. Predpokladame
zde, ze vektor stavli neuront 1ze néjakym zptisobem zobrazit do roviny. Zvlnéni
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Obrazek 8. Mozny pribéh energetické funkce [11]

povrchu pak predstavuje hodnoty energetické funkce. Na obrazku jsou cerve-
nymi puntiky vyobrazeny lokalni minima takové funkce (tedy atraktory dané
sité). Kruh vyobrazeny prerusovanymi ¢arami symbolizuje tzv. atraktor basin.
Jde v podstaté o mnozinu pocatecnich stavi, které po provedeni algoritmu 3.
prejdou do daného atraktoru.

5.6. Uceni v Hopfieldove siti

Pokud bychom po siti chtéli, aby si vybavovala do ni ,nahranou“ mnozinu
M vzort X1,Xs,...,xym dimenze N, tedy bychom chtéli aby se nahrané vzory
staly atraktory dané sité, potfebujeme najit adekvatni vahy pro synapse mezi
jednotlivymi neurony, tedy matici vah W.

Jednim z jednodussich a zaroven hojné vyuzivanym zptsobem jak ziskat ma-
tici vah W je tzv. Hebbovské uceni. Uceni je zalozené na jednoduchém pravidle
navrzeném v roce 1949 psychologem Donaldem Hebbem a lze ho shrnout do jedné
vety:

»,Vazba mezi neurony, které jsou spolecné aktivovany, by se méla posilit, za-
timco vazba mezi neurony, které nejsou spolecné aktivovany, by se méla oslabit.®

Pravidlo lze algebraicky vyjadrit nasledovné:

Awij = T]ZEZ'ZEJ‘

kde z; a x; je i-t4 a j-té4 slozka vstupniho vektoru, n je pak parametr urcujici
rychlost uceni.

Jak probihd Hebbovo uceni v Hopfieldové siti je popsano nasledujicim algo-
ritmem 4.

Vstupem algoritmu je mnozina 7' slozené z M vzort, kde kazdy vzor obsahuje
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input : T = {x"}M  xFe {11}V
output: matice vah W
set W;; to 0
for k <+ 1to M do
‘ setI/VithWij—i—xikxjk, ,j=1,....,N; i#j
return W

B W N =

Algorithm 4: Hebbovo uceni Hopfieldovy sité

N slozek. Algoritmus na 1. fadku nastavi vSechny vahy na nulu a poté pro kazdy

vzor danou vadhu podle vysSe zminéného Hebbova pravidla upravi. V zakladnim

modelu asociativni paméti budeme uvazovat neurony s nulovymi prahy. Algorit-

mus si lze pfedstavit jako hlasovani mezi neurony, w;; je pak rozdil mezi poctem
ko .k

souhlasnych a nesouhlasnych stavi 7, 7.

Vyjadiime-li vyse uvedeny algoritmus ,,pomoci matic“, dostaneme

W, =xoxt—1

kde, symbol ¢ slouzi pro oznaceni vnéjsiho vektorového soucinu.

5.7. Uvaha o vhodnosti Hebbova udeni

V piipadé, ze tedy hodlame Hopfieldovu sit pouzit jako autoasociativni pa-
mét, je dobré ovérit, za jakych podminek a zda viibec si bude sif nahrané vzory
vybavovat, za jakych podminek budou nahrané vzory jejimi atraktory.

Uvazujme nejprve pripad, kdy po siti chceme, aby si pamatovala pouze jeden
vzor z'. Matice vah piislusejici 2! vypad4 nésledovné:

W!=xlox! -1

Energeticka funkce nyni vypada nasledovné:

1 1 1
E(x) = —§XW1XT = ——(xx'-x'x —xx) = —§(HXXIH2 —n)

Nyni jiz snadno vidime, Ze lokalni minimum se opravdu nachazi v x*. K mi-
nimalizaci £(x dochazi maximalizaci vyrazu xx' a ten je za pouziti bipolarniho
kédovani v x! opravdu maximdlni. Nahrany vzor x! je tedy stabilnim stavem
sité.

V ptipadé, ze do sité chceme ulozit vice vzort, tedy x!,...x, bude vahova
matice vypadat takto:

W!=(xtox! —I)+ -+ (x" oxM 1)

Za predpokladu, Ze sit inicializujeme vektorem x!, pak vektor potencialii viech
neuront v siti spoc¢itame nasledovné:
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S

v=x'W=x!(xtox!) + - +x}(xMoxM) - Mx'T = (N - M)x* +Z(x1xj)xj
=2

Vektor x! je potom stabilni, pokud sgn(v) = sgn(zy). Z vyse vypodcita-
ného vektoru potenciali lze vidét, ze toto nastava pravée kdyz M < N a vy-
raz ZjﬂiQ(xlxj )x7, ktery oznac¢ujeme jako crosstalk je dostatecné maly. Crosstalk
lze interpretovat jako miru interference mezi vzory, v tomto ptipadé jde o miru
prekryvu mezi vzory. Crosstalk je nulovy, pokud jsou nahrané vzory (vektory)
vzajemné ortogonalni.

Jinymi slovy, pro spravné vybavovani vzort je nutné, aby pocet vzori do sité
nahranych byl mensi nez pocet neuront v siti a zaroven aby si nahrané vzory
byly co nejméné podobné. V praxi pak samoziejmé ma vliv také to, jaky je
prekryv mezi vstupnim vzorem a ostatnimi nahranymi vzory mimo vzoru, ktery
se snazime vybayvit.

Situaci si lze predstavit také tak, ze ¢im ,,méné“ jsou vyse uvedend kritéria
splnéna, tim vétsi je Sance, Ze se sit ustali v atraktoru, ktery neodpovida zZadnému
z nahranych vzort.

5.8. Priklad 1.

Reknéme, Ze do paméti (sité) chceme nahrat vzory x;,x, € {—1,1}* (obr.
9., obr. 10.). Tedy chceme, aby tyto dva vzory byly zaroven atraktory této sité.
K tomu pouzijeme algoritmu Hebbova uceni 4.

Obrazek 9. Priklad 1, vzor x;

Nyni piejdéme k vybavovani. Siti na vstup pfredlozime vzor x (obr. 11.),
ktery se od vzoru x, mnoho nelisi. Ocekavame tedy, Ze tento vstupni vzor pfe-
jde po provedeni algoritmu 3 do atraktoru xs. Pro toto ocekavani mame dobré
davody. Pocet nahranych vzorta (2 vzory) je opravdu mensi nez pocet neuronti
v siti (50 neuroni). Déale prekryv mezi nahranymi vzory (mezi x; a Xg) je nizky
a tedy i vysledny crosstalk bude v tomto pripadé nizky. Zaroven i prekryv mezi
vstupnim vzorem x a ostatnimi vzory v paméti mimo vzor X, je nizky, v tomto
pripadé konkrétné zadny.
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Obrazek 11. Ptiklad 1, vstupni vzor x™

Na obrazku 12. je vidét, jak by mohly vypadat basiny jednotlivych atrak-
tord vzoru X; a vzoru Xs. S trochou nepfesnosti miizeme fici, Ze mira prekryvu
mezi basiny jejich atraktor odpovida mife prekryvu mezi samotnymi atraktory.
Ptekryv jednotlivych basint je vyznacen Cerveneé.

5.9. Priklad 2.

Podivejme se nyni na ne jiz tolik optimisticky ptiklad. Opét chceme nahrat
vzory x1,%xs € {—1,1}"° (obr. 13., obr. 14.). Jak je vidét, crosstalk mezi nahra-
nymi vzory je vysoky, prekryv mezi vzory je oblast vyznacend Cervené, stejné
tak je vysoky i prekryv jejich atraktorovych basini (obr.16.). Pokud takové siti
predlozime jako vstup vzor x™ (obr.15.), nemame viibec Zadnou jistotu o tom,
v kterém z atraktori se sit ustali. V takovémto patologickém piipadé se dokonce
miize stat, ze se sit neustali ani v jednom z atraktori odpovidajicimu nékterému
ze vstupnich vzori.

29



Obrazek 12. Priklad 1, atraktorové basiny

XXX XX

XXX XX

XX X| XX
X

Obrazek 13. Priklad 2, vzor x;

6. Booleovska faktorova analyza pomoci atrak-
torové neuronové sité

V této ¢asti bych rad predstavil metodu booleovské faktorové analyzy pomoci
atraktorové neuronové sité (déle jen BFAANN) vyvinutou Alexandrem Frolovem
a kolektivem v prvnim desetileti 21. stoleti. V této ¢asti budu vychazet zejména
z ¢lanku [6], dale pak také z [7]. V pivodnim ¢lanku [6] je metoda popséana pouze
slovné a pomérné tézko stravitelné. Jeji popsani jednodussi a pirehlednéjsi formou,
tak aby ji ¢tenar byl schopen bez vétsich potizi eventualné implementovat, je téz
jednim z cili této diplomové prace.

Tuto kapitolu za¢nu ivodem do problému booleovské faktorové analyzy (6.1.),
tak jak ho chédpou autoti BFAANN, pokracovat budu moji vlastni tvahou (6.2.),
jak by ¢tenar obeznameny s funkci Hopfieldovy sité jako asociativni paméti, mohl
dojit k napadu, jak takovou sit vyuzit ke hledani faktori v datech.

V pritbéhu popisu metody se dale budou vyskytovat hypotézy, jak které casti
metody BFAANN koresponduji s metodou hledani faktortt pomoci FKA (déale
jen BFAFKA). Jinymi slovy se budu snazit uvadét, jaky by mohl byt vztah mezi
témito dvéma metodami.

Zaveér této kapitoly pak obsahuje nékolik experimentti, které demonstruji, ze
se moje implementace metody opravdu chova spravné v tom smyslu, Ze pro stejna
data produkuje stejné vysledky, jaké autofi publikovali v jiz zminénych c¢lancich.
Toto by téz mélo jistym zptisobem podtrhnout pravdivost mého popisu metody
BFAANN a také toho, Ze jsem metodu pochopil a implementoval spravné.
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XX X[ XX
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XXX XX

Obrazek 14. Priklad 2, vzor x,

X X X
x X
X X
X X

X X

Obrazek 15. Ptiklad 2, vstupni vzor x™

6.1. Uvod a znaceni

Tato kapitola slouzi k tomu, aby ¢tenafe seznamila s tim, jak o binarni fakto-
rové analyze uvazuji autori BFAANN. Znaceni jsem se rozhodl zachovat takové,
jaké pouzivaji autori v ¢lancich, a to z toho divodu, aby ¢tenar nebyl zmaten,
kdyby si chtél zminéné clanky sam piecist. Toto plati i o dalsich kapitolach a
pojmech pouzivanych v dalsich kapitolach. Bohuzel ani tak se ¢tenar jistému
zmateni nevyhne, sami autofi totiz Casto pouzivaji pro stejné véci v rtznych
¢lancich rizného znaceni.

Binarni faktorovou analyzu potom autofi charakterizuji nasledovné: kazdy
origindlni signal (vzor v oblasti asociativnich paméti, objekt v oblasti FKA),
vektor x € {0,1}" (kde N je dimenzi prostoru signalii) miize byt reprezentovan
jako booleovska suma vazenych binarnich faktort:

L
xI' =s'F = \/ s,
1=1
kde F je matice L x N loading faktort (v originale faktor loadings, jde o atri-
buty pfitomné v daném faktoru), L faktori jsou zde uloZeno jako tadky této
matice, tato matice je tedy ekvivalentni s faktor-atribut matici v BFAFKA, kde
déle vektor s o poctu slozek L znadi skére faktori (v originéle factor scores).
Slozky vektoru s nam rikaji, z jakych vSech faktort se originalni signal sklada.
Jde tedy o fadek matice objekt-faktor v BFAFKA.
Pro obecné M signalti pak situace vypadéa nasledovné. Signély jsou ulozeny
v matici X o rozmérech M x N, signaly jsou tedy ulozeny v fadcich matice X.
Dale pak jednotlivé skoéry faktort jsou ulozeny v fadcich matice S o rozmérech
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Obrazek 16. Priklad 2, atraktorové basiny

M x L.

Na binarni faktorovou analyza mizeme téz hledét jako na proceduru, ktera
zobrazuje originalni signaly do prostoru faktori. Zobrazeni z originalniho prostoru
do prostoru faktorti potom znamena, zZe signaly budeme reprezentovat vektory s™
(fadky matice S) namisto vektory x™ (fadky matice X).

Situaci i s pfikladem lze vidét na obr. 17. z prezentace jednoho z autort
Pavla Polyakova [9]. Autor pouZil mirné jiného znaceni. Konkrétné matici loading
faktorti, kterou jsem zde oznacil jako F, oznacil autor jako G.

6.1.1. Omezeni

Pro funkci metody ptredpokladame nékolik omezeni, co se tyce podoby jak
hledanych faktori, tak vstupnich signalti X. Za prvé predpokladame, ze faktory
jsou kédovany ¥fidce. Tim je mysleno, Ze pocet jednicek ve faktoru (n) je mno-
hem nizsi nez dimenze prostoru signalt N, jde tedy o pomér p = . Za druhé
autori predpokladaji, ze ackoli pocet faktori namixovanych do jednoho signali
muze byt pomérné vysoky, musi byt stale mnohem nizsi, nez celkovy pocet fak-
torti. Primérny pocet faktori namixovanych do jednoho signélu nazyvaji autori
v ¢lancich komplexitou signalu a oznacuji ji jako C'. Divody pro tato omezeni
uvedu pozdéji (6.11.).

6.2. Od asociativni paméti k hledani faktoru

Vratme se vSak jesté nyni na okamzik k prikladu z kapitoly 5.9.. Jediné,
co o tomto prikladu mtizeme s relativni jistotou rici je, ze atraktor, ve kterém
se sit ustali, bude velice pravdépodobné obsahovat oblast prekryvu mezi vzory
X1 a Xo. Intuitivné to muzeme ocekavat z ideje Hebbova uceni, kdy se snazime
utuzit vazby mezi neurony aktivovanymi v procesu uceni spolecné. Vazby neuronti
v jiz zminéné oblasti prekryvu budou zcela jisté spojeny silnéjsi vazbou, nez
neurony mimo ni. Tedy pokud aktivujeme néjakou podmnozinu neuronti z této
oblasti, mame velice vysokou Sanci, ze v pribéhu vybavovaciho procesu budou
postupné aktivovany i zbylé neurony z této oblasti. Dalo by se Tici, ze pfitomnost
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Obrazek 17. Binarni faktorova analyza

této relativni jistoty vede k zdkladni mySlence za tim, jak vyuzit Hopfieldovu sit
k hledani faktort v datech.

Obecné vzato, tyto prekryvy mezi vzory, o kterjch jsme doposud hovorili,
potom, co tyto vzory naskladame pod sebe jako fadky matice, nejsou totiz v ko-
necném disledku nic jiného, nez pravé maximalnimi obdélniky v dané matici.

Na situaci se mizeme podivat téz tak, ze nam v podstaté jde o opak, nez
nam Slo v pfipadé vyuziti sité jako autoasociativni paméti. K vybavovani vzori
je zapottebi, aby vzory mezi sebou interferovaly co nejméné, ale nyni, pfi hledani
faktorti, se této interference snazime vyuzit a tézime z jeji maximalizace. Pokud
tedy chceme Hopfieldovu sit pouZit pro hledani faktorti, musime néjakym zpu-
sobem zafidit, aby sif jiz déle neméla atraktory v nahranych vzorech, ale méla
je ve zminénych prekryvech mezi vzory. Takovy atraktor by pak v prikladu 5.9.,
pii zakresleni celé situace do roviny, lezel nékde v oblasti pfekryvu (vyznacené
Cervené) mezi basiny ptvodnich atraktort, viz obr. 16..

K tomu, jak zajistit, aby Hopfieldova sif méla atraktory v popsanych prekry-
vech, je zapotiebi upravit jak bézné pouzivané pravidlo, tak samotny proces vy-
bavovani (dynamiku sité). Atraktory o nichz jsem mluvil doposud, budu v dalsim
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textu oznacovat jako pravé atraktory. Termin atraktor si ponechdm pro lokalni
atraktor - tedy atraktor v néjakém stupni aktivity k, viz kapitola 6.6.1..

6.3. Atraktorova neuronova sif se zvySujici se aktivitou

Sit, kterou zde budeme pouzivat k objevovani faktorti, autoii v ptvodnim
¢lanku ([6]) nazvali ,, Atraktorova neuronova sit v originéle pak , Attractor Neu-
ral Network“ (ANN), v pozdé&jsich ¢lancich ([7],(8]) zménili jeji jméno na ,, Atrak-
torova neuronova sit se zvySujici se aktivitou“, v origindle , Attractor Neural
Network with Increasing Activity“ (ANNIA).

Jde tedy o tplné spojenou rekurentni neuronovou sit Hopfieldovského typu. Sit
se skladd z N neuronii, N vstupt a N vystupt. Kazdy neuron tedy koresponduje
s jednou slozkou vstupniho signalu. Vahy synapsi jsou ulozeny v matici J, ktera
je symetricka a s nulovou diagonélou. Situaci miizeme vidét na obr. 18..

Yo, Yy N outputs

N neurons

Xv., X, N inputs

Obrazek 18. ANNIA

Z pohledu FCA koresponduje kazdy neuron s néjakym atributem. Vektor
stavlli neuront x je pak v podstaté charakteristickym vektorem néjaké mnoziny
atributii A* v tom smyslu, Ze aktivni neurony symbolizuji atributy nachéazejici se
v dané mnozing. O této mnoziné (A*) se budu dale vyjadfovat jako o mnoziné
indukované vektorem x.

V nasledujicim popisu algoritmu budu oznacovat proménnou network uspo-
fadanou dvojici matice vah J a vektoru stavii neuronti x, tedy network = (J,x),
kde x € {0,1}". Pfistupovat k prvkiim této dvojice budu pomoci tecky. Tedy
napiiklad matici vah dostanu pomoci prikazu network.J.

6.4. Hlavni smycka
V této a v dalsich kapitolach postupné popisi, jak metoda BFAAN pracuje.
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Kazdou jeji cast téz popisi algoritmem.

Vstupem celé metody je tedy matice X vstupnich signala. Vystupem je pak
matice F faktorti a matice S skért jednotlivych faktorti. Hlavni smycka celé me-
tody (funkce BFAANN(X) je popsana algoritmem 5.

input : matrix of signals X
output: matrix of factors F and matrix of factor scores S

SetConstants()

set F;; to 0

set S;; to 0

set failedT'rialsCount to 0

5 set J to ComputeW eights(X)

B W N

6 repeat
set attractor to Trial(network)
if Factor P(attractor, network) then
UnlearnAttractor(network, attractor)
10 set F; to attractor.x
11 set S to SignalsContainingFactor(X, attractor.x)
12 increment [
13 set failedTrialsCount to 0
14 else
15 ‘ increment failedTrialsCount
16 return F and F

17 until X =S - F or failedT'rialsCount = maximumEFailedTrialsCount
Algorithm 5: Funkce BFAAN N (X)

V algoritmu 5 nejprve pomoci funkce SetConstants() uréime hodnoty riz-
nych konstant, nastaveni téchto konstant pak néjakym zptsobem ovliviiuje vy-
bavovani faktort v siti. To, k ¢emu takové konstanty slouzi a jaké jsou jejich
obvyklé hodnoty vzdy ve vhodném misté uvedu. Na fadku (2. - 3.) pak inicializu-
jeme vSechna policka matice F a S na nulu. Na 5. fadku spo¢teme matici vah J.
Na fadku 7. provedeme tzv. trial (pokus), kapitola 7. Vysledkem pokusu je vzdy
néjaky atraktor s uréitym poctem aktivovanych neuronti (pozdéji také referova-
nym jako atraktor v néjakém stupni aktivity sité), jestli tento atraktor oznacime
jako faktor se rozhodneme podle néjakého kritéria, zde symbolizovaného predika-
tovou funkeci Factor P(attractor, network) na fadku 8, kapitola 6.10.. Pokud se
opravdu jedna o faktor, pak je potfeba jej ze sité oducit, aby v dalSich iteracich
neprekazel v hledani ostatnich faktort, kapitola 6.9.. Nalezeny faktor si ulozime
do matice F. Nésledné spoc¢itdme pomoci ComputeScore(X,x/) vektor znadici,
které vsechny signaly tento nové nalezeny faktor obsahuji, tento pak ulozime do
matice S jako jeji sloupec, kapitola 6.10.. Mnozina indukovand vektorem x je
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v podstaté intentem konceptu korespondujiciho faktoru v rétorice FCA. To, co
funkce ComputeScore(X,x’) potom poéita by se dalo nazvat extentem konceptu
korespondujiciho faktoru.

Radky 8. - 14. provadime do té doby, dokud bud nenalezneme vsechny fak-
tory potiebné pro rozklad matice, nebo sif pfestane vracet rozumné vysledky. To
znamend, ze sit skondila v atraktoru, ktery se neukézal byti faktorem, vice nez
maximumFailedTrialsCount v fadé, pricemz mazximumFailedTrialsCount je
néjaka nami zvolena konstanta.

6.5. Uceni

Jak jsem jiz zminil, cilem algoritmu uceni sité pro jeji pouziti jako asociativni
paméti 5.3. bylo, aby se nahravané vzory (nyni signély, tedy Fadky matice X)
staly atraktory sité.

Ted je ale nasi snahou aby se faktory, ve smyslu maximéalnich obdélnikti v ma-
tici X (matice I v BFAFKA), staly atraktory sité. A¢koli ndm v tomto snazeni
napomaha jiz fakt, ze pfi BFA se o¢ekava néjaky prekryv mezi signaly (na rozdil
od asociativni paméti) a je tedy dost dobfe mozné, Ze nékteré faktory se stanou
atraktory sité jiz za pouziti algoritmu vybavovéani 3 (coz by, opét, bylo v pripadé
asociativni paméti nezadouci). Stale je vSak toto chovani (faktory jako atraktory)
tfeba umocnit. Tohoto umocnéni je dosazeno pomoci nékolika tiprav v algoritmu
uceni. Primarné hlavné upravou Hebbova pravidla.

Matice synaptickych spojeni J’ pro sit ANNIA vypadé nésledovné:

M
Tp=> (@ —q¢") @ —q"),  ij=1,....N; i#j J;=0

m=1

kde x™ je vektor vstupniho signalu - fadek matice mathbf X a kde

o= S o
N

je celkova aktivita m-tého signalu. Tato forma biasu (v CeStiné je v tomto
kontextu pojmu nejblize asi pojem ,ovlivnéni®), tedy ze globélni inhibice je pro-
porcionalni celkové aktivité daného neuronu, je podle autori z pohledu biologie,
presveédciva.

Takto prezentoval matici synaptickych spojeni Pavel Polyakov ve své pred-
nasce [9). Déle ji takto prezentovali autofi v ¢lanku [8].

6.5.1. Inhibiéni neuron

V ¢lanku, ktery oznacuji jako ptivodni [6], vSak autofi predstavili jesté dalsi
formu inhibice, tzv. inhibi¢ni neuron. Inhibi¢ni neuron je neuron spojeny se vSemi
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zédkladnimi N neurony sité (neurony piredstaveny v kapitole 18.) pomoci obou-
smérnych synapsi. Neuron je aktivovan béhem prezentace kazdého signéalu z ucici
mnoziny. Vektor j, definovany jako

M
=@ —a") = Mg —q),  i=1....N
m=1
M m N .
kde g = ZmEXZ aq= Zi]:Vﬂh’

oznacuje vahy synapsi mezi inhibi¢nim neuronem a kazdym zakladnim neu-
ronem sité. Zaroven predpokladame, zZe excitabilita tohoto inhibi¢niho neuronu
klesa inverzné vzhledem k velikosti uéici mnoziny a je 1/M potom, co jsou vSechny
signaly do sité nahrany. Aktivita inhibi¢niho neuronu je po skonceni uceni tako-
vato:

A(t) = (1/M) Z JiXi(t) = (1/M) I X(t)

Takovato globalni inhibice je uzitecna ze dvou duvodii:
e Uplné potlacuje dva globalni falesné atraktory,

e pokud je komplexita signdla C' vyrazné vyssi nez 1 (kazdy signél je slozen
z vyrazné vice jak jednoho faktoru), pak globalni inhibice zptsobi, ze veli-
kost basinti jednotlivych atraktorti je nyni nezavisla na komplexité signalu

C.

Toto je samoziejmé vyhodné pro samotné vybavovani sité. Ve skutecnosti
plati, Ze pridani inhibi¢niho neuronu je ekvivalentni s nahrazenim bézné matice
J' matici J = J' — Mqoq”, kde q je vektor o slozkach ¢; — ¢. Argument za timto
tvrzenim je mozno nalézt v [6].

6.5.2. Motivace za pravidlem

Motivace za popsanymi pravidly pro uceni sité ANNIA je nasledujici:

vvvvvv

je frekvence vzajemného vyskytu atributu ¢ a j ve vstupnich datech,
e mnozina vzajemné silné spojenych neuront pak reprezentuje faktor. [9]

Na obrazku 19. vidime matici vstupnich dat vyobrazenou podobné jako vyob-
razujeme formalni kontext. Jak 1ze vidét frekvence vzajemného vyskytu atributi
A = {as, a3, a4,a5,a6} je vzhledem k mozné jiné podmnoziné danych atributi
vysoka. Podle prvniho bodu vySe zminéné motivace by tedy spojeni mezi ko-
respondujicimi neurony meélo byt silné a podle druhého bodu pak takové silné
spojeni reprezentuje faktor.
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Obrazek 19. Matice vstupnich dat

Neni  pravdépodobné  zadnou nédhodou, ze =z  hlediska FCA
je vyse zminéna mnozina atributt A intentem konceptu

<{x37 Xg,T5,T6y, L7, T8, IQ}, {a27 as, aq, as, CL6}>.

6.5.3. Algoritmus

Proces uceni, tedy implementaci funkce ComputeW eights(X), mtizeme vidét
v algoritmu 6.5.. Symboly ¢™ a q oznacuji proménné jiz diive definované v této
kapitole. Za zminku zde stoji nepovinny 5. fadek, jehoz presence ¢i absence roz-
hodne o tom, zda pouzijeme ¢i nepouzijeme inhibi¢ni neuron.

input : matrix of signals X
output: matrix of weights J

1 set Jj; to 0

2 for m + 1toM do

s | set J. to J + (z" — ¢™)(a — q™), h,j=1,...,N;,i #]
4 set J to J’

5 set JtoJ — Mqoq’

6 return J

Algorithm 6: Funkce ComputeW eights(X)

6.6. Dynamika sité, vybavovani faktort

K tspésnému vybavovani faktort, namisto vybavovani nahranych vzora (sig-
néali), musime déle pozménit klasickou dynamiku Hopfieldovy sité - jeji vybavo-
vaci proces.
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6.6.1. Prubéh pokusu (Trial)

V nésledujicim popisu algoritmu budeme jako atraktor ve stupni uvazovat
usporadanou Sestici:

attractor = (x,\, T, R, R, Sim)

kde x je vektorem stavii neuronti v daném atraktoru, o zbylych prvcich této
Sestice bude Te¢ pozdéji. Dale budeme potfebovat mnozinu atraktort Attractors
definovanou nasledovné:

Attractors = {(k, attractor) | k € {kin,...,kpin}}

Mnozina obsahuje jako své prvky usporadané dvojice, kde se na prvni pozici
nachézi ¢islo k a na druhé vyse uvedeny atraktor. Cislo k zna¢i stupeti aktivity pro
dany atraktor, ale o tom az pozdéji. K atraktoru ve stupni aktivity & uloZzeném
v mnoziné Attractors se budu v algoritmu odkazovat pomoci Attractors[k].

V dalsim textu budu pro zjednoduSeni uvazovat, ze sif skon¢i vzdy pouze
v bodovém atraktoru. V realné situaci pak muze sit skoncit jesté v cyklickém
atraktoru. Takova situace je popsana v ¢lanku [6]. Mnou implementovany ,fra-
mework® pro experimentovani se siti ANNIA pak pracuje i s pfipadem, ze sit
miize skoncit v cyklickém atraktoru.

input : network
output: best Attractor - atraktor, ktery by potencialné mohl reprezentovat
faktor

randomly activate k;, neurons of x

for k < k;, to k¢, do
set attractor to EvolveToAttractor(k,network)
store (k,attractor) in Attractors

B W N =

ComputeDerivativesO f R(Attractors)
ComputeSim(Attractors)
set best Attractor to PossibleFactor(Attractors)

return bestAttractor
Algorithm 7: Funkce Trial(X)

@ I & O

V algoritmu 7 nejprve ndhodné vybereme a aktivujeme k;, neuronti (3. fadek
algoritmu). Jinymi slovy, ndhodné vybrané slozky vektoru network.x (vektor
reprezentuje stavy neuronu sité) nastavime na hodnotu 1. Tedy vlastné ndhodné
vybereme néjakou podmnozinu atributi o velikosti k;,, tedy Ay, C Aauu.

Poté nechame sit pomoci funkce FvolveToAttractor(k, network) ustalit - ne-
chame ji pfejit do atraktoru daného ,stupné aktivity“, kapitola 6.6.3.. Stupném
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aktivity je zde myslen pocet aktivovanych neuront v atraktoru, v algoritmu jde
o proménnou k, ktera postupné v pribéhu cyklu (fadek 2.- 4.) nabyva hodnot &,
az k. Jeden takovy krok cyklu(fadek 4.- 6.) oznacuji autofi v ¢lanku [6] jako
sexterni krok®.

Funkce po zavolani tedy vrati atraktor, kde je aktivovanych pravé k neu-
roni (5. faddek). Funkce obsahuje vedlejsi efekt v tom smyslu, Ze zméni stavy
neuront sité. Vektor stavii neuront sité network.x je po vykonani funkce shodny
s vektorem stavil neuronii v pravé navraceném atraktoru(attractor.x). Navraceny
atraktor si nasledné spolu se stupném aktivity ulozime do mnoziny Attractors
(6. fadek).

S trochou nepfesnosti mtizeme fici, Ze vySe uvedenou mnozinu Ay, postupné
yrozsitfujeme® o dalsi ,vhodné“ atributy. Takova predstava je nepiesna proto, ze
my nemame zaruceno, ze v nasledujicim kroku dostaneme nadmnozinu v predcho-
zim kroku vybrané mnoziny atributi. Proto je termin ,rozsifeni“ v uvozovkach.
Nicméné, jak uvidime pozdéji (6.7.3.), je pro nalezeni faktoru dulezité, abychom
mnozinu opravdu rozsifovali. Déle jsem do uvozovek umistil i termin ,,vhodné®,
a to z dvodu, Ze nam sice jde o postupné rozsitovani vhodnymi atributy, ale
pouze do urc¢itého okamziku - urcité hodnoty k, kdy £ by meélo zcela jisté byt
ostie mensi nez k¢, .

Pro dalsi popis algoritmu se potiebujeme seznamit s pojmem Lyapunovovy
funkce.

6.6.2. Lyapunovova funkce

Zéasadni roli v pri hledani faktord hraje tzv. Lyapunovova funkce a od ni dale
odvozena relativni Lyapunovova funkce.

Lyapunovovy funkce jsou dilezité zejména v oblasti teorie stability a teorie
fizeni [10]. Funkce tohoto typu se mimo jiné pouZzivaji pro popis stavu néjakého
slozitého dynamického systému pomoci skaldrni hodnoty. Jak jsme si jiz rekli, na
vybavovaci proces Hopfieldovy sité se mizeme divat jako na dynamicky systém a
proto k popisu toho, v jakém stavu se pravé vybavovaci proces nachazi, mizeme
pouzit funkce tohoto typu. V pfipadé pouziti Hopfieldovy sité jako asociativni
paméti bychom mohli zminénou energetickou funkci £ oznacit jako Lyapunovovu
[12]. V pfipadé sité ANNIA oznacime jako Lyapunovovu funkci nésledujici:

Ax) = x"Jx

kde x je stav sité v bodovém atraktoru (definici Lyapunovovy funkce pro
cyklicky atraktor muZe ¢tenaf opét nalézt v [6]. Na Lyapunovovu funkci se téz
miizeme divat jako na sumu potencialti aktivnich neuroni, viz obr. 20.. Takto
definovana funkce potom monotonicky roste vzhledem k poc¢tu aktivnich neuroni
(vektor x).

Relativni Lyapunovovu funkci definujeme potom néasledovné:
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L gliffy

Obrazek 20. Lyapunovova funkce jako suma potenciali aktivnich neuront

kde k je pocet aktivnich neuronid. Na tuto funkci muzeme téz hledét jako
na prumérny potencial aktivnich neuronu. Atraktor, ve kterém ma tato funkce
maximum, by pak mél byt hledanym faktorem. Optikou FCA pak mtzeme na
A pohliZet jako na miru vyjadfujici obsah obdélniku v matici vstupnich dat(I),
obdélniku definovaného mnozinou aktivovanych neuronti - vybranych atributt a
objekt, jez tyto atributy sdili.

6.6.3. Ustaleni

Nyni pfejdéme k popisu procesu ustaleni sité ve stupni aktivity k, popsa-
ném algoritmem 8. Pro ustaleni sité v atraktoru daného stupné aktivity musime
nejprve spocitat potencialy jednotlivych neuront (v ¢élanku [6] oznacované jako
synaptické excitace), toto se déje na 6. fadku, kde si jednotlivé potencialy ulozime
do vektoru h, algebraicky h = Jx. Na tadku 7. deaktivujeme vSechny neurony
a nasledné na 8. rddku vybereme k neuronii s nejvyssim potencidlem a ty akti-
vujeme. Aktivované neurony si ulozime do mnoziny activate na fadku 10. Tato
mnozina, spolu s mnozinou previously Activated slouzi ke zjisténi ustaleni. Tento
proces (fadek 5. - 10.) opakujeme do té doby, dokud se mnozina vybranych neu-
ront neustali, fadek 11.
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input : cislo k, network
output: atrractor - atraktor daného stupné aktivity &

set J to network.J

set x to network.x

set activated to ()

set previouslyActivated to ()

B W N =

5 repeat
6 set previouslyActivated to activated

set vector h such that h; = XY | J,;z;

set x to 0

choose k neurons with greatest h; and activate them
10 set activated to {j € {1,...,N} |z, =1}

11 until previouslyActived = activated

12 set A to x’h

13 set attractor.\ to %

14 set attractor.T to min({h; | x; = 1})
A

15 set attractor.R to R(k) = ~%. — T

k-1) k

16 return attractor
Algorithm 8: Funkce FvolveToAttractor(k, network)

Poté, co se sit ustéalila v néjakém atraktoru, si potfebujeme zaznamenat hod-
notu relativni Lyapunovovy funkce a hodnotu prahu v daném atraktoru. Jako
hodnota prahu je zvolen nejmensi z potencialtt vybranych neuroni. Nakonec si
jesté ulozime hodnotu R, o které bude te¢ pozdéji v kapitole 6.7.2..

7 povahy pravé popsaného algoritmu - postupné vybirame neurony s nej-
vy$sim potencidlem, a z povahy Lyapunovy funkce(A) - suma potencidli vSech
aktivnich neuronid, mizeme o A ¥ici, Ze po ustéleni sité v atraktoru (dokonceni
smycky na fadku 4.-10.) je jeji hodnota maximalni. Tato funkce mé tedy lokalni
maxima v atraktorech sité pro dany stupen aktivity. Zbyva jesté zminit, ze autori
v ¢lanku [6] provedeni fadku 5. - 9. nazyvaji internim krokem.

Pravé popsany algoritmus lze téz vyjadrit algebraicky néasledovné:

zi(t+1)=0(hi(t) = T()), i=1,...,N
7;(0) = 2"

kde xin je stav neuronti na zacatku vypoctu funkce
EvolveToAttractor(k,network), © je Heavisidova funkce (funkce pro hod-
notu argumentu > 0 vrati 1, pro kazdou jinou hodnotu pak 0), h;(t) znaci
aktualni potencial neuronu i, 7'(t) je pak aktudlni aktivaéni prah. Tento prah je
vybréan tak, aby bylo aktivovdno pravé k neuronii. Nakonec z;(t 4+ 1) pak znaci
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novy stav neuronu . Jak lze z predchoziho popisu vidét, dynamika procesu
ustaleni sité ANNIA je synchronni. Synchronni proto, Ze potencialy vsech
neuront jsou nejdiive spocteny a az potom jsou pfislusné neurony aktivovany.
Na rozdil od Hopfieldovy sité, kde byl neuron aktivovan budto ihned po spoc¢teni
jeho potencialu, a nebo viibec a kde se tudiz necekalo na spocteni potenciali
ostatnich neuronti.

6.7. Zjisténi polohy mozného faktoru

6.7.1. Prubéh Lyapunovovy a prahové funkce

Vratme se nyni k algoritmu funkce Trial 7. Po tGplném provedeni smycky na
fadku 2. mame v Attractors ulozeno ky;, — ki, atraktort, coz mimo jiné znamena,
ze mame k dispozici ky;, — ki hodnot relativni Lyapunovy funkce(\), dale pak
stejny pocet hodnot prahu (7). Analyzou pribéhu téchto hodnot se budeme
snazit nalézt atraktor, ktery by mohl byt faktorem.

Konkrétné autori tvrdi, ze v misté, kde by hledany faktor mél lezet, bychom
méli v piipadé A(k) zaznamenat jakysi vrchol - globdlni maximum (autofi se
o tomto vyjadiuji jako o ,kink“), v pfipadé T'(k) bychom také méli zaznamenat
globalni maximum nésledované prudkym poklesem T'(k) (prudsim, nez v pfipadé
A(k)). Prubéh A(k) muzeme vidét na obr. 22., prubéh T'(k) pak mizeme vidét na
obr. 23..

Nyni uvedu divody, pro¢ by tomu tak mélo byt. Nejprve si vysvétleme divod
pro¢ by hledany faktor mél lezet na pozici globalniho maxima A(k).

Pfedpokladejme, Ze x™ byl zvolen tak, Ze spad4 do basinu né&jakého atraktoru
reprezentujictho faktor x/ (leZici na pozici ky, v tomto odstavci dale jen faktor).
Pro zjednoduseni dale predpokladejme, Ze jsme aktivovali fragment vysledného
faktoru. Postupnou aktivaci dalsich neuront faktoru se priimérna hodnota po-
tencidlu aktivovanych neuronti zveda, a to diky algoritmu udeni (sekce), jehoz
motivaci bylo, aby neurony faktoru byly silné spojeny - aby vahy synaptickych
spojeni byly vyssi nez mezi neurony netvotici faktor.

Pokud po aktivaci vSech neuronti faktoru aktivujeme jesté dalsi neuron, jez
do faktoru nepatifi, méla by prumérna hodnota potencidlu vSech v tuto chvili
aktivnich neuroni klesnout, a to prave proto, ze tento posledni aktivovany neuron
je s neurony faktoru spojen slabé. Pokles primérné hodnoty potencidlu znamena
tedy i pokles A(k), a tedy jiZz zminénou presenci globalniho maxima A(k) v bodé
k.

Ptitomnost globalniho maxima 7'(k) v k; a nasledného prudkého poklesu
T'(k) je z podobného diivodu jako je tomu v piipadé A(k). Vychazime z toho, jak
v kazdém atraktoru na pozici k£ volime hodnotu 7T'. Protoze hodnotu 71" volime
jako nejmensi potencial aktivnich neuront, i tato hodnota pfi postupné aktivaci
neuronu faktoru roste. Potom, co zvolime hodnotu prahu pro atraktor na pozici
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kfy1, tedy pfidame neuron, jez do faktoru nepatii (tento je tedy opét s neurony
faktoru spojen jen slabé), jeho potencidl je tedy oproti potenciélu silné spojenych
neuront faktoru vyrazné nizsi, musi i hodnota T'(k) vyrazné klesnout.

| @ | @ | a | a | as | @ | a | a | a | ap

X{ X X X

Xo *

X3

X4 x

X5

X7 X *

Xg x *

Xg X *
X10 X X X
X11 X X X X
X1 X X X X X

Obrazek 21. Tabulka s obdélniky

Priklad Jako ptiklad nyni analyzujme situaci na obrazku 21.. Vidime zde faktor
A = {az, a3, a4, 05,06} vyznaceny zelené. Nyni pfedpokladejme, Ze vybavovaci
proces zahéjime v atraktoru x s aktivovanymi atributy AX" = {as, a3}, tento
startovni atraktor je na obrazku vyznacen modfe. Postupnou aktivaci dalsich
neuront faktoru x/ rozsifujeme jim indukovanou mnozinu atribut@ (postupné
o atributy ay, as, ag). Mizeme vidét, ze tyto atributy sdili pomérné mnoho ob-
jektd, coz nas presvédcuje o tom, ze neurony korespondujici s témito atributy
jsou opravdu silné spojeny. Po aktivaci posledniho neuronu faktoru (ag), potom
aktivujeme neuron, feknéme a7, abychom nasledné zjistili, Ze jeho korespondujici
atribut nesdili s atributy faktoru mnoho objektti. Je s nimi tedy diky motivaci
pro algoritmus uceni spojen slabé. Po aktivaci tohoto neuronu klesne hodnota
jak A(k), tak T'(k). Vidime také, Ze obsah obdélniku (na obrézku vyznaceného
Cervené) definovaného atributy {as, as, a4, as, ag, ar} a jejich spoleénymi objekty
je niz#i, nez obsah obdélniku korespondujiciho s faktorem x/.

Jak jsem jiz fekl, na A(k) se muZeme téz divat jako na vyjadieni obsahu
obdélniku korespondujiciho s pravé aktivovanymi neurony atraktoru x(k), tedy
obdélniku nachéazejiciho se v matici vstupnich dat a korespondujiciho s mnozinou
vybranych atributt a objekt, jez tyto atributy sdili. V prikladu pak vidime, Ze se
obsah takového obdélniku postupnou aktivaci neuronti faktoru z zvétsuje, v mo-
menté kdy jsou vSechny neurony faktoru z aktivovany, je nejvétsi a pii aktivaci

44



dalsiho neuronu, jenz do faktoru nepatii (napf. a7), pak obsah korespondujiciho
obdélniku klesne.

6.7.2. Vypocet R’

Pro zkoumani polohy faktoru by se nam hodilo vyse uvedené pribéhy funkei
A(k) a T'(k) néjak agregovat do jedné funkce R(k). Tohoto autofi docilili nasle-
dovné:

Ak)  T(k)

R =G~ 7w

Pro jesté presnéjsi identifikaci polohy faktoru budeme analyzovat derivaci

R(k):

R'(k) = R(k) — R(k — 1), kde k € {kin +1,..., kpin}

Zajim4 nas tedy misto nejvétsi zmény v R(k). Derivaci R(k) pocita v algo-
ritmu7 funkce ComputeDerivativesO f R( Attractors). Implementaci této funkce
vidime v algoritmu 9.

input : Attractors
output: Attractors, kde kazdy atraktor ma vyplnénu polozku R’

1 Attractors|k,].R =0
2 for k < k;, + 1toky;, do
s | Attractorsk].R' = Attractors[k].R — Attractors[k — 1].R

4 return Attractors
Algorithm 9: ComputeDerivativesO f R( Attractors)

Na obrazku 22. mizeme vidét prubéh funkce A(k), dale na obrazku 23. pribéh
T(k), a konené na obrazku 24. muzeme vidét pribéh funkce R(k). Na vSech
téchto obrazcich je poloha hledaného faktoru vyznacena jako k;. Obrazky pochazi
z 2. experimentu, viz kapitola 6.11..

Funkce R(k) by potom méla nabyvat svého globalniho maxima v bodé
(k¢ + 1), v misté nejvétsi zmény R(k). Na obrazku 24. lze vSak vidét, ze tomu
tak bohuzel neni. Dtiivod pro to je takovy, ze se ob¢as muze stat, hlavné u hodnot
blizkych k;,, Ze se aktivita sité piesune do atraktoru x**"(k) hodné vzdaleného
od atraktoru z predchoziho kroku x**"(k — 1). Situace popsana v predchozi vété
je v podstaté takova, ze mnozina aktivnich neuront v x**" (k) se vyraznym zpu-
sobem zménila, oproti mnoziné aktivnich neuroni v x**"(k — 1). Takovyto pre-
sun aktivity - skok potom muze téz vytvorit vrchol, dokonce globalni maximum,

funkce R'(k).
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Obrézek 22. Pribsh A(k)

6.7.3. Podobnostni kritérium

K tomu, abychom podle vrcholi, vniknuvsich diky velkym presuntim aktivity
v siti tak, jak je popsano v samotném zaveéru predchozi kapitoly, chybné neurcili
polohu hledaného faktoru, vymysleli autoii kritérium podobnosti Sim(k) mezi
dvéma sousednimi atraktory nasledovneé:

a— (k—1)k/N
(k—1)(1— k/N)

kde a je pocet spolecné aktivovanych neuroni (pocet spoleénych jednicek)
atraktoru X" (k) a X" (k — 1)[8].

Pokud je mnoZina aktivnich neuroni v x*"(k) nadmnoZinou mnoziny aktiv-
nich neurontt v x*"(k — 1), pak Sim(k) = 1. Pokud jsou x" (k) a x™"(k — 1)
nezavislé, pak se Sim(k) rovna v priméru nule[8|.

Autori usoudili, Ze vrchol R'(k) vznikl skokem do vzdaleného atraktoru, po-
kud kritérium Sim(k) < Simup,, kde Simy,,. = 0.8. A tedy Ze globalni maximum
R'(k) urcuje pozici potencidlniho faktoru pouze, pokud jsme se do koresponduji-
ciho atraktoru x" (k) nedostali takovymto skokem. Abychom toto mohli spravné

Sim(k) =
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Obrazek 23. Pritbsh T'(k)

ovéerit, musime si v kazdém atraktoru zapamatovat podobnost s atraktorem pred-
chozim. Toto v algoritmu 7 zajistuje funkce ComputeSim(Attractors) na fadku
6. Implementaci takové funkce mizeme vidét v algoritmu 10.

Nyni kone¢né mtizeme popsat proces zjisténi polohy faktoru, tedy uvést im-
plementaci funkce PossibleFactor(Attractors), algoritmus 11. Vybér atraktoru,
jez je potencidlnim faktorem, probiha néasledovné: nejprve vybereme pouze ty
atraktory, jez splinuji kritérium podobnosti, tedy ze attractor.Sim > Simyp,,
v algoritmu mnozina nonjumpAttractors. Ponechme ted stranou extrémni
ptipad, Ze tato mnozina muze byt potencidlné prazdna. Z téchto atraktort
pak jako potencidlni faktor oznac¢ime ten, jehoz hodnota R’ je maximélni ze
vsech atraktortu nonjumpAttractors. Tento atraktor je tedy vysledkem funkce
PossibleFactor(Attractors).

6.8. Ovéreni mozného faktoru

Nyni jsme tedy zjistili polohu atraktoru, ktery by mohl byt faktorem. Pfi-
stupme nyni k tomu, jak zjistit, jestli tento atraktor opravdu je faktorem ¢i neni.
Lépe feceno, uvedme si kritérium podle kterého budeme atraktor povazovat za
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Obréazek 24. Prubéh R')

faktor. Ctenaf by se nyni mohl podivit nad tim, pro¢ viibec takové kritérium zava-
dét, vzdyt nemélo by snad kazdé volani funkce T'rial(network) skoncit tspésnym
nalezenim faktoru? BohuZel se miZe stat, Ze sit se ve vybavovacim procesu do-
stane ne pouze k pravym atraktorim, jez jsou faktory (ve ¢lancich referovanych
jako ,true attractors®, ale také k atraktorim falesngm (ve ¢lancich referovanym
jako ,spurious attractors“), jeZ nejsou faktory a jsou vzdaleny od vSech pravych
atraktori. Z pohledu atraktor basini miZeme Fict, Ze sit se dostane do néjakého
pravého atraktoru pouze tehdy, pokud jeji pocateéni stav (vysSe reprezentovany
vektorem x;,) spadne do atraktorového basinu nékterého z pravych atraktori,
v opacném piipadé se sit dostane do nékterého z atraktorti falesnych. Nastésti
jsou ale takové falesné atraktory (v optimalnim piipadé, jak uvidime pozdéji)
snadno rozligitelné od pravych atraktorti. Hodnota Lyapunovovy funkce (A) fa-
lesnych atraktort je totiz mnohem nizsi, nez atraktorti pravych - faktort.

To, Ze je A pravych atraktoru je zfejmé z definice toho, co povazujeme za fak-
tor (mnozinu silné spojenych k neuront) a definice Lyapunovovy funkce (suma
potencialii aktivnich neuront). Faktory tedy musi mit vy$si hodnotu Lyapuno-
vovy funkce nez néjakd nahodné vybrand mnozina k£ neuront, jez bude velice
pravdépodobné spojena slabé. Nahodné vybrand mnozina k neuronti by potom
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input : Attractors
output: Attractors, kde kazdy atraktor mé vyplnénu polozku S’

1 Attractors|ki,].Sim = 0

2 for k < ki, + 1 to ky;, do

3 set a to number of common ones in Attractors[k].x and
Attractorsk — 1].x

4 Attractors[k].Sim = a—(k—1)k/N

1) (A-k/N)
5 return Attractors
Algorithm 10: ComputeSim(Attractors)

input : Attractors
output: possible Factor

1 Attractors|ki,].Sim = 0

2 set nonjumpAttractors to
{attractor € Attractors | attractor.Sim > Simy,,}

3 set possibleFactor to attractor € nonjumpAttractors with maximal R’
among nonjumpAttractors

4 return possible Factor
Algorithm 11: Possible Factor(Attractors)

méla byt spojena slabé proto, ze uvazujeme pouze faktory kédované ridce 6.1.1.
a tedy je velice nepravdépodobné, ze by se nam pii nahodné aktivaci nékolika
neuront povedlo ,trefit“ do néjakého faktoru. Pokud se sit dostala do falesného
atraktoru, stalo se tak néjakym nedopatienim, jde v podstaté o nechtény stav
a mnozina neuront, jez jsou v takovém stavu aktivni, byla vybrana z naseho
pohledu ndhodné.

Tato uvaha vedla autory k navrzeni kritéria pro rozliseni pravych faktort od
falesnych. Pokud jsme tedy zjistili lokaci néjakého atraktoru ve stupni aktivity &,
potencialné pravého, zjistime, jak si vede jeho hodnota A vzhledem k primérné
hodnoté A u zcela jisté falesnych atraktort ve stupni aktivity k, tedy vlastné
nahodné aktivované mnoziné k neuront.

Rozliseni pravych atraktorti od falesnych zajistuje v algoritmu 5 funkce
Factor P(attractor, network). Jeji implementaci je mozno vidét v algoritmu 12.

Vstupem algoritmu 5 je tedy atraktor s k aktivnimi neurony. Algoritmus za-
¢ind tim, Ze v siti ndhodné aktivujeme k neuront, poté nechdme sit ustélit ve
stupni aktivity k a zjistime hodnotu A(k), tuto hodnotu si zaznamenédme do mno-
ziny spuriousLambdas (Ffadek 4. - 6.). Tento proces 100x zopakujeme. Mnozina
spuriousLambdas tedy nyni obsahuje 100 hodnot A, jez lze povazovat za hod-
noty A falesnych atraktort ve stupni aktivity k, viz ivaha vyse. Nyni spocitame
aritmeticky primér a standardni odchylku téchto hodnot a oboji agregujeme do
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input : attractor ktery je potenciadlnim faktorem, network
output: true x false hodnota urcujici, zda je atraktor faktorem ¢i nikoli

1 set spuriousLambdas to ()
set k to number of ones in attractor.x

for i < 1 to 100 do
randomly activate k neurons of network.x
set spuriousAttractor to EvolveToAttractor(k, network)
store spuriousAttractor.A in spuriousLambdas

[=IL B Y R

~

set mean to Mean(spuriousLambdas)
8 set standardDeviation to o(spuriousLambdas)
9 set h,,q.. to mean + 2 x standardDeviation

10 if attractor.A > h,,., then

11 ‘ return true
12 else
13 ‘ return false

Algorithm 12: Factor P(attractor, network)

hodnoty A, tak, jak je uvedeno na fadku 9. Pokud A vstupniho atraktoru je
vyssi nez h,,.. pak o tomto atraktoru rekneme, Ze je pravy, v opacném piipadé
fekneme, Ze je falesny. Tedy vlastné prohlasime vstupni atraktor za pravy pravé
tehdy, kdyZ je jeho A mnohem vyS$si nez prumérnéa hodnota A faleSnych atraktori.

6.9. Oduceni nalezeného faktoru

Vybavovaci proces ma sklon nejvétsi faktory (faktory, jez koresponduji k nej-
vétsim obdélnikiim v matici vstupnich dat) nachézet nejdfive. To z toho divodu,
ze atraktorové basiny takovych faktort (pfesnéji fe¢eno pravych atraktorii) jsou
nejvétsi a tedy Sance, Ze pii ndhodné volbé inicializa¢niho stavu, vektoru x™,
tento stav spadne do néjakého z takovych basini, je nejvétsi. Téz Lyapunova
funkce takovych atraktort bude nejvétsi. Pro to, aby sit neustale nevracela jen
nékolik nejsilnéjsich faktori, je nutné tyto faktory ze sité tzv. oducit, tedy smazat.

Autoii metody takovéto smazani faktoru x provadi pomoci odecteni AJ;; od
kazdého synapse J;;, kde

AJZ‘]‘ = j[(l’z — ’I“)(fl]j — ’I“)], j 7é i, DeltaJu =0

, kde J = TAN je prumérnda vaha synapse mezi neurony faktoru a kde r = %f je
opét (tentokrat ale trochu jiné) vyjadieni stupné aktivity v daném faktoru. Dané
pravidlo plati opét pouze pro bodovy atraktor, pravidlo pro cyklicky atraktor
nalezne ¢tenar v [6]. Implementaci funkce UnlearnAttractor(network, attractor)
vidime v algoritmu 13.
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Zde popsané oduceni by se dalo ptipodobnit k odmazani obdélniku korespon-
dujiciho s formalnim konceptem z matice I v BFAFKA.

input : attractor, network
output:

1 set x to attractor.x
2 set ky to number of ones in x
3 set r to %f

T attractor. \
4 set J to N

5 Ay = Jl(xi —r)(w; = )], j#i, Deltati; =0
6 Jij = Jz'j — AJZJ
Algorithm 13: Funkce UnlearnAttractor(network, attractor)

6.10. Zjisténi signalt obsahujicich faktor

Zjisténi signali obsahujicich nalezeny faktor vyftesili autofi zavedenim podob-
nostni Yulovy Q miry mezi ptivodnim signélem x a nalezenym faktorem x/ [7].
Miru () zavedli nasledovné:

Q(x,x7) = (ad — bc)/(ad + bc)
kde
e a je pocet spole¢nych jednidek mezi x a x7,
e b je pocet jednicek ve faktoru x/ koincidujicich s nulami v signalu x,
e c je pocet jednicek v signalu x koincidujicich s nulami ve faktoru x/,
e d je pocet spole¢nych nul mezi x a x/.

Pokud signal x obsahuje dany faktor x/ tipIné (mnozina atributi indukovana
x/ je podmnoZinou mnoziny indukované x), pak b = 0 a Q(x,x/) = 1. Nicméné
autofi povazuji faktor x/ za soucast x uz v ptipadé, kdy Q(x,x/) > Qu,, kde
Q:hr = 0.5. Toto mimo jiné znamena, Ze tato metoda nemusi poskytnout presny
rozklad v tom smyslu, zZe nemusi platit X = SF'. Zjisténi, které signaly obsahuji
nalezeny faktor, zajistuje v algoritmu 5 funkce SignalsContainingFactor(X,x')
14.

V ¢lanku [8] autofi pouzili jiné kritérium, které je nicméné v koneéném di-
sledku zde uvedenému kritériu velice podobné.
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input : matice X, faktor x/
output: vektor z € {0,1}M znadici, které signaly obsahuji x/

set z to 0
for i <+ 0 to M do
set x" to X,,,
if Q(x™,x/) > Qu, then

‘ set z,, to 1
else

‘ set z,, to 0
return z

Algorithm 14: Funkce SignalsContainingFactor(X, x/)

® N O ok W=

6.11. Experimenty

V této kapitole bych chtél popsat nékolik experimenti, které jsem s meto-
dou provedl. V kazdém z prvnich tfech experimentii jsem nejprve podle néja-
kého pravidla nechal vygenerovat mnozinu o L faktorech, které jsem pak vzdy
podle néjakého jiného pravidla namixoval do jednotlivych signal a vytvoril tim
tak mnozinu o M vstupnich signalech. Poté jsem v prvnich tfech experimentech
analyzoval pribéh relativni Lyapunovovy funkce, pribéh prahové funkce a téz
funkce R’ (definované v kapitole 6.7.2.) pro kazdy pokus o vybaveni faktoru (vo-
lani funkce Trial(X) v algoritmu 5). Protoze, jak jsem popsal vySe, byla mnozina
faktori apriori zndmé, mohl jsem porovnat (a na obréazcich barevné rozlisit) pri-
béhy téchto funkci pro pokusy, které skoncily nalezenim faktoru a pro pokusy, jez
nalezenim faktoru neskon¢ily (déle jiz jen tispésny x nedspésny pokus). Toto plati
zejména pro experiment 6.11.1.. V experimentu 6.11.2. pak uvedu, jak byla vyse
zminéna kritéria pro zjisténi polohy mozného faktoru a pro rozliseni pravych a fa-
lesnych atraktorii ispésna. V experimentu 6.11.3. se zaméfim na pravidlo oduceni
nalezenych faktorti. Na zavér popisi, jak dopadl experiment na realnych datech
mushrooms [3]| (experiment 6.11.4.).

Déle bych rad uvedl poznamku k vysSe zminéné apriori znalosti faktort.
Obecné nemtizeme mnoho fici o optimalité rozkladu matice vstupnich signéalt
pomoci takovych faktorti. Po zminéném namixovani se totiz muze stat, ze vznik-
nou nové zajimavé shluky dat, které potenciadlné vysvétluji data lépe, nez nase
apriori zvolena mnozina faktort. Toto je vsak, vzhledem k povaze faktort a pra-
videl pro mixovani zminénych dale, velice nepravdépodobné. Dopustime se tedy
v nasledujicim textu zjednoduseni a budeme predpokladat, ze mnozinu faktortd
opravdu apriori zname.

Nez prejdeme k samotnym experimentim musim uvést jesté druhou po-
znamku, kterd se tyka znaceni osy x na grafech zobrazujicich prubéhy funkci
(A(k), T(k), R'(k)) u jednotlivych experimentii. Osa x na nich totiz nabyva hod-
not r namisto doposud pouzivaného k, kde vztah mezi nimi je k = rN. Tedy r je
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pomér mezi aktivnimi neurony sité a celkového poctu neuronti v siti. Pribéhy jed-
notlivych funkei budu tedy v této kapitole znacit postupné jako A(r),T(r), R'(r).
Vygenerované faktory v prvnich tfech experimentech byly déale uniformné

rozlozeny v
BY = {X|X; € {0,1}", 2} X; = n}.

Vybavovaci proces kazdého z prvnich tii experimenti potom zacal v bodé
rin = 0.005 (tedy s 7N aktivovanymi neurony) a skoncil v bodé r;, = 0.03.

6.11.1. Experiment 1

Tento experiment mél za cil potvrdit vztah mezi pribéhy jednotlivych funkeci
(A(r), T(r), R'(r)) pokusi, jez skon¢ily nalezenim faktoru a pokust jez neskonéily
nalezenim faktoru (déle jen Gispésny x netspésny pokus). Experiment je inspiro-
van experimentem provedeného autory v ¢lanku [6].

Dimenze prostoru faktort byla N = 3000, kazdy faktor dale obsahoval n = pN
jednic¢ek a (1 — p)N nul, kde p = 0.02. Pocet faktort byl potom L = 2100.
V tomto prikladu byl kazdy vstupni signal zaroven jednim z faktord. Pribéhy
(trajektorie) funkci (A(r), T'(r), R'(r)) u Gspésnych pokust jsou na jednotlivych
obrazcich vyznaceny Cerné, prubéhy funkci u netispésnych pak cervené.

Na obr. 25. je vyobrazen pribéh A(r) funkce. Je zde jasné vidét, ze v bodé
p = 0.02 (pozice faktort) nabyva hodnota funkce A(r), v pfipadé tspésnych
pokusti, opravdu globalniho maxima, zatimco u netspésnych faktorti tomu tak
neni. Dale si mizeme povsimnout, ze hodnota funkce A(r) je v bodé p = 0.02
v pripadé tspésnych pokust mnohem vyssi nez v pfipadé netspésnych pokust.
Toto odpovida vyse popsanému 6.8. a tedy, ze pravé atraktory - faktory, maji
vy$si hodnotu A(r) nez falesné atraktory.

Na obr. 26. je pak vyobrazen prubéh T'(r) funkce. V bodé p = 0.02 u tspésnych
pokusti opét vidime globalni maximum nyni nasledované prudkym poklesem, za-
timco u netspésnych pokusti nic takového nepozorujeme.

Kone¢né na obr. 27. vidime pribéh R'(r) funkce, kde si znovu mizeme po-
vsimnout globalniho maxima v bodé p = 0.02 pro tspésné pokusy.

6.11.2. Experiment 2

Dalsi z experimentt mél za cil zjistit, zda se prubéhy funkci A(k), T'(k), R/ (k)
chovaji podle ocekavani i potom, co do jednoho signalti namixujeme vice jak
jsou kritéria pro detekci pozice mozného faktoru a déle, jak tispésné je kritérium
pro rozhodnuti, zda se opravdu jedna o faktor ¢i nikoli. Experiment je inspirovan
jednim z experimentt provedeného autory v ¢lanku [7]. Nejprve vSak tvod do
situace. Dimenze prostoru faktori byla tentokrat N = 2000, kazdy faktor opét
obsahoval n = pN jednicek a (1 — p)N nul, kde p = 0.02. Pocet faktori byl
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Obrazek 25. Pribéh A(r), experiment 1

potom L = 1000. Vstupnich signali bylo 50000 a do kazdého vstupniho signalu
bylo namixovano 20 faktort.

Z prilozenych obrazka prubéhu funkei A(r), T'(r), R'(r) (obr. 28., 29., 30.).
vidime, ze se prubéhy chovaji opravdu podle ocekavani.

Co se tyce uspésnosti zminénych kritérii, tak v 81 ze 100 pokust se podle,
v algoritmu popsanych, kritérii podafilo spravné najit atraktor v bodé r = 0.02.
Ve vsech 81 pripadech byl pak atraktor spravné identifikovan jako faktor pomoci
kritéria popsaného v 6.8.. Ctenaf by se nyni mohl podivit nad tim, jak je mozné
tak vysoka uspésnost detekce spravné pozice, kdyz globalni maximum funkce
R'(r) je v drtivé vétsiné provedenych pokusti nékde kolem bodu r = 0.006. Mozné
to je praveé diky dodatecnému kritériu podobnosti 6.7.3., kdy diky chaotickému
presunu aktivity na zacatku vybavovaciho procesu a tedy nasledném nesplnéni
takového kritéria, nejsou tyto globalni maxima brana v potaz.

6.11.3. Experiment 3

Posledni z fady experimentt nad uméle vytvorenymi daty mél za cil ovérit, jak
ucinné je pravidlo oduceni nalezeného faktoru 6.9.. Experiment je opét inspirovan
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Obrazek 26. Prubéh T'(r), experiment 1

jednim z experimentti provedeného autory v ¢lanku [7].

Dimenze prostoru faktori byla znovu N = 2000, kazdy faktor v sobé ale
nyni obsahoval n = p;N jednicek a (1 — p;)N nul, kde p; € {0.01,0.015,0.02
je vybrano nédhodné (rozlozeni p; je opét uniformni). Pocet faktori byl potom
L = 1000. Vstupnich signali bylo 50000 a do kazdého vstupniho signalu bylo
namixovano 20 faktort.

Na obrazku 31. jsou ¢erné vyznaceny pribéhy funkce A(r) faktori na pozici
0.02, tedy faktory s 0.02N jednicek. Zelené jsou potom vyznaceny pribéhy stejné
funkce pro faktory na pozici 0.015. Jak je vidét tak A(r) pro faktory na pozici
0.015 je nizsi nez pro faktory na pozici 0.02.

Po tom, co ze sité oduéime vSechny faktory stupné aktivity 0.02N, zacne sit
postupné objevovat faktory stupné aktivity 0.015. Na obrazku 32. jsou tentokrat
zobrazeny cerné faktory stupné aktivity 0.015 a zelené faktory stupné aktivity
0.01.

Po oduceni vSech faktort stupné aktivity 0.015N, zacne sif postupné objevo-
vat faktory stupné aktivity 0.01. Situace je vyobrazena na obr. 33.. Jak je vidét,
pravidlo pro oduceni faktort funguje spolehlivé.
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Obrazek 27. Priubéh R', experiment 1

6.11.4. Experiment 4

Posledni experiment mél za cil otestovat metodu na redlnych datech
mushrooms [3]. Bohuzel metoda na téchto datech selhava. Selhava v tom smyslu,
7e neni bézné schopna, podle kritérii pro nalezeni pozici mozného faktoru 6.7.,
nalézt pozici atraktoru s poc¢tem aktivovanych neuront vétsich jak 2. Dale pak
opravnéné selhava i kritérium pro ovéfreni, zda je nalezeny atraktor opravdu fak-
torem 6.8.. Toto chovani pfipisuji tomu, Ze uvedena data jsou pro metodu ,mala‘“,
nespliujici omezeni zminéna v kapitole 6.1.1.. Data totiz obsahuji pouze 119 atri-
butl, coz je zhruba 20x méné, nez pocet atributii v datech, na nichz testovali
metodu autori v ¢lancich ([6], [7], [8]). Basiny jednotlivych atraktort maji pak
mezi sebou pravdépodobné velké piekryvy, coz zpisobuje chaoticky proces vyba-
vovani. Dale kritérium uvedené v kapitole 6.8. selhava z toho divodu, ze rozdil
Lyapunovovy funkce mezi vracenym atraktorem ve stupni aktivity k£ a nahodné
aktivovanou mnozinou k£ neuront je zanedbatelny a to opét z divodu nizké di-
mensionality dat a z ni ¢asteéné plynouci vysoké ,hustoty” dat (primérny pocet
jednicek v jednom signélu).
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Obrazek 28. Pribéh A(r), experiment 2
Zaveér

Cilem této prace bylo popsat a experimentalné ovérit dvé metody faktorizace
binarnich dat. Metodu faktorizace pomoci formalnich konceptti a metodu fakto-
rizace pomoci atraktorové neuronové sit, pricemz se detailn€ji zamérit hlavné na
druhou ze jmenovanych.

Metody jsem ovéfil na realnych datech mushrooms ziskanych z [3]. Zatimco me-
toda faktorizace pomoci formalnich koncepti faktorizuje data bez problému v pti-
méfeném case, metoda faktorizace pomoci neuronové sité na téchto datech se-
lhava. Toto selhani je zptsobeno hlavné tim, Ze tato metoda je stavéna na data
o dimenzi v Tadech tisicli, ne jedné stovky, jako tomu bylo v pfipadé mushrooms
dat. Odpovidajici redlna binarni data takto vysoké dimenze se mi bohuzel nepo-
dartilo ziskat. Na umeéle vytvorenych datech o vysoké dimenzi, takovych, jakych
pouzili sami autofi v uvedenych ¢lancich ( [6],[7],[8]), si potom ,neuronova® me-
toda vede dobfe.

V pribéhu popisu metody faktorizace dat pomoci neuronové sité jsem se dale
snazil uvést hypotézy o tom, jak které jeji casti souvisi s metodou faktorizace
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Obrazek 29. Prubéh T'(r), experiment 2

dat pomoci formalnich konceptti. Dalsi vyzkum by mohl byt vénovan formal-
nimu ovéreni téchto hypotéz a pripadnému nalezeni dalsich vztaht mezi témito
metodami.
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Obrazek 30. Priubéh R’, experiment 2
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Obréazek 31. Prubéh A(r)1 a, experiment 3
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Obrazek 32. Pribéh A(r) b, experiment 3
A. Dodatky

A.1. Implementace metod

Obé metody jsou sice implementovany v kompilovaném jazyce Cf, nicméné ja
jsem tento jazyk vyuzival témér jako by byl interpretovany. Tim mam na mysli,
ze jsem zkompilovany program sam o sobé mimo debugger v podstaté nikdy ne-
pustil, program tedy nedisponuje zadnym uzivatelskym rozhranim. Pro kazdou
z metod jsem vyvinul jakysi ,framework® umoznujici s ni pohodlné pracovat.
Samotné experimenty jsou pak spiSe sekvence piikazi (néco jako skript) pracu-
jici s danym ,frameworkem® (nastaveni piislusnych stavii, vyvolani piislusnych
programovych metod, atd.). Timto zptsobem bude s ,frameworky“ predpoklé-
dam zachézet i jejich pfipadny dalsi uzivatel. Jinymi slovy, pokud by si pfipadny
uzivatel naptiklad v uc¢eni metody BFAANN 6.5. pial potlacit vliv inhibi¢niho
neuronu na matici vah, musel by zavolat k tomu pfislusnou metodu (ve smyslu
metoda v objektovém programovani).

Vzhledem k vycerpavajicimu popisu obou zminénych metod v tomto textu
a dale diky tomu, Ze zdrojovy kod je psan v souladu se zde uzivanymi pojmy
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Obréazek 33. Prubéh A(r) ¢, experiment 3

a konecné z faktu, ze v kritickych mistech je kod dostatecné komentovany, neni
zde, myslim, dalsi popis takového zdrojového kédu nutny.

A.2. Lokace experimentti na CD
Zdrojové kody ,frameworki®, pomoci nichz byly jednotlivé experimenty pro-

vedeny, se na CD nachéazeji v adresaii src/. Dale pak pro jednotlivé metody:

BFAFKA Experiment na datech mushrooms byl proveden pomoci zdrojovych
kédt v adresari MDFCA a jeho dalsich podadresarich.

BFAANN Experimenty byly provedeny pomoci zdrojovych kéda v adresari
MDHN a jeho dalSich podadresatrich. Konkrétné jména jednotlivych podadresait
symbolizuji, které experimenty byly, pomoci v nich obsazenych zdrojovych kéd,
provedeny.
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B. Obsah prilozeného CD

doc/
Adresaf obsahuje text diplomové préace ve formatu PDF spolu se soubory,
jez jsou nutné pro jeho sestaveni.

src/
Kompletni zdrojové kédy a to jak pro metodu faktorizace dat pomoci for-
malnich koncepti, tak pro metodu faktorizace binarnich dat pomoci atrak-
torové neuronové sité. Viz lokace A.1..

data/
Obsahuje dataset mushrooms z [3].

literature/
Prezentacni slajdy Pavla Polyakova [9].

63



	Úvod
	Faktorizace binárních dat
	Formální konceptuální analýza
	Matematické základy

	Binární faktorová analýza pomocí FKA
	Formální koncepty jako optimální faktory
	Povinné faktory
	Redukce na optimalizaèní problém mno¾inového pokrytí
	Algoritmy
	Algoritmus první
	Algoritmus druhý

	Experiment

	Umìlé neuronové sítì
	Model umìlého neuronu
	Neuronová sí»
	Asociativní neuronové sítì
	Hopfieldova sí»
	Architektura

	Vybavování Hopfieldovy sítì
	Hopfieldova sí» jako dynamický systém

	Uèení vprotect unhbox voidb@x penalty @M  {}Hopfieldovì síti
	Úvaha oprotect unhbox voidb@x penalty @M  {}vhodnosti Hebbova uèení
	Pøíklad 1.
	Pøíklad 2.

	Booleovská faktorová analýza pomocí atraktorové neuronové sítì
	Úvod a znaèení
	Omezení

	Od asociativní pamìti kprotect unhbox voidb@x penalty @M  {}hledání faktorù
	Atraktorová neuronová sí» se zvy¹ující se aktivitou
	Hlavní smyèka
	Uèení
	Inhibièní neuron
	Motivace za pravidlem
	Algoritmus

	Dynamika sítì, vybavování faktorù
	Prùbìh pokusu (Trial)
	Lyapunovova funkce
	Ustálení

	Zji¹tìní polohy mo¾ného faktoru
	Prùbìh Lyapunovovy a prahové funkce
	Pøíklad

	Výpoèet R'
	Podobnostní kritérium

	Ovìøení mo¾ného faktoru
	Oduèení nalezeného faktoru
	Zji¹tìní signálù obsahujících faktor
	Experimenty
	Experiment 1
	Experiment 2
	Experiment 3
	Experiment 4


	Zaver
	Reference
	Dodatky
	Implementace metod
	Lokace experimentù na CD
	<No Title>
	BFAFKA
	BFAANN



	Obsah pøilo¾eného CD

