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ABSTRAKT 
Tato práce se zabývá návrhem nástroje pro automatické hodnocení kvality EEG dat. 
V teoretické části práce se nachází popis vzniku a šírení akčního potenciálu nervovou 
soustavou. Dále také teoretickým popisem EEG záznamu a jeho artefakty. Následuje 
popis používaných metod pro detekci artefaktů. V praktické části práce se nachází popis 
návrhu nástroje pro automatické hodnocení kvality EEG včetně diskuze výsledků na 
poskytnutých datech. 
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ABSTRACT 
This thesis deals with the design of a tool for the automatic evaluation of EEG data 
quality. The theoretical part of the thesis contains a description of the formation and 
propagation of the action potential through the nervous system. Furthermore, a theo­
retical description of the EEG recording and its artifacts. The following is a description 
of the methods used to detect artifacts. In the practical part of the thesis, there is a 
description of the design of the tool for automatic EEG quality assessment, including a 
discussion of the results based on the provided data. 
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Úvod 
Skalpová elektroencefalografie je neinvazivní neurozobrazovací technika, k t e rá za­

znamenává elektrickou akt ivi tu z povrchu mozku. Ukázalo se, že je cenným nás t ro­

jem v různých oblastech neurověd, včetně kognit ivní psychologie a klinické diagnos­

tiky. Kval i ta záznamů E E G však hraje zásadní roli př i zajištění spolehlivé a přesné 

analýzy a interpretace zaznamenaných dat. Proto je nezbytné vyvinout účinné me­

tody pro hodnocení kvality naměřených E E G signálů. Tato práce si klade za cíl 

řešit p roblém hodnocení kvality dat E E G provedením komplexního přehledu litera­

tury o zpracování dat E E G na skalpu, se zv láš tn ím zaměřen ím na hodnocení kvality 

naměřených záznamů. 

N a základě p o z n a t k ů z rešerše literatury bude tato práce definovat alespoň pě t 

metrik hodnocení kvality dat. Tyto metriky budou sloužit jako kvan t i t a t ivn í měř í tka 

pro hodnocen í spolehlivosti a věrnost i E E G záznamů, zachycující různé aspekty, jako 

je poměr signálu k šumu, impedance elektrody, spekt rá ln í charakteristiky a další 

relevantní parametry. Výběr těchto metrik se bude řídit jejich zavedeným v ý z n a m e m 

v oboru a jejich potenc iá lem poskytnout komplexní pohled na kvali tu E E G dat. 

Dále tato práce navrhne koncept nást roje , k t e rý umožní au tomat ické vyhodno­

cení zaslaných E E G záznamů pomocí definovaných ukaza te lů kvality. Nástroj bude 

navržen tak, aby byl flexibilní a rozšiřitelný, což umožní snadnou integraci dalších 

metrik hodnocen í kvality. Implementace nás t ro je bude provedena v programovacím 

pros t ředí M A T L A B s využ i t ím volně dos tupného Fieldtr ip toolboxu. 

K ověření účinnost i a použi te lnost i vyv inu tého nás t ro je budou využi ta skutečná 

E E G data z labora toře C E I T E C M U Mul t imodá ln ího a funkčního zobrazovací. Tes­

tování odhal í účinnost detekce ar tefaktových kánlů či úseků signálu. Výsledky těchto 

t e s tů poskytnou cenné poznatky o výkonu nás t ro je a jeho potenciá lních nedostat­

cích. 

N a závěr si tato práce klade za cíl př ispět do oblasti zpracování E E G dat skalpu 

p o s k y t n u t í m komplexního přeh ledu metod hodnocení kvality, definováním nových 

metrik kvality dat a navržen ím a implementac í nás t ro je pro au tomat ické vyhodnoco­

vání E E G záznamů. Výsledky výzkumu mají potenciá l zvýšit spolehlivost a validitu 

analýzy dat E E G a usnadnit pokrok v různých oblastech neurovědního výzkumu a 

aplikací. 
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1 Skalpový záznam elektroencefalografie 
Elektroencefalografie ( E E G ) je elektrofyziologická metoda záznamu elektrické akti­

vi ty mozku. Z p růběhu naměřeného E E G signálu lze usuzovat funkční stav jednot­

livých oddí lů mozku, proto tato metoda p a t ř í mezi základní diagnostické metody v 

neurologii a psychiatrii. [29], [31] 

Z hlediska záznamu dat se zpravidla j e d n á o neinvazivní metodu, kdy nepolarizo-

vatelné elektrody jsou př ik ládány na pokožku hlavy. Méně často je metoda invazivní, 

kdy jsou použi ty podkožní vpichové, nasofaryngeální či in tercerebrální elektrody. 

Z pohledu mís t a sn ímání signálu rozlišujeme skalpový nebo in t rakraniá ln í záznam 

E E G . U p rvně zmíněného záznamu jsou malé elektrody umís těny na pokožce hlavy. 

Zde je n u t n ý dobrý mechanický a elektrický kontakt. Pro in t rakraniá ln í záznam 

E E G jsou speciální elektrody implantované do mozku. Zvláš tn ím p ř í p a d e m měření 

E E G je metoda elektrokortikogram ( E C o G ) , při němž je měření prováděno př ímo z 

kor t ikálního povrchu pomocí subdurá ln ích elektrod. V t é t o práci je využi t skalpový 

záznam E E G . [22], [31] 

1.1 Vznik a šíření potenciálu 

Pro pochopení E E G dat je n u t n é vysvětl i t vznik a šíření akčního potenc iá lu (AP) 

centrální nervovou soustavou člověka (CNS) . C N S je tvořena mozkem (cerebrum) 

a míchou (medulla spinalis), kde mozek se dále dělí na t ř i h lavní části: koncový 

mozek (telencephalon), mozeček (cerebellum) a mozkový kmen (truncus cerebri). 

Nej významnějš ím oddí lem C N S je mozková ků r a (cortex cerebri) tvořící plášť kon­

cového mozku rozčleněný na závi ty vý razným způsobem zvětšující funkční plochu. 

Zde rozlišujeme levou a pravou hemisféru oddělenou centrální rýhou. Základní dělící 

jednotkou je lalok (lobus), dále se skládající ze závi tů (gyrus) od sebe oddělenými 

pomocí zářezů (sulcus). [7], [29], [31] 

Nervový sys tém se skládá z neuronů a neuroglií - p o d p ů r n ý c h buněk , k teré mají 

velký rozsah funkcí. Např ík lad tvoř í podporu neuronáln í sítě, zajišťují výživu neu­

ronů, provádějí fagocytózu a fungují jako izolanty tvorbou myelinu. S tavbě a funkci 

neuronu jakož to zdroji E E G signálu je věnovaná následující kapitola. [7], [29] 

1.1.1 Morfologie neuronu 

Neuron znázorněný na obrázku 1.1 tvořící základní s tavební jednotkou C N S se skládá 

z buněčného těla, dendr i tů a axonu. Uvni t ř buněčného tě la (soma) se nachází je­

diné j ád ro a p rob íhá zde větš ina buněčného metabolismu, obzvláště toho spja tého se 
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syntézou prote inů. Druhou význačnou část í neuronu jsou k rá tké a velmi b o h a t ě vět­

vené výběžky - dendrity, ze k terých vys tupuj í dendri t ické trny účastníc í se synapsí . 

Jako synapse je označované spojení mezi dvěma neurony nebo neuronem a smyslo­

vou buňkou za účelem předávání vzruchů. Dendrity jsou spojeny bud s axony nebo 

j inými dendrity okolních neuronů. N a m e m b r á n á c h dendr i tů vzniká podrážděn í -

ods tupňovaná mís tn í elektrická odpověď. Síření p rob íhá přes m e m b r á n u buněčného 

tě la až k iniciálnímu segmentu. Válcovitý výběžek neuronu nazývaný axon (neuriť) 

je zpravidla obalen myelinovými pochvami, mezi k te rými se nachází Ranvierovy zá­

řezy. L á t k a myelin je p rodukována Schwannovými buňkami , což jsou jedny z dříve 

zmíněných neuroglií . Pochvy mají specifickou strukturu a stavbu významnou pro 

přenos informací, čímž se rozumí přenos nervových vzruchů z tě la neuronu. Taktéž 

důležitý pro přenos informací je axonový hrbol, pro tože u myelinizovaných axonů 

přechází v iniciální segment. Zde je mís tn í elektrická odpověď př i dosažení p rahových 

hodnot p řeváděna na A P . [7], [23], [31] 

Obr. 1.1: Morfologie neuronu: (a) - j ád ro , (b) - dendrity, (c) - axon, (d) - myelinová 

pochva, (e) - Ranvié ruv zářez, (f) - synapse. [34] 

V C N S je velké množs tv í neuronů propojeno do složité prostorové sítě, kde A P 

probíhá po nervovém vlákně a šíří se od tě la jednoho neuronu k jeho periferii (centri-

fugálně). Rychlost šíření je závislá na vlastnostech nervového vlákna. Šíření mís tn ích 

elektrických p r o u d ů dráždící sousední úsek axonu je podstatou vedení vzruchů. Síření 

vzruchu je vždy jednosměrné a bez dekrementu. Díky p ř í tomnos t i myelinu se rychlost 

šíření zvyšuje díky sa l t a to rn ímu vedení, kdy A P neprob íhá co celém vlákně neuronu, 

ale přeskakuje mezi Ranvierovými zářezy. Takto vzruch doputuje skrze axon až ke 

spojení konce axonu s dalš ím neuronem - synapsi. Zák ladn ím typem synapse je sy­

napse chemická, v níž z presynapt ické m e m b r á n y jsou uvolněny med iá to ry do synap-
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tické štěrbiny. Množs tv í uvolněného med iá to ru je p ř ímo úměr né vzruchové akt ivi tě . 

Z prostoru š těrbiny jsou mediatory navázány na postsynaptickou m e m b r á n u u níž 

můžou způsobi t hyperpolarizaci nebo depolarizaci. Hyperpolarizace označuje změnu 

negat ivního membránového napě t í na více negat ivní . Zat ímco depolarizace označuje 

změnu membránového n a p ě t í na méně negat ivní , v některých př ípadech až na po­

zitivní. Běžně se hodnota membránového n a p ě t í pohybuje okolo -70 mV. Exci tační 

pos t synap t ický potenciá l ( E P S P ) označuje depolarizaci pos tsynapt ické m e m b r á n y 

vlivem navázání mediá to ru . Dos ta tečné množs tv í s t imulů se projeví vybavením akč­

ního potenciá lu na axonovém hrbolku. Inhibiční pos t synap t ický potenciá l (IPSP) je 

zapříčiněný inhibicí z důvodu hyperpolarizace pos tsynapt ické membrány . [23] 

1.1.2 Rytmy a vlny v elektroencefalografických datech 

Jako rytmus je označována elektrická akt ivi ta mozkové kůry pro její repet i t ivní 

oscilující chování. Pro popis r y t m ů se využívá jejich relat ivní amplituda a rozsah 

frekvencí. Ampl i tuda je d á n a mírou synchronizace, s níž neurony kůry interagují . 

Vysoká amplituda je výsledkem sumace signálů ze součinných neuronů v závislosti 

na čase. Pokud dojde k opakování výše zmíněných synchronních excitací, vzniká tak 

ry tmický E E G signál obsahující rytmy s vysokou amplitudou. Zat ímco asynchronní 

excitace produkuje nepravidelně vypadaj ící E E G s nízkou amplitudou signálu. [31] 

Pro skalpový záznam E E G dosahuje amplituda až do 100 fj,V a frekvence se 

pohybuje od 0,5 do 40 Hz. Podle behaviorá ln ího stavu se v tomto frekvenčním 

rozsahu nachází pě t rozlišitelných specifických frekvenčních pásem znázorněných na 

obrázku 1.2. Interpretace se odvíjí od věku, stavu vědomí, medikace a podmínek 

provádění měření . [21], [31] 

Nejnižší frekvenci dosahuje ô rytmus. Ten nikdy nepřesáhne hodnotu 4 Hz a 

m á poměrně vysokou amplitudou klesající při depresivních stavech. Pro dospělý 

subjekt je jeho př í tomnos t typická a důleži tá při h lubokém spánku, za t ímco u bdění 

je patologická a svědčí o poškození mozku. U subjek tů v kojeneckém věku je v bdě lém 

stavu běžná . [19], [21] 

V pásmu od 4 do 7 Hz se nachází 9 rytmus s amplitudou do 15 fiV zvyšující 

se při usínání . U dospělých subjek tů se vyskytuje při bdě lém stavu a o tevřen ím očí 

dochází k ú t l u m u rytmu. Někdy může chybět úplně , někdy může bý t superponován 

na a rytmus. Pro podezření z patologického procesu na mozku by asymetrie mezi 

hemisférami neměla p řesáhnou t 50 %. [19], [21] 

a rytmus je vymezen rozsahem frekvencí mezi 8 a 13 Hz a amplitudou od 20 do 

80 fiV. U zdravých dospělých subjek tů se projevuje v kl idu, bděn í a zavřených očích. 

a rytmus vymizí při o tevření očí a po jejich uzavření a zklidnění subjektu se opět 

objeví. K vymizení může t ak t éž dojít z důvodu ospalosti nebo spánku vyšetřovaného 
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Obr. 1.2: Základní E E G vlny: (a) - 7, (b) - 0, (c) - a, (d) - 6 & (e) - 5. [2] 

subjektu. Obecně plat í , že frekvence by měla být kons tan tn í v rámci měření a též 

by neměla být rozdí lná mezi hemisférami. Avšak s ros toucím věkem může klesnout. 

Taktéž lze usuzovat, že a rytmus svým způsobem reflektuje perfuzi mozku, kdy s 

klesající frekvencí a ry tmu klesá i prokrvení mozku. [19], [21], [31] 

Pro (3 rytmus je typický rozsah frekvencí 18 až 25 Hz a amplituda jež není vyšší 

než 20 \xV. Tento rytmus je měř i te lný v celé sn ímané oblasti hlavy, avšak je nejvíce 

zřetelný nad frontálními laloky v p řední části skalpu a temeni hlavy. (3 rytmus se 

běžně vyskytuje při normáln í až zvýšené pozornosti v bdě lém stavu. V ý z n a m n á je 

symetrie mezi hemisférami, kdy nesymetrie značí patologii. S ros toucím věkem roste 

i zas toupen í j3 ry tmu a obecně je vyšší u žen než u mužů. Krá tkodobý vzrůst j3 

rytmu je pozorovatelný při usínání . [19], [31] 

V rámci E E G m á 7 rytmus frekvence vyšší než 30 Hz, kdy v l i te ra tuře se horní 
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hranice liší, čas to se uvádí rozsah až do 100 Hz. Ampl i tuda se pohybuje od 3 do 

5 /j,V. 7 rytmus vychází z mozkové kůry a hrbolu mezimozkového (thalamus) a je 

odrazem akt ivního zpracování informace kůrou za účelem kognit ivní nebo motorické 

funkce. [19], [29], [31] 

K r o m výše zmíněných pravidelných r y t m ů se mohou n á h o d n ě vyskytovat s t rmé 

vlny nebo specifické hroty s nepravidelnost í a nepředvída te lnos t í . Výskyt těchto 

ú tva rů je typický pro subjekty se špa tnou funkcí neuronů, často t rp íc ími epilepsií 

nebo j inými mozkovými chorobami. [19] 

1.2 Přístrojové řešení 

Elektr ická akt ivi ta mozkové kůry je zaznamenávaná jako E E G signál, kdy její hod­

nota je v ř á d u mikrovol tů (fiV) a proto je n u t n é j i zesílit pro zobrazení . Větš ina 

signálu pochází z pos t synapt ických p roudů pyramidových neuronů v šedé hmotě , 

k te ré se propaguj í na kůži hlavy. Aktivace velkého množs tv í neuronů může genero­

vat dos ta tečně velký potenciá l zaznamena te lný s pomocí povrchových elektrod na 

hlavě. [19] 

Lidská hlava se skládá z různých vrstev tkán í , k te ré různou mírou t lumí signál 

pos tsynapt ických p r o u d ů detekovaný na povrchu hlavy. Mez i t ř i druhy tkáně , k teré 

se nejvíce podíl í na ú t l u m u pa t ř í pokožka hlavy, lebka a mozek. Lebka t lumí výrazně 

signál oproti měkké tkán i , chová se jako filtr typu dolní propust. Další dvě zmíněné 

vrstvy jsou zdrojem šumu v signálu - mozek generuje interní šum, za t ímco pokožka 

hlavy vytvář í sys témový š u m nebo vnější šum. [29] 

1.2.1 Elektrody 

Pro sn ímání sumy všech elektrochemických dějů odehrávajících se v mozku z povrchu 

hlavy jsou použi ty nejčastěji s t ř íbrné argentchloridové elektrody ( A g / A g C l ) , ale jako 

vodivá část elektrody může být použi t i j iný kov jako např ík lad zlato či platina. Pro 

zajištění vyšší vodivosti je využíván vodivý gel, k te rý se aplikuje mezi elektrodu a 

kůži. Podle konkré tn í aplikace je zvoleno množs tv í elektrod v sadě pro měření . [14], 

[29] 

Nejčastěji využívaný sys tém 10-20 pracuje s 19 elektrodami a až dvěma refe­

renčními elektrodami. Jako mí s t a možného umís těn í referenčních elektrod může být 

temeno hlavy, spojené levé a pravé ucho, spojené bradavkovi té výběžky lebky (pro-

cessus mastoideus), nebo špička nosu a další. Rozložení elektrod je znázorněno na 

obrázku 1.3. V tomto sys tému je změřena vzdálenost mezi kořenem nosu (nasion) a 

koncovým hrbolkem v tý lu (inion) v sagi tální rovině. N a obou koncích jsou označeny 

body ve vzdálenost i rovnající se 10 % celkové naměřené vzdálenost i . Mez i t ěmi to 
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body je vzdálenost rozdělena na čtvrt iny, tud íž vzdálenost mezi t ěmi to body se rovná 

20 % celkové naměřené vzdálenost i . Ve frontální rovině je naopak změřena vzdále­

nost od levého chrupavči tého výs tupku před zvukovodem (tragus) k pravému. Ale 

následný postup je stejný - odměřen í 10 % vzdálenost i na obou koncích a nás ledně 

rozdělení zbytku na čtyři díly s 20 % původn í délky. Rozměřování v horizontální 

rovině je t ak t éž založené na p o d o b n é m principu, avšak zde se měř í vzdálenost i od 

bodu, kde bylo v sagitální rovině změřeno 10 % od kořene nosu, až do bodu ve 

vzdálenost i 10% od koncového hrbolku v týlu. [14], [18], [29] 

Nasion 10% 

Inion 1 0 % 

Obr. 1.3: Rozložení elektrod sys tému 10-20. [29] 

Pro účely výzkumu lze využí t i více elektrod, např ík lad 128 a více. V t é t o práci 

je využi to záznamu využívajícího 256 elektrod, jak je znázorněno na obrázku 1.4. 

Obecně však plat í , že využi t í sys tému s více elektrodami nemusí poskytnout lepší 

prostorové rozlišení z důvodu např ík lad odporu lebky. [14], [18] 

1.2.2 Montáže 

Montáž označuje předpis pro vytvoření E E G signálu pomocí kombinace zvolených 

svodů. Používají se jak s t a n d a r d n í montáže , tak i v las tn í dle aplikace a účelu. Mez i 

používané druhy montáž í p a t ř í b ipolární , referenční, průměrovací a např ík lad také 

Laplaciánská. Vývod každé elektrody je př ipojen k diferenčnímu zesilovači. Tato 

součás tka vychází z operačního zesilovače a výs tupn í n a p ě t í je úměr né rozdílu napě t í 

na vstupech. Tudíž stejné složky v obou signálech budou na výs tupu silně potlačeny. 

Vždy je na jeden vstup zesilovače př iveden vývod urč i té elektrody a d ruhý vstup v 

závislosti na zvoleném druhu montáže . [19], [29], [31] 
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Obr. 1.4: Rozložení elektrod sys tému využívajícího 256 elektrod. [18] 

Bipolární m o n t á ž využívá jako vstupy do zesilovače sousední elektrody zapojené 

do t emporá ln í řady. Tato mon táž je v h o d n á pro lokalizaci mís t a vzruchu i včetně 

koncových elektrod. Výhodou t é t o mon táže oproti referenční je menší úroveň arte­

faktů, avšak největší nevýhodou je nízký výs tupn í signál pro sousední elektrody s 

podobnou aktivitou. Schématické znázornění b ipolárn í mon táže je znázorněno na 

obrázku 1.7. [19], [29], [31] 

Obr. 1.5: Schéma zapojení b ipolární montáže . [16] 

Referenční mon táž označovaná jako unipolá rn í porovnává daný svod s referenč­

ním. Jako referenční svod mohou být vybrané různé elektrody podle vybraného 

vyšet ření nebo patologie. U t é t o snímací montáže je mís to vzruchu nalezeno jako 
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maximáln í výchylka. Vzhledem k p o d s t a t ě sn ímaní nedochází při t é t o montáž i ke 

zkreslení tvaru či frekvence při stavu, kdy oba vstupy jsou na s te jném potenciá lu . 

Ovšem při t é t o montáž i může nastat problém, pokud referenční elektroda detekuje 

také mozkovou aktivi tu. Řešení tohoto problému se odráž í v dalších dvou používa­

ných montážích . [19] 

Obr. 1.6: Schéma zapojení referenční montáže . [16] 

Průměrovac í mon táž řeší výše zmíněný problém s referenční elektrodou tak, že 

jako d ruhý vstup do zesilovače je použi t p růměr přes všechny elektrody, krom elek­

trod blízkých očím. Další možnost í je Laplac iánská montáž , kdy se jako reference 

použije p růměr ze čtyřech okolních elektrod. [19] 

Obr. 1.7: Schéma zapojení průměrovací montáže . [16] 

1.2.3 Další komponenty přístroje 

Mezi další důležité komponenty přís troje pa t ř í analogově digitální převodník ( A / D 

převodník) a zesilovač. [14] 
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A / D převodník transformuje vs tupn í analogový signál na signál digitální , dále 

zpracovatelný počí tačem. Proces digitalizace začíná vzorkováním s pevně d a n ý m ča­

sovým intervalem - vzorkovací frekvencí (fvz), kdy každý takto vzniklý vzorek je 

kvantován na digitální reprezentaci A / D převodníkem a uložen do pamě t i počí tače . 

Kvantování je závislé na rozlišení převodníku. Běžně jsou převodníky min imálně os­

mibitové, častěji však 12-bitové. Volba vzorkovací frekvence se řídí podle Nyquistova 

teorému vyjádřeného vztahem: 

kde fvz je vzorkovací frekvence v [Hz] a fmax je max imá ln í frekvence vyskytující se v 

analogovém signálu v [Hz]. P la t í , že efektivní uži tečné pásmo frekvencí bývá obvykle 

nižší než je právě polovina vzorkovací frekvence. P ř i nedodržení tohoto t eorému 

dochází k aliasingu. V současné době při sn ímání biosignálů, kam E E G pa t ř í je 

využíváno převzorkování. P ř i němž je využ i ta vzorkovací frekvence výrazně vyšší 

než je nu tné . Benefitem je že není n u t n é použí t tak os t rý filtr z hlediska strmosti 

jeho frekvenční charakteristiky a použi t í vyšší frekvence neklade zvýšené finanční 

požadavky na A / D převodník. P rob l ém aliasingu je dnes vyřešen převážně instalací 

antial iasingového filtru do převodníku. [14] 

Další důleži tou součást í př ís troje je zesilovač výs tupn ího signálu. N a něj jsou 

kladeny požadavky: vysoký vs tupn í odpor, malý výs tupn í odpor, malý vlas tn í šum, 

vysoká hodnota činitele pot lačení soufázového zesílení ( C M R R ) , ochrana pacienta 

před unikaj ícím proudem z obvodu a ochrana před nebezpečným v s t u p n í m n a p ě t í m 

- defibrilační pulz. [14] 

vz 2 - / , max; 
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2 Zpracování elektroencefalografických dat 
V současné době je E E G signál nejčastěji zpracováván v digi tální formě. Obecně je 

jeho zpracování v počí tač i provedeno pomocí několika na sebe navazujících kroků 

znázorněných na obrázku 2.2. P ř i předzpracování jsou v signálu nalezeny úseky sig­

nálu či celé kaná ly s artefakty. Naleznout je lze manuá ln í kontrolou nebo využi t ím 

nást roje , k te rý provede tuto p r ů z k u m n o u analýzu automaticky a poskytne report s 

informacemi o zarušených úsecích signálu, či celých kanálech. O náhledech na tuto 

problematiku a výpis používaných metod je n a p s á n v další kapitole. Cílem t é t o práce 

je t akový nás t ro j navrhnout. Ods t r aněn í a r te fak tů lze dosáhnout prostou filtrací 

nebo metodou analýzy nezávislých komponent ( ICA) . P ř i běžném předzpracování 

po té následuje prostorová interpolace pro doplnění chybějících hodnot. Taktéž při 

předzpracování dat je vhodné provést kontrolu hodnot, zda se v signálu vyskytuj í 

chybějící hodnoty a ex t rémní hodnoty ležící mimo rozsah zbytku dat. V některých 

př ípadech je vhodné provést standardizaci či normalizaci dat. P ř i s a m o t n é m zpraco­

vání předzpracovaných dat jsou z nich ex t rahovány př íznaky popisující signál, kdy 

tento proces může pod léha t i te ra t ivní optimalizaci. Ze všech možných př íznaků jsou 

selektovány jen ty ne jpods ta tně jš í pomocí nichž lze provést klasifikační analýzu nebo 

vizualizaci. [12], [20], [36] 

Surová dala • Kvalita surových dal Předzpracování dal 

£ 
Zpracování dal Klasifikace dal Zpracování dal Klasifikace dal 

J 

Vizualizace 

Optimalizace 

Obr. 2.1: Obecné blokové schéma zpracování E E G signálu. 

2.1 Artefakty a rušení 

Pro dobrou eliminaci ar te fak tů a rušení jen n u t n é správně definovat jejich zdroje. 

T y lze v surovém E E G signálu rozdělit do dvou velkých skupin podle jejich původu . 

P r v n í skupina m á biologický původ - j i ná než neuroná ln í aktivi ta měřeného subjektu 

se projeví do měřeného signálu. Druhou skupinu tvoří artefakty a rušení vzniklé 

interferencí okolní elektroniky s měřící b ě h e m měření signálu. [19], [29], [31] 
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2.1.1 Artefakty a rušení biologického původu 

Pohyby očí produkuj í elektrickou akt ivi tu zaměni te lnou s pomalou E E G aktivitou 

- 9 a ô vlny. Dalš ím čas tým zdrojem artefaktu je mrkán í , projevující se jako prudké 

změny v signálu. Ve spektru signálu se toto projevuje jako vysokofrekvenční složky. 

Oba dva tyto zdroje rušení lze však snadno odstranit pomocí elektrookulografického 

signálu. Elektrookulografie ( E O G ) je metoda sledující pohyby oka a směru pohledu 

při pozorování urč i tého objektu. Je zkoumán vztah mezi potenciá ly rohovky a sítnice 

pomocí elektrod umís těných blízko oka. Naměřené n a p ě t í odpov ídá úh lu pohledu a 

jeho velikost p r imárně závisí na blízkosti elektrody k oku a na směru, ve k t e r ém se 

oko pohybuje. Existuje korelace mezi E E G a E O G signály. [19], [29] 

Dalš ím velkým zdrojem biologického rušení E E G signálu je činnost svalů. J aká ­

koliv kontrakce v blízkosti E E G elektrody se projeví rušením. Avšak jako u p o h y b ů 

oka i zde je možné rušení nulovat pomocí záznamu elektrické aktivity svalů. Elektro-

myografie ( E M G ) je metoda měřící právě tuto aktivi tu, její signál může být tvořen 

nízkými amplitudami až po šum připomínaj íc í signál. [29], [31] 

Pos ledním velkým zdrojem rušení mohou být artefakty spja té se srdeční činností . 

V př ípadě , že se elektroda E E G nachází blízko tepny, jsou díky její pulzaci deteko-

vatelné pulsové artefakty. Taktéž elektrická akt ivi ta srdeční, ač na skalpu dosahuje 

relat ivně nízkých hodnot oproti E E G , může být špa tně odhadnuta jako patologická 

aktivita. [19] 

2.1.2 Artefakty a rušení nebiologického původu 

Nejčastějším zdrojem rušení nebiologického původu je síťové rušení . Do spektra E E G 

signálu se projevuje harmonické rušení napá jen ím ze sítě o frekvenci 50 Hz. Toto 

rušení lze j ednoduše odstranit filtrací a to úzkopásmovou zádrží . Dalš ím typickým 

artefaktem je e lektrodový popping, kdy díky poškozeným e lek t rodám nebo š p a t n é m u 

technickému stavu zařízení dojde ke změně impedance rozhraní e l ek t roda /kůže . Toto 

se v signálu projevuje kolísáním signálu, především jeho izolinie s p o s t u p n ý m ná­

vratem do původn í hodnoty. Kolísání izolinie je ods t ran i te lné p růměrován ím celého 

signálu. Problematickou může též být interference mezi okolními elektr ickými za­

řízeními a E E G př ís t ro jem. Zde se využívá prevence, kdy je snaha zajistit vhodné 

p o d m í n k y pro p r ů b ě h měření . Je vhodné zmíni t , že do t é to kategorie t ak t éž spadají 

artefakty spja té s nedokonalostmi zesilovačů a p řevodem na digitální signál. [19] 

2.2 Předzpracování dat 

Blok předzpracování dat lze rozdělit na dílčí kroky znázorněné na obrázku 2.2. Prv­

n ím krokem je vizuální kontrola dat. Je vhodné v signálu označit úseky nevhodné 
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pro další analýzu z důvodu vysokého podí lu šumu. Taktéž je možné úplně vynechat 

z nás ledné analýzy celé signály urči tých elektrod, z důvodu zat ížení artefakty od sva­

lové aktivity. P o t é jsou metodou I C A vybrány vhodné komponenty a je provedena 

prostorová interpolace. [12], [36] 

Surová data Vizuální kontrola 
Odstranění nevhodných 

Filtrace signálu 
Analýza nezávislých 

w Vizuální kontrola W dat W Filtrace signálu 
komponent 

Výběr komponent Zpětná analýza 
nezávislých komponent 

Prostorová interpolace Výběr komponent Zpětná analýza 
nezávislých komponent W Prostorová interpolace Předzpracovaná data 

Obr. 2.2: Obecné blokové schéma předzpracování E E G signálu. 

2.2.1 Filtrace 

Obecně rozlišujeme filtry na l ineární a nel ineární podle toho, zda u nich pla t í princip 

superpozice. Dále l ineární filtry dělíme na dva druhy - filtry s konečnou impulzní 

charakteristikou (FIR) a filtry s nekonečnou impulzní charakteristikou (IIR). Další 

možnost í dělení filtrů je podle p ropus tného p á s m a na dolní a horní propust, pásmo­

vou propust a zádrž . [12], [36] 

F I R filtr m á často nerekurzivní realizaci, jeho náv rh je více in tui t ivní a je abso­

lu tně stabilní . Fázová charakteristika sys tému je vždy l ineární bez ohledu na symet­

r i i impulsní charakteristiky. Nevýhodou F I R filtrů je nutnost velmi dlouhé impulsní 

charakteristiky pro dosažení velké strmosti mezi p r o p u s t n ý m a n e p r o p u s t n ý m pás­

mem, což se negat ivně projevuje na výpoče tn í náročnos t i a celkové zpoždění sys­

tému. [12], [36] 

I IR filtry jsou realizovány rekurzivně a je proto n u t n é ověřit jejich stabilitu. 

Taktéž vždy m á filtr nel ineární fázovou charakteristiku. Oproti F I R filtrům dosahuje 

I IR filtr s nižším ř á d e m mnohem strmějších p řechodů a kratš ích výpočetn ích dob. 

[12], [36] 

Pro filtraci E E G signálu je t ak t éž důleži tá ampl i tudová frekvenční charakte­

ristika. Je snaha o co největší hladkost kř ivky v p r o s t u p n é m pásmu, zvlnění zde 

odpovídá zesílení nebo zeslabení urči té frekvence a co největší strmost při p řechodu 

do nepropus tného pásma , ve k te rém by měl být max imá ln í ú t l um. Typickými fil­

t ry splňujícími tyto kr i tér ia je IIR B u t t e r w o r t h ů v filtr, nebo I IR Chebyshevův filtr. 

Obecně tedy lze říct, že se využívají oba druhy filtrů, I IR filtry pro rychlost v ý p o č t u 

a F I R pro l ineární fázovou frekvenční charakteristiku. [12], [36] 
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2.2.2 Analýza nezávislých komponent 

Výše zmíněná filtrace je v h o d n á pro ods t r aněn í rušení, k te ré je ve frekvenční oblasti 

odlišitelné od E E G signálu. Pro př ípady, kdy tento stav nenas tává lze využí t metodu 

nezávislých komponent. Matematicky tuto metodu lze vyjádři t pomocí vztahu: 

kde S je zdrojový signál o délce m, X je sn ímaný signál a A je směšovací matice 

o rozměrech m x m. Cílem metody I C A je nalezení matice W , jenž je inverzní 

k směšovací matici a výsledkem jejího součinu se sn ímaným signálem bude odhad 

původního zdrojového signálu. [20] 

Algor i tmy pro výpočet I C A se dělí do dvou skupin podle postupu řešení. P rvn í 

skupina je založená na minimalizaci vzájemné informace, dobře se př izpůsobuje va­

riacím v datech, avšak je závislá na správném určení rozložení dat. Naopak d ruhá 

metoda je založena na maximalizaci nenormality dat. Výběr metody se odvíjí na 

konkré tn í aplikaci. [20] 

2.2.3 Interpolace 

Př i odhalení elektrody poskytuj ící chybový signál je tento signál ods t r aněn a na­

hrazen interpolací signálů z okolních elektrod. Metod interpolace je mnoho, pro 

interpolaci E E G dat se často využívá 3D sférického splinu p rvn ího řádu . Zde pro 

každý chybějící vzorek chybového signálu je v y p o č í t á n a hodnota z okolních elektrod 

pomocí l ineární interpolace. Zde bude vypoč í t aná hodnota ležet v rozsahu naměře ­

ných hodnot, což by při použi t í splinů s polynomem vyššího ř á d u nemuselo nastat. 

Pro pozdější ana lýzu E E G signálu je vhodné v co nejmenší míře používat inter­

polaci, neboť jej ím výsledkem je umělý signál. Taktéž je prob lemat ická interpolace 

okrajových elektrod, kde není dostatek elektrod v okolí. [12] 

X = A - S 
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3 Kvalita elektroencefalografických dat 
Pro zjištění, zda n a m ě ř e n á data jsou v h o d n á pro další ana lýzu je n u t n é zhodnotit, 

zda jsou dos ta tečně kvalitní . Tedy je nu tné odhalit jestli jsou v signálu jednot l ivých 

kaná lů p ř í t omny artefakty a rušení . P ř í t omnos t lze odhalit analýzou signálu v urči té 

doméně , odkud jsou získány př íznaky popisující kvalitu. [8], [28], [39] 

3.1 Analýza elektroencefalografického signálu 

Analýza E E G signálů zahrnuje extrakci smysluplných informací ze zaznamenaných 

dat, aby bylo možné identifikovat vzorce nebo abnormality. Použi té metody se zamě­

řují na analýzu v časové, frekvenční, časově-frekvenční a prostorové oblasti. Každá 

doména nabízí jedinečné perspektivy a metody pro odhalování cenných p o z n a t k ů z 

E E G dat. [8], [28], [39] 

3.1.1 Analýza signálu v časové oblasti 

Analýza E E G signálů v časové oblasti hraje klíčovou roli v pochopení časové dyna­

miky a charakteristik mozkové aktivity. Tento p ř í s tup zahrnuje zkoumání nezpraco­

vaných E E G dat v jejich časové doméně , bez jakýchkoli frekvenčních nebo prosto­

rových t ransformací . K získání náh ledu na amplitudu, variabili tu a časové vzorce 

signálu se používají různé funkce a techniky. Ampl i tudová analýza poskytuje infor­

mace o síle a intenzi tě nervové aktivity, za t ímco míry jako průměr , rozptyl, šikmost a 

špičatost kvantifikují distribuci a stat is t ické vlastnosti signálu. Frekvence p růchodů 

nulou odhaluje rychlost oscilací. Kromě toho Hjorthovy parametry, včetně aktivity, 

mobili ty a složitosti, zachycují různé aspekty energie signálu, změny tvaru vlny a 

nepravidelnosti. [12], [28] 

3.1.2 Analýza signálu ve frekvenční oblasti 

Analýza ve frekvenční oblasti je dalš ím z možných p ř í s tupů v analýze E E G signálu 

využívající spekt rá ln í vlastnosti dat. Použ i t ím Fourierovy transformace je signál 

E E G t ransformován z časové oblasti do frekvenční oblasti, jak je znázorněno na 

obrázku 3.1. To umožňuje zkoumat rozložení a sílu různých frekvenčních složek, 

jako jsou vlny a, (3, 9 a 7. Ana lýza ve frekvenční oblasti poskytuje cenné informace 

o dominan tn ích frekvenčních pásmech a jejich relat ivních ampl i tudách a odhaluje 

důležité poznatky o oscilační akt iv i tě mozku. [12], [28] 

25 



O 0.2 0.4 0.6 0.8 1 0 50 100 150 200 250 

Čas [s] Frekvence (Hz) 

(a) (b) 

Obr. 3.1: Harmonický signál a jeho ampl i tudové spektrum, kdy na obrázku (a) je 

časový p r ů b ě h harmonické funkce tvořené dvěma frekvencemi a na obrázku (b) je 

její ampl i tudové spektrum. [12] 

3.1.3 Analýza signálu v časově-frekvenční oblasti 

Analýza signálu v časově frekvenční oblasti kombinuje jak časové, tak spekt rá ln í 

vlastnosti dat. Tento p ř í s tup umožňuje zkoumat, jak se frekvenční obsah E E G sig­

nálu mění v p r ů b ě h u času, čímž je zachycena dynamická povaha mozkové aktivity. 

Mezi používané techniky pa t ř í k r á tkodobá Fourierova transformace a vlnková trans­

formace. Aplikací těch to t ransformací se mohou identifikovat a zkoumat přechodné 

událost i , spekt rá ln í změny související s udá los tmi a frekvenční dynamiku, k teré ne­

musí být zřejmé ani v časové nebo frekvenční doméně samotné . Časově-frekvenční 

reprezentace poskytuje detai lní pohled na časově p roměnnou distribuci výkonu nebo 

amplitudy v různých frekvenčních pásmech, odhaluje časový vývoj neurálních osci­

lací a jejich vztah ke kogni t ivním procesům. [12], [28], [32] 

3.1.4 Analýza signálu v prostorové oblasti 

Analýza signálu v prostorové oblasti se zaměřuje na prostorovou distribuci a topogra­

fické charakteristiky mozkové aktivity. Tato analýza zahrnuje zkoumání elektrických 

potenciá lů zaznamenaných elektrodami umís těnými na pokožce hlavy, aby se získal 

pohled na nervové procesy probíhající v různých oblastech mozku. Techniky, jako 

jsou skalpové mapy a topografické grafy, se běžně používají k vizualizaci amplitudy 

nebo distribuce výkonu např íč umís těn ími elektrodami, odhalující prostorové vzorce 

mozkové aktivity. Analýza prostorové domény umožňuje posouzení funkční konekti-

vi ty mezi oblastmi mozku, identifikaci mozkových sítí a lokalizaci abnormalit nebo 

fokálních aktivací . [28], [32] 
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3.2 Extrakce příznaků 
Extrakce př íznaků umožňuje extrakci relevantních informací ze surových nezpraco­

vaných E E G dat. Signály E E G jsou složité a obsahují obrovské množs tv í informací, 

t akže je n u t n é extrahovat specifické rysy, k teré zachycují základní charakteristiky 

mozkové aktivi ty nebo ar te fak tů a rušení . Ty to metody zahrnuj í transformaci su­

rových dat do souboru smysluplných a reprezenta t ivních př íznaků, k teré mohou 

zahrnovat např ík lad stat is t ické míry, spekt rá ln í koeficienty, deskriptory časové do­

mény nebo míry konektivity. Cílem extrakce př íznaků v analýze kvality signálu E E G 

je odhalení p ř í tomnos t i a r te fak tů a rušení . [8], [39] 

3.2.1 Příznaky složitosti 

Př íznaky složitosti poskytuj í cenné poznatky o složité a nel ineární dynamice mozkové 

aktivity. Tyto funkce zachycují složitost, nepravidelnost a informační obsah E E G 

signálu a nabízejí hlubší pochopení základních nervových procesů. Pro kvantifikaci 

složitosti E E G signálu se běžně používají mí ry jako fraktální dimenze, entropie a 

mult iškálová entropie. Frak tá ln í dimenze charakterizuje soběpodobnos t a škálovací 

vlastnosti signálu, za t ímco entropie měří náhodnos t a informační obsah. Víceškálová 

entropie zkoumá složitost např íč různými časovými měř í tky a poskytuje pohled na 

časovou organizaci mozkové aktivity. [28] 

Tab. 3.1: Tabulka se seznamem běžně používaných př íznaků složitosti. 

P ř í znaky složitosti S t ručný popis 

Shannonova entropie Adi t ivní mí ra stochasticity signálu [12] 

Tsalisova entropie Neadi t ivní mí ra stochasticity signálu [9] 

Hjortova mobil i ta S t řední frekvence signálu [25] 

Hjortova komplexita Rychlost změny Hjortovy mobili ty [25] 

Množstv í informace Entropie vínkově rozloženého signálu [30] 

Koeficienty cepstra Rychlost změny výkonu spekt rá ln ího p á s m a signálu [27] 

Lyapunovův exponent Separace mezi signály s podobnou t ra jektor i í [37] 

Falešný nejbližší soused Spojitost a plynulost signálu [10] 

3.2.2 Příznaky kontinuity 

Př íznaky kontinuity nabízí náh led na časovou dynamiku a plynulost mozkové ak­

tivity. Tyto funkce zachycují kontinuitu nebo pravidelnost signálu E E G a nabízejí 
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cenné informace o stabi l i tě a konzistenci nervových procesů. K extrakci rysů kon­

tinuity ze signálů E E G se běžně používají autokorelace, derivace v časové doméně 

a vlnková koherence. Autokorelace kvantifikuje korelaci mezi signálem a jeho zpož­

děnými verzemi, odhaluje časové závislosti a opakující se vzorce. Derivace v časové 

oblasti hodno t í rychlost změny nebo sklon signálu, což naznačuje hladkost nebo ná­

hlé přechody. Vlnová koherence zkoumá koherenci nebo fázovou konzistenci mezi 

různými frekvenčními složkami a poskytuje pohled na synchronizaci a konektivitu 

neurálních oscilací. [12], [28], [32] 

Tab. 3.2: Tabulka se seznamem běžně používaných př íznaků kontinuity. 

P ř í znaky kontinuity S t ručný popis 

Medián frekvence Medián spekt rá ln ího výkonu [20] 

Výkon ô p á s m a Spekt rá ln í výkon v p á s m u 0 až 3 Hz 

Výkon 9 p á s m a Spekt rá ln í výkon v p á s m u 4 až 7 Hz 

Výkon a p á s m a Spekt rá ln í výkon v p á s m u 8 až 15 Hz 

Výkon j3 p á s m a Spekt rá ln í výkon v p á s m u 16 až 31 Hz 

Výkon 7 p á s m a Spekt rá ln í výkon v p á s m u nad 32 Hz 

S m ě r o d a t n á odchylka P r ů m ě r n ý rozdíl mezi hodnotou signálu a jeho p r ů m ě r n o u 

hodnotou [20] 

Poměr OL/ô Poměr výkonové spekt rá ln í hustoty v pásmech OL a ô [35] 

Zpomalení difúze Ukazatel max imá ln í spekt rá ln í hustoty výkonu [H] 
ô impulz po hrotu Nárůs t ô po špičce ve srovnání s ô p řed špičkou [H] 
Počet impulzů Počet ampl i tudových impulzů 

Délka impulzu Stat is t ické vlastnosti impulzu 

Síla p á s m a impulzu Spekt rá ln í síla impulzu 

Počet pot lačení Segmenty se souvislým po t lačen ím amplitudy 

Délka pot lačení Stat is t ické vlastnosti pot lačení 

3.2.3 Příznaky konektivity 

Pohled na funkční konektivitu a komunikaci mezi různými oblastmi mozku umož­

ňují p ř íznaky konektivity, jenž popisují interakce, synchronizaci a koherenci neuro­

nové aktivity. K extrakci př íznaků se používá např ík lad koherence, hodnota fázového 

uzamčení ( P I V ) a metriky založené na teorii grafů. Koherence kvantifikuje l ineární 

korelaci a synchronizaci mezi různými frekvenčními složkami, což ukazuje na funkční 

konektivitu mezi oblastmi mozku. P L V měří fázovou konzistenci nebo fázový zámek 
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mezi nervovými oscilacemi, což odráží s tupeň synchronizace a komunikace. Pro vy­

užití metrik založených na teorii grafů je n u t n é mí t matici konektivity, na kterou se 

aplikují síťové metriky jako centralita, modularita a další. [28], [32] 

Tab. 3.3: Tabulka se seznamem běžně používaných př íznaků konektivity. 

P ř í znaky konektivity St ručný popis 

Koherence 

Vzájemná informace 

Grangerova kauzalita 

Index fázového zpoždění 

Velikost vzájemné korelace 

Zpoždění vzájemné korelace 

Koherence ve výkonu 0 až 4 Hz mezi signály [35] 

Míra závislosti [28] 

Míra kauzality [5] 

Asociace mezi okamži tou fází signálů [33] 

Maximáln í korelace mezi signály [12] 

Časové zpoždění , k teré maximalizuje korelaci mezi 

signály [12] 

3.3 Metody detekce odlehlých hodnot 

Metody detekce odlehlých hodnot při extrakci př íznaků E E G mají za cíl identifi­

kovat datové body nebo úseky, k teré se významně odchylují od očekávaného nebo 

normáln ího chování. Ty to metody využívají různé techniky, jako jsou stat is t ické pří­

stupy, algoritmy strojového učení nebo doménově specifická heuristika, k identifikaci 

odlehlých hodnot a jejich odlišení od základního E E G signálu. [28], [39] 

3.3.1 Statistické metody 

Detekce odlehlých hodnot na základě histogramu je použ ívaným př í s tupem, jehož 

cílem je identifikovat a označit da tové body, k teré se výrazně odchylují od očeká­

vaného rozložení. Tato metoda zahrnuje sestavení histogramu, k te rý předs tavuje 

frekvenční rozložení hodnot dat, a po t é použi t í s ta t is t ických technik k identifikaci 

odlehlých hodnot. Analýzou tvaru, šíření a hustoty histogramu lze odlehlé hodnoty 

identifikovat jako datové body, k teré spadaj í mimo urči tý rozsah nebo vykazují vý­

razně odlišné rozložení. Detekce odlehlých hodnot na základě histogramu poskytuje 

jednoduchý, ale úč inný způsob, jak detekovat a odstranit ar tefaktové datové body. 

[13], [28] 

Lokální odlehlý faktor (LÖF) je robus tn í metoda detekce odlehlých hodnot, fun­

gující na principu posouzení s tupně odlehlosti da tového bodu na základě jeho mís tn í 

hustoty ve srovnání s jeho sousedními da tovými body. Zvážením mís tn í hustoty da­

tových b o d ů může L O F efektivně identifikovat odlehlé hodnoty, k teré se odchylují 
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od okolního kontextu. L O F poč í t á skóre pro každý da tový bod, př ičemž vyšší skóre 

značí vyšší p ravděpodobnos t , že se j e d n á o odlehlou hodnotu. V kontextu extrakce 

rysů E E G lze L O F použí t k identifikaci abnormáln ích segmentů E E G nebo rysů, 

k teré vykazují neobvyklé vzory, jako jsou artefakty nebo vzácné fyziologické udá­

losti. [6], [28] 

Angle-Based Outlier Detector ( A B O D ) je výkonná metoda detekce odlehlých 

hodnot, k t e r á měř í úhly mezi da tovými body ve v ícerozměrném prostoru. A B O D 

vypočí tává relat ivní úhly vytvořené d a t o v ý m bodem vzhledem k jeho sousedním 

d a t o v ý m b o d ů m , což mu umožňuje identifikovat odlehlé hodnoty na základě jejich 

odchylky od očekávaných úhlových vzorů. P ř i zohlednění úhlů spíše než vzdálenost í 

je A B O D méně citlivý na vl iv irelevantních nebo hlučných dimenzí v prostoru prvků. 

V kontextu extrakce rysů E E G lze A B O D využí t k detekci anomálních vzorců E E G 

nebo rysů, k teré vykazují významné odchylky od sousedních bodů . [17], [28] 

Jednot ř ídová metoda podpů rných vektorů ( O C S V M ) je robus tn í metoda, kdy 

řízený algoritmus učení se učí charakteristiky normáln ích da tových b o d ů a po t é 

identifikuje odlehlé hodnoty jako da tové body, k te ré se výrazně odchylují od nauče­

ného normáln ího vzoru. Modelováním normáln ího chování funkcí E E G může detek­

tor O C S V M účinně rozlišovat mezi normáln ími a abnormáln ími vzory. [1], [28] 

Lokálně selektivní kombinace v paralelních odlehlých souborech ( L S C P O E ) je 

pokroči lá metoda detekce odlehlých hodnot zahrnujících několik a lgor i tmů v E E G 

datech. Selekt ivním kombinováním výsledků těchto a lgor i tmů na základě mís tn ích 

charakteristik a vzorů dosahuje L S C P robus tn í a přesné detekce odlehlých hodnot. 

Tento p ř í s tup je zvláště uži tečný při práci s různými odlehlými vzory a složitými 

distribucemi dat. [28], [38] 

3.3.2 Metody založené na učení 

Metody založené na učení jsou efektivními p ř í s tupy k detekci odlehlých hodnot. Tyto 

metody využívají sílu a lgor i tmů strojového učení k au tomat i ckému rozpoznání vzorů 

a charakteristik normáln ích E E G signálů. Tréninkem na označených datech nebo 

použ i t ím technik učení bez učitele mohou tyto metody zachytit př i rozenou složitost a 

variabili tu E E G dat. P ř í s t upy učení s uči te lem využívají ano tovaná t réninková data 

k t rénování klasifikátorů, k teré dokážou rozlišit mezi normáln ími a abnormáln ími 

E E G vzory. N a d ruhé s t raně metody učení bez dozoru mají za cíl odhalit odlehlé 

hodnoty modelováním normáln í distribuce rysů E E G a identifikací p ř ípadů , k te ré se 

významně odchylují od t é t o naučené reprezentace. Metody založené na učení nabízejí 

výhody adaptability, škálovatelnosti a schopnosti zv ládnout různé typy odlehlých 

hodnot, včetně ar tefaktů , anomáli í nebo vzácných událost í . [3], [28] 
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4 Návrh nástroje a jeho programové řešení 
Smysl navrženého nás t ro je je p řed předzpracování surových E E G dat provést prů­

zkumnou analýzu a nalézt úseky signálu či celé kaná ly s artefakty a rušením. Nást ro j 

automaticky nalezne a doporučí , o k t e r á mís t a se j edná . V ý s t u p e m nás t ro je je re­

port o kvalitě dat. Nást ro j je navržen tak, aby bylo možné ho rozšířit o další metriky 

kvality. Blokové schéma nás t ro je je znázorněno na obrázku 4.1. 

Surová data 

Detekce špatných oken 

I 

Načteni dat 

Nalezení značek a E K G 
signálu 

Předzpracováni signálu 

Extrakce příznaků 

Binární klasifikace 

Detekce špatných 
kanálů 

t" 

Informace o signálu 

Report o kvalitě dat 

Obr. 4.1: Blokové schéma navrženého nás t ro je . 
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4.1 Načtení elektroencefalografických dat 
P r v n í m krokem nás t ro je je nač ten í naměřených dat z datové struktury měřícího pří­

stroje a převést jej do formátu lépe počí tačově zpracovatelného. Toho lze dosáhnou t 

s pomocí volně dos tupné knihovny F i l e l O jež je součást í Fieldtr ip toolboxu. E E G 

data mohou nabýva t různých da tových formátů podle výrobce zařízení. Seznam 

podporovaných da tových formátů a výrobců je uveden v tabulce 4.1. 

Tab. 4.1: Tabulka podporovaných da tových formátů podle výrobců. [26] 

Výrobce E E G přís t roje Datové formáty 

A N T Neuro .avr, . ent, •trg 

Besa .avr, . swf 

Biosemi B D F .bdf 

Brain Products •eeg, . seg, .dat, .vhdr, .vmrk 

Cambridge Electronic Design . smr 

E E G L A B .set, . fdt 

Magst im Electrical Geodesies, Inc. •egis, . ave, .gave, .ses, .raw, .mff 

NeuroScan •eeg, . ent, •avg 

Nexstim .nxe 

T M S i . P o l y 5 

Generické s t a n d a r d n í formáty .edf, . gdf 

Pro nač ten í dat je použi t FieldTrip toolbox, což je sada softwarových nás t ro jů pro 

in terakt ivní programové pros t ředí M A T L A B , jež je v h o d n á pro analýzu dat z E E G , 

magnetoencefalografie ( M E G ) a in t rakraniá ln í elektroencefalografie ( i E E G ) . Nabízí 

předzpracování a pokročilé analyt ické metody, jako je časově-frekvenční analýza, 

rekonstrukce zdroje pomocí dipólů a neparamet r ické s tat is t ické testování . Podporuje 

datové formáty všech hlavních sys témů M E G a nej populárnějš ích sys témů E E G a 

i E E G . [26] 

4.1.1 Použité datové formáty 

P o s k y t n u t á E E G data z labora toře mul t imodá ln ího a funkčního zobrazování C E I -

T E C M U jsou pouze ve dvou da tových formátech - Me ta File Fo rmá t ( M F F ) a Bra in 

Vis ion File Formát ( B V F F ) z důvodu použi t í E E G sys témů od výrobců Magst im 

Electrical Geodesics, Inc. (Magstim E G I ) a Bra in Products (BP) . 

M F F je široce používaný formát souboru v analýze signálu E E G od výrobce 

Magst im E G I . Je speciálně navržen pro uk ládán í a organizování E E G dat spolu se 
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souvisejícími metadaty. M F F poskytuje komplexní strukturu pro uk ládán í různých 

komponent E E G exper imentů , včetně nezpracovaných E E G záznamů, značek udá­

lostí, pozic elektrod, informací o účastnících a exper imentá ln ích protokolů. Tento 

formát umožňuje snadný p ř í s tup , správu a sdílení dat E E G např íč různými analy­

t ickými platformami a softwarovými nástroj i . Formát M F F podporuje interoperabi-

l i tu a standardizaci v analýze signálu E E G , usnadňuje reprodukovatelnost výzkum­

ných zjištění a spolupráci mezi výzkumníky v oblasti neurověd. Veškeré informace 

je možné získat nač t en ím souboru s koncovkou .mff. [26] 

B V F F je široce používaný formát souborů při analýze signálu E E G od výrobce 

B P . Je speciálně navržen pro uk ládán í a výměnu E E G dat spolu s př idruženými me­

tadaty. B V F F poskytuje standardizovanou strukturu pro uk ládán í nezpracovaných 

záznamů E E G , konfigurací elektrod, značek událos t í a dalších relevantních informací. 

Tento formát podporuje kompatibil i tu mezi různými sys témy E E G a softwarovými 

nástroj i , což usnadňuje sdílení dat a spolupráci mezi výzkumníky. Oproti předcho­

zímu formátu je n u t n é pro správnou analýzu načíst t ř i s amos t a tné soubory. Meta 

data jsou uložena v souboru s koncovkou .vhdr, soubor tex tových značek s kon­

covkou .vmrk obsahující informace o událostech v datech a hodnoty napě t í E E G 

uložené jako b iná rn í soubor s koncovkou .eeg. Výhoda B V F F oproti M F F je, že 

se j e d n á o schválený formát standardu Bra in Imaging Data Structure (BIDS). Ten 

vznikl jako j ednoduchý a snadno použi te lný způsob organizace komplikovaných dat 

neurologických exper imentů . [26] 

4.2 Přítomnost značek a elektrokardiolografického sig­
nálu 

Pro určení kvality E E G záznamu je t ak též n u t n é stanovit p ř í tomnos t značek v zá­

znamu. Značky v datech E E G slouží k označení a pojmenování konkrétních událost í 

nebo časových b o d ů zájmu b ě h e m záznamu E E G . Př i sn ímání E E G dat je často 

sn ímán i elektrokardiologický signál ( E K G ) . Po odhalení p ř í tomnos t i E K G signálu 

je nalezený kanál ods t r aněn z dat pro další ana lýzu a do reportu o kvali tě je uložena 

logická hodnota o p ř í tomnos t i E K G . 

4.3 Předzpracování dat 

Po nač ten í dat je n u t n é provést jejich předzpracování , avšak oproti informacím v 

kapitole 2.2 jsou tyto operace provedeny pouze jako pomocný nás t ro j s co nejmen-

ším vlivem na informaci v surových datech. Předzpracování se skládá z filtrace a 

transformace dat. 
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Pro ods t r aněn í l ineárního posunu v surových E E G datech je provedena filtrace fil­

trem typu horn í propust s mezní frekvencí 1 Hz. Specificky byl použi t B u t t e r w o r t h ů v 

filtr d ruhého řádu . Kvůli p o ž a d a v k ů m funkce v M A T L A B toolboxu je n u t n é norma­

lizovat mezní frekvenci pomocí vztahu: 

f m = T~ř ' (4-1) 
2Jvz 

kde f'm je normal izovaná mezní frekvence filtru, fm je mezní frekvence filtru [Hz] a 

fvz J e vzorkovací frekvence [Hz]. 

Po provedení filtrace je provedena transformace dat - zkrácení celkové délky na 

délku N', protože metody v následné analýze extrahuj í př íznak pro časové okno o 

délce j edné vteřiny. 

N' = N-(Nmodfvg), (4.2) 

kde N' je délka zkrácených dat, N je délka původních dat a N mod fvz je výsle­

dek operace modulo - celočíselný zbytek po dělení původn í délky dat vzorkovací 

frekvencí. 

4.4 Výpočet příznaků 

Fi l t rovaná a zkrácená data z předchozí funkce jsou t ransformována aby byla lépe 

využ i ta již existujícími M A T L A B funkcemi a t í m byl zkrácen výpoče tn í čas. N a tyto 

data jsou aplikovány veškeré funkce extrakce př íznaků podle schématu znázorněného 

na obrázku 4.2. Popis významu dílčích funkcí je uveden níže. Taktéž pro každý 

ex t rahovaný př íznak je spoč í t ána s m ě r o d a t n á odchylka a p r ů m ě r n á hodnota pro 

daný kanál . Ty to hodnoty budou sloužit ke klasifikaci výsledků. 

4.4.1 Statičnost signálu 

Detekce s ta t ického signálu vychází z p ředpokladu , že signály s malou směroda tnou 

odchylkou (SD) nebo absolutn í s t řední odchylkou ( M A D ) budou p ravděpodobně 

k o n s t a n t n í / e x t r é m n ě slabé. P r v n í metoda tedy detekuje kons tan tn í signály pomocí 

v ý p o č t u SD a M A D a je po rovnána s velmi malou hodnotou napě t í (10~9/jV). 

Kromě toho jsou také detekována okna obsahující jakékoliv obecně nep la tné hodnoty. 

Všechna tato detekovaná okna jsou považována za špa tná , z důvodu že se v nich 

nenachází E E G signál. [39] 

4.4.2 Koeficient špičatosti 

Tento koeficient je s t a n d a r d n í s ta t i s t ická mí ra závažnost i konců distribuce vzorků, 

tedy udává, s jakou p ravděpodobnos t í vzorek obsahuje odlehlou hodnotu. Č ím vyšší 
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Předzpracování dat 

Funkce extrakce 
příznaků 
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Výpočet matice 
směrodatné odchylky 

> t 

Výpočet matice 
průměrů 

\ ý hodnocení příznaků 

Obr. 4.2: Blokové schéma extrakce př íznaků a s ta t is t ických veličin. 

je p ravděpodobnos t odlehlých hodnot ve vzorku, t í m větší je hodnota koeficientu. 

Podobně , čím rovnoměrnějš í je rozdělení, t í m nižší je koeficient špičatost i vzhledem 

k no rmá ln ímu rozdělení. Pomocí následujícího vztahu je možné vypoč í t a t koeficient 

špičatost i pro signál x délky N 

K N 

x\n) x)f 
2 - (4.3) 

kde x(n) je hodnota vzorku signálu na ak tuá ln í pozici, x je p r ů m ě r n á hodnota vzorků 

v okně. 

4.4.3 Síťové rušení 

Popis vzniku a v l ivu artefaktu síťového rušení je uveden v kapitole 2.1.2. Pro změření 

síly síťového rušení v E E G signálu, je vypoč í t ána p r ů m ě r n á hodnota j ednos t r anného 

ampl i tudové spektrum signálu v rozsahu 50 ± 1Hz. 
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4.4.4 Maximální gradient 

Maximáln í gradient signálu E E G je největší rozdíl mezi všemi sousedními vzorky 

v okně. Toto je běžně použ ívaná metoda detekce ar te fak tů v analýzách E E G , kde 

se krok lO/iV/ms často používá jako p r á h pro indikaci jakéhokoli vysokoamplitudo-

vého či vysokofrekvenčního artefaktu, k te rý vytvář í rychlé změny sn ímaného napě t í . 

Maximáln í gradient lze vypoč í t a t pomocí vztahu 

kde MG je hodnota max imáln ího gradientu, x(n) je hodnota vzorku signálu na 

ak tuá ln í pozici a x(n — 1) je hodnota vzorku signálu na předešlé pozici. 

4.4.5 Amplituda kvadratického průměru 

Odmocnina s t řední kvadrat ické amplitudy ( R M S A ) signálu E E G je obecným měří t ­

kem velikosti signálu v celém okně, bez ohledu na frekvenci. Pro signál X délky TV 

lze efektivní hodnotu R M S A vypoč í t a t pomocí vztahu 

P la t í , že okna obsahující artefakty s vysokou amplitudou by měla mí t větší hodnotu 

R M S A než okna s amplitudami v no rmá ln ím rozsahu E E G . 

4.4.6 Síla v užitečném pásmu 

V kapitole 1.1.2 je uvedeno, že mezi frekvencemi 1 až 50 Hz se nachází veškeré 

důležité rytmy. Pro zjištění, zda se v signálu nachází tyto rytmy je vypoč í t áno 

ampl i tudové j ednos t r anné spektrum celého signálu a zprůměrováno přes frekvenční 

rozsah oblasti zájmu. Po rovnán ím těchto hodnot s hodnotami síťové rušení je určeno, 

zda se v signálu nachází interference mezi měř íc ím zařízením a okolními přístroj i 

napá jenými ze sítě. 

4.4.7 Míra průchodu nulou 

Míra p růchodu nulou (ZCR) určuje mí ru s jakou se signál mění z pozi t ivních na 

negat ivní hodnoty. Je to ukazatel frekvence, při k teré je větš ina energie sous t ředěna 

ve spektru signálu. Z C R by se mělo zvyšovat u vysokofrekvenčních ar te fak tů a klesat 

u nízkofrekvenčních ar tefaktů , k te ré způsobují posun E E G stopy od nulové čáry. 

Pomocí vztahu lze vypoč í t a t 

(4.4) 

(4.5) 

n=l 
(4.6) 
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4.4.8 Rozšiřitelnost o výpočet dalších příznaků 

Př i dodržení s tejného formátu v s t u p ů je možné rozšířit toolbox p ř idán ím dalších 

souboru s kódem. 

4.5 Vyhodnocení příznaků 

Matice hodnot p ř íznaků X o p o č t u kaná lů M a p o č t u oken TV je po t é b inárně 

klasifikována na matici logických hodnot Y pomocí vztahu 

kde i = 1,2,..., M a k = 1,2,..., N. 

4.6 Detekce špatných úseků signálů a kanálů 

Matice logických hodnot dále vstupuje do dvou samos ta tných cest na jejichž v ý s t u p u 

jsou detekovaná okna a kanál , k t e rá jsou poškozená artefakty a rušením. Pro detekci 

oken je p rvn ím krokem sumace oken klasifikovaných jako dobrá přes všechny okna a 

daný př íznak. Hodnoty sumace jsou po t é poděleny p o č t e m oken aby byl i získávány 

poměry. Tedy nízkých hodnot dosahují takové okna, kde je nízký počet dobrých 

oken. Jelikož pro každou metriku se pohybuj í poměry v různém rozmezí je provedena 

normalizace pomocí max imá ln í a min imáln í hodnoty podle vztahu 

yi,K / \ • t \ v^-^ max{Xk) — min[Xk) 

Jako špa tné okno je vyb ráno takové, jehož normalizovaný poměr je nižší než stano­

vený práh . Výzkumem byla hodnota prahu T stanovena pomocí vztahu 

kde x~i je p r ů m ě r n á hodnota normal izovaného p o m ě r u pro dané okno. 

Detekce špa tných kaná lů p rob íhá stejně jen matice logických hodnot je sečtena 

přes všechny kaná ly a daný př íznak, po t é následuje dělení vzniklých sum p o č t e m 

kaná lů a normalizace poměrů . Jako špa tný kanál je v y b r á n ten s nejnižší hodnotou 

normal izovaného poměru . 

(4.7) 

(4.9) 
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4.7 Report o kvalitě dat 
V ý s t u p e m tohoto programuje je report ve formátu .pdf vy tvořeného pomocí tool-

boxu M A T L A B Report Generá tor . V reportu se nachází j m é n o souboru, počet ka­

nálů, vzorkovací frekvence, p ř í tomnos t značek, tabulka s un iká tn ími značkami a 

jejich četnost í , p ř í tomnos t síťového rušení a E K G signálu v datech, tabulka de­

tekovaných špa tných oken a detekovaný kanál s jeho hodnotou s tandard izovaného 

poměru . 

V p rvn í část i reportu se nachází základní informace o souboru j a k ý m je jeho 

jméno , vzorkovací frekvence a počet kanálů . V další části jsou informace o př í tom­

nosti značek v signálu. Pokud se v signálu vyskytuj í , tak jsou zjištěny un iká tn í j m é n a 

značek a jejich četnost i . Taktéž je uvedeno, zda se v souboru nachází E K G signál 

a síťové rušení . Následuje dvousloupcová tabulka s indexy vzorků začá tku a konce 

detekovaného úseku s artefakty a rušením. V poslední části je uvedeno číslo kaná lu 

s nejnižším normal izovaným p o m ě r e m - kaná lem s artefakty a rušením. 
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5 Vyhodnocení detekce artefaktů 
Nástro j byl implementován v pros t řed í M A T L A B R2022b na p řenosném počí tači s 

procesorem Intel Core Í7-4710HQ t ak tovaném na 2,50 G H z s 16 G B pamě t i R A M . 

Nást ro j je implementován pomocí s amos t a tně spus t i te lného skriptu main.m využí­

vající toolbox s funkcemi. 

N a p o s k y t n u t á E E G data z labora toře mul t imodá ln ího a funkčního zobrazování 

C E I T E C M U byla aplikován základní p r ů z k u m a zjištěné vlastnosti dat jsou uve­

deny v tabulce 5.1. Mez i h ledané atributy pa t ř í počet kaná lů v záznamu, vzorkovací 

frekvence fvz, poče t vzorků signálu a p ř í tomnos t značek a E K G signálu. 

Tab. 5.1: Tabulka s veškerými posky tnu tými soubory a jejich vlastnostmi. 

ID souboru Počet kaná lů fvz Počet vzorků Značky P ř í t omnos t E K G 

1 258 1000 211490 A N O N E 

2 258 1000 213745 A N O A N O 

3 258 1000 213595 A N O A N O 

4 258 1000 212691 A N O A N O 

5 258 1000 212652 A N O A N O 

6 258 1000 212159 A N O A N O 

7 258 1000 212479 A N O A N O 

8 258 1000 210927 A N O A N O 

9 258 1000 215159 A N O A N O 

10 258 1000 211591 A N O A N O 

11 258 1000 210961 A N O A N O 

12 258 1000 210401 A N O A N O 

13 258 1000 210975 A N O A N O 

14 258 1000 214494 A N O A N O 

15 258 1000 213861 A N O A N O 

16 258 1000 212603 A N O A N O 

17 258 1000 213856 A N O A N O 

Z tabulky vyplývá, že veškeré soubory mají stejný počet kaná lů , vzorkovací frek­

venci, obsahují značky a maj í přibl ižně stejnou dobu t rvání . Jed iný p rvn í soubor se 

liší t ím, že neobsahuje E K G signál v datech. P r v n í soubor se také proti zbytku liší 

t ím, že se j e d n á o formát B V F F oproti o s t a t n í m ve fo rmátu M F F . 

Další analýzou dat byly získány informace v tabulce 5.2. Cílem t é t o analýzy bylo 

nalezení un iká tn ích jmen značek a jejich četnost í spolu s kaná lem E K G . Např ík lad 
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zkratka značky DI16 označuje digitální v s tupn í kaná l označený jako kaná l 16. Zna­

mená , že v d a n é m časovém bodě b ě h e m záznamu E E G došlo ke specifické událost i 

nebo spuštění . [26] 

Tab. 5.2: Tabulka uniká tn ích značek, jejich četnost í a kaná lu E K G . 

ID souboru J m é n a značek Četnos t i značek E K G kaná l 

1 DI16, DIN3 1, 102 -

2 DI16, DIN3 51 50 258 

3 DI16, DIN3 49 50 258 

4 DI16, DIN3 10 50 258 

5 DI16, DIN3 51 50 258 

6 DI16, DIN3 50 50 258 

7 DI16, DIN3 50 50 258 

8 DI16, DIN1 , DIN3 46 1, 50 258 

9 DI16, DIN1 , DIN3 50 1, 50 258 

10 DI16, DIN3 50 50 258 

11 DI16, DIN3 40 50 258 

12 DI16, DIN3 48 50 258 

13 DI16, DIN3 50 50 258 

14 DI16, DIN3 47 50 258 

15 DI16, DIN3 50 50 258 

16 DI16, DIN1 , DIN3 50 1, 50 258 

17 DI16, DIN3 50 50 258 

5.1 Detekce artefaktových úseků signálu 
P r v n í krokem otestování navrženého nás t ro je bylo ověření detekce špa tných úseků 

signálu. Pro každý da tový soubor byly posky tnu t é soubory .mrk s vyznačenými 

počá tky a konci a r te fak tů expertem. P la t í , že úseky s artefakty se budou nacházet 

přes všechny kanály. Úpravou vznikla matice o velikosti M x TV, kde M je počet 

kaná lů a N je počet vzorků signálu. Pro zachování validity jsou ano tovaná data 

délkově zkrácena podle vztahu 4.2 na stejnou délku jako výs tupn í data z nás t ro je . 

Úseky s artefakty jsou ohodnoceny nula, zbytek s hodnotou 1. Takto vzniklý b inárn í 

obraz je po rovnán s daty nást roje . 

V ý s t u p e m nás t ro je jsou hodnoty odpovídaj ící indexu okna detekovaného jako 

špa tné . Pomoc í transformace je každý index okna změněn na úsek signálu. Opě t 
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vzniká černobílý obraz, k te rý je po rovnán s obrazem za účelem získání vizuálního 

výsledku. Po vizuální kontrole pro každou dvojici originální soubor - ano tovaná data 

byla spoč í t ána matice záměn, jejíž výsledky jsou uvedeny v tabulce 5.3. [20] 

Hodnoty z matice záměn jsou následující: skutečně pozi t ivní (TP) - anotovaný 

ar tefaktový vzorek signálu detekovaný jako artefakt, falešně negat ivní (FN) - ano­

tovaný ar tefaktový vzorek signálu nebyl detekovaný jako artefakt, falešně pozi t ivní 

(FP) - anotovaný vzorek signálu bez rušení detekovaný jako ar tefaktový a skutečně 

negat ivní (TN) - anotovaný vzorek signálu bez rušení nedetekovaný jako artefakt. 

Veškeré hodnoty jsou poděleny délkou signálu a jsou uvedeny v tabulce 5.3. Z původ­

ních hodnot jsou spoč í tány základní metriky úspěšnost i , mezi k teré p a t ř í senzitivita 

( T P R ) , specificita ( T N R ) a F l skóre. [20] 

T P R určuje p ravděpodobnos t pozi t ivního výsledku testu. Měří podí l detekova­

ných ar tefaktových vzorků vůči všem ano tovaným vzorkům s artefaktem. Výpočet 

je možné provést pomocí vztahu 

TP 
TPR=— — . (5.1) 

TP + FN v ; 

Zat ímco T N R vyjadřuje p ravděpodobnos t nega t ivn ího výsledku testu. V př ípadě 

t é t o práce jsou porovnáno množs tv í detekovaných vzorků bez rušení vůči množs tv í 

anotovaných vzorků bez rušení. Pomoc í vztahu 5.2 je možné vypoč í t a t hodnotu 

T N R . [20] 
TN 

TNR = — — (5.2) 
TN + FP v ; 

Jako měř í tko přesnost i detekce bylo použ i to F l skóre. To je dáno vztahem mezi 

dvěma veličinami: přesnost a úplnost i . Vysoká přesnost detektoru pro p ř ípad té to 

práce znamená , že nenalezne veškeré ar tefaktové vzorky signálu, ale bude minima­

lizovaný počet vzorků bez rušení detekovaných jako artefaktové. Zat ímco vysoká 

úplnost nalezne veškeré ar tefaktové vzorky signálu i za cenu vyšší detekce vzorků 

bez rušení detekovaných jako artefaktové. Ze vzorků pro výpočet přesnost i a úplnost i 

je definovaný vztah pro výpočet F l skóre. [20] 

1 ~ 2TP + FP + FN ^ 

Z výsledků v tabulce 5.3 jsou po t é získány p r ů m ě r n é hodnoty metriky úspěšnost i 

TPR = 0, 7603, TNR = 0, 7887 a Fl = 0, 3050. P r ů m ě r n á T P R znamená , že de­

tektor správně identifikoval přibl ižně 76 % pozi t ivních vzorků (artefaktové vzorky) 

z celkového p o č t u pozi t ivních vzorků v souboru dat. Obecně plat í , že vyšší hod­

noty citlivosti naznačuj í lepší výkon při správné detekci pozi t ivní tř ídy. P r ů m ě r n á 

T N R naznačuje , že detektor správně identifikoval přibl ižně 79 % negat ivních vzorků 

(vzorků signálu bez rušení) z celkového p o č t u negat ivních vzorků v souboru dat. 
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Tab. 5.3: Tabulka s hodnotami z matice záměn a výsledků metrik úspěšnost i . 

ID souboru T P F N F P T N T P R T N R F l skóre 

1 0,0363 0,0237 0,0206 0,9195 0,6051 0,9781 0,6209 

2 0,1356 0,0593 0,0334 0,7999 0,6959 0,9599 0,7454 

3 0,0223 0,0000 0,1561 0,8216 1,0000 0,8404 0,2224 

4 0,0184 0,0000 0,4627 0,5189 1,0000 0,5286 0,0738 

5 0,1367 0,0040 0,1699 0,6894 0,9714 0,8023 0,6112 

6 0,0168 0,0000 0,1247 0,8585 1,0000 0,8732 0,2124 

7 0,0961 0,1668 0,0313 0,7050 0,3656 0,9576 0,4925 

8 0,0037 0,0052 0,4582 0,5329 0,4177 0,5377 0,0159 

9 0,0274 0,0014 0,0703 0,9009 0,9498 0,9276 0,4328 

10 0,0212 0,0185 0,0736 0,8868 0,5344 0,9234 0,3151 

11 0,0009 0,0000 0,3944 0,6048 1,0000 0,6053 0,0044 

12 0,0009 0,0000 0,1562 0,8429 1,0000 0,8436 0,0116 

13 0,0037 0,0000 0,4391 0,5571 1,0000 0,5592 0,0166 

14 0,0000 0,0000 0,4626 0,5374 0,0000 0,5374 0,0000 

15 0,0798 0,0028 0,1690 0,7483 0,9656 0,8158 0,4817 

16 0,0707 0,0774 0,1369 0,7151 0,4774 0,8393 0,3975 

17 0,0660 0,0041 0,1124 0,8175 0,9415 0,8791 0,5312 

Vyšší hodnoty specificity indikují lepší výkon při správné klasifikaci negat ivní tř ídy. 

P r ů m ě r n é F l skóre představuje harmonický p růměr přesnost i a úplnost i , t ak též na­

značuje re la t ivně nízkou celkovou výkonnost detektoru z hlediska vyvážení přesnost i 

a úplnost i . [20] 

Celkově se na základě daných metrik zdá, že detektor m á vyšší specificitu než 

citlivost, což ukazuje na lepší výkon při správné klasifikaci negat ivní t ř ídy ve srov­

nán í s pozi t ivní t ř ídou. Navíc re la t ivně nízké skóre F l naznačuje , že může existovat 

prostor pro zlepšení, což lze provést p ř idán ím extrakce dalšího př íznaku. Možným 

důvodem nízké hodnoty F l skóre může být fakt, že při práci se signál v kódu ná­

stroje je rozdělen na vzájemně nepřekrývající se okna. Tudíž pokud počá tek nebo 

konec artefaktu se nachází mezi vícero okny, krajní okna nebudou detekována. Da l ­

ším m o ž n ý m důvodem vysoký šum a rychlé změny hodnot n a p ě t í na začá tku a konci 

měření . [20] 
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5.2 Detekce artefaktových kanálů 
D r u h ý m krokem otestování navrženého nás t ro je bylo ověření detekce ar tefaktových 

kanálů . K tomu byl poskytnut soubor s ano tovaným ar te fak tovým kanálem. Do 

tabulky 5.4 jsou uvedeny anotované ar tefaktové kanály, jejich hodnota normalizo­

vaného poměru , detekovaný kanál a jeho hodnota. Jak bylo zmíněno v kapitole 4.6, 

tak kaná l je v y b r á n podle nejnižší hodnoty normal izovaného poměru . 

Tab. 5.4: Tabulka anotovaných a detekovaných kaná lů a hodnot normalizovaného 

poměru . 

ID souboru Anotovaný kanál Hodnota 

poměru 

Detekovaný kanál Hodnota p o m ě r u 

1 136 0,4119 136 0,4119 

2 1 0,6957 25 0,3836 

3 - - 174 0,2503 

4 - - 70 0,2523 

5 - - 33 0,3056 

6 - - 131 0,4180 

7 - - 95 0,4100 

8 - - 162 0,2703 

9 165 0,7521 85 2673 

10 - - 152 0,2400 

11 48, 49, 55 0,5791, 

0,3205, 

0,2505 

55 0,2505 

12 - - 95 0,2698 

13 47, 48 0,3564, 

0,3865 

161 0,2502 

14 - - 222 0,3145 

15 - - 21 0,3202 

16 256 0,7169 16 0,3018 

17 209 0,7027 90 0,2359 

Z výsledků v tabulce je pa t rné , že detekce ar tefaktových kaná lů je nedos ta tečná , 

ač detekce úseků signálu s rušen ím není . Z tabulky vyplývá, že zvolené metriky 

nedokáží v ý z n a m n ě rozdělit mezi a r te fak tovým kaná lem a t í m bez rušení . Prostor 

pro zlepšení se nabízí extrakcí dalšího př íznaku, k te rý by lépe dokázal rozlišit mezi 

t ř ídami . 
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Závěr 
Cílem t é to práce bylo provést rešerši základních p o z n a t k ů o elektroencefalografickém 

signálu. Důleži tými body byl vznik a šíření signálu a jeho propagace v signálu. V 

další části práce byl popsán základní postup při předzpracování dat a jeho modifikace 

použ i t ím tohoto navrženého nást roje . Následoval popis zdrojů a r te fak tů a rušení 

těch to dat. Hlavním cílem teoretické části práce byla rozsáhlá rešerše používaných 

metod a p o s t u p ů pro odhalení a r te fak tů v signálu. 

Pomoc í těch to p o z n a t k ů je v začá tku teoretické části definovaný nás t ro j pro 

au tomat ické hodnocení kvality elektroencefalografických dat s dů razem na pozdější 

rozšiři telnost. Smyslem nás t ro je je nalézt a doporuči t úseky signály či celé kaná ly s 

podezřen ím na obsah ar te fak tů a rušení. 

Ověření je provedeno na anotovaných datech z labora toře C E I T E C M U . Z vý­

sledků vyplývá, že navržený nás t ro j dokáže detekovat ar tefaktové úseky, avšak ka­

nály už ne tolik úspěšně. Vzhledem ke konstrukci nás t ro je je možné dosáhnout lepších 

výsledků p ř idán ím extrakce dalších př íznaků, nebo modifikací detekčního algoritmu. 
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Seznam zkratek 
A B O D Konečná impulzní odezva (z angl. Angle-Based Outlier Detector) 

A / D Analogově-digitální 

A P Akční potenciá l 

C M R R Činitel pot lačení soufázového zesílení (z angl. Common-Mode 

Rejection Ratio) 

C N S Cent rá ln í nervová soustava 

E C o G Elektrokortikografie 

E E G Elektroencefalografie 

E M G Elektromyografie 

E O G Elektrookulografie 

E P S P Exci tačn í pos t synap t ický potenciá l 

F I R Konečná impulzní odezva (z angl. Fini te Impulse Response) 

I C A Analýza nezávislých komponent (z angl. Independent Component 

Analysis) 

i E E G In t rakran iá ln í elektroencefalografie 

F N falešně negat ivní (z angl. False Negative) 

F P Falešně pozi t ivní (z angl. False Positive) 

F I R Konečná impulzní odezva (z angl. Finite Impulse Response) 

I P S P Inhibiční pos t synap t ický potenciá l 

L O F Lokální odlehlý faktor (z angl. Local Outlier Factor) 

L S C P O E Lokálně selektivní kombinace v paralelních odlehlých souborech (z 

angl. Local ly Selective Combination in Parallel Outlier Ensembles) 

M A D Konečná impulzní odezva (z angl. Finite Impulse Response) 

M G Konečná impulzní odezva (z angl. Finite Impulse Response) 

O C S V M Jednot ř ídová metoda podpůrných vektorů (z angl. One Class 

Support Vector Machine) 
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P L V Hodnota fázového uzamčení (z angl. Phase Lock Value) 

R M S A Konečná impulzní odezva l [z angl. Finite Impulse Response) 

S D S m ě r o d a t n á odchylka(z an gl. Standard Deviation) 

R M S A Konečná impulzní odezva l [z angl. Finite Impulse Response) 

T N Konečná impulzní odezva l [z angl. Finite Impulse Response) 

T N R Konečná impulzní odezva l [z angl. Finite Impulse Response) 

T P Konečná impulzní odezva l [z angl. Finite Impulse Response) 

T P R Konečná impulzní odezva l [z angl. Finite Impulse Response) 

Z C R Míra p růchodu nulou(z anj gl. Zero-Crossing Rate) 
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Seznam příloh 

A O b s a h e l e k t r o n i c k é p ř í l o h y 



A Obsah elektronické přílohy 

/ kořenový adresář přiloženého archivu 

+f unc složka s funkcemi extrakce příznakťi 

_ A _ S t a t i o n a r y S i g n a l .m složka s funkcemi extrakce příznaků 

_ K u r t o s i s .m složka s funkcemi extrakce příznaků 

. L i n e N o i s e . m složka s funkcemi extrakce příznaků 

— MaximumGradient .m složka s funkcemi extrakce příznaků 

_RMSAmplitude.m složka s funkcemi extrakce příznaků 

_ WavePower .m složka s funkcemi extrakce příznaků 

. Z e r o C r o s s i n g R a t e . m složka s funkcemi extrakce příznaků 

ChannelComput ing .m funkce detekce artefaktových kanálů 

E v e n t D e t e c t i o n . m funkce detekce značek v signálu 

F e a t u r e E x t r a c t i o n . m funkce extrakce příznaků 

F i l t E C G . m funkce detekce a odstranění E K G signálu 

— LoadData.m funkce načtení dat a toolboxu 

— m a i n . m hlavní spouštěcí skript 

— P r e p r o c e s s i n g . m funkce předzpracování dat 

P r i m a r y P a r a m e t e r s .m funkce vyhodnocení příznaků 

— S i g n a l Q u a l i t y . p d f výsledný .pdf report kval i ty E E G dat 

WindowComputing.m funkce detekce artefaktových úseků signálu 
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