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Abstrakt

Tato diplomova praca sa zaobera prepojenim neurénovych sieti a kartézskeho genetického
programovania (CGP). Skima vyuzitie neurénovych sieti na automatické vytvaranie repre-
zentacie pre CGP a ich vyuzitie pre vylepSenie evolu¢ného procesu v CGP. Stidia pokryva
zékladné koncepty strojového ucenia, vratane réznych typov ucenia a modelov neurénovych
sieti. Dalej sa dotyka evolu¢nych algoritmov s dérazom na ich zékladné principy, vieobecné
algoritmy a typy reprezentacii. Tato praca tiez zahfna principy ucenia reprezentéacii a dve
zakladné architektury pre ich tvorbu. Popisuje aj nasledné vyuzitie uCenia reprezentacii
v genetickom programovani. Navrh rieSenia zahina ziskavanie a predspracovanie dat, pro-
cesy tvorby reprezenticii a vyuzitie vyslednych reprezentacii. Praca taktiez implementuje
dva nové pristupy pre vytviranie reprezentacii kartézskych genetickych programov. Dalej
sktima ich vyuzitie v dvoch novych muta¢nych operatoroch, kde jeden je zaloZeny na pria-
mej uprave vektorovej reprezenticie a druhy na vybere génov pre mutaciu na zaklade ich
podobnosti. Posledné zo skimanych oblasti je predikovanie vhodnosti kandidatnych rieseni
za pouzitia de novo vzniknutych reprezentacii.

Abstract

This master’s thesis addresses the integration of neural networks and Cartesian Genetic
Programming (CGP). It explores the use of neural networks for automated representation
creation for CGP and their application to improve the evolutionary process in CGP. The
study covers basic concepts of machine learning, including various types of learning and
neural network models. It also touches on evolutionary algorithms with an emphasis on
their basic principles, general algorithms, and types of representations. This work also
includes principles of representation learning and two fundamental architectures for their
creation. It describes the subsequent use of representation learning in genetic programming.
The solution design includes data acquisition and preprocessing, representation creation
processes, and the utilization of the resulting representations. The thesis also implements
two new approaches for creating representations for Cartesian genetic programs. It further
explores their use in two new mutation operators, where one is based on direct modification
of the vector representation and the other on the selection of genes for mutation based
on their similarity. The last of the explored areas is predicting the suitability of candidate
solutions using newly emerged representations.

",V , »,
KIticové slova

evolucné algoritmy, genetické programovanie, neurénové siete, konvolu¢né neuronové siete,
transformery, viacvrstvovy perceptron, perceptron, grafové neuronové siete, kartézske ge-
netické programovanie, ucenie reprezenticie, strojové ucenie

Keywords

evolutionary algorithms, genetic programming, cartesian genetic programming, neural ne-
tworks, transformers, convolutial neural networks, graph neural networks, multilayer per-
ceptron, perceptron, representation learning

Citacia

KOCI, Martin. Automatizované vytvdreni reprezentace pro kartézské genetické programo-
vanid pomoci neuronovych siti. Brno, 2024. Diplomova prace. Vysoké uceni technické v Brné,
Fakulta informac¢nich technologii. Vedouci prace prof. Ing. Lukas Sekanina, Ph.D.



Automatizované vytvareni reprezentace pro
kartézské genetické programovani pomoci ne-
uronovych siti

Prehlasenie

Prehlasujem, Ze som tuto diplomovt pracu vypracoval samostatne pod vedenim pana prof.
Ing. Lukasa Sekaniny, Ph.D. a uviedol som vsetky literArne pramene, publikacie a dalsie
zdroje, z ktorych som cerpal.

Martin Koci
17. maja 2024

Podakovanie

Rad by som podakoval panovi prof. Ing. Lukasovi Sekaninovi, Ph.D. za jeho odborné vede-
nie, cenné rady a konzultécie k vypracovaniu tejto diplomovej prace.



Obsah

1 Uvod

2 Strojové ucenie

2.1 Typy u€enia . . . . . . .. o e
2.2 NeurOn. . . . . . . . . e e
2.3 Perceptron . . . . ..
2.4 Viacvrstvovy perceptron . . . . . . . . ... L.
2.5 Konvolu¢né neurénové siete . . . . . . . . .. ... L oo
2.6 Grafové neurénové siete . . . . . . ...
2.7 Transformatory . . . . . . . . .. e

3 Evoluéné algoritmy

3.1 Zakladné pojmy . . . . . . ..
3.2 VsSeobecny algoritmus . . . . .. .. . L L
3.3 Reprezentacia . . . . . . ...
3.4 Ohodnocovanie kandidatneho riesenia . . . . . . . ... ... ... ...
3.5 Selekcia . ... e
3.6 Genetické operdtory . . . . ...

4 Genetické programovanie

4.1 Stromové genetické programovanie . . . . ... ... 0oL L.
4.2 Kartézske genetické programovanie . . . . . ... ..o Lo
4.3 Kompozi¢na koevolicia v CGP . . . .. ... ... 0oL

5 Ucenie reprezentacie

5.1 Typy ucenia reprezentacii . . . . . . . . . . . ...
5.2 Autoenkdder . . ...
5.3 VariaCny autoenkéder . . . . . .. ...
5.4 Ucenie reprezentacie v genetickom programovani . . . .. ... .. .. ...

6 Navrh rieSenia

6.1 Ziskanie dat . . . . . . . . ..
6.2 Predspracovanie dat . . . . . . ... ... L
6.3 Proces vytvarania reprezentacie . . . . . .. ...
6.4 Vyuzitie vzniknutych reprezentacii . . . . . . . . .. ... Lo

7 Implementacia
7.1 Pouzité technologie . . . . . . . . .. L

© © © 0w I

15
15
15
16
17
17
19

23
23
28
31

33
33
34
35
36

37
37
39
42
43

48



7.2 Strukttra projektu . . . . . . ...
7.3 Argumenty programov . . . . . . . ... e
7.4 Implementacia transformatoru . . . . . . . ... ... oo
7.5 Vyhladavanie optimalnych hyperparametrov . . . . . . . . . ... ... ...
7.6 Pomocné skripty . . . . ...
7.7 Jupyter notebooky pre experimentovanie . . . . . . . . ... ... ...
7.8 Chybova funkcia cross—entropy . . . . . . . . . .. ...
7.9 Technika postupného znizovania miery ucenia . . . . . .. ... .. ... ..
7.10 Technika skorého ukoncenia trénovania . . . . . . . . ... ... ... ....

Experimenty

8.1 Overenie funkénosti navrhu obrazovych filtrov . . . . . . .. .. .. .. ...
8.2 Vytvorenie datovychsad . . . . . . . . .. ... oo
8.3 Prehladdvanie hodn6t hyperparametrov pre trénovanie transformatoru . . .
8.4 Trénovanie transformatoru. . . . . . . . . . . .. ...
8.5 Vizualizacia vektorovych reprezentacii . . . . . . ... .. ... ...
8.6 Mutacia apravou vektorovej reprezentacie génov . . . . . . . .. ... ...
8.7 Porovnanie vybranych mutécii s mutaciou zalozenou na podobnosti vektorov
8.8 Trénovanie prediktora fitness kandidatnych rieseni . . . . . . . ... .. ..
8.9 Porovnanie navrhovania kompozicii s a bez prediktora fitness . . . . . . ..

9 Diskusia

10 Zaver

Literatura

A Vizualizacia vektorovych reprezentacii

B Mutacia zalozena na priamej iprave vektorovej reprezentacie génov

C Trénovanie prediktora fitness

54
54
57
99
62
65
66
66
69
72

73

74

75

81

87



Zoznam obrazkov

2.1
2.2
2.3

3.1

3.2

3.3

3.4

3.5

4.1
4.2
4.3

4.4

6.1

6.2

Priklad architektiry konvoluénej neurénovej siete (VGGNet). Prevzaté z [37]. 10
Priklad architektiry grafovych neurénovych sieti. Prevzaté z [33] . . . . . . 11
Architektura transformatoru. Prevzaté z [65]. . . . . . . . ... ... L. 13

Priklad genotypu a fenotypu. V tomto pripade nam genotyp stromovou re-

prezentaciou reprezentuje aritmeticky vyraz. . . . . .. ..o oL 17
Tento obrazok znazornuje princip jednobodového krizenia, kde R1 a R2 st
rodi¢ia a P1 a P2 st dvaja potomkovia. . . . . ... ... ... .00, 20
Tento obrazok znazornuje princip dvojbodového krizenia, kde R1 a R2 st
rodi¢ia a P1 a P2 st potomkovia. . . . . . ... ... ... ... ..., 21

Tento obrazok znazornuje uniformné krizenie. R1 a R2 s rodicia a P1 a P2
st potomkovia. Dalej je tu maska, ktord urcuje, ktoré bity z R1 resp. R2
péjdudoPlaP2. ... .. . .. ... . 21
Na tomto obrézku je zobrazend inverznd mutécia pouzivand pri binarnej re-
prezentacii a nahodna mutéacia, ktora sa pouziva pri celociselnej reprezentécii

z intervalu [0,100] . . . . . ... 22
Priklad krizenia stromov. Prevzaté z [34]. . . . . . ... ... ... .. ... 27
Priklad mutécie stromu. Prevzaté z [34]. . . . . . . .. ... ... ... ... 28

Tento obrazok obsahuje priklad kandidatneho riesenia v kartézskom genetic-
kom programovani s parametrami n, = 2, n, =2, n;, = 3, n, = 1, n, = 2,
ng=2,1=1,T={0OR(0), AND(1)}, Chromozém: (1,3,1), (2,3,0), (4,2,0),

(1,5,1), (6). Prevzaté z [34] . . . . . . . .. 29
Priklad interakcie dvoch populéacii v kartézskom genetickom programovani
s pouzitim kompozi¢nej koevolicie. Obrézok prevzaty a upraveny z [16]. . . 31

Na Javej strane sa nachddza origindlny obrézok prevzaty z [39]. Na pravej
strane sa nachadza poskodeny obrazok 10 % intenzitou Sumu. . . . . . . . . 39
Obréazok znézornuje proces rekonstrukcie pévodnej sekvencie. Kazdy token
(slovo) sa tokenizuje pomocou dopredu vytvorenej gramatiky na ¢islo. Téato
sekvencia ¢isel vstupuje do koédovacej vrstvy transformatoru a vysledkom
su vektorové reprezentacie kazdého tokenu. Dekddovacia vrstva na zaklade
tychto vektorovych reprezentacii predikuje Ciselnii reprezentaciu tokenov,
ktoré st nasledne pomocou detokenizacie prevedené spat do textovej podoby. 42



6.3

6.4

6.5

6.6

8.1

8.2

8.3

8.4

8.5

8.6

8.7

8.8

8.9

8.10

8.11

8.12
8.13

Obrazok znazornuje proces predikcie nasledujiceho tokenu. Kazdy token
(slovo) sa tokenizuje pomocou dopredu vytvorenej gramatiky na ¢islo. Tato
sekvencia Cisel vstupuje do kédovacej vrstvy transforméatoru a vysledok su
vektorové reprezentacie kazdého tokenu. Dekddovacia vrstva na zédklade tychto
vektorovych reprezentacii a do teraz vygenerovanych tokenov predikuje na-
sledujuci token v sekvencii. . . . . . ... ... oo
Na obrazku je znazorneny proces nového mutacného operatora tipravou priamo
vektorovej reprezentacie kartézskeho genetického programu. . . . . . .. ..
Na obrazku je znazorneny proces vyberu génov pre mutaciu za pouzitia po-
dobnosti vektorovej reprezentacie. . . . . . . . ... ... L.
Na obrazku je znézorneny proces predikcie fitness za pouzitia vektorovej
reprezentacie kandidatneho jedinca. . . . . .. ... ... L.

Zobrazenie zavislosti medzi fitness a intenzitou Sumu pri navrhu obrazovych
filtrov spolu s detektormi Sumu. Graf zobrazuje vysledni fitness hodnotu
z pohladu PSNR kazdého behu programu pre jednotlivé intenzity Sumu.

Doba navrhovania obrazovych filtrov spolu s detektormi Sumu v zavislosti
na intenzite Sumu. . . . .. ... o Lo Lo Lo
Obrazok znazornuje porovnanie fitness hodnoty v zavislosti na Sume medzi

95

jednotlivymi iterdciami pri Sumoch, na ktorych kompozicie neboli navrhované. 56

Na prvom riadku su vidiet poskodené obrazky 10 % — 50 % intenzitou Sumu.
Na druhom riadku st vyfiltrované obrézky po styroch iteracidch najlepSimi
kompoziciami v danej Sumovej kategérii. Je vidiet, ze najlepsie kompozicie
filtrov a detektorov dokazu filtrovat aj 50 % intenzitu Sumu na ktorej neboli
navrhované. . . . . . . ...
Vysledna validacna chyba v zavislosti na kombinacii parametrov pri prehla-
dévani hodndt hyperparametrov za pouzitia rozsirenej datovej sady.

Na pravej ¢asti obrazku je vidiet vyznamnost jednotlivych parametrov v za-
vislosti na validac¢nej chybe a na pravej casti je vidiet koreldciu hyperpara-
metrov v zavislosti na valida¢nej chybe. . . . . . . .. ..o
Vysledna validacnej chyba v zévislosti na kombindcii parametrov pri prehla-
davani vhodnych hodn6t hyperparametrov za pouzitia kompaktnej datovej

Na pravej casti obrazku je vidief vyznamnost jednotlivych hyperparametrov
v zavislosti na valida¢nej chybe a na pravej casti je vidiet korelaciu hyperpa-
rametrov v zavislosti na validac¢nej chybe. . . . . .. .. ... ... .. ...
Na obrazku je zobrazena zavislost medzi dobou trénovania a tréningovou a
valida¢nou chybou pre jednotlivé modely v tlohe rekonstrukcie vstupu. . . .
Na obrazku je zobrazena zavislost medzi dobou trénovania a tréningovou
a valida¢nou chybou pre jednotlivé modely v tlohe predikcie nasledujticeho
tokenu. . . . ..
Vizualizacia de novo vzniknutych vektorovych reprezentacii kartézskych ge-
netickych programov. Na ose X je zobrazend prva dimenzia z vysledku me-
tody UMAP a na ose Y sa nachadza druhd dimenzia. . . . . . . ... .. ..
Porovnanie doby trvania mutacie v zavislosti na pouzitej metéde. . . . . . .
Na tomto obrazku je zobrazeny priebeh fitness v zavislosti na pocte generdcii
pre jednotlivé intenzity Sumu v Standardnom evoluénom procese bez pouzitia
vzniknutych modelov. . . . . . . ..o



8.14

8.15
8.16
8.17
8.18
8.19

Al

A2
A3

B.1

C.1
C.2

Porovnanie fitness z kazdého behu evolicie v zavislosti na pouzitej mutécii
pri navrhu obrazovych filtrov spolu s detektormi Sumu. . . . . . . . ... ..
Na obrazku je zobrazeny proces ucenia prediktoru fitness pre filter. . . . . .
Na obréazku je zobrazeny proces ucenia prediktoru fitness pre detektor. . . .
Obrazok zobrazuje predikcie najlepsieho prediktoru pre filter . . . . . . ..
Obrazok zobrazuje predikcie najlepsieho prediktoru pre detektor . . . . ..
Porovnanie medzi pévodnou metédou a metdédou za pouzitia prediktorou
fitness. . . . . . . e e

Kompletna vizualizdcia novo vzniknutych reprezentacii kartézskych genetic-
kych programov v zavislosti na type kandidatneho jedinca. . . . .. .. ..

Vizualizacia vzniknutych reprezenticii filtrov v zavislosti na priemernej fitness.

Vizualizacia vzniknutych reprezentacii detektorov v zavislosti na priemernej

Obrazok zobrazuje mutaciu zalozent na priamej tprave vektorovej reprezen-
tACie . . . e e

Obréazok zobrazuje predikciu fitness pre filtre . . . . . . .. ... ... ...
Obréazok zobrazuje predikciu fitness pre detektory . . . . . . . . .. .. ...

68
69
70
71
71

72

82
83

84



Kapitola 1

Uvod

Strojové ucenie za posledné dve dekady dokazalo velké pokroky v oblastiach ako st spraco-
vanie prirodzeného jazyka, rozpozndvanie jazyka a pocitacového videnia. V kazdej z tychto
oblasti sa pouzivaju modely strojového ucenia, ktoré si vypoc¢tovo narocné. Na svete exis-
tuje vela problémov, ktoré si tito vypoctovil naro¢nost nemézu dovolit. Tu prichadzaju
algoritmy a metédy inspirované prirodou. Kartézske genetické programovanie je jednym
z mnohych algoritmov, ktoré su inspirované prirodou. Tato metdda sa odliSuje svojou jedi-
necnou reprezenticiou programov, ktord umoznuje efektivne evoluéné prehladavanie kandi-
datnych rieseni. Vdaka svojej schopnosti efektivne riesit zlozité optimaliza¢né problémy sa
stalo populdrnou volbou pri inzinierskych aj vyskumnych projektoch.

Tato praca sa venuje vyskumu vyuzitia hlbokych neurénovych sieti pre vytvaranie repre-
zentacii pre kartézske genetické programy a potencidlne vytvori priestor pre dalsi vyskum
v tejto oblasti. De novo vzniknuté reprezentacie mézu mat mnoho aplikacii. Tato praca sa
primérne zameriava na vyuzitie v mutac¢nych operdtoroch a predikcii fitness kandidatnych
rieseni.

V kapitole 2 st popisané zakladné typy ucenia a rézne druhy neurénovych sieti. Kapitola
3 oboznamuje o zékladnych principoch a metédach v evoluénych algoritmoch. Specifickej-
Sie je popisané v kapitole 4 genetické programovanie, kde sa tato kapitola zameriava na
obozndmenie so stromovym a kartézskym genetickym programovanim. Zikladné principy
ucenia reprezentacii su popisané v kapitole 5. V kapitole 6 sa nachddza navrh riesenia, ktory
popisuje ziskanie a predspracovanie dat, proces vytvarania novych reprezentacii a navrhuje
ich mozné pouzitie. Kapitola 7 popisuje implementaciu nédvrhu riesenia. V kapitole 8 st
vykonané experimenty na zvolenych tlohéach a kapitola 9 diskutuje o vysledkoch a moznom
pokracovani projektu.



Kapitola 2
Strojové ucenie

Strojové ucenie je odvetvie pocitacovych vied, ktoré sa zaobera vytvaranim algoritmov na
optimalizdciu kritéria vykonnosti pouzitim trénovacich dat alebo predchadzajicich skuse-
nosti [2]. Histéria strojového ucenia siaha az do polovice 20. storocia, kedy sa rozvijali prvé
tedrie a modely, ktoré polozili zéklady pre dnesni umeld inteligenciu. Alan Turing [62] a
dalsi preskumali koncepty, ktoré polozili zédklady pre dnesné algoritmy. V 70. a 80. rokoch
doslo k rozvoju teérie neurénovych sieti [55], ktoré st dnes zakladom mnohych pokroéilych
aplikacii strojového ucenia.

V strojovom uceni mame model, ktory je definovany parametrami a ucenie je proces,
ktory ich optimalizuje pomocou trénovacich dat alebo predchadzajicich skiisenosti. Model
moze byt prediktivny (¢im moze vytvorit predikcie do budticnosti), deskriptivny (aby ziskal
znalosti z dat) alebo méze niest prvky oboch. Rola pocitacovych vied v strojovom uéeni
spociva v tom, ze pri trénovani potrebujeme efektivne algoritmy, ktoré dokazu efektivne
vyriesit optimaliza¢ny problém a taktiez efektivne ukladat a spracovavat rozsiahle data. Po
trénovani musia byt reprezenticia a algoritmus pre inferenciu tiez efektivni [2].

Vyvoj strojového ucenia bol vyznamne ovplyvneny zvysenim vypoctovej kapacity a do-
stupnosti velkého mnozstva dat v poslednych desatrociach, ¢o umoznilo vytvorenie sofisti-
kovanejsich a presnejsich modelov.

2.1 Typy ucenia

V strojovom uceni rozliSujeme styri zakladné druhy ucenia: ucenie s ucitelom, ucenie bez
ucitela, ucenie posilnovanim a kombinacia ucenia s a bez ucitela.

Uc¢enie s ucitelom

Ucenie s ucitelom (anglicky — supervised learning) je typ ucenia, pri ktorom sa model uci
z datovej sady pozostévajicej zo vstupngch a prislusnych vystupnych dvojic. Ulohou pri
uceni s ucitelom je naucit model mapovat vstup na odpovedajici vystup. Vstup reprezen-
tuje vektor priznakov. Kazda dimenzia vektora priznakov reprezentuje jeden priznak, ktory
popisuje dany vstup. Vystup, tzv. oznacenie vstupného vektora, méze nadobudat hodnoty
z konecnej mnoziny tried, redlne ¢islo alebo komplexnejsiu struktiru ako je vektor, matica,
strom alebo graf. Napriklad v pripade klasifikicie e-mailov sa model uci rozlisovat, zZe ¢o je
a nie je spam na zaklade vlastnosti obsahu e-mailu [9].



Ucenie bez udlitela

Ucenie bez ucitela (anglicky — unsupervised learning) je ucenie, pri ktorom datové sady
neobsahuju ziadne oznacenia vystupov. To nastava v pripadoch, ked pre oznacenie vstupov
potrebujeme znalosti z danej oblasti, ktoré ndm chybaja alebo by to pri rozsiahlych datach
vyzadovalo vela manudlnej prace. Preto potrebujeme vediet vybrat vhodné vektory prizna-
kov, ktoré dané vstupy budu dobre popisovat. Cielom je nédjst skryté struktiry alebo vzorce
v neoznacenych datach. Typickym prikladom st metody zhlukovania, ktoré organizujua data
do skupin na zdklade podobnosti, alebo metédy na znizenie dimengzii, ktoré zjednodusuju
déata pre lepSie spracovanie a vizualizaciu. Napriklad, pri analyze zdkaznickych dat moze
byt cielom identifikovat rézne segmenty zékaznikov na zaklade ich ndkupného spravania [9].

Posilnované ucenie

Ucenie posilnovanim (anglicky — reinforcment learning) je odvetvie strojového ucenia, kde
agent je integrovany v prostredi. Agent vnima stavy prostredia ako vektory priznakov a
v kazdom stave vykonéva akcie, ktoré mozu viest k odmendm alebo trestom. Cielom po-
sillovaného ucenia je vytvorit taktiku, ktord bude maximalizovat kumulativhu odmenu.
Taktika je casto reprezentovand ako funkcia, ktord méa ako vstup vektor priznakov po-
pisujuci aktudlny stav prostredia a vystup je akcia, ktord sa mé vykonat. Tento pristup
nachédza uplatnenie napriklad pri trénovani modelov pre hry alebo autonémne auté [61].

Kombinacia ucdenia s a bez uditela

V kombindcii ucenia s a bez ucitela (anglicky — semi—supervised learning) obsahuje datova
sada oznacené aj neoznacené vstupy. Tento pristup sa pouziva v situdciach, ked je ozna-
¢enych vstupov velmi mélo a neoznacenych prilis mnoho. Cielom tohto ucenia je vyuzit
neoznacené déta pre lepsie porozumenie struktury a distribtcie dat, ¢im zlepsime presnost
pri klasifika¢nych alebo regresnych tlohach [9].

2.2 Neurdn

Zakladnou jednotkou ludského mozgu je neurén. Mala cast mozgu, ktora je velka asi ako
jedno zrnko ryze obsahuje vySe 10000 neurénov, ktoré maju priemerne 6000 prepojeni
s inymi neurénmi [53].

Neurén je optimalizovany na prijimanie , spracovanie a odosielanie informécii. Neurén
prijima informacie prostrednictvom dendritov. Kazdé prepojenie dynamicky meni svoju silu
prepojenia na zaklade toho ako ¢asto sa pouziva. Sila tohto prepojenia urcuje prispevok da-
ného vstupu na vystup daného neurénu. Po prijati vSetkych vazenych vstupov st v jadre
neurénu sc¢itané a transformované na novy signal a poslané po axéne do ostatnych neurd-
nov. Tento proces je zakladom pre vyvoj umelych neurénov, ktoré napodobnuji biologicki
Struktiru neurénu. Prvy model umelého neurénu bol navrhnuty v roku 1943 [40] a obsahuje
vstupny vektor z = [z1,x2, ..., zy], vektor vdh w = [wy, wa, ..., wy], bias b a transformac¢ni
funkciu f, kde f je zvycajne nelinearna funkcia. Vystup y = f(x-w +b) moze byt nasledne
poslany ako vstup do dalsich neurénov [8].



2.3 Perceptron

Perceptrén predstavuje jeden z najzakladnejsich umelych neurénov. Bol to jeden z prvych
modelov strojového ucenia predstaveny v roku 1962 [54], navrhnuty ako algoritmus pre
binarnu klasifikdciu.

Struktira perceptrénu je velmi podobné zakladnému modelu umelého neurénu ako bol
opisany McCullochom a Pittsom [40]. Rozdiel spo¢iva v tom, Ze transformacnd funkcia f je
skokova funkcia. Ked tato funkcia prekroci urcity prah, tak perceptrén produkuje hodnotu
0 alebo 1, a to reprezentuje dve triedy. Vystup perceptronu sa spocita nasledovne:

y=/f(x-y+b) (2.1)
Kde f je:
1 2>0
f(Z)Z{O T, 2.2

Perceptrén bol vyznamnym krokom v oblasti strojového ucenia a polozil zdklady pre
vyvoj komplexnejsich modelov neurénovych sieti. Jeho jednoduchost a efektivnost v urci-
tych dlohéch z neho robia doélezity model aj v sticastnosti. Napriek tomu st jeho schopnosti
obmedzené hlavne kvoéli tomu, ze nedokéze riesit problémy, ktoré nie s linedrne separova-
telné.

2.4 Viacvrstvovy perceptréon

Viacvrstvovy perceptrén (anglicky — multilayer perceptron, MLP) predstavuje rozsirenie
zakladného modelu perceptrénu do architektary s viacerymi vrstvami. Na rozdiel od per-
ceptréonu, ktory dokéze riesit len linedrne separovatelné problémy, viacvrstvovy perceptréon
tuto vlastnost prekondva a dokaze riesit aj komplexnejsie ulohy [2].

Viacvrstvovy perceptréon sa sklada z troch hlavnych typov vrstiev: vstupnej vrstvy,
jednej alebo viacerych skrytych vrstiev a z vystupnej vrstvy. Neurény v prvej vrstve st
plne prepojené s neurénmi v nasledujiacej vrstve. Neurény nemaji medzi sebou ziadne
spatné vazby ani cykly. Jedna sa o dopredny acyklicky graf. Oproti perceptrénu v ktorom
neurén vykonaval skokovi aktivaéni funkciu, viacvrstvovy perceptron vyuziva nelinedrne
aktivacné funkcie (napr. sigmoidu, ReLU) ¢o umoziiuje uéenie nelinedrnych vztahov [24].

Ucenie viacvrstvového perceptronu prebieha pomocou algoritmu spatného Sirenia chyby.
Tento algoritmus umoznuje upravovanie vah na zaklade chyby medzi ocakdvanym vystupom
a skutoénym vystupom. Spéatné Sirenie chyby vyuziva metédu gradientového zostupu na
minimalizovanie chybovej funkcie, ¢im sa postupne upravujia vahy v sieti aby dosiahla lepsie
vysledky [55].

2.5 Konvoluéné neurdénové siete

Konvoluéné neurénové siete (anglicky — convolutional neural networks, CNNs) st jedny
z najpouzivanejsich neurénovych sieti v oblasti spracovania obrazkov a videa. Na rozdiel
od klasickych doprednych neurdénovych sieti, ako su napriklad viacvrstvovy perceptrén,
ktoré pracuju s datami o rozmeroch jednej dimenzie, CNNs pracuji s datami v ich plnych
rozmeroch. Preto sa prirodzene hodia na spracovanie obrazov a videa. Aplikdcie CNNs
st napriklad detekcia objektov, identifikdcia objektov, segmenticia a mnoho dalsich [1].
Priklad architektiry CNN je zobrazeny na obr. 2.1.
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Obr. 2.1: Priklad architektiry konvolu¢nej neurénovej siete (VGGNet). Prevzaté z [37].

Konvoluény operator

Zékladom CNNs je konvoluény operator, ktory sa nachddza v konvoluénych vrstvach. Ako
pri beznych neurénovych siefach, akymi je napriklad viacvrstvovy perceptron, ktory ma
svoje uciace parametre (vahy) siete na jednotlivych hranach, ktoré spdjaji neurény, v CNNs
sa tieto uciace parametre nachiadzaju vo filtroch, ktoré reprezentuju konvolucny operator.
Tieto filtre prechadzaju vstupny obrazok a zachytavaji dolezité priznaky z daného vstupu.
V priebehu ucenia CNNs sa tieto vahy vo filtroch optimalizuji. Vystup konvolucnej vrstvy
ovplyviiuji parametre ako su vypln, posun filtra a velkost filtra [1].

Velkost posunu, vyplne a filtra

Posun hra velkt rolu pri konvoluénom operatore. Riadi rychlost posunu filtra po vstupe.
Vidsinou sa nastavuje na hodnotu jedna a to znamend, Ze sa filter vzdy posunie o jeden
pixel. Jeden z dalsich velkych faktorov ma vypln, ktora sa dava okolo vstupu. Vacésinou
sa jednd o nulova vypln. Poslednd je velkost filtra ta sa spravidla pre konvolu¢ni vrstvu
urcuje bud 3 x 3 alebo 5 x 5. Vsetky tieto parametre maji velky vplyv na ucenie a na
vystup konvolu¢nej vrstvy. Posun a velkost filtra zmensuju vystup z konvoluc¢nej vrstvy a
vypln ho zvicsuje. To modze zaniest uréity druh Sumu do vystupu [1].

Zoskupovacie vrstvy

Zoskupovacie vrstvy znizuju priestorové rozmery (Sirku a vysku) vstupu pre nasledujice
vrstvy siete. Tento proces zaisti znizenie vypoctovej narocnosti a zaroven znizi aj parametre
modelu. Najcastejsie sa pouzivaji dva druhy zoskupovacich vrstiev: priemerné zoskupovanie
a zoskupovanie maxima. V zoskupovacej vrstve sa nachadza tiez filter vacsinou o velkosti 2 x
2, ktory znizi priestorové rozmery o polovicu. Priemerné zoskupovanie spriemeruje hodnoty,
ktoré sa nachadzaju v okne daného filtra a zoskupovanie podla maximalnej hodnoty zase
vyberd maximalnu hodnotu z okna filtra. [1]

2.6 Grafové neurdénové siete

Grafové neurénové siete (anglicky — graph neural networks, GNNs) st vyznamnym po-
krokom v odbore strojového ucenia. Velkou prednostou GNNs je ich schopnost pracovat
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s datami, ktoré su prirodzene strukturované ako grafy. Grafy moézeme najst vsade okolo
nés. Napriklad v biologickych détach, socidlnych sietach, v doprave a v dalsich. Rozne
druhy dét sa daju aj previest do grafového formatu (napr. text, obrézky).

GNNs boli prvy krat predstavené v roku 2008 [57]. Motivaciou k vytvoreniu GNNs bolo
hlavne to, zZe tradi¢né neuronové siete, ako sl napriklad konvoluéné neuronové siete, dokazu
velmi dobre pracovat s textom alebo obrazkami, ale velmi tazko dokézu pracovat s datami,
ktoré nie si Euklidovské. Euklidovské si napriklad grafy.

7 toho vyplyva, ze GNNs su vytvorené na to, aby pracovali s datami, ktoré sua struk-
turované ako grafy. Pracuju na trovni uzlov a hran. Reprezentuju objekty a vztahy medzi
nimi. Ich prednostou je ucit sa z grafovej topologie a priznakov, ktoré v sebe maju ulozené
hrany a uzly. Priklad architektiry GNNs je zobrazeny na obr. 2.2.

Aplikacie GNNs st napriklad v predpovedani dopravy, dorucovacich systémoch a mno-
hych dalsich. Tato sekcia bola ¢erpand z [33] a [56].
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Obr. 2.2: Priklad architektiry grafovych neurénovych sieti. Prevzaté z [33]

Reprezentacia uzlov a hran

Ako bolo spomenuté na zaciatku tejto sekcie, ddta v . GNNs su reprezentované ako grafy,
ktoré sa skladaji z uzlov a hran. Uzle reprezentuji urcité entity a hrany reprezentuju
vztahy medzi nimi. Uzle s vicésinou reprezentované pomocou vektoru priznakov, ktoré ich
charakterizuju a hrany moézu byt reprezentované povahou alebo silou vzfahu medzi uzlami
ktoré spajaju.

Konvolucia nad grafmi

Konvolucia nad grafmi je zékladnym operatorom v GNNs. Tento operator pochadza z kla-
sickych konvolu¢nych neuronovych sieti, ale je adekvatne upraveny aby dokazal pracovat
nad grafmi.

Princip konvolicie nad grafmi

Konvolicia nad grafmi prebieha tak, ze uzol v sieti dostava informéacie o svojom okoli
pomocou agregacie a transformécie priznakov zo susednych uzlov. Tymto spdsobom sa
model dokaze naucit lokalne reprezenticie a po niekolkych iterdciach sa dokaze model
naucit aj globalne reprezentacie po tom, ako si vSetky uzle medzi sebou poprenasaju svoje
lokélne informacie.
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Zoskupovanie v grafoch

Zoskupovanie v grafoch je velmi podobné ako zoskupovanie v konvolu¢nych neuronovych
sietach. Redukuje dimenzionalitu priznakov v uzloch a poméha pri ziskavani vyssich arovni
priznakov z grafu. Existuje viacero druhov zoskupovania. Prikladom mdze byt globalne
zoskupenie, kde sa agreguju priznaky z celého grafu alebo hierarchické zoskupovanie, kde
sa naopak zoskupuji uzle a ich priznaky.

2.7 Transformatory

Transformétory st jednou z revolicii v strojovom uceni, ktoré v podstate predefinovali
sposob akym sa spracuvaju sekvencéné data v prirodzenom jazyku. Na rozdiel od ostat-
nych modelov, ktoré spraciivaji sekvenéné data, tak transformétorova architektira pontka
paralelné spracovanie, ¢o vyrazne zvysuje efektivitu a porozumenie prirodzeného jazyka.

7 historického konceptu transforméatory vznikli ako odozva na limitacie predchadzaja-
cich typov rekurentnych neurénovych sieti, akymi boli klasické rekurentné neurénové siete,
LSTM [28] alebo GRU [12]. Napriek tomu, ze LSTM a GRU riesili problém mizntceho
gradientu v hlbsich vrstvach siete, aj tak mali problémy zachytédvat dlhodobé zavislosti
v datach. To je velmi podstatné pri snazeni sa pochopit kontextu v jazyku.

Transformétory vznikli v roku 2017 [65] a odchylili sa od tradi¢nych sieti ako si RNN,
LSTM, GRU a spoliehali sa vyhradne na mechanizmus pozornosti (anglicky — attention
mechanism). Mechanizmus pozornosti modelom umoziuje zameriavat sa na rozdielne ¢asti
vstupnej sekvencie pri kazdej predikcii. To umoznilo zachytit dlhodobé zavislosti a kom-
plexné vztahy v datach bez toho, aby boli obmedzované sekvenénym spracovanim.

Limitacia transformdatorov je cena trénovania a nutnost mat velka datovi sadu. Preto
v horizonte nasledujtcich rokov od ich vzniku doslo k rozvoju mnohych modelov ako st
napriklad BERT, GPT a mnoho dalsich. Tie st predtrénované na velkych datovych sadach
a Casto staci malo casu a dat na dotrénovanie takého modelu pre konkrétnu doménu. Priklad
architektury transformatoru je zobrazeny na obr. 2.3.

Aplikécia transforméatorov je napriklad v generovani, prekladani textu, sentimentélnej
analyze a mnohych dalsich aplikaciach. Jedny z najznamejsich variantov transformatorov
st napriklad GPT [52] a BERT [15].
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Obr. 2.3: Architektiira transformatoru. Prevzaté z [65].

Self—attention

Jedné sa o inovaciu v mechanizme pozornosti. Tento novy mechanizmus dovolil porovnavat
kazdy element danej sekvencie s kazdym inym elementom v sekvencii, aby sa zistilo, aky
maju tieto elementy na seba vzajomny vplyv [65].

Multi—head attention

Jednd sa o rozsirenie self-attention mechanizmu o paralelizaciu. Princip spociva v spusteni
viacerych self-attention mechanizmov nad réznymi ¢astami sekvencie. To vyrazne zvysilo
moznosti modelu naucif sa komplexnejsie struktiry v datach a lepsiu generalizaciu napriec
tlohami [65].

Architektura

Architektira sa skladd z dvoch hlavnych komponent: kodéru a dekodéru.

Kodér

Kodér spracovava vstupnu reprezenticiu a generuje reprezentaciu, ktorda zachytava najdo-
lezitejsie informécie/priznaky z danej sekvencie. Kodér obsahuje viac druhov vrstiev, si to
multi—head self-attention a plne prepojena neurénova siet. Medzi tymito vrstvami sa moze
este nachadzat normalizacia a pripadne rezidualne prepojenia pre stabilizaciu trénovania a
efektivitu [65].

13



Dekodér

Dekodér pouziva vystup z kodéru pre generovanie vystupnej sekvencie. Dekodér obsahuje
rovnaké vrstvy ako aj kodér s tym, ze obsahuje dalSie samostatné vrstvy pre multi-head
self-attention vyhradne pre vystup kodéru a este obsahuje maskovani multi—-head self-
attention vrstvu, ktord v zasade funguje rovnako ako beznd vrstva s tym rozdielom, ze st
zamaskované tie vstupné ddaje, ktoré by mali vplyv na generovanie aktuilneho vystupu
dekodéru na zaklade pozornosti [65].

Poziéné kédovanie

Kedze transforméatory spracovavaju data ako sekvencie, tak im chyba informéacia o pozi-
cii jednotlivych elementov v sekvencii. Preto vzniklo pozi¢né kédovanie, kde pri trénovani
modelu sa vzdy do kazdého elementu v sekvencii zakéduje pozicia daného elementu. Toto
kédovanie zaisti, aby model bral do tvahy poradie jednotlivych slov vo vstupe. Tento me-
chanizmus je velmi délezity pre porozumenie daného jazyka [65].
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Kapitola 3

Evolucné algoritmy

Evolu¢né algoritmy st Specidlne pripady prehladavacich algoritmov, ktoré sa snazia po-
mocou operacii inspirovanych prirodou prehladavat stavovy priestor kandidatnych rieseni
zlozitych problémov a néjst rieSenie, ktoré je optimélne alebo sa k nemu blizi. Casto sa po-
uzivaju tam, kde by konvenénym algoritmom trvalo niekolko rokov nez by nasli optimalne
rieSenie [38].

Za poslednych 65 rokov, od kedy sa v odbornej literatire pravdepodobne prvykrat
objavil pojem evolu¢né algoritmy [6], vzniklo vela varidcii evoluénych algoritmov. Medzi
tieto variacie patria napr. evolucné stratégie, evoluéné programovanie, genetické algoritmy;,
genetické programovanie, kartézske genetické programovanie a mnoho dalsich [14].

V tejto kapitole sa budeme dalej zaoberat uz len zdkladnymi principmi evoluénych al-
goritmov a nasledne v kapitole 4 je popisané genetické programovanie a kartézske genetické
programovanie.

3.1 Zakladné pojmy

Tato podkapitola obsahuje zakladné pojmy, ktoré sa casto pouzivaju v evolucnych algorit-
moch a st adoptované z biolégie. Vzhladom na to, Ze sa tieto pojmy vyskytuji dalej v tejto
praci je vhodné im porozumiet [34].

e Gén: Je to zdkladny element chromozému. Nadobtida hodnotu z koneénej mnoziny
definovanych hodnoét.

e Chromozém, jedinec, genotyp: Je to zoskupenie génov, ktoré reprezentuje jeden
stav v stavovom priestore. Tieto pojmy st medzi sebou navzdjom zamienané v tejto
praci.

o Fenotyp, kandidatne riesenie: Potenciadlne rieSenie daného problému.
e Populacia: Je to struktira jedincov.

e Generacia: Jedna sa o jednu iterdciu evoluéného algoritmu.

3.2 Vseobecny algoritmus

Ako bolo spomenuté na zaciatku tejto kapitoly, evoluéné algoritmy s inSpirované priro-
dou. To znamend, ze v evoluénych algoritmoch prebieha evoluény proces (tzv. evolicia),
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pri ktorom je urcity pocet jedincov vystavovany selekénému tlaku, na zaklade ktorého sa
dynamicky menia a vyberaju ti najlepsi jedinci pre konkrétny problém. Dalo by sa povedat,
ze sa jedna o algoritmus prirodzeného vyberu jedincov, ktory prebieha nasledovne:

Pocas priebehu algoritmu je udrziavana populécia jedincov, ktord reprezentuje poten-
cidlne kandidatne riesenie daného problému.

Jedinci maja priradenti hodnotu fitness, ktord urcuje kvalitu daného kandidatneho
rieSenia pri rieSeni problému.

Na zaklade zvoleného seleké¢ného mechanizmu a fitness su zvoleni rodic¢ia, ktori po-
mocou genetickych operdtorov vytvoria potomkov.

Ako posledny krok sa vyberaja jedinci do novej populdcie. Vyber jedincov z rodicov
a potomkov prebiecha uz podla zvoleného evolu¢ného algoritmu.

Ak sa tento proces opakuje uréity pocet generdcii, tak hodnota fitness celej populacie sa
pomaly zvysuje. Na zaklade tohto pozorovania vieme zostavit jednoduchy vseobecny Algo-
ritmus 3.1 [14].

Algoritmus 3.1 Zakladny Evolu¢ny Algoritmus

Inicializuj populdciu ndhodnymi jedincami
Urdi fitness kazdého jedinca
while nebolo dosiahnuté kritérium ukoncenia do

Vyber rodicov z populacie

Krizenie rodi¢ov pre vytvorenie potomkov

Mutéacia potomkov s urcitou pravdepodobnostou

Urdi fitness potomkov

Vyber jedincov pre dalsiu generaciu z rodicov a potomkov

end while

Jednotlivé casti algoritmu st dokladnejsie popisané v nasledujicich podkapitoléch.

3.3 Reprezentacia

Vyber internej reprezentécie jedinca spadd do dvoch biolégiou inspirovanych kategérii.
Jednd sa o reprezentaciu fenotypom alebo genotypom. Pri reprezentacii genotypom sa kan-
didatne riesenia interne zakéduju. Typicky sa jednd o retazec pismen, éislic alebo bindr-
nych hodnét. Z pohladu bioldgie je podobnost s DNA. Naopak, reprezentacia fenotypom
reprezentuje dané kandidatne rieSenie priamo bez interného kédovania. Typicky sa mdze
jednat o neurénovu siet, matematicky vyraz, siradnice atd [14]. Napriklad pri genetickom
programovani reprezentuje kandidatne rieSenie strom (genotyp), ktorym je zakédovany ma-
tematicky vyraz (fenotyp), viz. obr. 3.1.
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Genotyp Fenotyp

Obr. 3.1: Priklad genotypu a fenotypu. V tomto pripade nam genotyp stromovou reprezen-
taciou reprezentuje aritmeticky vyraz.

3.4 Ohodnocovanie kandidatneho riesenia

Pri ohodnocovani kandidétnych rieSeni sa pouzivaji dve funkcie — Ucelové funkcia (anglicky
— objective function) a fitness funkcia. Ucelové funkcia uréuje kvalitu kandidétneho riesenia
pre problém, ktory sa snazime vyriesit. Fitness funkcia urcuje ako je dané kandidatne
rieSenie vhodné v zmysle prezitia a reprodukcie v rémci evoluéného algoritmu. Ucelovs
funkcia je to, ¢o sa snazime optimalizovat a fitness funkcia riadi proces optimalizacie [17].

Fitness funkcia sa mo6ze maximalizovat alebo minimalizovat v zavislosti od Specifikacie
algoritmu a charakteru problému. Aj ked je casto prirodzenejsie a zvycCajnejSie maximalizo-
vat fitness funkciu (v silade s principom prezitia najvhodnejsich), je dolezité zdoraznit, ze
volba medzi maximalizdciou a minimalizdciou zavisi od konkrétnej aplikicie a nastavenia
algoritmu [17].

Pri tlohe obchodného cestujiceho by mohla byt tcelova funkcia reprezentovand ako
vzdialenost najkratsej cesty. Mensia vzdialenost naznacuje lepsie kandidatne riesenie. Pri
fitness funkcii mézeme ttuto hodnotu transformovat tak, aby sa ziskali hodnoty vo vhodnom
rozsahu pre evoluény algoritmus. Tento rozsah méze byt napriklad v intervale [0, 1], kde
vacsia hodnota znamend lepsie kandidatne rieSenie.

3.5 Selekcia

Selekcia je jedna z najdolezitejsich Casti evolu¢ného algoritmu. Vyuziva sa vo dvoch pri-
padoch, a to pri vybere rodic¢ov a pri vybere jedincov, ktori preziju do dalSej generacie.
To, ¢i sa bude v druhom pripade vyberat len z potomkov alebo aj rodi¢ov zavisi uz od
konkrétneho pristupu. Pri oboch sa selekcia méze riadif pomocou fitness alebo aj vekom
populécie. Hodnota fitness znaéi to, ako su jednotlivi jedinci vhodni pre reprodukciu [17].

V tejto praci sa predpokladé, ze hodnota fitness sa maximalizuje a ma vzdy pozitivne
hodnoty. Objektivna funkcia sa sice méze podla zvoleného problému a reprezenticie mi-
nimalizovat, ale vystup z objektivnej funkcie sa dé fitness funkciou vhodne transformovat
tak, aby sa hodnota fitness maximalizovala.

Vyber rodicov

Nasleduje niekolko vybranych metdéd pre vyber rodicov.
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Proporcionalna selekcia zalozena na fitness

Proporciondalna selekcia zalozena na fitness (anglicky — Fitness Proportional Selection) bola
prvykrat predstavend Holland [29] v roku 1975. Od vtedy bola a je predmetom vyskumu.
Vyber jedinca k reprodukcii je na zaklade pravdepodobnosti, ktord sa vypocita ako abso-
latna hodnota fitness ku absolitnej hodnote fitness celej populacie. Cize pravdepodobnost

pre i-tého jedinca by sa vypocitala ako P(i) = Z”f L s Tato metdéda mé mnoho nevyhod.
j=1Jj

Jednou z nich je rychla konvergencia. Druha je, ze v neskorsich generaciach, ked rozdiely
medzi hodnotami fitness st miniméalne, nedochiadza takmer k ziadnemu selekénému tlaku.

Tieto nevyhody st vaéSinou rieSené pomocou posuvného okna (anglicky — windowing) [17].

Selekcia na zaklade poradia

Selekcia na zdklade poradia (anglicky — Ranking Selection) je met6da, ktord bola inspiro-
vand pozorovanim nevyhod pri proporciondlnej selekcii zaloZenej na fitness [3]. Tato metdda
zachovava konStantny selekény tlak naprie¢ generdciami. Ako prvy krok zoradi jedincov na
zaklade fitness od najhorsieho po najlepsieho jedinca. Néasledne je ku jednotlivym jedincom
priradend pravdepodobnost vyberu na zaklade ich poradia podla rovnice:

(2—5s) 2i(s—1)
v alp—1)

P(i) = (3.1)
Kde i je poradie daného jedinca, p je velkost populdcie a parameter s (1 < s < 2) moze
byt interpretovany ako predpokladany pocet potomkov [17].

Selekcia turnajom

Predchadzajice dve selekéné metddy sa spoliehaji na znalost celej populacie. Tato moznost
moze byt v niektorych pripadoch nemozna alebo velmi draha. To moze nastat, ak mame
velkd populéciu alebo ked je populéacia rozdistribuovana na nejakom paralelnom systéme.
Taktiez sa predpokladd, Ze fitness jedincov je kvantifikovatelnd, (podla nejakej ucelovej
funkcie, ktord sa snazime optimalizovat) ¢o nemusi byt vzdy pravda.

Selekcia turnajom je metoda, ktord ma vyhodu, Ze nepotrebuje mat znalost celej popu-
lacie a ani kvantifikovatelni hodnotu fitness. V jednoduchosti, zameriava sa na porovnanie
k jedincov za ucCelom urcenia ich poradia. Selekcia turnajom vyberie z mnoziny p jedincov
A rodicov pre reprodukciu a to Algoritmom 3.2 [17].

Algoritmus 3.2 Selekcia turnajom

Vstup: Populacia P o velkosti u

Vstup: Velkost vyberu A

Vstup: Velkost turnaja k

Vystup: Skupina rodicov R velkosti A
1. c+1
2: while ¢ < )\ do
3:  Vyber podmnozinu S C P velkosti £ nahodne
4: 1 < jedinec v S s najvyssou fitness
5:  Pridaj i do R
6 c+—c+1
7: end while
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Vyber novej populacie

Pri vybere novej populécie existuju dva modely, podla ktorych sa vybera nova populacia —
genera¢ny (anglicky — generational) a inkrementdlny (anglicky — steady—state) model. Pri
generacnom modely sa nova populacia sklada len z de novo vygenerovanych potomkov. Na
druhd stranu, opa¢ny extrém je pri inkrementalnom modely, kde sa vyberie malé mnoz-
stvo potomkov, ktori nahradia podla zvolenej metédy rovnaky pocet jedincov v povodnej
populécii. Nasleduje stru¢ny popis niektorych vybranych metéd [17].

Nahradenie najhorsich

Pri tejto metdde je A najhorsich jedincov vybranych z populacie aby boli nahradeni potom-
kami. Aj ked tato metdda vedie k velmi rychlemu zlepsovaniu priemernej fitness v populdcii,
tak to tiez mdze viest k predcasnej konvergencii, pretoze sa algoritmus sustredi na najlepsich
jedincov [17].

Elitizmus

Elitizmus uchovava doteraz najlepsieho jedinca v populécii. Ak z de novo vytvorenych po-
tomkov ziadny nemad lepSiu alebo rovnaku fitness, tak jeden z potomkov sa zahodi. V opac-
nom pripade je doteraz najlepsi jedinec nahradeny novym potomkom [17].

Turnaj kazdy s kazdym

Tento mechanizmus bol zavedeny v evolu¢nom programovani, kde je pouzity na vyber u
jedincov, ktori preziju do dalsej generacie. Tomuto mechanizmu ni¢ nebrani v tom, aby bol
pouzity aj pre vyber rodicov. Metdéda funguje tak, ze kazdy jedinec je porovnany s dalsimi
q jedincami. Na konci turnaja sa vyberie p jedincov, ktori mali najviac vyhier a preziju do
dalSej generacie [17].

(u+ A) selekcia

Pri tejto metéde sa potomkovia a rodic¢ia zjednotia a su zoradeni na zdklade ich fitness.
Potom sa vyberie p najlepsich, ktori budu tvorit novi populdciu do dalsej generécie [17].

(u, \) selekcia

Tato metdéda funguje na principe, kde je zvycCajne viac potomkov ako rodicov A > pu.
Potomkovia st zoradeni podla fitness a p najlepsich nahradi aktualnych rodic¢ov [17].

3.6 Genetické operatory

Genetické operatory maju za tlohu z uz existujucich kandidatnych rieseni vytvarat nové
a zaujimavejsie kandidatne riesenia. Existuji dve hlavné kategorie reprodukénych operato-
rov — sexudlne a asexudlne. Pod sexudlne genetické operatory patri napriklad krizenie, pri
ktorom sa pomocou selek¢ného mechanizmu vybera rodic¢ia a zamieSanim ich génov medzi
sebou vytvoria jedného alebo viacerych potomkov. Naopak, pri asexualnych reprodukénych
operatoroch sa tiez vyberie rodi¢, ale na rozdiel od sexudlnej reprodukcie sa jedinec sdm
naklonuje a modifikuje. Tato modifikdcia sa nazyva mutacia. Pri mutécii sa v jedincovi
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nadhodne vybert a modifikuji gény. Vo vécsine evoluénych algoritmov sa tieto dva principy
navzajom kombinuji [14].

Krizenie

Ako bolo spomenuté vyssie, krizenie patri medzi sexuélne genetické operatory, pri ktorom sa
samotné gény alebo ¢asti genotypu vybranych jedincov tzv. rodicov ndhodne zamenia medzi
sebou a vytvoria potomkov. Proces vyberu génov alebo casti genotypu nie je jednoduchy,
pretoze zavisi na zvolenej reprezentacii. Medzi klasické operatory krizenia pre binarnu re-
prezentaciu genotypu patri jednobodové krizenie, dvojbodové krizenie a uniformné krizenie,
ktoré st popisané nizsie.

Jednobodové kriZenie

Pri tomto druhu kriZenia sa medzi rodi¢mi nadhodne vyberie jeden deliaci bod. Bity na
lavej strane od deliaceho bodu prvého (resp. druhého) rodic¢a sa priradia prvému (resp.
druhému) potomkovi a bity na pravej strane druhému (resp. prvému) potomkovi. Obrazok
3.2 znédzornuje princip tohto krizenia [18] [38].

Deliaci
bod

90000000
= O0000000
" Q@@@®O OO
00000000

Obr. 3.2: Tento obrazok znazornuje princip jednobodového krizenia, kde R1 a R2 su rodicia
a P1 a P2 su dvaja potomkovia.

Dvojbodové kriZenie

Pri dvojbodovom krizeni sa nahodne vybert dva deliace body. Bity pred prvym a za druhym
deliacim bodom sa z prvého (resp. druhého) rodi¢a priradia prvému (resp. druhému) potom-
kovi. Bity uprostred sa z prvého (resp. druhého) rodic¢a priradia druhému (resp. prvému)
potomkovi. Obrazok 3.3 zndzornuje princip tohto krizenia [18] [38].
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Deliaci Deliaci
bod 1 bod 2
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Obr. 3.3: Tento obrazok znazornuje princip dvojbodového krizenia, kde R1 a R2 st rodicia
a P1 a P2 st potomkovia.

Uniformné kriZenie

Pri uniformnom krizeni sa pouziva ndhodne vygenerovana bindrna maska. Maska ma rov-
naki dlzku ako kazdy z rodi¢ov. Prvy (resp. druhy) potomok si vyberd z prvého (resp.
druhého) rodic¢a gény, ktoré maji v maske hodnotu 1 (resp. 0) a z druhého (resp. prvého)
rodi¢a gény, kde maska ma hodnotou 0 (resp. 1) [18] [38]. Obrazok 3.4 zndzornuje princip
tohto krizenia.

Maska

.0.0.0.0

R R

Obr. 3.4: Tento obrazok znazornuje uniformné krizenie. R1 a R2 sd rodi¢ia a P1 a P2 st
potomkovia. Dalej je tu maska, ktord uréuje, ktoré bity z R1 resp. R2 pdjdu do P1 a P2

Mutacia

Operator mutécie spadd pod kategdriu asexualnych genetickych operatorov. Rovnako ako
pri krizeni, je mutacia zavisld od reprezenticie. Gény pre mutaciu su vyberané podla pred-
definovanej pravdepodobnosti mutéacie, ktord je rovnaka pre kazdy gén. Tato pravdepo-
dobnost sa nastavuje velmi mald, aby de novo vytvoreni jedinci neboli az prili§ odlisni od
svojich rodic¢ov. Pri binarnej reprezentécii existuje napriklad inverznd mutdcia, pri ktorej
ndhodne vybrané gény zmenia svoju hodnotu z 0 na 1 (resp. 1 na 0). Od inverznej mutécie
je odvodena ndhodné mutacia, ktora sa pouziva pri celociselnej reprezentécii. Vybrané gény
pri mutacii naberd nové hodnoty z intervalu platnych hodnét [38] [18]. Na obrazku 3.5. st
priklady tychto dvoch mutéacii.
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Inverzna mutacia Nahodna mutacia
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Obr. 3.5: Na tomto obrazku je zobrazena inverzna mutécia pouzivand pri bindrnej reprezen-
tacii a ndhodna mutdcia, ktora sa pouziva pri celociselnej reprezentécii z intervalu [0, 100]

22



Kapitola 4

Genetické programovanie

Genetické programovanie je systematickd metdéda pre automatické riesenie problémov po-
¢itacmi, zacinajica od vysokej drovne abstrakcie vyhldsenim toho, ¢o je potrebné urobit
[36].

Histéria genetického programovania siaha az ku vzniku evoluénych algoritmov. V roku
1958 Friedberg [21] vytvoril algoritmus, ktory dokézal vyhodnotif kvalitu pocitacového
programu, ndhodne ho upravit a skontrolovat ¢i sa dany program zlepsil. Smith vytvoril
urc¢itu formu genetického programovania vo svojej PhD préaci v roku 1980 [60]. V roku 1981
Forsyth vyuzil genetické programovanie na tri rézne druhy predikénych problémov [19].
Cramer v roku 1985 vyvinul sekven¢né programy, tam bola prva zmienka o symbolickych
vyrazovych stromoch [13]. Napriek predoslému vyskumu genetické programovanie dosiahlo
vacsiu popularitu az po publikécii knihy v roku 1992 [35], ktorej autorom bol John Koza
[46].

4.1 Stromové genetické programovanie

Stromové genetické programovanie je genetické programovanie, kde genotyp je reprezento-
vany ako strom. Algoritmus 4.1 zobrazuje princip prehladdvania v stromovom genetickom
programovani.
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Algoritmus 4.1 Stromové genetické programovanie [64]

Vstup: Pocet generécii G, velkost populdcie N, pravdepodobnosti operacii p., pm, pr
Vystup: Najlepsi najdeny jedinec

1: Inicializuj populaciu P ndhodnymi jedincami o velkosti N

2: Vyhodnot fitness kazdého jedinca v P

3: for g=1to G do

4: Pew — ]

5. while |Pyew| < N do

6: Vyber operéciu (krizenie, mutéacia, reprodukcia) na zaklade pravdepodobnosti pe,
Pm, Dr

7 if operacia je krizenie then

8: Vyber dvoch jedincov z P pomocou selekéného mechanizmu

9: Vykonaj krizenie a pridaj potomkov do Py

10: else if operacia je muticia then

11: Vyber jedinca z P pomocou selekéného mechanizmu

12: Vykonaj mutaciu a pridaj vysledok do Ppew

13: else

14: Vyber jedinca z P pomocou selekéného mechanizmu

15: Vykonaj reprodukciu a pridaj kopiu jedinca do Pieyw

16: end if

17:  end while

18: P < Puew

19:  Vyhodnot fitness jedincov v P

20: end for

21: return Jedinec z P s najvysSou fitness

Reprezentacia

Mnozina vsSetkych validnych struktir, ktoré sa pri stromovom genetickom programovani
moze vygenerovat zahfna vsetky stromy ktoré sa daji rekurzivne zostavif z funkénych
symbolov .% = {f1, fa,..., fn} a terminalnych symbolov .7 = {t1,t1...,t,}. Funkcie sa
pouzivaju v internych uzloch a terminaly v listovych uzloch stromu. Funkéné symboly moézu
byt aritmetické operatory, matematické funkcie, booleovské operacie, podmienkové operacie,
iteracné operatory a dalSie operatory, ktoré vyzaduje rieseny problém. Terminédlne symboly
st vacsinou konstanty a premenné [64].

Pri vybere funkénych a termindlnych mnozin sa osvedcilo vyberat také mnoziny, ktoré
budi spliovat dve podmienky — uzavretost (anglicky — closure) a dostatocnost (anglicky —
sufficiency). Pod uzavretostou sa mysli, ze akdkolvek funkcia z mnoziny funkénych symbo-
lov musi vediet prijat vystup alebo datovy typ akejkolvek inej funkcie z mnoziny funkénych
symbolov a akukolvek hodnotu alebo datovy typ, ktory sa méze objavit v akejkolvek sade
termindalov. To zabezpeci, ze akdkolvek kompozicia funkcii a terminalov v systéme bude
platna. Zaroven sa pozaduje, aby bola vybrana taka sada funkénych a terminédlnych symbo-
lov, ktoré budt dostatoc¢né na zostavenie riesenia pre dany problém. To znamend, ze budt
spifiat dostatocnost (anglicky — sufficiency) [64].
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Inicializacia pociatoc¢nej populacie
V genetickom programovani existuje niekolko inicializa¢nych metéd populacie. Medzi naj-

zakladnejsie patria grow metéda, full metdéda a ramped half-and-half metéda. Vsetky tieto
metddy st ovlddané nastavitelnou maximéalnou povolenou hlbkou stromov, d [64].

Grow metoda

Inicializdcia pomocou grow metdédy zacina vyberom symbolu pre korenovy uzol stromu.
Symbol je vybrany uniformnou pravdepodobnostou z mnoziny funkénych symbolov .#. Na
zaCiatku je metdéda obmedzend len na funkéné symboly, aby sa nevytvarali degenerované
stromy s jedinym termindlnym uzlom. Podla arity zvoleného funkéného symbolu vyberieme
s uniformnou pravdepodobnostou dany pocet uzlov (deti) zo zjednotenia mnoziny funkénych
a terminalnych symbolov. Pre kazdy funkény symbol medzi tymito uzlami sa rekurzivne
volé grow metéda az do momentu, kedy uzol neméd hibku d — 1. V tom momente sa deti
vyberaji uz len z mnozZiny termindlnych symbolov .7 [35].

Full metéda

Full metéda, na rozdiel od grow metddy, vyberd len z funkénych symbolov az kym nedo-
siahne hlbku d—1. Nasledne vybera uz len z terminédlnych symbolov. Vdaka tomuto procesu
vSetky vetvy stromu maji maximélnu hlbku [35].

Ramped half-and-half metéda

Pre vacsiu diverzitu populacie sa pouziva ramped half-and-half metdéda. Pri tejto metdde sa
pri velkosti populdcie p vytvori & skupin. Polovica kazdej skupiny jedincov je inicializovana
pomocou grow metédy a druhd polovica pomocou full metédy. Pritom prva skupina je
inicializovand s hibkou 1, drubd s hibkou 2 atd. Tymto spdsobom tito metéda vytvor
stromy o roznych velkostiach a tvaroch. To zaisti poc¢iato¢ni diverzitu v populacii [35].

Ohodnotenie populacie

Ako bolo spomenuté uz v kapitole o evoluénych algoritmoch, kazdému jedincovi je prirado-
vand hodnota fitness, ktora reprezentuje to, ako dany jedinec riesi dany problém. V genetic-
kom programovani sa ¢asto pouzivaju Styri druhy pocitania hodnoty fitness — neupravena,
standardizovand, upravend a normalizovand fitness [35].

Neupravena fitness

Neupravena fitness (anglicky — raw fitness) je povazovand za vysledok tcelovej funkcie.
Napriklad pri probléme, kde cielom je najst najkratsiu cestu pre obchodného cestujiiceho,
by sa jednalo priamo o hodnotu vzdialenosti.

Mnohokrat sa pri vypocte fitness pouzivaji testovacie pripady. Testovacie pripady si
otakévané vystupy daného jedinca. Casto sa jedné o vzorku celého doménového priestoru,
ktory je v mnohych pripadoch prilis velky alebo nekoneény. V pripade, ked je doménovy
priestor velmi maly, mo6zu sa pouzit vsetky jeho testovacie pripady. Pri vzorke z celého do-
ménového priestoru sa pontuka moznost vytvarat novia testovaciu sadu pre kazda generaciu.
Tento pristup by mohol viest k lepsej generalizécii daného riesenia, ale ¢asto sa testovacia
sada vyberie na zaciatku evolicie a pocas jej behu sa uz nemeni [35].
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Standardizovana fitness

Standardizovand fitness (anglicky — standardized fitness) transformuje fitness tak, ze vzdy
mensia hodnota fitness je lepSia. V pripade ked mame problém, pri ktorom mensie hodnoty
neupravenej fitness su lepSie, tak by standardizovand fitness bola rovna neupravenej fitness.
V pripade kedy by to bolo opacne, potrebujeme poznat maximéalnu hodnotu neupravenej
fitness a odcitat ju od aktudlnej. V takom pripade ziskame znovu standardizovanu fitness
[35].

Upravena fitness

Upravena fitness (anglicky — adjusted fitness) je pocitana zo Standardizovanej fitness nasle-
dovne:

1
a(it) = —— 4.1
(i) =17 s(i 1) (4.1)
Kde a(i, t) je vypocitana upravena fitness pre jedinca i v generacii ¢t a s(i,t) je Standardi-
zovand fitness pre jedinca i v generécii ¢. Tato fitness nadobida hodnoty od 0 (najhorsie
riesenie) do 1 (najlepsie riesenie) [35].

Normalizovana fitness

Pre potreby proporcionalnej selekcii zalozenej na fitness sa vyzaduje normalizovana fitness
(anglicky — normalized fitness), ktora sa vypocita z upravenej fitness nasledovne:

i) = et 12
Faliot) = a7 = (42)

Tato fitness nadobtida hodnoty od 0 do 1. Vé&csie ¢islo znamené lepsie rieSenie. Stcet vset-
kych normalizovanych fitness je 1 [35].

Selekcia

V genetickom programovani sa najcastejsie pouzivaju tri seleké¢né mechanizmy: proporci-
onalna selekcia zalozend na fitness, turnajova selekcia a selekcia zalozena na poradi. Vsetky
tieto selekcie su zalozené na fitness. Pritom pri prvej z nich je potrebnd normalizovand
fitness, kde normalizovand fitness urcuje pravdepodobnost vyberu daného jedinca k repro-
dukeii [35].

Vsetky tieto selekéné mechanizmy boli popisané v Podkapitole 3.5.

Reprodukcia

Reprodukcia (anglicky — reproduction) je jednou zo zakladnych a najjednoduchsich genetic-
kych operatorov v genetickom programovani. Jedné sa o operator, pri ktorom sa na zaklade
vybraného selekéného mechanizmu vyberie jeden rodié¢, ktory sa nésledne nezmeneny sko-
piruje do novej populacie. Tento rodi¢ sa ale vzapéti z aktualnej populdcie nemaze. To
znamend, ze jeden rodi¢ moéze byt skopirovany do novej populacie viackrat. Ak sa testova-
cie pripady v priebehu generiaciami nemenia, je vhodné aby takto vybrany jedinci napriec
generdciami neboli znovu vyhodnocovani a to usetri vypoctové zdroje [35].
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Krizenie
Standardné krizenie v genetickom programovani, ako bolo popisané v [35], za¢ina selekciou
dvoch rodi¢ov pomocou vybraného selek¢ného mechanizmu. V oboch rodic¢och sa nésledne
nezavisle na sebe vyberie tzv. bod krizenia (anglicky — crossover point). Bod krizenia sa
Casto vyberd z pravdepodobnostou 0.9 pre interny uzol a 0.1 pre vSetky uzle (interné aj
listové). Od bodu krizenia vznikne tzv. fragment krizenia. Jednd sa o podstrom, ktory ma
koren v bode krizenia. Tymto operatorom vzniknt dvaja potomkovia a to nasledovne. Z pr-
vého rodica a druhého rodica sa vyberie a odstrani fragment kriZenia. Nasledne sa fragment
kriZzenia prvého (resp. druhého) rodica prida na bod krizenia druhého (resp. prvého) rodica.
Problém moze nastat, ked jeden bod kriZenia je interny uzol a druhy je listovy uzol. Toto
moze byt pri zaciatku evoluc¢ného procesu ziadice, ale neskor za¢ne nekontrolovatelne rast
hibka stromu. Tento fenomén sa nazgva nafiknutie (anglicky — bloat). Stromy, ktoré ta-
kymto sposobom prekonaji svoju maximalnu hibku sa bud zamietnu, alebo sa im priradi
velmi mald fitness [64].

V odbornej literatire bolo navrhnutych viacero variacii krizenia. Najcastejsie sa streté-
vame s optimalizaciou priradovania pravdepodobnosti pre optimalnejsi vyber bodu krizenia.
Tam sa pre koreriové a listové uzle ddva najnizsia pravdepodobnost [64].

Obr. 4.1: Priklad kriZenia stromov. Prevzaté z [34].

Mutacia

Standardny operator mutacie za¢ina tym, Ze sa vyberie jeden rodi¢ pomocou zvoleného
selekéného mechanizmu. Nasledne, podobne ako pri operatore krizenia, sa vyberie bod mu-
tacie (anglicky — mutation point). Podstrom, ktory je zakoreneny v tomto bode mutacie sa
zmaze a nahradi de novo vygenerovanym podstromom. Tento vygenerovany podstrom je
taktiez obmedzeny maximélnou hibkou celého stromu [64].
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Podobne ako pri krizeni, aj tu bolo navrhnutych viac variacii standardného mutac¢ného
operatoru. Najcastejsie sa pouziva obmedzenie pravdepodobnosti pre vyber korenového uzla
a listovych uzlov ako body mutacie. Jednym z dalsich prikladov je bodova mutécia (anglicky
— point mutation) [51], ktord ndhodne vyberie niekolko uzlov. Ak sa jednd o interny uzol,
zameni ho za iny funkény symbol rovnakej arity. Naopak, ak sa jedna o terminalny symbol,
tak ho zameni za iny terminalny symbol [64].

Obr. 4.2: Priklad mutacie stromu. Prevzaté z [34].

4.2 Kartézske genetické programovanie

Kartézske genetické programovanie (anglicky — cartesian genetic programming, CGP)
vzniklo z metédy pre navrh digitadlnych obvodov, ktori navrhol Miller v roku 1997 [43].
Napriek tomu sa pojem kartézske genetické programovanie objavuje az o dva roky neskor
v [44] a bolo navrhnuté ako forma genetického programovania o rok neskor v [47]. Slovo
"kartézske'naznacuje, ze programy su reprezentované ako dvojdimenzinalna mriezka uzlov
[45].

Oproti stromovému genetickému programovaniu, kde st programy reprezentované ako
stromy, je program v kartézskom genetickom programovani zakédovany ako orientovany
acyklicky graf. Zakédovanie grafov namiesto stromov ma vyhody v tom, Ze uzly mézu byt
pouzité viackrat a aj to, ze grafy moézu mat viacero vystupov. Este k tomu tato reprezen-
tacia dokaze reprezentovat rozne druhy Struktir (napr. sistavu rovnic, neurénovych sieti,
algoritmov a elektronickych obvodov) [48].
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Reprezentacia

V standardnej forme kartézskeho genetického programovania st programy reprezentované
ako orientovany acyklicky graf. Tieto grafy s reprezentované ako dvojdimenzionalna kartéz-
ska mriezka uzlov. Kazdy uzol méa urcity pocet vstupov a funkciu. Funkcia je reprezentovand
ako celoc¢iselna hodnota, ktord odkazuje do vyhladavacej tabulky uzivatelom definovanych
funkcii. Pocet vstupov odpovedd maximalnej arite a vSetkych funkcii. Ak niektora funkcia
pouziva menej vstupov, tak ostatné vstupy su ignorované. V standardnom kartézskom ge-
netickom programovani si uzle svoje vstupy mézu pripédjat len na prechadzajice uzle (ktoré
sa nenachddzaji v rovnakom stipci) alebo primarne vstupy. Priméarne vstupy a uzle st
reprezentované ako celo¢iselné hodnoty (adresy), na ktoré sa jednotlivé vstupy odkazuju.
Priméarne vstupy st adresované od 0 do n; — 1, kde n; je pocet primarnych vstupov. Uzle st
adresované od n; do n;4+n, —1, kde n,, je pocet uzlov. Dalej genotyp obsahuje n, vistupnych
génov. Vystupy naberaji hodnotu adresy uzlu ku ktorému st pripojené. Kartézske gene-
tické programovanie ma tri parametre, ktoré definuju jeho dimenzionalitu a konektivitu.
Tieto parametre sti: pocet stipcov n., pocet riadkov n, a hodnota maximalneho prepojenia
s prechadzajicimi uzlami [. Vynasobenim prvych dvoch parametrov n, = n. * n, dosta-
neme maximalny pocet uzlov v kartézskej mriezke. Posledny parameter urcuje to, kde moze
dany uzol pripojit svoje vstupy. Ak je parameter [ = 1, tak uzle moézu svoje vstupy pripojit
len na primarne vstupy alebo prechddzajice uzle (ktoré sa ale nenachddzaji v rovnakom
stipci). Naopak, ak je [ = n, tak sa uzle moézu pripojit na akykolvek predchadzajici uzol
(ktory nie je v tom istom stipci) a primarny vstup. Velkost grafu je urc¢end pomocou rovnice
L=mnu(a+1)+mn, [48].

AND (1) 4 ] or (0)

OR (0)

N
\ AND (1)

Obr. 4.3: Tento obrazok obsahuje priklad kandidatneho riesenia v kartézskom genetickom
programovani s parametrami n, = 2, n, = 2, n; = 3, n, = 1, np, = 2, ny = 2, [ = 1,
I'={OR(0), AND(1)}, Chromozém: (1,3,1), (2,3,0), (4,2,0), (1,5,1), (6). Prevzaté z [34]

Algoritmus

Standardny prehladévaci algoritmus (Algoritmus 4.2) pre kartézske genetické programova-
nie je inSpirovany 1 + A evolu¢nou stratégiou, v ktorej je vybrany jeden genotyp ako rodic¢
a vytvara A potomkov. Potomkovia, ktori maji rovnakd alebo lepsiu fitness ako ich rodic¢
sa stdvaju novym rodi¢om do dalSej generdcie [48].
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Algoritmus 4.2 Vyhladéavaci algoritmus kartézskeho genetického programovania

1: fori=0to A—1do

2:  Vygeneruj ndhodne jedinca ¢

3: end for

4: Vyber najvhodnejsieho jedinca, ktory sa stane rodicom

5: while Nendjde sa riesenie alebo nedosiahne sa limit generacii do

6: fori=0toA—1do

7: Vygeneruj potomka ¢ mutovanim rodica

8: end for

9:  Vyber nového rodi¢a podla nasledujucich pravidiel:

10:  if Jeden potomok ma lepsiu fitness nez akykolvek iny ¢len populacie then
11: Potomok je vybrany ako rodic¢

12:  else if Jeden alebo viac potomkov maji rovnaku fitness ako rodi¢ then
13: Néhodne vyber jedného z nich ako rodica

14: else

15: Chromozém rodica zostava rovnaky ako predtym

16:  end if

17: end while

Krizenie

V standardnom kartézskom genetickom programovani sa krizenie nepouziva. V original-
nom ¢lanku [44] Miller zistil, ze krizenie nemalo takmer Ziadny efekt na efektivitu kartéz-
skeho genetického programovania a od vtedy bolo v nasledujicich pracach ignorované [48].

V nasledujtcich rokoch boli skimané viaceré variadcie krizenia v kartézskom genetickom
programovani, ale ziadne nepriniesli vyrazné zlepsenie standardného pristupu.

Mutacia

V standardnom kartézskom genetickom programovani sa najcastejsie pouziva bodova muta-
cia alebo pravdepodobnostna mutécia. Pri bodovej mutécii sa vyberie percento z celkového
poctu génov, ktoré budi zmutované pre vytvorenie nového potomka. V pravdepodobnostnej
mutacii je kazdy gén vystaveny mutacii s uzivtelom vybranou pravdepodobnostou. Bodova
mutécia je jednoduchsia a efektivnejsia [48].

Reprezentacia kartézskeho genetického programovania umoznuje to, ze pomocou muta-
cie m6ze byt najdenych vela zaujimavych rieseni len pomocou mutécie. Kedze viac¢sina uzlov
v kartézskom genetickom programovani si nadbytocné, tak sa véic¢sina mutécii odohrava
v tychto nadbyto¢nych neaktivnych uzloch. Preto sa casto stava, ze vytvoreni potomkovia
maju rovnaky fenotyp ako ich rodi¢ia. V takyto pripadoch sa neoplati vyhodnocovat tohto
jedinca populacie, pretoze bude mat rovnaku fitness ako jeho rodi¢. Z toho dévodu bola
preskiimand metdda skip [22]. Tato metdda sa vyhodnoti kazdu generédciu a ak sa zisti, ze
potomok je rovnaky s rodicom podla jeho aktivnych uzlov, tak preskoci jeho vyhodnoco-
vanie a priradi sa mu fitness jeho rodica. Mimo metédu skip navrhli aj metédy accumulate
a single [22]. Pricom prvd mutuje potomka az dokym niekolko jeho aktivnych génov nie
st rozdielne od jeho rodi¢a a druhd mutuje potomka az dokedy sa nezmeni prave jeden
aktivny gén. Z ich experimentov zistili, Zze metdéda skip a accumulate neprodukuje vyrazné
zlepsenia a kedze metéda skip je jednoduchsia na pochopenie a implementaciu, tak me-
tédu accumulate zavrhli. Metoda single a skip st nadalej pouzivané a potrebuju byt viac
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preskimané. V kartézskom genetickom programovani je silnd pozi¢na zaujatost v tom, ze
je pravdepodobnejsie ze budi aktivne uzly na lavej strane genotypu. K tejto problematike
boli navrhnuté a preskimané dve metédy reorder a DAG [23]. Reorder v kazdej generacii
pred mutaciou preusporiada uzle v rodicovi tak, aby zachovali jeho sémantiku. DAG po-
voluje mutacie dopredu aj dozadu, dokym nie je detekovany cyklus. Z experimentov vyslo,
ze reoder ma lepsie vysledky a jeho fenotypy vyuzivaja viac aktivnych uzlov. Metéda DAG
bola velmi vypocetne naroc¢na a nemala velky prinos, preto bolo navrhnuté, aby sa metéda
DAG uz v budicnosti nepouzivala [48].

4.3 Kompozi¢na koevolacia v CGP

Kompozi¢na koevolicia je pokrocila technika, ktora obohacuje evolu¢ny proces v CGP.
V standardnom CGP je pri rieseni zlozitého problému vyhodné rozdelit ho na mensie pod-
problémy. Tieto mensie podproblémy sa riesia nezavisle, ¢o nepocita s moznou interakciou
medzi rieseniami jednotlivych podproblémov [16] [58] [59].

Kompozi¢na koevoltcia tito medzeru Vypiﬁa tym, ze zavadza interakciu medzi popula-
ciami, ¢o vedie k vytvoreniu kvalitnejsich rieseni, ktoré st schopné spolupracovat. Interakcia
prebieha kazdych N generécii. Prilis casté ani prilis zriedkavé intervaly interakcie vSak ne-
vedi k optimalnym vysledkom, pretoze bud nie st vykonané dostatocné zmeny v populécii,
alebo je ich vykonanych prilis vela [16] [58] [59].

v v

Lt ‘!' Nova generdcia Nova generdcia .l. trel,
filtrov detektorov
Nle i Nie
Cas na
interakciu?
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i A 4 l

Interakcia medzi
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Obr. 4.4: Priklad interakcie dvoch populacii v kartézskom genetickom programovani s po-
uzitim kompozicnej koevolicie. Obrazok prevzaty a upraveny z [16].

Interakcia medzi populaciami sa uskutocnuje vypoctom fitness hodnoty za pouzitia vset-

kych kombinacii jedincov zo vSetkych populécii. Tato operacia je velmi vypocétovo narocéna.
Po interakcii sa vyberie najlepsia kompozicia jedincov, ktord je ulozend a oznacena ako naj-
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lepsia. Jednotlivi jedinci z tejto kompozicie st priradeni ku vSetkym ostatnym populdciam.
Nésledne sa pokracuje standardnym evoluénym procesom az do dalsej interakcie [16] [58]
[59].

Pri vypocte fitness hodnoty pre jednotlivé kandidatne riesenia sa méze zohladnit aj inte-
rakcia s ostatnymi populdciami, najméa ak v danej populacii existuje viac jedincov s rovna-
kou fitness hodnotou. Ak sa pri nasledujicej interakcii nenajde kompozicia s lepsou fitness
hodnotou, ponechd sa povodn4, ale jedinci z najlepsej kompozicie z aktualnej interakcie st
priradeni ku vSetkym ostatnym populaciam [16] [58] [59]. Priklad interakcie medzi dvomi
populédciami je zobrazeny na obr. 4.4.
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Kapitola 5

Ucenie reprezentacie

Ucenie reprezentacie je jeden zo zakladnych kamenov hlbokych neurénovych sieti. Zame-
riava sa na automatické hladanie reprezentiacie zo surovych dat, aby sa tato reprezentacia
dala dalej pouzit pri inych tlohach akou je napriklad klasifikacia. Tento proces hra hlavnta
rolu v tom aby modely Tahsie pochopili komplexné data ako si obrazky, zvuk a text [24].

Cielom pri uceni reprezentécie je transformovat surové data do viac zrozumitelného for-
matu, ktory bude reprezentovat dolezité informéacie, ktoré reprezentuju poskytnuté data a
nepotrebné informéacie buda zanedbané alebo Uplne odstranené z reprezentéicie. Tato nova
reprezenticia poskytuje jednoduchsie a efektivnejsie ucenie v nasledujicich vrstvach neuré-
novej siete. Preto ma ucenie reprezentacie velky vyznam v hlbokych neurénovych siefach.
Tieto naucéené reprezentacie reprezentuju priznaky, ktoré sa v minulosti museli manualne
vyberat. Pritom automaticky vytvorené reprezenticie dat moézu obsahovat priznaky, ktoré
by dizajnér priznakov vdbec nemusel pokladat za doélezité. Tento pristup zaroven znizil
poziadavky na znalost domény, ktorej sa dany problém tyka.

V nasledujucich sekciach tejto kapitoly budd spomenuté typy ucenia reprezenticie, za-
kladné technika pre vytvaranie reprezenticii, ktord sa nasledne da aplikovat do viacerych
druhov hlbokych neurénovych sieti a ako posledna cast tejto kapitoly bude spomenuta
aplikdcia ucenia reprezenticie v genetickom programovani.

5.1 Typy ucCenia reprezentacii

Typy ucenia reprezenticie priamo nadvézuji na typy ucCenia reprezenticie v podkapitole
2.1. Rozdiel je v tom, ze tato sekcia sa zaobera automatickym navrhom reprezentacii tzv.
priznakov.

Ucenie s ulitelom

V podkapitole 2.1 sa preberali zdkladné principy ucenia s ucitelom. V tejto sekcii je vy-
svetlena rola ucenia reprezentacie v uceni s ucitelom. V tomto kontexte ucenie s ucitelom
nemapuje len vstupy na vystupy, ale zameriava sa aj na ziskavanie zmysluplnych reprezen-
técii, ktoré zachytdvaji podstatu vstupnych dat. Ako priklad moézeme uviest konvoluéné
neurénové siete, ktoré sa pri uceni na datovej sade obrizkov naucia hierarchické repre-
zentacie, ktoré si velmi efektivne pri tlohach, akymi mézu byt detekcia objektov alebo

segmentacia [5].
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Ucenie bez udlitela

Ako bolo nac¢rtnuté v podkapitole 2.1, ucenie bez ucitela zahfna ucenie s neoznacenymi
datami. Tento pristup v uceni reprezentacii je nipomocny pri objavovani skrytych struktar
v datach. Techniky ako autoenkdder, ktoré sa pouzivaji pre znizenie dimenzionality, poma-
haja pri u¢eni komprimovanych, ale zaujimavych a informativnych reprezentacii dat, ktoré
modzu byt dolezité pri ilohach ako je klasifikacia, detekcia anomélii alebo generacia novych
dat [5].

Ucenie s aj bez ucitela

Ucenie s aj bez ucitela vyuziva pri uceni reprezentécii prednosti oboch typov ucenia. Vyuziva
oznacené data pre riadenie procesu ucenia a zaroven vyuziva neoznacené data pre ziskavanie
uzitocnych reprezentécii priznakov. Tento pristup je velmi uzitoény ak ziskanie oznacenych
dét je velmi drahé alebo nepraktické [70].

Samo-riadené ucenie

Samo-riadené ucenie je podmnozina ucenia bez ucitela, kde si model vytvara vlastné tlohy
zo vstupnych dat. Cielom tohto pristupu je vytvorenie tlohy, pri ktorej model predpoveda
niektoré casti dat z ostatnych casti. Tento pristup umoznuje modelu naucit sa kvalitné repre-
zentacie priznakov. Prikladom tejto tlohy moze byt maskovanie casti textu alebo obrazku
a model sa musi snazif spravne doplnit chybajice casti. Pocas tohto procesu su ziskané
bohaté reprezentécie [31].

Transferové ucenie

Transferové ucenie (anglicky — transfer learning) hré pri uceni reprezenticie vyznamnu
rolu. Toto ucenie zahfna pouzitie modelu, ktory bol trénovany na rozsiahlom mnozstve
dat, pri rieSeni jedného problému na pouzitie ako pociatoény bod pri druhom probléme.
Tento pristup moéze byt velmi uzitoény v pripadoch, ked mame obmedzené mnozstvo dat.
Predtrénovany model na velkej datovej sade moze vytvorit velmi kvalitnd generalizovant
reprezenticiu priznakov, ktord moéze byt doladend (anglicky — fine-tuned) pre Specificki
tlohu, ¢im znizi potrebny pocet trénovacich dat [69].

Kontrastné ucdéenie

Kontrastné ucenie (anglicky — Contrastive Learning) je technika v uéeni reprezentacii, ktora
sa zameriava na ucenie podobnosti a rozdielov medzi jednotlivymi vzorkami dat. Zakladna
myslienka spoéiva v uéeni modelu rozpoznat rozdiely medzi podobnymi a odliSnymi vzor-
kami vstupu. Tento pristup je najcastejSie pouzivany v ucCeni bez ucitela alebo v samo—
riadenom uceni [25].

5.2 Autoenkdder

Autoenkdder je typ neurdnovej siete pouzivany na ucenie sa efektivneho kédovania neoz-
nacené data. Je casto vyuzivany v dlohach ucenia sa reprezentécie alebo redukcie dimenzi-
onality [27].
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Zakladna architektiara

Zakladnu struktiru tejto neurénovej siete tvoria dve hlavné komponenty: kodér a dekodér.

Kodér

Tato cast siete komprimuje vstup do priestoru nizsich dimenzii, znameho tiez ako skryta
reprezenticia. Efektivne kdéduje vstupné data do kompaktnejsej formy [27].

Dekodér

Nasledne dekodér rekonstruuje vstupné déata z ich zakdédovanej podoby, pricom sa snazi
minimalizovat chybu medzi pévodnymi a rekonstruovanymi verziami [27].

Trénovanie a symetria

Cel4 sief sa u¢i minimalizaciou chyby medzi pévodnym vstupom kodéru a vystupom deko-
déru. Architektira standardného autoenkdéderu je ¢asto symetricka, kde kodér a dekodér
vacsinou byvaju zrkadlovym obrazom. AvSak, tato symetria nie je striktnou poziadavkou.

Flexibilita a aplikacie

Architektira umoznuje pouzitie réznych modelov neurénovych sieti pre kodér a dekodér,
ako su viacvrstvové perceptrony, konvoluéné neuronové siete, transfomery a iné. V kontexte
konvolué¢nych neurénovych sieti mézu byt aplikicie autoenkdéderu napriklad v tlohéach, ako
st rekonstrukcia obrazu, redukcia Sumu alebo kompresia dat.

5.3 Variacény autoenkdéder

Variaény autoenkdder (anglicky — variational autoencoder) predstavuje vyznamnu triedu
autoenkdderov, ktord je zndma svojim vyuzitim v generativnych tlohéch. Jedna sa o typ
pravdepodobnostného modelu, ktory sa uci kodovat a generovat data spésobom, pri ktorom
sa u¢i modelovat pravdepodobnostni distribiciu tychto dat. Na rozdiel od Standardnych
autoenkdderov, ktoré sa zameriavaju len na kompresiu a rekonstrukciu vstupnych dat, va-
riaéné autoenkédery st navrhnuté Specidlne pre generativne tlohy [32].

Architektura

Podobne ako pri standardnom autoenkéderi, variaény autoenkédder sa skladé z dvoch hlav-
nych komponent: kodéru a dekodéru.

Kodér

Optoti standardnému autoenkdderu, kde kodér priamo kdéduje vstup do skrytej reprezenté-
cie, varia¢ny autoenkéder produkuje parametre (medidn a smerodajni odchylku) pravde-
podobnostnej distribicie, ktord reprezentuje déta [32].

Dekodér

Dekodér vzorkuje z tejto pravdepodobnostnej distribucie a snazi sa zrekonstruovat pévodny
vstup na zéklade vzorkovanych dat [32].
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Aplikacie
Variacny autoenkdéder nachadza uplatnenie vo viacerych oblastiach, medzi ktoré patria:

1. Generativne ilohy: Pri tejto tlohe varia¢né autoenkddery generuji nové data, ktoré
su podobné tym trénovanym.

2. Doplnenie datovej sady: Variacné autoenkddery moézu doplnit trénovaciu datova
sadu o chybajice data vzorkovanim naucenej pravdepodobnostnej distribtucie.

3. Detekcia odlahlych hodndt: Naucenim pravdepodobnostnej distribiicie mdzu byt
identifikované odlahlé hodnoty alebo anomadlie, ktoré do tejto distribicie nepatria.

5.4 Ucenie reprezentacie v genetickom programovani

Téato sekcia sa zameriava na vyuzitie ucenia reprezentacie v genetickom programovani. V ne-
ddvnom ¢lanku [10] bola vytvorena nova distribuovand reprezenticia programov v genetic-
kom programovani s pouzitim architektiry transformatoru, ktora prinasa znacné vyhody
v efektivite a presnosti reprezentacie.

Postup

Postup zahina vygenerovanie dat na tlohe symbolickej regresie. Jednotlivé programy mali
mnoho stromov réznych velkosti. Pre konzistenciu v datach a kvéli tomu, ze ich pristup
vyzadoval aby vstup do transformatoru mal fixni velkost, pouzili metédu vyplne stromu a
chybajice uzle stromu nahradili uzlami, ktoré reprezentovali vyplii az do maximéalnej hibky
stromu. Aby mohli byt vzniknuté stromy pouzité pre vstup do neurdénovej siete, museli byt
najskor linearizované pomocou metédy DFS (depth-first search) a nasledne tokenizované.

Vysledky

Analyza natrénovanej siete odhalila, Ze vytvorena reprezentacia sa sustreduje primérne na
syntax, pricom sémantika vyzaduje dalsie skiimanie a mozni integraciu do trénovacich dat
v budicnosti. Jeden z dalSich experimentov bol zamerany na aplikaciu tejto reprezentacie
v regulovani diverzity populdcie pomocou kosinusovej vzdialenosti medzi stromami. Tento
pristup porovnali s aktualne dvomi najpouzivanejsimi metrikami v tejto oblasti a nova
navrhnutd metéda ukazala pri niektorych datovych sadach vyrazné zlepSenia.
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Kapitola 6
Navrh riesenia

Cielom tejto prace je automatické vytvaranie reprezentacii kartézskych genetickych prog-
ramov pomocou hlbokych neurénovych sieti a preskimanie ich vyuzitia a spravania pri
navrhu kartézskych genetickych programov.

Pre splnenie ciela tejto prace je potrebné ziskat tréningové data, ktoré po predspracovani
budii pomocou technik ucenia reprezentacie pouzité pri tréningu hlbokej neurénovej siete,
ktorda bude generovat nové vektorové reprezentacie kartészkych genetickych programov.
Vzniknuté vektorové reprezentacie budd pouzité na preskiimanie novych a na vylepseni
starych metéd v kartézskom genetickom programovani.

6.1 Ziskanie dat

K ziskaniu dat bol implementovany algoritmus kartézskeho genetického programovania s vy-
uzitim kompozicnej koevoltcie. Tento pristup bol vybrany na zaklade dobrych vysledkov
oproti standardnému pristupu v tejto oblasti [16]. Data boli vygenerované na tlohe navrhu
obrazovych filtrov s vyuzitim detektoru Sumu. Filter a detektor Sumu st samostatné po-
pulacie a pocas evolicie sa vyvijaju nezavisle na sebe az dokym nepride cas na interakciu
medzi populdciami. Ulohou detektoru Sumu je naucit sa spravne klasifikovat poskodené
pixle a ulohou filtra je naucit sa tieto pixle opravif. Implementacia a nasledné experimen-
tovanie boli inspirované pracou [16]. Bolo potrebné sa zamysliet nad adekvatnym vyberom
parametrov pre algoritmus kartézskeho genetického programovania, tréningovych dat, mu-
ta¢ného operatora a fitness funkcie. Taktiez bolo nevyhnutné zvazit datovy typ pri vypocte,
vyber pouzitych funkcii, pocet generacii, velkost filtra, frekvenciu interakcie medzi dvomi
populédciami a ako c¢asto sa budi ukladat jedinci populacie pre potreby ziskania dat. Mieru
mutdacie nebolo treba urcovat, pretoze ako mutacny operator bola vybrand metéda sin-
gle, ktora je popisana v podkapitole 4.2. Fitness funkcia pre detektor Sumu bola vybrana
presnost, ktora sa vypocita ako:

TP
p £ = 1
TSNSt = b Y PP Y TN + FN (6.1)

kde:

1. TP: je skratka pre pozitivne klasifikované hodnoty, ktoré st skutoéne pozitivne (an-
glicky — true positive, TP).

2. FP: je skratka pre hodnoty, ktoré st klasifikované ako pozitivne, ale v skutocnosti st
negativne (anglicky — false positive, FP)
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3. TN: je skratka pre hodnoty, ktoré si klasifikované ako negativne, ale v skuto¢nosti
su negativne (anglicky — true negative, TN)

4. FN: je skratka pre hodnoty, ktoré su klasifikované ako negativne, ale v skuto¢nosti
su pozitivne (anglicky — false negative, FN)

Ako fitness funkciu sa pre filter vybral vrcholovy pomer signalu k sumu (anglicky — Peak
Signal-to-Noise Ratio, PSNR). Vzorec pre vypocet tejto funkcie je:

2552 )

(6.2)

kde MSE je skratka pre priemernt $tvorcovi chybu (anglicky — mean squared error, MSE),
ktord sa vypocita nasledovne:

)_l
[y

m—

MSE(X,Y) = — (i, 5))2 (6.3)
=0 :0

n—

<.

kde X resp. Y je origindlny resp. modifikovany obrazok a X(i,j) resp. Y (i,j) je pixel
v obrézku na stradnici [i, j] a m a n st dimenzie obrazka jeho vyska a sirka. Na trénovanie
bol vybrany jeden obrazok z datovej sady [39] (obr. 6.1). Pri trénovani filtrov boli pouzité
iba posuvné oknd, kde posuvné okno obsahovalo iba poskodené pixle v strede filtra. Ako bolo
ukdzané v préci [16], tento pristup pri trénovani filtra ukézal velmi dobré vysledky. Dokonca
aj dramaticky znizil ¢as potrebny na trénovanie. Detektory boli trénované na vsetkych
posuvnych oknach. Bolo vykonanych 30 behov programu pre kazdé nastavenie algoritmu.
Na zaciatku evolicie sa ndhodne vygeneruju jedinci pre populéciu filtrov a detektorov a hned
sa vykond kompozicna koevolicia vsetkych filtrov a detektorov. Vyberie sa kombinacia filtra
a detektoru, ktord ma najlepSiu fitness z hladiska PSNR. Z aktualne najlepsej kompozicie
sa filter resp. detektor prida k populacii detektorov resp. filtrov. Do dalSej interakcie sa
filtre vyhodnocuju samostatne podla PSNR. a detektory podla presnosti. Ak sa vyskytne
medzi filtrami alebo detektormi viac jedincov s rovnakou fitness hodnotou, tak sa vypocita
fitness hodnota z hladiska PSNR pomocou ulozeného detektoru resp. filtra a vyberie sa
najlepsi filter resp. detektor. Ak sa pri nasledujicich interakcidch ndjde lepsi par nez bol
predchadzajuci, tak sa nahradi. Ak nie, tak dany par ostava, ale najlepsi filter a detektor
ziskani pri aktudlnej kompozicii sa ulozia do populécie detektorov a filtrov.

Vsetky parametre pre kartézske genetické programovanie boli rovnaké pre detektory aj
filtre. Vypocet prebiehal sekvencne a bol ukonc¢eny po 30000 generaciach. Kompozicia bola
nastavend na interakciu medzi populaciami kazdych 100 generécii a ukladanie populacie
pre ucel ziskania dat bol nastaveny na kazdych 25 generacii. Prehlad pouzitych funkcii sa
nachadza v tabulke 6.2 a prehlad vsetkych nastavitelnych parametrov sa nachadza v tabulke
6.1.
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(a) Originalny obrazok (b) Poskodeny obréazok 10 % intenzitou Sumu

Obr. 6.1: Na lavej strane sa nachddza origindlny obrazok prevzaty z [39]. Na pravej strane
sa nachddza poskodeny obrazok 10 % intenzitou Sumu.

Parametre Zvolené hodnoty
Tvar kartézskej mriezky 8% 8
L-back Plné prepojenie
Velkost populacie 5
Pocet generacii 30000
Détovy typ pouzity pri vypocte uint8
Kompozicia kazdych 100 generécii
Ukladanie jedincov kazdych 25 generécii
Velkost filtra 3x3
Sum v trénovacich datach 10 %, 20 %, 30 % 40 %

Tabulka 6.1: Popis parametrov pre kartézske genetické programovanie.

Funkcia #  Funkcia
255 8§ z>>1
x 9 z>>2
] 10 (x<<4)V(y>>4)

zVy 11 z+4vy

ZVy 12 x+%y

Ay 13 (z4vy)>>1
T Ay 14 maz(z,y)
xDy 15 min(x,y)

N OOtk W N O Ik

Tabulka 6.2: Funkcie pouzité pri vypoctoch prevzaté z [16].

6.2 Predspracovanie dat

Predspracovanie détovej sady jedincov zavisi od modelu strojového ucenia pre ktory sa
budt déata pripravovat. V tejto praci sa pracuje len s modelom transformatoru popisanom
v kapitole 2.7. Model bol zvoleny na zaklade prace [10], kde preskiimali transformator a
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viacvrstvovy perceptrén na vytvarani reprezentacii pre stromové genetické programovanie.
Kedze sa bude jednat o model transforméatoru, tak budu data reprezentované ako text.

V tejto préaci budu predspracovanim vytvorené styri datové sady (kompaktna a rozsi-
rend). Kazd4 z tychto variant bude mat mensiu a vac¢siu variantu. Obe datové sady popisuji
celd struktiru kartézskeho genetického programu, ale inym spésobom. Pri experimentovani
sa bude pozorovat schopnost ucenia nad tymito datovymi sadami. Z dévodu vypoctovej na-
ro¢nosti sa na vicsej datovej sade natrénuju len najlepsie modely. Datové sady budi pocas
jednotlivych experimentov rozdelené do tréningovej, validac¢nej a testovacej datovej sady.

V standardnej textovej reprezentacii kartézskych genetickych programov sa nachadza
prilis vela ¢iselnych hodnot, ktoré reprezentuju indexy uzlov, funkcii, adresy vstupov a uzlov.
Ked sa tato textova reprezenticia pomocou tokenizécie prevedie do ¢iselnej podoby, tak sa
indexy uzlov, funkcii, adresy nebuda od seba, s vynimkou pozic¢nej informéacie, odlisovat
a model by sa z tychto informécii tazsie ucil. Za tymto tcelom vznikla motivacia vytvorit
kompaktni a rozsirent datova sadu, ktora prinasa strukturovanejsiu textovi reprezentaciu
kartézskych genetickych programov.

Standardna textova reprezentacia

Standardng textova reprezentéacia sa skladd z troch ¢asti: konfiguracie, uzlov a vystupov.

o Konfiguracia — {nazov jedinca,poéet vstupov,polet vystupov,poéet stipcov,
pocet riadkov,arita uzlov,l_back}

e Uzol — ([index]adresal,adresa2,index funkcie)
e Vystup — (adresal)
Priklad:

{filter,4,1,2,2,2,1}([4]0,2,4) ([5]3,2,2) ([6]4,5,3) ([7]2,3,1)(6)

Kompaktna textova reprezentacia

Podobne ako standardnd textova reprezentacia, tak kompaktna sa skladad z troch cCasti:
konfiguracie, uzlov a vystupov.

o Konfiguricia — <config> nézov input_size_¢islo output_size_¢islo
num_rows_Cislo num_cols_cZislo arity_<islo 1_back_c¢islo

e Uzol — node_&islo addrl_¢&islo addr2_¢&islo func_¢&islo
e Vystup — <output> node_¢islo

Priklad:

<config>
filter
input_size_4
output_size_1
num_rows_2
num_cols_2
arity_2
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1 _back_1
<nodes>
node_4 addrl_0 addr2_2 func_4
node_5 addrl_3 addr2_2 func_2
node_6 addrl_4 addr2_5 func_3
node_7 addrl_2 addr2_3 func_1
</nodes>
<outputs>
<output> node_6
</outputs>

Rozsirena textova reprezentacia

Podobne ako standardnd textova reprezentacia, tak rozsirend sa skladé z troch casti: kon-
figuracie, uzlov a vystupov.

o Konfiguracia — <config> <name> nazov </name> <input_size> polet vstupov
</input_size> <output_size> polet vystupov </output_size> <num_rows>
polet riadkov </num_rows> <num_cols> poéet stlpcov
</num_cols> <arity> arita </arity> <1_back> 1_back </1_back> </config>

e Uzol — <node> <index> index </index> <addrl> adresa 1 </addrl> <addr2>
adresa 2 </addr2> <func> index funkcie </func> </node>

o Vystup — <output> adresa </output>

Priklad:

<config>
<name> filter </name>
<input_size> 4 </input_size>
<output_size> 1 </output_size>
<num_rows> 2 </num_rows>
<num_cols> 2 </num_cols>
<arity> 2 </arity>
<1_back> 1 </1_back>
</config>
<nodes>
<node>
<index> 4 </index>
<addr1> 0 </addri>
<addr2> 2 </addr2>
<func> 4 funkcie </func>
</node>
<node>
<index> 5 </index>
<addri1> 3 </addri1>
<addr2> 2 </addr2>
<func> 2 </func>
</node>
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<node>
<index> 6 </index>
<addr1> 4 </addri>
<addr2> 5 </addr2>
<func> 3 </func>
</node>
<node>
<index> 7 </index>
<addril> 2 </addri>
<addr2> 3 </addr2>
<func> 1 </func>
</node>
</nodes>
<outputs>
<output> 6 </output>
<outputs>

6.3 Proces vytvarania reprezentacie

Reprezentacie budi vytvorené pomocou architektiry autoenkéder. Ako kodér a dekodér
bude pouzity transformator. Pri transformatore je mozné pouzit predtrénované modely, ale
kvoli specifickosti dat by to nemuselo byt vhodné, a preto sa v tejto praci bude trans-
formator ucit od zaciatku aj napriek tomu, Ze je to velmi vypoc¢tovo naro¢né trénovanie.
Transformétor sa bude ucif na dvoch tlohéch. Prva tloha je tiloha rekonstrukcie pévodného
vstupu zobrazend na obr. 6.2.

—
>
>

> 8

‘ Kodovacia vrstva transformatoru ‘

:
RN I e B
:

‘ <S0S> ‘ ‘ DNES ‘ | DEN ‘ ‘ <EOS> ‘

> =
Ly & [

Obr. 6.2: Obrézok znazornuje proces rekonstrukcie pévodnej sekvencie. Kazdy token (slovo)
sa tokenizuje pomocou dopredu vytvorenej gramatiky na ¢islo. Tato sekvencia ¢isel vstu-
puje do kdédovacej vrstvy transformatoru a vysledkom sa vektorové reprezentacie kazdého
tokenu. Dekddovacia vrstva na zaklade tychto vektorovych reprezentécii predikuje ¢éiselnt
reprezentaciu tokenov, ktoré st ndsledne pomocou detokenizacie prevedené spét do textovej
podoby.

Druhé tloha je zamerand na predikciu nasledujiiceho tokenu v sekvencii. Tato tloha je
zndzornend na obr 6.3.
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Obr. 6.3: Obréazok zndzornuje proces predikcie nasledujiceho tokenu. Kazdy token (slovo)
sa tokenizuje pomocou dopredu vytvorenej gramatiky na ¢islo. Tato sekvencia ¢isel vstupuje
do kédovacej vrstvy transformatoru a vysledok st vektorové reprezentacie kazdého tokenu.
Dekédovacia vrstva na zaklade tychto vektorovych reprezentacii a do teraz vygenerovanych
tokenov predikuje nasledujtci token v sekvencii.

V strucnosti sa teda proces vytvarania reprezenticie kandiddtneho riesenia najskor
transformuje do vybranej novej textovej reprezentacie. Vyber zavisi od dat, nad ktorymi
je zvoleny transformator natrénovany. Kandidatne riesenie reprezentované novou textovou
reprezentaciou sa pomocou tokenizacie rozdeli na tokeny (slovd), ktoré si v ramci tohto
procesu pomocou gramatiky prevedeni na ¢iselnt reprezentaciu. Tato ¢iselnd reprezentacia
sa pomocou natrénovaného transformatoru zakéduje do vektorovej reprezentacie, kde kazdy
token je reprezentovany jednym vektorom.

Schopnost rekonstruovat vstup bude posidend podla mikro—spriemerovania presnosti,
makro—spriemerovania presnosti a vazeného—spriemerovania presnosti. Tieto metriky roz-
siruju zakladnt rovnicu pre presnost 6.1 o viac tried. V nasledujticich rovniciach znak N
znaci pocet tried.

N-1
1
Presnostyikro-priemer = N Z Presnost,. (6.4)
c=0
N-1
TP,
PresnOSﬁMakro-priemer = — c=0 (65)
Yo (TP + FF,)
N-1
Pocet
PreSDOSﬁVéieny—priemer = Z (Ce]T}'Ipcoéet X Presnost’c) (66)

c=0
Po natrénovani jednotlivych modelov bude moct byt kodér a dekodér od seba oddeleni
a budi moct fungovat plne samostatne pri jednotlivych tlohéch.

6.4 Vyuzitie vzniknutych reprezentacii

Po natrénovani transformatorov na zvolenych tlohdch pride ¢as na ich vyuzitie. Jeden
z experimentov, na ktoré sa tato praca zameria bude 2D vizualizacia na vzorku dat z vali-
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dac¢nej datovej sady kartézskych genetickym programov. Vzorka déat sa postupne pomocou
kédovacej vrstvy transformatora zakéduje. Vysledkom je vektor pre kazdy token v danej
sekvencii. Vystupné vektory sa pomocou priemernej agregacie agreguji. Vysledny agrego-
vany vektor reprezentuje jedného jedinca. Ked tymto procesom budu agregované vsetky
déta zo vzorku validacnej datovej sady, tak sa najskor tieto agregované vektory normali-
zuju a nasledne sa na ne pouzije metéda Uniform Manifold Aproximation and Projection
(UMAP) [41]. Jedn4 sa o algoritmus strojového ucenia, ktory sa pouziva na redukciu dimen-
zionality. Metéda UMAP vytvara nad bodmi v priestore vysoko rozmerny graf, pomocou
ktorého sa snazi optimalizovat nizko rozmerny graf tak, aby mu bol ¢o najviac strukturalne
podobny a zachoval tak globdlnu aj lokdlnu struktiru dat. Vysledkom tejto metddy si teda
vektory v nizsej dimenzii, ktoré reprezentuji pévodné data. V tejto praci to budu vektory
o velkosti dimenzie dva. Vysledné vektory sa premietnu do grafu v zavislosti na type jedinca
(¢i sa jednd o filter alebo detektor Sumu). Nésledne sa do tychto vizualizacii premietne aj
hodnota fitness, kde je hypoteticky mozné, ze niektoré zhluky budu obsahovat jedincov,
ktori predstavuju lepsiu fitness hodnotu. Toto zistenie by otvorilo nové experimentalne
moznosti. Bolo by mozné generovat jedincov z tychto oblasti vektorového priestoru. Mohli
by vzniknit nové genetické operatory, ktoré by riadili evoliciu k tymto oblastiam. Jedno
z vyuziti vytvorenych modelov je ten, ze by dokéazali byt pouzité aj pri inom probléme,
ktory by obsahoval rovnaky alebo mensi pocet vstupov a obsahoval by tie isté funkcie alebo
ich podmnozinu. Ak by ale existoval problém, ktory by mal vstupy alebo funkcie navyse,
je mozné model jemne doladif na specificky problém malou vzorkou dat. V pripade, ze by
bol tento model natrénovany na viacerych problémoch, tak by sa mohlo dosiahnut lepsej
generalizacie. Vzniknuté reprezentacie by mohli byt pouzité aj na predikciu fitness. Taktiez
by mohli vzniknit nové genetické operatory, ktoré by priamo pracovali s novo vzniknutymi
reprezenticiami.

Tato praca sa zameria na preskimanie dvoch novych mutacnych operatorov a predikciu
fitness pomocou viacvrstvového perceptronu. Prva mutacia sa zameria na priame upra-
vovanie vektorovych reprezenticii génov a druhd na vyber génov pre muticiu na zaklade
podobnosti génov vo vektorovej reprezentacii.

Mutacia priamou upravou vektorovej reprezentacie génov

Pocas evoluéného procesu kartézskeho genetického programovania sa nahradi standardna
mutécia novou mutdciou, ktord bude modifikovat vektorovi reprezenticiu génov vytvorenu
pomocou kodéru transformatora. Pred pouzitim novej mutécie sa najskor rodi¢ transfor-
muje do vektorovej reprezentacie podla postupu v kapitole 6.3. Samotna mutécia modifikuje
tieto vektory v kazdej z ich dimenzif ndhodnym malym ¢islom zo zvoleného intervalu. V po-
slednom kroku sii upravené vektorové reprezenticie génov pomocou dekodéru dekédované
do ¢iselnej reprezentécie, ktora je v ramci tohto procesu pomocou gramatiky prevedend spét
na jednotlivé tokeny v textovej reprezentacii kartézskeho genetického programu. Nésledne
sa kontroluje validita vzniknutej textovej reprezenticie a zostavuje sa de novo vzniknuty
jedinec. Metéda je zndzornend na obr. 6.4.
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Obr. 6.4: Na obrazku je znadzorneny proces nového muta¢ného operatora tipravou priamo
vektorovej reprezentacie kartézskeho genetického programu.

Tato metéda bude porovnand s ndhodnou mutéciou a single.

Vyber génov na zaklade podobnosti vektorov

Proces evolicie kartézskeho genetického programovania prebieha Standardne az do bodu
mutacie vybraného rodica. Vybrany rodi¢ sa najskor prevedie na vektorovi reprezentaciu
tokenov a to podla postupu popisaného v kapitole 6.3. Pomocou masky sa z vektorovej
reprezentécie tokenov extrahuju vektorové reprezentacie len samotnych génov. Maska bude
vytvorena automaticky a to tak, Ze na pozicie tokenov, ktoré reprezentuji gény bude vlozena
hodnota True inak False. V kompaktnej reprezentacii sa jedna o pozicie, kde sa nachadzaju
tokeny addrl, addr2 a func V rozsirenej textovej reprezentacii sa jedné o vsetky pozicie ¢isel
v ramci uzlov. Vystupné gény boli opomenuté. Tieto masky budi vytvorené automaticky
pre velkost kartézskej mriezky 8 x 8 a budu vlozené do kédu ako konstanty, aby sa nemuseli
znovu pocitat. Pre ind velkost kartézskej mriezky by sa museli znovu vygenerovat. Na
extrahované vektory sa pouzije normalizacia. Normalizované vektory sa porovnaji medzi
sebou a st vybrané dvojice na zaklade ich podobnosti. Z vybranych dvojic st vytvorené
skupiny navzajom podobnych vektorov. Vytvorené skupiny obsahuji uz len indexy vektorov.
V poslednom kroku sa z kazdej skupiny vyberie ndhodne jeden index génu pre mutaciu. Ak
nédhodou je vybranych menej ako 5 génov pre mutaciu, tak sa zvysné vybert ndhodne. Pri
kazdej mutécii mé vystupny gén 5 % pravdepodobnost na mutéciu. Metéda vyberu génov
na zaklade podobnosti vektorov je zndzornena na obr. 6.5
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Obr. 6.5: Na obrazku je znadzorneny proces vyberu génov pre mutaciu za pouzitia podobnosti
vektorovej reprezentacie.

Tato metéda bude porovnand s ndhodnou mutaciou, single a mutaciou zalozenou na
podobnosti hodnét génov. Mutacia zalozend na podobnosti hodnét génov zaznamenava
skupiny hodndt génov pre jednotlivé vstupy uzlov a funkcie. Z kazdej z tychto skupin, ktoré
maju velkost vicsiu ako 1, st ndhodne vybrané gény pre mutaciu. Podobne, ako pri mutéacii
zalozenej na podobnosti vektorov, sa pri nizSom pocte génov zvysné gény nahodne vyberu
a pri kazdej mutdcii ma vystupny gén pravdepodobnost 5 % na mutdciu.

Predikcia fitness kandidatneho jedinca

Prediktory fitness sa pouzivaju na zrychlenie evolu¢ného procesu, pri ktorom sa vynecha
dasto zdlhavy vypocet fitness hodnoty a nahradi sa modelom, ktory dokéze na zdklade
priznakov kandidatnych rieseni predikovat ich fitness hodnotu.

V tejto praci sa preskiima, ¢i dokdzu byt vytvorené reprezentacie kandidatnych rieseni
(pomocou procesu, ktory je popisany nizsie) pouzité ako priznaky pre tréning prediktoru
fitness.

Proces evoltcie kartészkeho genetického programovania bezi standardne az do bodu
evaluacie kandidatneho jedinca. Namiesto evaluécie sa kandidatny jedinec prevedie do vek-
torovej reprezentacie jednotlivych tokenov ako to bolo popisané v kapitole 6.3. Tieto vek-
tory sa normalizujd a priemernou agregiciou agreguju. Agregovana vektorova reprezenticia
kandidatneho jedinca sa dé na vstup prediktoru, ktory vrati predikovant fitness hodnotu
kandidatneho jedinca. Metdda predikcie fitness je znazornena na obr. 6.6. Ako prediktor
fitness v tejto praci bude pouzity viacvrstvovy perceptron.
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Obr. 6.6: Na obrazku je znazorneny proces predikcie fitness za pouzitia vektorovej repre-
zentacie kandidatneho jedinca.

Predikcia bude porovnand naprie¢ viacerymi metrikami ako je MSE (rovnica 6.3), MAE
a Spearmanov korelacny koeficient.
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Kapitola 7

Implementacia

V tejto kapitole je stru¢ne popisand implementacia navrhu rieSenia, informacie o pouzitych
technologiach a technikéch.

7.1 Pouzité technolégie

Tento projekt bol implementovany v jazyku Python 3.10 [20]. Pre priebezné ukladanie
vysledkov ndvrhu obrazovych filtrov a tréningu hlbokych neurénovych sieti bola pouzita
kniznica wandb [4]. Wandb je sluzba, ktord je navrhnuta na priebezné sledovanie vysledkov
experimentovania v strojovom uceni. Pocas trénovania moéze sluzba zaznamenavat para-
metre sieti, vystupné metriky a data o vyuzitych zdrojoch na vypoctovom systéme. Vsetky
zbierané data sa graficky zobrazuju, takze je jednoduchsie odhalit chyby a vykonat potrebnt
upravu. Kniznica taktiez poniika implementéciu pre hladanie optimalnych hyperparametrov
(wandb sweeps). Pre nacitanie a predspracovanie obrazkov bola pouzitd kniznica OpenCV
[7]. Pre navrh, trénovanie, validiciu a evaludciu modelov bola pouzitd kniznica PyTorch
[49]. Pre efektivnejsiu manipuldciu s ddtami boli pouzité kniznice numpy [26] a pandas [42].
Na vizualizdciu dat boli pouzité kniznice seaborn [68] a matplotlib [30]. Medzi dalsie pouzité
kniznice patria skimage [67], scipy [66] a sklearn [50]. Ako verzovaci systém bol pouzity git
[11].

7.2 Struktira projektu

Projekt je implementovany ¢o najviac modularne, aby sa dala do projektu jednoducho pri-
dévat nova alebo upravovat stard funkcionalita. Projekt sa skladd z nasledujicich stiborov:

e main.py — Obsahuje implementaciu pre spustenie navrhu obrazovych filtrov s detek-
tormi Sumu.

e transfomer_training.py — Implementuje algoritmus pre ucenie jednotlivych tloch
transformatoru.

e predictor_training.py — Implementuje algoritmus pre ucenie prediktoru.

e ImageProcessor.py — Obsahuje implementaciu triedy, ktora obsahuje implementa-
cie funkcii na predspracovanie obréazkov pre navrh obrazovych filtrov. Obsahuje dve
statické funkcie. Jedna funkcia vytvori vsetky posuvné okné a druhé ich zorganizuje
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takym sp6sobom, aby sa dali vSetky posuvné okna spracovat naraz kartézskym gene-
tickym programom.

CartesianGeneticProgramming.py — Implementacia triedy, ktorda implementuje al-
goritmus kartézskeho genetického programovania.

Individual.py — Implementacia triedy, ktora obsahuje implementaciu jedinca v po-
puldcii. Obsahuje funkcie na vytvorenie jedinca, mutaciu, kontrolu validity jedinca,
evaluaciu, vyhodnotenie fitness hodnoty, ndjdenie aktivnych uzlov a transformaécie
z inych a do inych textovych reprezenticii.

Node.py — Implementuje datova triedu, ktord uchoviva informécie o jednotlivych
uzloch v jedincoch.

CoevolutionCartesianGeneticProgramming.py — Implementuje triedu, ktord im-
plementuje algoritmus kompozi¢nej koevolicie v kartézskom genetickom programo-
vani. Implementacia vyuziva uz do teraz implementované moduly a rozsiruje ich o in-
terakciu medzi jedincami jednotlivych populécii.

ColumnInputRestrictions.py — Implementuje datovi triedu, ktord obsahuje infor-
macie o validnych hodnotach, ktoré moéze kazdy gén v jedincoch v populécii nadobu-
dat.

FitnessFunctions.py — Implementacia statickych funkcii, ktoré implementuji jed-
notlivé fitness funkcie, ktoré sa daju priradovat ku jednotlivym konfigurdciam jedin-
COV.

Mutations.py — Implementacia statickych funkcii, ktoré implementuja jednotlivé mu-
tacie. Tieto mutacie sa daji nasledne priradovat ku konfiguracii jedincov.

Tokenizer.py — Implementéacia triedy, ktord vytvara gramatiku zo vstupnej textovej
reprezentacie a koduje resp. dekdduje ju do ciselnej resp. textovej podoby.

MLP.py — Implementécia viacvrstvového perceptronu.

Transformer.py — Implementécia transformatoru pre tilohu predikcie nasledujiceho
tokenu.

TransformerAutoEncoder.py — Implementacia transformatoru pre rekonstrukéni
dlohu.

utils.py — Obsahuje implementaciu pomocnych funkeii.

7.3 Argumenty programov

V tejto kapitole st popisané argumenty jednotlivych skriptov. Argumenty skriptu main.py:

-runs — Pocet samostatnych behov programu.
-runs_label — Oznacenie behov programu.
-vocab_file — Cesta ku ulozenej gramatike.

-model_path — Cesta ku natrénovanému modelu.
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e -noise_ratio — Zvolend intenzita sSumu. Len pre Statistické tucely, hodnota sa bude
objavovat v Statistikach.

o -mutation — Druh mutécie (random, embedding_ similarity, value_ similarity, single).
e -generations — Pocet generacii.
e -generate_dataset — Priznak ¢i sa mé generovat datova sada jedincov.

e -interaction_interval — Pocet generacii, po ktorych sa ma vykonavat interakcia
medzi populdciami.

e -result_dir — Cesta k prie¢inku kde budi ulozené vysledky evolicie.

e -save_interval — Interval po kolkych generaciach sa budu ukladat jedinci z popu-
lacie. Pouziva sa ak je nastaveny priznak generovania datovej sady.

e -use_wandb — Priznak pouzitia wandb na zaznamenavanie dat

e -wandb_project_name — Nazov wandb projektu

e -wandb_entity_name — Autor wandb projektu.

e -wandb_run_name — Nizov behu.

e -train_dataset_targets — Cesta ku datovej sade ocakavanych vystupov.

e —train_dataset_inputs — Cesta ku datovej sade poskodenych vstupov.

e -device — Aké zariadenie pouzivat pri pouzivani modelov.

e —filter_predictor_path — Cesta k prediktoru fitness pre filter.

e -detector_predictor_path — Cesta k prediktoru fitness pre detektor.

e -—experiment_name — Nazov experimentu. Bude pouzité vo wandb.
Argumenty skriptu transformer_traning.py:

e -1r — Learning rate.

e -wd — Weight decay.

e —architecture — Zvolené tloha.

e —epochs — Pocet epoch.

e -embed_dim — Velkost vektorovej reprezentacie

e -batch_size — Velkost batchu pre trénovanie.

e -num_heads — Pocet multi-head attention hlav.

e -num_layers — Pocet vrstiev transformdtoru

e —-ff_dim — Velkost dimenzie plne prepojenej vrstvy

e -dropout — Pomer dropoutu.
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-verbose — Zobrazovanie procesu trénovania.

-path_to_dataset — Cesta k datovej sade.

-path_to_vocabulary — Cesta ku gramatike.

-model_output_dir — Cesta pre ulozenie najlepsieho modelu.
-patience — Trpezlivost pri kontrole skorého ukoncenia trénovania.
-use_wandb — Pouzitie wandb.

-wandb_project_name — Nazov wandb projektu
-wandb_entity_name — Autor wandb projektu.

-wandb_run_name — Nazov behu.

-experiment_name — Nazov experimentu v instancii wandb.

Argumenty skriptu predictor_training.py:

7.4

-use_wandb — Pouzitie wandb.

-wandb_project_name — Nazov wandb projektu
-wandb_entity_name — Autor wandb projektu.
-wandb_run_name — Nézov behu.

-result_dir — Priec¢inok pre ulozenie vystupnych modelov.

-experiment_name — Nazov experimentu v inStancii wandb.

Implementacia transformatoru

V ramci tejto prace bol transformator implementovany pomocou vstavanych implemento-
vanych vrstiev transformatoru z kniznice PyTorch. Implementécia zahfna vytvorenie vlast-
ného modelu pozostavajiceho z kdédovacej a dekddovacej casti. Implementacia modelu po-
zostava z nasledujucich tried:

PositionalEncoding — Jedna sa o implementéciu pozi¢ného kédovania, ktoré sa pouziva
pre pridanie pozi¢nej informéacie do vstupnych vektorov. Implementacia pozi¢ného
kédovania bola prevzaté z [63].

TransformerEncoder — Jedna sa o kddovaciu ¢ast transformétora a zahfna: embed-
ding vrstvu (pre preklad slov do vektorov pevnej diiky), pozicné kbédovanie, kédovaciu
vrstvu transforméatora, ktora pozostava z viacerych takychto vrstiev (PyTorch imple-
menticia torch.nn.TransformerEncoderLayer). Vystup je normalizovany pomocou
torch.nn.LayerNorm.
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e TransformerDecoder — Jedna sa o dekdédovaciu cast transformatora, ktora spracovava
vystupy z kodéru spolu s cielovymi ddtami (pri ilohe rekonstrukeie pévodného vstupu
neboli cielové data pouzité a boli pouzité informéacie len z kdédovacej Casti transfor-
métoru). Podobne ako kodér, obsahuje: embedding vrstvu a poziéné kédovanie. Da-
lej obsahuje dekdédovaciu vrstvu transformatora, ktord tiez pozostdava z viac vrstiev
(PyTorch implementacia torch.nn.TransformerDecoderLayer. Vystup je normali-
zovany a nasledne transformovany na predikcie slov pomocou linearnej vrstvy.

e Transformer — tato trieda spaja kodér a dekodér.

Transformétor bol trénovany na vSetkych tlohéch od zaciatku a bez predchadzajiceho
predtrénovania na inej tlohe.

7.5 Vyhladavanie optimalnych hyperparametrov

Na vyhladéavanie optimalnych hyperparametrov bola pouzitd funkcionalita kniznice wandb,
ktora pontka funkcionalitu wandb sweeps. Wandb sweeps automatizuje vyhladavanie naj-
lepsej kombindacie hyperparametrov tym, ze vykond viacero tréningovych experimentov
s roznymi nastaveniami hyperparametrov. Funguje to tak, ze uzivatel si definuje bud priamo
v k6de alebo pomocou konfiguracného suboru vsetky hyperparametre, ktoré chce preskimat
a ich prislusné hodnoty. Zostava nastavit prehladavaci algoritmus. Je na vyber z troch pre-
hladavacich algoritmov a to je ndhodné, mriezkové alebo bayesovska optimalizacia. V tejto
praci bolo pouzité ndhodné prehladavanie. Priebezné vysledky tréningovych experimentov
su zbierané a vizualizované v realnom case.

7.6 Pomocné skripty

Mimo zmienené skripty boli implementované dalsie dva pomocné skripty experiments.py
a experiments_transformer_model_training.py. Prvy skript spista experimenty pre
navrh obrazovych filtrov a druhy skript spusta experimenty na trénovanie transformatoru.

7.7 Jupyter notebooky pre experimentovanie

Jednotlivé experimenty popisané v kapitole 8, st implementované v jupyter notebookoch
(oznacenych indexom experimentu) pre jednoduchsiu tpravu a vizualiziciu ziskanych dat.

7.8 Chybova funkcia cross—entropy

Pocas ucenia transformétoru bola pouzitd chybova funkcia cross—entropy. Cross—entropy
pocita rozdiel medzi dvomi pravdepodobnostnymi distribiciami: oc¢akdvanym vystupom a
predikovanymi vystupmi z modelu. Cielom je minimalizovat rozdiel medzi tymito dvomi
distribiciami a efektivne riadit model aby produkoval ¢o najviac presné vystupy. Rovnica
pre chybovu funkciu cross—entropy:

1 N C
L=—=5>_D viclog(iic) (7.1)

i=1 c=1
kde C je pocet tried, y; . je binarny indikator ¢i je trieda c spravna klasifikacia pre pozoro-
vanie i a ¥; . je predikovand pravdepodobnost, Ze pozorovanie i patri do triedy c.
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7.9 Technika postupného znizovania miery ucenia

Pocas ucenia transforméatoru bola pouzitd technika postupného znizovania miery ucenia.
Bola pouzita technika z kniznice PyTorch pod nazvom ReduceLROnPlateau. Tato technika
znizuje mieru ucenia sledovanim validacnej chyby. Ak nebolo zaznamenané zlepsenie vali-
dacnej chyby urcity pocet epoch, tak je miera ucenia zmensend o dopredu vybrany faktor.

7.10 Technika skorého ukoncéenia trénovania

Technika skorého ukoncenia trénovania funguje na podobnom principe ako znizovanie miery
ucenia. Ak valida¢na chyba je horsia ako v predchddzajicej epoche, tak sa nacita do teraz
najlepsi model. Ak sa valida¢na chyba nezlepsi urcity pocet po sebe nasledujicich epoch,
tak je trénovanie modelu ukoncené.
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Kapitola 8

Experimenty

Tato kapitola overuje funkénost navrhu obrazovych filtrov spolu s detektormi Sumu a skima
automatické vytvaranie reprezentacii a ich vyuzitie pomocou sady experimentov. V ramci
experimentalneho vyhodnotenia prace je zmienend fitness hodnota vzdy vypocitand kom-
bindciou najlepsej kombindcie (kompozicie) filtra a detektora z pohladu PSNR.

8.1 Overenie funkcnosti navrhu obrazovych filtrov

Na vytvorenie datovej sady pre ucenie hlbokych modelov strojového ucenia bola vybrana
tloha névrhu obrazovych filtrov spolu s detektormi sumu. V kapitole 4.2 je popisany po-
stup ndvrhu experimentu pre ziskanie dat z vybranej tlohy. Tato podkapitola sa zaobera
vysledkami spojenymi s navrhom obrazovych filtrov spolu s detektormi Sumu a ziskanymi
jedincami pre vytvorenie datovych sidd. Navrh obrazovych filtrov spolu s detektormi Sumu
bol spusteny 30 krat po 30000 genericii s parametrami, ktoré si v tabulke 6.1 pre obr. 6.1
poskodeny 10, 20, 30 a 40 percentnym Sumom. V obr. 8.1 je znazornend vysledné fitness
hodnota v zavislosti na jednotlivych intenzitdch Sumu. Z vysledkov je zrejmé, Ze navrho-
vané kompozicie maju lepsiu fitness pri nizsich intenzitach Sumu. V tabulke 8.1 st vidiet
specifické hodnoty pre najlepsie, priemerné a najhorsie navrhnuté kompozicie.

Fitness [dB]
Intenzita Sumu 10% 20% 30% 40 %
Minimum 24.655 22.479 18.413 16.253
Priemer 31.038 26.267 21.972 18.270
Maximum 34.500 28.808 25.123 21.503

Tabulka 8.1: Minimalna, priemerna a maximélna fitness v zavislosti na intenzite Sumu.

Hypotéza: Doba navrhovania kompozicif zavisi na intenzite sumu. Cim vyssia je intenzita
sumu, tym dlhsie bude trvat ndvrh. Hypotéza vznikla na zaklade toho, ze intenzita sumu
ovplyviiuje pocet tréningovych dat filtra. Tato hypotéza sa ukazala ako pravdivd, a to je
vidiet na nasledujicom obrazku 8.2. Na obrdzku sa pri 30 % intenzite Sumu vyskytuje
anomalia z trendu doby trvania navrhu. Dovod vzniku tejto anomaélie nebol dalej skiimany,
ale je mozné, Ze v dany cas boli na zvolenom servery vytazené vypoctové zdroje.
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Vplyv intenzity 3umu na navrh obrazovych filtrov
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Obr. 8.1: Zobrazenie zavislosti medzi fitness a intenzitou Sumu pri ndvrhu obrazovych filtrov
spolu s detektormi Sumu. Graf zobrazuje vyslednt fitness hodnotu z pohladu PSNR kazdého
behu programu pre jednotlivé intenzity Sumu.
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Obr. 8.2: Doba navrhovania obrazovych filtrov spolu s detektormi Sumu v zavislosti na
intenzite Sumu.

Jeden z dalsich experimentov je porovnanie fitness v zavislosti na Sume medzi iteraciami
filtrovania pri Sumoch, na ktorych kompozicie neboli navrhované. Hypotéza predpoklada,
ze kompozicie, ktoré boli navrhnuté na nizsej intenzite Sumu, budi mat lepsie vysledky.
Experiment bol spusteny na piatich testovacich obrazkoch. Oproti Sumom, na ktorych boli
kompozicie navrhnuté, bola pridand 50 % intenzita Sumu. Testovacie obrazky su filtrované
jednotlivymi kompoziciami v Styroch iteraciach. Na obr. 8.3 st znazornené vysledky tohto
experimentu.
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Porovnanie fitness v zavislosti na Sume medzi jednotlivymi iteraciami pri Sumoch, na kiorych kompozicie neboli navrhované

iteracia = 1 iteracia = 2

L

*
¢ 1 N Trénované na

10 % Sume

¢ ]
‘
L]
te
LK) +
T T T 20 % Sume
30 % Sume
. ]
. te
L]
+
. L]
(]
+ +

40 % Sume
10 20 30 40 50 10 20 30 40 50
Intenzita Sumu [%] Intenzita Sumu [%]

iteracia = 4

iterdcia = 3

Obr. 8.3: Obréazok znazornuje porovnanie fitness hodnoty v zavislosti na Sume medzi jed-
notlivymi iterdciami pri Sumoch, na ktorych kompozicie neboli navrhované.

Po prvej iterécii je zrejmé, ze kompozicie ktoré boli navrhované na 20 % a 30 % intenzite
sumu majui skoro v kazdom pripade prevahu pred ostatnymi kompoziciami. V nasledujtcich
iteraciach sa vyskytuje zlepsSenie fitness naprie¢ vSetkymi kompoziciami, ktoré boli navr-
hnuté na nizsej intenzite Sumu. Kompozicie, ktoré boli navrhnuté na 40 % intenzite Sumu,
vykazuji velmi malé zlepSenie fitness, naopak kompozicie navrhnuté na 10 % intenzite
sumu po Styroch iterdciach jasne prekonavaju vysledky vsetkych ostatnych kompozicii. Na
obr. 8.4 st vidiet vysledky filtrovania jedného z testovacich obrazkov po styroch iteraciach
najlepsou kompoziciou v danej sSumovej kategorii.
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Ukazka filtrovania obrazkov na jednotlivych Sumoch

10 % Sum 20 % Sum m 40 % Sum 50 % Sum
psnr=14.905) (psnr=11.864) (p 134) (psnr=8.868) (psnr=7.906)

10. kompozicia po 4 iteraciach
(psnr=29.775)

29. kompozicia po 4 iteraciach
(psnr=28.103)

4. kompozicia po 4 iteraciach
(psnr=26.097)

29. kompozicia po 4 iteraciach
(psnr=35.54)

29. kompozicia po 4 iteraciach
(psnr=32.276)

Obr. 8.4: Na prvom riadku su vidiet poskodené obrazky 10 % — 50 % intenzitou Sumu.
Na druhom riadku st vyfiltrované obrazky po Styroch iteraciach najlepsimi kompoziciami
v danej Sumovej kategorii. Je vidiet, Ze najlepsie kompozicie filtrov a detektorov dokazu
filtrovat aj 50 % intenzitu Sumu na ktorej neboli navrhované.

8.2 Vytvorenie datovych sad

Pocas navrhu obrazovych filtrov s detektormi Sumu v prvom experimente bola vygenerovana
datova sada filtrov a detektorov. Pocet dat v datovej sade je popisany v tabulke 8.2.

Pocet filtrov  Pocet detektorov  Celkovy pocet

Pred deduplikaciou 560092 572285 1132377
Po deduplikacii 559972 572165 1132137

Tabulka 8.2: Pocet filtrov a detektorov vo vygenerovanej datovej sade

7 vytvorenej datovej sady boli vytvorené 3 datové sady pre kompaktni a rozsirent
textovi reprezentéiciu jedincov. Postupy pre obe textové reprezentacie boli rovnaké. Prvé
dve datové sady boli vytvorené pre trénovanie transformatoru. Tretia datova sada bola
vytvorena pre tréning prediktoru fitness. Postup pre vytvorenie prvej datovej sady:

1. Datova sada je rozdelena do sady filtrov a detektorov.

2. Nacita sa kazdy jedinec filtrov a detektorov.

3. St zistené aktivne gény kazdého jedinca.

4. Deduplikécia filtrov a detektorov na trovni aktivnych génov.

5. Vypoditanie fitness filtrov a detektorov na jednom testovacom obrazku pre 10 - 50 %
intenzitu sumu.

6. Extrakcia filtrov, ktoré maju fitness pri 10 % intenzite Sumu vacsiu alebo rovnu 15.

7. Extrakcia detektorov, ktoré maju fitness pri 10 % intenzite Sumu vécsiu alebo rovnu
0.5.
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8. Vytvorenie zlucenej datovej sady filtrov a detektorov s pridanou hodnotou typu je-
dinca a priemernou fitness.

Prehlad poctu filtrov a detektorov pri jednotlivych krokoch tvorby datovej sady sa
nachadza v tabulke 8.3.

Pocet filtrov  Pocet detektorov  Celkovy pocet

Pred deduplikaciou 560092 572285 1132377
Po deduplikécii 559972 572165 1132137
Po deduplikacii podla

aktivnych génov 198636 194216 392852
Po extrakcii 96067 111026 207093

Tabulka 8.3: Prehlad poctu filtrov a detektorov v jednotlivych krokoch pripravy prvej da-
tovej sady

Druhéa datova sada sa vytvarala podobne, s tym rozdielom, Ze sa nerobila deduplika-
cia podla aktivnych génov a taktiez sa nerobila extrakcia podla fitness. Specificky postup
vytvorenia druhej viacsej datovej sady:

1. 7 datovej sady sa vyberie ndhodne 500000 jedincov.
2. Nahodne vybrané data su rozdelené do sady filtrov a detektorov.
3. Nacita sa kazdy jedinec filtrov a detektorov.

4. Vypocitanie fitness hodnoty filtrov a detektorov na jednom testovacom obrazku pre
10 - 50 % intenzitu Sumu.

5. Vytvorenie zlucenej datovej sady filtrov a detektorov s pridanou hodnotou typu je-
dinca a priemernou fitness.

Prehlad poctu filtrov a detektorov pri jednotlivych krokoch tvorby datovej sady sa
nachadza v tabulke 8.4.

Pocet filtrov  Pocet detektorov  Celkovy pocet

Pred deduplikédciou 560092 572285 1132377
Po deduplikécii 559972 572165 1132137
Po ndhodnom vybere 247066 252934 500000

Tabulka 8.4: Prehlad poctu filtrov a detektorov v jednotlivych krokoch pripravy druhej
détovej sady

Posledna datova sada je urcend pre trénovanie prediktoru fitness. Postup pre vytvorenie
tejto datovej sady:

1. Z celkovej datovej sady st extrahované len jedince navrhované na 10 % a 20 % Sume.

2. Deduplikacia filtrov a detektorov.
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3. Nahodny vyber 500000 jedincov.
4. Nahodne vybrané data st rozdelené do sady filtrov a detektorov.
5. Nacita sa kazdy jedinec filtrov a detektorov.

6. Vypocitanie fitness hodnoty filtrov a detektorov na jednom tréningovom obrazku pre
10 % intenzitu Sumu.

7. Vytvorenie zlicenej datovej sady filtrov a detektorov s pridanou hodnotou typu je-
dinca a fitness.

Prehlad poctu filtrov a detektorov pri jednotlivych krokoch tvorby datovej sady sa
nachadza v tabulke 8.5.

Pocet filtrov  Pocet detektorov Celkovy pocet

Pred deduplikaciou 560092 572285 1132377
Po extrakeii 282979 288728 571587
Po deduplikacii 282919 288668 571587
Po ndhodnom vybere 247296 252704 500000

Tabulka 8.5: Prehlad poctu filtrov a detektorov v jednotlivych krokoch pripravy poslednej
datovej sady pre tréning prediktorou fitness

Pocas tréningu prediktoru fitness sa kvoli vypoctovej narocnosti kédovania jedincov do
vektorovej reprezentacie vytvorenda datovd sada zredukovala na 170000 vzorkov po 85000
filtrov a 85000 detektorov.

8.3 Prehladavanie hodn6t hyperparametrov pre trénovanie
transformatoru

Tento experiment sa zaobera prehladdvanim hodno6t hyperparametrov pre trénovanie trans-
formatoru na dvoch datovych sadach (kompaktnej a rozsirenej). V névrhu riesenia st spo-
menuté dve tlohy, pomocou ktorych tato praca vytvara vektorové reprezenticie kartézskych
genetickych programov. Tento experiment je zamerany na druhi dlohu a to predikciu na-
sledujiceho tokenu. Kedze experiment je vypoctovo narocény bol spusteny 20 krat po 1
epochu pre kazda datovia sadu. Chybova funkcia pre ucenie transforméatoru bola pouzita
cross entropy. Ako bolo spomenuté v navrhu pri prehladdvani hyperparametrov bola pou-
zita funkcionalita wandb sweeps. Vyber hodnét jednotlivych hyperparametrov bol nahodny
a nezavisly na predchadzajicich behoch. Tabulka 8.6 obsahuje zoznam prehladédvanych pa-
rametrov pri rozsirenej datovej sade.
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Hyperparameter Prehladdvacie hodnoty

Velkost davky 32, 64, 128, 256
Velkost vektorovej reprezentacie 512, 256, 128, 64
Degradacia vah 0, 0.0001, 0.0003, 0.0005
Velkost linearnej vrstvy 512, 1024, 2056
Miera ucenia 0.0001, 0.0003, 0.0005
Dropout 0.2,04, 0.5
Pocet vrstiev 3,6
Pocet hlav 4, 8

Tabulka 8.6: Zoznam prehladavanych hodndt pre zvolené hyperparametre pri rozsirenej
détovej sade

Vysledky z tohto experimentu st obsiahnuté v troch obrazkoch. Na obr. 8.5 sii zobrazené
paralelné siradnice pre vsetky hyperparametre a ich vplyv na priemernt valida¢ni chybu.
Kazdé zéavisla os predstavuje jeden hyperparameter a krivky zobrazuji rézne kombinacie
hodné6t hyperparametrov a ich stuvisiacu metriku validac¢nej chyby.

Miera ucenia Dropout Pocet vrstiev Verkost linearnej v. Pocet hlav Degradécia vh Verkost' davky

).00050
0.
x 0.46 5.6 i

).00045
).00040
).00035
).00030
).00025
2.00020

).00015

).00010

Obr. 8.5: Vysledna valida¢na chyba v zavislosti na kombinacii parametrov pri prehladavani
hodnét hyperparametrov za pouzitia rozsirenej datovej sady.

Pre lepsie pochopenie tychto dét bol natrénovany model ndhodného lesa (anglicky —
RandomForest), kde hyperparametre boli pouzité ako priznaky a validaénéd chyba ako oca-
kavany vystup. Po nauceni ndhodného lesa sa extrahovala vyznamnost jednotlivych prizna-
kov (hyperparametrov) a premietla do obr. 8.6. Tento obrazok obsahuje taktiez aj koreld-
ciu parametrov v zavislosti na valida¢nej chybe. Z prvého grafu sa da vycitat, ze najviac
k vysledku validacnej chyby prispievaji hyperparametre velkost davky a velkost vektoro-
vej reprezenticie. Korelacnd analyza zobrazuje negativnu korelaciu pre velkost vektorovej
reprezenticie, pozitivnu pre velkost davky a dropout. To znamenad, ze ¢im je velkost vek-
torovej reprezentacie vyssia, tym je validacna chyba nizsia a naopak pri velkosti davky a
dropout je valida¢na chyba véicsia.
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Vyznamnost hyperparametrov Korelacia hyperparametrov v zavislosti na validagénej chybe
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Obr. 8.6: Na pravej casti obrazku je vidiet vyznamnost jednotlivych parametrov v zavislosti

na validacnej chybe a na pravej casti je vidief korelaciu hyperparametrov v zavislosti na
validac¢nej chybe.

Pre trénovanie transformatoru na kompaktnej datovej sade boli na zaklade vysledkov z tré-

novania transformatoru na rozsirenej datovej sade vybrané odlisné hodnoty na prehladava-
nie (tabulka 8.7).

Hyperparameter Prehladavacie hodnoty
Velkost davky 32, 64
Velkost vektorovej reprezentacie 512, 256, 128
Degradacia vah 0, 0.0001
Velkost linearnej vrstvy 512, 1024, 2056
Miera ucenia 0.0001, 0.0003
Dropout 0.2, 0.3,0.4
Pocet vrstiev 3,4, 6
Pocet hlav 4,8

Tabulka 8.7: Zoznam prehladavanych hodnét hyperparametrov pri kompaktnej datovej sade

Vysledky tejto Casti experimentu si vyhodnotené rovnako ako pri rozsirenej datovej sade.
Podobne ako pri rozsirenej ddatovej sade na obr. 8.7 st zobrazené paralelné suradnice pre
vSetky hyperparametre a ich vplyv na priemernt valida¢ni chybu. Kazda zavisla os predsta-
vuje jeden hyperparameter a krivky zobrazuji rézne kombinacie hodnét hyperparametrov
a ich suvisiacu metriku validac¢nej chyby.
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Obr. 8.7: Vyslednd validac¢nej chyba v zavislosti na kombinécii parametrov pri prehladavani
vhodnych hodn6t hyperparametrov za pouzitia kompaktnej datovej sady.

7 prvého grafu na obr.8.8 je mozné pozorovat najvicsi prispevok hyperparametrov vel-
kost vektorovej reprezentacie a pocet vrstiev k vyslednej validacnej chybe. V korelacnej
analyze je vyznamnd pozitivna korelacia v zavislosti na valida¢nej chybe pozorovatelna pri
hyperparametroch velkosti vektorovej reprezenticie, pocte vrstiev, dropout, velkosti davky
a negativna pri pocte hlév.

Vyznamnost hyperparametrov Korelacia hyperparametrov v zavislosti na validagnej chybe

Velkost vektorovej reprezentacie
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Hyperparametre
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Obr. 8.8: Na pravej ¢asti obrazku je vidiet vyznamnost jednotlivych hyperparametrov v za-
vislosti na validacnej chybe a na pravej casti je vidiet korelaciu hyperparametrov v zavislosti
na validaénej chybe.

8.4 Trénovanie transformatoru

Na zaklade vysledkov z predchadzajiceho experimentu boli natrénované nasledujice modely
(tabulka 8.8).
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Nazov modelu compact- compact- enhanced- compact- enhanced-
200k-t, 200k-tp  200k-tp  500k-tp  500k-tp

enhanced-

200k-t
Hyperparameter
Velkost vektorovej reprezentacie 32, 16, 8 512, 256, 512, 256, 512 512

128 128

Velkost linearnej vrstvy 512 2048 512 512 512
Miera ucenia 0.0001 0.0003 0.0003 0.0003 0.0003
Velkost davky 64 256 64 256 64
Degradécia vdh 0 0 0 0 0
Dropout 0.2 0.2 0.2 0.2 0.2
Pocet vrstiev 4 3 4 4 4
Pocet hlav 8 8 8 8 8
Pocet epoch 50 60 30 30 10

Tabulka 8.8: Prehlad nastaveni hyperparametrov pre jednotlivé modely. Oznacenia t a tp
znacia ulohy, na ktorych si modely trénované. Znacka t znaci rekonstruként tlohu. Znacka
tp znadi predikéni tlohu nasledujiceho tokenu. Znacky 200k a 500k znacia velkost datovej
sady.

Po pociatoénom trénovani boli vybrané dve najlepsie riesenia z predik¢nej tlohy na-
sledujiiceho tokenu (compact-200k-tp-512 a enhanced-200k-tp-512) pre trénovanie na
vicsej datovej sade. Nastavenia pre tieto dodato¢né trénovania su obsiahnuté v tabulke 8.8
a vysledky z tychto dodato¢nych trénovani si v obr. 8.10.

Valida¢éna a tréningova chyba v zavislosti na poéte epdch pre jednotlivé modely

Validacna chyba Tréningova chyba

Typ modelu
—— compact-200k-t-8
compact-200k-t-16
wee-eee - compact-200k-t-32
--=- enhanced-200k-t-8
—-— enhanced-200k-t-16
---= enhanced-200k-t-32

Cross-entropy chyba

T T T T 1 T T T T J
0 10 20 30 40 5 0 10 20 30 40 50
Epocha Epocha

Obr. 8.9: Na obrazku je zobrazena zavislost medzi dobou trénovania a tréningovou a vali-
dac¢nou chybou pre jednotlivé modely v tlohe rekonstrukcie vstupu.

Détova sada bola rozdelend na tréningovi (70%), validacni (15%) a testovaciu sadu
(15%). Bolo implementované skoré ukoncenie trénovania v zévislosti na valida¢nej chybe.
Vzdy ked model zacal horsie generalizovat (¢o naznacovalo zvysSenie validaénej chyby) sa

63



nacital doteraz najlep$i model a zvysila sa trpezlivost. Ak bola dosiahnuté hranica trpezli-
vosti, ¢o v tomto pripade bolo ¢islo 5, tak sa tréning zastavil.

Z vysledkov ucenia na tlohe rekonstrukcie vstupu (obr. 8.9) je vidiet, ze ¢im je velkost
vektorovej reprezenticie vicsia, tym je vysledok lepsi. Dalej sa da povedat, Ze sa model
lepsie uc¢i na rozsirenej datovej sade. Pri tlohe predikcie (obr. 8.10) je vidiet podobny
trend ¢im je velkost vektorovej reprezentacie vécsia, tym je chyba nizsia. Podobne aj tu sa
model lepsie u¢i na rozsirenej datovej sade. Pre zaujimavost bola pri tomto experimente
vytvorena aj vécsia datova sada s ocakavanim, Ze sa tréningova aj validacna chyba znizi.
Tento predpoklad sa potvrdil a tréningova a aj valida¢néd chyba sa znizili, ale kvoli velkej
vypoctovej naroc¢nosti nebolo mozné trénovat pri kompaktnej datovej sade dlhsie ako 30
epoch a pri rozsirenej 10 epoch.

Validaéna a tréningova chyba v zavislosti na poéte epoch pre jednotlivé modely

Validaéna chyba

Tréningova chyba

Cross-entropy chyba

Typ modelu

—— compact-200k-tp-128

compact-200k-tp-256

-+ compact-200k-tp-512

enhanced-200k-tp-128
enhanced-200k-tp-256
enhanced-200k-tp-512
compact-500k-tp-512

-- enhanced-500k-tp-512

Obr. 8.10: Na obrazku je zobrazena zévislost medzi dobou trénovania a tréningovou a
valida¢nou chybou pre jednotlivé modely v tlohe predikcie nasledujticeho tokenu.

V tabulke 8.9 sa nachddzaju vysledky metrik pre valida¢nt a testovaciu datova sadu.

Presnostyicro Presnostyakro Presnostvazeny

Datova sada Test Valid Test Valid Test Valid
Model

enhanced-200k-t-16 1.000 1.000 0.973 0.973 1.000 1.000
enhanced-200k-t-32 1.000 1.000 0.973 0.973 1.000 1.000
enhanced-200k-t-8 1.000 1.000 0.973 0.973 1.000 1.000
compact-200k-t-16 1.000 1.000 0.987 0.987 1.000 1.000
compact-200k-t-32 1.000 1.000 0.987 0.987 1.000 1.000
compact-200k-t-8 1.000 1.000 0.987 0.987 1.000 1.000
enhanced-200k-tp-128 0.913 0.914 0.811 0.812 0.916 0.917
enhanced-200k-tp-256 0.940 0.940 0.856 0.855 0.941 0.941
enhanced-200k-tp-512 0.958 0.958 0.889 0.888 0.958 0.958
enhanced-500k-tp-512 0.967 0.967 0.905 0.905 0.967 0.967
compact-200k-tp-128 0.749 0.749 0.746 0.745 0.754 0.754
compact-200k-tp-256  0.832 0.831 0.835 0.835 0.833 0.832
compact-200k-tp-512  0.892 0.891 0.888 0.888 0.892 0.892
compact-500k-tp-512  0.919 0.919 0.915 0.915 0.919 0.919

Tabulka 8.9: Porovnanie modelov v zavislosti na zvolenej dédtovej sade a metrike.
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8.5 Vizualizacia vektorovych reprezentacii

Vytvorenie vizualizacie vektorovych reprezentacii prebehlo na vsetkych modeloch. V tomto
experimente st zobrazené len vizualizacie najlepsich styroch modelov z pohladu chybovej
funkcie a presnosti rekonstrukcie. Vizualizacia vsetkych modelov sa nachddza v prilohe A
na obr. A.1l.

Vybrané modely pre vizualizaciu s compact-500k-tp-512, enhanced-500k-tp-512,
compact-200k-t-32 a enhanced-200k-t-32. Navrh tohto experimentu je popisany v kapi-
tole 6.4. Tu len v strucnosti. Z validacnej datovej sady po tokenizacii a naslednom zakdédo-
vani jednotlivych tokenov pomocou kédovacej vrstvy transforméatoru sa jednotlivé vektory
jedincov mohli pomocou priemernej agregacie agregovat. Agregované vektorové reprezenta-
cie jedincov sa po normalizacii vlozili na vstup metddy pre redukciu dimenzinality UMAP.
7 tejto metody vznikli body v 2D priestore, ktoré si vizualizované v zavislosti na type
jedinca a podla priemernej fitness naprie¢ vSetkymi intenzitami Sumu. Vizualizdcia podla
typu jedinca je zobrazena na obr. 8.11.
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Obr. 8.11: Vizualizacia de novo vzniknutych vektorovych reprezentécii kartézskych genetic-

kych programov. Na ose X je zobrazena prva dimenzia z vysledku metédy UMAP a na ose
Y sa nachadza druhd dimenzia.
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7 vizualizacie sa da vycitat, ze pri metdde predikcie nasledujiceho tokenu sa modely
uspesne dokazu naucit rozdelit filtre a detektory do samostatnych zhlukov. Pri druhej me-
téde tento jav nie je mozné pozorovat. Vizualizacia podla priemernej fitness hodnoty sa
kvoli nevyznamnym vysledkom nachddza v prilohe A na obr. A.2. Tu sa d& podotknut,
ze keby modely boli uc¢ené na inej tlohe alebo datovej sade, tak by bolo mozné vytvorit
reprezenticie, ktoré by pri vizualizacii lepsie rozdelovali jedincov aj v zavislosti na fitness.

8.6 Mutacia ipravou vektorovej reprezentacie génov

V kapitole 6.4 bol vytvoreny navrh mutdacie, ktord dokaze priamo upravovat vektorovi
reprezenticiu génov pocas behu evolicie. Treba podotknuf ze evolucia kartészkého gene-
tického programovania prebieha standardne az do momentu mutacie. Pred samotnou mu-
taciou sa kandidatny jedinec s jeho génmi prevedie pomocou metédy popisanej v navrhu
rieSenia na vektorovu reprezentaciu. Tato metdda je v tomto experimente preskiimand po-
mocou viacerych modelov. Tento experiment bol prvotne zamerany na to, ¢i dokdze model
z upravenych reprezentacii dekédovat validny CGP program. Na otestovanie tohto pristupu
bolo ndhodne vybranych 1000 filtrov a 1000 detektorov z vytvorenej datovej sady. Filtre a
detektory boli nésledne zakédované do vektorovej reprezentécie, kde kazdy gén je reprezen-
tovany ako jeden vektor. Nasledne ku kazdej dimenzii kazdého vektoru bola pripocitana 0,
aby sa zistilo, ako sa modelu dari spravne dekédovat CGP programy a potom nésledne boli
pripoc¢itavané hodnoty z intervalov (—0.2,0.2), (—0.4,0.4), (—0.6,0.6), (—0.8,0.8), (—1,1).
Zaznamenaval sa pocet dekdédovanych originalnych, novych — validnych a novych — inva-
lidnych CGP programov. Vysledky tohto experimentu sa nachadzaji v prilohe B na obr.
B.1.

7 vysledkov sa d& pozorovat, ze tento pristup nedokéze dekdédovat validné CGP prog-
ramy. Uz z metrik pri validacnej a testovacej datovej sade sa dalo pozorovat, ze vysledky pre
modely ktoré predikuji nasledujici token nebudi mat uspokojivé vysledky pri rekonstruk-
cii vstupu, kedze nedokazu dekdédovat ani jeden vstup spravne aj bez tpravy vektorovej
reprezentécie. Pri tlohe rekonstrukcie je vysledok viac uspokojivy. Modely dokazu rekon-
struovat origindlny CGP program, ale maji problémy zrekonstruovat upravené vektorové
reprezentécie. Vysledok je vacsinou invalidny. Validné vysledky sa vyskytli pri jednom in-
tervale, ale pre dalsie pokracovanie tohto experimetu a otestovanie tejto mutécie pri navrhu
obrazovych filtrov to nestaci. Preto sa tato mutdcia uz dalej v tejto praci neskiima.

8.7 Porovnanie vybranych mutacii s mutaciou zalozenou na
podobnosti vektorov

Tento experiment sa zaobera druhou navrhnutou mutaciou v kapitole 6.4. Podobne ako
v predchadzajicej mutacii treba podotknit Ze evolicia v kartézskom genetickom programo-
vani prebieha standardne, az do momentu vykonavania mutécie. Pred samotnou mutaciou
sa kandidatny jedinec s jeho génmi prevedie pomocou metédy popisanej v navrhu riese-
nia na vektorovi reprezentaciu. Mutécia je zalozena na lokalizacii a extrahovani vektorov,
ktoré reprezentuji gény v CGP programe. Tieto vektory st normalizované a porovnané
medzi sebou. Indexy vektorov si vybrané, ak prekrocia prah podobnosti, ktory je nasta-
veny na 0.8. Vybrané indexy st podla podobnosti zaradené do skupin navzajom podobnych
génov. Z kazdej skupiny je nésledne vybrany jeden ndhodny index génu pre mutaciu. Na
konci kazdej mutéacie je s pravdepodobnostou 0.05 mutovany aj vystupny gén. Ak by sa
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stalo, ze by neboli ziadne gény pre mutaciu, tak je vybranych 5 ndhodnych génov. Tato
metdda je nasledne porovnana s metédou single, ndhodnou mutéciou a metédou zalozenou
na podobnosti hodnét génov, ktord bola tiez popisana v kapitole 6.4.

Porovnanie doby mutovania jedinca v zavislosti na type mutacie

single - |—.—|¢ "
Random - |—I—|00

Walue similarity - |-I-| L ]

ES - compact_200k_t 32 - PO

Typ mutacie

ES - compact_500k_tp_512 4 P

ES - enhanced_500k_tp 512 |-b
ES - enhanced_200k _t_32 - [|+ *

1071 100 10! 102
Cas [ms]

Obr. 8.12: Porovnanie doby trvania mutécie v zavislosti na pouzitej metdde.

Mutécie boli porovnané z pohladu doby mutovania jedinca. Kazda mutécia na rovnako
vygenerovanom podiato¢nom jedincovi vykonala 100 mutécii. Casy mutovania boli zazna-
menané a zobrazené na obr. 8.12. Z grafu sa dé pozorovat, ze ndhodna mutacia a metdda
single s v stvislosti s casom mutovania najrychlejsie. Metdda zalozena na podobnosti vek-
torov bola otestovana na Styroch modeloch a trvala zo vsetkych najdlhsie. Modely, ktoré
pouzivaju rozsireni datovi sadu a vacsiu velkost vektorovej reprezentacie s pomalsie. Me-
téda zalozend na podobmnosti hodndt génov je pomalSia ako ndhodnd mutécia a metoda
single, ale je rychlejsia ako mutacia zalozena na podobnosti vektorov.
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Fitness v zavislosti na poéte generacii pre jednotlive intenzity Sumu

Intenzita Sumu [%)]
— 10
— 20
— 30

40

0 5000 10000 15000 20000 25000 30000
Generacia

Obr. 8.13: Na tomto obrazku je zobrazeny priebeh fitness v zavislosti na pocte generécii
pre jednotlivé intenzity Sumu v Standardnom evolu¢nom procese bez pouzitia vzniknutych
modelov.

Mutécie st dalej porovnané pri ndvrhu obrazovych filtrov. Nastavitelné parametre boli
pouzité rovnaké ako pri vytvarani datovej sady (tabulka 6.1). Rozdiel je len v poéte gene-
racii, vybranej metéde mutovania jedincov a navrhuje sa len na 10 % Sume vzhladom na
vysledky dosiahnuté pri overovani funkénosti ndvrhu obrazovych filtrov. Pocet generacii bol
kvoli vypoctovej narocnosti znizeny na 5000.

Porovnanie fitness v zavislosti na typu mutacie

8- compact200ict32 ] '

ES - compact-500k-tp-512

ES - enhanced-200k-1-32 4 *"
L
1=}
=
2 ES - enhanced-500k-p-512 - }—-—| 5o
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Obr. 8.14: Porovnanie fitness z kazdého behu evoltcie v zdvislosti na pouzitej mutacii pri
navrhu obrazovych filtrov spolu s detektormi Sumu.

Pocet generécii bol vybrany na zéklade pozorovania vyvoja fitness v ¢ase (obr. 8.13),
kde to vyzera tak, ze uspokojivé vysledky fitness dokdzu byt dosiahnuté uz aj pri 5000 ge-
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neraciach. Z vysledkov tejto ¢asti experimentu (obr. 8.14) je jasne vidiet, Ze vsetky metddy
st lepsie ako ndhodna mutacia. Najzaujimavejsie vysledky je mozné pozorovat pri typoch
mutéacie single, value-similarity a ES-compact-200K-t-32. Na tychto troch distribiiciach boli
vykonané testy na normalitu a nasledne Mann Whitney U-test. Distribtcia metddy single
nie je Statisticky vyznamne podobné ostatnym dvom distribiiciam. Na druhi stranu, dis-
tribicie podobnosti vektorov a podobnosti hodnét si st podobné a metdda zalozena na
podobnosti hodnét génov je lepsia. Z tychto vysledkom je zrejmé, ze metoda zalozena na
podobnosti vektorov je horsia jednak casovo, tak aj vyslednymi kompoziciami ako metéda
zalozend na podobnosti hodno6t génov. Aj ked tdto metdda dosahuje podobnych vysledkov
ako standardny pristup tak sa ju kvoli casovej narocnosti aktualne neoplati pouzivat dokym
sa nendjde mensi model, ktory by bol menej ¢asovo naroény.

8.8 Trénovanie prediktora fitness kandidatnych rieseni

Ako prediktor fitness bol zvoleny viacvrstvovy perceptrén. Bolo vytvorenych 12 predik-
torov fitness, 6 pre filtre a 6 pre detektory. Pre trénovanie, validaciu a testovanie bola
pouzita datova sada o velkosti 170 tisic vzoriek, kde sa nachadza 85 tisic filtrov a 85 tisic
detektorov. Datové sady filtrov a detektorov boli rozdelené do tréningovej (70%), validac-
nej (20%) a testovacej (10%) datovej sady. Bolo pouzitych 6 najlepsich modelov pre pre-
vod jedinca do vektorovej reprezentécie (compact-500k-tp-512, enhanced-500k-tp-512,
compact-200k-tp-512, enhanced-200k-tp-512, compact-200k-t-32

a enhanced-200k-t-32. Architektiira prediktoru sa sklada zo vstupnej vrstvy, troch skry-
tych vrstiev a jednej vystupnej vrstvy. Vstupnd vrstva obsahuje 32 alebo 512 neurénov na
zaklade pouzitého modelu pre kédovanie. Skryté vrstvy obsahuju 256, 128 a 64 neurénov.
Vystupnéd vrstva obsahuje jeden neurén. Po kazdej skrytej vrstve nasledovala 1D batch
normalizacia, aktivacna funkcia ReLU a dropout s pravdepodobnostou 0.4. Pri uc¢eni bola
pouzitda MSE funkcia ako chybova funkcia. Vysledky z trénovania prediktoru fitness pre
filtre sa nachadzaji na obr. 8.15 a pre detektory na obr. 8.16.

Validaéna a tréningova chyba v zavislosti na poéte epoch pre jednotlivé madely

Validaéna chyba Tréningova chyba

200

Typ modelu
—— dp_filter_compact_200k_t_32
150 1 1 dp_filter_enhanced 200k t_32
------ dp_filter_compact_200k_tp_512
--=- dp_filter_enhanced_200k_tp_512
—-— dp_filter_compact_500k_tp_512
100 4 1 —-— dp filter_enhanced 500k tp 512

50 4 1
0 2 @ & 8 1000 2 40 & & 100
Epocha Epocha

MSE

Obr. 8.15: Na obréazku je zobrazeny proces ucenia prediktoru fitness pre filter.
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Validaéna a tréningova chyba v zavislosti na poéte epéch pre jednotlivé modely

Validaéna chyba Tréningova chyba

0275
0250 +
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0.200
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By~
0100 4 ==
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Obr. 8.16: Na obréazku je zobrazeny proces ucenia prediktoru fitness pre detektor.

Pre lepsie porovnanie vysledkov bol na validacnej a testovacej datovej sade po pre-
dikcii vypocitany Spearmanov korelacény koeficienta, MSE a MAE medzi o¢akdvanymi a
predikovanymi distribiciami. Vysledky sa nachadzaju v tabulke 8.10 a v tabulke 8.11.

MSE MAE Spearman
Datova sada Test Valid Test Valid Test Valid
Model

fp_ compact_200k_t_ 32 22.996 22.886 3.973 3.964 0.353 0.350
fp__compact 200k tp 512 20.884 21.208 3.678 3.704 0.471 0.460
fp__compact_500k_tp_512 21.834 21.941 3.811 3.822 0.419 0.409
fp_enhanced_200k_t_32  24.650 24.649 4.187 4.182 0.224 0.209
fp__enhanced_ 200k_tp_512 22.254 22.285 3.880 3.883 0.402 0.397
fp__enhanced 500k _tp_512 21.910 22.011 3.801 3.805 0.422 0.417

Tabulka 8.10: Porovnanie prediktorov pre filtre v zavislosti na zvolenej datovej sade a
metrike.

MSE MAE Spearman
Datova sada Test Valid Test Valid Test Valid
Model

dp__compact_ 200k__t_ 32 0.115 0.113 0.288 0.285 0.415 0.418
dp__compact_200k_tp_512 0.098 0.097 0.260 0.258 0.520 0.518
dp__compact_500k_tp_512 0.105 0.104 0.273 0.270 0.480 0.478
dp__enhanced_200k_t_32  0.133 0.132 0.313 0.309 0.208 0.208
dp_enhanced_ 200k_tp_ 512 0.103 0.102 0.271 0.269 0.487 0.477
dp__enhanced_ 500k_tp_ 512 0.103 0.101 0.269 0.266 0.489 0.485

Tabulka 8.11: Porovnanie prediktorov pre detektory v zavislosti na zvolenej datovej sade a
metrike.

Kompletné vizualizacia ocakavanych a predikovanych hodnot sa nachiddzaji v prilohe
C na obr. C.1 a C.2. V tejto sekcii je zobrazeny len najlepsi model prediktoru fitness pre
filter na obr. 8.17. a detektor na obr. 8.18.
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Obr. 8.17: Obréazok zobrazuje predikcie najlepsieho prediktoru pre filter
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Obr. 8.18: Obrézok zobrazuje predikcie najlepsieho prediktoru pre detektor

7 vysledkov sa da pozorovat, ze pri prediktore fitness hodnoty filtrov dochadza k mensej
korelacii. Tento fenomén je pozorovatelny jak na obrazku, tak aj v tabulke vysledkov. Pri
prediktore fitness hodnoty detektorov to uz také zrejmé nie je. Na obrazku vyzerd, ze ziadna
korelacia tam nie je, ale v tabulke vysledkov je vidief miernu pozitivnu korelaciu.
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8.9 Porovnanie navrhovania kompozicii s a bez prediktora
fitness

Tento experiment sa zaoberd navrhom kompozicii s pomocou prediktora fitness. Ako po-
rovnanie bol pouzity standardny pristup, ktory bol pouzity na vytvorenie datovej sady
v rdmeci tejto prace. Aj napriek nie prilis dobrym vysledkom predikcie fitness boli vybrané
dva prediktory na dalsie preskimanie. Jeden pre predikciu fitness hodnoty filtrov a druhy
pre predikciu fitness hodnoty detektorov.

Program na navrh obrazovych filtrov bol spusteny 30 krat po 5000 generécii na posko-
denych obrazkoch s 10 % intenzitou Sumu. Ostatné parametre boli nastavené rovnako aj pri
pévodnom postupe. Hlavny rozdiel spoc¢iva vo vypocte fitness hodnoty. Namiesto evaluacie
jedincov nad tréningovymi datami sa jedinec zakdéduje do vektorovej reprezentacie, ktora
sa znormalizuje, agreguje a preda do prediktora, ktory vrati predikovant fitness. Evaluacia
¢i uz filtra alebo detektoru prebieha vzdy, ked je treba vykonat kompoziciu.

Paorovnanie fitness v zavislosti na typu funkcie vhodnosty

24

PSNR [dB]

N

18

16

origlina\ predlictor
Typ fitness funkcie

Obr. 8.19: Porovnanie medzi pévodnou metédou a metdédou za pouzitia prediktorou fitness.

Vysledky fitness v zdvislosti na pouzitej metéde je mozné pozorovat na nasledujicom
obr. 8.19, kde je jasne vidiet, ze standardnd metéda dokaze produkovat lepsie vysledky.
K neuspokojivym vysledkom z velkej casti prispieva nepresnost prediktorov. 7 casového
hladiska sa tieto dve metdédy neporovnévali a to z dovodu vicsej vypoctovej narocnosti
natrénovanych transformatorov, ktord bola zdoraznena na obr. 8.12.
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Kapitola 9

Diskusia

Tato kapitola je zamerand na diskusiu k vysledkom experimentu a budice pokracovanie
prace.

Pri overovani funkénosti ndvrhu obrazovych filtrov bola overena funkc¢nost filtrov na
Styroch intenzitdch Sumu. Vysledky boli porovnatelné s vysledkami v praci [16]. Navyse
boli filtre zrovnané v ich fitness aj na Sumoch, na ktorych neboli navrhované. Z tychto
vysledkov je jasné, Ze viac sa oplati navrhovat filtre na nizsich Sumoch vzhladom na to, ze
dokazu po viac iteraciach dosiahnut lepsie vysledky.

7 vysledkov vizualizacie vektorovej reprezentacie je vidiet, ze predikénd tuloha dokaze
navrhovat lepsie vysledné reprezentacie, ale za cenu vic¢sej vypoctovej narocnosti. V tejto
oblasti by bolo vhodné preskiimat aj iné architektiry, modely, tlohy pripadne aj format
dat. V tejto praci bola vyuzitd len architektira autoenkoderu, ale zaujimavé by mohlo byt
preskiimat aj architektiru variacného autoenkéderu. Ako model bol vyuzity transforma-
tor, ale vzhladom na format dat, kde CGP programy st orientované acyklicky grafy, by
bolo vhodné otestovat aj grafové neurénové siete. Vzhladom na velku Specifickost dat ne-
boli vyuzité ani predtrénované transformatory, ¢o by mozno tiez stdlo za preskimanie, ale
v tejto praci neboli obsiahnuté. Pre ziskavanie vhodnych reprezentacii méze byt vyuzita aj
predikénd iloha maskovanych niektorych casti vstupu.

Preskimané dva nové mutacné operatory si aktudlne velmi obmedzené. Prvy aktu-
alne nedokaze generovat validné CGP programy a druhy dokazal vytvarat porovnatelné
vysledky, ale je vypoctovo naroc¢ny. Pre budice pokracovanie v tejto oblasti by bolo mozné
vyskusat predikénii ilohu maskovanych casti vstupu, kde by sa nasledne maskovali ndhodné
asti CGP programov a model by sa snazil doplnit chybajice gény. Dalej by bolo zaujimavé
preskiimat aj iné varianty CGP, a to napriklad Rekurzivne CGP, kde st medzi uzlami po-
volené cykly. Pripadne pri trénovani modelov obmedzit predikciu podla pozicie na aktudlne
validné tokeny z gramatiky a nie na celil gramatiku.

Prediktor fitness bol v tejto praci preskimany len velmi obmedzene. Vysledky pred-
iktorov nie su vobec vyznamné, a pre budice pokracovanie v tejto oblasti je nutné najst
modely pre vytvaranie reprezenticii, ktoré nebudu tak vypoctovo narocné. Ale stile je
mozné preskumaft aj dalsie prediktory ako st ndhodné lesy, metédy podpornych vektorov
a dalsie.
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Kapitola 10

Zaver

V tejto praci boli overené doterajsie vysledky pri navrhu obrazovych filtrov s detektorom
sumu pomocou kompozicnej koevolicie v kartézskom genetickom programovani. Vysledky
ukazali, ze kompozicie ktoré si navrhnuté na nizsej intenzite Sumu si v zavislosti na pocte
iteracii veda lepsie ako ostatné. Pomocou ndvrhu obrazovych filtrov bola vygenerovand
rozsiahla datova sada filtrov a detektorov, ktoré boli predspracované do novych vhodnejsich
textovych reprezentécii.

Novo vzniknuté textové reprezentacie boli pouzité pri preskiimani novej metdédy pre
automatické vytvaranie vektorovych reprezentacii pre kartézske genetické programovanie
za pomoci transformatoru. Reprezentacie boli vytvarané na dvoch tlohach: rekonstrukeii
pévodného vstupu a predikcii nasledujiceho tokenu. De novo vzniknuté reprezentécie boli
vizualizované, pouzité v novo vzniknutych mutacnych operatoroch a na predikciu fitness.

Reprezentacie vytvorené pomocou tlohy predikcie nasledujiceho tokenu dokazali od
seba oddelit filtre a detektory vo vektorovom priestore. Ako bolo spomenuté, boli presku-
mané dva mutacné operatory: mutacny operator zaloZeny na priamej zmene vektorovej
reprezenticie a mutacny operator zalozeny na vybere génov na zaklade podobnosti génov
vo vektorovej reprezentacii. Prvy mutacny operator nedokazal generovat validné kartézske
genetické programy, z toho dévodu bol zavrhnuty. Druhy dokézal dosiahnut dobré vysledky
porovnatelné so standardnym pristupom, ale pre vyssiu vypoctovil narocnost sa aktualne
neoplati pouzivat.

Ako posledné bolo preskimané vytvorenie prediktoru fitness s vyuzitim vzniknutych
reprezentécii. Vytvorené prediktory na zaklade vysledkov mali mensiu koreldciu medzi oca-
kavanymi a predikovanymi fitness hodnotami jedincov, ale pri overeni pouzitia prediktoru
oproti pdvodnej metdde neboli dosiahnuté lepsie vysledky.

Moznosti pokracovania tejto prace je vela. Mohlo by byt prinosné preskiimat dalsie
tlohy pomocou ktorych by mozno vznikli zaujimavejsie reprezentacie. Jednou z takychto
uloh by mohla byt predikcia maskovanych casti vstupu. Taktiez by mohlo byt zaujimavé
preskimat aj iné modely nez transformator. Vzhladom na struktiaru kartézskych genetic-
kych programov, by mohlo byt zaujimavé preskimat grafové neuronové siete.

Cennym prinosom tejto prace je vygenerovana rozsiahla datova sada filtrov a detektorov,
predspracované datové sady do novo vzniknutych textovych reprezentacii a samozrejme
natrénované transformatory a prediktory, ktoré moézu byt pouzité pre dalsi vyskum vo
vyskumnej skupine Evolvable Hardware.
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Priloha A

Vizualizacia vektorovych
reprezentacii

Na obr. A.1 je zobrazeny kompletny vysledok vizualizacie vektorovych reprezentacii kan-
didatnych jedincov. Vysledok bol ziskany procesom, ktory je popisany v kapitole 6.4. Bolo
ndhodne vybranych 1000 filtrov a 1000 detektorov z validacnej datovej sady kandidat-
nych jedincov. Kandidatny jedinci boli tokenizovani, zakdédovani do vektorovej reprezenta-
cie pomocou kédovacej vrstvy transforméatoru, agregovani a normalizovani. Normalizované
vektory kandidatnych jedincov boli pomocou metédy UMAP, ktord slazi na redukciu di-
menzinality, premietnuti do 2D priestoru. Na ose X je zobrazena prva dimenzia a na ose Y
druhé dimenzia.
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Obr. A.1: Kompletné vizualizdcia novo vzniknutych reprezentacii kartézskych genetickych
programov v zavislosti na type kandidatneho jedinca.

Na obr. A.2 a na obr. A.3 je zobrazena vizualizicia priemernej fitness hodnoty, ktora
bola vypocitana spriemerovanim filtracie na testovacom obrazku poskodenom na piatich
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roznych intenzitich Sumu. Vektorové reprezentacie boli ziskané rovnakym spésobom ako
pri obr. A.1 s tym, Ze boli odstranené odlahlé hodnoty pre lepsiu vizualizaciu.

compact-200k-pt-128 - filter compact-200k-t-16 - filter compact-200k-t-32 - filter

20+

Dimenzia 2
Dimenzia 2

Dimenzia 2

-6 -5 -4 -3 -2 -1

Dimenzia 1 Dimenzia 1 Dimenzia 1
compact-200k-t-8 - filter compact-200k-tp-256 - filter compact-500k-tp-512 - filter

Dimenzia 2
Dimenzia 2
Dimenzia 2

19 20

Dimenzia 1 Dimenzia 1
enhanced-200k-t-32 - filter enhanced-200k-t-8 - filter

)

Dimenzia 2
Dimenzia 2
Dimenzia 2

———
19 20 21 22
Dimenzia 1 Dimenzia 1 Dimenzia 1

enhanced-200k-tp-128 - filter enhanced-200k-tp-256 - filter enhanced-500k-tp-512 - filter

—221 1 18.00 17.85
16.65 P 16.50
234 : |
15.30 15.15
—247 13.95 13.80
~ ~ ~
= o o
5 1260 8 1245 §
5 -25 g g
£ £ £
& 125 © 1m10 8
_26 1
_27
81

-13 -12 -11 12 13 14 15 16
Dimenzia 1 Dimenzia 1

Dimenzia 1

Obr. A.2: Vizualizdcia vzniknutych reprezentécii filtrov v zavislosti na priemernej fitness.
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Priloha B

Mutacia zalozena na priame;j
uprave vektorovej reprezentacie
génov

Na obr. B.1, st zobrazené vysledky experimentu pre mutéciu zalozeni na priamej dprave
vektorovej reprezentacie génov. Pri tomto experimente bolo vybranych 1000 filtrov a 1000
detektorov z valida¢nej datovej sady kandidatnych rieseni. Kandidatni jedinci boli prevedeni
do novej textovej reprezentacie, tokenizovani, zakédovani, upraveni a znovu dekdédovani.
Nasledne sa sledovalo, ¢i vytvorené nové kandidatne riesenia si validné, invalidné alebo
origindlne s pévodnym kandidatnym riesenim. Na obrazku su vidiet vysledky pre jednotlivé
natrénované modely. Pri predik¢nej tilohe nasledujiiceho tokenu sa nedarilo zrekonstruovat
ani pévodny vstup. Pri tlohe rekonstrukcie sa to darilo, ale akonédhle sa zacal pridavat sum
do vektorovej reprezentécie génov, tak dekdder nedokazal dekddovat validné CGP programy.
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Obr. B.1: Obrazok zobrazuje mutaciu zalozent na priamej tiprave vektorovej reprezentécie
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Priloha C

Trénovanie prediktora fitness

Na obr. C.1 je graf zobrazujici predikovanu fitness v zavislosti na ocakavanej fitness pre
prediktory fitness hodnoty filtrov. Z grafu je mozné pozorovat mensiu korelaciu. Na nasle-
dujticom obr. C.2 je mozné vidiet rovnaky typ grafu, ale pre prediktory fitness hodnoty
detektorov. Na tomto obrazku nie je na prvy pohlad vidief korelacia, ale z tabulky 8.11 je
vidiet mensiu korelaciu medzi predikovanymi a o¢akdavanymi hodnotami fitness.
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