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Úvod

Úloha nelineárńıho programováńı je nejčastěǰśı typ úlohy, kterou můžeme v

rámci optimalizace řešit. Jedná se o úlohy, kdy minimalizujeme nelineárńı funkci a

řešeńı je podmı́něno omezuj́ıćımi podmı́nkami, jenž jsou také obecně nelineárńı.

V této práci se zaměř́ıme konkrétně na metodu Sekvencionálńıho kvadra-

tického programováńı, zkráceně SQP. V prvńı kapitole se seznámı́me se základńımi

pojmy nelineárńıho programováńı, jenž jsou nutné k pochopeńı celé problematiky

optimalizace. Velký d̊uraz je dán i na podmı́nky optimality, jenž jsou základńım

kamenem při hledáńı minima daných úloh a nav́ıc si představ́ıme i jejich speciálńı

tvar pro úlohy konvexńıho programováńı.

Po seznámeńı se základńımi pojmy a podmı́nkami optimality si projdeme

nejjednoduš́ı úlohy nelineárńıho programováńı a to úlohy kvadratického progra-

mováńı. Na začátku budou uvedeny základńı pojmy konkrétně pro tento typ

úloh a následně se pod́ıváme př́ımo na metody řešeńı úloh kvadratického progra-

mováńı. V prvńı řadě p̊ujde úlohy s omezeńımi tvaru rovnost́ı, k jejichž řešeńı

můžeme využ́ıt např́ıklad metodu nulového prostoru, která bude následně de-

monstrována na konkrétńıch př́ıkladech. Následně p̊ujde o úlohy kvadratického

programováńı s omezeńımi tvaru nerovnost́ı, s nimiž je spojena metoda aktivńı

množiny.

Ve třet́ı kapitole se už př́ımo pod́ıváme na metodu SQP. Odvozeńı pricipu této

metody bude provedeno na úlohách nelineárńıho programováńı s omezeńımi tvaru

rovnost́ı. Což následně zobecńıme na úlohy nelineáńıho programováńı s ome-

zeńımi tvaru rovnost́ı i nerovnost́ı. U každého typu úloh bude uveden i základńı

tvar algoritmu a jeho použit́ı na př́ıkladu.
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V předposledńı kapitole ukážeme, jak lze upravit základńı algoritmus, abychom

usnadnili výpočty a urychlili konvergenci. Např́ıklad aproximaćı hessiánu kvazi-

newtonovou metodou nebo úpravou kroku pomoćı merit funkćı. V posledńı kapi-

tole jsou uvedeny konvergenčńı věty pro algoritmy SQP.

Každou metodu, kterou zde budeme prob́ırat jsem doplnil o program v MATLABU,

pro jejich př́ımé použit́ı v tomto softwaru. Nav́ıc budou všechny naprogramované

funkce ukázány na př́ıkladech, aby bylo možné porovnat ručńı výpočet s výpočtem

v MATLABU.
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Kapitola 1

Nelineárńı programováńı

V této kapitole se seznámı́me se základńımi pojmy nelineárńıho programováńı

a podmı́nkami optimality. Značeńı je převzato převážně z [3] a je i hlavńım zdro-

jem pro tuto problematiku.

Základńı pojmy

Úlohou nelineárńıho programováńı rozumı́me úlohu, kdy hledáme bod v němž

nelineárńı funkce nabývá lokálńıho nebo globálńıho minima, přičemž oblast na

které takový bod hledáme je omezena rovnostńımi a nerovnostńımi podmı́nkami.

Tato úloha nelineárńıho programováńı se dá zapsat jako


minimalizovat f(x) x ∈ X
za podmı́nek gi(x) ≤ 0, i ∈ I = {1, . . . ,m}

hj(x) = 0, j ∈ J = {1, . . . , r}
(1.1)

kde f(x), gi(x), hj(x) jsou dané funkce n proměnných, množina X je otevřenou

podmnožinou Rn. Funkce gi(x) představuje i -tou omezuj́ıćı podmı́nku tvaru ne-

rovnosti a funkce hj(x) představuje j -tou omezuj́ıćı podmı́nku tvaru rovnosti.

Budeme předpokládat, že funkce f, gi, hj jsou spojitě diferencovatelné. V daľśım

textu se budou omezuj́ıćı podmı́nky uvádět i pomoćı vektorových funkćı

g(x) =

 g1(x)
...

gm(x)

 ∈ Rm, h(x) =

h1(x)
...

hr(x)

 ∈ Rr,
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stejně tak i matice sestavené z jejich gradient̊u

∇g(x) =

 ∇g1(x)T

...
∇gm(x)T

 ∈ Rm×n, ∇h(x) =

∇h1(x)T

...
∇hr(x)T

 ∈ Rr×n

V některých př́ıpaděch budeme předpokládat, že funkce f, gi, hj jsou dvakrát

spojitě diferencovatelné. Z tohoto d̊uvodu mohou být použity matice sestavené z

jejich hessián̊u

∇2g(x) =

 ∇
2g1(x)T

...
∇2gm(x)T

 ∈ Rm×n, ∇2h(x) =

∇
2h1(x)T

...
∇2hr(x)T

 ∈ Rr×n.

V celém textu budeme uvažovat sloupcové vektory. K označeńı vektor̊u a matic

nebude použito tučné ṕısm, jak tomu bývá v jiných textech. Z kontextu bude

vždy zřejmé, zda se jedná o matici, vektor nebo skalár.

V př́ıpadě nepodmı́něné optimalizace, bychom se zaj́ımali o množinu X ⊂ R a

př́ımo na ni bychom hledali minimum dané funkce. V př́ıpadě nelineárńıho pro-

gramováńı muśıme brát v úvahu i omezuj́ıćı podmı́nky, které vymezuj́ı př́ıpustnou

množinu, na které budeme hledat minimum funkce.

Definice 1.1. Př́ıpustnou množinou úlohy nelineárńıho programováńı (1.1) bu-

deme rozumnět množinu

S = {x ∈ X : g(x) ≤ 0, h(x) = 0} .

Obecně vždy muśıme rozlǐsit o kterém minimu vlastně mluv́ıme. V prvńı

řadě jde o lokálńı minimum, kterých může mı́t minimalizovaná funkce nekonečně

mnoho.

Definice 1.2. Bod x∗ ∈ S nazveme bodem lokálńıho minima úlohy (1.1), jestlǐze

existuje δ > 0 takové, že

f(x∗) ≤ f(x) ∀x ∈ S ∩B(x∗, δ),

kde B(x∗, δ) je δ-okoĺı bodu x∗.

Plat́ı-li pro x 6= x∗ ostrá nerovnost, hovoř́ıme o ostrém lokálńım minimu.
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Druhým typem je globálńı minimum. Bod̊u ve kterých funkce nabývá globálńıho

minima může být taktéž nekonečně mnoho, ale funkčńı hodnota, která těmto

bod̊um odpov́ıdá může být pouze jedna.

Definice 1.3. Bod x∗ ∈ S nazveme bodem globálńıho minima úlohy (1.1), jestlǐze

f(x∗) ≤ f(x) ∀x ∈ S.

Plat́ı-li pro x 6= x∗ ostrá nerovnost, hovoř́ıme o ostrém globálńım minimu.

V rámci nepodmı́něné optimalizace bychom hledali lokálńı nebo globálńı mi-

nimum nelineárńı funkce f na celém X ⊂ Rn, ale v př́ıpadě nelineárńıho pro-

gramováńı obsahuje úloha (1.1) omezuj́ıćı podmı́nky, které definuj́ı př́ıpustnou

množinu bod̊u S. V takovém př́ıpadě bod řešeńı úlohy nelineárńıho programováńı

(1.1) nemuśı být totožný s bodem, ve kterém nelineárńı funkce f nabývá svého

lokálńıho nebo globálńıho minima na X ⊂ Rn.

Obecná úloha (1.1) je omezena podmı́nkami rovnostńıho i nerovnostńıho typu.

Pod́ıváme-li se na tvar nerovnostńıch omezuj́ıćıch podmı́nek můžeme se zamyslet

nad situaćı, kdy budou splněny ve formě rovnosti gi(x) = 0. Z geometrického

hlediska se jedná o př́ıpad, kdy máme bod x, který lež́ı na hranici př́ıpustné

množiny, která je definovaná nerovnostńı omezuj́ıćı podmı́nkou gi(x) ≤ 0. Sou-

hrně všechny nerovnostńı podmı́nky, které v daném bodě budou splněny jako

rovnostńı nazýváme aktivńı podmı́nky.

Definice 1.4. Necht’ x ∈ S. Množina

I(x) = {i ∈ I : gi(x) = 0}

znač́ı množinu index̊u aktivńıch podmı́nek tvaru nerovnosti v bodě x. Spolu s

množinou index̊u všech podmı́nek tvar̊u rovnost́ı tvoř́ı množinu všech aktivńıch

podmı́nek v bodě x.

S aktivńımi podmı́nkami pracuj́ı některé metody nelineárńıho programováńı,

např. metoda aktivńı množiny, která bude popsána v druhé kapitole 2.
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1.1. Podmı́nky optimality

Základńı myšlenkou optimalizace je nalézt řešeńı úlohy (1.1), tj. bod x∗ ∈ S,

ve kterém funkce f nabývá svého minima na př́ıpustné množině S. V takovém

př́ıpadě nám ale vzniká otázka, jaké podmı́nky muśı bod minima splňovat a

př́ıpadně, jak ho naj́ıt. Tuto problematiku řeš́ı podmı́nky optimality, které maj́ı

význam jak v teorii, tak i pro praktické výpočty, jelikož některé metody ne-

lineárńıho programováńı jsou z nich př́ımo odvozeny.

Obecně podmı́nky optimality děĺıme na dvě skupiny a to na podmı́nky nutné

a podmı́nky postačuj́ıćı. Z pohledu teorie nutné podmı́nky muśı být splněny v

každém řešeńı dané úlohy (1.1). Což nevylučuje možnost jejich splněńı i v jiných

bodech, to ale neplat́ı pro postačuj́ıćı podmı́nky. Z praktického hlediska hledáme

všechny body ve kterých jsou splněny nutné podmı́nky optimality. T́ım źıskáme

množinu bod̊u,tzv. kandidát̊u, z nichž některé mohou být skutečným bodem mi-

nima. Postačuj́ıćı podmı́nky ověřuj́ı, který z kandidát̊u je skutečně řešeńım dané

úlohy (1.1). Dále se podmı́nky děĺı na podmı́nky prvńıho a druhé řádu. V př́ıpadě

že se jedná o podmı́nky 1. řádu jsou podmı́nky zaměřeny na ověřováńı maximálně

prvńı derivace neboli na gradienty spojené s úlohou. Podmı́nky optimality 2. řádu

nav́ıc řeš́ı i vlastnosti hessián̊u, které jsou s úlohou spojeny.

Karush-Kuhn-Tuckerovy podmı́nky, zkráceně označované jako KKT podmı́nky,

jsou zobecněńım podmı́nek optimality pro nepodmı́něné úlohy. V daľśım textu

budou uvedeny KKT nutné podmı́nky 1.̌rádu a KKT postačuj́ıćı podmı́nky 2.

řádu.

Věta 1.1. [3, Věta 2.4][Karush-Kuhn-Tuckerovy nutné podmı́nky] Necht’ x∗ ∈ S

je bod lokálńıho minima úlohy (1.1). Necht’ I(x∗) = {i ∈ I : gi(x
∗) = 0} a necht’

gradienty ∇gi(x∗), i ∈ I(x∗), a ∇hj(x∗), j = 1, . . . , r, jsou lineárně nezávislé.

Potom existuje dvojice vektor̊u (λ∗, µ∗) ∈ Rm × Rr taková, že plat́ı

1. ∇f(x∗) +
m∑
i=1

λ∗i∇gi(x∗) +
r∑
j=1

µ∗j∇hj(x∗) = 0,

2. λ∗i ≥ 0, ∀i = 1, . . . ,m,

12



3. λ∗i gi(x
∗) = 0, ∀i = 1, . . . ,m.

Prvńı KKT podmı́nka ve Větě 1.1, je zobecněńım podmı́nky pro nepodmı́něné

úlohy, kde je nutné, aby gradient v bodě minima byl nulový. Prvńı podmı́nku

můžeme zapsat v maticovém tvaru

∇f(x∗) +∇g(x∗)Tλ∗ +∇h(x∗)Tµ∗ = 0.

Vektory λ a µ se nazývaj́ı Lagrangeovy multiplikátory. Jak uvád́ı Věta 1.1, pouze

pro multiplikátory spojené s podmı́nkami tvaru nerovnost́ı je nutné ověřit i jejich

znaménko. V literatuře, např. [5], se můžeme setkat i s úlohami, kde podmı́nky

tvaru nerovnost́ı maj́ı tvar g(x) ≥ 0. V takovém př́ıpadě bude druhá podmı́nka

mı́t tvar λ∗i ≤ 0, ∀i = 1, . . . ,m nebo je nutné upravit omezuj́ıćı podmı́nky do

tvaru −g(x) ≤ 0. Třet́ı KKT podmı́nka se někdy uvad́ı i pod pojmem podmı́nky

komplementarity. Obecně můžeme ř́ıct, že multiplikátory spojené s omezuj́ıćımi

podmı́nkami tvaru nerovnosti, které nejsou v bodě x∗ nejsou aktivńı muśı být

nulové, tj.

λ∗i = 0, ∀i 6∈ I(x∗).

V př́ıpadě, že plat́ı λ∗i > 0, ∀i ∈ I(x∗), potom mluv́ıme o striktńı komplementa-

ritě.

Právě nutné KKT podmı́nky jsou základem pro odvozeńı některých metod

nelineárńıho programováńı. Ověřeńı KKT podmı́nek je názorně představeno na

následuj́ıćıch př́ıkladech.

Př́ıklad 1.1. [1] Máme úlohu nelineárńıho programováńı s omezeńımi tvaru ne-

rovnost́ı 
minimalizovat f(x) = −2x1 + x2,

za podmı́nek (1− x1)3 − x2 ≥ 0,

x2 + 0.25x21 − 1 ≥ 0.

V tomto př́ıpadě uprav́ıme nerovnostńı podmı́nky a naše úloha bude mı́t poté tvar
minimalizovat f(x) = −2x1 + x2,

za podmı́nek x2 − (1− x1)3 ≤ 0,

1− x2 − 0.25x21 ≤ 0.

(1.2)
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Nutné KKT podmı́nky pro tuto úlohy jsou ve tvaru

1.
−2 + 3λ1(1− x1)2 − 0.5λ2x1 = 0
1 + λ1 − λ2 = 0

2. λ1 ≥ 0, λ2 ≥ 0

3.
λ1 · (x2 − (1− x1)3) = 0
λ2 · (1− 0.25x21 − x2) = 0

Máme celkem čtyři rovnice o čtyřech neznámých. Pod́ıváme-li se na třet́ı podmı́nku

m̊užeme vźıt v úvahu několik alternativ, př́ıpad kdy oba multiplikátory λ1 = 0 a

λ2 = 0, nem̊uže nastat jelikož by nebyla splněna druhá rovnice z prvńı podmı́nky.

Z toho m̊užeme odvodit, že minimálně jedna omezuj́ıćı podmı́nka bude aktivńı.

Př́ıpad, kdy obě podmı́nky budou aktivńı nám dává bod x = (0, 1)T a λ = (λ1, λ2)
T =

(2
3
, 5
3
)T , který splňuje nutné KKT podmı́nky. Dále pro λ1 = 0, bude λ2 = 1 a od-

pov́ıdaj́ıćı bod x = (−4,−3)T , který také splňuje nutné KKT podmı́nky. Posledńı

možnost λ2 = 0, kde λ1 = −1 nesplňuje druhou podmı́nku, protože λ1 je záporné.

Na obrázku 1.1 je tato úloha zobrazena graficky. Př́ıpustná množina je zde v

levé části obrázku, která je vymezena omezuj́ıćımi podmı́nkami, spolu s vrtevni-

cemi funkce f(x) je zřejmé, že bod řešeńı úlohy bude ležet na hranici př́ıpustné

množiny. Dále jsou na obrázku 1.1 vykresleny dva body, ve kterých jsou splněny

nutné KKT podmı́nky. Z obrázku je zřejmé, že pouze jeden z těchto bod̊u je bodem

lokálńıho minima.
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Obrázek 1.1: Úloha (1.2)

Př́ıklad 1.2. [5] Máme úlohu nelineárńıho programováńı s omezeńım tvaru ne-

rovnosti, {
minimalizovat f(x) = 100(x2 − (x1)

2)2 + (1− x1)2

za podmı́nek x2 ≥ −1.5.
(1.3)

konkrétně se jedná o minimalizaci Rosenbrokovy funkce pro dvě neznámé, nutné

KKT podmı́nky pro tuto úlohy jsou ve tvaru

1.
−400x1x2 + 400(x1)

3 + 2x1 − 2 + λ1 · 0 = 0

200(x2 − (x1)
2)− λ1 = 0

2. λ1 ≥ 0

3. λ1(−x2 − 1.5) = 0

Z třet́ı podmı́nky m̊užeme určit dvě možné alternativy, prvńı možnost́ı je x2 =

−1.5. Dosazeńım do prvńı rovnice z prvńı podmı́nky zjist́ıme, že pro x1 nedo-

staneme výpočtem žádné reálné kořeny a tedy tato alternativa nevede k řešeńı.
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Druhou alternativou je λ1 = 0, dosazeńım do druhé rovnice prvńı podmı́nky a

substitućı do prvńı rovnice źıskáme řešeńı x = (1, 1)T , které splňuje nutné KKT

podmı́nky. Tato úloha je graficky zobrazena na obrázku 1.2. Př́ıpustná množina je

zde celá polorovina nad vykreslenou funkćı g1(x) a dále je na obrázku 1.2 vykreslen

bod, ve kterém jsou splněny nutné KKT podmı́nky.

Obrázek 1.2: Úloha (1.3)

Lagrangeovy multiplikátory, př́ıpadně KKT multiplikátory, př́ımo souviśı s

Lagrangeovou funkćı, která velmi zjednodušuje zápis podmı́nek optimality, ale

využ́ıvá se i v některých metodách optimalizace.

Definice 1.5. [Lagrangeova funkce] Lagrangeovou funkćı nebo lagrangiánem

př́ıslušej́ıćım úloze nelineárńıho programováńı (1.1) nazveme funkci

L(x, λ, µ) = f(x) +
m∑
i=1

λigi(x) +
r∑
j=1

µjhj(x)
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V daľśım textu se setkáme i s gradientem Lagrangeovy funkce

∇xL(x, λ, µ) = ∇f(x) +
m∑
i=1

λi∇gi(x) +
r∑
j=1

µj∇hj(x)

a hessiánem Lagrangeovy funkce

∇2
xxL(x, λ, µ) = ∇2f(x) +

m∑
i=1

λi∇2gi(x) +
r∑
j=1

µj∇2hj(x).

Pro přehlednost lze prvńı KKT podmı́nku lze psát ve tvaru

∇xL(x∗, λ∗, µ∗) = 0.

Tato podmı́nka odpov́ıdá hledáńı stacionárńıho bodu Lagrangeovy funkce.

Poznámka 1 (Citlivost). Hodnota Lagrangeových multiplikátor̊u př́ımo souviśı s

citlivostńı analýzou, tj. jak je daný bod citlivý na př́ıtomnost omezuj́ıćı podmı́nky.

Obecně pro všechny neaktivńı podmı́nky v daném bodě jsou multiplikátory nulové,

což znamená, že daný bod neńı na tyto omezuj́ıćı podmı́nky citlivý. To plat́ı i

pro aktivńı podmı́nky, kde je hodnota multiplikátoru nulová. Vezmeme-li př́ıklad

1.1, kde jsme vypoč́ıtali bod x = (−4,−3)T a pro omezuj́ıćı podmı́nky g1, g2

odpov́ıdaj́ıćı multiplikátory λ1 = 0, λ2 = 1. V tomto př́ıpadě m̊užeme ř́ıct, že

daný bod neńı citlivý na omezuj́ıćı podmı́nku g1. Pro omezuj́ıćı podmı́nku g2 nás

m̊uže zaj́ımat śıla citlivosti. Pokud bude hodnota λi‖∇gi(x)‖ je malá, pak citlivost

neńı silná. Pro uvedený př́ıklad bude tedy

λ2‖∇g2(x)‖ = 2.2361.

Podrobnosti k analýze citlivosti lze naj́ıt např. v [1].

Jelikož KKT podmı́nky představené ve Větě 1.1 jsou nutnými podmı́nkami

optimality muśı platit v každém bodu lokálńıho minima úlohy nelineárńıho pro-

gramováńı (1.1), což ale nevylučuje existenci jiných bod̊u z př́ıpustné množiny ve

kterých jsou také splněny KKT podmı́nky, jak bylo demonstrováno na Př́ıkladu
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1.2. Abychom mohli rozhodnout, které z určených bod̊u jsou skutečně bodem

lokálńıho minima je třeba ověřit i platnost postačuj́ıćıch podmı́nek v daných bo-

dech.

Pro definováńı těchto podmı́nek je třeba se nejdř́ıve seznámit s dvěma pojmy a

to množina linearizovaných př́ıpustných směr̊u a kritický kužel.

Definice 1.6. Necht’ x ∈ S je daný bod a I(x) je př́ıslušná množina index̊u

aktivńıch omezeńı tvaru nerovnosti v tomto bodě. Množinou linearizovaných

př́ıpustných směr̊u v bodě x budeme rozumět množinu

LFD(x) =
{
p ∈ Rn : ∇gi(x)Tp ≤ 0 ∀i ∈ I(x), ∇hj(x)Tp = 0 ∀j = 1, . . . , r

}
.

Definice 1.7. Necht’ x∗ ∈ S je bod lokálńıho minima úlohy (1.1), necht’ λ∗, µ∗

jsou odpov́ıdaj́ıćı vektory Lagrangeových multiplikátor̊u splňuj́ıćı KKT podmı́nky.

Kritickým kuželem v bodě x∗ rozumı́me množinu

C(x∗) =
{
p ∈ LFD(x∗) : ∇gi(x∗)Tp = 0 , ∀i ∈ I(x∗) pro něžλ∗i > 0

}
.

Pomoćı kritického kuželu můžeme následně zformulovat nutné a postačuj́ıćı

podmı́nky optimality 2. řádu. Pro tyto podmı́nky je nutné, aby dané funkce f , g

a h byly dvakrát spojitě diferencovatelné.

Věta 1.2. [3, Věta 5.2] Necht’ x∗ ∈ S je bod lokálńıho minima úlohy (1.1). Necht’

v bodě x∗ jsou gradienty ∇gi(x∗), i ∈ I(x∗), a ∇hj(x∗), j = 1, . . . , r lineárně

nezávislé. Necht’ λ∗ ∈ Rm a µ∗ ∈ Rr jsou vektory Lagrangeových multiplikátor̊u,

které splňuj́ı KKT podmı́nky, tj. plat́ı

• ∇xL(x∗, λ∗, µ∗) = 0,

• gi(x∗) ≤ 0 ∀i = 1, . . . ,m,

• hj(x∗) = 0 ∀j = 1, . . . , r,

• λ∗i ≥ 0 ∀i = 1, . . . ,m,

• λ∗i gi(x∗) = 0 ∀i = 1, . . . ,m. Potom plat́ı

pT∇2
xxL(x∗, λ∗, µ∗)p ≥ 0 ∀p ∈ C(x∗).
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Věta 1.3. [3, Věta 5.3][Postačuj́ıćı podmı́nky optimality 2. řádu] Necht’ x∗ ∈ S

a necht’ existuj́ı vektory Lagrangeových multiplikátor̊u λ∗ ∈ Rm, µ∗ ∈ Rr tak, že

společně splňuj́ı KKT podmı́nky

1. ∇xL(x∗, λ∗, µ∗) = 0

2. gi(x
∗) ≤ 0 ∀i = 1, . . . ,m,

3. hj(x
∗) = 0 ∀j = 1, . . . , r,

4. λ∗i ≥ 0 ∀i = 1, . . . ,m,

5. λ∗i gi(x
∗) = 0 ∀i = 1, . . . ,m.

Necht’ nav́ıc plat́ı

pT∇2
xxL(x∗, λ∗, µ∗)p > 0 ∀p ∈ C(x∗), p 6= 0

Potom x∗ je bodem ostrého lokálńıho minima úlohy (1.1).

Obě věty jsou uvedeny i ve zdroji [1], lǐśı se pouze použitým značeńım. Rozd́ıl

mezi těmito větami je hlavně v předpokladu na bod x∗, kdy u nutných podmı́nek

předpokládáme, že bod x∗ je bodem lokálńıho minima, ale u postačuj́ıćıch podmı́nek

tento předpoklad neńı.

Př́ıklad 1.3. Vezmeme ted’ zadáńı předchoźıho př́ıkladu 1.1. Kde jsme měli úlohu


minimalizovat f(x) = −2x1 + x2

za podmı́nek (1− x1)3 − x2 ≥ 0

x2 + 0.25x21 − 1 ≥ 0

Při řešeńı nutných KKT podmı́nek jsme dostali dva body, které tyto podmı́nky

splňuj́ı x = (0, 1)T , λ = (2
3
, 5
3
)T a x = (−4,−3)T , λ = (0, 1)T .

Zaměř́ıme se ted’ na bod x = (−4,−3)T . Hodnoty multiplikátor̊u jsou zde λ1 = 0

a λ2 = 1. Jelikož jsou splněny nutné KKT podmı́nky je třeba ověřit zda hessián

lagrangeovy funkce ∇2
xxL(x∗, λ∗) je pozitivně definitńı na kritickém kuželu C(x∗).
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V tomto př́ıpadě je kritický kužel dán množinou C(x) =
{
p ∈ R2 : ∇g2(x)Tp = 0

}
.

Urč́ıme hessián lagrangeovy funkce, kde

∇2f(x) =

(
0 0
0 0

)
, ∇2g1(x) =

(
−6 + 6x1 0

0 0

)
, ∇2g2(x) =

(
−0.5 0

0 0

)
.

Hessián Lagrangeovy funkce v bodě x = (−4,−3)T pak bude

∇2
xxL(x, λ) = ∇2f(x) + λ1∇2g1(x) + λ2∇2g2(x) =

(
−0.5 0

0 0

)
.

Nyńı ověř́ıme, zda pro směr p = (1, 2)T ∈ C(x) plat́ı podmı́nka pT∇2
xxL(x, λ)p > 0

(1, 2)

(
−0.5 0

0 0

)(
1
2

)
= −0.5 < 0

M̊užeme tedy ř́ıct, že bod x = (−4,−3)T neńı bodem lokálńıho minima ikdyž

splňuje nutné KKT podmı́nky 1. řádu, jelikož nesplňuje nutné podmı́nky 2. řádu.

V př́ıpadě bodu x = (0, 1)T se nejdř́ıve pod́ıváme na kritický kužel, kde

∇g1(x) =

(
3
−1

)
, ∇g2(x) =

(
0
−1

)
.

V tomto př́ıpadě kritický kužel obsahuje pouze jediný vektor p = (0, 0)T . Pod́ıváme-

li se na podmı́nku pro hessián Lagrangeovy funkce, m̊užeme ř́ıct , že pro nutné

podmı́nky 2. řádu je splněna ve tvaru rovnosti. Pro postačuj́ıćı podmı́nky je množina

nenulových vektor̊u, které patř́ı do kritického kuželu, prázdná, proto m̊užeme ř́ıct,

že podmı́nka je splněna. Z toho plyne, že bod x = (0, 1)T je bodem lokálńıho

minima.

Pro některé úlohy (1.1) může být složité vypoč́ıtat hessián Lagrangeovy funkce

a nemuśı být snadné ověřit zda je hessián pozitivně definitńı nebo pozitivně semi-

definitńı na kritickém kuželu. Nejjednoduš́ı formou úloh v takovém př́ıpadě jsou

úlohy konvexńıho programováńı, kde odpadá nutnost výpočtu hessiánu Lagran-

geovy funkce, jak se můžeme přesvědčit v následuj́ıćı větě.
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Definice 1.8. [Úloha konvexńıho programováńı] Úloha nelineárńıho programováńı

(1.1), v ńı̌z f(x) je konvexńı funkce na S a př́ıpustná množina S je konvexńı

podmnožina Rn, se nazývá úloha konvexńıho programováńı.

V rámci konvexńıho programováńı muśı platit stejné podmı́nky jako u obecného

tvaru úloh nelineárńıho programováńı (1.1). Konkrétně pro úlohy konvexńıho pro-

gramováńı je možné zformulovat podmı́nky optimality, které pro tento konkrétńı

typ úloh budou jak nutné tak i postačuj́ıćı.

Věta 1.4. [Nutné a postačuj́ıćı podmı́nky] Necht’ x∗ ∈ S je př́ıpustným bodem

úlohy (1.1) a necht’ existuj́ı vektory (λ∗, µ∗) ∈ Rm × Rr takové, že plat́ı

1. ∇xL(x∗, λ∗, µ∗) = 0,

2. λ∗ ≥ 0,

3. λ∗i gi(x
∗) = 0 ∀i = 1, . . . ,m.

Jsou-li f(x) a gi(x), i = 1, . . . ,m konvexńı, hj(x), j = 1, . . . , r lineárńı funkce a

X je konvexńı podmnožina Rn, potom x∗ je bodem globálńıho minima úlohy (1.1).

Pokud tedy úloha (1.1) splňuje definici 1.8, potom můžeme ř́ıct, že KKT

podmı́nky pro úlohu konvexńıho pogramováńı jsou podmı́nkami nutnými

i postačuj́ıćımi. Tato věta plyne př́ımo z Věty 3.2 [3], kde se uvád́ı pod názvem

KKT postačuj́ıćı podmı́nky - pro speciálńı př́ıpad. Jedná se o obecněǰśı větu pro

pseudokonvexńı funkci f(x), kvazikonvexńı funkce gi(x), i = 1, . . . ,m a lineárńı

funkce hj(x), j = 1, . . . , r. Jelikož v této práci se s takovými funkcemi nesetkáme

postač́ı nám věta v konkrétněǰśım tvaru.
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Kapitola 2

Kvadratické programováńı

Tato kapitola popisuje obecnou úlohu kvadratického programováńı. Zvlášt’

je řešena úloha s rovnostńımi podmı́nkami pomoćı metody nulového prostoru a

zvlášt’ úloha s podmı́nkami ve tvaru nerovnost́ı metodou aktivńı množiny, kte-

rou lze rozš́ı̌rit i na obecnou úlohu kvadratického programováńı. Pro studium této

problematiky jsem využil převážně knih [1], [2] a [3]. Důraz je kladen převážně na

vlastnosti funkce q(x) a omezuj́ıćıch podmı́nek, na jejichž základě jsou založeny

metody kvadratického programováńı.

Úlohy kvadratického programováńı jsou nejjednodušš́ı formou nelineárńıho

programováńı. Jedná se o optimalizačńı úlohy s kvadratickou funkćı q(x) a lineárńımi

omezeńımi, které se obecně daj́ı zapsat jako
minimalizovat q(x) = 1

2
xTCx− dTx

za podmı́nky Ax = b
Dx ≤ e

(2.1)

kde q(x) je daná kvadratická funkce o n proměnných. Matice C ∈ Rn×n, A ∈ Rr×n

a D ∈ Rm×n. Vektory d, x ∈ Rn, b ∈ Rr a e ∈ Rm.

Předpokladáme, že matice A má plnou hodnost, což znamená, že všechny dané

omezuj́ıćı podmı́nky tvaru rovnost́ı jsou lineárně nezávislé. Matice C je symet-

rická, nav́ıc je i hessiánem funkce q a zároveň určuje charakter této funkce. Jestliže

je matice C

• pozitivně definitńı/semidefinitńı, pak funkce q je ryze konvexńı/konvexńı
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• negativně definitńı/semidefinitńı, pak funkce q je ryze konkávńı/konkávńı

• nedefinitńı, pak funkce je sedlo-bodová.

V zadáńı některých př́ıklad̊u obsahuje kvadratická funkce q( absolutńı člen

c ∈ Rn a má tvar q(x) = 1
2
xTCx − dTx + c. Tento člen však nemá žádný vliv

na polohu bodu minima x∗ a ovlivňuje pouze funkčńı hodnotu v tomto bodě. Z

tohoto d̊uvodu se při řešeńı úlohy vynechává.

Definice 2.1. Př́ıpustnou množinou úlohy kvadratického programováńı (2.1) bu-

deme rozumnět množinu

S = {x ∈ X ⊆ Rn : Ax− b = 0, Dx− e ≤ 0} .

Jelikož je množina S definovaná lineárńımi omezeńımi, jedná se o konvexńı

množinu.

Jelikož př́ıpustná množina S je konvexńı, je tedy pouze na kvadratické funkci

q, zda se bude jednat o úlohu konvexńıho programováńı.

Definice 2.2. Úloha kvadratického programováńı, kde kvadratická funkce q(x) je

konvexńı na S a př́ıpustná množina S je konvexńı podmnožina Rn, se nazývá

úloha konvexńıho kvadratického programováńı.

Metody kvadratického programováńı jsou d̊uležitým nástrojem, jak pro řešeńı

úloh kvadratického programováńı, tak i pro řešeńı pomocných obecných úloh

nelineárńıho programováńı (1.1), např́ıklad pro sekvencionálńı kvadratické pro-

gramováńı v Kapitole 3. Dále v textu se budeme zabývat úlohou konvexńıho

kvadratického programováńı.

2.1. Kvadratické programováńı s omezeńımi tvaru

rovnost́ı

Jedná se o úlohu, kde omezuj́ıćı podmı́nky maj́ı pouze tvar rovnost́ı. Obecný

zápis této úlohy minimalizovat q(x) = 1
2
xTCx− dTx

za podmı́nky Ax = b.
(2.2)
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Předpoklad, že matice A má plnou řádkovou hodnost, je obecnou formulaćı dvou

předpoklad̊u a to, že počet omezuj́ıćıch podmı́nek r je menš́ı než počet neznámých

n a matice A má plnou hodnost.

Z těchto předpoklad̊u vyplývá, že všechny podmı́nky jsou lineárně nezávislé a

podmı́nka r < n př́ımo údává řešitelnost dané úlohy:

• pokud r = n, pak se nejedná o úlohu optimalizace, protože řešeńı muśı

splnit n lineárńıch rovnic o n neznámých a funkce q nemá na výsledek

žádný vliv,

• pokud r > n, pak soustava rovnic omezuj́ıćıch podmı́nek nemá řešeńı,

• pokud r < n, pak soustava rovnic omezuj́ıćıch podmı́nek má nekonečně

mnoho řešeńı a má smysl mezi nimi hledat bod, ve kterém funkce q nabývá

nejmenš́ı funkčńı hodnoty.

Jelikož je úloha omezena lineárńımi podmı́nkami je př́ıpustná množina S kon-

vexńı. KKT podmı́nky pro tuto úlohu s podmı́nkou př́ıpustnosti jsou ve tvaru

Cx∗ − d+ ATµ∗ = 0

Ax∗ − b = 0,
(2.3)

kde se vzu6ije, 6e ∇g(x) = Cx− d a ∇h(x) = A. Tuto soustavu můžeme přepsat

do maticového tvaru (
C AT

A 0

)(
x
µ

)
=

(
d
b

)
To za jakých podmı́nek bude mı́t soustav KKT podmı́nek (2.3) řešeńı popisuje

Věta 8.1 [3].

Metody, použ́ıvané k řešeńı úloh (2.2), jsou založeny na řešeńı KKT soustavy

(2.3). V př́ıpadě konvexńıho kvadratického programováńı je řešeńı KKT soustavy

(2.3) a p̊uvodńı úlohy (2.2) totožné.

2.1.1. Metoda nulového prostoru

V této části bude popsána metoda nulového prostoru, která je převážně ze

zdroje [3], s metodou nulového prostoru se můžeme setkat i v [1], kde je ale použit
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rozd́ılný postup.

Metoda nulového prostoru slouž́ı k řešeńı úloh kvadratického programováńı s

omezeńımi tvaru rovnost́ı (2.2). Metoda př́ımo řeš́ı KKT soustavu (2.3), užit́ım

nulového prostoru matice A definovaného jako N(A) = {p ∈ R, Ap = 0} a par-

tikulárńıho řešeńı x̃ soustavy omezuj́ıćıch podmı́nek. Všechna daľśı řešeńı této

soustavy můžeme souhrně zapsat jako

x = x̃+ p, p ∈ N(A).

Dosad́ıme do rovnic KKT soustavy (2.3) dostaneme

Cx̃+ Cp+ ATµ = d
Ax̃+ Ap = b

Pod́ıváme-li se na druhou rovnici, jelikož x̃ ∈ S, tj. Ax̃ = b pak daná rovnice bude

bude platit pouze pokud Ap = 0, tj. p ∈ N(A). V takovém př́ıpadě přeṕı̌seme

soustavu do tvaru

Cp+ ATµ = d− Cx̃,
Ap = 0.

A źıskáme upravenou KKT soustavu(
C AT

A 0

)(
p
µ

)
=

(
d̃
b

)
d̃ = d− Cx̃.

Z hlediska optimalizace přecháźıme od minimalizace na konvexńı množině {x ∈ Rn : Ax = b}

k minimalizaci na podprostoru N(A).

Daľśım krokem je určeńı báze nulového prostoru, která je tvořena vektory

z1, . . . , zn−r ∈ Rn. Z nich sestavená matice Z ∈ Rn×(n−r) má plnou sloupcovou

hodnost a plat́ı pro ni

Z = (z1, . . . , zn−r), AZ = 0.

Jelikož Ap = 0, pak vektor p muśı být lineárńı kombinaćı bázových vektor̊u, což

vyjádř́ıme pomoćı neznámého vektoru koeficient̊u xZ ∈ Rn−r jako

p = ZxZ .
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V tomto bodě nám vzniká otázka, jak vypoč́ıtat neznámý bod xZ . Dosazeńım za

vektor p do prvńı rovnice upravené KKT soustavy

Cp+ ATµ = d̃,

a vynasobenim ZT zleva, obdrž́ıme rovnici pro určeńı neznámého bodu xZ

ZTCZxZ = ZT d̃.

Dı́ky těmto úpravám źıskáme redukovanou úlohu nepodmı́něné optimalizace{
minimalizovat q̂(xZ) = 1

2
xTZZ

TCZxZ − xTZZT d̃

pro xZ ∈ Rn−r.
(2.4)

Podobně jako tomu bylo u p̊uvodńı funkce q, kde charakter funkce závisel na

matici C i zde bude záležet na vlastnostech matice ZTCZ ∈ R(n−r)×(n−r).

Věta 2.1. [3, Věta 8.2] Necht’ matice A má plnou hodnost a necht’ Z ∈ Rn×(n−r)

je taková, že plat́ı

AZ = 0, rank(AT | Z) = n.

Potom

1. úloha (2.2) má právě jedno řešeńı tehdy a jen tehdy, když je matice ZTCZ

pozitivně definitńı;

2. úloha (2.2) má nekonečně mnoho řešeńı tehdy a jen tehdy, když je matice

ZTCZ právě jen pozitivně semidefinitńı a soustava ZTCZxZ = ZT d̃ má

řešeńı;

3. úloha (2.2) nemá řešeńı v zbývaj́ıćıch př́ıpadech

K úplnému sestaveńı algoritmu metody nulového prostoru je třeba vyřešit

výpočet multiplikátor̊u, který źıskáme z upravených KKT podmı́nek

ATµ = d̃− CZxZ .
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a partikulárńıho řešeńı, x̃ ∈ R(AT ) je sloupcový prostor matice AT . Partikulárńı

řešeńı lze tedy zapsat pomoćı vektoru koeficient̊u

x̃ = ATxA.

Pokud vynásob́ıme tuto rovnost matićı A zleva a využijeme, že Ax̃ = b, dosta-

neme, soustavu rovnic pro neznámý vektor koeficient̊u xA

(AAT )xA = b.

Postup odvozeńı hodnoty xA je podrobněji popsán v literatuře [3]. Uvedeny po-

stup je shrnut v následuj́ıćım algoritmu.

Algoritmus 2.1. [3, str.73]

Inicializace: Najdeme bázi {zi}n−ri=1 prostoru N(A) a tyto vektory sestav́ıme do

matice Z ∈ Rn×(n−r).

Krok 1: postupně sestav́ıme a vyřeš́ıme následuj́ıćı soustavy

(AAT )xA = b,

(ZTCZ)xZ = ZT (d− CATxA),

(AAT )µ = A(d− CATxA − CZxZ).

Krok 2: vypoč́ıtáme

x = ATxA + ZxZ .

Pro použit́ı metody nulového prostoru v MATLABU jsem naprogramoval funkci

nulprostor, kde vstupem jsou matice C, A a vektory d, b. Výstupem metody je

bod minima kvadratické úlohy (2.2) x a odpov́ıdaj́ıćı hodnota multiplikátoru µ.

function [x,mi]=nulprostor(C,d,A,b)

%Vstupy

%matice a vektory odpovı́dajı́cı́ úloze ve tvaru

% f(x)=1/2*x’*C*x-d’x

% A*x=b
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%

%Výstupy

%x0 - bod řešenı́ dané úlohy

%mi - odpovı́dajı́cı́ hodnota multiplikátoru pro rovnostnı́ omezenı́

%výpočet matice bázové matice

Z=null(A);

tA=A.’;

tZ=Z.’;

%postupné řešenı́ jednotlivých rovnic

xa=linsolve(A*tA,b);

xz=linsolve(tZ*C*Z,tZ*(d-C*tA*xa));

mi=linsolve(A*tA,A*(d-C*tA*xa-C*Z*xz));

%výpočet bodu řešenı́ úlohy

x=tA*xa+Z*xz;

end

Na následuj́ıćım př́ıkladě bude ukázán výpočet pomoćı algoritmu 2.1 a použit́ı

mnou nadefinované funkce nulprostor.

Př́ıklad 2.1. [6] Máme úlohu kvadratického porgramováńı s omezeńım tvaru rov-

nosti {
minimalizovat 1

2
(x21 + x22)

za podmı́nky 2x1 − x2 = 5.

Úlohu uprav́ıme pro daľśı výpočty do maticového tvaru (2.2), kde

C =

(
1 0
0 1

)
, d =

(
0
0

)
, A =

(
2
−1

)T
, b = 5.

Inicializace:

Vektor Z =

(
Z1

Z2

)
, obecně mluv́ıme o matici v př́ıpadě této úlohy p̊ujde pouze
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vektor, který vypoč́ıtáme z rovnice AZ = 0. Jelikož se jedná o rovnici o dvou

neznámých existuje v́ıce vektor̊u, které tuto rovnost splňuj́ı. Pro tuto úlohu zvoĺıme

Z1 = 1 a výsledný vektor bude

Z =

(
1
2

)
Krok 1:

Sestav́ıme rovnice

5xA = 5,

5xZ = 0,

5λ = −5.

Źıskáme řešeńı

xA = 1, xZ = 0, λ = −1.

Krok 2:

Vypoč́ıtáme

x∗ = ATxA + ZxZ =

(
2
−1

)
· 1 +

(
1
−2

)
· 0 =

(
2
−1

)
.

Při použit́ı naprogramované funkce nulprostor v MATLABU źıskáme výsledek

ve tvaru

[x,mi]=nulprostor([1 0;0 1],[0;0],[2 -1],5)

x =

2

-1

mi =

-1

Př́ıklad 2.1 je graficky znázorněn na obrázku 2.1.
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Obrázek 2.1: Grafické znázorněńı Př́ıkladu 2.1

Př́ıklad 2.2. [3] Máme úlohu kvadratického programováńı s omezeńımi tvaru

rovnosti
minimalizovat 3x21 + 2x1x2 + x1x3 + 2.5x22 + 2x2x3 + 2x23 − 8x1 − 3x2 − 3x3

za podmı́nky x1 + x3 = 3,

x2 + x3 = 0.

Úlohu uprav́ıme pro daľśı výpočty do maticového tvaru (2.2), kde

C =

 3 1 0.5
1 2.5 1

0.5 1 2

, d =

 8
3
3

, A =

(
1 0 1
0 1 1

)
, b =

(
3
0

)
.

Inicializace:

Vektor Z vypoč́ıtáme z rovnice AZ = 0. V této úloze bude tvaru

Z =

 1
1
−1

 .
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Krok 1:

Sestav́ıme rovnice(
2 1
1 2

)
xA =

(
3
0

)
6.5xZ = 4,(
AAT

)
λ = A

(
d− CATxA − CZxZ

)
.

Postupným vyřešeńım jednotlivých rovnic źıskáme

xA =

(
2
−1

)
, xZ = 8

13
, λ =

(
9
26

25
26

)
.

Krok 2:

Vypoč́ıtáme

x∗ = ATxA + ZxZ =

 1 0
0 1
1 1

 · ( 2
−1

)
+

 1
1
−1

 · 8
13

=


34
13

− 5
13

5
13


Při použit́ı naprogramované funkce nulprostor v MATLABU źıskáme výsledek

ve tvaru

[x,mi]=nulprostor([3 1 0.5;1 2.5 1;0.5 1 2],[8;3;3],

[1 0 1;0 1 1],[3;0])

x =

2.6154

-0.3846

0.3846

mi =

0.3462

0.9615

Na základě uvedených př́ıklad̊u můžeme ř́ıct, že ručńı výpočet neńı př́ılǐs

složitý pokud nemáme velké množstv́ı neznámých a omezuj́ıćıch podmı́nek. K

řešeńı této problematiky můžeme využ́ıt i daľśı metody, jako je např́ıklad metoda

projekce gradientu nebo metoda Schurova komplementu (Range space method).
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2.2. Kvadratické programováńı s omezeńımi tvaru

nerovnost́ı

V rámci kvadratického programováńı s omezeńımi tvaru nerovnost́ı se budeme

zabývat úlohami, které nemaj́ı žádné rovnostńı omezuj́ıćı podmı́nky. Obecný

zápis této úlohy {
minimalizovat q(x) = 1

2
xTCx− dTx

za podmı́nky Dx ≤ e
(2.5)

Stejně jako v předchoźı části i zde je př́ıpustná množina S definovaná lineárńımi

omezuj́ıćımi podmı́nkami a je tedy konvexńı. Rozd́ılem je, že už podmı́nky řešitelnosti

nezáviśı na rozměru matice D. V př́ıpadě, že máme konvexńı funkci q, pak mohou

nastat tři situace

• bod minima funkce q se bude nacházet mimo př́ıpustnou množinu S a řešeńı

úlohy (2.5) bude některý bod na hranici př́ıpustné množiny,

• bod minima funkce q bude ležet na hranici př́ıpustné množiny a bude

totožný s řešeńım úlohy (2.5),

• bod minima funkce q bude ležet uvnitř př́ıpustné množiny a bude totožný

s řešeńım úlohy (2.5).

U posledńıch dvou možnost́ı se bude shodovat bod minima funkce q s bodem

řešeńı x∗ úlohy (2.5). Všechny možnosti mohou nastat i když funkce q bude

nekonvexńı, ale př́ıpad bude komplikovaněǰśı, jelikož můžeme mı́t v́ıce lokálńıch

minim nebo můžeme mı́t př́ıpustnou množinu neohraničenou.

Podmı́nky řešitelnosti úlohy (2.5) jsou popsány v následuj́ıćı větě

Věta 2.2. [3, Věta 8.3] Nutnou podmı́nkou k tomu, aby bod x∗ ∈ S byl řešeńım

dané úlohy (2.5) je, aby existovala č́ısla λ∗i , i = 1, . . . ,m, tak, že plat́ı

1. Cx∗ +
m∑
i=1

λ∗i di = d,

2. λ∗i ,≥ 0 ∀i = 1, . . . ,m,

32



3. λ∗i (d
T
i x
∗ − bi) = 0, ∀i = 1, . . . ,m,

přičemž vektory dTi , i = 1, . . . ,m, představuj́ı řádky matice D.

Jedná se o upravené KKT podmı́nky a stejně tak plat́ı, pokud funkce q je kon-

vexńı, tj. matice C je pozitivně definitńı nebo semidefinitńı, jsou tyto podmı́nky

nutné i postačuj́ıćı.

Metody pro řešeńı úloh s omezeńımi tvaru rovnost́ı, byly založeny př́ımo na

řešeńı KKT soustavy (2.3). V př́ıpadě úloh s omezeńımi tvaru nerovnost́ı bychom

takto mohli postupovat, pokud bychom v bodě řešeńı x∗ věděli, které z podmı́nek

jsou aktivńı, pak bychom mohli přej́ıt z p̊uvodńı úlohy (2.5) na úlohu (2.2). Jinak

řečeno vynchali bychom všechny omezuj́ıćı podmı́nky, které nejsou splněny jako

aktivńı a poloha bodu řešeńı x∗ na ně neńı nijak citlivá. Nová úloha pak by měla

tvar {
minimalizovat q(x) = 1

2
xTCx− dTx

za podmı́nky dTi x = ei ∀i ∈ I(x∗).
(2.6)

V takovém př́ıpadě můžeme k řešeńı úlohy (2.6) využ́ıt některou z metod pro

řešeńı kvadratických úloh s omezeńımi tvaru rovnost́ı. Problémem z̊ustává, že

množinu aktivńıch podmı́nek I(x∗) v bodě x∗ zpravidla neznáme a proto je tento

př́ımočarý postup nepoužitelný. I přes uvedené problémy je možné ideu použ́ıt,

jak ukážeme na metodě aktivńı množiny.

2.2.1. Metoda aktivńı množiny

Metoda aktivńı množiny je založena na iteračńım postupu, kdy se snaž́ıme

naj́ıt vhodnou kombinaci aktivńıch podmı́nek. Jelikož počet omezeńı je konečný,

pak i počet jejich možných kombinaćı bude konečné č́ıslo, které však exponenciálně

roste s rostoućım počtem omezuj́ıćıch podmı́nek.

Podobně jako je tomu u jiných iteračńıch metod, i zde bude metoda generovat
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posloupnost bod̊u
{
xk
}

tak, že

xk+1 = xk + αkp
k, k = 0, 1, . . . ,

kde αk je délka kroku a pk je směr. V rámci iteraćı budeme zároveň aktualizovat i

množinu aktivńıch podmı́nek pro daný bod xk. Pro realizaci takovéhoto postupu

se použ́ıvaj́ı tyto dva postupy aktualizace aktivńı množiny:

• vyřazováńı aktivńıch podmı́nek

• přidáváńı aktivńıch podmı́nek

Vynecháńı, neaktivńıch podmı́nek však přináš́ı i jisté problémy. Jelikož při výpočtech

úloh (2.6), nejsme omezeni všemi podmı́nkami jako je tomu u p̊uvodńı úlohy

(2.5), může nastat situace, že nový bod xk+1 nebude spadat do př́ıpustńı množiny

xk+1 6∈ S. Kv̊uli tomuto nežádoućımu jevu je třeba zavést tzv. kvazistacionárńı

body.

Definice 2.3. Bod x̂ ∈ S nazveme kvazistacionárńım bodem úlohy (2.5), jestlǐze

je řešeńım tzv. kvazistacionárńıho problému:


minimalizovat q(x) = 1

2
xTCx− dTx

za podmı́nky dTi x = ei, ∀i ∈ I(x̂)

dTi x ≤ ei, ∀i 6∈ I(x̂)

Stejně jako tomu bylo u Metody nulého prostoru, ani zde nebudeme hledat

př́ımo bod xk+1, ale pomocnou úlohu převedeme na úlohu pro výpočet směru p s

použit́ım partikulárńıho řešeńı a postupu z předchoźı části.{
minimalizovat q̃(p) = 1

2
pTCp+ (gk)Tp

za podmı́nky dTi p = 0, ∀i ∈ Ik

Kde množina Ik obsahuje všechny indexy omezuj́ıćıch podmı́nek, které jsou pro

daný bod xk aktivńı. Vektor gk je gradient funkce q v bodě xk. Vyřešeńım této

úlohy źıskáme směr pk a následně polož́ıme x̂ = xk + pk, který je třeba otestovat,

jelikož nemuśı být akceptovatelný. Existuj́ı pouze dvě možnosti jak budeme dále

pracovat s bodem x̂ a to
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• Pokud x̂ ∈ S, jedná o kvazistacionárńı bod, a polož́ıme xk+1 = x̂

• Pokud x̂ 6∈ S, nejedná se o kvazistacionárńı bod, a neńı tedy akceptovatelný.

V př́ıpadě druhé situace, kdy źıskáme neakceptovatelný bod x̂, je třeba naj́ıt

posledńı akceptovatelný bod ve směru pk, jenž zpravidla bude ležet na hranici

některé z omezuj́ıćıch podmı́nek, která neńı obsažena v množině Ik. Jinak řečeno

je třeba určit maximálńı př́ıpustný krok αk. Tento krok nám zabráńı v opuštěńı

př́ıpustné množiny S. V př́ıpadě prvńı situace je tento krok roven αk = 1.

Pro všechna omezeńı, která nepatř́ı do množiny aktivńıch podmı́nek vypoč́ıtáme

hodnotu kroku pro kterou se daná podmı́nka stane aktivńı. Z těchto hodnot vy-

bereme tu nejmenš́ı, pokud bude platit αk < 1, bude se jednat o tzv. blokuj́ıćı

omezeńı a zavedeme toto omezeńı do aktivńı množiny.

α̂k = min
i 6∈Îk,dTi pk>0

ei − dTi xk

dTi p
k

Logicky nás bude zaj́ımat maximálńı př́ıpustný krok pouze pro omezuj́ıćı podmı́nky,

které nepatř́ı do množiny aktivńıch podmı́nek. Zároveň pro podmı́nky, kde plat́ı

dTi p
k ≤ 0 také neńı třeba řešit hodnotu kroku, jelikož tyto podmı́nky nový bod

xk+1 neporuš́ı. To zda výsledný bod xk+1 bude řešeńım úlohy (2.5) budeme rozho-

dovat podle vektoru multiplikátor̊u λ̂. V př́ıpadě nezápornosti všech složek tohoto

vektoru bude možné xk+1 označit jako řešeńı úlohy (2.5). V opačném př́ıpadě je

nutné vyřadit podmı́nku, jej́ıž index odpov́ıdá indexu záporné hodnoty vektoru

λ̂. V př́ıpadě že máme v́ıce kandidát̊u na vyřazeńı je doporučeno vyřadit ten s

nejnižš́ı hodnotou. Účelem je udržet aktivńı množinu co možná nejmenš́ı, což je

d̊uvod proč je doporučeno zařazovat nebo vyřazovat omezuj́ıćı podmı́nky z ak-

tivńı množiny vždy po jedné.

Problémem metody může být vetš́ı počet omezeńı, která muśıme procházet. Kom-

plikace zp̊usob́ı i když budeme v úloze mı́t lineárně závislé gradienty aktivńıch

podmı́nek. Proto se zavád́ı pracovńı množina, která narozd́ıl od aktivńı množiny,

problém lineárně závislých gradient̊u eliminujeme.
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Definice 2.4. Pracovńı množinou Wk = W (xk) př́ıslušej́ıćı bodu xk budeme ro-

zumět takovou podmnožinu aktivńı množiny Ik = I(xk), že všechny gradienty

omezuj́ıćıch podmı́nek určených touto množinou jsou lineárně nezávislé.

Pro určeńı aktivńı množiny pro daný bod jsem v MATLABU naprogramoval

funkci UrceniAktMnoziny, kde vstupem je bod x0 pro který hledáme aktivńı

množinu a matice D a vektor e, představuj́ıćı omezuj́ıćı podmı́nky. Výstupem jsou

matice W1 a vektor w1, složené z řádk̊u matice A a vektoru b, které odpov́ıdaj́ı

index̊um podmı́nek, které jsou v daném bodě splněny jako rovnostńı. Matice

W0 a vektor w0 obsahuj́ı zbývaj́ıćı řádky odpov́ıdaj́ıćı podmı́nkám, které nejsou

splněny jako rovnostńı.

function [W0,w0,W1,w1]=UrceniAktMnoziny(x0,D,e)

%W1,w1 - aktivnı́ matice a vektor

%W0,w0 - pasivni matice a vektor

aktivni_podm=find(D*x0-e==0);

W0=D;

w0=e;

if isempty(aktivni_podm)

W1=[];

w1=[];

else

W1=D(aktivni_podm(1),:);

w1=e(aktivni_podm(1));

W0(aktivni_podm,:)=[];

w0(aktivni_podm,:)=[];

end

end

V př́ıpadě, že bychom řešili úlohu s rovnostńımi i nerovnostńımi podmı́nkami

nebude se postup řešeńı nijak lǐsit. Všechny omezuj́ıćı podmı́nky tvaru rovnost́ı

budou součást́ı aktivńı (pracovńı) množiny a nebudou z ńı vyřazovány.
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Algoritmus 2.2. [1, str.472][3, str.84]

Inicializace: Urč́ıme vhodný př́ıspustný startovńı bod x0 ∈ S, stanov́ıme aktivńı

množinu I(x0) a pracovńı množinu W0 a vypoč́ıtáme gradient ve startovńım bodě

g0 = Cx0 − d.

HLAVNÍ CYKLUS:

pro k = 0, 1, 2, . . .

urč́ıme pk vyřešeńım úlohy{
minimalizovat 1

2
pTCp+ (gk)Tp

za podmı́nky aTi p = 0, ∀i ∈ Wk,

kde ai představuj́ı řádky matice A odpov́ıdaj́ıćı index̊um podmı́nek, které jsou

zařazeny v pracovńı množině Wk.

• POKUD pk = 0

vypoč́ıtáme multiplikátory λki ze vztahu∑
i∈Wk

aiλ
k
i = −Cxk + d

následně otestujeme jednotlivé multiplikátory

– pokud λki ≥ 0 ∀i ∈ Wk, potom polož́ıme λki = 0 ∀i 6∈ Wk, x∗ = xk,

λ∗ = λk a ukonč́ıme algoritmus

– v opačném př́ıpadě urč́ıme λl = min
i∈Wk

{
λki
}

, polož́ıme xk+1 = xk, Wk+1 =

Wk − {l} a vrát́ıme se na začátek hlavńıho cyklu

• JINAK
(
pk 6= 0

)
vypoč́ıtáme maximálńı př́ıpustný krok ze vztahu

α̂k = min
i 6∈Wk,a

T
i p

k>0

bi − aTi xk

aTi p
k

urč́ıme αk = min {1, α̂k} a vypoč́ıtáme xk+1 = xk +αkp
k, gk+1 = Cxk+1−d

následně krok αk otestujeme
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– pokud α̂k, urč́ıme index r takový, že aTr (xk + αkp
k) = br a polož́ıme

Wk+1 = Wk ∪ {r}

– jinak (αk = 1), polož́ıme Wk+1 = Wk

vrát́ıme se na začátek hlavńıho cyklu

Na vyřešeńı podúlohy, která se objevuje v algoritmu metody Aktivńı množiny

je třeba využ́ıt některou z metod kvadratického programováńı s omezeńımi tvaru

rovnost́ı. V tomto textu budeme využ́ıvat konkrétně metodu nulového prostoru.

Pro použit́ı metody aktivńı množiny, jsem naprogramoval v MATLABU funkci

MetodaAktMnoziny, kde vstupem je daný bod x0, matice A a C, vektory b a

d. Výstupem je bod řešeńı x∗ a odpov́ıdaj́ıćı hodnota multiplikátor̊u λ∗.

function [x,lambda,mi]=MetodaAktMnoziny(x0,C,d,D,e,A,b)

% f(x)=1/2*x’*C*x-d’x

% D*x<=e

% A*x=b

%Vstupy

%x0-startovacı́ bod

%A-matice odpovı́dajı́cı́ omezujı́cı́m podmı́nkám

%b-vektor odpovı́dajı́cı́ omezujı́cı́m podmı́nkám

%C-matice definujı́cı́ minimalizovanou funkci

%d-vektor definujı́cı́ minimalizovanou funkci

%Výstupy

%x-bod řešenı́ dané úlohy

%lambda-odpovı́dajı́cı́ hodnoty multiplikátorů

%určenı́, zda úloha má rovnostnı́ podmı́nky

if (nargin==5)
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A=[];

b=[];

end

%výpočet gradientu pro bod x0

g0=C*x0-d;

%určenı́ aktivnı́ množiny pro vektor x0

[Pmatice,Pvektor,Amatice,Avektor]=UrceniAktMnoziny(x0,D,e);

%cyklus funkce

while 1

%vypočı́tánı́ pomocné úlohy pomocı́ metody nulového prostoru

[p,~]=nulprostor(C,-g0,[A;Amatice],zeros(length([b;Avektor]),1));

%testovánı́ směru p, zda je nulový

p(abs(p)<1e-10)=0;

if any(p)==1

i=length(Pvektor);

%výpočet možných kroků

if isempty(Pvektor)

alfa_k=[];

else

alfa_k=zeros(i,1);

for j=1:i

if (Pmatice(j,:)*p)>0

alfa_k(j,1)=(Pvektor(j)-Pmatice(j,:)*x0)/(Pmatice(j,:)*p);

else

alfa_k(j,1)=Inf;
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end

end

end

if isempty(alfa_k)

alfa=1;

else

alfa=min(alfa_k);

end

%určenı́ maximálnı́ho přı́pustného kroku

alfa=min(1,alfa);

%výpočet nového bodu a gradientu v tomto bodě

x0=x0+alfa.*p;

g0=C*x0-d;

%určené blokujı́cı́ podmı́nky

if alfa<1

R=zeros(i,1);

for k=1:i

R(k)=Pmatice(k,:)*(x0)-Pvektor(k);

end

%zavedenı́ blokujı́cı́ podmı́nky

i_r=find(abs(R)<1e-10);

Amatice=[Amatice;Pmatice(i_r(1),:)];

Avektor=[Avektor;Pvektor(i_r(1))];

Pmatice(i_r(1),:)=[];

Pvektor(i_r(1))=[];

end

else

%výpočet multiplikátoruů

if isempty([A;Amatice])
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multiplikatory=-C*x0+d;

else

multiplikatory=linsolve([A;Amatice].’,-C*x0+d);

end

mi=multiplikatory(1:length(b));

lambda=multiplikatory(length(b)+1:length(multiplikatory));

if isempty(lambda)

lambda=0;

end

%testovánı́ multiplikátorů

if lambda>=0

%dopočı́tánı́ zbylých multiplikátorů určenı́ řešenı́

%a ukončenı́ algoritmu

rozdil_delky=length(e)-length(lambda);

lambda=[lambda;zeros(rozdil_delky,1)];

x=x0;

break

else

%určenı́ a odstraněnı́ blokujı́cı́ podmı́nky

i_min=find(lambda==min(lambda));

Pmatice=[Pmatice;Amatice(i_min(1),:)];

Pvektor=[Pvektor;Avektor(i_min(1))];

Amatice(i_min(1),:)=[];

Avektor(i_min(1))=[];

end

end

end

end
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Př́ıklad 2.3. [5] Máme úlohu
minimalizovat x21 + x22 − 5x1 − 7x2 + 5

za podmı́nky 4x1 + x2 ≤ 20
x1 + 4x2 ≤ 20
x1 ≥ 0, x2 ≥ 0

Jako počátečńı bod budeme volit x0 = (0, 0)T .

Nejprve si urč́ıme pracovńı množinu W0 = {3, 4} a dopoč́ıtáme gradient v počátečńım

bodě

g0 = Cx0 + d =

(
2 0
0 2

)(
0
0

)
−
(

5
7

)
=

(
−5
−7

)
.

Daľśım krokem je vyřešeńı pomocné úlohy pro výpočet směru p. Pomocná úloha

bude mı́t tvar
minimalizovat 1

2

(
p1
p2

)T (
2 0
0 2

)(
p1
p2

)
+

(
−5
−7

)T (
p1
p2

)
za podmı́nky p1 = 0

p2 = 0

Tuto úlohu bychom řešili metodou kvadratického programováńı pro omezeńı tvaru

rovnosti, v našem př́ıpadě metodou nulového prostoru, ale omezuj́ıćı podmı́nky

nám př́ımo vymezuj́ı řešeńı. Výsledný směr p = (0, 0)T . Jelikož je směr nulový

vypoč́ıtáme odpov́ıdaj́ıćı hodnoty multiplikátor̊u z rovnice∑
i∈W0

aiλ
0
i = −Cx0 + d

(
−1 0
0 −1

)T (
λ3
λ4

)
= −

(
2 0
0 2

)(
0
0

)
+

(
5
7

)
Vyřešeńım rovnice źıskáme multiplikátory(

λ3
λ4

)
=

(
−5
−7

)
Jelikož minimálně jedna hodnota multiplikátoru je záporná, muśıme vyřadit jednu

z podmı́nek z pracovńı množiny. Multiplikátor odpov́ıdaj́ıćı 4. podmı́nce je nejmenš́ı,
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z tohoto d̊uvodu vyřad́ıme 4. podmı́nku W1 = W0 − {4}. Bod x1 = x0 a gradient

g1 = g0.

Vrát́ıme se zpět k výpočtu směru p. Pomocná úloha nyńı bude mı́t tvar

minimalizovat 1
2

(
p1
p2

)T (
2 0
0 2

)(
p1
p2

)
+

(
−5
−7

)T (
p1
p2

)
za podmı́nky p11 = 0

Vyřešeńım źıskáme směr p = (0, 3.5)T . Směr p je nenulový, proto muśıme vypoč́ıtat

maximálńı př́ıpustný krok, abychom zabránili vystoupeńı z př́ıpustné množiny S

p̊uvodńı úlohy. Maximálńı př́ıpustný krok vypoč́ıtáme ze vzorce

α̂1 = min
i 6∈W1, aTi p

1>0

bi − aTi x1

aTi p
1

,

α̂1 = 1.4286

Následně otestujeme, zda nám některá z podmı́nek neblokuje postup α1 = min {1, α̂k}.

Konečná hodnota kroku bude α1 = 1, což znamená, že žádná z omezuj́ıćıch

podmı́nek nás neblokuje a neńı tedy třeba ji zavádět do pracovńı množiny. Nový

bod bude x2 = x1 + α1p
1 = (0, 3.5)T a pracovńı množina W2 = W1. Gradient pro

nový bod je třeba vypoč́ıtat

g2 = Cx2 + d =

(
2 0
0 2

)(
0

3.5

)
−
(

5
7

)
=

(
−5
0

)
.

Znovu sestav́ıme pomocnou úlohu

minimalizovat 1
2

(
p1
p2

)T (
2 0
0 2

)(
p1
p2

)
+

(
−5
0

)T (
p1
p2

)
za podmı́nky p21 = 0

Řešeńım této úlohy bude směr p = (0, 0)T . Dopoč́ıtáme multiplikátor odpov́ıdaj́ıćı

omezuj́ıćı podmı́nce

(−1 0)T λ3 = −
(

2 0
0 2

)(
0
0

)
+

(
5
7

)
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λ3 = −5

Jelikož λ3 < 0 vyřad́ıme z pracovńı množiny 3. podmı́nku. A nová pracovńı

množina bude W3 = W2 − {3}. Bod x3 = x2 a gradient g3 = g2.

Sestav́ıme pomocnou úlohu pro směr p ve tvaru{
minimalizovat 1

2

(
p1
p2

)T (
2 0
0 2

)(
p1
p2

)
+

(
−5
0

)T (
p1
p2

)
Vyřešeńım dostaneme směr p3 = (2.5, 0)T . Dopoč́ıtáme maximálńı př́ıpustný krok

α̂3 = 1.65 a vybereme hodnotu která splňuje α3 = min {1, α̂3}. Výsledná hodnota

kroku bude tedy α3 = 1. Nový bod x4 = x3+α3p
3 = (2.5, 3.5)T a pracovńı množina

W4 = W3 = { }. Gradient v bodě x3 bude ve tvaru

g3 = Cx3 + d =

(
2 0
0 2

)(
2.5
3.5

)
−
(

5
7

)
=

(
0
0

)
.

Sestav́ıme pomocnou úlohu pro výpočet směru p4{
minimalizovat 1

2

(
p1
p2

)T (
2 0
0 2

)(
p1
p2

)
+

(
0
0

)T (
p1
p2

)
Vyřešeńım této úlohy dostaneme směr p = (0, 0)T . Jelikož pracovńı množina

W4 = { }, všechny multiplikátory odpov́ıdaj́ıćı omezuj́ıćım podmı́nkám, které

nepatř́ı do pracovńı množiny budou nulové. A řešeńı úlohy je tedy

x∗ =

(
2.5
3.5

)
, λ∗ =


0
0
0
0

 .

Grafické znázorněńı je na obrázku 2.2, kde jsou vykresleny jednotlivé iterace me-

tody, a souhrn celého postupu je uveden v tabulce 2.1. Jak názorně m̊užeme vidět

pro každou iteraci máme uvedený aktuálńı bod xk, jemu odpov́ıdaj́ıćı vhodnou

pracovńı množinu, hodnoty multiplikátor̊u λi pro všechny omezuj́ıćı podmı́nky,

vypoč́ıtaný směr pk a př́ıpadně hodnotu maximálně př́ıpustného kroku αk, pokud

je potřebná.
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k xk Wk λ pk αk

0 (0, 0) {3, 4}

λ1 = 0
λ2 = 0
λ3 = −5
λ4 = −7

(0, 0) −

1 (0, 0) {3}

λ1 = 0
λ2 = 0
λ3 = −5
λ4 = 0

(0, 3.5) 1

2 (0, 3.5) {3}

λ1 = 0
λ2 = 0
λ3 = −5
λ4 = 0

(0, 0) −

3 (0, 3.5) {}

λ1 = 0
λ2 = 0
λ3 = 0
λ4 = 0

(2.5, 0) 1

4 (2.5, 3.5) {}

λ1 = 0
λ2 = 0
λ3 = 0
λ4 = 0

(0, 0) −

Tabulka 2.1: Postup metody aktivńı množiny pro př́ıklad 2.3

Při použit́ı naprogramované funkce MetodaAktMnoziny v MATLABU źıskáme

výsledek ve tvaru

[x,lambda]=MetodaAktMnoziny([0;0],[2 0;0 2],[5;7],[4 1;1 4;-1 0;0 -1],

[20;20;0;0])

x =

2.5000

3.5000

lambda =

0

0

0

0
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Obrázek 2.2: Grafické znázorněńı Př́ıkladu 2.3

Na následuj́ıćım př́ıpadě ukážeme využit́ı naprogramované funkce MetodaAktMno-

ziny na úloze s oběmi typy omezuj́ıćıch podmı́nek.

Př́ıklad 2.4. [7] Máme úlohu
minimalizovat x21 − x22
za podmı́nky x1 − x2 = 3

x2 ≥ 3.

Nejdř́ıve uprav́ıme úlohu do tvaru (2.1), kde

C =

(
2 0
0 2

)
, d =

(
0
0

)
, A =

(
1 −1

)
, b = 3, D =

(
0 −1

)
, e = −3.
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Při použit́ı naprogramované funkce MetodaAktMnoziny v MATLABU źıskáme

výsledek ve tvaru

[x,lambda,mi]=MetodaAktMnoziny([10;7],[2 0;0 2],[0;0],[0 -1],[-3],

[1 -1],[3])

x =

6.0000

3.0000

lambda =

18

mi =

-12.0000

Tento výsledek nám potvrd́ı i obrázek 2.3, na kterém je úloha znázorněna. Jedná

se pouze o ilustračńı př́ıklad, možnosti použit́ı metody aktivńı množiny pro úlohy

kvadratického programováńı s oběmi typy omezuj́ıćıch podmı́nek.
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Obrázek 2.3: Grafické znázorněńı Př́ıkladu 2.4
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Kapitola 3

Sekvencionálńı kvadratické
programováńı - SQP

Základńı ideou metody sekvencionálńıho kvadratického programováńı(SQP)

je vyřešeńı úlohy nelineárńıho programováńı (1.1) za pomoci posloupnosti úloh

kvadratického programováńı (2.1). Jedná se o jednu z nejúčiněǰśıch metod ne-

lineárńıho programováńı, jej́ı největš́ı přednost́ı je schopnost vypořádat se i s ne-

lineárńımi omezeńımi. Tato kapitola je zaměřena na úlohy s omezeńımi ve tvaru

rovnost́ı a na úlohy s omezeńımi ve tvaru rovnost́ı i nerovnost́ı. Úlohu pouze s

nerovnostńımi omezeńımi v tomto textu nebudeme uvažovat, jelikož pro tento

typ úloh jsou vhodněǰśı jiné metody, např́ıklad metoda vnitřńıch bod̊u. V praxi

většinou neńı možné zaručit úlohy pouze s rovnostńımi omezeńımi, nejčastěji na-

raźıme na úlohy se smı́̌senými omezuj́ıćımi podmı́nkami, v takovém př́ıpadě je

pak na uživateli zda pro řešeńı takové úlohy využije SQP a nebo jinou metodu.

Hlavńım zdrojem pro tuto část je [1] a dále [3] a [4].

3.1. Úlohy nelineárńıho programováńı

s rovnostńımi omezeńımi

V této kapitole se budeme věnovat úlohám nelineárńıho programováńı pouze

s omezeńımi ve tvaru rovnosti, pro které je metoda nejvhodněǰśı a proto je na

nich odvozen i základńı princip metody.
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Uvažujme úlohu {
minimalizovat f(x)
za podmı́nky hi(x) = 0, i = 1, . . . ,m,

(3.1)

kde f je nelineárńı funkce o n proměnných, x ∈ X ⊆ Rn a hi(x) = 0 je i -tá

omezuj́ıćı podmı́nka tvaru rovnosti. Omezuj́ıćı podmı́nky se budou objevovat i ve

vektorové formě

h(x) = 0.

Principem metody SQP je konstrukce posloupnosti
{
xk
}

, která bude konver-

govat k řešeńı úlohy (3.1). V každé iteraci budeme řešit úlohu kvadratického

programováńı, jej́ım vyřešeńım źıskáme krok p, který je nutný k výpočtu nového

bodu posloupnosti xk+1 = xk + p. Úkolem je navrhnout pomocné úlohy kvadra-

tického programováńı takovým zp̊usobem, aby metoda měla dobré konvergenčńı

vlastnosti. Podmı́nky za kterých metoda konverguje udává Věta 5.1 v posledńı

kapitole.

Pro odvozeńı pomocné úlohy, máme k dispozici dva př́ıstupy. Každý př́ıstup je

založen na jiné myšlence, prvńı př́ıstup využ́ıvá př́ımé aproximace a druhý př́ıstup

Newtonovu metodu pro řešeńı soustavy nelineárńıch rovnic.

1. př́ıstup

Prvńı př́ıstup je založen na př́ımé aproximaci funkce f(x) v bodě xk+1 = xk+p

Taylorovým polynomem druhého řádu

f(xk + p)
.
= f(xk) +∇f(xk)Tp+

1

2
pT∇2f(xk)p

a omezuj́ıćıch podmı́nek Taylorovým polynomem prvńıho řádu v bodě xk+1

h(xk + p)
.
= h(xk) +∇h(xk)p.

Omezuj́ıćı podmı́nky v bodě xk+1 aproximujeme př́ımkou, to znamená, že v tomto

bodě by se měli obě podmı́nky shodovat, proto můžeme ř́ıct

h(xk) +∇h(xk)p = 0.
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V tuto chv́ıli již můžeme sestavit pomocnou úlohu, bude se jednat o úlohu kvad-

ratického programováńı s omezeńımi tvaru rovnost́ı:{
minimalizovat 1

2
pT∇2f(xk)p+∇f(xk)Tp+ f(xk)

za podmı́nky ∇h(xk)p+ h(xk) = 0.

Vyřešeńım této podúlohy za pomoci vhodné metody kvadratického programováńı

bychom źıskali krok p, s jehož pomoćı vypoč́ıtáme nový bod xk+1 = xk + p a

pokračovali bychom v iteračńım postupu opětovným odvozeńım d́ılč́ı podúlohy.

Tento postup je sice jednoduchý a logický, ale problém může být, že podúlohy

nemuśı být řešitelné, jelikož nemuśı být zdola ohraničeny. Což znamená, že ne-

bude možné nalézt minimum funkce f(x) na př́ıpustné množině S. Tento problém

bude demonstrován v následuj́ıćım př́ıkladě.

Př́ıklad 3.1. [5] Máme úlohu

{
minimalizovat (1− x1)2 − x22
za podmı́nky 10(x22 − x1) = 0

Jako vstupńı bod pro tento př́ıklad použijeme x0 = (0, 0)T . Vypoč́ıtáme jednotlivé

vektory a matice, potřebné pro pomocnou úlohu

∇f(x) =

(
−2(1− x1)
−2x2

)
,∇2f(x) =

(
2 0
0 −2

)
,∇h(x) =

(
−10
20x2

)
.

∇f(x0) =

(
−2
0

)
,∇2f(x0) =

(
2 0
0 −2

)
,∇h(x0) =

(
−10

0

)
, h(x0) = 0

Nyńı m̊užeme sestavit pomocnou úlohu která bude mı́t v bodě x0 tvar{
minimalizovat p21 − p22 − 2p1 + 1

za podmı́nky −10p2 = 0.
(3.2)

Úloha v tomto tvaru nemá řešeńı, jelikož je neohraničená. Tato úloha je znázorněna

na obrázku 3.1.

51



Obrázek 3.1: Úloha (3.2)

Problém neohraničenosti zdola je možné řešit pomoćı Lagrangeovy funkce a

lagrangeových multiplikátor̊u. Vektor µ∗ bude označovat hodnotu lagrangeových

multiplikátor̊u, které př́ısluš́ı k řešeńı x∗ úlohy (3.1).

Upravená úloha, pak bude mı́t tvar{
minimalizovat L(x, µ∗) = f(x) + (µ∗)Th(x)

za podmı́nky h(x) = 0
(3.3)

a jej́ı řešeńı x∗ je totožné s p̊uvodńı úlohou (3.1).

Vzniká nový problém a t́ım je, že zpravidla neznáme optimálńı hodnotu mul-

tiplikátor̊u µ∗, které budeme vhodně aproximovat v k -té iteraci hodnotou µk. V

tomto bodě využijeme stejný postup jako u p̊uvodńı úlohy (3.1). V bodě (xk, µk)

pak nahrad́ıme Lagrangeovu funkci Taylorovým polynomem druhého řádu

L(xk + p, µk)
.
=

1

2
pT∇2

xxL(xk, µk)p+∇xL(xk, µk)Tp+ L(xk, µk).

Aproximace omezuj́ıćı podmı́nky bude mı́t stejný tvar. Po těchto úpravách můžeme
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namodelovat pomocnou úlohu ve tvaru{
minimalizovat 1

2
pT∇2

xxL(xk, µk)Tp+∇xL(xk, µk)Tp+ L(xk, µk)

za podmı́nky ∇h(xk)p+ h(xk) = 0.
(3.4)

Na následuj́ıćım př́ıkladě bude demonstrováno, že použit́ı Lagrangeovy funkce

vyřešilo problém s neohraničenost́ı.

Př́ıklad 3.2. Vezmeme znovu předchoźı zadáńı př́ıkladu 3.1{
minimalizovat (1− x1)2 − x22
za podmı́nky 10(x2 − x21) = 0,

a použijeme zde upravenou verzi d́ılč́ı úlohy. Pro jej́ı odvozeńı potřebujeme vypoč́ıtat

Lagrangeovu funkci a odpov́ıdaj́ıćı gradient a hessián.

L(xk, µk) = (1− xk1)2 − (xk2)2 + 10µ((xk2)2 − xk1)

∇xL(xk, µk) =

(
−2 + 2xk1 − 10µ
−2xk2 + µ20x2

)

∇2
xxL(xk, µk) =

(
2 0
0 −2

)
+ µ

(
0 0
0 20

)
Hodnota multiplikátoru bude µ0 = 1

2
a počátečńı bod x0 = (0, 0)T a jejich dosa-

zeńım dostaneme

L(x0, µ0) = 1,∇xL(x0, µ0) =

(
−12

0

)
,∇2

xxL(x0, µ0) =

(
2 0
0 8

)

Nyńı m̊užeme sestavit pomocnou úlohu, která bude mı́t v bodě x0 tvar{
minimalizovat p21 + 4p22 − 12p1 + 1

za podmı́nky −10p1 = 0.
(3.5)

Vypoč́ıtáme úlohu, např́ıklad pomoćı metody Nulového prostoru a źıskáme řešeńı

p = (0, 0)T . Pomocná úloha (3.5) je znázorněna na obrázku 3.2.
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Obrázek 3.2: Úloha (3.5)

2. př́ıstup

Druhý př́ıstup je odvozen z použit́ı Newtonovy metody na podmı́nky opti-

mality 1. řádu pro řešenou úlohu. Princip Newtonovy metody pro soustavu ne-

lineárnách rovnic je popsán např. v [4]. Stručně řečeno Newtonova metoda slouž́ı k

nalezeńı řešeńı soustavy rovnic fi(x) = 0, i = 1, . . . , n, za předpokladu, že známe

derivace f ′i(x). Soustava řešených rovnic se souhrně zapisuje jako F (x) = 0, kde

F (x) =

 f1(x)
...

fn(x)

 .

Jednotlivé derivace f ′i(x) dle všech proměnných definuj́ı Jakobiho matici JF (x).

V tuto chv́ıli je možné sestavit rovnici k výpočtu řešeńı, Newtonovy soustavy

JF (x)y = −F (x). (3.6)

Jedná se o iteračńı postup ve kterém je třeba zadat počátečńı aproximaci x0. A

pro nový bod bude platit xk+1 = xk + y. Tento postup využijeme př́ı odvozováńı
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pomocné úlohy pro metodu SQP. Podmı́nky optimality 1.̌rádu maj́ı pro naši úlohu

(3.1) tvar

∇xL(x, µ) = ∇f(x) +∇h(x)Tµ = 0

∇µL(x, µ) = h(x) = 0.

Definujeme vektorovou funkci F (x, µ)

F (x, µ) =

(
∇f(x) +∇h(x)Tµ

h(x)

)
a budeme hledat nulové body této vektorové funkce, tj. řeš́ıme soustavu ne-

lineárńıch rovnic F (x, µ) = 0

∇f(x) +∇h(x)Tµ = 0
h(x) = 0

Jacobiho matice pro funkci F (x, µ), pak bude mı́t tvar

JF (x, µ) =

(
∇2
xxL(x, µ) ∇h(x)T

∇h(x) 0

)
.

Pro nastartováńı metody je nutné zadat počátečńı aproximace (x0, µ0). Nacháźıme-

li se v k -té iteraci, neboli v k -té podúloze metody Sekvencionálńıho kvadratického

programováńı, máme bod (xk, µk) jehož dosazeńım do Newtonovy soustavy (3.6)

źıskáme

JF (xk, µk)

(
pk

4µk
)

= −F (xk, µk). (3.7)

Vyřešeńım soustavy źıskáme (pk,4µk). A pomoćı následuj́ıćıho předpisu vypoč́ıtáme

body pro novou iteraci (
xk+1

µk+1

)
=

(
xk + pk

µk +4µk
)
.

Budou-li splněny podmı́nky

(p1) ∇h(xk) má plnou hodnost

(p2) sT∇2
xxL(xk, µk)s > 0 ∀s : ∇h(xk)s = 0, s 6= 0,
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pak matice Newtonovy soustavy bude regulárńı. Takové podmı́nky budou splněny,

pokud bude bod (xk, µk) dostatečně bĺızko bodu (x∗, µ∗), v kterém plat́ı podmı́nky

optimality 2.̌rádu.

Nyńı pod́ıváme-li se na pomocnou úlohu odvozenou v prvńım př́ıstupu (3.4),

která v k-té iteraci bude{
minimalizovat 1

2
pT∇2

xxL(xk, µk)Tp+∇xL(xk, µk)Tp+ L(xk, µk)

za podmı́nky ∇h(xk)p+ h(xk) = 0.

Pokud jsou splněny předpoklady (p1) a (p2) bude mı́t tato úloha jednoznačné

řešeńı (pk,∆µk), jenž bude splňovat KKT podmı́nky

∇2
xxL(xk, µk)pk +∇xL(xk, µk) +∇h(xk)T∆µk = 0,

∇h(xk)pk + h(xk) = 0.

Tuto soustavu zaṕı̌seme do maticového tvaru(
∇2
xxL(xk, µk) ∇h(xk)T

∇h(xk) 0

)(
pk

∆µk

)
= −

(
∇fk +∇h(xk)Tµk

h(xk)

)
.

Porovnáme-li tento maticový zápis s Newtonovou soustavou (3.7) můžeme ř́ıct,

pokud jsou splněny předpoklady (p1) a (p2) potom řešeńı (pk,∆µk) je pro obě

soustavy totožné a pomocná úloha pro 2. př́ıstup v bodě xk bude mı́t tvar{
minimalizovat qk(p)

za podmı́nky ∇h(xk)p+ h(xk) = 0
(3.8)

kde funkce qk(p) bude mı́t tvar

qk(p) =
1

2
pT∇2

xxL(xk, µk)p+∇xL(xk, µk)Tp+ L(xk, µk).

Předpokládáme, že jsou splněny podmı́nky (p1) a (p2) na matici Newtonovy

soustavy, bude úloha (3.8) konvexńı, jelikož ∇2
xxL(xk, µk) jakožto hessián funkce

q(x) je pozitivně definitńı na kritickém kuželu, a bude se tedy jednat o úlohu

konvexńıho kvadratického programováńı.
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Dı́lč́ı úlohy (3.4) a (3.8) budeme zkráceně označovat jako QP1.

{
minimalizovat 1

2
pT∇2

xxL(xk, µk)p+∇xL(xk, µk)Tp+ L(xk, µk)

za podmı́nky ∇h(xk)p+ h(xk) = 0
(QP1)

Pomoćı drobné úpravy můžeme odvodit nový tvar d́ılč́ıch úloh. A to

∇xL(xk, µk)Tp = ∇f(xk)Tp− (µk)Th(xk),

∇xL(xk, µk)Tp+ L(xk, µk) = ∇f(xk)Tp+ f(xk).

V tomto př́ıpadě pak d́ılč́ı úlohy, které budeme označovat jako QP2, budou mı́t

tvar {
minimalizovat 1

2
pT∇2

xxL(xk, µk)p+∇f(xk)Tp+ f(xk)

za podmı́nky ∇h(xk)p+ h(xk) = 0.
(QP2)

V tuto chv́ıli zbývá vyřešit, kterou z d́ılč́ıch úloh QP1 nebo QP2 budeme v

mětodě SQP použ́ıvat. Pokud jde o řešeńı, z obou úloh dostaneme stejnou hod-

notu řešeńı pk, lǐsit se budou pouze hodnotou multiplikátor̊u. V této práci budeme

k výpočt̊um využ́ıvat pomocnou úlohu (QP2), jelikož tento př́ıstup se využ́ıvá u

většiny zdroj̊u, např. [1], [3]. Z předchoźıch úvah a odvozeńı je možné sestavit

základńı algoritmu metody SQP.

3.1.1. Základńı algoritmus SQP pro úlohy s podmı́nkami

tvaru rovnost́ı

Tento algoritmus je založen hlavně na aproximaci p̊uvodńı funkce a ome-

zuj́ıćıch podmı́nek, z tohoto d̊uvodu je označován pouze jako základńı. V algo-

ritmu jsou vynechány absolutńı členy kvadratických aproximaćı funkce f , d̊uvod

je vysvětlen na začátku drhé kapitoly 2.

Algoritmus 3.1. Zadáme počátečńı aproximace x0, µ0, toleranci tol a polož́ıme

k = 0

1. Vypoč́ıtáme ∇2
xxL(xk, µk),∇h(xk)a ∇f(xk)
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2. Vyřeš́ıme úlohu kvadratického programováńı{
minimalizovat 1

2
pT∇2

xxL(xk, µk)p+∇f(xk)Tp

za podmı́nky ∇h(xk)p+ h(xk) = 0

a źıskáme řešeńı pk a odpov́ıdaj́ıćı hodnotu multiplikátor̊u ∆µk.

3. Provede se test ukončovaćıho kritéria

(a) v př́ıpadě, že neńı splněno polož́ıme x∗ = xk a µ∗ = µk a ukonč́ıme

algoritmus

(b) v př́ıpadě, že je splněno polož́ıme xk+1 = xk + pk, µk+1 = µk + ∆µk,

k = k + 1 a přejdeme zpět na krok 1.

Algoritmus v tomto tvaru je pouze v základńım tvaru. Pro lepš́ı konver-

genčńı vlastnosti metody může být výhodněǰśı použit́ı jiné délky kroku než α =

1. Základńı algoritmus jsem naprogramoval v MATLABU do funkce s názvem

SQP rovnostni, tento program je pouze základńı a pro výpočty může být i

náročný, jelikož jako vstupy je požadován hessián funkce i omezuj́ıćıch podmı́nek.

Ukončovaćı kritérium je zvoleno jako ‖p‖ < tol, tolerance v daném kódu je voli-

telná.

function [x0,mi,k]=SQP_rovnostni(x0,mi,Gf,Hf,Ro,GRo,HRo,tol)

%Vstupy

%x0 - počátečnı́ bod

%mi - počátečnı́ hodnota multiplikátoru, pro rovnostnı́ omezenı́

%Gf - gradient funkce

%Hf - hessián funkce

%Ro - rovnostnı́ omezenı́

%GRo - gradient rovnostnı́ch omezenı́

%HRo - hessián rovnostnı́ch omezenı́

%tol - tolerance ukončovacı́ho kritéria
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%Výstupy

%x0 - bod řešenı́ dané úlohy

%mi - odpovı́dajı́cı́ hodnota multiplikátoru

%k - počet iteracı́

imax=100;

k=1;

if (nargin<8)

tol=1e-6;

end

while k<=imax

HLf=Hf(x0)+(HRo(x0).’*mi);

[p,p_mi]=nulprostor(HLf,-Gf(x0),GRo(x0).’,-Ro(x0));

if norm(p)<tol

break

else

x0=x0+p;

mi=mi+p_mi;

k=k+1;

end

end

if k==imax+1

warning(’Dosaženo maximálnı́ho počtu iteracı́’)

end

Na následuj́ıćım př́ıkladě bude demonstrováno použit́ı základńıho algoritmu 3.1

a porovnáńı ručńıho výpočtu s výpočtem pomoćı programu SQP rovnostni.

Př́ıklad 3.3. Použit́ı zakladńıho algoritmu 3.1 na př́ıkladu{
minimalizovat (x1 − 2)4 + (x1 − 2x2)

2

za podmı́nky x21 − x2 = 0
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Jako počátečńı aproximace jsou použity x0 = (2, 2)T a µ0 = 1. Pro namode-

lováńı pomocné úlohy (QP2) je třeba nejdř́ıv vypoč́ıtat všechny potřebné matice

a vektory, gradient funkce

∇f(x) =

(
4(x1 − 2)3 + 2(x1 − 2x2)

−4x1 + 8x2

)
,

gradient omezuj́ıćı podmı́nky

∇h(x) =

(
2x1
−1

)T
a hessián Lagrangeovy funkce

∇2
xxL(x, µ) = ∇2f(x) + µ∇2h(x) =

(
12x21 − 48x1 + 50 −4

−4 8

)
+ µ

(
2 0
0 0

)
.

V bodě x0 bude

∇2
xxL(x0, µ0) =

(
4 −4
−4 8

)
, ∇f(x0) =

(
−4

8

)
, ∇h(x0) =

(
4
−1

)
, h(x0) = 2.

Pomocná úloha pak bude tvaru
minimalizovat 1

2
pT
(

4 −4
−4 8

)
p+

(
−4

8

)T
p

za podmı́nky

(
4
−1

)T
p+ 2 = 0

V tomto kroku vypoč́ıtáme pomocnou úlohu pomoćı metody nulového prostoru,

jako výsledek dostaneme p0 = (−0.84,−1.36)T ,∆µ = 0.48. A následně vypoč́ıtáme

nový bod a odpov́ıdaj́ıćı multiplikátor

x1 = x0 + p0 = (1.16, 0.64)T µ1 = µ0 + ∆µ = 1.48.

S novým bodem x1 a odpov́ıdaj́ıćım multiplikátorem µ1 přepoč́ıtáme potřebné ma-

tice a vektory
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∇2
xxL(x1, µ1) =

(
13.4272 −4
−4 8

)
, ∇f(x1) =

(
−2.6108

0.48

)
, ∇h(x1) =

(
2.32
−1

)
,

h(x1) = 0.7056.

Pomocná úloha pak bude mı́t tvar
minimalizovat 1

2
pT
(

13.4272 −4
−4 8

)
p+

(
−2.6108

0.48

)T
p

za podmı́nky

(
2.32
−1

)T
p+ 0.7056 = 0

Vypoč́ıtáńım úlohy metodou nulového prostoru dostaneme řešeńı

p1 = (−0.2314, 0.1687)T , ∆µ = 2.7556. Nový bod a odpov́ıdaj́ıćı multiplikátor

budou

x2 = x1 + p1 = (0.9286, 0.8087)T µ2 = µ1 + ∆µ = 4.2356.

Daľśı iterace budou popsány zkráceně a to

k = 2 : p2 = (0.0162, 0.0836), x3 = (0.9448, 0.8923), µ3 = 7.5951

k = 3 : p3 = (−0.0006, 0.0015), x4 = (0.9454, 0.8938), µ4 = 10.9641

k = 4 : p4 = (−0.0001, 0.0002), x5 = (0.9455, 0.8940), µ5 = 14.3343.

Postup této úlohy je zobrazen na obrázku 3.3.

Při použit́ı naprogramované funkce SQP rovnostni v MATLABU źıskáme výsledek

ve tvaru

[x0,mi,k]=SQP_rovnostni([2;2],1,@(x)[4*((x(1)-2)^3)+2*(x(1)-2*x(2));

-4*x(1)+8*x(2)],@(x)[12*(x(1)^2)-48*x(1)+50 -4;-4 8],

@(x)(x(1)^2)-x(2),@(x)[2*x(1);-1],@(x)[2 0;0 0])

x0 =

0.9456

0.8941
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mi =

34.5580

k =

11

.

Obrázek 3.3: Př́ıklad 3.3

3.2. Úlohy nelineárńıho programováńı

s rovnostńımi a nerovnostńımi omezeńımi

V praxi většinou neńı možné zaručit úlohy pouze s omezeńımi tvaru rovnosti.

Pro na základě předchoźıch úvah a odvozeńı, můžeme rovnostńı verzi SQP zo-

becnit na obecnou úlohu nelineárńıho programováńı (1.1). V předchoźı části jsme
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odvodili dva tvary pomocné úlohy (QP1) a (QP2). Logickým postupem je využ́ıt

nejdř́ıve tvar (QP1), pomocná úloha bude v tomto př́ıpadě ve tvaru
minimalizovat 1

2
pT∇2

xxL(xk, λk, µk)Tp+∇xL(xk, λk, µk)Tp+ L(xk, λk, µk)

za podmı́nky ∇h(xk)p+ h(xk) = 0,
∇g(xk)p+ g(xk) ≤ 0.

(QP1-Obecná)

V tuto chv́ıli se nám, ale objevuje problém, kdy bod x∗ který je řešeńım pomocné

úlohy (QP1-Obecná), nemuśı být řešeńım p̊uvodńı úlohy, ale pouze sedlovým

bodem. Zbývá nám tedy jediná možnost, a to využ́ıt druhý tvar pomocné úlohy

(QP2). V takovém př́ıpadě bude pomocná úloha
minimalizovat 1

2
pT∇2

xxL(xk, λk, µk)p+∇f(xk)Tp+ f(xk)

za podmı́nky ∇h(xk)p+ h(xk) = 0,
∇g(xk)p+ g(xk) ≤ 0.

(QP2-Obecná)

V tuto chv́ıli můžeme zobecnit základńı algoritmus pro obecnou úlohu nelineárńıho

programováńı.

3.2.1. Základńı algoritmus SQP pro obecnou úlohu

nelineárńıho programováńı

Algoritmus je založen na tvorbě pomocných úloh tvaru (QP2-Obecná), pro

výpočet takových úloh je vhodná metoda aktivńı množiny.

Algoritmus 3.2. Zadáme počátečńı aproximace x0, λ0, µ0, λ ≥ 0, toleranci tol a

polož́ıme k = 0

1. Vypoč́ıtáme ∇2
xxL(xk, λk, µk),∇h(xk)a ∇f(xk)

2. Vyřeš́ıme úlohu kvadratického programováńı
minimalizovat 1

2
pT∇2

xxL(xk, λk, µk)Tp+∇xf(xk)Tp

za podmı́nky ∇g(xk)p+ g(xk) ≤ 0,

∇h(xk)p+ h(xk) = 0.

a źıskáme řešeńı pk a odpov́ıdaj́ıćı hodnoty multiplikátor̊u ∆λk,∆µk
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3. Provede se test ukončovaćıho kritéria

(a) v př́ıpadě, že je splněno polož́ıme x∗ = xk, λ∗ = λk a µ∗ = µk a

ukonč́ıme algoritmus

(b) v př́ıpadě, že neńı splněno polož́ıme xk+1 = xk + pk, λk+1 = λk + ∆λk,

µk+1 = µk + ∆µk, k = k + 1 a přejdeme zpět na krok 1.

Základńı algoritmus pro obecnou úlohu jsem naprogramoval v MATLABU

do funkce s názvem SQP obecna, tento program je určený pro řešeńı obecných

úloh nelineárńıho programováńı, nevýhodou tohoto typu úloh je velké množstv́ı

vstup̊u, které jsou nutné pro použit́ı metody.

function [x0,lambda,mi,k]=SQP_obecna(x0,mi,Gf,Hf,Ro,GRo,HRo,lambda,

No,GNo,HNo,tol)

%Vstupy

%x0 - počátečnı́ bod

%mi - počátečnı́ hodnota multiplikátoru, pro rovnostnı́ omezenı́

%Gf - gradient funkce

%Hf - hessián funkce

%Ro - rovnostnı́ omezenı́

%GRo - gradient rovnostnı́ch omezenı́

%HRo - hessián rovnostnı́ch omezenı́

%lambda - počátečnı́ hodnota multiplikátoru, pro nerovnostnı́ omezenı́

%No - nerovnostnı́ omezenı́

%GNo - gradient nerovnostnı́ch omezenı́

%HNo - hessián nerovnostnı́ch omezenı́

%tol - tolerance ukončovacı́ho kritéria

%Výstupy

%x0 - bod řešenı́ dané úlohy

%lambda - odpovı́dajı́cı́ hodnota multiplikátoru pro nerovnostnı́ omezenı́

%mi - odpovı́dajı́cı́ hodnota multiplikátoru pro rovnostnı́ omezenı́

64



%k - počet iteracı́

imax=100;

k=0;

if (nargin<12)

tol=1e-6;

end

if (nargin<11)

while k<=imax

HLf=Hf(x0)+(HRo(x0).’*mi);

[p,p_mi]=nulprostor(HLf,-Gf(x0),GRo(x0).’,-Ro(x0));

if norm(p)<tol

lambda=[];

break

else

x0=x0+p;

mi=mi+p_mi;

if k==imax

lambda=[];

warning(’Dosaženo maximálnı́ho počtu iteracı́’)

break

else

k=k+1;

end

end

end

else

while k<=imax
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HLf=Hf(x0)+(HNo(x0).’*lambda)+(HRo(x0).’*mi);

p0=linsolve([GRo(x0).’;GNo(x0).’],[-Ro(x0);-No(x0)]);

[p,p_lambda,p_mi]=MetodaAktMnoziny(p0,HLf,-Gf(x0),GNo(x0).’,

-No(x0),GRo(x0).’,-Ro(x0));

if norm(p)<tol

break

else

x0=x0+p;

lambda=lambda+p_lambda;

mi=mi+p_mi;

if k==imax

warning(’Dosaženo maximálnı́ho počtu iteracı́’)

break

else

k=k+1;

end

end

end

end

end

Př́ıklad 3.4. Použit́ı zakladńıho algoritmu 4.2 na př́ıkladu, upravená verze př́ıkladu

3.3, 
minimalizovat (x1 − 2)4 + (x1 − 2x2)

2

za podmı́nky x21 − x2 = 0
x2 ≥ 1

Jako počátečńı aproximaci jsou použity x0 = (2, 2)T , µ0 = 1 a λ0 = 1. Vypoč́ıtáme

všechny potřebné matice a vektory pro namodelováńı pomocné úlohy (QP2-Obecná).

Hessián Lagrangeovy funkce

∇2
xxL(x, λ, µ) = ∇2f(x) + λ∇2g(x) + µ∇2h(x) =
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=

(
12x21 − 48x1 + 50 −4

−4 8

)
+ λ

(
0 0
0 0

)
+ µ

(
2 0
0 0

)
,

gradient funkce

∇f(x) =

(
4(x1 − 2)3 + 2(x1 − 2x2)

−4x1 + 8x2

)
,

gradienty omezuj́ıćıch podmı́nek

∇h(x) =

(
2x1
−1

)T
, ∇g(x) =

(
0
−1

)T
.

V bodě x0 bude

∇2
xxL(x0, λ0, µ0) =

(
4 −4
−4 8

)
, ∇f(x0) =

(
−4

8

)
, ∇h(x0) =

(
4
−1

)T
, h(x0) = 2,

∇g(x0) =

(
0
−1

)T
, g(x0) = −1

Pomocná úloha pak bude mı́t tvar

minimalizovat 1
2
pT
(

4 −4
−4 8

)
p+

(
−4

8

)T
p

za podmı́nky

(
4
−1

)T
p+ 2 = 0(

0
−1

)T
p− 1 ≤ 0

Pro vypoč́ıtáńı pomocné úlohy pomoćı metody aktivńı množiny je třeba zadat

počátečńı bod ppoc = (−3
4
, −1)T . Jako výsledek dostaneme p0 = (−3

4
, −1), ∆λ =

2.25 a ∆µ = 0.75. A následně vypoč́ıtáme nový bod a odpov́ıdaj́ıćı multiplikátory

x1 = x0 + p0 = (1.25, 1)T , µ1 = µ0 + ∆µ = 1.75, λ1 = λ0 + ∆λ = 3.25.

S novým bodem x1 a odpov́ıdaj́ıćımi multiplikátory µ1 a λ1 přepoč́ıtáme potřebné

matice a vektory

∇2
xxL(x1, λ1, µ1) =

(
12.5 −4
−4 8

)
, ∇f(x1) =

(
−3.1875

3

)
, ∇h(x1) =

(
2.5
−1

)T
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h(x1) = 0.5625, ∇g(x1) =

(
0
−1

)T
, g(x1) = 0

Pomocná úloha pak bude mı́t tvar

minimalizovat 1
2
pT
(

12.5 −4
−4 8

)
p+

(
−3.1875

3

)T
p

za podmı́nky

(
2.5
−1

)T
p− 0.5625 = 0(

0
−1

)T
p− 0 ≤ 0

Pro vypoč́ıtáńı úlohy použijeme jako počátečńı bod ppoc = (−0.2250, 0)T . Výsledek

bude p1 = (−0.225, 0)T , ∇λ = 1.5225 a ∇µ = 2.3775. Vypočteme nový bod a

odpov́ıdaj́ıćı multiplikátory

x2 = x1 + p1 = (1.025, 1)T , µ2 = µ1 +∇µ = 4.1275, λ2 = λ1 +∇λ = 4.7725.

Daľśı postup bude ukázán ve stručné bodobě

k = 2 : p2 = (−0.0247, 0), x3 = (1.0003, 1), µ3 = 7.1482, λ3 = 5.7506

k = 3 : p3 = (−0.0003, 0), x4 = (1, 1), µ4 = 10.1494, λ4 = 6.7493

Graficky je postup výpočtu této úlohy znázorněn na obrázku 3.4. Při použit́ı na-

programované funkce SQP obecna v MATLABU źıskáme výsledek ve tvaru

[x0,lambda,mi,k]=SQP_obecna([2;2],1,@(x)[4*((x(1)-2)^3)+2*(x(1)

-2*x(2));-4*x(1)+8*x(2)],@(x)[12*(x(1)^2)-48*x(1)+50 -4;-4 8],

@(x)(x(1)^2)-x(2),@(x)[2*x(1);-1],@(x)[2 0;0 0],1,@(x)1-x(2),

@(x)[0;-1],@(x)[0 0;0 0])

x0 =

1.0000

1.0000

lambda =

6.7493
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mi =

10.1494

k =

4

Obrázek 3.4: Úloha (3.4)

Př́ıklad 3.5. [5] Máme př́ıklad


minimalizovat (x1 − 2)2 + (x2 − 1)2

za podmı́nky x1 − 2x2 + 1 = 0

0.25x21 + x22 − 1 ≤ 0

Jako počátečńı aproximace jsou použity x0 = (−2,−2)T , µ0 = 1 a λ0 = 1.
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Vypoč́ıtáme všechny potřebné matice a vektory. Gradient funkce

∇f(x) =

(
2x1 − 4
2x2 − 2

)
,

gradienty omezuj́ıćıch podmı́nek

∇h(x) =

(
1
−2

)T
,∇g(x) =

(
0.5x1
2x2

)
,

hessián Lagrangeovy funkce

∇2
xxL(x, λ, µ) = ∇2f(x) + λ∇2g(x) + µ∇2h(x) =

(
2 0
0 2

)
+ λ

(
0.5 0
0 2

)
+ µ

(
0 0
0 0

)
.

V bodě x0 budou

∇2
xxL(x0, λ0, µ0) =

(
2.5 0
0 2

)
, ∇f(x0) =

(
−8
−6

)
, ∇h(x0) =

(
1
−2

)
,

h(x0) = −5, ∇g(x0) =

(
−1
−4

)
, g(x0) = 4.

Pomocná úloha pak bude mı́t tvar

minimalizovat 1
2
pT
(

2.5 0
0 4

)
p+

(
−8
−6

)T
p

za podmı́nky

(
1
−2

)T
p+ 3 = 0(

−1
−4

)T
p+ 4 ≤ 0

Postup výpočt̊u

k = 0 :

p0 = (2.2857, 2.6429)T , x1 = (0.2857, 0.6429)T , µ1 = 3.2857, λ1 = 1

k = 1 :

p1 = (0.7208, 0.3604)T , x2 = (1.0065, 1.0032)T , µ2 = 4.6827, λ2 = 2.6074
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k = 2 :

p2 = (−0.1724,−0.0862)T , x3 = (0.8341, 0.9170)T , µ3 = 6.2825, λ3 = 4.5088

k = 3 :

p3 = (−0.0111,−0.0056)T , x4 = (0.8229, 0.9115)T , µ4 = 7.8825, λ4 = 6.3775

Graficky je úloha znázorněna na obrázku 3.5. Při použit́ı naprogramované

funkce SQP obecna v MATLABU źıskáme výsledek ve tvaru

[x0,lambda,mi,k]=SQP_obecna([-2;-2],1,@(x)[2*x(1)-4;2*x(2)-2],

@(x)[2 0;0 2],@(x)x(1)-2*x(2)+1,@(x)[1;-2],@(x)[0 0;0 0],1,

@(x)0.25*x(1)^2+x(2)^2-1,@(x)[0.5*x(1);2*x(2)],@(x)[0.5 0;0 2])

x0 =

0.8229

0.9114

lambda =

8.2243

mi =

9.4770

k =

5
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Obrázek 3.5: Úloha (3.5)
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Kapitola 4

Rozš́ı̌reńı základńıho algoritmu

Jelikož třet́ı kapitola nám dává pouze základńı algoritmus, existuj́ı nástroje

pro jeho upraveńı. Z tohoto d̊uvodu je v této kapitole uvedena aproximace hessiánu

a úprava kroku. V tomto př́ıpadě jsem čerpal zejména z [1] a [2].

4.1. Aproximace hessiánu

Jedńım z problémů, které prováźı použit́ı základńı SQP metody je vyč́ısleńı

hessiánu v každé iteraci. Velmi často se tedy přistupuje k použit́ı aproximace.

Jelikož se jedná o iteračńı proces máme dvě možnosti, jak hessián aproximovat.

1. Pevná aproximace

V principu se jedná o jednoduchou možnost nahrazeńı hessiánu, pevně sta-

novenou aproximaćı. Aproximaci urč́ıme pouze na začátku a po celou dobu

iteračńıho procesu z̊ustane stejná. V př́ıpadě složitěǰśıch př́ıklad̊u, ale neńı

vhodná.

2. Aproximace s aktualizacemi

V tomto př́ıpadě je do iterač́ıho procesu zadán počátečńı odhad hessiánu.

V každé iteraci aktualizujeme matici, která aproximuje hessián. V př́ıpadě

správného postupu bude tvar matice konvergovat ke skutečnému hessiánu.

V př́ıpadě SQP je vhodné použ́ıt kvazinewtonovské aproximace. Tato metoda

aproximace nav́ıc může vyřešit i př́ıpadnou nedefinitnost p̊uvodńıho hessiánu.
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SQP metoda nahrazuje Lagrangeovu funkci v bodě xk kvadratickou část́ı Tay-

lorova rozvoje. V př́ıpadě kvazinewtonovské aproximace bude funkce ve stejném

bodě nahrazena upravenou kvadratickou aproximaćı qk, která bude mı́t tvar

qk(p) = f(xk) + (gk)Tp+
1

2
pTBkp.

Základńım požadavkem na matici Bk je aby s dostatečnou přesnost́ı aproximovala

hessián. Jelikož jde o aproximaci může mı́t matice Bk i lepš́ı vlastnosti jako je

např́ıklad definitnost. Druhým krokem aproximace je určit novou matici Bk+1,

která bude stále vhodně aproximovat hessián. Nová matice se bude volit tak, aby

platila kvazinewtonovská podmı́nka která je tvaru

Bk+1(x
k+1 − xk) = gk+1 − gk

Pro přehlednost se podmı́nka uvád́ı ve tvaru

Bk+1s
k = yk

kde

sk = xk+1 − xk,

yk = gk+1 − gk.

Daľśı požadavek, který můžeme na matice Bk mı́t je zachováńı pozitivńı definit-

nosti, tuto vlastnost zaručuje splněńı tzv. křivostńı podmı́nky, která má tvar

(sk)T (yk) > 0

Aby bylo možné určit matici Bk+1 jednoznačně, je třeba ještě daľśıch podmı́nek,

jednou z nich je, že se Bk+1 od B
k

bude lǐsit pouze o aktualizaci ńızké hodnosti,tj.

Bk+1 = Bk +Uk(s
k, yk, Bk), která bude záviset na p̊uvodńı matici Bk a vektorech

sk, yk.

Formule BFGS

Nejpouž́ıvaněǰśı kvazinewtonovskou formuĺı pro aproximaci hessiánu je BFGS,

která spadá do skupiny aproximaćı s aktualizacemi hodnosti 2. Formule pro

74



výpočet matice Bk+1 má tvar

Bk+1 = Bk +
yk(yk)T

(yk)T sk
− Bks

k(sk)TBk

(sk)TBksk
. (4.1)

Tato formule zachovává pozitivńı definitnost za přepokladu, že plat́ı křivostńı

podmı́nka.

Věta 4.1. [2, Věta 9.5] Za předpokladu, že plat́ı podmı́nka

(sk)Tyk > 0,

formule BFGS zachovává pozitivńı definitnost.

Formule BFGS je speciálńı právě ve schopnosti snadno zachovávat pozitivńı

definitnost, což je vlastnost, která je u mnoha metod nelineárńıho programováńı

žádaná.

Poznámka 2. Metoda SQP bude za jistých předpoklad̊u konvergovat k přesnému

řešeńı i v př́ıpadě aproximace hessiánu pomoćı BFGS formule, jak bude uvedeno

v posledńı kapitole.

4.1.1. Algoritmus SQP doplněný o BFGS

Základńı algoritmus 4.2 doplńıme o formuli BFGS, č́ımž usnadńıme výpočty

d́ıky tomu, že aproximujeme hessián Lagrangeovy funkce pomoćı matice Bk.

Algoritmus 4.1. [1] Zadáme počátečńı aproximace B0, x0, λ0, µ0, λ ≥ 0, tole-

ranci tol a polož́ıme k = 0

1. Vypoč́ıtáme ∇h(xk)a ∇f(xk).

2. Vyřeš́ıme úlohu kvadratického programováńı
minimalizovat 1

2
pTBkp+∇xf(xk)Tp

za podmı́nky ∇g(xk)p+ g(xk) ≤ 0,

∇h(xk)p+ h(xk) = 0,

a źıskáme řešeńı pk a odpov́ıdaj́ıćı hodnoty multiplikátor̊u ∆λk,∆µk.
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3. Provede se test ukončovaćıho kritéria

(a) v př́ıpadě, že je splněno, polož́ıme x∗ = xk, λ∗ = λk a µ∗ = µk a

ukonč́ıme algoritmus

(b) v př́ıpadě, že neńı splněno, polož́ıme xk+1 = xk +pk, λk+1 = λk + ∆λk,

µk+1 = µk + ∆µk, k = k + 1, pomoćı formule BFGS (4.1) vypoč́ıtáme

novou matici Bk+1 a přejdeme zpět na krok 1.

Zavedeńım metody BFGS do základńıho algoritmu 3.1 se zbav́ıme nutnosti

poč́ıtat Lagrangeov̊uv hessián, který u složitěǰśıch úloh může být velmi náročný

na výpočet. Ale je třeba nav́ıc ještě zadat i počátečńı aproximaci hessiánu B0,

tato matice muśı být symetrická a pozitivně definitńı.

Algoritmus doplněný o aproximaci hessiánu jsem naprogramoval v MATLABU

do funkce s názvem SQP BFGS.

function [x0,lambda,mi,k]=SQP_BFGS(x0,B,mi,Gf,Ro,GRo,lambda,No,

GNo,tol)

%Vstupy

%x0 - počátečnı́ bod

%mi - počátečnı́ hodnota multiplikátoru, pro rovnostnı́ omezenı́

%Gf - gradient funkce

%Ro - rovnostnı́ omezenı́

%GRo - gradient rovnostnı́ch omezenı́

%lambda - počátečnı́ hodnota multiplikátoru, pro nerovnostnı́ omezenı́

%No - nerovnostnı́ omezenı́

%GNo - gradient nerovnostnı́ch omezenı́

%tol - tolerance ukončovacı́ho kritéria

%Výstupy

%x0 - bod řešenı́ dané úlohy

%lambda - odpovı́dajı́cı́ hodnota multiplikátoru pro nerovnostnı́ omezenı́

%mi - odpovı́dajı́cı́ hodnota multiplikátoru pro rovnostnı́ omezenı́
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%k - počet iteracı́

imax=100;

k=0;

if (nargin<10)

tol=1e-6;

end

if (nargin<9)

while k<=imax

[p,p_mi]=nulprostor(B,-Gf(x0),GRo(x0).’,-Ro(x0));

if norm(p)<tol

lambda=[];

break

else

x=x0+p;

mi=mi+p_mi;

y=Gf(x)+(GRo(x)*mi)-(Gf(x0)+(GRo(x0)*mi));

B=B+((y*(y)’)/((y)’*p))-((B*p*(p)’*B)/((p)’*B*p));

x0=x;

if k==imax

warning(’Dosaženo maximálnı́ho počtu iteracı́’)

else

k=k+1;

end

end

end

else
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while k<=imax

p0=linsolve([GRo(x0).’;GNo(x0).’],[-Ro(x0);-No(x0)]);

[p,p_lambda,p_mi]=MetodaAktMnoziny(p0,B,-Gf(x0),GNo(x0).’,

-No(x0),GRo(x0).’,-Ro(x0));

if norm(p)<tol

break

else

x=x0+p;

lambda=lambda+p_lambda;

mi=mi+p_mi;

y=Gf(x)+(GRo(x)*mi)+(GNo(x)*lambda)-(Gf(x0)+(GRo(x0)*mi)

+(GNo(x0)*lambda));

B=B+((y*(y)’)/((y)’*p))-((B*p*(p)’*B)/((p)’*B*p));

x0=x;

if k==imax

warning(’Dosaženo maximálnı́ho počtu iteracı́’)

else

k=k+1;

end

end

end

end

end

Př́ıklad 4.1. [6] Použit́ı upraveného algoritmu na př́ıklad 3.3, na kterém jsme

demonstrovali základńı algoritmus pro rovnostńı omezeńı.{
minimalizovat (x1 − 2)4 + (x1 − 2x2)

2

za podmı́nky x21 − x2 = 0
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Jako počátečńı aproximace je použito x0 = (2, 2)T a µ0 = 1. Narozd́ıl od základńıho

algoritmu zadáme prvotńı aproximaci hessiánu, která bude mı́t tvar

B0 =

(
1 0
0 1

)
.

Dı́ky této změně bude d́ılč́ı úloha mı́t jiný tvar
minimalizovat 1

2
pT
(

1 0
0 1

)
p+

(
−4

8

)T
p

za podmı́nky

(
4
−1

)
p+ 2 = 0

Pomocnou úlohu vypoč́ıtáme pomoćı metody nulového prostoru, pr̊uběh výpočt̊u

bude totožný s p̊uvodńım př́ıkladem, jediný rozd́ılem bude dopoč́ıtáváńı matice Bk

pomoćı formule BFGS (4.1). Prvńı iterace bude mı́t výsledek

k = 0 : p = (−2.1176,−6.4706)T , ∆µ = 1.5294, x1 = (−0.176,−4.4706)T ,

µ1 = 2.5294

Nyńı když máme nový bod je třeba aktualizovat matici B0 na matici B1. Použit́ım

formule BFGS dostaneme

B1 =

(
2.2109 2.4561
2.4561 5.8871

)
Daľśı iterace budou

k = 1 : p = (5.2367, 3.2523)T , ∆µ = −3.2860, x2 = (5.1191,−1.2183)T ,

µ2 = −0.7566

k = 2 : p = (−0.7378, 19.8691)T , ∆µ = −11.5555, x3 = (4.3812, 18.6508)T ,

µ3 = −12.3121

k = 3 : p = (−2.1561,−18.3487)T , ∆µ = −1.0717, x4 = (2.2251, 0.3021)T ,

µ4 = −13.3838

k = 4 : p = (−0.8264, 0.9713)T , ∆µ = 8.9892, x5 = (1.3987, 1.2733)T ,

µ5 = −4.3946

...
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k = 12 : p = (0, 0)T , ∆µ = 3.3707, x13 = (0.9456, 0.8941)T ,

µ13 = 16.7330

Při použit́ı naprogramované funkce SQP BFGS v MATLABU źıskáme výsledek

ve tvaru

[x0,lambda,mi,k]=SQP_BFGS([2;2],[1 0;0 1],1,@(x)[4*((x(1)-2)^3)+

2*(x(1)-2*x(2));-4*x(1)+8*x(2)],@(x)(x(1)^2)-x(2),@(x)[2*x(1);-1])

x0 =

0.9456

0.8941

lambda =

[]

mi =

25.6331

k =

13

Pokud na uvedeném př́ıkladu porovnáme použit́ı základńıho algoritmu a upra-

veného algoritmu, můžeme vidět, že základńı algoritmus poč́ıtá rychleji, ale jsme

nuceni v každém kroku poč́ıtat hodnotu Lagrangeova hessiánu. Upravený al-

goritmus naopak poč́ıtá pomaleji, ale neńı třeba poč́ıtat Lagrange̊uv hessián.

Podmı́nky, na jejichž základě upravený Algoritmus 4.1 bude konvergovat, budou

uvedeny v posledńı kapitole v konvergenčńı větě.

4.2. Úprava kroku

V rámci algoritmů hledaj́ıćıch minimum zadané funkce se často řeš́ı otázka

volby délky kroku α. Metody, které jsou založeny na hledáńı směru p, ve kterém
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funkci minimalizujeme, vždy tuto délku kroku využ́ıvaj́ı. V rámci algoritmů

můžeme mı́t v́ıce možnost́ı, jak délku kroku určit a to

1. Pevně zvolená délka - délka kroku je v každé iteraci stejná a v pr̊uběhu al-

goritmu se neměńı. Např́ıklad Newtonovy metody nebo základńı algoritmus

pro metodu SQP už́ıvaj́ı délka kroku α = 1,

2. Přesný výpočet délky kroku - v pr̊uběhu výpočtu máme př́ımo vzorec,

kterým délku kroku urč́ıme, např́ıklad Metoda aktivńı množiny, v kapitole

2.2.1.

3. Nepřesná volba délky kroku - často se objevuje podmı́nka, aby délka kroku

dostatečně snižovala funkčńı hodnotu dané funkce.

V základńım algoritmu metody SQP je délka kroku α = 1. V tomto bodě nám,

ale může vzniknout konfrontace mezi dostatečnou redukćı funkčńı hodnoty mini-

malizované funkce a uspokojeńım omezeńı. Právě merit funkce ( také hodnotové

nebo pomocné funkce), které budou definovány později, jsou navrženy tak, aby

mezi těmito ćıli udrželi rovnováhu a podle toho ř́ıdily algoritmus. Proto krok

α = 1 budeme akceptovat pouze povede-li k dostatečnému sńıžeńı hodnoty merit

funkce Φ(x; θ).

V neomezené optimalizaci je minimalizovaná funkce přirozenou volbou pro me-

rit funkci. Tuto volbu můžeme použ́ıt i u podmı́něné optimalizace, ale pouze v

př́ıpadě, že výchoźı bod a všechny následné iterace splňuj́ı omezuj́ıćı podmı́nky.

Některé metody podmı́něné optimalizace nám ale dovoluj́ı v některých iteraćıch

omezeńı porušit, a v takovém př́ıpadě použit́ı minimalizované funkce jako merit

funkce neńı vhodné. Nejčastěji použ́ıvaný tvar merit funkce je

Φ(x; θ) = f(x) + θ

r∑
i

|hi(x)|+ θ

m∑
j

[gj(x)]−, (4.2)

kde [x]− = max {0,−x} a θ > 0 je penalizačńı parametr merit funkce.

Daľśı použ́ıvanou merit funkćı je Fletcher̊uv rozš́ı̌rený Lagrangián (anglicky Flet-
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cher’s augmented Lagrangian). K dispozici máme tvar pouze pro úlohy s rov-

nostńımi omezeńımi

Φ(x; θ) = f(x)− µ(x)Th(x) +
1

2
θ ‖h(x)‖2 , (4.3)

kde θ > 0 a plat́ı

µ(x) =
(
A(x)A(x)T

)−1
A(x)∇f(x).

Matice A(x) označuje Jakobián omezuj́ıćıch podmı́nek. Oba typy merit funkce,

které jsou zde uvedeny označujeme jako exaktńı neboli přesné, jelikož řešeńı úlohy

nelineáńıho programováńı (1.1) je minimem merit funkce (4.2) i (4.3).

Definice 4.1. [1, Definice 15.1] Merit funkce Φ(x; θ) se nazývá exaktńı, pokud

existuje skalár θ∗ > 0 takový, že pro jakékoliv θ > θ∗ je jakékoliv lokálńı řešeńı

úlohy nelineárńıho programováńı (1.1) lokálńım minimem merit funkce Φ(x; θ).

Ve zbytku tohoto textu se budeme zabývat pouze úlohami s rovnostńımi ome-

zeńımi.

Poznámka 3. [1] Merit funkce (4.2) je exaktńı pokud

θ∗ = max {|µ∗i |, i ∈ J} .

Když se pod́ıváme na tvar jednotlivých funkćı můžeme ř́ıct, že merit funkce

(4.2) je snazš́ı na vyč́ısleńı a proto se častěji využ́ıvá v optimalizačńıch algorit-

mech. Hlavńım problémem, který se může v př́ıpadě použit́ı této funkce objevit

je tzv. Maratos efekt. Tento efekt se projev́ı v př́ıpadě, že algoritmus zamı́tne

krok, který by nás posunul dostatečně bĺızko k hledanému řešeńı úlohy, jelikož v

př́ıpadě merit funkce p̊ujde o navýšeńı jej́ı funkčńı hodnoty. Jednou z možnost́ı

jak eliminovat tento efekt je použit́ı Fletcherova rozš́ı̌reného Lagrangiánu (4.3).

Tento tvar je odolný v̊uči tomuto efektu, ale narozd́ıl od jednodušš́ıho tvaru (4.2)

je tento tvar náročněǰśı pro vyč́ısleńı, nav́ıc je třeba v každém kroku vypoč́ıtat

λ(x).
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Pro použit́ı v metodě SQP je třeba vyřešit za jakých podmı́nek budeme délku

kroku α upravovat. Celá podmı́nka bude tvaru

Φ(xk + αkp
k; θk) > Φ(xk; θk) + ηαDΦ(xk; pk),

kde η ∈ (0, 1) je daný parametr a DΦ(xk; pk) je směrová defivace merit funkce

ve směru pk. Merit funkce (4.2) neńı hladká, obsahuje absolutńı hodnotu a funkci

[x]−, neńı tedy diferencovatelná. Nebráńı nám to však ve výpočtu směrové deri-

vace ve směru pk.

Věta 4.2. [1, Věta 18.2] Necht’ pk a ∆µ jsou generované metodou SQP pro

úlohy s rovnostńımi omezeńımi. Směrová derivace merit funkce Φ (4.2) ve směru

pk splňuje

D(Φ(xk; θ); pk) = ∇f(xk)Tpk − θ‖h(xk)‖1.

Z̊ustává nám otázka, jak zvolit hodnotu parametru θ. V literatuře se můžeme

setkat s v́ıce zp̊usoby, jak hodnotu pametru zvolit, často se voĺı na základě Lagran-

geových multiplikátor̊u. Obecně lze ř́ıct, že ve směru pk hodnota funkce Φ, klesá

pokud hessián Lagrangeovy funkce ∇2
xxL je pozitivně definitńı a

θ > ‖µk+1‖∞.

Existuj́ı i efektivněǰśı alternativy jak volit hodnotu parametru θ. Tyto volby, ale

záviśı na volbě daľśıch parametr̊u a bylo by třeba hlubš́ı analýzy pro posouzeńı,

která alternativa je pro danou úlohu vhodněǰśı.

4.2.1. Algoritmus SQP s merit funkćı

Algoritmus vycháźı ze základńıho algoritmu pro obecné úlohy 4.2 a je doplněn

o testováńı merit funkce.

Algoritmus 4.2. [1] Zadáme počátečńı aproximace x0, λ0, µ0, λ ≥ 0, toleranci

tol a polož́ıme k = 0

1. Vypoč́ıtáme ∇2
xxL(xk, λk, µk),∇h(xk)a ∇f(xk)
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2. Vyřeš́ıme úlohu kvadratického programováńı


minimalizovat 1

2
pT∇2

xxL(xk, λk, µk)Tp+∇xf(xk)Tp

za podmı́nky ∇g(xk)p+ g(xk) ≤ 0,

∇h(xk)p+ h(xk) = 0.

a źıskáme řešeńı pk a odpov́ıdaj́ıćı hodnoty multiplikátor̊u ∆λk,∆µk

3. Provede se test ukončovaćıho kritéria,

(a) v př́ıpadě, že neńı splněno, otestujeme zda je krok αk = 1 vhodný

pomoćı merit funkce, kde η ∈ (0, 0.5)

Φ(xk + αkp
k; θk) > Φ(xk; θk) + ηαDΦ(xk; pk).

Pokud bude platit podmı́nka

xk+1 = xk + ταkp
k, λk+1 = λk + ταk∆λ

k, µk+1 = µk + ταk∆µ
k,

kde τ ∈ (0, 1).

Pokud podmı́nka splněna neńı

xk+1 = xk + αkp
k, λk+1 = λk + αk∆λ

k, µk+1 = µk + αk∆µ
k.

Nakonec k = k + 1.

(b) v př́ıpadě, že je splněno, polož́ıme x∗ = xk, λ∗ = λk a µ∗ = µk a

ukonč́ıme algoritmus.

V MATLABU jsem naprogramoval funkci SQPE BFGS M. Tato funkce je

určena pro výpočet úloh pouze s rovnostńımi omezeńımi, pro usnadněji je použita

aproximace hessiánu pomoćı formule BFGS a testováńı vhodnosti použitého kroku

pomoćı merit funkce (4.2). V tomto algoritmu nav́ıc muśıme zadat funkci f a dva

parametry potřebné pro merit funkci η a τ .

function [x0,mi,k]=SQPE_BFGS_M(x0,B,mi,f,Gf,Ro,GRo,tol,eta,tau)

%Vstupy

%x0 - počátečnı́ bod

%mi - počátečnı́ hodnota multiplikátoru, pro rovnostnı́ omezenı́
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%Gf - gradient funkce

%Ro - rovnostnı́ omezenı́

%GRo - gradient rovnostnı́ch omezenı́

%tol - tolerance ukončovacı́ho kritéria

%eta,tau - parametry merit funkce

%Výstupy

%x0 - bod řešenı́ dané úlohy

%mi - odpovı́dajı́cı́ hodnota multiplikátoru pro rovnostnı́ omezenı́

%k - počet iteracı́

imax=100;

k=0;

if (nargin<8)

tol=1e-6;

end

if (nargin<9)

eta=0.5;

else

if eta>0.5 || eta<=0

error(’Eta musı́ být z intervalu (0,0.5)’)

end

end

if (nargin<10)

tau=0.9;

else

if tau>=1 || tau<=0

error(’Tau musı́ být z intervalu (0,1)’)

end

end
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while k<=imax

[p,p_mi]=nulprostor(B,-Gf(x0),GRo(x0).’,-Ro(x0));

if norm(p)<tol

break

else

theta=max(abs(mi))+1;

if f(x0+p)+theta*(abs(Ro(x0+p)))>f(x0)+theta*(abs(Ro(x0)))

+eta*(Gf(x0).’*p-theta*norm(Ro(x0),1))

alfa=tau;

else

alfa=1;

end

x=x0+alfa.*p;

mi=mi+alfa.*p_mi;

y=Gf(x)+(GRo(x)*mi)-(Gf(x0)+(GRo(x0)*mi));

B=B+((y*(y)’)/((y)’*p))-((B*p*(p)’*B)/((p)’*B*p));

x0=x;

if k==imax

warning(’Dosaženo maximálnı́ho počtu iteracı́’)

break

else

k=k+1;

end

end

end

end

Uvedený algoritmus vyzkouš́ıme na př́ıkladě 3.3, abychom mohli porovnat výsledky.
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Př́ıklad 4.2. [6] Máme úlohu

{
minimalizovat (x1 − 2)4 + (x1 − 2x2)

2

za podmı́nky x21 − x2 = 0

Jako počátečńı aproximace je použito x0 = (2, 2)T a µ0 = 1. Pro usnadněńı

použijeme aproximaci hessiánu pomoćı formule BFGS a zadáme počátečńı apro-

ximaci

B0 =

(
1 0
0 1

)
.

Pomocná úloha bude mı́t stejný tvar a to
minimalizovat 1

2
pT
(

1 0
0 1

)
p+

(
−4

8

)T
p

za podmı́nky

(
4
−1

)
p+ 2 = 0

Pomocnou úlohu vypoč́ıtáme pomoćı metody nulového prostoru a výsledek bude:

k = 0 : p0 = (−2.1176, −6.4706)T , ∆µ = 1.5294.

V této fázi dopoč́ıtáme hodnotu merit funkćı, pro θ0 = 2 a krok α0 = 1,

Φ(x0 + α0p
0; θ0) = f(x0 + α0p

0) + θ0|h1(x0 + α0p
0)| = 106.9336,

Φ(x0; θ0) = 8,

D(Φ(xk; θ); pk) = −47.2941.

Otestujeme podmı́nku Φ(x0 + α0p
0; θ0) > Φ(x0; θ0) + ηαDΦ(x0; p0), m̊užeme ř́ıct

že podmı́nka plat́ı a proto uprav́ıme hodnotu kroku α0 = τα0, kde τ ∈ (0, 1). V

našem př́ıpadě bude α0 = 0.95 a dopoč́ıtáme nový bod x1 = (−0.0118, −4.1471)T

a odpov́ıdaj́ıćı hodnotu multiplikátoru µ1 = 2.3765. Daľśı iterace budou ve tvaru

k = 1 : p1 = (2.2044, 4.2473)T , ∆µ = −3.7306, x2 = (2.0585, −0.2559)T ,

µ2 = −0.9811,

k = 2 : p2 = (−0.6017, 1.8187)T , ∆µ = −1.5289, x3 = (1.4989, 1.7091)T ,

µ3 = −2.3571,
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...

k = 14 : p14 = (0, 0)T , ∆µ = 3.3707, x15 = (0.9456, 0.8941)T ,

µ15 = 34.0313.

Při použit́ı naprogramované funkce SQPE BFGS M v MATLABU źıskáme výsledek

ve tvaru

[x0,mi,k]=SQPE_BFGS_M([2;2],[1 0;0 1],1,@(x)(x(1)-2)^4+(x(1)-2*x(2))^2,

@(x)[4*((x(1)-2)^3)+2*(x(1)-2*x(2));-4*x(1)+8*x(2)],@(x)(x(1)^2)-x(2),

@(x)[2*x(1);-1])

x0 =

0.9456

0.8941

mi =

34.0313

k =

15

Porovnáme-li tento př́ıklad s př́ıkladem 4.1, použit́ı merit funkce nám algoritmus

zpomalilo. V pr̊uběhu algoritmu je velký problém s použit́ım parametr̊u η a τ .

Máme k dispozici pouze intervaly, ze kterých máme tyto parametry určit, ale

konkrétńı volba m̊uže být problematická. Z tohoto d̊uvodu by bylo třeba hlubš́ı

analýzy pro nalezeńı vhodné kombinace parametr̊u pro konkrétńı úlohu, abychom

mohli zrychlit konvergenci algoritmu.
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Kapitola 5

Konvergence

Jak je několikrát v práci zmı́něno, tato kapitola je zaměřena na konvergenci

SQP metody. Zabývat se zde budeme pouze úlohami s omezeńımi tvaru rovnost́ı.

Obecně u iteračńıch algoritmů nám vyvstává otázka za jakých podmı́nek bude

generovaná posloupnost
{
xk
}

bĺıžit k přesnému řešeńı a právě odpověd́ı jsou kon-

vergenčńı věty. Konvergenčńı věty jsou převzaty z [1]. V každém př́ıpadě chceme,

aby algoritmy zkonvergovali k přesnému řešeńı, což nemuśı být obecně zaručeno.

V našem př́ıpadě je pro zavedeńı konvergenčńı věty nutné uvést předpoklady

(p1) Necht’ v bodě řešeńı x∗ úlohy nelineárńıho programováńı s omezeńımi tvaru

rovnost́ı s odpov́ıdaj́ıćımi Lagrangeovými multiplikátory µ∗ má A(x), Ja-

kobián omezuj́ıćıch podmı́nek, plnou řádkovou hodnost a hessián Lagran-

geovy funkce ∇2
xxL(x∗, µ∗, λ∗) je pozitivně definitńı na kritickém kuželu.

(p2) Posloupnosti {Bk} a
{
B−1k

}
jsou omezeny, to znamená, že existuje kon-

stanta β taková, že

‖Bk‖ ≤ β, ‖B−1k ‖ ≤ β, ∀k.

Věta 5.1. [1, Věta 18.4] Pokud plat́ı předpoklad (p1) a že f a h jsou dvakrát dife-

rencovatelné s Lipschitzovsky spojitými druhými derivacemi, v okoĺı bodu (x∗, µ∗).

Pak pokud (x0, µ0) je dostatečné bĺızko (x∗, µ∗). Dvojice (xk, µk) generované Al-

goritmem 3.1 konverguj́ı kvadraticky k (x∗, µ∗).
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Důkaz této konvergenčńı věty plyne př́ımo z principu odvozeńı SQP metody po-

moćı Newtonovy metody pro systém nelineárńıch rovnic. Jak můžeme vidět v

př́ıpadě splněńı předpoklad̊u je konvergence závislá převážně na poloze počátečńıho

bodu.

Druhou verźı SQP algoritmu je nahrazeńı hessiánu lagrangeovy funkce kvazi-

newtonovou aproximaćı Bk. V tomto př́ıpadě máme k dispozici dvě konvergenčńı

věty. Prvńı z nich požaduje platnost pouze prvńıho předpokladu (p1) a že Bk

je pouze obecnou kvazi-newtonovou aproximaćı splňuj́ıćı ńıže uvedenou limitńı

podmı́nku.

Věta 5.2. [1, Věta 18.5] Předpokládejme, že plat́ı předpoklad (p1) a posloupnost{
xk
}

generovaná Algoritmem 4.1, s kvazi-newtonovskou aproximaćı hessiánu Bk,

konverguje k x∗. Potom
{
xk
}

konverguje superlineárně tehdy a jen tehdy když

matice Bk splňuje

lim
k→∞

‖Pk(Bk −∇2
xxL(x∗, µ∗, λ∗))(xk+1 − xk)‖
‖xk+1 − xk‖

= 0, (5.1)

kde Pk je matice projekce na nulový prostor A(xk),

Pk = I − A(xk)T
[
A(xk)A(xk)T

]−1
A(xk).

Druhá konvergenčńı věta předpokládá splněńı obou předpoklad̊u (p1) a (p2)

a použit́ı BFGS formule pro aktualizaci matice Bk. Jej́ı splněńı je závislé nejen

na poloze počátečńıho bodu, ale i na počátečńı aproximaci matice B0.

Věta 5.3. [1, Věta 18.6] Předpokládejme, že ∇2
xxL(x∗, µ∗, λ∗) a B0 jsou symet-

rické a pozitivně definitńı, a jsou splněny předpoklady (p1) a (p2). Pokud ‖x0−x∗‖

a ‖B0 − ∇2
xxL(x∗, µ∗, λ∗))‖ jsou dostatečně malé, pak posloupnost

{
xk
}

genero-

vaná Algoritmem 4.1 s BFGS aproximaćı Bk definovanou (4.1) splňuje limitu

(5.1). Tedy posloupnost
{
xk
}

konverguje superlineárně k x∗.

Z jednotlivých konvergenčńıch vět můžeme udělat závěr, že konvergence je

závislá hlavně na počátečńıch aproximaćıch. Je třeba, aby se co nejv́ıce bĺıžili

skutečným hodnotám.
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Uvedené konvergenčńı věty pojednávaj́ı nejen o konvergenci posloupnosti ite-

raćı k přesnému řešeńı, ale také o rychlosti konvergence. V prvńım př́ıpadě se

jedná o konvergenci kvadratickou, metoda SQP je metoda druhého řádu. Pokud

bychom chteli řád konvergence pozorovat empiricky, můžeme vyj́ıt ze vztahu pro

řád konvergence.

Definice 5.1. [9, Definice 10.1] Řekneme, že iteračńı metoda xk+1 = xk + αp je

metoda řádu q, pro q ≥ 1, q ∈ N jestlǐze

lim
k→∞

‖xk+1 − x∗‖
‖xk − x∗‖q

= c 6= 0, c ∈ R

za předpokladu limk→∞ x
k = x∗.

Pro praktické využit́ı provedeme odvozeńı. Pro velké k můžeme psát

‖xk+1 − x∗‖
‖xk − x∗‖q

≈ c ≈ ‖x
k+2 − x∗‖

‖xk+1 − x∗‖q
.

Lehkou úpravou źıskáme vztah pro přibližný výpočet koeficientu q

q ≈
ln
(
‖xk+2−x∗‖
‖xk+1−x∗‖

)
ln
(
‖xk+1−x∗‖
‖xk−x∗‖

) .
Řád konvergence budeme pozorovat na př́ıkladu 3.4, u kterého známe přesné

řešeńı.

Př́ıklad 5.1. Pro př́ıklad 3.4 jsme metodou SQP vygenerovali následuj́ıćı po-

sloupnost iteraćı

x0 = (2, 2)T

x1 = (1.25, 1)T

x2 = (1.025, 1)T

x3 = (1.0003, 1)T

x4 = (1, 1)T
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Bod řešeńı je x∗ = (1, 1)T . Postupně dosad́ıme do vztahu pro koeficient q.

k = 0 : q ≈
ln
‖x2−x∗‖
‖x1−x∗‖

ln
‖x1−x∗‖
‖x0−x∗‖

= 1.1604

k = 1 : q ≈
ln
‖x3−x∗‖
‖x2−x∗‖

ln
‖x2−x∗‖
‖x1−x∗‖

= 1.8775

k = 2 : q ≈
ln
‖x4−x∗‖
‖x3−x∗‖

ln
‖x3−x∗‖
‖x2−x∗‖

= 1.9917

Vzhledem k tomu, že ve čtvrté iteraci dostáváme přesné řešeńı, nem̊užeme vyč́ıslit

v́ıce iteraćı pro koeficient q. Přesto m̊užeme pozorovat že posledńı hodnota q je

přiblǐzně rovna 2, proto m̊užeme ř́ıct, že algoritmus konverguje kvadraticky, jak

uvád́ı konvergenčńı věta 5.1.
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Závěr

Ćılem práce bylo nastudovat Sekvencionálńı kvadratické programováńı, jenž

se v rámci mého studia neprob́ıralo a sestavit kódy v MATLABU. SQP metoda je

jednou z nejúčiněǰśıch metod nelineárńıho programováńı pro řešeńı obecných úloh

nelineárńıho programováńı. Tato metoda je nejvhodněǰśı pro úlohy nelineárńıho

programováńı s rovnostńımi omezeńımi. Stejně tak je možné ji použ́ıt i pro obecné

úlohy s oběma typy omezuj́ıćıch podmı́nek. Jedná se o zaj́ımavou metodu pro

řešeńı úloh nelineárńıho programováńı, jejiž idea zńı jednoduše, ale prakticky tak

snadná neńı.

Pro porozuměńı této problematiky je třeba si proj́ıt základy nelineárńıho pro-

gramováńı a kvadratické programováńı, které je nutné pro řešeńı pomocných úloh

metody SQP. Obě rozebrané metody, metodu nulového prostoru a metodu ak-

tivńı množiny, jsem demonstroval na př́ıkladech a doplnil o kódy v MATLABU.

Kdy metodu aktivńı množiny jsem vyzkoušel, jak na kvadratických úlohách s

omezeńımi tvaru nerovnostńı, tak i na obecné kvadratické úloze.

Při studiu metody SQP jsem se seznámil se dvěma př́ıstupy, jak je možné

pohĺıžet na odvozeńı základńıho algoritmu. Prvńı př́ıstup nám vysvětluje d̊uvod

použit́ı lagrangeovy funkce a druhý př́ıstup základńı podmı́nky konvergence. Po

odvozeńı základńıho algoritmu pro úlohy nelineárńıho programováńı s omezeńımi

tvaru rovnost́ı a obecné úlohy úlohy nelineárńıho programováńı, bylo možné je

vyzkoušet na př́ıkladech a pokud je to možné, tyto úlohy jsou vykresleny na

obrázćıch.

Následně jsem vyzkoušel modifikace základńıho algoritmu. Prvńım krokem

byla kvazi-newtonovská aproximace hessiánu a druhým testováńı vhodnosti kroku

93



za použit́ı merit funkce. Tyto úpravy jsem otestoval na př́ıkladech, které byly

představeny u základńıch algoritmů, aby bylo možné tyto postupy porovnat.

Všechny naprogramované kódy v MATLABU jsou k dispozici na přiloženém CD.

V posledńı kapitole jsem se seznámil s konvergenčńımi větami pro základńı

algoritmy a pro algoritmus s formuĺı BFGS. Předpoklady pro tyto věty jsou známe

i z jiných metod, hlavně Newtonovy metody, která je stejně závislá na poloze

počátečńıho bodu.
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