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Navrh vestaveného varovaciho systému pro

dopravni prostiredky

Abstrakt

Tato prace Tesi problematiku detekci dopravnich znacek. U vozi-
del vyssich, nez je vyska mostu ¢i tuneltl, by mohlo dochazet ke
kolizi. Cilem této prace je navrh a realizace zafizeni pro detekci
dopravni znacky B16 - vysky mostu, které se klasifikuje jako pa-
lubn{ kamera. Ukolem zafizeni je sledovat znacky v redlném case
a signalizovat Tidi¢i dopravniho prostiedku o prilis nizkém mostu ¢i
tunelu. Na trhu je dostupna rada systémi, ktera resi danou proble-
matiku jinym zptisobem, a to umisténim statické kamery ¢i senzorti
pred kritickym mistem. Jednd se o stacionarni umisténi systému.
Vystupem této prace je navrh kompaktniho vestavéného zarizeni
a aplikace do vozidla. V teorii je popsan princip a metody detek-
ce objektll, pocitacového vidéni véetné metod uceni klasifikatoru
a umelych neuronovych sitich, na kterych vlastni detekce pracuji.
Nasleduje reserzni cast pro zjisténi dostupnych alternativ detekce

a vlastni realizace véetné testovani funkénosti.
Klicova slova: detekce objektl, optické rozpoznavani textu,

Raspberry Pi, Teserract OCR, OpenCV, Haar, detekce prevyse-

ni vozidla



Design of an embedded warning system for
vehicles

Abstract

This thesis solves the issue of traffic sign detection. For vehicles
higher than the height of bridges or tunnels, a collision could occur.
The aim of this work is the design and implementation of a device
for detecting the traffic sign B16 - the height of the bridge, which
is classified as an on-board camera. The task of the device is to
monitor the sign in real time and signal the driver of a vehicle with
a bridge or tunnel that is too low. There are a number of systems
available on the market that address the issue in a different way,
by placing a static camera or sensors in front of a critical point.
This is a stationary system location. The output of this work is the
design of a compact built-in device and application to the vehicle.
The theory describes the principle and methods of object detection,
computer vision, including methods of classifier learning and arti-
ficial neural networks, on which the actual detection works. The
research part follows to find out the available detection alternatives
and the actual implementation, including functionality testing.

Keywords: objects detection, optical character recognition,
Raspberry Pi, Tesseract OCR, OpenCV, Haar, overheight vehicle

detection
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Uvod

Cinnosti spojené s umélou inteligenci nebo se strojovym ucenim jsou velmi populdrni
a stavaji se nedilnou souc¢ésti nasich zivotli. Vystupem kazdého zkuseného fotografa,
ktery se zameéruje na fotografovani sportu, resp. osob v pohybu, je spravné vyba-
lancovany a predevsim ostry snimek. Pro takové pripady jsou moderni fotoaparaty
vybaveny umélou inteligenci, ktera detekuje obliceje nebo oci lidi. Snahou je ostfeni

praveé na oblast oc¢i, diky ¢emuz jsou fotky pékné ostré.

Nehody jsou dtsledky lidskych chyb, napt. nedostatek spanku, vysoka rychlost,
pretizeni kamionti nebo nedostatky v infrastrukture. Cilem veskerych vyvijenych
systémi je snaha zabranit podobnym konfliktiim a zvysit bezpecnost. Snahou této
prace je taktéz prispét pro zajisténi bezpecnosti. Kdo vi, tfeba se jednou tento
systém stane soucasti béznych automobilti a kamionii. Nedochazelo by nadale ke

kritickym situacim, které by vyzadovaly ztraty na lidskych zivotech.

Postup prace je rozdélen do jednotlivych kapitol. NizZe je pro ¢tenare uveden seznam

obsahii kapitol.

Kapitola 1 Umeéla inteligence, strojové uceni a hluboké uceni vysvétluje
zékladni pojmy, které jsou klicové pro porozuméni dané problematiky. Uméla inte-
ligence se v posledni dobé stava kazdodenni zalezitosti a nedilnou soucasti nasich
zZivoti.

Kapitola 2 Umélad neuronova sit popisuje fungovani neuronovych sitich, které
jsou klicové pri rozpoznavani znakt. Jsou zde vypsany vybrané architektury, které
se bézné vyuzivaji. U nékterych z nich je také pripojen priklad uziti, aby si ¢tenar
propojil teorii s praxi.

Kapitola 3 Pocitacové vidéni a optické rozpoznavani znaka je jednou z nej-

vvvvvv

ohranicenim. V této kapitole jsou vypsany nastroje, které se pouzivaji pro pocita-

17



cové vidéni. Soucasti je také vysvétleni principu OCR vcéetné zahrnuti dostupnych

metod.

Kapitola 4 Realizace je klicovou sekci prace. Kapitola zac¢ina reserzi zarizeni a sys-
tému, které jsou na trhu dostupné. Zabyva se samotnou realizaci, ktera zahrnuje
vybér néstroji, zafizeni, tvorbu kodu, implementaci a samotnou montaz zarizeni

a testovani. Na uplném konci je vlozena diskuze a shrnuti kapitoly.
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1 Umélainteligence, strojové uceni a hluboké
uceni

Tato kapitola se zaobira tvorbou modeli, které se pouzivaji pro samotnou detekci
objektl. Je nezbytné zacit s popisem metod uceni a postupné se dostat k pointé,

resp. nejdilezitéjsi ¢asti prace. Prirovnat se to da napt. k vafeni bez receptu.
Nejcastéjsi chybou je zdmnéna vyznami pojmii jako jsou uméla inteligence, stro-
jové nebo hluboké uceni. Vztah mezi nimi je znédzornén na obrazku 1.1 a jejich

struény vyznam popsan nize.

Uméla inteligence (Al)

Strojové uceni (ML)

Hluboké
uceni
(DL)

Obrazek 1.1: Vztah umélé inteligence, strojového a hlubokého uceni

1.1 Uméla inteligence

Uméla inteligence (artificial intelligence, zkratka AI) je obor informatiky zaby-
vajici se tvorbou systému, které dokazi napodobit lidsky intelekt a chovani. Dlou-
hodobym cilem je pravé vznik tzv. obecné umélé inteligence, ktera by byla schopna

se ucit, zcela samostatné rozhodovat a umeét fesit rizné problémy. [1]

Mezi produkty umeélé inteligence se fadi virtualni asistenty, napt. Siri (od spolecnosti
Apple), Google nebo Alexa (od spolecnosti Amazon), které v ramci rozpoznavani

hlasu dokazi provadét operace typu vyhledavani na internetu, spusténi hudby nebo

19



zadavani schizky do kalendarte.

Termin uméla inteligence byl poprvé pouzit v roce 1956, tedy v roce zalozeni tohoto
oboru. Pouzil ho jeden ze zakladatelt — John McCarthy, [2, s.17] ktery Al definuje
nasledné: ,,Je to véda a technika tvorby inteligentnich strojiu, zejména inteligentnich

pocitacovych programi.“' 3, s.2]

1.2 Strojoveé uceni

Strojové uceni (Machine Learning, zkratka ML) je podmnozinou Al. Jedna se
o proces analyzy dat, pomoci které se pocita¢ sam uci. Vyuziva algoritmy pro iden-
tifikaci vzora obsazenych ve vstupnich datech pro vytvoreni datového modelu. S vét-
sim mnozstvim dat jsou vysledky presnéjsi. Stejné tomu je u lidi, kteri se zlepsuji
diky praxi. Na zakladé novych dat se ML dokéze rozsitovat i bez lidské pomoci. O to
se stard uméla inteligence, kterd ziskané znalosti aplikuje do praxe. Strojové uceni

je tedy jejim nastrojem. [4] [5]

Algoritmy strojového uceni se déli na tii zakladni druhy:
o Uceni s ucitelem (Supervised Learning)
o Uceni bez ucitele (Unsupervised Learning)
o Zpétnovazebni uceni (Reinforcement Learning)

Nekdy se uvadi ¢tvrty typ, ktery kombinuje uceni se s ucitelem a bez ucitele

(semi-supervised learning).

1.2.1 Uceni s ucitelem

Na zakladé sady oznacenych prikladi, které systému ucitel poskytne, algoritmy vy-
tvari predikce, které porovnava s ocekavanym vysledkem. Na zakladé velikosti chyby
(rozdilu) je model upraven tak, aby poskytoval presnéjsi predpovédi, tedy minimali-
zoval svou chybu. Postup se opakuje tak dlouho, dokud celkova chyba neklesne pod
urc¢itou hodnotu. [4] [5]

Napftiklad bude-li cilem zjistit, kolik bude mit konkrétni mésto pocet obyvatel za ¢ty-
i roky. Vysledek z datové sady bude obsahovat tidaje o poc¢tu obyvatel mést v kaz-

dém roce za dobu 100 let, vyuziva popisky, které jiz v sadé existuji: pocet obyvatel,

Tt is the science and engineering of making intelligent machines, especially intelligent computer
programs.
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meésto a rok. [5]

Zkratka zdali vime, jak by mél vysledek vypadat, je toto uceni idealni. Je ovsem
dtlezité pripravit tzv. mnozinu trénovacich dat, resp. snimk. Kazdy prvek takového
souboru zahrnuje vstupni data a ocekavany vystup. Tato mnozina se déle déli na

dvé ¢i tii podmnoziny.
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(a) Regrese (b) Klasifikace

Obrazek 1.2: Grafické znazornéni regrese a klasifikace (zdroj: [6])

Prvni z nich je trénovaci mnozina (training dataset), ktera spociva v samotném uceni
modelu. Dalsi je validaéni (ovéfovaci) mnozina (validation dataset), ktera kontro-
luje pribéh uceni na zdkladé tspésnosti. Zvysi-li se hodnota predpovédi trénovaci
mnoziny, a naopak klesne pro ovéfovaci mnozinu, dochéazi k tzv. preuceni. Znamena
to, ze si model pouze pamatuje trénovaci data. Testovaci mnozina (test dataset)

vyjadiuje pfesnost modelu po samotném dokonceni uceni. [7]
Metoda uceni tesi dva typy tloh:

« Kilasifikace (classification), kdy dojde k rozpoznani objektu a rozdéleni do t¥id,

napft. ¢ervend barva — obrazek 1.2a,

o Regrese (regression), kdy se na zakladé vstupu odhaduje vystup. Hodnotou je
realné ¢islo, které muze vyjadrovat napt. cenu. Oproti klasifikaci jde o rychlejsi
proces, protoze nedochézi k zddnym vybértum (viz 3.2.2 Konvolu¢ni neuronova

sit zalozend na regionech) — obrazek 1.2b .

Priprava mnoziny dat s popisy se pripravuje rucné nebo jen castecné automaticky.
Trénované uceni vzdy umi pouze to, cemu ho ¢lovek nauci. Systém nedokéaze provadét

¢innosti, které nebyly predem definovany, resp. dokaze, ale s prilis velkou chybou.

1.2.2 Uceni bez uditele

Pri uceni bez ucitele nejsou oznacené datové body. Mame tedy surova data a al-

goritmus je musi sdm oznacit napf. usporadanim nebo popisem jejich struktury.
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Technika je uzitecnda, pokud nevime, jak by mél vystup vypadat. Vse se tudiz déje

bez cizi pomoci. [4] [5]
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Obrazek 1.3: Grafické znazornéni shlukovani (zdroj: [7])

Metoda uceni tesi dva typy tloh:

 Shlukovani (clustering), kdy se data, bez znalosti obsahu, roziazuji do skupin

s podobnymi vlastnostmi,

« Asociace (association), kdy se mezi daty vytvari souvislosti, které se skladaji

do uceleného konceptu.

Uceni vyuziva zminéné shlukovani dat k vytvoreni komplexnéjsich informaci. Na-
priklad platforma YouTube Music sleduje a uklada historii prehranych skladeb uzi-
vateli. Nasledné jim zobrazuje tipy na podobny seznam. Metody uceni, bez ucitele

a s ucitelem, lze kombinovat.

1.2.3 Zpétnovazebni (posilujici) uceni

Zpétnovazebni uceni je nejcastéjsi forma ML, jenz vyuziva algoritmy, které se uci
z predchozich vysledkl. Nasledné se rozhoduji, jakou akci provést pristé. Na zakladé
provedené akce algoritmus obdrzi zpétnou vazbu o spravnosti rozhodnuti — spravna,
neutralni nebo nespravnda volba. Technika se pouziva pro automatizované systémy,

které musi provadeét velké mnozstvi rozhodnuti bez lidského dozoru. [4] [5]

stav
akce

AGENT

uzitek

PROSTREDI

Obrazek 1.4: Princip zpétnovazebniho uceni (zdroj: prevzato z [8])

Prikladem mtize byt autonomni vz, ktery ma dodrzovat predpisy a zajistovat bez-

pecnost lidi. V ramci ziskanych zkusenosti a historii zpétné vazby, se systém naudi,
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jak se udrzet v jizdnim pruhu, brzdit pred chodci a neprekracovat povolené rychlos-
ti. [4] [5]

1.3 Hluboké uceni

Hluboké uceni (Deep Learning, zkratka DL) je typ strojového uceni, od kterého
ulohy a dosahovat lepsich vysledkii, ovsem na tkor nartistu vypocetniho vykonu. DL
v tkolech, jako je detekce objekti, preklad jazyku, rozpoznavani feci apod., vyuziva
vicevrstvé umeélé neuronové sité. Pro dosazeni nejlepsich vysledk se vyzaduje mnoho

dat a vykonné pocitace. [9]

Algoritmy hlubokého uceni jsou neuvéritelné slozité a existuje celd fada neuronovych
siti, mezi které patii napt. Konvoluéni neuronové sité (viz. 2.3.4 Konvoluéni neu-
ronova sit) nebo Rekurentni neuronové sité (viz. 2.3.3 Rekurentni neuronové sité).

Mezi nejbéznéji pouzivané architektury se radi napt. Tensorflow nebo PyTorch. [9]

1.4 Shrnuti kapitoly

Jelikoz byl cilem navrh vestavéného systému, byl kladen velky diraz na kompakt-
nost, cenu, vyuzitelnost dostupnych komponent. Zvolila se jednoducha a ovérena
metoda zalozend na natrénovaném klasifikatoru. Pozdéji v této praci bude upresné-
no, pro¢ se pro detekci objekti zvolila metoda Viola — Jones. Nicméné tento zplisob
detekce je zalozen na strojovém uceni, konkr. na uceni pod dohledem. Toto uceni

oproti hlubokému nevyzaduje prilis trénovaich dat a vysoky vypocetni vykon.
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2 Umeéla neuronova sit

Pro zpracovani obrazu — klasifikace, detekce objekti, je zapotfebi znalost dostupnych
umeélych neuronovych siti a jejich praci s daty. Nize jsou popsany znamé a bézné
pouzivané sité.

Uméla neuronova sit (Artificial Neural Networks, zkratka ANN) je matema-
ticky model inspirovany biologickymi neuronovymi sitémi, které tvoii lidsky mo-
zek. Je tvoren sériovym a paralelnim spojenim umélych neuronti. Jinymi slovy se
jedna o soubor propojenych jednotek — umélych neuront, které zpracovavaji data,
navzajem spolu komunikuji a paralelné pracuji. Nasledujici tabulka 2.1 vysvétluje

pouzivané symboly. [7]

Tabulka 2.1: Vyznam symbolt pouzitych v nasledujicich architekturdch (zdroj:
prevzato z [10])

Schem. znacka | Piavodni nazev Cesky preklad
Kernel Kernel
o Recurrent Cell Vracejici se bunka
O Convolution or Pool Konvoluce nebo sdruzovani
@ Memory Cell Pamétova buiika
o Hidden Cell Skryta butika
Input Cell Vstupni bunka
o Output Cell Vystupni burka
O Backfed Input Cell Zpétnovazebni vstupni burka
@ Match Input Output Cell | — vstupni/vystupni bunka

2.1 Biologicky neuron

Biologické neurony jsou bunky primérné urcené pro pfenos a zpracovani signali.

Zékladem neuront je télo oznacované jako soma, ze kterého vychazeji vybézky tzv.
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dendrity. Ty slouzi jako vstupni prenosové kandly, zatimco axon reprezentuje vy-
stupni prenosovy kanal. Diky rozvétvenému axonu, mize byt pripojen k dendritim

jinych neuroni. [7]
Na obrazku 2.2 je patrné porovnani biologického a umélého neuronu.

dendrity _

jadro
axon

télo
(soma)

Obrazek 2.1: Znazornéni biologického neuronu (zdroj: prevzato z [7])

2.2 Umély neuron

Umély neuron je prosta vypocetni jednotka, ktera zpracovava vstupni signaly, ko-
munikuje a spolupracuje s jinymi jednotkami. Prvni umély neuron vynalezli v roce
1943 neurofyziolog Warren McCulloch a logik Walter Pits. [11]

Xn

x3 \
Vystup

Vstupy x2 ~ y

x1

x0

Obrazek 2.2: Zikladni struktura umélého neuronu (zdroj: prevzato z [12])

Tento neuron prijima jeden nebo vice vstupt, které secte a vytvori vystup. Nejjed-
nodussi NN se nazyva perceptron, jenz je slozen z jednoho nebo nékolika modeli

biologickych neuronti.

2.3 Typy umeélych neuronovych siti

Existuje fada ruznych typu siti, kde kazda je vhodna pro jiné aplikace s hlubokym

ucenim. Nékolik ptikladit bézné pouzivanych neuronovych siti je vypsano nize.
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2.3.1 Perceptron

o

Obrazek 2.3: Perceptron (zdroj: [10])

Perceptron (zkratka P) je algoritmus pro fizené uceni binarnich klasifikatort, kde
binarni klasifikator je funkce, kterda muze rozhodovat, zdali vstup stavajici se z vek-
toru ¢isel patii do konkrétni tridy nebo ne. [13] Rovnéz se jednd o typ linearniho
klasifikatoru, ktery na zakladé funkce linearntho prediktoru kombinujici sadu vah
(tj. ¢iselnd hodnota, kterd zavisi na modelu) s piiznakovym vektorem provadi pre-
dikee. [7]

2.3.2 Dopiredné neuronové sité

(a) Dopredna neuronova sit (b) Hluboka dopfedna neuronova sit

Obrazek 2.4: Dopredné neuronové sité (zdroj: [10])

Dopfedné neuronové sité (feedforward neural networks, zkratka FFNN) patii
mezi prvni a nejjednodussi NN. V této siti se informace pohybuji pouze jednim
smérem, a to od vstupni (input layer) pres skryté (angl. hidden layer) az po vystupni
(angl. output layer) burnky. Neobsahuji zadné cykly ani smycky. Na obrazku 2.4a je
znazornéna jednoduchd FFNN, kterou tvori dvé vstupni a skryté bumnky a jedna
vystupni burika. [14] [7]

Dopredné neuronové sité obsahujici vice skrytych vrstev jsou oznacovany jako hlu-
boké dopredné neuronové sité (deep feedforward neural networks, zkratka
DFFNN), které jsou zobrazeny na obrazku 2.4b. Byvaji také nazyvany jako vi-
cevrstvé perceptrony (multilayer perceptron, zkratka MLP). [14] [7]
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Vicevrstvé sité vyuzivaji rizné metody uceni, kde mezi nejoblibenéjsi patii zpétnova-
zebni (viz 1.2.3 Zpétnovazebni (posilujici) uceni). Byvaji soucasti jinych architektur
neuronovych siti, napr. konvoluénich neuronovych siti (viz 2.3.4 Konvoluéni neuro-
nova sit).

2.3.3 Rekurentni neuronové sité

Rekurentni neuronova sit (Recurrent Neural Networks, zkratka RNIN) maji
oproti dopfednym neuronovym sitim vnitini stav (pamét). Skryté neurony dostévaji
informace jak z predchozi vrstvy, tak od sebe samych, na jejichz zakladé dokazi
predpovidat, co prijde dal. Jinak feceno, RNN predikuji vysledky v sekvencnich
datech, které jiné algoritmy nedokazou. [7] [15]

T
SERIGRY
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<
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Obrazek 2.5: Rekurentni neuronové sité (zdroj: [10])

Vzhledem k jednoduché paméti jsou pouzitelné pro sekvencni data, jako jsou na-
priklad texty. Jejich bézné vyuziti zahrnuje napi. predpovidani slov (automatické

dokonc¢ovani), hlasové vyhledavani nebo aplikaci Google Translate. [15]

Obrazek 2.6: Long short-term memory (zdroj: [10])

wJednim z vaznijch omezeni rekurentnich neuronovych siti je neschopnost zachytit
dlouhodobé zdvislosti v sekvenci (napr. Ezistuje zdvislost mezi dnesni cenou a cenou
pred 2 tydny?).“ [16] Jednou variantou, jak tento problém obejit, je RNN s Long
short-term memory, zkratka LSTM. Do cestiny se preklada jako sit s dlouhou
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kratkodobou paméti. Cilem chovani je zapamatovat si informace po dlouhou dobu
(viz obrazek 2.6). [7]

2.3.4 Konvoluéni neuronova sit

Konvolu¢ni neuronova sit (Convolutional Neural Network, zkratka CNN, nebo
deep convolutional neural networks, DCNN) je vyuzivdna predevsim pii zpracovani
obrazu napt. ke klasifikaci obrazu nebo detekci objektu (viz 3.1 Klasifikace obrazu
a 3.2 Detekce objektu), ale mohou se pouzit i pro jiné typy vstupu napr. pro zvuk.
Obraz je interpretovan jako matice obsahujici hodnoty, které predstavuji intenzitu
pixelii. Pro ¢ernobily obraz je pouze jedna matice, kde jsou hodnoty v rozmezi 0 az
255, tedy od ¢erné po bilou. Pro barevné (RGB) obrazy budou tedy matice tii a jeji
hodnoty budou prezentovany stejné, tedy od 0 do 255 pro kazdou barvu. [7] [17]
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Obrazek 2.7: Konvoluéni neuronové sité(zdroj: [10])

Metodou CNN je operace tzv. konvoluce, kterd po malych castech postupné cte
obraz. Velikosti téchto ¢asti jsou zavislé na rozméru matice znamé jako kernel (kon-
volucni jadro nebo filtr). Filtr (kernel) se v ramci obrazu posouva a dochazi k na-
sobeni jeho hodnot s hodnotami, které zakryva, resp. které lezi pod nim. Hodnota
matice na vystupu konvolucéni vrstvy je tvorena souctem téchto nasobkii. Operace
se opakuje, dokud filtr neprojede celou sitkou obrazu. Nasledné pokracuje od zacat-
ku dalsiho radku do doby, nez neprecte cely obraz. Princip konvoluce je popsan na
obrazku 2.8. [7] [17]

Diilezité je, aby se CNN skladaly z vice konvoluc¢nich vrstev. Kazdé z nich zachycuje
dilezité vlastnosti obrazku, od jednoduchych rysu (jako jsou hrany nebo barvy) pres
textury a vzory az po komplexnéjsi objekty ve vrstvach. Je bézné mezi po sobé jdouci
konvolucéni vrstvy vkladat vrstvu sdruzovaci. Jeji funkci je progresivné zmensovat
prostorovou velikost reprezentace, a tim omezit mnozstvi parametrii a vypocti v siti.

Metoda se nazyva pooling (sdruzovani) a déli se na max-pooling a avg-pooling.
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Vstupni obraz Filter Vystupni pole

Obrazek 2.8: Princip fungovani konvoluce (zdroj: [17])

U max-pooling dochézi k vypoctu maximélni hodnoty prvki v okné, zatimco u avg-
-pooling k vypoctu priumérné hodnoty. Princip sdruzovani je vidét na obrazku 2.9.
[7] [17]

Vstup Vystup
011]2

2x2Max-| |45
31415 .

Pooling 718
6|78

Obrazek 2.9: Metoda max-pooling (zdroj: prevzato z [18])

Sdruzovanim se snizi naroky na vypocetni vykon, a také dochazi k extrakci vy-
znamnych ryst. Skladanim konvolucénich a sdruzovacich vrstev lze ziskat dostatecné

malou reprezentaci ptivodniho obrazu.

Mezi pouzivané architektury CNN patii LeNet, AlexNet, GoogLeNet, VGGNet nebo
ZFNet.

2.4 Shrnuti kapitoly

Metoda Viola — Jones je zaloZena na strojovém uceni, coz z ni ¢ini jednoduchy,
presny a rychly zptsob detekce objektti. Pro feseni danného 1ikolu se ovSsem daji po-
uzit algortimy zalozené na CNN, nicméné se u nich vyzaduje vétsi vypocetni vykon
zafizeni (viz kapitola 4.5 Shrnuti a diskuze). Optické rozpoznavani znaku (konkr.
Tesseract OCR), které bude vysvétleno v dalsi kapitole, je zalozeno na LSTM reku-
rentni neuronové siti, ¢imz dosahuje lepsich vysledkt oproti ostatnim algoritmtm

zalozenych na jiném typu siteé.
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3 Pocitacové vidéni a optické rozpoznavani
znakii

vvvvv

dostupnych postupti. Pro detekci je nezbytné mit pripravena trénovaci data a z nich
nauceny model, a metodu pro detekci objekti. Da se Tict, ze pocitacové vidéni je

nadmnozinou dosud zminéné teorie.

Pocitacové vidéni (Computer Vision, zkratka CV) je obor pocitacové védy, ktery
umoznuje pocitacim a systémum vidét, identifikovat a zpracovavat vizualni data
v podobé digitalnich snimki, videi a dalsich obrazovych vstupti stejnym zplisobem

jako lidské vidéni a poskytovat adekvatni vystup. [19]

Cilem je trénink stroji k vykonavani téchto funkci za daleko kratsi cas nez lid-
sky zrak. Systémy dokazi analyzovat tisice objektd nebo procest za jednotku casu

a zaznamenavat vzniklé problémy ¢i vady. [19]
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Obrazek 3.1: Pocitacové vidéni (zdroj: [20])

Pocitacové vidéni poskytuje data pro detekci a rozpoznavani znakt. Ty vyzaduji
velké mnozstvi dat, ze kterych provadi analyzy. Proces trva tak dlouho, dokud systém
nenajde rozdily a snimky nerozpozné. Naptiklad pro rozpoznavani kvétin je nutné

vlozit veliké mnozstvi dat s kvétinami. Poc¢itac je analyzuje, identifikuje vzory, které
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jsou vSem obrazkim podobné. Na konci procesu vytvori jejich model, diky kterému
bude zafizeni schopné presné detekovat, zda je na konkrétnim obrazku dany objekt
nebo ne. [19] [21]

Mezi nejoblibenéjsi aplikace a vyuziti CV patii klasifikace vozidel, detekce vytize-

nosti parkovist, rozpoznavani SPZ, analyza dopravniho toku nebo pocitani lidi.

Nyni néco malo k historii. Prvni experimenty se uskutecnily v 50. letech minulého
stoleti. Ty vyuzivaly nékteré z neuronovych siti k detekci hran nebo k déleni objektii
do kategorii. Prvni komerc¢ni vyuziti pocitacového vidéni prislo v 70. letech, kdy se
pomoci OCR (viz 3.3 Optické rozpoznavani znaki) rozpozndval tistény nebo rucné
psany text. Uplatnéni se naslo pfi interpretaci psaného textu pro nevidomé, nebo ve

zpracovani faktur, dokumenti, rozpoznavani SPZ a dalsich aplikaci. [19]

V 90. letech doslo k vyvoji internetu, a tim zpristupnéni online soubort pro analyzu.
Zacaly se vytvaret programy pro rozpoznavani obliceji, které diky velkému mnozstvi
dat dokéazaly identifikovat lidi na obrazcich a videich. Diky vyvoji se vypocetni
vykon, zatizeni pro CV a analyzu stal mnohem dostupnéjsi. Za méné nez deset let
se mira presnosti klasifikace objektt zvysila z 50 na 99 procent. V soucasnosti jsou

systémy presnéjsi v detekci a reakci na obraz nez lidé. [22]

V ramci CV casto dochazi k zaméné vyznami pojmi, jako jsou rozpoznavani objek-
t1, klasifikace obrazu nebo detekce objektii. Rozpoznavani objektii je obecny vyraz,
ktery popisuje soubor tloh pocitacového vidéni. [23] Nize jsou popsény zbylé meto-
dy.

3.1 Klasifikace obrazu

Metoda klasifikace obrazu se pouziva ke kategorizaci neboli urceni t¥idy, resp. trid
rozpoznanych objekti, a k pritazeni stitkd skupindm pixeltt nebo vektort repre-
zentujici objekty na obrazku. Vstupni obraz je pocitacem vniméan jako pole matic
o velikosti rozlisSeni obrazu a pomoci algoritmt je provadéna analyza téchto dat.
Vstupem do procesu je napr. snimek s jednim nebo vice objekty a vystupem je

urceni tiidy, resp. t¥id rozpoznanych objektiu. [24]

Pro klasifikaci obrazu lze pouzit metoda podpurnych vektora (Support Vector
Machines, zkratka SVM), ktera je jednou z algoritmi strojového uceni zalozend
na uceni s uéitelem (viz 1.2.1 Uceni s ucitelem). Jednotlivé tiidy (kategorie) jsou

od sebe oddéleny pomoci tzv. nadroviny, kterou ve 2D reprezentuje linearni funkce.
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Primka slouzi jako rozhodovaci hranice pti rozrazovani do kategorii. Sila a presnost

algoritmu je zavisla na pouzité funkci kernel. [25] [26]

Dalsi je metoda rozhodovacich stromi (Decision Trees), kterou tvoii stromova da-
tova struktura, jenz u vybranych funkei vyuziva piikazy if/else neboli pokud/jinak.
Zkratka se vstupni objekty tiidi na zakladé jejich vlastnosti do kategorii. Prikladem
muze byt: Je venku hezké pocasi? Na zékladé odpovédi Ano/Ne se provede dalsi
¢innost, napt. piujdu se projet na kole, nebo zustanu doma a budu hrdat hry. Timto
tridénim dojde k urceni tiidy.

Mezi dalsi klasifikacni metody déle patii Umélé neuronové sité (viz 2 Uméla neuro-

nova sit) a Konvoluéni neuronové sité (viz 2.3.4 Konvoluéni neuronova sit).

3.2 Detekce objektu

Cilem detekce je na daném vstupnim obrazu lokalizovat polohy detekovanych ob-
jektu, priradit jim ohranicujici ramecky a typy (kategorie) téchto vyskyti. Techniky
detekce se pouzivaji ve skutecném svété napr. pri detekci chodeti, vozidel, doprav-
nich znacek nebo obliceje, u kterého lze rozlisit oci, nos, rty a rysy, jako jsou barva

pleti nebo vzdéalenost oci. [27]

Obrazek 3.2: Priklad detekce stojicich vozidel (zdroj: [28])

Metody detekce objektii se fadi do dvou pristupi:

Tradi¢ni pristupy, u kterych se pomoci jedné z nasledujicich metod uréi rysy
a provede klasifikace (viz 3.1 Klasifikace obrazu), patii mezi starsi metody, a to pred
vznikem hlubokého uceni — pred rokem 2014. [27]

 Histogram orientovanych gradientu (HOG)

32



o Scale-invariant feature transform (SIFT, pfip. alternativa ORB)
o Viola-Jones zaloZzena na funkcich Haar

Druhym zptisobem jsou neuronové sité, u kterych je mozné provadét detekci
bez nadefinovanych funkci a byvaji casto zaloZeny na konvolu¢nich neuronovych
sitich (viz 2.3.4 Konvoluéni neuronova sit). Ty vznikly po zavedeni DL — po roce
2014. [27]

 Single Shot MultiBox Detector (SSD)
o Navrhy regioni — R-CNN, Fast R-CNN, Faster R-CNN
e You Only Look Once (YOLO)
Detektory objektt zalozenych na neuronovych sitich plni dva tkoly:

1. Dle vysoké pravdépodobnosti vyskytu objektt vybrat skupiny oblasti zajmu

(viz 3.2.2 Konvolu¢ni neuronova sit zalozena na regionech) a

2. Na zakladé aplikace CNN kazdy vyskyt v obrazu klasifikovat, odhadnout jeho

velikost a tu ohranicit.
Procesy lze rozdélit do dvou fazi — jednostupnové a dvoustupnové detektory.

Jednostupnové detektory predvidaji ohrani¢eni objekti na snimcich bez na-
vrhu regionu, ¢imz nedochézi k velké spotfebé casu. Algoritmy jsou jednodussi nez
dvoustupnovych a jsou vhodné pro aplikace v redlném case. Na druhou stranu do-
chézi k problémiim pri rozpoznavani skupin malych objekt nebo tvarove slozitych
tvart. [27]

Mezi nejoblibenéjsi z nich patii detektory YOLO, SSD a RetinaNet.

Pomoci hlubokych znakti jsou priblizné navrzeny oblasti detekovanych objektii
a to predtim, nez jsou tyto znaky pouzity ke klasifikaci. Témito tkoly se dosahuje

vysoké presnosti detekce a snizeni rychlosti procesu. [27]

Mezi dvoustupnové metody se fadi konvolu¢ni neuronova sif zalozena na regionech
(R-CNN) a jeji novéjsi a rychlejsi alternativy, jako jsou Faster R-CNN nebo Mask
R-CNN. Nékolik metod je stru¢né popsanych v néasledujicich kapitolach. [27]

3.2.1 You Only Look Once

Cilem metody You Only Look Once (zkratka YOLO), kterd je zaloZend na

hlubokém uceni, je rozdélit vstupni obraz na miizku NxN mfizek (napt. miizka 3x3),
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kde na kazdou oblast je aplikovana detekce objekti. Algoritmus vyuziva konvoluéni
neuronové sité (viz 2.3.4 Konvolu¢ni neuronova sit) a vyuziva se zejména pro detekci

v realném case. [29]

NxM mfizka Finalni detekované
objekty

Pravdépodobnostni mapa tiid

Obrazek 3.3: Princip YOLO metody (zdroj: [29], pieklad: autor)

Technika vyuziva tii faze (viz obrazek 3.3) — rozdéleni na NxN oblasti, ohranic¢eni

detekovanych objektti a stanoveni jejich jistoty a rozdéleni do kategorii.

3.2.2 Konvolué¢ni neuronova sit zalozena na regionech

Védec Ross Girshick [30] navrhnul metodu CNN zaloZenou na regionech
(Region-based convolutional neural networks, zkratka R-CNN), ktera vyuziva se-
lektivni vyhledavani pro extrakci pouhych 2000 oblasti, které nazval oblast zajmu
(Region of Interest, zkratka ROI). Kazda oblast prochazi CNN a jsou vytvafreny vy-
stupni funkce, diky kterym SVM (viz 3.1 Klasifikace obrazu) klasifikuje jednotlivé
segmenty. [31] [32]

letadlo? ne.
p :
%%\ >{osoba? ano.

A iy S I CNNiN, :
televize? ne.

2. Extrakce oblasti 3. Vypocet 4. Klasifikace
obrazek zajmu (~2Kk) CNN vlastnosti region(

....................

Obrazek 3.4: Princip R-CNN metody (zdroj: [32], preklad: autor)

Kv1li obrovskému mnozstvi regionti je cely proces pomaly a nelze implementovat

v redlném case. Kazdy trénovaci snimek zabere zhruba 47 sekund a je neefektiv-
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ni. Byly proto vyvinuty alternativy této metody, napi. Fast R-CNN nebo Faster
R-CNN, které tesi nékteré tyto problémy. Funguji na opacném principu. Vstup-
ni obraz nejprve prochazi CNN, kde se vytvori konvoluéni mapa rysu, ze které se

navrhuji regiony. Konvoluce se tedy provadi pouze jednou v ramci snimku. [31]

3.2.3 Histogram orientovanych gradient

Histogram orientovanych gradientt (Histogram of Oriented Gradients, zkratka
HOG) se zaméruje na tvar a strukturu objektu. K vypoctu prvka pouziva velikost
a uhel gradienti, ze kterych generuje histogram. Jedné se o jednoduchou metodu
pro detekei objektu. [33] [34]

Na obrazku 3.5 je ukazan princip metody HOG. Uprostied snimku je vidét ob-
last pokrytou sipkami ukazujici prechod. Vpravo jsou zobrazeny nezpracovana ¢isla
v rozsahu 0 az 180°, které predstavuji prechody. [35]

2 3 4 4 3 4 2 2
5 1117 137 9 3 4
1M 2123 27 217 4 6
23 90 165 135 85 32 26 2
91 155 133 136 144 152 57 28
98 196 76 38 26 60 170 51
165 60 60 27 77 85 43 136

71 13 34 23 108 27 48 110

Gradient velikosti

169 166
87 136 173 39 102 163 152 176
76 13 1 168 159 22 125 143
120 70 14 150 145 144 145 143
58 86 119 98 100 101 133 113
30 85 157 75 78 165 145 124

170 91 4 110 17 133 11
Gradient sméru

Obrazek 3.5: Princip HOG metody (zdroj: [35], preklad: autor)

3.2.4 Viola-Jones

Algoritmus Viola — Jones je zalozeny na klasifikatorech Haar Cascades, ktery vyuziva
whodnot intenzity pixelu a zmény hodnot kontrastu mezi obdélnikovymi skupinami
pizeld, které jsou blizko u sebe. Rozdil kontrastu mezi skupinami pizeli urcuje bilé
a cerné oblasti.” [36] Dojde tedy k vytvoreni obdélniku a odkazt na pole pro kazdou

sekci. Haarovi rysy jsou vidét na obrazku 3.6.

Nasledné se pomoci Adaboost vybiraji nejlepsi funkce, ze kterych se trénuji klasifi-
katory. Naopak ty nepotfebné se odstrani a dale s nimi nepracuje. Dojde k predikci
oblasti, které jsou rozfazovany (klasifikovany) do pozitivni a negativni tridy. Nega-

tivné oznacené objekty jsou co nejrychleji odmitany. [37] [38]
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Viola — Jones pouziva mnoho malych, tzv. slabych klasifikatort, které se zaméruji
na odlisnou ¢ast obrazu. Slabsi klasifikatory jsou méné presné a vystupem jsou false
— positive detekce. Vysledky kazdych klasifikatorti se zkombinuji a vznikne silny
klasifikator, ktery s vyssi pravdépodobnosti dokaze spravné detekovat dany objekt.

1. Okrajové rysy

1 [=K2 2\
mmEE S

3. Rysy stfedového okoli

=<

4. Speciélni rys diagonalni ¢ary

—

(a) Haarovy rysy (b) Haarovy rysy aplikované na oblicej

Obrazek 3.6: Ukazka typickych rysi metody Haar vcéetné ukazky aplikace na
obli¢ej (zdroj: [38], preklad autor)

Metoda se pouziva pro detekci objektti. Vyzaduje delsi dobu uceni, ovsem dosahuje

velmi rychlych a pfesnych detekei.

3.3 Optické rozpoznavani znak

Dalsim krokem po detekovaném objektu je optické rozpoznavani znakt. Na zakladé
této informace je mozné vykonavat dalsi ¢innosti, napt. zvukovou signalizaci tidici

vozidla o nizkém mostu.

Optické rozpoznavani znaku (Optical Character Recognition, zkratka OCR) je
zpusob umoznujici digitalizaci ruéné psanych nebo tisténych texti, jako jsou fot-
ky dopravnich znacek nebo faktur, ¢lankt a dalsich. Existuje pres 160 jazykt pro

extrakei tisténého textu a devét pro ruéné psany text. [39]

Program bud prevadi obraz automaticky, nebo se musi nejprve naucit rozpoznavat
znaky. Témér vzdy je nutné text podrobit korekei, docili se tim spravného prekladu
znakil. Pro snadné rozpoznavani byly vyvinuty strojové ¢itelné fonty, napr. OCR-A ¢i

pouzivanéjsi OCR-B. Pii spravné detekei je mozné dosahnout 95% presnosti. [39)]

Rozpoznéavani strojové tisténého textu je pouze jednou z mala moznych reseni. Data
Ize extrahovat v rtznych formétech, jako je ruéné tistény text (Intelligent Charac-

ter Recognition, zkratka ICR), zaskrtavaci policka (Optical mark reader, zkratka
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OMR), ¢arové kody atd. ICR je pokrocilé optické rozpoznavani znaku, ktery umoz-
nuje zpracovani naucenych pisem véetné ruznych styli rukopisu. Docili se tim zvyse-
ni presnosti a irovné rozpoznavani. K rozpoznavani fotografii, které obsahuji jeden
znak se bézné pouziva konvoluéni neuronova sit (viz 2.3.4 Konvolu¢ni neuronova
sit). Pro texty libovolné délky se pouziva RNN (viz 2.3.3 Rekurentni neuronové
site). [40]

Vyuziti technologie OCR ve firmach pro sbér dat ma vliv na snizeni nakladu,
urychleni procesti a zvyseni produktivity, snizeni chybovosti a automatické zpraco-

vani obsahu dokumentn.

Tabulka 3.1: Porovnani metod OCR (zdroj: [41], preklad: autor)

Néazev metod Rok zalozeni | Online | Linux | Programovaci jazyk
Tesseract OCR 1985 Ne Ano C/C++
Asprise OCR 1998 Ano | Ano Java, C/C++
OCRopus 2007 Ne Ano Python
OCRFeeder 2009 Ne Ano Python
ABBYY FineReader 1989 Ano Ne C/C++

Tabulka 3.1 uvadi nékolik dostupnych metod véetné informaci o online uziti, pro-
gramovacich jazycich nebo kompatibilitu se systémem Linux. V nasledujici kapitole

bude uveden podrobnéjsi popis nékterych z nich.

3.4 Dostupnéknihovny pro pocitacové vidéniaoptické
rozpoznavani znakt

Mezi nejbéznéji pouzivané knihovny pro CV se fadi OpenCV, SimpleCV, Microsoft
Computer Vision API, Google Cloud Vision API a dalsi spise komercéni knihovny.
Pro pouziti metody OCR také hraje roli dostupnost a rozsitenost. Nize jsou uvedeny
nékteré z metod véetné struéného popisu. Je diilezité se s nimi seznamit a mit prehled

o dostupnych a nejvice rozsirenych knihoven.

3.4.1 OpenCV

OpenCYV je volné pristupnd (open-source), kterd obsahuje pres stovky algoritmu

pocitacového vidéni. V oblasti zpracovani obrazu se jedna o velmi popularni néstroj,
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pomoci kterého lze zpracovavat snimky a videa, v ramci kterych je mozné identifiko-
vat objekty, rozpoznavat tvare, sledovat pohybujici se objekty, vyhledavat podobné
obrazky z databaze nebo sledovat pohyby o¢i. V soucasné dobé se uplatnéni nachazi

v aplikacich CV v realném case.

OpenCV je k dispozici na platforméach véetné Windows, OS X, Linux, Android a iOS,
podporuje fadu programovacich jazyku, jako jsou C++, Python nebo Java. [20]

OpenCV byl zalozen roku 1999 ve spolecnosti Intel védcem Garym Bradskim [20].
Prvni verze této knihovny byla vydana v roce 2000, kdy se ke Garymu pridal Vadim
Pisarevsky. [20] Cilem bylo ridit rusky softwarovy tym Intelu. OpenCV byl v roce
2005 pouzit na vozidle Stanley [42], které bylo vytvoreno zdvodnim tymem Stan-
dfordské univerzity. Téhoz roku vyhralo cenu v soutézi bez ridice DARPA Grand
Challenge. Na vyvoji vozidla se pokracovalo za podpory Willow Garage s Garym

Bradskim a vedoucim projektu Vadimem Pisarevskym.

Obrazek 3.7: Stanley - vozidlo bez fidi¢e (zdroj: [42])

3.4.2 SimpleCV

SimpleCV je jednodussi variantou k OpenCV zaméfenou na snadném uzivani. Tak-
téz se jedna o open-source knihovnu, ktera byla napsana v Pythonu a lze ji nainsta-
lovat na Linux, Windows ¢i MacOS. SimpleCV umoznuje praci se vstupnimi daty
a ulehc¢uje jejich pochopeni. Pouziva se pro vyzkouseni prvotnich projekti, a navic
nedosahuje vysokého vykonu a efektivity. Knihovna ptisobi jako nadale nevyvijeny

projekt.

3.4.3 Tesseract OCR

Tesseract OCR je open-source software, ktery byl vyvinut v letech 1985 az 1994
spole¢nosti Hewlett-Packard [43]. V roce 2005 byl vydéan jako program s otevienym
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zdrojovym kodem a od roku 2006 se vyvoje ujala spolecnost Google. Touto metodou
lze dobre zpracovavat text psany zprava doleva. Tesseract nemé vestavéné GUI, ale
je mozné si néktery stahnout v ramci aplikaci tfetich stran. Béznym ptikladem je
OCRPFeeder. Metoda je dostupna pro Linux, Windows nebo MacOS. [43]

3.4.4 OCRopus

Dalsi ukazkou je OCRopus, ktery je bezplatnym systémem pro rozpoznavani znakta
a analyzu dokumentti. Cilem byla integrace v projektech digitalizace knih, jako jsou
Google Books nebo knihovny. Pouzit se ovsem da i pro kancelarské aplikace, nebo

dokonce pro predéitani nevidomym. [44]

3.4.5 Asprise OCR

Asprise OCR je komerc¢ni knihovna urcena pro OCR a rozpoznavani ¢arovych kédu.
Od roku 1997 se aktivné pokracuje ve vyvoji. ,, Pawel Lupkowski a Mariusz Urbanski
z Univerzity Adama Mickiewicze v Poznani pouZivaji Asprise OCR verze 4 a ABBYY
FineReader k rozpoznavini CAPTCHA. Adil Farooq z University of Engineering and
Technology v Tazile implementoval systém rozhrani zaloZeny na 7eci pro osoby se

zrakovym postizenim.* [45]

3.5 Shrnuti kapitoly

Pro Teseni prace byla zvolena metoda Viola — Jones, resp. Haar klasifikator, ktera
spolecné s knihovnou OpenCV poskytuje velmi rychlou a presnou detekci objekta
v ramci pocitacového vidéni. Oproti hlubokému uceni nevyzaduje velké mnozstvi
dat a vypocetni vykon. Pro rozpoznavani znakt byl vybran Tesseract OCR. Duvod

vybéru téchto metod a knihoven je popsan v nésledujici kapitole (4 Realizace).
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4 Realizace

Tato kapitola se skladé z reSerzni ¢asti, pouzitymi zafizenimi, knihovnami a hlavné
samotnou realizaci prace od vybéru trénovacich dat, tvorby klasifikatoru, soupisu
koédu, az po nahrani kédu do zarizeni a vlastni montéz. V zavéru se nachazi samotné

testovani a shrnuti.

4.1 Reserze problematiky

Na trhu existuje nékolik zptisobti, jak kontrolovat vysku vozidel a prechazet koli-
zim. VSechny jsou zavislé na typech senzort, se kterymi pracuji. Patii sem koncovy
spina¢ (Limit Switch, zkratka LS), rezistor zavisly na laseru a svétle (Laser & light
dependence resistor, zkratka LLDR), a kamera. Prvni dvé jsou mechanické a optic-
ké senzory, které snimaji a kontroluji specifickou vysku jedoucich vozidel. Zatimco
kamera dokaze urcit vysku vozidel, které presahuji vysku mostu ¢ tunelu. Aby se
predeslo nehododam, dochézi ke svételné (LED tabule) nebo zvukové signalizaci.
Svételna tabule umoznuje zobrazit zpravu bud o otoceni vozidla nebo odklonéni

vozidla na jinou silnici a vyhnuti se kritickému tseku. [46]

. |

\

o

Obrazek 4.1: Princip OVD zpusobu méreni (zdroj: [47])

Existuje nékolik firem a spolec¢nosti, které se témito systémy zabyvaji, napr. SWAR-

CO nebo Coeval. Nevyhodou je, Ze by s kazdym, nedostatecné vysokym, mostem ¢i
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tunelem musel byt nainstalovan takovy systém. Coz z ekonomického hlediska neni

oproti vestavénému systému vyhodné.

Podobny princip detekce vysky mostii nebo tunelt piimo z vozidla jsem nezazname-
nal. Nicméné soucasti novych a modernich vozidel jsou systémy, které si napt. hlidaji
jlzdny pruh a udrzuji se v ném nebo dokazi mérit a dodrzovat urcitou vzdalenost
od vozidla. Zkratka také dokézi detekovat dopravni znacky, predesim maximélni
povolenou rychlost. Tyto systémy byvaji na tolik vykonné, Ze neni problém do nich

implementovat detekci dopravni znacky — vyska mostu.

Obrazek 4.2: Aplikace My Guard Camera (zdroj: [48])

Jednou ze zajimavosti a dalsi alternativou, na kterou jsem narazil, je aplikace My
Guard Camera [48], kterd proméni telefon na palubni kameru a umoznuje nahravat
obraz béhem jizdy. Do aplikace je mozné nahrat vlastni klasifikdator a detekovat
vlastni predméty. Tato varianta a vystupni zafizeni této prace si jsou velmi podobné,
nicméné aplikace neumoznuje rozpoznavani textu. A navic pouziti telefonu namisto
vestavéného systému by mohl mit za nasledek nédhla ruseni v podobé prichozich
zprav ¢i hovort, a dochazelo k preruseni hlavni ¢innosti — detekce, OCR a moznym

nehodam.

Hlavnimi pozadacky na navrhnované zarizeni je kompatibilita, uzivatelsky privétivé
rozhrani (interface) a hlavné pfenosnost, coz je hlavni vyhoda oproti stacionarné

umisténym senzortim pred mostem.
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4.2 Pouzita zarizeni, knihovny a nastroje

Tato sekce sdruzuje pouzitd zarizeni, knihovny, grafickd rozhrani a programovaci

jazyk, které byly pro realizaci pouzity.

4.2.1 Algoritmus Viola - Jones & Cascade Trainer GUI

Jak jiz bylo zminéno, byl pouzit algoritmus Viola — Jones. Jedna se o starsi metodu
strojového uceni, konkr. uceni s ucéitelem, ma ovsem znacné vyhody od modernéjsich
pristupt hlubokého uceni. Divodem volby byla jednoduchost, presnost a predevsim
rychlost detekce. Vykon zarizeni Raspberry Pi byl pro zpracovani obrazu a naslednou
detekci dostacujici. Pro chod nebylo nutné velké mnozstvi trénovacich dat. Jednou
z nevyhod byla doba uceni modelu, kterda zabrala relativné dost c¢as. Nicméné se
faze tréninku odehrala ve fazi predzpracovani (preprocessing), tedy pred nahranim
souborti do zafizeni. S pouzitim funkce detectMultiScale v ramci knihovny OpenCV

(viz 3.4.1 OpenCV) bylo mozné detekovat objekty v realném case.

Obrazek 4.3: Ukazka grafického rozhrani pro tvorbu Haar klasifikatoru (zdroj: [49])

Snimek 4.3 reprezentuje ukézku rozhrani pro tvorbu klasifikatoru. Je zde vidét ta-
da zélozek pro trénink, testovani véetné zobrazeni aktudlniho stavu procesu (log)
nebo moznosti podpory. Konkrétné sekce uceni se sklada z dalsich podzalozek pro

nastaveni chodu ¢innosti.

Cilem nebylo vytvoreni kédu pro uceni, tudiz se pouzil jiz vytvoreny kod vcéetné
grafického rozhrani Cascade Trainer GUI (dale jen GUI). Konkrétné toto rozhrani
vytvoril irdnsky autor a vyvojar Amin Ahmad a umoznuje také trénink napr. HOG

modeli ¢i testovani klasifikdtoru na snimecich ¢i videich. [49]
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4.2.2 Nasazeni OpenCV

V préci byla pouzita knihovna OpenCV 4.5.4.60. Je to velmi silny a popularni na-
stroj, ktery je navic rychly a nezabere velké mnozstvi vypocetniho ¢asu. Patii mezi
nejoblibenéjsi pristupy pocitacového vidéni, i kdyz se pro zacinajici uzivatel muze
jevit jako slozity. OpenCV je velmi rozsitend knihovna, existuje pro ni komunita
nadsenci, ktera vytvari navody a radi ostatnim lidem, jak postupovat pri chybach

apod. Co vic si muze ¢lovek prat.

4.2.3 PythonaPyCharm

Mezi nejpopularnéjsi programovaci jazyky se fadi zejména Python, C/C++ a Ja-
va. Ke strojovému uceni a obecné k pocitacovému vidéni se nejvice pouziva jazyk
Python, ktery je v porovnani s C/C++ vyrazné snazsi pro uzivani. Python muze
byt zkompilovan do bajtového kédu pro vytvareni velkych aplikaci. Poskytuje také
vysoké dynamické datové typy a podporuje dynamickou kontrolu typu. Lze jej snad
integrovat s C, C++4, COM, ActiveX, CORBA a Java. Jelikoz je Raspberry Pi za-
lozené na linuxovém jadre, byla volba pravé jazyku Python na misté. Nedochazelo

ke komplikacim s kompatibilitou jazyk.

Obrazek 4.4: Grafické prosttedi PyCharm dostupné pro Windows

V souvislosti s tvorbou kodu existuje cela fada programovacich prostiedi, ktera jsou
na trhu dostupna. Patii sem napr. Visual Studio Code, Atom, Microsoft Visual Stu-
dio, PyCharm, Anaconda a spousta obdobnych programii. Jedna se pouze o nastroj,
ktery napr. zvyraznuje klicové funkce kédu pro prehlednost, umozinuje odladéni chyb

programu. Zkratka se tyto programy pouzivaji pro lepsi kontrolu nad programova-
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nim. Pouziti softwaru PyCharm (konkr. verze Professional 2021.3) v této praci nema

zadny vliv na fungovani vysledného kodu.

Na obrazku 4.4 je program PyCharm dostupny pro Windows. Jak vypada vychozi
prostiedi systému Linux, které je implementované v operacnim systému, je uvedeno

v priloze K.

4.2.4 NasazeniRaspberry Pi

Raspberry Pi je jednodeskovy pocitac¢ o velikosti zhruba platebni karty, kde hlav-
nim operacnim systémem je Raspbian (Linux). Vykonem se da srovnat se (slabsim)
stolnim pocitacem. Obsahuje vstupy pro monitor (HDMI), USB porty, zafizeni se
déa pripojit k bezdratové (Wi-Fi) ¢i dratové (Ethernet) siti. S ohledem na vykon,
mnozstvi RAM a zamysleného pouziti bylo vyvinuto nékolik generaci tohoto pocita-
¢e. Mikroprocesor z rodiny ARM, jenz je na desce osazeny, je srovnatelny s béznym
chytrym telefonem. Na desce lze také nalézt radu GPIO pint a vstupti pro pripojeni

kamery ¢i displeje. [53]

Processor Broadcom BCM2711

40-pin GPIO Header
8GB RAM

2,4/5GHz WiFi

& Bluetooth 5.0 Gigabit Ethernet

DSl Display Port

Micro SD Card Slot 2xUSB 3.0

2xUSB 20

USB-C Power 3,5mm 4-pole stereo audio

Port 5V/3A 2x micro HDMI
ports (up to 4Kp60)

CSI Camera Port

Obrazek 4.5: Pocita¢ Raspberry Pi model 4B (zdroj: [54])

Raspberry Pi je oproti platformé Arduino mozné pouzit k vyvoji aplikaci, uzit se da
jako multimedialni stanice pro prochazeni souborti nebo prehravani hudby a videi
a s trochou zrucnosti si lze postavit vlastni NAS server. Pro desky byla vytvorena
fada rozsifujicich desek. Spole¢né s nimi mohou najit uplatnéni pii fizeni DC moto-
ru, komunikaci po RS232 nebo pomoci RF modulii, nebo pouze jako zalozni zdroj

napajeni. [53]
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V praci byl pouzit pocita¢ Raspberry Pi a byl vybran z nékolika divodu. K provozu,
tedy k detekci objekti a rozpoznavani textu, se vyzaduje vétsi vypocetni vykon
nez u jinych desek. Byla proto pouzita verze s 8 GB RAM pro dosazeni lepsich
vysledki. Na druhou stranu bylo nezbytné poskytnout nucené chlazeni v kombinaci
s prirozenym, aby nedoslo k prehiati a tim ke snizeni i¢innosti. Také se tim zvysila

zivotnost zarizeni. V tabulce 4.1 jsou vidét teploty pii praci zarizeni.

Tabulka 4.1: Porovnani hodnot teploty s, nebo bez chlazeni (zdroj: [55], preklad:
autor)

Typ préce N/A [°C] | Pouze chladi¢ [°C] | Chladi¢ + ventilator [°C|
Nec¢inny 38 37 35
Psani kédu (konzole) 45 40 35
Plocha 62 52 43
Python skript 55 47 38

Mezi dalsi, ponékud méné znamé, platformy se radi napt. Nucleo, Odroid, Banana
Pi nebo Intel Edison.

4.2.5 Nasazeni Tesseract OCR

Hlavnim kritériem pii vybéru OCR metody bylo predevsim online uziti. Musel byt
zvolen software, ktery ke svému procesu nevyzaduje pripojeni k internetu a bézi
na systému Linux. Pokryti internetu neni vSude dostupné a neni dobré se na to
spoléhat. V kapitole 4.2.4 Nasazeni Raspberry Pi bylo popsédno zatizeni, které bézi
na systému Linux. Bylo tedy nutné, aby byly spolu kompatibilni. V neposledni radé
byl programovaci jazyk — Python.

Metoda je idealni pro skenovani text na bilém pozadi, jako jsou knihy, dokumenty
nebo dopravni znacky. Protoze je OCR zaloZené na hlubokém uceni, je mozné do-
sahnout vysoké presnosti a variability pisem. S pfesnym rozpoznavanim jsou spjaté
vysoké naroky na vykon pouzitého zatizeni. Pro realizaci byla pouzita verze pytes-
seract 0.3.9.

4.2.6 Kamera a objektiv

Pro ziskavani obrazu byla pouzita HQ kamera (viz obrazek 4.6a), kterd nabizi roz-
liseni 12 Mpx a diky vétsimu ¢ipu ma vyssi citlivost a umoznuje dosahnout lepsich

vysledki za Sera. Ke kamete byl pripojen objektiv s bajonetem typu CS (viz obrazek
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4.6b), ktery nabizi vysokou svételnost f/1.2 a ohniskovou vzdalenost 6 mm. mbox63°
zorné pole plni roli Sirokotthlého objektivu a umoznuje zachytit vétsi pocet objektu.
Tento objektiv ma manudlni ostfeni, tim padem oproti kameram s automatickym

ostfenim nedochézi k preostrovani a vzniku neostrosti.

(a) Kamera (zdroj: [56]) (b) Objektiv (zdroj: [57])

Obrazek 4.6: HQ kamera s CS objektivem

4.2.7 Pouzity displej

Pro zadani vysky vozidla a vypisovani informaci byl pouzit 3.5” TF'T displej s roz-
lisenim 320x480 px a odporovym dotykovym ovlddanim (obr. 4.7). Komunikace
probiha skrz sériové SPI (Serial Peripheral Interface) rozhrani a umoznuje primou

komunikaci s procesorem. Displej je kompatibilni s Raspberry Pi 4 pro modely A a B.

3.5inch RPi Display
G € RoHSIRG Seiiie

(a) Predni strana displeje (b) Zadni strana displeje

Obrazek 4.7: 3.5” TFT dotykovy displej
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Kamera je pripojena pomoci 15 pinového konektoru k Raspberry Pi desce, diky
¢emuz umoznuje ptimou komunikaci s GPU. Nedochazi tedy k vytézovani CPU, coz

ma za nasledek zvyseni vypocetniho vykonu pro jinné ¢innosti.

4.2.8 Multithreading

Vldkno (thread) je samostatny tok operaci. Vldknovani (threading) umoziuje sou-
bézné vykonavani vice operaci. Jedna a ta sama ¢innost mize byt spusténa na vice
vlaknem soucasné. Soubor main.py bézi na jednom samostaném vlaknu. Princip

vlaknovani je znazornéno na obrazku 4.8.

Nanestésti dochézi k problému, kdy se vice vldken snazi ziskat pristup ke stejnym
proménnym soucasné. Do proménné by se ulozila hodnota z posledniho aktivniho
vlakna, tudiz by se prepisovali hodnoty zapsané jinymi vlakny. K tomu se vyuziva

funkce Lock(), diky které dojde k uzamceni sdilené proménné. [58]

Avlakna ‘(— 1sec. —>»
<« 1sec.—»
\ Ukol : vidkno 2
Ukol Hotovo vlakno 1
¢as >

Obrazek 4.8: Multithreading — princip (zdroj: [58], preklad: autor)

Pocet vlaken je zavisly na poctu jader procesoru zarizeni. Jelikoz ma Raspberry Pi
ctyti fyzicka jadra, je mozné vytvorit jedno vlakno na jedno jadro, tedy ¢tyri vlakna
celkem. Jelikoz hlavni program pracuje na samostatném vlaknu, je mozné vyuzit uz

jen tri.

4.3 Priprava klasifikatoru a tvorba kodu

V této kapitole je popsan postup uceni Haar klasifikatoru a tvorba zdrojového kédu

véetné popisu klicovych c¢asti.
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4.3.1 Tvorba klasifikatoru Haar

Prvnim a také klicovym bodem realizace byla tvorba Haar klasifikatoru pro detek-
ci objektt. Pii vybéru a shromazdovani fotografii bylo dulezité davat si pozor na
spravné zvolené negativni snimky. Pokud cilem prace bylo rozpoznavani konkrétni
dopravni znacky, nebylo vhodné porizovat, resp. shromazdovat fotky budov, zvitat,
lidi, aut apod. Vysledkem detekce by byly spousty jinych objektii nez pozadovana

znacka — bézné oznacovana jako false — positive detekce.

(a) Pozitivni snimky (b) Negativni snimky

Obrazek 4.9: Ukazky pozitivnich a negativnich trénovacich dat pro Haar klasifi-
kator

Pro pozitivni kategorii — druh objekti, jenz bylo cilem detekovat, byly nasbirany
snimky dopravni znacky B16, tedy vysky mostu. Ostatni byly uloZeny do negativni
tridy. Na obrazku 4.9a je vidét soubor pozitivnich snimki, zatimco na obrazku 4.9b

fotek negativnich.

Po seskupeni ,spravnych® snimki se v GUI muselo nastavit nékolik parametri pro
spravny chod uceni napr. pocet negativnich snimku ve slozce, pocet fazi (iteraci),
hodnoty vysky a Sitky pozitivnich snimki, pocet prifazenych RAM atd. V tabulce
4.3 je mozné vidét nastavené hodnoty v ramci GUI. V prilohach A az D jsou uvedeny

origindlni snimky s nastavenymi hodnotami parametri.

Nutno podotknout, zZe se také testovala velikost pozitivnich snimki. Bylo vytvoreno
nékolik variant velikosti, kde u prilis velikého rozliseni byla detekce pomald ovSem
na ukor kvality. Naopak u malého rozliseni byla detekce rychla, ale nedochazelo
k detekci vSech dopravnich znacek na obrazku ¢ videu. Nejidealnéjsi nalezenou

variantou bylo rozliseni 120px.
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Tabulka 4.2: Srovnavaci tabulka barevnych a ¢ernobilych trénovacich vzoru

Tvp obrazi Snimky Video
. Pocet Pocet mne- | Pocet Pocet ne-
spravnych | spravnych | spravnych | spravnych
detekei detekei detekci deteket
Barevny 18/18 0/18 19 0
Cernobily 17/18 0/18 20 2

Dilezitou roli v uceni zastupoval barevny profil. Z tabulky 4.2 je patrné, Ze pro cer-

nobilé trénovaci vzory se v ramci detekce objekt na snimcich nasbiralo 17 spravnych

z 18 testovanych, zatimco pro RGB snimky byla tspésnost 100 %. Pro detekci ze

zaznamu bylo pro ¢ernobilé vzory spravné nalezeno 20 objektii a dalsi 2 nespravné,

kdezto pri RGB 19 spravnych a zadné nespravné. Je tedy ziejmé, Ze na trénovani

mél vliv i odstin barev.

Tabulka 4.3: Tabulka s nastavenymi hodnotami parametri pro trénink klasifika-

toru

Zalozka: Vstup (Input)

Nastavovany parametr

Hodnota parametru

Vyuziti pozitivnich snimka
Pocet negativnich snimku

100 %
280

Zalozka: Obecné (Common)

Nastavovany parametr

Hodnota parametru

Pocet fazi
Vyhrazeny pocet RAM
Pocet vlaken

20
4096 MB
)

Zalozka: Kaskada (Cascade)

Nastavovany parametr

Hodnota parametru

Sitka vzorki
Vyska vzorkt
Typ funkce

Trénovaci proces

24 px
24 px
HAAR

ALL - vyuziva svislych vzoru a jejich 45°

natoceni

Zalozka: Boost

Nastavovany parametr

Hodnota parametru

Adaboost - typ

GAB - vychozi nastaveni
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Po priprave nasledovala ¢asové nejnarocnéjsi faze, a to uceni. Natrénovat klasifikator
pro 180 pozitivnich a 280 negativnich vzort trvalo cca 26 min. Zalezelo na pouzitém

poctu snimk, velikosti a metodach vstupnich dat.

4.3.2 Popis zdrojového kodu

Dalsi casti prace byla detekce objekti, se kterou byla spjata tvorba kédu. Hned ze
zacatku bylo nutné si ujasnit, zda program psat na pocitaci se systémem Windows
nebo piimo v Raspberry Pi. Divodem volby PC s Windows bylo snadné testovani
a rychlost zpracovani obrazu. Ve fazi realizace pouze stacilo odladit drobné nedo-

statky a prenést soubory do zafizeni.

V prvé radé se musel vytvorit soubor main.py, stahnout a nadefinovat klicové knihov-
ny, které byly nezbytné pro volani funkeci kodu. Pouzité knihovny véetné jejich popisu

jsou sepsany v tabulce 4.4.

Tabulka 4.4: Pouzité knihovny véetné jejich popisa

Néazev Néazev knihovny pro Popis knihovny
knihovny Raspberry Pi
OpenCV opencv-contrib-python Nastroj pro CV a real-time detekci
(4.5.4.60)
Numerical numpy (1.19.5) Python knihovna pro préci s poli
Python (arrays) a maticemi
Imutils imutils (0.5.4) Nastroj pro méreni FPS
Tesseract pytesseract (0.3.9) Knihovna pro rozpoznavani znaku
OCR
RegExr regex (2022.4.24) Nastroj pro praci s regresivnimi vyrazy
(regular expression)
Threading thread6 (0.2.0) Nastroj pro praci s vice nezavislymi
vlakny
Tkinter tkinter (8.6) Knihovna pro tvorbu GUI

Nasledovalo definovani proménnych, cesty k vytvorenému klasifikatoru a zptisob
prijimani vstupniho obrazu. V rdamci optimalizace a zefektivnéni chodu se pred sa-
motnou smyckou spustilo hledani klicovych bodu vzorového (template) snimku vy-
tvoreni deskriptoru. Nasledné se vstupni obraz zmensil na velikost HD, tedy 1080
x 720 px. Divod a vysledky rozliSeni je popsan v kapitole 4.3.3 Vliv parametrii na
detekci.
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O néco dulezitéjsi ¢asti kodu je detekce objektt v zabéru za pouziti detectMultiScale.
Funkce prijima nékolik vstupnich parametri, které jsou popsany v kédu 4.1. Divod
vybéru hodnot parametri je popsan v kapitole 4.3.3 Vliv parametru na detekei.

Ukéazka definovani proménnych ad. je zfejma z kédu 4.1.

# Promenne

global odd

global oddOut
global threads
global sound alert
IMAGE SIZE = 240.0

MATCH_THRESHOLD = 20

A=0

B=20

cascade = cv2.CascadeClassifier('cascade RGB.xml') # Nacist Haar kaskadu
cap = cv2.VideoCapture ('/dev/video0') # Zaznam videa z kamery

fps = FPS().start() # Start FPS pocitadla

# ORB a BFMatcher inicializace

orb = cv2.0RB_create(nfeatures=800, scaleFactor = 1.2, scoreType = cv2.0RB_FAST SCORE)

# Brute-Force Matcher - porovnavac deskriptoru, ktery srovnava dve sady deskriptoru bodu a
generuje vysledek ve forme seznamu shod

bf = cv2.BFMatcher (cv2.NORM HAMMING, crossCheck=True)

roadsign = cv2.imread('002.png', 0) # Nacteni porovnavaciho snimku

kpl, desl = orb.detectAndCompute (roadsign, None) # Najit klicove body a vypocitat
deskriptory

sign = cascade.detectMultiScale( # detekce objektu ruznych velikosti zjistene objekty jsou

vraceny v seznamu obdelniku
frame, # Vstupni obraz
scaleFactor=1.2, # Meritko urcujici o kolik se zmensi velikost obrazu

minNeighbors=3, # Pocet sousedu, ktery by mel mit kazdy kandidatsky obdelnik

minSize=(30, 30)) # Minimalni velikost objektu; mensi objekty jsou ignorovany

Zdrojovy kéd 4.1: Import knihoven, definovani proménnych a tvorba deskriptorii

Pri detekci dopravni znacky se spusti smycka for — 1. fadek kdédu 4.2, kde vstupni
proménnou je sign. Ta obsahuje informace o pozicich a velikostech detekovanych
objektl. Nasledné musi byt provedena filtrace chybnych kandidatti pomoci ORB.
Principem je hledéani a porovnavani klicovych bodi detekovanych znacek se vzoro-

vym (template) snimkem. Podle po¢tu nalezenych bodu a hodnoty prahové hodnoty
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MATCH THRESHOLD dojde k ofezu a zaméreni se pouze na text — radky 10 - 12.

Nasledné je nutné provést prevod do odstinti Sedi a nasledné aplikovat funkci adap-
tive Threshold, ktera automaticky prevede oriznuty objekt do binarni podoby (bila
a Cernd, 0 a 1). Na takto upraveny snimek je mozné jiz aplikovat OCR. Bohuzel
samotna rychlost zpracovani znaku je pomalejsi oproti detekci objekti. Dostupnym
fesenim je multithreading, ktery byl popsan v kapitole 4.2.8 Multithreading. Vy-
tvoTenim nezavislé ¢innosti se proces urychli a bude probihat nezavisle na hlavnim

kodu.

Definuje se vlakno s odkazem na tzv. definici funkce (function definition), ktera
bude provadét nezavislou ¢innost. Funkce prijima dvé vstupni proménné, kde object
obsahuje aktudlni detekovany objekt a lock definuje proces zamku. Nasledné se spusti
vldkno, a s nim i proces rozpoznavani znaku (fadky 17 - 20), ktery je umistén az po
detekci dopravni znacky. Je nelogické aplikovat OCR na kazdy snimek. Dochézelo by
k rozpoznavani znaki na celém obrazu, a tim vyraznému snizeni rychlosti zpracovani

a zpomaleni systému.

for (x, y, w, h) in sign: # prochazet vsemi detekovanymi objekty
obj = framel[y:y + h, x:x + w] # ziskat objekt ze snimku ulice
ratio = IMAGE SIZE / obj.shape[1l]

obj = cv2.resize(obj, (int(IMAGE_SIZE), int(obj.shape[0] * ratio)))

kp2, des2 = orb.detectAndCompute (obj, None) # najit klicove body a deskriptory pro
objekt

if len(kp2) == 0 or len(des2) == None: continue

matches = bf.match(desl, des2) # vytvorit deskriptor shod

matches = sorted(matches, key=lambda x:x.distance) # seradit shody podle vzdalenosti

if (len(matches) >= MATCH THRESHOLD): # je-1li splnena prahova hodnota...
obj = cv2.resize(obj, (240, 240))
w, h, _ = obj.shape
obj = obj[int(w / 4):int(w * 3 / 4), int(h / 4):int(h * 3 / 4)] # ... oriznuti a
zamereni se pouze na text
obj = cv2.cvtColor (obj, cv2.COLOR RGB2GRAY) # Prevedeni do odstinu sedi

obj = cv2.adaptiveThreshold(obj, 255, cv2.ADAPTIVE THRESH GAUSSIAN C, cv2.THRESH BINARY,

199, 5) # Automaticky urci prahovou hodnotu na zaklade intenzity pixelu
A=A+1
if (A > 1): # Eliminace nahodneho sumu (detekci)
if (threads > 0 and threads < 4 and B <= 120): # Definovani max. mozneho poctu

aktivnich vlaken
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t = threading.Thread(target=ocr, args=(lock, obj)) # Vytvoreni cilove definice
a vstupnich promennych

t.start () # Spusteni vlakna

threads = threads + 1

Zdrojovy kéd 4.2: Vytvoreni deskriptoru a klicovych bodi detekovaného objektu

V kédu 4.3 na 1. radku vstupuje oriznuty objekt — obj do procesu OCR. Veskeré
nastaveni je uloZzeno v proménné config, kde --oem I- definuje rezim (engine) roz-
poznavani. Cislice 1 vyuzivd LSTM neuronovou sit (viz 2.3.3 Rekurentni neuronové
sité). Dalsi argument --psm 8, definuje rozdéleni snimku na fadky textu nebo jen
slova. Konkrétné ¢islice 8 rozdéluje obraz na slova. Poslednim argumentem je filtrace
nebo-li omezeni znakt, které se maji rozpoznavat. Je patrné, Ze se na seznamu po-
volenych znaki jsou pouze ¢islice od 0 do 9. Znaky ,,.,-:* jsou kvuli velikosti obtizné
citelné a nemusely by byt detekovany. Je lepsi zajistit nasledné vyhodnoceni nez se
spoléhat na malou presnost téchto znakt. Zaroven nebude dochéazet k rozpoznavani
téch chybnych.

Nasledné dojde k vyvolani funkce image to_string pro zahajeni prevodu znaku.
Vystupni data se zapisuji do proménné data, na které je aplikovan filtr. Pomoci re-
gresivnich vyrazu (fadek 6) dojde k odstranéni veskerych mezer, odsazeni, zalomeni
apod. Pokud by se znaky nerozpoznaly nebo by cislice byla trojciferna nebo vyssiho
radu, dojde k jejich ignorovani. Déle dojde k uzamceni a zapisu hodnoty do listu, ze
které se provede ¢etnost hodnot. Proces se odemkne a ukonéi, ¢imz se uvolni vlakno
pro dalsi detekovany objekt (fadky 11 - 15).

def ocr (lock, obj):
global oddOut # Nacteni globalnich promennych
global odd
global threads
global hlimit
global sound alert
global buzzer
config = r'--oem 1 —-psm 8 -c tessedit char whitelist=0123456789' # nastaveni a
definovani OCR pouze na cisla

data = pytesseract.image to string(obj, lang='eng', config=config) # rozpoznavani textu

z obrazku
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match = re.sub(r'\s', r'', data) # vrati retezec bez nalezenych znaku '\s'
if match:
if (len(match) > 0 and len(match) < 3): # eliminace trojcisli a vyssich
if (int(match) < 10):
match = int(match) * 10
lock.acquire() # zamceni procesu
odd.append (str(match)) # zapis do listu
oddOut = max(set(odd), key=odd.count)
threads = threads - 1
if (hlimit >= int(oddOut) and len(odd) > 2 and sound alert == False):
sound alert = True # Prepsani hodnoty pro spusteni zvukove signalizace

GPIO.output (buzzer, sound alert) # Spusteni bzucaku

lock.release() # odemceni procesu

Zdrojovy kéd 4.3: Definice funkce pro rozpoznavani znakii

Posledni zélozkou pti tvorbé skriptu je vytvoreni grafického rozhrani, které se spusti
pri zapnuti Raspberry Pi. Nejdiive se inicializuje nazev a velikost okna. Dale dojde
k rozmisténi textu, tlacitek a vstupniho pole, nastaveni barev pozadi, velikosti textu

ad. Nakonec se program spusti.

Uzivatel pomoci tlacitek Increase a Decrease zvysi ¢i snizi vysku svého vozidla. Se
stisknutim Start dojde ke spusténi hlavni programu a zapisu hodnoty do proménné.
Timto parametrem se ovéruje, zda vozidlo neprekrocilo vysku mostu. Ukazka kédu

4.4 vysvétluje princip vytvoreni takového rozhrani.

window = Tk()

window.title ("GUI") # Nazev okna
window.geometry ('480x320') # Velikost okna
window.attributes ('-fullscreen', True) # Roztahne okno na celou plochu displeje

def guiDesign():

SetLabel = Label (window, text="Set Vehicle Height:", font=("Arial", 14)) # Vlozeni
textu

SetLabel.grid(column=0, row=2) # Pozice textu

global inputField

inputField = Entry(window, width=10, justify='right') # Definovani vstupniho pole

inputField.insert (1, "2.5") # Nastaveni vychozi hodnoty
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inputField.grid(column=1, row=2) # Pozice vstupniho pole

UpBtn = Button(window, text="Increase", bg="#46B382", width=12, command=incHight) #
Vytvoreni tlacitka UpBtn

UpBtn.grid(column=1, row=1) # Umisteni tlacitka UpBtn - 1. sloupec, 1 radek

DownBtn = Button (window, text="Decrease", bg="#46B382", width=12, command=decHight) #
Vytvoreni tlacitka DownBtn

DownBtn.grid(column=1, row=3) # Umisteni tlacitka UpBTN - 1. sloupec, 3. Fadek

StartBtn = Button (window, text="Start", bg="#46B382", width=12, command=videoCap) #
Vytvoreni tlacitka StartBtn

StartBtn.grid(column=2, row=2) # Umisteni tlacitka StartBtn

guiDesign ()

window.mainloop () # Spusteni GUI

Zdrojovy kéd 4.4: Vytvoreni grafického prostredi

Casti zdrojovych kédl jsou pouze pro ukézku a neobsahuji tiplné formatovani (za-
rovnani) a dalsi nezminéné radky kodu. V priloze X této prace je uveden tplny

zdrojovy kdéd. Pro priblizeni funce kédu byl vytvoren vyvojovy diagram 4.11.

Snimek 4.10 reprezentuje celkovy pohled na vytvorené okno grafického rozhrani.
Pri navrhu byl kladen diraz na kompatibilitu s dotykovym displejem. Jedna se
o rozpracovany navrh. GUI je plné funkéni, na pohled neptisobi rusivé a na primém

slunci je vse citelné. Jsou zde vidét 3 tlacitka, text a vstupni burnka.

¢ cu - O X

e |
Set Vehicle Height: s [
__Decrme |

Obrazek 4.10: Okno vytvoreného grafického rozhrani
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Obrazek 4.11: Vyvojovy diagram fungovani kodu

4.3.3 Vliv parametrti na detekci

Mezi klicové parametry funkce detectMultiScale, které hraji vyznamnou roli pri
false — positive detekci, se fadi minNeighbors a scaleFactor. Bylo provedeno nékolik
meéreni, na jejichz zakladé byla vytvorena tabulka. Kvili jeji velikosti musela byt
rozdélena do dvou — tabulka 4.5 a tabulka 4.6.

Z dat vyplyva optimélni a zvolené nastaveni téchto dvou parametrii. Z rozsahu
hodnot byla zvolena stfedni cesta, tedy hodnoty 1.2 pro scaleFactor a 3 pro min-
Neighbors. Vstupni velikost obrazu se podle poctu spravné detekovanych objekti

a prumérnych hodnot FPS zménsil (skaloval) z forméatu Full HD na HD rozlise-
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ni. Docililo se tim zvysSeni FPS na tkor relativné vysoké presnosti detekce. Nutno
podotknout, zZe se testovalo na pocitaci se systémem Windows a hodnoty nebudou
identické s pouzitym zafizenim (Raspberry Pi). Navic se testovalo na video zaznamu,

tudiz se hodnoty FPS budou lisit pro Zivy zdznam z kamery.

Tabulka 4.5: Porovnani hodnot parametri funkce detectMultiScale véetné pri-
meérnych hodnot FPS - 1. ¢ast

detectMultiScale iﬁi.\?&c{fﬁ}; Primeérné hodnoty FPS
o HD + Full HD +
scaleFactor | minNeighbors HD Full HD dotekce dotekee
1,10 5 10 | 10 1717 28,29 16,09
1,10 3 21122 49 | 50 28,43 16,50
1,20 5 1]1 0]0 46,73 29,02
1,20 3 10 | 10 15| 16 47,10 28,86
1,30 5 00 0]0 50,91 32,96
1,30 3 414 313 48,20 32,79
1,40 5 00 0]0 58,93 40,81
1,40 3 33 212 57,11 40,54
1,10 az 1,30 3 Optimélni nastaveni
1,20 3 Zvolené hodnoty

Tabulka 4.6: Porovnani hodnot parametri funkce detectMultiScale véetné pri-
meérnych hodnot FPS - 2. ¢ast

detectMultiScale iﬁi.\?&c{fﬁ}; Primeérné hodnoty FPS
scaleFactor | minNeighbors HD Full HD || HD + OCR FulégPI{) *
1,10 5 10 | 10 1717 27,75 16,71
1,10 3 21122 49 | 50 27,76 15,55
1,20 5 11 00 44,05 28,47
1,20 3 10 | 10 15| 16 44,53 27,42
1,30 5 00 0]0 4931 32,60
1,30 3 414 313 48,58 31,88
1,40 5 00 0]0 57,09 40,62
1,40 3 33 212 57,05 40,05
1,10 az 1,30 3 Optimélni nastaveni
1,20 3 Zvolené hodnoty
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4.3.4 Konstrukce a montaz zarizeni

Po sepsani kodu a odladéni hodnot parametri nasledovala implementace a reali-
zace zarizeni. Nejdrive se nainstaloval nejnovéjsi operacni systém — Raspberry Pi
OS 64-bit (2022-04-04). K tomu se vyuzilo prostedi nainstalované v systému Win-
dows, jenz vyrobce poskytuje. OS se nahral na SD kartu, ktera se vlozila do Raspber-

ry Pi.

K zarizeni, konkr. na procesor, se pripevnil chladi¢ a pripojil 5V ventilator (KR 30
mm) pro lepsi odvod teplého vzduchu (viz 4.2.4 Nasazeni Raspberry Pi). OvSem
namisto 5V byl pripojen k 3,3V, ¢imz se snizila jeho hlu¢nost, spotieba, ale také
uc¢innost. Pro ladéni a komunikaci se zafizenim se pripojily periferie — klavesnice
a mys. Kamera se pripojila skrz sériové rozhrani CSI (Camera Serial Interface)
a displej se zapojil do pinii na Raspberry Pi jako rozsitujici deska. Lepsi pohled na

pripojené komponenty je mozné si prohlédnout z prilohy E.

Po spusténi zarizeni se systém z karty nainstaloval. V nastaveni bylo nutné povo-
lit komunikaci s kamerou, provést aktualizace internich knihoven a programovaciho
jazyka Python. Nasledovala stejna operace jako pri tvorbé kddu, a to stazeni pouzi-
tych knihoven, jejichz seznam byl uveden v tabulce 4.4. Vytvoreny kod se ze systému

Windows presunul do zarizeni.

Deska s pripojenymi komponenty musela byt ucelena a seskupena do kompaktniho
celku, aby neptisobila rusivé a nemohlo dojit k zavadé na zarizeni. Navrhl se tedy
model pouzdra, ktery by zakryl veskeré kabely, piny, porty a zaroven aby se dala
pripevnit kamera a ventilator. Celd konstrukce se sklada ze t¥1 hlavnich dili a umoz-
nuje demontaz. Jelikoz byl k zarizeni pripojen displej, nebylo nutné vyuzivat jiny
nez napajeci USB-C konektor. Ovsem pro pripad budoucich a nahlych situaci, které
by vyzadovaly ladéni, se nechaly odkryté nékteré konektory — 3,5mm jack, micro
HDMI a USB-C.

Velky diiraz byl kladen na chlazeni a zptisob odvodu vzduchu. Ventilator byl zapojen,
aby sal vzduch z vnitiniho prostoru a odvadél ho ven, podobné jako je tomu v PC

skiinich. Z tohoto divodu byly v pouzdru vytvoreny priduchy.

Nedilnou soucésti byl zptisob uchyceni zafizeni, kamery a ventilatoru vaci pouzdru.
Byly vytvoreny distanc¢ni sloupce pro vymezeni polohy. Model a ramcové rozmeéry
sestavy zarizeni jsou patrné na snimku 4.12. Dalsi ukazky jsou v prilohach F az H.
Z divodu umisténi systému primarné za celni sklo vozidla, byl pro 3D tisk vybran

material PET-G. Jednd se o plast vysoce odolny proti naraztim, je méné kiehky,
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ma lepsi mechanické a tepelné vlastnosti nez ABS, je zdravotné nezavadny a lze jej

recyklovat. Na druhou stranu ho lze snadno poskrabat a pri tisku vyzaduje vyssi

teplotu trysky oproti materidlim PLA nebo ABS.

S6

= 1

Obrazek 4.12: Model zarizeni véetné zdkladnich rozméra

Jelikoz se pouzdro tisknulo na FDM 3D tiskarné, bylo nutné zajistit, aby veskeré dily

spliovaly pozadavky této metody. Disledkem vrstveni materidlu se musel brat zietel

na samotny navrh, aby u funkcénich ¢asti nedochazelo v pribéhu montéaze k poruseni.

Dalsi klicovou zalezitosti bylo zvoleni idealné velkého pridavku, resp. vili pro diry,

zahloubené diry pro zajisténi matic apod. Konkrétné se zvolila hodnota 0,4 mm.

vvvvvv

Tabulka 4.7: Nastaveni parametra pro 3D tisk

Néazev parametru

Hodnota parametru

Vyznam parametru

Hustota vyplné

Vzor vyplné
Teplota trysky
Teplota podlozky

Podptirné struktury

20 %
miizka (grid)
240 °C
65 °C

Ne

,Plnost* vnittku soucasti
Struktura a tvar vyplné dilu
Teplota nahtivani materialu
Teplota vyhtivané podlozky
Generovani podpor pro previslé
konstrukce

99



@
|
o) T

Obrazek 4.13: Prifez pouzitymi dily zafizeni
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Vsechny dily navrzeného zatizeni, kromé Sroubti, distancnich sloupcti, matic ad.,
jsou patrné ze snimku 4.13. Nazvy polozek jednotlivych pozic jsou vypsany v tabulce
4.8. Vse se nakonec smontovalo dohromady, ¢imz vzniklo ucelené a estetické zari-

zeni, které se pripevnilo k drzéku s prisavkou na sklo. Nésledovalo testovani systému.

Tabulka 4.8: Vysvétlivka pozic pro snimek 4.13

CIS.IO Nazev dilu CIS.IO Néazev dilu
pozice pozice
1 Kamera 6 Hlavni dil - propojka
P Mif7ka ventilatoru 7 Kryt desky a Celni dil
displeje
3 Ventildtor 8 Zékladna (mount) pro
pripevnéni
4 Krytka kamery 9 Raspberry Pi 4B
5 Celo - pohledova strana 10 Dotykovy displej

4.4 Testovania ladéni

Testovani funkénosti detekce, rozpoznavani znaki na znacce, dulezitych casti ko-
du jakozto kontrola pripojené kamery, vlaknovani ad. probihalo nejprve na PC se

systémem Windows. Kéd nahrany do Raspberry Pi byl témér identicky. V ramci
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optimalizace a zrychleni vypoctu se nevykreslovalo real-time okno, nedochazelo k vy-
pisovani hodnot do konzole pro ladéni apod. Vsechny dalsi ¢asti kodu byly stejné.
Komponenty typu displej a zvukova signalizace se musely otestovat az po vlastnim
pripojeni k zafizeni.

Testovani probihalo v nékolika etapach. Nejprve se systém zkousel na nasbiranych
snimcich. Na ukazce 4.14 je zobrazen program PyCharm s detekei dopravni znacky
a procesu OCR. Bylo také vytvoreno kontrolni okno pro nahled pri porovnavani

klicovych bodt se vzorem.

Obrazek 4.14: Testovani systému na snimcich

Prilohy I a J ukazuji testovani systému na video zaznamu ziskaného z palubni ka-
mery umisténého za sklem osobniho automobilu. Je zde patrné okno pro real-time
sledovani detekce objektli, okno detekované znacky a konzole, ve které jsou vypsany
CtyTi rozpoznana dvojcisli, fadek se spusténim zvukové signalizace pri prekroceni

max. povolené vysky vozidla a také primérna hodnota FPS.

Tretim typem testovaného formatu byl primy vystup z kamery. Vysledny snimek

byl identicky jako u video zdznamu.

Funkéni, ucelené a estetické zatizeni se také nasadilo do realného testovani za sklem
osobniho automobilu. Napajeni pro desku se privedlo ze zasuvky vozu. Kvili rozdil-
nym hodnotam napéti — 5V pro zafizeni a 12V pro zasuvku, se musel pouzit snizujici
meénic¢ napéti. PTipojené zatizeni k napajeni vozidla, je mozné vidét na snimku 4.15a,
zatimco obrazek 4.15 predstavuje nasazeni zafizeni do provozu. V priloze X je do-

stupny vétsi pocet ukazek.
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Chod redlného zafizeni probihal identicky jako na PC. Na vstupni obraz z kamery
byla aplikovana detekce objekti. Rozpoznand znacka spustila proces OCR a pii

prekroceni max. vysky vozidla doslo ke zvukové signalizaci.

(a) Napéjeni  pro (b) Navrzené zafizeni za sklem osobniho automo-
Raspberry Pi do vozidla bilu

Obréazek 4.15: Ukazka realného zafizeni v praxi

Na obrazku 4.16 je vidét soubor detekovanych znacek, které byly ofiznuty a prota-
zeny procesem OCR. Na snimcich byla aplikovana funkce adaptive Threshold, kterd
snimek prevedla do dvou barev — ¢erna a bila. To eliminovalo okolni Sum, ¢imz se

zvysila pravdépodobnost na rozpoznani znaki.
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rw NT -
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Obrézek 4.16: Soubor oriznutych detekovanych znacek
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Pro priblizeni se pti samotné detekci dopravnich znacek docililo rychlosti 15 FPS.
Po spusténi vlaken a procesu OCR klesla rychlost na 5 FPS. Rychlost od detekce
znacky az po zapnuti signalizace trva dvé az tii vtefiny. Ovsem presnost detekce

zustala vysoka.

Cely proces vyzadoval prili§ mnoho ¢asu na zpracovani, béhem kterého by mohlo
dojit ke kolizi. Je proto nutné zarizeni optimalizovat, aby pracovalo rychleji. Do-
stacujici hodnotou je 30 snimkt za vterinu, tudiz dvojnasobek rychlosti nez dokaze
navrzeny systém. O moznostech zlepseni a optimalizace zafizeni bude Te¢ v nésle-

dujici kapitole 4.5 Shrnuti a diskuze.

4.5 Shrnutia diskuze

Pro realizaci navrhovaného zafizeni se nejdiive vybraly metody pro detekci objek-
tl, rozpoznavani znaki a vhodna zafizeni pro realizaci. Nasledovala klicova cast —
tvorba kédu. Vytvorily se funkéni kod, kterym se systém 1idi. Dale doslo k mon-
tazi komponent k zarizeni, a modelaci a tvorbé pouzdra pro zakryti, ochranu dilt

a zajisténi chlazeni. Pro ovéreni funkcénosti se celek nakonec otestoval v praxi.

Takto vytvoreny systém splnuje vsechny cile, které byly kladeny. Systém je schopen
detekovat dopravni znacku B16 — vyska mostu. Na zdkladé oriznutého objektu doka-
Ze rozpoznat text na znacce a provést zvukovou signalizaci tidi¢i vozidla. Navrhnuté

zatizeni je rovnéz funkéni, kompaktni, vzhledové jednoduchy, barevné sladény.

Samotna rychlost detekce byla velmi dobra, da se Tict, Ze nijak neovliviiuje zpra-
covani obrazu. Cinnost OCR byla pomalejsi a brzdila plynulost celého procesu. Na
tkor zpomaleni se docililo presné rozpoznanych ¢islic. Pouzité zatizeni Raspberry Pi
i navzdory vyssimu vykonu, ve srovnani s ostatnimi dostupnymi deskami, nestihalo
provadét veskeré c¢innosti dostateéné rychle, a to i pres fadu optimalizaci. Uz pri

zpracovani HD obrazu se nedosahovalo takovych hodnot FPS, jak se ocekavalo.

Moznosti, jak zlepsit systém, je celd rada. Jeho zabudovanim napt. do vozidel Tesla
model S. Jelikoz se jedna o elektromobily, obsahuji celou fadu elektroniky a pre-
devsim rtidici jednotku. Ta je pravdépodobné na tolik moderni a vykonna, ze by
na ni mohl bézet vytvéreny systém této prace. Mohlo by dojit ke zrychleni a piip.

i zvétseni velikosti vstupniho obrazu.

Urcité neni od véci zkusit nahradit Raspberry Pi za napt. desku Khadas VIMA4.

Jedna se o novou desku, kterd je osazena osmijadrovym procesorem s frekvenci 2
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GHz (0 0,5 GHz vice nez u Raspberry Pi 4B), 8 GB RAM, m4 taktéz piny, a jedna
se 0 konkurenta k Raspberry Pi deskam. Je ovsem nutné zvazit cenu, a také zdali
by doslo k navyseni vykonu, urychleni ¢innosti. S ohlednem na veskera navyseni
a zlepseni by cena vzrostla dvojnasobné. Zkratka je nutné zvazit, zdali se takové

zalizeni vyplati.

Deska Raspberry Pi byla idealni volbou z pohledu poméru mezi cenou a vykonem.
Jeji tvirci vyviji novejsi model konkr. verzi 5, ktera by méla poskytnout vétsi vykon,

vétsi pocet paméti nebo napt. lepsi chlazeni v podobé médénych vodicta. Zkratka se

Vv

Samotné detekce objektti zaloZzend na metodé Viola — Jones je jednoduchd, presna
a rychla. Nejprve dojde k detekci, poté k rozpoznani znaki. Alternativou je volba
jiné metody, kterd by byla zalozend napt. na konvoluéni neuronové siti. Cilem by
bylo detekovat znacky z natrénovaného modelu a naprimo je klasifikovat, ¢imz by se
eliminoval proces OCR. Vystupem by rovnou byla data o vysce. Nicméné shromazdit
velké mnozstvi snimkt dopravnich znacek s riznymi vyskami je dosti pracné a je

nutné zvazit takovou variantu.

Rozdéleni ¢innosti OCR mezi vldkna byla také provedena za tcelem zvyseni rych-
losti. Pti vice nez ¢tyfech vlaknech by byly hodnoty zrychleni znatelnéjsi. Zvazeni

jiné varianty rozpoznavani znakt by také mohlo prinést snizeni vypocetniho casu.

Pouzita kamera s objektivem méla celkem vysoké rozliseni, ihel zdbéru a umoznovala
manualni regulaci clony a vzdalenost, na kterou zaostrila. Jedinym nedostatkem bylo

nelplné proostreni obrazu.

Zarizeni je eleganti, provozu schopné, akorat vyzaduje péci. Moznosti pro vyvoj
a zlepseni je dost. V ramci diplomové prace by se zafizeni optimalizovalo, vybraly

by se vhodnéjsi postupy, zarizeni a dovedlo k dokonalosti.
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Zaver

Préce se zabyvala strojovym uc¢enim, umélou inteligenci, poc¢itacovym vidénim, roz-
poznavanim znaki a jejich aplikaci v praxi, a to predevsim pro detekci objekta

a rozpoznavani znaki.

V ramci této prace byla vytvorena datova sada dopravnich znacek B16 — vyska mos-
tu, které byly shromazdény na tizemi Ceské republiky. Sadu lze rozsifit o zahrani¢ni
typy dopravnich zna¢ek a miize fungovat mimo CR. Pro natrénovani modelu se pou-
zilo uceni pod dohledem, které nevyzadovalo velké mnozstvi trénovacich dat. Model

slouzil jako vzor pro detekci znacky.

Knihovna Tesseract OCR umoznila rozpoznavani ¢islic z detekované znacky. Spolu
s udajem o vysce vozidla, kterou uzivatel nastavil pred jizdou, doslo k vyhodnoceni.
Pokud vyska vozidla byla vyssi nez vyska mostu, probéhla zvukova signalizace, ktera

upozornila Tidice.

V zavéru kapitoly, ktera se vénovala realizaci, byla fe¢ o shrnuti realizace a diskuzi,
ve které byly uvedeny pozitiva a negativa navrzeného systému. Byly také uvedeny

mozné zpusoby, jak omezit nedostatky a zajistit rychlejsi a plynulejsi chod.

Vytvoreny kod je dostupny v piiloze X a je mozné si ho stahnout a nahrat do
vlastniho zarizeni. Hlavnimi ¢astmi kédu jsou detekce objektti, vlaknovani urcené
pro rozpoznavani znakl a vytvoreni vlastniho jednoduchého grafického rozhrani pro

zadavani vysky vozidla.
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Piiloha A: Nastavené hodnoty parametrii pro Haar klasifikitor - Vstup (Input)
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Legenda barev kabeld :

Zluta - propojeni kamery s GPU sbérnici
Modra - propojeni displeje s piny (GPI0)
Zelend - napéti 3.3V

Cervena - pFivod na pin (GPIO)

Cernd - GND (uzemnéni)

fritzing

Priloha E: Schéma zapojeni komponent k Raspberry Pi
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Priloha G: Horni, resp. spodni pohled na rozebranou sestavu zatizeni (bez spojo-
vacich dila, kabelt apod.)
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Priloha I: Testovani funkénosti systému na PC se systémem Windows - 1. ¢ast

7



B+ @oun~

apter?.py

"D:\Pro harn 2021.2.1\0penCVTrafficsignDetection_K\venv\Scripts\python.exe” "D:/Programy/PyCharm 2€21.2.1/0penCVIrafficSignDetecticn X
[INFD] Sounc elert non active!
[IHFD] Sounc elert non active!
threads: 1
threads
4 threacs
_ || threa
T ocaout: ae
& | ocduut
ocdout: 4

»

ocdout: 4

threacs: 1

[WARN] Sounc elert act:

LTHFD] Sound alert non-acti
[THFO] Sound alert non-a
[1NFD] Sounc zlert non-active!
[INFD] Sounc slert non-active
[INFO] Sounc zlert non-active!
[INFO] UpLy

[InFD] Pre

Process finished with exit cade 0

ontrol— » Run = © problems B erminal ¥ ython b,

1D kemove redundant parentheses. Simplify

Priloha J: Testovani funkcénosti systému na PC se

oy @ 19811 v o x

+* A o

Upip,

import rumpy as rp 1
2 import cv2

5 from time import sleep, time, pert_counter
4 import pytesseract

Suitchto
reguiat

from PIL import Image, ImegeDraw
from inutils.video import FPS
import re

import threading

from tkinter import *

import RPi.GPIO as GPIO

window = Tk(}

window. title("GUI")
window.geometry (' 486x320")

window. ttributes('-fullscreen’, True)
thresds = 1

ogdout =
entryval 5
GPI0. setmoge (GPLD. BLM)
GPTO. setwarnings (False)
buzzer = 21

GPIO. selup(buzzer, GPIO.OUT)
soung_alert -

odd = 11

def ocr(lock, obj, hlimit):
global odout
global odo

shel

Pylwn 302

Priloha K: Grafické prostredi dostupné pro Linux
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