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Abstrakt

Cielom tejto prace je experimentdlne otestovat silu grafovych neurénovych sieti pri kom-
plexnej analyze rozlozenia dokumentov. Z pohladu typov dokumentov st cielom predovset-
kym novinové c¢lanky a historické spisy, ako napriklad ru¢ne pisané knihy alebo stredoveké
manuskripty. Tie sa totizto vyznacuji komplexnostou svojho rozlozenia, nemaji pevne
danu struktiru alebo je samotny text velmi c¢lenity. Praca sa zaoberd vytvorenim vhod-
nych datasetov, ktoré sltizia na natrénovanie a otestovanie pristupu pre globalne zoradenie
postupnosti ¢itania riadkov stranky a pridelenim jednej z mnoziny zadefinovanych tried
kazdému riadku. Predmetom skimania je taktiez vytvorenie vhodnej reprezentacie grafu,
ktory bude zachytavat vztahy medzi jednotlivymi komponentami na stranke a zvolenim
vhodnej grafovej neurdnovej siete s prislusnymi parametrami. Na zaver si jednotlivé pri-
stupy vyhodnotené a porovnané na viacerych metrikdch vhodnych pre dani problematiku
a zistenia zosumarizované s diskusiou o moznych vylepSeniach a limitaciach.

Abstract

The aim of this work is to experimentally test the power of graph neural networks in the
comprehensive analysis of document layout. In terms of document types, the focus is prima-
rily on newspaper articles and historical writings, such as handwritten books or medieval
manuscripts. These are characterized by the complexity of their layout, lacking a fixed
structure or having highly segmented text. The work deals with the creation of suitable
datasets for training and testing an approach for globally ordering the sequence of reading
lines on a page and assigning each line to one of the defined classes. The research also invol-
ves creating an appropriate representation of a graph that captures relationships between
individual components on the page and selecting a suitable graph neural network with the
appropriate parameters. Finally, the different approaches are evaluated and compared on
multiple metrics suitable for the given problem, and the findings are summarized with a
discussion on possible enhancements and limitations.
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Kapitola 1

Uvod

V sucasnej dobe digitalizacie informacii vznika velké mnozstvo dat, s ktorymi ¢lovek pri-
chadza denne do kontaktu. Snaha predkladat informacie ludom v digitdlnej forme je coraz
vicsia a s nou prichadza aj mnozstvo uloh, ktoré je mozné riesit, pricom motivaciou ostéva
zjednodusenie prace ludom a obohacovanie o informécie, ktoré moézu byt ¢astokrat ludskému
oku skryté. V pripade, Ze sa zameriame na uzsiu sféru digitalizacie informaécii, tak je mozné
sa Specializovat na ziskavanie informacii z obrazu. T4to oblast sa zameriava na zisk do-
lezitych a zaujimavych informécii, ktoré je mozné ziskat réznymi spésobmi. Pod pojmom
digitalny obraz si mézme predstavit rozne typy dokumentov, ako napriklad fotografie, no-
viny, historické knihy, vedecké clanky, publikacie a podobne. Kazdy z tychto dokumentov
obsahuje rozne typy informécii, akymi mo6zu byt napriklad v pripade novin urcenie autora
¢lanku, detekcia nadpisu alebo urcenie samotného poradia Citania jednotlivych odstavcov
¢i riadkov ¢lanku. Takéto dokumenty maju viditelne roznu struktiaru. Preto je velmi do-
lezité pre ziskanie takychto informéacii pochopit samotné rozlozenie dokumentu a spréavne
identifikovat jednotlivé komponenty. Vo vSeobecnosti je mozné kategorizovat analyzu do-
kumentu do dvoch casti, a to fyzickd a logickd analyza. Tieto dva kroky st nevyhnutné
na hlbsie pochopenie rozlozenia dokumentu a ich detailnejsi rozbor je popisany v kapitole
2, kde sa blizsie popisuje, aké kroky a postupy je nutné spravit na to, aby bolo mozné
obrazok stranky analyzovat, a aké informacie je mozné ziskat. Kapitola taktiez popisuje
aktudlne prace a metédy na analyzu rozlozenia stranok pomocou grafovych neurénovych
sieti. Stucastou kapitoly je definicia rieSeného problému, analyza stranky z pohladu grafov
a predstavenie vyhodnocovacich metrik, ktoré praca dalej pouziva. Kapitola 3 sa venuje
popisu grafovych neurénovych sieti a rozobera roézne varianty grafovych neurénovych sieti.
Kapitola 4 sa venuje prehladu dostupnych datovych sad, ktoré boli vytvorené za ticelom
skiimania analyzy rozlozenia stranok, a taktiez je venovana pozornost pristupu na vytvo-
renie vlastnej datovej sady Lidové noviny, ako aj modifikdcia popularneho datasetu IM-
PACT, za ucCelom trénovania a validacie modelu. Kapitola 5 popisuje navrhnuty pristup k
rieSeniu zvolenych tloh s vyuzitim GNN a samotnii implementaciu. Kapitola sa detailne
venuje sposobu extrakcie priznakov z dat, tvorbe grafu a zakédovaniu priznakov do struk-
tary grafu. Dalej popisuje vytvorend architektiru modelu, a taktiez spdsob, akym bolo
z vystupu modelu ziskané kone¢né poradie ¢itania riadkov. Kapitola 6 sumarizuje rozne
typy experimentov prevedenych na zvolenych datovych sadach a vyhodnotenie spomedzi
nich pomocou zvolenych metrik, uviadza detaily nastavenia parametrov modelu a porov-
nava dosiahnuté vysledky. Nasledne sa venuje pozornost limitaciam navrhnutého pristupu
a zhrnutiu poznatkov a objavov v tejto paci. Sucastou tejto kapitoly je diskusia o moz-



nostiach reprodukovatelnosti samotného riesenia, problémy, ktoré tato praca nevyriesila a
navrhy na pripadné vylepsenia. Na zaver kapitola 7 sumarizuje celkovt pracu.



Kapitola 2

Spracovanie a analyza rozloZenia
stranok

Na to, aby bolo mozné aktkolvek analyzu rozlozenia dokumentov (angl. Document lay-
out analysis) vykonavat, je na zaCiatok potrebné ziskat samotny dokument v digitdlnej
podobe. Dokumenty mézu byt vytvorené manudlne alebo strojovo. V oboch pripadoch je
vsak niekolko faktorov, ktoré ovplyvnuju jeho vzhlad a obsah, ako napriklad pouzity pig-
ment, nastroj, ktory nandsa pigment na papier alebo samotnd fyzickd Struktira papieru.
Sposob, akym stroje a Iudia vnimaji vzhlad dokumentu preto zavisi od toho, akym spo-
sobom bol vytvoreny ¢i ziskany. Obrazky dokumentu su zvycajne vytvorené digitalizaciou
z fyzickych dokumentov pomocou skeneru alebo digitalnej kamery, no v dnesnej dobe je
taktiez velké mnozstvo dokumentov vytvorenych priamo v digitalnej forme, pri ktorych uz
externé zariadenia nie st potrebné. Mnohé z tychto dokumentov, ako napriklad noviny, ma-
gaziny, brozury sa skladaju z velmi komplexného rozlozenia, takze umiestnenie nadpisov,
odstavcov, obrazkov méa velmi Sirokd variabilitu. Clovek pri ¢tani takychto dokumentov
pouziva rozne druhy pomdcok ako pochopenie textového kontextu, konvencie pri ¢itani ob-
sahu, jazykové znalosti alebo vizualny kontext. V&csSinu z tychto krokov citatel vykondva
takmer automaticky, castokrat bez hlbsieho zamyslania. Kazda z takychto napoved je vSak
strojovému spracovaniu skryta, kvoli ¢omu sa analyza dokumentu s komplexnym rozloze-
nim stava pomerne naroc¢nou ulohou. Napriek tomu je mozné najst inSpiraciu prave u ludi
a aplikovat ich vnimanie obsahu dokumentu pri strojovom spracovani, pricom sa prevedu
ludské paralelné vnemy na niekolko postupnych krokov, ktoré spracuju rozlozenie stranok.
Obecne je strojovu analyzu rozlozenia mozné rozdelit do dvoch, pripadne troch ¢asti, ktoré
su zobrazené na obrazku 2.1.

Prvou ¢astou je optické rozpoznavanie znakov (angl. OCR) [47]. Tento krok nie je sice
priamou stc¢astou procesu analyzy rozlozenia, ale vytvira velmi délezity podklad. Dal-
sia Cast sa uz priamo vztahuje na analyzu rozlozenia, ktord sa nazyva fyzické rozloze-
nie stranky, pripadne segmentacia stranky alebo geometrické rozlozenie stranky. Posled-
nou ¢astou je analyza logického rozloZenia stranky alebo aj porozumenie dokumentu (angl.
Document Understanding). Cielom analyzy rozlozenia [11, 7] je dekompozicia dokumentu
a extrakcia homogénnych komponent, ako napriklad textové bloky (zény), riadky textov,
grafické symboly, tabulky alebo obrazky, ktoré je mozné potom logicky roztriedit na para-
grafy, nadpisy, autora, titulky a podobne.
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Obr. 2.1: Schematicky diagram analyzy rozlozenia dokumentu. Prevzaté a upravené zo
zdroja [7].

2.1 Optické rozpoznavanie znakov (OCR)

Aby bolo mozné vykonat komplexnt analyzu rozlozenia dokumentu je nutné vykonat nie-
kolko krokov predspracovania obsahu obrazového dokumentu. Ziasadnym z nich je proces
optického rozpoznavania znakov. OCR je vytvoreny software, ktory transformuje rucéne pi-
sany alebo tlaceny text do digitalnej formy, vdaka ktorej moze stroj dalej manipulovat s
takymto vystupom. Samotné riesenie problému OCR nie je vObec jednoduché a vyzaduje
komplexny pristup [23, 47], kedze kvalita vystupu zavisi od mnohych faktorov, na ktoré je
potrebné brat ohlad, ako napriklad réznorodost jazykov, font a $tyl znakov, pravidla jazyka,
¢i vobec samotna kvalita vstupného dokumentu.

Proces optického rozpozndvania je mozné rozdelit do niekolkych krokov [23], ktoré st
zobrazené na obrazku 2.2. V ivodnom kroku je potrebné dostat na vstup dokument v jeho
digitdlnej podobe. Kedze nie je mozné predpokladat, ze vstupny obraz obsahuje text, ktory
je dokladne zarovnany a obsahuje iba digitalne napisany text, tak sa musi jeho vstup ty-
picky upravit do podoby, ktora bude pre vstup do nastroja OCR ¢o najmenej komplikovana.
Tento krok sa nazyva predspracovanie obrazu. Predspracovanie obrazu zahfiia rézne me-
tédy, akymi mozeme vstupny obraz transformovat do ¢o najviac ¢itatelnej podoby pre stroj,
akymi st rotacie obrazu o urcity uhol, v pripade jeho naklonenia, odstranenie Sumu, binari-
zacia, ktord oddeli pozadie od textu, dilaticia ¢i erdzia textu. Krok detekcie textu je mozné
nazvat taktiez aj ako segmentacia obsahu stranky. Typicky sa jedna o proces, kde sa hierar-
chicky rozdelia jednotlivé fyzické segmenty do viacerych podskupin. Na zaciatku sa vykond
segmentacia pre celé rozlozenie stranky, v ktorej sa detekuju rozne typy oblasti, obvykle
textové oblasti, tabulky a obrazky. Néasledne sa v pripade textu moéze zvolit eSte jemnejsia
granularita, ktora rozdeli text do odstavcov, riadkov, slov a nakoniec samotnych znakov.
Nasledujuici krok je rozpoznanie textu z vysegmentovanych regiénov. Do tohto kroku je
mozné zahrnuf aj tzv. postprocessing rozpoznaného textu, pocas ktorého sa vykonava kon-
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Obr. 2.2: Zakladné pipeline pre optické rozpoznavanie znakov.

trola pravopisu. Ako posledny, no o ni¢ menej dolezity krok je uloZenie vystupu. Zvicsa
sa jedna o textovy vystup, ktorého informéacie si ulozené vo vhodnom standardizovanom
forméte, akym je napriklad Page XML [41], ktory je detailnejsie popisany v kapitole 4.
Okrem samotného textu detekovanych casti dokumentu mézu byt stcastou aj mnohé pri-
dané informécie, ako napriklad siradnice polygénu, rozpoznanych odstavcov, riadkov, vyska
riadkov a podobne [4]. Pomocou takychto informaécii je potom moznd pripadnd rozsiahlejsia
analyza rozlozenie dokumentu, ktord vedie k zisku novych informécii.

2.2 Fyzické rozlozenie

Fyzické rozlozenie dokumentu je zamerané na fyzické umiestnenia a ohranicenia réznych
regiénov na obrazku dokumentu [37]. Ulohou fyzickej analyzy dokumentu je spravne hie-
rarchicky rozdelif dokument na jednotlivé homogénne komponenty, akymi si napriklad
obrazky, pozadie, odstavce, riadky, slovd, znaky, a iné. Sp6soby, akymi je mozné realizovat
fyzicku analyzu sa daju rozdelit na dve skupiny [7]. Prvou z nich je tzv. bottom-up algorit-
mus, alebo aj algoritmus zdola hore. Ten sa na zaciatku zameriava na najmensie komponenty
celkov (regiénov). Naopak, pristup top-down alebo zhora dole pracuje, ako uz z nézvu
vyplyva, presne opa¢nym spdsobom. Algoritmus zhora dole zac¢ina od celého obrazu doku-
mentu, ktory postupne rozdeluje na mensie regiony, tak ako je zobrazené na obrazku 2.3.
Okrem toho je mozné tieto dva pristupy spojit ich vhodnou kombinaciou do jedného.

2.3 Logické rozlozenie

Logicka analyza rozlozenia nadvéizuje na svoju fyzicku analyzu [37]. V tejto ¢asti je mozné
fyzickym castiam stranky priradit dalsie informécie, zamerané na obsah fyzickych kompo-
nent. Tieto informéacie mo6zu byt napriklad to, ¢i sa jednd o nadpis, podnadpis, autora,
titulok, paragraf, ¢islo stranky, poznamka pod ¢iarou a mnohé dalSie. Kategorizacia do-
kumentu je dolezitou sucastou pre vykonanie logickej analyzy rozlozenia, kedze logické
komponenty, ktoré chceme extrahovat z dokumentu sa zavislé predovsetkym od samotnej
kategorie dokumentu [11]. Napriklad v pripade vedeckej publikécie z obrazku 2.4c nds moze
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Obr. 2.4: Priklady rozlozeni stranok. (a) Komplexna modernd novinova stranka obsahu-
jica mnozstvo odstavcov, riadkov a viacero ¢lankov. Obrézok z datasetu Lidové noviny. (b)
Priklad historickej stranky. Obrazok z datasetu ¢cBAD [13]. (c) Stranka vedeckého textu
s komplexnejsim rozlozenim a réznymi logickymi komponentami. Obrézok z datasetu Doc-

Bank [35].

zaujimat autor, nadpis alebo abstrakt. V pripade historickych knih a spisov ako je zobrazené
napriklad na obrazku 2.4b sa moéze jednat taktiez o autora, ¢islo stranky, nazov kapitoly.
Pri ¢itani novinovych c¢lankov, obrazok 2.4a, moze byt zaujimavou informéaciou samotné
poradie ¢itanie riadkov ¢i odstavcov, pre lepsie pochopenie kontextu. Z tohto dévodu je
preto velmi doélezité na vykonanie spravnej logickej analyzy pochopit samotny charakter
kolekcie dokumentov, s ktorou sa pracuje, aby bolo mozné ziskat rozumné informécie.



2.4 Prehlad stcasnych metéd na analyzu stranok

V tejto sekcii je venovand pozornost niektorym zaujimavym pristupom, ktoré si zame-
rané na analyzu rozlozenia dokumentov s pouzitim GNN, alebo pracam, ktoré pouzivaju
iné techniky, ale ich ciel je podobny ako v tejto praci, a to rekonstrukcia poradia ¢itania
a urcovanie tried jednotlivych textovych komponent na stranke.

Cielom préace autorov Wang et al. [50] je vytvorit globdlne poradie ¢itania riadkov
na stranke. Na tento ucel autori vytvorili metédu zalozent na modifikovanej grafovej konvo-
lu¢nej neurénovej sieti (GCN) [27] nazyvanej MPNN [17] a tvorbu grafu pomocou [3-skeleton
metddy [28]. Praca vyuziva vyhradne geometrické vlastnosti bounding boxov riadkov ako
vstup do uzlovych embeddingov a aplikuje nad vystupom z GNN mnozinu definovanych pra-
vidiel z préce [5], ktoré vo vysledku dopomahaju zostavit koneéné poradie. Pristup zaloZeny
na pravidlach je vo vSeobecnosti jednoduchy a efektivny, avsak moze zlyhat pri dokumen-
toch so Specifickymi vlastnostami (angl. domain specific), ako napriklad ruéne pisany text
v historickych dokumentoch alebo novinové ¢lanky, ktoré castokrat obsahuji znac¢ny pocet
stipcov textu a mnozstvo obrdzkov, ktoré text prerusuji. Autori navrhuju model nezavisly
od jazyka dokumentu, ¢im dosahuji kompaktnost a efektivitu. Na zakdédovanie informécii
do hran vyuzivaju vizudlne vlastnosti z vyrezov obrazku, tzv. region of interest. Tato oblast
stranky je brana do uvahy pre dva susediace riadky, ktoré si prepojené hranou a vysledny
bounding box, na ktorom sa pocitaju vizualne priznaky, je ohrani¢enim tychto dvoch riad-
kov. Na extrakciu vizudlnych priznakov pouzivaju MobileNetV3-Small [21]. Rekonstrukeia
vysledného poradia ¢itania prebieha spajanim uzlov grafu na zaklade predikovanych hran
do paragrafov (clustrov) a naslednym zoradenim tychto clustrov heuristickou metédou za-
lozenou na pravidlach z prace [5]. Tento krok oznacuju ako cluster-and-topological-sort.

Autori Prasad et al. [42] vytvorili metédu, ktord spaja textové riadky do sémantickych
objektov (paragraf, ¢lanok z novin, bunka tabulky atd.). Kazda stranka je reprezentovana
jednym grafom, kde riadky st uzly a hrany reprezentuju vztah medzi dvoma riadkami.
Pociatoc¢ne vytvoreny graf nasledne prevedu do tzv. conjugate grafu, kde uzly predstavuja
povodné hrany a prepojenie dvoch uzlov v grafe nastane prave vtedy, ked v pévodnom grafe
tieto dve hrany zdielali jeden spolo¢ny uzol. Takymto spdsobom sa zmenila Struktira grafu,
a taktiez sa prehodili priznaky hran a uzlov. Vo faze trénovania je pouzity conjugate graf
na natrénovanie klasifikatora, ktory uréuje kazdy uzol do dvoch tried. Trieda uzlu (predtym
hrany) je klasifikovana do triedy 1, ak spdja dva textové riadky, ktoré patria do rovnakej
subdivizie v pévodnom grafe, inak je trieda 0. V praci bola pouzitd hranovd konvolucna
siet ECN [10] a statistickd modelovacia metéda Conditional Random Field (gCRF)[10],
kde ECN je modifikovand GCN.

Luo et al. [36] pouzivaju grafové konvolucné neurénové siete pri heterogénnych grafoch.
Cielom tejto préace je klasifikdcia segmentov stranky do jednotlivych tried (tabulka, text,
nadpis), kde sa jednd o klasifikdciu uzlov. V uzloch sa zakéduji poziéné priznaky a jed-
notlivé vztahy medzi komponentami stranky. Zakladom je konstrukcia 6 grafov, kde kazdy
z grafov kéduje jeden aspekt priznakov komponent (syntaktické, sémantické, hustota textu
a vizuélne priznaky). Syntaktické priznaky a priznaky hustoty textu st zakdédované v uzloch
dvoch grafov (dohromady teda 4 grafy), v zavislosti na zvolenej inicializa¢nej metéde. Syn-
taktické priznaky su extrahované pomocou tzv. constituency parseru [30], ktorého princip
spoc¢iva v mechanizme attention. Vypocet priznakov hustoty textu je realizovany pre kazdu
komponentu, ako podiel medzi po¢tom tokenov na tirovni znakov a velkostou oblasti boun-
ding boxu, ktory dana komponenta na stranke zaberd. Vizualne priznaky st extrahované
pomocou predtrénovaného modelu Faster-RCNN [45] a sémantické priznaky si vypoéitané



Obr. 2.5: Architektura klasifikatoru Doc-GCN. Obréazok prevzaty z [36].

Input G, GNN, G, G, ce

Obr. 2.6: Navrh tzv. two-pass modelu zaloZeného na GNN na detekciu riadkov, stipcov
a buniek v tabulke. Obréazok bol prevzaty z [43].

pre kazdi komponentu pomocou jazykového modelu BERT [12]. Takto vytvorené grafy
s vytvorenymi priznakmi uloZzenymi v uzloch st nasledne vlozené na vstup do grafovej ne-
uronovej siete GCN. Na zaver st spocitané vektory uzlov z kazdého grafu konkatenované
do jedného vektoru, ktory je potom klasifikovany do jednotlivych tried. Tento navrhnuty
postup je ilustrovany obrazkom 2.5.

Praca autorov Jose Ramdn Prieto a Enrique Vidal [43] predstavuje metédu na identi-
fikdciu riadkov, stipcov a buniek v tabulkdch pomocou grafovej neurénovej siete s ndzvom
EdgeConv [52]. Graf je konstruovany na zéklade konceptu line of sight, kde dva uzly st
prepojené hranou, ak medzi nimi neexistuje ziadny iny bounding box, ktory by im branil
v priamej viditelnosti. Takto prepojeny graf umoznuje zachytit struktiru tabulky a ulah-
¢uje identifikaciu jej vyslednych komponentov. Metdéda implementuje tzv. dva prechody
cez GNN, ktory je zobrazeny na obrazku 2.6, kde v prvom kroku tzv. GNN; vytvori novy
graf z povodného vstupu, a na zdklade predikovanych tried hrany odstrani. Nésledne je
takto modifikovany graf znovu vstupom do GNN,, kde podobne ako po vystupe z GNN;
sa v grafe niektoré hrany odstrania. Vo vysledku je potom na vystupe niekolko spojenych
komponent (podgrafov), kde kazda z spojenych kompontent priamo koresponduje jednému
z typov riadok, stipec alebo bunka v tabulke.

Autori Wang et al.[49] sa zameriavaju na klasifikiciu sémantického obsahu dokumentov
pomocou grafovej konvoluénej neurénovej siete (GCN) s multi-task pristupom, ktord zahina
klasifikdciu uzlov a hran. Vstupnymi ddtami st segmentované riadky textu, pricom cielom
je ich nasledne zoskupit do vécsich celkov (odstavcov). Uzlova klasifikdcia priraduje riadku
jednu z definovanych kategérii (nadpis, poznamka pod ¢iarou, paragraf, atd.). Hranova kla-
sifikdcia je binarna, kde negativna hrana indikuje, Ze dva riadky nepatria do rovnakého
segmentu, zatial ¢o pozitivna hrana naznacuje, ze sa maju spojit do jedného. Trieda vy-
sledného segmentu sa potom urcuje na zéklade najpocetnejsej kategérie v danej spojenej
komponente. Na trénovanie modelu sa pouziva ako loss funkcia CrossEntropy pre obe kla-



O
1
O
O|=P ED
O
1
O
U o _
Input word Fully Node predictions
bounding boxes and Graph convolution e Graph convolution connected “Line start”
the B-skeleton graph step step per node “Line end”

Obr. 2.7: Architekttra modelu line splitting na identifikdciu riadkov z trovne slov, pomocou
klasifikdcie uzlov do tried line start a line end. Prevzaté z [51].
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Obr. 2.8: Architekttra modelu line clustering, ktora spaja jednotlivé riadky do celych od-
stavcov pomocou bindrnej klasifikdcie hran v GNN. Prevzaté z [51].

sifikacné tlohy. Celkova loss funkcia potom definovand ako sucet loss z uzlov a vihovanej
loss z hran, pomocou vhodne nastaveného parametru a.

Wang et al. [51] rieSia problém spéjania slov a riadkov do odstavcov pomocou GCN,
ktora je zalozend na TF-GNN [14], pricom tato sief funguje rovnako ako MPNN [17]
a GraphSAGE [19]. Ich vstupné features su ¢isto poziéné priznaky bounding boxov slov
a riadkov, pricom tak robia zadmerne, aby ich model bol ¢o najmensi, a zaroven dosahoval
optimélne vysledky. Tvorba grafu je, podobne ako v préci [50], pomocou [-skeleton grafu.
Autori riesia problém spajania slov do odstavcov pomocou dvoch krokov, a to kroky line
splitting a line clustering. Krok line splitting (obrazok 2.7), méa na vstupe [-skeleton graf
s ulozenymi bounding box informaciami pre kazdé slovo v texte. Tento vstup nasledne po-
sld do uz spominanej GCN, kde na zaver pomocou plne prepojenej siete klasifikuji uzly
do dvoch tried. Tieto triedy su line start a line end, kde prva z nich oznacuje slovo, ktorym
riadok zacina a trieda line end udéva, kde riadok konc¢i. Pomocou tohto pristupu st schopni
previest vstupni granularitu slov na uroven celych riadkov. V kroku line clustering (ob-
razok 2.8) je znovu na vstupe [-skeleton graf, ale uz zrekonstruovanych riadkov, ktoré si
dalej na vstupe do GCN. Na zaver je po plne prepojenej vrstve transformovana reprezenta-
cia uzlov na reprezentaciu hran, kedze je ich cielom binarna klasifikdcia hran, kde pozitivne
predikcie znacia, ze dva riadky k sebe patria. Takymto spdésobom autori vytvoria z povod-
ného vstupu na trovni slov az celé odstavce, pricom sa ale dalej nezaoberaji sémantickym
vyznamom jednotlivych odstavcov.
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2.5 Typy uloh preveditelnych na graf

V tejto sekcii sa detailnejsie popisuju a analyzuji niektoré z moznych typov tloh, ktoré je
z pohladu analyzy rozlozenia dokumentu mozné reprezentovat pomocou grafu, ¢o umoznuje
aj naslednu aplikaciu grafovych neurénovych sieti nad nimi. Popis vsetkych tloh vychadza
z mojej analyzy, pocas ktorej som skiimal, ako by sa vhodne mohla reprezentovat stranka
pomocou grafu, a nasledne aké typy iloh z pohladu analyzy rozloZenia by nad nimi bolo
mozné skiamat. Nasledne sa tato analyza opiera aj o uz dostupné prace, z ktorych taktiez
derpd. Ulohy klasifikicie komponent stranky a rekonstrukcia reading order st z pohladu
analyzy rozlozenia pomerne casté a existuje niekolko prac, ktoré sa touto problematikou
zaoberaji, ako uz bolo popisané v ¢asti 2.4. Dalsie dva typy tloh, menovite spojovanie kla-
sifikovanych riadkov a spojovanie rozdelenych riadkov, su tlohy, ktoré som sadm analyzoval
a sktimal. Je ddlezité spomentit, Ze nie vsetky popisané ilohy st v tejto praci aj implemen-
tované, ale bude sa jednat iba o ich podmnozinu, menovite rekonstrukciu poradia ¢itania
a klasifikaciu komponent dokumentu. Pre tplnost je vsak vhodné spomenit vsSetky tlohy,
ktorymi sa praca vo svojom skorom zaciatku zaoberala.

Klasifikacia komponent dokumentu

Klasifikdcia homogénnych komponent obsahu stranky zameriava na spravne priradenie
logickych komponent do jednotlivych tried, ako napriklad nadpis, paragraf, poznamka
pod ¢iarou, margindlia, autor ¢lanku a mnohé iné [54, 36]. Samotny problém je mozné
dobre reprezentovat pomocou grafu. Obrazok 2.9 vykresluje, ako by prebiehala klasifika-
cia takychto komponent. Vstupny obraz je mozné abstrahovat na niekolko individudlnych
fyzickych komponent, kde kazda z tychto komponent zastupuje svoju logicka poziciu v do-
kumente. Vdaka tomu sa da celd stranka reprezentovat pomocou grafovej struktury, kde
uzly toho grafu predstavuju individudlne fyzické casti, ako napriklad riadky ¢i odstavce.
Kazda z tychto casti ma urcité vlastnosti, kde jednou zo zakladnych st geometrické crty,
ako napriklad pozicie siradnic (z,y) v texte, vyska riadkov a pod. Z vizuédlneho hladiska
moze ist napriklad o rézne druhy fontov textu, sirku znakov alebo farbu textu. Podobne je
mozné vyuzit aj iné druhy priznakov, ako napriklad z pohladu vyznamu (sémantiky) textu
a menej slovies). DalSou pozitivnou vlastnostou grafovej reprezentécie je vyuzitie hréan.
Hrany moézu, podobne ako uzly, niest dolezité informacie, ktoré dopomahaji k lepsiemu po-
chopenie rozlozenia. Jednou z takychto informécii méze byt geometricka vzdialenost medzi
dvomi uzlami. V pripade, ze by existovala hrana medzi uzlom, ktory reprezentuje nadpis
a uzlom, ktory reprezentuje riadok v odstavci, je pravdepodobné ze ich vzdialenost bude
vicsia, ako vzdialenost medzi dvomi uzlami riadkov, ktoré vyznamovo patria do jedného
odstavca, kedze paragrafy maju tendenciu hustejSieho zoskupenia. Podobne by vsak pla-
tilo, zZe vzdialenost medzi dvomi riadkami dvoch odlisnych odstavcov by taktiez mali medzi
sebou vécsiu vzdialenost. Z pohladu grafov teda pdjde o klasifikdciu uzlov do svojich indi-
vidualnych tried.

Spojovanie rozdelenych riadkov

Uloha spojovania riadkov vychddza z mojej analyzy. Spojovanie rozdelenych riadkov nie
je az tak bezné, no moéze sluzit ako velmi dobrd pomoc na vytvorenie spravnej ground
truth v pripade chybnych vystupov z nastroja OCR. Chybné vystupy z OCR néastrojov si
vo vSeobecnosti ich beznou stcastou a uzivatel tito skutocnost musi brat vzdy na vedo-
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Obr. 2.9: Zakladny postup klasifikacie logického obsahu prevedeny do reprezentacie grafu.

mie. Na obrazku 2.10 je mozné vidiet, Ze na vstupe je cast detekovanych riadkov z mnou
pouzitého nastroja Pero OCR [31, 29, 32], kde vstupom bol pomerne naroény ruc¢ne pisany
text, ktory obecne nemda dant pevnu struktiru textu, ako to byva pri digitdlnom texte.
Problém vsak nastdava v tom, ze niektoré riadky nastroj rozdeli na dva separatne, ¢o sa po-
vazuje za chybnu identifikaciu riadku. Na obrazku 2.10 je mozné vidiet, Zze prvy riadok
obsahuje vo svojom strede znak otdzniku, ¢o méze viest k chybnej identifikdcii. Ulohou
teda ostéva spojift pomocou vhodného pristupu takéto riadky do jedného, a tym vytvorit
korektny vystup. Znovu je mozné zaviest pristup pomocou grafovej reprezentacie. V tomto
pripade nepdjde o klasifikdciu samotnych uzlov, ako pri tlohe zo sekcie 2.5. Ulohou bude
predikcia hrén (angl. link prediciton), kde bude cielom prepojit dva uzly (riadky) pomocou
jednej hrany. Na obrazku je znovu ilustrovana transformécia riadkov na jednotlivé uzly,
kde kazdy z uzlov ma v sebe zakédované vhodné charakteristické priznaky. Podobne ako v
ulohe zo sekcie 2.5 je mozné vyuzit niektoré vhodné geometrické priznaky, ktoré budu dalej
sluzit ako vstup do neurénovej siete. Vystupom pre dand tlohu budt existencné hrany a
findlne spojenie riadkov do jedného. Ako je mozné vidiet na obrazku 2.10, hrany oznacené
zelenou farbou symbolizuja existenciu spojenia medzi dvomi uzlami, naopak ¢ervené hrany
znamenaju, ze medzi danymi uzlami prepojenie nie je.

Spojovanie klasifikovanych riadkov

Podobne ako pri spojovani rozdelenych riadkov, aj tdto tloha vychiddza z mojej analyzy
a skiimania. Podstatou spajania riadkov, ktoré boli kategorizované do urcitych tried je
zistenie, ¢i dané riadky predstavuji v dokumente tu isti komponentu. Kedze pri analyze
rozlozenia na trovni riadkov je klasifikovany kazdy riadok, tak je taktiez potrebné urcit,
¢i sa vyznamovo nejedna o rovnakiu komponentu v dokumente. Obrazok 2.11 zobrazuje,
ako by dany problém mohol vzniknit, a akym spdsobom by mal byt vyrieseny. Doku-
ment zviacsa obsahuje velké mnozstvo riadkov, z ktorych kazdy méa svoj vyznam, no je
mozné pri ich klasifikicii uvazovat o tom, ze zastupuji rovnaky vyznam v texte. V pripade,
zZe je text komplexny a clenity, tak sa bude pravdepodobne skladat z viacerych odstavcov.
Problémom ale je urcit, ktoré riadky textu tvoria jeden uceleny odstavec, a preto je dolezité
nielen identifikovat, ze dany riadok je sticastou paragrafu, ale aj urcit, ku ktorym ostatnym
riadkom paragrafu sa vztahuje. Podobne tomu moéze byt aj pri nadpisoch, ktoré sa moézu
geometricky rozprestierat na viacero riadkov, ale vyznamovo sa jedna iba o jeden nadpis.
Preto je tento problém prevedeny na klasifikdciu uzlov (riadkov) do svojich tried a nasledne
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Obr. 2.10: Princip spojovania riadkov pomocou predikcie hran v grafe.
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Obr. 2.11: Princip spojovania klasifikovanych riadkov.

do predikcie hran, ktoré budiu rozhodovat o tom, ¢i teda dané riadky formuju jeden logicky
celok.

Postupnost Citania

p Y7

Postupnost ¢itania (angl. reading order) urcuje logické poradie textovych regiénov v doku-
mente [8, 44]. Cielom urcenia postupnosti ¢itania je dodat dokumentu celkovi informéaciu
o tom, v akom poradi su jeho jednotlivé komponenty usporiadané. Textové regiony typicky
obsahuja bloky textu, ktoré si usporiadané do textovych riadkov. Tieto riadky, v zavis-
losti na jazyku, mézu byt ulozené horizontalne alebo vertikdlne. V bloku textu sa jednot-
livé riadky ¢itaju zvycajne zhora dolu (horizontélne riadky) a zlava doprava (vertikélne
riadky) [11]. Pocas analyzovania problematiky reading order som zistil, ze reading order
nemusi byt vo vseobecnosti linedrny ani jedinecny, kedze je mozné stranky s komplexnym
rozlozenim ¢itat v Tubovolnom poradi (napriklad precitat pozndmku pod ¢iarou predtym,
ako sa precita nadpis, alebo sa zastavit v strede ¢itania paragrafu, precitat si titulok obrazku
a vratit sa naspét). Napriek tomu je ale vhodné povazovat reading order za najbeznejsi po-
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Obr. 2.12: Princip klasifikacie hran v grafe na urcenie lokalneho poradia ¢itania.

stup, akym by clovek text ¢ital aby ziskal ¢o najucelenejsi prehlad o obsahu. Preto budem
uvazovat o postupnosti ¢itania ako o striktne jedine¢nom a linedrnom.

Naivnym pristupom pri detekcii postupnosti ¢itania je mozné postupovat napriklad
tak, ze ak uvazime jeden textovy riadok s, ktory sa nachadza pred inym textovym riadkom
s, tak to plati iba vtedy, ak vertikdlna alebo horizontélna stradnica stredu riadku s je
mensia ako siradnice riadku §. Z toho je potom odvodeny vztah ys < ys V s < 5. Tento
postup sa nazyva top-to-bottom left-to-rigth (TBLR). TBLR je jednym z najtradi¢nejsich
postupov, ako automatizovane vytvorif postupnost ¢itania v dokumentoch, a ¢astokrat je
to osvedéend metéda pri menej komplexnych typoch dokumentov (napriklad kniha, ktorej
riadky vzdy postupuju linedrne za sebou) [44]. AvSak v pripade, Ze by tento pristup bol
zvoleny pri narocnejsich rozlozeniach dokumentu, ako napriklad noviny, kde uz nie je mozné
sa spoliehat na jednoduché geometrické pozicie komponent, tak by tento pristup jednoducho
zlyhal. Z tohto dévodu je moznostou aplikovat sofistikovanejsiu metédu, ktora by bola
schopna sa vysporiadat aj s takymito typmi dokumentov.

KedZze sa tato praca venuje pouzitiu grafovych neurénovych sieti, je mozné znovu uvazo-
vat o reprezentacii tohto problému pomocou grafu, tak ako ilustruje obrazok 2.12. Jednotlivé
komponenty (v tomto pripade riadky) sa prevedi na uzly grafu a aplikdciou vhodnej metédy
tvorby grafu sa tieto uzly prepoja hranami. Potom uz len ostéva tilohou neurénovej siete
tieto hrany klasifikovat do spravnych tried a nakoniec zostavit kone¢né poradie. Tieto triedy
si je mozné jednoducho predstavit ako binarnu klasifikaciu, kde zelena hrana symbolizuje, Ze
uzol v; ma néaslednika uzol v, ale zadroven plati, Ze uzol v2 nemé ako svojho naslednika uzol
v1. Je teda potrebné uvazovat hrany orientované, kde medzi dvomi uzlami urcite neplati
symetria. Prave zostavenie kone¢ného (globdlneho) poradia nie je v tejto tlohe trividlnym
problémom. KedZe bindrnou klasifikaciou hran ziskame len ¢iastoc¢né zoradenie, v zmysle, ze
vieme, ktoré dva riadky (pripadne odstavce) nasleduji za sebou, neda sa uvazovat o celko-
vom poradi, ktoré by urcovalo presné poradie ¢itania riadku na stranke. Spésobom, akymi
je mozné zostavit celkové poradie Citania sa viacej venuje sekcia implementacie 5.2.

2.6 Definicia problému rieseného v praci

Cielom tejto prace je vyuzit grafovi neurdénovi siet, pomocou ktorej sa natrénuje klasifi-
ka¢ny model, ktorého vystup v kombinécii s heuristickou metédou bude schopny identifiko-
vat postupnost ¢itania textu a priradi tomuto textu jeho sémanticky vyznam. Matematicky
je mozné dany problém definovat pomocou mnoziny n-tic, ktora bude koneénym vystupom.

Majme mnozinu blokov textu vygenerovanych pomocou OCR detektoru z pévodného
digitalizovaného obrazku [34, 44]. Chceme vytvorit spradvnu n-ticu tychto blokov, pomocou
ktorej nasledne porozumieme spravnej postupnosti ¢itania textu, a sii¢asne bude tato n-tica
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Obr. 2.13: Priklad obrazku s textom, na ktorom sa vykona analyza z pohladu rekonstrukcie
poradia ¢itania a sémantickej klasifikacie textu.

obsahovat spravny sémanticky vyznam daného textového bloku. Preto budeme o jednej n-
tici uvazovat ako o trojici. Postupnost ¢itania musi byt linedrna a jedinec¢nd, ¢o znamena,
ze nesmie obsahovat jeden prvok viac ako raz vo svojej postupnosti. Formalne mézeme
teda definovat mnozinu OCR blokov textu ako F = {t1,t2, -+ ,t,}, kde t; odkazuje na i%¥
blok textu. K tomu definujeme aj mnozinu 2 = {di,ds, - ,dn}, kde d; odkazuje na j%
sémanticky typ daného textového bloku. Potom definujeme cielovii mnozinu n-tic z ako n
trojic {(t,d,v) : t € F,d € 2,v € N} kde v, oznacujiice poradie, spliia v; # vj,1 <i,j <
n¥j # i. Napriklad pre obrazok 2.13, vystupnd mnozina trojic moéze byt definovana ako
z = {(A4, ¢islo strany, 1), (B, nadpis, 2), (C, paragraf, 3), (D, paragraf, 4)}.

2.7 Prehlad evaluaénych metrik a ich aplikacia

Aby bolo mozné vyhodnotit kvalitu vytvoreného modelu na analyzu rozloZenia stréanok,
tak je potrebné zvolit vhodnt metriku vyhodnotenia, ktora je relevantna pre dany problém
a pripadne bola pouzitd v inych pracach, s ktorymi by sa dala porovnat kvalita vytvoreného
modelu. Téato praca sa venuje rekonstrukcii poradia ¢itania riadkov a ich klasifikdcii do
prislusnych tried. Kym druhy spomenuty typ je pomerne standardnou tlohou viactriednej
klasifikacie, kde budeme uvazovat o takzvanom vyhodnoteni nevyvazaného datasetu, prvy
typ tlohy ma viacero aspektov, ktoré je mozné zohladnovat pri konecnom vyhodnoteni.
Toto viedlo v konecnom dosledku k implementéacii a aplikdcii viacerych typov metrik.

Jedny z najpopuldrnejsich a Siroko vyuzivanych metrik v oblasti extrakcie informacii
st Recall a Precision [11, 18]. Metrika Recall vyjadrend rovnicou 2.2 je definovana ako
podiel poctu spravne klasifikovanych pozitivnych elementov (angl. true positive) voci suctu
poc¢tu spravne klasifikovanych pozitivnych elementov a poctu klasifikovanych negativnych
elementov, ktoré mali byt v skutoénosti pozitivne (false negative). Metrika Precision uve-
dena v rovnici 2.1 je definovana ako podiel poctu spravne klasifikovanych pozitivnych ele-
mentov vodi suc¢tu poctu spravne klasifikovanych pozitivnych elementov a po¢tu pozitivne
klasifikovanych, ktoré mali byt v skuto¢nosti negativne (false positive).

Na vyhodnotenie celkovej kvality systému existuje tretia metrika, ktord berie do ivahy
obe z vyssie popisanych metrik. Cielom je vziat Precision a Recall a vypocitat ich nevazeny
harmonicky priemer, ktory je definovany v rovnici 2.3. Tato metrika sa nazyva Fj-skore.

TP
Precision = m, (21)



TP

Recall = m, (22)
2x PxR

= . 2.3

' P+R (2:3)

Obrovskym nedostatkom pri pouziti tychto metrik v pripade vyhodnotenia postupnosti
¢itania je to, Ze pomocou nich viem vyhodnotit iba klasifikdciu vztahov medzi dvojicami
uzlov, nie vsak globalne usporiadanie riadkov na stranke. Z tohto dévodu nie je mozné
o tychto metrikach dalej uvazovat ako o relevantnych v kontexte vyhodnotenia postupnosti
riadkov, ale je dolezité vysvetlit, preco nie st postacujice pri rieSeni globalneho reading
order pomocou grafovych neurénovych sieti.

Metriky na vyhodnotenie postupnosti citania

KedZze vyhodnotenie postupnosti ¢itania je v koneé¢nom doésledku vyhodnotenie sekvencie
postupnosti riadkov, budem sa v praci zameriavat na metriky, ktoré mi daju ¢o najlepsi
prehlad o presnosti zoradenej sekvencie.

Metrika Spearman footrule distance [33] je normalizovand kumulativna suma vzdia-
lenosti medzi dvojicami v zoradenych sekvenciach definovana ako:

Z?:]L |ti — vil

p(t,v) = E"QJ : (2.4)

kde t je ground truth zoradend sekvencia, v je modelom predikovand sekvencia, %n2J

je maximalna moznd kumulativna vzdialenost medzi vSetkymi dvojicami (¢;,v;), kde n je
celkovy pocet objektov (v mojom pripade riadkov) a 0 < p(-) <1 [44].

Normalizovana Spearman footrule distance ddva prehlad nie len o tom, kolko elementov
bolo nespravne zoradenych, ale taktiez poskytuje informéciu o tom, ako velmi vzdialené st
elementy od svojich spravnych pozicii. Idedlnou hodnotou tejto metriky je 0, a teda cielom
je minimalizacia tejto hodnoty.

Ak budeme teda uvazovat tito metriku pri vyhodnoteni reading order, tak na jej vstup
potrebujeme dve sekvencie. Jedna sekvencia bude reprezentovat ground truth ako postup-
nost hodndét, kde index sekvencie predstavuje riadok a hodnota na danom indexe udava
jeho poradie. Druha sekvencia bude nami odhadnuta, a musi spiniat to, ze index prislus-
ného riadku je rovnaky, ako v prvej sekvencii. Jednou zo zasadnych nevyhod tejto metriky
je to, Ze pocita s totdlnym zoradenim. Pocas experimentalnej fazy som zistil, Ze v pripade,
ak model nepredikuje lokdlne prepojenie medzi dvomi riadkami, tak sa straca aj celkova
informéacia o tomto riadku, a dany riadok tym padom zo sekvencie vypadne. Aby bolo
teda mozné tuto metriku vyuzit, tak pocas vysledného zoradovania riadkov si vynechané
riadky nahradené hodnotou celkového poctu riadkov. Tym je zaistené, ze metrika porov-
néva vzdy dve sekvencie o rovnakej dizke. Tento sposob tym padom penalizuje vynechané
riadky maximalnou moznou hodnotou.

7 dévodu modifikacie metriky Spearman footrule distance, a jej menej zretelnej interpre-
tovatelnosti budem v tejto praci uvazovat aj o jednoduchsej a priamociarej metrike, ktorou
je Normalizovany pocet vymen, ktord som vymyslel a implementoval, aby boli vysledky
lepsie interpretovatelné. Tato metrika je, podobne ako Spearman footrule distance, zalo-
Zzena na dvoch vstupnych zoradenych sekvenciach a pocita normalizovany pocet nespravne
umiestnenych elementov v danej sekvencii. Matematicky ju moézeme vyjadrit ako:
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n
p(t,v) = % Z Lit,0:) (2.5)
i=1
kde 1(4,4,) predstavuje hodnotu 1 ako sa hodnoty na danom indexe ¢ v oboch sekvencidch
nezhoduji a 0 < p(-) < 1. Problémom pri tejto metrike je vsak to, Ze v tejto praci sa uva-
Zuje postupnost Citania pre riadky, ktorych je typicky na stranke pomerne velké mnozstvo.
V pripade akejkolvek zameny riadku dochadza ku chybe. Podobny problém bol zdérazneny
aj v praci [34]. Touto metrikou je mozné odhadnit, ako ¢asto je model schopny zostavit
uplné zoradenie postupnosti ¢itania bez urobenia jedinej chyby. V takom pripade sa jedna
o doplnok k danej hodnote.

Poslednou metrikou, ktora bola mnou vymyslena a implementovand je Normalizovany
pocet preruseni. Cielom je zistit, ako Casto je vysledna postupnost zoradenych riadkov
prerusena. V tomto pripade ide o hladanie najdlhsich monoténnych a linearne rastticich
sekvencii, bez ohladu na ich umiestnenie. Kedze obe predoslé metriky brali do ivahy sprav-
nost modelu iba pri iplnom zoradeni, tak tato metrika zanedbéava, kedy spravna sekvencia
zacne. Ak teda uvazime pripad, ze by globdlne zoradenie riadkov vynechalo prvy riadok
70 svojej postupnosti, bude sa jednat o jedno prerusenie, ale zvySnd postupnost je brana
ako spravna. Metriku definujeme nasledovne:

o S=(s1,82,-...,5y) je konecnd postupnost.
e 1 je pocet elementov v S.
e #=n+1 je zvoleny prah.

Definujeme funkcia preruseni (i) ako:

1 if S; = 0
0(i)) =141 ifi>1ands;#s_141- (2.6)
0 inak

Potom pocet preruseni D je dany ako:

D = Z(S(z‘). (2.7)

Nech N = 0 —1 je celkovy mozny pocet preruseni, potom normalizovany pocet preruseni
je definovany ako:

(2.8)

D norm —

IS

Je potrebné dodat, zZe metrika nepenalizuje samotné pozicie sekvencii voci sebe sa-
mym. Ak teda zacina postupnost sekvencie poradovym c¢islom vac¢sim ako ¢ (i-ty riadok
v globalnom zoradeni), a za koncom tejto sekvencie nasleduje nova sekvencia, ktora zacina
poradovym c¢islom mensim ako 4, tak sa v tomto pripade nejedna o prerusenie.

Preto sa pri samotnom vyhodnocovani experimentov pre tillohu postupnosti ¢itania riad-
kov budu brat do tvahy vsetky tri definované metriky, kedze kazda z nich nam déava inu
informéciu o presnosti daného modelu, ale celkovou kombinaciou je mozné kvalitu daného
modelu odhadntf velmi dobre.
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Metriky pre vyhodnotenie sémantiky textu

Pri klasifikacii riadkov, podobne ako pri urceni poradia ¢itania, bude pre samotné vyhodno-
tenie pouzitych niekolko metrik, pricom je ale ich volba viac Standardizovand ako pre pre-
dosla dlohu. Prvou metrikou je VAhovany priemer (Weighted average) pre Precision,
Recall a F-1 skére [24, 2]. Vypocet Precision, Recall a F1 je z definicie rovnaka ako v rov-
nici , ale pri viactriednej klasifikacii sa pocita suma cez vsetky triedy, a sicasne sa kazda
metrika samostatne prenasobi tzv. hodnotou support, kde tato hodnota predstavuje pocet
zastupeni jednotlivych vzorkov pre danu triedu. Cielom vdhovaného priemeru je priradit
urc¢itt dolezitost danej triede na zdklade jej po¢tu zastipeni v datasete. Je to spbsob, ako
si poradit s vyhodnotenim pri nevyvazenom dataste. Dalej je teda mozné definovat vypocet
vahovaného priemeru pre Precision, Recall a F1 ako:

K
1
Precision = N ; Precisiony x supporty, (2.9)
1 K
Recall = N ; Recally, x supporty,, (2.10)

Pl — 2 x Pr‘ec'ision X Recall’ (2.11)
Precision + Recall

kde N = Zszl supporty,.

Poslednou metrikou pre vyhodnotenie klasifikicie riadkov je Accuracy pre kazdu
triedu. Kedze vo vSeobecnosti metrika Accuracy nie je vhodna na pouzitie pri viactried-
nej klasifikdcii [18], najmé ak existuje vicSie zastupenie jednej triedy voéi ostatnym, tak
sa v tejto praci vyhodnocuje kazdd trieda pomocou Accuracy samostatne. Takymto spo-
sobom vieme identifikovat, ktoré triedy je model schopny lepSie, resp. horsie, rozpoznaf.
Accuracy pre kazdu triedu definujeme ako:

TPy + TN,
TPy + TNy + FPy, + FNk'

Accuracy, = (2.12)
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Kapitola 3

Grafové neuronové siete a ich
aplikacia

V stcastnosti aj vdaka neustalemu pokroku vo vyvoji hardwaru sa stalo jednou z najrozsi-
renejsich metdd v oblasti umelej inteligencie pouzitie neurénovych sieti, ktoré sa preukézali
ako velmi dobry nastroj na vyriesenie réznych typov tloh, na ktoré tradicné metody nepos-
tacuju. Z pohladu neurénovych sieti sa jedna hlavne o hlboké neurénové siete.

Hlboké ucenie (angl. deep learning) sa stalo jednym z najpopularnejsich pristupov v ob-
lasti vyskumu umelej inteligencie. Konvenéné techniky hlbokého ucenia, ako rekurentné
neurénové siete a konvoluéné neurénové siete dosahuji vyborné vysledky na euklidovskych
typoch dat, ako napriklad obrazky, textové sekvencie, signaly a pod. Napriek tomu je ale
mnozstvo dat z redlneho sveta, a problémov s nimi spajajtcich sa, ktoré je mozné reprezen-
tovat a formulovat lepsou a prirodzenejSou Struktirou, a to napriklad grafom [57]. Cielom
grafovych neurénovych sieti je iterativne obnovovat a ziskavat reprezentaciu uzlov pomocou
agregovania reprezentacii susednych uzlov a samotného cielového uzlu z predoslej iteracie.
V sucasnosti existuje pomerne velké mnozstvo roznych grafovych neurénovych sieti [61],
pric¢om ich pouzitie zavisi od zvoleného typu rieSenej tlohy. Akonéhle sa udiaci proces do-
stane do bodu, ze st uzlové reprezenticie optimélne naucené, tak jednou zo zakladnych
uloh, detailnejsie popisanych v sekcii 3.3, je klasifikdcia uzlov do preddefinovanych tried.
GNN st v sticasnej dobe na rozmachu a dosahuju kvalitné vysledky, no aj pri nich plati, ze
sa stretavaji s ur¢itymi problémami najmé vo faze trénovania. Jednym z najcastejsSich je
tzv. problém prilisného vyhladenia (angl. oversmoothing) [57], pri ktorom dochédza k tomu,
ze maju vsetky uzly velmi podobnu reprezenticiu. To znamend, Ze ak sa snazime vytvorit
model, ktory ma dobri vyjadrujicu schopnost a prehlad o grafovej struktire (napriklad
pridanim véicsieho poctu vrstiev), tak to méze viest k tomu, Ze sa tento model pretransfor-
muje a bude pristupovat ku vSetkym uzlom rovnako (reprezentécie uzlov budi konvergovat
na nerozlisitelné vektory).

Na popis chovania grafovych neurénovych sieti je potrebné na tivod formélne definovat
graf, kde budeme rozlisovat medzi dvomi typmi grafov, a to graf orientovany a neoriento-
vany [59].

Definicia 3.0.1 Nech orientovany graf G je definovany ako dvojica (V, E), kde
e V je konecnd mnoZina uzlov a
e ECV? je mnoZina hrdn.

Definicia 3.0.2 Nech neorientovany graf G je definovany ako dvojica (V, E), kde
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e V je konecnd mnoZina uzlov a
e FC (‘2/) je mnoZzina hrdn.

Vo vSeobecnosti je teda mozné popisat pracu grafovych neurénovych sieti nasledovnym
sposobom. Na zacdiatku sa inicializuji uzlové reprezentacie H? = X, kde H° st uzlové
reprezenticie vo vstupnej vrstve a X st pociatocné priznaky (features) pre uzly. V kazdej
z vrstiev GNN mame dve nasledovné funkcie [57]:

« AGREGACIA, ktora sa snazi agregovat informécie pre kazdy uzol z okolitych uzlov.

« KOMBINACIA (UPDATE), ktoré sa snazi aktualizovat uzlovii reprezentéciu kom-
binovanim agregovanych informécii z okolitych susednych uzlov s ich aktudlnou re-
prezentaciou.

Tieto funkcie je mozné z pohladu prace v GNN zapisat nasledne ako:

Inicializécia: H® = X
Prek=1,2,..., K,

of = AGREGACIA"{H" 1 : u € N(v)}
(3.1)
HF = UPDATEf{H"! o},

kde N(v) je mnozina susedov pre v-ty uzol. Uzlové reprezenticie v poslednej vrstve H*
mozme povazovat za koneCni reprezentaciu uzlov.

V pripade, ze sme dosiahli koneéni reprezentaciu, je mozné dalej tieto uzly napriklad
klasifikovat do jednotlivych tried. Triedu uzlu v oznacent ako g, je mozné predikovat na-
priklad pomocou funkcie Softmax:

gy = Softmax(WH,), (3.2)

kde W e RFIXF | 2| je podet vistupov (angl. labels). Na zaver je mozné cely model
trénovat pomocou vhodne zvolenej objektivnej funkcie pomocou klasického minimalizovania
chybovej funkcie ako:

1 &
0O=— loss(T;,y;), 3.3
nl; (41, vi) (3.3)

kde y; je ground truth label uzlu i, n; je pocet takychto uzlov a chybova funkcia (loss)
je nejaka spravne zvolena funkcia, ako napriklad cross-entropy. Celu siet je potom mozné
optimalizovat minimalizovanim objektivnej funkcie O pomocou algoritmu backpropagation.

3.1 Prehlad existujticich typov GNN

Odhliadnuc od generického algoritmu, akym sa aktualizuju vahy v jednotlivych vrstvach,
existuje hned niekolko variant GNN, kde kazda z nich pristupuje k danému vypoctu inym
sposobom. Pozornost bude venovana primarne trom typom GNN, ktoré si jedny z najpo-
pularnejsich, a taktiez st sucastou experimentalnej Casti tejto prace.
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Grafova konvolu¢éna neurénova siet (GCN)

Ako prvou sietou je grafovd konvoluéné neurénova siet [27]. Je to najpopuldrnejsia a najviac
pouzivand architektira vdaka svojej jednoduchosti a efektivnosti pri réznych typoch tloh.
Uzlové reprezentacie v kazdej vrstve si aktualizované pomocou nasledujiceho pravidla
[27, 57]:

H*' = o(D~2 AD™2 H*W*), (3.4)

kde A = A+1 je matica susednosti daného neorientovaného grafu ¢, v ktorej st zahrnuté aj
prepojenia uzlov samych so sebou, ¢o umoznuje ratanie uzlov s vlastnymi priznakmi pocas
fazy aktualizacie uzlovych reprezentacii. I € RV *Y je matica identity, D je diagonalna ma-
tica, ktorej hodnoty na diagonale si D;; = > ¥ /Lj a o je aktivacnd funkcia, typicky ReLU
alebo Tanh. Matica W* € R je transformaéna matica, ktord sa trénuje pocas optimali-
zacie a F, F s dimenzie reprezentacie uzlu v k-tej respektive (k+1)-tej vrstve. Rovnicu 3.4
mozme dalej rozpisat na lepsie porozumenie funkciam AGREGACIE a UPDATE. Pre uzol
i bude teda aktualizacia uzlu definovana rovnicou:

HF = o(

)

#Hj’?*lwk + Lk (3.5)
jeN(i) \/ DiiDjj Di

V rovnici 3.5 je funkcia agregicie definovand ako vazeny priemer reprezenticii susednych
uzlov. Vaha susedného uzlu j je podmienend vahou hrany medzi uzlami ¢ a j. Funkcia
aktualizacie je v rovnici definovana ako suma agregovanych sprav od okolitych uzlov a re-
prezentacie uzlu, ktory je aktualizovany. K tomu je reprezentacia uzlu eSte normalizovand
jeho vlastnym stupnom.

Grafové attention neurénova siet (GAT)

Ako dalsi typ GNN je tzv. Graph Attention Network vytvorend autormi Velickovic et al. [48],
ktora vyuziva mechanizmus attention. Pri grafovych konvolu¢nych siefach je doélezitost su-
seda j pre cielovy uzol i dand vdhou ich hrany A;;. V praxi méze byt vstupny graf castokrat
velmi zasumeny (angl. noisy). Vahy hran nemusia odzrkadlovat skuto¢ni interakciu medzi
dvoma uzlami. Z toho dévodu by bolo vhodné vytvorit pristup, ktory by sa dolezitost
kazdého suseda naudil, k ¢omu sluzia prave GAT. Tie sa snazia tuto dolezitost naucit po-
mocou mechanizmu attention. Attention je vyuzivany v mnohych odvetviach, ako napriklad
spracovanie jazyka, po¢itacovom videni a podobne [57].

Grafova attention siet definuje sposob, ako sa prenasaju skryté uzlové reprezentacie
vo vrstve k — 1 (znacené ako H*~1 € RV*) na nové reprezentécie uzlov H* € RN*F" [48].
Na zabezpecCenie dostatoCnej vyrazovej sily na transforméaciu reprezentacii uzlov nizsej
drovne na reprezenticie uzlov vyssej urovne, je na kazdom uzle pouzitd spoloc¢na line-
drna transformdcia, oznacend ako W e RI™*F ". Nésledne je na uzloch definovana tzv.
self-attention, ktord meria attention koeficienty pre kazda dvojicu uzlov pomocou tzv. zdie-
laného (angl. shared) attention mechanizmu a : R x R — R

ey =a(WHE WHTY) (3.6)

kde e;; oznacuje silu vztahu medzi uzlami 7 a j. Pre ucelenejsie pochopenie uvazujeme
H Z-kfl ako o stlpcovom vektore. Aby boli attention koeficienty porovnatelné medzi réznymi
uzlami, tak st zvycajne normalizované funkciou softmax:
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exp (ei]‘)
;i = Softmax; (et | = . 3.7
J X ({ J }) ZleN(i) exp (eil) ( )

Podla préace [48] je teda mozné néasledne zadefinovat vypocet attention koeficientov ako:

exp (LeakyReLU <W2 [WHf‘1\|WHJ’?_1D>

i = : (3.8)

2 1eN (i) eXP (LeakyReLU <W2 [WHf_lHWsz ‘1))

kde || reprezentuje operédciu konkatenécie dvoch vektorov. Nové reprezentacia uzla je line-
arna kombindcia reprezentécii susednych uzlov, s vahami uré¢enymi koeficientami pozornosti
(s potencidlnou nelinedrnou transformaciou):

H =o| > ayWH™|. (3.9)
JEN(7)

GraphSAGE neurénova siet

Na GraphSAGE, Hamilton et al. [19], je mozné pozerat ako na rozsirenie pévodnej gra-
fovej konvolucénej siete (GCN). Prvou zmenou je generalizicia agregacnej funkcie. Nech
G(V,E), N (v) je okolie v, h je reprezentacia uzla. Vypocet embedding vektoru na vrstve
(I 4+ 1) od cielového uzla v € ¥ je definovana ako [19, 57]:

h}/) = AGGREGATE, ({hg>,vu € JV(U)}> , (3.10)

V porovnani s GCN agregacnou funkciou je GraphSAGE zaloZend na LSTM (Long short-
term memory) [20] a pooling agregicii na zagregovanie informécii od svojho okolia. Dalsou
zmenou oproti GCN je, ze sa aplikuje funkcia konkatendcie na skombinovanie informacii
z cielového uzlu a jeho okolia, kdezto pri GCN sa vyuzivala funkcia sumy. Z popisu teda
vyplyva rovnica:

hHD) = 5 (W(l—H) . CONCAT (hl(}l)’ h%g)) 7 (3.11)

kde WU+ s matice vah a o je aktivacnd funkcia. Na prisposobenie sa k velkym grafom,
GraphSAGE implementuje techniku trénovania pomocou tzv. mini-batchov na redukciu vy-
poctov pocas trénovacej fazy. Viac Specificky, v kazdej trénovacej iteracii su brané do iivahy
iba uzly, ktoré sa pouzivaji pri vypocte uzlovych reprezenticii v batchi, co vyrazne znizuje
pocet vzorkovanych uzlov.

3.2 Tvorba grafu pomocou metédy k-NN

Jeden z najdolezitejsich krokov pre to, aby bolo mozné vyuzit grafové neurénové siete ko-
rektne, je spravna reprezentacia zvoleného problému. Na zaklade vstupnych dat nie je mozné
vytvorit zakazdym uniformny typ grafu, ktory by bolo mozné aplikovat na kazdy typ prob-
lému. Preto je velmi dolezité pochopit sémanticky vyznam spracovavanych informacii. Uzly
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Obr. 3.1: Graf vytvoreny pomocou metédy k-NN pre (K = 20) nad ¢lankom z datasetu
Lidové noviny.

a hrany grafov reprezentuju rézne druhy vztahov, ktoré medzi datami vznikaji. Niektoré
déta maja svoju Struktiru pomerne zjavnu a ¢astokrat hovoria implicitne samé za seba, ako
napriklad struktary molekil ¢i proteinov, ktoré si zo svojej podstaty prirodzenou reprezen-
taciou grafu [57, 58]. Napriek tomu nie vSetky druhy dat maju takato zjavnu reprezenticiu,
a je dolezité data dokladne preskimat a zvolif vhodny sposob reprezentacie.

Metéda k-najblizsich susedov je pomerne beznou a ma mnoho aplikacii v praxi vdaka
svojej jednoduchosti [6, 60]. Na druhi stranu jednoduchost tejto metédy lahko nardza na
viaceré tuskalia, kvoli ktorym je tdto metdéda pomerne limitujica pri komplikovanejsich
struktirach dat. Obecne je prepojenie v grafe realizované pomocou k najblizsich susedov
(uzlov) [56]. Jedna sa teda o metddu, ktord vyuziva vzdialenost ako budovacie kritérium.
Hodnota k predstavuje kladné nenulové ¢islo, ktoré je volené empiricky a meni sa podla
toho, ako velmi postacujici vystup dostaneme. Vzdialenost medzi dvomi uzlami je v tejto
praci uvazovand v euklidovskom priestore, kde v pripade 2D priestoru ide o vzdialenost
medzi dvomi bodmi ktoré si reprezentované v siradnicovej sistave dvojicou (z,y). Vypocet
samotnej vzdialenosti je realizovany ako bezné euklidovskd vzdialenost dvoch bodov [46]

d(p,q) = \/(p1 —q1)’ + (p2 — @2)°, (3.12)

kde p a ¢ reprezentuju body stredov riadkov. Na zaver je teda vytvorend hrana medzi
k najblizsimi susedmi uzlu v. Vysledny graf je vzdy orientovany. Vizualizacia takéhoto grafu,
vytvoreného na ¢lanku z novin datasetu Lidové noviny je na obrazku 3.1. V pripade, zZe by
bola zvolena hodnota k rovnaké, ako je celkovy pocet uzlov, tak by sa vzdy jednalo o plne
prepojeny graf, ¢o je v tejto praci nevyhovujice kritérium kvoli svojej vysokej vypocetnej
a pamétovej naroc¢nosti, kedze stranky obsahuji mnohokrat velké mnozstvo riadkov. Priklad
vystupu tvorby grafu s plnou prepojenostou je na obrazku 3.2.

3.3 Typy riesenych uloh nad grafmi

Existuje niekolko typov tuloh, ktoré je mozné vykonavat pri pouzivani grafovych neuréno-
vych sieti. V tejto sekcii si ale predstavime len tie, ktoré si dalej predmetom sktimania tejto
prace. Prvou z tloh, ktora je jednou z najcastejsich aplikacii GNN, je klasifikacia uzlov do
svojich tried. Podobne je mozné sa zamerat aj na klasifikdciu hran do tried a vo svojej
podstate sa tieto dve tilohy od seba az tak nelisia.
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Obr. 3.2: Graf vytvoreny pomocou metédy k-NN pre (kK = 121) nad ¢lankom z datasetu
Lidové noviny. Tento graf je vo svojej podstate plne prepojenym, kedze je hodnota k rovna
poctu riadkov na stranke. Ako je mozné pozorovat, uz len z vizualneho hladiska sa graf stava
necitatelnym a jeho pocet hran predstavuje vypocetné komplikécie v priebehu trénovania.

Klasifikacia uzlov a hran

Klasifikacia uzlov v GNN je tdlohou predikcie tried individudlnych uzlov v grafe. Tento
typ tlohy ma pomerne Siroké zameranie [61, 57|, pricom je mozné ho vyuzit napriklad
pri detekcii podvodov vo finan¢nom sektore, identifikdcii uréitych abnormalit vo vztahoch
medzi uzlami a podobne. Jedna sa teda o tlohu, kde GNN vyuziva grafova struktaru
a priznaky uzlov na predikciu tried novych neznamych uzlov.

Formaélne definujme problém ucenia reprezenticii uzlov na ich klasifikdciu pomocou
grafovych neurénovych sieti [57]:

Definicia 3.3.1 Nech ¥ = (¥, &) predstavuje graf, kde V" je mnozina uzlov a & je mnozina
hrdn. A € RV*N reprezentuje maticu susednosti, kde N je celkovy pocet uzlov, a X € RN*C
reprezentuje maticu atribitov uzlov, kde C je pocet priznakov pre kaZdy uzol. Cielom grafo-
vijch neurénovjch sieti je efektivne naucit uzlové reprezentdcie (oznacené ako H € RN*F,
kde F je dimenzia reprezentdcii uzlov), kombinovanim informdcii o Struktire grafu a atri-
bitoch uzlov, ktoré su dalej pouZité na klasifikdciu uzlov.

Hlavnym problémom pri uzlovej klasifikacii je prist na sposob ako efektivne propagovat
informéciu zo susednych uzlov pre dany uzol. Typicky sa na tento problém vyuzivaju GCN
architektury, ktoré st navrhnuté tak, aby efektivne propagovali informacie v grafe apliko-
vanim konvoluc¢nej operacie na maticu susednosti, ktord bola pre dany graf vytvorena. Pri
klasifikacii uzlov sa GNN typicky snazi natrénovat tak, aby minimalizovalo chybu medzi
predikovanymi a skutoénymi triedami uzlov. GNN je trénovand, podobne ako aj iné neuré-
nové siete, na mnozine trénovacich prvkov a nasledne vyhodnotend na mnozine testovacich.
Vo vysledku sa teda jednd o pomerne klasicky postup pri trénovani klasifikacného modelu.

Uloha klasifikdcie hrén je len velmi mierna tprava oproti klasifikdcii uzlov, kde sa GNN
usiluje o predikciu triedy hrany, ktora existuje medzi dvomi uzlami. Podobne, ako pri klasifi-
kécii uzlov, mozeme formélne zadefinovat klasifikaciu hran. Pre jednoduchost bude problém
definicie uvazovany ako bindrna klasifikdcia [1]:
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Definicia 3.3.2 Nech je dany graf ¢ = (¥,&) a mnozina & C & olabelovanych hrdan, kde
kazdd hrana (u,v) € & md bindrnu oznacenie ly, € {0,1}. Cielom problému klasifikdcie
hran je urcit triedy pre hrany v &, = & \ &;.

Pri tomto type tulohy je vhodné vyuzit taktiez hranové priznaky, ktoré pri vhodnej
reprezenticii efektivne dopomdahaja zlepsit kvalitu modelu a vysledni predikciu. Je vSak
potrebné pocitat aj s tym, ze nie vsetky GNN podporuji vo svojej architektiire hranové
priznaky.
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Kapitola 4

Datové sady pre analyzu rozlozZenia

Existuje pomerne velké mnozstvo datovych sad, ktoré st vhodné pri dokument layout ana-
Iyze (DLA). Je vsak velmi délezité predom stanovit tlohy, na ktoré budu datové sady pou-
zivané, pretoze analyza rozlozenia je pomerne Siroka sféra a existuje mnozstvo tloh, ktoré
sa daju riesit. V pripade viacerych typov zvolenych tdloh sa nedéd predpokladat, ze bude
existovaf univerzalny dataset, ktory by obsahoval vsetky potrebné informacie na ich splne-
vSetkych datasetov, ktoré boli skimané, alebo st v préaci priamo pouzité je v tabulke 4.1.

Aby bolo mozné jednotlivé datasety analyzovat, je dolezité si na Gvod predstavit niektoré
z najpouzivanejsich formatov ukladania déat pri ilohe DLA. Formaty typu JSON alebo CSV
je mozné povazovat za trividlne, a preto sa ich popis zanedba. Podobne by tomu mohlo byt aj
pri generickom formate XML, avsak existuju niektoré varianty, ktoré je dolezité si predstavit
z toho dovodu, ze ich pouzivanie nie je vo vSseobecnosti az tak bezné.

Format Page XML [41] je v stcasnosti jeden z najpopuldrnejsich formatov pri zachy-
teni a vhodnom zakédovani informécii o rozlozeni stranky. Tento format je rovnako vhodny
pri ukladani informécii z vystupu OCR. Vo formate Page XML je mozné zaznamenavat
informécie o charakteristikdch obrazu (ohranic¢enia obrazkov, geometrické deformécie a ich
korekcie, binarizacia atd.), struktiru rozlozenia fyzickych komponent a ich logicky vyznam.
Format ma hierarchicka struktiru, tvorend elementami, ktoré reprezentuja rozli¢né kompo-
nenty stranky, ako napriklad riadky, slova, znaky a obrazky. Kazdy z tychto elementov moze
maft priradeny atribut, ktory popisuje jeho vlastnosti, ako napriklad pozicia na stranke, vel-
kost, font a $tyl. Page XML stibory su typicky vygenerované pomocou spominaného OCR
nastroja alebo pomocou nastrojov na analyzu rozlozenia.

Dataset ReadingBank

Dataset ReadingBank je vytvorenym datasetom, ktory je vhodny na trénovanie a vyhodno-
tenie postupnosti ¢itania. Anotovanymi su sekvencie slov s korespondujicimi stradnicami,
ktoré ohranic¢uju takéto slovo. Dataset obsahuje 500,000 dokumentov stranok, ktoré s roz-
delené na 400,000 trénovacich, 50,000 evalua¢nych a 50,000 testovacich vzorkov. Kazda
zo stranok mé taktiez uvedeni hodnotu metriky BLEU [55]. Tato metrika bola pouzita
autormi pri vyhodnoteni ich vlastného modelu, ktory je zalozeny na technike sequence-to-
sequence [53]. Dataset je ulozeny vo forméte JSON a priklad obrazu dokumentu je zobrazeny
na obrazku 4.1b.
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Dataset cBAD

Dataset ¢cBAD (angl. Competition on Baseline Detection) [13] je dataset vytvoreny pri
stufazi na detekciu baseline. Obsahuje 3,021 obrazkov dokumentov, ktoré si rozdelené v po-
mere 50:25:25 na trénovaciu, evalua¢ni a testovaciu sadu. Obsah dokumentov je tvoreny
z historickych spisov a knih v latinke a réznych typov jazykov. Forméat datasetu je Page
XML a anotacie st na trovni blokov textu, kde kazdy tento blok je zlozeny z riadkov.
Jednotlivé textové elementy majui uloZzené informécie o geometrickom rozlozeni (pozicie si-
radnic) a taktiez obsahuji informécie o poradi blokov a samotnych riadkov. Informécie
o postupnosti ¢itania nie si ulozené v hierarchickej struktire Page XML, ale st ulozené
vo volitelnom atribtite kazdého elementu. Empirickym otestovanim v nastroji Aletheia' bolo
ale zistené, ze samotné poradie riadkov je na viacerych strankach chybné. Prikladom bola
stranka, ktorej text bol v latinke a bol fyzicky formatovany do separatnych stipcov, pricom
poradie ¢itania bolo nezmyselne anotované zprava dolava. Pri jednoduchsich rozlozeniach
bolo poradie ¢itania anotované spravne. Treba vsak podotknuf, Ze tento dataset nevznikol
so zdmerom otestovat reading order. Nedostatkom su taktiez verejne nedostupné anotacie
testovacej sady. Priklad datasetu je na obrazku 2.4b.

Dataset DocLayNet

Dataset DocLayNet [40] obsahuje 80,863 PDF stranok, z ktorych 7,059 mé dve ru¢né ano-
tacie a 1591 tri, kde je teda dohromady 91,104 anotovanych instancii. Tieto anotacie su
vo forme oznacenych bounding boxov, ktoré obsahuju informécie o rozlozeni. Celkovo ma
dataset 11 druhov tried charakterizujtcich rozlozenie, ako napriklad obrazok, nadpis, titu-
lok, paragraf, tabulka a pod. Priklad z takéhoto datasetu je na obrazku 4.1a.

Dataset DocBank

Dataset DocBank [35] obsahuje 500,000 stranok dokumentov s 12 réznymi logickymi typmi
(autor, titulok, rovnica, obrézok, nadpis atd.). Tieto stranky su organizované na zaklade
poradia ¢itania, ¢o znamenad, ze textové bloky a netextové elementy st zoradené od vrchu po
spodok podla ich pozicii vrchného ohranicenia (vrch bounding-boxu). V textovych blokoch
su textové riadky znovu zoradené od vrchu po spodok. Vsetky textové riadky s tokenizo-
vané a anotované zlava doprava, a teda vSetky tokeny st usporiadané od vrchu po spodok
a zlava doprava, vratane dokumentov, ktorych struktira je rozdelend do viacerych stipcov.
Priklad z tohto datasetu je na obrazku 2.4c. Dataset pouziva na vyhodnotenie metriku
skoré I7.

Datasety PRImA

Dataset IMPACT [39] obsahuje viac ako pol miliéna historickych obrazkov s textom, zlo-
zenych prevazne z knih a novin, réznych druhov jazyka pisaného v latinke alebo cyrilike.
300 obrazkov mé velmi detailnii ground truth, ktorda vytvara dohromady 5,000 textovych
riadkov a 70,000 slov. K tomu ma 45,000 obrazkov anotované reading order a textové re-
gidny ¢o vytvara dohromady 573,725 textovych regiénov, ktoré si zlozené z paragrafov,
nadpisov, titulkov. Dataset je ulozeny vo formate Page XML [39]. Priklad z datasetu IM-
PACT je na obrazku 4.1c. Napriek snahe ziskat cely dataset a vyuzit jeho plny potencidl

"https://www.primaresearch.org/tools/Aletheia
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Obr. 4.1: Kolekcia vzorkov dokumentov z jednotlivych datasetov. (a) Dokument obrazku
z datasetu DocLayNet [40]. (b) Obrazok z datasetu ReadingBank [53]. (¢) Archivny doku-
ment z datasetu IMPACT [39]. (d) Dokument obrazku z datasetu Europana [9].

sa toto pocas tvorby préce nepodarilo. Bolo vSak mozné ziskat isti podmnozinu tohto da-
tasetu vdaka vyskumnému timu z Fakulty Informacénych Technol6gii v Brne (FIT VUT).
Detailnejsi popis pripravy dat a ich pouzitie je popisany v sekcii 4.2.

Dataset Europana [9] je charakterovo velmi podobny datasetu IMPACT, ale jeho roz-
sah je ovela mensi. Je zlozeny z 528 obrazkov, ktoré maji anotované rézne typy regiénov,
ako napriklad obrazky, textové regiony a 202,524 riadkov. Taktiez je v ground truth ulo-
zeny reading order regiénov. Formét je, podobne ako pri IMPACT, Page XML [9]. Priklad
z datasetu Europana je na obrazku 4.1d.

4.1 Datova sada Lidové noviny

Sucastou tejto prace je aj vytvoreny dataset Lidové noviny. Je to automaticky vytvoreny
dataset, ktory je urceny priméarne na otestovanie schopnosti modelu urcit spravne poradie
¢itania. Tento dataset sa sklada z 493 digitalizovanych novinovych stranok. Kazda stranka
mé pomerne komplexné rozlozenie, ktoré je zlozené z mnozstva riadkov, odstavcov, ¢lankov,
obrazkov a inych fyzickych komponent. Dataset je ulozeny vo formate CSV. Obrazok 4.2
vykresluje zakladny postup vytvorenia datasetu.
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Obr. 4.2: Zakladna schéma vytvorenia datasetu Lidové noviny.

Obr. 4.3: Snimka z anotovacieho nastroja Pero OCR pocas procesu vytvarania datasetu
Lidové noviny.

Prvym krokom bol prevod obrizkov do forméatu JPG. Tieto obrazky boli ndsledne odo-
slané na vstup do néstroja Pero OCR?, kde boli jeho vystupy znovu analyzované a pripadne
upravené. Prostredie z nastroja pocas validacie vystupov je na obrazku 4.3.

*https://pero-ocr.fit.vutbr.cz/index
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Obr. 4.4: Grafickd reprezenticia zarovnania viacerych c¢lankov na jednej stranke, kde je
poradie riadkov postupne spojené ¢iarou (poradie sa vztahuje na kazdy ¢lanok zvlast).

Vysledkom tohto nastroja boli vysegmentované oblasti textu na trovni textovych blo-
kov, kde kazdy blok je zlozeny z textovych riadkov. Segmentécia nie je bezchybnéd, a preto
bolo potrebné niektoré riadky na strankach ru¢ne zarovnat, pripadne doplnit. VSeobecne
sa vsak nastroj OCR s formatom novodobych novin vysporiadal velmi dobre nielen z po-
hladu segmentacie oblasti, ale aj z pohladu rozpoznavania znakov, ktoré si podstatné pri
samotnom zarovnavani. Naslednym krokom je vytvorenie korektnej ground truth z pohladu
reading order, k ¢omu sltzi vytvoreny Python skript. Ten ma na vstupe vytvorené Page
XML stbory z nastroja OCR a textové subory, ktoré boli softwarovo vygenerované a dodané
k obrazkom. Kazdy z tychto textovych siiborov obsahuje informéciu o tom, ku ktorému ob-
razku sa vztahuje a obsahuje samotny text, ktory sa na obrazku nachadza, kde vsak nastéva
znacne komplikuje zarovnanie na urovni riadkov, ktoré je potrebné vo vysledku ziskat.
Taktiez je dolezité dodat, ze dolozené textové sibory st organizované podla novinovych
clankov, ¢o znamend, ze sa moze vztahovat aj viac textovych suborov na jeden obrazok, a
teda jeden Page XML stbor. Tato skuto¢nost taktiez obmedzila vytvorenie ground truth
postupnosti ¢itania pre celd stranku.

Na samotné zarovnanie boli vyuzité skripty z projektu PERO, menovite layout.py,
ktory sluzi na spracovanie siboru formatu PAGE XML a alignment.py, ktory poskytoval
vhodny algoritmus na hladania podobnych podretazcov vo vic¢som refazci, vdaka ¢omu
bolo mozné hladat zhody riadkov z Page XML v stuvetiach z textového siboru. Pomocou
tohto spdsobu, a s vhodnym vyuzitim geometrickych informécii (pozicie na stranke) bolo
zostavené poradie riadkov pre kazdy z ¢lankov na vsSetkych strankach. Priklad takéhoto
vystupu v grafickej podobe je mozné vidiet na obrazku 4.4. Samotny vystup CSV obsahuje
informécie o poradi riadkov podla clankov, text ziskany z vystupu OCR a geometrické
informaécie riadkov.
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Obr. 4.5: Zakladny navrh vytvarania novych ground truth z regiéonov na riadky.

4.2 Datova sada IMPACT

KedZze sa praca zameriava na rekonstrukciu poradia c¢itania a sicasne aj na klasifikdciu
riadkov do tried, vytvoreny dataset Lidové noviny nebol postacujici, ¢i uz kvoli malému
mnozstvu stranok, alebo chybajicim anotaciam typov entit. Z tohto dévodu bol v tejto
praci vytvoreny dataset IMPACT, ktory je avSak iba podmnozinou origindlneho datasetu.
Povodny dataset je obsahom anotécii a typom dokumentov idedlnym pripadom na otes-
tovanie zvoleného pristupu. Dataset obsahuje anoticie postupnosti ¢itania a celkovo 15
tried identifikujucich typ regiénu, menovite paragraf, nadpis, hlavicka, pdticka, cislo strany,
catch-word, margindlia, kredit, inicidly, obsah, pozndmka pod ciarou, podpis, pokracovanie
pozndmky pod ciarou, titulok a nepriradeny text. AvSsak primarnym nedostatkom pri tejto
détovej sade st iba anotécie na tirovni celych odstavcov, pricom cielom je vykonavat analyzu
dokumentov na trovni riadkov.

7 tohto dovodu bol vytvoreny pristup, ktory automaticky transformuje pévodné anotacie
z vysSej granularity na nizsiu pre anotéicie poradia ¢itania a tried komponent v dokumente.
Povodny dataset je poctom stranok pomerne velky, no napriek vsetkym snahdm nebolo
mozné ziskat vSetky stranky, ale podmnozinu priblizne 27 tisic anotovanych stranok. Tieto
dokumenty uz boli predom spracované pomocou nastroja Pero OCR, ktory vygeneroval
nové Page XML na trovni riadkov (bez anotécii).

Navrhnuty pristup uvazuje ako prerekvizitu to, ze OCR néastroj uklada svoje vysledky
spracovanych riadkov do istej miery sekvencne, aspon z pohladu tirovne odstavcov. Na ob-
razku 4.5 je zakladnd schéma automatického pretransformovania trovne anotacii.

Na vstupe st samotné sibory Page XML pdévodnej datovej sady obashujtce regiony
a Page XML riadkov vytvorené z OCR. Tieto siibory st nasledne parsované a vysledky
st ukladané vo vhodnych datovych struktirach pre navhrnuty pristup, ktoré obsahuju in-
formacie ako napriklad stradnice konvexnych obalov, unikdtne identifikdtory komponent
a samotné anotacie pre reading order a typ odstavca. V kroku mapovania riadkov na od-
stavce sa na uvod zoradia odstavce podla daného reading order poradia. Ani v tomto pripade
nie je mozné uvazovat s iplnym zoradenim odstavcov, kedze v niektorych pripadoch sa tato
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Obr. 4.6: Na obrazku (vpravo) je povodna ground truth datasetu IMPACT pre celé od-
stavce. Je vidiet, ze niektoré odstavce nemaju dané poradie ¢itania, tzv. unordered anota-
cie. Priklad kone¢ného vystupu (vlavo) vizualizuje kazdy riadok s novo pridelenou triedou a
poradim ¢itania. Z dévodu nezoradenych regiénov sa vysledok odzrkadluje aj pri samotnych
riadkoch, preto je nutné pocitat s tym, ze vystupy nie st bezchybné.

Tabulka 4.1: Prehlad datasetov, ktoré praca skimala.

Datasety uréené na analyzu rozloZenia dokumentov

Dataset Pocet obrazkov | Typy dokumentov | Typy anotacii Uroveri anotdcii | Metrika
ReadingBank 500k WORD dokumenty | Reading order Slova BLEU [55]

cBAD 3021 Historické Baseline riadkov, Reading order | Riadky F-1 skére
DocLayNet 80K Rozne Typy textu Odstavce mAP@0.5-0.95 [38]
DocBank 500K arXiv dokumenty Typy textu, Reading order Slové F-1 skére
Europana 528 Historické Typy textu, Reading order Odstavce Vlastné[3]
IMPACT 500K Historické Typy textu, Reading order Odstavce Vlastné[8]
IMPACT (vlastny) | 27K Historické Typy textu, Reading order Riadky Vlastné (sekcia 2.7)
Lidové noviny 493 Noviny Reading order Riadky Vlastné (sekcia 2.7)

informéacia v ground truth nenachidza, a teda takyto odstavec je zaradeny do skupiny
UnorderedGroup. V takychto pripadoch v algoritme nie je implementovand ziadna heuris-
tika, ktord by vedela chybajicu anoticiu spétne vytvorif, a teda po linedrnom zoradeni
vsetkych regidonov, ktoré maji dané poradie ¢itania sa nasledne pripajaji nezoradené re-
giény sekvencne. Nésledne sa vyberaji postupne zoradené regiény a vsetky riadky, ktoré
na danej stranke st, a pre kazdy riadok sa spocita prienik medzi konvexnym obalom regiénu
a daného riadku, pricom sa zohladnuje aj samotnd pozicia utvarov. Ak je vysledok prieniku
vyssi ako zvoleny prah, tak sa riadok nachiddza v danom regiéne a je mu priradena trieda
regiénu, a sekvencne aj poradové ¢islo. Ak sa posunieme na dalsi odstavec v poradi, tak
st poradové ¢isla riadkov pridelované s offsetom posledného riadku z predoslého odstavca.
Na zaver sa takto zozbierané informacie o novych labeloch spétne priradia do pévodného
Page XML regiénov, ¢im sa vytvoria nové entity TextLine. Priklad kone¢ného vystupu je
na obrazku 4.6.
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Kapitola 5

Navrh a implementacia rieSenia

Cielom tejto prace je navrhnit a experimentdlne overit kvalitu a tspesnost grafovych ne-
urénovych sieti pri rieSeni problému analyzy rozlozenia dokumentu, a to z pohladu fyzickej
aj logickej analyzy. Na zaklade predoslych studii bol navrhnuty systém, ktory je efektivny
z pohladu vypocetnej naroc¢nosti s ohladom na kvalitu vystupu. Systém riesi dva konkrétne
problémy z pohladu analyzy dokumentu. Prvym typom tlohy je spravna klasifikacia triedy
homogénnych komponent na trovni riadkov, akymi st nadpis, zahlavie, poznamka pod ¢ia-
rou, paragraf, margindlie a iné. Celkovo sa praca venuje klasifikacii riadkov do 15 réznych
tried. Zaroven je samotny model vytvoreny tak, ze je schopny zvladnut aj druhy typ tlohy,
a to je identifikacia postupnosti Citania, ktord je velmi dolezitd pre celkové pochopenie
kontextu obsahu. Postupnost ¢itania je identifikovana podobne ako pri klasifikacii textu
na urovni samotnych riadkov.

Na obrazku 5.1 je zdkladna schéma navrhnutého systému na analyzu rozlozenia, ktory
zaclenuje v sebe riesenie tloh, na ktoré sa tato prica zameriava. Tento systém sa sklada
z viacerych komponent, ale celok je mozné rozdelit na dve hlavné casti.

Prva je datova cast, v ktorej sa nacitaji vstupné data. Datasety Lidové noviny a upra-
veny IMPACT boli vytvorené Specificky pre tiito pracu a st pouzité pocas celej implemen-
tacnej a experimentalnej fazy. Konecény format dat je v struktdrovanom formate CSV, kde
jeden CSV stbor koresponduje k jednej datovej sade, a teda vo vysledku st informacie
ulozené v dvoch stiboroch, pricom povodne bol pre kazdua stranku jeden samostatny Page
XML stubor. Tato konverzia bola vykonand z dévodu zjednodusenia samotného vstupu,
kedze CSV je svojou jednoduchostou velmi Tahko spravovatelné, oproti komplikovanejsej
struktire Page XML. Na vstupe do programu je vzdy iba jeden z datasetov. Z tychto dat
sa extrahuju dolezité priznaky pre uzly grafu, kde kazdy uzol reprezentuje riadok na stranke.
Pre uzly sa ziskaju dolezité ¢rty, ktorymi st bounding boz (dva body definujtice ohranic¢ujici
obdiinik), stred daného bounding boxu, ako aj jeho vyska a Sirka, podobne ako v pracach
[50, 51]. Dohromady je to 8 geometrickym priznakov. Tieto priznaky sa na ziver normali-
zujd, a nasledne zakéduja ako uzlové embeddingy.

Naésledne je na rade extrakcia priznakov pre hrany, ktorymi je vzdialenost dvoch kompo-
nent (riadkov) v euklidovskom priestore. V dalsom kroku sa aplikuje metdda, ktord vytvori
samotny graf, tym ze prepoji uzly hranami. Na tvorbu grafu je pouzitd metéda k-NN, po-
dobne ako v préci [6], kde volba parametru k (poctu susedov) je volend experimentélne
na zaklade najlepsich vysledkov. Pri volbe vac¢sieho parametru mézu tym padom vznikntt
plne prepojené grafy. To nastéva v pripadoch, ze stranka obsahuje mensi pocet riadkov,
¢o vsak z vypocetného hladiska netvorilo problémy, a preto sa takéto husté grafy dalej
neprerezavaju.
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Druhou castou systému je modelova. T4 ma na vstupe samotny graf s definovanymi
uzlami a hranami vratane ich priznakov. Graf vstupuje na dvod do vstupnej neurénovej
siete, ktorou je jednoduchy (viacvrstvovy) perceptron. Hlavnu cast (tzv. backbone) tvori gra-
fova neurénova siet, pricom podobne ako pri tvorbe grafu, bolo experimentované s viacerymi
typmi sieti. Vystup z tejto siete je potom vstupom znovu do n-vrstvovej plne prepojenej
siete. V pripade, Ze sa jedna o tulohu, ktorej cielom je vytvorif model, schopny klasifikovat
uzly aj hrany, tak je pre oba vytvorend samostatnd MLP siet, ktord ma na konci defino-
vany iny pocet vystupov. V pripade, Ze sa jedné o klasifikdciu uzlov, a teda predikciu triedy
daného riadku, je vystupov 15 (multiclass klasifikdcia). Ak sa jednd o klasifikdciu hrén,
tak st definované prave dva vystupy, ktoré hovoria ¢i riadok j nasleduje pred riadkom 4,
a teda jedna sa o bindrnu klasifikdciu. Klasifikdcia hrdn umoznuje ziskat informaéacie o lo-
kalnom poradi ¢itania, avsak nedava nam prehlad o globdlnom poradi. Z toho dovodu je
potrebné tieto lokalne zoradenia usporiadat tak, aby tvorili globalne. Tento krok sa nazyva
dekdédovanie globdlneho reading order, a z pohladu implementacie je popisany v sekcii 5.2.

5.1 Popis modelu

Tato praca implementuje 2 varianty modelov. Kedze cielom je vytvorit pristup, ktory bude
schopny urcit sémanticky vyznam riadku, a stcasne zrekonstruovat poradie ¢itania, jedna
sa teda typovo o dve rozdielne ulohy, ktoré si vyzaduji dva klasifikatory, a to pre uzly
a hrany zvlast. Napriek tomuto cielu je prvou variantou model, ktory sa bude zaoberat iba
urcenim poradia Citania. Je to z dévodu, ze datova sada Lidové noviny, na ktorej sa preva-
dzaju experimenty, obsahuje iba anotécie poradia ¢itania riadkov. Druhou variantou je teda
model, ktory bude schopny urcif poradie ¢itania riadkov a sticasne tymto riadkom priradit
spravny sémanticky vyznam. Obe varianty st zalozené na grafovej neurénovej sieti, pricom
ale maju rozdielne vystupné klasifikatory. Navrhnutd architektira modelu na obrazku 5.2
zobrazuje generickidl struktiru, kde model na rekonstrukciu poradia ¢itania zdiela celkovi
architekttru, ale nepouziva klasifika¢ni hlavu pre uzly, zatial ¢o druhy model, uréeny pre
oba typy tloh, pouziva celi architektiru. Vo vSeobecnosti sa architektiira modelov rozdeluje
na niekolko casti:

e Vstupny graf so zakdédovanymi priznakmi uzlov a hran a ulozenou ground truth,
potrebni na spatny prechod.

o Vstupnej MLP (angl. Multi layer perceptron) neurénovej siete, ktorej cielom je
transformovat vstupné uzlové embeddingy. Tento krok bol mnou navrhnuty a neopiera
sa 0 iné prace. Cielom je skimat a experimentovat, ¢i transformacia uzlovych embed-
dingov pomocou vstupnej MLP siete dokaze pozitivne ovplyvnif celkovi tspesnost
modelu, alebo naopak zhorsit. Tento krok je v danej architekture volitelny, pricom sa
v kapitole experimentov 6 vyhodnocuji architektiry modelov pre obe varianty.

o Grafova neurénova siet (GNN), kde typ vrstvy moze byt GCN, GAT alebo Graph-
SAGE, pricom ich vyuzitie sa opiera o prace [16, 49, 6]. Tato siet ma na vstupe
transformované vystupy z MLP a hranové priznaky. Obecne sa tato c¢ast, podobne
ako pri vstupnej MLP, moze skladat z niekolkych vrstiev, kde po kazdej GNN vrstve
nasleduje batch normalizacia, podobne ako to robili autori v praci [43].

+ Node-to-edge konkatendicia, inspirovana pracami [51, 49]. Cielom tohto kroku je pre-
viest uzlové feature vektory, ktoré st vystupom poslednej vrstvy v GNN na vektory
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Obr. 5.1: Navrh systému analyzy rozlozenia. Obrazok ilustruje vseobecny navrh systému
na analyzu rozloZenia stranky, ktory riesi dva typy tloh: klasifikdciu hrdn na zostavenie
poradia Citania riadkov a klasifikaciu uzlov na priradenie triedy riadku do jednej zo Spe-
cifikovanych tried popisanych v sekcii 4.2. Toto generické nastavenie pipeline umoznuje
experimentovanie s roznymi typmi grafovych neurénovych sieti, nastavovanim parametrov
a samotnych datasetov, ktoré si vstupom do pipeline. Vystupom je graficka vizualizacia
predikcii natrénovaného modelu.
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hran, aby bolo mozné v poslednej klasifikacnej vrstve vypocitat po aplikacii funkcie
Softmax pravdepodobnost vystupu pre kazdi hranu. Matematicky funkciu konka-
tendcie uzlov vyjadrime ako h. = [hL||h%], kde L znaéi poslednt vrstvu v GNN, hy
skryté vektory uzlov, z ktorych hrany vychadzaju, hgq skryté vektory uzlov, do ktorych
hrany vstupuju a || je operator konkatenacie.

e Vystupna vrstva MLP-edge sa podobne, ako vstupnd MLP siet, moze skladat z nie-
kolkych vrstiev, pricom jej posledna vrstva ma prave dva vystupy, ktoré produkuju
pre kazdd hranu jej nenormalizované hodnoty. Tato siet je uréena prave pre ilohu
rekonstrukcie poradia ¢itania.

e Vystupna vrstva MLP-node je velmi podobna sieti MLP-edge a rozdiel spociva
v tom, Ze tato sief mé na vstupe priamo vystup z poslednej vrstvy z GNN, bez
nutnej transformécie feature vektorov uzlov na hrany. Vystupom je klasifikacia uzlov
do jednej z 15 zadefinovanych tried, a teda pre kazdy uzol 15 nenormalizovanych
hodnét z poslednej vrstvy. Tato siet je uréend na priradenie sémantického vyznamu
kazdému riadku.

e Pre obe MLP klasifikacné hlavy plati, ze sa nad ich vystupmi aplikuje funkcia Soft-
max, ktorej cielom je normalizovat vystupné hodnoty na pravdepodobnosti, pomo-
cou ¢oho je mozné na zaver ziskat pozadované vystupy. V pripade klasifikicie uzlov
sa tymto krokom tloha kond¢i. Pri klasifikovanych hranach sa vystup dalej pouziva
v algoritme na rekonstrukciu globalneho poradia ¢itania.

e Okrem samotnej klasifikacie je samozrejme nutné pouzit aj vhodni loss funkciu, aby
sa sief mohla uéit. V oboch pripadoch je pouzita funkcia CrossEntropy Loss. Ak
je cielom vytvorit model, ktory vie vykonat oba typy tloh sicasne, tak sa jednotlivé
hodnoty z loss funkcie séitaju [25, 49] do tzv. kombinovanej loss hodnoty. Zaroven
sa po kazdej vrstve (GNN aj MLP), okrem poslednej klasifikaénej vrstvy, aplikuje
aktivacna funkcia ReLU.

Prva varianta modelu je urcena iba pre klasifikaciu hran na rekonstrukciu poradia c¢i-
tania. Tento model z predstavenej architektiry pouziva vSetky casti, okrem klasifikacnej
hlavy MLP-node, ktora sa v tomto pripade vobec nevykoné. Z toho taktiez vyplyva, ze ne-
dochadza ku kombinovaniu vystupnych loss funkcii, ale je pouzita iba jedna.

Druhé varianta multi-task model vyuziva klasifika¢né hlavy MLP-edge a MLP-node do-
hromady podobne, ako aj v préci [49], kde bolo cielom klasifikovat uzly aj hrany pomocou
jedného modelu. Pochopitelne, cielom je ndjst model, ktory bude dosahovat najlepsie vy-
sledky pri danych dlohdch. Samotnej sumarizacii a urc¢eniu najoptimalnejsieho modelu sa
venuje kapitola experimentov 6, ktora testuje oba zvolené pristupy, experimentuje s viace-
rymi typmi GNN vrstiev a nastavenim parametrov modelu pri trénovani.

Konstrukcia grafu

Vytvorenie konecného grafu je implementacne prakticky tuplne prepojené s extrakciou pri-
znakov a zakédovanim ground truth do grafu, ale z vyznamového hladiska sa jedna o dve
separatne casti. Vhodna tvorba grafu je jednou z najdolezitejsich sucasti pri GNN. Jej
cielom je zachytit dolezité prepojenia hranami medzi susednymi uzlami. V praci je pou-
zitd tvorba metédy grafu pomocou k-NN. Podobne ako v préci [6], parameter k je voleny
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Obr. 5.2: Architektira vytvoreného modelu, ktord je schopnd vykonavat klasifikdciu uzlov
do tried, a tym priradit sémanticky vyznam riadku, a sucasne klasifikovat hrany do bi-
narnych tried. Hranovou klasifikaciou ziskame prehlad o tom, ¢i dva uzly, a teda riadky,
za sebou nasleduju.

experimentdlne a nedd sa predom povedat, akd hodnota parametru je najdolezitejsia, av-
sak je potrebné ho volit tak, aby nevznikol graf s nadmernym mnozstvom prepojeni, ¢o je
vypocetne narocné a negativne ovplyviiuje samotné ucenie siete. Je teda dolezité mat sa-
motny prehlad o datach, na ktorych sa siet bude ucit, a to najma z pohladu mnozstva uzlov
(riadkov v texte). Pre zvolené datové sady IMPACT a Lidové noviny plati teda nasledovne:

e IMPACT: Priemerny pocet riadkov na stranku je 53, pricom minumum sd dva riadky
a maximum 1736.

e Lidové noviny: Priemerny pocet riadkov na ¢lanok je 89, minimum sd 2 riadky
a maximum 795.

Volba vhodného parametru zohladnuje tieto statistiky a snazi sa neprekrocit priemerny
pocet riadkov, ¢im bolo vyskimané, ze k = 20 dosahuje najlepsie vysledky pre obe datové
sady. Vzdialenost dvoch riadkov, od ktorej je k-NN zavisly, sa pocita ze stredu bounding
boxu riadku. Priklady z vyslednych grafov pre oba datasety st na obrazku 5.3. Este pred-
tym, ako sa vytvori graf, pre kazdu stranku prebieha validacia samotnej stranky, kde je pod-
mienkou to, ze musi obsahovat aspon dva riadky, medzi ktorymi méze existovat prepojenie.
Vysledné grafy st na zéver serializované a ulozené na disk z toho dévodu, Ze konstrukcia
grafu a zakdédovanie jeho vlastnosti je pomerne ¢asovo narocné ak uvazime, ze pri datasete
IMPACT sa jednd o priblizne 26 tisic grafov po odstraneni nevalidnych stranok. Metéda
k-NN sa svojou jednoduchostou osvedcila velmi pozitivne pri jednoduchsich typoch stré-
nok. V pripade, 7e je text stranky rozdeleny napriklad do viacerych stipcov, ako tomu byva
najma pri novinovych ¢lankoch, tak tento algoritmus zacne zlyhévat pri rekonstrukcii po-
radia ¢itania. Na obrazku 5.3a je novinova stranka, ktord pozostava z viacerych oddelenych
stlpcov textu. Ako je mozné vidiet, spodné riadky nemajt prakticky nikdy prepojenie s po-
dlatotnymi riadkami nadviznych stipcov textu, ale z pohladu postupnosti ¢itania st prave
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(a)

Obr. 5.3: Vzorky vystupov z tvorby grafu pomocou k-NN nad strankami z datasetov Lidové
noviny a IMPACT. (a) Priklad grafu nad strankou z novin datasetu LN. Je mozné vidiet
limitaciu prepojeni vzdialenejsich uzlov v Clenitom texte s velkym mnozstvom riadkov.
(b) Graf vytvoreny nad historickou strdankou z datasetu IMPACT. V tomto pripade st
prepojenia medzi uzlami vhodnou reprezentaciou najmé vdaka tomu, ze je text malo ¢lenity.

tieto prepojenia esencidlne na naucenie nadvéznosti. Ako uz bolo skér spomenuté, zvySova-
nie parametru k by neviedlo k zlepsSeniu efektivnosti neurénovej siete, a preto je potrebné
tento problém vyriesit inak, comu sa detailne venuje sekcia 5.2.

Extrakcia priznakov a tvorba ground truth

Ako uz bolo uvedené, prvotnym vstupom do navrhnutého systému je CSV stbor, z ktorého
sa ziskaju pre kazdu stranku (pripadne ¢lanok pri LN) potrebné informécie, ako je poradie
riadku, stradnice riadku alebo jeho typ. Extrakcia priznakov sa deje pre uzly a hrany
separatne. Pri uzloch si zédkladom 4 hodnoty identifikujice bounding box riadku. Z tychto
stradnic sa néasledne dopoéita vyska, dizka a stred riadku, ¢m sa vo vysledku extrahuje 8
priznakov, ktoré sa na zaver normalizuji. Hranové priznaky sa skladaju z jednej hodnoty,
ktora udéava vzdialenost stredov dvoch riadkov.

Tvorba a zakédovanie ground truth sa deje pre uzly a hrany znovu oddelene. V pripade,
ze je vstupom dataset Lidovych novin, tak sa ground truth zakéduje iba pri hranéch,
kedZe na tomto datasete nie je mozné vykonat predikciu sémantického vyznamu riadku.
Pri datasete IMPACT je ground truth pre uzly dana priamo, a nie je potrebné vykonavat
akékolvek nadvdzné transformécie, a teda vo vysledku vieme, ktorému uzlu prislicha dana
trieda. V pripade vytvorenia ground truth pre hrany je potrebné pridelit kazdej hrane
bindrny label, kde hodnota 1 ndm hovori, Ze uzol (resp. riadok) i je pred riadkom j a hodnota
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0 presny opak. Ku kazdému riadku méame pridelené jeho spravne poradie. Ak teda vezmeme
dva riadky ¢, j, orientovant hranu e; ; a ground truth poradia riadkov r;,r;, potom plati:

. (61'7]',1) <~ Ti+1:7“j.
o Inak (e;;,0).

Takto sa vytvoria bindrne oznacenia hran, kde ak by sme zobrali iba orientované hrany
s hodnotou 1, dostaneme naspéf suvisli, acyklicki cestu v grafe, ktory bude mat prave
jeden zaciatoény a jeden koncovy uzol. Tato cesta udava globalne poradie ¢itania riadkov.
Po kone¢nom zakdédovani labelov pre uzlu a hrany sa na zaver vytvori datova strukttra Data,
vytvorend pomocou kniznice PyTorch Geometric', ktord v sebe obsahuje vietky informéacie
o grafe.

5.2 Rekonstrukcia poradia c¢itania

Cielom rekonstrukcie poradia ¢itania je previest lokdlne prepojenia uzlov, ktoré st vystupom
hranového klasifikdatoru, do globalneho usporiadania, v ktorom sa usiluje o priradenie ¢o
najviac riadkom ich korespondujiuce poradie v texte. Kedze samotny vystup z hranového
klasifikatora si binarne predikcie, kde pozitivna predikcia signalizuje, ze dva riadky za sebou
nasleduju, je nutné pocitat s tym, ze nie vzdy existuju prepojenia medzi vSetkymi uzlami.
7 toho potom vyplyva, ze vo vysledku stracame informéaciu o prepojeni dvoch riadkov.
Ak sa teda pozrieme na vystup klasifikdtora detailnejSie, tak ten obsahuje po aplikdcii
funkcie Softmax pravdepodobnosti, ktoré nam hovoria, akd je pravdepodobnost, ze dva
riadky za sebou nasleduju, resp. nenasleduju.

Algoritmus rekonstrukcie je teda nasledovny. Obrazok 5.4 zobrazuje jeden z moznych
vystupnych grafov po klasifikiacii hran, kde zelené orientované hrany hovoria, ze medzi
dvojicou riadkov existuje lokdlne zoradenie. Cervené orientované hrany hovoria, Ze medzi
dvojicou riadkov neexistuje lokalne zoradenie, resp. ze riadok ¢ nepredchddza riadku j.
Vo vysledku nés teda negativne (¢ervené) hrany nezaujimaja, ¢im ich moézeme z grafu od-
stranit. Tento krok je zobrazeny na obrazku 5.5. V dalsom kroku je potrebné v preriedenom
grafe identifikovat takzvané startovacie uzly. Tieto uzly maju vlastnost, ze pocet hran do
nich vstupujuicich je rovny 0 a pocet hran, ktoré z takéhoto uzlu vychadzaju je aspon 1.
Detekcia takychto uzlov bola implementovana pomocou kniznice NetworkX?. V pripade, ze
po transformacii grafu iba pre pozitivne hrany neexistuje ziadny takyto startovaci uzol, tak
je jeho volba nadhodna. Vystup tohto kroku je na obrazku 5.6. Po tomto kroku nasleduje
hladanie najdlhsej cesty podgrafu v danom grafe, kde kazdy podgraf ma ako svoj pocia-
tocny uzol prave jeden z nami najdenych Startovacich uzlov. Tento krok mézeme nazvat aj
ako vytvorenie tzv. spojenych komponent (angl. connected components) v grafe, a bol inspi-
rovany pracou [43], kde sti¢astou ich pristupu bola prave identifikdcia takychto komponent
z vystupu GNN, aj ked boli néasledne tieto komponenty pouzité v inom kontexte. Ako ale
dalej pochopime, koncept vytvarania podgrafov je esencidlny pre rekonstrukciu poradia. Pre
zvoleny pociatoény uzol sa nasledne uréi jeho naslednik. Ak je pocet vystupnych hran pre
pre ktory ma dand hrana najvacsiu vahu. Tieto vahy predstavuju ziskané pravdepodobnosti
po funkcii Softmax z vystupnej klasifikaénej vrstvy siete. Po ziskani naslednika pociatoc-
ného uzlu sa tento uzol urci ako pociatocny a cely proces sa vykonava odznovu. Podmienky

"https://pytorch-geometric.readthedocs.io/en/latest/
’https://networkx.org
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Algoritmus 1 Hladanie podgrafov s najdlhsou cestou

Vstup: Zoznam hran E s vdhami w,, > 0
Vystup: Zoznam podgrafov L
1: Inicializuj prazdny orientovany graf G
2: Pridaj hrany z E do G s prislusnymi vahami
3: Inicializuj prazdnu mnozinu @ = {} zaciato¢nych uzlov
4: Definuj 0% (v) ako mnozinu odchddzajicich hran z uzlu v a 6~ (v) ako mnoZinu hran
vstupujicich do v
5: Prirad do mnoziny @) vSetky zaciato¢né uzly ¢ € G tak, zZe:

VgeG:{g}uQ <= 6" (q) #0N5 (q9) =0

if @ =0 then
Néhodne vyber jeden uzol g € G ako zaciato¢ny uzol
QU {q}
end if
10: Inicializuj prazdny zoznam L podgrafov
11: Inicializuj prazdnu mnozinu Vgiohal = {} navstivenych uzlov
12: for kazdy zaciatoény uzol g € Q do

13: Inicializuj prazdny zoznam Lcesta & nastav ¢ = ¢
14: while True do

15: if ¢ §é Vglobal then

16: Vglobal U {C}

17: Leesta U {c}

18: else

19: L.append(Leesta)

20: break

21: end if

22: Ziskaj susedov N uzla ¢: N = {v | (¢,v) € E}
23: if N ={} then

24: L.append(Leesta)

25: break

26: end if

27 N4jdi dalsi uzol ¢ s najvicsou vahou: ¢ = arg max,ey Wey
28: Nastav ¢ = ¢

29: end while

30: end for

na ukoncenie hladania podgrafu nastani vtedy, ak posledny uzol uz nema dalsich susedov,
alebo ak bol detekovany cyklus, a teda dand hrana vedie do uzlu, ktory uz bol do cesty
zahrnuty. Zaroven pre vsSetky podgrafy plati, Ze nezdielaji rovnaké uzly, a teda kazdy pod-
graf sa skladd z unikatnej sekvencie uzlov. Vystup hladania podgrafov je na obrazku 5.7.
Vsetky kroky potrebné na vytvorenie podgrafov si popisané v algoritme 1.

Zoradenie podgrafov

Vytvorenie podgrafov nam dava uz pomerne dobri predstavu o tom, v akom poradi sa jed-
notlivé riadky vyskytuji, avsak stale to plati iba pre jednotlivé spojené komponenty, ktorych
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Algoritmus 2 Cluster precedence algoritmus

Vstup: Zoznam podgrafov C' so zoradenymi riadkami a ich bounding box siradnicami
Vystup: Zoradenie podgrafov od prvého po posledny
1: Inicializujme pre kazdy podgraf C; z mnoziny C, kde 0 < i < n, n je pocet podgrafov,
aj pomocny prazdny zoznam Childrenc;
2: Majme definovand funkciu precedes(a,b), ktora pomocou pravidiel urci, ¢i riadok a
nasleduje pred riadkom b:
3: for kazdy podgraf C, v zozname podgrafov C' do
4 a = Cy1 je prvy riadok podgrafu C,
5 for kazdy podgraf Cp v zozname podgrafov C' do
6: b = Cy; je prvy riadok podgrafu C
7 if C, # Cp N precedes(a,b) then
8 prirad C} ako dieta podgrafu C, do zoznamu Childrenc,
9 end if
10: end for
11: end for
12: Zorad od najvéicsieho [|Childrenc, |, |Childrenc,], ..., |Childrenc,|], kde |Childrenc,| je
vypocet velkosti zoznamu deti pre cluster ¢ a vrat vysledné poradie clustrov.

moze byt obecne niekolko, v zavislosti od presnosti predikovanych hran. Preto je potrebné
aplikovat posledny krok, ktory ndm presne urc¢i, ktory podgraf so svojou unikdatnou po-
stupnostou uzlov je na stranke ako prvy, ktory podgraf je ako druhy, atd. Na priradenie
poradia podgrafom je pouzity pristup pomocou definovanych pravidiel (angl. rule based).
Na in$pirdciu v tomto kroku slazi préca [50], ktorej cielom bolo pomocou GNN zostavit
postupnost ¢itania, kde zvolili pristup cluster-and-sort, kde clustre boli vytvorené pomo-
cou GNN vystupu, a nasledne nad tymito clustrami aplikovali pravidla definované v praci
[5], ktord riesila rekonstrukciu poradia pomocou topologické zoradovania. V tomto pripade
sa budeme teda pozeraf na jednotlivé podgrafy ako na clustre.

Kazdy z tychto clustrov sa sklada z uz zoradenych riadkov, ¢o je pre nas dolezitd infor-
mécia. Ak teda uvazime, Ze vieme vzdy povedat, aké pozicné siradnice mé prvy riadok v
kazdom clustri, vieme velmi jednoducho pomocou definovanych pravidiel urcit poradie me-
dzi vSetkymi prvymi riadkami v kazdom clustri, a tym padom dalej implikujeme aj celkové
poradie clustrov voci sebe. Obrazok 5.8 obsahuje identifikované prvé riadky pre kazdy clus-
ter, ktoré sa voci sebe porovnaji pomocou pravidiel. Algoritmus Cluster precedence 2, ktory
je doimplementovanym rozsirenim rule based pristupu, priraduje kone¢né poradie clustrom
pomocou definovanych pravidiel a aplikuje tzv. parent-child hierarchiu. Kazdy cluster sa
porovna so vSetkymi ostatnymi a v pripade, ze sa dany prvy riadok clustru ¢ nachadza pred
prvym riadkom clustru j, potom sa cluster j priradi ako dieta clustru ¢. Na zaver sa vy-
hodnoti pocet deti pre kazdy cluster, a ten ktory ma najvacsi pocet deti, je identifikovany
ako prvy v celkovom poradi. Postupne sa teda tymto spésobom urci poradie jednotlivych
clustrov, resp. podgrafov. Findlne zoradenie riadkov je uz iba jednoduchym dopocitanim
offsetov. Plati, ze kazdy dalsi cluster v poradi ma poradie prvého riadku urcené podla po-
radia posledného riadku z predoslého clustru o jedna vicsie. Kazdy dalsi riadok v clustri
ma svoje poradie urcené od predoslého riadku o jedna véicsie. Volnou definiciou mdzeme
zapisat ako: C; = [r1,72,...,7n] & Cj = [Fpt1, Tng2s ooy Tntm), kde Cj je pred Cj. Prikladnym
vystupom takéhoto zoradenia je na obrazku 5.9.
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Obr. 5.4: Vystupny graf z modelu obsahujuci klasifikované hrany. Délezité je si povSimnut,
ze spodné dva riadky maji postupnost ¢itania zameneni, ¢o je zdmerne zdoraznend chyba
vystupu z modelu klasifikdcie hran, ktora vedie aj k chybnému zoradeniu.
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Obr. 5.5: Odstranenie negativnych hran z grafu.
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Obr. 5.6: Identifikacia startovacich uzlov.
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Obr. 5.7: Vytvorenie podgrafov (spojenych komponent), spltiajice podmienky acyklickosti,
unikatnosti uzlov, skladajuicich sa z jedného pociatoc¢ného a jedného koncového uzlu, pricom
vSetky ostatné uzly maju prave jednu vstupni a jednu vystupni hranu.
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Obr. 5.8: Identifikdcia prvych riadkov v podgrafoch.
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Obr. 5.9: Vysledné zoradenie riadkov pomocou algoritmu Cluster precedence. Zaujima-

vostou je, ze pomocou tohto algoritmu sa nakoniec dotvoria chybajice prepojenia medzi
jednotlivymi podgrafmi, ¢im dostaneme jeden suvisly graf.
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Kapitola 6

Experimenty a vyhodnotenia

V tejto kapitole je venovand pozornost experimentom s navrhnutymi modelmi na mnou
vytvorenych datovych sadach, menovite IMPACT a Lidové Noviny. Cielom experimentov
je zistit, ktory z modelov a s akymi parametrami dosahuje najlepsie vysledky na zadefino-
vanych metrikich zo sekcie 2.7.

6.1 Trénovanie modelov

Trénovanie modelov som prevadzal na svojom lokdlnom zariadeni, bez podpory vykonnejsej
grafickej karty, a preto som sa snazil aj samotné parametre modelov nastavovat s ohladom
na tento fakt. Kazdopadne, vysledné modely aj vdaka pouzitiu iba pozi¢nych priznakov
nie st velmi velké (maximélne v jednotkach MB), a preto nebol problém previest vAcsi
pocet experimentov. Experimenty som vykonaval pre 2 typy modelov, kde prvy typ bol na
rekonstrukciu poradia ¢itania a druhy typ bol multi-task model, ktory rekonstruuje poradie
¢itania riadkov, a stcasne tymto riadkom priraduje ich sémanticky vyznam. Samotny proces
trénovania bol vSak pre oba modely takmer identicky, ak nerdtame zmeny datasetov a pa-
rametrov modelu. V prvom kroku sa vytvoria jednotlivé grafy zo vstupného CSV stuiboru,
pricom sa vysledné grafy serializuji vo formate .pt. Tento krok je opodstatneny, kedze
sa tvori velké mnozstvo grafov, tak sa predide tomu, aby sa museli jednotlivé grafy neustéale
vytvarat nanovo. Po vytvoreni grafov zacina trénovanie modelu. Na trénovanie modelov sa
pouziva CrossEntropy loss funkcia, pricom v pripade, Ze sa jednd o multi-task model, tak
je vysledna loss stic¢tom loss pre hranovy a uzlovy klasifikator. Ako optimalizacnéd funkcia
bola pri vietkych modeloch zvolena uz notorickd, Adam [26]. Standardne bol zvoleny pocet
epoch na maximalne 200, pricom bolo experimentalne zistené, ze ziadny z modelov sa po
viac ako 200 epochéch nezlepsoval. K tomu bol este pridany algoritmus Farly stopping, kde
ak pri viac ako 20 epochach sa model nezlepsil, tak sa trénovanie ukoncilo. Tento krok bol
zvoleny, aby sa zabranilo silnému pretrénovaniu modelu [3]. Prechod validaénym datasetom
sa dial po kazdych 5 epochéach.

V pripade, ze bol na vstupe dataset Lidové noviny, tak vysledny model bol natrénovany
iba na klasifikaciu hran, z ktorej sa nésledne zostavil reading order, kedZe tento dataset
neobsahoval iny typ anotacii. Pri tomto datasete je graf jeden ¢lanok na stranke. Dataset
obsahuje celkovo 493 stranok a 1569 ¢lankov. Dataset bol rozdeleny na trénovaci a valida¢ny
v pomere 70/30, a teda 1098 trénovacich a 471 validaénych grafov. Pri datasete IMPACT
je vystupom natrénovany multi-task model, kedze ma tento dataset anotovani postupnost
¢itania riadkov aj triedy riadkov. Dataset obsahuje celkovo priblizne 27 tisic stranok. Tieto
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Obr. 6.1: Zakladné rozhranie nastroja MLFlow na ukladanie modelov a porovnavanie expe-
rimentov.

stranky st ale predtym, nez sa vytvoria dané grafy este znovu validované, a ak obsahuju
jeden riadok, pripadne neobsahuji ziadny riadok, iba obrazky, tak sa tieto stranky dalej
nepropagujui do trénovania modelu. Po tejto validacii je vo vysledku 25614 stranok, kde teda
pri datasete IMPACT predstavuje jedna stranka jeden graf. Tieto grafy st potom znovu
rozdelené v pomere 70/30 na trénovacie a validacné. To viedlo ku kone¢nému rozdeleniu
17929 trénovacich grafov a 7685 valida¢nych.

Vsetky experimenty a modely boli ukladané a porovnavané pomocou open source na-
stroja MLFlow', ktory je ti¢elom prisposobeny prave na experimentovanie a monitorovanie
machine learning modelov. Zékladné rozhranie tohto nastroja je na obrazku 6.1.

6.2 Analyza vysledkov

Na konecnua evaluaciu bolo pouzitych niekolko metrik, ktoré boli detailne popisané v sek-
cii 2.7. Pri vyhodnoteni postupnosti ¢itania st pouzité metriky Spearman footrule distance
(skr. SFD), Normalizovany pocet vgmen (skr. NPV) a Normalizovany pocet preruseni (skr.
NPP). Implementacia metriky Spearman footrule distance bola prevzaté priamo zo zdro-
jového kédu® prace [44]. Pri vietkych metrikdch na vyhodnotenie postupnosti ¢itania je
nizsia hodnota lepsia. Na vyhodnotenie sémantiky riadkov je pouzitd metrika vdhovaného
F1 (skr. wF1). Zaroven sa pri vyhodnoteni sémantiky riadkov pocitala aj Accuracy pre
kazdu triedu, ktord vSak z dévodu prehladnosti nebude uvedena v tabulke 6.1, ale je uve-
denad ako zoznam v prilohe A pre najlepsie vytvoreny multi-task model. Pri metrikach
na vyhodnotenie klasifikdcie textu je vyssSia hodnota lepSia.

V préaci som experimentoval s GAT, GCN a GraphSAGE grafovymi neurénovymi sie-
tami, pricom som testoval aj vplyv pouzitia vstupnej MLP siete, predtym ako sa aplikuje
samotna backbone GNN siet. Na zdklade experimentov som zistil, Ze najlepsie vysledky

"https://mlflow.org
Zhttps://github.com/lquirosd/Order_Relation_Operator/blob/master/src/metrics.py
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sa dosahovali pri pouziti batch size o velkosti 8 pri oboch datasetoch, pricom som testo-
val velkosti mocnin éisla 2, od 4 po 32. Pocas tychto experimentov som musel hladat aj
vhodny udiaci koeficient « pri pouziti optimaliza¢nej funkcie Adam, ktorym je vo vysledku
hodnota 5 x 10~%. Nastavovanie parametrov na trénovanie som zaroven efektivne kombi-
noval s informéciami z préce [3], ktord sa detailne venuje volbe vhodnych parametrov pri
uceni neurénovych sieti. KedZze mnou navrhnuté modely pouzivaju na tvorbu grafu k-NN
algoritmus, musel som taktiez empiricky néjst vhodny parameter k na vytvorenie prepojeni
v grafe, kde jeho hodnota je pri oboch datasetoch k = 20. Pri takto nastavenom parametri
k dosahovali modely najlepsie vysledky, a zdroven nevytvarali prilis velké grafy, ktoré by
samotny proces trénovania robili ¢asovo a pamétovo netiinosnym.

Tabulky 6.1 a 6.2 obsahuji porovnanie medzi najlepsimi modelmi, ktoré boli vytvorené
pre ulohy reading order a multi-task, a pre kazdy typ siete, s ktorymi prica experimen-
tovala. Najlepsie vysledky dosahuje pri rieSeni reading order a multi-task dlohe grafova
neurénova siet zalozena na attention mechanizme (GAT), a tato skuto¢nost bola pozoro-
vand pocas celej fazy experimentovania. V pripade datasetu IMPACT bol najlepsi vysledok
dosiahnuty pomocou kombindcie vstupnej siete MLP a backbone siete GAT, kde siet MLP
sa skladala z 2 plne prepojenych vrstiev. Dimenzia skrytych vrstiev bola zvolend uniformne
pre obe siete 256. Siet GAT sa skladala z 8 vrstiev a 16 attention hldv. Vystupnid MLP
sief sa skladala zo 4 vrstiev. Paradoxne, pri datasete Lidové noviny, kde tlohou bolo iba
urcenie reading order, bol najlepsi vysledok dosiahnuty modelom, ktory nevyuziva vstupnt
MLP siet. Tato siet bola zlozend zo 4 skrytych vrstiev GAT o velkosti 128 a 8 attention
hldv. Vystupnd MLP siet bola zlozena z 2 vrstiev. Pochopitelne sa pri prevadzani expe-
rimentov klddol velky doéraz na otestovanie mnohych parametrov sieti, ako boli napriklad
velkosti skrytych vrstiev pre MLP a GNN (od 16 po 512), pocet samotnych vrstiev v MLP
a GNN sietach, pridavanie batch normaliza¢nych vrstiev do GNN alebo pridavanie dropout
kroku do GNN. Samotné experimenty viedli k zaverom, ze pri vic¢som datasete IMPACT sa
osvedcilo pridanie viac GNN vrstiev a s vacsou velkostou skrytych dimenzii, kdezto pri da-
tasete Lidové noviny, ktory bol podstatne mensi, boli lepsie vysledky dosahované s mensimi
sietami. Dalsim poznatkom je to, ze vyuzitie vstupnej MLP vrstvy dokézalo na datasete
IMPACT pozitivne ovplyvnit samotné vysledky modelu, ale ak sa pocet vrstiev v MLP
zvysoval, tak sa kvalita modelu znizovala. Naopak, v pripade datasetu Lidové noviny, na
ktorom bol vytvoreny iba reading order model sa vstupna MLP sief neosvedcila, a jej pou-
zitie znizovalo kvalitu modelu. Podobny trend bol pozorovany aj pri vystupnej MLP sieti,
ktora sluzila svojou poslednou vrstvou ako klasifika¢né sief. Taktiez pri oboch modeloch
plati to, ze pridavanie batch normaliza¢nych vrstiev do GNN ovplyviiovalo model pozitivne,
ale pouzivanie techniky dropout neprinieslo ziadne viditelne lepsie vysledky.

Samotné vysledky metrik pre reading order su interpretované nasledovne. Metrika SFD
hovori o tom, ako c¢asto model priradi riadku nespravne poradie, pricom ak je poradie
riadku uloZené nespravne, tak berie do tvahy aj to, ako velmi vzdialené je jeho poradie
od spravneho. Metrika NPV hovori o tom, ako ¢asto model nespravne zoradil celkové po-
radie riadkov, pricom ak nastane jedinad chyba v zoradeni, tak sa berie aj celkové poradie
ako nespravne. Tito metriku je vo vysledku vhodné interpretovat ako doplnok k vyslednej
hodnote, ktord nam hovori o tom, ako casto model nespravi jedind chybu v zoradeni. Po-
slednd metrika pre reading order je NPP, ktord nam popisuje, aké mnozstvo riadkov model
vynecha zo svojej celkovej postupnosti ¢itania.

Samotné predikcie modelov bolo mozné aj vizualne validovat. Obrazky 6.2, 6.3, 6.4 a
6.5 st porovnania vystupov modelu s ich ground truth na datasete Lidové noviny. V Cerve-
nych obdlznikoch st zdéraznené chyby, ktoré model urobil v postupnosti ¢itania. Obecne
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Tabulka 6.1: Porovnanie multi-task modelov na datasete IMPACT.

Najlepsie multi-task modely

Model SFD | NPV | NPP | wF1
GAT+MLP 0.27 | 0.73 | 0.15 | 0.96
GCN+MLP 032 | 0.75 |024 | 0.95
GraphSAGE+MLP || 0.31 | 0.77 | 0.20 | 0.95
GAT 0.28 | 0.75 |0.19 | 0.95
GCN 0.47 1092 |043 | 0.90
GraphSAGE 039 | 084 |035 |0.95

boli chyby modelu najcastejsie pozorované v pripade velkych nadpisov. Pravdepodobnou
pric¢inou je to, ze stranky Lidovych novin sa skladali z velkého mnozstva riadkov paragra-
fov, ktoré boli v porovnani s nadpismi ovela mensSie ako nadpisy a situované blizko pri
sebe. KedZze tento model pouziva iba pozi¢né priznaky, tak sa naucil velmi dobre prepojenia
medzi geometricky podobnymi riadkami, ale nie ak boli prilis odliSné, a teda model nebol
schopny dobre generalizovat. Dalsim problémom boli riadky, ktoré boli v ground truth za-
kédované ako jedny medzi poslednymi v postupnosti ¢itania. Typicky sa jednalo o meno
autora Clanku, popis obrazku, zdroj fotografie alebo cita¢ny tryvok. Tieto chyby s na ob-
rézkoch zddraznené oranzovymi obdlznikmi. Dévod farebného rozligenia tychto chyb je ten,
ze prave takéto riadky model zaradil do svojej postupnosti ¢itania v teoreticky spravnom
poradi, ak by sme sa zamerali na logickt postupnost, akou by clovek ¢ital text, avsak po-
skytnutd ground truth brala takéto typy riadkov ako Specidlne pripady a zaradovala ich
medzi posledné v postupnosti ¢itania. Vo vSeobecnosti sa ale vytvoreny model vysporiadal
velmi dobre s celkovym prepojenim riadkov, ktoré boli rozdelené do viacerych stipcov textu
a vytvara pomerne rozumné poradie ¢itania. Obrazky 6.6 a 6.7 porovnavaji podobnym spo-
sobom vystupy z multi-task modelu na datasete IMPACT, s tym ze st pridané aj farebné
rozlisenia predikcii sémantického vyznamu textu. Podobne ako pri datasete Lidové noviny,
aj v tychto pripadoch ma model z pohladu uréenia poradia riadkov problémy pri nadpi-
soch. Oproti nadpisom z Lidovych novin st v tomto pripade nadpisy velkostou relativne
podobné beznym riadkom paragrafov. Tu je pravdepodobnym korenom problému najmé
to, ze nadpisy v povodnych ground truth datach na tdrovni odstavcov nemali priradené
poradie ¢itania, a automatické vytvaranie ground truth riadkov, ktoré som implementoval,
priraduje automaticky poradie ¢itania tymto riadkom ako jedno z poslednych. Z pohladu
urcovania sémantiky textu sa model chova pomerne stabilne, pricom najcastejsie robi chyby
v pripade, ze je dany text margindlnej triedy (napriklad pozndmka za okrajom, hlavicka,
zaciatoné velké pismeno) vlozeny medzi husty text triedy paragraf. V takychto pripadoch
potom model priraduje typicky nespravnu triedu paragraf, ktord ma majoritné zastipenie
v datasete.

Limitacie a mozné rozsirenia pristupu

Této praca experimentovala s viacerymi typmi GNN, nastavovanim hyperparametrov mo-
delu, parametrom k pri tvorbe grafu a vytvorenim vhodnych datovych sid, ¢o prinieslo
niekolko zaujimavych poznatkov o efektivnosti GNN pri rieseni zostavenia reading order
a klasifikdcie obsahu textu. Na druhej strane je v tejto praci stale velky priestor pre vylep-
Senia a zaroven niekolko limitéacii.
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Tabulka 6.2: Porovnanie reading order modelov na datasete Lidové noviny.

Najlepsie reading order modely

Model SFD | NPV | NPP
GAT+MLP 0.17 | 0.74 | 0.14
GCN-+MLP 0.33 | 091 | 0.31
GraphSAGE+MLP | 0.30 | 0.87 | 0.27
GAT 0.15 | 0.67 | 0.12
GCN 0.31 | 0.90 | 0.27
GraphSAGE 0.27 | 0.84 | 0.25
—

Obr. 6.2: Vystup z modelu na urcenie poradia riadkov v novinovom c¢lanku z datasetu
Lidové noviny, kde ground truth je vlavo a predikcie vpravo. Cervené obdlzniky pouka-
zuji na chyby, ktoré model urobil pri postupnosti ¢tania. Oranzové obdlzniky poukazujt
na chyby, ktoré model urobil voéi ground truth zoradeniu, avsak ich chybovost je diskuta-
bilna.

e Prvym nedostatkom v tejto praci je koneény vystup modelu. V idedlnom pripade
by bol implementovany aj krok postprocessingu vystupu, ktory by vystupy z modelu
zakddoval v pripade nového obrazku pri inferencii naspét do forméatu Page XML, alebo
by takyto vystup cely vygeneroval. Vytvorenie takéhoto stiboru by mohlo byt nésledne
dalej vyuzité ako novd ground truth, ¢im by bolo mozné generovat kompletne nové
datasety, pripadne obohacovat uz existujice, kde by sa vyzadoval uz iba kratky cas
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Obr. 6.3: Dalsf vystup z modelu na uréenie poradia riadkov na novinovom ¢lénku z da-
tasetu Lidové noviny, kde ground truth je vlavo a predikcie vpravo. Ako je mozné vidiet,
vystupné zoradenie je iba pre spodny ¢lanok na stranke, a vyplyva to z toho, Ze bol tento
dataset vytvoreny po ¢lankoch. Cervené obdlzniky poukazujt na chyby, ktoré model urobil
pri postupnosti ¢itania. V tomto pripade st chyby pomerne velké, kedze model vynechal
z postupnosti Citania vacsie zoskupenia riadkov, ktoré nasleduju priamo za sebou.

na manuélne korekcie, kedze model je schopny pomerne kvalitne predikovat vysledky.
V sticasnom stave tato praca tento krok postprocessingu nezahina a jej vystupy su
dalej ulozené iba vo vhodnych datovych strukturach jazyku Python.

« Dalsim nedostatkom je reprodukovatelnost samotnych vysledkov. Kedze praca
pouziva mnou vytvorené datasety Lidové noviny na vyhodnotenie reading order a mo-
difikovany dataset IMPACT (a to len jeho mali podmnozinu), ktorého granularita
sa zmenila z odstavcov na riadky, v sdcasnosti neviem o inych verejne dostupnych
pracach, ktoré by dani problematiku zostavenia poradia ¢itania pre riadky a urcenie
sémantiky riadkov riesili na rovnakych datasetoch a rovnakej trovni. Samozrejme, jed-
nou z moznosti by bolo pri datasete IMPACT doimplementovat logiku, ktora by tieto
vystupy spétne transformovala na droven odstavcov. Avsak riesenie tychto tloh na
drovni odstavcov nie je cielom tejto prace. S reprodukovatelnostou vystupov sa zaro-
ven tzko viaze aj pouzitie evaluaé¢nych metrik. Kedze dané datasety nemali pevne
stanovené porovnavacie metriky, bolo potrebné vyhladat, a v pripade vyhodnotenia
reading order aj vytvorit nové metriky, ktoré by mi poskytli ¢o najucelenejsi prehlad
o tom, ako dobre sa model naucil riesit dané problémy. Tieto skuto¢nosti teda znacne
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Obr. 6.4: Dalsi vystup z reading order modelu na ¢lanku z Lidovych novin, kde ground truth
je vlavo a predikcie vpravo. Cervené a oranzové obdlzniky zastupuji rovnaky vyznam, ako v
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Obr. 6.5: Vystup z reading order modelu na dalSom ¢lanku Lidovych novin, kde ground
truth je vlavo a predikcie vpravo. V tomto pripade model zahrnul do postupnosti ¢itania
aj nadpisy, avsak v nespravnom poradi.

obmedzili vSeobecny benchmarking s inymi pracami. Na druhej strane tato praca pri-
nasa aj nové pristupy na vyhodnotenie, ktoré by mohli slizit ako zakladny stavebny
pilier pre nové prace, ktoré by sa rozhodli riesit dant problematiku podobnym spdso-
bom. Dal§im pozitivom je aj vytvorenie novych datovych sad, kde napriklad v pripade
Lidovych novin sa jednd o dataset, ktory je svojou podstatou novinovych ¢lankov po-
merne obtiazny, ak sa zameriame na zostavenie spravnej postupnosti ¢itania, a preto
by mohol sluzit v budicnosti ako benchmarking dataset.
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Obr. 6.6: Vystup z multi-task modelu, ktory zrekonstruoval poradie ¢itania priradil jednot-
livym riadkom ich triedy na stranke knihy z datasetu IMPACT, kde ground truth je vlavo
a predikcie vpravo. Cerveny obdlznik poukazuje na jednu chybu, ktort model z pohladu
postupnosti ¢itania riadkov urobil. Z pohladu klasifikacie riadkov bol model schopny prira-
dit vSetkym riadkom ich spravnu triedu.

o Ako uz bolo predstavené v iivodnej sekcii 2.5, v praci som analyzoval niekolko r6z-
nych typov iloh, ktoré by boli vhodne reprezentovatelné grafom a rieSené pomocou
GNN. Uloha spéjania, resp. rozdelovania riadkov, ktoré st na vystupe z OCR sa javi
ako velmi uzitoéna na zvysSenie robustnosti rieSenia. Kedze model je v sti¢asnom stave
zavisly od kvality vystupu z OCR, nie je schopny urcit ¢i sa napriklad nejedné o ten
isty riadok. Na obrazku 6.8 je mozné vidiet, ze povodny vystup z OCR rozdelil jeden
riadok (v tomto pripade nadpis) na dva separétne riadky, a nasledne vytvoreny model
tuto informéciu dalej propagoval.

« Dalsim predmetom zaujmu v nadviznosti na tito pracu by mohlo byt experimen-
tovanie s viacerymi typmi GNN, pripadne vytvorenie novej siete, ktora by bola
schopnd lepsie propagovat vstupné informécie do modelu. V tejto praci som expe-
rimentoval iba s tromi typmi GNN sieti, pricom PyTorch Geometric [15] poskytuje
oficidlne takmer 60 réznych typov sieti. Tento krok by pochopitelne musel zahfnat
obsirnejsie badanie a hladanie ¢o najlepsSej varianty.

e Limitacia tvorbou grafu. V praci bol pouzity jednoduchy algoritmus k-NN, kde
body, medzi ktorymi sa pocitala vzdialenost boli stredy bounding boxov riadkov.
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Obr. 6.7: Vystup z multi-task modelu na stranke z datasetu IMPACT, kde ground truth
je vlavo a predikcie vpravo. Cervené obdlzniky poukazuji na chyby, ktoré model urobil z
pohladu postupnosti &tania. Spodné dva obdlzniky poukazuji okrem chyb v postupnosti
¢itania aj na nespravnu klasifikdciu riadkov, kde v tomto pripade im model priradil triedu
paragraf, pricom sa v skuto¢nosti jednalo o margindlie (poznamky za okrajom).

heading heading

Obr. 6.8: Vystup z modelu, ktory propagoval nespravny vystup z OCR aj dalej.

Aj ked sa vo vysledku vytvoreny pristup vysporiadal s obmedzenostou tohto algo-
ritmu, zamedzilo to v istom smere vyuzitiu plného potencidlu GNN. Ak uvazime pri-
pady rozlozenia stranok, ktoré sa skladaji z niekolkych stipcov textu, ako napriklad
noviny, alebo historické texty, kde struktura textu nebola vzdy pevne dané, algorit-
mus k-NN zlyhéaval v zachyteni dolezitych prepojeni medzi riadkami, ktoré boli od
seba geometricky prilis vzdialené, ale z logickej postupnosti ¢itania riadkov mali byt
prepojené. Toto vo vysledku viedlo k tomu, Ze sa z vystupu siete ziskalo niekolko spo-
jenych komponent (podgrafov), ktoré bolo nakoniec potrebné znovu spojit do jedného
celku, k ¢omu slizil mnou vytvoreny algoritmus Line precedence, ktory bol ale zalo-
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zeny na pravidlach. Vhodné tvorba grafu je teda v tomto pripade kritickou castou,
a v stucasnosti nepoznam odpoved na idedlne riesenie. Kazdopadne sa ale naskytuje
niekolko réznych inych typov tvorby grafu, ktoré boli pouzité v pracach na analyzu
rozlozenia pomocou GNN, ako je napriklad graf viditelnosti, popisany v préaci [43],
alebo (-skeleton graf [51, 50, 28], a urcite by bolo vhodné previest experimenty aj s
tymito algoritmami.

Extrakcia priznakov vstupujicich do modelu. Priznaky, ktoré su v tejto praci
pouzité, su ¢isto pozi¢né siuradnice bounding boxov, ktoré si ziskané z vystupu OCR,
a k nim si este pridané priznaky dl3ka riadku, vyska riadku a siradnice stredu riadku.
Aj ked sa v pracach [51, 50] zdmerne opieraji podobne iba o pozi¢né priznaky segmen-
tov textu a argumentuju velkostou modelu a jeho nezavislostou od jazyka, v pripade
klasifikdcie sémantiky textu s tieto priznaky nepostacujice. Ako uz bolo uvedené
vo vyhodnoteni experimentov, GNN model dosahuje obstojné vysledky pri klasifika-
cii textu, ale na druhej strane je potrebné pocitat s tym, ze dataset IMPACT ma4
velktu prevahu triedy paragraf. Prave tato trieda castokrat ovplyviiuje minoritnejsie
triedy, kde napriklad nadpisy st zamenené za paragrafy. Z toho dévodu by mohlo
byt vhodné experimentovat aj s jazykovymi features, ktoré by vnasali informéaciu aj
o sémantike textu. Priznaky tohto typu by mohli byt extrahované napriklad pomocou
transformerového modelu BERT [12], kde vystupné priznaky by sa zobrali z jej po-
slednej skrytej vrstvy pred klasifika¢nou. Kedze mnou vytvorené datasety obsahuju aj
textovy prepis riadkov, je to jedna z obohacujicich informécii pre model. Typickym
problémom v jazykovych modeloch ale byva, Ze ich vystupné dimenzie st velmi velké
[22], a je potrebné ich pre zachovanie kompaktnosti modelu zredukovat. DalSou ¢astou
priznakov, ktoré pouzivam, su priznaky pre hrany, kde kazdd hrana nesie informéciu
o vzdialenosti medzi dvomi riadkami, a teda znovu sa jedna a vysledok z pozi¢nych
priznakov. Jedna z moznosti, ako obohatif hranové priznaky bola predstavena v préci
[50], kde pouzivajui predtrénovany MobileNetV3-Small [21] model, zalozeny na kon-
volu¢énych neurénovych siefach. Tento model pouzivajui na vyrezoch z obrazku, kde
jeden vyrez je bounding box dvoch riadkov, ktoré spaja hrana, pricom tieto priznaky
nasledne zakdéduji do hran. Samozrejme, existuje mnozstvo inych variant, akymi by
sa dal model takto obohatif.

Vytvorenie ground truth datasetov. KedZe pre oba datasety bola ground truth
generovand automaticky, tieto datasety nie sl svojou presnostou na trovni ruénych
anotacii, najméa ak sa zameriame na postupnost c¢itania. V pripade datasetu IM-
PACT, ako uz bolo spomenuté v sekcii 4.2, st castokrat niektoré pévodné odstavce
na stranke zaradené do skupiny Unordered, a teda nevieme v akom poradi by sa mali
dané odstavce citat. Tato skutocnost sa vo vysledku odraza aj v samotnych anotaciach
na urovni riadkov, a teda castokrat nastane pripad, ze nadpis na stranke je v poradi
ako posledny, resp. jeden medzi poslednymi. Tento fakt bohuzial ovplyviiuje do istej
miery aj samotnu kvalitu modelu, kedZe sa pri vytvarani ground truth grafov nevyt-
varaju pozitivne hrany medzi nadpisom a prvym riadkom v nasledujicom odstavci.
Priklad takéhoto vystupu je na obrazku 6.4, kde ground truth pre nadpis je ako jeden
z poslednych riadkov, a teda aj samotna sief sa na takychto typoch stranok naucila,
Zze prepojenie medzi prvymi dvomi riadkami (nadpis a prvy riadok z paragrafu) nemd
existovat. Je to jedna z limitacii v tejto préaci, ktorti by v budidcnosti bolo potrebné
vyriesit. Podobne pri datasete Lidové noviny sa vytvaranie ground truth opieralo o do-
dané textové stubory, ktoré boli spisané sekvencne v poradi, v akom sa mal ¢itat dany
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clanok. Aj v tomto pripade je vSak mozné vidiet, Ze z logického poradia ¢éitania ne-
boli tieto ground truth texty vytvorené vzdy spravne. Obréazok 6.2 vizualizuje ground
truth ¢lanku a predikciu modelu, pricom chybné zoradenia st oznacené v ¢ervenych,
resp. oranzovych blokoch. Prave oranzové bloky poukazuji na diskutabilné posudzo-
vanie vysledkov, kedze model z logickej postupnosti ¢itania textu zhora dolu a zlava
doprava zoradil riadky v spravnom poradi, no naopak ground truth postupnost tychto
riadkov udéva az na svojom konci. Je to z toho dovodu, ze dodané textové stibory
uvazovali o segmentoch, ako je meno autora ¢lanku, popis obrazku, zdroj fotografie
alebo cita¢ny tryvok, ako o poslednych castiach, ktoré by si citatel precital. Z tohto
hladiska je teda otazne, ¢o je spravne poradie, a je to hodné istej polemiky. Sticasne je
nedostatkom datasetu to, ze bola ground truth textu dodana iba pre jednotlivé ¢lanky
na stranke, nie vsak celkové poradie ¢lankov na stranke, ¢im bolo mozné vytvorit iba
dataset, kde vstupom do modelu je ¢lanok na stranke, nie celé stranka.
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Kapitola 7

Zaver

Cielom tejto prace bolo vytvorif pristup na analyzu rozlozenia stranok z pohladu rekon-
strukcie poradia c¢itania a urcenia sémantického vyznamu textu. Z pohladu typov doku-
mentov sa jednalo o novinové ¢lanky a ruc¢ne pisané historické stranky. Obe z tychto tloh
sa riesili na urovni riadkov. Na vytvorenie tohto pristupu boli pouzité grafové neurénové
siete. Predtym, ako sa mohlo zacat s budovanim samotného riesenia, bolo potrebné ziskat
vhodné détové sady, ktoré by obsahovali spravne typy anotdcii a obsahovo by spliiali sta-
novené podmienky. To viedlo k vytvoreniu dvoch novych datovych sad, menovite Lidové
noviny a IMPACT, kde prvd spomenutd sada sa skladd z anotovanej postupnosti ¢itania
riadkov v novinovych ¢lankoch a druha détova sada obsahuje anotacie postupnosti ¢itania
riadkov a ich sémanticky vyznam pre ru¢ne pisané historické spisy. Dataset Lidovych novin
bol vytvoreny od tplnych zakladov, ¢o zahfnalo pouzitie OCR nastroja PeroOCR na zis-
kanie prepisov a pozicii riadkov, a automatizovanu generaciu ground truth poradia ¢itania
pomocou dodanych textovych siborov. Dataset IMPACT uz mal dostupné OCR vystupy
pre riadky aj odstavce, pricom anotacie pre reading order a triedy textu boli na trovni
odstavcov. Z toho dovodu bol znovu vytvoreny automaticky pristup, ktory tieto anotacie
pretransformoval z odstavcov na riadky.

Sucastou rieSenia je aj experimentovanie s viacerymi typmi GNN, pricom sa praca su-
stredila na otestovanie vhodnosti GCN, GAT a GraphSAGE grafovych neurénovych sieti.
7 toho dovodu bola vytvorena architektira, ktora by efektivne umoznovala experimentova-
nie s viacerymi typmi sieti a datasetov. Implementacia riesenia sa deli na tri kroky: tvorba
grafov, klasifikdcia uzlov a hran grafov, a v pripade urcenia postupnosti ¢itania riadkov
aj samotnej rekonstrukcie postupnosti ¢itania. Tvorba grafu prebiehala na Struktirovane
ulozenych datach pomocou metédy k-NN. V kroku klasifikdcie uzlov a hran st tieto vy-
stupy ziskané pomocou GNN modelu, kde klasifikované uzly sa priamo pouzivaji na ur-
¢enie sémantického vyznamu riadkov v pripade datasetu IMPACT a klasifikované hrany
st dalej pouzité v trefom kroku rekonstrukcie globalneho poradia ¢itania. Tento krok za-
hinal vytvorenie algoritmu, ktory pospaja pozitivne predikcie hran do spojenych komponent
(podgrafov), a néasledne zoradenia tychto podgrafov.

V préaci bolo vykonanych niekolko experimentov na néjdenie a vyhodnotenie najlepsich
modelov. Pre dataset Lidové noviny bol vytvoreny model, ktory je urcéeny vyhradne na re-
konstrukciu poradia ¢itania, kde tento model bol zalozeny na GAT grafovej neurénovej sieti.
Pri datasete IMPACT bol vytvoreny multi-task model, ktory je schopny rekonstruovat po-
radie ¢itania, a zaroven urcit sémanticky vyznam riadkov. Podobne, ako pre Lidové noviny,
aj tu je model zalozeny na GAT grafovej neurénovej sieti.
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Na vyhodnotenie uspesnosti modelov sa praca zamerala na dva typy metrik, a to pre
vyhodnotenie poradia Citania a vyhodnotenie klasifikacie textu. Na vyhodnotenie postup-
nosti ¢itania boli pouzité metriky Spearman footrule distance (SFD), normalizovany pocet
vymen (NPV) a normalizovany pocet preruseni (NPP), kde posledné dve boli vymyslené
a Specificky implementované v tejto praci za acelom ziskania objektivneho pohladu o kvalite
modelu. Na vyhodnotenie klasifikdcie textu bola pouzita metrika vazeného F1 (wF1) skdre.
Model urceny iba na klasifikdciu poradia ¢itania dosahuje hodnoty 0.15 pre SFD, 0.67 pre
NPV a 0.12 pre NPP. Multi-task model dosahuje hodnoty 0.27 pre SFD, 0.73 pre NPV,
0.15 pre NPP a 0.96 pre wF1.

V tejto praci existuje stale velky priestor pre viaceré vylepsenia, ako st napriklad vhod-
nejsia tvorba grafu, experimentovanie s inymi typmi GNN sieti, alebo obohatenie vstupnych
priznakov. AvSak zdsadnym nedostatkom tejto préace je to, Ze vytvorené modely nie si ob-
jektivne porovnané s uz existujicimi rieseniami, ¢o znizuje kredibilitu samotného riesenia,
a vo velkej miere to ovplyvnila aj volba datovych sad. Aj z tohto dévodu boli do prace
implementované vlastné metriky, ktoré by mi poskytli viac déveryhodnosti vo vytvorené
modely. Napriek tomu vytvorené modely preukazuju slubné signaly pri rieSeni postupnosti
Citania riadkov, ako aj pri priradovani sémantického vyznamu textu, ¢im praca poskytuje
dobry zadkladny pilier pre pripadné buduce rozsirenia.
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Priloha A

Celkovy prehlad experimentov

Tato priloha obsahuje zoznam, ktory prezentuje jednotlivé vystupy metriky Accuracy pre
kazdu triedu (sémantického vyznamu textu), ktord bola v datasete IMPACT. Zoznam ob-
sahuje iba hodnoty z najlepsie vytvoreného multi-task modelu zalozeného na GAT grafovej
neurénovej sieti so vstupnou MLP sietou.

o Paragraf: 0.962

e Nadpis: 0.983

o Hlavicka: 0.997

« Piticka: 1.0

o Cislo strany: 0.998

e Catch-word: 0.997

e Marginalia: 0.998

o Kredit: 0.999

e Inicialy: 0.995

e Obsah: 0.994

e Poznamka pod ¢iarou: 0.995
e Podpis: 0.998

e Pokracovanie poznamky pod c¢iarou: 0.999
e Titulok: 1.0

o Nepriradeny text: 1.0
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Priloha B

Obsah prilozenej SD karty

e program

— obsahuje vsetky zdrojové kody a vstupné data, avsak samotné originalne do-
kumenty boli pridané iba pre dataset Lidové noviny, kedze dataset IMPACT
velkostou presahuje 60GB.

o text

— ITEX zdrojové sabory.
— BTIRX vygenerovana praca v PDF formate.

e video

— video prezentujice tito pracu
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