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ABSTRAKT

Tato prace je zamérena na problematiku vizualni kontroly kvality pri vyrobé kovovych
lakovanych dil. Hlavnim problémem FeSenym v ramci prace je navrh automatizované
metody kontroly kvality, zaloZzené na modernich poznatcich z oblasti umélé inteligence a
pocitaCového vidéni. Kontrola kvality predstavuje vyznamnou soucast velkého mnoZstvi
pramyslovych vyrobnich procesti, ve kterych je nutné zajistit splnéni rady kvalitativnich
pozadavki na vyrabéné produkty. Dosud je kontrola kvality provadéna predevsim spe-
cializovanymi pracovniky, na které je k provadéni kontroly kladena fada pozadavki na
odborné znalosti. Aktualné znamé metody vizudlni kontroly kvality zalozené na umélé
inteligenci se vyznacuji vysokou naroc¢nosti na velikost trénovaci datové mnoziny a nizkou
toleranci na vyraznéjsi zménu polohy a rotace kontrolovanych objektd viici snimacimu
zarizeni. Disledkem téchto nedostatkil je znemoznéno nasazeni automatizované vizualni
kontroly kvality v fadé soucasnych priimyslovych aplikacich. Hlavnim pfinosem této prace
je navrh nové metody kontroly kvality, ktera vykazuje silnou schopnost spolehlivé fungo-
vat i v pripadech, kdy v dané priimyslové vyrobé dochazi k vyse uvedenym jeviim zmény
polohy, rotace objektl a nedostatku trénovacich dat. Pfesnost metody navrzené v této
praci je experimentalné ovérena na datové mnoziné vychazejici z problematiky kontroly
kvality kovovych lakovanych dilii. Dle provedeného méreni prekonava navrzend metoda
v presnosti detekce defektli ostatni, soucasné zndmé metody o 10,25 % dle AUROC
metriky.

KLICOVA SLOVA

detekce anomalii, defektoskopie, pocitaCové vidéni, konvolu¢ni neuronové sité, priimys-
lova kontrola kvality, automatizace



ABSTRACT

This thesis is focused on the problem of visual quality control during painted metal parts
fabrication. The main problem of the thesis is the design of automatic quality control
method based on modern artificial intelligence and computer vision techniques. Quality
control is an important part of a large number of industrial production processes, in
which it is necessary to ensure compliance with a number of quality requirements for
manufactured products. Until now, quality control is carried out mainly by specialized
staff, who are subject to a number of expertise requirements. Currently known methods
of visual quality control based on artificial intelligence are characterized by high demands
on the size of the training data set and low tolerance for a significant change in position
and rotation of the inspected objects relative to the scanning device. As a result of these
shortcomings, the use of automated visual quality control in many current industrial
applications is impossible. The main contribution of this thesis is the design of a new
method for quality control, which shows a strong ability to function reliably even in
cases where the above mentioned phenomena of change in position, rotation of objects
and lack of training data occur during manufacturing. The accuracy of the method
proposed in this thesis is experimentally verified on a data set based on the issue of
quality control of painted metal parts. According to the measurement results of defect
detection accuracy, the proposed method outperformed other, currently known methods
by 10,25 % using the AUROC metric.
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trial quality control, automation

Vysazeno pomoci balicku thesis verze 4.07; http://latex.feec.vutbr.cz


http://latex.feec.vutbr.cz

JEZEK, Sté&pan. Automaticka kontrola kvality vyroby lakovanych kovovych dilii s pomoci
neuronovych siti. Brno: Vysoké uceni technické v Brné, Fakulta elektrotechniky a komuni-
ka¢nich technologii, Ustav telekomunikaci, 2022, 71 s. Diplomova prace. Vedouci prace:
doc. Ing. Radim Burget, Ph.D.






Prohlaseni autora o ptlivodnosti dila

Jméno a prijmeni autora: Bc. Stépan Jezek

VUT ID autora: 203730

Typ prace: Diplomova prace

Akademicky rok: 2021/22

Téma zavére€né prace: Automaticka kontrola kvality vyroby la-

kovanych kovovych dili s pomoci neuro-

novych sitf

Prohlasuji, ze svou zavéreCnou praci jsem vypracoval samostatné pod vedenim vedou-
ci/ho zavéreéné prace a s pouzitim odborné literatury a dalSich informacnich zdroja,

které jsou vSechny citovany v praci a uvedeny v seznamu literatury na konci prace.

Jako autor uvedené zavérec¢né prace dale prohlasuji, ze v souvislosti s vytvorenim této
zavéreCné prace jsem neporusil autorskd prava tretich osob, zejména jsem nezasahl
nedovolenym zplsobem do cizich autorskych prév osobnostnich a/nebo majetkovych
a jsem si plné védom nasledkl poruseni ustanoveni §11 a nasledujicich autorského za-
kona ¢. 121/2000 Sb., o pravu autorském, o pravech souvisejicich s pravem autorskym
a o zméné nékterych zakonid (autorsky zakon), ve znéni pozdéjsich predpisii, vietné
moznych trestnépravnich dlsledkd vyplyvajicich z ustanoveni ¢asti druhé, hlavy VI. dil 4
Trestniho zékoniku ¢.40/2009 Sb.

podpis autora®

*Autor podepisuje pouze v tiSténé verzi.






PODEKOVANI

Rad bych podékoval vedoucimu diplomové prace panu doc. Ing. Radimu Burgetovi, Ph.D.
za odborné vedeni, konzultace, trpélivost a podnétné navrhy k praci.






Obsah

[Gvod 19
1__Detekce anomaliil 21
1.1 Zaklady problematiky detekce anomalii| . . . . . . . . . ... .. ... 21
(1.1.1  Slozitost probléemu| . . . . . . ... ... .. ... .. ..... 21

(1.1.2  Anotace vstupnich dat| . . . . .. .. ... ... ... ..... 22

(1.2 Soucasné metody detekce anomalii na vizualnich datech|. . . . . . .. 24
(1.2.1  Metody zalozené na rekonstrukci vstupnich dat| . . . . . . .. 26

[1.2.2  Metody zalozené na extrakci priznaku z konvolucni neuronove |

[ SItEl . .o 29
[1.2.3 Srovnanimetod| . . . . . . .. ... 34

(1.3 Datové mnoziny pro detekci anomalii v prumyslovych aplikacich| . . . 35
(1.4 Kontrola kvality kovovych dilu pomoci metod detekce anomaliil. . . . 38

2 Navrh nové metody detekce anomalii 39
[2.1  Specifikace pozadavku na vysledny system| . . . . . .. ... ... .. 39
2.2 Navrzena metodal . . . . . . . . .. ... 41
[2.2.1 Syntetické defektyl. . . . . . . . ... ... oL 43

2.2.2 Irenovani modelu a detekce defektnich vzorkul . . . . . . . .. 45

2.2.3 Architektura konvolucni siteé ResNetl . . . .. ... ... ... 46

[3  Experiment| 49
3.1 Datova mnozinal . . . . . . . . . . ... 49
[3.2  Parametry modelu a trénovani| . . . . . . .. ... ... ... ... .. 49
3.2.1  Metrika AUROCI . . . ... ..o o oo o 53

[3.3  Vysledky méreny. . . . . . .. ..o oo 55
[3.3.1 Interpretace vysledku|. . . . . .. ... .. ... 56
4_Diskuzel 59
[Zavér] 61
[Literatural 63
[Seznam symbolu a zkratek] 71







Seznam obrazku

(1.1 Detekce anomalii na dvojrozmernych datech| . . . . . . . . . ... .. 22
(1.2 Blokove schéma trénovani rizenych metod|. . . . . . . . . . ... ... 23
(1.3 Blokove schéma trénovani samorizenych metod| . . . . . . . . ... .. 24
(1.4 Blokoveé schéma trénovani nerizenych metod| . . . . . . . ... .. .. 24
(L. Blokové schéma rekonstrukcénich metodl . . . . . . . ... 0000 26
[1.6 Rekonstrukéni metody s pouzitim autoenkoderul . . . . . . . ... .. 27
(1.7 Generativni souperici site| . . . . . . . . . . ... ... 28

(1.8 Princip metod zalozenych na extrakci priznaku konvolucni neurono-

VOU STl . . . . . o e e 29
(L9 Schema K-NN metod . . . ... ... ... o o 31
[1.10 Schema pravdépodobnostniho modelu|. . . . . . . . .. ... ... .. 32
(1.11 Ukazka metody CutPaste] . . . . . .. ... ... ... ... ..... 33
[1.12 Ukazka vzorku datovée mnoziny MVTec AD| . . . .. ... ... ... 36
[1.15 Ukazka vzorku datové mnoziny Kolektor SDD| . . . . . .. . ... .. 37
[2.1 Ukazka variability defektal . . . . . . . ... ... ... ... ... .. 40
[2.2  Ukazka typu defektul . . . . ... ... ... ... 0. 41
[2.3  Blokové schéma trénovani modelu pro extrakci priznakyf. . . . . . . . 42
2.4 DBlokove schéma detekce defektul . . . . . .. ... ... .00 42
[2.5  Segmentace kovoveho dilu a pozadi| . . . . . ... ..o 43
[2.6 Ukazka syntetickych defektu na cernobilych snimcich| . . . . . . . .. 44
[2.7  Ukazka syntetickych defektu CutPaste] . . . . . . . .. ... ... .. 45
2.8 Ukazka syntetickych defektu na barevnych snimcichf . . . . . . . . .. 46
2.9 Blokove schéma rezidualniho modulul . . . . . . .. ... ... .. .. 47
[2.10 Blokove schema pouziteho modelu . . . . . . . .. .. ... ... ... 48
[3.1 Datova mnozina - cernobilal . . . . . . . . ... ... 50
3.2 Datova mnozina - barevnal . . . . . . . .. ... ... o1
[3.3  Ukazka transtormaci pro zamezeni preuceni| . . . . . . . .. ... .. 52
[3.4  Graf zmény parametru learning rate v prubehu uceni| . . . . . . . .. 53
[3.5 Schéma matice zamenl . . . . . . . . . ... ... 54
B.6 Graf ROCI . . . . . . .. . 55
[3.7  Graf prubehu AUROC béhem uceni . . . . . . . ... ... ... ... 56
[3.8 Irida s nizkou presnosti detekce . . . . . . ..o 58

[3.9 Trida s nejvyssi presnosti detekee| . . . . . . . .. ... 58







Seznam tabulek

(1.1~ Srovnani soucasnych metod detekce anomalil . . . . . . . . . ... .. 34
(1.2 Pocty vzorku v datove mnoziné MVTec-AD| . . ... ... ... ... 36
[3.1 Pocty vzorku ve vytvorené datové mnoziné| . . . . . . . . . . ... .. 50
[3.2  Parametry generovani defektul . . . . . ... ... ... 53
[3.3  Vysledky méreny. . . . . . . ..o oo 56







Uvod

Mezi zakladni soucasti primyslovych vyrobnich procest patii faze kontroly kvality
vyrabénych produkti. V ramci vyroby musi produkty typicky splnovat fadu kvali-
tativnich pozadavki, nutnych pro zajisténi bezpecnosti ¢i spravné funkce produktu
nebo naplnéni ocekavani a narokt zakaznikt. K nejcastéjsim zplsobltim zajisténi
kvality patii vizualni kontrola vyrobkd v priibéhu nebo na konci vyrobniho po-
stupu. Tento typ kontroly je obvykle vykonavan specializovanymi pracovniky, kteri
k provadéni této ¢innosti musi c¢asto splnit fadu pozadavkil na odborné znalosti,
specifické pro dany typ vyroby. Proces kontroly je dale obvykle nutné provadét opa-
kované, po dlouhou dobu a pro velky pocet vyrobki, ¢imz vznika riziko, ze kvalita
provedeni kontroly bude negativné ovlivnéna tinavou pracovniki.

S vyuzitim modernich poznatkt z oblasti zpracovani vizualnich dat pomoci neu-
ronovych siti vznika rada pristupil, kterymi lze proces kontroly kvality provadét au-
tomatizované. V ramci vyroby tak nemusi vznikat odborné naroky na pracovniky,
je mozné také omezit chyby v kontrole zptisobené vlivem tinavy a lze redukovat cas
nutny k provedeni kontroly. Pouziti automatizovaného pristupu pro kontrolu kva-
lity tak mize prinaset vyrazné zvyseni kvality vyrabénych produktii a také snizeni
celkovych nakladi na vyrobni proces.

Soucasné metody automatizované kontroly kvality obvykle kladou vysoké po-
zadavky na mnozstvi a kvalitu vstupnich trénovacich dat, coz neni mozné v radé
vyrobnich procest zajistit. K pripadim, kdy jsou tyto pozadavky obtizné splnitelné
patii také problém feseny v ramci této prace.

Hlavnim pfinosem této prace je navrh nové metody pro automatizovanou kont-
rolu kvality v podminkach, kde nelze ziskat velké mnozstvi trénovacich dat a ziskané
data jsou v pribéhu sniméani ovlivnéna fadou nepriznivych vlivii, mezi které pari
napr. vyrazna zmeéna polohy snimanych objekti ¢i nestabilni svételné podminky.
V ramci prace je pro modelovani uvedenych vlivii vytvorena nova datovd mnozina
vychazejici z problematiky kontroly kvality kovovych lakovanych dili. Na této da-
tové mnoziné je experimentalné ovérena uc¢innost navrzené metody, ktera v presnosti
detekce defektt prekonava doposud znamé pristupy.

Zbytek prace je ¢lenén nasledovné, prvni kapitola prace je vénovana obecnému
uvodu do problematiky detekce anomalii a souhrnu aktualnich detekénich metod
zalozenych na konvolu¢nich neuronovych sitich, pro které je zhodnocena moznost
jejich vyuziti k problému feseném v ramci této prace. Druhd kapitola je zamérena
na detailni rozbor problému detekce defektit kovovych lakovanych dili a komplex-
nich podminek, které je nutné v ramci detekce uvazovat. Déle je ve druhé kapitole
proveden navrh nové metody, zohlednujici uvedené komplexni podminky. Ve tteti

kapitole je experimentalné ovérena presnost navrzené metody detekce defekti. K
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tomuto tcelu je v ramci prace vytvorena nova datova mnozina, ktera je predstavena
v uvodu treti kapitoly. Nasledné jsou v kapitole uvedeny parametry méreni a vy-
sledné namétrené hodnoty. Zavér prace je vénovan diskuzi, ve které jsou zhodnoceny
nameérené vysledky, potencial navrzené metody z hlediska praktického vyuziti a také

uvedeny pripady, kdy metoda nemusi zarucit dostate¢nou presnost.
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1 Detekce anomalii

Problém kontroly kvality kovovych lakovanych dili lze z obecného pohledu datové
analyzy popsat jako tzv. detekci anomadlii, ktera oznacuje proces hledani datovych
instanci, neodpovidajicich definovanému stavu normality [I]. V analyze dat pred-
stavuje detekce anomalii jiz Tadu let dilezity vyzkumny problém s vyznamnym
potencidlem pro praktické aplikace ve velkém mnozstvi obort. Jiz v soucasnosti
se techniky detekce anomadlii pouzivaji napt. ve finanénictvi (detekce podvodnych
plateb), pocitacové bezpecnosti (detekce neopravnéného pruniku do pocitacové sité)

nebo lékarstvi (detekce onemocnéni) [2].

-7

1.1 Zaklady problematiky detekce anomalii

Zakladni princip detekce anomadlii na dvojrozmérnych datech je zndzornén na obr.[1.1]
kde jsou jako anomalie oznaceny body, které nelezi uvniti shlukii predstavujicich
normalni datové vzorky. Tento princip lze zobecnit také na data s vice dimenzemi.
Pred samotnou detekci anomalnich instanci je nutné definovat, které vzorky pred-
stavuji normélni stav a nejsou povazovany za anomadlie (tzv. normdlni vzorky). V
zavislosti na pouzité metodé detekce anomélii mtize byt normalni stav popsan napt.
shlukem normaélnich vzorku, pravdépodobnostnim modelem nebo veli¢inami vyuzi-
vanymi v oblasti teorie informace (napt. entropie). Za anomdlie se nasledné oznaci
vzorky, které se odchyluji od normalniho stavu o vice nez stanovenou prahovou
hodnotu, tedy napi. mezni vzdalenost od shluku normalnich vzorki, nizkou prav-

dépodobnost datové instance v pouzitém pravdépodobnostnim modelu, apod. [2].

1.1.1 Slozitost problému

I pfes pomérné jednoduchou zakladni formulaci detekce anomélii mize rozliseni ano-
malnich a normalnich vzorki u praktickych aplikacich predstavovat velmi komplexni
problém [6].

Prvotni davod slozitosti vyplyva z definice normélniho stavu, kterd nemusi byt
jednoznacnd, poté je velmi komplikované normalni stav definovat tak, aby bylo za-
ruceno, ze jsou zde zahrnuty skutecné vsechny stavy, které mohou v ramci daného
problému nastat. Normélni stav se také muze v prubéhu detekce ménit, metody se
na tyto zmény musi adaptovat. V zavislosti na konkrétni doméné mize byt mira od-
lisSnosti normélniho stavu a anomalie velmi rozdilna, v nékterych pripadech lze vsak
za anomalii pokladat i velmi malou odchylku od normélniho stavu. Z toho divodu
muze byt problematické vyvijet univerzalni techniky, které by bylo mozné aplikovat

na vice domén.
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Dalsi divod komplexnosti problému detekce anomalii vyplyva z povahy vstup-
nich dat. V realnych aplikacich data typicky obsahuji Sum, ktery se muze jevit jako
anomalie. Mnozstvi dat dale nemusi byt pro efektivni funkci detek¢énich metod dosta-
tecné. Dostupnd data také v mnoha pripadech neobsahuji anotace, tim je omezeno

spektrum pouzitelnych metod, které by mohly problém detekce Gcinné tesit [4) 2.

Y a A3
t

Obr. 1.1: Ukazka detekce anomalii na dvojrozmérnych datech. Oblasti NI a N2

predstavuji normalni vzorky, anomélie jsou reprezentovany body A1, A2 a A3.

1.1.2 Anotace vstupnich dat

Mezi zakladni charakteristiky konkrétniho problému detekce anomalii patti zptisob
anotaci vstupnich dat. V zavislosti na tom, zda vstupni data obsahuji anotace (in-
formaci, jestli dany vzorek je mormdlni ¢ anomdlni) vznikaji ruznd omezeni pro
volbu konkrétni detekéni metody. Podle dostupnosti anotaci u vstupnich dat jsou

dle [2] nejcastéji rozliSovany tii nasledujici pristupy.

Rizené metody

Pro rizené (supervised) metody se predpoklada, ze vstupni data obsahuji anotace.
Detekce anomélii 1ze nasledné realizovat pomoci metod zalozenych na rizeném uceni
(uceni s ucitelem, supervised learning). Vzhledem k dostupnym anotacim je tyto me-
tody typicky jednodussi kvalitné natrénovat, vysledkem toho muze také byt spoleh-
livéjsi funkce béhem nasazeni metody v provozu. Hlavnim nedostatkem je predevsim
nutnost anotaci dat, ktera je obvykle ¢asové a finanéné narocna. Déle je u velké c¢asti

redlnych pripada slozité ziskat dostatek anomélnich vzorkl, tak aby podmnozina
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normalnich a anomélnich vzorki, byli priblizné vyvazené. U tady praktickych apli-
kaci vyrazné prevazuji normdini vzorky, tato nevyvazenost ma obecné nepriznivy
vliv na trénovani metod, ¢imz se muze ztizit, pripadné znemoznit pouziti rizenych
metod.

U konkrétnich aplikaci dale nemusi byt vzdy pfedem zndmé vsechny typy anoma-
lif, které se mohou béhem provozu vyskytnout. Pro fadu pripadii je naopak typické,
ze se behem provozu mohou vyskytnout nové, predem neznamé typy anomalii. Tato
skutecnost opét mize znemoznit pouziti rizengch metod.

Normalni
vzorky
L, §
Extrakee | Kasifikator
priznaki
—
Anomalni
vzorky

Obr. 1.2: Blokové schéma trénovani rizenych metod

Obecny princip trénovani fizenych metod je zndzornén na obr. [1.2] priznaky
jsou extrahovany ze znamych norméalnich a anomalnich dat. Pomoci téchto priznakt
je nasledné trénovan klasifikator, ktery oznacuje vzorky obsahujici ¢i neobsahujici

anomalie.

Samoftizené metody

Kategorie samorizengch (semi-supervised) metod vyuziva data, kde jsou anotace
k dispozici pouze pro normalni vzorky. Metody maji nasledné vétsi potencial pro
praktické vyuziti, pfi kterém je c¢asto normalnich vzorkt k dispozici vyrazné vétsi
mnozstvi. Samorizené metody se obvykle realizuji pomoci modeli, které se v pri-
béhu trénovani naudi reprezentaci stavu normality (normdlnich vzorku), jak je zna-
zornéno na obr. [I.3] Tato reprezentace muze byt vytvofena piimo extrahovanymi
priznaky, jejich statistickym zpracovanim, ¢i dalsimi zptisoby, které budou popsany
v kapitoldch a [1.2.2] Béhem nasazeni metody se jako anomélie oznadi vzorky

neodpovidajici modelu reprezentujicimu normalni stav.
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Obr. 1.3: Blokové schéma trénovani samotrizenych metod

Nerizené metody

Pro nerizené (unsupervised) metody se nevyzaduji zadné anotace vstupnich dat.
Metoda se nasledné trénuje na datech, kde se spolecné mohou nachazet normélni
a anomalni vzorky. Pro tispésné natrénovani modelu se predpoklada, ze normélni
vzorky jsou na vstupu ve vyrazné prevaze oproti anomalnim vzorkim. Implemen-
tace nerizenych metod je typicky zalozena na modelech vyuzivanych pro samorizené
metody, modely se pouze trénuji na vstupnich datech, které mohou obsahovat ano-
malie, jak lze vidét na obr. Pro soucasné metody obvykle plati, zZe s vysSim
podilem anomalii ve vstupnich datech klesa schopnost efektivné rozliSovat anoma-
lie.

Normalni a Model
L, Extrakce 1.
anomalni . o . —— | normalniho
priznaki
vzorky stavu

Obr. 1.4: Blokové schéma trénovani nefizenych metod

1.2 Soucasné metody detekce anomalii na vizualnich
datech

Kontrola kvality lakovanych kovovych dild, feSena v ramci této prace vyuziva vi-
zualni vstupni data, kterd jsou zprostiedkovana systémem kamer instalovanym na

vyrobni lince. Metody detekce anomalii se v zavislosti na typu vstupnich dat mohou
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vyznamneé lisit, v nasledujici ¢asti tedy budou popsany aktualni techniky zamérené

pouze na obrazovy vstup.

Problém detekce anomalii v obrazovém vstupu je typicky spojen také s pro-
blémem segmentace anomadlii, resp. vyznacenim oblasti, ve kterych se na snimku
vyskytuje defekt. Tato vyznaceni se obvykle realizuji formou teplotni mapy, k je-
jimu vygenerovani se nejcastéji vyuziva mirné modifikovana forma modelu pouzitého
pro detekci. Konkrétni modifikace modelu pro tcely segmentace budou popsany u
jednotlivych metod.

Hluboké uceni pro detekci vizualnich anomalii

Techniky pro detekci anomélii na vizualnich datech zaznamenaly v poslednich letech
znany vyvoj, souvisejici predevsim s pronikdnim hlubokého uceni (deep learning)
do oblasti poc¢itacového vidéni. Hluboké uceni se postupné prosadilo jako velmi efek-
tivni nastroj pro feseni diive znacné obtiznych vizudlnich problémi, véetné detekce
anomalii [3].

Metody detekce anomadlii byly (podobné jako fada dal$ich metod vyuzivajicich
strojové uceni) pred nastupem hlubokého uceni zalozeny predevsim na mélkém ucend,
napt. metodé podpurnich vektori (support vector machine — SVM). Tyto pristupy
vsak nejsou schopné optimélné zachytit komplexni strukturu vicerozmérnych dat,
kterymi jsou napt. obrazy. Pro vyssi efektivitu mélkych pristupt ke zpracovani ob-
razu je tak nutné manudlni extrahovani priznakt, pomoci kterych se nasledné budou
ucit. Pouziti mélkych metod je disledkem toho casové naroéné a vyzaduje odborné
znalosti pro extrahovani priznakti, coz predstavuje omezeni pro rozsahlejsi nasazeni

téchto metod v praktickych aplikacich [5].

V soucasnych metodach je proces extrahovani ptiznakl ze vstupnich obrazovych
dat automatizovan pomoci hlubokych konvolucnich neuronovych siti. Extrahované
priznaky se nésledné pouzivaji jako vstup pro model ¢i algoritmus, ktery provadi
detekci anomalii. Tento krok je typicky realizovan pomoci obvyklych algoritmi stro-
jového uceni (napt. k-nejblizsich sousedu (k-NN) nebo k-means), pravdépodobnost-

nich modelt nebo neuronovych siti [4].

Aktualné nejmodernéjsi pristupy pro detekci vizualnich anomalii 1ze rozdélit do
dvou hlavnich kategorii — rekonstrukéni metody, u kterych se pro ucel detekce uci
neuronova sit obnovit piivodni vstupni obraz a metody zalozené na extrakci priznaki
z konvoluc¢ni neuronové sité, kde se extrahované priznaky vyuzivaji jako vstup pro
algoritmus strojového uceni nebo provadépodobnostni model. Tyto dvé kategorie
budou popsany v nasledujicich podkapitolach.
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1.2.1 Metody zalozené na rekonstrukci vstupnich dat

Rekonstrukéni (reconstruction-based) metody se pro detekci anomélii nejprve nauci
rekonstruovat normalni data. Nasledné se béhem detekce predpoklada, ze data s
anomaliemi nebude schopen model schopen rekonstruovat, rozdil mezi vstupnim
anomalnim snimkem a rekonstruovanym snimkem by tak mél byt vyrazny. Naopak
rozdil mezi norméalnim vstupnim snimkem a jeho rekonstrukei by mél byt miniméalni.
Tento rozdil vstupu a jeho rekonstrukce se ptimo vyuzije jako metrika pro rozliSeni

anomalii. Metriku lze oznacit jako anomdini skére A, formalné definované vztahem
A(x) = |x — G(x)] (1.1)

kde GG oznacuje pouzity rekonstrukéni model. Vztahem pro anomalni skore je ziskana
dvojrozmérnd mapa anomadlii, kde jsou anomalni oblasti reprezentovany vysokou
hodnotou bodt. Mapu anomalii lze nasledné vyuzit také pro klasifikaci anomalnich
vzorkl, pro tuto operaci se obvykle uvazuje maximalni hodnota mapy anomalii.

Obecny princip rekonstrukénich metod je zndzornén na obr. [1.5 K rekonstrukci
vstupnich obrazl se nejcastéji vyuzivaji generativni modely jako napt. rizné verze
autoenkodéri (autoencoders — AE) nebo generativnich soupericich siti (generative
adversarial networks — GAN) [3].

; X W TS Anomalni
Vstupni Rekonstrukéni skére
data model X — G|

Obr. 1.5: Obecné blokové schéma rekonstrukénich metod

Autoenkodéry

Mezi prvnimi modely vyuZivanymi pro rekonstrukce byly autoenkodéry [13], tato
architektura je tvorena bloky oznacovanymi enkodér, ktery tvori vstup modelu a
mapuje vstupni data do tzv. latentniho prostoru a dekodér, realizujici rekonstrukci
dat z latentniho prostoru (viz obr. [1.6)).

Pro nauceni uziteéné reprezentace, ktera umozni generovani vzorki se vstupni

data uméle degraduji napt. pridanim sSumu, autoenkodér se uci tyto nedostatky

26



odstranit a ziskat ptuvodni data (tzv. denoising autoencoder) [7]. Mezi nejzéakladnéjsi
pristupy degradace dat patii priddani Sumu do celého obrazu, pokrocilejsi metody

vkladaji sSum pouze do specifickych oblasti, pripadné vyuzivaji rizné specialni druhy

sumu [20].
Vstup Rekonstrukce ROZ}d]lOVE
snimky
Normaélni . —
vzorek .

Enkodér Dekodér
Vzorek s 4

Ysr —_— —_—
anomalii

Obr. 1.6: Rekonstrukéni metody s pouzitim autoenkodéru

Latentni
prostor

Mezi nejcastéji pouzivané varianty autoenkodéru pouzivané v rekonstrukénich
metodach patii variacni autoenkodér (VAE), konvoluéni autoenkodér (CAE) [57],
pfipadné se namisto autoenkodéru vyuzivéa sit s architekturou U-Net [10], proces
uceni je shodny jako v pripadé pouziti autoenkodéru.

Metody zalozené na autoenkodéru jsou popsany napr. v [11], 12, 14}, [15]. Hlavni
odlisnosti mezi uvedenymi metodami obvykle spocivaji ve vyuziti raznych variant
autoenkodéru nebo odlisnych vrstev modelu, podle kterych je vypocteno anomdini
skore. V urcitych pripadech je toto skore vypocteno z reprezentaci v latentnim pro-

storu, jiné pristupy vyuzivaji rozdil mezi rekonstrukcemi ziskanymi dekodérem.

Generativni soupefici sité

V soucasnych rekonstrukénich metodéach se obvykle vyuzivaji modely zalozené na
generativnich soupericich sitich. (generative adversarial networks — GAN) [16]. Za-
kladni soucasti architektury GAN tvori sit generdtoru, ve které je z nahodné zvo-
leného latentniho prostoru vygenerovan vystupni vzorek a sit diskrimindtoru, kde
je vystupni vzorek generatoru ohodnocen z hlediska miry podobnosti realnym da-
tum (viz obr. . Pro detekei anomalii pomoci tohoto modelu se sit GAN trénuje
generovat data bez anomalii. V pribéhu testovani se predpoklada, ze sit nebude
schopna generovat anomalie a skore dle vztahu bude vyrazné vyssi pro ano-
malni vzorky. Mezi prvni metody vyuzivajici generativni souperici sité pro detekci
anomali{ patii AnoGAN [g], ve které je pomoci tohoto modelu realizovana detekce
abnormalnich oblasti na snimcich optické koherentni tomografie o¢ni sitnice. Metoda

AnoGAN nejprve natrénovala sit GAN na normdalnich vzorcich. Béhem testovani
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Obr. 1.7: Architektura generativnich soupeticich siti

se iterativné prochazel latentni prostor, tak aby byl vygenerovan snimek maximalné
podobny vstupnimu snimku. Anomdalni skore bylo nasledné stanoveno jako vazeny
soucet rozdilu vstupniho a generovaného snimku a rozdilu reprezentaci vstupniho a

generovaného snimku ziskanych z diskrimindtoru dle vztahu
AX) = (1 —-a)- [x = GX)[+a-[f(x) - f(G(x))] (1.2)

kde x je vektor reprezentujici vstupni snimek, G je generator, f je vystupem vnitini
vrstvy diskriminatoru (mize byt zvolena libovolna vrstva) a « predstavuje vdhovy
koeficient, kterym lze stanovit, jaky cClen bude pro celkové anomalni skére upted-
nostnén. Obvykle se na anomalnim skére metod zalozenych na GAN podili vyrazné
vice rozdil vstupniho a vygenerovaného vzorku (koeficient «v je nejcastéji v rozsahu
0,1 az 0,02).

K hlavnim nedostatkim metody AnoGAN patii nutnost velkého poctu iteraci
v prubéhu testovani, ¢imz vznika pomérné velka casova prodleva, kterd pro urcité
praktické aplikace muze predstavovat vyrazné omezeni. Nasledné metody inspiro-
vané AnoGAN ([17, [18]) proto dopliuji architekturu o dalsi modely neuronovych
siti, které eliminuji potiebu iteraci béhem testovani, ¢imz se tento proces vyrazné
zrychluje. Dalsi navazujici rekonstrukéni metody zavadi zmény v architekture a vy-
uzivaji napt. novéjsi verze generativnich soupefricich siti ([59, 21]), u kterych lze

docilit stabilnéjsiho tréninku s mensim poctem trénovacich vzorki.

Nedostatky rekonstrukénich metod

Prestoze princip rekonstrukénich metod je pomérné jednoduchy, jejich efektivnimu
vyuziti ¢asto brani schopnost generativnich modeld vytvaret v nékterych pripadech
vzorky s anomadliemi [34]. Nésledné dle vztahu neni mozné dostatecné rozlisit

skoére pro normalni a anomalni vzorky.
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Generativni modely typu GAN nebo autoenkodéry dale pro nauceni kvalitni
reprezentace typicky vyzaduji velké mnozstvi trénovacich vzorkt. Pti pouziti mo-
delt GAN je také obvykle nutné fesit fadu problému spojenych s jejich tréninkem,
ktery obecné miize vykazovat nizkou stabilitu, v ramci trénovani mtze dochazet k
tzv. kolapsu modi, pri kterém se model nenaudi kvalitni reprezentace pro vsechny
ttidy obsazené v trénovaci datové mnoziné. Déle je trénovani modeli GAN typicky
spojeno s pomalou konvergenci ¢i priliS obecnou naucenou reprezentaci trénovaci

mnoziny [60, [61].

1.2.2 Metody zalozené na extrakci priznaki z konvolu¢ni neuro-
nové sité

Dalsi skupina metod vyuziva pro detekci anomalii kombinace ptiznakt extrahova-
nych z konvoluéni neuronové sité, které jsou néasledné pouzity jako vstup do dalsich
typt modeli — napf. tradi¢nich algoritmu strojového uceni (k-NN, k-means) nebo
statistickych modela (viz obr. . Do této skupiny patii vétsina aktualné nejpres-

néjsich metod.

Extrahované priznaky

Pifznaky V2 |[P¥znaky V3| Piznaky V4| —l

Vstupni data ‘ Z&etezeI?
priznaki
T Bﬂﬁ* |
Statisticky
model /& NN
Konvoluéni neuronové sit

Obr. 1.8: Princip metod zalozenych na extrakci priznakti konvolu¢ni neuronovou siti

Pro extrakci priznakt se obvykle vyuzivaji konvoluéni sité zalozené na archi-
tekturach ResNet [23], Wide-ResNet-50-2 [24] nebo EfficientNet [25]. Ve vétsiné
piipadi je pouzit model predtrénovany na datové mnoziné ImageNet [26]. Nékteré
metody vsak provadi trénink modelu s ndhodné inicializovanymi parametry, pii-
padné vyuzivaji jemné doladéni (fine-tuning) modeli predtrénovanych na mnoziné

ImageNet.
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Mezi prvni publikované metody zalozené na extrakeci piiznaka patii [27], kde
jsou vyuzivany priznaky extrahované z modelu s architekturou ResNet-18, pred-
trénovaném na datové mnoziné ImageNet, pro detekci defektt na mikroskopickych
snimcich nanomateriali. Detekce defektii je realizovana pomoci shlukové analyzy
algoritmem k-means. Pro zkraceni ¢asu nutného na shlukovou analyzu je dimenze
extrahovanych priznaki redukovana metodou analyzy hlavnich komponent (principal
component analysis — PCA).

Soucasné nejpresnéjsi metody vyuzivajici extrakei priznakt lze podle algoritmu,
kterym je realizovana detekce na trovni priznaki rozdélit do kategorii uvedenych v

nasledujicich podkapitolach.

Metody zalozené na algoritmu k-NN

Tato skupina metod analyzuje extrahované ptriznaky pomoci algoritmu £-NN. Mezi
prvni prace, kde byl prezentovan tento algoritmus pro detekci vizualnich anomaélii
patii [28], kterd prezentuje metodu s oznac¢enim DN2. Metoda pro extrakei priznaku
vyuzivd model architektury ResNet predtrénovany na datové mnoziné ImageNet.
Anomalni vzorky jsou detekovany na zdkladé prumérné euklidovské vzdalenosti tes-

tovaného vzorku od k nejblizsich vzorku z trénovaci mnoziny podle vztahu [2§]

dy)=2 > I f=FIP (1.3)
FENK(fy)
kde y je testovany snimek, f jsou extrahované piiznaky nejblizSich sousedt a f,
extrahované priznaky testované ho snimku (viz obr. . Optimélni hodnota & je
dle experimentii provedenych v praci stanovena na k = 2, mize se vsak lisit v
zavislosti na konkrétnim problému.

Uvedena metoda realizuje pouze detekci anomalii na tirovni celého snimku, neni
schopna anomadlie na snimku segmentovat. Rozsiteni metody DN2 o segmentaci se
vénuje [29], kde je prezentovana metoda oznacovand SPADE. Tato metoda v prvni
fazi provadi detekci zptisobem shodnym s DN2, pouze vzorky oznacené jako anoméalni
jsou dale zpracovany blokem, ktery porovnava priznaky extrahované z podoblasti
vyTiznutych ze vstupniho snimku a referenc¢nich trénovacich snimki.

Aktuélné nejpresnéjsi metoda, kde je vyuzit algoritmus k-NN je oznacena PatchCore [30].
Metoda opét vyuziva model architektury ResNet predtrénovany na datové mnoziné
ImageNet. Béhem faze trénovani jsou extrahovany a nasledné ulozeny (do tzv. banky)
priznaky z druhé a tieti vrstvy ResNet modelu. Pocet priznakt ulozenych v bance se
nésledné redukuje pomoci algoritmu coreset [31], ktery odstrani pfiznaky obsahujici
informaci nachazejici se jiz v jinych podobnych priznacich, ¢imz je pomoci nizsiho
poctu vzorkl zachovana reprezentativnost ptivodnich priznaki. Detekce anomalii na

extrahovanych priznacich se nésledné realizuje pomoci algoritmu A-NN, vzhledem
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k redukovanému poctu priznakt je vypocet tohoto algoritmu rychlejsi v porovna-
nim napt. s metodou SPADE nebo DN2, kde je vypocetni cas linearné zavisly na
poctu vzorku. Dle [30] lze vyuzit i pomérné vyraznou, stondsobnou redukei ptivod-
niho poc¢tu priznakii, aniz by dochazelo k vyraznéjsimu zhorseni presnosti detekce

anomalii.

A2

mi

o1 (0 7
@N

Obr. 1.9: Schéma metod zalozenych na algoritmu k-NN, ze vstupnich dat jsou po-
moci hluboké neuronové sité extrahovany vektory priznaki, ty jsou nasledné porov-
navany z hlediska vzdalenosti od vektori priznakl trénovaci datové mnoziny vzorkt
bez defekt (na obr. vyznaceny Cernou barvou). V piipadé, ze vzdalenost vektort
priznakt vstupnich dat presahuje urcity prah, jsou vzorky oznaceny jako anomélni
(na obr. vektory A1 a A2).

Metody zalozené na pravdépodobnostnim modelu

Metody v této kategorii pro detekci anomalii vyuzivaji modelovani datové mnoziny
pomoci rozlozeni pravdépodobnosti. Toto rozdéleni miize byt stanoveno tradi¢nimi
metodami nebo s vyuzitim model hlubokych neuronovych siti.

K zékladnim postuptim metod z této kategorie patii vypocet wvicerozmérného
normdalniho rozdéleni odpovidajicimu trénovacim vzorktim bez anomalii, které je

dano vztahem .
_ L) "B (x—p1)
Oun(x) = ———e 2 (k=) (1.4)
! (27) |det3)|
kde x je vstupni vektor, p je vektor stfednich hodnot a 3 je kovarianéni matice [34].
Béhem testovani se anomalie stanovi vypoctem Mahalanobisovy vzdalenosti [35] tes-
tovaciho vzorku od pravdépodobnostniho rozdéleni trénovacich dat. Vzorky presa-

hujici urcitou prahovou vzdalenost jsou vyhodnoceny jako anomalni. Ekvivalentni
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alternativou vypoc¢tu Mahalanobisovy vzddlenosti je v tomto pripadé také vypocet
logaritmu vztahu pro vicerozmérné normdini rozdéleni (log-likelihood) [4]. Pokud
pro testovany vzorek bude vypoctena nizkd hodnota pravdépodobnosti pro dané
rozdéleni, bude oznacen jako anomalni. Pfiklad modelovani dvourozmérné datové
mnoziny pomoci gaussovského rozloZeni je zndzornén na obr. [I.10}

Mezi aktualné nejpresnéjsi metody vyuzivajici vicerozmérné normdlni rozdéleni
patii napf. Gaussian-AD [33] a PaDiM [34] (ktery rozsifuje predchozi metodu o
schopnost segmentace anomélii). Obé uvedené metody pro extrakei priznaku pou-
zivaji modely s architekturou ResNet nebo EfficientNet predtrénované na datové
mnoziné ImageNet. Dale k metodam do skupiny metod vyuzivajicich normdini roz-
déleni patii tzv. CutPaste [32], kde se oproti predchozim metoddm nevyuziva pied-
trénovany model, ale sif je natrénovana na pomoci samotizeného uceni a specialné

navrzené ulohy, ktera bude popsana v nasledujici podkapitole.
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Obr. 1.10: Ukazka detekce anomalii pomoci dvourozmérného gaussovského rozdé-
leni, normalni data uvniti zelené oblasti jsou modelovany gaussovskym rozdélenim,
jako anomalie (Cervené body) jsou oznacena data, kterd presahuji stanovenou vzda-

lenost od daného gaussovského rozdéleni.

Primé modelovani distribuce trénovacich dat pomoci normdalniho rozdéleni ne-
musi byt vzdy z hlediska detekce anomalii vhodné. V fadé pripad mize byt skutecna
rozdéleni dat vyrazné komplexnéjsi [4l, 36]. Proto nékteré metody detekce anomalif
vyuzivaji tzv. normalizacni sité normalizing flows, které pomoci vicendsobnych in-
vertibilnich transformaci vytvareji zobrazeni komplexniho rozdéleni extrahovanych

ptiznaki na jednodussi a zndmé (napf. normélni) rozdéleni. Detekce anomadlii se
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nasledné provadi v ramci tohoto jednodussiho rozdéleni napt. vypoctem Mahalano-
bisovy vzddlenosti.

Vyuziti normalizac¢nich siti pro detekci anomalii na vizualnich datech bylo po-
prvé prezentovano v metodé DifferNet [36], na tento piistup navazuji také metody
CFLOW-AD [37], CS-FLOW [3§] a FastFlow [39], které pridéavaji moznost segmen-

tace anomadlii.

Samorizené uceni modell pro detekci anomalii

Vétsina zde uvedenych metod detekce anomalii pouzivala pro extrakci priznakt mo-
dely predtrénované na datové mnoziné ImageNet. V fadé praktickych problému de-
tekce anomalii casto neni mozné ziskat velké mnozstvi trénovacich dat, které by
bylo mozné vyuzit pro efektivni uceni modelii neuronové sité. Predtrénované mo-
dely proto nabizi i¢innou alternativu, pomoci které je mozné extrahovat priznaky
vyuzitelné pro detekci anomalii. Zaroven se dle aktualnich publikaci [30, [34, [33], 37]
ukazuje, ze lze timto pristupem dosadhnout velmi kvalitnich vysledki.

Dalsim zpusobem, ktery také nékteré ze souc¢asnych metod [32), vyuzivaji je
trénovani vlastniho modelu pro extrakci priznakit od zacatku, s nahodné iniciali-
zovanymi parametry. Pro trénovani sité se vyuziva tloha specidlné navrzena tak,
aby se model naucil uzitecné reprezentace, vyuzitelné pri detekci anomalii. Tréno-
vaci tlohou muze byt napf. predikce rotace [41] nebo dalsich geometrickych trans-
formaci [42] vstupnich snimku, dale dloha muZe byt realizovdna jako klasifikace
dvou ¢i vice uméle vytvorenych tiid. Tento pristup se vyuziva napt. u metody Cut-
Paste [32], kde se u ¢asti vstupnich snimki vybere ndhodna podoblast, ktera je
nasledné vlozena opét na ndhodné zvolené misto uvnitt snimku, ¢imz se simuluje
anomdln{ (defektni) vzorek (viz obr. [1.11]). Model mé nédsledné klasifikovat, které
snimky obsahuji ¢i neobsahuji tyto umélé defekty. Vysledky této metody ukazuji, ze
lze dosahovat presnosti srovnatelné s metodami vyuzivajicimi modely predtrénované

na datové mnoziné ImageNet.

Obr. 1.11: Ukazka metody pro samorizené uceni CutPaste
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Metoda CutPaste dale sviij pristup generovani anomalnich snimk porovnava s
jinymi zptusoby, zalozenymi napt. na vkladani barevné plochy do nahodnych podob-
lasti snimku (Confetti Noise [43]) ¢i smazéni ndhodné zvolené podoblasti (Cu-
tout [44]). Umélé defekty generované témito metodami vsak nejsou tak blizké skutec-
nym defekttim v porovnani s metodou CutPaste a dle prezentovanych vysledki [32]
ma tato skute¢nost vyrazny vliv na vyslednou presnost modelu v detekci anomaélii.
Na zakladé téchto vysledkt tak lze hypoteticky uvazovat, ze pokud budou umeélé
defekty vice blizké defekttim, které se v dané doméné skuteéné mohou vyskytovat,
bude se zvysovat presnost detekce. Tato hypotéza je experimentalné ovérena a po-

drobné&ji popsdna v kapitole 2]

1.2.3 Srovnani metod

Pro ilustraci presnosti soucasnych metod detekce defektt je v tab. uvedeno
srovnani vysledkt namétfenych s vyuzitim metriky AUROC' [58] na trovni celych
snimkt a datové mnoziny MV Tec-AD (viz kap. . Tato verejné dostupnd mnozina
je zamérena na problematiku detekce defektti v primyslovych aplikacich a v urcitych
aspektech se priblizuje problému feSenému v ramci této prace.

7 vysledkl lze pro vétsinu pripadia pozorovat vyssi presnost u metod zaloze-
nych na extrakeci priznaku z konvoluéni neuronové sité. Nékteré metody [20] zalo-
zené na rekonstrukénim principu vsak dosahuji srovnatelnych vysledka. Aktualné

nejpresnéjsi na datové mnoziné MVTec-AD je metoda PatchCore [30] a nésledné

CFLOW-AD [31].

Druh metody Nazev metody Princip detekce anomalii MVTec AUC
DRAEM 98,00 [20]
. Skip-GANomaly 80,52 [59]
rekonstrukéni GANomaly - 78,19 [59]
AnoGAN 50,29 [59]
PatchCore K-NN 99,10 [30]
SPADE 85,50 [29]
. . Gaussian-AD 95,80 [33]
extrakee priznakd PaDiM Gaussovské rozdéleni 97,90 [34]
CutPaste 97,10 [32]
CFLOW-AD normaliza¢ni sité 98,26 [37]

Tab. 1.1: Porovnani soucasnych metod detekce anomaélii

Jedna se o metody zalozené na extrakci priznakii z modelu konvoluéni neuronové

sité ResNet predtrénovaného na datové mnoziné ImageNet. Podobné predtrénovany
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model na mnoziné ImageNet pouzivaji pro extrakci priznaki i ostatni metody uve-
dené v tabulce. Vétsina metod predtrénovany model nechavd beze zmény a mize
se lisit pouze ve volbé konkrétnich konvoluc¢nich vrstev, ze kterych jsou priznaky
prevzaty. Vyjimku tvori metoda CutPaste, u které je predtrénovany model pouzit
pouze pro nastaveni poc¢atecnich hodnot parametri, které jsou dale dotrénovany s
vyuzitim trénovactho postupu CutPaste (viz kap. . V pripadé, ze trénovani po-
moci CutPaste probihd na modelu s nahodné inicializovanymi parametry, dosazené
presnost neni prilis odlisnd (96,1 AUC [32]). Nelze tedy jednozna¢né konstatovat,
ktery z pristupt prevazuje, v soucasnych publikacich je vsak obvykle vyuzivan model
predtrénovany na mnoziné ImageNet bez dalsich tprav.

Vétsina uvedenych rekonstrukénich metod v porovnani s metodami vyuzivaji-
cimi extrahované priznaky dosahuje pomérné nizké presnosti. Presto vsak nékteré
z pristupu (napt. DRAEM) mohou dosahovat velmi podobnych vysledku. Také z
tohoto divodu rekonstrukéni metody stéle patii k pristuptim, kterym je v soucasné

literatute v této oblasti vénovana pozornost [62, [63].

1.3 Datové mnoziny pro detekci anomalii v primys-

lovych aplikacich

K hodnoceni metod z hlediska presnosti detekce anomalii byly tradi¢né vyuzivany
standardni datové mnoziny obecné znamé i v dalsich oblastech pocitacového vi-
déni (napf. MNIST [45] nebo CIFAR-10 [46]), u kterych se jedna ze tiid zvolila
jako normdlni a ostatni byly povazovany za anomalie. Prestoze se s timto pristu-
pem lze setkat i v soucasnosti, stdle ¢astéji je porovnani novych metod realizovany
také s vyuzitim datovych mnozin zamérenych specialné na problematiku detekce de-
fektu v konkrétnich praktickych aplikacich. Mezi nejvice pouzivané datové mnoziny
z této skupiny patii MVTec-AD (MVTec Anomaly Detection Dataset) [6], ve které
je k dispozici 10 tiid objekt a 5 tiid textur vychazejicich z béznych primyslovych
aplikaci. Pfesny pocet vzorkl pro jednotlivé t¥idy v datové mnoziné je uveden v
tab. ukazka vzorku z datové mnoziny je na obr. Ve tridach objektu se
nachazi naprt. vyrobky z elektrotechnického primyslu (elektroinstalacni kabel), po-
travinarstvi (liskovy ofech) nebo zdravotnictvi (tablety s lé¢ivy). Objekty jsou na
snimku vzdy zachyceny celé a typicky jsou také zarovnané na stfed snimku. Tridy v
kategorii textur obsahuji vyrobky, které jsou charakteristické opakujicim se vzorem,
napt. kovova mrizka, kobercova tkanina nebo drevéné desky. Rozméry snimki v da-
tové mnoziné se pohybuji v rozsahu od 700 x 700 do 1024 x 1024 pixelt. Soucasti
datové mnoziny jsou také segmentacni masky defektl, pomoci kterych je mozné

hodnotit metody také z hlediska lokalizace anomalii.
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Obr. 1.12: Ukazka vzorka datové mnoziny MVTec AD, v horni fadé jsou zobrazeny
vzorky bez defektu, spodni fadu tvoii vzorky s vyznacenym defektem. Vzorky v
prvnich tfech sloupcich zleva pochazi z kategorie objektu, zbyvajici vzorky jsou z

kategorie textur.

Datova mnozina MV Tec-AD obsazenymi tfidami pokryva pomérné siroké spek-
trum vyrobkt z riznych primyslovych odvétvi. Zpiisob, kterym jsou snimky pori-
zeny (zarovnani na sted, objekty celé obsazeny ve snimku) vSak nemusi byt v radé

realnych aplikacich (napf. kvili podminkdm dané vyroby) dosazitelny.

Trida Trénovaci vzorky  Testovaci vzorky normalni ~ Testovaci vzorky defektni
Carpet 280 28 89
g Grid 264 21 57
K Leather 245 32 92
—  Tile 230 33 84
Wood 247 19 60
Bottle 209 20 63
Cable 224 58 92
Capsule 219 23 109
> Hazelnut 391 40 70
¥  Metal Nut 220 22 93
'g Pill 267 26 141
Screw 320 41 119
Toothbrush 60 12 30
Transistor 213 60 40
Zipper 240 32 117
Total 3629 467 1258

Tab. 1.2: Pocty trénovacich a testovacich vzorkt pro jednotlivé tridy v datové mno-
ziné MVTec-AD [6]

Mezi dalsi datové mnoziny zamérené na problematiku detekce defekti v pri-
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myslovych aplikacich patii napt. Kolektor SDD [47], ve které jsou obsazeny snimky
komutatori elektrickych motort a segmentacni masky defektii. Dale je vefejné do-
stupnd také datovd mmnozina Kolektor SDD2 [48], ktera obsahuje v porovnani s
prvni verzi datové mnoziny Kolektor vétsi mnozstvi snimku (celkem 3335). Jako
dalsi datovou mnozinu z pramyslového prostiedi lze zminit Magnetic Tile Defects
Dataset [49], kterd zachycuje defekty na povrchu magnetickych plati, mnozina opét
obsahuje také segmentacéni masky defekti. Pro uvedené datové mnoziny (Kolektor
SDD, Kolektor SDD2 a Magnetic Tile Defects Dataset) plati, Ze na snimcich jsou
zachyceny pouze povrchy. Problém feseny v ramci téchto datovych mnozin je tedy
podobny jako pro kategorii textur mnoziny MV Tec-AD, naopak problém Teseny u
kategorie objekttt MV Tec-AD v uvedenych datovych mnozinach reprezentovan neni.
Jako priklad, ktery podobné jako MVTec-AD také obsahuje snimky s objekty lze
uvést datovou mnozinu BeanTech Anomaly Detection Dataset [51], ve které jsou
obsazeny dvé tridy zachycujici objekty a jedna tfida tvorena snimky povrchu dieve-
nych paneli. Oproti MV Tec-AD nabizi tato datova mnozina vétsi pocet vzorkl na

jednotlivé tridy.
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Obr. 1.13: Ukézka vzorkt datové mnoziny Kolektor SDD, zelené ohranicené snimky

jsou bez defektu, snimky s vyznacenym defektem jsou ohranicené Cervené.

Mezi dalsi pouzivané mnoziny pro detekce anomalii patii Shanghai Tech Cam-
pus Dataset [50], kterd nevychazi z prumyslového prostiedi, ale obsahuje kamerové
zaznamy z verejnych mist, kde se za anomalie povazuje nestandardni nebo zakazané
chovani na vefejném prostoru (napf. jizda motocyklu po chodniku). Prestoze, datova
mnozina neobsahuje vzorky z primyslovych aplikaci, vyuziva se také pomérné ¢asto
v soucasnych publikacich zamétrenych na detekci anomalii.

Pro uvedené datové mnoziny typicky plati, Ze se zamétruji na konkrétni doménu
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a obsahuji oproti MVTec-AD vyrazné nizsi pocet trid. V aktualnich publikacich se
proto metody nejcastéji testuji predevsim na datové mnoziné MV Tec-AD a pripadné
pro doplnéni také na nékteré z uvedenych mnozin. Popsané datové mnoziny jsou si
také pomérné blizké z hlediska slozitosti problému, ktery zachycuji. Zadné z mnozin
napt. neobsahuje snimky ze zavésného dopravniku, ktery je vyuzivan v fadé typu
primyslové vyroby, a kde mohou byt podminky pro detekci anomalii odlisné a kom-
plexnéjsi. Celkové tedy s pomoci verejné dostupnych datovych mnozin neni mozné
modelovat pomérné vyznamnou c¢ast aktudlnich pramyslovych aplikaci, tvorba no-
vych datovych mnozin v této oblasti tak predstavuje jednu z moznosti prispéni k

soucasnému stavu védy a techniky:.

1.4 Kontrola kvality kovovych dili pomoci metod de-

-7

tekce anomalii

V soucasné dobé je obecné Teseni problému detekce defekttt v pramyslovych apli-
kacich pomoci hlubokych neuronovych siti vénovano pomeérné vyznamné mnozstvi
publikaci ([64], [65] [66, [67]). Na oblast defektt u kovovych dilu se specificky zamé-
ruji napt. metody prezentované v [52] a [53], kde autori vyuzivaji hluboké neuronové
sité pro detekci povrchovych zavad na hlinikovych profilech. Obé publikace jsou vSak
oproti problému fesenému v této praci zalozené na uceni s ucitelem, v ramci tréno-
vani prezentovanych metod se tak vyuzivaji data z kategorie vzorkt bez defekti a
vzorki s defektem. Prestoze metody pro svou funkei nevyzaduji velky pocet vzorkt
s defekty, je nutné mit pii jejich aplikaci uréity pocet téchto vzorki k dispozici. Coz
se u problému Teseném v této praci nepredpoklada, ze bude mozné.

Podobné byly hluboké neuronové sité vyuzity v [54] pro detekei defekti na liso-
vanych kovovych soucastkach. I v tomto pripadé byla metoda zalozena na uceni s
ucitelem a vyzadovala pro trénovani normalni i defektni vzorky.

Vyuziti strojového uceni bez ucitele pro detekci defekti na kovovych soucast-
kach pro automobilovy pramysl je prezentovano v [55], kde je detekce realizovana
pomoci autoenkodéru a je zalozena na principu rekonstrukénich metod. V porovnéani
s problémem TFesenym v ramci této prace vsak obsahuji vstupni snimky vyrazné nizsi
variabilitu z hlediska polohy a rotace dilii na jednotlivych snimcich.

Jak vyplyva z uvedenych ptikladi, lze v soucasnych publikacich nalézt tadu
pripadt vyuziti hlubokych neuronovych sitich v oblasti detekci defekti pri vyrobé
kovovych dili. Oproti problému feseném v této praci vSak publikace vykazuji mnoz-
stvi odlisnosti, mezi které patii predevsim nizsi variabilita dat z hlediska polohy dili

vici snimacimu zafizeni a také nizky pocet trénovacich vzorki, jak bude podrobnéji

popséano v kap.
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2 Navrh nové metody detekce anomalii

Prestoze do soucasné doby byla publikovana jiz fada detekénich metod s kvalitnimi
vysledky méfenymi napt. na datové mnoziné MV Tec-AD, jak bude uvedeno v kapi-
tole |3 nemusi byt podobné vysledky vzdy dosazitelné pokud je metoda aplikovana
na novy typ problému, ktery se do urcité miry odlisuje od mnoziny MV Tec-AD.
Problém teSeny v této praci obsahuje oproti této mnoziné radu odlisnosti, v této

kapitole proto bude navrzena metoda nejvhodnéjsi pravé k resenému problému.

2.1 Specifikace pozadavkii na vysledny systém

Cilem metody navrzené v této praci je automatickd detekce riuznych typu defektu
pri vystupni kontrole v ramci vyroby lakovanych kovovych dili. Tato kontrola bude
probihat v poslednich fazich vyrobniho procesu, kdy se dily nachéazi v chladicim
tunelu poté co na nich byla vypalena praskova barva. Po provedeni kontroly budou

dily odebrany z dopravniku a zabaleny k expedici.

Variabilita p¥i snimani

Soucastky na snimku mohou vykazovat pomérné vysokou variabilitu v poloze a na-
toceni (viz obr. 2.1, coz obvykle nenf v soucasnych datovych mnozindch na detekei
defektt prilis zohlednéno. Prostredi pro porizeni snimkt kviili omezenému prostoru
dale neumoznuje pouzivani komplexnéjsiho systému osvétleni, ktery by zajistil kva-
litni a stabilni svételné podminky. Soucastky tak mohou byt zachyceny také véetné
nezadoucich odleskti pripadné stinti zptisobenych pohybem obsluhy v okoli snimaci
kamery.

Typ a pocet soucastek, které se mohou objevit pti vyrobé neni predem obvykle
mozné presné stanovit. Pocet dilii ve vyrabéné sérii se miize lisit. Tvar, velikost a
celkova slozitost dili je zavisla na pozadavcich zdkazniki a muze se také vyrazné

odlisovat.

Typy defekti

Typy defekt budou znamy pouze c¢astecné, vyrobce dilii pfedem slovnim popisem
stanovi, které druhy defekt se nejcastéji v provozu objevuji, jaka je jejich zavaz-
nosti a zda je mozné je zanedbat. Pro trénovani metody ale vétsinou nebudou k
dispozici snimky s defekty viibec pripadné pouze v omezeném poctu, nebude proto
mozné vyuzit Fizené (supervised) metody, které jsou v pripadé nevyvazeného poctu
normalnich a anomalnich vzorkti méné tucinné. Dale by se uc¢innost rizengch metod

snizovala pokud by se v ramci vyroby objevily nové defekty, které nebyly pritomné v
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Obr. 2.1: Priklad zmén polohy a natoceni dil na vstupnich snimcich

trénovaci mnoziné. Pouzité metody tedy budou zalozeny na principu samorizenych
(semi-supervised) nebo nerizengch (unsupervised) metod, které budou trénovany na
mnoziné s normalnimi vzorky (semi-supervised) pripadné mnoziné obsahujici pouze
maly pocet defektnich vzorku (unsupervised). Timto zptsobem bude zachycen stav
normalnich vzorki a metoda nasledné bude moct odlisit libovolny a tedy i novy,

drive neobjeveny typ defektu.

Velikost datové mnoziny

Pocet vzorku pro trénovani a testovani metody se bude obvykle pro jednotlivé typy
soucastek lisit. V pripadé dilt vyrabénych v malych sériich bude mozné ocekavat
i velmi nizky pocet trénovacich dat, metoda by vsak i presto méla stale vykazovat

dostatecnou schopnost detekce defekti.

Pokud se uvazuje celkovy pocet snimki, které lze v prubéhu provozu ziskat,
muze byt velikost datové mnoziny vyrazné vyssi. Prestoze v této datové mnoziné
budou obsazeny rtzné typy dili, bude mozné ji vyuzit napt. k prvotnimu natrénovani
modelu pro extrakei rysi pomoci samorizeného uceni (podobné jako jsou modely

predtrénovany napt. na datové mnoziné ImageNet).
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Obr. 2.2: Ukazka typu defektu

Pozadavky na rychlost detekce

Pripadny defekt musi byt signalizovan do doby, nez budou dily odebrany z do-
pravniku, aby bylo mozné vyradit defektni dily. Konkrétni ¢asovy interval v ramci
kterého musi pouzita metoda detekci realizovat se muze lisit v zavislosti na velikosti
dili, rychlosti dopravniku a rychlosti obsluhy provadéjici odebrani dilu, vétsinou
vsak budou pro vypocet algoritmu k dispozici ¢asové intervaly v fadu jednotek az
desitek sekund, coz musi byt zohlednéno pti celkové vypocetni naro¢nosti navrzené
metody.

2.2 Navrzena metoda

Metoda navrzend v ramci této prace je zalozena na samorizeném uceni konvoluc¢ni
neuronové sité s architekturou ResNet-18 pomoci nové navrzené metody generovani
syntetickych defekti. Natrénovany model je nasledné pouzit pro extrakci priznakii,
na kterych je realizovana samotna detekce defekti. Obecny postup pro detekei de-
fektti pomoci extrahovanych priznaki je zndzornén na obr. Princip detekce vy-
chazi z metody pravdépodobnostniho modelu (viz kapitola , pomoci priznaku
normalnich vzorkt je vypoctena hustota pravdépodobnosti reprezentujici normélni
stav. Defekty jsou néasledné detekovany podle Mahalanobisovy vzddlenosti extrahova-

nych priznakt vstupniho snimku od hustoty pravdépodobnosti normalnich ptiznak.
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Proces trénovani modelu pro extrakeci priznaki je zndzornén na obr. 2.3 Tré-
novaci data jsou ndhodné (s pravdépodobnosti 0,5) ponechédna beze zmény nebo
znehodnocena synteticky vygenerovanym defektem. Model slozeny z konvolu¢ni neu-
ronové sité a vicevrstvého perceptronu se nasledné uci klasifikovat vzorky s vyge-
nerovanym defektem ¢i bez defektu. Pomoci tkolu klasifikace téchto dvou trid se
model nauci parametry, se kterymi je nasledné schopen extrahovat priznaky vhodné
pro detekci defektt na testovacich datech. Proces trénovani modelu pro extrakei pri-
znaku je podrobné popsan v kap. [2.2.2] Hlavni soucdst, kterd byla pro tuto metodu

nové navrzena predstavuje generator syntetickych defekti, ktery je detailné popsan

v kap. (na obr. [2.3| oznac¢en modfe).

Trénovaci
vzorky

Generétor

defektu

ResNel-18

Vicevrstvy
perceptron

Klasifikator

Obr. 2.3: Blokové schéma trénovani modelu pro extrakci priznaki

Postup detekce defektt na testovacich datech je zndzornén na obr. [2.4] Pro tcely
detekce se z puvodniho modelu prevezme pouze blok ResNet-18, vicevrstvy per-
ceptron a klasifikator jsou odstranény. Pomoci natrénovaného modelu ResNet-18
jsou ze vstupnich dat extrahovany priznaky, které jsou pomoci Gaussovského statis-
tického modelu porovnany s referenénim normalnim stavem. Statistickym modelem
je ziskédno skére, podle kterého je nésledné stanoveno, zda data obsahuji defekt (v

ptipadé, ze je prekrocena rozhodovaci prahova hodnota).

Gaussovsky
statisticky
model

Detekéni
skére

ResNet-18

Obr. 2.4: Blokové schéma detekce defektti pomoci extrahovanych priznaki
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2.2.1 Syntetické defekty

Metoda generovani syntetickych defektu je inspirovana publikacemi [32] [44], [43],
kde je demonstrovana tc¢innost modelti nauc¢enych pomoci umélych defektii pro ucel
detekce anomalii. Zde prezentovana metoda predchozi postupy rozsituje tak, aby
vzhled syntetickych defekt byl blizsi skute¢nym defekttim, na které lze v ramci dané
domény narazit. Zakladnim predpokladem pro tc¢innost této metody je hypotéza,
ze model je schopen naucit se extrahovat kvalitnéjsi priznaky pro detekci defekt,

pokud bude trénovan na defektech blizsich skute¢nym defekttm.

Segmentace kovového dilu a pozadi

Pro vytvoreni defektnich vzorkil jsou vyuzity normalni snimky z trénovaci sady.
Prvnim krokem je segmentace zachycené soucastky a pozadi, aby bylo mozné defekty
vkladat pouze do oblasti, kde se nachazi kovova soucastka a ne do pozadi, na kterém
defekty neni zaddouci detekovat. Segmentace je realizovana pomoci jednoduchého

prahovani snimku, kde vysledna segmentace je ziskana podle vztahu

f(z,y) =0, pro f(z,y)>T

f(%y) = 255, pro f(I,y) < T (21)

kde x a y jsou souradnice pixelu a T je zvoleny prah. Vstupni snimky jsou pied
samotnym prahovanim prevedeny na stupné Sedi.

Pokud povrch dilu na snimku vykazuje urc¢itou barevnou podobnost s pozadim,
budou tyto plochy klasifikovany jako pozadi a nebude tak ziskana segmentac¢ni maska
celého dilu, pouze napt. obrys dilu. Z toho diivodu se pixely na pozadi prahovaného
snimku nastavi na hodnotu 255 pomoci algoritmu flood fill [56]. Nésledné se na
takto upraveném snimku provede inverze barev. Vysledna segmentacni maska je
ziskana logickym souctem pixelti prahovaného snimku a snimku, ktery byl upraven

prahovanim, algoritmem flood fill a inverzi barev (viz obr. [2.5]).

Vstup Prahovani Flood fill pozadi Inverze Logicky soudet

Obr. 2.5: Postup segmentace kovového dilu a pozadi
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Generovani defekti

Pro generovani defektu se ze snimku vybere ndhodné obdélnikova podoblast, poca-
tek vybéru této podoblasti je vybran z pixeli, kterd byly v predchozim kroku seg-
mentovany jako kovovy dil. Maximalni a minimalni velikost vybrané podoblasti je
omezena, tak aby bylo mozné se lépe priblizit skutecnému defektu. Vybrana podob-
last je nasledné zpracovana blokem, ktery na obraz aplikuje Gaussovsky sum. Déle
je ndhodné vybrana nova podoblast (jeji pocatek je opét vybran z pixelu klasifiko-
vanych jako kovovy dil), na kterou je predchozi upravend podoblast vlozena.

Vlozenim podoblasti do piivodniho snimku vznikaji viditelné nespojité prechody
na okrajich dané podoblasti. Proto do alfa kandlu vlozené podoblasti prida nahodné
vybrand maska z predem pripravené databaze, ¢imz vzniknou plynulé prechody,
které 1épe napodobuji skutecné defekty. Poslednim krokem je logicky soucin alfa
kanalu vlozené podoblasti provede se segmentacni maskou kovového dilu, tim je
zajisténo, aby plocha, na které se umély defekt nachéazi, byla omezena pouze na
plochu dilu a defekt se nenachazel na pozadi (viz obr. .

Velikost generovanych defekti se v pribéhu trénovani zmensuje. Na pocatku
trénovani je velikost defekt vyssi, aby se model rychleji adaptoval na trénovany
ukol. Poté se do uplynuti stanoveného poc¢tu epoch velikost defektt linearné snizuje,
po dosazeni dané epochy se nasledné jiz velikost neméni. Nastaveni vhodnych hranic
minimalni a maximalni velikosti defekti bylo provedeno zvlast pro kazdou tridu, aby

defekty u dané tiidy ptsobily vérnym dojmem.

Obr. 2.6: Ukéazka syntetickych defekt na snimcich v odstinech sedé
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Ukéazka vyslednych generovanych defektti popsanou metodou pro kovové dily
¢erné a bilé barvy je znazornéna na obr. 2.6, Pro porovnani s jinymi metodami ge-
nerovani defekti je na obr. 2.7 ukdzan vysledek generovani defektt pro stejné vzorky
pomoci metody CutPaste. Z ukézek lze pozorovat, ze syntetické defekty vytvorené
pomoci nové navrzené metody se vice blizi defekttim, které lze v pripadé vyroby
kovovych lakovanych dilti skutecné predpokladat. U defekti generovanych metodou
CutPaste se ojevuji ostré nespojitosti na hranici defektu a dédle neni zaruceno, ze de-
fekt nebude vlozen do oblasti pozadi kovového dilu, na kterém vsak detekce defektt
béhem nasazeni metody neni zadouci.

Defekty generované pomoci navrzené metody na barevnych snimcich datové mno-

ziny vytvorené v rdmci této prace jsou zndzornény na obr. 2.8

Obr. 2.7: Ukazka syntetickych defektti vytvorenych pomoci metody CutPaste

2.2.2 Trénovani modelu a detekce defektnich vzorku
Trénovani modelu

Trénovaci data po vygenerovani syntetickych defektia obsahuji dvé tfidy anotované

podle nasledujiciho vztahu

(2.2)

{ 1, pro x = DG(x;,)
y =
0, pro x=x;,
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Obr. 2.8: Ukazka syntetickych defektt na barevnych snimcich

kde z;, je snimek z trénovaci mnoziny norméalnich dat a DG generator defektii. V
trénovacich déavkach (batches) se normalni a anomélni snimky nachézi ve stejném
poméru. Davky snimkt a anotaci jsou privedeny na vstup binarniho klasifikdtoru
tvoreného konvoluéni neuronovou siti, optimalizace parametrua klasifikatoru je rea-

lizovana na zékladé objektivni funkce ¢ dané vztahem
= Exy {CE(g(x),0) + CE(9(DG(x), 1))} (2.3)

kde E je stredni hodnota [57], CE ztratova funkce znama jako bindrni kriZovd
entropie, x vstupni datovd mnozina, x vstupni vzorek a g(z) vystup bindrniho kla-
sifikatoru. Hlavnim cilem optimalizace tedy je uceni klasifikatoru spravné rozlisit
vzorky bez defektu a vzorky s uméle vytvorenym defektem.

Po ukonceni trénovani je model natrénované neuronové sité pouzit pro extrakci
priznakt, které jsou pouzity pro detekci defektnich vzorka. Navrzend metoda vyu-
ziva priznaky extrahované z posledni konvoluéni vrstvy pouzité architektury ResNet-
18, tedy bezprosttedné pred poslednim klasifikacnim blokem tvorenym sérii plné

propojenych vrstev.

Detekce defektii

Pred testovanim defektnich vzorki je provedena extrakce priznaki vSech normalnich
trénovacich snimkii. Tyto priznaky jsou nasledné modelovany pomoci wvicerozmer-

ného normdlniho rozdéleni dle vztahu[L.4] kde jsou vyuzity pro vypocet stfedni hod-
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noty p a kovarianéni matice 3. Béhem testovani jsou defektni snimky detekovany

na zakladé vypoc¢tu logaritmu vztahu pro hustotu normélniho rozdéleni p(x) [32]

1 _
log p(z) ~ =5 (9(x) — 1) =7 (g(x) — p) (24)
kde g(z) jsou extrahované priznaky. Vzorky s hodnotou pravdépodobnosti pod sta-

novenym prahem jsou oznaceny jako defektni.

2.2.3 Architektura konvoluéni sité ResNet

Architektura ResNet patii v soucasnosti mezi nejpouzivanéjsi typy hlubokych kon-
voluc¢nich neuronovych siti a standardné se vyuziva také v aktualnich publikacich
zamérenych na oblast detekce anomélii. Predstaveni ResNet architektury a s ni sou-
visejicich technik v roce 2015 umoznilo vyrazné zvysit hloubku neuronovych siti,
aniz by dochazelo k degradaci naucené reprezentace. Nové tak bylo mozné trénovat
sité tvorené napft. stovkami vrstev [23].

S vyssim pocCtem vrstev muze typicky dojit k preuceni modelu ¢i mizeni gra-
dientu [57]. Jednim z hlavnich funkénich blokt, ktery umoznuje vyraznou hloubku
ResNet architektury, aniz by dochazelo k uvedenym jevim je tzv. rezidualni modul s
preskokovymi spojenimi, ktery je zndzornén na obr. 2.9 S vyuzitim tohoto bloku se
uvnitt sité v urcitych bodech tok dat rozdéli do dvou paralelnich vétvi, kde jedna vé-
tev (preskokovy spoj) preskoc¢i dany pocet vrstev sité a je nasledné sectena s druhou
vétvi (hlavni cestou). Po souctu jsou data zpracovana vrstvou typu ReLU. Vysledny

tenzor v, tak jak je zndzornéno na obr. lze popsat vztahem
y = ReLU[f(x) + 2] (2.5)

kde x je tenzor z preskokového spoje a f(x) vystupni tenzor hlavni cesty. Pouzitim
preskokovych spoju lze lépe predejit mizeni gradientu, protoze gradient pri zpétné
propagaci fadu vrstev preskoc¢i a nedojde k jeho snizeni na hodnotu, pomoci které

jiz nelze model efektivné ucit.

Celkova architektura pouzitého modelu

Kompletni schéma architektury pouzitého modelu je znédzornéné na obr. 2.10} Prvni
blok tvori model architektury ResNet-18, ze kterého je pouze vyjmuta posledni plné
propojend vrstva, vystupem bloku jsou tedy data z posledni konvoluc¢ni vrstvy.

Po zpracovani blokem ResNet jsou data zpracovana v bloku vicevrstvého per-
ceptronu, tento blok je tvoren osmi jednotkami, které se skladaji z plné propojené
vrstvy o 512 neuronech, vrstvy pro davkovou normalizaci (batch normalization) a
vrstvy ReL U. Poslednim blokem vicevrstvého perceptronu je plné propojend vrstva o

dvou neuronech, pomoci které se provadi klasifikace normalnich a defektnich vzorki.
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preskokovy spoj

ReLU y
vrstva

Konvoluéni ReLU Konvoluc¢ni
vrstva vrstva vrstva

hlavni cesta —

Obr. 2.9: Blokové schéma rezidudlniho modulu v architekture ResNet

Vicevrstvy perceptron

—| ResNet-18 > —

Plné propojend vrstva (512 neuronti)
Davkova normalizace
B ReLU

B PIné propojend vrstva (2 neurony)

Obr. 2.10: Blokové schéma kompletni architektury pouzitého modelu

Uvedené schéma modelu se u navrzené metody detekce defektt vyuziva pouze
ve fazi trénovani. Pro samotnou detekci defekti se z modelu prevezme pouze blok
ResNet a defekty jsou detekovany na tirovni priznakt extrahovanych timto natréno-

vanym blokem.
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3 Experiment

Pro ovéreni presnosti detekce navrzené metody byla vytvorena vlastni datova mno-
zina lakovanych kovovych dili, kde jsou zachyceny podminky realného provozu, ve
kterém ma byt metoda vyuzivana. Nasledné je na vytvorené datové mnoziné prove-
deno experimentalni méreni navrzené metody a také nékolika vybranych soucasnych
metod, které aktualné patii mezi nejpresnéjsi metody detekce na datové mnoziné
MVTec-AD. Vysledky jednotlivych metod jsou dale porovnany z hlediska presnosti
detekce. Zdrojovy kod s implementaci navrzené metody a popisovaného experimentu

je dostupny v ramci elektronické ptilohy préce.

3.1 Datova mnozina

Problém detekce defekti feseny v ramci této prace vykazuje pomérné specifické
charakteristiky (viz kap. [2.1)), které lze pouze slozité napodobit pomoci existujicich
verejné dostupnych datovych mnozin (viz kap. . Pro zhodnoceni, zda je navrzena
metoda efektivni na feseném problému proto musela byt vytvorena vlastni datova
mnozina simulujici podminky provozu, pro ktery je navrzena metoda urcena.

Mezi specifické vlastnosti, na které je zde oproti jinym datovym mnozinam kladen
diraz patii obecné vyssi variabilita v poloze a natoceni vzorku vici snimacimu
zatizeni, rozdilné velikosti jednotlivych typu dili, nizky pocet trénovacich snimku a
mensi rozmeéry defektii, které jsou tak na snimcich méné viditelné.

Snimky datové mnoziny byly pofizeny pomoci priimyslové kamery, ktera je vy-
uzita také v redlném vyrobnim provozu feseném v této praci. Béhem snimani bylo
vyuzito také umélé osvétleni tvorené bodovymi LED zdroji, které zajistuje vyssi
viditelnost defektt na dilech.

Celkové bylo pro experiment vytvoreno tfinact riznych tiid kovovych dili, kazda
trida je slozena z trénovacich snimkt bez defektu a dale testovacich snimki s defek-
tem a bez defekti. Pét trid v datové mnoziné je tvoreno snimky ve stupnich Sedé,
zbyvajicich osm t¥id tvori barevné snimky. Pomoci snimkt ve stupnich Sedi je mozné
ovérit, zda metoda dokaze spolehlivé fungovat i bez vyuziti barevné kamery, ktera
je typicky oproti ¢ernobilé kamefe spojena s vyssimi potizovacimi naklady. Pocet
trénovacich a testovacich vzorkt pro jednotlivé tfidy datové mmnoziny je uveden v

tab. [3.1) poslednich pét tfid uvedenych v tabulce obsahuje vzorky ve stupnich Sedi.

3.2 Parametry modelu a trénovani

Model trénované konvoluéni neuronové sité je zalozen na architekture ResNet-18,

na vystup konvolucnich vrstev ResNet modelu dale navazuje vicevrstvy perceptron,
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Ttida Trénovaci vzorky  Testovaci vzorky normalni  Testovaci vzorky defektni

Spojka 160 30 70
Ramecek 162 44 87

» Kryciplech 85 19 101
% Téhlo 136 35 33
§ Pricka 82 21 21
Konzole tenkosténna 238 53 70

Kryt svétlometu 154 24 136
Pouzdro tahla 162 39 53
Konzole 01 187 32 34

% Konzole 02 44 15 81
g Konzole 03 64 19 65
5 Konzole 04 108 29 19
Rozeta 82 13 27

Tab. 3.1: Pocty vzorki v jednotlivych tridach vytvorené datové mnoziny

Konzole 01 Konzole 02 Konzole 03 Konzole 04 Rozeta

Obr. 3.1: Ukazka vzorku ¢ernobilé datové mnoziny, v horni fadé (zelené ohraniceni)

jsou normélni vzorky, spodni fada (Cervené ohranic¢eni) obsahuje vzorky s defekty.

tvoreny osmi bloky slozenymi z plné propojené vrstvy s 512 neurony, vrstvy pro
dévkovou normalizaci (batch normalization layer) a ReLU vrstvy. Na vicevrstvy

perceptron navazuje posledni plné propojend vrstva pro binarni klasifikaci (viz kap.
2.2.3).

Trénovani modelu probiha po dobu 30000 epoch, rychlost uceni je na pocatku
nastavena na hodnotu 0.03, v pribéhu tréninku se hodnota rychlosti uceni aktuali-
zuje podle schématu CosineAnnealing (s poctem iteraci odpovidajicim poc¢tu epoch,
viz obr. . Velikost trénovaci davky je nastavena na 64 vzorki. Pro optimalizaci

parametri je vyuzivan algoritmus stochastického gradientniho sestupu s hodnotou
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Spojka Réamecek Kryci plech Téahlo

Konzole
Pricka tenkostenna Kryt svétlometu Pouzdro tahla

Obr. 3.2: Ukézka vzorkii barevné datové mnoziny, zelené ohranicené snimky obsahuji

vzorky normalni (bez defektu), snimky ohrani¢ené cervené obsahuji defekty.

hybnosti (momentum) 0.9 a sldbnutim vah (weight decay) 3 -107°.

Pro zamezeni preuceni (overfitting) modelu je vyuzito rozsifeni trénovacich dat
(data augmentation), které je zaloZzeno na ndhodné tpravé jasu, kontrastu, saturace
a odstinu kazdého snimku (color jitter). Ukdzka snimku s ndhodnou tpravou uvede-
nych parametr je na obr. Velikost vstupnich snimki je nastavena na 256 x 256
pixeltl.

Pro dosazeni vyssi kvality syntetickych defekta bylo u jednotlivych tiid testo-
vano nejvhodnéjsi nastaveni hodnoty pro prahovani, kterym je realizovan prvni krok
segmentace dilu a pozadi. Déle bylo z hlediska segmentace vhodnéjsi u nékterych

barevnych tfid nevyuzivat algoritmus floodfill, segmentacni maska tak byla vytvo-



Obr. 3.3: Ukazka transformaci pro zamezeni preuceni

rena pouze prahovanim. Hodnoty prahu a tudaj, zda byl vyuzit algoritmus floodfill
pro segmentaci jsou uvedeny v tab.

Jak bylo uvedeno v kap. 2.2.1] velikost generovanych defektti se v prubéhu tré-
novani snizuje. Pro vSechny tfidy se na pocatku tréninku defekty generuji z oblasti
o velikost 70 az 140 pixelu (z tohoto rozsahu se velikost ndhodné vybere). Poté se

rozsah, ze kterého se nahodné zvoli velikost oblasti snizuje pro jednotlivé t¥idy mirné

Vv

tab. 3.2

Manualni nastaveni parametri pro segmentaci dilu a pozadi bylo pouzito pte-
devsim pro moznost ovétreni, jaké presnosti lze u kazdé tiidy jednotlivé dosahnout,
pokud se predpoklada dostupnost kvalitni segmentac¢ni masky. Méteni tak nebylo
ovlivnéno riaznou kvalitou masky pro razné tiidy, coz by mohlo nastat v pripadé, ze
by maska byla vytvarena automaticky napr. pomoci algoritmu pro zpracovani obrazu
nebo segmentacnich neuronovych siti. Pro praktické vyuziti lze vSak tyto zptsoby
segmentace povazovat za dalsi z moznych pristupti, obecné také predstavuji jednu z

moznosti dalstho zlepseni navrzené metody.
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Trida Spodni hranice velikosti defektu  Horni hranice velikosti defektu  Floodfill Préh

Spojka 20 70 ano 100
Ramecek 10 30 ne 100

o Kryciplech 10 30 ne 120
g Tahlo 10 30 ano 100
EE: Pricka 10 30 ne 100
Konzole tenkosténna 10 30 ano 120

Kryt svétlometu 10 30 ne 110
Pouzdro tahla 10 30 ano 100
Konzole 01 20 40 ano 29

% Konzole 02 20 40 ano 29
g Konzole 03 20 40 ano 29
3 Konzole 04 20 40 ano 127
Rozeta 20 40 ano 127

Tab. 3.2: Nastaveni hodnoty prahu, algoritmu floodfill a minimalnich rozsaht veli-

kosti generovanych defekti pro jednotlivé tiidy

0.035
0.03
0.025
0.02
0.015
0.01

Se-3

w
=~

10k 15k 20k 25k 30k

Obr. 3.4: Zména hodnoty parametru learning rate v prubéhu tréninku pomoci me-

tody CosineAnnealing

3.2.1 Metrika AUROC

Méfteni presnosti vybranych metod je zalozeno na metrice AUROC (area under the
recetver operating characteristics), kterd v soucasnosti patii k nejpouzivanéjsim me-
trikdm v aktualnich publikacich zamérenych na problematiku detekce anomalii.
Metrika AUROC' obecné umoznuje zhodnotit schopnost libovolného typu klasi-
fikatoru provadét korektni predikce. Pro popis AUROC metriky je nutné zavést tzv.

matici zamén, udavajici pocty vzorku, které klasifikator oznaci jako skutecné pozi-

23



tivni ¢i negativni nebo naopak falesné pozitivni ¢i negativni. Schéma matice zdmén

je uvedeno na obr.

Spravna trida

pozitivni  negativni

skutecné falesné
pozitivni | pozitivni | pozitivni
. TP FP
Vysledek
klasifikatoru
falesne skutecne
negativni | negativni | negativni
FN TN

Obr. 3.5: Schéma matice zamén

Pro vypocet AUROC jsou dle matice zamen definovany metriky oznacované jako
cetnost skutecné pozitivnich (true positive rate — TPR) a cetnost falesné pozitivnich

(false positive rate — FPR), pro které plati vztahy

TP
TPR=Tp TN (3:1)
FP
FPR= ————. 2
R FP+TN (3.2)

Pomoci uvedenych vztahu je déle definovan tzv. ROC (receiver operator cha-
racteristics) graf, ktery znazornuje zavislost TPR a FPR klasifikdtoru na riznych
rozhodovacich prahovych trovnich [58]. Pokud by byl uvazovian napt. klasifikdtor
vyuzivany v této praci, je vystupem klasifikace hodnota odpovidajici pravdépodob-
nosti (v rozsahu 0 az 1), se kterou vstupni snimek obsahuje defekt. Pro kone¢né
rozhodnuti, zda vstupni snimek bude povazovan za defektni tiidu, je definovan ur-
¢ity rozhodovaci prdah, pomoci kterého jiz lze provést binarni klasifikaci na kategorie
0 (snimek neobsahuje defekt) a 1 (snimek obsahuje defekt).

Graf ROC znéazornuje, jakych hodnot TPR a FPR klasifikdtor dosahuje, pokud
je snizovan rozhodovaci prah z hodnoty 1 na hodnotu 0. Ukdzka ROC' grafu je
uvedena na obr. 3.6

Vypoctem plochy pod ROC grafem je ziskana hodnota AUROC, nékdy téz
znama pod oznacenim AUC (area under curve). Pokud AUROC doséhne hodnoty
1, predikoval klasifikator vse bez chyby, naopak v pripadé, ze hodnota AUROC' do-
sahuje 0, 5, predikuje klasifikator ¢isté ndhodné a neposkytuje zadnou rozhodovaci

silu.
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» FPR

Obr. 3.6: Graf ROC

Vyslednou hodnotu AUROC lze interpretovat jako pravdépodobnost, ze nahodné
vybranému pozitivnimu vzorku bude klasifikatorem prifazena vyssi hodnota prav-
dépodobnosti, nez ndhodné vybranému negativnimu vzorku [40]. Dale hodnota AU-
ROC indikuje, s jakou mirou je klasifikator schopen vzajemné oddélit distribuce

negativnich a pozitivnich vzorku [58].

Ukézka prubéhu hodnoty AUROC' pii trénovani je znézornéna na obr. 3.7 V
grafu lze pozorovat pokles presnosti priblizné po prekroceni epochy 20000, kdy jiz

zacina dochazet k preuceni modelu.

3.3 Vysledky méreni

Pro jednotlivé tfidy datové mmnoziny bylo provedeno méreni s vyuzitim metriky
AUROC. Namétené hodnoty AUROC jednotlivych t¥id a také prumérna hodnota
AUROC pro vSechny tiidy, jsou uvedeny v tabulce [3.3] K ovéfeni pfesnosti navr-
zené metody bylo méreni provedeno také pro dalsi tti metody, které aktudlné patii
mezi nejpresnéjsi na datové mnoziné MVTec-AD. Dvé z téchto metod (PatchCore
a CFLOW-AD)) vyuzivaji pro extrakci priznaki model predtrénovany na datové
mnoziné ImageNet. Treti metoda CutPaste je zaloZzena na samorizeném uceni mo-
delu.

95



Obr. 3.7: Ukazka pribéhu presnosti detekce (AUROC') pri trénovani pro tridu kryt

svetlometu

Tiida Pramer SDG (navrZena metoda) CutPaste PatchCore CFLOW-AD
Spojka 81,92 93,76 71,19 65,76 96,95
Rémecek 72,39 84,98 64,00 60,39 80,17
Kryci plech 86,57 95,52 65,14 85,82 99,79
Tahlo 85,93 99,83 100,00 76,19 67,71
Pricka 96,83 100,00 100,00 88,43 98,87
Konzole tenkosténna 82,91 93,88 69,92 81,88 85,96
Kryt svétlometu 64,32 78,13 64,77 50,88 63,51
Pouzdro tahla 72,00 93,13 76,10 31,88 86,89
Konzole 01 95,89 97,33 95,68 90,53 100,00
Konzole 02 50,03 69,91 70,62 35,14 24,44
Konzole 03 79,21 91,66 79,35 71,09 74,74
Konzole 04 92,88 93,83 89,11 88,57 100,00
Rozeta 87,18 98,86 96,30 66,67 86,89
Pramer 80,62 91,60 80,17 68,71 81,99

Tab. 3.3: Namétené hodnoty AUROC, nejlepsi dosazené skére je vyznaceno tucné.

3.3.1 Interpretace vysledki

V tabulce vysledkti lze pozorovat, Ze navrzena metoda dosahuje nejlepsich vysledkt
pro vsechny tiidy v pruméru a také pro sedm ze tfinacti tiid. Oproti druhé nej-
lepsi metodé CFLOW-AD dosahuje navrzend metoda v pruméru o 10,25 % lepsiho
AUROC skére. Nejhorsi prumeérné skore bylo naméreno pro metodu PatchCore, roz-
dil v porovnani s navrzenou metodou je 22,89 % AUROC.

Namérend data déle ukazuji pomérné vyrazny rozdil (v prumeéru 10, 53 % AUROC)
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mezi metodami vyuzivajicimi predtrénovany model a metodami, které model trénuji
na nahodné incializovanych parametrech. Na datové mnoziné MV Tec-AD jsou oproti
tomu ziskany lepsi vysledky naopak metodami s predtrénovanym modelem, rozdil ve
vysledcich vSak neni tak vyrazny jako v tomto ptipadé (prumérné 1,58 % AUROC,
viz [32, B0, 37]). Pro datovou mnozinu pouzitou v této préaci jsou tak vhodnéjsi

metody zalozené na samorizeném uceni.

Uspésné a neuspésné pripady detekce defektii

Nejnizsi dosazena presnost v priméru u vsech pouzitych metod byla namétrena na
tridé Konzole 02, coz je nejpravdépodobnéji zptisobeno nizkym poctem trénovacich
vzorki, kterych je v této tridé v porovnani s ostatnimi tfidami pouze 44. Déle je
pro danou tfidu v datové mnoziné k dispozici 81 snimkti s defektem, coz je vyrazné
vice nez normalnich testovacich snimki, kterych je v této tridé 15. Model tedy dle
vysledki neni schopen vzorky spravné klasifikovat jako defektni, s velkym poctem
defektnich testovacich vzork potom dochazi i k velkému poctu chybnych predikei
a nasledné také nizkému AUROC' skoére.

Neschopnost metod vzorky spravné klasifikovat jako defektni ddle muze byt zpt-
sobena pomérné komplexnimi typy zavad, které jsou ve tridé zachyceny. V dilu bez
defektu jsou upevnény tri srouby s matkou v otvorech na jedné z ploch dilu (viz
obr. . Defektem v této tridé je pripad, kdy se sroub s matkou nachazi v nesprav-
ném otvoru, pripadné chybi na pozadovaném misté nebo se na dilu objevi ohyb
plechu. Defekty s nespravné umisténym sroubem predstavuji pomérné komplexni si-
tuaci, predevsim pokud se prihlédne také k velkému poctu riznych poloh, ve kterych
je dil sniman.

Nejvyssi presnosti metody v priuméru dosahuji na tiidé pricka, kde je obsazen
pouze jeden typ defektu (zévada v laku), ktery je na vétsiné snimcich zfetelné vidi-
telny (viz obr. . Ttida dale obsahuje pomérné velké mnozstvi trénovacich vzorkt
a predevsim na snimcich nedochézi k vyrazné zméné v pripadé posunu nebo otoceni
dilu, coz je zpusobeno jeho jednoduchym tvarem. Modely se nasledné uc¢i pomérné
jednoduchou reprezentaci z relativné vysokého poctu trénovacich vzorkt a dosahuji

tak vysoké presnosti.
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Obr. 3.8: Priiklad tridy (Konzole 02) s nizkou presnosti detekce defekti, snimek vlevo
reprezentuje normalni stav, kdy se v prislusnych trech otvorech nachézi sroub s mat-
kou. Snimek na pravé strané obsahuje defekt, kdy se sroub nachazi na nespravném

misté a dale doslo k ohybu plechu.

Obr. 3.9: Priklad t¥idy s nejvyssi presnosti detekce defekti, snimek na levé strané

neobsahuje defekt, na pravé strané je zachycena zavada v laku.



4 Diskuze

7, experimentalné ziskanych vysledk lze pozorovat, ze navrzena metoda zalozend
na generovani syntetickych defekti a samorizeném uceni dosahuje vyrazné vyssi
presnosti v detekci defektii kovovych lakovanych dili v porovnani s ostatnimi tes-
tovanymi metodami, které se aktualné radi mezi nejpresnéjsi. Na vytvorené datové
mnoziné bylo dale dosazeno obecné kvalitnich vysledkti metodami zalozenymi na
samotizeném uceni. 7Z hlediska problému feseného v této préaci jsou tedy metody
vyuzivajici samorizené uceni vhodnéjsi volbou, oproti modeltim zalozenym na pred-
trénovaném modelu.

Navrzena metoda navazuje na pristupy vyuzivané napi. v metodach CutPaste
¢i CutOut a predstavuje novy zpusob generovani umeélych defektt vizualné podob-
néjsich se skuteénymi defekty. Na zakladé ziskanych vysledkt je mozné pozorovat,
ze model trénovany témito typy defektl je nasledné schopen extrahovat priznaky
vyuzitelné pro presnéjsi detekci defekti.

Dle namérenych dat metoda vykazuje v porovnani s ostatnimi metodami nizsi
rozptyl vysledki, presnost detekce defektl tak obecné dosahuje vyssi spolehlivosti.
Ke snizovani presnosti podle namérenych vysledkt dochazi v pripadech, kdy je me-
toda trénovana na nizkém poctu vzorki nebo snimany dil vykazuje vysokou varia-
bilitu z hlediska polohy a natoceni vici snimacimu zatizeni. Tento jev vSak nastava
obecné pro vsechny metody testované v této praci.

Hlavnim nedostatkem metod zaloZenych na samorizeném uceni je nutnost tréno-
vat pro jednotlivé tridy novy model, ¢imz se zvysuje celkova ¢asova narocnost a jsou
také kladeny vyssi naroky na hardwarova vypocetni zafizeni (napr. grafické karty).
Pro metodu navrzenou v této préaci dale plati, ze lze obtizné vyuzit v situacich, kdy
neni mozné separovat predmét detekce defekti od pozadi snimku. V pripadé zde
reseného problému vsak tato skutecnost nepredstavuje vyrazny nedostatek, protoze
separaci objektl od pozadi 1ze podporit napt. vyuzitim barevného fotografického po-
zadi pri snimani. Podobné podminky pro zajisténi lepsi separace objektu a pozadi
je mozné ocekavat také v ostatnich typech pramyslové vyroby, navrzena metoda tak

nabizi fadu moznosti pro praktické vyuziti.
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Zavér

Tato prace se zabyvala problematikou detekce defekt kovovych lakovanych dili
pomoci modernich metod zalozenych na konvoluénich neuronovych sitich. Hlavni
naplni prace byl navrh automatizované metody pro detekci defektii kovovych lako-
vanych dilt.

V réamci prace byl proveden souhrn aktudlné nejpresnéjSich metod detekce de-
fektii a soucasné nejpouzivanéjsich datovych mnozin v této oblasti. Souhrnem aktu-
alnich datovych mnozin bylo zjisténo, ze se problém feseny v této praci v urcitych
ohledech odlisuje od problémii fesenych v soucasnych datovych mnozinach, hlavni
rozdily jsou predevsim ve vyssi variabilité z hlediska polohy a rotace kovového dilu
viuci snimaci kamere a také nedostatku vétsiho poctu trénovacich vzorku. Z divodu
téchto odlisnosti byla vytvorena nova datova mnozina zachycujici podminky zde te-
seného problému, na které byly testovany vybrané soucasné metody detekce defektii
a také nova metoda navrzena v ramci této prace.

Hlavnim pfinosem préace je navrh nové metody pro generovani syntetickych de-
fekt, pomoci které bylo mozné na problému detekce defektt feseném v této praci
dosahnout vyssi presnosti v porovnani s ostatnimi soucasnymi pristupy. Navrzend
metoda slouzi k samorizenému uceni modelu pro extrakci priznakt, model je tré-
novan na ukolu klasifikace vzorkt normalnich a vzorki s uméle vygenerovanymi
defekty. Pomoci navrzené metody je dosazeno vyssi podobnosti umélych defekt s
defekty, se kterymi se lze v ramci vyroby kovovych dilu setkat. Natrénovany model
je nasledné schopen extrahovat priznaky umoznujici 1épe rozlisit normalni a defektni
vzorky.

Dle vysledktt méreni na vytvorené datové mnoziné dosahuje navrzena metoda v
prumdéru 91,60 % AUROC skére. Dale byla v rdmci price testovdna metoda Cut-
Paste (80,17 % AUROC), PatchCore (68,71 % AUROC) a CFLOW-AD (81,99
% AUROC), které se aktudlné tadi z hlediska detekce vizudlnich anomédlii mezi
nejpresnéjsi. Navrzend metoda prekondva tyto metody o 10,25 % AUROC, vyka-
zuje tak potencidl pro vyuziti v fadé praktickych aplikaci, predevsim situacich, kdy
nelze v ramci dané aplikace provadét sbér velkého objemu dat ve vysoké kvalité, coz

typicky ostatni soucasné metody pro dosazeni vyssi presnosti vyzaduji.
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Seznam symboli a zkratek

GAN

AE

VAE

CAE

SVM

k-NN

PCA

AUROC

AUC

generativni souperici sité — Generative Adversarial Networks
autoenkodér

variacni autoenkodér

konvoluc¢ni autoenkodér

metoda podpurnych vektort — Support Vector Machine
k-nejblizsich sousedlt — k—Nearest Neighbors

analyza hlavnich komponent — Principal Component Analysis
area under receiver operating characteristics

oblast pod kfivkou — area under curve
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