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Abstrakt

Cilem této diplomové prace je navrh a implementace programu pro automatizovany navrh
nelinearnich aktivacnich funkei pro konvoluéni neuronové sité (CNN) s vyuzitim evolué¢nich
algoritmti. Vyuziti automatického navrhu poskytuje nezavisly pohled na systematické pro-
zkoumani Sirokého spektra aktiva¢nich funkei a identifikaci téch nejlepsich. Metoda zvolena
v praci pro automaticky navrh je formou evolucnich algoritmi nazyvanou jako kartézské
genetické programovani, které pro zakédovani feseni vyuziva grafovou reprezentaci. Tato
technika umoznuje definici sady matematickych primitiv, kterd definuje prohledavaci pro-
stor, a tak jednoduse parametrizuje navrh. Implementovany pristup byl otestovan na néko-
lika ruznych architekturach a datasetech (LeNet-5 & MNIST, ResNet-10 & FashionMNIST,
WRN-40-4 & CIFAR-10). Experimenty dokazaly, ze pristup dokaze nalézt aktivacéni funkee,
které statisticky zlepsuji presnost CNN oproti bézné vyuzivané funkci ReLLU.

Abstract

The aim of this thesis is to design and implement a program for automated design of
nonlinear activation functions for convolutional neural networks (CNN) using evolutionary
algorithms. The use of automated design provides an independent view to systematically
explore a wide range of activation functions and identify the best ones. The method for
automatic design chosen in this thesis is a form of evolutionary algorithms referred to as
Cartesian genetic programming, which uses a graph representation to encode the solution.
This technique allows for the definition of a set of mathematical primitives that define the
search space, and thus simply parameterize the design. The implemented approach has
been tested on several different architectures and datasets (LeNet-5 & MNIST, ResNet-10
& FashionMNIST, WRN-40-4 & CIFAR-10). Experiments have shown that the approach
can find activation functions that statistically improve the accuracy of the architecture over
the commonly used ReLU function.
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Kapitola 1

Uvod

Uméla inteligence je jednim z nejrychleji rostoucich odvétvi v oblasti informatiky a stava
se nedilnou soucésti naseho kazdodenniho zivota. Znac¢ny pokrok v této oblasti je z velké
casti dan rapidnim narustem vypocetniho vykonu, a diky tomuto vzestupu jsme schopni
resit problémy, které byly v dobé vzniku konceptu umélé inteligence v padesatych letech
minulého stoleti témér nepredstavitelné.

Tento pokrok je také ¢astecné dan i vyvojem novych technologii, jako napriklad kon-
voluénich neuronovych siti (CNN), které v souc¢asné dobé dominuji oblasti rozpoznavani
obrazu. Jejich popularita vysoce vzrostla po uspéchu sité AlexNet [18] v soutézi ImageNet
2012 Challenge, kde se tato sit s vyraznym odstupem od konkurence umistila na prvnim
misté. Jednim z hlavnich davodid tohoto uspéchu byla specidlni inovativni architektura,
kterd dokaze z obrazovych dat vyextrahovat potfebné informace k tspésnému rozpozna-
vani obrazu.

Nemalo vyzkumnika se od té doby zabyvalo zptisoby, jak tuto technologii dale vylepsit.
Jednou z moznosti je vytvoreni architektury CNN, kterda by méla lepsi vlastnosti a tim
i lepsi schopnost pro feseni pozadované tlohy. Tato ¢innost vsak vyzaduje velké mnozstvi
oborovych znalosti, zkusenosti a také znacny pocet pokust. Tyto pokusy jsou znacéné ¢asove
naro¢né, ne vzdy efektivni a bez zaruky vysledku. Z tohoto divodu je nutné hledat dalsi
cesty, jak k tomuto problému pristupovat a zefektivnit prubéh designu. Automaticky navrh
se zd4a byt jako spravné cesta pro nezaujaty pohled na systematické prozkoumavani sirokého
spektra moznosti z prohledavaciho prostoru, jez vyhovuje vlastnostem tohoto problému.

I tato diplomova prace se zabyva moznostmi zlepSeni architektury CNN. Zaméruje se
na oblast automatického navrhu nelinearnich aktivac¢nich funkci, které maji za kol plné
vyuzit architekturu CNN a vylepsit tak presnost pii klasifikaci obrazovych dat oproti stan-
dardizované aktiva¢ni funkci ReLU.

Tato prace se zaméruje na metody, které se v urc¢itych ohledech chovaji jako cerna
skrinka. Umoznuji prevést zasadni ¢ast feseni problému do podoby algoritmu, ktery pro-
blém fesi prostiednictvim pokusit a omyli, pricemz ¢erpaji inspiraci z biologické evoluce.
Tyto algoritmy, které funguji timto zpusobem, se nazyvaji evolu¢ni. Specidlné pro navrh
aktivac¢nich funkci byla vybrana metoda kartézského genetického programovani.

Diplomovové prace je strukturoviana nésledovné: v kapitole 2 jsou rozebrany zaklady
a hlavni myslenky evolucnich algoritmi. Dale je zde zaméfeno na princip kartézského ge-
netického programovani. Kapitola 3 se zabyva popisem umélych neuronovych siti. Znacna
cast této kapitoly je pak zamérena na konvolucni neuronové sité spolu se seznamenim s vyu-
zitymi architekturami CNN a testovanymi datasety provedenych experimenti. Teoretickou
cast ukoncuje kapitola 4, ktera spojuje principy neuronovych siti s evolu¢nimi algoritmy, ji-



nak také nazyvanymi jako neuroevoluce. V této kapitole se nachézi popis evolu¢niho navrhu
ruznych ¢asti umélych neuronovych siti, soucasné je zde vsak kladen diraz na popis navrhu
aktivac¢nich funkei. V kapitole ¢islo 5 se nachdzi nastinéni navrhu aktivac¢nich funkei prezen-
tovanych v této praci véetné popisu vyuziti kartézského genetického programovani a hlavni
evolucni smycky celého programu. Kapitola 6 shrnuje implementaci a navod pro spusténi
implementovaného programu. V kapitole 7 se nachazi popis provedenych experimentii spolu
s jejich vyhodnocenim a déle jsou zde nastinény moznosti pripadného pokracovani préce.
Prace je zakoncena kapitolou 8, kde jsou shrnuty dosazené vysledky.



Kapitola 2

Evoluc¢ni algoritmy

Kazdy den se inzenyii v riznych oblastech své préice setkavaji se slozité fesitelnymi a vy-
pocetné naro¢nymi problémy. Mnohé problémy jde definovat jako optimalizac¢ni tlohu, kde
cilem je nalezeni reseni x z mnoziny vsech kandidatnich feseni S, které by nejlépe splnovalo
zadané pozadavky a omezujici podminky. Splnéni pozadavki definuje tzv. tcelova funkce
f(x) : § — R, kterou se FeSeni snazi maximalizovat (nebo minimalizovat).

V realnych problémech jsou tcelové funkce nespojité, nelinedrni, nekonvexni, multimo-
délni a dimenzionalné zavislé na slozitosti problému. Diky témto vlastnostem neumoznuje
tesit problémy béznymi deterministickymi algoritmy, které by za téchto podminek bézely
prilis dlouhou dobu a s neurc¢itymi vysledky.

V takto slozitych podminkéch redlného svéta se vyzkumniktm osvédcilo vyuziti evoluc-
nich algoritmi (zkrdcené EA). Jedna se stochastické meta-heuristické metody, které neza-
rucuji optimélni feseni, avSak dokazi prekonat lokalni minima, a tim casto zajistit vhodny
vysledek dostacujici pro pouziti v praxi.

2.1 Inspirace v biologické evoluci

Evoluéni algoritmy jsou inspirovany biologickym procesem evoluce, ktery popsal britsky
prirodovédec Charles Darwin ve své knize O ptivodu druhu [8]. Hlavni myslenkou je proces
prirozené selekce, pomoci které se populace zivych organismi adaptuje a méni. Jedinci
v populaci jsou prirozené variabilni, coz znamend, ze se vsichni v né¢em lisi. Tato variabilita
znamend, ze nékteri jedinci maji vlastnosti, které jsou pro dané prostiedi vhodnéjsi nez
mnozstvi potomku, tzv. preziti nejzdatnéjsich. Adaptivni vlastnosti rodi¢u se prendsi na
nové pokoleni a postupem c¢asu se tyto vyhodné znaky stavaji v populaci béznéjsimi. Timto
procesem prirodniho vybéru se vyhodné vlastnosti prenaseji do dalsi generace.

Biologicka evoluce muze byt chiapana jako optimalizacni proces, nalezeni nejlépe pri-
zpusobeného organismu v podminkach danych selekénim tlakem. Neni proto divu, zZe se
timto procesem inspirovalo celé odvétvi pocitacové védy, kdyz silu tohoto procesu je mozno
spatrit ve vSech mistech svéta.

Prvni pokusy vyuzit darwinovské principy k automatizovanému reseni problému se da-
tuji do 50. let 20. stoleti zejména pracemi H. J. Bremermanna [4], R. M. Friedberga [12].
V 60. letech nezavisle na sobé vznikly tii rozdilné sméry evolu¢nich algoritm, které se na-
zyvaji evoluéni programovani, genetické algoritmy, evolucni strategie. Zacatkem
90. let k nim pribyl ¢tvrty smér, a to genetické programovani, a pozdéji vznikly dalsi
varianty, napt. diferencialni evoluce apod.



2.2 Zakladni principy a komponenty EA

VsSechny zminéné varianty maji spole¢né rysy, které prevzaly z biologické evoluce. Mezi
hlavni principy patii prace s populaci jedincti, kde jedinec predstavuje zakédované reseni
problému. Populace je iterativné slechténa pomoci biologii inspirovanych operdatoru k na-
lezeni nejlepstho feSeni. Mezi né patii vybér rodi¢u (selekce), kiizeni rodi¢a a ndhodna
mutace jedinci. U jedinct je vyhodnocovana jejich kvalita pomoci tzv. fitness funkce, 1épe
ohodnocené teseni potom zvyhodnéno u vybéru pro dalsi generaci a tim roste kvalita celé
populace Feseni [5, 9].

Obecny evolu¢ni algoritmus je popsan pseudokédem 1. Kazdy evolucni algoritmus je
slozen ze zakladnich komponent a v nasledujicich podkapitoldch budou vysvétleny jednotlivé
kroky a prvky algoritmu.

Algorithm 1: Obecny evolu¢ni algoritmus

INICTALIZACE populace ndhodnymi kandidatnimi fesenimi;
EVALUACE kandidatnich fesent;
while /podminka ukonceni do
SELEKCE rodicu;
KRIZENTI pért rodici;
MUTACE vzniklych potomkii;
SELEKCE jedincu pro dalsi iteraci;
EVALUACE novych kandiddtnich fesSenf;
end

2.2.1 Reprezentace problému

vvvvvv

EA algoritmu. Jeho specifikace propojuje kontext problému s prohledéavacim prostorem
kandidatnich feseni a definuje jeho variabilitu. Vytvari se mapovani mezi objekty redlného
svéta nazyvané jako fenotyp na jejich reprezentaci v EA algoritmu. Zakédovani v prostredi
EA se béZzné nazyva genotyp, nebo chromozom a jeho jednotlivé ¢asti se nazyvaji geny.
Vybér vhodné reprezentace ovliviuje slozitost a celkovou ucinnost algoritmu, a proto je
vhodné této ¢innosti vénovat dostatek casu pri analyze a feseni problému.

V EA algoritmech se vyuzivd mnoho ruznych druhi reprezentaci. Nejznaméjsi a nejvice
vyuzivané jsou:

e Binarni reprezentace — chromozom nabyva reprezentace posloupnosti biti a jako ge-
netické operatory jsou vyuzivany bitové operace.

¢ Reprezentace pomoci redlnych cisel — chromozom se sklada z vektoru redlnych cisel.
Genetické operatory jsou provadény pomoci matematickych operaci s redlnymi ¢isly.

e Stromova reprezentace — chromozom je reprezentovan hiearchickou stromovou struk-
turou a jako genetické operatory jsou vyuzivany operace nad uzly stromu nebo nad
celymi podstromy.



2.2.2 Populace

Populaci v evoluénim algoritmu tvoii vSechny kandidatni feseni aktudlni generace. Jedinci
v populaci predstavuji statické objekty, které se neméni, ani neadaptuji. Schopnost zmény
pripada k populaci a k jejimu itera¢nimu vyvoji, neboli schopnosti aktualniho reseni vytva-
ret potomky.

Velikost populace se v EA algoritmu ve vétsiné pripadech neméni a zustava stejnd béhem
evolu¢niho prohledavani. Toto vytvari limitované zdroje a selekéni tlak na populaci. Velikost
populace ovliviiuje rychlost konvergence algoritmu (vyhodnoceni fitness funkce u kazdého
jedince) a také kvalitu jeho Feseni. Pti zvoleni pfilis malé velikosti populace nemusi populace
dosahovat dostateéné diverzity, kterd by vedla k dosazeni globalniho minima.

S populaci v EA je spojena tzv. inicializace populace, coz oznacuje vytvoreni prvn{ ite-
race jedinci. Ve vétsiné pripadia se prvni generace skladéd z ndhodné vytvorenych genotypi,
avsak muze se zvolit metoda zakédovani aktudlné uzivanych reseni (vétsi fitness populace).
Tento postup zavadi do algoritmu dalsi informace o doméné problému, které mohou vést
k rychlejsi konvergenci.

2.2.3 Mechanismus selekce

Jedna se o proces vybéru jedinci, ktery ma za tkol rozdélit jedince na zakladé jejich kvality
a umoznit kvalitnéjsim jedinciim stat se rodici dalsi generace. Vybérem lepsich jedinct se
na potomky (angl. offspring) prendsi lepsi vlastnosti a to vede k posouvani kvality celé
populace.

Pro vybér rodicu se vétsinou pouzivaji pravdépodobnostni metody tak, ze 1épe ohodno-
ceni jedinci maji vétsi pravdépodobnost vybéru nez ti hitfe ohodnoceni. Timto se zajisti, aby
se do vybéru dostali i hiife ohodnoceni jedinci, ktefi mtzou spravnou kombinaci svého ge-
notypu pomoci populaci dosdhnout lepsich vysledkt. Nékteré z nejvice pouzivanych metod
pro vybér rodi¢t jsou uvedené nize v této sekci.

Dalsi druh selekce, ktery v EA algoritmech probiha, je tzv. vybér prezivsiho. Jedna
se o vybér jedinct, kteri se dostanou do dalsi generace. Tyto metody jsou vétsinou zalozeny
na véku jedince (pocet generaci jedince ucastniciho se populace), nebo na zdkladé fitness
hodnoty.

Pri vyuziti véku jedince je nejvice vyuzivana tzv. generac¢ni vymeéna. Nova populace
u této metody obsahuje pouze jedince z mnoziny potomku. Metoda, ktera umozinuje prichod
K jedinct z minulé generace, se nazyva postupna vymeéna (angl. steady-state selection).
Pro vybér jedinci se mohou pouzivat metody selekce rodi¢ti. V metodach zaloZenych na
fitness hodnoté se vétsinou do dalsi generace dostavaji nejlépe ohodnoceni jedinci nebo
jejich skupina (elitizmus). Tim je zajiSténo, ze v dalsi generaci se nachazi alespon nékteré
kvalitni feseni. V praxi se vyuziva kombinace téchto zpiisobti nebo nékteré dalsi alternativy
jako napriklad turnaj, ruleta, které umoznuji i hire ohodnocenym jedincim ucasnit se
vyvoje populace.

2.2.4 KriZzeni a mutace

Kftizeni a mutace jsou dva genetické operatory, které slouzi k vytvareni novych jedincu z
predchozi generace. Vyuziti obou genetickych operatori v EA je zavislé na typu fesené
ulohy, jelikoz témito operatory upravujeme miru prizkumu algoritmu. Proto neni vhodné
v nékterych pripadech jeden z operatori pouzit. Dale je nutné dodat, Ze oba genetické
operatory uzce souvisi z druhem zvolené reprezentace problému v genotypu.



Vyuziti operatoru kifizeni vychazi z myslenky, ze kombinaci dvou jedinct s pozadova-
nymi vlastnostmi vznikne potomek, ktery tyto vlastnosti pozitivné kombinuje. V evolu¢nich
algoritmech operédtory kiizeni vyuzivaji stochastického charakteru, jelikoz nezndme zadny
spravny postup k urceni kombinace genotypu rodi¢ti, které by mély vést feseni ke global-
nimu minimu.

Operator mutace s urcitou malou pravdépodobnosti modifikuje genotyp potomka za
ucelem zvétseni diverzity populace a vytvoreni vlastnosti, kterymi rodi¢e nedisponovali.
Mutace umoznuje dostat Teseni z lokalnich minim. Je vSak dtlezité, aby sila mutace na
genotyp nebyla prilis velkd, coz by vedlo degradovani EA k ndhodnému prohledavani.

rodi¢e

potomci

00008000 00000000] mutace [11111111 11@11111

Obréazek 2.1: Ukazka reprezentace jedinct v binarni podobé spolu s jednobodovym kiizenim
a provedeni mutace na nové vzniklych potomcich.

2.2.5 Ukoncujici podminka

Poslednim prvkem v EA je ukoncujici podminka. Ve vétSiné problému neni jednoduché
rozhodnout, kdy ukoncit vypocet algoritmu. Pfi reseni obtiznych problému neexistuji zadné
presné specifikované hranice, kterych by mélo feseni problému dosdhnout a ani zda je mozno
najit lepsi feseni. Proto se obvykle pouzivaji tyto moznosti:

1. celkova doba vypoctu,

2. pocet generaci v ramci EA,

3. doba, kdy se fitness hodnota nezlepsi ptes urcitou hranici nebo
4. diverzita populace klesne pod urcitou hranici.

Pokud mé problém znéamé globalni minimum, muize byt tato hodnota vyuzita jako ukoncujici
podminka spolu se zminénymi moznostmi.



2.3 Kartézské genetické programovani

Kartézské genetické programovani (angl. Cartesian Genetic Programming, zkracené CGP)
je specialni druh genetického programovani, kde jedinci jsou reprezentovani jako acyklické
orientované grafy predstavujici programy. Poprvé je J.F. Miller pfedstavil v roce 1999,
ackoliv jiz o dva roky dfive byl princip vyuzit pro navrh elektronickych obvodi. CGP naslo
béhem let aplikaci v mnoha odvétvich, jako napriklad od tvorby neuronovych siti, pres
symbolickou regresi az po automaticky design [22, 24].

2.3.1 Reprezentace jedince

Ve standardnim CGP, jak jiz bylo zminéno, jsou jedinci reprezentovani acyklickym orien-
tovanym grafem, kde uzly jsou posklddany do dvoudimenzionalni mrizky (fadky, sloupce).
Kazdy uzel v grafu predstavuje konkrétni vypocetni funkci a kazdy uzel je zakédovan ur-
¢itym poctem celociselnych genti v genotypu jedince. Jednotlivé funkce maji prirazen svij
identifikdtor, neboli sviij funkéni gen, ktery je definovan v uzivatelské LUT (look-up ta-
bulka). Nasledujici geny uzlu urcuji, odkud do uzlu budou pfichazet vstupy, jsou to tzv.
propojovaci geny. Jako vstupy uzld jsou bud brany vystupy z predchozich sloupct nebo
primo vstup programu. Opét je to jednoznac¢né urcend adresa, ktera definuje misto v celkové
datové strukture. Pocet vstupll propojovacich gent je urc¢eno maximalni aritou vypocetni
funkce v LUT. Pokud néktera z funkci vyzaduje mensi pocet vstupt, jsou prebytecné pro-
pojovaci geny ignorovany.

Celkovy genotyp jedince tvori spolu se zakbédovanymi uzly miizky také pozadovany pocet
vystuptl programu. Vystupy jsou zakdédovany poslednimi geny kazdého jedince a predstavuji
adresu uzlu, ktera poskytuje konecny vystup.

CGP ma tri uzivatelsky specifikovatelné parametry, které jsou pocet radku r, pocet
sloupcu ¢ a levels-back /. Prvni dva z téchto parametri urcuji maximalni pocet vypocet-
nich uzla, ktery je dan vyrazem r X ¢. Parametr [ urcuje konektivitu grafu vytvorenim
omezeni na vstupy uzli. Pri [ = 1, uzel smi brat své vstupy pouze z vystupt predchoziho
sloupce, nebo pokud se jedné o uzel z prvni vrstvy tak piimo z hlavniho vstupu programu.
Zvysovanim hodnoty [ se dosah uzli zvétsuje. Pokud bude nastaven parametr na [ = ¢, uzly
muzou byt propojeny s jakymkoliv vystupem uzlu predchozich sloupcii, ¢i vstupu programu.
Nastavenim téchto parametri 1ze docilit vzniku riznych topologii grafa.

Ukazku vyuziti CGP pro navrhnuti matematickych vyrazu je zobrazena na obrazku 2.2.
Ukolem CGP je navrhnout program se tfemi vstupy a dvéma vystupy. Vstupy jsou oznaceny
jako x, y, z a vystupy a, b. Vypocetni mrizku uzivatel definoval jako 2 radky a 3 sloupce.
Parametr / je nastaven na 2. LUT tabulka obsahuje matematické operace scitani (0), odeci-
tani (1), ndsobeni (2) a déleni (3). Vysledek hledani ukazuje nalezenou grafovou strukturu
a demonstruje transformaci genotypu na fenotyp. Nalezené vyrazy jsou definovany rovni-
cemi:

a=(x+y)-z
b=((x+y)-2)+((x+y)—(x-y).
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Obrézek 2.2: Schéma k pifkladu ndvrhu matematického vyrazu pomoci CGP. Sedou barvou
je oznacen uzel, ktery se netcastni vypocétu vystupu, tzv. neaktivni uzel. V genotypu je
tato ¢ast oznacena Sedé a nazyva se nekédujici gen. Cernou barvou jsou oznaceny aktivni
¢asti genotypu a fenotypu.

2.3.2 Evoluce jedinci

CGP pro vyvoj své populace jedincil vétsinou vyuziva pouze geneticky operator mutace. Jiz
v originalni praci na CGP [23], Miller zjistil, Ze kiiZeni nemélo velky vliv na t¢innost CGP,
a proto ve vétsiné jeho nasledné prace krizeni ignoroval. Dtivodem, pro¢ se kiizeni nepodarilo
uspésné aplikovat v mnoha praktickych lohach je, ze dosud nebyl nalezen zptsob jak,
zachovat pri kfizeni pozitivni vlastnosti obou rodic¢ti a tak vytvaret potomky s vyssi fitness.

Hlavni dva druhy mutace vyuzivajici se v.CGP jsou bodovd mutace (angl. point mu-
tation) a pravdépodobnostni mutace (angl. probabilistic mutation). V prvnim pripadé uzi-
vatel voli procento z celkového pocétu geniti, na kterych probéhne mutace. Pii pravdépo-
dobnostni mutaci zvolené procento urcuje, s jakou pravdépodobnosti mé kazdy gen jedince
sanci na mutaci. Mutace reprezentuje zménu genti na dalsi validni hodnoty. Pokud zvo-
leny mutujici gen reprezentuje vypocetni uzel, zména probihd ndhodnym vybranim validni
adresy z LUT. P¥i mutaci propojovacich gent jsou validni hodnoty adresy vystupt pred-
chozich sloupct nebo adresy vstupt programu omezeny parametrem levels-back. Validni
mutace genu vystupu je zména hodnoty na jakoukoliv adresu uzlu nebo vstupu.

Praktickym pouzitim CGP se ukazalo, ze velké procento uzli je ¢asto kompletné neak-
tivni (obrazek 2.2) a tyto uzly nemaji zadny vliv na podobu vysledného fenotypu, a tedy
ani na fitness hodnotu (velkd redundance aktivnich gent). Z toho vyplyva, ze velkéd ¢ast
mutaci probéhne v téchto oblastech a nebude mit zadny okamzity vliv (tzv. neutralni
mutace). Vliv téchto neutrdlnich zmén se muze projevit v pozdéjsich generacich vyvoje
populace, jelikoz mald zména dokéze zménit kompletné vysledny program. Tomuto jevu se
v CGP prostredi rika neutralni drift a ukazalo se zkouméanim, ze tento jev je v mnoha
pripadech velmi prospésny pro efektivitu algoritmu [21].
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2.3.3 Prohledavaci algoritmus

Standartni CGP vyuziva prohledavaci algoritmus inspirovany evoluc¢ni strategii (u+1). Nej-
Castéji se algoritmus vyskytuje ve formé (1+4)[24]. Parametry u, A zna¢i chovani algoritmu,
kde u je pocet kandidatnich feseni, které jsou vybrany jako rodice, zatimco A oznacuje po-
¢et nové vygenerovanych potomku. Tvorba nové populace v CGP tedy funguje na principu
mutace nejlépe vyhodnoceného jedince z predchozi generace a vytvoreni nékolika potomki,
ktefi se spolu s rodi¢em dostanou do dalsi generace. Funkce algoritmu je popsana pseudo-
kédem 2.

Velmi podstatnéd vlastnost tohoto algoritmu se tyka selekce nejlépe ohodnoceného je-
dince jako rodice. Pti jeho vybéru muize nastat situace, ze jeden ¢i vice potomkt dosahuje
stejné hodnoty fitness jako rodi¢ a zadny z potomkii nem4 lepsi fitness. V tomto pripadé se
rodi¢em stane nahodny potomek, ktery ma stejnou hodnotu fitness s rodi¢em. Toto rozhod-
nuti souvisi s jevem neutralniho driftu a ma podstatny vliv na efektivitu procesu evoluce.
Jak jiz bylo vzpomenuto vysSe, tak i pri stejné hodnoté fitness jedinct se jejich kédujici
i nekédujici geny se mohou lisit. Vybérem nové vzniklého jedince timto do procesu evoluce
vnasi dalsi uzite¢nou diverzitu.

Algorithm 2: Prohledavaci algoritmus CGP (1 + 1)

INICTALIZACE populace o velikost 1+ 4 ;
EVALUACE kandidatnich reseni;
while /podminka ukonceni do
SELEKCE nejlepsiho jedince jako rodice;
for (i=10,i <A, i++)do
‘ MUTACE rodice k vniku potomka, i;
end
EVALUACE novych kandiddtnich fesSenf;

end
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Kapitola 3

Umelé neuronové sité

Umélé neuronové sité (Artificial Neural Networks, nebo-li zkracené ANN) odpovidaji jed-
nomu z mnoha vypocetnich modeld umélé inteligence. Jejich poc¢atecni vyvoj byl inspirovan
biologickym nervovym systémem a jeho atraktivnimi vlastnosmti pii zpracovani informaci.

Jeden z prvnich objev1, ktery vzbudil zdjem o toto odvétvi, provedli neurovédec Warren
McCulloch a matematik Walter Pitts, kteri v roce 1943 prisli s konceptudlnim navrhem
umélého neuronu. Demonstrovali jej pomoci elektrickych obvodt. Jejich prace ukazala, jak
jednoduchd vypocetni jednotka mize replikovat logické nebo matematické funkce. Dalsim
vyraznym krokem v této oblasti se stal model perceptronu a jeho zakladniho algoritmu pro
uceni. Tyto objevy polozily zaklady neuronovym sitim, jak jsou zndmy dnes. Tato kapitola
byla zpracovana s vyuzitim zejména [30].

3.1 Umély neuron

Umély neuron je zédkladni stavebni jednotkou umélych neuronovych siti. Snazi se imitovat
princip a anatomii biologického neuronu obrazek 3.1. Hlavni ¢ast biologického neuronu je
tvofena télem buiiky (soma), které obsahuje jadro, obklopené velkym mnozstvim malych
vybézku, nazyvanych dendrity. Dendrity slouzi jako vstup neuronu a jsou zodpovédné za
prijimani impulzi z ostatnich neuroni. Vystup neuronu se nazyva axén, ktery je stejné
jako dendrity rozvétveny, aby mohl vytvaret vice vazeb s ostatnimi neurony. Spojeni dvou
neuront je provedeno pomoci synaptickych vazeb. Jednd se o elektrochemické vazby, které
dokazi prenaset impulzy mezi neurony.

Dendrit

Ranvierowy Synapse

Schwannowy
bunlky

i Myelinova pochva

Jadro

Obrazek 3.1: Biologicky neuron. Prevzato z [6].
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Impulzy jsou v téle neuronu akumulovany a pii prekroceni vnittniho potencialu je neuron
excitovan. V takovém pripadé dojde k pfenosu impulzu z téla neuronu k synaptické vazbé,
kde probéhne reakce, kterd tuto vazbu posili nebo zeslabi. Tento proces je popsan jako
zakladni operace potiebnd pro uceni zivoé¢isnych druhi, kterou poprvé popsal Donald Hebb
v The Organization of Behavior [14] v roce 1949.

Model umélého neuronu prevzal princip upravitelnych vah, a diky tomuto dokaze pomoci
algoritmu uceni vylepsit své chovani pro danou tlohu. Zakladni schéma umélého neuronu
je zobrazeno na obrazku 3.2.

Vstupy Vahy

Bazova Aktivaéni
funkce funkce

- 0
: Bias
Xn
Obrazek 3.2: Model umeélého neuronu.
Neuron bere jako svij vstup n rozmérny vektor X = (x1,x2,...,X,). S kazdym vstupem
x; je propojena vaha w; pro i = 1,2,...,n, neboli vektor w = (w1, wa,...,w,). Jednotlivé

vstupy jsou nésledné vahové secteny do vnitiniho potencidlu neuronu a prictena prahova
hodnota bias 6 (bézné wy = ). Tato operace se nazyva bazova funkce a je matematicky

vyjadrena:
n

u=)_C)\/_1;=ZXiWi+9. (31)
i=1
Vnitini potencidl neuronu je stéle jen linedrni vizend kombinace vstupu, kterd nema
velkou popisujici silu vazeb v komplexnim svété. Z tohoto divodu je dalsi prvkem umélého
neuronu tzv. aktivac¢ni funkce, ktera zavadi do modelu nelinearitu a transformuje vystup
do pozadovaného intervalu (méni aktivaci). Vice o pouzivanych aktivacnich funkcich je
popsano v sekci 3.3.

3.2 Dopredna neuronova sit

Doptedné sité (angl. feed-forward network) jsou nejbéznéjsi typ neuronovych siti. Sité tvori
skupiny umélych neuronu poskladanych do vrstev (vstupni, skryté, vystupni) propojovanych
jednim smérem tak, aby vznikl acyklicky dopredny graf. Ukazka dopfedné sité je zobrazena
na obrazku 3.3.

Informace pri vypoctu odezvy sité putuje od vstupni vrstvy k vystupni. Na vstup sité
je prikladan vektor ¥ a kazdy neuron ve vstupni vrstvé vypocita svuj vnitini potencial
neuronu, na ktery poté aplikuje aktivac¢ni funkci a vytvori tak vystup neuronu. Tyto vystupy
jsou nasledné poskytnuty dalsi vrstvé jako vstup. Tento princip se opakuje, az se informace
dostane do vystupni vrstvy, kterd vytvori celkovy vystup sité.
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Obrazek 3.3: Model acyklické dopredné neuronové sité.

3.3 Aktivaéni funkce

Aktiva¢ni funkce jsou matematickd funkce, které transformuji aktivaci neuronu. Tedy upra-
vuji schopnost propagace svého vystupu dalsim neurontim. Touto transformaci v siti vznika

Spravny vybér aktivacéni funkce v neuronovych sitich mé velky vliv na celkové chovani
sité a ovliviuje proces konvergence pti trénovani. Je vsak dilezité zdtraznit, Ze neexistuje
jednotné pravidlo pro volbu aktivacni funkce platici pro vsechny pripady uziti. Nicméné
jsou nékteré zadouci vlastnosti, které by méla aktivac¢ni funkce splnovat [17]:

vvvvv

vyrazné zlepsuje schopnost uceni neuronovych siti. G. Cybenko [7] a K. Hornik [15]
v roce 1989 tuto vlastnost zkoumali a dokazali, Ze spolu s dalsimi omezujicimi pod-
minkami na aktiva¢ni funkce lze vyuzit sit s architekturou, alespon jedné skryté vrstvy
s dostateénym poc¢tem neuronu jako univerzalni funkéni aproximétor (tzv. univer-
zalni aproximacni teorém).

e Vypocetné nenarocné — Aktivacni funkce musi byt snadno vyhodnotitelna z hlediska
vypoctu. To méa potencidl vyrazné zlepsit efektivitu sité.

e Omezeni saturace — Aktivacni funkce by méla minimalizovat riziko saturace, kdy je
vystup funkce prilis blizky k jejim asymptotam, coz by mohlo zpomalit nebo ztizit
prubéh uceni pii gradientnich metodéach (tzv. problém mizejiciho gradientu).

e Konec¢ny vystupni rozsah — Trénovaci pristupy zalozené na gradientu jsou stabilnéjsi,
kdyz obor hodnot aktiva¢ni funkce je omezeny.

« Diferencovatelnost — Nejvice zadouci vlastnosti pro pouzivani optimalizac¢nich postupu
zalozenych na gradientu jsou spojité diferencovatelné aktivac¢ni funkce. Na téchto me-
todach je zalozeno uéeni neuronovych siti sekce (3.4) a tato spojitd diference zajisti,
ze algoritmus zpétné propagace pracuje spravné na vsech hodnotach.

Nize v této sekci jsou uvedeny nékteré z nejvice vyuzivanych aktivac¢nich funkei.
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e Sigmoida — RelU
== = Derivace sigmoidy == = Derivace RelLU

(a) Sigmoida

Obréazek 3.4: Pribéhy aktivac¢nich funkei a jejich derivaci.

3.3.1 Sigmoida

Sigmoida, neboli logisticka funkce ¢asto znacena jako o (x) transformuje rozsah vstupnich
hodnot do intervalu (0, 1). Pfi vysokych x-hodnotéch se vystupni hodnota funkce limitné
blizi k hodnoté 1, naopak pfi vysokych zapornych k 0. Funkce je vhodné pro predikci prav-
dépodobnosti diky jejimu vhodnému oboru hodnot. Se sigmoidou souvisi problém mizejicitho
gradientu zminéném v této sekci (obrazek 3.4a). Funkce Sigmoidy je definovdna vztahem:

1

3.2
l+e X (3.2)

fx) =

3.3.2 ReLU

ReLU (angl. Rectified Linear Unit) je nejvice vyuzivand aktivacéni funkce pro hluboké uceni.
Hlavni vyhodou funkce je vypocetni nendroc¢nost a schopnost resit problém mizejiciho gra-
dientu. ReLU pii kladnych hodnotach x propaguje stejnou hodnotu na vystup, avsak v za-
pornych hodnotach vstupu je vystupem 0, viz obrazek 3.4b. Nevyhodou uziti ReLU je tzv.
umrtveni neuront, coz je stav, kdy neurony jsou vyrazeny z kladného aktiva¢niho rozsahu.
V tomto stavu gradient chybové funkce se rovna nule, coz zapricinuje, ze nedochdazi k apraveé
vah a tak se neuron netcastni feseni pozadovaného problému. Funkce ReLLU je definovana
vztahem:

x prox >0,

f(x) =max(0,x) = { (3.3)

0 prox<0.
Existuji modifikace funkce ReLU jako jsou naptiklad Leaky ReLU nebo eLU, které méni
prubéh funkce v zaporné ¢asti vstupnich hodnot a snazi se tak fesit zminény problém.

3.3.3 Softmax

Funkce Softmax se obvykle vyuziva v sitich fesici klasifika¢ni problém. Jedn4 se o klasifikaci
do predem definovaného poctu tiid K. Na vstupu funkce je tedy K dimenzionalni vektor,
ktery je funkci normalizovan do vektoru se souctem o velikosti 1. Kazda z téchto hodnot lze
interpretovat prislusnost k dané tiidé, neboli pravdépodobnost. Funkce Softmax je obecné
definovana takto:

eri

25:1 ek

fx); = (3.4)
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3.4 Uceni neuronové sité

Existuje nékolik pristupt k trénovani neuronové sité. Tato prace zaméruje na uceni s uci-
telem (angl. supervised learning). Toto uceni je zaloZzeno na znalosti ground truth dat,
coz je znalost spravnych vystupu k prislusné vstupni datové sadé. Z porovnani aktualniho
vystupu sité a ground truth dat lze ziskat chybovou funkci (angl. loss function), kterd
méii tspésnost predikce neuronové sité. Bézna metrika chyby vyuzivana pii tréninku kla-
sifika¢nich tloh je tzv. kategoricka krizova entropie (angl. categorical cross-entropy),
kterd je matematicky definovana:

L(3,5) =~ ) yi-log(9), (3.5)
i=1

kde n je pocet klasifika¢nich t¥id, y; je ground truth one-hot zakodovany vektor (one-hot
encoding znamend, ze pravé jedna tiida bude mit pravdépodobnost 1 a ostatni 0) a y; je
vektor predikce vysledkl z funkce softmax.

Uceni neuronové sité spociva v opakované tpravé vah tak, aby chybova funkce byla co
nejmensi pro celou datovou sadu. Vahy jsou upravované pomoci optimaliza¢ni metody zvané
gradientni sestup (angl. gradient descent), vyuzivajici zéporného gradientu. Gradient je
vektor parcidlnich derivaci chybové funkce vzhledem k uréité vze neuronové sité. Uprava
vah je definovana nésledujicim vzorcem:

wis1 = w;i —aVf(w;), (3.6)

kde w; reprezentuje vahy pred aktualizaci, w;;; vahy po aktualizaci. @ je parametr sité
zvany krok uceni (angl. learning rate), V f(w;) je gradient chybové funkce.

Pro efektivni vypocty gradientii se vyuziva algoritmus zpétné Sifeni chyby (angl.
back-propagation). Tento algoritmus vyuziva tzv. fetézového pravidla, coz je systematicky
zptisob vypoétu gradientu smérem od vystupni vrstvy ke vstupni. Cast vypoctu je znovu
pouzita pro vypocet gradientu dalsi vrstvy.

Existuji varianty zakladniho gradientniho sestupu jako jsou Stochastic a Mini-Batch.
Tyto varianty se lisi poc¢tem vzorku, které jsou vyuzity pro vypocet chybové funkce k ak-
tualizaci vah.

3.5 Konvoluéni neuronové sité

Konvoluéni neuronové sité (angl. Convolutional neural nets, zkracené CNNs) jsou specidl-
nim druhem dopfednych neuronovych siti, které jsou v dnesni dobé nejvice pouzivané pro
zpracovani obrazu a re¢i. Hlavni vyhodou je, zZe sit vytvari lokalni receptivni pole, pomoci
kterého dokaze z dat vyextrahovat potfebné uziteéné rysy za pouziti mensiho poctu tréno-
vacich parametru (vah) nez u normdlnich neuronovych siti. To umoznuje vytvaret hlubsi
problémy.

Zakladni architektura CNN se sklada ze CtyT typt vrstev — konvoluéni, aktivacni, pooling
a plné propojené vrstvy. Typické umisténi vrstev CNN je uvedena na obrazku 3.5. Vyvojem
v oblasti hlubokého uceni se do této ¢tverice pridala také normalizacni vrstva, kterd vylep-
suje vlastnosti architektur. Pouziva se vétsinou pred ¢i za aktivaéni vrstvou a normalizuje
tok mapy priznaku v siti [1, 19].
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Konvoluéni Pooll ] PIné propojena
vrstva oolingova

vrstva

Vstup

Obrazek 3.5: Klasicka architektura konvoluéni neuronové sité.

3.5.1 Konvolué¢ni vrstva

Tato vrstva je nejdilezitéjsi casti CNN, slouzi k extrakci uzite¢nych rysti ze vstupnich dat.
Sklada se ze sady prostorové malych trénovatelnych filtri, které pro extrakci uzivaji operace
konvoluce vyjadrenou vztahem:

k1—-1ko-1

Olx.yl= >, > Klijl«Ilx+i,y+jl, (3.7)

i=0 j=0

kde O[x,y] predstavuje novou hodnotu pixelu na pozici [x,y], I znac¢i vstupni snimek
a K oznacuje konvolu¢ni filtr (angl. kernel) o rozmérech kixks. Graficky je tato operace
vyobrazena na obrazku 3.6. Z tohoto obrazku si 1ze predstavit funkci vrstvy jako posouvani
konvoluéniho filtru po vstupu a pocitani vazené sumy prekryvu oblasti. Vystupem operace
je tzv. mapa priznaki, neboli mapy aktivace konvoluéniho filtru.

8|4
5(12]9
3 6

Obrazek 3.6: Graficka reprezentace konvoluce se vstupem.
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Konvoluéni filtry maji trénovatelné vahy usporddany do 3D matice, kde dimenze H znaci
vysku, W sitku a C pocet kanald, ktery je prevzat z dimenze vstupu. Konvoluéni vrstva pak
obsahuje sadu téchto filtrii, pricemz pocet sad filtri udava vystupni pocet map priznaki,
neboli pocet vystupnich kanala.

3.5.2 Aktivacéni vrstva

Uéelem této vrstvy je stejné jako u norméalnich neuronovych siti zavést do modelu nelinearitu
a tim zlepsit vlastnosti modelu. K tomu se pouzivaji stejné aktivacni funkce jako v sekci
3.3. Aktiva¢ni vrstva se nejcastéji pouziva na vystup z konvoluénich vrstev. U konvoluc¢nich
neuronovych siti prevlada pouzivani funkce ReLLU. Ukazka pouziti této funkce na vstup je
zobrazena na obrazku 3.7

Relu

O IN|=|H
-1 O W| =

6|3

2. 2

Obréazek 3.7: Ukazka aplikace aktiva¢ni funkce ReLLU na vstup.

O w| o N
O | W =0 O®

oc|lo|d~[DNM|O

3.5.3 Poolingova vrstva

Poolingova vrstva slouzi k redukci prostorovych rozmért vstupnich dat a zachovava ty
nejdilezitéjsi informace. Obvykle se vrstva pouziva za konvoluéni a aktivacni vrstvou, kde
dojde k nartistu dat s poctem zvolenych konvoluc¢nich filtrti. Diky jejimu vyuziti se snizi
pocet parametri, coz ovlivni vypocetni naroc¢nost modelu.

Hlavni myslenkou, na které je vrstva zalozena, je, ze neni potieba znat presnou polohu
vyextrahovanych ryst, avsak postaci pouze jejich priblizna vzajemna poloha. Model se tak
stava vice robustni vidi translaci (posuvu) ve vstupnim obrazku.

Nejvice pouzivanym typem poolingové vrstvy je tzv. max-pooling. Funkce max-poolingu
je zobrazena na obrazku 3.8.

Max-pooling
>

719

3|10

Obréazek 3.8: Ukazka funkce max-pooling vrstvy. Vstupni obrizek je barevné rozdélen do
dlazdic a do vystupu je posunuta maximalni hodnota z kazdé dlazdice.
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3.5.4 Davkova normalizac¢ni vrstva

Déavkova normalizac¢ni vrstva (angl. batch normalization layer) je osvédceny zpusob jak
zrychlit uceni neuronovych siti, a mnoho studii potvrdilo jeji klicovou roli k dosazeni state-
of-the-art vysledki.

Hlavni problém, ktery vrstva resi, je tzv. internal covariate shift. Tento problém se
vyznacuje posuvem rozlozeni aktivace neuronu béhem uceni neuronové sité. Dokonce i maly
posun pruchodem sité posiluje, coz muze zpusobit zpomaleni konvergence béhem tréninku.

Déavkova normaliza¢ni vrstva se tomu snazi zabranit a provadi korekci aktivace neuront
mezi vrstvami a transformuje ji do normalniho rozlozeni se stfedni hodnotou 0 a rozptylem
1. Chovani vrstvy pro trénovaci davku B = {x,....,x,,} o velikosti davky m je vyjadieno
rovnicemi:

1 m
Ug = — in, (3.8)

m i=1
1 N
2 _ L 2
05 =% ;ul 1), (3.9)
2
X;— O
X =L (3.10)
NI
yi = ’}/XAi +ﬂ = BNV’/;(X), (311)

kde u znadi stfedni hodnotu v davce B a o2 jeji rozptyl, x; jsou jednotlivé trénovaci vstupy
a vystupem je normalizovand ddvka oznacena jako y; = BN, g(x), jelikoz normalizace miize
zménit vyznam dat, jsou zde dva trénovaci parametry, které tomu zabranuji v, 5.

Pouzitim této vrstvy se zvysuje odolnost sité vici pocateénim parametrim, coz umoz-
nuje akcelerovat trénink pomoci vétsich hodnot trénovaciho kroku [16].

3.5.5 PIné propojena vrstva

PlIné propojend vrstva je klasickd dopfedna neuronova sit. V. CNN se vyuziva nékolik téchto
vrstev k urceni findlni predikce sité. Jako vstup je dodavana 2D ptiznakova mapa, ta nejprve
musi byt zplosténa na 1D vektor, aby mohla byt pouzita jako validni vstup. Déale je tento
vstup zpracovan plné propojenymi vrstvami a predan vystupni vrstvé. Ve vétsiné piipadi
pocet neuronu vystupni vrstvy urcuje pocet trid klasifikace.
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3.6 Vyuzité architektury CNN

V prubéhu let byly vyvinuty ruzné architektury konvoluénich neuronovych siti (CNN), které
se postupné stavaly state-of-the-art v oblasti hlubokého uceni. Pro provedeni experimentt
s automatickym navrhem aktivacnich funkci byly vybrany tii riizné CNN s rostouci slozitosti
v poctu parametri. Jednotlivé architektury jsou popsany v této sekci nize.

3.6.1 LeNet-5

LeNet-5 [20] je jednoduché dopfedna konvoluéni neuronovou sit, kterd zapocala prvni kroky
v oblasti hlubokého uceni. Architektura byla navrhnuta v roce 1998 Yannem LeCunem a ko-
legy s cilem klasifikovat ru¢né psané ¢islice pro postovni sluzbu Spojenych statt americkych
k strojovému tiidéni zasilek podle postovniho smérovacich ¢isel.

Sklada se ze sedmi vrstev, které jsou zobrazeny na obrazku 3.9, nebo také znazornény
v tabulce 3.1. Vstupem pro tuto sif, jak je mozno vidét z tabulky, jsou ¢ernobilé obrazky
o rozméru 32x32 pixeli.

C3: feature maps

$2: feature maps  16@10x10
6@14x14

INPUT C1: feature maps

32x32 6@28x28 s4: f. maps CS:layer Fe:layer OUTPUT

16@5x5 120 84 10

/ GAUSSIAN

FULL CONNECTIONS

CONVOLUTIONS SUBSAMPLING CONNECTION

SUBSAMPLING

CONVOLUTIONS

Obrazek 3.9: Ukazka architektury LeNet-5'.

Vrstva Kanaly | Vystup ‘ Jadro ‘ Stride ‘ Aktivaéni funkce ‘
Vstup 1 32%32 — — -
Konvoluéni 6 28%28 5%5 1 ReLU/PReLU/x
Avg pooling 6 14x14 2%2 2 -
Konvoluéni 16 10x10 5%5 1 ReLU/PReLU/x
Avg pooling 16 55 2x2 2 -
Konvoluéni 120 1x1 5%5 1 ReLU/PReLU/x
Plné propojend 84 - - - ReLU/PReLU/x
PIné propojena 10 - - - -

Tabulka 3.1: Architektura sité LeNet-5. Symbol * znac¢i aktivacni funkce vniklé pii experi-
mentech.

LPfevzato z https://www.researchgate.net/figure/Architecture-of-LeNet-5_fig3_313808170.
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3.6.2 ResNet-10

ResNet-10 [13] predstavuje konvoluéni neuronovou sit z rodiny siti ResNet, kterd se spe-
cializuje na vytvareni velmi hlubokych neuronovych siti. Pi vytvareni hlubokych CNN se
tradicné setkava s problémem degradace vykonu pri pouziti metody zpétné siteni chyby.
Tento jev zpusobuje, ze vrstvy stale vzdalenéjsi od vystupu maji potize s aktualizaci svych
vah béhem trénovani.

ResNet se vyporadava s timto problémem pomoci rezidudlniho propojeni (angl. skip
connection), jak je zndzornéno na obrazku 3.10. Tato propojeni umoznuji efektivnéjsi sireni
chyby béhem procesu zpétné propagace. Diky rezidualnim bloktim muze sit snadnéji ucit
identitu a lépe optimalizovat vahy, coz v kone¢ném disledku umoznuje konstrukei a tréno-
vani hlubsich a vykonnéjsich neuronovych siti.

Architektura modelu ResNet-10 je popsdna tabulkou 3.2. Jak je patrné, model se skldada
z CtyT rezidualnich bloki, které jsou zobrazeny na pravém obrazku 3.10. V experimento-
vaném modelu je kazdy rezidualni blok obohacen o davkové normaliza¢ni vrstvy umisténé
pred kazdou aktivaéni funkei.

t t

Aktivaéni funkce Aktivaéni funkce
A

f(x)=g(x)+x

Konvoluénf vrstva

T

|

Konvoluéni vrstva |
|

— l
Aktivacni funkce |
|

|

|

T

|
|
|
: Aktivaéni funkce
|
|
|

f f

Konvoluénf vrstva Konvoluénfi vrstva

____T____ - __

X X

Obrézek 3.10: Ukdzka rezidudlniho propojeni v CNN architektute. V bézném bloku (vlevo)
je nutné, aby ¢ast uvniti Srafovaného boxu se pfimo naucila mapovani f(x). V rezi-
duédlnim bloku (vpravo) musi ¢4st uvnit¥ Srafovaného boxu nauéit rezidudlni mapovani
f(x) = g(x) +x, coz usnadnuje uceni mapovani identity f(x) = x.

’ Vrstva ’ Kanaly ‘ Jadro ’ Stride ’ Aktivacéni funkce ‘
Konvoluéni 64 X7 1 ReLU/PReLU/x
Residuélni 64/64 3x3 1 ReLU/PReLU /%
Residudlni 128/64 3x3 2 ReLU/PReLU/x
Residuélni 256/64 3x3 2 ReLU/PReLU/x
Residualni 512/64 3%3 2 ReLU/PReLU/x
Plné propojené 10 - - -

Tabulka 3.2: Architektura sité ResNet-10. Symbol * znaci aktivac¢ni funkce vniklé pri expe-
rimentech.
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3.6.3 WRN-40-4

WRN-40-4 [32] nézev této architektury znaci zkratku Wide Residual Network (WRN) s pa-
rametry 40-4. Tato architektura neuronové sité je odvozena z ResNetu a rozsifuje tento
koncept tim, ze se zaméfuje na zvétseni sitky (pocet filtrii v konvolu¢nich vrstvach) a sni-
zeni hloubky sité (pocet vrstev) v porovnani s klasickymi modely ResNet. Témito zménami
sité WRN dosahuji vétsi presnosti odhadu a zmenseni hloubky sité pomaha jejich rychlejsi
konvergenci.

Konkrétné parametry oznacuji pocet vrstev a narust poctu filtra. V tomto pripadé 40
znamend, ze sit ma celkem 40 vrstev, a ¢islo 4 oznacuje narist poctu filtrd v jednotlivych
sekcich modelu. Celkova architektura je popsana tabulkou 3.3.

Vrstva Kanaly ‘ Jadro ’ Stride ‘ Aktivaéni funkce ‘
Konvoluéni 16 3x3 1 ReLU/PReLU/x
6xResidudlni 64 3x3 1 ReLU/PReLU/x
6xResidudlni 128 3%3 1 ReLU/PReLU/x
6xResidudlni 256 3x3 1 ReLU/PReLU/x
Plné propojena 10 - - -

Tabulka 3.3: Architektura sité WRN-40-4. Symbol % znac¢i aktivacni funkce vniklé pii ex-
perimentech.

V tabulce 3.4 jsou uvedeny vybrané architektury konvolucnich siti a porovnani jejich
slozitosti vzhledem k pocCtu parametru.

Architektura | Pocet parametria (v milionech) ‘

LeNet-5 0,06
ResNet-10 1,12
WRN-40-4 8,94

Tabulka 3.4: Porovnani poc¢tu parametri vybranych modelt pouzitych v experimentech
s metodou automatického névrhu aktivac¢nich funkei.

3.7 Klasifikaéni tiloha

Klasifika¢ni dloha je jednou ze zakladnich vyuziti konvolu¢nich neuronovych siti. Jedna se
o ulohu prifazeni objektu ke spravné tiidé. VSechny experimenty s navrhem aktivacnich
funkci budou testovany a vyvijeny na klasifika¢ni tiloze. Proto byly zvoleny tii velmi znamé
a vyuzivané klasifika¢ni datové sady — MNIST, CIFAR-10, FashionMNIST. Jednotlivé da-
tasety budou vice popsany nize.
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3.7.1 MNIST

MNIST (Modified National Institute of Standards and Technology database) je datova sada
obsahujici ruéné psané arabské ¢islice (0-9). Dataset tvori 70 000 ¢ernobilych snimku o ve-
likosti 28%28 s rovnomérnym zastoupenim pro kazdé ¢islo. Dataset je rozdélen na trénovaci
(60 000 snimku) a testovaciho set (10 000 snimku). Ukdzka snimku z datasetu je mozno
vidét na obrazku 3.11.
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Obrazek 3.11: Ukdzka snimku z datasetu MNIST.

3.7.2 FashionMNIST

Fashion-MNIST je dalsi populdrni datova sada pro strojové uceni, podobné jako MNIST,
ale zameéruje se na klasifikaci obrazki odévu a jejich doplnki. Obsahuje 60 000 ¢ernobilych
obrazkil o rozmérech 28x28 pixelt rozdélenych do 10 trid. FashionMNIST je rozdélen na
trénovaci a testovaci sadu, kde trénovaci sada obsahuje 50 000 obrazku a testovaci sada
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snimki z datasetu je zobrazeno na obrazku 3.12.
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Obrazek 3.12: Ukézka snimki datasetu FashionMNIST?.

LPtevzato z https://www.researchgate.net/figure/Sample-Fashion-MNIST-images_fig3_356601779.
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3.7.3 CIFAR-10

CIFAR-10 je datova sada pro klasifika¢ni tlohu, kterda obsahuje 60 000 barevnych snimkt
o velikosti 32x32, rozdélenych do 10 t¥id. Dataset je rozdélen na trénovaci (50 000 snimk)
a testovactho set (10 000 snimki). Jednd se o jeden z nejvice pouzivanych standardnich
datasett pro klasifika¢ni dlohu. Ukéazka z datasetu je zobrazena na obrazku 3.13.
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Obrazek 3.13: Ukdzka snimku datasetu CIFAR-10.
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Kapitola 4

Neuroevoluce

Biologicka evoluce jiz dokdzala svou silu pri navrhnuti tak komplexniho a vypocetné tspor-
ného systému jako je lidsky mozek. Proto neni divu, ze tuto konceptualni ideu se vyzkumnici
snazi vyuzit u neuronovych siti, které v poslednich letech vytvari obrovské pokroky v oboru
umélé inteligence. Spojeni evoluéni idey, tedy evolu¢nich algoritmii a obecné neuronovych
siti se nazyva neurovoluce. Evoluce umélych neuronovych siti Ize pouzit s trochou pred-
stavivosti v kazdém aspektu jejich ¢innosti, avSsak stejné jako u biologického protéjsku je
tento proces zdlouhavy a vypocetné narocny.

Prvni a asi nejvice vyuzivana oblast je navrh architektury sité (angl. Neural Architecture
Search, zkracené NAS). Tato oblast byla doposud dominovana hlavné odborniky z praxe
a jejich znalostmi, avsak lidsky design architektury mize byt zatizen pravé témito lidskymi
vlastnostmi. Evolu¢ni algoritmus poskytuje nezaujaty pohled a systematicky zptisob vyvoje
pro tento tkol, coz miize vést k objeveni nové lepsi nebo efektivnéjsi architektury.

Dalsi oblasti vyuziti evoluce lze definovat, jako vyuziti evolu¢niho algoritmu na fixni
architekturu. Tedy evolu¢ni algoritmus se snazi vylepsit vlastnosti sité odliSnym zptisobem
nez zménou topologie sité. MiiZze to byt nalezeni trénovacich vah, popripadé uciciho al-
goritmu nebo parametrii uciciho algoritmu atd. Jedno specifické vyuziti evoluce je navrh
novych druhi obecné vyuzivanych komponent, které byly shrnuty v kapitole 3, ¢im se za-
byva i tato diplomova prace a zaméruje se na navrh nelinedrnich aktivacnich funkci. Tyto
noveé navrzené typy komponent nemusi byt vhodné pro obecné vyuziti, avsak mohou zajistit
lepsi vlastnosti sité na konkrétnim vyvijeném datasetu, ¢i pouzité uloze.

4.1 Evoluce architektury

Architektura je nedilnou souc¢asti neuronové sité, ktera ovliviiuje celkovou funkénost. Vybér
spravné architektury pro urcity kol neni jednoducha zalezitost, jelikoz pii zvoleni prilis slo-
zité architektury dochézi k preuceni sité, coz je stav, kdy sit se nauci zavislosti ve vstupnich
datech az prilis dobre a celkové ztraci schopnost generalizace na dosud nevidénych datech.
V opacném pripadé sit nemd potiebnou slozitost k nauceni skrytych zavislosti pro dobrou
funkcnost.

NAS metody tento problém fesi a vytvaii sadu nastroji pro automatizovany navrh
architektury. Zakladni rozdéleni metod NAS ¢lanku [31] je podle — prohledavaciho pro-
storu, prohledavaci strategie a strategie odhadu vykonu. Jelikoz se kapitola zaméfuje na
neuroevoluci, prohledavaci strategie pro generovani novych architektur jsou zde zizeny na
formy evoluc¢nich algoritmi. Nutno dodat, ze béhem let vyvoje se v NAS experimentovalo
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Obrazek 4.1: Vizudlni ukézka dvou rozdilnych zpiisobli tvofeni architektury CNN, kde
kazdy barevny blok predstavuje nékterou z vrstev zminénych 3.5. V obrazku nalevo vrstva
L,, smi brat sviij vstup pouze z vrstvy L,,—1. V obrazku napravo zde takovéto omezeni neni,

vvvvv

Obrazek prevzat z [10].

s mnoha riznymi optimaliza¢nimi algoritmy jako naptiklad posilované uceni, bayesovska
optimalizace atd.

jelikoz urcuje vSechny mozné architektury siti, které mohou byt nalezeny. VSeobecné se
do definice prohledavajiciho prostoru zakomponovava znalosti o doméné a spolu state-of-
the-art architekturami, coz muze ulehCit a zrychlit béh algoritmu. Nutno dodat, Ze navrh
vyhledavaciho prostoru predstavuje dulezity kompromis mezi lidskou zaujatosti (ve formé
vybéru komponent) a efektivitou vyhleddvani.

Strategie odhadu vykonu jsou metody zptisobu vyhodnoceni jednotlivych kandidatnich
feseni. V jednoduchosti se jedna o trénovani a validaci architektur na datech, avsak tento
ukon je znacné vypocetné narocny a tak limituje mnozstvi architektur, které mohou byt
prozkouméany. Proto se hledaji alternativy urychlujici vyhodnoceni architektur naptiklad
tréning a validaci architektur na podmnoziny dat nebo pouziti prediktoru fitness.

Dalsi dulezitou otézkou pri neuroevoluci je vybér zpusobu zakdédovani neuronové sité.
Existuji dva pouzivané zptisoby — primé a nepiimé kdédovani. Primé kédovani tedy znamena,
ze reprezentace genotypu jedince presné odpovida 1:1 mapovani na fenotyp. Tedy kazda
¢ast genu odpovida néjakém neuronu nebo propojeni neuronové sité. Napriklad prikopni-
kem piimého kédovani a celkové neuroevoluce je algoritmus NEAT [28]( NeuroEvolution of
Augmenting Topologies) z roku 2002. Pfimé kédovani se souCasnosti nepouziva z diuvodu
Spatné skalovatelnosti pro hluboké neuronové sité. Misto toho prevlada vyuziti nepiimého
kédovani, které zvétsuje abstrakei (kédovani po vrstvach) a umoznuje zakédovani hlubokych
neuronovych siti v rozumném méritku.
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4.2 Evoluce vah

Trénovani hlubokych doprednych neuronovych siti spociva standardné v optimalizaci chy-
bové funkce upravovanim hodnot vah a biast za pouziti metody zpétného Sifeni chyby
s gradientnim sestupem. S timto pouzivanym standardem jsou vSak spojena riznéd omezent,
jako napriklad vyuziti diferencovatelnych aktivac¢nich funkci, nebo problémy pii trénovani
rekurentnich neuronovych siti.

Proto jsou zkoumany jiné moznosti, jednou z nich je vyuziti evoluénich algoritmi. Vy-
hodou pristupu je prace s mnozinou kandidatnich feseni a vypocet (trénovani) sité je mozné
velmi efektivné paralerizovat. Tradi¢ni forma evoluce vah spoéivé v prevedeni vSech vah mo-
delu ne vektor, ktery reprezentuje jedince v populaci. Genetickymi operatory je populace
slechténa na pozadovanou funkénost.

Tento zpisob vsak neni optimélné skalovatelny pro dnes vyuzivané neuronové sité, proto
se v dnesni dobé vyzkumnici snazi objevit efektivni metody pro zakdédovani vah neuronovych
siti. Jeden z experiment, ktery se tyka této problematiky v kontextu CNN, je prezentovan
v ¢lanku [11]. Autofi zde predstavuji svij ptistup kédovani, ktery zdokonaluje funkénost
evoluéniho tréninku ve srovnani s tradi¢ni metodou, avsak pri srovnidnim s gradientnimi
metodami celkové vykonnostné zaostava. Obecné se zatim nepodarilo nalézt evolu¢ni algo-
ritmus, ktery by predcil gradientni metody pii uceni hlubokych neuronovych siti.

4.3 Evoluce aktiva¢nich funkci

Volba aktivac¢ni funkce v hlubokém neuronovych siti ma velky vliv na proces tréninku a vy-
konéavani pozadované tilohy. V dnesni dobé je nejvice vSeobecné vyuzivana aktivacni funkce
ReLU (sekce 3.3). Prestoze vniklo ¢etné zastoupeni ruznych alternativ, zadnd z nich vsak
nepredcila konzistenci ReLLU pfi jeji aplikaci v rtizné tlohach. Tyto alternativy byly navrh-
nuty ¢lovékem, tak aby nejlépe odpovidaly poznatktim o vlastnostech kvalitnich aktivac¢nich
funkci.

Nicméné diky pokroku v oblasti automatického nédvrhu neuronovych architektur (NAS)
a objevenym sitim, které ukazaly, ze automaticky navrh je efektivni cestou k nalezeni archi-
tektur prekracujicich tradi¢ni pristup, se automaticky navrh dostava i do oblasti aktivac¢nich
funkeci.

Dosavadni prace v oblasti automatizace navrhu aktivac¢nich funkci spadaji do dvou hlav-
nich sméru, predevsim gradientni metody a prohledani prostoru aktivac¢nich funkci.

Gradientni metody se zamétuji na ucitelné parametrické aktivacni funkce. Metoda pra-
cuje s funkcemi, jez maji predem definovany predpis a snazi se nalézt optimalni parametry
pomoci gradientnich metod, které modifikuji aktiva¢ni funkei [29, 25].

Druhy ptistup je zalozen na tvorbé novych predpisa aktivac¢nich funkci neboli prohleda-
vani prostoru s kandidatnimi fesenimi. Zejména jsou k tomu vyuzivany metody posilovaného
uceni a evolucnich algoritmii.

Stejné jako u prohledavani architektur NAS je nedilnou soucasti automatického navrhu
aktivacnich funkci definovani prohleddvaciho prostoru tak, aby prostor obsahoval slibné
kandidatni reseni. Dulezitou vyzvou je opét vyvazeni velikosti a vyjadrovaci schopnosti
prohledavaciho prostoru. Obvykle je prohledavaci prostor definovan jako omezend stromova
struktura, coz je prirozena reprezentace matematickych funkci. Uzly v tomto stromu jsou
unarni nebo binarni matematické funkce, pricemz listové uzly pak slouzi jako vstupy pro
aktivacéni funkce, jak lze vidét na obrazku 4.2. Vysledna stromova struktura, kterd vznikne,
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Obrazek 4.2: Ukazka ndhodné vygenerované aktivacni funkce z prohledavaciho prostoru
s unarnimi a bindrnimi stavebnimi bloky, kde hloubka stromu je n = 4.

je nasledné vyuzivana jako vypocetni graf pro generovani vystupniho skalaru z aktivacni
funkce.

Jedno z tspésnych uplatnéni automatického navrhu aktivac¢nich funkci, jez vyuzivalo
posilované uceni, bylo prezentovano v roce 2017 v ¢lanku od vyzkumniki z Google Brain
[27]. Autori predstavuji nékolik zajimavych aktivac¢nich funkei a zejména se vsak zaméruji
na nalezenou funkci nazvanou Swish, definovanou predpisem:

J(x) =x-o(Bx), (4.1)

kde B je konstanta nebo trénovaci parametr. Pfi porovnani s ostatnimi aktiva¢nimi funk-
cemi pouze funkce Swish prekonala bézné pouzivané aktivacni funkce, jako je ReLU, atd.,
na nékolika architekturdch na datasetech CIFAR-10, CIFAR-100 a Imagenet. Zde autofi
dokazali, ze zlepseni architektur pomoci novych aktivac¢nich funkci jsou mozné, ale casto
vazané pro urcity ukol. Swish ziskala velkou popularitu v komunité umélé inteligence a byla
zaclenéna do frameworkt pro umélou inteligenci, jako jsou PyTorch a TensorFlow.

Dalsi tispésné vyuziti automatického navrhu je prezentovano v ¢lanku [3], zde autofi
prezentuji svou techniku PANGAEA (Parametric ActivatioN functions Generated Auto-
matically by an Evolutionary Algorithm), jez kombinuje evoluéni algoritmy s gradientni
metodou. Jednd se tedy o automaticky navrh parametrickych aktivacnich funkci, ktery
ke generaci novych jedincii reprezentovanych jako stromova struktura vyuziva mutacnich
operatoru, vlozeni, odstranéni, zménu a regeneraci uzll, které jsou zobrazeny na obrazku
4.3. Po vytvoreni nového jedince dochézi k parametrizaci aktivacni funkce (obrézek 4.4),
coz umoznuje doladéni aktivac¢nich funkci béhem tréninku sité.
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(a) Parent (b) Insert (c) Remove (d) Change (e) Regenerate

Obrézek 4.3: Ukézka reprezentace jedince v PANGAEA (a) a operdtorti mutace. Mutace
'vlozeni’: novy uzel je vlozen do jedné z hran (b). Mutace ’odstranéni’: jeden z uzlia grafu
je odebrén (c). Mutace 'zména’: jeden z uzli stromu je zaménén za operdtor se stejnou
aritou (d). Mutace 'regenerace’: kazdy z uzla stromu je zaménén za ndhodny operétor (e).
Obrazek prevzat z [3].

Obréazek 4.4: Ukazka parametrizace jedince v technice PANGAEA. Aktivac¢ni funkce je
upravena, priddnim tif parametr do hran, ¢imz vznikne piedpis ao (8)x| — tan™'(yx). Ob-
razek prevzat z [3].
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Kapitola 5
Navrh reseni

Névrh novych aktivacnich nelinearnich funkci je nelehky c¢asové naroc¢ny tikol. Hlavnim
diavodem je rozsahly témér nevycerpatelny prohledavaci prostor a dalsi komplexnost do
tohoto problému pridava skutec¢nost, ze aktivacnich funkce mohou mit rizné chovani pri
odlisné zvolenych podminkéach.

V této kapitole se nachazi popis pristupu prezentovaného v této praci k automatickému
navrhu aktivacnich funkei. Pro tento ucel jsou vybrany techniky evolu¢nich algoritmi, kon-
krétné algoritmus kartézské genetické programovani, ktery byl popsan v sekci 2.3. CGP
je vhodné pro praci s matematickymi vyrazy, které reprezentuji aktivacni funkce. Princip
CGP zajistuje uzivatelsky piivétivy vybér a moznost specifikace matematickych primitiv,
ze kterych jsou aktivacni funkce sestaveny, a tim definuji prohledavaci prostor.

Cilem prace je zkouméni vlivu novych aktivacnich funkci na vykonnost konvoluénich
neuronovych siti pti klasifikacni tloze, zejména se zaméruje na vliv na presnost klasifikace.
Pro tyto experimenty jsou vybrany tii modely konvolu¢nich neuronovych siti s postupné se
zvysujici slozitosti modeli a datasetti. Prvnim z téchto modeld je LeNet-5, ktery je vybran
pro svou jednoduchou strukturu a rychlou evaluaci. Tento model je v experimentech pouzit
pro klasifikaci vzoru z datasetu MNIST. Dalsi modely jsou model ResNet-10 a WRN-40-10
sekce 3.6, které jsou testovany na datasetech FashionMnist a CIFAR-10, jak jsou postupné
napsany. Zminéné datasety jsou popsany v sekci 3.7.

5.1 Navrh aktivacnich funkci pomoci CGP

Pro automaticky navrh je vybrano kartézské genetické programovani. Navrhované akti-
vacni funkce jsou zde reprezentovany jako acyklické orientované grafy s nékolika vstupy,
kde alespon jeden z nich reprezentuje mapy priznakt prochazejici konvoluéni neuronovou
siti, na kterych jsou nové kandidatni funkce testovany a ostatni ze vstupu predstavuji
zvolené vstupni konstanty. Vypocetni mrizka je zakladem pro tvorbu kandidatnich reseni
a soucasné reprezentuje prohledavaci prostor. Tvori ji vypocetnimi uzly nabyvajici unar-
nich nebo binarnich matematickych operatori predem definovanych v uzivatelské lookup
tabulce.

Vysledny acyklicky dopiredny graf je poté preveden pomoci mapovani operatoru z lookup
tabulky na vypocetni stromovou strukturu, ktera slouzi k ziskdni matematického predpisu
aktiva¢ni funkce predstavujici jedince, viz obrazek 5.1.

V implementovaném programu je pro reprezentaci jedincti pouzito bézné kédovani v CGP,
jak bylo popsano v sekci 2.3. Genotyp jedince je reprezentovan jako posloupnost
X = (n(0,0),1(0,1)-1(i,j)»¥), kde n(; j) znaci n-tici i-tého sloupce a j-tého fadku z miizky,
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n-tice reprezentuje propojeni uzltt v miizce a jeho operator. Symbol y znaci vystupni uzel,
ze kterého je ocekavan vystupni skalar aktivaéni funkce.

o2
o8

Obrazek 5.1: Ukéazka reprezentace aktivacni funkce v CGP, ktery je tvofen unarnimi a
bindrnimi operatory. Obrazek obsahuje transformaci miizky na vypocetni graf aktivacéni
funkce f(x) = (x + )2+ (x+1) — (x * 1).

5.1.1 Evoluéni navrh

Navrzeny algoritmus, ktery je vyuzit pro ndvrh aktivac¢nich funkci je zobrazen na obrazku
5.2. Algoritmus vyuziva prohledavaci techniku 1+ A, ktera je bézné vyuzitd pro kartézské
genetické programovani.

Prvni krok algoritmu se sklddé z ivodni ndhodné inicializace populace o velikosti 1 + A.
Kazdy jedinec je preveden na odpovidajici aktivac¢ni funkci. Tato aktivacni funkce je pou-
zita namisto standartni aktivacni funkce ve zvolené CNN. Po natrénovani sité je stanovena
fitness pro kandidatni aktiva¢ni funkci jako presnost klasifikace. Trénovani jedinci je po
cas evoluce vykonavano na podmnoziné zvolené trénovaci datové sady. Zbyla data slouzi
jako validac¢ni ¢ast k urceni presnosti, tedy hodnoty fitness kandidatniho reseni. Je dilezité
poznamenat, Ze pro ziskani fitness hodnoty kandidatniho reseni jsou nejprve vsechny akti-
vacni funkce ve vybrané konvoluéni neuronové siti nahrazeny kandidatnim resenim, a poté
proveden trénink po urcity pocet trénovacich epoch. Béhem evolu¢niho navrhu nejsou pro-
vedeny zadné dalsi zmény v siti nebo v nastaveni konfigurace tréninku. VSechny kandidatni
reSeni maji stejné podminky vyhodnoceni valida¢ni pfesnosti.

Pro vytvareni novych kandidatnich reseni je vyuzito elitismu, tedy nejlépe ohodnoceny
jedinec slouzi jako zaklad pro generovani potomku nové generace. Novy jedinci vznikaji
z kopie rodice a aplikovani nékolika bodovych mutaci, které mohou ménit spojeni, operatory
a vystup miizky.

Algoritmus je ukoncen po dosazeni maximalniho poc¢tu generaci. Po skonceni evoluce je
nejlépe ohodnoceny jedinec vracen k finalnimu vyhodnoceni spolu s dalsimi nejlépe hodno-
cenymi fesenimi, které jsou uchovany v historii pribéhu evoluce (TOP10). Vysledna feseni
jsou nasledné trénovana na celém trénovacim datasetu a vyhodnocena na odpovidajici testo-
vacim datasetu. Vysledky jsou sefazeny a nejlepsi 4 aktivacni funkce jsou znovu nezavisle na
predchozim tréninku natrénovany a otestovany pro dosazeni vyssi statistické spolehlivosti
vysledktu a omezeni Sance dosazeni vysledkt nahodou.
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Obréazek 5.2: Schéma evolucniho algoritmu pro navrh aktivacéni funkci. Mira urcujici kvalitu
kandidatnich feseni je stanovena valida¢ni presnosti.

5.1.2 Mutace

Mutace je jedinym evolu¢nim operatorem pouzivany v implementaci pro vytvareni novych
jedincli. Funkce je zalozena na bodové mutaci, kterd miize ovlivnit spojeni vypocetni miizky,
funkce uzli nebo vystupni genom. Kazdéd z téchto mutaci ma stejnou pravdépodobnost
vybéru pii tvorbé novych potomki. Pro zajisténi dostatecné odlisnosti potomkia od rodice
existuji dva typy této mutace. Jejich realizace se lisi v tom, jak je vybran gen, na ktery se
mutace aplikuje. Prvni zptsob spociva v Upravé aktivniho genu, coz zajisti primy vliv na
vysledny fenotyp. Druhd z téchto moznosti zahrnuje ndhodny vybér genu, coz podporuje
neutralni drift, klicovy pro efektivni vyuziti CGP.

Vzhledem k velkému mnozstvi duplicitnich funkci nachazejicich se v prohledavacim pro-
storu, jako je naptiklad ReLU(x) a max(x,0), je po aplikaci nékolika mutaci provadéna
kontrola, zda nové vznikla aktivacni funkce jiz nebyla zkouména béhem predchoziho pro-
hledavani prostoru. Tento proces je zajistén ziskavanim vystupniho vektoru reprezentujiciho
aktivacni funkci potomka a porovnanim tohoto vektoru s paméti prohledavani. Pokud je
zjisténo, ze aktivacni funkce jiz byla drive zkoumaéna, je potomek podroben dalsim mutacim,
dokud neni identifikovan jako nova funkce.
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5.1.3 Nahodné prohledavani

Pro srovnani s evolué¢niho navrhem je implementovin a testovan algoritmus ndhodného
prohledavani. Nahodné prohledavani spoc¢iva v nezavislém vytvareni novych jedincu, kde
kazdy jedinec je vytvoren generovanim celého genotypu. Pro odstranéni duplicitnich jedinct
a pro nejlepsi vyuziti vypocetniho ¢asu je zde opét zaveden mechanizmus kontroly duplicity
prohledavanych funkci, ktery je zminén v sekci 5.1.2. Jedinci jsou vytvareni v jednotlivych
generacich a kazdy z jedinct je podroben stejné jako u evolu¢niho navrhu tréninku a testo-
vani na valida¢ni sadé k ziskani fitness hodnoty jedince. K findlnimu vyhodnoceni je opét
pripusténo deset nejlépe ohodnocenych aktivacnich funkci.
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Kapitola 6

Implementace

V této kapitole je strucné popsdna implementace realizujici ndvrh zminény v predchozi
kapitole. Program je implementovan v jazyce Python (verze Python 3.10). Pro préci s kon-
volu¢nimi neuronovymi sitémi a matematickymi funkcemi realizujici kandidatni aktivaéni
funkce byla vybrana knihovna Pytorch', kterd umoziiuje jednoduchou a efektivni préci
s konvolu¢nimi sitémi a taktéz akceleraci vypoctu na GPU.

Implementace kartézského genetického programovéani je prevzata a upravena z [20].
Hlavni funkénost programu spoc¢ivd v dynamickém vytvareni predpisu anonymnich funkci
lambda, jez nemaji trvaly identifikdtor a jsou definoviny na misté v programu, kde jsou
potteba. Dale takto definované funkce jsou vyuzity jako aktivacni funkce v architekture pri
vytvareni konvoluéni neuronové sité.

6.1 Struktura programu

vvvvv

a priubéh evoluce kartézského genetického programovani. Objekt se stard také o celkové vy-
hodnoceni nejlepsich aktivac¢nich funkci objektem Evaluation. Uvnitt je nékolik pomocnych
objekti, které jsou vyuzity pri evoluci. Diagram hierarchie jednotlivy objekt je zobrazeno
na obrazku 6.1. Prvni z nich je objekt Base, ktery reprezentuje jedno kandidatni reseni.
S timto objektem hlavné interaguje GeneManipulator, ktery méa za tikol provadéni mutaci
a prevadéni genotypu na odpovidajici aktivacni funkci. Pro prevod tento objekt vyuziva
PrimitiveSet, ktery obsahuje mapovani na uzivatelsky definované matematické primitiva.
Posledni dtlezitym objektem je Cartesian, ktery odpovidé za vstupni definici kartézské
mrizky.

6.1.1 Reprezentace jedince

Jedinci jsou reprezentovani tiidou Base, jak je popsano nédvrhu v sekci 5.1, kde je pro kédo-
vani jedince zvolena reprezentace ve formé acyklického grafu. Genotyp jedince je zakdodovan
jako ¢ r-rozmérnych poli, kde kazdé pole je o velikosti 1+ max_arity(PrimitiveSet). Cislo
1 zna¢i mapovani operatoru, zatimco zbytek vyraz oznacuje maximalni aritu operatoru
nalezenou ve vyuzité sadé matematickych primitiv. Toto slouzi k zakdédovani propojeni ve
miizce. Symbol ¢ zna¢i pocet sloupcti a r pocet Tadkt mrizky CGP. Vystup miizky je
oddélen ve své vlastni proménné.

https://pytorch.org/
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Evolution

GeneManipulator Evaluation
Model Dataset

Cartesian

PrimitiveSet

Obrazek 6.1: Diagram hierarchie hlavnich objekti.

6.1.2 Konvoluéni sité a evaluace

V této sekci je nejdiive popsana implementace datasetl, konvoluc¢nich siti a nasledné se
vénuje implementaci vyhodnoceni aktiva¢nich funkei.

Pro realizaci vsech pouzitych datasetil je vyuzita knihovna Pytorch, ktera poskytuje
vSechny nami zvolené datasety pro tlohu klasifikace — MNIST, FascionMNIST, CIFAR-10.
Knihovna se stara o stazeni potiebnych dat a k tomu poskytuje rozhrani pro jejich nacitani.
K pripravé dat je vyuzita z-skore normalizace definovand vztahem 6.1:

Xnew = = n) , (61)

o

kde Xy 0znacuje nova normalizovand data a x oznacuje vstupni data. Symbol u predstavuje
stredni hodnotu dat a o jejich standardni odchylku. Nad implementaci knihovny je vytvoren
objekt, ktery data dale rozdéli do trénovaci, validac¢ni a testovaci sady pro vyuziti pti evoluci
a findlnim vyhodnoceni (pomér valida¢ni/trénovaci sady je jeden ze vstupni parametri
programu). Implementace se nachézi ve tfidé Dataset.

Soubory konvolu¢nich neuronovych siti se nachazeji v adresafi models, kazdy z pou-
zitych modeltt ma oddéleny soubor a model WRN-40-4 a ResNet-10, které jsou prevzaty
z vetejného zdroje’. Modely jsou upraveny tak, ze pii vytviieni je nezbytné specifikovat
vyuzitou aktivac¢ni funkci, aby bylo mozné ji dynamicky ménit béhem evoluce.

Findlni vyhodnocovaci smycka konvoluénich siti spolu s vyhodnocenim fitness je ve tiidé
Evaluation. K tréninku siti je vyuzita chybova funkce kiizové entropie spolu s optimalizac-
nim algoritmem Adam s uc¢icim krokem 0,01. Optimalizator Adam je vybran z divodu mensi
nachylnosti na volbu hyperparametrua nez jiné optimalizacni algoritmy. Pri vyhodnoceni fit-
ness muze nastat situace, ze nékterd navrhnutéd aktivacéni funkce je nestabilni pro trénovani,

%https://github.com/osmr/imgclsmob
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coz zpusobuje jeho selhani. Pro usporeni vypocetnich zdroji jsou takové aktivacni funkce
preskoceny jiz po prvni provedené trénovaci epose, trénink a urceni fitness se tedy nepro-
vede celé a zanechd se vysledek z prvni epochy. Stejné je také zachdzeno s funkcemi, které
po druhé trénovaci epose nepresdhnou presnost 0,12, jelikoz takové funkce jsou nevhodné
pro trénovani, a tim siti neumoznuji naucit se pozadovanou ulohu, nebo by nedosahovaly
konkurence schopné fitness hodnoty.

6.2 Definice vypocetnich primitiv

Dulezitym vstupem programu je definice vypocetnich primitiv CGP. Zde si uzivatel miize
urcit, s jakymi vypocetnimi uzly bude evoluce aktiva¢nich funkci probihat. V kédu 6.1
je predvedena definice nékolika jednoduchych matematickych primitiv. Vsechny vyuzité
operatory jsou tvoreny jejich Pytorch implementaci nebo jejich kombinaci tak, aby bylo
mozné vyuzit jejich knihovni optimalizaci p¥i akceleraci s GPU. Primitiva jsou ulozena do
proménné primitives, z kterych je vytvoren objekt PrimitiveSet.

import torch
from primitive import Primitive, Symbol, ConstantValue

# Definice vsupniho primitiva s konstatni hodnoutou 0
const = ConstantValue(

name="c_0",

value=torch.tensor (0.0)

# Definice binarniho primitiva scéitéani
add = Primitive(
name="add",
function=torch.add
arity=2

# Definice unarniho primitiva hyperbolicky tangens
tanh = Primitive(

name="tanh",

function=torch.tanh,

arity=1

# Definice vsupni proménné do aktivacni funkce
x = Symbol("x")

primitives = [const, add, tanh, x]

Vypis 6.1: Ukéazka definice primitiv pro vypocetni miizku CGP

6.3 Spusténi a béh

V této sekci je popsan postup pro vytvoreni prostredi pro béh, zdkladni argumenty a také
vystup programu. Pro béh programu je potfeba mit zajistén Python interpret, nejlépe
pro Python3.10. Potfebné knihovny jsou shrnuty v souboru requirements.txt a pomoci

prikazu:

pip install -r requirements.txt
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je prostredi stahne a nainstaluje. Hlavni spustitelny soubor programu je main.py a obsahuje
zékladni parametry pro spusténi (Ize je také vypsat pomoci -h nebo -help):

e -m [evo|rand|gt], --mode [evol|rand|gt] — vyber prohledavaciho / optimalizac-
niho algoritmu z nasledujicich moznosti:

— gt — testovani standardnich aktivacnich funkci

evo — evoluéni navrh

rand - ndhodné prohledévani

e —-ds [0]1]2], --dataset [0]1]2] — vybér pouzitého datasetu

e -mdl [0[112], --model [0]1]2] — vybér pouzité architektury CNN

e —ep [N], ——num_epochs [N] — pocet epoch k celkovému vyhodnoceni

e -evo_ep [N], -—num_evo_epochs [N] — pocet epoch k vyhodnoceni fitness

e —gen [N], --num_generation [N] — pocet generaci prohleddvani

e —af [0]1], --base_activation [0|1] — zvoleni aktivacni funkce pii médu GT
e —-ds_r [0-1], -dataset_ratio [0-1], — pomér vyuzitych dat

e -rf [FOLDER], --result_folder [FOLDER] — zvoleni slozky ukladani vysledki a pri-
béhu vypoctu

Priklad spusténi evoluéniho ndavrhu aktivacnich funkci pomoci prikazu:
python main.py -m evo -ds 0 -mdl O -ep 30 -evo_ep 3 -gen 250

Vystupem programu je poté textovy soubor, ktery obsahuje zdkladni informace o nej-
lepsich aktivacnich funkei vypis 6.2. Dalsi informace o béhu jsou ukladany do souboru -rf
[FOLDER] /1logs.pkl, ze kterého jsou data vyuzita k vizualizaci.

HESHHH S Parameters ######HH
Device: cuda

Dataset name: MNIST

Train/validation ratio: 0.7

Dataset ratio: 1.0

Architecture: LeNetb

Number of epochs: 30

Number of evolution epochs: 3

Number of generations: 250

#HH AR Top fitness #####HHH#H#H#HHHAH#HH
ID23: sub(erf(add(tanh(x), abs(x))), min(abs(x), c_2))
Fitness: 0.9809444444444444

###HSHEHSHEHF##E Results leaderboard #######H#EHEHEHIH

#0. ID23: sub(erf(add(tanh(x), add(x, x))), min(add(x, x), c_2))
Results: 0.99279 .... 0.99199

Mean: 0.99174

Std: 0.00156

ittt S
Entire run time: 8:13:03.49

Vypis 6.2: Ukazka vystupu programu pro evolu¢ni navrh aktivacnich funkeci.
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Kapitola 7

Experimenty

Tato kapitola obsahuje experimenty, které jsou provedeny s navrzenou implementaci au-
tomatického navrhu aktivac¢nich funkci. V ivodu kapitoly je popsano nastaveni parametrii
experimentu. Dale v kapitole nasleduji vysledky a vyhodnoceni experimentt. Na zavér ka-
pitoly je uvedeno mozné pokracovani prace.

7.1 Nastaveni experimenti

Experimenty byly provadény na superpocitaci Karolina prostfednictvim e-INFRA CZ, dis-
ponujicim nékolika grafickymi kartami NVIDIA A100, 40 GB RAM, které byly pouzity
pro akceleraci procesu uceni CNN. Vsechny ostatni vypocty byly provadény na CPU Intel
Xeon-SC 8628, 24jadrovy, 2,9 GHz. Diky vyuziti superpocitace bylo mozné béh programu
nékolikandsobné urychlit, a tak umoznit testovani programu v takovém rozsahu.

Experimenty popsané v této kapitole byly provadény s nasledujicimi parametry, které
jsou uvedeny v tabulce 7.1. Tato tabulka se odkazuje na sadu vyuzitych matematickych pri-
mitiv, jez definuje prohledavaci prostor algoritmu tabulka (7.2). VSechna vyuzitd primitiva
v praci maji doménu R, tak aby bylo mozné je libovolné sklddat. Vybér primitiv byl ovliv-
nén ziskanymi znalostmi predchozich praci, a to zejména prace [3]. Zde autori dokézali, ze
takto definovany prostor obsahuje kvalitni aktivac¢ni funkce, které by pravdépodobné nebyly
nalezeny rucné.

7.2 Experimenty

Celkem byly provedeny tri druhy experimentti, kazdy s dvéma rtiznymi sadami primitiv
s cllem demonstrovat funkci a vykonnost implementovaného algoritmu. Cilem téchto ex-
perimentu bylo ukézat, Zze program je schopen navrhnout nové aktivac¢ni funkce pfi rizné
slozitosti architektury CNN a obtiZnosti testovaného datasetu. Navrh byl vyzkousen se sa-
dou primitiv popsanou v tabulce 7.2 (dale se nazyva sada primitiv A) a také s jeji upravenou
verzi s vynechdnim konstant (ddle se nazyva sada primitiv B). Vyuziti sady bez konstant
podporuje vétsi variabilitu v pribéht funkei pfi navrhu, protoze mutace maji vyraznéjsi
dopad na celkovy tvar funkce. Evolu¢ni navrh s upravenou sadou primitiv je vyzkousen na
podmnoziné dat z datasetu o velikost 50% a 20% celkového datasetu. Nové vzniklé aktivacni
funkce by mély plné vyuzivat vlastnosti architektury modelu, a tim vylepsit celkovou funkci
pri klasifikaci.
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Pro porovnani evolu¢niho navrhu je testovana i verze s ndhodnym prohledavanim akti-
vacnich funkci. Z dtivodu znacné vypocetni narocnosti byly vzdy provedeny pouze dva béhy
evoluéniho navrhu a jeden ndhodného prohledavani pro kazdy druh experimentu s jednot-
livymi sadami, ze kterych jsou reportovany vysledky nize.

Pro prvni experiment byla vybrana velmi jednoduchd CNN, ktera se d& povazovat jako
Hello World oblasti hlubokého uceni. Konkrétné architektura LeNet-5 s testovanou datovou
sadou MNIST. Dataset MNIST je velmi jednoducha datova sada a presnosti zde dosahuji
téméi 100% (aktualnd nejlépe dosazeny vysledek 99,87%'), coz znamend, Ze zde neni velky
prostor k zlepseni. Nicméné tento experiment vystavuje zkoumany evoluéni navrh do zaji-
mavé pozice, kde se algoritmus musi snazit vylepsit témér dokonale presnou CNN.

Dalsi z experimenti je kombinace architektury ResNet-10 s datasetem FashionMNIST,

vvvvvvvvvvvv

kombinace architektury WRN-40-4 a datasetu CIFAR-10.

Nastaveni experimentt

Parametry evolu¢niho algoritmu
Pocet generaci 250/125/100
Velikost populace 4
Pocéet mutaci 3

Parametry evaluace jedince
Velikost trénovaci sady 70 %
Velikost validacni sady 30 %
Pocet epoch 3/8/18
Parametry CGP
Pocet radkua 3
Pocet sloupci 10
L-back 10
Sada primitiv Tabulka 7.2
Parametry vyhodnoceni

Velikost trénovaci sady 100 %
Velikost testovaci sady 100 %
Pocet epoch 30/72/150

Tabulka 7.1: Vstupni parametry experimenti. Pokud je na raddku tabulky uvedeno vice
hodnot tak hodnoty znaci parametry vyuzité v experimentech, jak jsou postupné napsany
za sebou: LeNet-5 & MNIST, ResNet-10 & FascionMNIST, WRN-40-4 & CIFAR-10.

Sada primitiv

Konstanty Unarni Binarni
0 X —X ReLU(x) Softplus(x) xX+y xX—y
1 x2 | x| min(x,0) Softsign(x) x/y X%y
2 e* o(x) sinh™1 (x) erf(x) max(x,y)
tanh(x) log(o(x)) tan ' (x) min(x,y)

Tabulka 7.2: Sada primitiv vyuzitd pro experimenty.

Ihttps://paperswithcode.com
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7.3 Vysledky experimentia

Vystupem z kazdého béhu automatického navrhu aktiva¢nich funkci je mnozina nejlépe
fungujicich jedinct. Z této mnoziny jsou vybrani jedinci, kteri dosahli nejlepsi presnosti
pfi findlnim vyhodnoceni. Vysledky s obéma sadami primitiv pro jednotlivé experimenty
jsou zaznaceny v tabulkdch 7.4, 7.6, 7.8. Aktiva¢ni funkce, které dosdhly nejlepsich vy-
sledkl, maji své prubéhy zobrazeny v tabulkach 7.5, 7.7, 7.9. Vypocetni ¢asy jednotlivych
experimenti s celou datovou sadou jsou zaznaceny v tabulce 7.3.

Ve vysledcich je uveden predpis jedince, ktery je zjednodusen pro prezentaci vysledki.
Tedy jsou vynechany c¢asti, které nemaji vliv na vystup funkce. Déle je zde reportovana
dosazend fitness hodnota pfi ndvrhu, a také findlni presnost (vSe uvedeno v %). Obé tyto
reportované hodnoty jsou zaokrouhleny na ¢tyfi desetinnd mista a prevedeny na procenta.

Nejlépe dosazend presnost experimentu je ve vysledcich oznacena tucné. Hvézdicky
v sloupci presnosti oznacuji vysledky statistického testu "priamérné zlepseni presnosti oproti
ReLU"testovano jednovybérovym Welchovych t-testem. Znak *, znac¢i pokud signifikance
p < 0,05, znaky #* znaci pokud p < 0,01, a znaky s znaci pokud p < 0,001.

Doba evoluce experimenti ‘

Experiment Doba vypoétu (hh:mm:ss)
Exp. 1 — LeNet-5 & MNIST 04:02:19
Exp. 2 — ResNet-10 & FashionMNIST 08:54:37
Exp. 3 - WRN-40-4 & CIFAR-10 11:01:36

Tabulka 7.3: Primérny cas evolu¢niho navrhu s vyuzitim celého datasetu. Do téchto cast
se nezapocitava doba stravenda ve findlnim vyhodnoceni.
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’ Vysledky experimentu LeNet-5 & MNIST ‘

Sada primitiv A Fitness (%) Presnost (%)
Evoluc¢ni navrh

min(er f(x), min(er f(2 = x), tan™* (sinh='(x)))) 98,25 99,28+0,07 ***
min(x,1 — x) 97,82 99,26+0,04 ***
min(er f(x), min(er f(2 = x), sinh™ (sinh~(x)))) 98,21 99,23+0,05 ***
Nahodné prohledavani

er f(x?) 96,53 99,26+0,04 ***
Softsign((x+1) *x) 97,18 99,21+0,07 ***

Sada primitiv B
Evoluéni navrh 50% datasetu

tanh(er f(sinh™(x)) — x?) 95,33 99,19+0,08 ***
tanh(tan™ (x)) + er f (x?)) 95,32 99,19+0,06 ***
Nahodné prohledavani 50% datasetu

tanh((=x)? +x/e™ ) 94,43 99,27+0,08 ***
tanh((x? + x) /eReLU () 95,58 99,25+0,06 ***
Evoluéni navrh 20% datasetu

tan~' (o (So ftsign(x)))+min(So ftsign(x), tanh(x))—|x| 92,38 99,24+0,08 ***
tanh(tan™'(x) + x2))) 88,67 09,23+0,07 ***
Nahodné prohledavani 20% datasetu

tan~ (tanh(x)) — tanh(tan~ (x?)))) 88,96 99,24+0,06 ***
sinh™ (=x — x?) 89,96 99,23+0,06 ***
Standard

ReLU 99,06+0,09
PReLU 99,09+0,06 =

Tabulka 7.4: Prehled nejlepsich evolu¢né navrzenych aktivac¢nich funkei pro experiment
LeNet-5 & MNIST. Vysledky presnosti jsou uvadény jako stfedni hodnota + standardni
odchylka ziskana z deseti nezavislych béhu s aktivacni funkeci.

Evoluc¢ni navrh
min(erf(x), min(erf(2 — x), tan~*(sinh = (x))))
o min(x,1—x)

o tan!(o (Softsign(x)))+min(Softsign(x), tanh(x))—|x|

Nahodné prohledavani
er f(x?)
o tanh((=x)®+x/e™)

o tanh((x% +x)/eReLUX))

Tabulka 7.5: Pribéhy nejlepsich aktivac¢nich funkei nalezenych v experimentech LeNet-5
& MNIST.
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’ Vysledky experimentu ResNet-10 & FashionMNIST ‘

Sada primitiv A Fitness (%) Presnost (%)
Evoluc¢ni navrh

max(sinh™'(x),0.5) — tan' (1 + tan~*(log (0 (0.5)))) 90,58 93,35+0,07 **
max(sinh=1(0),x) * tan* (1 + tan~*(log(c(0.5)))) 90,79 93,34+0,16 *
Nahodné prohledavani

|(min(So ftsign(x),0)?)?| 91,32 93,43+0,13 **
min(x/2,So ftsign(0)) 89,82 93,23+0,10

Sada primitiv B
Evoluéni navrh 50% datasetu

ReLU(max(max(ReLU(x), e*),x))—max(ReLU(x), e*) 88,87 93,14+0,24
ReLU(tanh(eRePU (X)) — ReLU(x)) 88,82 93,12+0,10
NAhodné prohledavani 50% datasetu

min(x,0) * tanh(min(x, 0)) 88,53 93,17+0,19
((x = ReLU(x)) + (x — ReLU(x))) = tanh(x) 87,81 93,17+0,15
Evolu¢ni navrh 20% datasetu

—ReLU(x) 84,75 93,36+0,15 *
min(x,0) = tanh(er f (log(o(x)) * x)))) 82,46 93,25+0,18
Nahodné prohledavani 20% datasetu

min(x, 0)/e(”f(s"ftplus(s""hfl(x))) 84,95 93,09+0,22
x * tan~Y(Softplus(x)) 84,04 92,92+0,11
Standard

ReLU 93,14+0,17
PReLU 93,01+0,29

Tabulka 7.6: Prehled nejlepsich evolucné navrzenych aktiva¢nich funkeci pro experiment
ResNet-10 & FashionMNIST. Vysledky presnosti jsou uvadény jako stfedni hodnota + stan-
dardni odchylka ziskdna z Sesti nezavislych béhu s aktivacni funkei.

Evoluc¢ni navrh
04 max(sinh='(x),0.5) — tan (1 + tan~*(log(0(0.5))))
. o max(sinh~1(0),x) * tan ' (1 + tan"*(log(c(0.5))))

e —ReLU(x)

N Nahodné prohledavani
JoN Imin(So ftsign(x), 0)%)?|

N o min(x/2,So ftsign(0))

T = « ((x = ReLU(x)) + (x — ReLU(x))) * tanh(x)

Tabulka 7.7: Pribéhy nejlepsich aktivac¢nich funkci nalezenych v experimentech ResNet-10
& FashionMNIST
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Vysledky experimentu WRN-40-4 & CIFAR-10 ‘

Sada primitiv A Fitness (%) Pfesnost (%)
Evoluc¢ni navrh

min(So ftsign(x), min(1,x)) 78,75 84,77+0,32 ***
min(So ftsign(x),x + x) 78,24 84,72+0,14 **
tanh(|So ftplus(x)|) = x 79,96 84,18+0,73
Nahodné prohledavani

min(min(x, 0 (0)), 0 (0) + er f(1)) 73,83 84,47+0,26 **
min(=x, tan"1(1)) 74,18 83,97+0,41

Sada primitiv B

Evoluéni navrh 50% datasetu

max(tan~(x),x + x) 68,80 84,95+0,37 *¥**
max (0, max(erf(x),x)) 64,68 83,67+0,66
NAahodné prohledavani 50% datasetu

min(x, So ftsign(x) 68,26 84,40+0,45 *
eltanh(x) o x 68,60 84,23+0,23 **
Evoluéni navrh 20% datasetu

min(x — er f(ReLU(x),0)) 54,15 83,85+0,50
ReLU(x +x) 57,10 83,84+0,15
Nahodné prohledavani 20% datasetu

min(x,min(0, 0 (x)))) + o(x) 56,35 84,63+0,47 **
X+ |x]| 54,85 83,69+0,44
Standard

ReLU 83,33+0,68
PReLU 83,60+0,48

Tabulka 7.8: Prehled nejlepsich evolu¢né navrzenych aktivac¢nich funkei pro experiment
WRN-40-4 & CIFAR-10. Vysledky pfesnosti jsou uvadény jako stfedni hodnota + stan-
dardni odchylka ziskdna ze Ctyrech nezavislych béhi s aktivacéni funkci.

8
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Evolué¢ni navrh
max(tan™'(x),x +x)
o min(Softsign(x), min(1,x))

o min(Softsign(x),x + x)

Nahodné prohledavani
min(x, min(0, o (x)))) + o (x)
o min(min(x, o (0)),c(0) +erf(1))

o etanh(x) % X

Tabulka 7.9: Pribéhy nejlepsich aktivac¢nich funkci nalezenych v experimentech WRN-40-4

& CIFAR-10.
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7.4 Zhodnoceni experimentii

7 vysledkt sady experimenta vyplyva, ze evoluéni navrh dokaze najit aktivaéni funkce, které
vyznamné zlepsuji presnost klasifikace ve srovnani s ReLLU pii rtiznych trovnich slozitosti
modell a testovanych dataseti. Tuto schopnost lze pozorovat i na pribézich fitness hodnot
béhem nejlepsiho béhu evoluce, viz obrazky 7.1, kde evoluéni navrh dokaze prekonat ReLLU
béhem nékolika generaci, coz naznacuje moznost nalezeni slibnych aktivac¢nich funkei.

Automatické navrhy prokazaly schopnost nalézt kvalitni aktiva¢ni funkce s obéma sa-
dami primitiv, AvSsak u sady primitiv B se zmensenim testovaného datasetu je kvalitnich
aktivacnich funkci méné z divodu vyrazné zmény navrhovanych a testovanych podminek
v datasetu, jez vede k dobré funkci pri navrhu, ale horsi funkci pri findlnim vyhodnoceni.
Rovnéz zmensSeni datasetu pridava dalsi nestabilitu pro testované aktivacni funkce.

7 vysledku je také patrné, ze dosazeni nejlepsi fitness hodnoty nemusi nutné zname-
nat dosazeni nejlepsi findlni presnosti. Proto je klicové pfehodnoceni findlnich vysledki
a zameéreni se pouze na nejlepsi dosazené reseni.

Implementované ndhodné prohledavani je také schopno najit kvalitni aktivac¢ni funkce
vylepsujici pfesnost oproti bézné vyuzivané ReLU. Nicméné, jak ukazuji boxploty na ob-
razku na obrazku 7.2, metoda evolu¢niho navrhu dosahuje vyssi prameérnou fitness hodnotu
z vyhodnocenych béhu.

0.90
0.95 - =
4% _l_'_l_' © 0.85 [
2 0.90 e
w0 n
£ RS
a [ ] a
'Z 0.85 =080 @
) 0
© ©
b =
r_>u 0.80 100% dat § 0.75 100% dat
° —— 50% dat —— 50% dat
0754 —— 20% dat —— 20% dat
' ® RelU 0.70 ® RelU
T T T T T T T T T T T T T
0 50 100 150 200 250 0 20 40 60 80 100 120
Generace Generace
(a) LeNet-5 & MNIST (b) ResNet-10 & FashionMNIST
0.80 |
0.75
o
[%)
[e]
§ 0.70 o
e [ )
o ,J 100% dat
£ 0.65 —— 50% dat
3 —— 20% dat
T 0.60 ® RelU
055 @ r_l—’—li
T T T T T T
0 20 40 60 80 100

Generace

(¢) WRN-40-4 & CIFAR-10

Obréazek 7.1: Pribéhy evoluce aktivénich funkei s vyuzitim rtizného procenta dat. Barevné
body ukazuji fitness hodnotu funkce ReLLU testovanou na daném procentu dat.
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Obréazek 7.2: Porovnani dosazenych fitness hodnot evolu¢niho navrhu a ndhodného prohle-
dévani aktivacnich funkei (sada primitiv A, cely dataset).

V prvnim testovaném experimentu LeNet-5 & MNIST bylo navrzeno nékolik aktivac¢nich
funkci, které statisticky vyznamné vylepsili presnost oproti ReLU. Nejlepsi z navrzenych ak-
tivacnich funkei dosahla primérné presnosti 99,28% a zlepsila presnost o 0,22% ve srovnani
s ReLLU.

Ve druhém experimentu s ResNet-10 a FashionMnist byly navrzeny ¢tyri aktivacéni
funkce, které prinesly statisticky vyznamné zlepSeni v priameérné presnosti ve srovnani
s ReLU. Nejlepsi aktivacni funkce vzesld z nahodného prohledavani dosahla primérné pres-
nosti 93,43% a zlep$ila prumérnou presnost o 0,29%. Nejlepsi aktivaéni funkce z evoluéniho
névrhu dosdhla prumeérné presnosti 93,35% a zlepSila prumérnou presnost o 0,21%.

V poslednim experimentu byl testovan program s architekturou WRN-40-4 a datasetem
CIFAR-10. Podle tabulky 7.10 srovnani metod navrhu aktivac¢nich funkei s prezentovanou
metodou neni primo mozné, z davodu zvoleni odlisné architektury CNN pro testovani na
datasetu CIFAR-10. Jediny z vysledki, ktery mozno implementaci porovnat je vysledek
standartniho vyuziti WRN-40-4, ktery dosahuje presnosti 95,03%, a jez ukazuje, ze aktudlni
feseni zatim nedosahuje srovnatelnych vysledki, avsak se jim ¢astecné priblizuje. Hlavnimi
divody jsou, ze implementovany program pristupuje ke vSem architekturam s ruznymi
aktivacnimi funkcemi stejné, aby neprioritizoval zadnou z aktivac¢nich funkci. Tento pristup
ma za nasledek, ze trénovani téchto jedinct neni optimélni. Dale nejsou vyuzity zadné dalsi
techniky, které by pomohly vylepsit presnost odhadu, jako je optimalizace hyperparametra
nebo augmentace dat.

V tomto experimentu bylo navrzeno sedm aktivac¢nich funkci, které statisticky zlepsuji
presnost odhadu oproti ReLLU za téchto podminek. Nejlepsi aktivac¢ni funkce z evoluéniho
ndvrhu dosdhla primérné presnosti 84,95% a zlepsila odhad o 1,62% ve srovnani s ReLU.
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| Srovnéani algoritmia pro CIFAR-10 |

Metody Aktivaéni funkce Piesnost (%)
WRN-40-4 [32] | ReLU(x) 95.03
RNNI[27] x x o (Bx) 95.50
PANGAEA [3] | aReLU(B|ReLU(yx)|) 92.77
EA [2] eMin(er [(x),0)=max(x.0) s min(tan=1 (x3) * max(|x|,0),0) 94.10

Tabulka 7.10: Srovnani pristupu automatického navrhu aktivacnich funkei.

7.5 Pokracovani prace

7 provedenych experimentu je patrné, ze implementovany program s uzivatelsky defino-
vanou sadou primitiv je schopen nalézt aktivacni funkce vyznamné vylepsujici presnost
odhadu oproti zvolené referenc¢ni aktivacni funkci ReLLU. Diky uzivatelské definici sady pri-
mitiv je mozné jednoduse parametrizovat ndvrh a tim i jednoduse zkoumat rizné definice
zajimavych prohleddvanych prostort, které by mohly zahrnovat kvalitni aktivacni funkce,
jez by jinak nemohly vniknout ru¢né. Tedy implementovany program piedstavuje nastroj
umoznujici dalsi zkoumani v tomto ohledu.

Dale se zde nabizi nékolik moznosti pro rozsifeni a zkoumani stavajici implementace
¢i celého tématu automatického navrhu aktivacnich funkci. Jednou z moznych rozsireni
stavajici implementace, kterda by pomohla dosazenym lepsich konkurenc¢nich vysledktu na-
vrhnutych feSeni je vyuziti pokrodilych technik uceni konvoluéni neuronovych siti, jako je
vyuziti augmentace dat nebo regularizace.

Jako dalsi zajimavé rozsiteni se jevi byt kombinace evoluéniho navrhu s gradientni me-
todou navrhu, kterd by umoznila dal$i moznost modifikace nalezenych aktivacnich funkci
a vetsi schopnost prizptsobeni aktiva¢nich funkei pro jednotlivé vrstvy architektury CNN.

Jednou z oblasti vyzkumu tohoto tématu, kterd se zda byt klicova pro zefektivnéni na-
vrhu, je predikce odhadu vhodnosti aktivac¢ni funkce. Timto zpisobem lze zrychlit alespon
identifikaci jedinct, ktefi nejsou vhodni pro pouziti v CNN. Jak ukazuje obrazek 7.3 se-
staveny ze vSech dosazenych fitness hodnot v evolu¢niho experimentu LeNet-5 & MNIST
ze dvou béhu, je témdi 50% zkoumanych aktivac¢nich funkei nevhodnych pro uceni CNN,
a tedy se i pri preskoceni po druhé epose (viz sekce 6.1.2), jak je implementovano v prezen-
tované praci, plytva GPU vykonem na neperspektivnich aktiva¢nich funkcich, ktery by se
dal uplatnit 1épe.
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Obrazek 7.3: Ukazka vsech dosazenych fitness hodnot ze dvou evolu¢nich béhti experimentu
LeNet-5 & MNIST.
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Kapitola 8
Zaver

Cilem této prace bylo seznamit se, navrhnout, implementovat a pomoci experimentt otesto-
vat evolucni navrh aktivac¢nich funkci vyuzitych v konvolu¢nich neuronovych sitich. Hlavnim
zamérenim bylo dosdhnout vylepseni presnosti odhadu klasifikace obrazu CNN oproti bézné
vyuzivané aktivacni funkci ReL.U. Pro tcely evolu¢niho navrhu bylo vybréano kartézské ge-
netické programovani.

V prvni ¢asti prace byly podrobné shrnuty zdkladni teoretické znalosti z oblasti konvo-
lucnich neuronovych siti, evolu¢nich algoritmu a jejich spojeni se zamérenim na aktualni
situaci v navrhu aktivac¢nich funkci potfebné pro pochopeni této préce.

Naésledné bylo provedeno nékolik experimenti s prezentovanou implementaci pro otes-
tovani funkcénosti a ovéreni zamyslenych cili. Z dosazenych vysledkil je patrné, ze prezen-
tovany program je schopen navrhnout aktivac¢ni funkce, které statisticky vyznamné zlepsuji
presnost odhadu zvolenych modelid CNN oproti referenéni ReLLU. To bylo dokazano ve trech
experimentech se zvétsujici se slozitosti architektury CNN a testované datové sady. Prvni
a nejjednodussi experiment LeNet-5 & MNIST dosdhl prumérné presnosti 99,28% a zlepsil
tak presnost o 0,22% ve srovnani s ReLU. Dalsi z experimentt je ResNet-10 & FashionM-
nist, ktery dosihl primérné prumérné presnosti 93,35% a zlepSil prumérnou presnost o
je WRN-40-4 & CIFAR-10. Zde byla nalezena aktiva¢ni funkce, kterd dosdhla prumérné
presnosti 84,95% a zlep$ila tak odhad o 1,62% ve srovndni s ReL.U.

V ramci této prace byl rovnéz vyzkouseno zrychleni navrhu aktiva¢nich funkei, jez spo-
¢iva ve vyuziti mensiho mnozstvi testovanych dat v ¢asti automatického névrhu. Tento
pristup se také osvédcil a umoznuje zrychlené nalezeni aktivacnich funkci, jez vylepsuji
presnost odhadu testovaného modelu na datové sadé.
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Priloha A

Obsah prilozeného pamétového
média

Na prilozeném pamétovém médiu k této diplomové praci se nachdzeji vsechny zdrojové
kédy implementovaného programu, vysledky experimentl a navod na préaci s programem.
Déle jsou zde prilozeny zdrojové soubory textové Casti této prace v jazyce IXTEX. Obsah
pamétového média je rozdélen nasledovné.

Ve slozce src/ jsou ulozeny zdrojové kédy implementovaného programu v jazyce Py-
thon. V adresari experiments/ se nachazeji vysledky provedenych experimentii a v adresari
thesis/ zdrojové soubory této prace. Soubor README.md obsahuje manudl pro praci s pro-
gramem. Adresirova struktura pamétového média je nasledujici:

./xhladi23

src/
experiments/
thesis/
README.md.
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