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Anotace

Tato prace se zabyva vyuzitim data miningovych postupt v oblasti prevence kriminality.
v prvni Casti prace kratce predstavuje data mining jako védni obor. Nasleduje cast, ktera se
vénuje oblasti prevence kriminality v ne€kolika vybranych zahrani¢nich statech. Jsou zde
popsany postupy a algoritmy, které se v riznych statech svéta pouzivaji za uCelem prevence
kriminality. Vedle postupt jsou také zminény softwarové nastroje, které policejni organy
téchto statl vyuzivaji. Nalezené algoritmy a softwarové nastroje jsou poté predstaveny blize.
Dalsi &ast se vénuje zkoumanému datasetu, ktery pochazi z realného prostiedi Ceské
republiky, konkrétné z okoli Liberce. Nejprve je vénovana pozornost zpusobim rozsifeni
zakladniho datasetu, poté se autor prace veénuje ovérovani nekterych predpokladanych
anomalii. Ke konci prace je vyuzito neékterych popsanych algoritmii k nalezeni moznych

hlubsich vztahu.

Kli¢ova slova: data mining, kriminalita, deskripce, algoritmus, analyza



Annotation

This thesis deals with the use of data mining techniques in the field of crime prevention. The
first part of the thesis briefly introduces data mining as a scientific discipline. This
is followed by a section that examines the field of crime prevention in a few selected states.
a larger section is devoted to foreign countries. The procedures and algorithms used
in different countries around the world for crime prevention are described. In addition to the
procedures, the software tools used by the police authorities of these countries are also
mentioned. The algorithms and software tools found are then presented in more detail. The
next section is devoted to the dataset under study, which comes from the real environment
of the Czech Republic, specifically from the surroundings of Liberec. First, attention is paid
to the ways of extending the basic dataset, then a significant part of the paper is devoted
to the verification of some assumed anomalies. Towards the end of the paper some of the

described algorithms are used to find possible deeper relationships.

Keywords: data mining, crime, description, algorithm, analysis
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Uvod

Vse, co &lovek vidi, slysi, citi nebo ochutna je n&jakym druhem informaci. Clovék, potazmo
lidsky mozek, jakozto nejvykonnéjsi pocita¢ na svété, tyto informace zpracovava velmi
houzevnaté. Sam o sobé je schopny nalézt a pochopit mnoho dodate¢nych informaci z téch
primarnich. Pocitac je to sice nejvykonnéjsi, ale ne dokonaly, a proto je potfeba mu v lecem
pomoci. Informaci je nekdy az pfili§ velké mnozstvi, aby na jejich zpracovani a nasledné
vyvozeni vysledkl stacil mozek sam. Za timto ucelem je tfeba informace v prvni fadé

zaznamenat. Tyto zaznamenané informace se daji nazyvat data.

Pokud jsou mozku predlozena data bez dokonalého vysvétleni, pravdépodobné si z nich nic
sam neodvodi. Obzvlast, pokud je dat velky objem. v tomto ohledu mize pomoci pravé
vypocetni technika. Védni obor, ktery se zabyva vyuzitim vypocetni techniky v oblasti
zpracovani dat, se nazyva data mining. Jde o Sirokou oblast, ktera nabizi celou fadu zptsobt

a postupu, jak data zpracovat, pochopit a vyuzit.

Jednou z oblasti, ve které se data mining zacina také vyuzivat, je pravé oblast kriminality.
Kriminalita je nezakonna a amoralni oblast lidského jednani s cilem poskodit druhou osobu,
ptipadné obohatit jedince na ukor druhého jedince. Pro civilizovanou spolecnost je tedy
zadouci kriminalitu omezit na co nejniz§i moznou miru. Jednim ze zpusobu, jak toho
dosahnout, je kvalitni prevence. Aby se néCemu mohlo predchazet, je nejprve potieba

dokonale pochopit pfi¢iny. Pravé zde nastupuje data mining.

V riznych statech svéta je pristup k prevenci kriminality odlisSny, vcetné pfistupu
v Ceské republice. Ukolem této prace je seznamit zevrubné s pouzitim data miningovych
metod v prevenci kriminality v nékolika vybranych statech. Zjistit, co se v rdmci prevence
pouziva ajakym zptasobem. Nabyté znalosti jsou pak pouzity na realnych datech
z Ceské republiky, konkrétnd z oblasti Liberce. S odborniky byly diskutovany nékteré

mozné piipady, které je z dat mozné zjistit.

Jednim z hlavnich cili prace je poskytnout nahled na data z riznych pohled. Data jsou
nejprve obohacena o dalsi dostupna data, ktera by mohla vést k lepSimu vysvétleni vztaht
v datech. Jsou zkoumany spojitosti z hlediska zemépisné polohy, Casu ¢i pocasi. Nekteré
zjednodusujici teze byly po diskusi s odborniky vyvraceny, a proto nebyly dale zkoumany
(vliv vefejného osvétleni neni ploSny, ale ovliviiuje pouze urcité druhy kriminality,

vandalismus neni vazan jen na reziden¢ni oblasti apod.), avSak naopak byly doporuceny
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a prozkoumany jiné (napf. vliv pietnich svatk( na protipravni ¢innost na hibitovech apod.).
Z analyz vzesly vysledky, které jsou popsany a prezentovany pomoci grafii. Po deskriptivni
analyze je provedena analyza pomoci slozitéjSich data miningovych algoritmi, pomoci
kterych jsou zkoumany hlubsi vztahy. Pouzity jsou naptiklad algoritmy shlukové analyzy,

¢i asociacnich pravidel.

Dal§im hlavnim cilem této prace je vyuzit studiem nabyté zkuSenosti autora s dostupnym
data miningovym softwarem a tyto teoretické znalosti vyuzit v praktickém ptipadé. Znalosti

autora a jeho schopnost prace s danym softwarem jsou prohloubeny a jdou nad ramec vyuky.
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1 Uvod do problematiky data miningu

Data mining je obor na pomezi pocitacovych véd a matematiky, konkrétné¢ matematické
statistiky. Jeho hlavnim ukolem je ziskat informace, které nejsou na prvni pohled vidét, ze
zdanlivé nesouvisejicich velkych objemua dat. Tato data mohou byt vice ¢i méné rozsahla.
Jejich charakter mize byt rizny a jejich podrobnost také. Témto datim se obecné fika
dataset neboli sada dat, na kterych ma byt provedena data miningova uloha. Pojem
data mining, tedy ,dolovani dat® je vSak jakymsi nadnesenym vyrazem. Spravnym
ptekladem neni ,,dolovani dat“, ale spiSe ,,dolovani z dat”. Ulohou data miningu totiz neni
dolovani, (ziskavani) dat jako takovych, ale zjistovani vztaht a vzorcua, které data mezi
sebou maji. Mezi hlavni cile data miningu patii tyto spojitosti odhalit, spravné popsat

a vysledky interpretovat.

Postupem casu, kdy data mining zacal ziskavat na vyznamu, bylo potieba ucelit zakladni
postup feSeni uloh, ze kterého by se mélo vychazet. Existovalo nékolik variant, avSak

nejrozsirenéj§im se stal postup CRISP-DM (Martinez-Plumed et al. 2021).
Jednotlivé faze postupu CRISP-DM (Martinez-Plumed et al. 2021):

e Porozuméni problematice (Business understanding) — v této fazi dochazi ke
stanoveni charakteru a cilt projektu, v jehoz ramci ma byt data miningova uloha
feSena. Jsou jasné stanoveny pozadavky na vysledky, které ma feSeni poskytnout.
Vedle téchto pozadavkl jsou také hodnocena rizika a pfinosy feseni. v neposledni
fadé se berou ohledy na naklady s feSenim spojené. Dale je nutno stanovit zakladni
informace o daném odveétvi, které jsou potieba k pochopeni problému, ktery ma byt

reSen.

e Porozuméni datim (Data understanding) — Tato faze se sklada z nékolika dil¢ich
krokt, které je nutné provést, aby vibec bylo mozné provadét budouci analyzy.
Zakladnim krokem je samotny sbér vstupnich dat. Nekdy byva tento krok jiz
proveden zadavatelem projektu, nékdy je soucasti postupu. Nasleduje popis dat,
zevrubné a povrchové nahlédnuti na charakter dat, tedy typicky na datové typy,
hodnoty jednotlivych poli v datasetu apod. Jako dalsi je zkoumani dat. Tento krok
zajisti zékladni prehled o vlastnostech informaci, jez jsou v datech obsazeny.
Typicky je vyuzito deskriptivnich technik, naptiklad frekvence vyskytu, modus,

median, maximum a minimum. Po zkoumani je tfeba ovéfit kvalitu dat.
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e Priprava dat (Data preparation) — Jedna se o ¢asové nejnarocnéjsi fazi. Tato faze
zahrnuje veskeré piipravy datasetu pro budouci analyzy. vramci této faze jsou
napriklad vybirany takové atributy, které maji nejlepsi vztah vzhledem k ciliim feseni
ulohy. Dale je pak velmi dulezité ciSténi dat od chyb, chybé&jicich udaja
a nerelevantnich zaznamu, které nevedou k vylepSeni feSeni. Mezi dalsi Cinnosti
patii napfiklad integrace dat a vytvareni odvozenych atributd. Odvozené atributy
jsou vytvareny kombinaci nékterych jiz existujicich atributd, napiiklad muze byt
odvozenym atributem doba letu jako rozdil mezi Casem odletu a Casem pfriletu.
Vystupem této faze je upraveny auceleny dataset, ktery je podle pozadavki

pfipraven pro nasledné analyzy.

e Modelovani (Modelling) — Faze, ve které probiha vybér vhodného nastroje pro feSeni
ulohy. Po vybéru musi prob&hnout nastaveni parametri nastroje a jeho kalibrace, aby

nastaveni bylo optimalni a poskytlo relevantni vysledky.

e Vyhodnoceni vysledkd (Evaluation) — Ukolem této faze je zprostiedkovat informace
zjisténé v ramci modelovani a analyz. Je nutné zvolit vhodné metody, jak vysledky
interpretovat  a poskytnout ucelené akompletni informace jako zaklad

k rozhodnutim, ktera maji byt zalozena na vysledcich feSeni zadané ulohy.

e Vyuziti vysledki (Deployment) — Zde dochazi ke shrnuti procesu feSeni
data miningové ulohy. Jsou zde definovany zptsoby, jak mohou byt vysledky feseni
vyuzity zadavatelem ajak maji byt vysledky chapany. Typicky se jedna

0 zavere¢nou zpravu Ci report.

Existuje nékolik zakladnich podminek, které je nutné splnit a pochopit jesté pied zapocetim
feSeni data miningové ulohy. Tato faze se nazyva pre-processing. Pomoci data miningovych
postupt lze odhalit pouze takové vzorce a vztahy, které v datech skutecné jsou. Data je
potieba seskladat v celistvy dataset. Dataset by mél byt dostatecné velky, aby mohly byt
vzorce a vztahy odhaleny. Na druhou stranu musi byt ale jen tak velky, aby mohla byt uloha
vyfesena v piijatelné dobé€. Zpracovani pfili§ velkého datasetu zabere mnohdy i nasobné
delsi dobu, ale nevede k vyrazné presnéjsim vysledkiim. Data je také potieba oCistit od Sumu

a duplicit.

Data miningové metody mohou fesit celou fadu riznych aloh. Dnesni doba je velmi bohata

na data, coz velmi napomaha ristu tohoto védniho oboru. Postupem Casu se vyvinuly typické
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ulohy, jez lze ftesit. Tyto ulohy se daji rozdélit do Sesti zakladnich kategorii

(Chapman et al. 2000):

Popis dat a sumarizace — Popis dat a jejich sumarizace se zamétuje na popis zakladni
charakteristiky dat, typicky v jejich jednoduché formeé. To poskytuje obecny piehled
o datech ajejich struktufe. Mnohdy je deskripce dat dostatecnou analyzou, ktera
soucasn¢ s jinymi technikami, typicky jako prvni faze rozsahlejsiho feseni. Kromé
prvotniho zjisténi zakladnich informaci o konkrétnich datech také hraje tato technika
velkou roli v prezentaci konecnych vysledka feSeni. Vystupy slozit€jsich technik,
jako je clustering', je tfeba spravné a detailné popsat. Technika popisu a sumarizace
dat je nedilnou soucasti faze porozuméni datim ze zminéného

CRISP-DM algoritmu.

Segmentace, clustering — Segmentace rozdéluje data do zajimavych a smysluplnych
celki ¢i skupin. VSechny prvky dané skupiny spolu sdili né&jaké spolecné
charakteristiky. Rozdéleni do skupin pomaha k identifikaci vSech prvkad, tedy
odhaleni jejich pfislusnosti k n¢jaké skupin€. Vedle této funkce miize segmentace
pomahat naptiklad pfi rozdéleni dat v feSeni ulohy s velkym objemem informaci,
které jsou na prvni pohled velmi provazané. Segmentace pomaha sjednotit velké
objemy dat do mensich sobé podobnych celkd, které se pak analyzuji snadnéji. Mezi

nejbeznejsi algoritmy patii techniky clustering, neuronové sité apod.

Klasifikace — Predpokladem této techniky je sada objektd, které jsou
charakterizovany urcitymi vlastnostmi, diky kterym spadaji do jistych skupin. Kazdy
prvek ma svij tfidni popisek (class label), coz je symbolicka informace. Ukolem této
techniky je sestavit klasifikacni model — klasifikator, ktery pfifadi spravné tfidni
popisky k pfedtim neznamym, atedy nepopsanym, objektim. Klasifikator je
vytvoren na zakladé predem znamych vlastnosti u existujicich objektt, které urcité
spadaji do zminénych tiid/kategorii. Klasifikator je tzv. naucen na trénovaci mnoziné
dat, ktera je pfedem spravné popsana. Piikladem muze byt identifikace, zda zvife je
pes Ci kocka. Trénovaci sada obsahuje obrazky pst, které jsou popsany popiskem

,,pes* a kocek s popiskem ,kocka“. Klasifikator se z obrazkt nauci nékteré stézejni

! Clustering je metoda tiidéni dat do shluki (cluster = anglicky shluk).
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vlastnosti a podle nich s urcitou chybou tiidi nové obrazky. Mezi hlavni algoritmy

klasifikatora patfi diskriminacni analyza, rozhodovaci stromy, neuronové sité apod.

Predikce — Technika predikce slouzi hlavné k predpoveédi hodnoty néjakého atributu.
Na rozdil od klasifikace jsou tyto predikované atributy vétSinou kvantitativni. Na
zakladé€ dalSich pfedem znamych informaci se model snazi predpovédét hodnotu
atributu pro danou kombinaci konkrétniho zaznamu. Jako pfedem znamé informace
slouzi hlavné atributy predeslych zaznami, napiiklad k predikci vyvoje ceny ropy je

potieba znat dosavadni prabéh vyvoje.

Analyza zavislosti — Technika analyzy zavislosti slouzi k odhaleni pravdépodobnych
zavislosti urcitych dat na kombinaci jinych dat v datové sadé. Prvky, které urcuji
danou zavislost, se nazyvaji antecedenty. Prvky, jejichz zavislost je tvofena
antecedenty, se nazyvaji consequenty (,,konsekventy). Typickym prikladem
data miningové ulohy, kterd je feSena pomoci analyzy zavislosti, je analyza
nakupniho kosiku zékaznika. Pomoci této analyzy se daji odhalit vztahy mezi
raznymi druhy nakupovaného zbozi, napiiklad zda se da prohlasit, ze clovek,

kupujici mléko a mouku, koupi také cukr spiSe nez lovek, ktery koupi vino a banan.



2 Data mining a predikce kriminality

Kriminalita neboli zlo€inné chovani, jde paralelné¢ s ¢lovékem jiz od pravéku. Jedna se
o chovani, které je tzv. spoleCensky nepfipustné a narusuje bézny spoleCensky chod. Toto
chovani je zlocinné, a tedy je jeho jedinym ucelem zpusobit Skodu jedné strany na druhé.
Skody mohou byt réizného druhu — majetkové, duevni, na zdravi apod. Obor, ktery se vice

zabyva vyzkumem kriminality, se nazyva kriminologie.

V ramci moralniho kodexu kazdého Cloveka je se v zasadé kriminalnimu jednani vyhnout,
pokud ho k tomu nedovedou zvlastni doprovazejici okolnosti a situace. Je jen velmi malo
lidi, ktefi se dopoustéji zlo¢inného chovani tzv. ,zrozmaru“, neboli zvlastniho
dobrovolného rozhodnuti bez zjevné dalsi priCiny. Z toho plyne, ze vétSina lidi se snazi
kriminalité vyhnout. Nejen jejimu pachani, ale hlavné jejimu dopadu na né samotné. Odtud
vyplyva fakt, ze lidem je pfirozené podnikat takové kroky, které snizi pravdépodobnost

vyskytu zlo€inného chovani.

Metody, jejichz ukolem je zamezit trestné Cinnosti, zazily bohaty vyvoj. Diky moderni dobé
je lidstvo jesté o kousek bliz k zasadnimu snizeni kriminality. Vykonné vyspélé pocitace
a bohaty obor matematické statistiky a analyzy totiz nabizi zdsadni pomocnou ruku ve sméru
predikce, a tedy i prevence, kriminality. Velka datova ulozisté poskytuji moznost ukladat
velké objemy dat. Velké objemy dat mohou poskytovat na prvni pohled neznamé informace.
Obecné se da fict, ze ¢im vice dat je shromazdéno, tim presn€jsi informace mohou
poskytnout. Tato data mohou mj. odhalit vzorce chovani. Svét jsou data. Kazdy spachany
trestny Cin generuje také urcité mnozstvi dat jako svou charakteristiku — misto, Cas, typ
zlo¢inu, nadmofiskou vysku, aktualni pocasi, v€ék a pohlavi pachatele apod. VSechna tato

data, pokud jsou zaznamenana, mohou poskytnout kli¢ k predikci takové kriminality.

Predikce je jedna ze zakladnich uloh data miningu. Vyuziva znalosti pfedem zji§ténych
informaci, na jejichz zakladé je vytvoren model, ktery s urcitou pravdépodobnosti odhaduje
(predikuje) zavislou skuteCnost. Zavislou skute¢nosti je v tomto piipadé myslen trestny Cin.
Ze zminénych informaci o trestném cCinu, tedy dat, Ize pomoci ur¢itych metody vytvorit
modely, které mohou vést k predikci vyskytu trestného ¢inu. Tato predikce ma samoziejmé

jistou miru chyby a nikdy se ned4 povazovat na naprosto bezchybnou.

Predikce kriminality by méla hlavné slouzit kjeji prevenci. To zahrnuje snizeni

pravdépodobnosti vyskytu na co nejniz§i mozné minimum. Snizeni poCtu trestnych ¢int
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vede k vétSimu pocitu bezpeci Clovéka, a tedy k nizsi mife stresu z bézného zivota. Mezi
dalsi ddvody, pro¢ podnikat kroky v prevenci kriminality, je snizeni nakladt z neefektivniho
vyuzivani ochrannych prostfedkd, at’ uz policejnich hlidek, ¢i kamerového systému apod.
Efektivni rozmisténi hlidek PCR & MP snizuje riziko efektu ,,piileZitost déla zlodgje®, tedy
predchazi trestnym cintim, tak, Ze policisté hlidkuji na mistech s predpovézenym vys$sim
vyskytem trestné ¢innosti spiSe nez na mistech s nizsim vyskytem. Omezi se chyby prvniho
a druhého typu, tedy moment, kdy byla spachana trestna ¢innost a nebyl u ni policista, nebo

naopak, kam byl poslan policista, ale nebyla spachana trestna ¢innost.

2.1 Predikce kriminality v zahranici

K predikci kriminality je vyuzivana cela fada riznych metod, algoritmt a softwarovych

nastroju, které se vice ¢i méné lisi v riznych zemich svéta.
2.1.1 Némecko

Jednim z prvnich protagonisti prevence kriminality je Némecko. Némecko, jakozto velmi
konzervativni a pokrokovy stat, podnika kroky ve snizeni poctu trestnych ¢int kvalitnim
systémem ochrannych slozek. Policie v Némecku je jedna z nejlépe organizovanych na
svété. Prevence kriminality s ohledem na big data a moderni metody data miningu je
v Némecku stdle vrané fazi. Doposud nejsou pfili§ aktivni v prevenci ani predikci

kriminality.

O trestnych ¢inech neukladaji mnoho informaci. VétSinou se jedna jen o misto a ¢as nebo
¢in a Cas. Jak jiz bylo fe€eno, vice dat znamena vice informaci, tedy vice nalezenych
spojitosti mezi nimi. Bez dostateného poctu informaci se nedaji efektivné zjistovat
charaktery trestnych ¢int a vytvaret modely k jejich predikci, potazmo prevenci. Nemécka
policie pii ukladani dat o trestnych ¢inech nespojuje Ciny s zddnymi osobnimi daty, napft.
vékem, vahou, pfijmem, majetkem, vzdélanim apod. Toto jsou vSak zasadni vlastnosti, které

mohou pomoci k navyseni presnosti modeli (Bauer 2019).

Data miningové metody se u némecké policie omezuji spiSe jen na statistické vyhledavani
nez na predikci. Doposud nepracuji priliS aktivné sumeélou inteligenci. Jednim

z nejefektivnéjSich nastroju, které jejich policie pouziva, jsou tzv. heat mapy.

Heat mapa je clusterova metoda, ktera generuje matici sloupcu a radkt. Jednotlivé bunky
této matice jsou zbarvené podle miry pravdépodobnosti vyskytu zkoumaného jevu

(Wilkinson a Friendly 2009). Pomoci heat mapy se da zobrazit pravdépodobnost vyskytu
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urcitého jevu ve 2D prostoru. Heat mapou se zobrazuje napfiklad nejsledované;si oblast

webové stranky, vyska nové napadlého snéhu apod.
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Obr. 1 — Heat mapa vyskytu studentii TUL ve vecernich hodindch

Mezi Ciny, na které se némecka policie hlavné zamértuje, jsou kradeze a loupeze. Jen velmi
zfidka se zabyvaji jinym typem trestného ¢inu. Jednou z hlavnich teorii, které v tomto ohledu
testuji, je tzv. near-repeate hypothesis. Tato teorie vychazi z predpokladu, ze budovy ¢i
obydli, které se nachazeji v blizkosti jiz vykradené budovy ¢i obydli, maji vyssi riziko byt
vykradené také (Egbert 2019).

Jako hlavni nastroj vyuziva némecka policie prevazné komercni software

PRECOBS Enterprise.

2.1.2 Indie

Indie je jednim z nejvétsich statd na svéte co do poctu obyvatel. S velkym poctem obyvatel
také roste pocCet spachanych trestnych ¢int. Indicka policie si tento fakt velmi dobie
uvédomuje, aproto vtomto ohledu aktivné vyviji snahu, jejimz cilem je snizit miru
kriminality. v ramci zlepSeni sluzeb k odhaleni a omezeni trestné Cinnosti indicka policie
spolu s urady vyviji pocitacovy systém, ktery jim bude v tomto ohledu velkou pomoci.
Automatizace systému pro sbér dat o trestnych Cinech piinasi velké pozitivum ve formé

sirokého zabéru dat o kriminalité.
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V roce 1986 byl v tomto ohledu zalozen Néarodni ufad pro sbér dat o kriminalit¢ NCRB
(NCRB 2018). Policie spolu s védci na poli kriminality a odborniky na kriminologii vyuziva
data z NCRB ke statistickym analyzam, aby spolecné snizili miru kriminality. Aby ale data
mohla byt efektivné vyuzita, je potieba zvolit spravnou metodu. k tomu vyuzivaji metody

data miningu. Ten hraje zasadni roli v popisu profila trestnych ¢ina a také predpoveédi.

Indické NCRB je soucasti pomérmé zdatfilého a funkéniho e-governmentu. v ramci tohoto
fizeni byly vybudovany i dalsi elektronické systémy, které maji za ukol digitalizovat
v podstaté veskeré déni ve staté. Jsou jimi naptiklad The Crime Criminal Information System

(CCIS), Prison Statistics, Jail Management a dalsi (Gupta a Chandra 2006).

Pro zlepseni pristupu do databaze trestnych ¢inti byla vyvinuta aplikace Crime Analysis Tool,

které se sklada ze 3 moduli:
e Data Extraction Module — modul pro stahovani dat z databaze,
e Crime Analysis Module — modul pro zékladni analyzu ziskanych dat,
e Data information and Comparison Module — modul pro porovnani dat.

Vystupem prvniho modulu jsou datasety, které odpovidaji vlastnostem, které si uzivatel
nastavi. Tato data jsou ur¢ena pro dal§i moznou analyzu mimo tuto aplikaci. Zakladnimi
vystupy druhého modulu jsou kot spoty trestnych ¢ind, oblasti s vysokou mirou kriminality
aoblasti snizkou mirou kriminality. Vystupem posledniho modulu jsou popisné

charakteristiky dat, jako naptiklad grafy.

Nekteti autofi upozoriuji (Institute of Electrical and Electronics Engineers 2012), Ze na miru
kriminality maji pfimy vliv nékteré zakladni lidské charakteristiky, jako jsou vek, pohlavi,
ptijmy, zda ¢lovék pracuje ¢i ne, uroven atyp vzdélani apod. Tyto faktory se mohou
u trestného Cinu zjistit a zaznamenat. Na jejich zékladé se da s urCitou pravdépodobnosti
predikovat, jak je dany jedinec nachylny k trestné Cinnosti. Tyto faktory vSak nejsou

efektivni ke geografické predikci.

V soucasné dobé pouzivaji vIndii k prevenci kriminality algoritmy Multiple Linear

Regression, K-Means Clustering a Asociacni pravidla (Singh et al. 2018).
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2.1.3 Rusko

Studie (Ingilevich a Ivanov 2018) se vénuje predikci kriminality v oblasti Petrohradu. Ruska
policie, podobné jako ta v CR, sbira data o spachanych trestnych ¢inech. Mistni instituce
Ministerstva pro vnitini udalosti Ruské federace, mé na starosti sbér téchto dat od policie
a jejich nasledné zpracovani. Data, ktera jejich policie zaznamenava, maji stejnou strukturu,
jako ta u PCR. Zaznamy obsahuji datum a &as trestného ¢inu, polohu v podob& zemé&pisné
Sitky a délky (GPS souradnice) a také popis typu trestného ¢inu (zda se jednad o kradez,
vytrznictvi apod.).

Jako hlavni faktory, jez maji vliv na kriminalitu, byly vysledovany vySe HDP, hustota
zalidnéni, mira nezamé&stnanosti a pocet lidi bez domova. Vedle téchto faktort existuji také
geografické faktory, které maji zasadni vliv. Té€chto faktort je cela fada aje potieba je
nejprve fadné posoudit, aby vysledny prediktivni model nebyl pfili§ komplexni a nezabiral
zbytecné Siroké oblasti (pokud algoritmus oznaci celé mésto, je pravdépodobnost predikce

100 %).

Datiim je potieba nejprve dobie porozumeét, a tak je dilezité z nich odstranit Sum. Riskem
uvelkého objemu dat je, e budou obsahovat $um. Sumem se mysli odlehlé nebo
nesouvisejici hodnoty, které jen zvysSuji pamét'ovou naro¢nost, ale nijak neptispivaji kvalité
modelu. Jednou z nejefektivnéjSich metod pro odstranéni Sumu je clustering. Clustering
rozdéli data do shlukd vzajemné podobnych zaznami. Tyto vytvorené shluky je pak mozné
dale blize zkoumat a s jejich pomoci je mozné nalézt jejich hlavni ovliviiujici faktory. Studie
v zasadé objevila osm zakladnich faktori. Tyto faktory vSak zpusobuji vysokou
komplexnost, proto je potieba vybrat ty podstatn&jsi. Pomoci testu X (,, chi kvadrat “, pozn.
autora) byly vybrany jako zasadni faktory hustota obyvatel dané oblasti, pozice bara, skol

a kostelu.

Na datech byly aplikovany celkem tii metody — linearni regrese, logisticka regrese a gradient
boosting. Jejich vysledky byly porovnany pomoci Mean Absolute Error (MAE)? a také
pomoci R? koeficientu determinace’. Ze studie vyplyva, Ze logistick4 regrese neni piili§
vhodna, zatimco linearni regrese a gradient boosting jsou pomérné presné metody a vhodné

k predikci kriminality. Linearni regrese bohuzel predikuje také zaporné hodnoty, coz u poctu

2 Mean Absolute error je jednotka chyby mezi dvéma parovymi pozorovanimi stejného jevu (Willmott a
Matsuura 2005).

3 Koeficient determinace je ¢islo, které vyjadiuje kvalitu regresniho modelu, tedy jak dobie model popisuje
zkoumanou problematiku (Yin a Fan 2001).
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trestnych Cini neni relevantni ani logické. Jako nejlepsi metoda se tedy jevi gradient

boosting.

2.1.4 USA, Chicago

Spojené staity Americké se dlouhodobé potykaji s vysokou mirou kriminality. Obecné
nejhors§im meéstem, dle slov samotné FBI, je mésto Chicago, které bylo oznaceno za ,,Hlavni
mésto zlocinu®. To zapricinilo vznik nékolika riznych studii, které maji napomoci ke snizeni

miry kriminality praveé na tuzemi Chicaga.

Data jsou zdejsi policii sbirana riznymi zpusoby a také maji razné formy. Tato data je
potieba prevést do relevantni formy — tedy hlavné na zdznamy se strukturou typ ¢inu, jeho
soufadnice a Cas. To slouzi jako zaklad ke geografické analyze a clusteringu. Vstupni data
pro analyzy se skladaji celkem ze tfi ¢asti. Prvni cast obsahuje oblasti (méstské Casti, Ctvrte)
se soufadnicemi. Dalsi ¢ast obsahuje data o trestnych ¢inech spachanych v téchto oblastech
a tieti Cast obsahuje informace o populaci, tedy hustoté zalidnéni kazdé oblasti, véku,

vzdélani apod.

Mezi hlavni pouzivané nastroje ve studiich (Algahtani et al. 2019) jsou softwarové nastroje
WEKA a SaTScan. Nastroj WEKA je pouzivan hlavné pro clusteringovou metodu K-means
a nastroj SaTScan slouzi pro geografickou analyzu. Pomoci softwaru WEKA je aplikovan
algoritmus K-means clustering, ktery slouzi také k detekci shlukti a ovéreni kvality detekce.
Oveéteni probiha pomoci vypoctu rezidualniho souctu ¢tverca. Tim se rozumi soucet druhych
mocnin rozdilu mezi modelovanou funkci a skutecnymi hodnotami, tedy jak dobie model
popisuje skutecna data. Vypocet rezidualniho souc¢tu Ctverci muze ukazat na ty clustery,
které mohou obsahovat odlehlé hodnoty. Prili§ velkd hodnota tohoto souctu znamena, ze
data jsou geograficky velmi rozptylena a s nejvétsi pravdépodobnosti jsou spiSe ndhodné
rozmisténé, nez aby mezi nimi existoval vztah. Odlehlé hodnoty je mozné odhalit naptiklad
pomoci mezikvartilového rozpéti. Hlavnim t¢elem SaTScan je vyhledavani clustert, tedy

vvvvv

Vystupem tohoto nastroje je seznam shluku, sefazeny sestupné podle miry rizika.
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2.1.5 Novy Zéland a Velka Britanie

Na Novém Zélandu pouzivaji data mining v prevenci kriminality k urCeni geografické
oblasti s nejvy$§im rizikem trestné ¢innosti s ohledem na jeji dopad na spolecnost. k uréeni
dopadu trestného Cinu pouzivaji CHI — Crime Harm Index (Curtis-Ham a Walton 2018).
Jedna se o celostni metriku, ktera napomaha urCeni zavaznosti ¢inu vzhledem k jejich

podstatnému okoli.

CHI na Novém Zélandu urcuji podobné jako ve Velké Britanii, dle modelu Univerzity
v Cambridge. k vypoctu vahy daného trestného Cinu je nejprve nutné dany trestny ¢in prevést
na jeho ekvivalent doby stravené ve vézeni. U trestnych ¢int, které projdou soudnim fizenim
a pachatel je skuteCné uvéznén, je bran prameér doby stravené za miizemi. U téch, u kterych
nedojde k uvéznéni, je vypocet aproximovan. Jedna se naptiklad o vefejné prospeésné prace,
Skody na majetku atp. Dle Cambridge je CHI patnactym percentilem rozdéleni u daného
trestného ¢inu. Novozélandské CHI je komplexnéjsi. Rozdé€luji trestné Ciny do vice

specifickych kategorii, zatimco britské je vice obecné.

Na Novém Zélandu slouzi urceni CHI jako pfedchézejici etapa pro vypocet PLI (Priority
Location Index), coz je hlavni méfitko deskripce a predikce. Toto ¢islo urCuje miru
kriminality v dané oblasti. Slouzi k ureni oblasti s nejvyssi socialni nevyhodou a nejvyssim
vyskytem trestnych ¢ind s vysokym socialnim dopadem. Jedna se o socio-demograficky
ukazatel, ktery se sklada celkem zosmi demografickych ukazateli atfi proménnych,
vlastnich trestnym c¢inim. Jako vychozi oblasti (geografické Sablony) pouzivaji vlastni
rozdéleni do komunit, tzv. CAU (Census Area Unit), coz se da piipodobnit eskym sidlistim,

obvykle ¢itajici 3000-5000 obyvatel (Curtis-Ham a Walton 2017).

Trestnou Cinnost ovliviiuje cela fada neuvazovanych faktor a zna¢ny vliv na Sum v datech
ma i fakt, Ze mnoho trestnych ¢inii muze byt spachano pachateli ze vzdalenych oblasti, coz

uméle zveda dopad v jiné oblasti.

K vypoctim zminénych indext a odhaleni rizikovych oblasti je pouzita nemala fada socio-
demografickych ukazateli. Ze vSech komunit ma 60 % rozdil mezi CHI a PLI do jednoho
decilu, 81 % ma rozdil do dvou decild. To potvrzuje vztah mezi socialni turovni oblasti
a zavaznosti zde spachanych trestnych ¢ind. z toho plyne, ze CHI je moznym ukazatelem
pro identifikaci rizikové oblasti a muze slouzit k efektivngjsi distribuci sil ochrannych

slozek.
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2.2 Predikce kriminality v Ceské republice

Data mining a s nim spojena prevence kriminality je na tizemi CR zatim pouze spise
teoretickym pojmem. VétsSina prislusnikd je k tomuto pfistupu skepticka. AvSak oddé€leni
informatiky, které se této problematice vénuje, vyviji snahu v tomto smeéru. Policie pouziva
software na serveru kriminalita.policie.cz (GIS PCR 2022). Tento software ma celkem
3 vrstvy. Prvni vrstva je verejnd — dostupna vSem, kdo stranku navstivi. Poskytuje zakladni
prehled o kriminalité na daném tizemi. Druhou vrstvou je vrstva obce — tato vrstva poskytuje
presné)si nahled na kriminalitu, v€etné geografickych informaci. Data, ktera jsou zkoumana
v této praci, pochazi praveé z vrstvy obce. Tato vrstva je verejnosti nedostupna a je vyuzivana
mestskou policii pfislusné obce. Tteti vrstva je statni. Ta je pfistupna pouze statni policii
a obsahuje veskeré informace o trestnych ¢inech. Navic, oproti predchozim dvéma vrstvam,
obsahuje i zakladni moduly pro statistiku, zahrnuje ijiné faktory jako napfiklad pocasi.
Obsahuje také predikéni modul, ktery urcuje pravdépodobnost vyskytu néjakého deliktu

v dané oblasti.

Vzhledem k dosavadni skepsi je toto odvétvi na uzemi CR zatim nepfili§ rozvinuté, aviak
v posledni dobé je na vzestupu, vCetn€ novych projektt, které maji byt v tomto ohledu do

budoucna napomocné.
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3 Software

V této kapitole jsou predstaveny nékteré softwarové nastroje, které jsou v riznych statech

na svété pouzivany za ucelem predikce a prevence kriminality.
3.1 PRECOBS

PRECOBS je zkratka Pre Crime Observation System. Jedna se o softwarovy nastroj, ktery
vyuziva nékterych data miningovych algoritmi ke zjisténi charakteru a podstaty trestnych

¢ind, v navaznosti na diive sesbirana data.

Software se vyuziva hlavné k prevenci nepfilis zavaznych trestnych ¢in, typicky vloupani.
Vloupani spadaji do kategorie zlo¢ina blizkého opakovani. Charakteristickym rysem téchto
trestnych ¢ina je, ze se vyhradné nevyskytuji v Case ani prostoru samostatné. Z toho plyne

predpoklad, ze se v dané oblasti stanou vicekrat a béhem kratké doby, vétSinou do 72 hodin.

Software vyuziva dfive nabytych znalosti o trestnych ¢inech k vypoctu pravdépodobnosti
vyskytu takového zlocinného fetézce. Mezi zakladni charakteristiky ¢inil patii misto zloCinu,
zpusob, jakym byl spachan, odcizené véci ataké datum a Cas spachani. Vedle téchto
hlavnich spoustéct vyuziva také tzv. anti-spoustéCe, coz jsou okolnosti, které naopak

naznacuji, ze se jedna spiSe o spontanni ¢in. Tyto rysy miva vétSinou vandalstvi.

Software analyzuje vySe zminéna data a nasledné predpovida budouci mozné trestné Ciny
v poloméru do 250 m od ptivodniho mista spachani a v casovém rozmezi 24 az 72 hodin od
Casu spachani. Tato predpovéd je zobrazena na mapé, vCetné Casovych a prostorovych

informaci. Presnost softwaru PRECOBS je okolo 80 %.

Do budoucna se uvazuje, ze by PRECOBS mohl sbirat ivice dat z riznych zdroji

(napt. Twitter), aby pfedpovéd byla efektivnéjsi a rychlejsi.

PRECOBS neni bézné dostupnym softwarovym nastrojem. Je vyvijen v Institutu pro
predikéni techniky (Institut fiir musterbasierte Prognostechnik), ktery sidli v Némecku
(Institute fiir musterbasierte Prognostechnik 2022).
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3.2 WEKA

WEKA je jednodussi software, ktery obsahuje celou fadu algoritmd pro feSeni
data miningovych uloh. Jeho aktualni verze WEKA 3 obsahuje nastroje pro pfipravu dat,
klasifikaci, regrese, clustering, asociacni pravidla a vizualizaci. Tento software podporuje
i tzv. deep learning, coz jsou algoritmy strojového uceni, které se skladaji z mnoha vrstev.
Jedna se o jednodussi typ programu, do kterého je nahran soubor obsahujici data. s daty jsou
pak provadény jednotlivé operace a vypocty. Obsahuje pouze zakladni zptisoby vizualizace
a poskytuje pouze jednoduché akce, které je mozné s daty provadét. Jednotlivé vypocty se
nedaji zfetézit, to znamena, ze vystup jednoho algoritmu se neda pouzit jako vstup pro dalsi

algoritmus bez toho, aniz by musel byt predchozi vystup ulozen do samostatného souboru.

WEKA je vyvijen na univerzit¢ Waikato na Novém Zélandu v ramci projektu pfiblizeni
metod strojového uceni vefejnosti a zpiistupnéni jejich pouzivani v riznych odvétvich, jako
je napf. prevence kriminality. Je vyvijen pod GNU General Public License* a je publikovan

jako open-source® program (University of Waikato 2018).

3.3 KNIME

KNIME (Konstanz Information Miner) je velmi sofistikovany a komplexni nastroj, ktery
umoziuje odbornou praci v ramci analyzy dat. Umoziuje praci od zakladnich jednoduchych
datovych analyz az po aplikaci slozit€jSich algoritmt strojového uceni a umélé inteligence,
jako jsou napt. neuronové sité apod. KNIME m4, na rozdil od WEKA, privétivé uzivatelské

rozhrani.

Program je schopen pracovat s celou fadou vstupnich typa souborti: od textovych (CSV,
PDF, XML atd.) pres nestrukturované datové typy az po ¢asové rady. Umoziiuje také praci

s daty, ktera nejsou ulozena lokalné, ale v n¢jaké databazi.

S daty je mozné provadét nékolik zakladnich operaci, jako je transformace, filtrovani,
¢isténi. Dale pak je mozné data velmi dobfe vizualizovat pomoci piehlednych grafi. Vedle

zpracovani je také mozné aplikovat n€kolik jiz zminénych algoritma data miningu.

4 GNU General Public License je licence pro svobodny software. Software pod touto licenci je volng
pouzitelny v jinych dilech, ta v§ak nemohou mit jinou licenci, napt. nemohou byt komerén¢ vyuzita.

5> Open-source program je takovy program, ke kterému jeho tviirce poskytuje kompletni zdrojové kody veetnd
dokumentace.
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S daty se pracuje vtzv. pracovnim workflow. Jednotlivé kroky workflow jsou
reprezentovany jednotlivymi komponentami, které jsou spojeny. Komponenty pak

predstavuji konkrétni operace. Ukazka vybranych komponent je na obrazku (Obr. 2).

o e B

FILE SELECTION COLUMN FILTER TABLE VIEW SCATTER PLOT
Komponenta pro vybér Komponenta pro Komponenta pro Komponenta pro
a import souboru s daty filtrovani sloupct v zobrazeni dat v zobrazeni dat v

datové matici prehledné tabulce bodovém grafu

Obr. 2 — Ukdzka vybranych komponent 7 programu KNIME

KNIME Analytics Platform je open-source program, poskytovany zdarma. Je vyvijen na
Svycarské univerzit¢ Konstanz pod ochranou GNU General Public License, podobn¢ jako
WEKA. Nabizi §irokou $kalu zdroji a navodu, jak s programem pracovat. Program ma také

velmi Sirokou komunitu a sva vlastni diskusni fora (University of Konstanz 2022).

3.4 SPSS Modeler

SPSS Modeler je program vyvijen celosvétové znamou spoleCnosti v oblasti
informatiky — IBM. Program jako takovy je velmi komplexni a nabizi Sirokou Skalu

moznosti prace s daty.

Jako vstupy sdaty mohou pro Modeler byt ruzné typy, podobné jako u KNIME,
napf. textové, databazové, strukturované a nestrukturované apod. v ramci programu se
pracuje s tzv. datovymi proudy neboli streamy. Datovy stream prochazi skrze uzly, které
reprezentuji jednotlivé operace, které jsou s daty provadény. Uzly jsou rozdéleny do Ctyt

kategorii, kdy kazda ma vlastni tvar ikony (Obr. 3).

@ RecordOps @ FieldOps A Graphs W Modeling M Output

Obr. 3 — Kategorie uzlii a vzhled jejich ikon
Jednotlivé kategorii obsahuji n€kolik uzli a maji rizny ucel:

e Record a Field operations — Jedné se o operace se zaznamy (fadky datové matice)
a proménnymi (sloupce datové matice). Patii sem napt. funkce Select (vybér), Sort

(tfazeni), Filter (tfidéni) apod.
e Graphs — Uzly s grafy. Data je pomoci tohoto uzlu mozné zobrazit prostiednictvim

nékolika nebé&znéjsich grafu.
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e Modeling — Uzly slouzici k modelovani. Tyto uzly jsou jednotlivé data miningové
algoritmy. Jsou propojené s upravenym zdrojem dat, na jejichz zakladé jsou modely
nauceny a piipraveny k pouziti na konkrétni aplikaci. Typicky je potieba je naucit na
trénovaci sadé a model pak ovéfit na testovaci sadé. Modeler obsahuje Sirokou skalu

algoritm{, od linearni regrese, pres K-means az po neuronové sité.

e Output — Uzly v této kategorii slouzi k nahledu na data jinym zptisobem nez pomoci

grafi. Jedna se o zobrazeni v tabulce, datové matici apod.

Software IBM SPSS Modeler je uzavieny program s placenym piistupem. Je ale velice
komplexni, nabizi celou fadu silnych nastroja pro praci s daty a ma rozsahlou dokumentaci.
z téchto davodu byl vybran jako hlavni program pro praci s daty v ramci této diplomové

prace. Priklady jednotlivych uzll jsou zobrazeny na obrazku (Obr. 4).

(o) A I

Select Plot K-Means Table
Uzel pro vybér Uzel pro vytvoreni Uzel pro vytvoreni Uzel pro zobrazeni
dat dle kritéria grafu pro dvé modelu algoritmu dat v matici
proménné K-means

Obr. 4 — Priklady uzlii 7 programu SPSS Modeler
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4 Algoritmy

K ziskavani informaci z velkého objemu dat se v ramci data miningu vyuziva cela fada razné
naro¢nych metod. Data mining je chapan jako proces hledani vzorcu v datech. Vzorec
v tomto pfipadé znamena urcity platny a vysvétleny vztah. v této kapitole jsou predstaveny

nekteré pouzivané metody data miningu.

4.1 Statistical finding

Jednou z nejjednodusSich metod data miningu je obecna statistika. Tato metoda neslouzi
primarné pro ziskavani novych slozitych vzorcl, které se v datech skryvaji, ale spise
k popisu dat a jejich vlastnosti. Typicky je tato metoda soucasti druhé faze postupu feseni,
tedy porozuméni datim. Dataset se v ptipadé statistiky nazyva statistickym souborem, coz
je konecna mnozina zkoumanych dat. Velikost této mnoziny, tedy pocet prvku, které

mnozinu tvori, se nazyva rozsah vybéru.

V ramci obecné statistiky se zjistuje nékolik zakladnich parametr(i a vlastnosti daného

vybéru:

e Cetnost — Cetnost jevu oznaluje absolutni polet vyskytd daného jevu.
Priklady: pocet stiski jednotlivych klaves na klavesnici, pocet jednotlivych znamek

na vysvédceni v celé tfide, pocet aut, ktera projela na dané komunikaci apod.

e Aritmeticky prumér — Znaci se X (,,x s pruhem). Aritmeticky pramér je Cislo, které
ukazuje, jaka hodnota statistického znaku piipada rovnomérné kazdému prvku
statistického souboru, tedy jaka hodnota je prumérna napfi¢ celym souborem.

Priklady: primér znamek na vysveédceni, primérna hmotnost déti ve tfidé apod.

e Modus — Znaci se X. Modus oznacuje takovou hodnotu statistického znaku, ktera se
v celém souboru vyskytuje nejcastéji. Priklady: druh vozidla, ktery lidé kupuji
nejcastéji, nejprodavanéjsi velikost bot nebo obleCeni apod. Oproti pruméru se jedna
vzdy o skuteCnou hodnotu ze souboru. Primér mize byt vyjadien i Cislem, které
v souboru neexistuje (napf. znamka 1,8 neni platna znamka, velikost bot 45,68 neni

platna velikost).
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e Median — Znali se x5 nebo X¥. Median oznacuje takovou hodnotu statistického
znaku, ktera déli cely soubor na dvé presné poloviny, tedy 50 % vsSech hodnot je
mensi nez median a 50 % je vétSich. Vyhodou medianu oproti pruméru je, Ze je

robustni vici odlehlym hodnotam.

4.2 K-Means clustering

K-means je jednou z metod shlukové analyzy. Data miningovou ulohou je zjistit vztahy
a vzorce mezi daty, které nejsou na prvni pohled patrné. Shlukova analyza pomaha odhalit
vzorce mezi daty pomoci roztiidéni do shlukti. Shluk je chapan jako mnozina bodu s co
nejvice vzajemné podobnymi prvky. Zaroven plati, ze shluky by mély byt vytvoreny tak,
aby prvky jednotlivych shlukt byly co nejvice odlisné od prvku z jiného shluku.

Algoritmus zpravidla ndhodné zvoli tzv. centroid. Centroid je takovy bod kazdého shluku,

ke kterému maji vSechny ostatni prvky daného shluku nejmensi vzdalenost. Centroid je tedy

Vv

t&zistém shluku. Ukolem je minimalizovat vzdalenost mezi jednotlivymi prvky v daném
shluku a centroidem, aby shluk co nejlépe popisoval danou mnozinu prvku. Jedna se

o minimaliza¢ni metodu.

Obr. 5 — Prvky datového souboru rozmisténé v prostoru

K-means je itera¢ni metoda, proto je jeji vypocet provadén postupné. Na zacatku je

v zékladni mnoziné dat (Obr. 5) centroidem zvolen nahodné jeden prvek (Obr. 6).

Obr. 6 — Zvoleni centroidii mezi existujicimi daty

36



Pro vsSechny centroidy jsou spocteny vzdalenosti ke vSem bodim. Body jsou pak dle

vzdalenosti pfifazeni jednotlivym centroidiim. Tim vzniknou primarni shluky (Obr. 7).

Obr. 7 — Primarni shluky dat pred dalsim vypoctem

Pro vSechny shluky je nasledné prepocitan novy centroid. Tyto nové vypocitané centroidy
jiz nejsou konkrétni prvky z datového souboru. Po vypoctu maji nové centroidy zpravidla

polohu mezi jednotlivymi prvky (Obr. 8).

o
® . C
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o

Obr. 8 — Nové vypoctené centroidy shlukii

Nové teziste je pak pouzito pro dalsi vypocet, kterym se data opét roztiidi do novych shlukt

Vv

(Obr. 9). Algoritmus je takto opakovan, dokud se poloha t€zist’ neustali.

Obr. 9 — Findlni podoba shlukii s ustalenymi téZisti

Pocet konecnych shluki muze byt definovan na zaCatku na zakladé odhadu. Nekteré
programy (SPSS Modeler) maji navic funkcionalitu, ze pomoci dopliujicich dat
v zaznamech jsou schopny identifikovat pocet potfebnych shlukd, ve kterych jsou si prvky
podobné na zakladé jinych vlastnosti, nez je jejich vzdjemna poloha. Algoritmus mé celkem

tfi zakladni podminky uspé$ného ukonceni (Sharma 2019):

37



Vv

e tézisté€ nove vzniklych shlukl uz se neméni (neméni svou polohu),
e jednotlivé prvky zlstavaji stale ve stejnych shlucich (nemeéni shlukovou pfislusnost),
e maximalni pocet iteraci byl dosazen.

K-means v prevenci kriminality 1ze pouzit pro hledani shlukd trestnych ¢ind, které maji
spolecné vlastnosti, hlavné geografické. L.ze zohlednit napfiklad typ Cinu nebo Casové

rozmezi, kdy byly trestné iny spachany.
4.3 K-Nearest Neighbor

K-Nearest Neighbor (zkracené KNN), nebo také K-Nejblizsi soused, je dal§i z metod
shlukové analyzy. Jedna se o algoritmus strojového uceni, ktery je fizeny. Déli se na dvé
zakladni ulohy — klasifika¢ni a regresni. Jelikoz se jedna o algoritmus strojového uceni,
dochazi zde k predikci na zakladé nauceni na trénovaci mnozin€. Ta se sklada z prediktort

a predikovanych vlastnosti.

Klasifikacni tloha ma za ukol na zakladé prediktort pfifadit ptislusnost prvkim z datasetu
k urcité skupiné ¢i kategorii sobé nejblizsich sousedu. Vystup této tlohy je diskrétni. To
znamena, ze na zakladé mnoziny prediktora algoritmus predikuje prislusnost ke konkrétni
skupiné. Napf. je mozné predikovat, zda ma dany Clovék rad ananas na pizze (zavisla
proménna, 1 ano, 0 ne) na zakladé véku doty¢ného Cloveka (nezéavisla proménnda). To
predpoklada, ze dana skupina lidi ptiblizné€ stejného véku ma podobna rozhodnuti, napt. lidé

ve véku 20-30 let maji ananas spise radi a lidé ve véku 50-60 let spise ne.

Regresni uloha je podobna klasifikacni tloze, avSak algoritmus zde pfifazuje konkrétni
(spojitou) hodnotu predikovanému znaku na zakladé odhaleni sousedstvi, které vyplyva ze
sady prediktort, napf. predikce hmotnosti Clovéka (predikovana, zavisla proménna)
v zavislosti na vySce. Hmotnost je pak predikovana na zakladé podobnosti lidi s podobnou
vyskou.

KNN algoritmus predpoklada, ze vzajemné podobné prvky jsou zaroven i sobé blizké
(nejsou vyrazné daleko). KNN algoritmus vychéazi ze zvoleného ¢isla K, které oznacuje

pocet nejblizsich prvkia nové pridanému prvku.

Postup algoritmu je nasledujici. Nejprve je nutné zvolit optimalni ¢islo k sousedi. Pro kazdy
prvek v datasetu je spocCtena vzdalenost s novym dotazovanym prvkem (ten, u kterého ma

byt predikovana vlastnost). Tyto vzdalenosti jsou spolu s indexy spojeny do jedné rady
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a nasledné setazeny vzestupné. z této fady jsou pak zkoumany vlastnosti prvkia od 1 do K.
Vzhledem k postaveni fady se jedna o k nejblizsich sousedii zkoumaného prvku. v pfipade
klasifika¢ni ulohy je pak predikované vlastnosti (proménné) piifazen modus hodnoty této
proménné u k sousedu. v piipadé regresni ulohy je predikované proménné piifazen median

této promeénné u k sousedu (Harrison 2019).

4.4 HDBSCAN

Algoritmus HDBSCAN (Hierarchical Density-based Spatical Clustering of Applications

with Noise) je Celenem rodiny algoritmu shlukové analyzy zalozenych na hustote.

Algoritmus vyhledava shluky na zakladé hustoty. BéZznym zptisobem vypoctu hustoty je
pomoci tzv. core distance. Ta oznacuje vzdalenost daného bodu k jeho k-tému sousedu.
Zvolené k oznaduje pofadi nejblizsiho souseda. Cim krat$i je tato vzdalenost k napi.

desatému sousedu napfic celym datasetem, tim vétsi je hustota boda v okoli daného bodu.

Vyhledavani shlukt probiha na zakladé zvolené hladiny (urovn€) hustoty. Tuto urover je
mozné nastavit globalné. Lze si ji predstavit napriklad jako hladinu mote a shluky jako
ostrovy. Cim vice se zveda hladina mofe, tim vice je jednotlivych ostrovil, pfi¢emz nékteré
mohou zmizet pod hladinou. Naopak, ¢im nizsi hladina je, tim vétsi ostrovy se tvofi
a objevuji se i nepomérné malé ostrovy. To muze byt problém v ptipadé, Ze je pouzit na
datech, které maji proménlivou hustotu. Prace s daty o kriminalité je pravé takovy piipad.
Tento problém tesi praveé pievod klasického DBSCAN na HDBSCAN, ktery je hierarchicky.
Tento algoritmus totiz rekurzivné hleda shluky bez ovlivnéni jiz nalezenych shlukt. Zarovern
algoritmus také rozhoduje, zda je vhodné jednotlivé vrcholy dale rozdélit, ¢i ponechat
v jednom shluku. Jinymi slovy rozeznava, zda se jedna o dva vrcholky jedné hory, ¢i o dvé

razné hory. Situace je znazornéna na nasledujicim obrazku (Obr. 10):

O+0O-1|

O-0O0<.
Obr. 10— Ilustrace rozhodnuti o shluku pomoci HDBSCAN
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Algoritmus (Obr. 10) o rozdé€leni do shlukli rozhoduje na zakladé€ plochy (pfipadné objemu).
Pokud soucet ploch pod kiivkou potencialnich vrchola (svétle zelené) je vétsi nez obsah
plochy jejich spole¢né zakladny, pak jsou vrcholy jednotlivymi horami. Pokud je obsah
plochy zakladny vétsi, pak se jedna pouze o vrcholy jedné hory (shluku).

Vyhodou algoritmt zaloZenych na hustoté je bezpochyby jejich moznost detekce Sumu.
Algoritmy K-means nebo K-NN nutné zaradi uplné vsechna data do shlukid. Oproti témto
algoritmim umi HDBSCAN =zaradit data do tzv. ,,Zadného shluku.“ Tim oznacuje ta data,
ktera logicky nezapadaji do zaddného shluku, a tedy se pravdépodobné jedna o Sum v datech.

To napovida, ze dany zdznam je pravdépodobné ndhodné rozmistén (Berba 2022).
4.5 Genetic algorithm

Genetic algorithm (GA) spada do oblasti evolucnich algoritml, coz jsou algoritmy
strojového wueni aumélé inteligence na bazi biologickych procesi. Podobnost
s biologickymi procesy je v podobé mutaci a postupné zpfesiiovani algoritmu, aby co

nejlépe odpovidal konkrétni aplikaci a co nejlépe plnil dany ucel.

Genetické algoritmy slouzi k rozpoznavani vzorcl mezi daty nebo k jejich optimalizaci.
v zakladu se genetické algoritmy k rozpoznavani vzorci pouzivaji dvéma riiznymi zpusoby.
Prvnim zplisobem je pfimy vybér vzorcu a Sablon na konkrétnich datech. Druhym zptisobem
je vyuziti schopnosti optimalizace pro vypocet vah jednotlivych proménnych (vlastnosti dat)
ajejich pfiprava do nasledny klasifikator, napf KNN. Tato moznost upravuje vahy
jednotlivych proménnych optimalné tak, aby nasledna klasifikace byla co nejpresnéjsi. Vahy

pfifazuje dle jejich relevance vzhledem k vysledku klasifikace (Verma a Verma 2012).
Existuji tii obecné ulohy, ve kterych mohou genetické algoritmy najit uplatnéni:

1. Optimalizace — Pro konkrétni feSeny a jasné definovany problém mohou genetické
algoritmy na zakladé vstupnich dat sestrojit optimalni feSeni, tedy optimalni hodnoty
proménnych tak, aby vysledek byl co nejoptimalné;jsi (nejlépe odpovidal zadanym

vlastnostem). MiiZe se jednat napf. o maximalizaci zisku vyroby atp.

2. Predikce — Genetické algoritmy mohou piedpfipravit pudu pro nasledujici
data miningové metody a algoritmy, atim jim usnadnit praci a zaroven zpfesnit
vysledky. Mohou rozhodnout o relevanci jednotlivych proménnych. Rozlisuji, které

proménné jsou vhodné k predikci dané vlastnosti, a které jsou naopak redundantni.
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3. Simulace — v nékterych ptipadech je konkrétni definice feSeného problému slozita,
napf. existuje mnoho vstupnich proménnych a neexistuje jedno konkrétni optimalni
feSeni. v takovém piipadé mohou genetické algoritmy nasimulovat jak optimum, tak

prubéh optimalnich feSeni a prubézné ménit strategii tak, aby bylo optima dosazeno.

V prevenci kriminality pomoci data miningu je mozné genetické algoritmy pouzit jako
optimalizacni algoritmus. Pokud existuje nékolik separovanych datasetd s riznymi
informacemi, jejichz vzajemna korelace je zkoumana, pak je mozné nejprve oddelené
v téchto datasetech aplikovat algoritmy pro zjisténi asociacnich pravidel. Tato asociacni

pravidla je pak mozné dale zkoumat pomoci genetickych algoritmu.

4.6 Linearniregrese

Linearni regrese spada do oblasti statistiky. Jedna se o metodu predikce, ktera se snazi data
prolozit vhodnym zptisobem (matematickou funkci), ktery nejlépe popisuje chovani dat.
Pokud je nalezena takova funkce, je mozné dle této funkce predpovidat nasledny vyvoj

urcitého statistického znaku.

Regresi existuje cela fada. vtomto piipadé se jednd o linearni regresi, tedy hledana

matematicka funkce je prave linearni funkce. Zakladni ptedpis linearni funkce:

y=ax+b (1)
kde:
a ... smérnice linearni funkce
b ... posun po ose y
y ... zavisla proménna
X ... nezavisla proménna

V software SPSS Modeler k vypoctu linearni regrese slouzi uzel Linear Regression.
Vhodnost vypoéteného modelu ukazuje vypodteny koeficient determinace (R?). Koeficient
determinace vyjadiuje kvalitu regresniho modelu. Obecné vyjadfuje, jaké procento

variability dat dany model vysvétluje (Rao a Machek 1978).

Pomoci linearni regrese je mozné sestavit pfimku, dle které se dana data ptiblizné chovaji.
Dle predpisu této piimky se tak da predikovat (odhadnout), jakym zptisobem se budou data
chovat v dosud neznamych podminkach. Pt. pokud existuji data vyvoje poctu trestnych Cint
v konkrétni oblasti v letech 2012-2019, je mozné s pomoci linearni regrese odhadnout, kolik

trestnych ¢ini bude v dané oblasti spachano v roce 2020.
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4.7 Gradient boosting

Gradient boosting spada do oblasti strojového uceni. Je jednim z nejsilnéjsich nastrojii pro
predikci a klasifikaci. Zakladnim principem gradient boostingu je spojovani nekolika
tzv. slabych ucnt (weak learner) do soustavy jednoho silného u¢né. Hlavnim cilem tohoto
algoritmu je minimalizovat ztratu modelu, tedy snizit podil téch dat, které model neumi

pokryt, na co nejmensi mozné minimum.
Obsahuje tii zakladni elementy:

e ztratovou funkci, ktera ma byt optimalizovana;

e jeden ¢i vice slabych ucnd;

e aditivni model, ktery piida dal§iho slabého ucné pro lepsi popis a snizeni ztraty

modelu.

Ztratova funkce se lisi dle charakteru feSeného problému. Naptiklad pro regresni modely je
tato funkce rezidualni soucet Ctverct.
Slaby ucei je algoritmus strojového uceni nizsiho fadu. Typicky se jedna o rozhodovaci
strom. Rozhodovaci stromy vypocitaji délici hodnotu a dle ni rozdéluji data do dvou skupin

na dané vrstvé. Pii gradient boostingu je dulezité omezovani, aby slaby ucen zustal slabym.

Jedna se o iterani metodu, ktera po kazdé iteraci oddéli snadno klasifikovana data a prida
novy rozhodovaci strom, ktery vypocte nové parametry. Tento strom pak slouzi
k dodefinovani zbylé mnoziny dat a je pfidan do celkového modelu. Model jako celek je pak

vylepSen a je schopny pokryt vice riiznych pozorovani (Boehmke a Greenwell 2019).

4.8 Asociacni pravidla

Algoritmus asociacnich pravidel umoznuje ziskat zavislost nékterych vlastnosti zaznamu na
jeho jinych vlastnostech. Jinymi slovy, jeden konkrétni znak je tvoren pfislusnou kombinaci
jinych znakt. Znaky, které jsou tvirci zavislosti, tedy ji pfedchazeji, se nazyvaji antecedenty
(antecedents) neboli predpoklady. Znaky, které jsou touto zavislosti tvofeny, se nazyvaji

konsekventy (consequents) neboli zavéry ¢i nasledky.

Asociacni pravidlo byva psanovetvaru X,Y — Z, kde X a Y jsou antecedenty dané zavislosti

a z je konsekventem. v obecné feci tento zapis znamena, ze pokud plati X a zaroven Y, pak
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ma dany prvek i vlastnost Z. Tento algoritmus se v praxi pouziva napiiklad v uloze analyzy
nakupniho kosiku. Existuji zaznamy o nakupnich kosicich vérnych zakaznikii. Tyto kosiky
mohou obsahovat rizné typy zbozi a tikolem asociaCnich pravidel je odhalit kombinace
druhtt zbozi, které zakaznici kupuji. Napriklad, pokud koupi kvétiny a parfém,

pravdépodobné koupi lahev vina spise nez ¢lovek, ktery koupil mouku a cukr.

Asociani pravidla maji nékolik charakteristik, znichz nejdulezité&si jsou

dvé — podpora (support) a spolehlivost (confidence) (Garcia et al. 2007).

Podpora je Cislo, které vyjadiuje pomér poctu zaznamu, které spliuji jak predpoklad, tak

zavér, ku poctu vSech zaznamt. Vyjadieno rovnici (2):

Support = m 2)
kde:
a ... pocet zaznamu, které spliuji predpoklad i zaveér
b ... poCet zaznamu, které spliuji predpoklad, ale ne zavér
¢ ... pocet zaznamu, které spliiuji zavér, ale nespliuji predpoklad

d ... poCet zaznamu, které nesplfiuji ani predpoklad, ani zaveér.

Spolehlivost je Cislo, které vyjadiuje pomér poCtu zaznamu, které spliiuji predpoklad, ku

poctu vSech zaznama, které spliiuji zavér. Vyjadieno rovnici (3):

3)

Confidence =
a+c

kde
a ... pocet zaznamu, které spliuji predpoklad i zaveér

c ... poCet zaznamu, které spliiuji zavér, ale nespliuji predpoklad.
4.9 Rozhodovaci stromy

Rozhodovaci stromy jsou algoritmy slouzici ke klasifikaci zaznamt. Model rozhodovaciho
stromu je naucen na trénovaci sadeé zaznamu, ze které vydestiluje pravidla pro rozhodovani.
Pomoci tohoto modelu pak muizou byt nova data zafazena do piislusnych skupin dle

nalezenych pravidel.

Rozhodovaci stromy pracuji na principu ,,rozdél a panuj“. Kazdy strom se sklada z alespon
jednoho rozhodovaciho rozvétveni. Tomuto rozvétveni se fika vrstva. Kazda vrstva

predstavuje jedno konkrétni pravidlo s jeho vlastni prahovou hodnotou pro rozhodnuti. Pro
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inicializaci modelu je nutné ur€it cilovou proménnou (farget field). U algoritmu C5.0 muze
byt cilovd proménna pouze nominalni €i kategorialni. Model pii ueni nejprve vybere
proménnou (sloupec), ktera poskytne maximalni informacni zisk. Pak model rozhodne
o prahové hodnoté dané proménné, dle které bude zakladni vzorek rozdélen do dvou skupin.

Strom pracuje rekurzivng, a tak déleni pokracuje na jiz rozdéleném vzorku.

Volba fyzické aktivity.

Kolektivita
Sam | S prateli
v v
Prostredi Prostredi
Venku Uvnitf Venku Uvnitr
Béh Plavani Fotbal Basketbal

Obr. 11 — Priklad rozhodovaciho stromu

Na obrazku (Obr. 11) je zobrazen priklad jednoduchého rozhodovaciho stromu, jehoz
ukolem je urcit vhodnou fyzickou aktivitu dle zadanych kritérii. Rozhodovaci proménné
mohou byt jakéhokoli druhu, ne pouze nominalni ¢i kategorialni, jako cilova proménna.
Strom muze rast teoreticky donekonecna, dokud nenajde definici, tedy sekvenci pravidel,
pro kazdou podmnozinu cilové proménné. Omezeni stromu muize byt zadano pred

modelovanim jako maximalni pocet rozhodovacich trovni (Yobero 2018).

Dalsimi druhy rozhodovacich stromt jsou napiiklad C&RT, CHAID ¢i MARS.
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5 Dataset

Dataset, ktery je zpracovany v ramci této diplomové prace, je slozen ze skuteCnych zaznamu
o kriminalité na uzemi Ceské republiky, konkrétné na izemi okolo mésta Liberce. Zaznamy

byly potizeny piislu$niky méstské policie. Data jsou ovérena a pravdiva.
5.1 Zakladni dataset

Dataset obsahuje zaznamy v obdobi od zacatku roku 2013 do konce roku 2021, konkrétné

od 1. ledna 2013 do 22. prosince 2021. Celkem obsahuje pét poli:

id — Jedna se o unikatni ¢iselné oznaceni konkrétniho incidentu,
e x — Ciselna hodnota, ktera odpovida zemépisné délce,

e y— Ciselna hodnota, ktera odpovida zemé&pisné Sitce,

e date — datum a Cas spachani incidentu,

e type — druh incidentu a rodina, do které dany druh spada.

5.1.1 Priprava dat

(44

Dataset byl poskytnut v datovém formatu , .csv”, nebyl vSak spravné strukturovany.
Jednotlivé zdznamy byly ve formé:

id, xx.xxxxx,yy.yyyyy,RRRR-MM-DDTHH:MM:SS.SSSS+0Z.00, “typ

Z této formy lze data, pomoci programu Microsoft Excel, snadno prevést tak, aby sloupce
byly oddéleny a hodnoty napfi¢ sloupci atadky také. SPSS Modeler obsahuje podobné

funkce, avSak pro jednodussi naslednou praci s datasetem byl vyuzit MS Excel.

Hromadnou upravou musel projit sloupec se zdznamem c¢asu. Format Casu, ktery byl
v datasetu, nebyl rozpoznany jako platny ¢asovy format. Poml¢ky byly nahrazeny lomitkem,
misto pismena ,, T byly vlozeny mezery a byla odstranéna ¢ast, ktera urcuje Casové pasmo.
Po této upravé uz je casovy format SPSS Modelerem rozpoznan jako spojita veli¢ina a je

pfipraven k analyze.

Dale pak bylo nutné upravit sloupec s ozna¢enim typu incidentu. Kazdy incident je oznaceny
nekolika kody, kdy kazdy kod odpovida konkrétnimu typu. VSechny koédy byly uvedené

v jedné burice, procez s nimi nebylo mozné pracovat oddélené. Pfed zapocetim analyz bylo
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nutné jednotlivé kody oddélit. Po této Upravé bylo mozné dataset nahrat do programu
SPSS Modeler.

@ [*] Preview ® o O

G:MUj diskDP\data\KompletiKomplet 2013-2021.csv

File pata Filter Types Annotations

[¥ Read field names from file [] Specify number of fields

Skip header characters 0‘: EOL comment characters: ‘

Strip lead and trail spaces: @ None (O Left O Right O Both

Invalid characters: @ Discard O Replace with

Encoding: UTF-8 ¥ ‘l Decimal symbol. Stream default v |

[ Line delimiter is newline character Lines to scan for column and type: 505

TIel0 delmaers Automatically recognize dates and times
[space  [Jcomma [JTan [ Treat square brackets as lists
4 Newline [% Other Quotes

[[] Non-printing characters Single quotes: [F’alr and discard v

|:| Allow multiple blank delimiters Double quotes: |Pair and discard v

Obr. 12 — Nastaveni vstupniho uzlu SPSS Modeler

Na obrazku (Obr. 12) je mozné vidét nastaveni uzlu pro vstup datového souboru. Kodovani
je nutné nastavit na UTF-8, aby souhlasilo s kodovanim datasetu. Dale je nutné oznacit, kde
se v datech nachazi novy fadek (zaskrtnuté policko Newline) ajakym zpusobem jsou
vzajemné oddéleny sloupce (v tomto pripadé stfednikem). Od tohoto momentu je datovy

soubor dostupny pro vSechny Upravy.

Upraven musel byt i sloupec ,.typ“. Tento sloupec obsahoval slou¢ena oznaceni deliktu
v jednom textovém fetézci. Kazdy delikt ma své oznaceni neboli tag. Tagy jsou definovany
tak, jak je vymezuje zakon. Tento tag jednoznacné urcuje podstatu daného deliktu. Tyto tagy
maji hodnotu fazenou vzestupné dle zavaznosti daného ¢inu. Napfiklad tag A je nasilna
trestna ¢innost, B jsou pozary az po Z — prestupky. Kazdy delikt mize byt oznacen nékolika
raznymi tagy podle své podstaty. Zaznam tedy muze obsahovat vice tagti najednou. Vsechna
tato oznaceni jsou sloucena v jednom fetézci jako hodnota sloupce typ. Napriklad, pokud
byla spachana trestna ¢innost nasilna zaroven s pozarem, bude mit zaznam o tomto deliktu
ve sloupci typ hodnotu A, B“. Kazdy delikt mize byt oznacen né€kolika tagy. Situace je

znazornéna v nasledujicich tabulkach.
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Tabulka 1 — Ukazka zaznamu o deliktu vietné oznacent typu v puvodni tabulce

id typ
1234 - A,B,Z
5678 A,D

Jak je znazornéno v tabulce (Tabulka 1), kazdy delikt mize mit vice oznaceni. PoCet tagti se
pohybuje mezi 2 az 19 tagy. V tomto formatu nebylo mozné s oznacenimi nijak pracovat,
a proto musela byt jednotliva oznaceni od sebe oddé€lena. Prvni zptsob odd€leni je naznacen

v nasledujici tabulce (Tabulka 2).

Tabulka 2 — Ukazka zaznamu o deliktu vietné oznaceni v upravené tabulce

id . typ_1 typ_2 typ_3
1234 . A B Z
5678 . A Z -

Timto zptusobem je mozné od sebe oddé¢lit jednotliva oznaceni. Problém je ale ruzny pocet
tagd pro jednotlivé delikty. Kdyby bylo potieba filtrovat naptiklad v§echny piestupky (pro
tento pfipad oznaceni Z), neni mozné urcit, ve kterém sloupci se ma dand hodnota nachézet.
Pokud by byla data filtrovana podle sloupce typ_2, jako prestupek by byl oznaCen pouze
delikt s id = 5678 a delikt s id=1234 by byl vyfazeny. Naopak, pokud by bylo filtrovano
podle sloupce typ_3, situace by byla opa¢na. Z tohoto diivodu bylo nutné data dale upravit,
aby bylo mozné data filtrovat bez opomenuti vSech tagu, kterymi je oznaCen. Situace je

znazornéna v nasledujici tabulce (Tabulka 3).

Tabulka 3 — Ukazka zaznamu o deliktu vietné oznaceni po transponovdni

id A B F Z
1234 1 1 0 1
5678 1 0 0 1

Data byla transponovana. Ze vsech hodnot, kterymi mtze byt delikt oznacen, byly vytvoreny
sloupce. Pro datovou reprezentaci byla pomoci t€chto sloupct vytvorena matice sousednosti.
Kazdy radek (zdznam) s deliktem byl tedy rozSifen o vSechny mozné tagy (pro tento

modelovy ptfipad A, B, F a Z) a hodnota sloupce byla nastavena na / pokud dany delikt
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obsahoval pfislusné oznaceni a hodnotou 0 pokud danym tagem oznacCen nebyl. Po této
uprave bylo mozné s daty efektivné a spravné pracovat. Pokud bylo naptiklad nutné filtrovat
vSechny prestupky jako v predchozim piipad€, staci nastavit podminku Z > 0, pak budou
vybrany vSechny radky matice, kde Z je rizné od 0 atedy se jedna o vSechny prestupky.
Vybér je pak nezavisly na vSech ostatnich oznacenich deliktu. Data byla restrukturalizovana

pomoci programu MS Excel.

Jednotlivé tagy maji hodnotu 1 az 102 podle typu daného deliktu. VSechny tyto tagy byly
v jednom textovém fetézci v ramci jednoho sloupce u kazdého zaznamu o deliktu. Jednotlivé
tagy od sebe byl oddéleny carkami. MS Excel nabizi moznost rozdélit textové fetézce do
jednotlivych sloupct, pokud je textovy fetézec konkrétnim zpusobem strukturovany.
V tomto piipadé byly jednotlivé tagy rozdéleny pomoci odd€lovace carka. Do matice byly
ptidany sloupce, v jejichz hlavic¢ce byly hodnoty 1 az 102, které reprezentuji tagy deliktu.
Pro kazdy sloupec byla definovana funkce IF (kdyz). Ta zkoum4, jestli na fadku v nové
vzniklych sloupcich po rozdéleni tagi existuje prava hodnota z hlavicky konkrétniho
sloupce. Pokud existuje, dany delikt m4 onen tag a hodnota sloupce je rovna 1, pokud tag

z daného sloupce neobsahuje, hodnota je rovna O (viz. Tabulka 3).

Cely takto upraveny radek je pak spojen do jednoho fetézce, ktery obsahuje pouze Cislice
1 a 0. Napriklad vznikly fetézec 10001101 ma tagy 1, 5, 6 a 8. Jednotlivé tagy jsou sefazeny
vzestupné podle zavaznosti. Ukolem této restrukturalizace bylo mj. také uréit dominantni
typ deliktu Cili nejzavaznéjsi tag. Hodnotu nejzavaznéjsiho tagu je mozné ziskat podle pozice
prvni Cislice 1 ve vzniklém fetézci. Funkce Najit vrati pozici prvniho vyskytu daného znaku

v fetézci. Pozice 1 v fetézci odpovida danému tagu.

5.1.2 Porozuméni datiim

Prvnim krokem je zakladni analyza dat. Tu poskytne uzel Data Audit, ktery slouzi
k zobrazeni né€kolika zakladnich charakteristik zaznamul, napi. jaké jsou datové typy
jednotlivych sloupct (proménnych), a také slouzi k odhaleni vlastnosti datasetu, napt. pocet

chybéjicich hodnot aj.

i Field Sample Graph Measurement Min Max Mean Std. Dev Skewness Unique Valid

[ x ’ & Continuous 14.960 15.132 15.056 0.019 -0.008 e 109112
@y ﬂﬂ]]l & Continuous 50.708 50.823 50.763 0.015 0.018 - 109112

Obr. 13 — Vystup z uzlu Data Audit
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Vystup z uzlu Data Audit (Obr. 13) zobrazuje tabulku s nékolika sloupci. Sloupec Field
oznacuje, ke které proménné z datasetu se vazou. Sample Graph ukazuje hruby nahled na
vzhled grafu této dané proménné. Jedna se o graf Cetnosti. Sloupec Measurement oznacuje,
o jaky typ proménné se jedna, v tomto pfipadé se jedna o proménnou spojitou (Continuous).
Uzel Data Audit ukazuje informace o proménnych x ay, tedy o zemépisné délce a Sitce.
Sloupce Min a Max uvadé€ji minimalni a maximalni hodnoty ze vSech, které se v datasetu
objevuji. Z toho vyplyva, Ze zkoumana oblast se nachazi mezi 14,96 ° az 15,132 ° vychodni
délky a 50,708 °© az 50,823 © severni §itky. Dle méfeni ma oblast 12,1 km od vychodu na
zapad a 12,78 km od severu k jihu. Sloupec Mean je pro pramér. Sloupec Std. Dev odpovida
smérodatné odchylce Normalniho rozdéleni a Skewness ukazuje Sikmost daného rozdé€leni.
Tyto dva sloupce vSak v tomto piipadé nejsou relevantni. Dulezity je sloupec Valid, ktery

ukazuje celkovy pocet zdznamu v datasetu. Ten Cini celkem 109 112 zaznami.

Relativni ¢etnost druht incidentt

Kradeze
4%

Jind majetkova
3%

Kradeze vloupanim
2%
Nasilna
1%

Podvody
1%

Prestupky \ Toxikomanie
87% \ 1%
\ Dopravni nehody
1%

Obecné nebezpecna
0%

Extremismus
0%

Pozéry vybuchy
0%

Graf 1 — Grafrelativnich cetnosti jednotlivych druhi incidentii

V grafu (Graf 1) je mozné vidét rozlozeni jednotlivych druhi incidentl v celém datasetu.
Typem cinu, ktery se vyskytuje nejcastéji, je ¢in spadajici do kategorie Prestupky. Celkem
tvori 87 % vsech incidentt. Kategorie Prestupky ma své jemn¢jsi déleni: prestupek v oblasti
dopravy, piestupek s pfitomnosti alkoholu ¢i jinych omamnych latek, prestupek proti
vefejnému poradku, prestupek proti majetku, ostatni prestupky (bez specifického zarazeni).

Rozdéleni jednotlivych druhti prestupka je zobrazeno v grafu (Graf 2).
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Relativni cetnost druht prestupki

Ostatni
10%
Proti majetku

15%

Verejny poradek

9%

Alkohol a toxické
latky

3% F

Graf 2 — Graf relativnich cetnosti druhii prestupkil

Doprava
63%

Dulezitym aspektem, ktery muze hrat velkou roli v prevenci, pfipadné predikci, incidentd,

je Cas. z hlediska ¢asu mohou (ale nemusi) byt incidenty nahodné rozmisténé. To je vSak

vhodné oveéfit.

Zaznamy o prestupcich jsou bohuzel zaznamenany jen mélce. U jednotlivych prestupkt

nelze urcit, o jaky konkrétni prestupek §lo. Pod oznaceni prestupek proti verejnému poradku

se fadi napfiklad ruSeni no¢niho klidu ¢i poskozeni turistické znacky apod. Z tohoto davodu

byly na doporuceni odborniky vytfazeny z datasetu.

Obr. 14 — Heat mapa trestnych Cinii v oblasti mésta Liberce (obdobi 2013-2019)
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Heat mapa (Obr. 14) je vystupem uzlu Heatmap v programu SPSS Modeler. Poskytuje
prvotni nahled na situaci ohledné rozlozeni trestnych ¢inti ve zvolené zemépisné oblasti.
Barva oznacuje (dle stupnice vpravo) hustotu deliktd v dané oblasti. Pomérné zietelné husta
oblast je v centru mésta. Vedle tohoto ohniska je pak zvyraznéno nékolik dalSich oblasti.
Vlevo nahote je mensi shluk v okoli nakupniho centra NC Gécko, vlevo dole okolo
nakupniho centra OC Nisa. Vpravo jsou zvyraznéné oblasti sidlist — vpravo nahote
Stary Harcov (okoli univerzitnich koleji), pod ni sidli§t€ Kunraticka a vpravo dole méstska
Cast Vratislavice nad Nisou. Nevybarvené oblasti maji v poméru ke zvyraznénym oblastem

vyrazn€ nizsi hustotu delikti.

5.2 RozSireni datasetu

Zakladni dataset poskytuje jen velmi malo informaci, které by mohly vést k efektivni
predikci kriminality. Jak napovidaji zminéné publikace na toto téma v resersi, je vice nez
zadouci zakladni dataset vhodnym zpasobem rozsitit o dopliujici data, ktera by mohla vést
k detailn&jsSimu porozumeéni vztahli mezi jednotlivymi daty v zakladnim datasetu. Data
mohou byt rizného druhu. V tomto pfipadé bohuzel nejsou znamé zadné dopliujici
informace o pachateli, demografickych aspektech nebo ekonomicko-zemépisnych
aspektech. Je tedy nutné vychazet pouze z dat vefejné dostupnych atéméf vylucné

geografickych.

5.2.1 OpenStreetMaps

Jednim z vefejné dostupnych zdroja s (nejen) geografickymi udaji je webova stranka
OpenStreetMaps (Allan 2022). Diky této webové strance je mozné nahlizet do zaznamu
globalni databaze open source projektu OpenStreetMap, jehoz hlavnim cilem je shromazdit
veskeré dostupné geografické informace ze vSech zemi, které jsou ochotné se projektu
zOcCastnit. Zminéna webova stranka je ale vyhradné prostfedkem pro zobrazeni a ma jen
velmi omezené moznosti exportu dat. Z predchozi kapitoly je znamé, ze zkoumana oblast se
nachazi mezi souradnicemi 14,960 °a 15,132 ° vychodni délky a 50,708 ° a 50,823 ° severni
Sitky. Takto velka oblast (cca 150 km?) je pro export ze zminéné stranky prili§ velka. Jsou
vSak dostupné dalSi nastroje, které poskytuji kompletni databazovy soubor se vSemi
geografickymi udaji, jako jsou uzly, cesty i relace. Webova stranka (OSMF Data Working
Group 2022) nabizi moznost stazeni kompletni databaze pro cely svét. Ta je bohuzel pro
ucely této prace zbytecné velka (112 GB) a jeji zpracovani by bylo pfili§ ¢asové narocné.

Nékolik stati vSak spravuje vlastni datovou oblast dané databaze, atak poskytuje
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databazovy soubor, ktery jiz obsahuje pouze data z daného statu. Neni poté nutné stahovat
soubor obsahujici cely svét, ale sta¢i jen soubor piislu§ného statu. V Ceské republice takovy
soubor poskytuje, spravuje a pravidelné¢ aktualizuje instituce Vysoké uceni technické v Brné

(VUT Brno 2022). Velikost tohoto souboru je pouze 770 MB.

Ackoliv je soubor dostatecné maly na to, aby prace s nim nebyla pfiliS ¢asové narocna,
obsahuje stale piili§ velkou oblast (izemi celé CR). Proto je nutné data dale extrahovat.

0« coz znamena, Ze je pro praci s nim poteba specialni program.

Soubor ma koncovku ,,pbf
K tomuto ucelu slouzi program Osmosis (Migurski 2020), ktery je zalozen, podobné jako
cely projekt, na principu open source. Program je urcen pro uzivatele operacniho systému
Linux, avSak existuje i verze pro uzivatele opera¢niho systému Windows. Program se
instaluje pomoci balicku v souboru s pfiponou ,,bat”. Program funguje pouze v textovém

rozhrani pfikazové radky jako terminal pro dotazy do databaze. Ta je vSak ulozena lokalné

ve zminéném PBF souboru.

D:\TUL\Studium\EF - SI\DP\Osmosis\bin>osmosis --read-pbf CR_big.osm.pbf --bounding-box
left=14.96 right=15.132 top=50.823 bottom=50.708 --write-xml liberec.xml
Led 17, 2022 5:48:01 ODP. org.openstreetmap.osmosis.core.0Osmosis run
INFO: Osmosis Version ©.48.3

Led 17, 2022 5:48:02 ODP. org.openstreetmap.osmosis.core.0Osmosis run
INFO: Preparing pipeline.

Led 17, 2022 5:48:02 ODP. org.openstreetmap.osmosis.core.0Osmosis run
INFO: Launching pipeline execution.

Led 17, 2022 5:48:02 ODP. org.openstreetmap.osmosis.core.0Osmosis run
INFO: Pipeline executing, waiting for completion.

Led 17, 2022 5:49:49 ODP. org.openstreetmap.osmosis.core.0Osmosis run
INFO: Pipeline complete.

Led 17, 2022 5:49:49 ODP. org.openstreetmap.osmosis.core.0Osmosis run
INFO: Total execution time: 107834 milliseconds.

Obr. 15 — Vystup z programu Osmosis

Na obrazku (Obr. 15) je mozné vidét zadani prikazu pro extrakci dané oblasti ze souboru,
ktery obsahuje informace o celé Ceské republiky. Program se spusti piikazem, ktery zagina
,,osmosis“, nasleduje ¢ast ptikazu, ktera udava, co je ukolem programu — , --read-pbf*
znamena, ze ma program oteviit soubor typu PBF. Poté nasleduje nazev dané¢ho souboru
,,CR_big.osm.pbf*, za nim nasleduje Cast ptikazu ,,--bounding-box“. Pomoci tohoto ptikazu
dojde k extrakci urcité oblasti, ktera je definovana parametry geografickych souradnic, a sice
zapadni, vychodni, severni ajizni hranice oblasti. Posledni cast pfikazu ,,--write-xml*
urcuje, co se ma s vystupem stat. v tomto ptipadé jde o zapis do XML souboru, jehoz nazev

je ,liberec.xml. s timto souborem je jiz mozné dale pracovat. Veskeré uzly, cesty a vztahy

¢ PBF — Protocol Binary Format, datovy format, ktery je alternativou ke XML
(Extensible Markup Language) (OSMF Data Working Group 2021)
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mezi nimi ztéto oblasti jsou piehledné ulozené v jednom malém souboru o konecné

velikosti 80 MB.

Soubor je kompaktni a dobfe strukturovany, neobsahuje vSak strukturu, ktera by byla dobte
zpracovatelna do takové miry, aby bylo jednoduché zné extrahovat potfebna data
(naptiklad vSechny autobusové zastavky se soutfadnicemi atd.). Nahled XML souboru je

vidét na obrazku (Obr. 16).

<?xml version="1.8"' encoding="UTF-8'2>
<osm version="0.6" generator="Osmosis ©.48.3">
<bounds minlon="14.96000" minlat="50.70800" maxlon="15.13200" maxlat="50.82300" origin="0.48.3"/>
<node id="73280136" version="3" timestamp="2011-09-22T11:44:28Z" uid="0" user="" lat="50.8181121" lon="15.8365272">
<tag k="source" v="HELP SERVICE - REMOTE SENSING spol. s r.o. http://www.bnhelp.cz"/>
</node>
<node id="73280474" version="6" timestamp="2014-12-18T21:52:07Z" uid="0" user="" lat="50.7798737" lon="15.0304471">
<tag k="source" v="HELP SERVICE - REMOTE SENSING spol. s r.o. http://www.bnhelp.cz"/>
</node>

Obr. 16 — Nahled XML souboru s daty

Z tohoto divodu bylo potifeba napsat jednoduchy program, ktery umozni pohodiné
extrahovat data zvoleného typu s vlastnostmi, které jsou zadouci pro doplnéni zakladniho

datasetu. Ukéazka kodu je vidét na obrazku (Obr. 17).

static void Main(string[] args)
ReadRecords();
Console.ReadKey();

}

static void ReadRecords()
P
XmlDocument doc = new XmlDocument();
int idnum = @;
doc.Load("D:\\TUL\\Studium\\EF - SI\\DP\\Mapa\\liberec.xml");
XmlNodelist nodes = doc.SelectNodes("nodes/node");
foreach (XmlNode node in nodes)

{

if (node.Name == "node")

{
if (node.HasChildNodes)

r

: B

foreach (Xmllode cnodes in node.ChildNodes)
{
if (cnodes.Attributes[@].Value == "highway" && cnodes.Attributes[1].Value == "bus_stop")
{
foreach (XmlNode cnodes2 in node.ChildNodes)
{
if (cnodes2.Attributes[@].Value == “"name")
idnum++;
Console.WriteLine(idnum + " " + node.Attributes[@].Value + " " + node.Attributes[5].Value + " " +
node.Attributes[6].Value + " " + cnodes2.Attributes[1].Value);
¥
¥
¥
3

Obr. 17 — Ukazka kédu vytvoreného programu pro extrakci dat
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Program byl nasledné doplnén o moznost exportu extrahovanych dat do datového souboru
typu CSV, ktery je mozné ptipojit k zdkladnimu datasetu (zakladni dataset je také ve formatu

CSV). S datovym formatem tohoto typu umi pracovat vétSina data miningovych softwara.

Ze zminéného souboru se vSemi daty z dané oblasti bylo pomoci tohoto programu
extrahovano celkem osm dopliujicich dataset — zastavky, restauracni zafizeni, hibitovy,
bankomaty, obchody, policie (policejni stanice), poSty a benzinky. VSechny dopliuyjici
datasety obsahuji informace o poloze ve stejném formatu jako =zakladni data,
tedy x a y zemépisné soutadnice. K soutfadnicim je vétsinou pripojen popis ve forme nazvu.
Datasety s restauracemi a obchody obsahuji jesté informaci o typu. Obchody mohou byt
napfiklad s elektronikou nebo potravinami. Restauracni zafizeni mohou byt restaurace,

kavarny, hospody a bary.

Tato data byla pouzita tak, aby ke kazdému zaznamu o deliktu byl pfifazen prave jeden
takovy zaznam. Jinymi slovy, aby kazdému deliktu byl pfifazen nejblizsi bod z daného

datasetu, tedy nejblizsi zastavka, nejblizsi bankomat apod.

Dataset_zakladrh@ g @_,_
/

Merge Derive Distinct dataset_doplneny.csv

[7

=
S
=
8

(a0

Dopln_dataset.csv

Obr. 18 — Stream pro nalezeni nejbliz§iho prvku danému deliktu

Stream (Obr. 18) se sklada celkem z Sesti uzl(i. Prvni uzly (nejvice vlevo) jsou uzly, které
nahraji datasety do prostfedi programu. Uzel Merge slouzi ke spojeni dvou ¢i vice datasetd
do jednoho na zaklad& zvolenych pravidel. Radky nové matice jsou tvoreny prinikem viech
deliktd z puvodniho datasetu a vSech moznosti z dopliuyjiciho datasetu. Situace a princip
spojeni datasetd jsou znazornény v nasledujicich tabulkach. Tabulky (Tabulka 4, Tabulka 5)
predstavuji modelové puvodni datasety pied spojenim. Tabulka (Tabulka 6) zobrazuje

vysledny dataset po spojeni uzlem Merge.
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Tabulka 4 — Modelovy dataset 1

Nazev Hodnota
A AA
B BB

Tabulka 5 — Modelovy dataset 2

Nazev Hodnota
C CC
D DD

Tabulka 6 — Modelova tabulka jako vystup uzlu Merge

1 Nazev 1_Hodnota 2 Nazev 2_Hodnota
A AA C CC
A AA D DD
B BB C CC
B BB D DD

Pokud jeden dataset ma m fadkt a druhy dataset ma n fadkd, pak vysledna datova matice ma

mxn tadka.

Uzel Derive slouzi k vytvoreni nového sloupce v datové matici pomoci vypoctu z jiz
existujicich sloupct. V tomto piipad€ je pridan sloupec vzdalenost. Vzdalenost je vypoctena
jako vzdalenost dvou bodi mezi pozici deliktu a pozici pfislusného bodu (bankomat,
obchod apod). Pro redlnou hodnotu v mérnych jednotkach je nutny piepocet. Hodnota

sloupce vzdalenost 0,001160666 piiblizné odpovida vzdalenosti 100 m.

Uzel Distinct slouzi k vytazeni fadka datové matice, pokud spadaji do néjaké skupiny. Uzel
je nastaven tak, aby data seskupil podle vSech sloupcti, kromé vypoctené vzdalenosti. Ta pak
slouzi k sefazeni vzniklé skupiny vzestupné. S nastavenim ,,include only the first record in
each group® vynecha vsechny fadky kromé prvniho v dané skupiné. To znamena, Ze je
ponechan pouze fadek s nejnizsi hodnotou vzdalenosti v€etné informace, k jakému bodu je
tato vzdalenost nejmensi. Postupné jsou takto pfidany vSechny dopliujici datasety, ¢imz se

zjisti, k jakému bodu (zastavce, obchodu apod.) ma dany delikt nejblize.
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5.2.2 Hydrometeorologické udaje

Dalsim zpasobem, jak rozsifit dataset, je pfidat informace o hydrometeorologickych
podminkach, které panovaly v den, kdy k deliktu dolo. Server www.chmi.cz (CHMU 2022)
poskytuje zdznamy o pocasi pro konkrétni stanici zpétn€ az do roku 1961. Pro ucely této
prace byly vybrany zaznamy o prumérné teploté vzduchu, tlaku, relativni vlhkosti, thrnu

srazen a poctu hodin slune¢niho svitu na uzemi Liberce.
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Obr. 19 — Spojeni datasetu s delikty a pocasim

V tomto pripadé (Obr. 19) je uzel Merge pouzit jinym zpusobem. Data s poCasim obsahuji
datum, stejné jako dataset s delikty. Spojeni probéhlo na principu ,,inner join“ — spojeni na
zakladé shodné hodnoty. Pro kazdy tadek s deliktem je vyhledan takovy radek v datasetu
s poCasim, kde datum deliktu odpovida datu s pocasim. Nasledné jsou data o pocasi
pfipojena k deliktu. Vysledny pocet fadka se nezméni, pocet sloupct je navysen o pocet

pfidanych proménnych, v tomto pfipade o pét sloupcu.
5.2.3 QGIS

Dalsim moznym zpusobem, jak rozsifit dataset, je vyuzit schopnosti a moznosti programu
QGIS, ktery spada do rodiny programti GIS. Tento program obecné slouzi k praci s mapami
a mapovymi vrstvami. Program jako takovy je schopny pracovat s rozsahlou Skalou dat.
Velmi dobré a uziteCné je spojeni svySe zminénym OpenStreetMaps. Na rozdil od
predchoziho pfipadu extrakce jednotlivych zaznami o bodech umi program QGIS
z databaze vyextrahovat také oblasti, tzv. polygony. Témito polygony jsou popsany plosné

geografické utvary. Jedna se typicky o louky, pole, moktady apod.

Do programu QGIS je pro praci s OSM nejprve nutné doinstalovat doplnék, ktery je schopny
zachazet s OSM databazi. Tento doplnék se jmenuje QuickOSM. Hlavni funkci dopliiku jsou
dotazy do databaze ve forme zadosti o poskytnuti néjaké konkrétni informace. Data v OSM

databazi jsou bud’ bodové, nebo plosné. VSechny zdznamy maji své atributy a jejich hodnoty.
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Vyhledavani v databazi pak probiha na zakladé atributu (klice) a hodnoty daného atributu.
V tomto piipadé€ poslouzi k rozsitfeni datasetu informace, zda byl dany trestny ¢in spachan
v ramci rezidencni ¢tvrti nebo napf. v prumyslové zoné. Atribut, ktery se tyka tohoto tfidéni,
se nazyva landuse, neboli typ uziti dané plochy. Kazdy atribut ma vlastni seznam moznych
hodnot daného atributu. Zptsob, jakym se voli parametry daného dotazu, je zobrazen na
nasledujicim obrazku (Obr. 20):

Key Value Add Delete

1 landuse v IQ 3 3 v | gb =

farmland =
farmyard |
flowerbed

forest

garages

grass
greenfield

ireenhouse_horticulture

landfill [~
Obr. 20 — Volba parametrii dotazu v QuickOSM

V ramci jednoho dotazu je mozné pouzit vice vnorenych dotazi. V tomto piipade€ byl zvolen
kli¢ landuse a jeho hodnota residential, ktera oznacuje rezidencni oblast, a industrial, ktera
oznacuje prumyslovou zonu. Vysledkem dotazu je pak nova vrstva nad ptivodni mapou,
ktera obsahuje polygony (mnohouhelniky), které vymezuji dané oblasti. Ukazka mapy po

spusténi dotazu je v nasledujicim obrazku (Obr. 21):
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Obr. 21 — Ukazka vystupu dotazu QuickOSM

Na obrazku (Obr. 21) jsou zobrazeny polygony obou typt oblasti. Zluté polygony oznaduji
prumyslové oblasti, tyrkysové polygony oznacuji rezidencni Ctvrti. NevyznaCené oblasti
jsou jiného typu vyuziti, napt. Skola, les, obecna plocha apod. Informace o polygonech, tedy
jejich polohy a vymezeni oblasti, je pak mozné exportovat do souboru typu shapefile, se
kterym je mozné dale pracovat v jinych programech, jako napiiklad software KNIME. Na

zakladé takto exportovanych polygont 1ze ke kazdému zaznamu doplnit informaci, zda byl
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delikt spachan v reziden¢ni oblasti, primyslové zoné, ¢i jiné dalsi. V tomto piipadé se jedna
pouze o tyto dva typy oblasti. K pfifazeni oblasti kazdému zaznamu byl pouzit software

KNIME s vyuzitim rozsifeni Palladian a ESRI Shapefiles.

Latitude/Longitude
File Reader to Coordinate

|]+|r > >

Node 23 Node 22
Shapefile Coordinate
Polygon Reader Row Filter CSV Writer
> »
SHP My
= = 7
Node 15 Node 17 Node 18

Obr. 22 — Workflow z programu KNIME — vyuZiti polygonil

Za timto ucelem byl sestaven workflow (Obr. 22). Workflow ma dva vstupni uzly. Prvni
uzlem je File Reader, ktery slouzi k nahrani datasetu (v tomto ptipadé dataset se zdznamy
o trestnych ¢inech). Tento dataset je zdrojem geografickych znacek — kazda pro jeden trestny
&in. Druhym vstupnim uzlem je uzel Shapefile Polygon Reader. Ukolem tohoto uzlu je na&ist
a zpracovat soubor ve formatu shapefile, ktery obsahuje geometrické udaje o polygonech
danych oblasti. Tento soubor je vystupem z diive zminéného programu QGIS. Za uzlem File
Reader nasleduje uzel Latitude/Longitude to Coordinate. Tento uzel prevadi data ze sloupct
xay, coz jsou zpohledu programu pouze Cisla, na geografickou polohu s konkrétni
zemeépisnou Sitkou a délkou. Tento krok je nutny pro spravnou praci s geografickymi daty.
Data po této uprave spolu se zpracovanymi polygony putuji do uzlu Coordinate Row Filter.
S pomoci tohoto uzlu je mozné vyfiltrovat, které trestné ¢iny svou polohou spadaji do oblasti
daného polygonu. Jinymi slovy zachova pouze ty zaznamy, které byly spachany na izemi
dané oblasti. Pomoci uzlu CSV Writer je pak vytvoren novy csv soubor, ktery jiz obsahuje

pouze tyto trestné Ciny.

Postup je opakovan dvakrat — jednou pro polygony rezidencnich oblasti a jednou pro

prumyslové zony. Pomoci MS Excel jsou pak oba soubory spojeny a kazdému ¢inu jsou
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ptidany ptiznaky residential (0 nebo 1) a industrial (0 nebo 1) podle toho, do které oblasti
spadaji. Na zakladé teéchto znacek je vytvoren dalsi sloupec zone_type, ktery méa hodnotu
prumyslova zona* pokud industrial = 1, , rezidencni oblast“ pokud residential = 1. Pokud
jsou oba parametry rovny 0, pak ma sloupec zone_type hodnotu ,,jina*. Tato informace muze

poskytnout nahled na to, jaka oblast pfitahuje jaky typ trestné Cinnosti.

Obr. 23 — Vyobrazeni trestnych cinii, zabarvenych podle oblasti

Na mapé (Obr. 23) jsou zobrazeny trestné Ciny vcetné zabarveni podle piislusnosti do dané
z6ny. Tyrkysova je opét rezidencni oblast, zluta je primyslova zéna a rizova reprezentuje

vSechny ostatni typy oblasti.

5.2.4 DalSi moznosti

Vedle vySe zminénych zdroji informaci existuje cela fada dalSich, které by mohly
poskytnout nové informace pro rozsifeni pavodniho datasetu. Jednim znich je server
data.gov.cz (Ministerstvo vnitra Ceské republiky 2022). Na tomto je mozné najit riizné

datové sady z mnohych Ceskych ufadd a ministerstev.
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Dalsim  moznym  zdrojem je  webova  aplikace na  principu  GIS
systému — marushka.liberec.cz (Geovap 2008). Tato aplikace poskytuje néahled do
vSeobecnych datovych sad mésta Liberce, jako jsou naptiklad urbanistické studie, rozdéleni
do méstskych ¢asti, sit’ verejného osvétleni apod. Zakladni nevyhodou aplikace je ale fakt,
ze se z ni neda exportovat zadny druh dat. Z tohoto divodu neni mozné data pouzit pro

rozSifeni datasetu.

Na technické univerzité v Liberci je provozovan vlastni vyzkumny server, ktery poskytuje
oteviené datové sady. Server lze nalézt na adrese opendata.tul.cz (Fakulta pfirodovédné-
humanitni a pedagogicka TUL 2021). Tento server bohuzel obsahuje zatim jen 19 datovych

sad, ze kterych ani jedna neposlouzi ucelu této prace.

Existuje vice dalSich moznych zdroja, jako je napfiklad server data.mpsv.cz
(Ministerstvo  prace a  socialnich  v&ci  2022) nebo server data.cssz.cz
(Ceska sprava socialniho zabezpe&eni 2022), piipadn& www.czso.cz (Cesky statisticky Gfad
2022). Bohuzel, stejné jako predchozi pfipady, neposkytuji data relevantni vzhledem
k pfipadu této prace. Pokud uz obsahuji data, ktera by byla relevantni, bohuzel jsou
lokalizovana pouze na urovern kraju, maximalné okrest. Vzhledem k faktu, ze data, kterymi
se tato prace zabyva, se nachéazi pouze v oblasti jednoho okresu (Liberec), nejsou takova

data pfinosna.
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6 Pripadova studie

Tato kapitola se vénuje analyzam rozsifeného datasetu a nékterym zajimavym ptipadim,
které byly odborniky doporuceny k prozkoumani.

v

6.1 Cas

Vyobrazeni na Casové ose muze poskytnout zakladni nahled na vyvoj trestné ¢innosti. Z této
analyzy je mozné zjistit, jaky je trend trestné ¢innosti na daném tzemi.
Pocet incidentl dle kalendarniho roku
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Graf 3 — Pocet deliktii v jednotlivych letech 2013-2019

Z grafu (Graf 3) je patrné, ze ve zkoumaném intervalu vrcholila kriminalita v roce 2017. Od
tohoto roku trend klesa. V letech 2013 a 2014 je pocet deliktti vyrazné niZ§i nez v ostatnich
letech. To je zptisobeno nizsi mirou zadavani zaznamu o deliktech do systému. Realny pocet
deliktl takto vyrazné€ nizsi nebyl, jen o nich nejsou zaznamy v systému, ze kterého dataset

pochazi.

Zajimavou anomalii jsou prudké poklesy kriminality v letech 2020 a 2021. To je zptisobeno
dvéma pricinami. Obé pficiny jsou vuzkém vztahu s propuknutim pandemie viru
COVID - 19. Prvni je, ze volny pohyb obyvatel byl zna¢n€ omezen, coz znamena mén¢ aut
na vozovkach, méné lidi ve meéstech atd. Dusledkem tohoto bylo snizeni poCtu pfilezitosti
ke spachani trestného ¢inu. Druhou pfi¢inou bylo také vyhlaseni nouzového stavu. Pokud je
vyhlaSen nouzovy stav, vSechny trestné sazby jsou prisnéj§i. Nutno také nezapominat na

fakt, ze mnoho provozoven bylo uzavieno a v urcitych hodinach byl zékaz vychazeni. To
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zpusobilo do jisté miry zastraseni delikventt a nasledné vedlo ke snizeni miry kriminality.
z tohoto divodu byly z datasetu vyfazeny vSechny zaznamy, které se staly v letech 2020
a2021.
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Graf 4 — Relativni pocet deliktii v zavislosti na dni v tydnu

Z pohledu Casu se také nabizi analyza zavislosti po¢tu deliktd na dni v tydnu. To je
zobrazeno na grafu (Graf 4). Z grafu je zietelné, Ze nejvyssi pocet delikta se stava v pondéli.

Naopak, o vikendu je pocet deliktd vyrazné nizsi.

V navaznosti na predchozi graf je zajimavé prozkoumat vyvoj této zavislosti u jednotlivych

vybranych typt deliktd (Graf 5).
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Graf 5 — Graf relativnich cetnosti vybranych trestnych cinii dle dne v tydnu
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Na grafu (Graf 5) je mozné vidét nékolik zajimavych anomalii. Kradeze jsou bézné ve vSedni
den, zatimco o vikendu je jich vyrazné¢ méné. Nasilna trestna €innost je naopak pomérné
konstantni béhem celého tydne. Zajimavou anomalii je také vyrazny pocet vloupani
v pondéli. Oproti dal§im dnim je pocet vloupani v pondéli vyssi o vice nez 30 %. Loupez

ma tyto anomalie dvé, a sice v pondéli a ve stiedu.
Hypotéza

Graf (Graf 4) napovida, Ze rozdé€leni poctu trestnych ¢int v tydnu muaze byt zavislé na tom,
zda je vSedni den ¢i vikend. Je vhodné ovéfit, zda je tato hypotéza i statisticky vyznamna.

K jejimu ovéfeni byl pouzit program STATGRAPHICS 18.

Nejprve je nutné data rozdélit do vybértu. Jedna proménna je kategorialni (v§edni den nebo
vikend) a druha proménna kardinalni (pocet trestnych ¢inti v daném dni). Z davodu
zpresnéni vypoctu byla data rozdélena podle dni v letech 2016 az 2019. Hodnoty jsou
zapsany v nasledujici tabulce (Tabulka 7). Poéty trestnych ¢int o vikendu odpovidaji
poctim trestnych ¢inti spachanych v sobotu nebo v nedéli. Pocty trestnych ¢int ve vSednich

dnech odpovidaji poctim trestnych ¢inti spachanych ve dnech pondéli az patek.

Tabulka 7 — Rozdéleni poctu trestnych Cinit vikend/vSedni den

Vikend | 350 290 287 238 302 297 306 290
‘Vsedni 456 449 435 421 437 409 451 369 439 362 442 370 427 394 351 393 468 399 367 338

den

Nulova hypotéza zni, jestli je primérny pocet trestnych ¢ind spachanych o vikendu stejny
jako pramérny pocet trestnych ¢ina spachanych v pracovnich dnech. Jelikoz se jedna o dva
nezavislé vybéry a je testovana vyznamnost rozdilu dvou priméra, hypotéza je ovérena

pomoci dvouvybérového t-testu.

Nejprve je otestovana shoda rozptylt pouzitych vybéra. Shoda je ovéfena pomoci F-testu.

Tabulka 8 — Smérodatna odchylka a rozptyl vybéri

Vikend Vsedni den
Pramér 295,0 408,85
Vybérova smérodatna odchylka 30,6175 39,1021
Vybérovy rozptyl 937,429 1528,98
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V tabulce (Tabulka 8) jsou vypsany charakteristiky obou vybérti. Pomér mezi vybérovymi
rozptyly je 937,429 /1528,98 =0,613109. Tato hodnota je také hodnotou testové statistiky F.
Interval spolehlivosti pro pomér rozptyla je [0,20962; 2,74851] a P-value = 0,52314. Paklize
P-value > 0,05 (hladina vyznamnosti), nezamitame nulovou hypotézu o shod¢ rozptyld. To

zde plati, predpoklad t-testu je splnén.

Dal§im predpokladem t-testu je, zZe oba vybéry pochdzeji z normalniho rozdéleni. K ovérent,
zda jednotlivé vybéry mohou pochazet z normalniho rozdéleni, je pouzit Shapiro-Wilkav

test, ktery ma testovou statistiku W.

Hypotéza, ze data pochézeji z normalniho rozdéleni, je zamitnuta, pokud hodnota testové
statistiky W je mensi, nez tabelovana hodnota pro danou hladinu vyznamnosti (0,05).

V nasledujici tabulce (Tabulka 9) jsou zobrazeny vysledky testu pro oba vybéry.

Tabulka 9 — Vysledky Shapiro-Wilkova testu normality

W Statistika P-Value
Vikend 0,886561 0,217324
Vsedni den 0,941989 0,26139

Vzhledem k tomu, ze P-value je u obou vybéra vétsi, nez hladina vyznamnosti (0,05), nulova
hypotéza neni zamitnuta ani v jednom ptipadé. Rozdéleni obou pouzitych vybéra je mozné

povazovat za normalni.

Oba predpoklady t-testu jsou splnény aje tedy mozné ho pouzit k ovéfeni hypotézy.
Hypotéza predpoklada, ze stfedni hodnota poctu trestnych ¢int spachanych o vikendu se
nelisi od stiedni hodnoty poctu trestnych ¢int spachanych v pracovnich dnech. To je nulova
hypotéza. Jako alternativni hypotéza je zvolena ta, ze o vikendu je tento primér nizsi nez

v pracovni dny.
HO ... py = uy
HI .. H1 < Ho

Kriticky obor je v tomto piipadé t < t,(n; +n, —2) tedy t < tg,05(8 + 20 — 2). Testova
statistika # musi byt men§i nebo rovna hodnoté —1,706. Vypoctenad ¢ statistika je

rovna —7,35359.
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Jelikoz —7,35359 < —1,706 a vypoétena P-value je 4,135 % 1078 < 0,05, tudiZ je na
hladiné vyznamnosti 0,05 zamitnuta hypotéza o shod¢ stfednich hodnot aje pfijata
alternativni hypotéza. O vikendu je spachano v priméru méné trestnych ¢int nez ve

vSednich dnech.

6.2 Vztah dat k rozSireni

Tato kapitola se zabyva vztahem puvodnich dat k rozsifujicim informacim, které byly

doplnény v kapitole 5.2.
6.2.1 Zemépisna poloha a vzdalenosti

S pomoci OpenStreetMaps byly ziskany informace o urcitych mistech na mapé, jako jsou
zastavky, bankomaty, restauracni zafizeni, obchody apod. Vzajemna poloha téchto mist
a trestnych Cind by mohla vysvétlit podstatu né€kterého druhu trestné Cinnosti. Z polohy
jednotlivych zaznama a vSech zminénych mist byly spoteny vzdalenosti kazdého Cinu
k nejbliz§imu zastupci dané kategorie. Zakladni myslenka byla takova, ze néktery typ trestné
¢innosti bude naptiklad blize k bankomatim (kradeze) nebo k restauracim (nasilna trestna
¢innost). Za timto ucelem slouzi v SPSS Modeleru uzel Means, ktery porovna prameéry

nékolika vybranych proménnych.

Field KradeZe KradeZe vioupanim | Majetkova TC Masilna TC Toxikomanie Impartance
vzdalenost_zastavka_m | 159.9074783855 157.3531772841| 1582377015367 | 160.2070857780 151.87359087...| 0.4110416987
[*] Unimportant

vzdalenost_shop_m 2152242697012 2179300619246 2145099910171 222 4704197226 202.04913302...| 02926014864
[=] Unimpaortant
vzdalenost_rest_m 324 535588881 3391879308306 3312742072498 3535694353928 33353084613, 0.7272024821
[=] Unimpaertant
vzdalenost_posta_m 593.0466T723766 5843797216169 5827601656042 5951629265796 581.06243478...| 02116831647

[*] Unimportant
vzdalenost_hrbitov_m 1052 5286374206 1068.6824682309 1043 27258722712 1055 3568816, 1058.5373223. . 0.27R33126685
[=] Unimpaortant
vzdalenost_fuel_m G603 4360666461 588 0612845260 601.8189126393 612 4977615579 577.30509480.. 0 625612055
[=] Unimportant
vzdalenost_bankomai_m| 577.5377826812 586.3227037097 ) 578.3806872408 590.2068788351 557.28079103...| 02158302544
[=] Unimportant

Obr. 24 — Tabulka porovnani vzdalenosti dle typu tresmé Cinnosti

V tabulce (Obr. 24) je mozné vidét porovnani prumérnych vzdalenosti k jednotlivym
mistim. Vybrano bylo pouze pét nejCetnéjsich skupin trestnych ¢ina. Jednotlivé hodnoty
jsou uvedeny v metrech [m]. Jak je z tabulky mozné vidét, priméma vzdalenost vSech typu
trestné Cinnosti ke vSem vybranym mistim (bankomat, posta, ...) se vzajemné vyrazné
neli§i. Jinymi slovy, zadnad ztestovanych proménnych nevykazuje tak velké rozdily

v prumeérnych hodnotach, aby se dana proménna dala prohlasit za defini¢ni pro druh trestné
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¢innosti, resp. druh trestné cinnosti neni mozny hodnotou dané proménné rozlisit. Rozsireni
datasetu vtomto sméru tedy nebylo pfiliS pfinosné sohledem na lepsi vysvétleni

jednotlivych druha trestné Cinnosti.

6.2.2 Pocasi a hydrometeorologické udaje

Neékteré studie (Reichhoff 2017) naznacuji, Ze by mohl existovat vztah nékterych druha
trestné Cinnosti k pocasi, zejména k teploté. Dataset byl rozsifen o udaje o pocasi, které
panovaly v den spachani daného trestného ¢inu. Jedna se o teplotu vzduchu, thrn srazek,

relativni vlhkost vzduchu, dobu slunecniho svitu a tlak.

Field KradezZe Kradeze vloup. | Majetkova TG Masilng TC Toxikemanie Impaortance
teplota [FC]| 9.0532200603 9.0755320896 8.9750861079 91756097561  B.86580064516 0.0749243608
[=] Unimportant
tlak [hPa] |969.0478213200 969.1976716418 969.4475315729 9569.1752613240 968.7791935484 | 07857301210

[=] Unimportant

uhrn_srazek [mm] 212460948200 1.9511641791 20548794489 23398954704 22243548387 05800854817
[=] Unimportant

vihkost [%e] 73.0465881063 728507462687 73.1833141982) 73.0069686411 72.9064516129| 0.0449998175
[=] Unimportant
slunce [h] 44904357358 44341492537 44960322235 46321428571 4.5124193548| 01670961370

[=] unimportant

Obr. 25 — Tabulka porovnani udajii o pocasi dle typu trestné cinnost

Ve vystupu zuzlu Means (Obr. 25) vprogramu SPSS Modeler je vidét porovnani
pramérnych hodnot proménnych, které nesou udaje o pocasi. Primeéry téchto hodnot jsou
rozdéleny dle typu trestné cCinnosti. Sloupec Importance ukazuje hodnotu vypoctené
statistiky. Podobné jako v prfedchozim piipadé se vzdalenostmi byly vSechny proménné
oznaceny jako nedulezité. Rozdily v primérech vSech proménnych nejsou dostateéné velké,
aby popisovaly jednotlivé druhy trestné ¢innosti a vzajemne¢ je od sebe odliSovaly. Z tohoto

divodu nebylo toto rozsifeni datasetu pfinosné.

6.2.3 Oblasti a zény

Jednotlivé zaznamy byly obohaceny o informaci, zda byly spachany v primysloveé,
reziden¢ni nebo jiné oblasti. To muze napiiklad podat informaci, jestli kazda z téchto zon
pritahuje vice néjaky konkrétni typ trestné Cinnosti. Nejprve je vhodné zobrazit rozlozeni

v danych zonach. Rozlozeni je zobrazeno v nésledujicim grafu (Graf 6).
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Graf 6 — RozlozZeni trestnych Cinii dle oblasti

Z grafu (Graf 6) je patrné, ze vétSina (67 %) trestnych Cint byla spachana v rezidencni

oblasti, zatimco mizivé minimum (6 %) bylo spachano v primyslovych oblastech.

Zakladni myslenka tohoto postupu je odhalit, zda néjaky typ oblasti pfitahuje néjaky druh
trestné Cinnosti vice nez jiné oblasti. K tomu miize poslouzit zobrazeni relativnich Cetnosti
jednotlivych typtu trestné cCinnosti podle typu oblasti. Toto rozlozeni je zobrazeno

v nasledujicim grafu (Graf 7).
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Graf 7 — Rozdéleni relativnich cetnosti dle typu oblasti

Z grafu je mozné vidét, ze v ramci jednotlivych oblasti jsou vSechny druhy trestné Cinnosti
spiSe rovnomérné rozlozené. Jedinym rozdilem, ktery i tak neni prilis signifikantni, je pocet
kradezi vloupanim. Z grafu vyplyva, ze relativni pocet tohoto druhu trestné ¢innosti je lehce
zvyseny v oblastech primyslovych zon. Zadny z rozdil ale neni piili§ markantni natolik,
aby se zavislost dala prokazat. V tomto sméru tedy rozsifeni datasetu o oblasti nebyl pfili§
pfinosny.
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6.3 Konkrétni pfipady

Tato kapitola se zabyva konkrétnimi pfipady, které byly odbornikem doporuceny

k prozkoumani.
6.3.1 Hrbitovy a jejich okoli

Vétsina deliktt je zavisla nejen na Case, ale také na jejich zemépisné poloze. V tomto piipade
se jedna o priuzkum delikt v okoli hibitovli v navaznosti na den v roce. Zakladni teze je, zda
se pocet deliktl v okoli hibitovii n€jak zasadné méni beéhem roku. Hibitovy jsou vétsinou
odlehla, Spatn€ osvétlend amalo hlidand mista. Takova mista kriminalitu pfitahuji.
V urcitych obdobich roku ale pfitahuji pozornost i vétsi Casti obyvatel, jako naptiklad v dobé
Dusicek (2.11.) ¢i v obdobi Vanoc (23.-26.12.). V této dobé mnoho lidi navstévuje hroby
svych blizkych. To by teoreticky mohlo mit za nasledek zvyseni poctu deliktt v dané oblasti.

Graf (Graf 8) na nasleduyjici strané zobrazuje ¢asovou osu dni béhem roku a pocet deliktt
v oblasti 400 m od hibitova. Tato vzdéalenost je zvolena, protoze soufadnice hibitova je vzdy
umisténa uprostied hibitova. Hibitovy jsou ruzn€ velké, vzdalenost 400 m zabezpeci, Ze se

jedna i o okoli hibitova, ne pouze o jeho vlastni oblast.

Ackoliv je pocet deliktd v roce proménlivy, ukazuje zietelné Spicky v obdobi 29.10. az 5.11.
a pak v obdobi 17.12. az 24.12., tedy obdobi té&sné pifed Vanocnimi svatky. To podporuje
pavodni tezi. Nejvyssi hodnoty poctu deliktt jsou 4.11. (14 deliktd) a 18.12. (13 deliktd).

Odlehlost hodnot lze ovéfit pomoci medianovych soufadnic. Ty se vypocitaji

nasledovné (4):

N (x; — Xo,5) “4)
madl ™ (1,483 x MAD)

Pricemz MAD je median absolutnich hodnot odchylek od medianu. Pokud je hodnota X
vétsi nez 3, pak je dana hodnota odlehla. Pro hodnotu 13 je xmaai rovna 3,03439, pro hodnotu
14 je xmaai rovna 3,371544. Obe tato Cisla jsou vétsi, nez 3. Dané hodnoty lze povazovat za
odlehlé. Pocet trestnych ¢ind spachanych v obdobi pietnich svatka je oproti zbytku roku

skutecné zvyseny.
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Graf 8 — Casova osa poctu deliktii v okoli hbitovii v zavislosti na dni v roce
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6.3.2 Kradeze vozidel

Jednim z nejbé€znéji rozsitenych druht kradeZi jsou kradeze vozidel. Vozidla mohou byt
kradena z nékolika diivodu, at’ uz je to pro osobni potiebu zlodéje, pro nouzové feseni v dané
situaci, na dal§i preprodej, na zakazku ¢i na nahradni dily. V zasad€ se rozdéluji na dva
zakladni typy — kradeze motorovych a nemotorovych vozidel. Motorova vozidla se dale d¢li
na dvoustopa a jednostopa. Dvoustopymi motorovymi vozidly se mysli osobni automobily,
nakladni vozy apod. Jednostopymi motorovymi se mysli pfevazné motocykly. Mezi
nemotorova vozidla se fadi jizdni kola. Jednotlivé druhy kradezi mohou byt zavislé na
raznych veli¢inach. Jednim takovym faktorem muze byt naptiklad den v mésici. Nahled na

situaci muze poskytnout nasledujici graf (Graf 9):

Kradeze dvoustopych motorovych vozidel

2 v

Mésic
~

10

11
12 e

Den v mésici

Graf 9 — Mapa hustoty krddezi dvoustopych motorovych vozidel

Na grafu (Graf 9) je zobrazeno rozlozeni kradezi dvoustopych motorovych vozidel napfic¢
mésici a dny v daném mésici. Cim tmavsi je barva, tim vy3si je poCet kradezi daného typu.
Z grafu vyplyva, ze nejméné kradena jsou vozidla v dob€ letnich prazdnin (6. a 7. mésic
v roce). To miaze byt zpisobeno dvéma faktory. B€hem prazdnin jsou lidé na dovolenych,
tim padem je méné aut v provozu. Druhym faktorem je pak fakt, ze je déle svétlo. Zajimavou
vychylkou je 19. prosinec, tedy tésné pied Vanoci. V tydnu pied Vanoci je obecné vySsi
pocet vyjetych automobilt, coz zvySuje Sanci ke kradezi. Dopliujicim faktorem je
vseobecny shon a stres lidi, coz muze vést ke zvysSeni nepozornosti a nedbalosti naptiklad

na uzamceni vozidla.
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Obr. 26 — Heat mapa kradezi dvoustopych motorovych vozidel (obdobi 2013-2019)

Pred Vanoci je pocet automobili v provozu zvySeny hlavné z divodu piedvano¢nich
nakupu. Z tohoto divodu by se vétsi pocCet kradezi automobili mohl vyskytovat v okoli
nakupnich center. Heat mapa (Obr. 26) ale tuto tezi, vzhledem k rozmisténi kradezi, vyvraci.
ZvySena Cetnost je v oblasti centra mésta a pak okoli nakupniho centra Gécko. Vedle téchto

mist se ale kradeze vyskytuji i v oblastech, které s nakupy nesouviseji.
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Kradeze jednostopych motorovych vozidel
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Graf 10 — Mapa hustoty kradezi jednostopych motorovych vozidel

Na grafu (Graf 10) je zobrazena mapa kradezi jednostopych motorovych vozidel. Z grafu je

patrné, ze kradeze tohoto typu jsou méne¢ Cetné. Kradeze téchto vozidel jsou spise ojedinglé.
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Graf 11 — Mapa hustoty kradezi jizdnich kol

Grafu (Graf 11) zobrazuje mapu kradezi jizdnich kol. Cim tmavsi je barva, tim etn&jsi jsou
kradeze. Tmavsi souvisla oblast je v dobé od 10. do 24. bfezna. Toto obdobi byva po zimé
prvni, kdy je vice slunecno a tepleji. Pocet vyjetych kol je tedy zvySen a s tim i poCet kradezi.
Dal$i velmi tmava oblast je pak na podzim v zafi a fijnu. Nejtmavsi oblast je okolo 14. fijna.
V této dobé byvaji v roce posledni slunné a teplé dny, kdy lidé cht&ji pred zimou jeste vyjet
na kolo. To znamena opét vyssi pocet vyjetych kol a s tim spojenych kradezi. Graf (Graf 12)

pak zobrazuje prumérnou teplotu v mésici fijnu.
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Graf 12 — Prumérnd denni teplota v mésici Fijnu

Z grafu (Graf 12) je vidét, ze okolo 14. fijna je skutecné v primeéru nejvyssi teplota. Od
tohoto data zaCina teplota postupné klesat. Jedna se tedy opravdu o jedny z poslednich

teplych dni v roce.
6.3.3 Kradeze na osobach v okoli post

Jednou z nejohrozenéjSich skupin jsou lidé v dichodovém véku. Vzhledem k jejich
zvyklostem jich vétSina neni zvykla vlastnit a pouzivat bankovni ucty. Tim, Ze nevlastni
bankovni ucet (vétsina), jsou odsouzeni k vyplaté dichodu v hotovosti. Dichod ve forme
hotovosti byva zasilan na postu, kam si pro n€j doty¢na osoba musi dojit. Vedle post muze
byt také zaslana do socialniho zafizeni dlouhodobého pobytu. Tento piipad ale nebude
zkouman. Clovék v diichodovém véku, ktery obdrzi jisty obnos penéz v hotovosti, se miize
stat potencialni obéti kradeze v dob€, kdy penize vyzvedava. Z tohoto divodu je vhodné

prozkoumat vyskyt trestnych ¢inli kradezi na osobé v blizkém okoli post (do 500 m).

Diichod je v Ceské republice vyplacen v sudych dnech mésice v obdobi od 2. dne v mésici
do 24. dne v mésici. Vétsina jich je ale vyplacena v obdobi mezi 10. az 15. dnem mésice.
Pokud vyplata pfipada na sobotu, je vyplacena v patek. Pokud pfipadd na nedéli, je
vyplacena az v pondéli. Vzhledem k oteviraci dobé post a podstaté vyplaty dachodu byly
tedy dny sobota a nedéle vytazeny.
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KradeZe na osobach v okoli post (500 m)
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Graf 13 — Graf zavislosti poctu krdadezi na osobdch v okoli post (500 m) a dni v mésici

Z grafu (Graf 13) je vidét, ze v obdobi mezi 10. az 13. dnem v mésici je pocet kradezi na
osobach zvysSeny. Pavodni myslenku o zvySeném poctu kradezi z divodu vyzvedavani
dichodut to ale nepotvrzuje. V druhé poloviné meésice je pocet kradezi velmi podobny.
Vhodnym doplnénim dat by bylo zahrnuti podstaty kradeze — jestli byla penézni nebo
materialni. Rozsifeni by mohlo pomoci identifikovat, zda je kradez spojena s diichodem ¢i
nikoliv. Dal§im vhodnym doplnénim by mohla byt také ¢astka, ktera byla v pfipade penézni
kradeze odcizena. Pomoci ¢astky by se dalo rozhodnout, zda Slo o penézni obnos mensiho

charakteru nebo o narazovou velkou ¢astku, ktera by byla odlehlou hodnotou.

6.3.4 Bary a hospody

Bary ahospody jsou bezpochyby zafizeni, ktera svou podstatou trestné Ciny piitahuji.
Hlavnim divodem nachylnosti ke spachani trestnych cind je jednoznacné prodej
a konzumace alkoholickych napoju. Prodej a konzumace alkoholu mohou byt podpoteny
také uzivanim drog ajinych omamnych latek. Tato kombinace obecné snizuje pud
sebezachovy abofi socialni bariéry, takze ijinak stabilni jedinec muze inklinovat ke
spachani trestného Cinu. Restauracnich zafizeni typu bar je v Liberci celkem 17 a hospod je

celkem 35.

Je vhodné prozkoumat, jaky typ trestné ¢innosti bary a hospody pfitahuji. Z datasetu byly
vyfiltrovany ty piipady, které maji jako nejbliz§i restauracni zafizeni pravé bar nebo

hospodu. Z nich pak byly vybrany ty, které jsou do vzdalenosti 100 m od daného zafizeni.
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Paret(v diagram - trestné ¢iny v okoli barti a hospod
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Graf 14 — Paretitv diagram trestnych cinil v okoli hospod a bari

Na Paretové diagramu (Graf 14) jsou vyobrazeny relativni Cetnosti trestnych ¢int, které byly
spachany do vzdalenosti 100 m od baru ¢i hospody. Kumulativni kiivka (Cervend) pomaha
rozhodnout, které ¢iny jsou z hlediska Cetnosti nejb&zngjsi. Ciny jsou rozdéleny do tii
skupin. Skupina A (tmavé zelené) jsou Ciny, jejichz relativni Cetnost je >7 %. Tyto Ciny se
v okoli barti a hospod vyskytuji nejcastéji. Dalsi skupina B (stiedné zelené) jsou Ciny, jejichz
relativni ¢etnost se pohybuje mezi 3 % a 7 %. Treti skupina C (svétle zelené) maji relativni
Getnost od 1 % do 3 %. Ciny, které maji relativni Eetnost pod 1 %, jsou zahrnuty jako ostatni,

nebot’ jsou spiSe ojedinélé.

Nejdalezit€jsi jsou skupiny A a B. Z diagramu (Graf 14) je patrné, ze se jedna pievazné
o ruzné druhy kradezi. Mezi kradezemi jsou dvé vyjimky — ostatni formy toxikomanie

veetné prestupkll a pak trestné Ciny proti verejnému poradku.

Rozlozeni jednotlivych trestnych ¢inti se ale mize lisit podle toho, jestli byly spachany
v okoli baru nebo hospody. Z toho mize vyplynout, Ze jeden typ zafizeni pfitahuje konkrétni

typ delikta spiSe, nez druhy a naopak. Situace je znazornéna na nasledujicim grafu (Graf 15).
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Graf relativnich cetnosti trestnych &ind - bary a hospody
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Graf 15 — Graf relativnich cetostt TC dle barii a hospod zvldst

Z grafu (Graf 15) je patrné, Ze u obou typu restauracnich zafizeni dominuje trestny ¢in
kradeze na osobach. V ostatnich trestnych Cinech se uz pomérné riizni. Bary (svétle zelena
barva, nahote) pritahuji kromé kradezi obecné spisSe Cinnost rusivou. Oproti hospodam se
zde objevuje vytrznictvi (bez mravnostniho charakteru). Naopak hospody kromé béznych
trestnych Cint pfitahuji také trestnou Cinnost neobvyklou, ktera je spojena s uzivanim
a drzenim drog. O tom vypovidaji trestné Ciny ostatni formy toxikomdnie vcetné prestupkii
a také nedovolend vyroba, drzeni a prodej omamnych ldtek a jedii. To mize byt nasledkem
nékolika ruznych faktord. Je nutné podotknout, Ze v centru mésta jsou hospody a bary
pomérné blizko usebe ajednotlivé oblasti vokoli téchto restauranich zafizeni se

prekryvaji, coz mize zpusobit zkresleni vysledki.

V ramci této analyzy by bylo mozné oznacit nejhorsi bar a hospodu z hlediska trestné
¢innosti. To by vSak bylo v rozporu s ochranou osobnich udaju a zaroveri mohlo poskodit

dobré jméno daného zafizeni.
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6.4 Hledani ohnisek (hotspotua) kriminality

V ramci této kapitoly je provedena data miningova uloha. Tato uloha se zamétfuje na

odhaleni ohnisek, tzv. hotspott, kriminality v oblasti mésta Liberce a jeho blizkého okoli.

6.4.1 Porozuméni problému

Hledani hotspott, tedy ohnisek kriminality, je jedna z data miningovych uloh, ktera muze
policii pomoci k optimalizaci rozmisténi hlidek. Cilem je odhalit takova mista, kolem
kterych je Cetnost vyskytu trestné Cinnosti vyssi. To muze polozit zaklad k analyze a definici
charakteru danych mist. Na zaklad€ zjisténych informaci je pak mozné sestavit optimalnégjsi

mapu pro kontrolu kriminality.

Ke hledani hotspoti vyskytu trestnych ¢inti 1ze pouzit n€kolik riznych algoritmi. Trestné
¢iny jsou ve svém charakteru geograficka data. K analyze geografickych dat se pouzivaji
dva typy algoritmi — algoritmy zalozené na miizce a algoritmy zalozené na hustoté. Prave
algoritmiim zalozenych na hustoté se vénuje tato kapitola. Jako dva zastupci tohoto druhu
byly vybrany algoritmy DBSCAN a jeho vylepSena verze HDBSCAN. Cilem je odhalit
vhodnost téchto algoritmi, a hlavné jejich optimalni nastaveni parametrt, které poskytne

nejlepsi vysledky pfti hledani shlukti kriminality.

K ovéfeni uspesnosti €1 vhodnosti daného nastaveni neexistuje vhodna metrika, ktera by
mohla poskytnout nezavislou a robustni informaci. Proto je vhodnost ovéfena pouze pomoci
srovnani nalezenych shlukti s mapou. Jako vhodné nastaveni bude povazovano takové, které

dle usudku autora vytvoii nejvice smysluplné vysledky vzhledem k pohledu na mapu.

6.4.2 Porozuméni datim

Nejprve je nutné ziskat zakladni prehled o datasetu. Dataset je pfevzaty po predchozich
upravach a nékteré jeho charakteristiky jsou predstaveny v predchozich kapitolach. Hledani
ohnisek je geografickd uloha. Stézejnimi proménnymi pro tuto ulohu jsou tedy pozice
trestnych ¢ind ve formé€ zemépisnych soufadnic x a y. Zakladni charakteristiky vstupnich

proménnych jsou zobrazeny v nasledujicim obrazku (Obr. 27).

Field Sample Graph Measurement Win Max Mean Sid. Dev Skewness Unigue | Valid

3 10d & Continuous 119767 14920332 9284747 12033 22872812067 ... -0.2163634726 = 11219
& x [|h & Continuous 14.9642400000 15.1263500000) 15.0571860790) 0.0173220745 0.1226307856 - 1219
&y i:[l] & Continuous 50.7181500000 50.6229800000) 50.7623157162 00136427583 -0.0577355746 = 11219

Obr. 27 — Charakteristika proménnych x a y
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Sloupce Min a Max ukazuji minimalni a maximalni hodnotu dané proménné. V tomto
pfipadé je oblast vymezena mezi 14,96 °az 15,132 ° vychodni délky a 50,708 °© az
50,823 © severni §itky. Sloupec Mean ukazuje primérnou hodnotu proménnych. Hodnoty

v tomto sloupci 1ze oznacit za stied oblasti.

Jak jiz bylo zjisténo v kapitole 6.2, rozsifujici idaje nebyly pfinosné, a proto byly pridané
proménné z datasetu odstranény. Dataset ma po této upravé pouze 8 proménnych. Jejich

nazvy a vlastnosti jsou popsany v nasledujici tabulce (Tabulka 10).

Tabulka 10 — Proménné datasetu

Nazev proménne Typ Popis

1_id Spojita Unikatni identifikator trestného ¢inu

X Spojita Hodnota soutfadnice — vychodni délka

y Spojita Hodnota soutfadnice — severni Sitka

date Spojita Datum zaznamu spachani trestného ¢inu

dominant_type Spojita Nejzavaznéj§i typ trestného ¢Cinu daného
zaznamu

dominant_type_group | Spojita Rodina, do které spadd nejzavaznéj§i typ

trestného ¢inu daného zaznamu

dtg_name Nominalni Néazev rodiny, do které spada nejzavazné&jsi typ

trestného ¢inu daného zaznamu

label Nominalni Slovni popis nejzavaznéjsiho typu trestného Cinu

daného zaznamu

6.4.3 Priprava dat

V datasetu se po upravach v predchozich kapitolach nachazi 11 219 zaznama o deliktech.
Data jsou podle typu trestné ¢innosti rozdélena do skupin. Zastoupeni jednotlivych skupin

je zobrazeno v nasledujicim grafu (Graf 16).
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Yalue Proportion % Count
KradeZa | 32.53 3649
Majetkova TG 23.29 2613
KradeZe vioupanim____ | 14.93 1675
MNasilnd TC 10.23 1148
Podvody ] G.89 773
Toxikomanie ] 553 G20
Dopravni nehody 7] 3.38 380
Obecné nebezpetnal 152 171
Extremismus ] 132 148
PoZary a vibuchy] 0.37 42

Graf 16 — RozloZeni druhii trestné cinnosti

Trestné Ciny ze skupiny podvody jsou svou podstatou z hlediska geografické polohy obtizné
predikovatelné a zpravidla nejsou vazané na polohu. Proto jsou z datasetu vyfrazeny.
Dopravni nehody jsou ovliviiovany celou fadou faktort a jejich vyzkum neni predmétem
této prace, a proto jsou z datasetu také vyfazeny. Obecné nebezpeCna trestna Cinnost,
extremismus a pozary a vybuchy jsou v datasetu spiSe vyjimecné a jejich Cetnost je velice
nizka. O jejich rozmisténi se da predpokladat, Ze je spiSe nahodné. Z tohoto divodu jsou

z datasetu také vyrazeny. Celkovy pocet zaznamu v novém datasetu je 9 705.

Odbornici upozornili, ze nékdy dojde k pofizeni zdznamu o deliktu az na misté policejni
sluzebny. Zaroven se muze stat, ze je dany trestny ¢in nahlasen na policejni sluzebné. V obou
téchto pripadech je k zaznamu pfipojena zemépisna poloha dané sluzebny. Tento fakt muze
zkoumani zavislosti vyskytu trestnych ¢inti na zemépisné poloze zkreslit. Takové zaznamy
je tedy nutné z datasetu také vyradit. Vyrazeny jsou tedy zaznamy, u nichz je proménna
vzdalenost_police mensi nez 0,000232, coz odpovida priblizné vzdalenosti 20 m. Celkovy

pocet takovych zaznamt je 470. Po jejich odebrani ma novy dataset celkem 9 235 zaznamu.

6.4.4 Modelovani

V této kapitole jsou analyzovany oba vySe zminéné algoritmy. Nejprve je zkouman
algoritmus HDBSCAN v prostredi programu SPSS Modeler a poté algoritmus DBSCAN
v prostiedi programu KNIME. U obou je provedeno nékolik testti s riznym nastavenim

s cilem odhalit to nejvhodné;si pro zvoleny dataset.
HDBSCAN

Algoritmus HDBSCAN je, zalozen na hustoté. V zdkladu mé dva parametry, které jsou
sté€zejni pro tvorbu shlukd. Tyto parametry jsou Min Cluster Size a Min Samples. Oba
parametry jsou zkoumany zvlast. Parametr Min Cluster Size v podstaté oznacuje minimalni
pocet prvku ve shluku, ktery je povazovan za shluk. Jinymi slovy, v tomto pfipadé znamena
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Min Cluster Size minimalni pocet prvku, od kterého je dany shluk povazovan za hotspot.

Parametr Min Samples je &islo, které oznaduje konzervativnost algoritmu. Cim vyssi je toto

Cislo, tim konzervativngjsi je rozhodnuti, zda jde o shluk nebo ne. To znamen4, ze ¢im vySsi

je toto Cislo, tim vice dat je prohlaSeno za Sum. Se zvétSujicim se ¢islem Min Samples roste

hustota nalezenych shlukd.

Nejprve je testovano nastaveni hodnoty Min Cluster Size, tedy optimalni Cislo, u kterého 1ze

predpokladat, ze nalezne hotspoty kriminality. Parametr Min Samples byl tedy ponechan

roven 0 (nejméné konzervativni) a meénén byl parametr Min Cluster Size. Nejprve byly

zkoumany hodnoty 100 a 200. Jejich vysledkem ale byly pfilis velké shluky (jednotlivé ¢iny

byly v ramci shluki velmi daleko od sebe). Nékteré shluky se takto rozkladaji na plose

s polomérem 1 vétSim, nez 1 km. Situace je zndzornéna v nasledujicim obrazku (Obr. 28).
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Obr. 28 — Prehled clusterit HDBSCAN pri Min Cluster Size = 100
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Bylo tedy odhaleno, ze 100 neni nejlepsi hodnota. Dale proto byly postupné vyzkousSeny

hodnoty 10, 20 a 30. Vystup z algoritmu pro vSechna nastaveni je zobrazen v nasledujicim

obrazku (Obr. 29).
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Z jednotlivych testii vyslo najevo, ze Min Cluster Size roven 10 je mala hodnota, protoze
vytvori prili§ jemné shluky. Davod je zobrazen v obrazku (Obr. 29), ¢ast A v Cerveném
krouzku. Oznacena Cast je jedno sidlisté. Jako shluky jsou tedy oznaceny tii razné panelové
domy v ramci jednoho sidli§té. Opacna situace je znazornéna v Casti C v Cerveném krouzku.
Hodnota Min Cluster Size rovna 30 naopak vytvafi pfili§ velké shluky. Dana oblast ma
rozlohu vice nez 1 km. Z tohoto divodu se jevi Min Cluster Size = 20 jako nejvhodné&jsi

hodnota. Parametr Min Samples tedy bude testovan pfi této hodnoté¢.

V piipadé testovani parametru Min Samples byly nejprve provedeny testy s velmi malymi
hodnotami (Min Samples = 1). Ty vedly k pfili§ jemnému rozdéleni shlukli. Naopak velké
hodnoty (Min Samples = 100) zptsobyly slouceni shlukti do velkych, které spolu vzajemné

uzce sousedi. Vysledek je mozné vidét na obrazku (Obr. 30).
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Obr. 30 — Prehled clusterit HDBSCAN pri Min Cluster Size = 20, Min Samples = 100

Nastaveni pak bylo upraveno a otestovany byly postupné hodnoty Min Samples = 10, 30,
a 50. Vysledky téchto testd jsou pak zobrazeny na dalsim obrazku (Obr. 31).

82



%0
o
Yy Bo ! e l“&"g y o s RS8R
5076 G§°°°s%§° 1:‘ ! “fé" 5076 %mq’ﬁ‘% u%ﬁp &75:-'
o o o ¢ -
¢ ¥a 3 & " :“"%‘;: FoR Y ¢ $% o & W £ ofe,
T BN T e
Dy@% 8g° o] éa 5,80 8o e e o £ ”D%kg e e
.ﬂ"n o o g A &9- " oo
5076+ o i'\%@% ng %M.'ﬁg‘ﬁq’ 2’55%% 5076+ e._ 5:#;;: ég) §§,§% °§3%&?§
& Yo mey e s b
gttt W E il s O R
> % v 5 g ® 4% S o,
| g & Q’Dga Dg.% @5 Pee u"?,‘-ag% n B R .,:-.. WoTh 565
3074 g ?2) Py 3074 Rgegﬁ oo
. g %& ¥ o% U%a :
1505 1510 1504 1508 1508 1210
X

X
Min Samples = 10

Min Samples = 30

Obr. 31 — Prehled clusterit HDBSCAN pri Min Cluster Size = 20, Min Samples = 10, 30, 50

5077

50.757

50.747

T
1502

T
15.04

T T
1506 1508

X
Min Samples = 50

T
1510

83




Jak je vidét z obrazku (Obr. 31), hodnota Min Samples = 10 vytvafi pfili§ jemné shluky
v ramci jednoho viditelného shluku. Naopak hodnota Min Samples = 50 slucuje nékteré

shluky do prilis velkych shluka, které nepoukazuji na konkrétni oblast.

Ze zjisténych testi vyplyva, ze optimalnim nastavenim uzlu HDBSCAN v SPSS Modeler
pro tento pfipad je Min Cluster Size = 20 a Min Samples = 30.

DBSCAN

DBSCAN je jednim ze zastupcu algoritmu zalozenych na hustoté. Je to jeden z mnoha
algoritmu, které jsou svou podstatou vhodné k analyze geografickych dat. Oproti
HDBSCAN vyzaduje vy$s§i uroveni znalosti daného problému. DBSCAN ma také dva
zakladni parametry — Minimum Points a Epsilon. Minimum Points je parametr, ktery urcuje
minimalni pocet prvka ve shluku, aby byl vytvofen shluk. Epsilon oznacuje vypoctenou
vzdalenost mezi prvky, které tvofi shluk. Prakticky to znamena, Ze tzv. core point se stava
ten bod, ktery ma do vzdalenosti Epsilon alespont Minimum Points bodd. Hrani¢ni bod
shluku, tzv. border point, je takovy, ktery je do Epsilon vzdalenosti od core point, avSak
nemd Minimum Points v Epsilon vzdalenosti od sebe. VSechny ostatni body jsou
povazovany za Sum nebo odlehlé hodnoty. Epsilon je vtomto pfipadé pocitan jako
Euklidovska vzdalenost (vzdalenost dvou bodu v soufadném systému). Pokud je Epsilon
nastavené prili§ velké, budou vSechny body v datasetu zatfazeny do jednoho shluku. Pokud
bude naopak Epsilon piili§ malé, nebude vytvoren zadny shluk a vSechny body budou

oznaceny jako Sum.

Na obrazku (Obr. 32) je vidét workflow z programu KNIME s vyuzitim komponenty
DBSCAN.

File Reader Row Filter Row Filter Row Filter Row Filter Row Filter Row Filter
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Obr. 32 — Workflow z programu KNIME s vyuzitim DBSCAN
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Na zacatku workflow jsou provedeny upravy popsané v Casti , Priprava dat“. Prvni stézejni
komponentou je Normalizer. Komponenta DBSCAN totiz pracuje s normalizovanymi daty
(zemépisna poloha je pfemapovana na rozsah 0.0 az 1.0). Komponenta Numeric Distances
pak vypocita Euklidovské vzdalenosti mezi v§emi prvky a poskytne je jako matici. Tato data
putyji do DBSCAN. Kvili normalizaci je nasledné nutné prepocitat i vzdalenost. Jako
vychozi je pocitana vzdalenost 100 m, pro niz odpovida Epsilon = 0,00794. Jako vychozi
nastaveni parametri zde bylo vyuzito zjisténi o velikosti shluku z pfipadu s HDBSCAN.
Minimum points je tedy nastaven na 20 a je hledano optimalni Epsilon. Prvni test prob¢hl
s parametry Epsilon = 0,007945 a MinPts = 20. Bohuzel, pro toto nastaveni bylo zjiSténo, ze
neni nalezen zadny shluk. V druhém piipadé bylo Epsilon = 0,01589, coz odpovida
vzdalenosti 200 m. Vystup z komponenty je vidét v nasledujicim obrazku (Obr. 33).
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Obr. 33 — Prehled shlukiit DBSCAN pro MinPts = 20, Vzddlenost 200 m

Z tohoto zjisténi vyplyva, ze DBSCAN pottebuje trochu jiné nastaveni nez HDBSCAN.

Proto byla vyzkousena rizna nastaveni.
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34 — Prehled shiukii z DBSCAN pri riizném nastaveni




Na obrazku (Obr. 34) je mozné vidét vysledky nékolika riznych nastaveni algoritmu
DBSCAN. Testy probéhly s nastavenim o poctu prvku shluku (fadky; 50 a 100 prvka) a pro
razné vzdalenosti (sloupce; 50, 100 a 200 m). Z obrazku plyne, ze nejslibnéjsi nastaveni jsou
pro MinPts = 50 a vzdalenost 50 a 100 m. Nastaveni 50 m by odpovidalo, pokud by cilem
bylo odhalit ohniskovou budovu kriminality. Nastaveni 100 m je vhodné&jsi spiSe pro

identifikaci oblasti se zvySenou kriminalitou.

6.4.5 Evaluace

Parametry modelt byvaji v praxi Casto voleny odborniky na danou problematiku. Volbé
parametrti také prispiva zkuSenost nejen s modelovanim, ale hlavné s realnou situaci.
V tomto piipad¢€ byly parametry voleny nahodné, pouze s ohledem na charakter vytvorenych

shlukd. Cilem bylo také porovnat dva pouzité algoritmy.

V nasledujicim obrazku (Obr. 35) jsou porovnany vystupy dvou nalezenych nejslibnéjSich
nastaveni obou algoritmu. Nékteré shluky nalezly oba algoritmy shodn€, v drtivé vétsin€ se
ale lisi.

DBSCAN (KNIME) HDBSCAN (SPSS Modeler)
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Obr. 35 — Porovndni vystupu algoritmiit DBSCAN a HDBSCAN

Algoritmus DBSCAN vyzaduje dobrou znalost problematiky, hlavné piehled
o vzdalenostech v modelovaném prostoru. DBSCAN ma oproti HDBSCAN velikou
nevyhodu v tom, ze shluky jsou pomoci fixnich parametrti hledané napfi¢ celou oblasti. To
mj. zpuisobuje, Ze se zménou parametri se nekteré shluky postupné bud objevuji, nebo
naopak jiz objevené mizi (podobné, jako kdyz se zveda hladina mofe — ostrovy se objevuji

amizi). To je hlavni vyhodou napfiklad v problémech, u kterych jsou jasné Spicky.
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V piipadé hledani hotspotd kriminality, kdy je hustota proménliva a Spicky jsou rizné
vysoké, je vhodngjsi algoritmus HDBSCAN diky svému charakteru hierarchie. Algoritmus
totiz po nalezeni zfetelnych shlukti vyhledava shluky i v oblastech s nizsi hustotou, nez ma
hlavni shluk. Vyhledava je do doby, dokud spliiuji pozadavky parametra. Paklize je
nespliiuje, oznacuje prvky za Sum. Tato vlastnost je velikou vyhodou praveé pti zkoumani dat
o kriminalité, ktera je pachana ve mésté, kde je ruzna hustota osidleni, rtizna hustota
vetrejnych komunikaci, pohybu lidi aj. Vzhledem k promeénlivé hustoté téchto faktort je
skoro nutné predpokladat, ze i vyskyt trestné ¢innosti bude mit proménlivou hustotu. Tento

fakt algoritmus HDBSCAN pravé zohlediiuje.
6.4.6 Vyuziti vysledki

Vysledky obou algoritmi je mozné vyuzit k identifikaci mist se zvySenym poctem
spachanych trestnych ¢int, a tak odhalit ohniska kriminality. V takovém pftipade je mozné
podniknout kroky k jejimu snizeni. Vedle tohoto pfipadu je ale vhodné nalezené shluky

podrobit hlubsi analyze, ktera by mohla vést k lepSimu pochopeni trestné innosti.

Jednim ze zpasobu, jak provést hlubsi analyzu vytvorenych shluku, je zjistit, ¢im je dany
shluk typicky, resp. vyjimecny oproti ostatnim. Takovou charakteristikou mize byt
napiiklad odhaleni nejcastéji se vyskytujici trestné Cinnosti pro kazdy shluk. Toto hledani
bylo uskute¢néno v prostiedi programu KNIME. Workflow je zobrazen v nasledujicim

obrazku (Obr. 36).
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Obr. 36 — Workflow s urcenim nejcastéjsi TC v ramci shlukit

Na zacatku workflow je nutné nahrat soubor s pfifazenymi shluky z pfedchozi kapitoly.
Stézejni je spodni vétev ve workflow. Po nahrani komponentou File Reader putuji data do

komponenty GroupBy (na Obr. 36 ¢ervené oznaCena). Tato komponenta slouzi k seskupeni
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dat dle zvoleného sloupce ak nasledné agregaci seskupenych dat. Nejprve jsou data
seskupena podle sloupce SHDBCluster. Komponenta seskupi data do fadka podle hodnot
v daném sloupci. V tomto pfipad€ vzniklo 50 shlukt (viz. Obr. 35). Seskupenim tedy vzniklo
50 tadkt. Po seskupeni pfijde agregace. Komponenta nabizi né€kolik zpisobt agregace.
Nejvhodnéjsim zpusobem je agregace podle jiného sloupce, v tomto pfipad€ podle sloupce
dtg_name. Tento sloupec miZe obsahovat pouze pét hodnot (dle typu TC) — kradeze, kradeze
vloupanim, majetkova TC, nasilna TC a toxikomanie. Data byla seskupena podle shluki
a agregovana podle sloupce dtg_name. V ramci agregace je mozné pouzit nékolik zptisobu
v zavislosti na hodnotach ve sloupce, dle kterého se agreguje. V tomto piipadé nejCastéjsi
trestnou Cinnosti v kazdém shluku je pravé modus sloupce dtg_name pro kazdy shluk.
Jinymi slovy, pro kazdy radek nové matice (shluk) je nalezen modus hodnot ve sloupci
dtg_name. Komponentou Joiner je pak spojena nove vznikla matice s pavodni matici, kde
je ke kazdému zaznamu o trestné Cinnosti pfidana hodnota zjisténého modu. Prinikem je
zde pfislusnost zaznamu ke clusteru zjedné tabulky a ndzev clusteru znové tabulky.
Zaznamy jsou pak zobrazeny v obrazku (Obr. 37). Shluky jsou zabarvené podle modalniho
druhu trestné cCinnosti. Jako modalni byly odhaleny pouze dva — kradeze (zelené)

a majetkova trestna ¢innost (¢ervena).
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Obr. 37 — Shluky se zabarvenim podle nejcastéjsi trestné cinnosti
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7 Doporuceni

V ramci piipadové studie jsou overeny ¢i vyvraceny nékteré mozné zavislosti, které v datech
mohou existovat. Nejprve jsou data analyzovana z hlediska ¢asu. Pocet trestnych ¢int je

vyrazné nizsi v letech 2013 a 2014. To je zpusobeno mensim poctem zaznamu v systému.

V roce 2020 propukla pandemie viru COVID-19, coz zplsobilo znacny pokles kriminality
a z tohoto divodu byly vSechny zaznamy od data 1. ledna 2020 z analyz vytazeny. Dale pak
bylo prozkoumano rozlozeni trestnych ¢int v tydnu. Bylo zjisténo, Ze pocet trestnych ¢int
spachanych o vikendu je mensi, nez pocet Cind spachanych v pracovni dny. Pomoci
statistické hypotézy je mozné ovéfit, zda je tento rozdil statisticky vyznamny. Na hladiné
vyznamnosti 5 % byla zamitnuta hypotéza o shod€ priméri a je pfijata alternativni hypotéza.

O vikendu je spachano primémé méné trestnych ¢int nez ve vSedni dny.

Dalsi Cast prace se vénuje oveérovani ¢i vyvraceni nékterych moznych pfipada. Prvni takovy
pfipad je teze, jestli je v okoli hibitovii zvySena kriminalita v dobé pro hibitov vyznamnych
dna v roce. V grafu (Graf 8) jsou zietelné $picky v poctu trestnych ¢int ve vzdalenosti do
400 m od hibitova v obdobi na zacatku listopadu a ke konci prosince. To podporuje fakt, ze
je kriminalita v okoli hibitova je skute¢né zvySena v obdobi, kdy je hibitov navs§tévovan
frekventovangji. Z tohoto divodu je vhodné oblasti v blizkém okoli hibitovi kontrolovat

frekventovangji.

Dalsim pfipadem je zjiSténi mozné zavislosti mezi datem a kradezemi vozidel. Bylo zjisténo,
Ze motorova vozidla dvoustopa jsou nejvice kradena v tydnu pied Vanoci, coz mize byt
zpusobeno zvySenou fidi¢skou aktivitou v dobé predvanocnich nakupt. Kradeze
jednostopych motorovych vozidel jsou spisSe ojedin€lé a zadné konkrétni vztahy mezi jejich
kradezemi a datem nebyly nalezeny. U kradezi jizdnich kol bylo zjisténo, ze pocet kradezi
je zvySen v obdobi biezna a pak v obdobi zafi a fijna. Bfezen je doba, kdy zacinaji byt prvni
hezké dny, a tak lidé zacinaji po zimé vice jezdit na kole. Se zvySenym poctem vyjetych
jizdnich kol se zveda i1 pocet jejich kradezi. Naopak na podzim jsou v fijnu posledni dny,
kdy je pted zimou hezké pocasi. Plati stejny piipad, jako v bfeznu. ZvySeny pocet kol ma za
nasledek zvySeny pocet jejich kradezi. Na zakladé tohoto zjisténi by bylo vhodné zvysit
pocet hlidek. Toto doporuceni je ale vhodné k diskusi. Pro policistu je téméf nemozné zjistit,
zda kradeZ probiha & probéhla, proto piimy vliv na kriminalitu neni mozny. Ucel hlidek

v této dobé je spiSe odstrasujici. Tim se mysli nepfimo potencialniho pachatele odradit.
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Dalsi myslenkou, ktera byla prozkoumana, jsou kradeze na osobach v okoli post v dobé
dichodu. Lidé v dichodovém véku jsou pro pachatele snadnéjsi cile. Mnoho starsich lidi
nepouziva bankovni Gcty, a proto si pro své dichody musi chodit na postu. Dichody nejvice
chodivaji v dobé mezi 10. a 15. dnem mésice. Byla prozkoumana oblast ve vzdalenosti do
500 m od vsech post. Pokud je teze spravna, mél by v této dobé byt pocet kradezi na osobé
zvySeny. Graf (Graf 13) skute¢né naznacuje zvyseny pocet kradezi v tomto obdobi. Teze ale
neni jednoznacné potvrzena, nebot’ v druhé poloviné meésice se objevuji velké vykyvy.
Doporuceni, které vzeSlo z této analyzy, je pfidani informace, jestli dand kradez byla
materialni nebo penézni. Penézni kradeze budou s kradezi diichodd souviset, materialni
nikoliv. To by mohlo vést k izolaci kradezi dichodi. Dale by bylo vhodné ziskat skute¢na
data ohledné vybéru dichodii na postach. Mohlo by tak byt napiiklad odhaleno, ze hlavni
dobou pro vybér dichodi neni obdobi mezi 10. a 15. dnem mésice. Vedle informace o typu
kradeze (penézni nebo materialni), by vhodnym doplnénim byl i vék obéti. To by mohlo vést
k lepsi izolaci delikti, v nichZ jsou obétmi napf. seniofi. Obecné v této problematice figuruje

vice faktord, které by zminéna doporuceni mohla omezit.

Existuji oblasti, které kriminalitu pfitahuji vice nezjiné. Z tohoto divodu byly prozkoumany
oblasti v blizkosti barti a hospod. Tato restauracni zafizeni, vzhledem ke svému charakteru,
kriminalitu logicky pfitahuji. Konzumace alkoholu a omamnych latek ma na kriminalitu
zasadni vliv. Pomoci Paretova diagramu (Graf 14) byly identifikovany nejbéznéjsi typy
deliktt, které byly spachany do 100 m od baru ¢i hospody. Je zfejmé, Ze nejbéznéjsim typem
je né&jaky druh kradeze. Typy trestnych ¢ina se nepatrné odlisuji podle toho, jestli byly
spachany v blizkosti baru nebo hospody (Graf 15). Ve vét§iné jsou si vycty podobné.
Rozdilem je, Ze bary pfitahuji vice vytrznosti, zatimco hospody pfitahuji trestné Ciny spojené

s drogami, jako je toxikomanie ¢i nedovolené drzeni omamnych latek.

Dal§im doporucenim, které by mohlo vést k vétsi uspéSnosti data miningu v prevenci
kriminality, je pfesnéjsi Casovy udaj zaznamu. S odborniky bylo konzultovano, ze jednotlivé
zaznamy nemaji nutné piesny ¢asovy udaj ohledné hodin. Pokud bude ¢asovy udaj presnéjsi,
muze to vést k lepsi identifikaci urCitych trestnych ¢ina (den/noc, odpoledne/dopoledne

apod.).

Dale bylo zjisténo, ze popis prestupkt neni dostatecné jemny. Pod oznaceni prestupek proti

vefejnému poradku se fadi naptiklad ruseni nocniho klidu ¢i poskozeni turistické znacky.
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Z divodu nedostate¢né hloubky popisu musely byt piestupky z datasetu vytrazeny. Pokud

budou prestupky popsany detailnéji, bude mozné je 1épe analyzovat, ptipadné predikovat.

Dal$im moznym zlepSenim je zapis typu kradeze v pfipadé kradeze na osobé&. Je vhodné
oddgélit, jestli se jedna o materialni ¢i penézni kradez. To by mohlo vést k lepsi identifikaci

napfiklad v ptipade kradezi dichodu v okoli post.

Jako nejvétsi mozny prinos autor hodnoti propojeni s dalSimi nevefejnymi daty po vzoru
zahrani¢nich zkuSenosti. Vzhledem k nedavnému scitani lidu jsou nyni dostupna rizna data,
jako je naptiklad nabozenstvi, pfijem, pocet osob v obydli, etnika apod. v navaznosti na
adresu bydlisté. Na zakladé téchto dat by mohly vzniknout specialni mapy. Tyto mapy by
pomoci zminénych dat mohly poskytovat informace o oblastech. Takto vznikla data by se
dala prolozit se zaznamy o trestnych ¢inech. Dusledkem by mohlo byt lepsi vysvétleni
nékterych trestnych ¢inti. Tato data bohuzel nejsou verejné dostupna, a proto nemohla byt

zohlednéna v této praci.
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Zaver

Prace se zabyvala vyzkumem pfistupu k prevenci kriminality. V prvni Casti prace jsou
predstaveny pfistupy, které¢ jsou aplikovany v zahrani¢i. Vedle zahraniéi je také pifidan
nahled na data mining a prevenci kriminality v oblasti CR. Na zakladé tohoto piehledu
vznikl seznam nékolika vybranych algoritmi, které jsou v riznych statech svéta pouzivané.

Neékteré z téchto postupt byly dale pouzity v praci k analyze poskytnutého datasetu.

Dataset, ktery je analyzovany v této praci, pochazi z prostiedi Ceské republiky, konkrétné
z oblasti mésta Liberce. Tato data byla sbirana od roku 2013 az do soucasnosti, pfi¢emz pro
ucely této prace data konci 31. prosincem roku 2021. Dataset tvoii celkem 109 112 zaznamt
o trestnych Cinech a pfestupcich ze zminéného obdobi. Data pochazi z oblasti 14,96 ° az
15,132 ° vychodni délky a 50,708 °© az 50,823 ° severni Sifky. Jedna se tedy o Ctverec
s pribliznymi rozméry 12x12 km. Vzhledem k ovlivnéni dat v letech 2020 a 2021, které bylo
zpusobeno pandemii koronaviru COVID-19, jsou data z téchto let vynechana a data konci
31. prosincem roku 2019. Data byla upravena a restrukturalizovana tak, aby prace s nimi
byla jednodussi a mohly byt aplikovany nékteré postupy. Bylo zjisténo, ze 87 % vSech
zaznami jsou prestupky. Vzhledem k nedostatecné jemnému oznaceni prestupkll nejsou

vhodné k analyzam, a proto byly z datasetu vyrazeny.

Dale byly prozkouméany dal§i moznosti rozsifeni datasetu. Drtiva vétSina dat, které jsou
verejné dostupné a pouzitelné, jsou vztazena pouze na oblasti okrest. Cely poskytnuty
dataset pochazi zjednoho okresu. Takova data k lepsimu pochopeni trestné Cinnosti ne
urovni mésta nepomohou. Data byla rozsifena dvéma vefejné dostupnymi zptsoby. Prvnim
zpusobem jsou data z OpenStreetMaps. Tato celosvétova databaze poskytuje geografické
udaje témét o vSem. Z této databaze byly ziskany udaje o zastavkach MHD, bankomatech,
policejnich stanicich, postach, obchodech, restauracnich zafizenich, hibitovech a Cerpacich
stanicich. Tato data byla k pivodnimu datasetu piidana. Ke kazdému trestnému ¢inu byl
pfidan jeden nejblizsi prvek z kazdé kategorie vcetn€ vzdalenosti k nému. Za tcelem tohoto
roz§ifeni datasetu autor prace naprogramoval miniaplikaci v programu C#. Tato aplikace
z databazového souboru vyexportuje zaznamy spadajicich do zminénych skupin. Druhym
zpiisobem jsou hydrometeorologické Gidaje. Ty byly ziskany z portalu CHMU. K datiim byly
pfidany na zakladé priniku datumu spachani trestného ¢inu. Bohuzel, bylo zjisténo, ze toto

obohaceni dat nebylo pfili§ pfinosné a nepomohlo odhalit nové vysvétlujici charakteristiky.
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Jednim z hlavnich pfinosi této prace bylo obohaceni autorovych zkuSenosti v oblasti
zpracovani dat. Autor si mohl vyzkouset, jaké to je zpracovat skutecna data, ktera pochazeji
z realného prostiedi. Vyzkousel si cely proces pfipravy dat. Oproti modelovym datim je to
narocna prace. Dale si také autor ovéfil teorii. Piiprava a zpracovani dat je v celém postupu
ten nejzdlouhavéjsi proces. Dale se autor zdokonalil v pouzivani programu SPSS Modeler,
v jehoz ramci se autor snazil ziskat nové informace z dat pomoci deskripce, a také se pokusil
ziskat dalsi informace pomoci nékterych modelovacich algoritmd. Zaroven autor ziskal

zkuSenosti a dalSimi programy, jako KNIME nebo QGis.

Cast prace se také vénoval pouziti algoritmti DBSCAN a HDBSCAN. Prozkouman byl nejen
zpusob pouziti, ale také bylo do znacné miry provéfeno mozné nastaveni parametri obou
algoritmu tak, aby vystupem byly kvalitni shluky. Na zaklad€ vystupt z téchto algoritmt by
mohly byt provedeny dal$i analyzy jednotlivych nalezenych shluki.

Do budoucna mé data mining ve spojeni s kriminalitou své uplatnéni. Tato oblast je stale
rozvijena a méla by byt podrobena dalsim studiim. Béhem tvorby této diplomové prace byla
odhalena néktera doporucent, ktera by do budoucna mohla zkvalitnit modely a pochopeni

trestné ¢innosti.

Prevence kriminality pracuje stzv. plovoucim uzkym mistem. Odbornici spravné
argumentovali, ze celkova uspéSnost prevence kriminality je slozita zalezitost. Pokud
pomoci data miningu bude identifikovana konkrétni oblast s danou trestnou cinnosti,
podnikne policie ptislu§né kroky ke snizeni kriminality pomoci opatieni, jako je napftiklad
vys$Si pocet hlidek. V dané oblasti, kterd byla odhalena algoritmem, dojde ke sniZeni
kriminality. Nasledkem ale bude, Ze bude jina kriminalita rist v jiné oblasti. Tento cyklus se
bude dale opakovat. Vysledkem tedy muze byt pouze celkové sniZeni kriminality. Snizeni

bude ale pouze na minimalni urover, nikoliv nulovou.
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