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Metody strojového uceni pro analyzu textu

Abstrakt

Tato diplomové prace se zabyva analyzou textu metodami strojového uceni. Cilem
prace je sestavit a porovnat modely strojového uceni s pouzitim raznych klasifika¢nich
algoritmil. V teoretické Casti prace jsou vysvétleny jednotlivé algoritmy, nasledné proces
predzpracovani textu a vektorizacni techniky. Konec teoretické ¢asti ukazuje riizné validacni
ptistupy a hodnotici metriky. Prakticka ¢ast prace zacind popisem datového souboru a
ptipravou dat. Datovy soubor tvoii dokumenty zabyvajici se solventnosti a finan¢ni situaci
pojistoven. Dale jsou v praktické ¢asti prace sestaveny jednotlivé modely strojového uceni,
které jsou také vyladény za pouziti GridSearch metody. Jsou pouzity rtzné techniky
rozd€leni datové sady a také riizné pristupy predzpracovani textu. V kapitole vysledky a
diskuse jsou vyhodnoceny tyto rozdilné pfistupy a jsou porovnany tspé$nosti jednotlivych
modell. Rovnéz jsou zminény nedostatky feSeni a navrh na zlepSeni a pokracovani dané

ulohy. K préci je rovnéz piilozen Python kod jednotlivych casti tlohy.

Kli¢ova slova: strojové uceni, analyza textu, binarni klasifikace, zpracovani ptirozené¢ho

jazyka, Python, scikit-learn



Machine learning methods for text analysis

Abstract

This diploma thesis deals with text analysis using machine learning methods. The
goal of the thesis is to build and compare machine learning models using different
classification algorithms. In the theoretical part of the thesis, individual algorithms are
explained, followed by the process of text preprocessing and vectorization techniques. The
end of the theoretical part describes validation approaches and evaluation metrics. The
practical part of the thesis begins with the description of the dataset and data preparation.
The dataset consists of documents dealing with the solvency and financial situation of
insurance companies. Afterwards, individual machine learning models are built and also
fine-tuned using the GridSearch method. Various dataset partitioning techniques are used as
well as different text preprocessing approaches. In the conclusion and discussion chapter,
these different approaches are evaluated and the accuracy rates of individual models are
compared. Limitations of the solution and a suggestion for improvement and further
processing of the work are also discussed. Python code for each part of the task is attached
at the end of the thesis.

Keywords: machine learning, text analysis, binary classification, natural language

processing, Python, scikit-learn
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1 Uvod

Um¢la inteligence v posledni dobé prochazi velkym vyvojem a to se promitd i do oblasti
analyzy textu. Analyza textu pomoci umélé inteligence se zabyvad automatickym
rozpoznavanim vzord a trendd v textovych datech pomoci rtiznych metod. Cilem této
analyzy muze byt naptiklad klasifikace textu do urcitych témat, extrakce informaci z textu,

generovani textu nebo rozpoznavani jazyka.

Nejvetsim prilomem Vv oblasti zpracovani piirozeného jazyka (NLP, Natural language
processing) bylo v posledni dobé piedstaveni chat bota ChatGPT firmou OpenAl. Model
verze GPT-3 byl predstaven koncem roku 2022 a ihned se stal fenoménem, ktery je mnohymi
obdivovan pro to, co vSechno dokaze a pro nékteré obavy vyvolavajici, jaké vSechny profese
tento nebo jiny model umélé inteligence dokaze v budoucnu nahradit. GPT-3 je velky
jazykovy model, ktery je schopen generovat velmi pfesny a piirozeny text V nékolika
jazycich. Kromé odpovédi na klasické otazky a béznou konverzaci je schopen také psat
uvahy, fesit slovni tlohy nebo programovat. Je natrénovan na velkém mnozstvi historickych

dat a kromé neuronovych siti vyuziva zpétnovazebniho uceni.

V této praci jsou popsany algoritmy strojového uceni a dale je popsan postup pro pouZiti
metod strojového uéeni na textova data. Samotné zpracovani a piiprava textovych dat do
strojové zpracovatelné podoby je dilezita ¢ast u uloh strojového uceni, proto jim je vénovéana

podstatna ¢ast této prace.

K programovani metod strojového uceni je pouzit programovaci jazyk Python a vyvojové
prostiedi JupyterLab. Tato kombinace je velmi popularni a ¢asto pouZivana v oblasti
strojového uceni a analyzy dat. JupyterLab je interaktivni vyvojové prostiedi, které
umoznuje vytvaret dokumenty obsahujici kod, vizualizace a text. Mezi jeho vyhody patii
mimo jiné spousténi kodu po ¢astech v jednotlivych bunikach (cells). Tento nastroj je velmi

vhodny pro rychlé prototypovani a testovani riznych metod strojového uceni.
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2 Cil prace a metodika
2.1 Cil prace

Cilem této diplomové prace je navrhnout a porovnat modely strojového uceni pro analyzu
a klasifikaci textu. V teoretické ¢asti je cilem predstavit jednotlivé modely a bézné postupy
pfedzpracovani textu. V praktické ¢asti je cilem na datech sestavit jednotlivé modely a
vyhodnotit jejich efektivitu. Budou pouzita vetfejné dostupna data, ktera hodnoti

solventnost a finan¢ni situaci pojis§toven a jsou analyzovana regulatorem.

2.2 Metodika

V teoretické ¢asti prace jsou popsany algoritmy strojového uceni pro klasifikaci textu. Dale
je popsan proces zpracovani textovych dat za uc¢elem pouziti metod strojového uceni.
Prakticka Cast prace se zaméfuje na realizovani modelt strojového uceni pro klasifikaéni
ulohu na textovych datech. Pouzité modely strojového uceni jsou porovnany a je
vyhodnocena jejich efektivita. Kod je psan v jazyku Python na platformé JupyterLab.

K importovani a pfedzpracovani textu jsou pouzity knihovny pdfplumber, NumPy, pandas,
matplotlib a NLTK. Vytvafeni modell strojového uceni je za pouziti knihoven scikit-learn,

Keras a TensorFlow.
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3 Teoreticka Cast prace
3.1 Uméla inteligence

Ume¢la inteligence je jednoduSe feCeno vyuziti stroji a pocitaci k napodobeni lidské
inteligence a k naslednému vykonani zadanych tkolt. Je to univerzalnim pojmem pro
aplikace, které provadéji slozité tikoly, které¢ diive vyzadovaly lidské vstupy. Um¢la
inteligence se v dnesni dobé vyuziva ve spousté oblastech, at’ uz je to pieklad jazyka,

rozpoznani feci, klasifikace obrazu, chatovaci roboti, virtualni asistenti. (1)

Umeéla inteligence je oblast, kterd zahrnuje strojové a hluboké ucenti, ale také dalsi
ptistupy. Dfive byla umél4 inteligence vyuzivana programatory, kteti méli dostate¢né
velké soubory pravidel pro manipulaci s poznatky a vznikly tak expertni systémy, které
jsou brany jako soucast umélé inteligence. Tento pfistup umoznoval fesit dobie definované
pravidla, jako naptiklad rozpoznani feci ¢i obrazu, byl nedostacujici. Proto vznikl novy

ptistup, strojové uceni. (2, s. 21)

3.2 Strojové uceni

Strojové uceni je nedilnou soucasti umélé inteligence. Ve strojovém uceni jsou algoritmy
trénovany pro nalezeni vzorul a korelaci v datech a pro provadéni nejlepsich rozhodnuti a
predikci na zakladé této analyzy. Ulohy strojového uéeni mohou byt rozdéleny podle

struktury, mnozstvi a kvality dat, které mame k dispozici. Na zakladé dat a stanoveni cile

se voli druh tlohy a algoritmus strojového uceni. (3)

Dalo by se fici, Ze strojové ueni fesi problémy matematickym modelovanim vzort

Vv Ciselnych sadach. Ve vétSing situaci 1ze dany problém zredukovat na jeho ¢iselné
vyjadieni. Napftiklad jednou z béZnych aplikaci pro strojové uceni je analyza sentimentu.
Prikladem muize byt text udavajici recenzi restaurace, kde pfifazeni O je pro negativni
sentiment (naptiklad ,,jidlo bylo nevyrazné a sluzba byla hrozna.*) nebo 1 za pozitivni
sentiment (,,Vynikajici jidlo a sluZzby. NemtZu se dockat, aZ vas znovu navstivim!*).

Nékteré recenze mohou byt smiSené, naptiklad ,,burger byl skvély, ale hranolky byly
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Spatné®. V tomto piipad¢ je skore sentimentu uvedeno pravdépodobnosti, ze vysledné
oznaceni je 1. Velmi negativni komentare mohou mit skore 0,1, zatimco velmi pozitivni
komentaie mohou mit skore 0,9, protoze existuje 90% Sance, ze vyjadiuje pozitivni

sentiment. (4)

3.2.1 Uceni s ucitelem

Uceni s ucitelem (supervised learning) je nejbéznéjsi piipad strojového uceni. Vyznacuje
se tim, ze trénovaci data obsahuji oznacenou cilovou proménnou. Model strojového uceni
nasledn¢ vytvoii algoritmus, na zaklad¢ kter¢ho je predikovana cilova tiida nebo hodnota

v novych datech. Tato nova data jiz nemaji oznac¢enou cilovou proménnou.

Uceni s ucitelem lze rozdélit na dva zakladni druhy tloh - Klasifikaci a regresi. V regresni
uloze predikujeme numerickou hodnotu, cilova proménna je spojita. U Klasifikace
rozfazujeme cilovou proménnou do dvou nebo vice kategorii. V ptipadé dvou kategorii
hovotime o binarni klasifikaci, zatimco v ptipad¢ vice kategorii se jedna o klasifikaci do
vice ttid (multiclass). Typicky piipad binarni klasifikace mtize byt odchod zakaznika nebo
predikce nemoci. Predikci je pouze jedna ze dvou moznosti. V piipadé klasifikace do vice

tiid je dobrym ptikladem rozpoznani jazyka, kdy vystupem je jeden jazyk z mnoha.

V nékterych situacich je potfebné mit moZnost pfifadit vstupnimu zaznamu vice kategorii.
V tomto ptipadé hovotime o Klasifikaci s vice vystupy nebo klasifikaci s vice stitky
(multilable). Naptiklad klasifikator, ktery je natrénovany na rozpoznani obli¢eju urcitych

lidi na fotce. Na kazdé fotce muze tedy byt bud’ Zadny, jeden nebo vice lidi. (5, s. 106)

3.2.2 Uceni bez ucitele

Uceni bez ucitele (unsupervised learning) je ¢ast strojového uceni spocivajici v hledani
zajimavych transformaci vstupnich dat bez cilové proménné pro tcely vizualizace dat,

komprese dat nebo lepsiho pochopeni korelaci a souvislosti v danych datech. (2, s. 97)

Mezi tlohy uceni bez ucitele a algoritmy K jejich feseni patii:

e Shlukové analyzy
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o Metoda nejblizsich stiedu (K-Means)

o Prostorové shlukovani pomoci Sumu (DBSCAN)

o Hierarchické shlukovani (HCA)
e Detekce anomalii

o lzola¢ni les (Isolation Forest)

o Jednorozmérna metoda podpurnych vektord (One-class SVM)
e Redukce dimenzionality

o Analyza hlavnich komponent (PCA)

o Mistni linearni vnoteni (Locally Linear Embedding, LLE)
e Asociacni a sekven¢ni ulohy

o Apriori

o Eclat

Specialni pfipad strojového uceni je ¢astecné fizené uceni (semi-supervised learning).
Tento druh 1loh strojového uceni vychazi ze situaci, kdy ¢ast dat jsou cilové proménné
oznaceny a zbytek nikoliv. Né&které algoritmy si s timto piipadem dokazou poradit, kdy

jsou pouzity prvky z obou hlavnich pfistupi. (5, s. 13)

3.2.3 Zpétnovazebni uceni

Zpétnovazebni uceni (reinforcement learning) je druh strojového ucenti, ktery se vice nez
kterykoliv jiny snazi napodobit chovani lidského mozku. Agent mé za kol dosahnout
nejlepSich vysledkil ziskavanim informaci o pfedmétu zkoumani a snazi se poucit ze svych
vlastnich chyb tim, Ze voli akci, kterd maximalizuje odménu. Zpétnovazebni uceni bylo
pouzito spolecnosti Google DeepMind, ktera se zaslouzila o jeji propagaci zejména tim, ze
vytvorila aplikaci, kterd se naucila hrat video hry a pozdéji stolni hru Go na té nejvyssi
urovni. Pies to vSechno zpétnovazebni uceni je spiSe na poc¢atku vyvoje a prozatim se

Vv praxi pouziva malokdy. DeepMind také udava moznosti vyuziti zpétnovazebniho uéeni

jako napf. fizeni helikoptéry, ovladani robotti nebo sprava investi¢niho portfolia. (6)
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3.3 Algoritmy strojového uceni

Kazda z ¢asti strojového uceni ma své algoritmy, které jsou vhodné k pouziti na dany typ
ulohy. Nékteré algoritmy mohou mit vyuziti ke klasifikaci, jiné zas k regresi. Nékteré z nich
se lehkym rozsifenim nebo Upravou mohou pouzit na ob¢ tyto tlohy. OvSem je jen malo
piipadt, kdy lze vyuzit algoritmus dany na problematiku uceni s ucitelem napiiklad ke
zpétnovazebnimu uceni nebo na ulohu uceni bez ucitele. V této kapitole budou detailnéji

probrany zakladni algoritmy na klasifika¢ni tlohy.
3.3.1 K-nejblizsich sousedi

Algoritmus K-nejblizsich sousedu (K-nearest neighbors, KNN) je jeden z nejzakladnéjsich
a nejjednodussich neparametrickych algoritmu. Zjednodusené fe¢eno KNN algoritmus
predpoklada podobnost mezi novym ptipadem a jiz dostupnymi daty a Klasifikuje je na
zakladé¢ vzdalenostni metriky. KNN je primarné klasifika¢ni algoritmus, ale 1ze ho pouzit 1
na regresni tlohy. Tento algoritmus je vyhodnocovan tzv. linym vyhodnocenim, coz

znamena, ze vypocet probiha az ve chvili, kdy je provedena predikce. (7)

Obrazek 1 - KNN algoritmus

o €& o >

A

\ Category B \ Category B

New data point Mew data point

K-NN assigned to
Category 1

Category A ) Category A )

Zdroj: (7)

YV wevr

KNN je zalozen na principu vzdalenostnich metrik. Nejbézné&jsi metrika je Euklidovska
vzdalenost, kterd se vypocitd jako druhd odmocnina ze souctu druhych mocnin rozdilu

mezi novym bodem a existujicim bodem:
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Obrazek 2- Euklidovska vzdalenost
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Zdroj: (8)

Dalsi popularni metrikou je Manhattanska vzdalenost, ktera je dana absolutni hodnotou
mezi dvéma body. Tato metrika je inspirovana automobilem New Yorské taxi sluzby, ktery
musi urazit co nejkratsi vzdalenost mezi dvéma kiizovatkami. (9) Manhattanska vzdalenost

ma nasledujici tvar:

m
Z lpi — q;l
=1

Na zdkladé predchozich dvou metrik je definovana Minkowského vzdalenostni metrika

1/
(Z:; | — Yi|p) p, kde

P =1 Manhattan distance

P = 2 Euclidean distance

Obecny postup vypoctu KNN klasifikatoru by se mohl skladat z nasledujicich krok:
1. Zvolit pocet K sousedt.

2. Zvolit vzdalenostni metriku a vypocitat vzdalenost ke K sousediim.

3. Ze vsech K nejblizsich sousedti spocitat kolik pattilo do jaké kategorie.

4

Ptifadit nova data do kategorii, ktera byla obsaZena nejvice.

Mezi vyhody KNN klasifikatoru patii predevsim lehka implementace a odolnost proti
lehce poskozenym trénovacim datiim. Nevyhodami jsou pfedevs§im nutnost manualné
nastavovat hodnotu K a naro¢nost na vypocetni vykon. Pro KNN algoritmus je vhodné mit

velké mnozstvi trénovacich dat a malé mnozstvi vstupnich proménnych. (7)

17



3.3.2 Metoda podpurnych vektori

Metoda podpurnych vektort (Support Vector Machine, SVM) je algoritmus primarné pro
klasifika¢ni tlohy, av§ak ma uplatnéni i v regresnim modelovani. Princip SVM je rozdélit
mnozinu boda pfimkou nebo nadrovinou do jednotlivych kategorii. Pokud je vstupni
mnozina dat linearn¢ separabilni, pouziva se obycejny linearni SVM model. Mnoho
datasetli ovSem neni linearné separabilnich. V tomto ptipadé lze vyuzit polynomidlnich
proménnych (polynomial features), které vytvaii nové proménné na zakladé pronasobenim
Jiz existujicich proménnych a to mize vést ke vzniku linearné separabilni mnoziny. Pro
stupenl polynomu 2 a proménné [a,b] vznikaji nové proménné nasledujicim zptisobem (10):

[1, &, b, a"2, ab, b"2]

Ptidani polynomialnich proménnych lze vyuzit i u jinych algoritmi strojového uceni.
Ovsem v nekterych ptipadech, zvlasté pokud je tfteba pouzit polynom velkého stupné,
vznikne datovy soubor s velkym poctem proménnych, coz zpomaluje model a vytvaii ho

narocnym na vypocetni vykon.

Proto se vyuziva SVM s jinym nez linearnim jadrem. K tomu je urCeny tzv. jadrovy trik
(kernel trick), diky kterému se provadi transformace dat z ptivodniho prostoru do prostoru
vysSi dimenze, ve kterém jsou data jiZ linedrné separabilni. Dalsi nejpouZzivané;si jadra,

kromé klasické linearniho jsou (11):

e Polynomické jadro, které je rozsifenim jadra linearniho, je dano vztahem:
F(x, xj) = (x. xj + 1)d, kde F(X, Xj) reprezentuje rozdélovaci pfimku pro oddéleni
tfid a d znaci stupenl polynomu.

¢ RBF jadro (Gaussian Radial Basis Function), které byva tim viibec

nejpouzivanéj§im pro nelinearni data. Je dano vztahem:

2
|x - xj|| ), kde ||x - Xj|| je euklidovska vzdalenost

F(x, xj) = exp (—gamma *

mezi body x a xj. Gamma je hyperparametr v intervalu od 0 do 1.
e Sigmoidni jadro, je jadro podobné funkce jako dvouvrstvy model perceptronu,
ktery se pouzivéa jako aktiva¢ni funkce v neuronovych sitich. Sigmoidni jadro je

dano vztahem:
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F(x,x;) = tanh(axT x ; + c,) , kde x ay jsou vstupnimi vektory, o je sklon

(slope), co je vychozi hodnota (intercept)

SVM algoritmus ve své podstaté poskytuje pouze binarni druh klasifikace, ovSem lze ho
vyuzit i ke klasifikaci do vice tfid rozloZenim na n¢kolik binarnich klasifikaci. K tomu se
vyuzivaji dva pfistupy:

One-to-One pfistup je zaloZeny na oddéleni kazdych dvou vzajemnych tiid navzajem, bez

ohledu na tfidy ostatni. Vznika tedy binarni klasifikator pro kazdou dvojici t¥id. V tomto

m(m-1)

piipadé vznika pro m tiid binarnich klasifikatori. Pro kazdy vstupni zdznam, je

potieba spustit vSechny klasifikatory a vyhodnotit, ke které tfid¢ se zdznam pfitazuje

nejcastéji.

Obrazek 3 - One-to-One SVVM Kklasifikace

x1 4

Zdroj: (12)

Druhym pfistupem je One-to-Rest, kde je kazd4 tfida rozd€lena proti zbytku vSech tfid, jak
kdyby se jednalo o jednu velkou tiidu. Znazornéni One-to-Rest klasifikace do tii téid je na
obrazku 4. Je tedy vytvoteno tolik klasifikatori, kolik je tfid. Pokud chceme pfifadit

zaznam do jedné z tiid vybere se ta tfida, ktera méla nejvyssi skore oproti zbytku. (12)
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Obrazek 4 - One-to-Rest SVM klasifikace

¥ F

Y

X2

Zdroj: (12)

SVM algoritmus je vhodnym klasifikatorem pro mensi a sttedné velké datové soubory,
avsak je dobry pro soubory s velkym poctem dimenzi, dokonce je vhodnym pro

modelovani datovych soubort, kde je vétsi pocet dimenzi nez zdznam1l.

3.3.3 Logisticka regrese

Logisticka regrese je klasifika¢ni algoritmus, ktery pocita pravdépodobnostni zafazeni dat
do tfid. Pokud odhad pravdépodobnosti je vyssi nez 50 %, je zdznam pfifazen k této tfide.
Logisticka regrese je tedy binarni klasifikator. Algoritmus logistické regrese vychazi ze

sigmoidalni neboli logistické funkce (5, s. 142):

1

il e
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Obrazek 5 - Logisticka funkce pro klasifikaci

A

y=0.8
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Threshold Value
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Zdroj: (13)

Predikce zafazeni do tfid ,,1“ a,,0 je dana nasledujicim vztahem:

y =0ifp <05
y=1ifp = 0.5

Skore t se Casto nazyva logit. Nazev pochazi ze skute¢nosti, ze funkce logit, definovana
jako logit(p) =log (p / (1 - p)), je inverzni k logistické funkci. Logit se také nazyva
log-odds, protoze je logaritmem poméru mezi odhadovanou pravdépodobnosti pro kladnou

tiidu a odhadovanou pravdépodobnosti pro negativni tiidu. (5, . 144)

Logisticka regrese patii mezi lehce implementované a interpretovatelné algoritmy. Lepsich
vysledkt dosahuje v ptipad¢ linearné separabilni mnoziny dat, protoZe je dana linearni
rozhodovaci plochou. Logisticka regrese vyzaduje, aby nebyla multikolinearita mezi
nezéavislymi proménnymi, ale zaroven piedpokladéa zavislost mezi nezavislymi a cilovou
proménnou. V piipadé klasifikace do vice tfid je moZzné pouzit Softmax regresi nebo

multinomialni logistickou regresi. (13)
3.3.4 Rozhodovaci stromy

Rozhodovaci strom je technika uceni s ucitelem, kterou lze pouzit jak pro klasifikacni, tak
pro regresni problémy, avSak vétSinou je preferovana pro feSeni klasifikacnich problémd.

Jedna se o stromové strukturovany klasifikator, kde vnitini uzly pfedstavuji vlastnosti
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datové sady, vétve predstavuji rozhodovaci pravidla a kazdy listovy uzel predstavuje

vysledek.

V rozhodovacich stromech jsou dva druhy uzla. Je to rozhodovaci uzel a listovy uzel.
Rozhodovaci uzly se pouzivaji k rozhodovani a maji vice vétvi, zatimco listové uzly
(n¢kdy jen listy) jsou vystupem téchto rozhodnuti a neobsahuji zadné dalsi vétve.

Jedna se o grafické znazornéni pro ziskani vSech moznych feSeni rozhodnuti na zaklad¢

danych podminek. (14)

Obrazek 6 - struktura rozhodovaciho stromu

Decision Node . Root Node

em g

: sub-Tree | e ision Node

T
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I
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Leaf Node Leaf Node Leaf Node Decision Node
N e e
Leaf Node Leaf Node
Zdroj: (14)

Rozhodovaci stromy pouzivaji vice algoritmi k rozhodnuti, zdali rozdé€lit uzel na dva nebo
vice pod uzli a do jaké Grovné hierarchie stromové struktury pfifadi dany atribut.

Pokud se datova sada sklada z mnoha atributd, je rozhodnuti, ktery atribut umistit do
kotenového uzlu nebo na jakou uroven stromu, komplikovanym krokem. Pouhym
ndhodnym vybérem libovolného uzlu jako kotfenového adresare nelze problém vytesit.
Pokud pouzijeme nahodny pfistup, mtize nam to poskytnout $patné vysledky s nizkou
piesnosti. Pro vyfeSeni tohoto problému se vyuzivaji kritéria na zdklad¢ kterych se provadi

tato rozhodnuti. (15)

. Entropy - Mira nahodnosti ve zpracovavanych informacich. Cim vys3i je entropy,

vvvvv
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akce, ktera poskytuje informace, které jsou nahodné. Entropy pro jeden atribut je
dana vztahem:

E(S) = Xi-; —pilog,p;, S je konkrétni atribut a pj je pravdébodobnost tridy i.

Informacni zisk (Information gain) - Informacni zisk je statisticka vlastnost,
ktera mé&fi, jak dobfe dany atribut oddéluje tréninkové piipady vzhledem k jejich
cilové klasifikace. Konstrukce rozhodovaciho stromu je o nalezeni atributu, ktery

vraci nejvyssi informacni zisk a nejmensi entropii.

K
Informacni zisk = Entropy(pted) — Z Entropy(j, po)

j=1
, kde ,,pfed* znaci atribut pied rozdélenim, K je pocet rozd€lenych uzlu a (j, po)

znaci dany uzel atributu po rozdéleni.

Gini Index - Gini Index, vypocitava miru pravdépodobnosti specifického prvku,
ktery je pii ndhodném vybéru klasifikovan nespravné. Pokud jsou vSechny prvky
spojeny s jedinou tidou, 1ze ji nazvat Cistou. Giniho index je uréen rozdilem souctu
mocnin pravdépodobnosti kazdé tiidy od jedné. Matematicky lze Giniho index

vyjadfit jako:
c
Gini Index = 1 — Z(pi)z
i=1

Informaé¢ni pomér (Gain ratio) - Informacni zisk ma sklon vybirat atributy s
velkym poctem hodnot jako kofenovy uzel. Gain ratio pfekonava tento problém

tim, Ze bere v tvahu pocet vétvi, které by vznikly pfed provedenim rozdé€leni.

Informacni zisk

Informacni pomér =
f p Entropy

Jednotlivé algoritmy rozhodovacich stromti vyuzivaji zejména tato kritéria. Mezi

nejzndméjsi a nejpouzivangjsi algoritmy patii:
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ID3

Algoritmus ID3 stavi rozhodovaci stromy pomoci pfistupu ,,top-down greedy
search approach® bez moznosti zpétného sledovani. Jak nazev napovida, vzdy je
vybran atribut, ktery se v danou chvili zda byt nejlepsi a zatadi jej do daného uzlu.
Vétev s nulovou entropy je listovy uzel a vétev s entropy vétsi nez nula potiebuje
dalsi rozdéleni. Vybira tedy atributy S nejmensi entropy mirou nebo alternativné

atributy s nejvet$im informa¢nim ziskem. (15)

C4.5

C4.5 je algoritmus, ktery rozsifuje ID3 né€kolika vylepsenimi. Umi pracovat se
spojitymi hodnotami tim, ze vytvoii hranici a rozd€li tuto proménnou na binarni
kategorickou. Lépe dokaze zpracovavat nulové hodnoty, které oznaci znakem ,,? “ a
nasledné je vynechava pii vypoctu metrik. C4.5 na rozdil od ID3 vyuziva zpétného
sledovani, kdy po vytvoreni stromu jde zpét a odstranuje vétve, které maji maly

prinos.

CART

Classification and Regression Trees (CART) je binarni algoritmus, ktery rozdéluje
data hierarchicky do podskupin s nizsi variabilitou. Rovnéz podporuje penalizaci
chyb a profezavani stromu. Pro diskrétni atributy hleda vhodné slouceni kategorii

do dvou skupin a pro spojité rozdé€li hodnoty na dva intervaly.

CHAID

Chi — square Automatic Interaction Detection (CHAID) je nebinarni strom uréen
pro kategorické proménné. Tento algoritmus provadi tii hlavni kroky: slu¢ovani
kategorii, Stépeni uzlu a ukonceni ristu. Pro kazdy par kategorii, které 1ze sloucit
urci silu zavislosti s cilovou proménnou. K tomu pouziva chi-square hodnotu pro
klasifika¢ni tlohu a F-test pro regresni ulohu. Vybere se par s nejvyssi dosazenou
hladinou vyznamnosti p a pokud p>amerge, pak jsou kategorie sloucené v jedinou.
Nasleduje stépeni uzll, kde se vybira prediktor s nejnizsi dosazenou hladinou
vyznamnosti p a pokud p<aspiit tak je vytvoren dcefiny uzel. Tento postup se

opakuje, dokud neni moznost dalsiho $tépeni. (16)
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3.3.5 Naivni bayes

Naivni Bayes je jednim z jednoduchych a uc¢innych klasifika¢nich algoritmd, ktery slouzi k
vytvareni rychlych modela strojového uceni. Je zalozenych na aplikaci Bayesova teorému
s ,,naivnim* pfedpokladem, ze vSechny proménné jsou mezi sebou nezavislé. Bayesiv
teorém se pouziva k urceni pravdépodobnosti hypotézy s ptedchozimi znalostmi. VVzorec
pro Bayesuv teorém je (17):

P(B|A)P(A)

P(AIB) =55
,kde P(A|B) je podminéna pravdébodobnost jevu A za ptedpokladu jevu B, P(B|A) je

opac¢na podminéna pravdépodobnost, P(A) je P(B) jsou pravdépodobnosti jevu A a B.
Mezi 3 hlavni druhy Bayesového modelu patii:

e Gaussiv
Gausstv model piedpoklada, ze proménné maji normalni rozdéleni. To znamena,
ze pokud prediktory nabyvaji spojitych hodnot namisto diskrétnich, pak model

predpoklada, ze tyto hodnoty jsou vzorkovany z Gaussova rozdéleni. (17)

e Multinomialni
Multinomiaalni Bayesovsky Klasifikator se pouziva, kdyz jsou data distribuovana
multinomialng€. Primarné se pouziva pro problémy s klasifikaci dokumentd, to
znamena, ze konkrétni dokument patii do jedné z kategorii, jako je sport, politika,

vzdélavani atd.

e Bernoulliho
Bernoulliho klasifikator se pouziva pro data, kterd maji alternativni Bernoulliho
rozdéleni, kde prediktorové proménné jsou nezavislé booleovské proménné.
Naptiklad, zda je urcité slovo v dokumentu pfitomno nebo ne. Tento klasifikator
muze u n€kterych datovych sad fungovat 1épe, zejména u téch s kratSimi

dokumenty. (18)
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Navzdory svym zjevné pfili§ zjednodusenym predpokladiim funguji naivni Bayesovy
klasifikatory docela dobfe v mnoha situacich realného svéta, naptiklad klasifikace
dokumentt a filtrovani spamu. K odhadu potitebnych parametr vyzaduji malé mnozstvi

tréninkovych dat. (18)

Mezi vyhody tohoto klasifikatoru patfi moznost pouziti pro binarni klasifikace i klasifikace
do vice tfid, kde ve srovnani s ostatnimi algoritmy funguje pomérn¢ dobfe. Rychlost
trénovani patii i diky své jednoduchosti k nejméné naro¢nym. Mezi nevyhody patii

predpoklad, Ze vSechny proménné jsou nezavislé.

3.3.6 Neuronové sité

Neuronové sité jsou algoritmy modelované podle biologické aktivity lidského mozku.
Skladaji se z uzll, nazyvanych také neurony. Kolekce vertikalnich uzla se nazyva vrstva.
Model se sklada z jednoho vstupu, jednoho vystupu a nékolika skrytych vrstev.

Uzly jedné vrstvy jsou spojeny s dalsi a komunikuji spolu pomoci signalli. Kazdy neuron
ptijima vstupy z jinych neuront nebo ze vstupnich dat a generuje vystupni signal, ktery

ovlivituje dalsi neurony v siti.

O tom, zda ma byt neuron aktivovan nebo ne rozhoduje aktiva¢ni funkce vypoctem
vazeného souctu a dal§im ptfidanim urcitého zkresleni. Tyto funkce ptidavaji nelinearitu do
vystupu neurond. Existuje mnoho riznych typt aktivacnich funkci, které se pouZzivaji v
neuronovych sitich. V dnesni dobé jedna z nejpouzivangjsich je funkce ReLU a jeji
varianty. ReLU se vyznacuje zejména malou naro¢nosti na vypocetni vykon. Dale
sigmoidni funkce, ktera se pouziva na vystupni vrstvé u klasifikacnich aloh. Tanh funkce
ma zas vyuziti ve skrytych vrstvach nebo tieba softmax funkce, ktera se pouziva zejména
na klasifikaci do vice tiid. Kazda funkce ma své vlastni vyhody a nevyhody a vybiré se na
zéklad¢ konkrétnich pozadavk modelu a datové sady. Aktivacni funkce, v€etné zakladni

,step™ funkce jsou znazornény na obrazku 7. (19)
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Obrazek 7 - Aktivacni funkce neuronovych siti

Activation functions
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Zdroj: (5, s. 292)

Dalsi dulezitou soucasti trénovani neuronové sité je optimalizator. Jeho ukolem je
minimalizovat chybu sité a ptizptsobit vahy tak, aby byly nejefektivnéjsi pro predpovidani
vstupnich dat. Véhy jsou parametry v jednotlivych vrstvach, na zdkladé kterych probiha

transformace dat.

Optimalizator se pouziva k optimalizaci funkci pomoci gradientniho sestupu. Gradientni
sestup je algoritmus, ktery sleduje smér nejvétsiho poklesu vysledného vystupu sité a
upravuje vahy sité tak, aby minimalizoval chybu. Nejznaméj$imi optimalizaéni algoritmy

jsou stochasticky gradientni sestup (SGD), Adagrad, RMSprop nebo Adam.

Cilem trénovani neuronové sit€ je minimalizovat hodnotu ztratové funkce. To se obvykle
provadi pomoci algoritmu zpétné propagace chyby, ktery vypocitava gradient ztratove
funkce vzhledem k vahdm neuronové sité a upravuje je tak, aby minimalizoval ztratovou
funkci. Ztratové funkce se pouzivaji dle typu tlohy neuronové sité. Napiiklad pro
klasifika¢ni tlohy se vyuziva cross—entropy loss, hinge loss, pfipadné binary cross-entropy

loss pro binarni klasifikaci.

Nejpouzivangjsi druhy neuronovych siti a jejich pouziti jsou:

e Doptedné neuronoveé sité — Rozpoznavani vzori, pocitacové vidéni
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e Vicevrstvy percepton — Strojovy pieklad, klasifikace
e Konvolu¢ni neuronové sité — Zpracovani ptirozeného jazyka, detekce anomalii
e Rekurentni neuronové sité — Generovani textu, Predpovidani vyvoje akciovych trhli

e LSTM (Long short — Term memory) — Rozpoznani feéi, rozpoznani rukopisu (20)

3.4 Proces predzpracovani textu

Algoritmy strojového uceni ve své podstaté nedokazi zpracovavat text a proto je tieba jej
nejdiive transformovat do ¢iselné podoby. Piedzpracovani textu zahrnuje zejména
tokenizaci a Cisténi textu. Postup celého zpracovani textu a vytvoreni modelu strojového

uceni na textova data zahrnuje nékolik dalSich kroki a je znazornén na obrazku ¢islo 8.

Obrazek 8- Proces zpracovani textu

Text Tokenizace H Cisténi textu
Alqgori Y
. goritmus
Vyh’o dnoc?nl strojového Vektorizace
vysledku .
uceni

Zdroj: Vlastni zpracovani

3.4.1 Tokenizace

Tokenizace je jednoduchy proces, ktery bere nezpracovana data a prevadi je na Iépe
zpracovatelny datovy fetézec. Tokenizace se pouziva pii zpracovani piirozeného jazyka k
rozdéleni odstavcl a vét na mensi jednotky, kterym Ize snadnéji pfifadit vyznam.
Rozdéleni vét na ¢asti umoziuje stroji porozumét ¢astem textu i celku. To pomiize

programu porozumé&t kazdému slovu samotnému a také tomu, jak funguji v celkovém
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kontextu. Coz je zvlasté dilezité pro vétsi mnozstvi vstupniho textu, protoze to umoziuje
stroji spocitat frekvence urcitych slov a také to, kde se Casto vyskytuji. To je dilezité pro
pozdéjsi kroky pii zpracovani pfirozeného jazyka. EXistuje n¢kolik druht tokenizace, které

zasadné ovliviuji dalsi kroky v procesu piedzpracovani textu. (21)

Slovni tokenizace

Nejbéznéjsi zptisob vytvareni tokent je zalozen na zakladé mezery mezi slovy. Z toho
vypliva, ze kazdy token je slovo. Nejznaméjsim zpusobem je tedy slovni tokenizace (Word
tokenization). Jednim z hlavnich problémii se slovnimi tokeny je feSeni slov ,,Out Of
Vocabulary*“(OQV). Slova OOV jsou nova slova, ktera se objevila pfi testovani, avsak
nebyla spatiena pfi trénovani. Tato nova slova neexistuji ve slovni zasob¢€, coz mize

zpisobovat znacné problémy. Proto 1ze pouzit dalsi ptistupy.

Tokenizace znaki

Tokenizace znaki (Character tokenization) rozdéli ¢ast textu na sadu znakt a reprezentuje
tak kazdé pismeno nebo znak zv1asté. Minimalizuje se tim tedy nepiesnost OOV ¢i
piipadn¢ Spatné napsana slova. Délka vstupniho a vystupniho tokenizovaného textu se tim
padem zvétSuje, protoze vétu reprezentujeme jako sekvenci znakd. V dusledku toho je

naro¢né naucit se vztah mezi znaky, které tvoii smysluplna slova.

Tokenizace podslov

Tokenizace podslov (Subword tokenization) rozdéli ¢ast textu na koteny slov nebo n-gram
znaki. Siroce pouzivana metoda tokenizace podslov je Byte Pair Encoding (BPE). BPE
fesi problémy Slovni a znakové tokenizace. Segmentuje OOV jako podslova a reprezentuje
slovo z hlediska jeho hlavni ¢asti. Délka vstupnich a vystupnich vét po BPE je kratsi ve
srovnani s tokenizaci znakti. BPE je algoritmus segmentace slov, ktery iterativné spojuje

nejcastéji se vyskytujici znaky nebo sekvence znaku. (22)

Ptiklad jednotlivych tokenizaci na véte ,,Let s learn tokenization. “ by vypadal nasledovné:

« «

Slovni tokenizace: [“Let’s", “learn”, “tokenization"]
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o « o «

Tokenizace podslov: [“Let”,““, “s*, “learn”, “token”, “ization“]

3.4.2 Cisténi textu

Cisténi textu je proces transformace textu do 1épe zpracovatelné formy. Diky tomu
algoritmy strojového uéeni dosahuji lepsich vysledki. Cisténi textu vyuziva rizné techniky
a muze se skladat z n€kolika krokt: Slou¢eni velikosti pismen, odebrani interpunkce,

odstranéni nepotiebnych znaku a stop slov, stemming a lemmatizace.

Velikost pismen

V mnoha ulohach analyzy textu modely vyuzivaji objekt zvany slovnik (vocabulary).
Slovnik je soubor jedine¢nych slov v celém korpusu dokumentti. Normalizaci vSech slov
na stejné velkd pismena je dosaZeno zredukovani duplicit kviili velikosti riznych pismen.
To ma pozitivni vliv na velikost vstupniho souboru, coz snizuje pozadavky na vypocetni

vykon modelovani.

Odebrani interpunkce

Ackoliv interpunkce ma v psaném textu velky vyznam, pro samotny algoritmus strojového
uceni nema velky vliv a zafazenim na vstup by mohla vnést do modelu urcity Sum. Davod
odebrani interpunkce je pfedevsim ten, Ze sama o sobé nema zadny vyznam. Vyznam ma
pouze v kontextu celé véty nebo alespoil nékolika slov. Model strojového uceni vSak
dokaze pracovat pouze s jednotlivymi slovy, pfipadn€ s n-gramem po sobé& nésledujicich
slov, proto odebrani interpunkce i s ohledem na velikost vstupni matice byva vhodny krok
ptipravy dat. Existuji v8ak pfipady, kdy je zadouci ponechat interpunkci a znaky ve svych
datech. Napftiklad v ulohach generovani textu mize byt uzite¢né zachovat interpunkci, aby

dany model mohl generovat text, ktery je gramaticky spravny.

Odstranéni nepotiebnych znaki a stop slov
Dalsim krokem je odstranéni vSech znaki, které¢ nasemu dokumentu nepiidavaji velkou

hodnotu nebo vyznam. To kromé jiz zminéné interpunkce mize znamenat ¢isla,
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emotikony, data a zejména stop slova (stop words). Pti zpracovani piirozeného jazyka je
stop slovo jakékoli slovo, které véteé neptidava velky vyznam. Odstranénim téchto slov se
zmensi velikost naseho slovniku, pfi¢emz vSechny relevantni informace v tomto
dokumentu zlstanou zachovany. Ne vzdy tulohy jazykového modelovani povazuji za
uzitecné odstranit stop slova, naptiklad pteklad nebo generovani textu. Je to proto, ze tyto
ukoly stale berou v ivahu gramatickou strukturu kazdého dokumentu a odstranéni uréitych
slov miize vést ke ztraté této struktury. V zavislosti na tloze je dulezité mit na paméti,
ktera stop slova jsou z jazykového korpusu odstranéna. Stop slova byvaji zejména
ptredlozky, spojky, ¢astice, citoslovce a zdjmena. Slovnik stop slov je tieba definovat pro

kazdy jazyk a kazdou ulohu zvlast. (23)

Stemming a lematizace

Stemming a Lematizace jsou algoritmy, které se pouzivaji ve zpracovani pfirozeného
jazyka k normalizaci textu. Cilem obou piistupt je zredukovat slova na jejich slovni kofen,
pfipadné na zakladni kontext dan¢ho slova. To mé za nésledek, ze stejna slova v jiném

tvaru budou pozdéji zakodovana stejné.

Stemming anglickych slov ,,university*, ,,universal* a ,,universe* maji jako vysledek
stemovani slovni kmen ,,univers®, coz pfifadi vSechna tato slova ke stejnému vyznamu. To
Vv tomto ptipad€ neni zadouci, protoze vSechny tfi slova maji jiny vyznam. Tomuto jevu se
fika overstemming. Stemming tedy koduje slova bez piihlédnuti K jejich vyznamu.
Opacnym ptipadem je problém understemming, kdy slova stejného vyznamu jsou

pfifazena jinému stemmu. (24)

DalS$im problémem je, Ze jednotlivé stemmovaci algoritmy jsou tvofeny pro konkrétni
jazyky. Napfiiklad velmi znamy a jeden z nejpouzivanéjsich algoritma PorterStemmer,
ktery je popularni pro svoji jednoduchost a rychlost, je pouze pro anglicky jazyk. Dal§im
zndmym algoritmem pro anglicky jazyk je LancasterStemmer, ktery je vice agresivni, tzn.
ma tendenci jednotliva slova stemmovat na kratsi kofeny. Dal§im zajimavym algoritmem a
projektem je SnowballStemmer, ktery nabizi algoritmy pro mnoho dalSich jazyka a je
kompilovan do mnoha programovacich jazyki, véetné Pythonu. Cesky jazyk bohuzel mezi

podporované jazyky nepatii. (25)
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Lematizace, na rozdil od stemmingu, spravné redukuje sklonovana slova a zajistuje, ze
kofen slova ma vyznam z hlediska lingvistiky. V lemmatizaci se kofen slova nazyva
lemma. Lematizace je pfesnéjsi a pii spravném pouziti piinasi lepsi vysledky nez

stemming, ovSem za cenu veétsi vypocetni slozitosti.

3.5 Vektorizace

Vektorizace je pristup k prevodu vstupnich dat z textového formatu do vektort realnych
Cisel, coz je format, ktery modely strojového uceni podporuji. Jednotliva ¢isla jsou zapsana
ve form¢ matic ¢i vektord. Vektroizace je vétsinou aplikovana na jiz o¢isténa data. Existuje

nékolik piistupd vektorizace textu. (26)

3.5.1 Bag of words

Technika bag of words ptevadi textovy obsah na vektory numerickych znakd. Po
provedeni tokenizace se vybere kazdé slovo pouze jednou a setadi se podle abecedy do
slovniku. Nasledné se vytvoii protfidla matice (sparse matrix), kterd ma stejnou délku, jako
je pocet unikatnich slov. Kazda véta je reprezentovana jednim fadkem, kdy ,,0* znaci
nepiitomnost daného slova a kladné ¢islo znaci pocet vyskytli daného slova, jak lze vidét
na obrazku 9. Ve vétSin€ datovych souborti bude kazdy fadek velmi dlouhy s velkym
podilem ,,0 hodnot, proto se této matici fiké protidla. Dalsi nevyhoda je, ze nezachovava

poradi slov ve vétach. (27)
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Obrazek 9 - Ukazka bag of words tokenizace

and affordable delicious is not pasta tasty this very

this pasta is very tasty and affordable. E] E] @ EI IE] E] E’ E] E]

this pasta is not tasty and is affordable E] l__l_] @ EI III E] [II E] @

this pasta is very very delicious. [ﬂ @ E] E‘ IE E @ E @
Zdroj: (27)

Pro zachovani alespon ¢aste¢ného poradi slov ve vétach lze vytvofit slovnik seskupenych
slov. To umoziuje zachytit z textu o néco vice uzite¢nych informaci. V tomto ptistupu se
kazdé slovo nebo token nazyva gram. Vytvareni slovniku dvouslovnych dvojic se nazyva
model bigramu. N-gram je n-tokenova posloupnost slov. Cim vys§i n-tokenova
posloupnost slov je zvolena, tim vice informace z potadi slov ve vétach lze ziskat, ovSem
pouze za cenu vys$i vypocetni slozitosti. Proto je vzdy tfeba zvolit vhodny kompromis.
Princip N-gramti Ize pouzit i u jinych pfistupti vektorizace. (28) Priklad pouziti bigramu
BoW pro vétu ,, analyza textu miize mit velky prinos

[[analyza textu] [mit velky] [miize mit] [textu miize] [velky prFinos]]

352 TF-IDF

TF-IDF (Term Frequency — Inverse Document Frequency) je metoda, ktera ma odrazet, jak
dulezité je slovo pro cely korpus. TF-IDF na rozdil od bag-of-words bere v potaz, jak ¢asto
se dané slovo vyskytuje v korpusu. Tato metoda povazuje ¢asto se vyskytujici slova jako

méné dulezita.

Prvni ¢ast TF vyjadfuje Cetnost slova v celém dokumentu a je ddna vzorcem:

Cetnost slova n v dokumentu

TF =
Celkova pocet slov v dokumentu

Druhé ¢ast IDF pocitéa dalezitost slova v korpusu, ktera je dana Cetnosti daného slova.
Korpus je soubor vSech dokumentti v ramci modelovaci tlohy. V urcitych piipadech mize
byt korpus slozen pouze z jednoho dokumentu a ten rozdélen na urcité kapitoly. V tomto

ptipad¢ lze brat kapitolu jako jeden dokument. IDF je dana vzorcem (26):
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celkovy pocet dokumenti
IDF =log ( v 5 " )
pocet dokumentl obsahujici slovon

Celkovy vzorec pro vektoriza¢ni metodu TF-IDF je:
TF — IDF =TF % IDF

Pro kazdé slovo v dokumentu tedy vznikne mira jeho dulezitosti, coz muze byt také

pouzito V ramci vybéru priznaki (feature selection).

3.5.3 Word2Vec

Word2Vec byl zvetejnén v roce 2013 vyzkumniky Googlu. Tento piistup vyuziva silu
jednoduché neuronové sité ke generovani vnotrenych slov (word embeddings).

V piedchozich dvou ptistupech bylo s kazdym slovem zachazeno jako s individualni
entitou a sémantika byla zcela ignorovana. S uvedenim Word2Vec bylo feceno, Ze
vektorova reprezentace slov ma byt kontextové védoma. Protoze kazdé slovo je
reprezentovano jako n-rozmérny vektor, 1ze si predstavit, ze vSechna slova jsou mapovana
do tohoto n-rozmérného prostoru takovym zpisobem, ze slova majici podobny vyznam
existuji v tomto hyperprostoru ve vzajemné tésné blizkosti. Jsou 2 zpusoby, jak pouzivat

Word2Vec:

e Skip-Gram je zalozen na principu neuronové sité. Tato metoda poskytuje slovo

neuronové siti za icelem predpoveédi kontextu.
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Obrazek 10 - Neuronova sit” skip-gramu

Input Projection Output
WIi-2]
Wi-1]
wii]
wili+1]
wii+2]
Zdroj: (26)

Na obrazku 10 je w[i] vstupni slovo na ,,i misté ve vété a vystup obsahuje dvé
predchozi slova a dvé nésledujici slova vzhledem k ,,i. Cilem ptedpovédi je
pravdépodobnost, Ze slovo bude kontextovym slovem pro dané cilové slovo.
Vystupni pravdépodobnosti vychazejici ze sit¢ nam feknou, jaka je
pravdépodobnost, ze najdeme kazdé slovo ze slovni zasoby pobliz naseho
vstupniho slova. Tato sit’ se sklada ze vstupni vrstvy, jedné skryté vrstvy a vystupni

vrstvy.

Zajimavé vsak je, ze tuto neuronovou sit’ ve skute¢nosti nepouzivame. Misto toho
je cilem se naucit vahy skryté vrstvy a pfitom spravné piedpovidat okolni slova.
Tyto vahy predstavuji vnofena slova. Kolik sousednich slov bude sit’ pfedpovidat,
je uréeno parametrem zvanym ,,velikost okna® (window size), ktery se rozprostira v

obou smérech slova, tedy doleva i doprava. (26)

Neuronova sit’ skip-gramu pro korpus s 10000 slov je znazornéna na obrazku 11.
Skryté4 vrstva je linedrni vrstva, tj. neni zde aplikovana Zadna aktiva¢ni funkce a
optimalizované vahy této vrstvy se stanou naucenymi vnotrenymi slovy. Vystupem
sité je jeden vektor s 10 000 sloZkami obsahujici pro kazdé slovo v nasem slovniku

pravdépodobnost, Ze je kontextovym slovem pro nase vstupni slovo.
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Obrazek 11 - Neuronova sit’ skip gramu pro 10000 slov

Output Layer
Softmax Classifier

" —~ -"'\-\\\
Hldden La yer ,-"/ A Probability that the word at a
Linear Neurons ' E | randomly chosen, nearby
In put Vector A J position is “abandon”
N
5 ) g
— v e
5 O\
o | E | . "ability”
\ )
0 S
19 E —
0 4 ™
o [y ) e
A1 in the pesition n 'h\ E J.' - "able
oorrespanding to the p
word “ants” a ™~ _—'/
o]

0
10,000 z Vs .\.

positions

300 meurons .- “zone”

10,000

newrons

Zdroj: (29)

CBOW (Continuous Bag of Words) je metoda ktera je zrcadlovym obrazem skip-
gramového pristupu. VSechny zapisy zde znamenaji piesné to samé jako ve skip-
gramu, jen byl pfistup obracen. V piistupu CBOW misto predikce kontextovych
slov je vlozime na vstup modelu a sit’ ma za kol ptedpovédét aktualni slovo, jak

lze vidét na obrazku 12.

Obrazek 12- Neuronova sitt CBOW

Input Projection Qutput
w[i-2]
wii-1]
wi]
wii+1]
w[i+2]
Zdroj: (26)
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Cbow se na rozdil od skip-gramu rychleji natrénuje a 1épe reprezentuje
frekventovana slova a naopak skip-gram pracuje 1épe s mensim korpusem a 1épe

pracuje se slovy, které se vyskytuji malo.
3.54 GloVe

GloVe (Global Vectors) byl vyvinut na univerzité ve Stanfordu. Metoda Word2vec se
opirala o parametr ,,velikosti okna®, ktery byl vzdy ovlivnén pouze okolnimi slovy

Vv ptivodni véte, coz je ponékud neefektivni vyuziti statistiky, protoZe existuje mnohem
vice informaci, které miizeme ziskat a pracovat s nimi. GloVe oproti tomu vyuziva
globalni i mistni statisticky pfistup K vytvofeni vnotenych slov.

GloVe pouziva matici spole¢ného vyskytu (co-occurence), ktera fika, jak asto se urcita
dvojice slov vyskytuje spole¢né. Kazda hodnota v matici spoleéného vyskytu predstavuje
dvojici slov vyskytujicich se spolecné. Za predpokladu, Ze korpus ma V slov, bude matice
spole¢ného vyskytu X o rozmérech V X V, kde 1 je fadek a j sloupec. X ij udava, kolikrat
se slovo 1 vyskytlo spolecné se slovem j. Pfiklad matice spole¢ného vyskytu pro véty ,, pes

sedi na stole* a ,,na stole je jidlo* s velikosti okna 1 bude vypadat nasledovné:

Tabulka 1 - Matice spole¢ného vyskytu pro GloVe

pes sedi na stole je jidlo
pes 0 1 0 0 0 0
sedi 1 0 1 0 0 0
na 0 1 0 2 0 0
stole 0 0 2 0 1 0
je 0 0 0 1 0 1
jidlo 0 0 0 0 1 0

Zdroj: vlastni zpracovani

Radky a sloupce jsou tvofeny slovnikem, ktery se v tomto ptipadé sklada pouze ze dvou
vét. Bylo zjiSténo, Ze GloVe ma lepsi vysledky oproti ostatnim vektorizacnim technikdm v
ulohach jako je podobnost slov a rozpoznavani pojmenovanych entit. GloVe také dobie

zachycuje sémantiku slov s malym vyskytem a dobfe funguje na malé korpusy. (26)
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3.5.5 FastText

FastText byl predstaven Facebookem v roce 2016. Myslenka FastTextu je velmi podobna
Word2Vec metodé. FastText se oproti jinym metodam ovSem zlepsil diky své schopnosti

zobecnéni na neznama slova, ktera u ostatnich metod zatim chyb¢la.

Namisto pouziti slov k vytvareni vnofenych slov jde FastText o jednu uroven hloubé¢ji a to
na uroven pismen. Pouziti znakl misto slov pfinasi vyhodu zejména pro jazyky, které maji
rtizné tvary slov se stejnym vyznamem, jako tfeba sklonovani podstatnych jmen nebo
rizné tvary sloves v ¢eském jazyce. Dalsi vyhoda je v tom, Ze pro trénovani je potieba
mén¢ dat, protoze slovo se svym zplisobem stava svym vlastnim kontextem, coz ma za

nasledek mnohem vice informaci, které lze extrahovat z ¢asti textu. (26)

3.6 Validaé¢ni pristupy

Zakladem uloh strojového uceni s ucitelem je rozdé€lit data na trénovaci a testovaci sadu.
Trénovaci sada slouzi k natrénovani samotného modelu a na testovaci sadé se ovéfuje
vykonnost daného modelu. Vyvoj a trénovani modelu vSak mtze zahrnovat néco, ¢emu se
fika ladéni hyperparametri (hyperparameter tuning), coz je proces konfigurace a nastaveni
daného ucebniho algoritmu. V ptipadé trénovani n€kolika riznych nastaveni modelu a
nasledné vyhodnoceni na testovacich datech mize dojit k tzv. uniku informaci
(information leaks). Tento unik informaci mize vést k tomu, ze model strojového uceni
bude pieuceny (overfitting). Tento stav ma za nasledek, Ze model nebude schopny dobie
generalizovat na nova data, ktera jesté nikdy nevidél. Proto je vhodné pouZit rozdéleni
datové sady na trénovaci, valida¢ni, na které se ladi hyperparametry a testovaci sadu, na
které se provede findlni ovéteni. Toto klasické rozdé€leni, kterému se fika jednoducha
validace ma vsak své nevyhody. Hlavni z nich nastava, pokud je nedostatec¢né velka datova
sada, ktera po rozdéleni na 3 skupiny neni statisticky reprezentativni. Proto se pouzivaji

dalsi valida¢ni pfistupy. (2, s. 100)
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3.6.1 K-nasobna krizova validace

K-nasobna kiizova validace je velice popularni pristup rozdéleni dat, kde testovaci sada
drzena stranou a valida¢ni sada se vytvaii z trénovacich dat. V zakladnim pfistupu je
tréninkova sada rozd¢lena na k mensich sad. Pro kazdy z k se dodrzuje nasledujici postup:
Model je trénovan za pouziti k — 1 dat jako trénovaci data a posledni dil je pouzit na

validac¢ni data. Tento proces se opakuje K krat.

Konvenéni piistupy byvaji volit k=10, ptipadné k=35, ale lze zvolit jakékoliv ¢islo mensi,

nez je pocet vzorku. Na obrazku 13 je zobrazena 5-nasobna ktizova validace. Vysledna

vykonost modelu se nasledné pocita jako pramér vSech jednotlivych béhd. (30)

Obrazek 13 - Kfizova validace

‘ All Data ‘

‘ Training data ‘ ‘ Test data ‘

\ Fold 1 H Fold 2 H Fold 3 ‘ FoIdA‘ Fold 5 ‘\

spiit1 | Foldl | Fold2 | Fold3 | Fold4 || Fold5

split2 | Fold1 | Fold2 | Fold3 || Folda || Folds

|
|
Spiit3 | Fold1 | Fold2 | Fold3 | Fold4 || Folds |
|
|

> Finding Parameters

split4 | Fold1 | Fold2 || Fold3 || Fold4 || Fold5 |
spiit5 | Fold1 | Fold2 | Fold3 || Foida || Folds
Final evaluation { Test data
Zdroj: (30)

Mezi dalsi techniky, které mohou byt pouzity pii kiizové validaci patii stratifikovany
vybér, kdy rozdeleni mezi tréninkové a valida¢ni data bere v potaz pomér jednotlivych tiid
z cilové proménné. Tento pomér zachovava jak v trénovaci tak validacni sadé stejny. Tento
ptistup je vhodny zejména pro nevyvéazené datové soubory.

Dalsi technikou je skupinova kiizova validace (group k-fold), ktera zajistuje, Ze stejna

skupina neni zastoupena v testovacich ani validacnich sadach. Naptiklad pokud jsou data
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ziskana od riznych subjekti s nékolika vzorky na subjekt. Pokud je v tomto pfipadé model
dostatec¢né flexibilni, aby se naucil specifické rysy jednotlivych subjektti, mohl by selhat
pfi zobecnéni na nové subjekty. Data ze stejného subjektu nikdy nejsou v trénovaci i
validaéni sadé. Jak znazornuje obrazek 14, tak v tomto piipadé nemusi mit jednotlivé béhy
k-validace stejny pomér trénovacich a validacnich (testovacich) dat vzhledem k

nerovnovaze v datech. (30)

Obrazek 14 - Skupinova kiizova validace

GroupKFold
[ Testing set
0 EEm Training set
1
=
=]
2 5
g
= 3
>
o
class
group [ | [ I
I T T T T 1
0 20 40 60 80 100

Sample index

Zdroj: (30)
3.6.2 Leave one out validace

Leave one out je jednoducha kiiZova validace. Kazda uc¢ebni sada je vytvotrena odebranim
vSech vzorkid kromé jednoho, pricemz testovaci sada je tvofena praveé jednim timto
vzorkem. Pokud jde o vyhodnoceni modelu, tento ptistup vede k velkému rozptylu. Model
se sice trénuje na n — 1 vSech vzorcich, takze natrénovany model je v kazdém kroku velmi
podobny, ov§em vyhodnoceni na vV kazdém kroku jiném vzorku ptinési velky rozptyl.
Obecné pravidlo vétsina autorti uvadi, Ze by méla byt upfednostnéna 5- nebo 10-nasobna

ktizova validace pied leave one out validaci. (30)

3.6.3 Bootstrap

Bootstrap neboli ndhodny vybér s vracenim je metoda, kdy se ndhodné vybiraji vzorky

z celé trénovaci sady s tim, Ze vzorky mohou byt vybrany i vicekrat. Zbylé vzorky, které
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nebyly vybrany na trénovani jsou ptifazeny do valida¢ni sady. Valida¢ni sada mize byt

v kazdém kroku bootstrapu jinak obsahld. Kazda jednotliva ¢ast bootstrapu je o stejné
velikosti, jako byla ptivodni tréninkova sada. Vytvaieni bootstrapu na 3 sady pro 10 vzorka
je zobrazeno na obrazku 15. Vysledné hodnoceni modelu se obvykle pocita jako primeér
jednotlivych bootstrep sad, stejné jako tomu je u kfizové validace. Tato metoda je vhodna
pro malé datové sady s vyvazenym rozlozenim tfid, protoze uméle navysuje pocet vzorka.

(31)

Obrazek 15 - Bootstrap validace

Original Dataset [ X; [ X, [ X5 | X, | X5 [ X | X7 | Xg | Xg | X5
Bootstrap 1 [ Xg | Xg [ X5 | Xg [ X5 | Xg | Xy | X4 | Xg [ X; X3 | X7 | %40
Bootstrap 2 [ Xo| X | X5 [ X5 [ X) | X7 | X4 | X5 [ X, | Xg Xg | Xg
Bootstrap 3 | Xg | X5 | X5 | X; | X5 | X4 | X3 | X5 | Xg | X; X3 [ X7 | Xg [ %10
Training Sets Test Sets
Zdroj: (31)

3.7 Metriky vyhodnoceni

K posouzeni a vyhodnoceni natrénované¢ho modelu je potieba pouzit urcité metriky, které
udavaji, jak je model kvalitni a isp&Sny. Pro rizné druhy uloh se pouzivaji rizné druhy
metrik, stejné jako tomu je pii vybéru algoritmu pro trénovani modelu. Nékteré bézné
metriky pro klasifikaci jsou napiiklad ispéSnost (accuracy), piesnost (precision), pokryti
(recall), F1 skore, ROC kiivka a AUC. Pro regresni ulohy to mize byt R-Squared skore,
Mean Absolute Error (MAE) nebo Root Mean Squared Error (RMSE).
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U tloh uceni bez ucitele metriky vyhodnoceni posuzuji spise kvalitu daného Kklastru,
seskupeni nebo asociace, nezli ispésnost daného modelu. Je to dano tim, Ze na trénovacich
datech nemame zadnou cilovou proménnou a proto nemiizeme vyuzit ozna¢enych dat

z minulosti. Proto je velmi dulezita pfesna interpretace vysledku a nejen hodnotici metriky.

3.7.1 Matice zamén

Matice zamén (confusion metrix) je grafické znazornéni predikovanych hodnot. Pouziva
se pro klasifika¢ni ulohy a nejcastéji je prezentovana formou tabulky. Udava vztah mezi
spravné a Spatné klasifikovanymi tfidami. Matice zdmén pro binarni klasifikaci do tfid 1 a

0 je znazornéna tabulkou 2.

Tabulka 2 - Matice zdmén

Predikce
0 1
0 TN FP
Realita 1 FN TP

Zdroj: (32)

e TN (True negative) je pocet spravné predikovanych hodnot tfidy 0.
e TP (True positive) je pocet spravné predikovanych hodnot tiidy 1.
e FN (False negative) je pocet $patné predikovanych hodnot do tfidy O.

e FP (False positive) je pocet Spatné predikovanych hodnot do tiidy 1.

Matice zdmén sama o sob€ dava predstavu 0 celkové kvalit€¢ modelu, ov§em pro piesné;si

vyhodnoceni byly na jejim zaklad¢ definovany nasledujici metriky:

Uspé&nost

Uspé&snost (accuracy) je nejjednodussi metrika a lze ji definovat jako podet spravné
klasifikovanych ptipadii déleny celkovym poctem piipadi. Tato metrika neni pfili§ vhodna
na nevyvazené datové soubory. Uvazujme, ze mame ulohu zjistovani podvodi v bankovnich

transakcich, kde je 99% ptipadt opravnénych transakci a pouze 1% podvodnych. Pokud by
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model predikoval v§echny transakce jako opravnéné, mél by 99% tspésnost, ovsem v praxi

by byl nepouzitelny. (32) Usp&snost je dana vztahem:

TP+TN
TP + TN + FP + FN

Uspésnost =

Presnost
Piesnost (precision) je pocet spravné predikovanych pozitivnich piipadi (hodnot tiidy 1)

z celkového poctu predikovanych pozitivnich ptipadd. Je dana vztahem:

TP

Presnost = —————
resnos TP + FP

Pokryti

Pokryti (recall, True Positive rate) udava pocet spravné identifikovanych pozitivnich piipadt
ze v§ech pozitivnich pfipadu. V ptipadé€ tlohy odhalovani podvodnych transakci by toto byla
metrika, kterou by bylo vhodno pouzit a maximalizovat, jelikoz je dulezité odhalit podvodné

transakce i vzhledem k tomu, Ze jich je pouze mala ¢ast.

TP
TP + FN

Pokryti =
F1 Skore
F1 skore je harmonicky primér piesnosti a pokryti. Dava stejnou vahu témto dvéma
metrikdm a je uziteCna v piipade, kdy oba tyto ukazatele davaji smysl. Jak je patrné ze

vzorce, je citliva na situace, kdy je jedna z metrik velmi nizka, poptipadé€ nulova.

F1 Skére = 2 # presnost * pokryti

presnost + pokryti

3.7.2 Krivka ROC

Kiivka ROC (Receiver Operating Characteristic) je graf popisujici pomér mezi pokrytim a
FP

False Positive rate, kde FPR = )
FP+TN

Pokud by kiivka byla diagonalni ¢arou rozd¢€lujici
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prostor na dvé poloviny (naznaceno ¢arkovanou ¢arou na obr. 16), znamenalo by to, Ze

model ma Gspésnost jako nahodné predikujici binarni klasifikator.

Obrazek 16 - ROC - AUC kiivka

TPR

FPR

Zdroj: (33)

Oblast pod kiivkou ROC se nazyva AUC (Area Under the ROC curve) a vypocitava

vvvvv

tim leps$i model. AUC se obecné nedoporucuje pouzivat v ptipadé, kdy je velky rozdil mezi

FN and FP. (33)
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4 Prakticka ¢ast prace

Prakticka ¢ast prace se zabyva feSenim klasifika¢ni ulohy na datovém souboru, ktery se
sklada z textovych dat vydavanych pojistovnami a zabyvajicich se jejich finan¢ni
stabilitou a hospodafenim. Tento textovy dokument se nazyva zprava o solventnosti a
finanéni situaci pojistovny (Solvency and Financial Condition Report, SFCR). Povinnost
predkladat SFCR zpravu je stanovend smérnici 2009/138/EC o piistupu k pojistovaci a

zajist'ovaci ¢innosti a jejim vykonu, znamou téz jako Solventnost 1. (34)

Predmétem klasifikace je ukazatel, ktery udava pomér mezi pouZzitelnym vlastnim

kapitalem a solventnostnim kapitalovym pozadavkem (SCR, Solvency capital requirement)
dané pojistovny. Tento ukazatel se nazyva ,,Ratio of Eligible own funds to SCR* a pro tuto
ulohu mlize nabyvat dvou hodnot: ,,stable a ,,positive®. Jedna se tedy o binarni klasifikaci.
Tento ukazatel je ptifazen na textova i kvantitativni data z pfedchazejiciho roku. Cilem této

ulohy je tedy poskytnout klasifika¢ni nadhled tohoto ukazatele do nasledujiciho roku.

V praktické ¢asti bude aplikovano nékolik algoritmii strojového uceni na datovy soubor

z hlediska nékolika variant pfedzpracovani textu. Textové dokumenty jsou psany a budou
analyzovany V ¢eském jazyce, coZ zvySuje obtiZnost procesu predzpracovani textu oproti
pouziti Anglického jazyka. Neni totiz pfili§ mnoho zdroji popisujici postup pro
predzpracovani ¢eského jazyka a zejména chybi podpora Python knihoven a balicki pro

strukturu a sémantiku ¢eského jazyka.

Samotnému modelovani bude predchéazet proces ptedzpracovani textu pro datovy soubor,
véetné spojeni vSech proménnych do jednoho DataFramu. Na vstup modelu kromé
ocisténého a vektorizovaného textu budou vstupovat také ¢iselné proménné, které

ptredstavuji indikatory ukazujici vykonnostni parametry dané pojistovny.
4.1 Datovy soubor

SFCR zpravy jsou reportovany ve formatu PDF a informace obsazené v této zpravé jsou
zejména popisy financnich rizik, kterym je pojistovna vystavena, zptsoby, jakymi
pojistovna hodnoti své aktiva a pasiva a informace o kapitalové situaci pojistovny. Zprava

rovnéZ muze obsahovat informace o podrobnostech kapitalové struktury pojistovny,
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vcetné informaci o vlastnictvi a fizeni pojisStovny. Cilem této zpravy je zajistit
transparentnost a poskytnout informace vetejnosti. Zprava je analyzovana regulatorem,
ovSem umoziuje kazdému posoudit rizika spojena s investicemi do dané pojistovny a

duvéryhodnost této spole¢nosti jako zajist'ovatele. (35)

Textovy korpus je slozen ze 70 SFCR dokument, které byly nasbirany z let 2019 — 2021.
Text z téchto souborti je importovan pomoci python skriptu, ktery je k nalezeni v pfiloze.
Krom¢ textu jako takového jsou soucasti téchto dokumentti také QRTs (Quantitative
reporting templates) formulaie, které jsou ve vétsin€ pripadt zapsany v tabulkach na konci
téchto dokumenti, piipadné jsou zvetfejiiovany v samostatnych dokumentech. Udavaji
konkrétni ¢iselné hodnoty o kapitalu, investicich, rizicich a zisku pojistovny a na zaklade
téchto hodnot jsou vypocitany indikatory, které piedstavuji kvantitativni proménné
vstupujici do modelu, coz je zobrazeno na obrazku 17. Pfidanim ¢iselnych proménnych do
modelu, které souviseji S cilovou proménnou miize mit pozitivni vliv na pfesnost

vysledného modelu. (36)

Obrazek 17 - Postup z hlediska vstupnich dat

Giselna
. matice

Vstupni Vektorizace >

text
. L .. Klasifikace
Algoritmus strojového ugeni »
Kvantitativni >
proménné >

Zdroj: vlastni zpracovani

4.1.1 Priprava kvantitativnich dat

Kvantitativni data se skladaji ze 7 proménnych, které predstavuji jednotlivé indikétory.

Tyto indikatory byly vybrany jako idealni kandidati pro aplikaci modelu a jejich pouZziti je
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plosné pro vSechny entity. Popis proménnych znazornuje tabulka 3. Hodnoty na jejichz

zaklad¢ se dané indikatory vypocitaji jsou vefejné dostupné nebo piimo odvoditelné

Z informaci, které pojistovny standardné zvetejiuji na svych internetovych strankach.

Tabulka 3 - Popis kvantitativnich proménnych

Kvantitativni

Popis proménnych

proménné
. Podil ocekavanych ziskd zahrnutych v budoucich pojistnych ptrispévcich a
Indicator_80 v, , v , e v SElRAEN VR
pouzitelnych vlastnich zdroju
Indicator_72 Podil podfizenych zdvazkl k pouzitelnym vlastnim zdrojim
Indicator_74 | Podil pouzitelnych vlastnich zdroji nejvyssi kvality k pozadovanému kapitalu

Indicator_109

Podil nekétovanych/neobchodovatelnych akcii na celém portfoliu akcii

Indicator_65

Vliv odloZzeného danového zavazku na minimalni kapitdlovy pozadavek

Indicator_48

Pomér poctu pojistnych smluv, které byly zruseny, ke vSem aktivnim pojistnym
smlouvam v portfoliu pojistovny.

Indicator_118

Pomér expozice (vystaveni) dané instituce v(ici 5 nejvy$sim emitentiim

Indicator_30

Pomér kryti zajistovaci spolecnosti pro Zivotni a neZivotni pojisténi

Zdroj: Vlastni zpracovani

Hodnoty jednotlivych proménnych byly podrobeny zakladni prizkumové analyze, aby

byla ovétena vhodnost pouZiti na vstup algoritmu strojového uceni. Vzhledem k tomu, Ze

se jedna o pomérové ukazatele, tak vétSina hodnot je v rozsahu od 0 do 1 a u nékolika

vyjimek jsou hodnoty lehce vyssi. Proto neni nutné tyto hodnoty normalizovat.

Pouze dvé proménné nemaji zadné chybejici hodnoty, proto je tieba zvolit ptistup k jejich

oSeteni. Proménné, které maji vice, nez 40 % chybéjicich hodnot jsou z modelu

odstranény jako celek. Nahrazenim chybéjicich hodnot u takto velké ¢asti vzorkii by mohlo

do modelu vnést ur€ity Sum a negativni vliv. Na zéklad¢ tohoto kritéria bylo 3 ze 7

vstupnich proménnych odebrano. Pro ostatni zdznamy, kde je mén¢, nez 40 % chybéjicich

hodnot byly tyto hodnoty nahrazeny primérnou hodnotou dané proménné.
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4.1.2 Priprava textovych dat

Textovy korpus slozen ze 70 SFCR dokumentl byl pomoci Python scriptu naimportovan
do DataFramu. Kod je ptilozen v ptiloze prace. VSechny tyto dokumenty jsou ulozeny ve
formatu PDF a museji mit strukturu dle néasledujicich kapitol:

e Kapitola A — Cinnost a vysledky

e Kapitola B — Ridici a kontrolni systém

e Kapitola C — Rizikovy profil

e Kapitola D — Ocenovani pro ucely solventnosti

e Kapitole E — Rizeni kapitalu

Pocet stran dokumentt jednotlivych pojistoven, stejné jako délka textu v dokumentech, se

muze lisit. Pro lepsi pfedstavu je ptiloZen obrazek 18.

Obrazek 18 - Pocet stran SFCR zprav

100 4

Pocet stran

20 1

maximum primér mrinimum

Zdroj: Vlastni zpracovani
Po naimportovani dokumenti nasleduje ¢iSténi textu a tokenizace. Nejprve byla odebrana

interpunkce, nasledné byla jednotliva slova rozdé€lena do tokenil. Byla tedy pouzita slovni

tokenizace. Dale z diivodu sjednoceni probéhla zména velkych pismen na malé. Také byla
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odstranéna slova, pfipadné¢ znaky, které maji méné, nez 3 pismena a které v sob& zahrnuji
¢isla. Tyto slova nemaji pfili§ velky sémanticky vyznam z hlediska celého dokumentu.
Nasledovalo odebrani stop slov. Slovnik stop slov byl naimportovan z textového
dokumentu a zahrnuje piedevsim spojky a piedlozky a dalsi ¢asto se vyskytujici slova,

kterd rovnéz nemaji velky sémanticky vyznam.

V dalsim kroku bylo potieba vyfesit stemming, pfipadné lemmatizaci, kde dochazi
k pfevedeni slov na jejich kofen, piipadné na stejny slovni zaklad, aby slova stejného

vyznamu Vv jiném padu, rodu ¢i tvaru obecné byla sjednocena a na vstupu algoritmu

strojového uceni tak méla stejny vyznam. K tomuto ukonu, stejn¢ jako k vétsiné predeslym

je vhodno pouzit jednu z python knihoven urcenych pro zpracovani ptirozeného jazyka.
Mezi nejpouzivanéjsi knihovny patii naptiklad: Natural Language Toolkit (NLTK),
TextBlob, CoreNLP, Gensim, spaCy, polyglot, PyNLPI, Pattern.

Z4dna z téchto, ani dalsich knihoven v§ak nepodporuje stemming nebo lemmatizaci pro

cesky jazyk. Proto byl pouzit ptistup, kdy vSechna slova byla zkracena na prvnich pét

pismen. Tim je u vétSiny slov odstranéna ptipona a koncovka a vznikaji tak jednotna slova,

ktera by jinak byla kviili jinym sufixim brana jako riizna.

Dalsi redukce prob¢hla pro slova, kterd se i po odebrani sufixti v celém textovém korpusu

objevila pouze jednou. Tato slova jsou z velké ¢asti URL webovych stanek, neobvyklé

zkratky, pteklepy ¢i chybné naimportovana slova a proto jsou pro nas§ model nezadouci.

Celkovy korpus je sloZen ze vSech 70 dokumentl a ma nasledujici charakteristiky:

Tabulka 4 - Charakteristiky korpusu

slov)

Pocet stranek celkem 4620
Pocet slov pred ¢isténim textu 1668477
Pocet unikétnich slov pied ¢iSténim textu 41607
Pocet slov po cCisténi textu 1061860
Pocet unikéatnich slov po ¢isténi textu (vetné odebrani sufixu a jednovyskytovych 7905

Zdroj: Vlastni zpracovani
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Na vsechny jednotlivé kroky predzpracovani textu byly vytvoreny funkce, které byly
nasledné aplikovany na dany text. Po pfedzpracovani textu a spojeni textovych i

kvantitativnich proménnych vznikl dataframe, ktery je naznacen na nasledujicim obrazku.

Obrazek 19 - Dataframe po spojeni proménnych

Indicator_109 Indicator 65 Indicator 74 Indicator 80 Solvency ratio_bucket cleaned text

0 0121618 -0.15652: 2.318696 0.180849 stable  [obsah, obsah, sezna, tabul, obraz, grafi, pfile. Gvodn, slovo, pieds, pfeds, shrnu, vyjad, kapi..
1 0.089989 -0.062071 1412173 0.208130 stable [techn. rezer, vykaz, viech, pojis. zajis. zavaz, vOEi, pojis. oprav, osoba, pajis, zajis, smiuv...
2 0.123208 -0.208921 1.828044 0.639396 stable [rozva, spole, axa, Zivot, pojis, piedp, solve, sesta, prosi, rozva, sesta, soula, nafiz, solve,...
3 0.855598 -0.143941 2.128660 0416517 stable [bnp. parib. cardi, pojis obsah, Gvod, rozsa, €inno. finan, vysle, rozsa, €inno, zakla, ddaje. ...
4 0.151241 -0.072778 2.229999 0.663540 positive  [zprdv, solve, finan, situa, obsah, shrnu, zhodn, roku, ocefio, model, alter, metod. ocefio, finno...
65 0.193893 -0.072778 2417105 0.526921 positive [obsah, scuhr, &inno, vysle, &inno, vysle, oblas, upiso, vysle, oblas, inves, vysle jinyc, cbla..
66 0686715 -0.072778 9.165577 0.208130 positive [obsah, avod. shrnu, &inne, vykon, pajis, &inno, pojis, vysle, pojis, oblas, upiso, vysle, pojis..
67 0.549533 -0.005940 1.107601 0.001184 stable [obsah, shrnu, &inno, vysle, &inno, vysle, oblas, upiso, vysle, oblas, inves, vysle jinyc obla..
68 0.130602 -0.072778 1.836707 0465798 stable [zprav, solve, finan, situa, obsah, shrnu, zhodn, roku, ocefio, model, alter, metod, ocefio, &inno..
69 0027828 -0.234568 2121184 0614978 positive [obsah, shrnu, €inna, vysle, inno, profi, spole, vznik. akcio, zdzem, nabid, pojis, <inno, pOji..

70 rows x 6 columns

Zdroj: Vlastni zpracovani

4.1.3 TF-IDF vektorizace

Poslednim krokem pted samotny trénovanim algoritmu strojového uceni je vektorizace
textu, kdy je potieba ociStény text pfevést na matici ¢iselného vektoru. Misto sloupce

s oc¢isténym textem vznikne vice ¢iselnych sloupci, které reprezentuji dany text. Pro tuto
ulohu byl zvolen TF-IDF algoritmus, ktery pievede kazdé slovo nebo n-gram v korpusu na

proménnou a pfifadi mu hodnotu dle daného vzorce.
Pro tuto Glohu byly aplikovany 4 rizné druhy nastaveni vektorizace z pohledu n-gramd.

Zvoleny rozsah n-gramt a celkovy rozsah vstupni matice jsou zobrazeny v tabulce 5.

Dataframe po vektorizaci textu pro N-gram rozsah (1,1) je na obrazku 20.
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Tabulka 5 - Zvolené n-gramy

. Rozsah
N-gram rozsah Zahrnuté n-gramy tabulky
(1,2) unigram 70x7910
(1,3) unigram, bigram, 70x529551
trigram
(3,3) trigram 70x342474
(5,5) fivegram 70x454103

Zdroj: Vlastni zpracovani

Z divodu velkého rozsahu proménnych je také pro jednotlivé modely aplikovana technika
vybéru ptiznaku (feature selection), kdy je v trénovani modelu zahrnuta jen ¢ast
proménnych. Tyto proménné jsou vybrany na zéklad¢ vlivu na cilovou proménnou.
Vétsina algoritmi ma zabudovany atribut, ktery po natrénovani na vSech proménnych vrati
koeficient duleZitosti jednotlivych proménnych. Na zakladé¢ tohoto koeficientu Ize

usporadat proménné a vybrat jejich urcitou cast.

Obrazek 20 - Dataframe po vektorizaci unigramu

aaa abnor aborb abruz abs absen absol absor abstr abych .. Zivd Zivdn Kombi PAIDR pomér Indicator_80 Indicator 74 Indicator_109 Indicator_65

0 0002676 0.00181 0.0 0.0 0.000000 0.001909 0.002402 0.002436 0.0 0.0 .. 0.000000 0.0 0.0 0.0 0.0 0.180849 2.318696 0121618 -0.156524
1 0.000000 0.00000 0.0 0.0 0.000000 0.001228 0.001236 0.003762 0.0 0.0 .. 0.000000 0.0 0.0 0.0 0.0 0.208130 1412173 0.089989 -0.062071
2 0.000000 0.00000 Q.0 0.0 0.000000 0.001193 0.007201 0.003653 0.0 0.0 .. 0.000000 0.0 0.0 0.0 0.0 0.639396 1.828044 0123208 -0.208921
3 0.000000 0.00000 0.0 0.0 0.000000 0.001723 0.001734 0.003517 0.0 0.0 .. 0.000000 0.0 0.0 0.0 0.0 0.416517 2.128660 0.855598 -0.143941
4 0000000 0.00000 Q.0 0.0 0.004206 0.000000 0.005286 0.019145 0.0 0.0 .. 0003057 0.0 0.0 0.0 0.0 0.663540 2.229993 0151241 -0.072778
65 0.000000 0.00000 0.0 0.0 0.000000 0.000000 0.005590 0.000810 0.0 0.0 .. 0.000000 0.0 0.0 0.0 0.0 0.526921 2417105 0.193893 -0.072778
66 0.000000 0.00000 0.0 0.0 0.000000 0.009291 0.014028 0.009485 0.0 0.0 .. 0.000000 0.0 0.0 0.0 0.0 0.208130 9.165577 0.686716 -0.072778
67 0.000000 0.00000 0.0 0.0 0.004076 0.000000 0.007318 0.004453 0.0 0.0 .. 0.000000 0.0 0.0 0.0 0.0 0.001184 1.107601 0.549533 -0.006940
68 0.000000 0.00000 0.0 0.0 0.004061 0.002897 0.005104 0.019225 0.0 0.0 .. 0.000000 0.0 0.0 0.0 0.0 0.465798 1.836707 -0.072778
69 0.000000 0.00000 Q.0 0.0 0.000000 0.000000 0.004072 0.004129 0.0 0.0 .. 0.000000 0.0 0.0 0.0 0.0 0.614578 2121184 0.027828 -0.234568

70 rows x 7910 columns

Zdroj: Vlastni zpracovani

4.2 Trénovani modelu

Trénovani jednotlivych modelll véetné importu a pfedzpracovani textu je zpracovano na
platformé JupyterLab za pouziti naimportovanych knihoven. Samotné trénovani modelt je
provedeno s pouzitim knihovny Scikit-learn, coZ je jedna z nejpouzivangjSich knihoven na

strojové uceni v Pythonu.
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Jednotlivé modely byly v prvni fazi natrénovéany v zakladnim (defaultnim) nastaveni. Data
byla rozd€lena na trénovaci a testovaci za pouziti K — nasobného valida¢niho pfistupu.
Nejbeéznéjsi pistup rozd€leni na trénovaci — validacni - testovaci sadu byl pro tuto ulohu
zavrhnut z davodu nizkého po¢tu dostupnych zaznamu. Pro trénovani modelt v zakladnim
nastaveni a bez pouziti ladéni hyperparametrti by pfistup K — nasobné validace

s rozdélenim pouze na trénovaci a testovaci sadu mohl byt efektivnim.

Pro tuto ulohu bylo tedy zvoleno rozdéleni na trénovaci a testovaci data formou K —
nasobné validace. Parametr K byl v tomto ptfipadé zvolen K = 7, kde pro soubor o vzorku
70 dat vychazi kazdy béh trénovani na rozdéleni 60 trénovacich a 10 testovacich dat. Tento
ptistup je zndzornén na obrdzku 21. Vysledna uspéSnost je brana jako primérnd Gspésnost

vSech 7 trénovacich iteraci.

Obrazek 21 - 7-nasobna validace testovacich dat

Vsechna data
Trénovani 1 Train Train Train Train Train
Trénovani 2 Train Train Train Train
Trenovani 3 Train Train Train Train Train
Trénovani 4 Train Train Train Train Train
Trénovani 5 Train Train Train Train
Trénovani 6 Train Train Train Train
Trénovani 7 Train Train Train Train

Zdroj: Vlastni zpracovani

4.2.1 KNN model

Model K-nejblizsich sousedt byl trénovan s nastavenym parametrem K = 5, tedy pocitani
vzdalenosti pro pét nejblizsich sousedil kazdého bodu. Vzdalenostni metrika byla zvolena
parametrem p = 2, tedy euklidovska vzdalenost. Nejvétsi uspeésnost byla pro vstupni datovy
soubor, ktery zahrnuje pouze unigramy a poéita se viemi proménnymi. Usp&snost

klasifikace v tomto nastaveni byla 87,14 % a je zobrazena na obrazku 22.

K —nejblizsich sousedu je jeden z mala algoritmi, pro které neni definovan zabudovany

atribut pro pocitani dilezitosti jednotlivych proménnych. Proto 1ze zvolit jeden ze
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statistickych ptistupli vyberu ptiznaki, ktery ptimo nesouvisi s danym algoritmem
strojvého uceni. Mezi takovéto piistupy patii naptiklad low variance elimination,
univariate feature selection nebo recursive feature elimination. VSechny tyto postupy jsou
dostupné v knihovné Scikit-learn. Pro tuto tlohu byl pouZit univariate feature selection,

ktery vyuziva ANOVA f-test pro kvantitativni proménné. (37)

Obrazek 22 - KNN pro N-gram=1

N -gram=(1,1)
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Zdroj: Vlastni zpracovani

Podobné dobré vysledky jako pro model s vektorizaci unigramt dosahoval model

S pouzitim unigrami, bigramu a trigramd, tedy model s nejvice proménnymi. OvSem jak
1ze na obrazku 23 vidét, pro tento model byla nejlepsi uspéSnost s pouzitim vybéru
proménnych, kde nejlepsich vysledkti dosahoval model s 1/5 proménnych. Usp&snost byla

87,14 %, tedy stejna jako u modelu unigrami se v§emi proménnymi.
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Obrazek 23 - KNN pro N-gram = (1,3)

N -gram =(1,3)
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Zdroj: Vlastni zpracovani

4.2.2 SVM model

Model podptirnych vektorovych stroji byl trénovan s pomoci modulu sklearn.svm.SVC,
ktery je urcen pro klasifika¢ni ulohy s malym nebo stfedné velkym datovym souborem (co
do poctu zdznami, nikoli proménnych). Nabizi vyuziti nékolika druhti jader, véetné téch,

které byly uvedeny v teoretické ¢asti prace.

Pro tuto tlohu bylo zvoleno linearni jadro, regularizacni parametr byl ponechan
v zékladnim nastavenim, tedy C = 1. Tento parametr urcuje trade-off mezi maximalizaci

mezery mezi nejbliz§imi body rozdilnych tfidami a minimalizaci chyby klasifikace.

SVM model mél nejvyssi Gspésnost s vektorizaci unigrami a 4/5 nejvice prediktivnich
proménnych. Usp&$nost v tomto nastaveni byla 87,14 %. Usp&$nosti pro trénovani
unigrami jsou na obrazku 24. Usp&snosti pro trénovani vyssiho poétu ngrami byly o néco

nizs§i, kolem 82 % a jsou k nahlédnuti v ptiloze prace.
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Obrazek 24 - SVM pro N-gram = 1

N-gram=(1,1)
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Zdroj: Vlastni zpracovani

4.2.3 Model logistické regrese

Logisticka regrese byla natrénovana s regularizaénim penaliza¢nim parametrem 12 neboli
ridge regularizaci. Pfi pouziti této regularizace se do nakladové funkce ptida dalsi ¢len,
ktery udrzuje hodnoty koeficientii modelu co mozna nejnizsi a model se tim stava
jednodussim. Dalsi variantou je |1 parametr, ktery pfedstavuje lasso regularizaci nebo

elasticnet, coZ je kombonaci obou piedchozich.

Parametr C byl opét ponechan na hodnoté 1. V logistické regresi tento parametr urcuje, jak

siln€ jsou koeficienty modelu penalizovany za velké hodnoty.

Logisticka regrese méla nejvétsi tispésnost opét s vektorizaci unigramii a to 88,57 %. Byla
rovnéZ provedena selekce proménnych, ov§em na GspéSnost to nemélo zZadny vliv. Selekce
proménych se v tomto piipad€ vytvari stejné jako u SVM modelu, kdy po natrénovani na
vSech proménnych lze pomoci atributu coef ziskat dilezitost kazdé proménné a ty méné

dualezité dle stanovéné procentudlni hranice odebrat.
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Uspé&snost modelu s vy$§im poétem N-gramil se pohybovala mezi 85 % a 87 %, oviem

prekvapive byla lepsi ispésnost s mensim poctem zvolenych proménnych.

Obrazek 25 - Logisticka regrese pro N-gram =1

N -gram=(1,1)
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Zdroj: Vlastni zpracovani

4.2.4 Model rozhodovaciho stromu

Pro model rozhodovaciho stromu bylo zvoleno jako rozhodovaci kritérium Gini index.
Scikit-learn pro rozhodovaci stromy pouziva optimalizovanou verzi algoritmu CART.
CART v tomto ptipad¢ konstruuje binarni stromy pomoci funkce a prahové hodnoty, které
poskytuji nejveétsi informacni zisk v kazdém uzlu. Hyperparametr max_dept byl ponechan
v zakladnim nastaveni ,None‘. Tento hyperparametr udava maximalni hloubka stromu a

urcuje jak hluboko, resp. kolik proménnych je na vytvoreni jedné vétve. Pokud je ,None‘,

vvvvv

Model rozhodovaciho stromu mél nejvyssi tispéSnost s pouZzitim unigramil a pro vybér 1/5
nejvice prediktivnich proménnych, jak lze vidét na obrazku 26. Tato Gispé$nost byla 82,86
%. Pro ostatni N-gramy byla uspésnost nizsi pouze 0 1-2 % s tim, Ze vyssi ispéSnost byla
opét pro 1/5 vybranych proménnych. Grafické zobrazeni Gispé$nosti pro ostatni N-gramy je

ptilozeno v piiloze prace. V tomto se model rozhodovaciho stromu li§i oproti ostatnim
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klasifikatorim, kde nejvyssi tspésnost je se vSemi zahrnutymi proménnymi. OvSem

celkova uspésnost je v porovnani s ostatnimi o néco mensi.

Obrazek 26 - Rozhodovaci strom pro N-gram =1

N-gram=(1,1)
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Zdroj: Vlastni zpracovani

4.2.5 Naivni Bayesuv model

Tento model byl natrénovan za pouzit Gaussova naivniho Bayesu, ze tfidy
sklearn.naive_bayes.GaussiaNB. Jeden z mala hyparametrti pro tento algoritmus je priors,
ktery udava apriorni rozdéleni pravdépodobnosti pro jednotlivé tfidy. V tomto piipadé byl
ponechan na None, coz znamena, Ze apriorni pravdépodobnost je pocitana z trénovacich

dat.

Naivni Bayes dosahoval vysoké uspésSnosti a to 94,29 % hned v n€kolika ptipadech.

V modelu natrénovaném na fivegramech byla tato nejvyssi ispéSnost hned ve dvou
ptipadech a to za pouziti 4/5 a 1/2 proménnych, coz zndzornuje obrazek 27. Dale takto
vysokou UspéSnost dosahoval model za pouZiti trigrami s 1/5 nejvice prediktivnich
proménnych. Tento a dalsi vysledky uspésnosti pro ostatni modely jsou pfiloZeny v ptiloze
prace. Obecné 1ze vSak konstatovat, ze vySsi uspésnost byla spise s redukovanym poctem

proménnych a Ze naivni Bayes patii v této tloze k nejlepSim klasifikatortim.
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Obrazek 27 - Naivni Bayes pro N-gram = (5,5)

N - gram = (5,5)
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Zdroj: Vlastni zpracovani

4.2.6 Model neuronové sité

K trénovani neuronové sité byly pouzity knihovny Tensorflow a Keras. Tensorflow je
knihovna pro strojové uceni a umélou inteligenci. Je popularni zejména pro trénovani
hlubokych neuronovych siti. Knihovna Keras slouZi jako rozhrani pro knihovnu

Tensorflow.

Model neuronové sité byl natrénovan jako sekvencni neuronova sit’, ktera se sklada ze tti
vrstev. Dvé propojené vrstvy s aktivaéni funkci ReLU se 128 a 64 neurony a vystupni

vrstva s jednim neuronem a sigmoidni aktivaci, ktera zajiSt'uje vystup bindrni klasifikace.
Nastaveni vrstev a pocet parametr pro model s trigramy a 1/2 zvolenymi proménnymi je

na obrazku 28.
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Obrazek 28 - Nastaveni modelu pro N-gram (3,3), 1/2 proménnych

Qutput Shape Param #
dense_78 (Densel {Mone, &4) 8256
dense_71 (Dense) {Mone, 1) 65
Traingble params: 21,%28,913

Mon-trainable params: @

Zdroj: Vlastni zpracovani

Pro trénovani modelu byla pouZita optimaliza¢ni funkce Adam a jako ztratova funkce byla
zvolena binarni kiizova entropie (binary crossentropy). Bylo zvoleno 10 epoch trénovani,
coz znamena, ze je 10 iteraci trénovani neuronové sité, kde v kazdé z nich prochazi data

neuronovou siti a upravuji vahy.

Velikost batche (Batch_size) byla zvolena na 128. Tento hyperparametr udava pocet
trénovacich dat, které jsou pouzita pro jednu Gpravu vah a biast v rdmci jedné epochy.
Velikost batche se nastavuje z divodu, Ze trénovani na celém datasetu mize byt vypocetné
naro¢né, proto se provadi v tzv. mini-davkach. Trénovani bylo opét provedeno s pouzitim

v

7-nasobné kiizové validace.

Neuronova sit’ byla trénovéna jak pro vSechny proménné, tak za pouziti vybéru
promé&nnych metodou univariate feature selection, stejné jako modely KNN nebo naivni
Bayes. Rovnéz bylo vyzkouseno rizné nastaveni n-gramti, jako tomu bylo u ptedchozich

modelu.

Neuronova sit” dosahovala velmi vysoké uspésnosti klasifikace 98,57 % a to ve 3 riznych
nastavenich pro vstupni data. Pro n-gram rozsah (1,3) to bylo za pouziti 4/5 proménnych,
pro n-gram rozsah (3,3) za pouziti 1/2 proménnych (obrazek 29) a pro zvolené fivegramy

také pro 1/2 pouzitych proménnych.
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Obrazek 29 — Neuronova sit’ pro N-gram = (3,3)

N - gram = (3,3)
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Zdroj: Vlastni zpracovani

Neuronova sit’ dosahovala nejlepsi uspéSnost ze vSech zkousenych modelt. Nejhorsi
vysledky méla v ptipadé modelu unigrami, coz je rozdil oproti pfedchozim algoritmim,
kde unigramy dosahovaly naopak nejlep$ich vysledkd. Vybér proménnych metodou
univariate feature selection mél na neuronovu sit’ také pozitivni vliv, kde nejlepsi vysledky

byly v ptipadé 80 % a 50 % zahrnutych proménnych.

4.3 Vyladéni modeli

Pro zjisténi, zdali budou jednotlivé modely nachylné na pieuceni a jaké je optimalni

nastaveni parametra jednotlivych modelii byl zvolen dalsi ptistup rozdéleni datové sady.

V dalsi ¢asti byl datovy soubor rozdélen na trénovaci a testovaci sadu. Trénovaci sada byla
slozena z dat z roku 2019 a 2020, coz je 48 zaznamu. Testovaci sada jsou data z roku 2021
— 22 zdznamu. Toto rozdéleni nejlépe reflektuje ptipad, kdy by byl model nasazen do
provozu. Vzhledem k malému mnozstvi trénovacich dat byl zvolen piistup Leave one out
validace, kde vznikne 48 trénovacich béhi a v kazdém z nich bude model trénovan na 47
vzorcich a validovan na 1 vzorku. Vysledna valida¢ni pfesnost je opét dana primérem

jednotlivych béht.
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4.3.1 Ladéni hyperparametri

Pro nalezeni optimalnich parametrt jednotlivych modelt byla pouzita technika

GridSearch. GridSearch je funkce z knihovny Scikit-learn, ktera umoziuje systematicky

prozkoumat kombinace hyperparametrii pro model a vybrat ty, které vedou k nejlepSim

vysledkiim. Jednotlivé nastaveni se nejdiive zapise do proménné typu slovnik, kde klic je

nazev hyperparametru a hodnota je vycet hodnot k otestovani. Po natrénovani na

trénovacich a valida¢nich datech je navracena nejlepsi kombinace parametra a tispéSnost

klasifikace dané kombinace. Piehled nastavenych parametrti, véetné vysledku GridSearch

je v tabulce 6.

Tabulka 6 - GridSearch pro v§echny modely

Model

KNN

SVM

Logisticka
regrese

Rozhodovaci
stromy

Naivni bayes

Neuronova
sit

Nastavené parametry pro GridSearch

{'n_neighbors': [2, 3,4,5,6,7,8,9, 13, 21, 34],
'weights': ['uniform’, 'distance'],
'p" (1,2, 3]}

{’'c:[0.1, 1,5, 10, 100],
'kernel": ['linear’, 'rbf', 'poly', 'sigmoid'],
'‘gamma’: ['scale’, 'auto’, 0.1, 1, 10]}

{'penalty': ['none’, '11', '12', 'elasticnet'],
'C:[0.1, 1, 2, 3, 4,10],
'solver': ['Ibfgs', 'liblinear']}

{'criterion': ['gini', 'entropy’, 'log_loss'],
'max_depth': [None, 5, 10, 15, 30],
'min_samples_split': [2, 5, 10],
'min_samples_leaf": [1, 2, 4, 8],
'max_features': [None, 'sqrt’, 'log2']}

{'var_smoothing': [1e-9, 1e-8, 1le-7, 1e-6, 1e-5]}

{'batch_size'": [64, 128],
'‘epochs': [5, 10],
‘optimizer': ['adam’, 'sgd'],
'activation': ['relu’, 'tanh'],
'hiddenl': [64, 128],
'hidden2": [64]}

Vysledné nejlepsi nastaveni

{'n_neighbors': 3,
'weights': 'distance’,
'p': 1}

{'C". 5,
'kernel': 'linear’,
‘gamma': 'scale'}

{'penalty': '12',
'C": 10,
'solver': 'lbfgs'}

{'criterion': 'gini',
'max_depth': None,
'min_samples_split":10,
'min_samples_leaf': 1,
'max_features': None}

{'var_smoothing': 1e-07}

{'batch_size'": 64,
'‘epochs': 5,
'optimizer': 'adam’,
'activation': 'relu’,
'hidden1': 128,
'hidden2': 64}

Zdroj: Vlastni zpracovani
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Nastaveni parametri pro K-NejblizSich sousedu je dilezité zejména v poctu sousednich
bodd, na zakladé¢ kterych je klasifikovan kazdy bod. Toto udava parametr n_neighbors,
jehoz nejlepsi vysledné nastaveni bylo rovno 3. Dalsi dtlezity parametr byl weights, Ktery
Vv defaultni hodnoté "uniform’ piiklada v§em sousednim bodim stejnou vahu, zatimco pii

nastaveni "distance " stanovuje vahu sousednich bodii na zakladé jejich vzdalenosti.

SVM a Logisticka regrese maji 3 hyperparametry. Spoleénym z nich je parametr C, ktery
udava miru regularizace. Cilem této regularizace je omezit slozitost modelu a snizit riziko
preuceni. C vSak udava inverzni hodnotu regularizace. Mensi hodnota C tedy udava silnéjsi
regularizaci. Gamma koeficient udava koeficient jadra, ktery ovsem pro linearni jadro

nema zadny vliv, proto je ve vysledném modelu scale, coz je defaultni nastaveni.

Rozhodovaci stromy maji mnoho parametra k nastaveni. Jednim z nich je kritérium pro
vyhodnoceni kvality rozdé€leni dat pii tvorbé stromu. Criterion: 'gini' je defaultnim
nastavenim a bylo zaroven i nejlep$im nastavenim. Dalsi parametry specifikuji hloubkou
stromu a pocet vzorkill potfebnych k rozdéleni rozhodovaciho uzlu stromu nebo ke vzniku
listu. U rozhodovaciho stromu je ladénim hyperparametrt velky potencial ke zlepSeni

vykonnosti modelu.

Naivni bayes patii mezi nejjednodussi algoritmy, proto je nastaven pouze jeden
hyperparametr. Neocekava se tedy velkd zména v uspéSnosti modelu oproti predchozimu

pfistupu.

Neuronové sité maji mnoho parametri, které je mozno ladit. Kvuli vypocetni slozitosti
tohoto algoritmu vSak neni mozno pokryt mnoho moznosti. Tato neuronova sit’ byla
vyladéna opét pro 2 skryté vrstvy. Optimaliza¢ni funkce pro nejlepsi model byla Adam a
aktivacni funkce ReLu, stejné jako tomu bylo v defaultnim nastaveni. Zména byla pouze u

parametri Batch_size a epochs.
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4.3.2 Trénovani finalnich modelu

Jednotlivé modely byly natrénovany pro odlisné pfedzpracovani textu, dle nejlepsich

vysledku pro kazdy model z pfedchozi ¢asti (4.2 Trénovani modelt). V tabulce 7 je

zaznamenano pro jaké predzpracovani textu byly jednotlivé modely natrénovany.

Tabulka 7 - Finalni vyladéné modely

. Podil v Pocet v, , Doba

Zvolené , Pocet .| Validaéni | Testovaci .

Model n-gram zvolenych roménnvch kombinaci Gspénost | Gisp&gnost zpracovani

gramy proménnych P y parametri P P GridSearch
KNN Unigramy 100% 7909 66 87,50% 90,90% 3 min
SVM Unigramy 80% 6328 100 87,50% 81,82% 4 min
L‘r’f;rzg;a Unigramy |  100% 7909 48 87,50% | 86,36% 2 min
Roi?:’odmozac' Unigramy 20% 1581 540 87,50% | 90,90% 6 min
Naivni Bayes Fivegram 20% 227054 5 91,67% 86,36% 9 min
Neuronova sit Trigram 50% 171239 32 93,75% 86,36% 84 min

Zdroj: Vlastni zpracovani

Validaéni uspésnost byla dana na zéklad¢ Leave one out kiizové validace, jako pramér

validac¢nich uspésnosti pro jednotlivé béhy. Testovaci tispéSnost byla nasledné

vyhodnocena na novych datech pro nejleps$i mozné nastaveni modelt.

V tabulce 7 je rovnéZ zapsan pocet proménnych na vstupu modelu a pocet kombinaci

parametrl pti spousténi GridSearch. Tyto dva faktory spolu s naro¢nosti daného algoritmu

maji vliv na dobu nalezeni a natrénovani nejvhodnéjsiho modelu. Z tabulky je zfejmé, Ze

velky vliv na dobu zpracovani mé pocet proménnych, ktery je pro fivegramy ¢i trigramy az

mnohonasobné veEtsi, nez unigramy.

Validac¢ni spéSnost prvnich 4 modelti byla shodné 87,5 %, pro Naivni Bayes byla o néco

lepsi a pro Neuronovou sit’ byla s 93,75 % nejlepsi, stejné jako v ptipadé prvotniho

trénovani. Testovaci GispéSnost vétSiny modeld byla velmi podobna té valida¢ni. Nejvétsi

pokles testovaci uspésnosti oproti valida¢ni zaznamenaly modely neuronové sit€¢ a SVM.

Tento pokles miize znacit lehké prfeuceni modelti a neschopnost spravné generalizace na

nova data. Pro KNN a rozhodovaci stromy byla testovaci uspésnost dokonce lehce vyssi,

reprezentativnim vzorkem dat pro testovani.
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5 Vysledky a diskuse

Nejprve byl pfipraven datovy soubor obsahujici kvantitativni a textova data, ktera byla
spojena do jednoho DataFramu. Kvantitativni proménné byly ocistény od chybéjicich
hodnot a text prosel procesem predzpracovani, véetné tokenizace. Pro vektorizaci byl
zvolen algoritmus TF-IDF, ktery reprezentuje dokumenty jako vektory a zohlednuji vyskyt

jednotlivych slov v daném dokumentu a jejich relativni dtlezitost v celém korpusu.

Ackoliv datovy soubor obsahuje pouze 70 dokumenti, tak celkovy pocet slov v dokumentu
je 1.668.477, coz po ocisténi a vektorizaci do unigramti vznikne 7905 unikatnich slov, kde
kazdé slovo reprezentuje jednu proménnou vstupujici do modelu. V piipad¢ trigrami je to
342469 proménnych a v piipad¢ fivegramii dokonce 454098. Tento postup vytvari
specificky vstupni datovy soubor, ktery ma mnoho proménnych (sloupcit), avSak malo

zaznamu (fadkl).
5.1 Srovnani modelu

Srovnani jednotlivych modelli je moZzné provést z vice pfistupi. Pro trénovani modeld, kde
vSechny zdznamy byly pouzity na trénovani a druhy pfistup, kde byla datova sada

rozdélena na trénovaci a testovaci mnozinu.

Prvni pfistup je zvolen z dlivodu nepfilis reprezentativniho vzorku dat, takZe pro vybrani
vhodného modelu je tfeba trénovat na vSech dostupnych datech. Druhy pfistup se snazi
dodrzet konven¢ni postup pro klasifika¢ni llohy strojového uceni, kde je ¢ast datového

souboru odlozena stranou a pouzita k findlnimu otestovani vykonnosti.

Zvolend metrika pro hodnoceni modela byla uspé$nost. Vzhledem k rovnomérnému
rozlozeni a stejné dilleZitosti tfid cilové proménné nebylo tfeba volit jiné metriky

vyhodnoceni. Bylo vyzkouseno 6 algoritmi strojového uceni pro klasifikaci textu.
5.1.1 Porovnani natrénovanych modelii

V prvni fazi trénovani bylo vSech 70 zaznamt pouZito na trénovani. UspéSnost modelu
byla méfena 7- nasobnou kiizovou validaci. Na obrazku 30 je vidét nejvyssi dosazena

uspésnost pro kazdy model.
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Obrazek 30 - Porovnani uspésnosti modell

Nejvyssi dosaZzena Uspésnost

100,00% 98,57%
95 00% 94,29%
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90,00% 88,57%

87,14% 87,14%
85,00% 82,86%
75,00%
KNN SVM Logistickd  Rozhodovaci Naivni Bayes Neuronova sit

regrese strom

Zdroj: Vlastni zpracovani

Nejlepsi tspésnost dosahovala neuronova sit’ a to 98,57 %. Kromé uspésnosti byla také
meéfena smérodatna odchylka pro 7 dil¢ich vysledkt kiizové validace. Tato smérodatna
odchylka udéava rozptyleni vysledkd napii¢ 7 béhy kiizové validace. Vyss$i hodnota
smérodatné odchylky naznacuje, Ze vysledky klasifikace jsou méné konzistentni a maji vetsi
rozptyl. Vys§i hodnota smérodatné odchylky miize rovnéZ indikovat preuc¢eni modelu.
Smérodatna odchylka pro neuronovou sit' byla 3,5 procentniho bodu kolem primérné

hodnoty uspésnosti jednotlivych béht.

Druhou nejvyssi uspéSnost mél naivni Bayes s 94,29 %. Smérodatna odchylka pro validaéni
uspésnosti byla v tomto ptipadé 7,28 %, coz znaci vétsi rozptyl validaénich Uspésnosti.
Naivni Bayes je na rozdil od neuronové sité¢ povazovan ze jednoduchy algoritmus zalozeny
na pravdépodobnostnim rozdéleni. I pfes to celkova uspésnost tohoto klasifikatoru byla

velmi dobra.

Logisticka regrese méla rovnéZ slusnou Gispésnost 88,57 % se smérodatnou odchylkou 6,39
%. Nejlepsich vysledki bylo dosaZzeno pro model unigrami a selekce proménnych neméla
na uspésnost velky vliv, coZ je rozdil oproti modelu naivniho Bayesu, kde lepsi tispéSnost

byla pro trigramy a fivegramy a selekce proménnych méla pozitivni vliv na spé$nost.
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KNN a SVM modely mély shodn¢ uspésnost 87,14 % s malou smérodatnou odchylkou
validacnich uspésnosti (4,52%). Pro oba algoritmy rovnéZz vychdzel o néco lépe model

S unigramy.

Nejhorsi uspésnost 82,86 % vykazoval model rozhodovaciho stromu, kde vsak Ize
predpokladat zlepSeni uspéSnosti pro nasledny vyladény model i vzhledem k tomu, Ze
nejlepSich uspéSnosti dosahoval vzdy se zvolenim pouhych 1/5 nejvice prediktivnich
proménnych. Proto dal$i omezeni v pouziti proménnych nebo rozvétveni stromu muze

zlepsit Gspésnost predikce

5.1.2 Porovnani vyladénych modeli

Vyladéni modeld bylo provedeno metodou GridSearch na trénovacich datech obsahujicich
48 zaznami. Usp&snost byla vyhodnocena Leave one out kifzovou validaci a vyhodnocena
jako primér jednotlivych béht této validace. Obrazek 31 zndzornuje validacni Gisp&Snosti

jednotlivych modelt.

Obrazek 31 - Valida¢ni uspésnost GridSearch

Validacni uspésnost

96,00%
94,00% 93,75%
) (]
92,00% 91,67%
’ (]
90,00%
88 00% 87,50% 87,50% 87,50% 87,50%
86,00%
84,00%
82,00%
KNN SVM Logistickd ~ Rozhodovaci Naivni bayes Neuronova sit

regrese strom

Zdroj: Vlastni zpracovani
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Z obrazku 31 je patrné, ze nejvyssi uspéSnost dosahoval stdle model neuronové sit¢.
Ovsem v porovnani s prvotné natrénovanym modelem uspésnost klesla z 98,57 % na 93,57
% 1 za predpokladu, Ze druhy model byl vyladén na nejlepsi moznou kombinaci
hyperparametrti. To je dano tim, Ze prvni model byl trénovan na vSech datech, zatimco
druhy pouze na trénovacich a ¢ast dat byla ponechana stranou na finalni otestovani. Z toho
1ze soudit, ze pro takto komplexni algoritmus, jakym je neuronova sit’ je vhodné pouzit co
nejveétsi mnozstvi dat na trénovani. Mirné zhorSeni o0 2,6 %, resp. 1 % bylo také u modelu

naivniho Bayese a logistické regrese.

Pro modely KNN a SVM byla Gspé$nost mezi prvnim a druhym pfistupem témeérf stejna.
Vyrazné zlepSeni vSak bylo u algoritmu rozhodovaciho stromu, kdy se pouzitim
GridSearch uspésnost zlepsila o témet 5 % 1 vzhledem k tomu, Ze ¢ast dat byla odlozena na

testovani a na trénovani bylo k dispozici mensi mnozstvi dat.

Jeff Prosis (4) uvadi, ze naivni Bayes je vhodnym algoritmem pro klasifikaci textu. Toto
tvrzeni se potvrdilo i na této lloze. Model naivniho Bayesu mél po neuronové siti druhou

nejvyssi uspésnost. V pripadé pouziti GridSearch algoritmu to bylo 91,67 %.

Finalni otestovani GispéSnosti probéhlo na testovacich datech, které byly pfed trénovanim
modelll odebrany ze vstupniho datového souboru. Testovaci soubor obsahuje data
nasbirand z roku 2021, zatimco trénovaci data byla z ptedchozich let. Testovaci uspésnost
je znazornéna na obrazku 32. Tento piistup byl zvolen z divodu co nejpiesnéjsiho
nasimulovani realné situace v ptipadé nasazeni modelu do praxe. Alternativnim a bézné
pouzivanym piistupem by bylo data pted rozdélenim promichat a nasledné je ndhodné

rozdélit na trénovaci a testovaci.
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Obrazek 32 - Testovaci uspésnost vyladénych modeli

Testovaci Uspésnost

93,00%  90,90% 90,90%
88,00% 86,36% 86,36% 86,36%
83,00% 81,82%
78,00%
73,00%
KNN SVM Logistickd Rozhodovaci Naivni bayes Neuronova
regrese strom sit

Zdroj: Vlastni zpracovani

Testovaci GspéSnost se u vétSiny modell pfili§ neliSila. Nejvétsi pokles oproti trénovaci
uspésnosti byl u modelti neuronové sit€ a SVM a to méné nez 8 %. Tyto modely tedy
generalizuji o néco htife, nez ostatni modely. Modely rozhodovaciho stromu a KNN mély
dokonce testovaci Gspésnost o 3,4 % vyssi, nez validacni. Tato zjisténi mohou vsak byt
velmi ovlivnéna malym vzorkem dat v testovacim souboru. Proto by pro lepsi
diivéryhodnost bylo vhodné nasbirat vétsi pocet dat, ptipadné zkusit jiné rozdéleni
trénovaci a testovaci mnoziny a porovnat, zdali tispéSnosti jednotlivych modeld mayji

podobné tendence.

Zadny ze zkouSenych algoritmii se neprokazal byt nepouZitelnym. Viechny modely
dosahovaly uspésnosti vétsi nez 80 %. V prvni fazi byl model rozhodovaciho stromu
nejhorsim, ov§em po vyladéni hyperparametra se jeho valida¢ni uspéSnost podstatné
zlepsila a testovaci uspésnost mél dokonce nejlepsi ze vSech modela spolu s modelem K-
nejblizsich sousedl. Prosis (4) tvrdi, Ze rozhodovaci stromy maji tendenci podléhat

preuceni, coz se na této tiloze nepotvrdilo. V prvotné natrénovanych modelech byl ov§em

vvvvv
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5.2 Nedostatky reSeni

Mezi hlavni nedostatky této ulohy patii zejména omezeny pocet SFCR zprav, které jsou
predmétem klasifika¢ni ulohy. Bylo pouzito 70 zprav z let 2019 — 2021, z nichz kazda tvofi
jeden vzorek. Tento vzorek muze zkreslovat vyhodnoceni uspé$nosti modelt. Vzhledem k
obsahlosti téchto zprav bylo v8ak mozné ziskat rozsahly textovy korpus obsahujici 41607

unikatnich slov pfed ¢iSténim textu, coz umoznuje natrénovani klasifikaénich modela.

Dalsi prostor pro zlepSeni je v procesu importovani textu z PDF soubort, kdy nékteré casti
mohou byt naimportovany nespravné. Chyba v importu je zejména u dokumentd, které jsou
ve formatu 2 stranek na jednom listu. Modul Pdfplumber, ktery je pouzivan za ucelem
extrakce textu, nedokaze spravné nacist tento zpisob textu a nacitd text po fadcich, ackoliv
se jednd o dvé stranky. Tato chyba nema vliv pro modely unigrami, které neberou v tvahu

pofadi slov ani vét. Pro trigramy a fivegramy to vS§ak mize mit negativni dopad.

Dalsim nedostatkem je chybéjici dostupnost knihoven pro predzpracovani textu v ¢eském
jazyce. Zejména proces lematizace slov by mohl vyrazné zlepsit kvalitu vstupniho vektoru

slov.
Jednou z dalsich moznosti pro zlepseni kvality modelu by bylo vyzkouset jinou metodu

vektorizace textu. V piipadé vétsiho textového korpusu by bylo mozné pouzit jednu z metod

zalozenych na neuronovych sitich, jako naptiklad Word2Vec.
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6 Zavér
Cilem diplomové prace bylo sestavit a porovnat modely strojového uceni pro klasifikaci
textu. Pro porovnani bylo zvoleno 6 algoritmt strojového uceni. Byly vyzkousSeny zdkladni

vvvvvv

kterymi jsou napiiklad neuronové sité, spadajici do metod hlubokého uceni.

V tlohach zpracovani ptirozeného jazyka mé velkou dullezitost proces piipravy a
piedzpracovani textu. Tomuto tématu byla vénovana znacna Cast teoretické i praktické casti
prace. V samotném zpracovani tlohy zabrala ptiprava a ptedzpracovani dat nejvéetsi Casovy

podil.

Cisténi textu Geského jazyka se ukazalo byt problematickym z déivodu chybéjici podpory
Ceského jazyka u vSech béZzné pouzivanych knihoven zabyvajicich se zpracovanim
ptirozeného jazyka. V teoretické Casti byly také predstaveny metody vektorizace textu. Pro
praktickou ¢ast byla vybrana metoda TF-IDF, ktera bere v potaz cCetnost a dulezitost

jednotlivych slov v korpusu.

Datovy soubor byl sloZen ze 70 dokumentt o primérné délce 66 stran. Kazdy dokument byl
rozfazen do jedné ze tfid ,,stable* nebo ,,positive a hodnoti solventnost a finan¢ni situaci

pojistovny z roku nasledujiciho danému dokumentu.

Vsechny klasifika¢ni algoritmy se ukdzaly byt pouZitelné, s vice nez 80 % Uspé&Snosti.
Nejlepsi uspésnosti dosahoval model neuronové sité, ktery byl natrénovan na vSech datech
a obsahoval dvé skryté vrstvy. Tento model spravné klasifikoval s ispéSnosti 98,57 %.
Dobie klasifikujici a zaroven jednoduchy model byl model naivniho Bayesu, ktery
dosahoval uspésnosti 94,29 % a v souladu s literaturou se ukazal byt vhodnym klasifikacnim

algoritmem na textova data.

Velkou vyzvou pro tuto ulohu je vyfesit problém s menSim mnoZzstvim dostupnych dat.
Z tohoto diivodu byly zvoleny méné tradi¢ni zptsoby pro rozdéleni datového souboru na
trénovaci a testovaci mnoZzinu. Ukdzalo se, Ze uspé&Snost klasifikace jednotlivych modeli

byla velmi dobra, avSak takto zavedené modely mazou byt nevhodné na generalizaci na
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novych datech. Proto nedostatecné reprezentativni vzorek dat je jednou z hlavnich prekazek

pro uvedeni modelu do provoz.

Moznost dalSiho rozsifeni ulohy by mohlo spoc¢ivat ve zméné klasifikacniho problému
z binarni klasifikace na klasifikaci do tfech tiid. V ptipadé vétSiho vzorku dat, zejména
Vv ptipadé vyskytu pojistoven v potenciondlni kategorii ,,watch cilového ukazatele, by bylo

vhodné ptidat tuto kategorii a vytvofit model pro multiclass klasifikaci.

V dob¢ psani zavéru prace (Biezen, 2023) vydava OpenAl novou verzi velkého jazykového
modelu GPT-4, ktery ma byt jesté¢ vykonnéjsi a efektivnéjsi, nez jeho pifedchiidce GPT-3.
Tuto udalost 1ze oznacit jako dalsi krok vpied v oblasti umélé inteligence a zpracovani
ptirozeného jazyka, kde je vyvoj v poslednich letech vétsi nez kdy diive, coz mize byt dalsi

motivaci pro to, vénovat se tomuto tématu.
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8.3 Seznam pouzitych zkratek

DataFrame Tabulkova forma zépisu dat v Pandasu

Keras Knihovna poskytujici rozhrani pro TensorFlow
KNN K nejblizsich sousedii

N-gram Pocet po sob¢ jdoucich slov vektorizovany jako jeden celek
NLTK Sada knihoven pro zpracovani pfirozeného jazyka
Pandas Knihovna pro analyzu dat

QRTs Quantitative reporting templates

Scikit-learn Knihovna pro strojové uéeni v jazyku Python

SCR Solventnostni kapitalovy pozadavek

SFCR Zprava o solventnosti a finan¢ni situaci pojistovny
SVM Podptirné vektorové stroje

TensorFlow Knihovna pro umélou inteligenci a neuronové sité
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9 Prilohy

9.1 Grafy vysledku

9.1.1 KNN model pro ostatni N-gramy
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9.1.2 SVM model pro ostatni N-gramy
Obrazek 35 - SVM pro N-gram = (1, 3)
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Obrazek 37 - SVM pro N-gram =5
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9.1.4 Rozhodovaci stromy pro ostatni N-gramy
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Obrazek 43 - Rozhodovaci strom pro N-gram =5

N - gram = (5,5)
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9.1.5 Naivni Bayes pro ostatni N-gramy
Obrézek 44 — Naivni Bayes pro N-gram = 1
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9.1.6 Neuronové sité pro ostatni N-gramy
Obrazek 47 — Neuronova sit’ pro N-gram = 1
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Obrazek 49 - Neuronova sit’ pro N-gram = (1,3)

N -gram =(1,3)
99 98,57
98
97

96

95 94,29 94,29
94

Uspésnost (%)

92,86
93

92
91

90
100 80 50 20

Pocet proménnych (%)

Obrazek 50 - Nastaveni modelu pro N-gram(1,3), 4/5 proménnych

Layer {(type) Qutput Shape Param #
Tdense 33 (Dense) | (Nome, 128)  saaeeds
dense_34 (Dense) (Mone, &4) 8256
denze_35 (Dense) (Mone, 1) g5

Mon-trainable params: @

9.2 Zdrojovy kod

Zdrojovy kod je psan na platformé JupyterLab. V piilozeném kddu znaci mezera mezi
fadky novou buiiku. V ptipad¢ dlouhého fadku, zejména komentari, je fadek rozd€len na

dva radky bez zahrnuti odsazeni.
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Vstupni dokumenty ve forméatu PDF jsou ulozeny Vv adresafi zdrojového kodu ve slozce
‘reports” a podslozkach s ¢islem reportovaciho roku. Kvantitativni data jsou ulozena ve
stejném adresafi v excelovém souboru a rozdélena do listh opét dle ¢isla reportovaciho

roku.

9.2.1 Koéd importovani textu

import pandas as pd # to use pd Dataframe

import os # to get ahold of the basic operating system functionalities
from glob import glob # to get the filepaths

from constance import table_of_contents #Table of content is just dictionary with possible headings for Table of contents
for Czech Lang.

import re # to use regular expressions

import pdfplumber #To import text from PDF to pandas Dataframe
import numpy as np #To do basic math operation

import matplotlib.pyplot as plt # to plot the graphs

import pickle # to open and load with pickle

import string #To remove punctation

import collections # To collect single occurrence words
pd.options.display.max_colwidth=100

reporting_years=[2019, 2020, 2021]

sfcrs = dict() # Sfcr dict with key reporting_year stores filepaths
for reporting_year in reporting_years:
sfers[reporting_year] = glob(('\\').join([os.path.normpath('MyPath), 'reports’, str(reporting_year), *.pdf))

file = 'MyPath' # creating text_splits folder and setting up the path
try:

os.mkdir(os.path.normpath(os.path.dirname(file) + "\\text_splits'))
except OSError:

pass

# extracting the text to be stored in dataframes
extracted_text = dict()
number_of _pages=[]
try:
with open ((os.path.normpath(os.path.dirname(file) + "\\text_splits\number_of_pages.pkl’)), 'rb") as f:
number_of_pages = pickle.load(f)
except FileNotFoundError:

pass
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for reporting_year in reporting_years:
try:
extracted_text[reporting_year] = pd.read_pickle(os.path.normpath(os.path.dirname(file) +
‘\text_splits\\extracted_text (' + str(reporting_year) + ').pkl").fillna(value=np.nan)
except FileNotFoundError:
extracted_text[reporting_year] = pd.DataFrame()
for filepath in sfcrs[reporting_year]:
toc_page =0
undertaking_code = int(re.findall(\d+", filepath)[-1])
with pdfplumber.open(filepath) as pdf_file:
try:
number_of _pages.append(len(pdf_file.pages))
for page in pdf_file.pages:
if re.search(table_of_contents['cz'].replace(’ ', '.*"), page.extract_text(), re.IGNORECASE):
toc_page = page.page_number - 1 #If the text is found in table_of_contents['cz"], the page number is
stored in the toc_page variable and the loop is broken.
break
except TypeError:
pass
actual_page = toc_page
if toc_page:
toc_numbers = re.findall(\d+', pdf_file.pages[toc_page].extract_text(), flags=re.IGNORECASE) #This part
of the code is checking the page numbers listed in the table of contents, and using the last page number listed to
determine the starting page for processing the text in the PDF file.
if toc_numbers and (int(toc_numbers[-1])-1 <= toc_page):
actual_page = int(toc_numbers[-1])-1
try:
for page in pdf_file.pages[actual_page:]:
extracted_text[reporting_year].at[actual_page, undertaking_code] = page.extract_text()
actual_page +=1
except TypeError:
pass
for undertaking_code in extracted_text[reporting_year]:
if ((extracted_text[reporting_year][undertaking_code].values == ").sum() +
extracted_text[reporting_year][undertaking_code].isna().sum()) == len(extracted_text[reporting_year].index):
extracted_text[reporting_year].drop(undertaking_code, axis=1, inplace=True)
extracted_text[reporting_year].to_pickle(os.path.normpath(os.path.dirname(file) + \\text_splits\\extracted_text_(* +
str(reporting_year) + ").pkl’))
with open((os.path.normpath(os.path.dirname(file) + \\text_splits\number_of _pages.pkl’)),'wb") as f:
pickle.dump(number_of_pages, f) #If we run this cell pickle will overwrite this again by same pickle

print(number_of_pages)
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9.2.2 Koéd vytvareni Dataframu a priizkumové analyzy

#Graph of pages numbers
pages_maximum=np.max(number_of_pages)
pages_minimum=np.min(number_of_pages)
average_pages=np.mean(number_of_pages)
print(pages_maximum, pages_minimum, average_pages)
plt.figure(figsize=(8, 5))
bars=plt.bar(['maximum’, 'pramér', 'minimum'], [pages maximum, average pages, pages_minimum], width=0.4)
plt.ylabel('Pocet stran')
for bar in bars:

height = bar.get_height()

plt.text(bar.get_x() + bar.get_width()/2., height/2, '%d" %int(height),

ha='center’, va='center")

plt.show()

#Making dictionary with quant features and target feature
quantitative_feature_str = {}
for reporting_year in reporting_years:

file_path = "Quantitative_features.xIsx" # Construct the file path

quantitative_feature_str[reporting_year] = pd.read_excel(file, sheet_name=str(reporting_year)) # Load the sheet with
the given reporting year into a dataframe
quantitative_feature_str[reporting_year]=quantitative_feature_str[reporting_year].drop(columns='Solvency_ratio_from_n
ext_year’)

quantitative_feature_str[reporting_year].set_index('Pojistovna_ID", inplace=True)

#Deleting the features thata have more then 40% of NaN values
import warnings
warnings.filterwarnings(‘ignore’)
quantitative_feature_all_years = pd.DataFrame(columns=quantitative_feature_str[reporting_years[0]].columns)
for reporting_year in reporting_years:
df_temp = quantitative_feature_str[reporting_year] #temporary dataframe for each reporting year
quantitative_feature_all_years = quantitative_feature_all_years.append(df_temp) #merge all the years together
percentage_nan_values_all_years = quantitative_feature_all_years.isna().mean(axis=0) * 100
columns_to_drop = percentage_nan_values_all_years[percentage_nan_values_all_years > 40].index.tolist()
for reporting_year in reporting_years:
quantitative_feature_str[reporting_year] = quantitative_feature_str[reporting_year].drop(columns=columns_to_drop)

#dropping columns
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#Getting the list of quantitative columns to be use later in mixed model
columns_of _quant_features = list(quantitative_feature_str[next(iter(quantitative_feature_str))].columns)

print(columns_of_quant_features)

#Creating full_text dataframe that merge all the reporting years together and also joining text and quantitative features

full_only_text = pd.DataFrame(columns=['Undertaking Code', 'Text])

for year, values in extracted_text.items():
if year in quantitative_feature_str.keys(): # check if there are quantitative features for this year
df_gf = quantitative_feature_str[year] # get the quantitative feature dataframe for this year
for undertaking_code, texts in values.items():
texts = [str(text) for text in texts]
if undertaking_code in df_gf.index: # check if there are quantitative features for this undertaking code
row = {'"Undertaking Code'": str(undertaking_code) + ' ' + str(year), 'Text": " ".join(texts)}
row.update(df_gf.loc[undertaking_code].to_dict()) # add quantitative features to the row

full_only_text = full_only_text.append(row, ignore_index=True)

full_text = full_only_text.set_index('Undertaking Code'")

full_text[columns_of_quant_features] =
full_text[columns_of_quant_features].fillna(full_text[columns_of_quant_features].mean()) #Filling missing values in

indicator columns by mean

9.2.3 Kad predzpracovani textu a vektorizace

# Opening text file containing stopwords
with open(‘stopwords.txt', 'r', encoding="UTF-8") as file_stopwords:
text = file_stopwords.read()

stop_words = text.split()

import nltk
nltk.download(‘punkt’)

#Remove Punctation
def remove_punctuation(txt):

text_nopunct ="".join([c for c in txt if ¢ not in string.punctuation])

return text_nopunct

#Tokenize text using nltk library

91



def tokenize(txt):
tokens = nltk.word_tokenize(txt)

return tokens

#Remove tokens that include numbers
def to_lower(tokens):
lower_letters = [token.lower() for token in tokens]

return lower_letters

#Remove words with less than 3 letters and including numbers

def remove_short(tokens):
text_no_stop = [token for token in tokens if (len(token) > 2) and (not any(char.isdigit() for char in token))]
return text_no_stop

#Remove stopwords stored in txt file

def remove_stopwords(tokens, stop_words):
text_no_stop=[token for token in tokens if token not in stop_words]
return text_no_stop

#Cut all words for first five letters
def first_five_letters(token_list):
first_five = [token[:5] for token in token_list]

return first_five

full_text['Text_nopunct’]=full_text[ Text"].apply(lambda x: remove_punctuation(x))
full_text[Text_tokenized'|=full_text[ Text_nopunct’].apply(lambda x: tokenize(x))
full_text['lower_only"]=full_text['Text_tokenized].apply(lambda x: to_lower(x))
full_text['No_single_letter']=full_text['lower_only"].apply(lambda x: remove_short(x))
full_text['No_stop_words']=full_text['No_single_letter'].apply(lambda x: remove_stopwords(x, stop_words))
full_text["five_letters"] = full_text["No_stop_words"].apply(lambda x: first_five_letters(x))

text_list = full_text["five_letters"].apply(lambda x: " "'.join(x)).tolist()

text_list_no_stop = full_text['No_stop_words'].apply(lambda x: " ".join(x)).tolist()
text_no_stop =" ".join(text_list_no_stop)

words = text_no_stop.split() # Split the string into words

unique_words = set(words) # Get unique words

print("number of unige words is: ",(len(unique_words)))

print(*number of words after deleting stop words is: ",len(words))

text_list_lower_only = full_text['lower_only'].apply(lambda x: " ".join(x)).tolist()
text_no_stop =" ".join(text_list_lower_only)
words_before_cleaning = text_no_stop.split() # Split the string into words

unique_words_before_cleaning = set(words_before_cleaning) # Get unique words
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print("number of unige words before cleaning is: ",(len(unique_words_before_cleaning)))

print("number of total words before cleaning is: ",len(words_before_cleaning))

text_no_stop_five_lett ="' ".join(text_list)
words = text_no_stop_five_lett.split()

unique_words = set(words)

words = text_no_stop_five_lett.split() # Split the string into words
word_counts = collections.Counter(words) # Count the occurrences of each word

one_word_occurrence = [word for word, count in word_counts.items() if count == 1]

#Loading or crating text list ready excluded one word occurence words
try:
with open ((os.path.normpath(os.path.dirname(file) + "\\text_splits\\text_list_ready.pkl")), 'rb") as f:
text_list_ready = pickle.load(f)
except:
text_list_ready=[]
for text in text_list:
words = text.split()
filtered_words = [word for word in words if word not in one_word_occurrence]
filtered_text =" ".join(filtered_words)
text_list_ready.append(filtered_text)
with open((os.path.normpath(os.path.dirname(file) + "\\text_splits\\text_list_ready.pkl)),'wb’) as f:
pickle.dump(text_list_ready, f)

from sklearn.feature_extraction.text import Tfidf\Vectorizer

tfidf = TfidfVectorizer(ngram_range=(1,1)) #Here enter the desired N-grams
tfidf.fit(text_list_ready) # Fit the vectorizer to the text data

tfidf_matrix = tfidf.transform(text_list_ready) # Transform the text data into a TF-IDF matrix

tfidf_df = pd.DataFrame(tfidf_matrix.toarray(), columns=tfidf.get_feature_names(), index=full_text.index) # Convert the

matrix to a DataFrame

tfidf_df_final = tfidf_df.join(full_text[columns_of_quant_features])
X = tfidf_df_final[tfidf_df_final.columns.difference(['Solvency_ratio_bucket)]
y = tfidf_df_final['Solvency_ratio_bucket']

#In case of splitting dataframe into training and testing dataset use following code snippet:
tfidf_df_final_test=tfidf_df_final.iloc[48:,]

tfidf_df_final=tfidf_df final.iloc[:48,] #Use first 48 rows for training

X = tfidf_df_final[tfidf_df_final.columns.difference(['Solvency_ratio_bucket)]

y = tfidf_df_final['Solvency_ratio_bucket']
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X_test = tfidf_df _final_test[tfidf_df final_test.columns.difference(['Solvency_ratio_bucketT)]
y_test = tfidf_df final_test['Solvency_ratio_bucket']

#Feature selection using SelectPercentile for only training set:
subset_text_list_ready = text_list_ready[:48]
subset_tfidf_matrix = tfidf.transform(subset_text_list_ready)

subset_tfidf_df = pd.DataFrame(subset_tfidf_matrix.toarray(), columns=tfidf.get_feature_names())
9.2.4 Kaod pro jednotlivé modely a selekce proménnych

from sklearn.neighbors import KNeighborsClassifier
from sklearn.naive_bayes import GaussianNB

from sklearn.tree import DecisionTreeClassifier

from sklearn.linear_model import LogisticRegression
from sklearn.svm import SVC

from sklearn.metrics import accuracy_score, make_scorer

from sklearn.model_selection import cross_val_score

X = tfidf_df_final[tfidf_df_final.columns.difference(['Solvency_ratio_bucket)]

y = tfidf_df_final['Solvency_ratio_bucket']

knn= KNeighborsClassifier() #Here pass the target model for SVM: svm_model = SVC(kernel='linear") , for naive bayes:
nb=GaussianNB(), ...

accuracy = make_scorer(accuracy_score)

accuracy_scores = cross_val_score(knn, X, y, scoring = accuracy, cv = 7)

print(“accuracy score:", accuracy_scores)

print(“accuracy score:", accuracy_scores.mean())

print(*Accuracy std:", np.std(accuracy_scores))

#Feature importance using SelectPercentile

from sklearn.feature_selection import SelectPercentile, f_classif, SelectFromModel

percentile = 20 # Select the top X % of features based on ANOVA F-value

selector = SelectPercentile(f_classif, percentile=percentile)

selector.fit(tfidf_matrix, y)

tfidf_selected = selector.transform(tfidf_matrix)

selected_indices = selector.get_support(indices=True) # Get the indices of the selected features
tfidf_df_selected = tfidf_df.iloc[:, selected_indices]

tfidf_df_final = tfidf_df_selected.join(full_text[columns_of_quant_features])

9.25 Kod pro model neuronové sité

y=y.replace({'positive": 1, 'stable": 0})
X = X.to_numpy()
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y =y.to_numpy()

from sklearn.model_selection import KFold
from tensorflow import keras

model = keras.Sequential ([
keras.layers.Dense(128, activation='"relu’, input_shape=(X.shape[1],)),
keras.layers.Dense(64, activation="relu’),
keras.layers.Dense(1, activation="sigmoid’)
D
model.compile(optimizer="adam’, loss='binary_crossentropy', metrics=['accuracy'])
k=7
kf = KFold(n_splits=k)
accuracy_scores =[]
for train_idx, val_idx in kf.split(X):
X_train, y_train = X[train_idx], y[train_idx]
X_val, y_val = X[val_idx], y[val_idx]
history = model.fit(X_train, y_train, epochs=10, batch_size=128, validation_data=(X_val, y_val))
accuracy_scores.append(history.history['val_accuracy'][-1])
print("Accuracy score:", accuracy_scores)
print("Accuracy score:", np.mean(accuracy_scores))
print("Accuracy std:", np.std(accuracy_scores))

9.2.6 Kod pro grid search

from sklearn.model_selection import cross_val_score, GridSearchCV

from sklearn.model_selection import LeaveOneOut

knn= KNeighborsClassifier() #Here pass the target model
param_grid = {'n_neighbors" [2, 3, 4, 5, 6, 7, 8, 9, 13, 21, 34], 'weights": ['uniform’, 'distance’], 'p": [1, 2, 3]} # Here pass
the dictionary with parameters for target model

grid_search = GridSearchCV(knn, param_grid, cv=LeaveOneOut())
grid_search.fit(X, y)

print("Best hyperparameters:", grid_search.best_params_)

accuracy_scores = cross_val_score(grid_search.best_estimator_, X, y, cv=LeaveOneOut())
print(""Accuracy score:", accuracy_scores)

print("Mean accuracy:", np.mean(accuracy_scores))
print("Accuracy std:", np.std(accuracy_scores))
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