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Abstrakt

Tato diplomova prace je zamétfena na evoluc¢ni navrh celuldrnich automatti a jeho optimali-
zaci. Nejprve jsou popsany evolucni algoritmy, celularni automaty, a poté je rozebran jeden
z moznych novych postupi pro reprezentaci a evolu¢ni navrh prechodové funkce automatu
- podminkovéa pravidla. Nasleduje popis experimentt s podrobnymi vysledky. V zavéru je
prezentovano uspésné dosazeni optimalizace evolu¢niho névrhu celuldrnich automatt za
pomoci podminkovych pravidel pro vybrané problémy.

Abstract

Focus of this master’s thesis is on evolutionary design of cellular automata and it’s optima-
lization. There are described Evolutionary algorithms and Cellular automata in first part.
Thereafter, one of the new ways of transition function representation and its possible evolu-
tionary design is presented. Name of this method is Conditionally Matching Rules. This is
followed by description of realized experiments with detailed results. Finally, success with
optimalization for some tasks is presented in last chapter along with discussion.
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Kapitola 1

Uvod

V poslednich letech se ¢im dal vice pozornosti v ramci informacnich technologii obraci
k netradiénim formam vypocta a jejich vyzkumu. Vyvstavaji totiz problémy a tlohy, pro
které neni zndmo efektivni feSeni s vyuzitim soucasnych technologii a postupi. Tyto snahy
Gzce souvisi s vyvojem oboru nazvaného softcomputing, ktery se snazi oproti tradicnim
pristupiim akceptovat vSudypritomnou nepfesnost a nejistotu readlného svéta, pracovat sni a
vyuzivat ji [28]. Algoritmy vychézejici ze softcomputingu tedy dokazi pracovat s nepfesnosti,
nejistotou, ¢asteénymi ¢i nepfesnymi daty a Casto se jich pak dokonce vyuziva ve prospéch
efektivity. Jako hlavni cil je kladeno vétsi priblizeni poé¢itact k principtim fungovani prirody
a realného svéta. Také se zda, Ze tento pristup vede dal ke hlubsimu zkouméani samotné
povahy a principu vypoctu, jak ukazuje napiiklad Stephen Wolfram [27].

pouzivan. Velka ¢ast modeli softcomputingu dokéze vyuzit moderni pro masivné paralelni
pocitani (neuronové sité, evoluéni algoritmy, fuzzy logika, celuldrni automaty, ...). Také
ur¢ité typy hardwaru jsou pouzitelné a navrhnutelné pravé diky softcomputingu, napriklad
dynamicky rekonfigurovatelny hardware pomoci evoluénich algoritmu [24, 14, 11].

Jednim z takovych modeli softcomputingu jsou i celuldrni automaty, které jsou inspi-
rovany biologickymi burikami a jejich interakcemi mezi sebou. Model se skldada z malych na
sobé nezavislych ¢asti, které spolu komunikuji pouze v rdmci svych sousedi. Existuje zde
tedy velky potencial na vyuziti v paralelnim hardware, na dobrou skalovatelnost, nezavislost
komponent a pfipadné na urcitou toleranci k chybam jednotlivych komponent.

Diky své inspiraci bunikami a principu fungovéni, celularni automaty vykazuji velké
emergentni vlastnosti, kdy pouze ze znalosti ¢i definice lokédlnich interakci mezi komponen-
tami nelze plné predpovédét jak se bude automat jako celek chovat, i kdyz se jedna o plné
deterministicky vypocet (viz napf. langtoniv mravenec [18] a teorie chaosu [2]).

Kvili této charakteristice celularniho automatu je potfeba mit efektivni techniky pro
navrh lokalnich interakei tak, aby Tesily zadany problém. Techniky névrhu celularnich auto-
matti v soucasné dobé umi efektivné navrhovat interakce pouze pro jednoduché problémy.
jednd o velké Gsili lidské kreativity.

Nedostatek technik pro vice automatizovany navrh celularnich automata je jedna z nej-
vétsich prekazek rozvoje jejich praktického vyuziti. Motivaci pro moji praci je prispét k tusili
o vyzkum téchto technik a posunout celularni automaty o krok blize praktickému pouziti,
nez jsou v tuhle chvili. Jedna se totiZ o fascinujici novy model, ktery ma potencial prispét
do riznych obort, zejména do simulaci, mediciny [22] a robotiky [1].

Pomérné novym prinosem v oblasti zkouméni celularnich automatt jsou experimenty



s riznymi reprezentacemi definic lokalnich interakci pro evolu¢ni algoritmy, jako je repre-
zentace pomoct instrukci [5] ¢éi reprezentace pomoci podminkovych pravidel [6]. Ukézalo se,
7e alespon pro nékteré problémy jsou navrhované pristupy efektivnéjsi nez dosud znamé me-
tody [4]. V nékterych ptipadech 1ze dokonce najit feSeni pro problémy, které dosud nebylo
mozné standardnimi metodami navrhovat.

1.1 Obsah prace

Cilem této prace je detailnéji prozkoumat metodu navrhu pomoci podminkovych pravi-
del, implementovat program pro simulaci a provést s podminkovymi pravidly experimenty.
Prvni ¢ast experimenti se zaméruje na optimalizaci navrhu transformace vzoru v 2D au-
tomatech, ptivodné provedeném v [(]. Poté bude provedeno srovnani efektivity ptivodniho
experimentu, v této praci optimalizované variaty, a evoluce standardnim zpiisobem bez
podminkovych pravidel. Druhé ¢ast experimentti bude zaméfena na navrh v 1D celularnich
automatech, kde se klade za cil poznatky a optimalizace z prvni ¢asti vyuzit pro efektivni
navrh. Pouzit bude problém vypoc¢tu druhé mocniny pro éislo, pro ktery bylo v [27] vy-
tvoreno jedno z mozZnych feseni. Jedné se vSak o neautomazivany navrh c¢lovékem. Cilem
druhé ¢asti experimenti pak bude vytvorit efektivni automaticky navrh pro tento problém
se srovnanim kvality vysledkt s origindlnim névrhem a efektivity s evoluci bez podminko-
vych pravidel.

Prace je ¢lenéna do kapitol tak, ze pocatecni kapitoly si kladou za cil seznamit ¢tenare
s problematikou celuldrnich automatti (Kapitola 2) a evolu¢nich algoritmu (Kapitola 3).
Nasleduji kapitoly s popisem techniky podminkovych pravidel (Kapitola 4) a specifiky im-
plementace (Kapitola 5). Po nich jsou uz uveden popisy a vysledky experimentt spolu se
shrnutim jednotlivych fazi (Kapitoly 6 a 7). Na zavér jsou zhodnoceny dosazené vysledky
s uvedenim moznych dalsich smért pokracovani prace (Kapitola 8).

Diplomovéa prace také navazuje na semestralni projekt stejného tématu. V ném jsem se
zabyval hlavné teoretickym studiem tématu a implementaci funkéniho prototypu aplikace
pro provadéni experimenta.



Kapitola 2

Celularni automaty

Celuldrnim automatem (dale jen CA) se nazyva diskrétni model, jehoZ prvni verzi pouzivali
kolem roku 1940 Stanislaw Ulam a John von Neumann k vyzkumim chovani sloZitych
systému [19].

Automat je slozen z bunék (anglicky ,cell“ a ,cellular automata“), které jsou usporadéany
do ¢tvercové miizky. Existuje 1D varianta (obrazek 2.1.a) a 2D varianta (obrazek 2.1.b).
Je mozné pouzit automat s jinou nez ¢tvercovou mrizkou nebo napt pridat tfeti rozmeér,
jedné se vSak o velice specifické experimenty ¢i pouziti a v obecném vyzkumu se zatim
nevyuzivaji.

(a) (b)

Obrazek 2.1: Topologie 1D a 2D celularniho automatu

Kazda buiika se mtize nachézet v jednom stavu z konecné mnoziny stavi, které jsou
nejCastéji reprezentovany ¢islem. Z tohoto pohledu rozliSujeme automaty bindrni se stavy
»,1¢ (ziva burika), ,0“ (mrtva bunka) a vicestavové pro automaty s vice stavy nez dva.
V kazdém kroku vypoctu zméni kazda bunika svij stav pouze na zakladé bunék z okoli.
Predpis dle kterého burika méni sviij stav, nazyvame prechodovou funkct.

Algoritmus 1 ukazuje postup pro zakladni synchronni automat, kdy hodnoty bunék okoli
jsou brany vzdy z pfedchoziho stavu. Existuje jesté asynchronni varianta, kdy je uchova-
van pouze jeden aktualni stav, vypocétend zména jakékoli buiikky se do néj hned promitne
a vypocty okoli pouZivaji tento jeden stav. Timto se ale ztraci determini¢nost automatu a
ten se stava zavisly na implementaci a pribéhu paralelnich procest. Popsany automat je
také nazyvan uniformni, protoze prechodova funkce je stejnd pro vsechny bunky. Oproti



tomu u neuniformniho automatu se prechodové funkce muze lisit pro kazdou buiiku ¢i sku-
pinu bunék. V této praci se budeme zabyvat pouze synchronnimi uniformnimi celularnimi
automaty.

Algoritmus 1 Zakladni synchronni CA
t=20
state(t) = NastavPocatecniStav()
while ¢ < UkoncujiciCas() do
state(t + 1) = Copy(state(t))
for cell in state(t) do
okoli = VratOkoli(cell, state(t))
newCell = PrechodovaFunkce(okoli)
state(t + 1)[cell] = newCell
end for
end while

2.1 Zobrazeni automatu

Konvence pfi zobrazovani bindrniho automatu je zobrazovat buiiky ve stavu ,,0 bile (prazdné)
a bunky ve stavu ,1“ ¢erné (obrazek 2.1.a). Obecnéji lze Fici, ze pro mrtvé buiiky se pouziva
barva pozadi, pro Zivé barva popredi. Pro zobrazeni vicestavovych automati se zachovavaji
konvence binarniho zobrazeni a pfidavaji se barvy pro stavy vétsi nez ,1¢ (obrazek 2.1.b).
Tyto barvy nejsou nijak konvenci sjednocené, a rizni autofi pouzivaji pro oznaceni stavi
rtizné barvy.

(a) (b)
Obrazek 2.2: Vizualizace binarniho a vicestavového automatu
Pro 1D automaty se ¢asto také pouziva zobrazeni ukazujici vyvoj v ¢ase. Vysledkem je

dvojrozmérna mrizka poskladana z fadkiu, z nichz kazdy reprezentuje stav automatu v ¢ase.
Na obrézku 2.3 je pfiklad vyvoje 1D automatu pro ¢asy t = {0,1,2,3,4,5,6}.

Obrazek 2.3: Vizualizace vyvoje 1D automatu v Case



2.2 Okoli bunky

Kazda burika mé své okoli, které funguje jako vstup pro prechodovou funkci. V 1D au-
tomatu (obrazek 2.4.a) je pro buiiku X; okolim uspofddand mmnozina {Xg, X7, X2}, tj.
bunka samotna a bunka nalevu a napravo. Toto okoli v 1D automatech, na zdkladé jeho
velikosti, nazyvame 3-okoli. Pro 1D automaty lze pouzit i jind okoli, naptiklad 5-okols,
kdy piidame dalsi buiikku zleva i zprava (obrazek 2.4.b) tak, Ze pro bunku Xs je okolim
{Xo, X1, X9, X3, X4}. Tento typ a jiné dalsi nejsou az tak ¢asto pouzivané jako 3-okoli.

xo.x2 Xo xl.xg X,

(a) (b)
Obrazek 2.4: 3-okoli (a) a 5-okoli (b) v 1D automatu

Pro 2D automaty se s okolim postupuje podobné a jako hlavni pouzivané typy rozlisu-
jeme 5-okoli a 9-okoli. 5-okoli, nazyvané téZz ,Von Neumanovské okoli, tvori sama burnka
a Ctyfi sousedi pfilehli hranou (obréazek 2.5.a). 9-okoli, které nazyvame ,,Moorovo okoli*,
tvori pak uz buiika a vSech osm okolnich (obrazek 2.5.a). Z obrazku je také nézorné vidét,
ze konvenci je mit v okoli aktualni buiiku uprostied.

Xo Xo X1 X3
X1 . X3 X3 . XS
Xa Xe X7 Xg

(a) (b)
Obrazek 2.5: 5-okoli (a) a 9-okoli (b) ve 2D automatu

2.3 Prechodova funkce

Prechodové funkce urcuje v jakém stavu bude burika v néasledujicim kroku vypoctu. Jejim
vstupem je okoli bunky a vystupem stav builkky v dalSim kroku. Jako zdkladni metoda
vyjadreni této funkce slouzi tabulka o n+1 sloupcich, kde prvnich n sloupci jsou bunky okoli
a posledni sloupec patii nové hodnoté. Pro binarni 1D automat s 3-okolim { X7, X9, X3} je
priklad takové tabulky v tabulce 2.1. Odtuz lze vy¢ist, Ze pro okoli {0, 1, 1}, ¢ili pfi hodnoté
aktualni bunky ,,1“, levé bunky ,,0¢ a pravé ,1“ bude nova hodnota aktualni bunky ,,0¢.
Radky v tabulce mohou byt poskladany riizné, stejné jako okoli buiiky, ale na funkci-
onalité automatu to nic nezméni. Pokud vsak néasledujeme konvence uspoirdadéani okoli dle



obrazki v kapitole 2.2 (zezhora dolu, zleva doprava) a potfadi dle binarni inkrementace, je
moznost celou tabulku vyjadfit pouze Fetézcem novych hodnot. V takovém pripadé by se
pro nas priklad jednalo o fetézec ,,10101000“. Pfi urcovani hodnoty nového stavu z tako-
vého TFetézce z okoli {0, 1,1} vime, Ze toto okoli lezi v konvenéni tabulce na ¢tvrtém fadku,
a proto v fetézci tomuto okoli odpovida ¢tvrta hodnota.

X1 Xo X3y
0 0 0 1
0 0 1 0
0 1 0 1
0 1 1 0
1 0 0 1
1 0 1 0
1 1 0 0
1 1 1 0

Tabulka 2.1: Tabulka pfechodové funkce pro okoli 1D automatu se 2 stavy

Vzhledem k délce fetézce pro prechodovou funkci 1D automatu byla Stephenem Wolfra-
mem [27, 26] uréena dalsi konvence. Pro binarni 1D automaty s 3-okolim se pfechodové
funkce daji oznadit ¢islem z intervali 0 — 255. Binarni reprezentace tohoto ¢isla pak dava
binarni fetézec, pouzity v tabulce pro okoli.

Pro 2D automaty se pouziva stejnd metoda urcovani nové hodnoty, pouze velikost ta-
bulky pomérné roste. Cast tabulky pro binarni 2D automat s 9-okolim je v tabulce 2.2, cela
by méla 2° = 512 Fadk.

Xo X1 Xo Xz Xy X5 X¢ X7 Xg |y
0 0 0 0 0 0 0 0 0 1
0 0 0 0 0 0 0 0 1 0
0 0 0 0 0 0 0 1 0 1
0 0 0 0 0 0 0 1 1 1
0 0 0 0 0 0 1 0 0 1
0 0 0 0 0 0 1 0 1 0
1 0 1 1 0 0 0 1 0 1

Tabulka 2.2: Cast tabulky piechodové funkce pro okoli 2D automatu se 2 stavy

2.4 Okrajové podminky

Dalsi véci, kterou je u celularnich automatti nutno resit, je chovani automatu na jeho okra-
jich. V Zadné realné aplikaci nelze uvazovat nekonecnou plochu pro vyvoj. NejcastéjSim
feSenim této situace je uvazovat nulove ¢i cyklické okrajové podminky. Nulové podminky
znamenaji, Ze ¢asti okoli buniky pfesahujici hranice automatu, budou mit konstantni hod-
notu ,,0“ po celou dobu béhu automatu (pro levy horni okraj ndzorné zobrazeno na obrazku
2.6.a). Pro cyklické podminky plati, ze jako hodnota pfesahujici builky se pouzije buitka
z opacného konce automatu, jakoby se hrany slepily (pro levy horni roh ukazéno na obrazku
2.6.b).



xa-o. Xs Xs . Xs | X
X=0| X7 | Xg Xs X7 Xg X
X, X2 Xo

(a) (b)
Obrazek 2.6: Nulové (a) a cyklické (b) okrajové podminky

2.5 Pouziti CA

Aplikaci CA a experimenti s nimi existuje celd fada. Vétsinou se tykaji vypocta, simulaci a
nebo i simulacnich hii¢ek. Hlavnim problémem vyuziti CA, ale i vlastnosti kvuli které se CA
zkoumaji, je pouze lokalni interakce mezi bunikami. Problém, tiloha ¢i vypocet jsou zpravidla
definovany v globalnim kontextu, ktery zadna buika ani pfechodova funkce nezna. Cilem
pak je navrhnout, ¢i najit takova pravidla pfechodové funkce tak aby celularni automat resil
danou ulohu. Pokud se takové pravidla podafi najit, existuje potencial ilohu fesit napiiklad
sadou na sobé nezavislych vypocetnich jednotek.

2.5.1 2D CA

Jednu z vétsich skupin pro studium 2D automatt pfedstavuji binarni automaty zalozené na
hie Zivota [10] diky svému chovani, které pfipomina chovani zivé kultury bunék. Pfechodova
funkce tohoto automatu je vyjadfena jednodussi formou neZ je vyse uvedend tabulkova
metoda tak, Ze uvazuje vzdy soucet zivych a mrtvych bunék v okoli (timto slucuje vzdy
nékolik pravidel tabulky). Pivodni pfechodova funkce byla definované takto:

e 7ivé buiika s méné jak dvéma Zivymi sousedy zemie na osamélost
e 7ivé buiika se dvéma ¢ tfemi Zivymi sousedy prezije

e 7ivé buiika s vice jako tfemi Ziv§mi sousedy zemie na piremnozeni
e Mrtva bunka s presné tfemi zivymi sousedy ozivne diky reprodukci

Tato piechodova funkce se také zkracend zapisuje jako S23/B3. Céast pred lomitkem
udéva pocet okolnich bunék, kdy buiika ve stavu ,,ziva“ zachova sviij stav. Cést za lomitkem
kolik bunék musi byt v okoli Zivych, aby se z mrtvé bunky stala v dalsim kroku bunka ziva.

Vysledné chovéani hry Zivota se vyznacuje komplexnim chaotickym chovanim (ukézka
na obrazku 2.7), kdy se vytvaii celd fada rtiznych struktur. Existuji zde statické struktury,
cyklické struktury (oscildtory) a pohybujici se struktury (kluzdky). Studuje se chovani pi-
vodniho automatu i jeho modifikaci, zapsanych jinymi ¢isly v pravidlech (napt. S23/B36
¢i S12345/B3), které maji rizna chovani.
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Obréazek 2.7: Hra zivota

Dalsim ¢asto zkoumanym jevem je sebe-replikace struktur, hlavné ve 2D vicestavovych
automatech. Piivodni takto navrzena struktura, Langtonova smycka [17] (obrazek 2.8), do-
kézala zkonstruovat vlastni kopii v prostoru vedle tak, ze vnitiek smycky rotoval a postupné
vytvarel ,vyhonek“. Ten se postupem casu vzdy o 90° zakfivil, az se uzaviel do sebe a vy-
tvoril uzavienou smycku. Ta se zase nasledné zduplikovala do prostoru vedle. V priibéhu
¢asu byly vyzkoumany smycky s kratsi periodou reprodukce, nebo mensi velikosti a poctem
potiebnych stavii (Bylova smycka [?] ¢i Chou-Reggia smycka [?]).

o

Langtonova smycka Bylova smycka Chou-Reggia smycka

Obrazek 2.8: Ukazky smycek

Jako ukézka pouziti celuldrnich automatt v modelovani a simulacich mutze poslouzit
piiklad se jednoduchou simulaci sypani pisku [8]. Pouzivd se zde upravend prechodova
funkce, kdy se postupné stiidaji liché a sudé 2x2 segmenty a misto urceni nového stavu jen
jedné bunky se urc¢i novy stav celého segmentu. Vizualizovana pravidla jsou ukazana na
obrazku 2.9.
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Obrazek 2.9: Pravidla pro simulaci padani pisku

Posledni pravidlo urcuje miru ,,blokovani“, kdy segment ztistane ve stejném stavu se za-
danou pravdépodobnosti. Tato pravdépodobnost vyjadiuje ,sypkost*“ simulovanych c¢astic.
Cel4 simulace pak vypada jako na obrazku 2.10 (éernd = pfekazka, oranzova = pisek)!

Obrazek 2.10: Padajici pisek

2.5.2 1D CA

Oproti 2D automattim se 1D automaty pouzivaji vice spiSe pro matematické a vypocetni
experimenty, zcasti i diky mensimu stavovému prostoru, a tim padem lepsi prozkouma-
telnosti. Jeden ze zkoumanych problému je tzv. ,problém vétsiny“ (z anglického majority
problem). Ten je zadany jako 1D bindrni automat s po¢ateénim stavem, u kterého je cilem
aby po kone¢ném poctu kroku byly vSechny bunky v takovém stavu, ktery odpovida vétsiné
v pocatecnim stavu. Pokud je tedy vice bunék ve stavu ,, 1 nez ve stavu ,,0“ tak by po
kone¢ném poctu krokt vSechny burky mély byt ve stavu ,,1%.

Tento problém je dobfe prozkouméan a zdokumentovan, véetné teoretickych studii do-
kazujicich jeho nefesitelnost [16], studii pouzivajicich riznych modifikaci pro vyfeseni pro-
blému [7, 25] nebo studii Fesicich problém ve vétsiné pfipadi [9].

Dalsi pouziti 1D CA lze nalézt pro vypocty. Na obrazku 2.11 je uvedena ukazka vypoctu
druhé mocniny c¢isla pouze pomoci lokalnich interakci v 1D automatu se sedmi stavy na-
vrzeny Stephenem Wolframem v roce 2002. Vstupni éislo je zakédované jako souvisly blok
jednoho stavu o velikosti onoho ¢isla ukoncéeny blokem jiného stavu. Vysledkem je souvisly
blok o velikosti vysledku uvozeny blokem stavi o jiné hodnoté.

'animovéno pomoci http://schuelaw.whitman.edu/JavaApplets/SandPileApplet/
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Obrazek 2.11: Vypocet mocniny v 1D automatu [27, str. 639]
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Kapitola 3

Evoluéni algoritmy

Evolué¢ni algoritmy je souhrnny nézev pro stochastické metody prohledavani stavového pro-
storu obvykle inspirované procesy v ptirodé [12] [15, 23]. Podminkou aplikace je, ze musi
byt mozné ohodnotit kvalitu i ¢asteénych feSeni problému, které castecné feseni je blize
pozadovanému vysledku. Fungovani evolu¢nich algoritmi je zaloZeno principu evoluce, kdy
siln€jsi ¢i lepsi jedinci maji vétsi Sanci prezit a rozmnozit se.

V evolu¢nich algoritmech vzdy existuje populace, coZz je mnozina jednotlivych rizné
kvalitnich feseni problému. Tato feSeni jsou ohodnocena ¢islem, které je jim pfifazeno tzv.
fitness fumkci. V ramci populace se postupem cCasu jednotlivé fesena zlepsuji tak, ze 1épe
ohodnoceni jedinci maji vétsi Sanci podilet se na replikaci svych ¢asti, nez jedinci hute
ohodnoceni. Sifeni informaci o ,,dobrjch® kusech feSeni se v ramci populace déje za pomoci
genetickych operatort s obecnymi nazvy selekce, kriZeni a mutace.

Na obrazku 3.1 je znazornéno rozdéleni evolucnich algoritm® na jednotlivé postupy.
V dal$im textu budou popsany pouze Genetické algoritmy, protoze byly pouZity v experi-
mentech.

‘ Softcomputing ‘

A

I I

‘ Neuronové sité ‘ Evolucni algoritmy ‘ ‘ Fuzzy systémy ‘

[ [ [ |
Evoluéni ., . Genetické Genetické
., Evolucni strategie ) .
programovani algoritmy programovani

Obrazek 3.1: Prehled evoluénich algoritmu [23, str. 11]

3.1 Algoritmy prohledavani stavového prostoru

Jako zaklad pro vysvétleni genetického algoritmu muze poslouzit slepy prohledavaci al-
goritmus [15] typu ndhodného prohleddvdni. Tento algormitmus az do splnéni ukoncujici
podminky (pocet iteraci, kvalita vysledku, ...) generuje ndhodné FeSeni ze stavového pro-
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storu, ohodnoti je, a pokud jsou lepsi nez stavajici nejlepsi nalezené feseni, ulozi do paméti
(Algoritmus 2).

Algoritmus 2 Slepy prohledavaci algoritmus

Tpest = GenerujNahodneReseni()
while not UkoncujiciPodminka do
x = GenerujNahodneReseni()
if Ohodnot(z) > Ohodnot(zpes;) then
Thest = T
end if
end while

Konkrétnim jednoduchym ptikladem tohoto algoritmu miize byt hledani maxima funkce
o jedné proménné (v praxi se pak jedna o funkce mnoha proménnych). Reknéme Ze chceme
najit maximum funkce f(r) = —x? (obrazek 3.2) u které nebudeme znat jeji analytické
feseni. Dle algoritmu nédhodného prohledavani budeme tedy postupovat tak, ze napiiklad
v 1000 cyklech vzdy vygenerujeme ndhodné ¢islo v ndmi zvoleném intervalu (tipneme si, ze
feSeni lezi mezi —1000 a 1000), dosadime do funkce f(z), vysledek porovname s ulozenym
nejlepsim dosazenym vysledkem, a pokud je lepsi, ulozime si ho. Takto po ukonceni iteraci
ziskame vysledek, ktery bude blizko skute¢nému analytickému Feseni maxima.

04

02

0.2

04

-06 -

-0.8 |-

Obréazek 3.2: Piiklad maxima funkce

Problémem nahodného prohledavani je Spatna Skdlovatelnost pro zvétsujici se stavové
prostory, tedy nutnost pouzit velkého mnozstvi iteraci. Této vlastnosti se ale i vyuziva, na-
hodné prohledavani je mnohdy pouzito jako referencéni algoritmus pro porovnavani rychlosti
a efektivity ostatnich algoritmi (o kolik rychleji najde algoritmus FeSeni oproti ndhodnému
prohledavani). Proto dalsi prohledévaci algoritmy vyuzivaji rizné heuristiky pro genero-
véani novych jedincii, ¢ se pokousi odhadnout smér, kterym Feseni miize lezet (u nich zase
hrozi uviznuti v lokdlnim maximu). Zndmymi algoritmy jsou napi simulované Zihani [20] a
horolezcky algoritmus [21].

3.2 Geneticky algoritmus

Geneticky algoritmus (algoritmus 3) pracuje s mnozinou kandidétnich Feseni nazvanou po-
pulace. Pfi pouziti piedchoziho piikladu s f(z) = —2? by populace byla mnozinou ¢isel
dosazovanych za proménnou x. V kazdé iteraci algoritmu nad populaci (populace v jed-
notlivé iteraci se nazyva generace) se kazdy jedinec ohodnoti tzv. fitness funkci (v nasem
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pripadé funkce f(z)), a jeho hodnota se zméni dle genetickych operatort na zékladé jeho
ohodnoceni a ohodnoceni ostatnich ¢lenti populace. Typicky priubéh genetického algoritmu
je takovy, Ze puvodné nahodné vygenerovand populace se ustali kolem hledaného maxima
(obréazek 3.3, vlevo stav na za¢atku, vpravo po ukonceni).

T T T T T T T
04 | R 04 |
02| 1 02 f

ol

— i L
02 / AN f 02
04} \ i 04}
-0.6 + 4 -0.6
08| \ ] 08l
1 L . L L L 1

-2 -1.5 -1 -0.5 0 05 1 15 2 -2 -1.5 -1 -0.5 0 05 1 15 2

Obrazek 3.3: Rozlozeni populace na funkci pfed a po genetickém algoritmu

Formalnéji lze geneticky algoritmus popsat pseudoalgoritmem (Algoritmus 3), kde ¢
znadi poradi iterace ¢i generaci a P(t) populaci v generaci t. Vysvétleni ostatnich funkci je
v nasledujicicm seznamu:

Algoritmus 3 Zikladni geneticky algoritmus
t=20
P(t) = Nahodnalnicializace()
repeat
Ohodnot(P(t))
Pt+1)={}
repeat
Rodicy = Selekce(P(t))
Rodicy = Selekce(P(t))
Potomeky, Potomeks = Krizeni(Rodicy, Rodics)
Potomek; = Mutace(Potomek)
Potomeks = Mutace(Potomeks)
P(t+ 1) = P(t + 1) U { Potomek, } U { Potomeks }
until —P(t+1)— = —P(t)—
t=t+1
until UkoncujiciPodminka

e Nahodnalnicializace(): Pocatecni populace se inicializuje s ndhodnymi hodnotami.

vvvvvv

e Ohodnot(P(t)): Ohodnoti populaci podle kvality feSeni (fitness funkce)

e Selekce(P(t)): Vybere z populace jedince, ktery je pouzit pro vytvoreni jedinct do
dalsi generace. Vice o tomto operatoru v kapitole 3.2.2. Obecné plati, Ze lepsi jedinci
maji vétsi Sanci byt vybrani nez horsi.

e Krizeni(X, Y)): Vytvoii dva nové jedince za pouziti nebo kombinace jedincti vstup-
nich. O tomto operatoru a jeho variantach vice v kapitole 3.2.3. Obecné plati, Ze novi
jedinci by méli obsahovat kusy dat z obou vstupnich jedinct.
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e Mutace(X): Provede malou ndhodnou zménu v reprezentaci jedince. Vice o tomto
operatoru v kapitole 3.2.4.

¢ UkoncujiciPodminka - Podminka ukonéeni algoritmu. Casto pouzivané podminky
jsou pocet generaci, absolutni kvalita nejlepsiho feSeni v populaci ¢i mira zlepseni
nejlepsiho feSeni v populaci od posledni iterace.

3.2.1 Reprezentace reseni

Otézka reprezentace feSeni problému je prvni, kterou je v pfipadé genetického algoritmu
tieba Fesit. Kandidatni feSeni tlohy je obvykle charakterizovano nékolika parametry (roz-
méry, vahy). Tato uspofddand mnozina parametri (tj. kazdd pozice v mnoziné vyjadiuje
u vsech jedincti stejnou vlastnost) se nazyvéa fenotyp a reprezentuje viditelné vlastnosti
jedince. Jednotlivy parametr ve fenotypu se nazyva alela. V nasem prikladé s maximem
jednorozmérné funkce by fenotyp jedince obsahoval jedno ¢islo {z}. Pro funkci o tfech
proménnych by fenotypem byla mnozina tii alel {z,y, 2}, kterou budeme pro nazornost
pouzivat v dalsich ptikladech misto ptivodniho prikladu.

Kazdy fenotyp je pak zakédovan do vnitini reprezentace genetického algoritmu. Tato
reprezentace se nazyva chromozom (téz genom, genotyp), jehoz jednotlivymi polozkami jsou
geny. Na tuto vnitini reprezentaci jsou v prubéhu algoritmu aplikovany genetické algoritmy,
a tak zvolena reprezentace tulohy velice tizce souvisi s vybérem operatort.

Vnitini reprezentace, genotyp, se od fenotypu nemusi liSit, ale ve vétSiné pripadu je
zémérem aby se reprezentace liSily a chromozom byl reprezentovan napiiklad bindrnim
Fetézcem. Tato casto pouZivand reprezentace se nazyva bindrni reprezentace a jednd se
o Tetézec pospojovany z binarnich reprezentaci jednotlivych alel z fenotypu. Pro fenotyp
{1,2,3,4,5,6} by binarni reprezentace mohla vypadat jako binarni fetézec,

001010011100101110

nazorné uvedeno na obrazku 3.4.

mey i 2 s @ s e
Geny (0/0 101 00/1/1/10/0101/1/10

Obrazek 3.4: Ukéazka binarni reprezentace chromozomu

Pro rtizné konkrétni problémy existuji zakédovani (a pfislusné genetické operatory),
kterd jsou vhodnéjsi nez zminéné binarni zakédovani. Jako priklad miizeme uvést problém
deviti 8achovych dam', pro ktery je zvlasté vhodné tzv. permutacni kodovdns [13]. V ném
je kazdé feSeni reprezentovano permutaci mnoziny prvki, v tomto piipadé permutaci poia-
dovych ¢isel fady (obrazek 3.5), ve které se ddma vyskytuje. Kazdy prvek reprezentace
vyjadiuje jednu fadu. Takto je uz pfimo zpiisobem reprezentace zajiSténa eliminace feseni,
kde jsou damy v jedné Fadé, a efektivné je tak zmensen prohledavany stavovy prostor o velky

! Jedna se o tlohy, kdy je na Sachovnici potfeba umistit devét figur dam tak, aby se navzajem neohrozovaly
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pocet nefungujicich feseni. Ve fitness funkci se pak jiz mizeme zamérit na ohodnocovani
pouze na diagonalnich konflikt.

1 (o) 1 )
2 o 2. 0
3 0 3 o)
4 o 4 o
5 o 5 o
[3I1I4I2I5] [2I5I3I1I4]
Obrazek 3.5: Priklad permutaé¢ni reprezentace problému 5 dam [13, str. 94]

3.2.2 Operator selekce

Operétor selekce [15, 23] (inspirovany pfirozenym vybérem) slouzi k vybrani jedinct, ktefi
se budou ,rozmnozovat“. Jeho obecnou vlastnosti je, Ze lépe ohodnoceni (fitness funkci)
jedinci maji vétsi Sanci byt vybrani. K dosazeni tohoto cile se vétSinou pouziva jedna ze tii
metod - ruletovy viber, selekce usporddanim a turnajovy vyber.

Ruletovy vybér ziskal sviij nazev podle podobnosti s hazardni hrou jménem ruleta.
Kazdy jedinec ma na ruletovém kole svoji vysec, vétsi pro jedince s vysSim ohodnocenim,
a naopak mensi pro jedince s ohodnocenim niz$im. Pomyslna ruletova kulicka méa tak vétsi
Sanci zastavit se na vétsich vyseCich, a tim padem jedinci s vyS$sim ohodnocenim maji
vétsi Sanci byt vybrani. Kvali tomu, Ze velikost vysece je proporéni vzhledem k velikosti
ohodnoceni, tento vybér se také nékdy nazyva proporcni.

Dalsim typem vybéru je vybér pomoci usporadani. Jedinci populace jsou sefazeni dle
svého ohodnoceni, a nasledné je podle poradi prifazena pravdépodobnost vybéru dle funkce.
Tato funkce, mize byt rtiznad vétsinou se pouzivd bud linedrni (8ance byt vybran roste
linearné s lepSim umisténim) nebo exponencidlni (Sance byt vybran roste exponenciilné
s lepsim umisténim).

Poslednim bézné pouzZivanym typem vybéru je turnajova selekce. Ta je inspirovéana
turnaji ¢i souboji tak, Ze z populace je ndhodné vybrano k jedinct (k se nazyva velikost
turnage), ktefl mezi sebou ,souperi“ tak, ze porovnéavaji svoje ohodnoceni. Vybran je ten,
ktery v turnaji zvitézil - mél ze zicastnénych nejvétsi ohodnoceni. Tento typ byva casto
pouzivan kvili své rychlosti - neni tieba populaci v kazdém kroku fadit dle ohodnoceni
jedincti.

3.2.3 Operator kiizeni

Operétorem kiizeni [23, 3] (¢ rekombinace) rozumime funkci, kteréd ze dvou jedinct vytvori
dva nové jedince (potomky), z nichz kazdy obsahuje ¢asti obou vstupnich jedinct (rodici).
Nejcastéji je pouzivany jeden z typu ,zlomového kiiZeni, kdy se v chromozomu na na-
hodném misté vytvori zlom (¢i vice), a genetickd informace se ,prohodi“ (nézorny ptiklad
tfibodového kfiZeni na obrazku 3.6).
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Podle po¢tu bodt zlomu rozeznavame jednobodové kriZeni (existuje jeden zlom), vice-
bodové (existuje vice zlomt, ale maly pocet) a uniformni kiiZeni (kazda dvojice prvki genu
m4 samostatnou pravdépodobnost Ze bude prohozena - nejéastéji 50%.)

0 0/o o|o o/ ofo/ooo0o00o0foo0ofo

Rodice
11‘11111111‘1‘1‘1‘11111
0 0jolof1 1]1]0]o]ofofo/0j0[1]1]1]1
Potomci

1 11 1o 0jof1]/1/1/1 1]/1/1]0]0 0]0

Obrézek 3.6: Ukazka vicebodového kfizeni [23, str. 18]

Nazory na tento operator se obecné rizni, nékteii vyzdvihuji jeho p¥inos k vyméné infor-
maci mezi jedinci, néktefi ale tvrdi ze zbytecné rozbiji jednotliva feseni a tak ho z algoritmu
vynechévaji. Experimenty ovéiujici jeho piinos jsou také soucasti této prace.

3.2.4 Operator mutace

Operator mutace [23, 3] je velice dulezitym prvkem genetického algoritmu, jedn se o zdroj
novych informaci pro populaci (kfizeni jen kombinuje informace jiz v populaci existujici).
Mutace by méla byt provadéna s malou pravdépodobnosti a neméla by délat velké zmény
v genu. Kazda tloha, reprezentace a velikost chromozomu ma rtzné ,idealni“ nastaveni
pravdépodobnosti, typu a velikosti mutace. Pokud je pravdépodobnost a velikost pfilis
mald, geneticky algoritmus nemd dostatek novych informaci a konverguje bud pomalu,
nebo vibec. Prilis velkd pravdépodobnost a velikost mutace se zase vyznacuje ,rozbijenim“
bloki, geneticky algoritmus neni schopen v populaci udrzet kusy dobrého feseni.

Smyslem tohoto operatoru je ndhodné trochu pozménit genotyp jedince. V binarni re-
prezentaci se ¢asto pouziva inverze ndhodného bitu. V éiselné reprezentaci (fada za sebou
jdoucich celych ¢isel) miizeme naptiklad ndhodnému éislu nastavit novou (validni) ndhod-
nou hodnotu. V permutacni reprezentaci se zase ¢asto pouziva prohozeni dvou ¢isel v genu,
coz zachova vlastnosti reprezentace (vygenerovani ndhodného éisla by permutaéni vlastnosti
reprezentace porusilo).

Vsechna mista v genotypu nemaji stejnou miru dopadu na feseni, mutace muze mit pro
ohodnoceni jedince jak zanedbatelny, tak fatalni disledek. Napfiklad mutace nejnizsiho ver-
sus nejvyssiho bitu v reprezentaci celého ¢isla. Prvni situace ¢islo zméni nepatrné, v druhém
drasticky.

I dilezitost jednotlivych alel mize byt rtiznd. Uvazme funkci f(z,y) = 10000z + 10y,
kde parametr £ ma na hodnotu funkce mnohem vétsi dopad nez parametr y.
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Kapitola 4

Podminkova pravidla

Bézné jsou pravidla CA uréena pomoci tabulky (viz kapitola 2.3), kde kazdy fadek odpovida
jedné z permutaci okoli. Pro zvétSujici se okoli bunky a zvysujici se pocet stavt velikost
tabulky pomérné hodné roste. Pro 1D bindrni automat s 3-okolim mame tabulku o 23 = 8
fadcich a pokud uvazime stejny automat s péti stavy, dostaneme 53 = 125 fadki. To jesté
nevypadé tak $patné, ale pro takovy 2D binarni automat s 9-okolim dostaneme uz 2° = 512
a pro stejny automat s 3 stavy dokonce 3° = 19638 radk.

Casto se stava, ze ,funkéni“ sada pravidel zabird jen ¢ast tabulky, a jeji zbytek bud
zachovava stavy, nebo se v béhu automatu prakticky neuplatiiuje, protoze stav na ktery ce-
kaji v automatu nemuiize nastat. Tento problém se nejvice projevuje pfi pokusech o evolu¢ni
navrhy CA, kdy evolu¢ni algoritmus mé problémy provést v chromozomu tvoreném fetéz-
cem tabulkové reprezentace néjakou ,funkcéni“ zmeénu. Kromé existence velkych hluchych
Casti tabulky je ¢asto potieba pro projeveni urcité funkéni viditelné zmény udélat zménu
na vice mistech tabulky.

K popsanym problémum se jesté pridava obrovsky stavovy prostor CA. Pro klasicky
binarni 2D automat s 9-okolim existuje 2°!? rfiznjch pfechodovych funkci. Pf¥iddme jeden
stav na celkové 3 mozné, a dostaneme 2963 moznych funkci.

Pro efektivni (automaticky) navrh pfechodovych funkci je proto tfeba hledat lepsi zpi-
soby reprezentace prechodové funkce. Jednim z takovych pokusi je napriklad vyuziti in-
strukei pro reprezentaci funkce [5]. Dalsim pokusem o vylepsSeni reprezentace a schopnosti
prohledavat stavovy prostor je navrzeny pfistup jménem podminkova pravidla [0].

4.1 Popis CMR

Podminkova pravidla jsou zaloZena na myslence urc¢itého seskupeni fadki tabulky tak, Ze
jeden tadek efektivné pokryva funkénost vice puvodnich fadka. V tabulkovém formétu (viz
kapitola 2.3) 1ze pravidla chapat tak, ze u kazdé hodnoty je podminka ,rovna se* (==, viz
obrazek 4.1) a pravidlo se aplikuje pouze pokud tato podminka vrati true pfi porovnani
hodnoty z okoli buniky a hodnoty pravidla.
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Xo X1 Xz

R R R OO OR O <

[43

Obrazek 4.1: Tabulkova reprezentace pravidla za pomoci porovnavaci funkce ,,==

Podminkova pravidla nahrazuji toto pomyslné ,rovna se“ riznymi dalsimi funkcemi,
naptiklad ,!=%, ,;=", ,j=* (viz obréazek 4.2). Takto upravené pravidlo je schopno zastévat
funkci vice konvencénich tabulkovych pravidel. Celkova prechodova funkce je poté charakteri-
zovéana usporadanou mnozinou jednotlivych pravidel. Pfi vyhodnoceni se sekvencéné testuje
zda aktualni okoli splnuje podminkové pravidlo. Pokud splnuje, je vracena nova hodnota
pravidla, pokud ne, otestuje se dalsi pravidlo. Pokud nevyhovuje zadné pravidlo, hodnota
bunky ztstava stejnd. Podminkové pravidlo vyhovuje tehdy, pokud testy pro vSechny body
okoli v pravidlu vrati hodnotu ,true“.

Xo X1 X | Y Xo X1 X3 Xz Xz X5 X X7 Xg| Y
==1>=0 * | 1 ==1 * [>=0/!=0 * |==1>=1|<=2| * | 1
>=1|==2/<=2| 2 >=1==2|<=2/==0 * | * |==1|<=2|==0| 2
=2/ *  * |0 ==2| * | ¥ ==1==0| * ==1>=21=0| 1

(a) (b)
Obrazek 4.2: Podminkové pravidla pro 3-okoli (a) a 9-okoli (b)

Navrhovanym postupem lze vétSinu tabulkovych reprezentaci zapsat velmi kratkou for-
mou. Takto zapsana pravidla jsou vysoce efektivni, neni potfeba explicitné uvadét pravidla
na zachovani hodnot. Zapisem podminkovych pravidel vlastné vyjadfujeme, jak moc se
chovani automatu 1isi od chovani ,,ponechej vSechny stavy beze zmény*“.

Pokud uvazime prechodovu funkci pro 1D automat se tfemi stavy vyjadienou sadou t¥i
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podminkovych pravidel z obréazku 4.2, pak by se pro okoli {2,0, 1} uplatnilo tfeti pravidlo
(funkce ,*“ znamend, Ze na daném misté muze byt jakakoli hodnota, vzdy vrati ,true).
Pro okoli {0,2,1} neplati zddné z dané sady pravidel, a proto by néasledujici hodnota byla
2, hodnota bunky by se nezmeénila.

4.2 Tabulkové vyjadreni podminkovych pravidel

Vyjadfeni pfechodové funkce pomoci podminkovych pravidel je ekvivalentni jako vyjadieni
funkce tabulkou, a mezi témito formami je mozné prevadét. Tabulka ma mnoho rtznych
vyjadfeni pomoci podminkovych pravidel, ale sada podminkovych pravidel méa vzdy jedno
tabulkové vyjadfeni. Pfevod obnési iteraci pfes vSechny fadky tabulky a urceni nové hod-
noty pro toto okoli. Ukazka tohoto algoritmu pro 1D automat se tfemi stavy 3-okolim je
ukézana na algoritmu 4.

Algoritmus 4 Prevod podminkovych pravidel do tabulkové podoby pro 3-okoli a 3 stavy
table = ||
for (zg =0;29 < 3;20 ++) do
for (r1 =0;21 < 3;21 ++) do
for (ro = 0;22 < 3;22+ +) do
table[] = GETCMRFOR(({zo,x1,22}))
end for
end for
end for

return table

4.3 Vyhody podminkovych pravidel

Jak bylo ukdzéno v [6], podminkova pravidla lze tispésné a efektivné pouzit pro evoluéni
navrh pomérné slozitych problémi, jako je transformace ¢i replikace vzoru ve 2D binéar-
nim automatu. V dosud publikovanych experimentech dokézal evolu¢ni algoritmus mno-
hem snaze najit feSeni problému, nez v pfipadé evoluce nad tabulkovou reprezentaci. Dalsi
zplsoby vyuziti, srovnani s evoluci nad tabulkou a optimalizace postupii jsou soucasti této
prace v dalsich kapitolach.
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Kapitola 5

Implementace

Implementace experimenti byla provedena v jazyce Java. Byly zvazovany a zkouSeny i
ruzné frameworky pro genetické algoritmy typu GALib, ale nakonec nebyly pouzity. Vyu-
zity byly pouze knihovny s obecnymi funkcemi a néstroji jako je napf. Apache Commons.
Pro vizualizace byly pouzity programy Gnuplot (pro grafy) a Microsoft Visio (pro ostatni
diagramy). Dokumentace byla napséna v prostfedi INTEXs pouzitim knihovny czechiso pro
citace.

5.1 Geneticky algoritmus

Pro implementaci genetického algoritmu byl zvolen zakladni algoritmus popsany v kapitole
3.1. Chromozom je reprezentovan polem datového typu byte, nebylo potfeba vyuzivat
celého rozsahu hodnot typu int, to snizilo pamétovou naroc¢nost algoritmu (nejedné se tedy
o binéarni reprezentaci chromozomu). Oproti zdkladnimu algoritmu byla zvolena modifikace,
nepovolit v populaci vice jedinct se stejnym chromozomem. V takovém pripadé se jedinec
do populace neprida, zahodi, a dale se pokracuje ve vybéru, kiiZeni a mutaci jedinci do
nové populace, dokud neni dosazeno velikosti ptivodni populace.

V experimentech bylo uvazovano (a pro tyto ucely implementovéno) jednobodové kiizeni
s pravdépodobnosti 50%. Mutace je pouzita stejné jak je popsana v ¢lanku [6], tj. vybrano
je n ndhodnych &isel v chromozomu, kazdé s individudlni pravdépodobnosti 50% Ze bude
vygenerovana nova ndhodna validni hodnota. Jako operator selekce byla pouzita turnajova
selekce, stejné jako v pivodnich experimentech. Velikost turnaje je také soucasti experi-
mentd, jinak je nastavena na defaultni hodnotu 4, navrzenou v ¢lanku. Velikost populace
je ve vétsiné experimentt 10, oproti v ¢lanku pouzitych 8.

5.2 Celularni automat

Celulérni automaty pouzité ve fitness funkcich (viz dalsi kapitoly) jsou implementovéany jako
synchronni uniformni automaty (popsané v kapitole 2) s nulovymi okrajovymi podminkami.
Pouzity jsou 1D automaty s 3-okolim a 2D automaty s 9-okolim.

Pro 1D automat je dale implementovana optimalizace pro zrychleni béhu autopmatu.
V kazdém kroku je ulozen nejmensi a nejvétsi index bunky, ve které probéhla zména stavu.
Cyklus dalsiho kroku neprobiha pres vSechny stavy automatu, ale pouze pres ty od indexu
nejmensi minulé zmény minus jedna, do indexu nejvétsi minulé zmény plus jedna (pro vétsi
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okoli nez 3-okoli by se zvétsila i tato konstanta). Neprojité buiky zlistanou stejné jako
v minulém stavu.

Tato optimalizace vychazi z myslenky, ze pokud se stav nezménil, v dalsim kroku se
taktéz nezméni, pokud se nezménila burika v jeho okoli. V 3-okoli je okoli burky defino-
vano jako jedna butka nalevo a jedna bunka napravo. Testy ukézaly, Ze tato optimalizace
experimenty zrychlila znatelné.

5.3 Podminkova pravidla

Podminkova pravidla jsou implementovana v souladu s popisem v kapitole 4, jedna se
o usporddanou mnozinu jednotlivych pravidel. Pravidla maji pole funkci a pole hodnot
s velikosti shodnou s velikosti okoli daného automatu (3 nebo 9). Déle obsahuji novou
hodnotu pro pripad, ze pravidlo odpovida okoli, a funkci kterd toto vyhodnocuje. Tato
funkce vrati ,true“ pouze pokud pro vSechny hodnoty z okoli plati f;(x;,v;) == true, kde
x; je hodnota i-té bunky z okoli, v; je hodnota i-té polozky v pravidle a f; je funkce i-té
polozky pravidla (viz popsané funkce v tabulce 5.1).

Index | Znacka | vyznam ignoruje hodnotu pravidla
0 EQ == ne

1 NEQ = ne

2 LEQ <= ne

3 GEQ >= ne

4 * vzdy true | ano

5 1D >0 ano

6 NEG ==0 ano

Tabulka 5.1: Tabulka vyznamu podminkovych funkci

Oproti popsanému algoritmu je navic implementovana optimalizace v podobé mezipa-
méti. Pokud jiz pro néjakou sadu pravidel byla vypocitana hodnota pro néjaké okoli, je
tato hodnota uloZena do mezipaméti. Pri kazdém dalsim pozadavku na vypocet nové hod-
noty pro toto okoli se misto nového vypoctu vrati hodnota jiz jednou vypocitana a patfici
k tomuto okoli.

Popsana implementace je hlavni sjednocujici vnitini implementaci podminkovych pra-
videl v experimentech, ktera slouzi i jako mezikrok pro prevod mezi ruznymi forméaty. Jako
vstupni format je ¢asto pouzit textovy fetézec tohoto formatu

<= 0| == 0| <= 0|0; %1| >= 0| <= 0/|0;%0| == 1| == 0|1;

Pravidla jsou oddélena stfednikem a ¢asti pravidel svislitkem. Piiklad je konkrétné pro
1D automat s 3-okolim, je vidét Ze kazdé ze tii pravidel obsahuje tfi podminkové ¢asti a
jednu ¢ast pro novou hodnotu.

Druhym formatem je reprezentace polem typu byte pro geneticky algoritmus. Ve skutec-
nosti se jedna o dva formaty, které jsou vyuzity v experimentech. Obé varianty reprezentuji
mnozinu pravidel jako za sebou poskladana serializovana pravidla. Lisi se pouze v tom, jak
serializuji jednotliva pravidla.
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5.3.1 Reprezentace pro GA

Prvni varianta (obrazek 5.1.a), zalozena na popisu v origindlnim ¢lanku [6], vyjadfuje pod-
minku a hodnotu dohromady jednim ¢islem tak, jak je uvedeno ve vzorci 5.1.

T = fi * Veount + V; (51)
fi= :L'/'Ucount (52)
v; = 2 Mmod Veount (5.3)

Plati, zef; je index i-té funkce v tabulce funkei (obrazek 5.1), veount je pPofet moznych
hodnot stavii a v; je i-t4 hodnota v pravidle. P¥i zpétném pfevodu je pak index funkce ziskan
jako celoc¢iselné déleni (vzorec 5.2) a hodnota jako zbytek celo¢icelného déleni (vzorec 5.3).

of2]afofafa]s]

(a) (b)

Obrazek 5.1: Porovnani variant implementaci serializace podminkového pravidla do chro-
mozomu

V druhé varianté (obrazek 5.1.b) je podminkova ¢ast zakédovana vidy dvéma celymi
¢isly. Prvni ¢islo odpovida indexu funkce v tabulce, druhé hodnoté. Tato druha varianta je
navrzena v této praci a také pouzita pro experimenty. Pfedpokladem bylo, Zze v piivodni
varianté muze mit geneticky algoritmus problém s mutaci a k¥iZzenim délat zmény pouze ve
funkci nebo v hodnoté. Na druhou stranu je pro tuto reprezentaci slozitéjsi implementace
operatoru mutace, protoze na ruznych mistech chromozomu jsou validni rtzné rozsahy
hodnot. Existuji zde bud intervaly (0, fy,qz) pro funkce, nebo (0, value,q,) pro hodnoty.
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Kapitola 6

Experimenty s 2D celularnimi
automaty

Zpocatku byly provedeny experimenty na zékladé transformace vzoru z ¢lanku [6] ve 2D
automatu s parametry, které byly navrzeny a zkouSeny tamtéz. Parametry jsou shrnuty
v tabulce 6.1, ze které budou v této kapitole vychazet vSechny experimenty a uvadény
budou vzdy pouze odlisné parametry.

nazev hodnota

velikost populace GA 10

pocet generaci GA 500 000

pocet zmutovanych Cisel 6

pravdépodobost mutace ¢isla | 50%

typ kiizZeni jednobododové
pravdépodobnost kiiZzeni 50%

velikost turnaje 4

startovni populace Nahodna

typ CA 2D

maximalni pocet kroku CA 16

pocet podminkovych pravidel | 22

pocet stavi CA 2

podminkové funkce EQ, NEQ, GEQ, LEQ, WILD
typ reprezentace pravidla jednim celym cislem
pocet experimentii 100

Tabulka 6.1: Tabulka zékladnich parametr pro 2D experimenty

Vzor pro transformaci byl zvolen stejny jako v ¢lanku, kdy je za tukol stav na ob-
razku 6.1.a pomoci lokalnich prechodovych pravidel transformovat na stav na obrazku 6.1.b.
Oproti ptvodni transformaci bylo vypusténo prazdné misto v podobé tii prazdnych radkua
nad vzorem, a tak zmensSen celkovy vzor.

Cilem experimenti této kapitoly je zopakovani ptuvodniho experimentu a nasledné op-
timalizace parametrti genetického algoritmu. Ziskdme tak pokud mozno obecnéjsi znalosti
o chovéani podminkovych pravidel v evoluci a které bude mozno vyuzit na vyfesenich jinych
uloh.
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(a) (b)
Obrézek 6.1: Transformace 2D vzoru z (a) na (b)

6.1 Fitness funkce

Fitness funkce pro tuto sadu experimentt ma podobu porovnani podoby cilového vzoru a
aktualniho. Pro vSechny bunky aktualniho stavu CA se porovnd, zda odpovidaji hodnoté
bunek cilového stavu na stejném misté. Celkové skére stavu je pak ¢islo z intervalu <
0.0,1.0 >, kde 1.0 odpovida perfektni shodé s cilovym obrazem a 0.0 odpovidé inverznimu
vzoru (v8echny buriky maji opa¢nou hodnotu). V redlné situaci tedy budeme dostévat
hodnoty vétsi nez 0.5 (napiiklad poc¢atecni stav je vzhledem k cilovému stavu ohodnocen
hodnotou 0.68, coz znamena, ze 68% bunék ma spravny stav).

Toto ohodnoceni je spocitano pro kazdy krok automatu od pocatecniho stavu az do
nastaveného maxima poctu kroki, které ma CA bézet. Hodnota celé fitness funkce je pak
hodnota nejlépe ohodnoceného stavu v rdmci celého béhu automatu.

Geneticky algoritmus kondi ve chvili, kdy je dosazeno fitness 1.0 nebo pokud je prekrocen
nastaveny maximalni pocet generaci pro experiment. Fitness funkce nijak nezvyhodnuje
feSeni, které k transformaci potrebuje méné krokt, pocita se jakykoli tispéch v rdmci na-
staveného poctu krokt.

6.2 Ovéreni puvodniho experimentu

Pted vlastnimi experimenty bylo potfeba ovéfit, zda GA s navrzenymi parametry skuteéné
dokéaze najit feseni, a rak ovérit, zda je implementace provedena spravné a nikde neni zadna
zasadni chyba.

Vysledky tohoto experimentu jsou zapsany v tabulce 6.2, kde sloupec primér znaci
prumérny pocet generaci aspésSnych reSeni potfebnych k vysledku. Data k pi-
vodnimu experimentu jsou prevzata z vysledki v élanku[6]. Data pro novy experiment jsou
data z provedeného experimentu s pokud mozno co nejvic stejnymi parametry.

‘ uspésnost ‘ prim. generaci ‘
158 319
109 451

Pivodni experiment 64%
Novy experiment 94%

Tabulka 6.2: Vysledky ivodniho experimentu. Sloupec prim. generact vyjadiuje pramérny
pocet generaci potfebny k evoluci ispésnych reseni.

Uvodnim experimentem se podafilo dosdhnout mnohem lepsiho vysledku nez v pu-
vodnim experimentu. Odlisnost v Gspésnosti a poc¢tu generaci je pravdépodobné dosazena
odlisnou fitness funkei tak, Ze je pro transformaci pouzit mensi efektivni prostor (popsané
odstranéni prazdnych fadki). Proto bude pro dalsi ucely jako referen¢ni slouzit tento ex-
periment. Pravdépodobné prispiva i rozdilné velikost populace, z ptivodnich 8 jedinct na
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10 jedinct pouzivanych v téchto experimentech. Ukédzka prubéhu transformace jednoho
z uspésnych feseni je pak na obrazku 6.2.

0.68 0.72 0.77 0.79 0.84 0.91 0.94 0.97 1.00

Obrazek 6.2: Ukazka pribéhu vysledku s hodnotami fitness funkce v jednotlivych krocich

6.3 Zakoédovani chromozomu

Prvnim novym experimentem bylo porovnani dvou riznych zakédovani podminkovych pra-
videl do chromozomu popsanych v kapitole 5.3. Prvni popsana implementace slu¢uje pod-
minkovou funkei a hodnotu do jednoho celého éisla (budeme nazyvat reprezentace jednim
¢islek), druha obsahuje jedno celé ¢islo pro podminkovou funkei a jedno pro hodnotu (bu-
deme nazyvat reprezentace dvéma cisly). Parametry experimentu jsou shrnuty v tabulce
6.3.

nazev ‘ hodnota

pocet zmutovanych ¢isel | parametr experimentu
typ reprezentace pravidla | parametr experimentu

Tabulka 6.3: Parametry experimentu, které se lisi od ivodnich

Vzhledem k tomu, ze v druhém pripadé je délka chromozomu skoro dvojnasobné, nelze
primo srovnavat vysledky pro stejnou miru mutace. Pro obé varianty tedy bylo vyzkou-
Seno vice riznych mér mutace. Tim ziskame pravdépodobnou idedlni miru mutace pro oba
pripady a budeme moci porovnat nejlepsi feseni od kazdé.

Vysledky experimentu jsou uvedeny v tabulce 6.4. Lze z nich vy¢ist, Ze s jinou mirou mu-
tace nez byla v puvodnim experimentu, je pro navrzenou velikost mnoziny podminkovych
pravidel (22), tj. i pro délku genomu, mozné dosdhnout mnohem lepSich vysledki. Kon-
krétné pro mensi mutace nez 6 dostaneme tspésnost vétsi nez 90%, s obrovskym snizenim
prumérného poctu potiebnych generaci.

typ reprezentace | mutace | spésnost | prim. generaci
jednim ¢islem 3 95% 98 806
jednim éislem 4 96% 88 241
jednim ¢islem 5 95% 73 543
jednim ¢islem 6 64% 158 319
dvéma &isly 4 92% 82 536
dvéma éisly 5 98% 77 159
dvéma éisly 6 97% 75 814
dvéma éisly 7 97% 92 285
dvéma éisly 8 80% 155 460

Tabulka 6.4: Tabulka vysledk experimentu. Sloupec prim. generaci vyjadfuje pramérny
pocet generaci potfebny k evoluci ispésnych reseni.
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Pokud porovname nejlepsi moznosti obou zakédovéani (brano dle poétu generaci, Gispés-
nost se lis{ minimalné) a slozeni jejich vysledkii, dostaneme graf na obrazku 6.3. Ten zob-
razuje, kolik procent vysledkt bylo hotovo do ucité generace. Z grafu je patrné, ze slozeni
vysledkt se moc nelisi, a pokud zvolime pro kazdé zakédovani odpovidajici miru mutace, za-
kédovani velkou nehraje roli. Vzhledem k mirné zlepsenym miram tspésnosti bude v dalSich
experimentech pouzito zakédovani dvéma cisly.
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Obrazek 6.3: Genera¢ni slozeni vysledki experimentu

Na zékladé grafu se slozenim vysledki upravime do pristich experimentid maximalni
pocet generaci. Bude nastaven na 200000, protoZe z grafu je vidét, Ze poté uz evoluce prinasi
jen maly tspéch. Do tohoto bodu je vytvoreno nad 80% feSeni, a vyrazné tak snizime cas
béhu jednotlivych experimenti.

6.4 Mira k¥izeni

Dalsim experimentem se pokusime zjistit, zda kiizeni ma néjaky vliv na kvalitu ¢i rychlost
vysledku. Existuje totiz domnénka, ze kiiZzeni dobré stavebni bloky spise rozbiji. Parametry
jsou nastaveny dle tabulky 6.5.

nazev hodnota

pocet generaci GA 200 000

reprezentace pravidla dvéma Cisly
pravdépodobnost kiizeni | parametr experimentu

Tabulka 6.5: Parametry experimentu, které se lisi od itvodnich

Tabulka s vysledky 6.6 ukazuje, Zze mira kfizeni neméa zadny kriticky vliv na vysledky.
Vysledovany byly spise mensi odchylky, konkrétné u hodnoty 30%. Pro odstranéni ndhod-
nych vlivil bylo provedeno jesté nékolik dal$ich béhti a vysledky z tabulky pro 30% byly
potvrzeny. Zd4 se tedy, Ze idedlni mira kiiZeni je cca tietina ptipadd, a nebo kiizeni vypustit
aplné a usetfit tak vypocetni ¢as ke kiiZeni potiebny.
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Kiizeni | prim. generaci tspésnost
0% 68 438 87%
10% 63 684 87%
20% 69 414 84%
30% 55 118  93%
40% 68 204 84%
50% 72 621 86%
60% 78 516  83%
70% 72 611 85%
80% 74 008  83%
90% 81 074 82%
100% 67 497 84%

Tabulka 6.6: Tabulka vysledku kiiZeni. Sloupec prim. generaci vyjadfuje primérny pocet
generaci potfebny k evoluci spéSnych reseni.

Graf genera¢niho slozeni vysledkt (obrazek 6.4) s vybranymi vysledky ukazuje, Ze toto
30% kfizeni ziskalo ndskok oproti ostatnim aZ v pripadech, které potiebovaly vice generaci
pro uspésny vyvoj (cca od 80000 vyse). Tésné druhém misté je pak 10% kiizeni, které uz
vSak neni moc rozlisitelné od ostatnich. Vjrazné spatné oproti zbylym ostatnim si pak stoji
90% kiiZeni.
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Obrazek 6.4: Genera¢ni slozeni vysledki experimentu

Na zdkladé téchto vysledkt budeme pro dalsi experimenty uvazovat bud 30% kiizeni, a
nebo zadné.

6.5 Mnozina podminkovych funkci

V ptvodnim experimentu byly pouzity pouze funkce EQ, NEQ, GEQ, LEQ, WILD pro
vyjadfeni podminkovych pravidel. Proto bylo tfeba vyzkousSet, zda neexistuje néjaka lepsi
mnozina kombinace funkci. V experimentu budou vyzkouseny kombinaci uvedenych funkci
plus s dvémi novymi funkcemi (jednotlivé funkce jsou popsané v tabulce 5.1 v kapitole 5.3).

Prvni novou funkci je funkce identity (ID), ktera testuje zda je hodnota butiky rovna
hodnoté 1, tj. ignoruje hodnotu pravidla. Pro pozdéjsi vicestavové automaty je definovana
jako ,hodnota buniky je rozdilna od nuly“.
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Druhou novou funkei je funkce negace identity (NID), kterd testuje zda je hodnota
bunky rovna hodnoté 0. Pro vicestavové automaty je pak definovana jako ,hodnota burky
je rovna nule“. Ostatni parametry experimentu jsou uvedeny v tabulce 6.7.

nazev hodnota

pocet generaci GA 200 000
pravdépodobnost kiizeni | 30%

reprezentace pravidla dvéma Cisly
podminkové funkce parametr experimentu

Tabulka 6.7: Parametry experimentu, které se lisi od ivodnich

Nasledujici tabulka 6.8 shrnuje vysledky experimentu, a je sefazena dle Gspésnosti se-
stupné, ne podle poradi experimenti. Déale je zde zvyraznéna puvodni pouZitd mnozZina
funkci.

Pouzité podminkové funkce prim. generaci Uspésnost

EQ NEQ GEQ LEQ 35 090 97%
EQ NEQ NID GEQ LEQ 44 286 96%
EQ GEQ LEQ 42 051 92%
EQ NID GEQ LEQ 48 137 91%
NEQ GEQ LEQ 45 503 89%

EQ NEQ GEQ LEQ WILD 46 361 87%
EQ NEQ ID NID GEQ LEQ 44 770 86%
NID GEQ LEQ 55 384 86%

EQ NEQ ID NID GEQ LEQ WILD 46 284 85%
ID NID GEQ LEQ 44 692 84%

EQ NEQ ID GEQ LEQ 51 903 83%
ID NID GEQ LEQ WILD 54 154 82%

EQ LEQ 44 190 79%
EQ 1D GEQ LEQ 64 069 78%
EQ GEQ 56 756 76%
GEQ LEQ 50 125 75%

§D) GEQ LEQ 66 539 62%

EQ NEQ GEQ 52 969 60%
ID NID 51 378 8%

EQ NEQ — 0%

Tabulka 6.8: Tabulka vysledkid podminkovych funkci. Sloupec prim. generaci vyjadiuje
prumérny pocet generaci potfebny k evoluci tispésnych reseni.

Je vidét, ze oproti puvodni mnozine existuji lepsi i horsi kombinace funkci, respektive
ptvodni mnozina je jedna z téch lepsich. Zajimavé je, zZe se na lepsich mistech neumistilo
zadné Feseni s funkci WILD. Na tento fenomén ukazujii dalsi rizné predbézné experimenty,
kdy se zdalo ze tato funkce vysledky spise kazi. Dalsim zajimavym faktem je tispéch funkce
negace identity (NID), u které se zd4, ze dost ¢asto mnoziné funkei prospiva. Pro zkoumany
problém je pravdépodobné vyhodné mit funkci ,burika neni nulova“.

Nejlepsich vysledki pak bylo dosazeno pouze odstranénim funkce WILD z pivodni
mnoziny, a s touto upravenou mnozinou budou provadény dalsi experimenty.
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6.6 Velikost turnajové selekce

Dalsim testovanyn parametrem byla zvolena velikost turnaje v selekci. V pavodnim na-
vrzeném postupu byla velikost turnaje 4, coz bylo nejspi§ mysleno jako polovina populace
(ta ¢itala 8 jedinct). Pokud by pivodni predpoklad byl spravny, mélo by platit, Ze nejle-
psi velikosti turnaje a tedy selekéniho tlaku, bude pro néas ptipad hodnota okolo disla 5.
Experiment byl proveden s parametry z tabulky 6.9.

nazev hodnota

pocet generaci GA 200 000
pravdépodobnost kiizeni | 0%

podminkové funkce EQ, NEQ, GEQ, LEQ
reprezentace pravidla dvéma Cisly

velikost turnaje experiment

Tabulka 6.9: Parametry experimentu, které se lisi od itvodnich

Jak ukazuji vysledky v tabulce 6.10, na velikosti turnaje aZ tolik nezalezi, pokud je
dostate¢né velkd (v nasem ptipadé > 3). D4 se ale vypozorovat uréity trend, Ze je mirné
lepsi volit sudé velikosti turnaje.

velikost turnaje | ispésnost | prim. generaci
2 4% 160 273

3 88% 51 924

4 93% 40 108

5 95% 49 344

6 94% 37 363

7 89% 43 719

8 94% 38 808

9 90% 41 773

10 91% 44 568

Tabulka 6.10: Tabulka vysledkt turnajové selekce. Sloupec prim. generaci vyjadiuje
prumérny pocet generaci potfebny k evoluci tispésnych reseni.

Pokud si zobrazime generac¢ni skladbu vybranych vysledkii (obrazek 6.5), nelze vypozo-
rovat zadnou vétsi odchylku hodnot vétsich nez 3, kromé pomérné rychlého nastupu hodnoty
6. Neni ovSem tak vyznamnd, aby se jednalo o vyrazné zlepseni. Na zakladé vyse uvedené
tabulky a grafu bude v dalSich experimentech pouzivana velikost turnaje ptvodnich 4 nebo
novych 6.
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Obrazek 6.5: Generac¢ni slozeni vysledki experimentu

6.7 Pocatec¢ni populace

Pro geneticky algoritmus nemusi byt vyhodné pokazdé zacinat s ndhodné vygenerovanou
populaci. Misto toho by mohlo byt pro urcité problémy vhodné, zacinat s populaci jejiz
geny budou nulové. Specialné u podminkovych pravidel, kdy nulova pravidla znamenaji
pravidla, ktera nic nedélaji. Mohlo by tak byt snazsi najit feSeni, kdyz by geneticky algo-
ritmus vZzdy jen pridaval chovani do prazdnych, stav neménicich pravidel. Misto toho, aby
se snazil modifikovat jiz néjak fungujici systém pravidel. Na zakladé tohoto predpokladu
byl realizovan experiment s parametry v tabulce 6.11.

nazev hodnota

pocet generaci GA 200 000
pravdépodobnost kiizeni | 0%

reprezentace pravidla dvéma Cisly
ystartovni populace paramelr experimenty
podminkové funkce parametr experimentu

Tabulka 6.11: Parametry experimentu, které se 1isi od ivodnich

Ve vysledcich (tabulka 6.12) se pfedpoklad potvrdil ale se zajimavym vedlej$im efektem.
Testovana byla jak pivodni mnozina funkci (EQ, NEQ, GEQ, LEQ, WILD), tak vylepSena
z predchozi kapitoly (EQ, NEQ, GEQ, LEQ). Pivodni mnozina ziskala velké zlepSeni prazd-
nou pocatecni konfiguraci, oproti ndhodné (je znat i na grafu 6.6). Zatimco pro mnozinu
bez funkce WILD nedoslo zménou pocatecni populace az tak k velkému zlepSeni.

populace podm. funk. ’ UspéSnost prim. generaci
nédhodnad optimalizované 90% 54 077
prazdnéd  optimalizované 98% 35 385
nédhodna piivodni 96% 40 566
prazdnd  puvodni 97% 35 246

Tabulka 6.12: Tabulka vysledkd pocatecéni populace. Sloupec prum. generaci vyjadiuje
pramérny pocet generaci potfebny k evoluci tspésnych feSeni. Puvodni podminkové
funkce vyjadiuji mnozinu {EQ, NEQ,GEQ, LEQ,WILD}, optimalizované pak mnozinu
{EQ,NEQ,GEQ,LEQ}
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Dalo by se tedy Tici, ze pocatecni populace inicializovana jako prazdna pravidla, vyvazuje
negativni dopad funkce WILD. Déale pak nulova inicializace zlepSuje misto ndhodné pro
tento problém cas pro nalezeni feSeni.

100

80

60

40 |-

evoluci dokonéeno [%]

prézdna, pavodni
néhodnd, pavodni
nulovd, optimalizovana
néh?dné, oetimaliz?vané

20 -

® ®
S S
&

s

S S S S

S & & 3 & &
S > D S o oS

S <) ~ 8 N )

N
O
O
O

N ®
S §
S $

S

Q

pocet generaci nutnych k ukonceni evoluce

Obrazek 6.6: Generac¢ni slozeni vysledki experimentu

6.8 Pocet podminkovych pravidel a mira mutace

V pocatecnim experimentu bylo zbéZzné nastinéno téma velikosti mutace v zavislosti na veli-
kosti chromozomu. V nasledujicim experimentu bude provedeno piesnéjsi méieni ispésnosti
evoluce v zavislosti na velikosti mutace a po¢tu podminkovych pravidel.

S kazdym pridanym podminkovym pravidlem se prodluzuje chromozom, a tak intuitivné
citime, Ze bude potfeba zvétsit i mutaci. Otazkou je, prfi jakém zvétSeni chromozomu je
potieba zvétsit i mutaci. Parametry provadéného experimentu jsou uvedeny v tabulce 6.13.

nazev hodnota
pocet generaci GA 200 000
pravdépodobnost kiiZzeni 30%

podminkové funkce
reprezentace pravidla

EQ, NEQ, GEQ, LEQ
dvéma ¢isly

pocet zmutovanych ¢isel
pocet podminkovych pravidel

parametr experimenty

parametr experimenty

Tabulka 6.13: Parametry experimentu, které se 1isi od ivodnich

V tabulce 6.14 jsou popsany vysledky experimentu tak, zZe jednotlivé sloupce vyjadiuji
miru mutace a fadky pocet podminkovych pravidel. V levé tabulce je procentualni mira
aspésnosti evoluce, na pravé pak prumérny pocet generaci uspésnych feseni v tisicich. Pro
lepéi ¢itelnost jsou hodnoty vyznaceny barvami, kde cervena znaci horsi vysledek nez zelena.
Hodnoty -1 znamenaji, ze pro dané parametry nebylo méfeni provadéno.
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velikost mutace velitkost mutace

1 3 5 7 9 11 1 3 5 7 9 11
S 10|36 60 4 -1 -1 -1 10 | 17k 19k 46k -1 -1 -1
S 1334 79 5 4 -1 -1 13 | 80k 58k 74k 27k -1 -1
S 16|35 8 94 24 4 -1 16 | 65k 54k 61k 26k 48k -1
é 1928 82 94 84 0 0 19 | 12k 65k 44k 18 -1 -1
S 22|44 88 100 92 52 0 22 | 22k 13k 10k 14k 23k -1
E 25|44 68 92 88 80 16 25 | 17k 13k 9k 9k 19k 18k
§ 28 |28 76 100 100 96 20 28 | 9k 20k 11k 5k 12k 19k
e 3148 72 96 100 96 48 31 | 18k 21k 7k 10k 10k 19k
)§ 34120 48 92 100 100 T2 34 | 14k 17k 11k 8k 9k 21k
S 37|48 76 92 100 96 80 37 | 21k 15k 10k 6k 10k 19k
40 | 16 64 92 100 96 88 40 | 28k 14k 13k Tk Tk 23k
uspésnost evoluce v % prim. pocet generaci v tisicich

Tabulka 6.14: Tabulka vysledkti mutace

Jak se dalo ocekavat, se zvysSujicim se poctem podminkovych pravidel je potieba zvy-
Sovat miru mutace. I kdyz se zda, Ze staci navysSovat jen velice pozvolna a také ze vyssi
poc¢ty podminkovych pravidel tispésné zvladaji i vétsi rozpéti hodnot. Taktéz je vidét, ze
po pfekonéni urcité hranice nejmensiho idedlniho pocétu pravidel pro tspésné feseni tlohy
(zde okolo 22 pravidel), zvySujici se pocet pravidel nema uz moc vliv na snizovani poétu
generaci nutnych k feseni, ani na tspésnost.

Pro dalsi experimenty budeme déle uvazovat s po¢tem podminkovych pravidel 22, pro-
toze dle tabulky s vysledky se jedna o jednu z nejmensich hodnot pro dosazeni tispéSnosti
blizké 100% a zdroverni s nizkym poctem generaci.

6.9 Evoluce tabulkovych pravidel

Pro zjisténi skute¢ného prinosu metody a optimalitaci, je potfeba je srovnat s pouzitim
standardnich metod, v tomto pfipadé s evoluci pravidel prechodové funkce v tabulkové
formé (popséno v kapitole 2.3). Pouzity chromozom je pole typu byte[] o délce 27 = 512,
protoze mame automat se 2 stavy a 9-okolim. Ostatni parametry experimentu jsou shrnuty
v tabulce 6.7.

nazev | hodnota

pocet generaci GA 2 000 000

pocet zmutovanych ¢isel | 10

pravdépodobnost kiizeni | 30%

podminkové funkce EQ, NEQ, GEQ, LEQ

Obrazek 6.7: Parametry experimentu, které se lisi od tvodnich

Evoluce s popsanymi parametry dokazala nachazet feseni, i kdyz za mnohem delsi ¢as
(pocet generaci) nez v pripadé pouziti podminkovych pravidel. Uspésnost byla kolem 60%, a
prumérny pocet generaci uspésnych feseni kolem 300 000. Srovnani sptivodnim referenénim
experimentem (ktery byl omezen 500 000 generacemi) je uvedeno na obrazku 6.8, kde je
vidét rozdil efektivit.
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Obrazek 6.8: Generac¢ni slozeni vysledki experimentu

Zajimavé jsou podoby vyslednych transformaci. Jednak v priuméru potiebuji méné kroku
nez transformace pouzivajici podminkové pravidla (dalo by se pfipadné upravit fitness
funkei, aby zohledniovala pocet krokil). Za druhé vypadaji uplné jinak nez transformace
pomoci podminkovych pravidel. Ukdzku typického feSeni pomoci tabulkovych pravidel na-
lezneme na obrazku 6.9 (srovnej s obrazkem 6.2 v kapitole 6.1, kde je typicky pribéh
vysledku pomoci podminkovych pravidel).

A o

Obrazek 6.9: Prubéh typické transformace dle tabulkovych pravidel

6.10 Zavér

Experimenty v této kapitole se tykaly rozsifeni ptuvodniho experimentu s podminkovymi
pravidly a jeho optimalizaci. Uz pfi pokusu o opakovani experimentu s ptivodnimi parame-
try byla namérena vétsi tispésnost nez publikovana, coz je zpusobeno odliSnostmi imple-
mentace. PTi pouZiti tohoto ivodniho experimentu jako referen¢niho se oproti nému povedlo
prubéh evoluce velice vyznamné vylepsit a zoptimalizovat nastavenim parametri. Srovnani
ptvodniho a optimalizovaného experimentu je uvedeno na obrazku 6.10.
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Obrazek 6.10: Generac¢ni slozeni vysledkt srovnani optimalizace
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Zména byla provedena hlavné v pouzitych podminkovych funkcich, kdy bylo zjisténo
ze funkce WILD vysledky kazi. Nasledné byla jesté upravena pravdépodobost kiizeni a
startovni populace nastavena na nulovou misto ndhodné (viz tabulka parametri 6.11).

nazev hodnota
pocet generaci GA 200 000
pravdépodobnost kiizeni | 30%
velikost turnaje 6
startovni populace Nulova

podminkové funkce
reprezentace pravidla

EQ, NEQ, GEQ, LEQ
dvéma ¢isly

Obrazek 6.11: Optimalizované parametry

Pfi srovnani s konvencénim pristupem, evoluci tabulkovych pravidel, vySlo najevo, Ze
podminkova pravidla sice dokazi navrh hodné zefektivnit, je to vSak mozné i bez nich
(nebo pfipadné pouzit jiné optimalizace evoluce). Také se ukézalo, ze FeSeni navrhnutd
konvencénimi zpusoby a pomoci pominkovych pravidel vypadaji iplné jinak, co se prubéhu

transformace tyce.

Transformace dosazené pomoci podminkovych pravidel dosahuji vyssi usporadanosti
tak, Ze lze vidét jak se vzor postupné trasformuje ¢i je mozné vidét alespon lépe rozpozna-
telné tvary pro lidské oko a vniméani. V transformaci vzniklé pii pouziti evoluce tabulkovych
pravidel se jedna spiSe o chaos mezi cilovym a pocata¢nim stavem, ve kterém nelze lidskym

okem zachytit zadné podobné tvary.
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Kapitola 7

Experimenty s 1D celularnimi
automaty

Dalsim problémem, kterym jsem se zabyval, byla aplikace podminkovych pravidel na 1D
celularni automaty, konkrétné na vypocty které mohou provadét. Zakladnim problémem je
zde to, jakym zplusobem reprezentovat vstup a vystup, protoZze pro celularni automat jsou
,Citelnéjsi® jiné formy nez pro ¢lovéka. Experimenty v této kapitole vychéazi z 1D automatu
pro vypocet mocniny, kterou v [27] navrhl Stephen Wolfram (obrézek 2.11 v kapitole 2.5.2).

Experimenty se pokusime o nalezeni feSeni vypoctu mocniny se zménénou reprezentaci
tak, Ze nebude potfeba mit pro vstup ani vystup pred vlastnim ¢islem jesté dalsi blok bunék
jiného stavu. Cislo tak bude reprezentovano pouze souvislym blokem stejngch stavii o veli-
kosti hodnoty é&isla. Reseni bude hled4dno genetickym algoritmem s vyuZitim podminkovych

pravidel.

7.1 Fitness funkce

Zakladnim kritériem navrzené fitness funkce pro tento problém je to, Ze vyvoj celularniho
automatu musi jednou skonéit sdm tak, Ze se po sobé vyskytnou dva stejné stavy (a tak
by se tento stav opakoval do nekonec¢na). Pokud takovy pfipad nenastane do nastaveného
limitu, kandidatni feseni je ohodnoceno pausalné hodnotou 0.0. Pokud automat tispésné
skondi, je koneény stav ohodnocen dle toho, jak blizko se nachéazi k pozadované hodnoté.

Tato hodnota je uréena jako souvisly blok jakéhokoli nenulového stavu. Pfidand
je pak penalizace za odliSnost velikosti bloku od ocdekavané hodnoty a také za jakékoli
buriky ve stavu > 0, které se vyskytuji mimo hodnotovy blok (vizudlné demonstrovano
na obrazku 7.1). Cely vzorecéek pak vypadd jako rovnice 7.1, kde n; je cilové ¢islo, ny je
velikost nejvétsiho jednobarevného bloku bunék, n. je pocet bunék ve stavu > 0 a w je
sitka automatu.

[ng — ng| + (ne — np)
W — N,

fitness =1 — (7.1)

V ptvodnim navrhu od Stephena Wolframa je vysledek vypoc¢tu blok stavi stejné hod-
noty, jakou maji vstupni stavy (konkrétné hodnota 1 - éerné). Ve zde navrzené fitness funkci
neni toto omezeni, vysledek muze byt reprezentovan blokem jinych stavi, neZ stavy hod-
noty 1 ¢ jinymi stavy nez jakymi byl reprezentovan vstup. Zaroven také plati, ze vysledek
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mocniny riznych ¢isel muze byt vyjadfen bloky riznjch stavi. Dokud je pro kazdé ¢islo
vysledek vZzdy jednobarevny blok, jedna se o validni feseni.

Chceme tak dat genetickému algoritmu vét$i moznosti a vice volnosti. Citelnost feseni
taktéz neutrpi, je pro nas stejné snadné spocitat blok bunék o hodnoté > 0 jako spocitat
blok bunék jen urc¢itého stavu.

v v v

Vv voX

AN
AN
AN

VYV Y XX

Obréazek 7.1: Pfiklad hodnoceni reprezentace ¢isla 3 fitness funkci

Jako kédovani vstupni hodnoty je v této praci vzdy pouzit souvisly blok stavi o
hodnoté 1 (ve vizualnich reprezentacich se jedna o ¢ernou barvu), ktery ma na svych obou
strandch dostatecny velky pocet nulovych stavi (tj. nejedna se o okraj automatu). Velikost
tohoto bloku je rovna hodnoté reprezentovaného c¢isla. Napiiklad pro ¢islo 3 se jedna o tii
¢erné bunky vedle sebe.

7.2 Urcéovani obecného reSeni

Vyse popsané ohodnoceni béhu automatu se pro kazdého jedince (reprezentovaného sadou
podminkovych pravidel) testuje pro vice vstupnich hodnot. V zdkladni verzi experimentu je
soucasti fitness funkce ohodnoceni vypoctiu pro vstupni ¢isla 0 az 5. Po tspésném skonceni
evoluce (automat provani spravné vypocet pro vSechny vstupy testované ve fitness funkci)
nasleduje test pro vstupy 0 az 100. Pokud testem projde, je feseni pro ucely této
prace povazovano za obecné.

V prubéhu experiment byl na nadhodné vysledky poustén test pro vstupy 0 az 200,
prvniho testu selhala na intervalu 101 az 200. Z toho bylo usouzeno, ze prvni test je pro
ucely této prace dostateény. Na vypocty mocnin vyssich Cisel nebyla feSeni v této praci
testovéana.

7.3 Parametry experimentu

Parametry experimentti této kapitoly jsou uvedeny v tabulce 7.1, nékteré jsou zaloZeny na
poznatcich z minulé kapitoly o optimalizace 2D transformace. U jednotlivych p¥ipad budou
vzdy uvedeny pouze rozdilné parametry oproti této tabulce. Oproti predchozim hodnotam
byla upravena hodnota mutace na 4, protoze i chromozom 1D automatu je kratsi, nez
chromozom 2D automatu. Dalsi ipravy této hodnoty pak budou souc¢éasti experimentovani.
Maximalni pocet kroku CA je taktéz modifikovan.

Pro zrychleni béhu genetického algoritmu je maximélni pocet krokdi automatu urcen
dynamicky pro kazdy vstup - je jasné, Zze pro vypocCet mocniny ¢isla 1 bude potfeba méné
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krok nez pro vypocet mocniny ¢isla 5. Proto je zavedeno omezeni maximalniho poctu
krok1 zavislé na vstupni hodnoté. Pocet stavii CA je nastaven na 8, dle ptivodniho névrhu,
ale toto c¢islo neni konecné a bude téz ménéno v ramci experimentii.

nazev hodnota
velikost populace GA 10

pocet generaci GA 500 000

pocet zmutovanych ¢isel 4
pravdépodobost mutace ¢isla | 50%

typ ktizeni jednobododové
pravdépodobnost kiiZzeni 30%

velikost turnaje 6

startovni populace Nahodna

typ CA 1D

maximéalni pocet kroktt CA 2 % 2

sitka automatu 100

vstupy hodnocené ve fitness 0-5

pocet podminkovych pravidel | 22

pocet stavi CA 7

podminkové funkce EQ, NEQ, GEQ, LEQ
reprezentace pravidla dvéma ¢isly
pocet experimentii 100

Tabulka 7.1: Tabulka zékladnich parametr pro 1D experimenty

7.4 Reprezentace vysledku vypoctu souc¢tem stavu

Zpocatku bylo experimentovano s nastavenim fitness funkce, a zkoumany rizné reprezentace
vysledku. Jednim z takovych predbéznych pokustu je zkouska reprezentace vysledku jako
souc¢tu vSech nenulovych bunék. Jak je vidét na obrazku 7.2, vypodcet se sice podafilo
realizovat (Cervenych bunék je 25), ale automat je nutno zastavit ruéné po dosazeni uré¢itého
poctu krokt.

!

W | I#I#I W

.| W | W Iél W

Obrazek 7.2: Vysledek prvni verze fitness funkce
Dalsimi kroky se sice feseni neméni, ale nejedna se o dva stejné po sobé jdouci stavy.
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Automat by tak pokracoval do nekonecna, a nebo do dosaZeni konce automatu, kde by se
feSeni zacalo ztracet. Mit nutnost automatu potencidlné nekonecné sirky by nebylo imple-
mentacné praktické.

7.5 Reprezentace vysledku vypoctu blokem stavi

Dalsim experimentovanim s fitness funkci bylo dosazeno formy, kterd je popsana v pred-
chozich odstavcich, kdy vysledkem je souvisly blok nenulovych stavii stejné hodnoty (s na-
stavenim experimentu dle tabulky 7.2). Takto bylo tispésné dosazeno vysledku zobrazeného
na obrazku 7.3, kde jsou vizualizovana feSeni pro mocniny ¢isel 1 — 6. Evoluce probihala
pouze pro ¢isla 0 — 5, feSeni ale funguje i pro ostatni éisla (testovano vypoctem mocniny
do ¢isla 200).

nazev ‘ hodnota

pocet podminkovych pravidel | 30
pocet stavit CA 8

Tabulka 7.2: Parametry experimentu, které se lisi od tvodnich

Podminkova pravidla a tabulkové reprezentace prechodové funkce tohoto konkrétniho
prikladu feseni jsou prilozeny v piiloze A.
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Obrazek 7.3: Vysledny vypocet mocniny s blokovou reprezentaci

7.6 MnoZina podminkovych funkci

Podobné jako v experimentech s 2D transformaci vzoru, je tieba zjistit zda existuje néjaka
mnozina podminkovych funkci, kterd by pro feseni problému byla neZ jiné. Na zakladé jiz
provedenych experimentti budeme uvazovat mensi pokusnou mnozinu tak, abychom pokryli
jak dost moznosti, tak abychom nezkouseli moznosti sobé moc podobné.

nazev | hodnota

podminkové funkce | parametr experimentu

Tabulka 7.3: Parametry experimentu, které se lisi od tvodnich
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Z vysledkl v tabulce 7.4 je vidét, ze puvodné pouzitd mnozina funkci EQ, NEQ, GEQ),
LEQ (s WILD i bez) sice mé velkou tispésnost feSeni, ale malou tispésnost obecného feseni
(jedna se o procento obecnych FeSeni z celkovych tspéSnych feSeni evoluce).
Mnozina funkci, obsahujici funkce ID, NID dosahuje mnohem lepsich obecnych vysledki.
Také to vypada, ze funkce WILD zase kazi Gispésnost evoluce, stejné jako v experimentech

s 2D transformacemi. V dalsich experimentech proto budeme uvazovat mnozinu ID, NID,
GEQ, LEQ.

Pouzité podminkové funkce prim. generaci 1sp. obec. Usp.

EQ NEQ GEQ LEQ WILD 104 971  98% 23%
EQ NEQ GEQ LEQ 112 416 98% 22%
ID NID GEQ LEQ WILD 161 847 7% 79%

ID NID GEQ LEQ 105 321 98% 80%

Tabulka 7.4: Tabulka vysledki experimentu s podminkovymi funkcemi. Sloupec prim. ge-
neract vyjadifuje prumérny pocet generaci potfebny k evoluci ispésnych feseni.

Moznym vysvétlenim rozdilné tspésnosti mnoziny ID, NID oproti EQ, NEQ mtze byt
to, ze prubéh vypoctu pomoci kazdé z mnozin vypadaji vizualné podobné. Je tak mozné
dosahnout stejného efektu napt funkce podmikového pravidla pro bunku IDX i funkci
EQ1. u ID se ignoruje hodnota pravidla, kdezto EQ potfebuje hodnotu 1, aby funkci ID
simulovala. Tato konkrétni podoba podminky EQ se ale objevi pouze ve zlomku pripadi,
v zévislosti na celkovém poc¢tu mozZnych stavi v automatu.

V dalsich experimentech budeme také na zakladé grafu generac¢niho slozeni vysledku
(obrézek 6.8) uvazovat s niz$im poctem generaci pro evoluci, konkrétné s 200000. Pro
uvazovaou mnozinu funkci je v této generaci hotovo 80% vysledkii.

100 T T T
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60

40 |

evoluci dokonceno [%]

20 L EQ, NEQ, LEQ, GEQ, WILD ———
EQ, NEQ, LEQ, GEQ ———

ID, NID, LEQ, GEQ, WILD ———
) ID, NID, LEQ‘, GEQ -

S S S
& & &
I N

S
&
§
5

N
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pocet generaci nutnych k ukonceni evoluce

Obrazek 7.4: Graf genera¢niho slozeni vysledkt

7.7 Pocet ohodnocenych vypoctu fitness funkci

Ve fitness funkci bylo zatim uvaZovani ohodnocovani vypocti pro ¢isla 0 — 5. Nicméné
vyvstava otazka, zda by nebylo mozné snizenim poc¢tu téchto ohodnoceni zrychlit evoluci
pfi zachovani podobné tspésnosti, nebo pridanim vice ¢isel dosdhout zpomalenim vétsi
uspésnosti. Zrychleni a zpomaleni je zplisobeno ¢asem, ktery fitness funkce potfebuje pro
ohodnoceni kandidatniho feseni. Cim vice hodnot testuje, tim vice simulaci CA provadi a
tim déle ji to trva. Pocet generaci zlistava neovlivnén.
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nazev hodnota

pocet generaci GA 200 000
sitka automatu 200
podminkové funkce EQ, NEQ, LEQ, GEQ

vstupy hodnocené ve fitness | parametr experimentu

Tabulka 7.5: Parametry experimentu, které se lisi od ivodnich

Byly provedeny experimenty pro intervaly 0 — 3 az 0 — 7, jejichZ vysledky jsou shrnuty
v tabulce 7.6. Pro mensi intervaly nez 0 — 5 je sice spésnost evoluce 100% a pocet generaci
nutny k feSeni maly, ale GspéSnost obecného feseni drasticky klesa. Pti evoluci s intervalem
0 — 3 se v experimentech nepodafilo najit zddné obecné feseni.

interval | prim. generaci  Gsp. obec. Usp.
0-3 9511 100% 0%
0—4 35971 100% 14%
0-5 87244 1% 73%
0-6 80974 T1% 99%
0-7 94 021 10% 100%

Tabulka 7.6: Tabulka vysledki experimentu s obecnym Tfesenim. Sloupec prim. generaci
vyjadfuje praimérny pocet generaci potfebny k evoluci uspésnych feseni.

Na zékladé dosazenych vysledkti budeme v dalsich experimentech ve fitness funkci uva-
zovat s ohodnocovanim intervalu 0 — 6. Jedné se o prvni z testovanych intervali s témér
jistou obecnou tuspésnosti. Zaroven méa rozumnou uspésnost evoluce tak, aby byl realné
pouzitelny.

7.8 Vypocet za pouziti méné stavu

7 predchozich experimentli se zdalo, Ze obcas vychézeji podobné feseni, ale s riizné proho-
zenymi barvami stavi. Je proto mozné, ze puvodnich 8 stavi je naddimenzovana hodnota a
feseni by bylo mozné dosdhnout i s méné stavy. Konkrétni nastaveni pro tento experiment
je uvedeno v tabulce 7.7.

nazev hodnota

pocet generaci GA 1 000 000

vstupy hodnocené ve fitness | 0-6

podminkové funkce EQ, NEQ, ID, NID, GEQ, LEQ
pocet stavi CA parametr experimentu

Tabulka 7.7: Parametry experimentu, které se lisi od itvodnich

Mnozina podminkovych funkci obsahuje slou¢enou mnozinu funkei (vynechéna funkce
WILD, ktera zatim vzdy FeSeni kazila) proto, Ze genetickému algoritmu chceme dat vice
moznosti pro vyjadfeni a nevime, zda by pro feSeni s mensim poc¢tem stavi néjaka funkce
nechybéla. Takto zvétSeny stavovy prostor je kompenzovan zvysSenim poc¢tu generaci. Také
zde nejde o zméfeni Gspésnosti ale o nalezeni alespon jednoho obecného FeSeni s danym
poctem stavi automatu.
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Postupné bylo dosazeno vyslednych vypoéti az pomoci 4 stavi (obrazek 7.5). VSechna
takto ziskana feSeni jsou dost podobna pfedchozim fesenim pro 8 stavi (byla pozorovéna
i rlizna jina feSeni, jedna se vSak spise o kosmetické odlisnosti, typoveé vSechna pozorovana
feSeni vypadaji stejné). Nejmensi feseni, tj. pro 4 stavy, se nepodafilo navrhnout jiné, nez
je na zminéném obrazku. Nékolik nezavislych béhi experimentu naslo toto jedno konkrétni
feSeni.

Pro automat se 3 stavy zadné feseni nalezeno nebylo, a populace nejevila zadné znamky
konvergence ani zlepSovani se od urcité hrani¢ni hodnoty fitness funkce.

F
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Obrazek 7.5: Ukazky vypoctu mocniny FeSenim s méné stavy pro ¢islo 5

Lze tedy s velkou pravdépodobnosti tvrdit, Ze pro pouzitou reprezentaci se nejspis jedna
o feSeni s minimalnim moznym poétem stavii. Uspé$nost nalezeni je ale velice nizké, kazdym
ubranym moznym stavem se drasticky snizuje. Podminkova pravidla a tabulka pfechodové
funkce tohoto dosazeného feseni se 4 stavy jsou prilozeny v pfiloze B.

7.9 Pocet podminkovych pravidel a mira mutace

Jako u 2D transformace, bylo i zde potfeba provérit zavislost ispésnosti na mife mutace a
poctu pouzitych podminkovych pravidel. Navic k samotné tspésnosti evoluce byl pridan ke
sledovani parametr obecné tispésnosti, ktera se stejné jako v predchozich 1D experimentech
méfi jako procento obecnych feSeni z ispésnych feSeni evoluce. Parametry experimentu jsou
uvedeny v tabulce 7.8

nazev hodnota

pocet generaci GA 200 000

vstupy hodnocené ve fitness 0-6

podminkové funkce 1D, NID, GEQ, LEQ
pocet podminkovych pravidel | parametr experimentu
pocet zmutovanych ¢isel parametr experimentu

Tabulka 7.8: Parametry experimentu, které se lisi od tvodnich

V tabulce 7.9 jsou uvedeny namérené hodnoty. Ve sloupcich jsou zaneseny miry mutace,
v Tadcich pak pocet podminkovych pravidel.

Jak se ocekavalo, pri pfidavani podminkovych pravidel je potfeba zvySovat miru mutace,
abychom dosahovali dobré tspésnosti (leva tabulka). Oproti 2D transformaci maji vyssi
po¢ty podminkovych pravidel o trochu mensi toleranci na rozpéti moznych dobrych mutaci.
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V pravé tabulce tspésnosti obecnych Teseni se ale vyskytl zajimavy tkaz. Pokud je
mutace nizsi nez by pro dany pocet podminkovych pravidel méla byt, klesa jak tispésnost
evoluce, tak i tspésnost obecnych feSeni v tuspésnych feseni evoluce. Pokud je ale mira
mutace vyssi nez by bylo pro dany pocet podminkovych pravidel patfi¢né, ispésnost evoluce
sice opét klesa, ale tisp&sSnost obecnych Feseni zustava kolem 100%!

velikost mutace velikost mutace

1 2 3 4 5 6 1 2 3 4 5 6
9118 58 14 0 0 O 9 |61 100 100 0 0 0
11|14 74 51 4 0 O 11 (42 98 100 100 0 0
13131 66 79 38 9 0 13116 83 100 100 100 0
1521 58 &8 59 12 0 150 0 77 97 98 100 0
17 -1 56 76 80 28 2 171 -1 44 93 100 96 100
19| -1 47 79 84 62 15 19 -1 14 84 97 100 100

pocet podminkovych pravidel

21| -1 58 76 88 68 33 21 -1 18 71 96 98 100
23| -1 55 62 83 81 58 23-1 12 69 93 95 98
25| -1 64 62 80 83 72 25 -1 20 37 8 96 97
27| -1 55 76 70 83 81 27 -1 12 39 74 96 100
29 | -1 44 67 67 81 80 29 | -1 2 17 73 93 97
uspésnost evoluce v % uspésnost obecného feseni v %

Tabulka 7.9: Tabulka tispéSnosti feSeni pro rtizné miry mutace

Vyplyva z toho tedy jasny poznatek, Ze pokud si v experimentu nejsme jisti spravnym
nastavenim mutace, radéji zvolit vys$si hodnotu nez nizsi. V tabulce 7.10, kterd zobrazuje
prumérny pocet generaci uspésnych resSeni, se nevyskytuje nic neobvyklého. Pokud nasta-
vime mutaci na jinou nez optimalni miru, zvySuje se pocet generaci nutnych k reseni. Pti
spravné mire mutace je pak pocet generaci vzdy podobny pro rtizny pocet podminmkovych
pravidel (69 000 - 75 000). Trochu vétsi pocet generaci se vyskytuje pouze u velmi malych
poc¢tt podminkovych pravidel, které nejspis hrani¢i s moznosti vyjadrit potfebna pravidla.

velikost mutace
1 2 3 4 5 6
9 | 104k 102k 80k -1 -1 -1
11| 81k 87k 76k 112k -1 -1
13 | 112k 103k 79k 100k 69k -1
15 | 102k 88k 76k 90k 89k -1

pocet podminkovych pravidel

17 -1 94k 68k 80k 101k 78k
19 -1 93k 83k 73k 90k 110k
21 -1 93k 91k 70k 86k 98k
23 -1 97k 100k 74k 71k 89k
25 -1 107k 98k 84k 85k 82k
27 -1 102k 81k 83k 73k 81k
29 -1 99k 87k 86k  7hk T3k

Tabulka 7.10: Priim. pocet generaci v tisicich
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7.10 Evoluce tabulkovych pravidel

V zavéru je treba jesté vyzkousSet, zda podobnych vysledd nelze dosdhnout také konve-
nénimi metodami. Byl tedy proveden experiment s evoluci pomoci tabulkovych pravidel.
Jako chromozom slouzi pole typu byte[] obsahujici hodnoty novych stavi pro pravidlo na
patficném misté tabulky prechodové funkce (popséno v kapitole 2.3). Velikost chromozomu
je tedy 83 = 512, protoze uvazujeme 8 stavii a 3-okoli. Jinak jsou parametry experimentu
shrnuty v tabulce 7.11 s dodatkem, Ze se nepouzivaji podminkova pravidla ale tabulkova
reprezentace.

nazev hodnota
velikost populace GA 10

pocet generaci GA 2 000 000
pocet zmutovanych ¢isel 10-100

sitka automatu 30-100
vstupy hodnocené ve fitness | 0-5 (0-4, 0-3)
pocet stavi CA 7

Tabulka 7.11: Parametry experimentu

Pro pocatecni nastaveni, kdy fitness funkce testovala a ohodnocovala vypocty mocnin
¢éisel 0-5, evoluce nenalezla zadné feseni, at uz obecné nebo jen pro &isla testovana fitness
funkci. ProtoZe to mohlo byt malou ¢ velkou mirou mutace, bylo testovano vice hodnot
mutace (v rozsahu 5 — 100), zddna nepfinesla vysledek (vétsi mutace nez 100 nebylo tieba
zkouset, uz tato dost rozbijela potencialni feseni).

Céstecénych vysledkii bylo dosazeno pii nastaveni fitness funkce tak, aby testovala pouze
mocniny 0— 3, kdy ob¢as bylo nalezeno neobecné feSeni (feseni jen pro testované hodnoty),
ale 1 tak s velmi malou pravdépodobnosti (mensi nez 5%).

Jednoduchym konvencénim testem bez optimalizaci bylo potvrzeno, ze takto ziskana
feSeni pro tento problém se ani kvalitou ani rychlosti neblizi kvalité a rychlosti ziskané
pomoci podminkovych pravidel.

7.11 Zavér

Experimenty v této kapitole byl tispésné navrzen obecny vypocet mocniny v 1D celularnim
automatu za pouziti podminkovych pravidel. Byla pouZita upravenda a zjednoduSené repre-
zentace problému oproti pivodni wolframové verzi. I s touto Gpravou se povedlo dosahovat
aspésnych automatickych navrhii v rozumném ¢ase a s dobrou tspésnosti. Reseni se povedlo
zmensit az na automat pouzivajici 4 stavy (oproti ptivodnim 8).

P¥i porovnani pristupu za pouziti podminkovych pravidel a konven¢niho pFistupu po-
moci tabulkovych pravidel se ukézalo, Ze konvenénim pfistupem se nepodarilo dosdhnput
obecného feSeni za zaddného nastaveni parametri. Dosdhnout se nepodaftilo ani feseni pro
vypocCet mocniny intervald 0 — 5 ¢i 0 — 4. Podafila se jen evoluce pro interval 0 — 3, a i to
jen s velmi malou pravdépodobnosti.

Prostorova slozitost nalezenych feseni je ve tiidé O(n?), konkrétné x? + 2 bunék ce-
lularniho automatu. Této hodnoty je dosazeno v poslednim kroku a jedna se o velikost
reprezentace vysledku vypoc¢tu. Na kazdé strané je pak potfeba mit alespon jednu da-
181 buriku (v zévislosti na okrajovych podmninkdch. Pokud budou nulové, 1ze vynechat).
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V prubéhu vypoctu zadny ze sledovanych automatd uvedenou hodnotu prostorové slozi-
tosti neprekrocil.

Casova slozitost vypoctu spada do tiidy O(n?) a nejéastéji se pohybuje okolo 22?2 — 3x
(slozitost pro feSeni se 4 stavy z kapitoly 7.8, kterd byla ziskdna interpolaci programem
gnuplot z dat o poctu krokt mocnin ¢isel 1 — 100). Lepsi t¥idy casové slozitosti nelze pfi
uvazované reprezentaci problému dosdhnout kvili vlastnosti 1D CA, ktery se v kazdém
kroku muze rozsifit maximalné o 2 butiky (plati pro 3-okoli). V uvazované reprezentaci je
vstup zakdédovan jako nepierusend posloupnost bunék, a pii nutnosti rozsirit vstup na blok
o velikosti druhé mocniny naradzime na tento limit.

Pro ziskani lepsi ¢asové slozitosti by bylo mozné zkusit vstup kédovat napiiklad s meze-
rami, ¢i udélat takovou reprezentaci vysledku, kteréa by byla méné naro¢né na pocet bunék
automatu.
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Kapitola 8
Zaver

V praci byl ¢tenaf sezndmen se zaklady problematiky celuldrnich automat a genetickych
algoritmu. Déale byla popsana perspektivni metoda navrhu CA pomoci podminkovich pra-
videl. Pro nasledné experimenty byla implementovéna aplikace v jazyce Java, ktera obsa-
hovala jednoduchou implementaci genetickych algoritmi, 1D a 2D celularnich automatu a
podminkovych pravidel. Dale obsahovala prostiedky pro import/export vysledkii véetné je-
jich vizualizace. Timto nastrojem byly provedeny dva okruhy experimenti, s 2D automaty
a 1D automaty. Jejich podrobné vysledky jsou uvedeny v predchozich kapitolach, zde bude
uvedeno shrnuti, zhodnoceni a diskuze. Pro ucely vlozeni vizualizaci vysledkt do dokumen-
tace byl navic vytvofen jednoduchy vizualizator 1D automatt v jazycich html/javascript,
ktery vysledky exportoval do vektorového forméatu svg.

Experimenty s 2D automaty

Ve 2D experimentech byl tispésné zopakovan experiment z ptvodniho ¢lanku o podmin-
kovych pravidlech s podobnymi vysledky jako byly publikované [6]. Poté bylo vyzkouseno
nékolik riznych nastaveni genetického algoritmu a podminkovych pravidel tak, Ze postupné
doslo k velmi znatelnému zefektivnéni evoluce. Nejvétsiho zlepseni dosahla optima-
lizace mnoziny pouzitych podminkovych funkci, kdy byla odstranéna funkce WILD a tim
se dosahlo zefektivnéni o cca. 15%. Druhym nejvice ovliviiujicim faktorem byla mira mu-
tace v zavislosti na poctu pouzitych pravidel. Po analyze této zavislosti vyslo najevo, Ze
puvodni experiment nemél nastavenou vhodnou miru mutace pro pouzity pocet pravidel, a
tim ztracel na efektivité.

Celkové bylo u tohoto experimentu dosazeno zlepSeni o cca. 80% pii porovnéani plné
optimalizovaného experimentu s referenénim (z priamérnych 109 451 generaci na 23 816
generaci). Za referencéni experiment je povazovan experiment se stejnymi parametry jako
byly piivodné publikované, ale provedeny implementaci pouZitou v této praci (podrobnéji
popsano v kapitole 6.2).

Nasledné byl proveden evoluéni navrh, kdy prechodovéa funkce byla reprezentovana stan-
dardni tabulkou. Ukazalo se, ze standardni metodou je mozné nalézt feseni sledovaného
transformacéniho problému, ale s mnohem mensi efektivitou navrhu. Typické prubéhy vy-
slednych transformaci obou metod viibec nevypadaji podobné, jak lze vidét z obrazku 8.1.
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Obrazek 8.1: Typicky pribéh transformace ziskany evoluci podle podminkovych pravidel
(a) a evoluci tabulkové reprezentace (b)

Experimenty s 1D automaty

V druhé ¢asti provadénych experimentt, byla na zakladé ndvrhu Stephena Wolframa [27]
navrzena nové, zjednodussena reprezentace vypoctu druhé mocniny pomoci 1D automatu.
Pro tuto reprezentaci se povedlo pomoci podminkovych pravidel provést ispésny evolucéni
navrh fungujictho vypoctu druhé mocniny, u kterého byla ovérena jeho obecnost do
vypoétu mocniny ¢isla 200. Nésledné byly provedeny experimenty s cilem tento prvotni
uspéch zoptimalizovat. Z provedenych experimentu stoji za zminku vysledek, kterym se
podaiilo nalézt feseni pro automat pouze se ¢tyfmi stavy, oproti ptivodnim osmi.

Pro vypocet druhé mocniny ¢isla 3 je rozdil mezi wolframovym navrhem a jednim z vy-
sledkid této prace uveden na obrazku 8.2. Jedna o Sestistavovy automat, ktery lze oproti
CtyfFstavovému automaticky navrhovat v rozumném case. Lze pozorovat mnohem vétsi efek-
tivitu vypoétu nez v ptvodnim wolframové navrhu. Jak ¢asovou (pocet kroku), tak v re-
prezentaci ¢isla (v pivodnim je slozité kédovano, v nové navrzeném se vzdy jednd o jeden
jednobarevny blok). P¥i pouziti metod a parametru popsanych v této praci lze zde
ukazané reSeni navrhovat automaticky v rozumném case.

%

(b)

Obrazek 8.2: Ukazka rozdilu priubéhu vypocétu druhé mocniny pro ¢islo 3 mezi wolframovym
[27, str. 639] ndvrhem (a) a jednim z vysledku této prace (b)

Jako u predchoziho bloku experimentd bylo i zde provedeno srovnani se standardni
metodou evolu¢niho navrhu, evoluci tabulkové reprezentace. Pomoci ni se viibec nepovedlo
ziskat jakékoli obecné (ve smyslu vypoctia do ¢isla 200) feSeni vypoctu druhé mocniny.
Dosazeno bylo pouze vypoctu pro ¢isla 0 — 3, které byly hodnoceny ve fitness funkci. Pro
Cisla 0 — 4 se uz TeSeni za pomoci pouZitych parametri najit nepovedlo. Zjisténo bylo,
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7e standardni metoda evolucéniho navrhu nemaé ani zdaleka efektivitu potfebnou pro tento
problém, a tedy Ze evoluce pomoci podminkovych pravidel je zdaleka vice efektivni.

8.1 MozZnosti rozsireni

Podminkova pravidla se ukazuji jako efektivni zpisob reprezentace prechodové funkce pro
Sirokou skalu problémii, a proto by bylo pfirozenym dalsim vyvojem jejich aplikovani na da-
181 problémy. U 2D automati je zatim porad prakticky nemozné automaticky navrhovat pro
vicestavové automaty, ve kterych stavovy prostor roste obrovskym tempem. Pfitom praveé
ve vicestavovych automatech se vyskytuji problémy, pro které by nas automaticky navrh
jejich Feseni skutec¢né zajimal. S pouzitim podminkovych pravidel a jejich optimalizaci je uz
této prace byly provedeny letmé experimenty s replikaci smycek, nicméné nebyla vymyslena
zaddnda vhodné a efektivni fitness funkce. Tyto letmé experimenty nepfinesly zadné vysledky
a proto se jimi prace nijak nezabyvala. Dalsim moZnym krokem by bylo zamérit se na efek-
tivni fitness funkce, které by dobte spolupracovaly s podminkovymi pravidly a umoznily
krok pravé k vicestavovym 2D automatim.

V ramci experimentu s vypocty v 1D automatech bylo dosazeno pomeérné dobrych vy-
sledku a efektivity pro vypocet druhé mocniny. Dal$im moZnych pokrac¢ovanim by mohlo
byt vyzkouseni dalsich operaci, jako je s¢itani, nasobeni, véetné vyzkumu lepsich a efektiv-
néjsich zplisobti reprezentace. Jak bylo diskutovano v zavéru 1D experimentii, reprezentace
blokem o velikosti ¢isla neni pro vysledek mocniny moc efektivni, prostor potfebny pro
reprezentaci vysledku roste velice rychle.
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Reseni 1D vypoctu (8 stavi)

Priloha A

4
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Nasleduji podminkova pravidla (tabulka A.1) a tabulkova reprezentace (tabulka A.2)

chodové funkce 1D CA s 3-okolim pro obecny vypocet mocniny éisla.
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(2. ¢ast)

(1. ¢ast)

Tabulka A.1: Podminkova pravidla
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Tabulka A.2: Pole novych hodnot buriky pro tabulkovou reprezentaci
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Priloha B

Reseni 1D vypoétu (4 stavy)
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(2. ¢ast)

(1. ¢ast)

Tabulka B.1: Podminkova pravidla
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Tabulka B.2: Pole novych hodnot bunky pro tabulkovou reprezentaci
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Priloha C
Ukazky ruznych reseni 1D vypoctu

V této priloze je uvedeno nékolik prikladi vypocétu mocniny vzniklych v pribéhu psani
prace pro srovnani a hrubou pfedstavu, jak se od sebe jednotliva feseni lisi. Obrazky maji
slouzit jako ilustracni priklad, a proto nejsou uvedeny zadné dalsi podrobnosti.

Obrazek C.1: Vizualizace riiznych feseni vypoctu mocniny pro ¢islo 5
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Priloha D

Strucny navod k aplikaci

Implementovana aplikace obsahuje dvé casti. Prvni ¢asti je Java simuldtor ve kterém se
provadi evoluce, vyhodnocovani atd. Druhou ¢éasti je jednoduchéd html/javascript aplikace
pro vizualizaci 1D automati.

HTML vizualizator

Tato ¢ast aplikace je ve slozce jménem simpleCellular. Jejim hlavnim souborem je . /pub-
lic_html/index.html, ve kterém se nastavuji akce, co provést. Nejcastéji se pouzivé tak, ze
nastavime pocet krokd automatu, podminkové pravidla a pocatecni stav. Timse na vystup
vizualizuje pribéh daného automatu.

var steps = 45;

var string = ”<=5|X3|>=4|5;<=5|X5|!=1|2;!X0|X1|==5|0;==4|!=3|>=3|2;...7;
ruleSet .init(string);

cellular.init (70000000000000000000000011111000” , ruleSet, svgPrinter);

Obrazek D.1: Ukazka pouziti vizualizitoru.

Tato aplikace také byla vyuzivana na zkoumaéni a vizualizaci tabulkovych pravidel. Lze
podle nich vizualizovat a tabulkova pravidla z podminkovych vytvaret.

var string = ”<=5|X3|>=4|5;<=5|X5|!=1|2;!X0|X1|==5|0;==4|!=3|>=3|2;...7;
ruleSet.init(string);

tableSet.setTable (ruleSet.createTable());

tableSet.printTableArray (8);

Obrazek D.2: Ukazka prevedeni podminkovych pravidel na tabulkové.

JAVA simulator

Hlavni c¢ast aplikace je implementace simulaci pro experimenty, a nachazi se ve slozce Di-
plomka. Jedna se o Java aplikaci s nékolika zavislostmi na externi knihovny. Nejjednodussi
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zpusob zprovoznéni je oteviit/importovat zdrojové soubory v néjakém IDE Netbeans/Ec-
lipse/Idea a pfidat do projektu pfilozené knihovny (slozka Diplomka/libs).

Projekt obsahuje nékolik hlavnich t¥id (v baliku cz.arcanis.dip.celular), ktera kazda
slouzi k jinému acelu. SimpleMain je tfidou pro spousténi experimentti, MainVisualize zase
slouzi pro vizualizaci vysledkt. Ostatni hlavni tfidy maji rtizné pomocné a forméatovaci
funkce, nékteré byly pouzity jen pro vyvoj.

V SimpleMain je potieba nastavit kolik experimentt budeme provadét, kolik paralelnich
jader procesoru budeme pouzivat, a pak t¥idu s konfiguraci experimentu. Tyto konfigurace
(balik cz.arcanis.dip.celular.config, viechny dédi od t¥idy FEwvolutionConfig) obsahuji rizné
parametry experimentt dle kterych se simulace fidi.

O pribéhu evoluce informuje okno prostredi Swing, kde je také zobrazen ubéhly cas a
pravdépodobny zbyvajici ¢as experimentu. Vysledky se vypisuji do konzole a také do sou-
boru log1.txt ve slozce projektu. Podminkova pravidla pro kazdé reseni se kviili pfehlednosti
nevypisuji do konzole ale jen do souboru.
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