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Abstrakt 
P r á c e popisuje t rénovac í p r o s t ř e d í pro t r énován í pos t av i čky chodíc í po dvou konče t inách . 
P r o s t ř e d í je i m p l e m e n t o v á n o v A I G y m p o m o c í fyzikálního modelu P y B u l l e t . Úlohy z pro
s t ř ed í jsou řešené p o m o c í pos i lovaného učen í algori tmem A c t o r C r i t i c . K a ž d á z ú loh je za
m ě ř e n á na z á k l a d n í pohyby pos tav ičky . P r á c e ukazuje, p o m o c í j a k ý c h funkcí o d m ě n je 
algoritmus schopen dospě t k řešení ú loh. 

Abstract 
The paper describes a t ra ining environment for t raining a character how to walk. The 
environment is implemented in A l G y m by using the P y B u l l e t physical model . Tasks from 
the environment are solved by using reinforcement learning by the A c t o r C r i t i c algori thm. 
Each of the tasks is focused on the fundamental movements of the character. The paper 
show, which reward functions are used by the a lgor i thm to solve given tasks. 
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Kapitola 1 

Úvod 

S roboty a p o m o c n í k y všeho druhu se m ů ž e m e se tkáva t č ím dá l častěj i . Ve v ý r o b n á c h jsou 
roboti podáva j íc í věci z jednoho m í s t a na d r u h é . R o b o t i na t ř e c h a více kolečkách jsou 
běžnější , p ro tože se n e m u s í řeši t s tabil i ta . Vyvíjí se však i robot i , k t e ř í ma j í konče t iny a 
mohou se tak pohybovat i na h ů ř e d o s t u p n ý c h mís tech , kde v ces tě m ů ž e bý t i ně jaká 
p ř ekážka . Toto je m o ž n é h l avně d íky s t ro jovému učení , přesněj i pos i lovanému učení , d íky 
k t e r é m u se robot i mohou sami rozhodovat na zák l adě p ředeš lých zkušenos t í . 

Cí lem t é t o p ráce je vy tvo ř i t v i r t u á l n í p r o s t ř e d í s ú l o h a m i zaměřu j í c ími se na k o n k r é t n í 
p r o b l é m . Vytvoř i l jsem tedy pos t av i čku s d v ě m a k o n č e t i n a m i , kterou jsem učil s t á t , s k á k a t 
a t a k é chodit. P r o j edno t l ivé ú lohy s pos tav ičkou je p o u ž i t ý algoritmus z pos i lovaného 
učení . Pos i lované učení je jedna z metod s t ro jového učení , k t e r é se učí na zák l adě stavu, ve 
k t e r é m se nacház í , a o h o d n o c e n í za v y k o n a n é akce. Cí lem učen í je volit t akové akce akce, 
k t e r é vedou k m a x i m á l n í o d m ě n ě . 

P r o s t ř e d í m ů ž e bý t jak v i r tuá ln í , tak t a k é reá lné . Trénován í v r e á l n é m světě , m ů ž e ale 
způsobova t ř a d u p r o b l é m ů . Je to n a p ř í k l a d fyzické o p o t ř e b e n í robota nebo t a k é obsluha 
robota po dobu t r énován í , p ro tože proces učení m ů ž e trvat dlouho. D í k y v i r t u á l n í m u pro
s t ř ed í m ů ž e m e simulovat to reá lné , kde lze algoritmus j ednoduše j i n a t r é n o v a t a pak jej jen 
otestovat v r e á l n é m světě . 

P r á c e je č leněna do sedmi kapi to l . D r u h á kapi tola popisuje, co je to pos i lované učení 
a jeho z á k l a d n í pojmy. Ve t ř e t í kapitole je p o p s á n p o u ž i t ý algoritmus v experimentech. 
Ve č t v r t é kapitole je p o p s á n o p ros t ř ed í , vče tně ú loh , k t e r é bylo p o t ř e b a nadefinovat. P á t á 
kapi tola popisuje experimenty na d a n ý c h ú lohách , jak se algori tmu dař i lo a co bylo p o t ř e b y 
vylepš i t . Pos l edn í kapi tola popisuje závěry celé p ráce . 
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Kapitola 2 

Existující p ř í s tupy 

P r á c e , k t e r é se zabývaj í chůzí již p á r bylo n a p s a n ý c h a k a ž d á p ř ines la ně jaký nový p ř í s t u p 
na řešené úloze. 

P r v n í za j ímavý č lánek je o učen í chůze pos tavičky, k t e r á m ů ž e mí t r ů z n o u velikost 
těla[34]. C í lem je tedy n a u č i t un iverzá ln í policy, k t e r á si p o r a d í se z m ě n o u velikosti t ě la 
pos t av ičky n a p ř í k l a d i v p r ů b ě h u simulace. Pos t av i čka m ů ž e m ě n i t dé lku a š í řku noh a ruk, 
š í řku tě la , a nebo dé lku j edno t l i vých noh, kde jedna z nich m ů ž e bý t k ra t š í . Funkce o d m ě n 
je př i učen í s ložená ze 3 čás t í . P r v n í čás t , zda pohyb imituje referenční pohyby. D r u h á 
čás t o d m ě n y je rozdí l p r ů m ě r n é rychlosti t ě la a cílové rychlosti t ě la . T ř e t í čás t o d m ě n y 
je o e fek t ivn ím p racován í s energi í . P r o n a u č e n í obecné policy, k t e r á zv l ádne pracovat s 
pos tav ičkou , bylo p o t ř e b a generovat j edno t l ivé pos tavičky, k t e r é byly kombinac í u rč i tých 
p a r a m e t r ů , p r o t o ž e i menš í z m ě n a jednoho z p a r a m e t r ů m ů ž e m ě n i t strategii volby akce. 
N ě k t e r é kombinace p a r a m e t r ů (širší, k r a t š í jedna noha, ...) p o t ř e b u j í delší čas učen í než 
j iné . 

Da l š ím z a j í m a v ý m p ř í s t u p e m je učen í p o m o c í osnovy. N a u č i t se něco hned je těžké a 
je j e d n o d u š š í se n a u č i t věc p o s t u p n ě . S t í m t o pr inc ipem př icház í č lánek o učení p o m o c í 
osnovy[35]. Jsou zde 3 druhy pos tav iček a ú l o h a je pro všechny pos t av i čky s te jná . C í lem 
pos tav ičky je stoupat na kameny, k t e r é se p ř e d pos tav ičkou p o s t u p n ě generuj í v r ů z n é výšce , 
vzdá lenos t i , ú h l u n a t o č e n í atd. P r á c e p ř ináš í r ů z n é způsoby učen í podle osnovy. Zač íná se 
od j e d n o d u š š í c h p a r a m e t r ů po složitější. K d y ž se p o d a ř í zv l áda t u r č i t o u ú roveň ob t í žnos t i , 
tedy vzdá lenos t , úhe l n a t o č e n í atd., tak se parametry posunou a učí se na obt ížnějš ích 
parametrech. 
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Kapitola 3 

Posilované učení 

Posi lované učen í a celkově s t ro jové učen í jde nyn í h o d n ě d o p ř e d u a aplikuje se prakt icky v 
k a ž d é m odvě tv í . 

Pojem s t ro jové učen í je velice rozsáh lý a obsahuje v sobě h o d n ě p o d t é m a t a d r u h ů . 
Záleží h l avně na t rénovac ích datech a t a k é na v ý s l e d n é m využ i t í neu ronové s í tě . 

3.1 Rozdíly mezi druhy strojového učení 

P r á c e se zaměřu je na Pos i lované učení . P r o dop lněn í a za řazen í tohoto t é m a t u do proble
mat iky s t ro jového učení[27], zde jsou dalš í metody, k t e r é se využívaj í . K a ž d ý typ je v h o d n ý 
pro j i n á data. O b č a s se však mohou tyto t é m a t a dop lňova t . 

U č e n í s u č i t e l e m 

Cílem učení s učitelem[33] je n a u č i t model predikovat s p r á v n ý š t í t ek na nový vstup. Vs tu
pem př i učen í je série dvojic, v ž d y data a š t í t ek . D a t a m ů ž e bý t j akáko l iv n a s n í m a n á 
hodnota - obraz, zvuk, teplota, a td. Š t í t ek je informace, k t e r á popisuje data. B ě h e m t r é 
nování se h ledaj í vzory, k t e r é korelují s n a v r h o v a n ý m i výs tupy . Učení s uč i t e l em m ů ž e bý t 
rozděleno na 2 podkategorie: klasifikace a regrese. P ř í k l a d e m úloh m ů ž e bý t klasifikace 
p ř e d m ě t ů na fotce, detekce e-mai lového spamu. 

U č e n í bez u č i t e l e 

N a rozdí l od Učen í s uč i t e l em jsou u Učení bez učitele[21] na vstupu n e a n o t o v a n á data. 
Cí lem tedy je z j ednoduš i t data a seskupovat data s p o d o b n ý m i vlastnostmi do někol ika 
sh luků . Typické ú lohy mohou bý t sh lukování ob jek tů , detekce anomál i i . 

P o s i l o v a n é u č e n í 

Cílem pos i lovaného učen í je n a u č i t strategii agenta, k t e r á vede k maximal izac i sumy prů 
m ě r n é sumy o d m ě n . Strategie se m ě n í na zák ladě poz i t ivn í a nega t i vn í z p ě t n é vazby po sérii 
akcí v e x t e r n í m p ros t ř ed í . V ý s t u p e m je agent, k t e r ý volí nej lepší akce ve stavu v p ros t ř ed í . 
P ř í k l a d aplikace m ů ž e bý t n a u č i t robota chodit, ř íd i t a u t o n o m n í vozidlo, h r á t deskovou či 
poč í t ačovou hru. 
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3.2 Co je to posilované učení 

Posi lované učení[26, 30] je učení , j ehož cí lem je n a u č i t agenta, k t e r ý získá př i svém b ě h u 
co nejvyšší o d m ě n u . Učení agenta p r o b í h á na zák ladě z í skané odměny , k t e r á byla z í skaná 
z p rovedených akcí, k t e r é zvol i la policy. Z á k l a d e m pos i lovaného učen í jsou 2 komponenty. 
Agent a p r o s t ř e d í . Grafické znázo rněn í jde v idě t o b r á z k u 3.1. 

Agent je ten, k t e r ý reaguje na př íchozí stavy a volí akce. P r o s t ř e d í vykonává akce, k t e ré 
dostane od agenta, a v rac í o d m ě n u a nový stav. Cí lem agenta je dě la t akce, k t e r é maxi 
malizuj í celkovou o d m ě n u . Nezáleží tedy na dílčích o d m ě n á c h , ale na s u m ě všech z í skaných 
o d m ě n . Série menš ích o d m ě n m ů ž e vést k vyšší o d m ě n ě . 

Cí lem pos i lovaného učen í je n a u č i t pol icy agenta, k t e r ý se učí z j edno t l i vých zkoušení 
vy tvo ř i t strategii, k t e r á ve všech stavech p r o s t ř e d í bude dě la t akce, k t e r é povedou k nejvyšší 
o d m ě n ě . 

O b r á z e k 3.1: Cyk lus pos i lovaného učení , kde mezi sebou komunikuje agent a p ros t ř ed í . 
Agent vy tvá ř í akce na zák ladě př íchoz ího stavu z p ros t ř ed í , k t e r á obsahuje informaci o 
stavu p r o s t ř e d í po p roveden í p ředchoz í akce. P r o s t ř e d í t a k é v rac í o d m ě n u za provedou 
akci, kterou se agent snaž í maximalizovat . Insp i rováno z [30]. 

Pro lepší p ř e d s t a v u je d o b r é si to u k á z a t na p ř í k l a d u hry p i škvorky 3.2. J e d n á o hru, 
kde 2 h ráč i h ra j í prot i sobě , k a ž d ý m á svůj obrazec, a ma j í za úkol m í t v j akémkol iv s m ě r u 
3 své obrazce. Hraje se do t é doby, než n ě k t e r ý z h r á č ů n e m á v j akémkol iv s m ě r u 3 své 
obrazce nebo dokud nen í pole p lné . H r a tedy m ů ž e skonči t 3 scénář i . P r v n í scénář je, že 
vyhraje h r á č 1. D r u h ý scénář , že vyhraje h r á č 2, a t ř e t í , že se j e d n á o remízu , tedy ž á d n ý 
z h r á č ů nevy tvoř i l ř a d u 3 s te jných obrazců . 

Cí lem pos i lovaného učení je n a u č i t funkci, k t e r á v j edno t l i vých stavech bude dě la t co 
nejlepší r o z h o d n u t í , aby v y h r á l a . Bude tedy p o s t u p n ě h r á t a n a p ř í k l a d na konci epizody 
dostane o h o d n o c e n í za hru - k l a d n é body za v ý h r u , za r emízu nic, za prohru z á p o r n é body. 
N a zák ladě t ěch to informací se agent bude zlepšovat a p o d á v a t tak lepší výsledky. 
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O b r á z e k 3.2: Jedna hra p iškvorek v r o z e h r a n é m stavu, k t e r á zobrazuje jednu celou epizodu, 
a m ů ž e symbolizovat p ros t ř ed í . Agent vy tvá ř í akce, tedy k a m vloží svůj znak ( t ř e b a kř ížek) , 
tak aby vyh rá l . P r o s t ř e d í m ů ž e bý t p r o t i h r á č (s kolečkem), a agentovi v rac í nový stav, kde se 
projeví akce agenta i p ros t ř ed í . Stav m ů ž e obsahovat informaci, k t e r á pol íčka jsou z a b r a n á 
a k t e r á ne. Vrací t a k é o d m ě n u za provedenou akci . V tomto p ř í p a d ě to m ů ž e bý t až na 
konci. 

S a m o t n é učen í m u s í p r o b í h a t v ně j akém r á m c i . E p i z o d a je sekvence kroků , od času 0 až 
po čas ukončen í . Celá epizoda se tedy sk l ádá ze sekvence s t a v ů a akcí , v je j ímž p r ů b ě h u se 
získává o d m ě n a . C í lem je, aby k o n e č n á o d m ě n a byla co největš í . 

Ep izoda m ů ž e bý t u k o n č e n a buď p r o s t ř e d í m nebo agentem. E p i z o d a je u k o n č e n a pro
s t ř ed ím, když se stane něco, co dá l n e u m o ž ň u j e p o k r a č o v a t . N a p ř í k l a d robot, k t e r ý se snaží 
o chůzi , spadne. Agent končí epizodu, když se p ř e k o n á n a s t a v e n ý p o č e t opakován í nebo po
kud je d o s a ž e n á cílová o d m ě n a . Toto jsou hodnoty, k t e r é jsou var iab i ln í a p ř e d t r é n o v á n í m 
jsou n a s t a v e n é agentem. 

P r o s t ř e d í 

K a ž d ý algoritmus se p o t ř e b u j e rozhodovat na zák ladě informací . P r o s t ř e d í tedy poskytuje 
soubor informací , k t e r é umožňu j í agentovi se rozhodnout. 

K a ž d á ú l o h a v pos i lovaném učen í m á definované p ros t ř ed í . J e d n á se o prostor, kde se 
všechno o d e h r á v á a podle čeho se agent rozhoduje, jakou akci udě lá . P r o s t ř e d í tedy agentovi 
p ř edává a k t u á l n í stav p ros t ř ed í . Stav je soubor p o t ř e b n ý c h informací o objektu, se k t e r ý m 
pracujeme. M o h o u to bý t informace ze senzorů , u pohyb l ivé pos t av i čky poloha konče t in , u 
auta úhe l o točen í volantu atd. 

Akce je ně jaký pokyn, co m á stroj, pos t av i čka nebo cokoliv j i ného v p r o s t ř e d í udě l a t . 
P ř í k l a d e m m ů ž e bý t p o h n u t í končet iny, z a točen í volantem, p ř i d á n í p lynu, p o s u n u t í ramene 
atd. Rozl i šu jeme 2 typy: D i s k r é t n í a s p o j i t é . 

Disk ré tn í akce je číslo, k t e r é symbolizuje danou akci . U pohybu do j e d n é ze č ty ř stran 
m ů ž e číslo symbolizovat n a p ř í k l a d pohyb doprava. P o k u d jsou k akci p o t ř e b n é j e š t ě nějaké 
dalš í úda je , n a p ř í k l a d síla, kterou se bude působ i t v d a n é m směru , tak jsou nadef inované v 
s a m o t n é m p ros t ř ed í . 

Epizoda 

Akce 
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Dalš ím typem akce jsou spo j i t é . Akce zde nesymbolizuje u rč i tý pohyb, ale spíše sílu, 
mí ru , jakou m á akci udě l a t . Akce je v y j á d ř e n a číslem v u r č i t é m rozsahu. N a p ř í k l a d u auta 
m ů ž e bý t akce, jak moc m á zrychlovat, jak moc m á za toč i t volantem na kterou stranu atd. 

O d m ě n a - reward 

O d m ě n a je z á k l a d n í prvek u pos i lovaného učení . J e d n á se o z p ě t n o u vazbu od p r o s t ř e d í 
k agentovi za j edno t l ivé akce, k t e r é agent p r o s t ř e d í p ř eda l . Celková o d m ě n a z í skaná za 
epizodu by se pak dala v y p o č í t a t jako: 

T 

G t = J > . (3.1) 
*=o 

Pro agenta je lepší m í t o d m ě n u ted než n ě k d y v budoucnu, zá roveň matematicky by 
o d m ě n a nemusela konvergovat na u r č i t ou hodnotu. P ro to je zaveden discount factor, 
p o m o c í k t e r é h o n á s neza j ímaj í pří l iš vzdá l ené odměny . J e d n á se o číslo v rozsahu 0 až 
1. Hodnota 0 z n a m e n á , že n á s zaj ímaj í pouze a k t u á l n í hodnoty, hodnota 1, že všechny 
budouc í . N a p ř í k l a d u hodnoty 0.9 n á s za j ímá následuj íc ích 6, u hodnoty 0.99 následuj íc ích 
60. P o m o c í vzorce lze o d m ě n u v y p o č í t a t jako: 

T 
Gt = Y / f t t . (3.2) 

*=o 

Trajektorie 

Trajektorie je sekvence s t a v ů a akcí, k t e r é agent získal b ě h e m j e d n é epizody. Matemat icky 
to lze vy jádř i t jako: 

T = (s0,a0,si,ai,...). (3.3) 

Off policy / on policy 

Akce v y t v á ř í agent a p rovád í se v p ros t ř ed í . Existuje ale více možnos t í , j a k ý m i způsoby 
se nové akce vy tváře j í . Je na to spoustu p ř í s t u p ů a k a ž d ý algoritmus m ů ž e využ íva t j inou 
metodu. M e z i p ř í s t u p y p a t ř í on-policy, off-policy a ofřime[10, 25]. 

on-policy - Zkušenos t i jsou sb í r ány p o m o c í nej ak tuá lně j š í policy. J e d n á se o druh online 
interace. Agent komunikuje s p r o s t ř e d n í m a sb í rá informace o bě hu . P o m o c í zkušenos t í 
se zlepšuje policy. P r ů b ě h t r énován í je zobrazen na o b r á z k u 3.3. P ř í k l a d : Po l i cy 
iteration, P P O , Sarsa, atd. 

off-policy - U off pol icy se zkušenos t i z j edno t l i vých epizod uk láda j í do p a m ě t i . K a ž d ý 
další b ě h s novou pol icy p ř i d á nové zkušenos t i do p a m ě t i . U k a ž d é h o algori tmu to 
m ů ž e bý t různě , ale n a p ř í k l a d u D Q N se u k l á d á č tveř ice (stav, akce, o d m ě n a , nový 
stav). T y t o data se používaj í pro t r énován í nové policy TTk+i- P r o novou policy se 
tedy berou jak nové data z nejnovějš ího b ě h u , tak i ty s t a r š í . V ž d y se vybere ně jaký 
vzorek a na n ě m se t r énu je . Off-policy lze použ í t na učen í z ukázky, p ř í p a d n ě i na 
para le ln í učení . P r ů b ě h t r énován í je zobrazen na o b r á z k u 3.4. P ř í k l a d : Q-learning, 
D Q N , D D Q N , atd. 
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O b r á z e k 3.3: P r ů b ě h t r énován í za ložené na on-policy. Agent ( symbol izovaný p o m o c í ir) s 
p r o s t ř e d í m nejdř íve komuniku j í mezi sebou, a na konci epizody p r o b ě h n e t r énován í policy 
(TT) nad danou epizodou, tedy sekvencí akcí , s t a v ů a o d m ě n . Insp i rováno z [10]. 

offline - Offline pos i lované učen í je speciá ln í . Agent ( symbol izovaný p o m o c í ir) zde neko
munikuje s p r o s t ř e d í m , nen í schopen. K dispozici jsou pouze n a s b í r a n á data o fixní 
velikosti . Cíl je n a u č i t na t ěch to datech co nejlepší pol icy (TT). P r ů b ě h t r énován í je 
zobrazen na o b r á z k u 3.5. 

3.3 Policy 

Agent je ten, k t e r ý volí akce, jež se ma j í v p r o s t ř e d í p rovés t . Součás t í agenta m u s í bý t 
funkce, k t e r á tyto akce vy tvoř í . J e d n á se o policy[18], tedy funkci, k t e r á mapuje stavy 
na akce. Jsou 2 druhy policy: de t e rmin i s t i cká pol icy a nede t e rmin i s t i cký - s t ochas t i cká 
policy [14]. 

D e t e r m i n i s t i c k á policy 

U de te rmin i s t i cké pol icy zvolená akce záleží pouze na stavu. V k a ž d é m stavu je j a s n ě d a n é 
j a k á akce bude provedena. K d y ž agent volí rozložení p r a v d ě p o d o b n o s t í akcí , tak p r a v d ě p o 
dobnost j e d n é akce je 1, zbytek 0. D e t e r m i n i s t i c k á pol icy lze vy jádř i t vzorcem: 

7r(s) = a (3.4) 

S t o c h a s t i c k á policy 

V ý s t u p e m s tochas t i cké ( n á h o d n é ) pol icy je rozložení p r a v d ě p o d o b n o s t i pro j edno t l ivé akce 
z d a n é h o stavu. P o k u d bychom znovu vza l i p ř ík l ad auta se 3 akcemi: vlevo, rovně , vpravo, 
tak v ý s t u p e m by mohlo bý t 30%, 10%, 60%. Agent tedy m ů ž e zvolit jakoukoliv akci, pokud 
by chtě l maximalizovat o d m ě n u , tak vybere tu ne jp ravděpodobně j š í . S tochas t i cká policy 
lze vy jád ř i t i vzorcem: 

vr(a, s) = F[At = a\St = s] (3.5) 
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paměť 

update 

. 7 1 k + i j 

71 k + i 

O b r á z e k 3.4: P r ů b ě h t r énován í u a l g o r i t m ů za ložené na off-policy. Agent ( symbol izovaný 
p o m o c í 7r) s p r o s t ř e d í m nejdř íve komunikuje do konce epizody. P o t é je trajektorie u ložena 
do p a m ě t i , nad kterou pak p r o b í h á t r énován í policy (TT). I n sp i rováno z [10]. 

3.4 Markovovy modely 

T é m ě ř k a ž d ý p r o b l é m z pos i lovaného učení lze dosadit do M D P (Markov decision process)[6, 
17]. M D P je framework, skládaj íc í se ze dvou čás t í v iz . ob rázek 3.6, k t e r ý p o m á h á řeši t 
p rob l é my pos i lovaného učení . Je to m a t e m a t i c k ý sys t ém. F o r m á l n ě se j e d n á o p r a v d ě p o 
d o b n o s t n í automat, p ř ík l ad t akového automatu je na o b r á z k u 3.7. 
U M D P jsou 2 vlastnosti: P ř e c h o d y a p r a v d ě p o d o b n o s t p ř e c h o d u . 

• P ř e c h o d - Pohyb z jednoho stavu do d r u h é h o 

• P r a v d ě p o d o b n o s t p ř e c h o d u - P r a v d ě p o d o b n o s t , k t e r á určuje j a k ý m p ř e c h o d e m 
se agent dá le v y d á . 

O Markovovův p ř e c h o d se j e d n á , pokud současný stav závisí pouze na p ř e d c h o z í m stavu. 
To s a m é p la t í , že dalš í stav závisí pouze na s o u č a s n é m . Matemat icky to lze vy jádř i t jako: 

F[st+1\st] = P [ a t + i | a i , . . . , a t ] (3.6) 

M a r k o v o v ů v proces je definován jako (S, P), kde S jsou stavy a P je p r a v d ě p o d o b n o s t 
p ř e c h o d u . J e d n á se o sekvenci stavu si, S2,které mus í sp lňovat p o d m í n k u markovových 
p ř e c h o d ů . P r a v d ě p o d o b n o s t p ř e c h o d u P s s / je p r a v d ě p o d o b n o s t p ř e c h o d u ze stavu s do stavu 
s', matematicky se to vy jádř í jako: 

Pss, =F[st+1 = Sl\st = s} (3.7) 

P r a v d ě p o d o b n o s t pro všechny p ř e c h o d y mezi stavy lze pak vy jádř i t p o m o c í matice, 
jejichž velikost závisí na p o č t u p ř e c h o d ů a s t avů . 

MDP[7] je definováno jako M =< S, A, P, i?, 7 >, kde j edno t l i vá p í s m e n a ma j í s te jný 
v ý z n a m jako u pos i lovaného učení . 

• S - m n o ž i n a s t a v ů 
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O b r á z e k 3.5: U offline pol icy t r énován í p r o b í h á již s n a b i t ý m i daty, k t e r é byly n ě k d y nasb í 
r á n y p o m o c í ně jaké policy. N a d daty, k t e r é jsou u ložené v p a m ě t i , pak p r o b í h á t r énován í a 
cí lem je na nich n a u č i t co nejlepší policy. Insp i rováno z [10]. 

• A - m n o ž i n a akcí, k t e r é si agent m ů ž e vybrat 

• P - matice p r a v d ě p o d o b n o s t i p ř e c h o d u 

• R - m n o ž i n a o d m ě n 

• 7 - discount faktor 

3.5 Value Based algoritmy 

Value based[13] je zák l adn í koncept v pos i lovaném učení . Odhaduje se, jak d o b r é je dosáh
nout u r č i t é stavy či vykonat u rč i t é akce. Cíl u value based je optimalizovat hodnotovou 
funkci V(s), k t e r á je def inovaná jako funkce s m a x i m á l n í p ř e d p o k l á d a n o u o d m ě n u , kterou 
agent m ů ž e z ískat v j edno t l i vých stavech. 

Z á s t u p c e m algori tmu u učen í hodnotou m ů ž e bý t n a p ř í k l a d Q-learning a jeho různé 
varianty. Učen í hodnotou však m ů ž e bý t v n ě k t e r ý c h p ř í p a d e c h příl iš s ložité, p ro tože se 
mus í prohledat velmi velký prostor s t a v ů . V pos i lovaném učen í tedy funguje čas to jako 
součás t ně jakého algoritmu, k t e r ý jej kombinuje s n ě j a k ý m j i n ý m . P ř í k l a d e m pak m ů ž e bý t 
algoritmus Ac to r Cr i t i c . 

Value based m ů ž e m e rozděl i t na 2 katetegorie: State value a Ac t ion value[19]. 

State value 

O č e k á v a n á celková o d m ě n a zač íná ve stavu s a koná dle policy. P o k u d agent použ ívá policy, 
tak funkce je pak ve tvaru: 

T 
Vw(s) = E ^ y - V ^ V s G S (3.8) 

i=l 
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Agent 

stav o d m ě n a akce 
s r a 

P r o s t ř e d í 

O b r á z e k 3.6: Zák l adn í cyklus u M D P (Markov decision process). Sk l ádá ze 2 p r v k ů - Agent 
a P r o s t ř e d í . T y t o p rvky mezi sebou komuniku j í a n a v z á j e m si vyměňu j í informace o stavu, 
akci a o d m ě n ě . 

Ve vzorci 3.8 znak IE (expected) znač í očekávanou o d m ě n u . U v n i t ř t ě l a je reward dis
count, tedy parametr pracuj íc í s b u d o u c í o d m ě n o u . 

Action value 

O č e k á v a n á hodnota pro agenta, k t e r ý zač íná ve stavu s a vykonává akci . Pak podle pol icy 
7T. Stav m ů ž e m í t více akcí, bude obsahovat více Q hodnot. 

O p t i m á l n í Q funkce Q*(s, a) z n a m e n á m a x i m á l n í m o ž n á Q hodnota pro agenta s ta r tu j í c í 
ve stavu s a volí akci a. 

Advantage 

Rozdí l mezi action value a state value je advantage fuction ( A hodnota). Tato hodnota je 
n a p ř í k l a d součás t í a lgori tmu A 2 C . 

O p t i m á l n í hodnota a policy 

Cílem pos i lovaného učen í je n a t r é n o v a t síť, k t e r á m á ideá lně d á t v k a ž d é m stavu opt imální[19] 
akci. Rozd í l je z n á z o r n ě n na o b r á z k u 3.8, kde lze v idě t chování random policy. Zvolená akce 
je v ž d y n á h o d n á . U o p t i m á l n í pol icy se j e d n á o akci, k t e r á vede k co největš í o d m ě n ě . 
O p t i m á l n í funkce, k t e r á produkuje m a x i m á l n í m o ž n o u o d m ě n u : 

Aw(s, a) = QKÍS, a) - Vw(s) (3.9) 

(3.10) 
7T 7T 

O p t i m á l n í pol icy achieves opt imal value functions: 

7ľ 7ľ 
P l a t í tedy i : 
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0.0075 

V 
0.5 

O b r á z e k 3.7: P ř í k l a d M D P , kde j edno t l ivé stavy mohou symbolizovat č innos t i b ě h e m dne 
s o d m ě n o u , a p ř e c h o d y obsahuj í informaci, j a k á je pro d a n ý p řechod . 

Qn*(s, a) = Q*(s, a) 

V z t a h mezi Q*(s, a) a V*(s) je vy j ád řen jako: 

V*(s) = maxQ*(s,a) (3.13) 
a 

P ř í k l a d f u n g o v á n í 

Matemat icky už to m á m e odvozené . N y n í p á r p r a k t i c k ý c h ukázek , pro dokres len í p ř e d s t a v y 
o tom, jak to funguje. 

Value based algoritmy[16] jsou dob ré , kde je omezený state space. Pochopit algori tmy 
založené na tomto pr incipu, jak fungují, jde j e d n o d u š e na šachovnicovém pol i v iz . obrá 
zek 3.9, kde se m á m e dostat z bodu A , a cestou z íska t co nejvyšší o d m ě n u . 

N a z a č á t k u je o h o d n o c e n í všech s t a v ů nulové. Po p r o c h á z e n í se tato p r a v d ě p o d o b n o s t 
bude m ě n i t na zák ladě toho, jak je d a n ý stav dobrý , a k t e r ý vede k co největš í o d m ě n ě . 
P ro demonstraci poč í t e jme , že p r a v d ě p o d o b n o s t p ř e c h o d u nahoru je 0,1, doprava 0,8, a 
dolů 0 ,1 . P o k u d se dotkneme zdi nebo hranic pole, tak se v r á t í m e zpě t do p ů v o d n í polohy. 
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O b r á z e k 3.8: Rozd í l mezi n á h o d n o u a o p t i m á l n í policy. V random pol icy nevime j a k ý stav 
a akce jsou v ý h o d n é , a proto p rob íha j í n á h o d n ě a výs l edná o d m ě n a bude p r a v d ě p o d o b n ě 
m a l á . U o p t i m á l n i pol icy z n á m e kval i tu akcí a s t a v ů a m ů ž e m e tak z ískat m a x i m á l n í m o ž n é 
score. 

Discount factor zvol íme jako 0,9. V pol i jsou 2 pole s o d m ě n o u , k l a d n á s hodnotou +1, a 
z á p o r n á s hodnotou —1. 

Trénován í a zjišťování, k t e r ý stav je dobrý , p r o b í h á v ep izodách , jak je v idě t na ob
r á z k u 3.10, kde jsou zob razené dvě iterace, k t e r é již obsahuj í o h o d n o c e n í j edno t l i vých s t a v ů 
a t aké , j a k é z m ě n y mezi n i m i p rob íha j í . Lze v idě t , že z m ě n y jsou j e š t ě r e l a t i vně velké a u 
vě tš ího prostoru bude déle trvat, než hodnoty zkonverguj í nebo m i n i m á l n ě se přibl íží k 
h o d n o t ě , k t e r á se n e m u s í již moc měn i t . 

Nový stav [2, 3] v iteraci 4, k t e r á je na o b r á z k u 3.10 se v y p o č í t á jako: 

V[2, 3] = 0, 8 • 0, 83 • 0, 9 + 0,1 • 0, 51 • 0, 9 + 0,1 • ( - 1 ) • 0, 9 

= 0,5976 + 0,0459 - 0,09 (3.14) 

= 0,55 

Ve vzorci je na p r v n í m m í s t ě p r a v d ě p o d o b n o s t p ř e c h o d u . N a d r u h é m m í s t ě je a k t u á l n í 
hodnota v d a n é m směru , a na t ř e t í m m í s t ě discount factor. N a o b r á z k u 3.11 lze v idě t i teraci 
100, kde hodnoty zkonvergovaly k nějaké h o d n o t ě . M ů ž e se už jednat o ideá ln í policy. Nyn í 
lze i p ě k n ě v idě t , k t e r á z cest je výhodně jš í , kde je větš í o h o d n o c e n í s t avů . 

3.6 Policy based algoritmy 

Pol icy based[31, 24] algori tmy ma j í za cíl vy tvo ř i t h o d n o t í c í funkci, jejíž ú lohou bude na 
z ískaný stav vy tvo ř i t akci, k t e r á bude dosahovat nejvyšší m o ž n é hodnoty. V t é t o m e t o d ě 
m á m e policy ir, síť z íská a k t u á l n í stav a na jeho zák ladě vyprodukuje rozložení p r a v d ě p o 
dobnosti pro j edno t l ivé akce (pro d i sk ré tn í akce). Síť v y p o č í t á p r a v d ě p o d o b n o s t p o m o c í 
vzorce 

ne(a\s) = P[a\s], (3.15) 

kde 9 jsou parametry neu ronové s í tě . V ý s t u p e m je rozložení p r a v d ě p o d o b n o s t í akcí a ve 
stavu s s parametry 9. P r ů b ě h je v idě t na o b r á z k u 3.12, kde v p r v n í čás t i je a k t u á l n í 
stav. Ve d r u h é čás t i pol icy pracuje se stavem s a produkuje rozložení p r a v d ě p o d o b n o s t í , 
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0.0 0.0 0.0 
B 

1 

0.0 0.0 -1 

p.o 
A 

0.0 0.0 0.0 

O b r á z e k 3.9: Ne j j ednodušš í ú l o h a value based, kde je cíl dostat se z bodu A a cestou 
n a s b í r a t co největš í o d m ě n u . Čís la v j edno t l i vých polích, k t e r é symbol izuj í stavy, zobrazuj í , 
jak d o b r ý d a n ý stav je. Toto číslo se v j edno t l i vých i te rac ích m ě n í p o m o c í ně jakého value 
based algori tmu. V pol i jsou 2 odměny . Jedna k l a d n á (+1) a z á p o r n á (—1). Insp i rováno z 
[16]. 

k = 4 k = 5 

0.37 0.66 0.83 1 

0.0 0.51 -1 

0.0 0.0 0.31 0.0 

0.51 0.72 0.84 1 

0.0 0.55 -1 

0 0.22 0.37 0.13 

O b r á z e k 3.10: U k á z k a 4. a 5. iterace u z á k l a d n í value based úlohy. O b a o b r á z k y zobrazuj í 
o h o d n o c e n í s t a v ů a t aké , v jak se m ě n í o h o d n o c e n í v j edno t l i vých i te rac ích . P ro dosažení 
o p t i m á l n í pol icy by mělo učen í p r o b í h a t do doby, než hodnoty zkonverguj í k u rč i t é h o d n o t ě . 
Insp i rováno z [16]. 
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k = 100 

0.64 0.74 0.85 1 

0.57 0.57 -1 

0.49 0.43 0.48 0.28 

O b r á z e k 3.11: U k á z k a 100. iterace, kde j edno t l ivé stavy zkonvergovaly na u rč i t é hodnoty, 
k t e r é by se v dalš ích i te rac ích t é m ě ř neměni ly . Čís la zobrazuj í o h o d n o c e n í s t a v ů a lze tak 
v idě t cestu, k t e r á je ne jvýhodně j š í pro zisk co největš í odměny . Insp i rováno z [16]. 

k t e r é je zobrazeno ve t ř e t í čás t i . P o k u d chceme m a x i m á l n í o d m ě n u , zvol íme akci s nejvyšší 
p r a v d ě p o d o b n o s t í , pokud n á s a k t u á l n ě neza j ímaj í nejvyšší odměny , ale b u d o u c í m o ž n é , tak 
m ů ž e m e zvolit n á h o d n ě s ref lektováním p r a v d ě p o d o b n o s t i . 

L 0.35 

R 0.65 

N e u r o n o v á síť 

O b r á z e k 3.12: Zobrazen í fungování policy based algori tmu. V p r v n í čás t i je ú l o h a v pro
s t řed í , k t e r á je v ně j akém stavu. D r u h á čás t je n e u r o n o v á síť, k t e r á zpracuje stav z p ros t ř ed í . 
Ve t ř e t í čás t i je v ý s t u p neu ronové s í tě . J e d n á se o rozložení p r a v d ě p o d o b n o s t i j edno t l i vých 
akcí. 

Nyn í m á m e policy, k t e r á ze z a d a n é h o stavu s dokáže vyproduktovat akci a a dává n á m 
nějaké výsledky. Je ale p o t ř e b a ně j aká funkce, k t e r á se bude starat o z lepšování pol icy TT. 

Funkce by tedy m ě l a hodnoti t , jak je na še pol icy funkce d o b r á . K a ž d é konečné M D P m á 
o p t i m á l n í pol icy ( k t e r á n á m d á největš í o d m ě n u ) . V ý p o č e t u policy based a lg o r i tmů p r o b í h á 
p o m o c í gradientu[23]. 
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P o t ř e b u j e m e vědě t , jak se agentovi da ř í v k a ž d é ep izodě . H o d n o t í c í funkce závisí na 
score, k t e r é je za epizodu z ískané . K v a l i t a záleží na p ros t ř ed í , na o d m ě n á c h , obecně je ale 
výše o d m ě n y d o b r é m ě ř í t k o kvality, tedy j aké dosahuje celkové skoré za epizodu. K zjištění 
m u s í m p o u ž í t discount faktor tak, abychom poč í ta l i s o d m ě n a m i v ně j akém horizontu, tedy 
s u r č i t ý m p o č t e m . Definované je to jako: 

T 

G ( r e ) = ] r 7

ť r ť , (3.16) 
i=0 

kde r je trajektorie. Tato suma discount rewards, k t e r é agent dostal v a k t u á l n í ep izodě 
p o m o c í pol icy TT. 

Loss funkce u pol icy based funguje na zák ladě o d m ě n . U poz i t ivn ích o d m ě n zvyšu jeme 
p r a v d ě p o d o b n o s t akcí , u z á p o r n ý c h naopak. Cí lem nen í m í t p r a v d ě p o d o b n o s t akce 1 nebo 
0. D íky tomu bychom přišli o m o ž n o s t zkoumat p ros t ř ed í . Akce s p r a v d ě p o d o b n o s t í 0 by 
se n ikdy neprovedly a zá roveň akce s p r a v d ě p o d o b n o s t í 1 by se provedly vždy a neobjevili 
bychom tak nový stav, k t e r ý by mohl vés t k vě tš í o d m ě n ě . 

Informace, jak d o b r é je policy, se v y p o č í t á jako: 

J(7vg) =E[G(rg)}, (3.17) 

Toto je očekávaná o d m ě n a na konci epizody p o m o c í pol icy TTQ. 

Pokud n á h o d n ě inicializujeme 9, s p u s t í m e někol ik epizod a o d m ě n y uložíme, s největš í 
p r a v d ě p o d o b n o s t í z j is t íme, že p r ů m ě r o d m ě n je nízký, to z n a m e n á , že na še pol icy je š p a t n á . 
Gradient v šak ukazuje ve s m ě r u ne jvě tš ího r ů s t u . P o k u d m ů ž e m e v y p o č í t a t J{TÍQ) S para
metry policy, pak m ů ž e m e updatovat, pol icy jako: 

9 = 6 + aVgJ(ire), (3.18) 

kde a je krok v learning rate[9], k t e r ý n á m ř íká , jak rychle m á p r o b í h a t učení . Je to 
parametr, k t e r ý ovlivňuje rychlost. Rychlost učen í určuje , jak rychle se model p ř i způsobu je 
d a n é m u p r o b l é m u . Tato hodnota se pohybuje v rozmezí od 0 do 1. Menš í rychlost učení 
vyžadu je více t rénovac ích epizod vzhledem k menš í váze informací pro z m ě n u dat, vyšší 
hodnota j i ch p o t ř e b u j e m é n ě . P o k u d je v šak m í r a učen í velká, tak se m ů ž e rychle blížit k 
n e o p t i m á l n í m u řešení , z a t í m c o m a l á rychlost m ů ž e zkoumat více celý prostor a povede tak 
k na j i t í o p t i m á l n í h o řešení . 

Nyn í jsme schopn í vcelku j e d n o d u š e aproximovat gradient Jii^e) p o m o c í p á r t r a j ek to r i í 
a doj í t tak k vyšší o d m ě n ě . Vzorec pro odvozený policy gradient[23] je: 

T 

VeJM = VelogTve(at\st)G(Tg)}. (3.19) 
i=0 

Pol icy based algoritmy řeší p r o b l é m s nekonečno akcemi - u value based je to p r o b l é m , 
p ro tože se m u s í p o č í t a t kval i ta dvojice stavu a akce, aby se v y p o č í t a l a o p t i m á l n í policy. 

U policy based a l g o r i t m ů nen í ze z a č á t k u p r o b l é m s p o m ě r e m z k o u m á n í a využ íván ím 
již n a b i t ý c h zkušenos t í . N a z a č á t k u pol icy funkce příliš neví , j a k á akce je d o b r á a j a k á 
naopak š p a t n á , a tak p r o z k o u m á v á p ros t ř ed í . Pos tupem času, jak se pol icy učí , tak se 
snižuje procento akcí , k t e r é zkoumaj í p r o s t ř e d í a naopak roste procento akcí , k t e r é vedou 
k větš í o d m ě n ě . A b y se i v pozdějš ích fázích zkoumaly nové akce, využ ívá se entropy[3]. 

Ent ropy u pos i lovaného učení slouží k čas tě j š ímu volení n e p ř e d v í d a t e l n ý c h akcí . C í m 
větš í je entropy hodnota, t í m víc n á h o d n ý c h akcí agent provede. Cí lem pos i lovaného učení 
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je n a u č i t se sekvenci akcí, k t e r é vedou k co největš í o d m ě n ě a docház í pak p ř i rozeně k tomu, 
že se nevolí nové akce a m ů ž e d o c h á z e t k tomu, že je dosažené ně jaké max imum, což m ů ž e 
bý t pouze lokální m a x i m u m a d íky tomu, že by algoritmus neprovádě l n á h o d n é akce, tak 
by g lobáln í m a x i m u m nemusel v ů b e c na j í t . 

O p t i m á l n í pol icy m ů ž e vypadat jak na na o b r á z k u 3.13, kde je v k a ž d é m stavu m o ž n é 
v y b í r a t už jen z u rč i tých akcí, k t e r é vedou k největš í o d m ě n ě . 

O b r á z e k 3.13: P ř í k l a d , jak m ů ž e vypadat o p t i m á l n í policy. J edno t l i vé stavy ve stavech 
nabíz í už jen u rč i t é akce, k t e r é mohou vést k vyšší o d m ě n ě . 

3.7 Exploration / Exploitation 

J e d n á se o p r o b l é m a výzvu v pos i lovaném učení s p r á v n ě volit p o m ě r mezi z k o u m á n í m 
(Exporat ion) a v y u ž í v á n í m již n a b i t ý c h zkušenos t í z minulost i (Exploi ta t ion) [20]. 

Snaha agenta je z ískávat co největš í o d m ě n u za epizodu. Agent proto preferuje spíše 
akce, k t e r é v y b í r á s v y u ž i t í m zkušenos t í z p ředchoz ích epizod, u k t e r ý c h dokáže lépe pre-
dikovat vyšší o d m ě n u . Z k o u m á n í m prostoru a dě lán í n á h o d n ý c h akcí, k t e r é n e m u s í bý t v 
d a n é m stavu ne jvýhodnějš í , v budoucnosti však mohou p ř inés t vyšší o d m ě n u . 

Agent by mě l současně využ íva t j iž n a b r a n é zkušenos t i pro z ískání co největš í odměny , 
a zá roveň t a k é zkoumat nové akce, k t e r é m u mohou v budoucnu p ř inés t mnohem větš í 
o d m ě n u . S t r a t eg i í je více, n a p ř í k l a d e-greedy, kde se ze z a č á t k u p rovád í více n á h o d n ý c h 
akcí a p o s t u p n ě b ě h e m učen í se procento n á h o d n ý c h akcí zmenšu je . 

3.8 Spojité akce 

Spoj i té akce[5] jsou speciá ln í p ř í p a d akcí u s tochas t i cké policy. J e d n á se o akce, kdy agent 
mus í m í t na v ý s t u p u ně jaké reá lné číslo. Jako p ř ík l ad m ů ž e bý t , jakou silou pohnout kon
če t inou nebo jak moc za toč i t volantem. Tento p r o b l é m lze řeši t více z p ů s o b y 

• R o z b i t í a k c í na segmenty - M á m e interval hodnot, ve k t e r é m se hodnoty akcí mus í 
nacháze t . D a n ý interval se rozseká na menš í intervaly a vzniknou n á m tak d i sk ré tn í 
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akce, k t e r é r ep rezen tu j í d a n ý interval. Toto řešení nefunguje, když je p o t ř e b a e x t r é m n í 
preciznost. 

• N a v ý s t u p u p a r a m e t r i z o v a n ý model - M o d e l , k t e r ý bude d á v a t na v ý s t u p u číslo 
z u r č i t ého intervalu. Existuje tak t é m ě ř nekonečno m o ž n ý c h v ý s t u p ů . 

U d i sk ré tn í ch akcí n á m agent dává na v ý s t u p rozložení p r a v d ě p o d o b n o s t í j edno t l i vých 
akcí. N a vstupu m á m e stav, na v ý s t u p u dimenzi akce a pak p o m o c í funkce softmax zj is t íme 
p r a v d ě p o d o b n o s t j edno t l i vých akcí. 

U spo j i tých akcí m á m e nekonečno možných akcí, k t e r é se však m u s í n a c h á z e t v p ř e d e m 
def inovaném intervalu. Ideá lně i zde p o t ř e b u j e m e podle něčeho akce v y b í r a t a k tomuto 
účelu se d á využ í t n o r m á l n í rozložení (gaussova k ř ivka ) , kde jako v ý s t u p učen í je rozpty l a 
s m ě r o d a t n á odchylka a p o m o c í tohoto jsme schopni z ískat novou akci. 

3.9 Actor critic 

Exis tu j í 2 zák l adn í p ř í s t u p y - Value based a Po l icy based. P o m o c í value based lze naj í t 
nejlepší m o ž n o u akci za p ř e d p o k l a d u , že je j i ch konečné m n o ž s t v í . Po l i cy bysed je zase 
d o b r é pro s tochas t i cké a nede te rmin i s t i cké akce. N e v ý h o d o u je v šak doba t r énován í . 

K a ž d á metoda m á svou v ý h o d u i n e v ý h o d u . Algor i tmus A c t o r Crit ic[12, 28] se snaží 
tyto dva p ř í s t u p y spojit. Využívá 2 neu ronové s í tě . Jednu pro Ac tor a druhou pro Cri t ic . 
Actor je založen na Pol icy based a v y t v á ř í chování agenta. C r i t i c je value based a h o d n o t í 
akce, k t e r é agent uděla l . 

P r o b l é m u pol icy based a lgo r i tmů je, že t r énován í p r o b í h á až na konci epizody a pokud 
v p r ů b ě h u byla provedena š p a t n á akce, tak to n e m u s í j í t poznat, p ro tože d íky o s t a t n í m 
akc ím se o d m ě n a z p r ů m ě r o v a l a a i tak byla dost d o b r á . P r o opt imal izaci tedy p o t ř e b u j e m e 
obrovské m n o ž s t v í vzorků . Tento p r o b l é m se u algori tmu řeší p o m o c í Value based, tedy po
moc í k r i t ika , k t e r ý h o d n o t í j edno t l ivé akce a t r énován í je tak rychlejší . S a m o t n ý algoritmus 
je t a k é off-policy, tedy t r énován í p r o b í h á i na minu lých ep izodách . 

S a m o t n é učen í si lze p ř e d s t a v i t jako proces, kdy Ac to r zvolí ně jakou akci a k r i t ik tuto 
akci o h o d n o t í ve smyslu: „Ano , toto je d o b r á akce", nebo „Ne, toto je š p a t n á akce". V 
s a m o t n é m algori tmu se nepouž ívá b i n á r n í hodnota, ale číselná hodnota od z á p o r n ý c h po 
k l a dné hodnoty. P o m o c í t é t o informace se agent p o s t u p n ě učí . P r o lepší p ř e d s t a v u je to 
zobrazené na o b r á z k u 3.14, kde jsou 2 čás t i (Agent a p ros t ř ed í ) a je t am zobrazen princip 
toku informací . 

Actor 

V algori tmu Ac to r C r i t i c m á A c t o r na starost rozhodován í , v y t v á ř e n í akcí agenta. P ř i 
komunikaci mezi p r o s t ř e d í m a agentem, agent využ ívá Actor , k t e r ý v y t v á ř í akce. Ac to r je 
založen na pol icy based. N o r m á l n ě se v y t v á ř í rozložení p r a v d ě p o d o b n o s t í j edno t l i vých akcí, 
tak jak n o r m á l n í pol icy based algoritmus. P r ů b ě h je zobrazen na o b r á z k u 3.15. N a vstupu 
je stav, k t e r ý jde do neu ronové s í tě , k t e r ý stav zpracuje a jako výs ledek v y h o d í rozložení 
p r a v d ě p o d o b n o s t í akcí . V m é m p ř í p a d ě A c t o r vy tvá ř í 2 výs tupy , s m ě r o d a t n á odchylka a 
rozptyl , tedy úda j e pro n o r m á l n í rozložení , ze k t e r é h o se ná s l edně v y b í r á akce. 

Ac to r u spo j i tých akcí m ů ž e p ř e d p o v í d a t rozptyl , ale ne s t a n d a r d n í odchylku. P o k u d j i 
m á m e definovanou, tak s a m o t n ý algoritmus m ů ž e bý t více s tabi lní[29] . 
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o d m ě n a 
akce > P R O S T Ř E D Í stav 

A C T O R < 
o h o d n o c e n í 

C R I T I C í 

O b r á z e k 3.14: Diagram znázorňuj íc í fungování a lgori tmu A c t o r C r i t i c . Jsou t am 2 složky. 
P r o s t ř e d í a Agent . Agent obsahuje Aco t r a C r i t i c . A c t o r je složka, k t e r á v y t v á ř í akce a 
komunikuje s p r o s t ř e d í m . K r i t i k nekomunikuje p ř í m o s p r o s t ř e d í m , ale dává informace 
čás t í Ac to r o kval i tě akcí, k t e r é uděla l . 

C r i t i c je čás t a lgori tmu h o d n o t í c í akce, k t e r é Ac to r uděla l , a Ac to r se na zák l adě t é t o z p ě t n é 
vazby učí . C r i t i c je value based a v ý s t u p e m je tedy 1 číslo, h o d n o c e n í . Proces jde v idě t na 
o b r á z k u 3.16. N a vstup př i jde stav s akcí, p o t é to projde neuronovou sí t í a jako v ý s t u p to 
d á kval i tu akce v d a n é m stavu. 

Tato čás t je v o l á n a / p o u ž í v a n á př i procesu učení . Algor i tmus A c t o r - C r i t i c je off-policy, 
tedy u k l á d á si data z j e d n o t l i v ý c h epizod do p a m ě t i , kterou pak využ ívá pro t rénován í . 

V moj í p rác i v y u ž í v á m algoritmus Ac to r Cr i t i c , k o n k r é t n ě Soft Ac to r C r i t i c ( S A C ) [2], k t e r ý 
je definován na ú lohy se spo j i tými akcemi. C í lem S A C nen í pouze maximalizovat celkové 
odměny , ale t a k é maximalizovat entropy, což je m í r a n á h o d n ý c h akcí . To vede k da l š ímu 
z k o u m á n í s tavového prostoru a m ů ž e to pozděj i vést k u rych len í učení . M ů ž e t a k é z a b r á n i t , 
aby se nenaš lo příl iš brzy ně jaké lokální max imum. 

Ent ropy je def inovaná jako: 

S A C v jeden čase učí pol icy irg a 2 Q-funkce Q i a Q 2 . Exis tu j í 2 verze. V t é p r v n í 
se použ ívá fixní hodnota regu lačn ího koeficientu a , v t é d r u h é se hodnota r egu lačn ího 
koeficientu m ě n í v p r ů b ě h u s a m o t n é h o učení . 

Crit ic 

3.10 Soft Actor Cri t ic 

(3.20) 
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A k t u á l n í stav 

N e u r o n o v á síť 

0.795, 0.135 
-0.062, 0.658 
0.557, 0.432 
-0.748, 0.876 

A k c e 

O b r á z e k 3.15: Fungován í Ac to r v algori tmu A c t o r Cr i t i c . V p r v n í čás t i je ú l o h a v ně jakém 
stavu, ze k t e r é h o informace přecházej í do dalš í čás t i , neu ronové s í tě , k t e r á stav zpracuje. 
Ve t ř e t í čás t i je v ý s t u p neu ronové s í tě . P r o k a ž d o u akci je to dvojice - rozptyl a s m ě r o d a t n á 
odchylka, tedy parametry pro n o r m á l n í rozložení . In sp i rováno z [4]. 

S a m o t n é učen í p r o b í h á na vzorcích z í skaných z j edno t l i vých epizod. N a z a č á t k u učení 
se v y p o č í t á cíl Q-funkce pro minimal izac i b u d o u c í chyby. V y p o č í t á se to jako: 

y(r,s',d) = r + 7(1 - d ) (min<5 0 targ(s',a ) - alogire(a \s')), a Tve(-W). (3.21) 
1—1,2 

Nás ledně p r o b ě h n e aktualizace Q-funkce p o m o c í g r a d i e n t n í h o sestupu p r v n í h o ř á d u 
jako: 

1 
ť L B | E As, a) - y(r, s',d))2,proi = 1,2. (3.22) 

(s,a,r,s' ,ď)£B 

Po aktual izaci Q-funkcí je p o t ř e b a aktualizovat t a k é policy ir, k t e r é se aktualizuje po
moc í gradient ascent jako: 

V ř ? í 4 í E ( ? ľ n l I í , ( 3 ^ ( s ' a ô ( s ) ) ~ alogTve(ae(s)\s)), _t> — 1=1.2 
1 s&B 

(3.23) 

kde ae{s) je vzore z -KQ{.\S). 
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0.75 

O h o d n o c e n í 
akce 

N e u r o n o v á síť 

O b r á z e k 3.16: Fungován í k r i t i ka v algori tmu A c t o r C r i t i c . V p r v n í čás t i je stav v p ros t ř ed í , 
kde společně s akcí jde do d r u h é čás t i , kde tyto informace zpracuje neu ronová síť. Ve t ř e t í 
čás t i je v ý s t u p neu ronové sí tě , tedy o h o d n o c e n í akce v d a n é m stavu. Insp i rováno z [4]. 
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Kapitola 4 

Testovací pros t řed í 

Testovací p r o s t ř e d í je ned í lnou součás t í pos i lovaného učení . Je to d r u h á čás t , bez k t e r é se 
učení neobejde. Je to ta čás t , se kterou agent komunikuje, zasí lá j í v y b r a n é akce. P r o s t ř e d í 
z p á t k y posí lá agentovi o h o d n o c e n í a t a k é nový stav, do k t e r é h o se p r o s t ř e d í dostalo po 
p roveden í akce. 

P r o s t ř e d í si lze p ř e d s t a v i t jako prostor, kde p rob íha j í akce. U hry šachy to bude ša
chovnicové pole, k t e r é m á šachové pos tavičky, u robota to m ů ž e bý t reá lný svět s robotem. 
P r o s t ř e d í tedy n e m u s í bý t jen v i r tuá ln í , ale i reá lné , k t e r é však učen í m ů ž e z těžovat a 
t a k é zpomalovat. P o k u d je ale ú l o h a u r č e n á do r eá lného p ros t ř ed í , je t ř e b a j i v ně jaké fázi 
otestovat. 

Reá lný svět nab íz í spoustu p řekážek , a tak je j e d n o d u š š í vy tvo ř i t si p r o s t ř e d í v i r tuá ln í , 
ve k t e r é m budou t ř e b a zahrnuty všechny parametry r eá lného svě ta , jako t ř e b a gravitace. 
Posi lované učen í se učí z ú s p ě c h ů a neúspěchů . Nauč i t n a p ř í k l a d robota dě la t ně jaké akce by 
mohlo bý t v r e á l n é m světě příl iš n á k l a d n é , p r o t o ž e z a č á t k y učení jsou h l av n ě o neúspěš ích , 
k t e r é by robota mohly ničit po fyzické s t r á n c e a proces učen í by se tak mohl zpomalit 
z d ů v o d u oprav a obecně z fyzického o p o t ř e b e n í . Nemuselo by j í t jen o úpravy , ale ladit 
s a m o t n é parametry modelu, kdy se m ě n í velikost ně jaké čás t i , lze j ednoduše j i ve v i r t u á l n í m 
p r o s t ř e d í než v t om reá lném. P r o b l é m by b y l i restart úlohy. 

Da l š ím p r o b l é m e m by mohl bý t čas . V ý h o d o u v i r t u á l n í h o p r o s t ř e d í je, že čas prová
děn í simulace m ů ž e bý t rychlejší než reá lný čas , a tak model m ů ž e m e mnohem rychleji 
v y t r é n o v a t . 

Jako p r o s t ř e d í jsem vytvoř i l p r o s t ř e d í s pos tav ičkou , ve k t e r é jsou definované 4 ú lohy s 
r ů z n ý m i modifikacemi a rozš í řeními . 

4.1 Základ pros t ředí 

K a ž d á ú l o h a pos i lovaného učen í m u s í bý t def inovaná v ně j akém p r o s t ř e d í . V ž d y záleží na 
k o n k r é t n í úloze, na požadavc ích a parametrech úlohy. Z toho pak vyplývá , k t e r é nás t ro j e 
jsou p o t ř e b a . Pos i lované učen í již nen í příl iš n e z n á m é , a tak existuje pro tyto ú lohy spoustu 
n á s t r o j ů ulehčující z á k l a d n í p rác i . 

A lgor i tmy jsou mnohdy un iverzá ln í a je d o b r é tedy použ íva t i n á s t r o j e na tvorbu pro
s t řed í . T y t o n á s t r o j e umožňu j í vy tvo ř i t un ive rzá ln í r o z h r a n í pro komunikaci mezi agentem 
a p r o s t ř e d í m . M e z i ne jznámějš í a t a k é nej používanějš í p a t ř í G y m od O p e n A I 1 . G y m jako 
nás t ro j nes tač í , nab íz í jen rozh ran í , k t e r é z jednodušu je komunikaci s agentem pro t r éno -

x h t t p s : //gym.openai.com/ 
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vání . V m é m p ř í p a d ě je ú lohou pos t av i čka ve fyzikálním modelu. P ro tuto ú lohu je tedy 
p o t ř e b a p ros t ř ed í . K t ě m t o p o t ř e b á m pos louží P y B u l l e t 2 . 

4.2 OpenAI G y m 

O p e n A I Gym[8] je n á s t r o j nabízej íc í r o z h r a n í pro definování nových ú loh nebo jen využ i t í 
t ěch stávaj ících, k t e r é jsou v G y m i m p l e m e n t o v a n é . Tento n á s t r o j vyvíj í organizace Open A I 
obecně z a m ě ř e n á na vývoj umě lé inteligence. S a m o t n ý G y m už obsahuje spoustu p ř e d e m 
nadef inovaných p ros t ř ed í . Jeho součás t í jsou j e d n o d u c h é t ex tové úlohy, s t a r é A t a r i hry, 
ú lohy jako cartpole a mountaincar, a t a k é r ů z n é 3d pohybl ivé př íšerky. Všechny tyto ú lohy 
lze použ í t a vy tvo ř i t na ně algoritmus, k t e r ý danou ú lohu vyřeší . 

G y m mimo j iné umožňu je v y t v á ř e t i v l a s tn í p ros t ř ed í . K a ž d é p r o s t ř e d í se sk l ádá ze sady 
urč i tých úkonů , k t e r é je p o t ř e b a definovat a p r o s t ř e d í je ho tové . Jde o inicial izační funkci 
init, kde p r o b í h á inicializace vel ikost í akcí a p ros t ř ed í . Je zde t a k é inicializace p ros t ř ed í , 
k t e r é se dá le používá , n a p ř í k l a d inicializace fyzikálního modelu. Dalš í je step, což je funkce, 
k t e r á se volá v p r ů b ě h u t r énován í pro posun. Jako parametr bývá akce, kterou je t ř e b a 
udě l a t . Dá le pak reset. Tato funkce se volá p ř e d z a č á t k e m t r énován í a po k a ž d é epizodě 
tak, aby t r énován í mohlo začí t vždy ve výchoz ím stavu. Dá le je m o ž n o použ í t funkci render 
vracej ící grafické zobrazen í a k t u á l n í h o stavu p ros t ř ed í . 

P r o č G y m 

D ů v o d , p r o č G y m a ne v la s tn í řešení , je jednoduchost. S tač í nadefinovat t ě la p á r metod, 
zaregistrovat t ř í d u tak, aby o n ě m G y m věděla a je to. P a k už s tač í jen spustit t r énován í . 
Agent si m ů ž e z p r o s t ř e d í z ískat p o t ř e b n é informace, k t e r é se př i v y t v á ř e n í p r o s t ř e d í nade
finují, a k t e r é agent p o t ř e b u j e ke svému b ě h u , n a p ř í k l a d jakou dimenzi ma j í data p r o s t ř e d í 
a j aké jsou akce. 

Da l š ím d ů v o d e m , p r o č využ í t G y m je, že př i inicial izaci p r o s t ř e d í s tač í jen změn i t název 
ú lohy i m p l e m e n t o v a n é v G y m a t r énován í pak m ů ž e p r o b í h a t na nové úloze. Vše by mělo 
fungovat, p r o t o ž e G y m nab íz í obecné p ř í s tupy . 

4.3 Pybullet 

PyBullet[11] je fyzikální s imu lá to r pro hry, v izuá ln í efekty a t a k é pro robot iku a posi lované 
učení . Je to p o s t a v e n é na Bullet Physics S D K , k t e r é je n a p s a n é v C + + a python verze jen 
volá funkce p o m o c í A P I , k t e r é je n a p s a n é v C + + . P r o vývoj tedy lze p o u ž í t oba jazyky. V 
pythonu se j e d n á o j e d n o d u c h ý modul , k t e r ý lze j e d n o d u š e nainstalovat jako pip bal íček a 
začí t hned použ íva t . 

N á s t r o j je u rčen k simulaci a umožňu je p rovádě t akce nad modely, k t e r é jsou do p r o s t ř e d í 
vloženy. P ř í k l a d akce m ů ž e bý t roz točen í kola, pohyb konče t iny atd. P r o s t ř e d í t a k é u m í d á t 
informaci n a p ř í k l a d o kolizích mezi objekty. V s a m o t n é m p r o s t ř e d í jsou j iž předdef inované 
nějaké modely, n a p ř í k l a d humonoid, ramena, k t e r é p ř enáš í objekty atd. 

K r o m ě simulace n á s t r o j nab íz í i r enderován í , a to p o m o c í TinyRendere a O p e n G L , tedy 
zobrazen í scény do okna. Dá le nab íz í t a k é debug nás t ro j e , jako zobrazován í textu do scény 
a čar , k t e r é se využij í n a p ř í k l a d př i apl ikaci ex t e rn í ch s i l v y v i n u t ý c h na modely. 

2https://pybullet . org/ 
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Pybul le t jako fyzikální s i m u l á t o r m ů ž e fungovat ve více modech. P r v n í m o d je klasický, 
kde se bude vykreslovat scéna . J e d n á se o m o d G U I . Dalš í m o ž n o s t í je m o d D I R E C T . Jde 
0 mod, kdy se nic nevykresluje a d íky tomu m ů ž e celá simulace p r o b ě h n o u t rychleji . Je to 
ideální pro pos i lované učení , kde n á s p ř í m o neza j ímá , jak scéna v y p a d á , ale jak funguje. A 
na to n á m s tač í tento mod. Existuje j e š t ě p á r modu, kde je n a p ř í k l a d o d d ě l e n á simulace a 
renderován í na s e p a r á t n í procesy. 

Al te rna t ivou k P y B u l l e t je Mujoco ' \ J e d n á se o pokroč i lý s imulá to r , v y v i n u t ý na U n i 
versity of Washington a je pod licencí, k t e r á se p l a t í r očně . V Open A I k n ě m u vytvoř i l i i 
P y t h o n wrappper pro použ i t í v pythonu. 

F o r m á t y a z p ů s o b y definice o b j e k t ů 

Definovat objekty v Pybul le t lze p o m o c í někol ika f o r m á t ů - S D F , U R D F , U C J F . K a ž d ý 
formát je lehce specifický a m á j iný s tyl zápisu , všechny jsou ale odvozené od X M L . Vý
sledek by mě l by bý t ze všech f o r m á t ů stejný, jde tedy h l av n ě o to, j a k ý m z p ů s o b e m lze 
objekty vy tvo ř i t . N a v ý s l e d n é m f o r m á t u tolik nezáleží , spíše na nás t ro j í ch , k t e r é z jednoduš í 
vy tvo řen í modelu. 

U J C F je fo rmát Mujoco, tedy a l t e r n a t i v n í h o fyzikálního modelu, k t e r ý však lze použ í t 
1 v P y B u l l e t . D íky Mujoco licenci jsem se t í m t o f o r m á t e m nezabýva l . 

P ro fo rmát S D F už existuje n á s t r o j pro mode lován í . J e d n á se o n á s t r o j Gazebo , k t e r ý 
umožňu je mode lován í a t a k é t e s tován í a l g o r i tmů na modelech v různých p ros t ř ed í . Mode
lovat v n ě m lze h l avně j e d n o d u š š í modely a nedovoluje modelovat postavu ze složitějších 
t v a r ů . N a r á ž e l jsem na p r o b l é m y s ed i t ac í j iž v y t v o ř e n ý c h m o d e l ů , k t e r é nešly editovat a 
bylo vždy t ř e b a vy tvo ř i t nový. S a m o t n ý n á s t r o j poskytuje t a k é možnos t i simulace. 

Dalš í m o ž n o s t í je U R D F fo rmát , k t e r ý jsem nakonec použi l . Nab íz í se zde dvě možnos t i 
definice. T a p r v n í je p o m o c í b lenderu 0 . J e d n á se o 3D modelovac í n á s t r o j , kde lze vy tvo ř i t 
3D postavu a t u pak p o m o c í n á s t r o j e P h o b o s 6 p řevés t na U R D F model . Vy tvo řený model 
se v blender rozděl í na j edno t l ivé čás t i , p ř ida j í se m í s t a ohybů , nadefinují p o d m í n k y pro 
motory a model se vygeneruje. J e d n á se tedy o ne j j ednodušš í cestu, jak složitý model převés t 
do Pybul le t . 

Dalš í m o ž n o s t í u U R D F je p s á t p ř í m o X M L . To je samo o sobě složi té kvůl i záv is los tem 
a s p r á v n ý m v ý p o č t ů m . Existuje však fo rmát X A C R O ' , kde lze v y t v á ř e t r ů z n é makra , k t e ré 
lze p o s t u p n ě volat a p r o v á d ě t výpoč ty . P ř i generování se vše v y p o č í t á , importuje a jako 
výs ledek n á m vznikne U R D F , k t e r é pak už jen s t ač í nač í s t v pybullet . J e d n á se o z p ů s o b , 
jak m í t k a ž d ý ř á d e k definice modelu pod kontrolou a zároveň m í t s p o m o c í maker u lehčenou 
prác i . 

Z p ů s o b y definice k l o u b ů 

K a ž d ý model se sk l ádá z čás t í definujících se p o m o c í t a g ů link. V těle t á g u se dá le nastavuje 
tvar, kolizní prostor a t a k é u m í s t ě n í elementu v prostoru. Jako tvar m ů ž e bý t b u d kvádr , 
koule, p ř í p a d n ě i objekt ve f o r m á t u obj, k t e r ý se do souboru importuje. V p ř í p a d ě objektu 
se m ů ž e jednat o jakkol iv složitý tvar. 

3 h t t p : //www.muj oco.org/ 
4http://gazebo s im. or g/ 
5 h t t p s : //www.blender.org/ 
6 h t t p s : //github.com/df ki-ric/phobos/ 
7 h t t p : //wiki.ros.org/xacro/ 
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M o d e l obsahuje j edno t l ivé čás t i , k t e r é m u s í bý t něč ím spojeny. U U R D F souborech se 
to dě lá p o m o c í t á g u joint[l] a d r u h ů spojení je více. Rozd í l je v povolených pohybech. M e z i 
ne jzákladnějš í p a t ř í fixed, revolute a continuous, k t e r ý jsem však nepouž i l . 

• F ixed - spojení , k t e r é udě l á d a n ý motor nehybný . Apl ikovaná akce s t í m t o spo j en ím 
nic neudě l á . Použ ívá se pro spojení , kde n e v y ž a d u j e m e pohyb a p o t ř e b u j e m e , aby 2 
část i d rže ly u sebe. 

• Revolute - Spo jen í k t e r é umožňu je pohyb ve dvou osách, tedy n a p ř í k l a d pro pohyb 
konče t iny v j e d n é rovině . Jako parametr se zde nastavuje m i n i m á l n í a m a x i m á l n í úhe l , 
ve k t e r é m se motor (kloub) m ů ž e nacháze t . 

• Continuous - Něco jako Revolute, a k o r á t bez m i n i m á l n í h o a m a x i m á l n í h o úh lu . 
Využi t í je pro kolo. 

Funkce v Pybullet 

Obsah všech funkcí obsažených v pybullet , vče tně aplikace akcí a z ískávání informací o 
modelu, popisuje dokumentacemi]. Z m í n í m ale jen p á r zák ladn ích , k t e r é jsou pro b ě h nej-
důležitější . 

N a č í t á n í modelu - P r o n a č í t á n í modelu a nebo jeho p r o s t ř e d í je zde funkce loadURDF(), 
k t e r á m á své al ternat ivy pro o s t a t n í formáty . P o m o c í t é t o funkce se n a č t e model a 
p řevede se do v n i t ř n í reprezentace pybullet 

Pohyb - P r o pohyb, v y k o n á n í akce, je zde funkce setJointMotorControl2(), k t e r á na zvo
lený motor aplikuje p o ž a d o v a n o u akci . Akce m ů ž e bý t pozice, do k t e r é se m á motor 
dostat, síla, kterou m á působ i t a nebo rychlost. V U R D F je motor definován p o m o c í 
t á g u joint. Jako parametry m á n a s t a v e n é k ra jn í hodnoty, k t e r é lze p ř í p a d n ě nastavit 
i p ř í m o p o m o c í pybullet . Akce se n e m u s í na motory aplikovat zvlášť, ale p o m o c í pole 
hodnot. S tač í zadat indexy a síly pro j edno t l ivé motory a o zbytek se už p o s t a r á 
pybullet. J e d n á se o funkci setJointMotorControlArray(). 

Informace modelu vzhledem ke s v ě t u - P r o t r énován í jsou p o t ř e b a informace o světě 
jako kde se model nacház í , v j a k é m ú h l u je, jakou rychlos t í se pohybuje atd. N a toto 
jsou funkce getBasePositionAndOrientation(), getBaseVelocity(). 

Informace modelu - Agent p o t ř e b u j e nejen informace o světě , ale t a k é o s a m o t n é m mo
delu. P o m o c í funkce getLinkState() lze z íska t informace o j edno t l i vých čás tech mo
delu. Informace o motoru, v j a k é pozic i se motor nacház í , slouží funkce getJointStateQ. 

E x t e r n í s í l y - Pybul le t obsahuje funkce pro apl ikaci i ex t e rn í ch s i l , což m ů ž e bý t využ i t o 
jako rozší ření pro j edno t l ivé ú lohy v p r o s t ř e d í . Funkce pro ex t e rn í sílu je applyExter-
nalForce(). Jako parametry jsou z j a k é h o s m ě r u síla p ů s o b í a t a k é jakou silou. 

4.4 Postavička 

P r o t r énován í jsem se rozhodl vy tvo ř i t pos tav ičku , k t e r á v různých nas t aven í ch bude plnit 
z a d a n é úlohy. S a m o t n á pos t av i čka se sk l ádá z někol ika čás t í , k t e r é tvoř í tě lo a pak t aké 
nohy. U n á v r h u p ř e d p o k l á d á m , že n á v r h je s p r á v n ý a pos t av i čka bude s c h o p n á plnit d a n é 
úlohy. Tento p ř e d p o k l a d nezaruču je , že neexistuje lepší, ale že je s chopná . P o s t a v i č k a je 
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definovaná p o m o c í f o r m á t u X A C R O , k t e r ý jsem zmiňova l výše , a generuje se do U R D F 
fo rmá tu . Výs ledná pos t av i čka je na o b r á z k u 4.1. 

O b r á z e k 4.1: P o s t a v i č k a z v y t v o ř e n é h o p ros t ř ed í . P o s t a v i č k a obsahuje tě lo , ze k t e r é h o vy
cházejí 2 končet iny. K a ž d á k o n č e t i n a se sk l ádá ze 3 h lavn ích čás t í - chodidla, s p o d n í čás t 
nohy a h o r n í čás t nohy. K a ž d á čás t je o d d ě l e n á od d r u h é kloubem. P o s t a v i č k a umožňu je 
dohromady 8 různých akcí (pohyb konče t in d o p ř e d u , dozadu a do boku). 

P ř e s n á definice toho p r o s t ř e d í není , p r o t o ž e se m ů ž e m ě n i t na zák ladě ú loh . Zák l ad je 
však s te jný a h l avně se m ě n í jen n a s t a v e n í j edno t l i vých p a r a m e t r ů . 

Z č e h o se s k l á d á p o s t a v i č k a 

Pos t av i čka se sk l ádá z 13 čás t í . Z á k l a d e m je tě lo , k t e r é je tvaru koule. P o l o m ě r koule je 0,3 
m a m á hmotnost 10 kg. Z tě la vedou 2 končet iny, k t e r é jsou t o t o ž n é a slouží k pohybu celé 
postavičky. 

S a m o t n á konče t ina se s k l á d á ze 3 čás t í , k t e r é jsou v ž d y oddě lené klouby. H o r n í a dolní 
čás t konče t iny jsou s te jné a j e d n á se o kvád r s r o z m ě r y 0,05x0,05x0,4 m a h m o t n o s t í 3 
kg. Chodid lo je t a k é kvád r s r o z m ě r y 0,17x0,05x0,02 m a h m o t n o s t í 1 kg. K a ž d ý kloub 
m á definovaný pohyb pouze do jednoho směru , tedy n a p ř í k l a d pohyb konče t iny d o p ř e d u a 
dozadu. P o k u d v jednom m í s t ě jsou p o t ř e b a 2 pohyby, jsou definované na j iných čás tech . 

Akce - j a k é jsou a jak to funguje 

Pos t av i čka m á 8 m o t o r ů , k loubů , se k t e r ý m i se pohybuje. K a ž d ý motor m á nastavenou 
k o n s t a n t n í sílu, kterou konče t inu posunuje. Síla se ná sob í se v s t u p n í informací . T a ř íká , jak 
m á bý t síla vel iká a t a k é , j a k ý m s m ě r e m se m á pohnout. K a ž d ý motor m á svůj rozsah, ve 
k t e r é m se m ů ž e pohybovat. Toto je zob razené na o b r á z k u 4.2. J e d n á se o číslo v rozsahu od -
1 do +1, k t e r é se ná sob í s k o n s t a n t n í sílou. P o k u d je číslo z á p o r n é , tak se posunuje konče t ina 
dozadu, pokud je k l adné , tak d o p ř e d u . P r o k a ž d ý motor je p o t ř e b a tato informace zvlášť, 
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na vstupu je tedy pole 8 hodnot. Po v y n á s o b e n í vs tupu a si l se zavolá funkce z pybullet , 
k t e r á pohyb vykoná . 

O b r á z e k 4.2: Rozsahy pohybu j edno t l i vých čás t í konče t in , k t e r é pos t av i čka obsahuje a se 
k t e r ý m i m ů ž e pohybovat. Umožňu je h ý b a t s celou konče t inou d o p ř e d u a dozadu. M ů ž e s 
ní h ý b a t t a k é do boku. Dalš í pohyb vycház í z poloviny konče t iny (koleno), kde je u m o ž n ě n 
pohyb dozadu a z p ě t . Ne jspodně jš í čás t , chodidlo, umožňu je pohyb nahoru a dolů. 

Observation - informace pro agenta 

S a m o t n é p r o s t ř e d í poskytuje spoustu informací , ale jen n ě k t e r é jsou p o t ř e b n é pro s a m o t n é 
t r énován í . Více informací m ů ž e způsob i t vě tš í citlivost a t í m lepší t r énován í . N ě k t e r é para
metry však mohou z p ů s o b o v a t p r a v ý opak. Informace z p r o s t ř e d í jsem si rozděl i l do někol ika 
kategorii: 

• Informace vzhledem k p o s t a v i č c e - P r o s t ř e d í nab íz í spoustu informací o posta
vičce. N ě k t e r é jsou zby tečné a n ě k t e r é m á l o re levantn í . U pos tav ičky m ě za j ímá její 
nák lon , j a k ý m á pos t av i čka vzhledem k povrchu. J e d n á se o ukazatel p á d u . Dá le m ě 
za j ímá rychlost pos tavičky, z s ou řadn i ce (ver t iká ln í osa) pos tavičky, tedy v j aké výšce 
se pos t av i čka nacház í . J e d n á se o dalš í ukazatel p á d u a t a k é zda pos t av i čka vyskoči la . 
Souřadn ice pos t av i čky m ě nezaj ímaj í , p ro tože se j e d n á o ú d a j , a b s o l u t n í hodnotu, 
k t e r á n á m nedává informaci o okolí. K d y b y se start posunul v n ě k t e r é z os o ně jakou 
vzdá lenos t , tak by n a t r é n o v a n ý model mohl p ř e s t a t fungovat. 

• Informace o p o s t a v i č c e - U s a m o t n é pos t av i čky m ě za j ímaj í h l av n ě končet iny, 
kde zjišťuji r e l a t ivn í pozici končet iny, kterou p ř e v á d í m na informaci, v j aké pozici 
se nacház í vhledem k rozsahu pohybu končet iny. Obsahuje t a k é informaci, zda se 
chodidla do týka j í povrchu či nikol iv. 

• D o d a t e č n é informace - N ě k t e r é ú lohy pracu j í s c í lem. J e d n á se o bod v p ros t ř ed í . 
Jel ikož z a d á v a t p ře sné sou řadn i ce nen í dob ré , tak jsem informaci o cíli zadáva l p o m o c í 
3 p a r a m e t r ů . P r v n í parametr je vzdá lenos t od pos tav ičky k bodu. Dalš í dva parametry 
jsou vzdá lenos t na osách X a Y . 

N a s t a v e n í f y z i k á l n í h o modelu 

Svět, ve k t e r é m ži jeme je spoj i tý . Svět v pybullet je d i sk ré tn í , a tak je p o t ř e b a si nadefinovat, 
jak čas to bude p r o b í h a t do t azován í na nové akce. Ve výchoz ím stavu je v pybullet nastaven 
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krok simulace 1/240 s, kvůl i pos i lovanému učen í jsem to snížil na 1/30 s pro j e d n o d u š š í a 
rychlejší t r énován í . 

Dalš í parametr je gravitace. Je zde tedy p o t ř e b a definovat p o ž a d o v a n é zrychlení , v 
m é m p ř í p a d ě jsem nastavil 9, 8ms~2, tedy lehce z a o k r o u h l e n á hodnota n o r m á l n í h o t íhového 
zrychlení[32]. O s t a t n í parametry jsou ve výchoz ím stavu a mě ly by co nejvíce simulovat 
reá lný svět . 

4.5 Další části pros t ředí 

P r o t e s tován í nen í p o t ř e b a jenom h lavn í model, v m é m p ř í p a d ě pos tav ička , jsou ale p o t ř e b a 
i o s t a t n í prvky, k t e r é umožňu j í t vo ř i t j edno t l ivé úlohy. 

Povrch p r o s t ř e d í 

Pybul le t je p ros t ř ed í , k t e r é nab íz í fyzikální prostor, ve k t e r é m se m ů ž e testovat nejen pohyb 
po povrchu, ale i ve vo lném prostoru. Je tedy p o t ř e b a definovat povrch, po k t e r é m se 
bude pos t av i čka pohybovat. Zák l adn í povrch lze nadefinovat p o m o c í ob razců , jako kvádr , 
obdé ln ík . Složitější povrch lze p o m o c í .obj soubo rů , d íky čemuž lze nadefinovat r ů z n ě v ln i tý 
a tedy i ob t í žný povrch, k t e r ý pos t av i čka m u s í zdolat. V m é m p ř í p a d ě jsem zvol i l č is tě kvádr , 
k t e r ý jsem nadefinovat v Xacro p ř evedený do U R D F . Velikost k v á d r u je pro m ě velikost 
t e s tovac ího p ros t ř ed í . 

Povrchu p r o s t ř e d í jde nastavit r ů z n é parametry, jako n a p ř í k l a d kluzkost. 

Cíl 

Součás t n ě k t e r ý c h ú loh je bod, kam se m á pos t av i čka dopravit . Tento element se in ic ia l i 
zuje v ž d y př i restartu p r o s t ř e d í a to na n á h o d n o u pozic i . Pozice je však oše t ř ená , aby se cíl 
nevyskytoval příl iš blízko a t a k é , aby se nacháze l v t e s tovac ím p ros t ř ed í . Sou řadn i ce jsou 
uložené v p ros t ř ed í , kde se mimo j iné zjišťuje, zda pos t av i čka dorazila k cíli. Cíl je nade
finován p o m o c í f o r m á t u Xacro a p ř e v e d e n do f o r m á t u U R D F . Jako obrazec byla zvolena 
koule o p o l o m ě r u 0.5 m. 

4.6 Úlohy v pros t ředí 

S a m o t n é p r o s t ř e d í neobsahuje pouze pos t av ičku s jednou ú lohou , ale soubor ú loh , k t e ré 
se volí p ř i v y t v á ř e n í p r o s t ř e d í p ř e d s p u š t ě n í m . Vše vycház í ze s te jného zák ladu , liší se ale 
funkcí o d m ě n , ukončován í epizody atd. 

Všechny ú lohy obsahuj í stejnou p o d m í n k u a to, zda se pos t av i čka n e n a c h á z í pod něja
k ý m úh l em, k t e r ý vede k p á d u . Dalš í p o d m í n k a je, zda tě lo pos t av i čky nen í příl iš n ízko, 
což t a k é znač í p á d . P o k u d tedy jedna z t ě c h t o p o d m í n e k p la t í , tak se ukonč í d a n á epizoda. 

Funkce o d m ě n je obecně def inovaná jako: 

f = Valivé fprogress (^-l) 

S t á n í 

Nezákladně jš í ú loha , kdy m á pos t av i čka za úkol na j í t postoj, ve k t e r é m vydrž í na m í s t ě a 
nespadne. N a z a č á t k u je pos t av i čka vygene rovaná na souřadn ic ích [0, 0] a ne smí se pohnout 
na jakoukoliv stranu o 0.5 m. J e d n á se o prostor, na k t e r é m by mě la pos t av i čka s t á t . 
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P o k u d se dostane p r y č z prostoru, tak epizoda končí . O d m ě n a za k a ž d o u akci je k o n s t a n t n í , 
k o n k r é t n ě hodnota 2. Matemat icky se o d m ě n a vy jádř í jako: 

Talive — 2. (^.2) 

S k á k á n í na m í s t ě 

Úloha s k á k á n í na m í s t ě je velmi p o d o b n á s t án í . N a v y m e z e n é ploše m á za úkol s k á k a t na 
mís tě , nevypadnou z plochy a z íska t co největš í o d m ě n u . 

P o d m í n k a o ploše je zde p o d o b n á . Pos t av i čka nesmí p řek roč i t na jakoukoliv stranu 
0.5 m . O d m ě n a už je složitější. Je p o t ř e b a , aby pos t av i čka skočila do u rč i t é výšky a pak 
zase zpá tky . Takto aby se to cykl icky opakovalo. P r v n í čás t o d m ě n y je výškový posun, 
zda se pos t av i čka posunula ve výšce . D r u h á čás t o d m ě n y za dosažený bod . N a z a č á t k u je 
nastavena o d m ě n a za výskok do u rč i t é výšky s hodnotou 200. P o dosažen í se tato o d m ě n a 
zruší a n a s t a v í se o d m ě n a za dopad, d o t k n u t í o b ě m a chodidly země . P o z ískání t é t o o d m ě n y 
se o d m ě n a zase p ř e p n e . Takto to p r o b í h á cykl icky do konce epizody. 

Pro lepší odezvu agent d o s t á v á i o d m ě n u , když se pohybuje ve s p r á v n é m směru , tedy 
pokud je pos t av i čka na zemi, pak dos t ává o d m ě n u za posun nahoru. To s a m é p la t í , když je 
cíl na zemi. P o k u d se pos t av i čka v y d á do n e s p r á v n é h o směru , d o s t á v á z á p o r n o u o d m ě n u . 

O d m ě n u pro skok nahoru lze vy jádř i t jako: 

Tprogress — \ZaktualniZVyska\ \ZrninulaVyska\- (^-3) 

Pro d o t k n u t í z e m ě je o d m ě n a v ý p o č e t opačný : 

(4.4) 

C h ů z e 

V t é t o úloze je za cíl n a u č i t pos t av i čku chodit, l ibovolným s m ě r e m i rychlos t í . K l a d e n je 
d ů r a z na posun v p ros t ř ed í . E p i z o d a končí , když je s p l n ě n a p o d m í n k a indikuj ící p á d , dalš í 
m o ž n o s t je, pokud dojde na konec p ros t ř ed í . 

Funkce o d m ě n obsahuje 2 čás t i . P r v n í čás t je o posunu od minu lé pozice (u r ažená 
v z d á l e n o s t ) . D r u h á čás t je o tom, o kolik se posunula od bodu, kde epizoda startovala. 
D ů v o d t é t o o d m ě n y je ten, aby se postava posunovala n ě j a k ý m s m ě r e m a ne tvoř i l a „ p o h y b " 
s t á n í na mí s t ě . Funkce o d m ě n se matematicky vy jádř í jako: 

Tprogress — TrelativniPoposun ~\~ f' absolutniP osun 

VrelativniPoposun — V minule + (y minule 2/)^ (^-5) 

T absolutniP osun — Vx2 + y2 

C h ů z e s c í l e m 

Chůze s cí lem je rozš í řená verze p o u h é chůze . C í lem t é t o ú lohy je dorazit k cíli, k t e r ý je v 
p r o s t ř e d í generovaný na n á h o d n é pozici . 

Zák lad o d m ě n y je stejný. U r a ž e n á vzdá lenos t od m i n u l é h o stavu. Dalš í čás t o d m ě n y však 
tvoř í posun s m ě r e m k o d m ě n ě vzhledem k minu lé pozici , tedy zda se pos t av i čka přibl ižuje 
či oddaluje. Po dosažen í cílového bodu je stanovena o d m ě n a s k o n s t a n t n í hodnotou 50 a 
zároveň je u k o n č e n a epizoda. 
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Matemat icky lze o d m ě n u vy jád ř i t jako: 

Vprogress TrelativniPoposun TposunKCili 

TrelativniPoposun — V minule x)^ -\- {y minule 2/)^ 

TposunKCili — rn8iX((í m j n l ( / a yzdalenostKCil i daktualiniVzdalenostKCili, 0) 

R o z š í ř e n í 

U k a ž d é ú lohy je m o ž n é zapnout rozšíření , k t e r é n á h o d n ě po dobu epizody a n á h o d n o u 
velikostí síly v n á h o d n é m ú h l u působ í silou na pos tav ičku , kterou se snaž í rozhodit v pro
váděné úloze. J e d n á se o prvek, k t e r ý dokáže vylepš i t t r énovac í funkci tak, aby byla odo lná 
i vůči n á h o d n ý m si lám. 

Je m o ž n é zvolit modifikaci s a m o t n é h o modelu. P r v n í modifikace je o z m ě n ě velikosti 
nohy. Lze j i zmenš i t nebo zvětš i t . Z m ě n a velikosti je v ž d y o 50% p ů v o d n í velikosti . D r u h á 
modifikace je o z m ě n ě velikosti tě la . Jednou je š iroké a k r á t k é . P o d r u h é je modifikace 
opačná , tě lo je d louhé a úzké . 

(4.6) 
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Kapitola 5 

Implementace 

Implementace celého řešení je d ě l á n a v pythonu a algoritmus, k t e r ý se využ ívá pro t r énován í 
a t a k é pro experimenty je i m p l e m e n t o v a n ý s p o m o c í knihovny PyTorch[22]. P y t o r c h je 
framework pro s t ro jové učen í od Facebooku. 

Celé řešení obsahuje 4 čás t i , k t e r é spolu n a v z á j e m n ě j a k ý m z p ů s o b e m komunikuj í . 

5.1 Pros t řed í 

P r o s t ř e d í je definované v A I gym a v projektu reflektuji p o ž a d o v a n o u s t rukturu. Vše se 
nacház í ve složce customenvs, k t e r á se dá le vě tv í na envs a resources. Ve složce envs je soubor 
monster env.py, ve k t e r é m je p o ž a d o v a n á s truktura. Tento soubor p ř eds t avu j e p ros t ř ed í , 
komunikuje s agentem a t a k é s fyzikálním modelem. Ve složce resources je s ložka monster, 
ve k t e r é se nacháze j í všechny p o t ř e b n é soubory pro fyzikální model . J e d n á se vždy o dvojici , 
definici v URDF f o r m á t u a soubor, k t e r ý se s t a r á o n a č t e n í a komunikaci . Je zde definice 
postavičky, povrchu a cíle. 

M e z i t ě m i t o soubory je i t ř í d a p r o s t ř e d í sloužící pro lepší komunikaci , k t e r á se však pak 
p ř e v á d á na pole hodnot. 

5.2 Algoritmus 

Implementace algori tmu Ac to r Cr i t i c , kterou v projektu využ ívám, je ve složce ActorCritic. 
J e d n á se o algoritmus insp i rovaný z github[15], k t e r ý je však upraven pro m é použ i t í . M o d e l 
je definovaný v souboru model.py a obsahuje 2 t ř í d y - A c t o r a Cr i t i c . 

Ac to r využ ívá 2 vrs tvy linear vstvy, k t e r é se pak využívaj í na predikci s m ě r o d a t n é 
odchylky a rozptylu , tedy predikce ú d a j ů pro predikci akcí p o m o c í n o r m á l n í h o rozložení . 
J e d n á se t a k é o linear vrstvy. Velikost s k r y t é vrs tvy je 256. Velikost v ý s t u p u obou vrstev je 
poče t akcí, k t e r é p r o s t ř e d í požadu je . C r i t i c je j e d n o d u š š í a obsahuje 3 linear vrstvy, k t e ré 
v rac í 1 v ý s t u p v p o d o b ě kval i ty akcí. 

Hlavn í čás t í je soubor Agent, k t e r ý se s t a r á o v y t v á ř e n í nových akcí a t a k é o zlepšování 
modelu. Nové akce m á na starost Ac tor . V učen í p o m á h a j í C r i t i c vrsty, kterou jsou t u 
4. Všechny tyto vrs tvy obsahuj í o p t i m a l i z á t o r A d a m s leargning rate 0,001. P ro učení je 
využ ívána paměť , k t e r á je i m p l e m e n t o v a n á v memory.py 

P ř i u p d a t ů , kde jako parametr je p o č e t opakován í učení , se n a č t o u data z p a m ě t i a 
pak 4 cri t ic vrs tvy se p o s t a r a j í o učení . N a z a č á t k u se použi j í 2 cri t ic pro v ý p o č e t cílové 
Q-hodnoty. Z nich se vybere ta pes imis t ič tě jš í varianta, tedy ta horš í . Dá le se použi j í dalš í 
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2 cri t ic s í tě , k t e r é se s p o u ž i t í m hodnot z p r v n í čás t i použi j í pro učen í cr i t ic s í tě . N a zák ladě 
takto z í skaných informací se aktualizuje Ac tor . N á s l e d n ě pak p r o b ě h n e i aktualizace p rvn í ch 
dvou cri t ic s í t í , k t e r é p ředpovědě ly cílovou q-hodnotu. 

5.3 Soubory pro běh 

S a m o t n ý b ě h zajišťuje více s o u b o r ů . Ten p r v n í je main.py, k t e r ý p ř í m á parametry, v y b í r á 
algoritmus pro b ě h atd. Celkově chys t á p r o s t ř e d í pro b ě h . Tento soubor s p o u š t ě n í run.py, 
k t e r ý m á na starost běh , tedy zp ros t ř edkován í komunikace mezi agentem a p r o s t ř e d í m . D a l 
š ím dů l ež i t ým souborem je parameters.py, k t e r ý obsahuje parametry algori tmu pro učení . 

Parametry s p o u š t ě n í programu 

• —mode - V ý b ě r modu pro s p u š t ě n í (test/train) 

• —render - Zda se bude v y t v á ř e t video z p ros t ř ed í 

• —visualize - Z a p n u t í G U I modu ve fyzikálním modelu, tedy zobrazen í okna graf ickým 
z o b r a z e n í m p ros t ř ed í 

• —algorithm - Zvolení a lgori tmu pro t r énován í 

• —env-type - Zvolení ú lohy v p r o s t ř e d í 

• —extension - Rozš í řen í k t r énován í , aplikace ex te rn ích si l na model 

• —modification - Modif ikace modelu, pos t av i čky 

• —load - N a č t e n í již p ř e d t r é n o v a n é h o modelu 

5.4 Spouštění pros t ředí 

K a ž d á ú loha , k t e r á je v p r o s t ř e d í nadef inovaná se volí na z a č á t k u př i inicial izaci p ros t ř ed í . 
J edno t l i vé ú lohy se s p o u š t í p o m o c í n a s t a v e n í p r o m ě n n é s n á z v e m p ros t ř ed í . P ro S t á n í je 
to standing, pro s k á k á n í na m í s t ě jumping, pro chůzi walking, a pro chůzi s cí lem tar-
get__walking. 

P r o s t ř e d í obsahuje i rozší ření . To se nastavuje t a k é př i inicia l izaci . P ro ex t e rn í síly je to 
external_Jorces. 

P o s l e d n í m parametrem př i inicia l izaci je informace, zda chceme zobrazit scénu, p ř í p a d n ě 
renderovat video. Ve výchoz ím stavu je tato volba v y p n u t á , p r o t o ž e to zpomaluje t r énován í 
a nen í p o t ř e b a v idě t k a ž d o u epizodu. 

5.5 Grafy 

Pos ledn í čás t je na generování grafů. P ř i b ě h u programu vzn iká log soubor, ze k t e r é h o lze 
vygenerovat graf. Jako parametr soubor bere soubory, k t e r é se ma j í p o u ž í t pro vy tvo řen í 
grafu. C o soubor, to čás t grafu. Velikost grafu se bere podle ne jmenš ího z nich. Dalš í 
parametr je legend, kde se zapisuj í hodnoty do ře tězce oddě lené s t ř edn íkem, k t e r é se použi j í 
pro generování legendy. 
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Kapitola 6 

Experimenty 

Pro své experimenty jsem zvol i l p ros t ř ed í , k t e r é jsem pro tyto účely vy tvoř i l . Součás t ře
šení jsou i soubory zajišťující komunikaci mezi p r o s t ř e d í m a agentem. C í l em e x p e r i m e n t ů 
bylo zjistit, zda i m p l e m e n t o v a n ý algoritmus Soft A c t o r C r i t i c dokáže n a t r é n o v a t model v 
j edno t l i vých ú lohách , ve k t e r ý c h je nadef inovaná funkce o d m ě n . N a t r é n o v a n ý model by měl 
z v l á d n o u t p o ž a d o v a n ý pohyb. N a p ř í k l a d v úloze s t á n í z v l á d n o u t s t á t na mís t ě . 

Parametry algori tmu byly obecně n a s t a v e n é s velikostí p a m ě t i na 100000 vzorků a t r éno 
valo se vždy po 256 vzorcích z p a m ě t i . Parametr učen í b y l nastaven na 0,001. S hodnotou 
gamma (discount faktor) p rob íha lo více t e s t ů , kde nej lepších výs ledků bylo dosaženo s 
hodnotou 0,99. P ř i nižších h o d n o t á c h discount faktoru mě l algoritmus p r o b l é m n a t r é n o v a t 
model tak, aby dáva l p ř i j a t e lné výsledky. 

6.1 Stání 

P r v n í , ne jzákladnějš í ú loha , kde je cí lem zjistit, zda pos t av i čka v p r o s t ř e d í dokáže udě la t 
z ák l adn í pohyb, a to s t á n í na m í s t ě bez toho, aby se ně jak více pohnula. J e d n á se o zá
k ladn í ú lohu , již lze využ í t v rozš í řených ú lohách , kde bude n a p ř í k l a d ně j aká trasa, k t e r á se 
bude p o s t u p n ě generovat. P o k u d zrovna nepů jde kde stoupnout, pos t av i čka se bude muset 
zastavit a s t á t na m í s t ě než bude moct znovu pokračova t . 

N a o b r á z k u 6.1 lze v idě t graf, kde p rob íha lo t r énován í na r ů z n é ploše. Zák l adn í plocha, 
kde m á pos t av i čka s t á t , je plocha o velikosti l x l m (zelená k ř i v k a ) . D r u h á k ř i v k a je z 
prostoru 0,8x0,8 m (ž lu tá k ř i vka ) , a t ř e t í z 0,6x0,6 m ( m o d r á k ř i v k a ) . Z d l o u h o d o b é h o hle
diska se nejvíce dař i lo na největš í ploše, kde model dosahoval nejvyšší o d m ě n y a pos t av i čka 
byla s c h o p n á u s t á t ně jakou dobu na m í s t ě . Nejlepší z ačá t ek mě la pos t av i čka na m a l é ploše 
( m o d r á k ř ivka ) , kde se algori tmu začalo da ř i t velmi rychle. Za j ímavá k ř i v k a je p r o s t ř e d n í , 
tedy s t ř e d n í plocha, kde algoritmus mě l ze v p r ů b ě h u m í r n ý v ý p a d e k , k t e r ý však v p r ů b ě h u 
dohnal. 

6.2 Široké vs dlouhé tělo 

V tomto experimentu jsem využi l u p r a v e n é p ros t ř ed í , jež měni lo velikost pos tavičky, u k á z k a 
jde v idě t na o b r á z k u 6.2. Velikost t ě l a je 1x0,25x0,2 m . C í l em experimentu bylo zjistit, zda 
algori tmu dě lá p r o b l é m , když je tě lo větš í ve s m ě r u j a k ý m p r o b í h á h l avn í pohyb, tedy 
d louhé a úzké a nebo, jestl i m u více sedí tě lo široké a k r á t k é . 
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O b r á z e k 6.1: G r a f ukazuj íc í p r ů b ě h t r énován í s t á n í pos t av i čky na r ů z n é velikosti ploch. Dle 
grafu jde v idě t , že se pos tav ičce ne j lépe dař i lo na větš í ploše. N a menš ích p lochách se j í ale 
nedař i lo hůř . 

P ro z j ednodušen í je plocha na t r énován í ve velikosti l x l m . S a m o t n é t r énován í jde v idět 
na o b r á z k u 6.3, kde je p o r o v n á n í pos tavičky, k t e r á je š i roká a k r á t k á , a ú z k á a d louhá . 
Dle grafu lze pozorovat, že se lépe dař i lo pos tav ičce , k t e r á byla š i roká a k r á t k á , m ě l a ale 
větš í v ý k y v y a pomalu se obě modifikace zača ly s rovnáva t . D ů v o d p r o č š i roká a k r á t k á , že 
h lavn í pohyb p r o b í h á d o p ř e d u , p ř í p a d n ě dozadu a t í m t o s m ě r e m nen í nic, co by p o m á h a l o 
k rychle jš ímu p á d u . 

6.3 Velikost nohy 

Dalš í experiment se zaměřova l na velikost chodidla. Zda mě la velikost chodidla, zmenšen í , 
p ř í p a d n ě zvě tšení chodidla efekt, ať už poz i t ivn í či nega t ivn í . C í l em experimentu bylo zjistit, 
jestli efekt je zna te lný , a zda se v y p l a t í chodidlo zvětš i t , zmenš i t , či je v o p t i m á l n í velikosti . 

Chodidlo je ta čás t nohy, k t e r é se d o t ý k á p o d l o ž k y a m ů ž e tak m í t v l iv na s tabi l i tu celé 
postavičky, p ro tože s t y č n á plocha je větš í a rychlost učen í tedy m ů ž e bý t větší . 

Z grafu 6.4 lze v idě t p o r o v n á n í t r énován í pos t av i čky s r ů z n o u velikostí chodidla, k t e ré 
se zvýši lo nebo snížilo o 50% oproti n o r m á l u . Zelená kř ivka , k t e r á reprezentuje největš í 
chodidlo, dosahovalo nejvyšších výs ledků . M o d r á a ž l u t á k ř i v k a byla ze z a č á t k u ve lmi po
d o b n á , v p r ů b ě h u m a l é chodidlo začalo z t r á c e t na o s t a t n í , pomalu se ale povedlo dostat na 
hranici n o r m á l n í h o chodidla. 
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1 r 
O b r á z e k 6.2: U k á z k a š i rokého a d l o u h é h o tě la , k t e r é se použ ívá pro experiment, kde je cí lem 
zjistit, zda t r énován í p r o b í h á rychleji u š i rokého a k r á t k é h o tě la nebo u d l o u h é h o a úzkého 
tě la . 

6.4 Schopnost skákat 

Schopnost s k á k a t je už složitější ú loha . Cíl je, aby pos t av i čka d o k á z a l a bý t na m í s t ě a 
zároveň vyskoči la , tedy změn i l a svou polohu ve v e r t i k á l n í m směru . 

N a o b r á z k u 6.5 je zobrazen p r ů b ě h t r énován í skoku, kdy funkce o d m ě n byla za ložena 
čistě na dosažené výšce . P r ů b ě h s a m o t n é h o t r énován í mě l výkyvy, ale model b y l schopen se 
p o s t u p n ě uči t . V p r ů b ě h u experimentu se t r é n o v á n í dař i lo a pos t av i čka skočila do p o ž a d o 
vané výšky a v r á t i l a se z p ě t . Vyskoči t znovu už nezv lád la . P o s t u p n ě však m ě l a pos t av i čka 
tendenci j í t pouze nahoru a nejednalo se pak o skákán í , ale o velký skok do výšky bez 
n á v r a t u . P o k u d se upravi la funkce o d m ě n na dosažen í h o r n í h o bodu a pak z p á t k y za dotyk 
země, tak t r énován í nedosahovalo příl iš d o b r ý výs ledků . 

6.5 Chůze 

Dalš í experiment se zaměřu je na chůzi , tedy na posun z p o č á t e č n í h o m í s t a v j akémkol iv 
směru , tak aby pos t av i čka n e s t á l a a měn i l a svoji pozic i . Pohybovat se m ů ž e kdekoliv po 
ploše. 

N a o b r á z k u 6.6 jde v idě t p r ů b ě h učen í chůze . P r ů b ě h z í skaných o d m ě n je s t r m ý a pak 
se to ukl id í a p o s t u p n ě se model zlepšuje. S a m o t n ý výs ledek však nen í nijak extra dobrý . 
Pos t av i čka se u m í hnout, ale posunuje se po ploše pouze o malou vzdá lenos t a s a m o t n ý 
pohyb nen í příl iš vzhledný. 
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O b r á z e k 6.3: G r a f ukazuj íc í jak dař i lo modi f ikac ím pos tav ičky . Jedna modifikace byla k r á t k á 
a š i roká, d r u h á d l o u h á a úzká . Dle grafu vyšších hodnot dosahovala širší a k r a t š í pos t av ička , 
v n ě k t e r ý c h čás tech t r énován í m ě l a větš í výkyvy. 

0 10000 20000 30000 40000 50000 60000 70000 
Epizody 

O b r á z e k 6.4: G r a f zobrazuj íc í p r ů b ě h t r énován í pos tavičky, k t e r á mě la j inak veliké chodidlo. 
Velikost od n o r m á l u byla sn ížena nebo zvýšena o 50%. N a zelené křivce, tedy ne jvě t š ím 
chodidle jde v idě t , že t r énován í p rob íha lo nejrychleji a dosahovalo nej lepších výs ledků . 
N o r m á l n í velikost a m a l á se od sebe příl iš neliší. 
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Epizody 

O b r á z e k 6.5: G r a f zobrazuje p r ů b ě h z í skaných o d m ě n př i t r énován í s k á k á n í pos tavičky, 
k t e r á u m í vyskoči t do p o ž a d o v a n é výšky a zase spadnout zpě t na zem. G r a f obsahuje 
spoustu v ý k y v ů , ale výs ledný model splňuje z á k l a d n í funkčnost . 

Epizody 

O b r á z e k 6.6: G r a f zobrazuj íc í p r ů b ě h t r énován í chůze pos tav ičky . G r a f zobrazuje p r ů b ě h 
o d m ě n , k t e r ý je ze z a č á t k u velice s t rmý. Pos t av i čka se u m í pohybovat, pohyb je však velice 
malý. 
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Kapitola 7 

Závěr 

V prác i jsem se zabýva l s t r o j o v ý m učen ím, k o n k r é t n ě pos i lovaným u č e n í m a vysvět l i l zá
k ladn í pojmy a principy, a s j a k ý m i daty algoritmus pracuje. Vysvětl i l jsem jeden z a lg o r i tmů 
pos i lovaného učení , jež p o u ž í v á m v experimentech. 

Cí lem t é t o p r á c e bylo vy tvo ř i t pos t av ičku , k t e r á se pohybuje v p r o s t ř e d í a m á za úkol 
plnit úkoly z a d a n é v ú lohách . Implementoval jsem j i p o m o c í A I gym a fyzikálního modelu 
P y B u l l e t . P o s t a v i č k a se sk l ádá ze dvou konče t in , j imiž ov ládá svůj pohyb. Úlohy z a d a n é 
v p r o s t ř e d í jsou z a m ě ř e n é na z v l á d n u t í z ák l adn ích p o h y b ů jako s t án í , s k á k á n í a chůzi . V 
experimentech jsem se zaměř i l i na samotnou pos tav ičku , kde jsem testoval efekt velikosti 
j edno t l i vých čás t í t ě la . Z a d a n é ú lohy jsem řešil p o m o c í nadef inovaného algori tmu Actor -
Cr i t i c . 

Exper imenty ukázaly , že pos t av i čka je s c h o p n á s nadefinovanou funkcí o d m ě n v ně
jaké mí ře plni t úlohy. Z e x p e r i m e n t ů se zjistilo, s j a k ý m i parametry je ú l o h a sp ln i t e lná a 
j aké fyzické vlastnosti pos t av i čky vedly k lepš ím v ý s l e d k ů m . M n o h d y model obsahuje ješ tě 
spoustu chyb zamezuj íc ích u k á z k o v ý m p o h y b ů m . B y l o by p ř ínosné rozšíř i t funkci o d m ě n 
o pena l i začn í funkci. N a p ř í k l a d by h l ída la využ i t í konče t in a jejich polohu, aby byla vždy 
co nej př i rozenějš í a tak napodobovala co nejvíce pohyb člověka, p ř í p a d n ě uči t chodit po
s tav ičku za p o m o c í referenčních p o h y b ů . Ideá lně by mě l model pracovat i s u r č i t o u energi í 
a př i použ i t í vyšší síly by mohl bý t pena l izován . U reá lného modelu by pos t av i čka nemě la 
neomezené m n o ž s t v í energie, jako v m é m p ř í p a d ě . S energi í by bylo p o t ř e b a zacháze t tak, 
aby vydrže la co nejdéle . A b y se uvažovaná akce n a p ř í k l a d rozložila do menš ích akcí, kde se 
využi je m é n ě energie, než do j e d n é velké akce, kde by bylo p o t ř e b a h o d n ě energie. 
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Příloha A 

Obsah při loženého C D 

• src - Zdrojové k ó d y programu - algoritmus, p ros t ř ed í , n a t r é n o v a n é modely 

• readme.md - Popis jak se s p o u š t í program 

• plakat.jpg - P l a k á t 

• bp .pdf - P d f verze baka l á ř ské p ráce 

• latex - Zdrojové soubory baka l á ř ské p r á c e v Wľ^K. 

• video - U k á z k y n a t r é n o v a n ý c h m o d e l ů 
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Příloha B 

Plaká t 

1 r 1 

HLUBOKÉ NEURONOVÉ 
SÍTĚ PRO POSILOVANÉ 

UČENÍ 

Trénování postavičky v úlohách: 
Stání, Skákání, Chůze 
Úlohy byly trénované pomocí posilovaného 

učení za použití algoritmu ActorCritic. 

Václav Košák, vaclav.kosak@gmail.com  
Vedoucí: Ing. Michal Hradíš, Ph.D. 

2020/2021 

O b r á z e k B . l : P l a k á t 
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