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Abstrakt

Préce popisuje trénovaci prostredi pro trénovani postavicky chodici po dvou koncetinédch.
Prostfedi je implementovano v AI Gym pomoci fyzikélniho modelu PyBullet. Ulohy z pro-
stred{ jsou FeSené pomoci posilovaného uceni algoritmem ActorCritic. Kazda z uloh je za-
méfend na zakladni pohyby postavicky. Prace ukazuje, pomoci jakych funkci odmén je
algoritmus schopen dospét k feseni tloh.

Abstract

The paper describes a training environment for training a character how to walk. The
environment is implemented in Al Gym by using the PyBullet physical model. Tasks from
the environment are solved by using reinforcement learning by the ActorCritic algorithm.
Fach of the tasks is focused on the fundamental movements of the character. The paper
show, which reward functions are used by the algorithm to solve given tasks.
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Kapitola 1

Uvod

S roboty a pomocniky vseho druhu se mtizeme setkavat ¢im dél castéji. Ve vyrobnach jsou
roboti podavajici véci z jednoho mista na druhé. Roboti na tfech a vice koleckach jsou
mohou se tak pohybovat i na hufe dostupnych mistech, kde v cesté muze byt i néjaka
prekazka. Toto je mozné hlavné diky strojovému uceni, presnéji posilovanému uceni, diky
kterému se roboti mohou sami rozhodovat na zakladé predeslych zkusSenosti.

Cilem této préace je vytvorit virtualni prostredi s ilohami zamérujicimi se na konkrétni
problém. Vytvoril jsem tedy postavicku s dvéma koncetinami, kterou jsem udil stat, skakat
a také chodit. Pro jednotlivé tlohy s postavickou je pouzity algoritmus z posilovaného
uceni. Posilované uceni je jedna z metod strojového uceni, které se uc¢i na zakladé stavu, ve
kterém se nachézi, a ohodnoceni za vykonané akce. Cilem uceni je volit takové akce akce,
které vedou k maximaln{ odméné.

Prostiedi mtze byt jak virtudlni, tak také realné. Trénovani v redlném svété, mtze ale
zpusobovat fadu problémii. Je to napriklad fyzické opotfebeni robota nebo také obsluha
robota po dobu trénovani, protoze proces uceni muze trvat dlouho. Diky virtualnimu pro-
stfedi mizeme simulovat to realné, kde lze algoritmus jednoduseji natrénovat a pak jej jen
otestovat v redlném svéte.

Prace je ¢lenéna do sedmi kapitol. Druha kapitola popisuje, co je to posilované uceni
a jeho zdkladni pojmy. Ve treti kapitole je popsan pouzity algoritmus v experimentech.
Ve ¢tvrté kapitole je popsano prostredi, véetné uloh, které bylo potfeba nadefinovat. Pata
kapitola popisuje experimenty na danych ulohéch, jak se algoritmu darilo a co bylo potfeby
vylepsit. Posledni kapitola popisuje zavéry celé prace.



Kapitola 2
Existujici pristupy

Prace, které se zabyvaji chiiz{ jiz par bylo napsanych a kazda prinesla néjaky novy pristup
na Tesené uloze.

Prvni zajimavy c¢lanek je o ucCeni chlize postavicky, kterd mize mit riznou velikost
téla[34]. Cilem je tedy naucit univerzéalni policy, kterd si poradi se zménou velikosti téla
postavicky napriklad i v pribéhu simulace. Postavicka muze ménit délku a sifku noh a ruk,
sirku téla, a nebo délku jednotlivych noh, kde jedna z nich mize byt kratsi. Funkce odmén
je pri uceni slozend ze 3 casti. Prvni ¢ast, zda pohyb imituje referenéni pohyby. Druha
Cast odmeény je rozdil prumeérné rychlosti téla a cilové rychlosti téla. Treti ¢ast odmény
je o efektivnim pracovani s energii. Pro nauceni obecné policy, ktera zvladne pracovat s
postavickou, bylo potieba generovat jednotlivé postavicky, které byly kombinaci urcitych
parametru, protoze i mensi zména jednoho z parametri muze ménit strategii volby akce.
Nékteré kombinace parametru (Sirsi, kratsi jedna noha, ...) potfebuji delsi ¢as uceni nez
jiné.

Dalsim zajimavym pristupem je uceni pomoci osnovy. Naucit se néco hned je tézké a
je jednodussi se naucit véc postupné. S timto principem prichdzi ¢lanek o uceni pomoci
osnovy[35]. Jsou zde 3 druhy postavicek a tloha je pro vSechny postavicky stejni. Cilem
postavicky je stoupat na kameny, které se pred postavickou postupné generuji v ruzné vysce,
vzdalenosti, thlu natoceni atd. Prace prinasi rizné zpusoby uceni podle osnovy. Zacina se
tedy vzdalenost, uhel natoceni atd., tak se parametry posunou a ucéi se na obtiznéjsich
parametrech.



Kapitola 3

Posilované ucéeni

Posilované uceni a celkové strojové uceni jde nyni hodné dopiedu a aplikuje se prakticky v
kazdém odveétvi.

Pojem strojové uceni je velice rozsahly a obsahuje v sobé hodné podtémat a druhi.
Zalezi hlavné na trénovacich datech a také na vysledném vyuziti neuronové sité.

3.1 Rozdily mezi druhy strojového uceni

Price se zaméruje na Posilované uceni. Pro doplnéni a zarazeni tohoto tématu do proble-
matiky strojového uceni[27], zde jsou dalsi metody, které se vyuzivaji. Kazdy typ je vhodny
pro jina data. Obcas se vSak mohou tyto témata doplnovat.

Uceni s ucitelem

Cilem uceni s ucitelem[33] je naucit model predikovat spravny Stitek na novy vstup. Vstu-
pem pfi uceni je série dvojic, vzdy data a Stitek. Data muze byt jakdkoliv nasnimana
hodnota — obraz, zvuk, teplota, atd. Stitek je informace, ktera popisuje data. Béhem tré-
novani se hledaji vzory, které koreluji s navrhovanymi vystupy. Uceni s ucitelem muze byt
rozdéleno na 2 podkategorie: klasifikace a regrese. Piikladem tloh miize byt klasifikace
predmeétt na fotce, detekce e-mailového spamu.

Uceni bez ucitele

Na rozdil od Uceni s ucitelem jsou u Uceni bez ucitele[21] na vstupu neanotovani data.
Cilem tedy je zjednodusit data a seskupovat data s podobnymi vlastnostmi do nékolika
shlukt. Typické tlohy mohou byt shlukovani objektd, detekce anomalii.

Posilované uceni

Cilem posilovaného uceni je naucit strategii agenta, kterd vede k maximalizaci sumy pru-
mérné sumy odmeén. Strategie se méni na zakladé pozitivni a negativni zpétné vazby po sérii
akci v externim prostredi. Vystupem je agent, ktery voli nejlepsi akce ve stavu v prostiedi.
Priklad aplikace muze byt naucit robota chodit, ridit autonomni vozidlo, hrat deskovou ¢i
pocitacovou hru.



3.2 Co je to posilované uceni

Posilované uc¢eni[26, 30] je uceni, jehoz cilem je naucit agenta, ktery ziskd pii svém béhu
co nejvyssi odménu. Uceni agenta probiha na zakladé ziskané odmény, kterd byla ziskana
z provedenych akci, které zvolila policy. Zakladem posilovaného uceni jsou 2 komponenty.
Agent a prostredi. Grafické znazornéni jde vidét obrazku 3.1.

Agent je ten, ktery reaguje na prichozi stavy a voli akce. Prostfedi vykonava akce, které
dostane od agenta, a vraci odménu a novy stav. Cilem agenta je délat akce, které maxi-
malizuji celkovou odménu. Nezalezi tedy na dil¢ich odménéch, ale na sumé vSech ziskanych
odmeén. Série mensich odmén muze vést k vyssi odméné.

Cilem posilovaného uceni je naucit policy agenta, ktery se uc¢i z jednotlivych zkouseni
vytvorit strategii, kterd ve vsech stavech prostiedi bude délat akce, které povedou k nejvyssi
odméné.

/ stav, akce\'
Agent Prostredi

/

Mména, novy stL/

Obrazek 3.1: Cyklus posilovaného uceni, kde mezi sebou komunikuje agent a prostiedi.
Agent vytvaii akce na zdkladé prichoziho stavu z prostfedi, kterd obsahuje informaci o
stavu prostfedi po provedeni predchozi akce. Prostredi také vraci odménu za provedou
akci, kterou se agent snazi maximalizovat. Inspirovano z [30].

Pro lepsi predstavu je dobré si to ukazat na ptikladu hry piskvorky 3.2. Jedna o hru,
kde 2 hraci hraji proti sobé, kazdy ma svij obrazec, a maji za kol mit v jakémkoliv sméru
3 své obrazce. Hraje se do té doby, nez néktery z hract nema v jakémkoliv sméru 3 své
obrazce nebo dokud neni pole plné. Hra tedy muze skoncit 3 scénari. Prvni scénar je, ze
vyhraje hra¢ 1. Druhy scénar, ze vyhraje hrac 2, a treti, ze se jedna o remizu, tedy zadny
z hrac¢u nevytvoril fadu 3 stejnych obrazct.

Cilem posilovaného uceni je naucit funkci, kterda v jednotlivych stavech bude délat co
nejlepsi rozhodnuti, aby vyhrala. Bude tedy postupné hrat a napriklad na konci epizody
dostane ohodnoceni za hru — kladné body za vyhru, za remizu nic, za prohru zaporné body.
Na zékladé téchto informaci se agent bude zlepsovat a podéavat tak lepsi vysledky.



Obrazek 3.2: Jedna hra piskvorek v rozehraném stavu, ktera zobrazuje jednu celou epizodu,
a muze symbolizovat prostiedi. Agent vytvari akce, tedy kam vlozi svuj znak (t¥eba kiizek),
tak aby vyhral. Prostifedi muze byt protihrac (s koleckem), a agentovi vraci novy stav, kde se
projevi akce agenta i prostfedi. Stav mutize obsahovat informaci, ktera policka jsou zabrana

a ktera ne. Vraci také odménu za provedenou akci. V tomto pripadé to mize byt az na
konci.

Epizoda

Samotné uceni musi probihat v néjakém ramci. Epizoda je sekvence kroki, od casu 0 az
po ¢as ukonceni. Cela epizoda se tedy sklada ze sekvence stavu a akci, v jejimz prubéhu se
ziskava odména. Cilem je, aby kone¢nd odména byla co nejveétsi.

Epizoda muze byt ukoncena bud prostfedim nebo agentem. Epizoda je ukoncena pro-
stfedim, kdyz se stane néco, co dal neumoznuje pokracovat. Napriklad robot, ktery se snazi
o chuzi, spadne. Agent kon¢i epizodu, kdyz se prekond nastaveny pocet opakovani nebo po-
kud je dosazena cilovd odména. Toto jsou hodnoty, které jsou variabilni a pred trénovanim
jsou nastavené agentem.

Prostredi

Kazdy algoritmus se potfebuje rozhodovat na zakladé informaci. Prostiedi tedy poskytuje
soubor informaci, které umoznuji agentovi se rozhodnout.

Kazda dloha v posilovaném uceni mé definované prostredi. Jedna se o prostor, kde se
vsSechno odehrava a podle ¢eho se agent rozhoduje, jakou akci udéla. Prostredi tedy agentovi
predava aktudlni stav prostiedi. Stav je soubor potfebnych informaci o objektu, se kterym
pracujeme. Mohou to byt informace ze senzori, u pohyblivé postavicky poloha koncetin, u
auta thel otoceni volantu atd.

Akce

Akce je néjaky pokyn, co ma stroj, postavicka nebo cokoliv jiného v prostredi udélat.
Prikladem muze byt pohnuti koncéetiny, zatoceni volantem, pridani plynu, posunuti ramene
atd. Rozlisujeme 2 typy: Diskrétni a spojité.

Diskrétni akce je ¢islo, které symbolizuje danou akci. U pohybu do jedné ze ¢tyr stran
muze ¢islo symbolizovat napriklad pohyb doprava. Pokud jsou k akci potfebné jesté néjaké
dalsi idaje, napriklad sila, kterou se bude pusobit v daném sméru, tak jsou nadefinované v
samotném prostredi.



Dalsim typem akce jsou spojité. Akce zde nesymbolizuje urcéity pohyb, ale spiSe silu,
miru, jakou ma akci udélat. Akce je vyjadifena ¢islem v urc¢itém rozsahu. Na prikladu auta
miize byt akce, jak moc ma zrychlovat, jak moc mé zatocit volantem na kterou stranu atd.

Odmeéna - reward

Odmeéna je zakladni prvek u posilovaného uceni. Jedna se o zpétnou vazbu od prostredi
k agentovi za jednotlivé akce, které agent prostiedi predal. Celkova odména ziskand za
epizodu by se pak dala vypocitat jako:

T
G, = Ztt, (3.1)
t=0

Pro agenta je lepsi mit odménu ted nez nékdy v budoucnu, zaroven matematicky by
odména nemusela konvergovat na urc¢itou hodnotu. Proto je zaveden discount factor,
pomoci kterého nas nezajimaji prilis vzdalené odmény. Jednd se o ¢islo v rozsahu 0 az
1. Hodnota 0 znamené, ze nas zajimaji pouze aktudlni hodnoty, hodnota 1, Zze vSechny
budouci. Napriklad u hodnoty 0.9 nés zajima nasledujicich 6, u hodnoty 0.99 nasledujicich
60. Pomoci vzorce lze odménu vypoditat jako:

T

Gt = Z’Yitt. (32)

t=0

Trajektorie

Trajektorie je sekvence stavii a akci, které agent ziskal béhem jedné epizody. Matematicky
to lze vyjadrit jako:

T = (S0, a0, $1, a1, -..). (3.3)

Off policy / on policy

Akce vytvari agent a provadi se v prostiedi. Existuje ale vice moznosti, jakymi zpusoby
se nové akce vytvareji. Je na to spoustu pristupu a kazdy algoritmus mize vyuzivat jinou
metodu. Mezi pristupy patii on-policy, off-policy a offline[10, 25].

on-policy — Zkusenosti jsou sbirdny pomoci nejaktualnéjsi policy. Jedna se o druh online
interace. Agent komunikuje s prostfednim a sbira informace o béhu. Pomoci zkusenosti
se zlepsuje policy. Pribéh trénovani je zobrazen na obrazku 3.3. Priklad: Policy
iteration, PPO, Sarsa, atd.

off-policy — U off policy se zkuSenosti z jednotlivych epizod uklddaji do paméti. Kazdy
dalsi béh s novou policy pridd nové zkuSenosti do paméti. U kazdého algoritmu to
mize byt ruzné, ale napiiklad u DQN se uklada ¢tverice (stav, akce, odména, novy
stav). Tyto data se pouzivaji pro trénovani nové policy mxy1. Pro novou policy se
tedy berou jak nové data z nejnovéjsitho béhu, tak i ty starsi. Vzdy se vybere néjaky
vzorek a na ném se trénuje. Off-policy lze pouzit na uceni z ukazky, pripadné i na
paralelni uceni. Pribéh trénovani je zobrazen na obrazku 3.4. Priklad: Q-learning,
DQN, DDQN, atd.
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Obrézek 3.3: Priubéh trénovani zalozené na on-policy. Agent (symbolizovany pomoci 7) s
prostiedim nejdfive komunikuji mezi sebou, a na konci epizody probéhne trénovani policy
(7) nad danou epizodou, tedy sekvenci akei, stavii a odmén. Inspirovano z [10].

offline — Offline posilované uceni je specialni. Agent (symbolizovany pomoci 7) zde neko-
munikuje s prostiedim, neni schopen. K dispozici jsou pouze nasbirana data o fixni
velikosti. Cil je naucit na téchto datech co nejlepsi policy (7). Prubéh trénovani je
zobrazen na obrazku 3.5.

3.3 Policy

Agent je ten, ktery voli akce, jez se maji v prostfedi provést. Soucasti agenta musi byt
funkce, kterd tyto akce vytvori. Jednd se o policy[18], tedy funkci, kterd mapuje stavy
na akce. Jsou 2 druhy policy: deterministickd policy a nedeterministicky — stochasticka
policy[14].

Deterministicka policy

U deterministické policy zvolend akce zdlezi pouze na stavu. V kazdém stavu je jasné dané
jaka akce bude provedena. Kdyz agent voli rozlozeni pravdépodobnosti akci, tak pravdépo-
dobnost jedné akce je 1, zbytek 0. Deterministicka policy lze vyjadrit vzorcem:

w(s) =a (3.4)

Stochasticka policy

Vystupem stochastické (ndhodné) policy je rozlozeni pravdépodobnosti pro jednotlivé akce
z daného stavu. Pokud bychom znovu vzali ptiklad auta se 3 akcemi: vlevo, rovné, vpravo,
tak vystupem by mohlo byt 30%, 10%, 60%. Agent tedy muze zvolit jakoukoliv akci, pokud
by chtél maximalizovat odménu, tak vybere tu nejpravdépodobnéjsi. Stochastickd policy
lze vyjadrit i vzorcem:

m(a,s) = P[A; = a|S; = $] (3.5)
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Obrézek 3.4: Prubéh trénovani u algoritmi zalozené na off-policy. Agent (symbolizovany
pomoci 7) s prostfedim nejdiive komunikuje do konce epizody. Poté je trajektorie uloZena
do paméti, nad kterou pak probihd trénovéani policy (7). Inspirovano z [10].

3.4 Markovovy modely

Témér kazdy problém z posilovaného uceni 1ze dosadit do MDP (Markov decision process)|6,
17]. MDP je framework, sklddajici se ze dvou ¢ésti viz. obrazek 3.6, ktery pomahd fesit
problémy posilovaného uceni. Je to matematicky systém. Formélné se jedna o pravdépo-
dobnostni automat, priklad takového automatu je na obrazku 3.7.
U MDP jsou 2 vlastnosti: Pfechody a pravdépodobnost prechodu.

e Prechod — Pohyb z jednoho stavu do druhého

¢ Pravdépodobnost prechodu — Pravdépodobnost, ktera urcuje jakym prechodem
se agent déle vyda.

O Markovovuv prechod se jednda, pokud soucasny stav zavisi pouze na predchozim stavu.
To samé plati, ze dalsi stav zavisi pouze na souc¢asném. Matematicky to lze vyjadrit jako:

Plsit1]st] = P[s¢s1]51, --) St] (3.6)

Markovovuv proces je definovan jako (S, P), kde S jsou stavy a P je pravdépodobnost
prechodu. Jedna se o sekvenci stavu sq, So, ..., které musi spliovat podminku markovovych
prechodu. Pravdépodobnost prechodu P,y je pravdépodobnost prechodu ze stavu s do stavu
s’, matematicky se to vyjadii jako:

Pyg = P[sp41 = s1|s¢ = 8] (3.7)

Pravdépodobnost pro vSechny prechody mezi stavy lze pak vyjadrit pomoci matice,
jejichz velikost zavisi na poctu prechodu a stavi.

MDP[7] je definovano jako M =< S, A, P, R,y >, kde jednotlivd pismena maji stejny
vyznam jako u posilovaného uceni.

¢ S — mnoZina stavu
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Obrazek 3.5: U offline policy trénovani probihd jiz s nabitymi daty, které byly nékdy nasbi-
rany pomoci néjaké policy. Nad daty, které jsou ulozené v paméti, pak probihé trénovani a
cilem je na nich naucit co nejlepsi policy. Inspirovano z [10].

e A — mnozina akci, které si agent muze vybrat
e P — matice pravdépodobnosti pfechodu
e R — mnozina odmén

e = — discount faktor

3.5 Value Based algoritmy

Value based[13] je zdkladni koncept v posilovaném uceni. Odhaduje se, jak dobré je dosdh-
nout urcité stavy ¢i vykonat urcité akce. Cil u value based je optimalizovat hodnotovou
funkci V(s), kterd je definovand jako funkce s maximalni predpokladanou odménu, kterou
agent muze ziskat v jednotlivych stavech.

Zéastupcem algoritmu u ucéeni hodnotou muze byt napiiklad Q-learning a jeho rtzné
varianty. Uceni hodnotou vsak muze byt v nékterych pripadech prilis slozité, protoze se
musi prohledat velmi velky prostor stavi. V posilovaném uceni tedy funguje casto jako
soucast néjakého algoritmu, ktery jej kombinuje s néjakym jinym. Prikladem pak mtze byt
algoritmus Actor Critic.

Value based mizeme rozdélit na 2 katetegorie: State value a Action value[19].

State value

Ocekavana celkova odména zacind ve stavu s a kona dle policy. Pokud agent pouziva policy,
tak funkce je pak ve tvaru:

VT(s) =E[>_~+"'r],¥s €S (3.8)
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Obrézek 3.6: Zékladni cyklus u MDP (Markov decision process). Skldda ze 2 prvki - Agent
a Prostredi. Tyto prvky mezi sebou komunikuji a navzajem si vymeénuji informace o stavu,
akci a odméné.

Ve vzorci 3.8 znak E (expected) znaéi oc¢ekdvanou odménu. Uvniti téla je reward dis-
count, tedy parametr pracujici s budouci odménou.
Action value

Ocekavana hodnota pro agenta, ktery zac¢ina ve stavu s a vykonava akci. Pak podle policy
. Stav muze mit vice akci, bude obsahovat vice Q hodnot.

Optimalni Q funkce Q* (s, a) znamend maximalni mozna Q hodnota pro agenta startujici
ve stavu s a voli akci a.

Advantage

Rozdil mezi action value a state value je advantage fuction (A hodnota). Tato hodnota je
napriklad soucasti algoritmu A2C.

Ar(s,a) = Qr(s,a) — Vi(s) (3.9)

Optimalni hodnota a policy

Cilem posilovaného uceni je natrénovat sit, kterd ma idedlné dat v kazdém stavu optimdlni[19]
akci. Rozdil je znazornén na obrazku 3.8, kde lze vidét chovani random policy. Zvolena akce
je vzdy ndhodna. U optimalni policy se jedna o akci, kterd vede k co nejvétsi odmeéné.
Optimalni funkce, kterd produkuje maximalni moznou odmeénu:

V*(s) = max V7(s),Q"(s,a) = max Q7 (s,a) (3.10)

Optimalni policy achieves optimal value functions:

e = argmax V" (s), m, = argmax Q" (s, a) (3.11)

Plati tedy i:
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Obrazek 3.7: Piiklad MDP, kde jednotlivé stavy mohou symbolizovat ¢innosti béhem dne
s odménou, a prechody obsahuji informaci, jaka je pro dany prechod.

Vr.(s) = Vi(s)

3.12
Qnr.(s,a) = Qs(s,a) ( :

Vztah mezi Q*(s,a) a V*(s) je vyjadien jako:
V*(s) = max Q*(s,a) (3.13)

Priklad fungovani

Matematicky uz to mame odvozené. Nyni par praktickych ukazek, pro dokresleni predstavy
o tom, jak to funguje.

Value based algoritmy[16] jsou dobré, kde je omezeny state space. Pochopit algoritmy
zalozené na tomto principu, jak funguji, jde jednoduse na Sachovnicovém poli viz. obra-
zek 3.9, kde se mame dostat z bodu A, a cestou ziskat co nejvyssi odménu.

Na zacatku je ohodnoceni vsech stavi nulové. Po prochézeni se tato pravdépodobnost
bude ménit na zakladé toho, jak je dany stav dobry, a ktery vede k co nejvétsi odmeéné.
Pro demonstraci pocitejme, ze pravdépodobnost prechodu nahoru je 0,1, doprava 0,8, a
dolti 0, 1. Pokud se dotkneme zdi nebo hranic pole, tak se vratime zpét do pavodni polohy.
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Obrazek 3.8: Rozdil mezi ndhodnou a optimalni policy. V random policy nevime jaky stav
a akce jsou vyhodné, a proto probihaji ndhodné a vyslednd odména bude pravdépodobné
mala. U optimalni policy zname kvalitu akci a stavi a mizeme tak ziskat maximalni mozné
score.

Discount factor zvolime jako 0,9. V poli jsou 2 pole s odménou, kladna s hodnotou +1, a
zapornd s hodnotou —1.

Trénovani a zjistovani, ktery stav je dobry, probihd v epizodach, jak je vidét na ob-
razku 3.10, kde jsou zobrazené dvé iterace, které jiz obsahuji ohodnoceni jednotlivych stava
a také, jaké zmény mezi nimi probihaji. Lze vidét, ze zmény jsou jesté relativné velké a u
vétsiho prostoru bude déle trvat, nez hodnoty zkonverguji nebo minimélné se priblizi k
hodnoté, ktera se nemusi jiz moc ménit.

Novy stav [2,3] v iteraci 4, kterd je na obrazku 3.10 se vypocita jako:

V[2,3]=0,8-0,83-0,940,1-0,51-0,9+0,1-(—1)-0,9
= 0,5976 + 0, 0459 — 0, 09 (3.14)
=0,55

Ve vzorci je na prvnim misté pravdépodobnost prechodu. Na druhém misté je aktudlni
hodnota v daném sméru, a na tfetim misté discount factor. Na obrazku 3.11 lze vidét iteraci
100, kde hodnoty zkonvergovaly k néjaké hodnoté. Miize se uz jednat o idealni policy. Nyni
Ize i pékné vidét, ktera z cest je vyhodnéjsi, kde je vétsi ohodnoceni stavi.

3.6 Policy based algoritmy

Policy based[31, 24] algoritmy maji za cil vytvorit hodnotici funkei, jejiz dlohou bude na
ziskany stav vytvorit akci, kterd bude dosahovat nejvyssi mozné hodnoty. V této metodé
mame policy m, sit ziskd aktudlni stav a na jeho zakladé vyprodukuje rozlozeni pravdépo-
dobnosti pro jednotlivé akce (pro diskrétni akce). Sit vypocitd pravdépodobnost pomoci
vzorce

mg(als) = Plals], (3.15)

kde 0 jsou parametry neuronové sité. Vystupem je rozlozeni pravdépodobnosti akci a ve
stavu s s parametry 6. Pribéh je vidét na obrazku 3.12, kde v prvni ¢asti je aktudlni
stav. Ve druhé ¢asti policy pracuje se stavem s a produkuje rozlozeni pravdépodobnosti,
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Obrazek 3.9: Nejjednodussi tloha value based, kde je cil dostat se z bodu A a cestou
nasbirat co nejvétsi odménu. Cisla v jednotlivych polich, které symbolizuji stavy, zobrazuji,
jak dobry dany stav je. Toto ¢islo se v jednotlivych iteracich méni pomoci néjakého value
based algoritmu. V poli jsou 2 odmény. Jedna kladnéd (+1) a zdporna (—1). Inspirovano z
[16].

0.370.66 |0.83 | 1 0.51]0.720.84 | 1

0.0 0.51] -1 0.0 0.55] -1

0.0 | 0.0 [{0.31 (0.0 0 0.22| 0.37| 0.13

Obrazek 3.10: Ukazka 4. a 5. iterace u zakladni value based tlohy. Oba obrazky zobrazuji
ohodnoceni stavi a také, v jak se méni ohodnoceni v jednotlivych iteracich. Pro dosazeni
optimalni policy by mélo uceni probihat do doby, nez hodnoty zkonverguji k urcité hodnoteé.
Inspirovano z [16].
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k = 100

0.640.74 |0.85 | 1

0.57 0.57| -1

0.49|0.43 |0.48 |0.28

Obrazek 3.11: Ukéazka 100. iterace, kde jednotlivé stavy zkonvergovaly na urcité hodnoty,
které by se v dalsich iteracich téméF neménily. Cisla zobrazuji ohodnoceni stavii a lze tak
vidét cestu, kterd je nejvyhodnéjsi pro zisk co nejvétsi odmeény. Inspirovano z [16].

které je zobrazeno ve tieti ¢asti. Pokud chceme maximalni odménu, zvolime akci s nejvyssi
pravdépodobnosti, pokud nas aktualné nezajimaji nejvyssi odmeény, ale budouci mozné, tak
miizeme zvolit ndhodné s reflektovanim pravdépodobnosti.

L |0.35

R | 0.65

Neuronova sit

Obrazek 3.12: Zobrazeni fungovani policy based algoritmu. V prvni ¢asti je uloha v pro-
stiedi, ktera je v néjakém stavu. Druha ¢ast je neuronova sit, ktera zpracuje stav z prostredi.
Ve treti ¢asti je vystup neuronové sité. Jedna se o rozlozeni pravdépodobnosti jednotlivych
aked.

Nyni mame policy, ktera ze zadaného stavu s dokaze vyproduktovat akci a a dava nam
néjaké vysledky. Je ale potfeba néjaka funkce, kterd se bude starat o zlepsovani policy .
Funkce by tedy méla hodnotit, jak je nase policy funkce dobri. Kazdé koneéné MDP ma
optimélni policy (kterd ndm d& nejvétsi odménu). Vypocet u policy based algoritmu probiha
pomoci gradientu[23].
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Potfebujeme védét, jak se agentovi dafi v kazdé epizodé. Hodnotici funkce zavisi na
score, které je za epizodu ziskané. Kvalita zalezi na prostfedi, na odménéch, obecné je ale
vyse odmény dobré méritko kvality, tedy jaké dosahuje celkové skore za epizodu. K zjisténi
musim pouzit discount faktor tak, abychom pocitali s odménami v néjakém horizontu, tedy
s ur¢itym poctem. Definované je to jako:

T
Glrg) = > ', (3.16)
i=0
kde 7 je trajektorie. Tato suma discount rewards, které agent dostal v aktualni epizodeé
pomoci policy .

Loss funkce u policy based funguje na zakladé odmén. U pozitivnich odmén zvysujeme
pravdépodobnost akci, u zapornych naopak. Cilem neni mit pravdépodobnost akce 1 nebo
0. Diky tomu bychom pfisli o moznost zkoumat prostfedi. Akce s pravdépodobnosti 0 by
se nikdy neprovedly a zaroven akce s pravdépodobnosti 1 by se provedly vzdy a neobjevili
bychom tak novy stav, ktery by mohl vést k vétsi odmeéné.

Informace, jak dobré je policy, se vypocita jako:

J(mg) = E[G(79)], (3.17)

Toto je ocekdavand odmeéna na konci epizody pomoci policy my.

Pokud ndhodné inicializujeme 6, spustime nékolik epizod a odmény ulozime, s nejvétsi
pravdépodobnosti zjistime, ze prumér odmén je nizky, to znamenad, Ze nase policy je Spatna.
Gradient vsak ukazuje ve sméru nejvétsiho rustu. Pokud muzeme vypocitat J(mg) s para-
metry policy, pak muzeme updatovat, policy jako:

0 =0+ aVeJ(m), (3.18)

kde a je krok v learning rate[9], ktery ndm fikd, jak rychle ma probihat uceni. Je to
parametr, ktery ovliviiuje rychlost. Rychlost u¢eni urc¢uje, jak rychle se model prizpusobuje
danému problému. Tato hodnota se pohybuje v rozmezi od 0 do 1. Mensi rychlost uceni
vyzaduje vice trénovacich epizod vzhledem k mensi vaze informaci pro zménu dat, vyssi
hodnota jich potfebuje méné. Pokud je vsak mira uceni velkd, tak se muze rychle blizit k
neoptimalnimu feseni, zatimco mala rychlost mtze zkoumat vice cely prostor a povede tak
k najiti optimalniho feseni.

Nyni jsme schopni veelku jednoduse aproximovat gradient J(7mp) pomoci par trajektorii
a dojit tak k vyssi odméné. Vzorec pro odvozeny policy gradient[23] je:

T
Vo (mg) = E[Y_ Vg logm(as|s:)G (19)]. (3.19)
=0

Policy based algoritmy fesi problém s nekoneé¢no akcemi — u value based je to problém,
protoze se musi pocitat kvalita dvojice stavu a akce, aby se vypocitala optimélni policy.

U policy based algoritmu neni ze za¢atku problém s pomérem zkoumani a vyuzivanim
jiz nabitych zkuSenosti. Na zacatku policy funkce prilis nevi, jakd akce je dobra a jaka
naopak Spatna, a tak prozkouméava prostiedi. Postupem c¢asu, jak se policy uci, tak se
snizuje procento akci, které zkoumaji prostfedi a naopak roste procento akci, které vedou
k vétsi odmeéné. Aby se i v pozdéjsich fazich zkoumaly nové akece, vyuziva se entropy|[3].

Entropy u posilovaného uceni slouzi k ¢astéjsimu voleni nepfedvidatelnych akei. Cim
vétsi je entropy hodnota, tim vic ndhodnych akci agent provede. Cilem posilovaného uceni
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je naucit se sekvenci akci, které vedou k co nejvétsi odméné a dochazi pak prirozené k tomu,
ze se nevoli nové akce a muze dochazet k tomu, ze je dosazené néjaké maximum, coz miize
byt pouze lokdlni maximum a diky tomu, Ze by algoritmus neprovidél nahodné akce, tak
by globalni maximum nemusel viibec najit.

Optiméalni policy miize vypadat jak na na obrazku 3.13, kde je v kazdém stavu mozné
vybirat uz jen z uré¢itych akci, které vedou k nejvétsi odmeéné.

™ A ™
< A ™ —~ ™~
i ) p)
— < < <
~ T~ a~ ~ A
& ya ya
— < < <
<~ ~ ™ ~ <~
— & pa ya
< < <

Obrazek 3.13: Piiklad, jak mtze vypadat optimdlni policy. Jednotlivé stavy ve stavech
nabizi uz jen urc¢ité akce, které mohou vést k vyssi odméné.

3.7 Exploration / Exploitation

Jedna se o problém a vyzvu v posilovaném uceni spravné volit pomér mezi zkoumanim
(Exporation) a vyuzivanim jiz nabitych zkuSenosti z minulosti (Exploitation)[20].

Snaha agenta je ziskavat co nejvétsi odménu za epizodu. Agent proto preferuje spise
akce, které vybira s vyuzitim zkusenosti z predchozich epizod, u kterych dokaze 1épe pre-
dikovat vyssi odménu. Zkoumanim prostoru a délani ndhodnych akci, které nemusi byt v
daném stavu nejvyhodnéjsi, v budoucnosti vsak mohou prinést vyssi odménu.

Agent by mél soucasné vyuzivat jiz nabrané zkusSenosti pro ziskani co nejvétsi odmeény,
a zaroven také zkoumat nové akce, které mu mohou v budoucnu prinést mnohem vétsi
odménu. Strategii je vice, napriklad e-greedy, kde se ze zacatku provadi vice nahodnych
akci a postupné béhem uceni se procento ndhodnych akci zmensuje.

3.8 Spojité akce

Spojité akce[5] jsou specidlni pripad akei u stochastické policy. Jedné se o akce, kdy agent
musi mit na vystupu néjaké realné cislo. Jako priklad mize byt, jakou silou pohnout kon-
Cetinou nebo jak moc zatocit volantem. Tento problém lze Tesit vice zpusoby

¢ Rozbiti akci na segmenty — Mame interval hodnot, ve kterém se hodnoty akci musi
nachézet. Dany interval se rozseka na mensi intervaly a vzniknou nam tak diskrétni
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akce, které reprezentuji dany interval. Toto Feseni nefunguje, kdyz je potfeba extrémni
preciznost.

e Na vystupu parametrizovany model — Model, ktery bude davat na vystupu ¢islo
z urcéitého intervalu. Existuje tak témér nekoneéno moznych vystupu.

U diskrétnich akci nam agent dava na vystup rozlozeni pravdépodobnosti jednotlivych
akci. Na vstupu mame stav, na vystupu dimenzi akce a pak pomoci funkce softmax zjistime
pravdépodobnost jednotlivych akei.

U spojitych akci mame nekoneéno moznych akci, které se vsak musi nachazet v predem
definovaném intervalu. Idealné i zde potfebujeme podle nécéeho akce vybirat a k tomuto
ucelu se dé vyuzit normélni rozlozeni (gaussova kiivka), kde jako vystup uceni je rozptyl a
smérodatnd odchylka a pomoci tohoto jsme schopni ziskat novou akci.

3.9 Actor critic

Existuji 2 zakladni piistupy — Value based a Policy based. Pomoci value based lze najit
nejlepsi moznou akci za predpokladu, zZe je jich koneéné mnozstvi. Policy bysed je zase
dobré pro stochastické a nedeterministické akce. Nevyhodou je vSak doba trénovani.

Kazdd metoda mé svou vyhodu i nevyhodu. Algoritmus Actor Critic[12, 28] se snazi
tyto dva pristupy spojit. Vyuziva 2 neuronové sité. Jednu pro Actor a druhou pro Critic.
Actor je zalozen na Policy based a vytvari chovani agenta. Critic je value based a hodnoti
akce, které agent udélal.

Problém u policy based algoritmt je, ze trénovani probiha az na konci epizody a pokud
v prubéhu byla provedena Spatnd akce, tak to nemusi jit poznat, protoze diky ostatnim
akcim se odména zprumeérovala a i tak byla dost dobra. Pro optimalizaci tedy potfebujeme
obrovské mnozstvi vzorki. Tento problém se u algoritmu fesi pomoci Value based, tedy po-
moci kritika, ktery hodnoti jednotlivé akce a trénovani je tak rychlejsi. Samotny algoritmus
je také off-policy, tedy trénovani probihd i na minulych epizodéach.

Samotné uceni si lze predstavit jako proces, kdy Actor zvoli néjakou akci a kritik tuto
akci ohodnoti ve smyslu: ,,Ano, toto je dobra akce“, nebo ,Ne, toto je Spatna akce“. V
samotném algoritmu se nepouziva binarni hodnota, ale ¢iselnd hodnota od zapornych po
kladné hodnoty. Pomoci této informace se agent postupné uci. Pro lepsi predstavu je to
zobrazené na obrazku 3.14, kde jsou 2 ¢éasti (Agent a prostiedi) a je tam zobrazen princip
toku informaci.

Actor

V algoritmu Actor Critic m& Actor na starost rozhodovani, vytvareni akci agenta. Pti
komunikaci mezi prostfedim a agentem, agent vyuziva Actor, ktery vytvari akce. Actor je
zalozen na policy based. Normalné se vytvari rozlozeni pravdépodobnosti jednotlivych akei,
tak jak normélni policy based algoritmus. Pribéh je zobrazen na obrazku 3.15. Na vstupu
je stav, ktery jde do neuronové sité, ktery stav zpracuje a jako vysledek vyhodi rozlozeni
pravdépodobnosti akci. V mém piipadé Actor vytvari 2 vystupy, smérodatnd odchylka a
rozptyl, tedy idaje pro normalni rozlozeni, ze kterého se nasledné vybira akce.

Actor u spojitych akci mize predpovidat rozptyl, ale ne standardni odchylku. Pokud ji
méame definovanou, tak samotny algoritmus muze byt vice stabilni[29].
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Obrazek 3.14: Diagram znazornujici fungovani algoritmu Actor Critic. Jsou tam 2 slozky.
Prostiedi a Agent. Agent obsahuje Acotr a Critic. Actor je slozka, kterd vytvaii akce a
komunikuje s prostfedim. Kritik nekomunikuje primo s prostiedim, ale dava informace
casti Actor o kvalité akci, které udélal.

Critic
Critic je ¢ast algoritmu hodnotici akce, které Actor udélal, a Actor se na zakladé této zpétné
vazby uci. Critic je value based a vystupem je tedy 1 ¢islo, hodnoceni. Proces jde vidét na
obrazku 3.16. Na vstup prijde stav s akci, poté to projde neuronovou siti a jako vystup to
da kvalitu akce v daném stavu.

Tato ¢ast je volana/pouzivand pii procesu uceni. Algoritmus Actor-Critic je off-policy,
tedy uklada si data z jednotlivych epizod do paméti, kterou pak vyuziva pro trénovani.

3.10 Soft Actor Critic

V moji praci vyuzivam algoritmus Actor Critic, konkrétné Soft Actor Critic (SAC)[2], ktery
je definovan na ulohy se spojitymi akcemi. Cilem SAC neni pouze maximalizovat celkové
odmeény, ale také maximalizovat entropy, coz je mira ndhodnych akci. To vede k dalsimu
zkoumani stavového prostoru a miize to pozdéji vést k urychleni u¢eni. Muze také zabranit,
aby se nenaslo prilis brzy néjaké lokalni maximum.

Entropy je definovana jako:

H(P) = E[-log P(z)]. (3.20)

SAC v jeden c¢ase uci policy mg a 2 Q-funkce Q1 a Q2. Existuji 2 verze. V té prvni
se pouziva fixni hodnota regula¢niho koeficientu «, v té druhé se hodnota regulac¢niho
koeficientu méni v pribéhu samotného uceni.
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0.795, 0.135
-0.062, 0.658
0.557, 0.432
-0.748, 0.876

Aktualni stav Akce

Neuronova sit

Obrazek 3.15: Fungovani Actor v algoritmu Actor Critic. V prvni ¢asti je tloha v néjakém
stavu, ze kterého informace prechéazeji do dalsi ¢asti, neuronové sité, kterd stav zpracuje.
Ve treti ¢asti je vystup neuronové sité. Pro kazdou akci je to dvojice — rozptyl a smérodatna
odchylka, tedy parametry pro normaélni rozlozeni. Inspirovano z [4].

Samotné uceni probiha na vzorcich ziskanych z jednotlivych epizod. Na zac¢atku uceni
se vypocita cil Q-funkce pro minimalizaci budouci chyby. Vypocité se to jako:

y(rs',d) = r+ (1 = d)(min Qs (s',a) — alogmo(a'[s)), a’ mo(|s)- (3:21)
=1,
Nasledné probéhne aktualizace Q-funkce pomoci gradientniho sestupu prvniho fadu
jako:
1
V%E Z (Q¢i(sva) - y(r, s/,d))z,proi = ]-72' (322)
(s,a,r,s' ,d)€B

Po aktualizaci Q-funkci je potieba aktualizovat také policy 7, které se aktualizuje po-
moci gradient ascent jako:

w'B' Z (min Q% s, ag(s)) — alog mg(ag(s)|s)), (3.23)

kde agy(s) je vzore z my(.|s).
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0.75

Ohodnoceni

Aktualni stav akce

Neuronova sit

Obrazek 3.16: Fungovani kritika v algoritmu Actor Critic. V prvni ¢asti je stav v prostiedi,

kde spole¢né s akci jde do druhé ¢asti, kde tyto informace zpracuje neuronova sit. Ve treti
Casti je vystup neuronové sité, tedy ohodnoceni akce v daném stavu. Inspirovano z [4].
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Kapitola 4

Testovaci prostredi

s v 7

Testovaci prostiedi je nedilnou soucasti posilovaného uceni. Je to druha ¢ast, bez které se
uceni neobejde. Je to ta ¢ast, se kterou agent komunikuje, zasila ji vybrané akce. Prostredi
zpatky posild agentovi ohodnoceni a také novy stav, do kterého se prostiedi dostalo po
provedeni akce.

Prostredi si lze predstavit jako prostor, kde probihaji akce. U hry sachy to bude sa-
chovnicové pole, které ma Sachové postavicky, u robota to miize byt redlny svét s robotem.
Prostredi tedy nemusi byt jen virtualni, ale i redlné, které vsSak uceni muze ztézovat a
také zpomalovat. Pokud je ale tiloha urcend do redlného prostiedi, je treba ji v néjaké fazi
otestovat.

Redlny svét nabizi spoustu prekazek, a tak je jednodussi vytvorit si prostfedi virtualni,
ve kterém budou tfeba zahrnuty vSechny parametry realného svéta, jako tfeba gravitace.
Posilované uceni se uci z ispéchu a netspécht. Naucit napriklad robota délat néjaké akce by
mohlo byt v realném svété prilis nakladné, protoze zacatky uceni jsou hlavné o netspésich,
které by robota mohly nic¢it po fyzické strance a proces uceni by se tak mohl zpomalit
z dvodu oprav a obecné z fyzického opotfebeni. Nemuselo by jit jen o tpravy, ale ladit
samotné parametry modelu, kdy se méni velikost néjaké ¢asti, 1ze jednoduseji ve virtudlnim
prostiedi nez v tom realném. Problém by byl i restart tlohy.

Dalsim problémem by mohl byt ¢as. Vyhodou virtualniho prostfedi je, Ze Cas prova-
déni simulace muze byt rychlejsi nez readlny cas, a tak model mizeme mnohem rychleji
vytrénovat.

Jako prostredi jsem vytvoril prostiedi s postavickou, ve které jsou definované 4 tlohy s
ruznymi modifikacemi a rozsifenimi.

4.1 Zaklad prostredi

Kazda tloha posilovaného uceni musi byt definovana v néjakém prostiedi. Vzdy zalezi na
konkrétni tloze, na pozadavcich a parametrech ulohy. Z toho pak vyplyva, které nastroje
jsou potieba. Posilované uceni jiz neni prilis neznamé, a tak existuje pro tyto tlohy spoustu
nastroju ulehc¢ujici zakladni praci.

Algoritmy jsou mnohdy univerzilni a je dobré tedy pouzivat i nastroje na tvorbu pro-
stredi. Tyto nastroje umoznuji vytvorit univerzalni rozhrani pro komunikaci mezi agentem
a prostfedim. Mezi nejznaméjsi a také nejpouzivanéjsi patii Gym od OpenAl'. Gym jako
nastroj nestaci, nabizi jen rozhrani, které zjednodusuje komunikaci s agentem pro tréno-

"https://gym.openai.com/
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vani. V mém piipadé je tlohou postavicka ve fyzikdlnim modelu. Pro tuto tlohu je tedy
potieba prostiedi. K témto potiebam poslouzi PyBullet?.

4.2 OpenAl Gym

OpenAl Gym[8] je nastroj nabizejici rozhrani pro definovani novych tloh nebo jen vyuziti
téch stavajicich, které jsou v Gym implementované. Tento nastroj vyviji organizace Open Al
obecné zamérend na vyvoj umélé inteligence. Samotny Gym uz obsahuje spoustu predem
nadefinovanych prostiedi. Jeho soucasti jsou jednoduché textové tulohy, staré Atari hry,
ulohy jako cartpole a mountaincar, a také rizné 3d pohyblivé priserky. VSechny tyto tlohy
lze pouzit a vytvorit na né algoritmus, ktery danou tlohu vyresi.

Gym mimo jiné umoznuje vytvaret i vlastni prostiedi. Kazdé prostiedi se sklada ze sady
ur¢itych tkontu, které je potfeba definovat a prostredi je hotové. Jde o inicializa¢ni funkci
init, kde probihéa inicializace velikosti akci a prostfedi. Je zde také inicializace prostredi,
které se dale pouzivé, napiiklad inicializace fyzikalnitho modelu. Dalsi je step, coz je funkce,
kterd se vola v priubéhu trénovani pro posun. Jako parametr byva akce, kterou je treba
udélat. Dale pak reset. Tato funkce se vola pred zacatkem trénovani a po kazdé epizodé
tak, aby trénovani mohlo zacit vzdy ve vychozim stavu. Déle je mozno pouzit funkci render
vracejici grafické zobrazeni aktualniho stavu prostiedi.

Pro¢ Gym

Duvod, pro¢ Gym a ne vlastni Teseni, je jednoduchost. Sta¢i nadefinovat téla par metod,
zaregistrovat tfidu tak, aby o ném Gym védéla a je to. Pak uz stac¢i jen spustit trénovani.
Agent si muze z prostredi ziskat potfebné informace, které se pti vytvareni prostfedi nade-
finuji, a které agent potfebuje ke svému béhu, napriklad jakou dimenzi maji data prostiedi
a jaké jsou akce.

Dalsim davodem, pro¢ vyuzit Gym je, Ze pfi inicializaci prostfedi staci jen zménit nazev
tlohy implementované v Gym a trénovani pak muze probihat na nové tloze. Vse by mélo
fungovat, protoze Gym nabizi obecné pristupy.

4.3 Pybullet

PyBullet[11] je fyzikalni simuldtor pro hry, vizualni efekty a také pro robotiku a posilované
uceni. Je to postavené na Bullet Physics SDK, které je napsané v C++ a python verze jen
vola funkce pomoci API, které je napsané v C+-+. Pro vyvoj tedy lze pouzit oba jazyky. V
pythonu se jedna o jednoduchy modul, ktery lze jednoduse nainstalovat jako pip balicek a
za¢it hned pouzivat.

Nastroj je urcen k simulaci a umoznuje provadét akce nad modely, které jsou do prostredi
vlozeny. Priklad akce muze byt roztoceni kola, pohyb koncetiny atd. Prostredi také umi dat
informaci napfriklad o kolizich mezi objekty. V samotném prostredi jsou jiz preddefinované
néjaké modely, naptiklad humonoid, ramena, které prenasi objekty atd.

Kromé simulace néastroj nabizi i renderovani, a to pomoci TinyRendere a OpenGL, tedy
zobrazeni scény do okna. Déle nabizi také debug néstroje, jako zobrazovani textu do scény
a Car, které se vyuziji napriklad pii aplikaci externich sil vyvinutych na modely.

“https://pybullet.org/
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Pybullet jako fyzikalni simulator mize fungovat ve vice modech. Prvni mod je klasicky,
kde se bude vykreslovat scéna. Jedna se o mod GUI. Dalsi moznosti je mod DIRECT. Jde
o mod, kdy se nic nevykresluje a diky tomu muze celd simulace probéhnout rychleji. Je to
idealni pro posilované uceni, kde nas primo nezajimé, jak scéna vypada, ale jak funguje. A
na to nam staci tento mod. Existuje jesté par modu, kde je napriklad oddélena simulace a
renderovani na separatni procesy.

Alternativou k PyBullet je Mujoco®. Jedna se o pokroéily simuldtor, vyvinuty na Uni-
versity of Washington a je pod licenci, kterd se plati rocné. V Open Al k nému vytvorili i
Python wrappper pro pouziti v pythonu.

Formaty a zptusoby definice objekta

Definovat objekty v Pybullet 1ze pomoci nékolika formati — SDF, URDF, UCJF. Kazdy
format je lehce specificky a ma jiny styl zapisu, vSechny jsou ale odvozené od XML. Vy-
sledek by mél by byt ze vsech forméatu stejny, jde tedy hlavné o to, jakym zpusobem lze
objekty vytvorit. Na vysledném forméatu tolik nezalezi, spiSe na nastrojich, které zjednodusi
vytvoreni modelu.

UJCF je format Mujoco, tedy alternativniho fyzikalniho modelu, ktery vsak lze pouzit
i v PyBullet. Diky Mujoco licenci jsem se timto forméatem nezabyval.

Pro format SDF uz existuje nastroj pro modelovani. Jedna se o nastroj Gazebo®, ktery
umoznuje modelovani a také testovani algoritmt na modelech v riznych prostfedi. Mode-
tvart. Narazel jsem na problémy s editaci jiz vytvorenych modeltu, které nesly editovat a
bylo vzdy tfeba vytvorit novy. Samotny nédstroj poskytuje také moznosti simulace.

Dalsi moznosti je URDF format, ktery jsem nakonec pouzil. Nabizi se zde dvé moznosti
definice. Ta prvni je pomoci blenderu®. Jedn4 se o 3D modelovaci nastroj, kde lze vytvorit
3D postavu a tu pak pomoci nastroje Phobos® prevést na URDF model. Vytvoreny model
se v blender rozdéli na jednotlivé ¢asti, pridaji se mista ohybi, nadefinuji podminky pro
motory a model se vygeneruje. Jedna se tedy o nejjednodussi cestu, jak slozity model prevést
do Pybullet.

Dalsi moznosti u URDF je psat primo XML. To je samo o sobé slozité kvili zavislostem
a spravnym vypoctim. Existuje vsak format XACRO, kde lze vytvéafet riizné makra, které
lze postupné volat a provadét vypocty. Pri generovani se vSe vypocita, importuje a jako
vysledek nam vznikne URDF, které pak uz jen staci nacist v pybullet. Jedné se o zpusob,
jak mit kazdy radek definice modelu pod kontrolou a zaroven mit s pomoci maker uleh¢enou
praci.

Zptusoby definice kloubt

Kazdy model se sklada z ¢asti definujicich se pomoci tagt link. V téle tagu se dale nastavuje
tvar, kolizni prostor a také umisténi elementu v prostoru. Jako tvar muze byt bud kvadr,
koule, ptripadné i objekt ve formatu obj, ktery se do souboru importuje. V piipadé objektu
se muze jednat o jakkoliv slozity tvar.

Shttp://www.mujoco.org/
“http://gazebosim.org/
Shttps://www.blender.org/
Shttps://github.com/dfki-ric/phobos/
"http://wiki.ros.org/xacro/
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Model obsahuje jednotlivé ¢asti, které musi byt nééim spojeny. U URDEF souborech se
to déld pomoci tagu joint[1] a druhii spojeni je vice. Rozdil je v povolenych pohybech. Mezi
nejzakladnéjsi patii fixed, revolute a continuous, ktery jsem vsak nepouzil.

e Fixed - spojeni, které udéla dany motor nehybny. Aplikovand akce s timto spojenim
nic neudéla. Pouziva se pro spojeni, kde nevyzadujeme pohyb a potfebujeme, aby 2
Casti drzely u sebe.

¢ Revolute — Spojeni které umoznuje pohyb ve dvou osach, tedy napriklad pro pohyb
koncetiny v jedné roviné. Jako parametr se zde nastavuje minimélni a maximalni tihel,
ve kterém se motor (kloub) muze nachazet.

e Continuous — Néco jako Revolute, akorat bez minimalniho a maximalntho whlu.
Vyuziti je pro kolo.

Funkce v Pybullet

Obsah vsech funkci obsazenych v pybullet, véetné aplikace akci a ziskdvani informaci o

modelu, popisuje dokumentace[11]. Zminim ale jen par zdkladnich, které jsou pro béh nej-

dilezitéjsi.

Nacéitani modelu — Pro naé¢itani modelu a nebo jeho prostiedi je zde funkce loadURDF(),
ktera ma své alternativy pro ostatni formaty. Pomoci této funkce se nacte model a
prevede se do vnitini reprezentace pybullet

Pohyb — Pro pohyb, vykondni akce, je zde funkce setJointMotorControl2(), kterd na zvo-
leny motor aplikuje pozadovanou akci. Akce muze byt pozice, do které se ma motor
dostat, sila, kterou mé pusobit a nebo rychlost. V URDF je motor definovan pomoci
tagu joint. Jako parametry ma nastavené krajni hodnoty, které lze pripadné nastavit
i pfimo pomoci pybullet. Akce se nemusi na motory aplikovat zvlast, ale pomoci pole
hodnot. Sta¢i zadat indexy a sily pro jednotlivé motory a o zbytek se uz postara
pybullet. Jedna se o funkci setJointMotorControlArray().

Informace modelu vzhledem ke svétu — Pro trénovani jsou potfeba informace o svété
jako kde se model nachazi, v jakém thlu je, jakou rychlosti se pohybuje atd. Na toto
jsou funkce getBasePositionAndOrientation(), getBaseVelocity().

Informace modelu — Agent potrebuje nejen informace o svété, ale také o samotném mo-
delu. Pomoci funkce getLinkState() 1ze ziskat informace o jednotlivych ¢astech mo-
delu. Informace o motoru, v jaké pozici se motor nachézi, slouzi funkce getJointState().

Externi sily — Pybullet obsahuje funkce pro aplikaci i externich sil, coz mize byt vyuzito
jako rozsifeni pro jednotlivé tlohy v prostfedi. Funkce pro externi silu je applyFExter-
nalForce(). Jako parametry jsou z jakého sméru sila pusobi a také jakou silou.

4.4 Postavicka

Pro trénovani jsem se rozhodl vytvorit postavicku, kterd v riznych nastavenich bude plnit
zadané tlohy. Samotna postavicka se sklada z nékolika c¢asti, které tvori télo a pak také
nohy. U navrhu predpokladam, ze navrh je spravny a postavicka bude schopna plnit dané
ulohy. Tento predpoklad nezarucuje, ze neexistuje lepsi, ale Ze je schopné. Postavicka je
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definovana pomoci formatu XACRO, ktery jsem zminoval vyse, a generuje se do URDF
formatu. Vysledna postavicka je na obrazku 4.1.

Obrazek 4.1: Postavicka z vytvoreného prostiedi. Postavicka obsahuje télo, ze kterého vy-
chazeji 2 koncetiny. Kazda koncetina se skladd ze 3 hlavnich ¢asti — chodidla, spodni ¢ast
nohy a horni ¢ast nohy. Kazda ¢ast je oddélend od druhé kloubem. Postavicka umozniuje
dohromady 8 ruznych akei (pohyb konéetin dopredu, dozadu a do boku).

Presna definice toho prostiedi neni, protoze se mtize ménit na zakladé tloh. Zaklad je
vsak stejny a hlavné se méni jen nastaveni jednotlivych parametri.

Z ceho se sklada postavicka

Postavicka se skladé z 13 ¢asti. Zakladem je télo, které je tvaru koule. Polomér koule je 0,3
m a mé hmotnost 10 kg. Z téla vedou 2 koncetiny, které jsou totozné a slouzi k pohybu celé
postavicky.

Samotné koncetina se sklada ze 3 ¢asti, které jsou vzdy oddélené klouby. Horni a dolni
¢ast koncetiny jsou stejné a jednd se o kvadr s rozméry 0,05x0,05x0,4 m a hmotnosti 3
kg. Chodidlo je také kvadr s rozméry 0,17x0,05x0,02 m a hmotnosti 1 kg. Kazdy kloub
ma definovany pohyb pouze do jednoho sméru, tedy napriklad pohyb koncetiny dopredu a
dozadu. Pokud v jednom misté jsou potfeba 2 pohyby, jsou definované na jinych ¢astech.

Akce - jaké jsou a jak to funguje

Postavicka méa 8 motord, kloubti, se kterymi se pohybuje. Kazdy motor mé nastavenou
konstantni silu, kterou koncetinu posunuje. Sila se nasobi se vstupni informaci. Ta ¥ika, jak
ma byt sila velika a také, jakym smérem se ma pohnout. Kazdy motor méa svij rozsah, ve
kterém se muze pohybovat. Toto je zobrazené na obrazku 4.2. Jedn4 se o ¢islo v rozsahu od -
1 do +1, které se nasobi s konstantni silou. Pokud je ¢islo zaporné, tak se posunuje koncetina
dozadu, pokud je kladné, tak dopfedu. Pro kazdy motor je potfeba tato informace zvlast,
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na vstupu je tedy pole 8 hodnot. Po vynédsobeni vstupu a sil se zavola funkce z pybullet,
kterda pohyb vykona.

Obrazek 4.2: Rozsahy pohybu jednotlivych ¢asti koncetin, které postavicka obsahuje a se
kterymi miize pohybovat. Umoznuje hybat s celou koncetinou dopfedu a dozadu. Muze s
ni hybat také do boku. Dalsi pohyb vychazi z poloviny koncetiny (koleno), kde je umoznén
pohyb dozadu a zpét. Nejspodnéjsi ¢ast, chodidlo, umoznuje pohyb nahoru a dolt.

Observation - informace pro agenta

Samotné prostredi poskytuje spoustu informaci, ale jen nékteré jsou potfebné pro samotné
trénovani. Vice informaci muze zpusobit vétsi citlivost a tim lepsi trénovani. Nékteré para-
metry vsak mohou zptisobovat pravy opak. Informace z prostiedi jsem si rozdélil do nékolika
kategorii:

¢ Informace vzhledem k postaviéce — Prostredi nabizi spoustu informaci o posta-
vicce. Nékteré jsou zbyteéné a nékteré mélo relevantni. U postavicky mé zajima jeji
naklon, jaky ma postavicka vzhledem k povrchu. Jednd se o ukazatel padu. Dale mé
zajimd rychlost postavicky, z soufadnice (vertikalni osa) postavicky, tedy v jaké vysce
se postavicka nachdazi. Jedna se o dalsi ukazatel padu a také zda postavicka vyskodila.
Souradnice postavicky mé nezajimaji, protoze se jedna o udaj, absolutni hodnotu,
kterda nam nedava informaci o okoli. Kdyby se start posunul v nékteré z os o néjakou
vzdalenost, tak by natrénovany model mohl prestat fungovat.

e Informace o postavicce — U samotné postavicky mé zajimaji hlavné koncetiny,
kde zjistuji relativni pozici koncetiny, kterou prevadim na informaci, v jaké pozici
se nachazi vhledem k rozsahu pohybu koncetiny. Obsahuje také informaci, zda se
chodidla dotykaji povrchu ¢i nikoliv.

e Dodatec¢né informace — Nékteré tlohy pracuji s cilem. Jedna se o bod v prostredi.
Jelikoz zadavat presné souradnice neni dobré, tak jsem informaci o cili zadaval pomoci
3 parametru. Prvni parametr je vzdalenost od postavicky k bodu. Dalsi dva parametry
jsou vzdalenost na osdch X a Y.

Nastaveni fyzikalniho modelu

Svét, ve kterém zijeme je spojity. Svét v pybullet je diskrétni, a tak je potreba si nadefinovat,
jak casto bude probihat dotazovani na nové akce. Ve vychozim stavu je v pybullet nastaven
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krok simulace 1/240 s, kvili posilovanému uceni jsem to snizil na 1/30 s pro jednodussi a
rychlejsi trénovani.

Dalsi parametr je gravitace. Je zde tedy potfeba definovat pozadované zrychleni, v
mém pifpadé jsem nastavil 9, 8ms 2, tedy lehce zaokrouhlend hodnota norméalniho tihového
zrychleni[32]. Ostatni parametry jsou ve vychozim stavu a mély by co nejvice simulovat
realny sveét.

4.5 Dalsi ¢asti prostredi

Pro testovani neni potreba jenom hlavni model, v mém pripadé postavicka, jsou ale potfeba
i ostatni prvky, které umoznuji tvorit jednotlivé tlohy.

Povrch prostredi

Pybullet je prostredi, které nabizi fyzikalni prostor, ve kterém se muze testovat nejen pohyb
po povrchu, ale i ve volném prostoru. Je tedy potieba definovat povrch, po kterém se
bude postavicka pohybovat. Zakladni povrch 1ze nadefinovat pomoci obrazct, jako kvadr,
obdélnik. Slozitéjsi povrch lze pomoci .obj soubori, diky ¢emuz lze nadefinovat rizné vinity
a tedy i obtizny povrch, ktery postavicka musi zdolat. V mém pripadé jsem zvolil ¢isté kvadr,
ktery jsem nadefinovat v Xacro prevedeny do URDF. Velikost kvadru je pro mé velikost
testovaciho prostredi.

Povrchu prostiedi jde nastavit ruzné parametry, jako naptiklad kluzkost.

Cil

Soucast nékterych tloh je bod, kam se ma postavicka dopravit. Tento element se iniciali-
zuje vzdy pri restartu prostredi a to na nahodnou pozici. Pozice je vSak oSetfend, aby se cil
nevyskytoval prilis blizko a také, aby se nachazel v testovacim prostiedi. Souradnice jsou
ulozené v prostiredi, kde se mimo jiné zjistuje, zda postavicka dorazila k cili. Cil je nade-
finovan pomoci formatu Xacro a preveden do formatu URDF. Jako obrazec byla zvolena
koule o poloméru 0.5 m.

4.6 Ulohy v prostiedi

Samotné prostredi neobsahuje pouze postavicku s jednou tlohou, ale soubor tloh, které
se voli pii vytvareni prostfedi pred spusténim. VSe vychézi ze stejného zdkladu, lisi se ale
funkci odmén, ukoncovani epizody atd.

Vsechny ulohy obsahuji stejnou podminku a to, zda se postavicka nenachézi pod néja-
kym tdhlem, ktery vede k padu. Dalsi podminka je, zda télo postavicky neni pfili§ nizko,
coz také znaci pad. Pokud tedy jedna z téchto podminek plati, tak se ukoné¢i dané epizoda.

Funkce odmén je obecné definovana jako:

T = Tqlive T Tprogress (41)

Stani

Nezakladnéjsi tloha, kdy ma postavicka za ukol najit postoj, ve kterém vydrzi na misté a
nespadne. Na zacatku je postavicka vygenerovana na souradnicich [0, 0] a nesmi se pohnout
na jakoukoliv stranu o 0.5 m. Jedna se o prostor, na kterém by méla postavicka stat.
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Pokud se dostane pry¢ z prostoru, tak epizoda kon¢i. Odmeéna za kazdou akci je konstantni,
konkrétné hodnota 2. Matematicky se odména vyjadii jako:

Talive = 2. (42)

Skakani na misté

Uloha skékan{ na misté je velmi podobnd stdni. Na vymezené plose mé za tkol skdkat na
misté, nevypadnou z plochy a ziskat co nejvétsi odménu.

Podminka o plose je zde podobna. Postavicka nesmi prekrocit na jakoukoliv stranu
zase zpatky. Takto aby se to cyklicky opakovalo. Prvni ¢ast odmény je vyskovy posun,
zda se postavicka posunula ve vysce. Druhd ¢ast odmény za dosazeny bod. Na zacatku je
nastavena odmeéna za vyskok do uréité vysky s hodnotou 200. Po dosazeni se tato odména
zru$i a nastavi se odména za dopad, dotknuti{ obéma chodidly zemé. Po ziskani této odmény
se odmeéna zase prepne. Takto to probihé cyklicky do konce epizody.

Pro lepsi odezvu agent dostava i odménu, kdyz se pohybuje ve spravném sméru, tedy
pokud je postavicka na zemi, pak dostavd odménu za posun nahoru. To samé plati, kdyz je
cil na zemi. Pokud se postavicka vyda do nespravného sméru, dostava zapornou odménu.

Odménu pro skok nahoru lze vyjadrit jako:

T'progress = |ZaktualniZVyska| - |ZminulaVyska|- (43)

Pro dotknut{ zemé je odména vypocet opacny:
Tprogress = |zminulaVyska| - |zaktualniZVyska . (44)

Chiize

V této tloze je za cil naucit postavicku chodit, libovolnym smérem i rychlosti. Kladen je
diraz na posun v prostiedi. Epizoda kon¢i, kdyz je splnéna podminka indikujici pad, dalsi
moznost je, pokud dojde na konec prostredi.

Funkce odmén obsahuje 2 ¢dsti. Prvni ¢ast je o posunu od minulé pozice (urazena
vzdalenost). Druhd ¢ast je o tom, o kolik se posunula od bodu, kde epizoda startovala.
Duvod této odmeény je ten, aby se postava posunovala néjakym smérem a netvorila ,,pohyb*
stani na misté. Funkce odmén se matematicky vyjadii jako:

Tprogress = TrelativniPoposun + TabsolutniPosun

Trelativni Poposun = \/($minule - $)2 + (yminule - y)2 (45)

TabsolutniPosun = V z? + y2

Chitize s cilem

Chiize s cilem je rozsitena verze pouhé chuze. Cilem této tlohy je dorazit k cili, ktery je v
prostiedi generovany na nahodné pozici.

Zéklad odmény je stejny. Urazena vzdalenost od minulého stavu. Dalsi ¢ast odmény vsak
tvori posun smérem k odméné vzhledem k minulé pozici, tedy zda se postavicka priblizuje
¢i oddaluje. Po dosazeni cilového bodu je stanovena odména s konstantn{ hodnotou 50 a
zaroven je ukoncena epizoda.
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Matematicky lze odménu vyjadrit jako:

Tprogress = TrelativniPoposun + Tposun K Cili

Trelativni Poposun = \/($minule - :L')Q + (yminule - y)2 (46)
TposunKCili = maX(dminulaVzdalenostKCili - daktualinindalenostKCili7 O)
Rozsireni
U kazdé tulohy je mozné zapnout rozsireni, které ndhodné po dobu epizody a nadhodnou
velikosti sily v ndhodném thlu pusobi silou na postavicku, kterou se snazi rozhodit v pro-
vadéné 1loze. Jedna se o prvek, ktery dokaze vylepsit trénovaci funkci tak, aby byla odolna
i vici nahodnym silam.
Je mozné zvolit modifikaci samotného modelu. Prvni modifikace je o zméné velikosti
nohy. Lze ji zmenSit nebo zvétsit. Zména velikosti je vzdy o 50% puvodni velikosti. Druh

modifikace je o zméné velikosti téla. Jednou je Siroké a kratké. Podruhé je modifikace
opacna, télo je dlouhé a tizké.
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Kapitola 5

Implementace

Implementace celého feseni je délana v pythonu a algoritmus, ktery se vyuziva pro trénovani
a také pro experimenty je implementovany s pomoci knihovny PyTorch[22]. Pytorch je
framework pro strojové uceni od Facebooku.

Celé teseni obsahuje 4 ¢asti, které spolu navzajem néjakym zptsobem komunikuji.

5.1 Prostredi

Prostredi je definované v AI gym a v projektu reflektuji pozadovanou strukturu. Vse se
nachazi ve slozce customenuws, ktera se dale vétvi na envs a resources. Ve slozce envs je soubor
monster__env.py, ve kterém je pozadovana struktura. Tento soubor predstavuje prostredi,
komunikuje s agentem a také s fyzikalnim modelem. Ve slozce resources je slozka monster,
ve které se nachazeji vSechny pottebné soubory pro fyzikalni model. Jedna se vzdy o dvojici,
definici v URDF formatu a soubor, ktery se stard o nacteni a komunikaci. Je zde definice
postavicky, povrchu a cile.

Mezi témito soubory je i tFida prostredi slouzici pro lepsi komunikaci, ktera se vsak pak
prevada na pole hodnot.

5.2 Algoritmus

Implementace algoritmu Actor Critic, kterou v projektu vyuzivam, je ve slozce ActorCritic.
Jedn4 se o algoritmus inspirovany z github|[15], ktery je vSak upraven pro mé pouziti. Model
je definovany v souboru model.py a obsahuje 2 t¥idy — Actor a Critic.

Actor vyuziva 2 vrstvy linear vstvy, které se pak vyuzivaji na predikci smérodatné
odchylky a rozptylu, tedy predikce tidaju pro predikci akci pomoci normalniho rozlozeni.
Jedna se také o linear vrstvy. Velikost skryté vrstvy je 256. Velikost vystupu obou vrstev je
pocet akci, které prostredi pozaduje. Critic je jednodussi a obsahuje 3 linear vrstvy, které
vraci 1 vystup v podobé kvality akei.

Hlavni ¢asti je soubor Agent, ktery se stard o vytvareni novych akci a také o zlepSovani
modelu. Nové akce méa na starost Actor. V uceni pomahaji Critic vrsty, kterou jsou tu
4. VSechny tyto vrstvy obsahuji optimalizator Adam s leargning rate 0,001. Pro uceni je
vyuzivana pamét, kterd je implementovana v memory.py

Pri updatu, kde jako parametr je pocet opakovani uceni, se naCtou data z paméti a
pak 4 critic vrstvy se postaraji o uceni. Na zac¢atku se pouziji 2 critic pro vypocet cilové

vvvvv

32



2 critic sité, které se s pouzitim hodnot z prvni ¢asti pouziji pro uceni critic sité. Na zakladé
takto ziskanych informaci se aktualizuje Actor. Nasledné pak probéhne i aktualizace prvnich
dvou critic siti, které predpovédély cilovou g-hodnotu.

5.3 Soubory pro béh

Samotny béh zajistuje vice soubort. Ten prvni je main.py, ktery pfima parametry, vybira
algoritmus pro béh atd. Celkové chysta prostiedi pro béh. Tento soubor spousténi run.py,
ktery ma na starost béh, tedy zprostrfedkovani komunikace mezi agentem a prostiedim. Dal-
$im dulezitym souborem je parameters.py, ktery obsahuje parametry algoritmu pro uceni.

Parametry spousténi programu
e —-mode — Vybér modu pro spusténi (test/train)
e -—-render — Zda se bude vytvaret video z prostredi

e --visualize — Zapnuti GUI modu ve fyzikalnim modelu, tedy zobrazeni okna grafickym
zobrazenim prostiedi

e --algorithm — Zvoleni algoritmu pro trénovani

e --env-type — Zvoleni tlohy v prostredi

e --extension — Rozsifeni k trénovani, aplikace externich sil na model
e -—-modification — Modifikace modelu, postavicky

e --load — Nagcteni jiz predtrénovaného modelu

5.4 Spousténi prostredi

Kazda tloha, ktera je v prostredi nadefinovand se voli na zaCatku pii inicializaci prostiedi.
Jednotlivé tlohy se spousti pomoci nastaveni proménné s nizvem prostiedi. Pro Stani je
to standing, pro skakani na misté jumping, pro chiuzi walking, a pro chizi s cilem tar-
get__walking.

Prostiredi obsahuje i rozsiteni. To se nastavuje také pfi inicializaci. Pro externi sily je to
external__forces.

Poslednim parametrem pri inicializaci je informace, zda chceme zobrazit scénu, pripadné
renderovat video. Ve vychozim stavu je tato volba vypnutd, protoze to zpomaluje trénovani
a neni potieba vidét kazdou epizodu.

5.5 Grafy

Posledni ¢ast je na generovani grafi. Pri béhu programu vznika log soubor, ze kterého lze
vygenerovat graf. Jako parametr soubor bere soubory, které se maji pouzit pro vytvoreni
grafu. Co soubor, to ¢ast grafu. Velikost grafu se bere podle nejmensiho z nich. Dalsi
parametr je legend, kde se zapisuji hodnoty do fetézce oddélené stfednikem, které se pouziji
pro generovani legendy.
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Kapitola 6

Experimenty

Pro své experimenty jsem zvolil prostredi, které jsem pro tyto ucely vytvoril. Soucést re-
Seni jsou i soubory zajistujici komunikaci mezi prostfedim a agentem. Cilem experimenttu
bylo zjistit, zda implementovany algoritmus Soft Actor Critic dokaze natrénovat model v
jednotlivych tlohach, ve kterych je nadefinovana funkce odmén. Natrénovany model by mél
zvladnout pozadovany pohyb. Napiiklad v tloze stani zvladnout stat na misté.

Parametry algoritmu byly obecné nastavené s velikosti paméti na 100000 vzorki a tréno-
valo se vzdy po 256 vzorcich z paméti. Parametr uceni byl nastaven na 0,001. S hodnotou
gamma (discount faktor) probihalo vice testt, kde nejlepsich vysledku bylo dosazeno s
hodnotou 0,99. Pii nizsich hodnotach discount faktoru mél algoritmus problém natrénovat
model tak, aby daval prijatelné vysledky.

6.1 Stani

Prvni, nejzakladnéjsi dloha, kde je cilem zjistit, zda postavicka v prostfedi dokaze udélat
zakladni pohyb, a to stani na misté bez toho, aby se néjak vice pohnula. Jedna se o za-
kladni tlohu, jiz lze vyuzit v rozsirenych tlohach, kde bude naptiklad néjaka trasa, ktera se
bude postupné generovat. Pokud zrovna nepiijde kde stoupnout, postavicka se bude muset
zastavit a stat na misté nez bude moct znovu pokracovat.

Na obrazku 6.1 lze vidét graf, kde probihalo trénovani na rtizné plose. Zakladni plocha,
kde ma postavicka stat, je plocha o velikosti 1x1 m (zelend kiivka). Druhd kiivka je z
prostoru 0,8x0,8 m (zluta kiivka), a tfeti z 0,6x0,6 m (modra kiivka). Z dlouhodobého hle-
diska se nejvice dafilo na nejvétsi plose, kde model dosahoval nejvyssi odmény a postavicka
byla schopné ustat néjakou dobu na misté. Nejlepsi zacatek meéla postavicka na malé plose
(modra kiivka), kde se algoritmu zacalo dafit velmi rychle. Zajimava kiivka je prostfedni,
tedy stfedni plocha, kde algoritmus mél ze v prubéhu mirny vypadek, ktery vsak v prubéhu
dohnal.

6.2 Siroké vs dlouhé télo

V tomto experimentu jsem vyuzil upravené prostredi, jez ménilo velikost postavicky, ukazka
jde vidét na obrazku 6.2. Velikost téla je 1x0,25x0,2 m. Cilem experimentu bylo zjistit, zda
algoritmu déla problém, kdyz je télo vétsi ve sméru jakym probiha hlavni pohyb, tedy
dlouhé a 1zké a nebo, jestli mu vice sedi télo Siroké a kratkeé.
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Obrazek 6.1: Graf ukazujici pribéh trénovani stani postavicky na rtzné velikosti ploch. Dle
grafu jde vidét, zZe se postavicce nejlépe darilo na vétsi plose. Na mensich plochéach se ji ale
nedafilo hur.

Pro zjednoduseni je plocha na trénovani ve velikosti 1x1 m. Samotné trénovani jde vidét
na obrazku 6.3, kde je porovnani postavicky, ktera je siroka a kratka, a tzka a dlouha.
Dle grafu lze pozorovat, ze se lépe darilo postavicce, kterd byla siroka a kratka, méla ale
vétsi vykyvy a pomalu se obé modifikace zacaly srovnavat. Dtvod proc Siroka a kratka, ze
hlavni pohyb probiha dopiedu, piipadné dozadu a timto smérem neni nic, co by pomédhalo
k rychlejsimu padu.

6.3 Velikost nohy

Dalsi experiment se zaméroval na velikost chodidla. Zda méla velikost chodidla, zmensend,
pripadné zvétseni chodidla efekt, at uz pozitivni ¢i negativni. Cilem experimentu bylo zjistit,
jestli efekt je znatelny, a zda se vyplati chodidlo zvétsit, zmensit, ¢i je v optimalni velikosti.

Chodidlo je ta ¢ast nohy, které se dotyka podlozky a muze tak mit vliv na stabilitu celé
postavicky, protoze styéna plocha je vétsi a rychlost uceni tedy muze byt vétsi.

Z grafu 6.4 lze vidét porovnani trénovani postavicky s rtiznou velikosti chodidla, které
se zvysilo nebo snizilo o 50% oproti normélu. Zelend kiivka, kterd reprezentuje nejveétsi
chodidlo, dosahovalo nejvyssich vysledkt. Modra a zlutéd kiivka byla ze zac¢atku velmi po-
dobnad, v pribéhu malé chodidlo zacalo ztracet na ostatni, pomalu se ale povedlo dostat na
hranici normalniho chodidla.
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Obrazek 6.2: Ukazka Sirokého a dlouhého téla, které se pouziva pro experiment, kde je cilem
zjistit, zda trénovani probihd rychleji u Sirokého a kratkého téla nebo u dlouhého a tizkého
téla.

6.4 Schopnost skakat

vvvvv

zaroven vyskocila, tedy zménila svou polohu ve vertikdlnim sméru.

Na obrazku 6.5 je zobrazen prubéh trénovani skoku, kdy funkce odmén byla zaloZena
Cisté na dosazené vysce. Pribéh samotného trénovani mél vykyvy, ale model byl schopen se
postupné ucit. V prubéhu experimentu se trénovani darilo a postavicka skocila do pozado-
vané vysky a vratila se zpét. Vyskocit znovu uz nezvlddla. Postupné vSak méla postavicka
tendenci jit pouze nahoru a nejednalo se pak o skdkani, ale o velky skok do vysky bez
navratu. Pokud se upravila funkce odmén na dosazeni horntho bodu a pak zpatky za dotyk
zemé, tak trénovani nedosahovalo prilis dobry vysledki.

6.5 Chuze

Dalsi experiment se zaméruje na chuzi, tedy na posun z pocateéniho mista v jakémkoliv
sméru, tak aby postavicka nestdla a ménila svoji pozici. Pohybovat se mize kdekoliv po
plose.

Na obrazku 6.6 jde vidét prubéh uceni chtize. Prubéh ziskanych odmén je strmy a pak
se to uklidi a postupné se model zlepSuje. Samotny vysledek vSak neni nijak extra dobry.
Postavicka se umi hnout, ale posunuje se po plose pouze o malou vzdalenost a samotny
pohyb neni prilis vzhledny.
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Obrazek 6.3: Graf ukazujici jak darilo modifikacim postavicky. Jedna modifikace byla kratka

a Sirokéd, druhé dlouhd a tizké. Dle grafu vyssich hodnot dosahovala Sirsi a kratsi postavicka,
v nékterych ¢astech trénovani méla vétsi vykyvy.
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Obrazek 6.4: Graf zobrazujici priubéh trénovani postavicky, kterd méla jinak veliké chodidlo.
Velikost od normélu byla sniZena nebo zvysSena o 50%. Na zelené kiivce, tedy nejvétsim
chodidle jde vidét, Ze trénovani probihalo nejrychleji a dosahovalo nejlepsich vysledk.
Normaélni velikost a mald se od sebe prilis nelisi.
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Obrazek 6.5: Graf zobrazuje prubéh ziskanych odmén pri trénovani skakani postavicky,
kterd umi vysko¢it do pozadované vysky a zase spadnout zpét na zem. Graf obsahuje
spoustu vykyvu, ale vysledny model splnuje zakladni funkc¢nost.
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Obrazek 6.6: Graf zobrazujici prubéh trénovani chize postavicky. Graf zobrazuje prubéh
odmeén, ktery je ze zacatku velice strmy. Postavicka se umi pohybovat, pohyb je vsak velice

maly.
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Kapitola 7
Zaver

V préaci jsem se zabyval strojovym ucenim, konkrétné posilovanym ucenim a vysvétlil za-
kladni pojmy a principy, a s jakymi daty algoritmus pracuje. Vysvétlil jsem jeden z algoritmu
posilovaného uceni, jez pouzivim v experimentech.

Cilem této prace bylo vytvorit postavicku, kterd se pohybuje v prostfedi a ma za tkol
plnit tkoly zadané v tlohach. Implementoval jsem ji pomoci Al gym a fyzikdlniho modelu
PyBullet. Postavicka se sklddd ze dvou konéetin, jimiz ovlada svij pohyb. Ulohy zadané
v prostredi jsou zamérené na zvladnuti zékladnich pohybt jako stani, skdakani a chizi. V
experimentech jsem se zaméril i na samotnou postavicku, kde jsem testoval efekt velikosti
jednotlivych ¢asti téla. Zadané ulohy jsem feSil pomoci nadefinovaného algoritmu Actor-
Critic.

Experimenty ukéazaly, ze postavicka je schopnid s nadefinovanou funkci odmén v né-
jaké mife plnit dlohy. Z experimentu se zjistilo, s jakymi parametry je tloha splnitelna a
jaké fyzické vlastnosti postavicky vedly k lepsim vysledkim. Mnohdy model obsahuje jesté
spoustu chyb zamezujicich ukdzkovym pohybtm. Bylo by prinosné rozsitit funkci odmén
o penaliza¢ni funkci. Napiiklad by hlidala vyuziti koncetin a jejich polohu, aby byla vzdy
co nejprirozenéjsi a tak napodobovala co nejvice pohyb ¢lovéka, pripadné ucit chodit po-
stavicku za pomoci referen¢nich pohybt. Idedlné by mél model pracovat i s urc¢itou energii
a pri pouziti vyssi sily by mohl byt penalizovan. U redlného modelu by postavicka neméla
neomezené mnozstvi energie, jako v . mém pripadé. S energii by bylo potieba zachéazet tak,
aby vydrzela co nejdéle. Aby se uvazovana akce naptiklad rozlozila do mensich akci, kde se
vyuzije méné energie, nez do jedné velké akce, kde by bylo potifeba hodné energie.
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Priloha A

Obsah prilozeného CD

e src — Zdrojové kédy programu — algoritmus, prostfedi, natrénované modely
e readme.md — Popis jak se spousti program

o plakat.jpg — Plakat

¢ bp.pdf — Pdf verze bakalarské prace

e latex — Zdrojové soubory bakalafské prace v IXTEX

o video — Ukéazky natrénovanych modeli
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Priloha B

Plakat

HLUBOKE NEURONOVE

SITE PRO POSILOVANE
UCENI

Trénovani postavicky v ulohach:
Stani, Skakani, Chuze
Ulohy byly trénované pomoci posilovaného

uceni za pouziti algoritmu ActorCritic.

Vaclav Kosak, vaclav.kosak@gmail.com
Vedouci: Ing. Michal Hradis, Ph.D.

2020/2021

Obrazek B.1: Plakat
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