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Navrh vhodné topologie neuronové sité pro
rozpoznani objektu v travnich porostech

The siutable neural network topology design

for object recognition in the grass

Souhrn

Tato bakalatfskd prace popisuje testovani umélych neuronovych siti v zavislosti
naucebnim souboru dat pro rozpoznani zékladnich tvarGi v travnim porostu.
Experimentovanim s rlznymi topologiemi siti v programu Neuroph Studio byly
zaznamenany hodnoty o UspéSnosti rozpoznani. Testovani probihalo na tfech ucebnich
mnozinach zdkladnich tvard. Ovéfeni schopnosti uceni siti bylo zkouSeno pomoci
fotografii ¢tyf zdkladnich tvart potfizenych v travé (Ctverec, obdélnik, kruh a trojihelnik).
Pti vyhodnocovani nejvhodnéjsi topologie byla definovana dvé hlavni kritéria — pocet
uspésnych rozpoznani tvari a rozdéleni podle rozpoznanych objekta.

Teoretickd cCast prace popisuje funkcionalitu a vlastnosti neuronovych siti,

rozpoznani obrazu pomoci detekce hran a existujici aplikace pro rozpoznani druhti rostlin.

Klicova slova
Perceptronovd neuronova sit, Rozpoznavani objektli, Neuroph, Roboticko —

optickd jednotka



Summary

This thesis describes testing of artificial neural network depending on learning set
for object recognition in grass. Values of experimenting with different topologies
in Neuroph Studio were recorded. Testing was conducted on three sets of learning basic
shapes. Verification of the ability of learning networks were tested using four basic shapes
captured in the grass (square, rectangle, circle and triangle). When evaluating the most
appropriate topology was defined by two main criteria - number of successful recognition
of shapes and distribution by recognized shapes.

The theoretical part describes the functionality and features of neural networks,
image recognition using edge detection and existing applications for recognition of plant

species.

Key words

peceptron neural network, object recognition, Neuroph, robo — optical unit
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1 Uvod

Tématem mé prace je navrhnout vhodnou topologii neuronové sité pro rozpoznani
zakladnich objektd v travnim porostu a experimentovat S riznymi topologiemi siti.
Poznatky ziskané experimenty by mély byt dale vyuzity pro rozpoznani rostlin. V piirodé
se vyskytuje okolo 298000 (1) druht rostlin. My laici rostliny rozpoznavame podle
ruznych aspektti jako je napiiklad stonek, plod, velikost rostliny, list, kvét — kdyz
zkombinujeme tyto morfologické a jiné vlastnosti dohromady, tak si vytvofime docela
jasny usudek o tom, co to je za rostlinu. OvSem za piedpokladu, Ze danou rostlinu zname.
Pokud ne, miizeme si vzit k ruce naptiklad herbat a podle vyraznych znakt rostlinu najit.
A vSak zaznamenat vSechny aspekty do jednoho je velmi slozité. Pokud se zamétime
na listy, zalezi na spousté dalSich vlastnostech. Zaénéme s tvarem listu. Tvar listu je velmi
nepravidelny, takze i podle otoceni, nebo naklonéni listu si mizeme udé€lat Spatny tsudek.
Dal$im problémem je, Ze listy se méni postupem Casu a nastdvaji nam tyto jevy — rust,
starnuti, zména barvy, usychani, moznost degenerace. A aby toho nebylo malo, je také
problém s odlisnostmi v ramci jednoho druhu v zavislosti na klimatickych a padnich
podminkéach. Mtzeme fici, Ze kazda rostlina je svym zplsobem originalni. Je proto velmi
slozité nekteré rostliny rozpoznat. Pro pfipravu neuronovych siti na rozpoznavani rostlin je
nejprve nutné zacit s experimentovanim se zdkladnimi tvary, které zjednodusené

reprezentuji tvary listi.
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2 Cil prace a metodika
2.1 Cil prace

Cilem bakalafské prace je prostudovat a navrhnout vhodnou architekturu
perceptronové neuronové sité¢ urcené k rozpoznavani zakladnich tvard (kruht, ctverct,
obdélnikl) v travnich porostech. Tyto tvary zjednoduSené reprezentuji tvary lista rostlin.
Fotografie tvart v travnim porostu pofizené mobilnim telefonem ¢i robo-optickou
jednotkou jsou predkladany neuronové siti. Na zakladé experimentt s transformaci obrazu
asoucasn¢ s velikosti vstupni askryté vrstvy vzhledem Krychlosti uceni sité,
za piedpokladu dodrzeni maximalni mozné schopnosti rozpoznani tvarti, je navrzena
optimalni vstupni matice neuront a topologie skryté vrstvy. Jako nastroj pro analyzu je

pouzit Neuroph Studio.
2.2 Metodika

ReSers$ni Cast prace je zalozena na analyze odbornych a védeckych dokumentl
a nasledn¢ ziskané poznatky jsou vyuzity k navrhové ¢asti. Prizkum moznosti rozpoznani
obrazli pomoci detekce hran a prostudovani teorie neuronovych siti. Zaméteni na moznosti
vyuziti neuronovych siti k rozpoznani objekt, zhodnoceni jejich moznosti a oblasti
pouziti. Na zaklad¢ reSerSe je navrhnuto nékolik variant topologii neuronovych siti.
Experimentovanim s mnozstvim neurond ve skryté vrstvé a poétem skrytych vrstev jsou
nalezeny vhodné topologie neuronovych siti pro rozpoznani zdkladnich tvar v travnim

porostu. Pro experimenty je vyuzit nastroj Neuroph.
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3 Teoreticka vychodiska
3.1 Jiz existujici nastroje pro rozpoznavani rostlin
LeafSnap

LeafSnap (2) je jednou z aplikaci ktera se zabyva rozpoznavanim rostlin podle listt.
Byla vyvinuta védci z Kolumbijské univerzity, univerzity v Marylandu a ze Smithonského
institutu. Tato volné dostupna bezplatna aplikace vyuziva vizualni rozpoznavaci software,
ktery pomaha rozpoznat druhy stromt z fotografii jejich listt.

Postup pfi pouziti aplikace je takovy, ze nejdiive utrhneme list stromu a umistime
jej na bilou plochu a potidime fotografii piimo z aplikace. Pokud je mobilni zatizeni
pfipojeno k internetu, tak aplikace za¢ne vyhleddvat shody oproti své databazi a pokusi se
zjistit, o ktery druh stromu se jedna. Jako prvni dostaneme vysledky, které se nejvice
podobaji hledané fotografii. Ve vysledcich jsou fotografie dané rostliny ve vysokém
rozliSeni, takZze neni problém si obrazek detailné pfiblizit a ujistit se, ze se jedna
0 spravnou rostlinu. Pfi Gspé€Sném rozpoznéni zjistime nejen nazev rostliny, ale i fotografie
listu, plodu, kvétu, semen, kury a to vSe doplnéné jesté o méfitko.

Aplikace obsahuje i sadu mini her, které Vas zabavnou formou vyzkousi z vasich
znalosti druht rostlin.

Nevyhodou je, Ze aplikace je zatim dostupna pouze ve dvou verzich. Prvni obsahuje
databazi rostlin, které se vyskytuji v oblasti Severovychodni Ameriky, a druha je pro
rostliny, které se vyskytuji ve Velké Britanii. Dal$im omezenim je, ze aplikace je dostupna

pouze pro zafizeni, kterd funguji na platformé 10S od spolecnosti Apple.

;'i'*

Snap It! Resuits

Magnolia soulangiana

/c'((/gnap

Sugar Maple
Norway Maple
A aroi

London Plane Tree

Black Oak

Obrdzek 1 - Ukdzka aplikace LeafSnapl

! Zdroj: https://itunes.apple.com/us/app/leafsnap/id430649829?mt=8
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FlowerChecker

FlowerChecker (3) je dalsi moznosti rozpoznavani rostlin. Tuto aplikaci vynalezli
cesti studenti, ktefi se seznamili diky Techsquatu (4). Coz je ubytovani pro studenty, kteti
maji chut se zdokonalovat ve svych oborech a komunikovat s dal$imi ambiciéznimi
studenty.

Pouziti a funk¢nost aplikace je nasledujici. Nejdiive potfidime snimek rostliny,
kterou chceme identifikovat. Aplikace snimek odesle spolu s informacemi o misté potfizeni
skupiné odbornikli. Védci rozpoznaji rostlinu na zaklad¢ fotografie a mista pofizeni.
Odeslou zpatky odpovéd’ i S mirou jistoty spravnosti rozpoznani. Aplikace umoziuje jedno
rozpoznani zdarma a dals$i jsou zpoplatnéna ¢astkou 20 K¢&. Vzdy se plati za jiz vyfeSené
rozpoznani rostliny, takze se nemuize stat, ze bychom zaplatili a nedostali odpovéd'.

Vyvojati této aplikace se nechali slySet, Ze planuji spustit i rozpoznavani strojoveé,
ale pro ten ucel pottebuji nasbirat spoustu ukazkovych ptikladl. Diky informacim o misté
potizeni fotografie lze také s daty pracovat dale. Naptiklad botanici mohou mapovat

vyskyt mén¢ ¢astych druhti rostlin.

840
FlowerChecker

All requests

Obrazek 2- Ukdzka aplikace FlowerChecker?

2 Zdroj: https://itunes.apple.com/cz/app/id916709270
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3.2 Neuronové sité - teorie

Neuronova sit’ (5) je algoritmus, ktery je inspirovan stavbou a funk¢nosti lidského
mozku tj. biologickymi neuronovymi sitémi. Jako u biologickych siti jsou zde zakladni
stavebni jednotkou neurony. Ty jsou mezi sebou propojeny spoji, kterym u biologickych
siti fikame synapse. Na rozdil od nich, v umélych neuronovych sitich jsou spoje
ohodnoceny vdhami. Mizeme tedy fici, Ze neuronova sit’ vznika vzajemnym propojenim
neurond. Pocet a zpusob propojeni neuront urcuje architekturu sité, kterou nazyvame
topologii site.

Model neuronu

Model neuronu je zdkladnim stavebnim prvkem sité a je slozen ze tii Casti —
vstupni, vystupni a funkéni. U vstupu hraje roli vaha vstupu a na jejim zékladé muize byt
vstup potlacen, nebo zvyhodnén. Poté funkéni ¢ast zpracuje hodnoty vstupll a vygeneruje
vystup.

Binary neuron model

v
I
I
I
I
I
L

Whn

Zn= Xn

Obrdzek 3- Model neuronu®
Na obrazku vyse je graficky znazornén model neuronu s jeho vstupy Z a vahami W

kde jsou zpracovany tak, ze suma soucinti vstupti Z a jejich vah W je zpracovana vystupni

funkci a poté vyvedena na vystup.

* zdroj: Ing. Josef Pavli¢ek, Ph.D.
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Aktivaéni funkce

Vyuzivané aktiva¢ni funkce na vystupech jednotlivych neuront

_ (1pokudx =0 .1 .
fx) = {0 pokud x < 0 ostra nelinearita
1 x=>1
fx)=4x 0<x<1 saturovana linearni funkce
0 x<0
flx) = 1+l—x standardni (logistickd) sinoida
fx) = 1;::1 hyperbolicky tangens

ostra nelinearita

saturovand linedmi
funkce

X

1
/’_’- standardnf logistickd
_——/ fankoe

icky tangents

Obrdzek 4 - Aktivaéni funkce neurond’

* Zdroj: http://www1.osu.cz/~volna/Neuronove site skripta.pdf
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Topologie sité

Topologie sit¢ neboli navrh sit€ mizeme rozdé€lit na sit’ surCitou a Uplnou
topologii. Rozdil je v tom, Ze sit’ s Gplnou topologii mé propojeny neurony vSemi moznymi
zpusoby. Zatimco sit’ s uritou topologii takové propojeni nema, ale mizeme sit’ rozsitit
0 hrany, které chybi k Gplnému propojeni a doplnit je o vahy s nulovou hodnotou. Tak
dostaneme sit’ uplnou, ale bude se chovat jako sit’ piivodni.

Dale mizeme architekturu rozdélit na sit’ cyklickou a acyklickou. (6) Cyklicka sit’
ma ve své struktuie uzavieny okruh mezi libovolnym poctem neurond. Muize to byt také
jeden neuron, u kterého je jeho vystup zaroven jeho vstupem. U acyklické architektury graf
neobsahuje zaddnou uzavienou smycku. Takto uspofddané neurony muzeme rozdélit

A4

do vrstev a vrstvy lze usporadat tak, Ze spoje mezi neurony povedou z vyssich vrstev do

\ ,
/

nizsich.

Obrizek 5 - Acyklickd a cyklicka architektura (v pravo)

MozZné zmény béhem ¢innosti sité

Béhem ¢innosti sit¢ mize dochazet k nasledujicim zménam: (7)
1) Aktivni - stav neuronti
2) Adaptacni - konfigura¢ni vahy

3) Organizac¢ni -Topologie sité

> Zdroj: http://www1.0su.cz/~volna/Neuronove_site_skripta.pdf
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Aktivni rezim

V aktivnim rezimu je pocatecni stav sit¢ pevné uréen konfiguraci a topologii sité.
Jediny prvek, ktery projde zménou, jsou neurony, tedy jejich hodnota. Na zacatku je vstup
sité¢ nastaven na uréité hodnoty a ostatni neurony jsou v pocateénim stavu. Po inicializaci
sit¢ dojde k vypoctu, coz mé za nasledek zmény stavii neuronii. Cilem je, aby po kone¢ném
poctu operaci se stav neuronil jiz dale neménil. Vysledek vypoctu sité je reprezentovan

hodnotami vystupnich neuroni
Adaptacni rezim

V adapta¢nim rezimu dochézi ke zmén€ vah na spojenich mezi jednotlivymi
neurony, ostatni nastaveni sit¢ zlstava beze zmén. Tento proces je oznacovan také jako
uceni, neboli trénovani neuronové sité. Uceni sité probihd za pomoci trénovaci mnoziny
dat, ktera definuje danou problematiku adaptace sité. Postup u€eni miizeme rozd¢lit na dva
zpusoby: uceni s ucitelem a uceni bez ucitele.

V piipad¢ uceni s ucitelem jsou v ucebnim souboru dvojice hodnot. Hodnota
vstupni a k té prifazena hodnota vystupni. Je tedy zadan vstup a pozadovany vystup.
Uceni probihd tak, Ze je zaddna vstupni hodnota a po vypoctu sité je vystup zkontrolovan
proti pozadované hodnoté a nasledn¢ jsou podle pfedem stanoveného algoritmu zménény
vahy neuronové sité. Tyto adaptacni algoritmy provadéji zmény vzdy po piedlozeni
jednoho vektoru z u¢ebniho souboru.

Pfi uceni bez ucitele obsahuje ucebni soubor pouze vstupy sité. Neni zde tedy
obsazena poZadovand hodnota vstupu. Zmény vah probihaji pouze na zakladé znalosti
vstupu a vysledku vypoctu sité. Neuronova sit’ v tomto ptipadé pii adaptaci roziadi vstupy

podle podobnosti do kategorii, ve kterych se nachéazeji podobné vstupy.

Organizacni rezim

Tento rezim spociva ve zméné topologie neuronové sité. Nestava se, ze by se sit’
ménila sama v procesu u¢eni. Na zacatku se zvoli urCitd topologie sité a provadi se na ni
testy pomoci testovaci mnoziny dat. Podle vysledku se piejde do organizaniho reZimu
a provede se zasah do topologie sité. Napftiklad pfi neuspokojivém vysledku jsou piidany
neurony, nebo pokud je topologie moc slozitd na dany problém, provede se redukce

neuronu.
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Vicevrstva neuronova sit’

Vicevrstva neuronova sit’ je specidlnim pifipadem acyklické struktury. Nejvyssi
vrstvou jsou zde vstupni neurony. Ty pouze pieposilaji signaly na vsechny neurony
ve vrstve nizsi a neprovadéji zadné vypocty. Dalsi vrstvé se fikd vrstva skryta. Skrytych
vrstev mezi vstupem a vystupem muze byt né€kolik (n) s libovolnym poctem neuront.
Vystup z neuronu vys$i vrstvy vede do vech vstupd neurond z vrstvy nizsi. Zadné jiné
Spojeni neuront v této siti neexistuji. Nestane se tedy, ze by byl spojen neuron s neuronem
Z nesousedici vrstvy a ani z vrstvy stejné. Neuronova sit’ s jednou skrytou vrstvou a jednou
vystupni vrstvou se oznacuje jako dvouvrstva. Pokud obsahuje dvé skryté vrstvy, tak nese

oznaceni tfivrstva. Vstupni vrstva se do oznaceni nezahrnuje.

DataSet: none (drag n drop to set)

In1 'In2 In3 In4

/ \
\

A
o816 60000
QLY

?

B T S—

%

—29

vy

Outputs: | Out1 || Out2 || Out3

Obrazek 6 - Vicevrstva neuronova sit

Ttivrstvd neuronova sit, skladajici se ze dvou skrytych vrstev s oznacenim 8-4

a vystupni vrstvou, kterd obsahuje 3 vystupni neurony.

20



Algoritmus zpétného Sifeni chyby

Algoritmus zpétného S$ifeni chyby neboli Back Propagation (7) se pouziva
u vicevrstvych neuronovych siti a je to jeden z nejpouzivangjSich ucicich algoritmd.
Vyuziva se u siti, které nemaji zpétné vazby. Chyba se dostane z vystupu zpét k prvni
vrstveé pres strukturu skrytych vrstev. K tomuto uceni je potfeba znat vstupni a vystupni
hodnotu, pro urceni chyby. Uceni pomoci zpétného Sifeni chyb muzeme rozdélit
na nasledujici faze.

Nejdiive predlozime siti vstupni hodnoty. Sit’ provede vypocet a privede hodnoty
na vystup. Hodnotu z vystupu zkontrolujeme proti hodnoté pozadované. A zjistime chybu
vystupu.

Nésledné je chyba sifena zpét od vystupu ke vstupnim neurontim. Chybu
jednotlivych neuronti definuje soucet chyb neuronti nasledujici vrstvy vynasobenych
odpovidajicimi vahami. Kazdy neuron tedy obdrzi dil¢i chybu, kterou pfispiva k celkové
chybé&. U prvni vrstvy, tedy vrstvy vstupni se nepocita s chybou, jelikoz tato vrstva pouze
ptedava vstupni hodnoty nésledujici skryté vrstve.

Po zjisténi chyby u kazdého neuronu dojde k prepocitani a nasledné upravée
jednotlivych vah mezi neurony. Cely tento proces se opakuje, dokud neni chybovost sité
minimalni.

3.3 Teorie detekce hran — rozpoznani obrazu

Detekce hran (8) patii spolu s redukci Sumu k zakladnim operacim s obrazem. Pfi
detekci hran dostaneme zvyraznéné hrany, které nesou nejvétsi informaci o celém obrazu.
Detekujeme takova mista, ve kterych se nachazi barevny prechod, nebo zména jasu. Aby
byla detekce co nejpresnéjsi, provadi se pfed detekovanim hran redukce Sumu. To zabrani
detekovani falesnych hran. Pro redukci Sumu mizeme pouzit napiiklad Gausstv filtr.

Po detekovani hran vyrazné zmensSime mnoZzstvi dat v obraze a pfitom zachovame

strukturalni informaci obrazu pro dalsi praci s obrazem.
,Neurofyziologicky a psychofyzicky vyzkum ukazuje, ze pro zrakové vniméni

vyssich organismu jsou dulezita mista v obraze, kde se ndhle méni hodnota jasu (vyznamné

hrany).“ (8)
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Hrana

Hran miize byt chapana jako hranice objektl ve snimku nebo nédhld zména v jasu ¢i
barve. Diky tomu miizeme detekovat objekty v daném snimku. Jelikoz hrana je diskrétni
aproximaci gradientu, je tedy vektorem o dvou slozkach a urCuje smér a rychlost ristu

obrazové funkce.

f(x,y)

Hrany vznikaji nespojitosti textury. Na snimku se nam to muze projevit v téchto
piipadech:
1) Nespojitosti v normale k povrchu
2) Nespojitosti hloubky
3) Lesk — odrazivost povrchu
4) Zménou barvy nebo textury povrchu

5) Stinem a nesouvislosti osvétleni

Hranovy bod

Hranové body se pouzivaji pro hleddni hranic objekt. Je to seskupeni pixell
s velkym modulem gradientu.

Jasové profily v okoli hranovych bodi:

skokova stfechova linie
zaSumeéna
hrana

Obrazek T - Profily v okoli hranovych bodii®

Z téchto vyobrazenych moznosti tvaru hran se lze v praxi setkat pouze

se zaSuménou hranou. Ostatni ptiklady jsou idealizované.

® zdroj: http://cmp.felk.cvut.cz/~hlavac/TeachPresCz/11DigZprObr/22EdgeDetectionCz.pdf

22



Hranové detektory zaloZené na hledani maxim prvnich derivaci

Tyto detektory funguji na principu derivace obrazu a detekovanim velké hodnoty
derivace. Tam kde se nachazi hrana, bude velka hodnota derivace, protoze v mistech, kde
hrana neni, se derivace rovna nule. Metoddm prvni derivace se také fika gradientni metody,

protoze pracuji s hranovym gradientem.

Pivodni hrana Prvni derivace hrany

Obrizek 8- Ukdzka prvni derivace hrany’
Konvoluéni masky

Jeden ze zpisobu vypoctu gradientu pomoci konvolu¢nich masek. (9) Konvoluce se
nazyva zpracovavani dvou funkci, kdy pouzivame dvé matice. Zpracovavame jednu matici
(obraz) pomoci jiné matice zvané ,,jadro*. Hranovy operator je konvoluc¢ni jadro, které se
skladd z riznych podob. Pokud aplikujeme konvoluci obrazu s timto jaddrem, dostaneme
na vystupu hledanou slozku gradientu.

Vétsinou se pouzivaji konvolu¢ni masky s lichym poctem tadkl a sloupct, protoze
mame veprostied reprezentativni pixel a mizeme mu dat vétsi vahu. Konvoluéni masky
jsou nachylné vuc¢i Sumu, ale se zvétSovanim masky se stavaji odolnéjSi vici ruSeni
vysledkl Sumem. Vysledny obraz je poté vice rozostfen a vypocet je casové narocnéjsi,

nez u mensich masek.

’zdroj: https://www.vutbr.cz/www_base/zav_prace_soubor_verejne.php?file_id=18131
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3.3.1.1  Robertsitv hranovy detektor

Robertsova konvolu¢ni maska je velmi jednoduchy a rychly operator. Pouziva jen
okoli 2x2 aktudlniho pixelu. Nejcastéji se pouziva na obrazy ve stupnich Sedi. Kvili

malému rozméru matice je velmi nachylny na oznaéeni Sumu v obraze za hranu.
b = (_10)-h _ (0—1)
lo1/) 10

3.3.1.2  Prewittové hranovy detektor

Gradient tohoto operatoru je odhadovan v matici 3x3 pro osm smérti. Tyto masky

vznikaji pooto¢enim. Nakonec se vybere jen ta maska, kterd ma nejvétsi modul gradientu.

111 —101 0 1 1
—-1-1-1 —101 -1 -1-1

3.3.1.3 Sobelitv hranovy detektor

Sobeltiv operator vyuziva tii masky v rozméru 3x3. Dava vétsi vahu stiedu a tim by
mélo dochézet k lepsi detekci hran. Je Casto vyuzivan k detekci vodorovnych a svislych

hran. Takze k detekci postaci masky h1l (vodorovné hrany) a h3 (svislé hrany).

1 21 012 -101
hiy=100 0>;h2=<—10 1>;h3=<—202>
-1-2-1 —-2-10 -101
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Hranové detektory zaloZené na druhé derivaci

Tyto hranové detektory pouzivaji pranik nulou k detekovani hrany. Anglicky jsou
nazyvany zero-crossing. Pii druhé derivaci ptivodni hrany, funkce protne osu v nule a tam
se nachazi hrana. Tento postup detekuje hranu, kterd je oznaCena pouze jednim pixelem,
a vysledkem jsou velmi tenké linie. Vyuziva skutecnosti, Ze je jednodussi vyhledavat

prachody signalu nulou, nez maximem.

" Pivodn hrans

- Hranz v 2.
derivaci

Obrizek 9 - Zobrazeni funkce druhé derivace®

® zdroj: https://www.vutbr.cz/www_base/zav_prace_soubor_verejne.php?file_id=18131
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3.3.1.4 Cannyho hranovy detektor

Cannyho hranovy detektor (10) je slozen z né€kolika krokl a pro své vlastnosti je

jeden z nejcastéji pouzivanych detektort. Pro spravnou funkcnost detektoru musi byt

splnény tyto pozadavky: (9)

Detekéni kritérium — detekuji se pouze mista, ktera jsou dilezitymi hranami, tim
padem nedojde k detekci falesnych hran

Lokaliza¢ni kritérium — vzdalenost mezi skutecnou a nalezenou hranou musi byt co
nejmensi

PoZzadavek jedné odezvy - kazd4 hrana musi byt detekovana pouze jednou

Abychom dosahli vyse vypsanych kritérii, musime pouzit vice postupti. Standardni

postup se sklada ze ¢tyt kroku:

1)

Eliminace Sumu Gaussovym filtrem

Nejprve pouzijeme odstranéni Sumu pomoci Gaussova filtru, protoze vSechny
obrazky potizené fotoaparadtem osahuji Sum. To zajisti, ze v obraze zlistanou pouze
vyrazné hrany. Nepodstatné, men$i hrany budou filtrem odstranény. Je dilezité
zvolit sprdvnou hodnotu o, aby doSlo ke spravné detekci Sumu. Pokud bude
hodnota ¢ moc mala, dojde k detekci nevyznamnych detaili a vznikne vice
faleSnych hran, naopak pii moc velké hodnoté o zaniknou slabé hrany a nebudou

detekovany.

x2+y?
* e 202

Gooy) = 2ma?

Takto se vypocita konvolu¢ni maska, ktera se poté aplikuje na cely obraz.

Ptiklad Gaussova filtru pfi pouZziti ¢ = 1.4:
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2) Urceni gradientu z prvni derivace
V tomto kroku uréime velikosti a sméry gradienti pomoci Sobbelova

operatoru, ktery je Iépe odolny viici Sumu.
121 01 2 -101
hiy=1000 );h,=(-10 1 |;h3=|—-202
—-1-2-1 —-2-1-0 -101

3) Nalezeni lokalnich maxim (Thining)
V této c¢asti detekujeme hrany v misté nejvétSiho gradientu pomoci
lokalniho maxima a body, které nejsou lokdlnim maximem, odebirame. Tim
z rozmazanych hran udéladme ostré hrany, které budou tenci nez hrany plvodni.
Tento proces provedeme pomoci velikosti a sméru gradientu, které mame

z predchoziho kroku.

4) Eliminace nevyznamnych hran (Thresholding)

Poslednim krokem Cannyho detektoru je prahovani. VétSina hran, které
mame ted’ v obraze, jsou uz pravé hrany, ale pofad zde mizeme nalézt hrany
vzniklé silnym Sumem, barevnou variaci, nebo nerovnym povrchem. Re$eni
spociva Vv ur¢eni dvou prahtl, které povazujeme za hranu a co uz hrana neni. Jeden
préh urcuje horni hodnotu a druhy dolni hodnotu, mezi kterymi se mize gradient
pohybovat. Pokud rozhodujeme o bodu, ktery ma hodnotu vyssi nez je horni prah,
ozna¢ime hranu siln¢. Body, které se nachazi pod dolni hranici, potlaéime a body

které se nachazi mezi horni a dolni hranici ozna¢ime tenkou hranou.
Vyuziti pro praci

Detekce hran je jednou z moznych dil¢ich procest pfi rozpoznavani obrazu. Ve své
préci jsem prakticky teorii hran nevyuZil, ale je to teoretickd ptiprava pro dal$i navazujici
praci, ve které bude vyuzita uprava obrazu pomoci detekce hran, a neuronové sité budou

podrobeny dal§imu vyzkumu.
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3.4 Neuroph

Neuroph (11) je Java Framework pro vyvoj a stavbu béznych neuronovych siti.
Obsahuje dobfe navrZzenou a volné dostupnou Java knihovnu, ktera obsahuje malé
mnozstvi zékladnich tfid. Tyto tfidy koresponduji se zékladnim konceptem neuronovych
siti. Cely Framework je vydan jako software s otevienym zdrojovym koédem. Muzeme ho
tedy pouzivat pro soukromé i komeréni ucely podle licence Apache 2.0.

Tato platforma ma i aplikaci Neuroph Studio s propracovanym GUI pro jednoduché
vytvafeni neuronovych siti. Neuroph Studio nam umoziuje vytvofit si neuronovou sit,
kterou natrénujeme pomoci vlastni trénovaci mnoziny dat a nasledn¢ sit’ mizeme testovat
pomoci nami zvolenych testovacich dat. Po tomto procesu zjistime, S jak velkou ptesnosti
bylo urCeni spravné. Takto naucenou neuronovou sit mizeme exportovat ve formé

souboru a pouZit ji ve vlastni Java aplikaci.

Java Neural Network Framework

org.neuroph.netbeans

GUI Tool .
Neuroph Studio - a Java Neural Network IDE
F Neuroph Library
org.neuroph.nnet
Java Implementation of specific Neural Networks
Neural Network ¢
Library org.neuroph.core org.neuroph.util
Base Classes Utility Classes
-

Obrdzek 10 - Struktura aplikace Neuroph®

® Zdroj: http://neuroph.sourceforge.net/
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4 Vlastni prace

4.1 Vytvoreni a natrénovani neuronové sit€é pomoci aplikace Neuroph
Studio

Neuroph Studio poskytuje prostiedi pro vytvaieni a trénovani neuronovych siti.
Také obsahuje specializovany nastroj pro trénovani neuronovych siti pro rozpoznani
obrazu. Vytvoreni a nauceni sit¢ se sklada z nasledujicich kroki:
1) Vytvoieni Neuroph projektu
2) Vytvofeni neuronové sité ur¢ené k rozpoznani obrazu
3) Nauceni sit¢ pomoci trénovacich dat
4) Otestovani sité testovaci mnozinou dat

5) Ulozeni pro budouci mozné vyuziti sité ve vlastni Java aplikaci

Vytvoreni trénovaci a testovaci mnoziny dat zakladnich tvara

Pro ukazku funkcionality Neuroph Studia byla vytvofena zékladni trénovaci
mnozina dat v podob€ zakladnich tvar. Obrazy jsou v rozliSeni 100x100 pixelt. Sada

tvarti byla vytvofena v jednoduchém grafickém editoru MS Paint.

R G

ctverec_1 ctverec_2 hexagon_1 hexagon_2

<l IS

hvezda_ 1 hvezda_2 kosoctverec_1 kosoctverec_2

X
e

kruh_1 kruh_2 obdelnik_1 obdelnik_2

pentagon_1 pentagon_2 sipka_1 sipka_2

o 20
> :0

>
>

trojuhelnik_1 trojuhelnik_2

Obrazek 11 - Trénovaci mnozZina dat
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Testovaci mnozina dat byla vytvofena upravenim trénovaci mnoziny. Vznikla tedy
mnozina neznamych tvart, kterd nebyla siti pfedlozena v rdmci trénovéani. Testovaci
obrazy jsou také v rozliSeni 100x100 a slouzi k otestovani schopnosti naucené sité

rozpoznat obrazy podobné obraziim z trénovaci mnoziny dat.

{ ] ) 3 O

ctverec_1 ctverec_2 hexagon_1 hexagon_2
ke % << <
hvezda_1 hvezda_2 kosoctverec_1 kosoctverec_2
kruh_1 kruh_2 obdelnik_1 obdelnik_2
(/\ ™~ N
: { [i >
pentagon_1 pentagon_2 sipka_1 sipka_2
AN N
X
trojuhelnik_1 trojuhelnik_2

Obrazek 12 - Testovaci mnoZiny dat
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4.2 Vytvoreni projektu a natrénovani sité

Prvnim krokem je vytvofeni nového projektu, ve kterém nasledné¢ vytvotrime

neuronovou sit’ a trénovaci mnozinu.

-
® * New Project
Steps Choose Project
;. Choose Project Q, Filter:
Categories: Projects:
4. Neuroph pll Neuroph Project
4 Java
J) Maven
-1}, Samples
Description:
Creates new empty Neuroph neural network project. In empty Neuroph project you can create
neural networks using wizards, import data to create training sets, and then train neural network.

Obrazek 13 - \Iytvoreni projektu

V novém projektu vytvotime soubor s neuronovou siti. Na vybér mame z n¢kolika
typt pravodci vytvoieni neuronové sité podle nami zvolené problematiky. V tomto kroku

zvolime privodce pro pfidani neuronové sité pro rozpoznani obrazu.

* New File
Steps Choose File Type
1. Choose File Type project: |® # NeurophProject -
2l e L
Q, Filter:
Categories: File Types:
=
)\ Licenses »| |5 Neural Network
J Neuroph " Sample Data Set
). ClientSide a Licence Plate Recognition
)} osaGi = g Image Recognition
)\ Spring Framework 5 Data Set
e-0) Java | | srain Wave Recognition
B
) Swing GUI Forms B 1extRecoonition
J) JavaBeans Objects |a] Hand ert‘t.en. Character Recognition
W] stock Prediction
/) AWT GUI Forms
it Lisit Tanta. 2
Description:
Creates new image recognition neural network.

Obrazek 14 - \Iytvoreni neuronové sité pro rozpoznani obrazu

31



V dal§im kroku vybereme mnozinu obrazii, které chceme, aby se sit’ naucila
rozpoznavat. Obrazy muze ptidavat jednotlivé, nebo po celych adresatich. Mame zde také
na vyber, jestli chceme pouzivat barevny ¢i ¢ernobily mod. Pti pouziti ¢ernobilého modu
jsou pixely v obraze reprezentovany jako [0, 1] a tim se zmen$i mnozstvi vstupnich
neurontl. Pro rozpoznavani ¢ernobilych obrazl je potom potieba méné slozitd topologie
neuronové sité. V této fazi mame jest€ moznost obrazy upravit pomoci jednoduchého

editoru. Provadét mizeme upravy typu — otoCeni, zména velikosti, nebo prevedeni do

odstinu Sedi.

* * New Image Recognition @
Steps Select images for image recognition.
1. Choose File Type Choose images to recognize
2. Selectimages forimage
recognition.
3. Selectimages not to ImagesDir A
recognize. =Y ctverec_1ipg
4. Set training set parametars LR Aares it
5. Setneural network parametars ‘5“‘ ctverec_2.jpg
i Q hvezda_1.jpg 3
i[& hvezda_2.jpg i
i Q kosoctverec_1.jpg
i[& kosoctverec_2.jpg
(8] kuh_tipg
i Q kruh_2.jpg
i|d] obdelnk_1.jpg

i [F“j obdelnik_2.jpg
i Q pentagon_1.jpg -

] Add image ][ Add directory ][ Remove ] ' Edit image

Choose color mode

@ Color RGB

Color HSV Image width: 100

Black and white Image height: 100

< Back i Einis [ Cance(ﬁ Help

Obrazek 15 — Vybeér testovaci mnoziny

Dalsi fazi je vybér obrazi, které nemaji byt rozpoznany. Tyto obrazy pomahaji
minimalizovat nespravna rozpoznani. Obvykle se pouZivaji obrazy vyplnéné Cervenou,
zelenou a modrou barvou. Musime sisami zvolit podle kontextu a vyuziti naseho

rozpoznani, které obrazy nechceme, aby byly rozpoznany.
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2.

3.

4.
5.

Steps

® New Image Recognition

Choose File Type Choose images that should not be

Select images for image
recognition.

Select images not to
recognize.

Set training set parametars
Set neural network parametars

Select images not to recognize.

(avoid false

) JunkDir
@ blue.jpg
i greenjpg
E

Add image J[ Add directory ]l Delete ] [ Editimage

Image Width: 100

Image Height: 100

<Back | [ Next> |

Einish Cancel Help

Obrazek 16 - \Iybér mnoZiny pro nerozpozndni

Poté pojmenujeme testovaci mnozinu dat pro piipad, ze v naSem projektu budeme

experimentovat i s dal$imi trénovacimi mnozinami. Nastaveni $itky a vySky zméni rozmér

u vSech vstupnich obrazi. Budou tedy zobrazeny v mensi skale a uceni bude probihat

snadnéji a rychleji. Rozméry obrazu udavaji také velikost vstupniho vektoru a pocet

neurond ve vstupni vrstve.

-

® " New Image Recognition @
Steps Set training set parametars
1. Choose File Type
2. Selectimages for image Training Set Label zaldadni_tvary_datal
recognition.
3. Selectimages not to ”
recognize. Image Sampling Resolution
4. Set training set -
ametn Width 20
5. Setneural network parametars
Height 20

Obrazek 17 - Parametry vstupnich dat

Poslednim krokem privodce je pfidani neuronové sité a nastaveni jejich parametru.

Nejprve sit’ pojmenujeme pro piipad, ze budeme pozd¢ji vytvaiet dalsi sit€. Jako dalsi

parametr je pienosova funkce. Zde je na vybér budto sigmoida, nebo hyperbolicky

tangens. Nejcastéji se pouzivd sigmoida, ale v nékterych ptipadech dosdhneme lepSich

vysledkli vyuzitim tangensu. Nakonec zvolime pocet neuronli ve skryté vrstvé a pocet
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skrytych vrstev. To je nejdilezitéjsi nastaveni sité. Skryté vrstvy se nachazeji mezi vstupni

a vystupni vrstvou. Cilem je mit co nejmensi mozny pocet vrstev a neurond, které se

uspesné zvladnou naucit na trénovaci mnozinu dat. Mensi pocet neuronti znamena rychlejsi

uceni, mensi pocet iteraci a lepsi generalizaci. Adekvatni pocet neuront a vrstev zalezi

na poctu vstupnich a vystupnich neuront. Nelze obecné urcit pocet neuronti a skrytych

vrstev, protoze kazdé rozpoznavani je specidlnim piipadem. Idealni pocet se proto Casto

nalezne az po sérii pokusl a experimentti s topologii neuronové site.

® New Image Recognition

Steps

Set neural network parametars

=

1
2.

3.

4.
5

Choose File Type

Select images for image
recognition.

Select images not to
recognize.

Set training set parametars
Set neural network
parametars

Network label zakladni_tvary_sit

Transfer function | Si

Hidden Layers Neuron Counts

24

< Back | Next > Cancel ] Help

Obrazek 18 - Parametry neuronove sité

Po dokonéeni privodce se Vv projektu vytvoii dva soubory. Jeden soubor

s neuronovou siti, ktera je pfipravena na proces uceni a druhy s trénovaci mnozinou dat.

Graficky zobrazena neuronova sit’ obsahuje 3 vrstvy — vstupni, skrytou a vystupni. Ve

skryté vrstvé je 24 neuront a ve vystupni je 9 neuront, kazdy z nich reprezentuje jeden ze

zakladnich tvart z trénovaci mnoziny.

1200 nputs

o0 /rica i

Obrazek 19 — Neuronova sit

3 of
\ T
NNV VY

puis: 01 02 OW3 04 Ows Ows w7 Ows owd
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Pfi spusténi trénovani se Vv dialogovém okné nastavuji trénovaci parametry. Pro
rychlost uceni a moment se pouzivaji hodnoty v intervalu [0,1] a pro maximalni chybu sité

je doporuc¢ena hodnota 0.1. Pfi vzorovém uceni bylo pouzito nasledujici nastaveni.

Maximalni pocet iteraci Bez omezeni
Maximalni chyba sité 0.01
Moment 0.7
Krok 0.2

Tabulka 1 - Nastaveni parametrt

Po natrénovani sité je zobrazen graf celkové chybovosti a pribehu uceni neuronové
sité.

Total Network Error Graph

0,65
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0,50

o
N
o

=X
3

Total network error
2 B
8 9

v
a

0,15
0,10

0,05

0,00

0 S 10 15 20 25 30 35 40 45 S0 55 60 65 70 75
Iteration

Obrazek 20 — Graf celkové chybovosti uceni sité

Neuroph Studio disponuje funkcionalitou pro testovani nau¢ené neuronové sité.
Testovani se sklada z predkladani neznamych obrazii neuronové siti, ktera vyhodnocuje,
kterému prvku ztestovaci mnoziny se nejvice obraz podoba. Po vyhodnoceni ma
odpovidajici vystupni neuron nejvétsi hodnotu. Vystupni hodnoty se na neuronech
pohybuji v intervalu [0,1]. Cim bliZe je vystupni hodnota &islu 1, tim je uréeni piesn&jsi.

V nasledujici tabulce je zobrazena piesnost uréeni rozpoznani objektii z testovaci mnoziny.
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Ctverec 1 0.9827
Ctverec 2 0.6997
Hexagon_1 0.6463
Hexagon_2 0.9230
Hvézda 1 0.9862
Hvézda 2 0.9734
Kosoctverec 1 0.9887
Kosoctverec 2 0.9722
Kruh_1 0.9262
Kruh_2 0.8620
Obdélnik 1 0.9096
Obdélnik 2 0.0676
Pentagon_1 0.9083
Pentagon_2 0.9100
Sipka 1 0.9316
Sipka 2 0.9188
Trojuhelnik 1 0.8041
Trojahelnik 2 0.4135

Tabulka 2 - Prehled presnosti urceni

4.3 Zhodnoceni vysledki

Pti testovani dvouvrstvé sit€¢ s 24 neurony ve skryté vrstvé pomoci testovaci
mnoziny bylo dosazeno uspokojivého vysledku. VétSina presnosti ureni rozpoznani se
pohybuje kolem hodnoty 0.9, coze je velice vysoka piesnost uréeni za piedpokladu, ze
stoprocentni rozpoznani je hodnota 1. NejlepSiho vysledku u rozpoznani nezndmého tvaru
dopadl Kosoctverec_1 s piesnosti urceni 0.9887. Nejhtite dopadlo rozpoznani tvaru
Obdelnik 2 z testovaci mnoziny dat s pfesnosti ureni 0.0676, ale stale to byla nejveEtsi

hodnota neuronu pro dany tvar, takze urceni bylo spravné.
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4.4 Testovani topologie sité v zavislosti na trénovaci mnoZziné
Testovaci mnoZina dat

V ramci vybéru vhodné topologie sité pro tfi odlisSné trénovaci mnoziny byla
zvolena jedna testovaci mnozina dat. Testovaci data byla pofizena mobilnim telefonem
Apple iPhone 5 v rozliSeni 2448 x 3264 px. Fotografie by mohly byt, také potfizeny pomoci
robo — optické jednotky. Jedna se o fotografie Ctyt zakladnich tvarti v travnim porostu —
¢tverec, obdélnik, kruh a trojuhelnik. Tyto tvary byly vystfizeny z ¢erného materidlu
anasledné¢ zachyceny v travé. Pro Ucely rozpoznavani byly tyto fotografie zmenSeny

na velikost 100x133 pixeld pii zachovani poméri stran.

ctverec kruh obdelnik trojuhelnik
Obrazek 21 - Foto tvari v trave

Trénovaci mnoZiny dat

Jako ucebni material pro neuronové sité byly zvoleny tfi mnoziny trénovacich dat.
Tyto mnoziny simuluji riznou velikost a zptisob pofizeni dat.
4411 MnoZina A

Soubor deviti odlisSnych zékladnich tvard, které byly vytvofeny ve dvojim
provedeni. Jednou pomoci rysovaciho nastroje a podruhé jako simulace nakresleni tvari

pomoci ruky. Tato mnozina obsahuje tedy celkem 18 obrazl a je z trénovacich mnozin

nejobséhlejsi. Grafické zndzornéni mnoziny viz obrazek 11 — Trénovaci mnoZina dat
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4412 MnozZina B

Mnozina B byla vytvofena zredukovanim trénovaci mnoziny A, na tvary obsazené
Vv testovaci mnozingé. Tento trénovaci soubor obsahuje tedy Ctyfi zakladni tvary - Ctverec,
obdélnik, kruh a trojahelnik. Redukce tvarii zmensi velikost uc¢ebniho souboru a tim
zjednodusi proces uceni. Neuronova sit’ nebude vyzadovat takovou slozitost, jako u vétSich

trénovacich souborti a proces uceni bude rychlejsi.

O = A

ctverec_1 kruh_1 obdelnik_1 trojuhelnik_1

Obrdzek 22 - MinoZina B

4413 Mnozina C

Tato mnozina Obsahuje fotografie ¢tyf zakladnich tvart, které byly pofizeny
stejnym mobilnim telefonem, jako mnozina pro testovani naucenych neuronovych siti.
Opét byla zménéna velikost fotografii na 100x133 pixeld. VystiiZzené tvary byly zachyceny

na bilém podkladu, ¢imz vzniklo jednolité pozadi.

C O = A

|

ctverec kruh obdelnik trojuhelnik

Obrdzek 23 - MinoZina C
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Postup testovani

Pribéh procesu uceni a testovani sit¢ je stejny jako u kapitoly ,,Vytvoreni
a natrénovani neuronové sit€ pomoci aplikace Neuroph Studio®. Experimentovanim
s poctem skrytych vrstev a poftem neuronu v nich obsazenych byl vytvoien nasledujici
piehled testi. VSechny ucebni procesy byly provedeny v jednotném nastaveni ucebnich
kritérii. Stejnym nastavenim a testovacim souborem zaruime objektivni vysledky

u riznych topologii.

Maximalni pocet iteraci Bez omezeni
Maximalni chyba sité 0.01
Moment 0.7
Krok 0.2

Tabulka 3 - Parametry nastaveni

Testovani jednotlivych mnozin bylo rozdéleno na experimenty s jednou a s dvéma
skrytymi vrstvami. Pfi vybéru poctu neuront v jednotlivych vrstvach byla vzdy nejprve
hledana topologie s nejmensim moznym poctem neurontl, se kterymi byla sit’” schopna
nauCit se trénovaci mnozinu dat. Dal§im testem bylo zvednuti poctu neuronti
na dvojnasobnou hodnotu. U dvouvrstvych siti byl zdvojnasoben pocet neuront u obou
skrytych vrstev.

Po nauceni bylo provedeno testovani pomoci fotografii objektd v travnim porostu

a vysledky, tedy hodnoty piesnosti uréeni byly zaneseny do tabulek.
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Trénovaci mnozina A

4.4.1.4 Sité s jednou skrytou vrstvou

1 skryta vrstva - 14 neuroni

Sit A1 _ Vystup
B Obdélnik | Sipka | Hvézda | Koso¢tverec | Kruh | Ctverec | Hexagon | Trojuhelnik | Pentagon
Obdélnik 0,2236 | 0,0038 | 0,0087 0,0022 0,0016 | 0,0152 | 0,0005 0,4164 0,0046
Sipka - - - - - - - - -
Hvézda - - - - - - - - -
o | Kosoctverec - : - - : - : - -
§ Kruh 0,0003 | 0,0005 | 0,0072 0,0207 0,0007 | 0,6874 | 0,0014 0,0056 0,0004
Ctverec 0,0019 | 0,0100 | 0,0210 0,0017 0,0002 | 0,0001 | 0,0053 0,1750 0,0037
Hexagon - - - - - - - - -
Trojohelnik | 0,0061 | 0,1074 | 0,4580 0,0003 0,0000 | 0,0002 | 0,0020 0,3883 0,0413
Pentagon - - - - - - - - -
Tabulka 4 - Vysledky méreni A1
Pocet spravné rozpoznanych tvarti: 0
1 skryta vrstva - 28 neuronii
Sit A 2 _ Vystup
B Obdélnik | Sipka | Hvézda | Kosoétverec | Kruh | Ctverec | Hexagon | Trojtihelnik Pentagon
Obdélnik 0,1680 | 0,6020 | 0,2478 0,7864 0,6507 | 0,5424 | 0,6065 0,5678 0,8800
Sipka - - - - - - - - -
Hvézda - - - - - - - - -
o | Kosoltverec - - - - - - - - -
§ Kruh 0,0647 |0,3798 | 0,3434 0,8476 0,6413 | 0,6429 | 0,9207 0,8341 0,8654
Ctverec 0,0427 |0,7149 | 0,5891 0,5336 0,5367 | 0,5930 | 0,4812 0,7463 0,8790
Hexagon - - - - - - - - -
Trojthelnik 0,0877 10,8052 | 0,7753 0,7847 0,4096 | 0,5908 | 0,5039 0,5677 0,9527
Pentagon - - - - - - - - -

Tabulka 5 - Vysledky méreni A

Pocet spravné rozpoznanych tvart: 0
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4415 Sité s dvéma skrytymi vrstvami

2 skryté vrstvy — dvakrat 36 Neuronu

Sit A_3 _ Vistup

B Obdélnik | Sipka | Hvézda | Kosoétverec | Kruh | Ctverec | Hexagon | Trojahelnik Pentagon
Obdélnik 0,8137 | 0,0031 | 0,0000 0,0000 0,0000 | 0,1574 0,0003 0,0161 0,0001
Sipka - - - - - - - - -
Hvézda B B B B B B B B B

o | Kosoctverec - - - - - - - - -

é Kruh 0,0008 | 0,0007 | 0,0004 0,0000 0,0903 | 0,8446 0,0004 0,0008 0,0004
Ctverec 0,0000 | 0,0200 | 0,0000 0,0748 0,0110 | 0,0001 0,2657 0,0007 0,0164
Hexagon - - - - - - - - -
Trojuhelnik 0,6647 | 0,206 | 0,0004 0,0001 0,0000 | 0,0011 | 0,0004 0,0038 0,0002
Pentagon - - - - - - - - -

Tabulka 6 - Vysledky méreni A_3

Pocet spravné rozpoznanych tvart: 1

2 skryté vrstvy — dvakrat 72 neuroni
Sit A_4 _ Vystup
B Obdélnik | Sipka | Hvézda | Kosoétverec | Kruh | Ctverec | Hexagon | Trojuhelnik | Pentagon
Obdélnik 0,0001 | 0,2023 | 0,0006 0,0336 0,0130 | 0,0003 | 0,0044 0,0005 0,0004
Sipka - - - - - - - - -
Hvézda - - - - B - B - -
o | Kosoltverec - - - - - - - - -
§ Kruh 0,0001 | 0,2023 | 0,0006 0,0336 0,0130 | 0,0003 | 0,0044 0,0005 0,0004
Ctverec 0,0001 | 0,2023 | 0,0006 0,0336 0,0130 | 0,0003 | 0,0044 0,0005 0,0004
Hexagon - - - - - - - - -
Trojihelnik 0,0004 | 0,0068 | 0,0109 0,0025 0,0002 | 0,0003 | 0,0180 0,0209 0,0053
Pentagon - - - - - - - - -
Tabulka 7 - Vysledky méreni A_4
Pocet spravné rozpoznanych tvart: 1
Trénovaci mnozina B
4416 Sité s jednou skrytou vrstvou
1 skryta vrstva - 13 neuroni

Sit B_1 Vystup

B Obdélnik | Kruh | Ctverec | Trojahelnik
Obdélnik 0,0097 |0,2909 | 0,0008 0,4978

S| Kruh 0,0021 |0,0949 | 0,1002 | 0,0755

> | Civerec | 00986 |0,0501 | 06029 | 0,0357
Trojuhelnik | 0,7912 | 0,1951 | 0,1459 0,0110

Tabulka 8 - Vysledky méreni B_1

Pocet spravné rozpoznanych tvari: 1
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1 skryta vrstva - 26 neuronii

Vystup
Obdélnik | Kruh | Ctverec | Trojihelnik
Obdélnik 0,2188 |0,1319| 0,0014 0,1942

Sit B 2

Kruh 0,0065 |0,0798 | 0,8753 0,0005

Ctverec 0,0390 |0,0252 | 0,0142 0,5335

Trojuhelnik | 0,1786 | 0,0902 | 0,0008 0,2246
Tabulka 9 - Vysledky méreni B_2

Vstup

Pocet spravné rozpoznanych tvart: 2

4.4.1.7 Sité s dvéma skrytymi vrstvami

2 skryté vrstvy — dvakrat 13 neuroni
Vystup
Obdélnik | Kruh | Ctverec | Trojihelnik

SitB_3

Obdélnik 0,0385 | 0,0062 | 0,0078 0,7873
g‘ Kruh 0,0123 |0,0378 | 0,0102 0,5031
p4 Ctverec 0,0416 |0,0042 | 0,0214 0,6656
Trojuhelnik | 0,0350 | 0,0092 | 0,0050 0,8225
Tabulka 10 - Vysledky méreni B_3
Pocet spravné rozpoznanych tvart: 1
2 skryté vrstvy - dvakrat 26 neuroni
yst
Sit B_4 Vystup
B Obdélnik | Kruh | Ctverec | Trojahelnik
Obdélnik 0,0713 |0,0372| 0,0320 0,0335
5‘ Kruh 0,0988 | 0,0059 | 0,8843 0,0094
= Ctverec 0,0652 |0,0371| 0,0304 0,0370
Trojuhelnik | 0,0175 | 0,0086 | 0,0142 0,5799

Tabulka 11 - Vysledky méreni B_4

Pocet spravné rozpoznanych tvarii: 2

Trénovaci mnozina C

4.4.1.8 Sité s jednou skrytou vrstvou

1 skryta vrstva - 4 neurony
Vystup

Sit C_1

Obdélnik | Kruh | Ctverec | Trojuhelnik

Obdélnik | 0,0685 |0,0875| 0,0348 | 0,0781
Kruh 0,0672 | 0,0886 | 0,0353 | 0,0790
Ctverec 0,0115 |0,0030 | 0,0815 0,8340

Trojtthelnik | 0,8776 | 0,0036 | 0,0023 | 0,0056
Tabulka 12 - Vysledky méreni C_1

Vstup

Pocet spravné rozpoznanych tvari: 1



1 skryta vrstva - 8 neuroni

Vyst
SitC 2 ySHp

Obdélnik | Kruh | Ctverec | Trojuhelnik
Obdélnik 0,4750 |0,0327 | 0,7623 0,0579
Kruh 0,0009 |0,3683 | 0,0111 0,0663
Ctverec 0,0410 |0,0019 | 0,2082 0,0386
Trojuhelnik | 0,4500 | 0,0039 | 0,0230 0,3727
Tabulka 13 - Vysledky méreni C 2

Vstup

Pocet spravné rozpoznanych tvart: 2

4419 Sité s dvéma skrytymi vrstvami

2 skryté vrstvy — dvakrat 9 neuroni

Vystup

Sit C_3
Obdélnik | Kruh | Ctverec | Trojuhelnik

Obdélnik | 0,0303 | 0,0366 | 0,0689 | 05368
S| Kruh 0,0158 |0,0009 | 0,1421 | 0,0231
2| Ctverec | 00636 |00113] 02483 | 06795
Trojthelnik | 0,0581 |0,0047 | 0,1057 | 0,7677
Tabulka 14 - Vysiledky méreni C 3
Pocet spravné rozpoznanych tvari: 1
2 skryté vrstvy — dvakrat 18 neuroni
Sit C_4 Vystup
Obdélnik | Kruh | Ctverec | Trojuhelnik
Obdélnik | 00314 |0,0022| 0,1428 | 0,0022
S|  Krh 0,0020 | 00121 0,1522 | 0,0298
2| Ctverec | 0,0050 |0,0087| 00056 | 0,1867
Trojthelnik | 0,0425 |0,0198| 0,0008 | 02609

Tabulka 15 - Vysledky méreni C 4

Pocet spravné rozpoznanych tvart: 1



5 Zhodnoceni vysledkii

5.1 Vysledky jednotlivych u¢ebnich soubori

Byl vytvoten piehled topologii siti a jejich GspéSnosti rozpoznani za jednotlivé

ucebni soubory. K jednotlivym sitim byly zaznamendny spravné rozpoznané tvary pro

pozdéjsi celkové porovnani mezi odliSnymi mnozinami.

Mnozina A

Nazev sité | Pocet vrstev | PoCet neurond | Pocet spravnych rozpoznani | Spravné rozpoznané tvary
SitA_1 1 14 0 -
Sit A_2 1 28 0 -
Sit A_3 2 36 1 obdélnik
SitA_4 2 72 1 trojuhelnik

Mnozina B

Tabulka 16 - Souhrn méreni mnoZiny A

Nazev sité | Pocet vrstev | PoCet neurond | Pocet spravnych rozpozndni | Spravné rozpoznané tvary
SitB_1 1 13 1 Ctverec
SitB_2 1 26 2 obdélnik, trojuhelnik
SitB_3 2 13 1 trojuhelnik
SitB_4 2 26 2 obdélnik, trojuhelnik

Mnozina C

Tabulka 17 - Souhrn méreni mnoZiny B

Nazev sité | Polet vrstev | Pocet neuront | Pocet spravnych rozpoznani | Spravné rozpoznané tvary
SitC_1 1 4 1 kruh
SitC_2 1 8 2 kruh, &tverec
SitC_3 2 9 1 trojuhelnik
SitC_4 2 18 1 trojuhelnik

Tabulka 18 - Souhrn méreni mnoZiny C
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5.2 Celkové vysledky siti

Srovnani vSech topologii siti napiic ucebnimi soubory byla sefazena podle
jednotlivych kritérii.

Podle poc¢tu rozpoznanych objekti

Pii srovnéani siti podle poctu rozpoznani dopadly nejlépe sit¢ C 2, B 4 a B 2

s celkovym poctem dvou rozpoznani.

Nazev sité | Polet vrstev | Pocet neurond | Pocet spravnych rozpoznani Spravné rozpoznané tvary
SitC_2 1 8 2 kruh, étverec
SitB_4 2 26 2 obdélnik, trojuhelnik
SitB_2 1 26 2 obdélnik, trojuhelnik
SitB_1 1 13 1 Ctverec
SitC_1 1 4 1 kruh
Sit A_3 2 36 1 obdélnik
SitB_3 2 13 1 trojuhelnik
SitC_3 2 9 1 trojuhelnik
SitC_4 2 18 1 trojuhelnik
SitA_4 2 72 1 trojuhelnik
SitA_1 1 14 0 -

Sit A_2 1 28 0 -

Tabulka 19 - Celkové zobrazeni podle poctu rozpozndni

Serazeni podle rozpoznanych tvari

Pfi rozpoznavani objektil je mozné porovnat mezi sebou sité, které rozpoznaly

stejné tvary a to pomoci piesnosti uréeni.

Nazev sité | Pocet vrstev | PoCet neuronu Presnost urceni obdéIniku Pfesnost urceni trojuhelniku
SitB_4 2 26 0,0713 0,5799
Sit B_2 1 26 0,2188 0,2246

Tabulka 20 - Porovndni sitiB_4a B_2

Pti zhodnoceni vysledkt u siti B 2 a B_4 viz tabulka 20 mtzeme fici pouze, ze sit’
B _4 je lepsiho rozpoznani trojuhelniku a sit’ B_2 je lepsi pro obdélnik. Ani jedna z téchto
siti nedosahuje lepSich vysledkd u obou tvarli zaroven, tudiz nelze urcit, kterd ze siti je

lepsi.
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Nazev sité | Polet vrstev | Pocet neurond | Presnost uréeni trojuhelniku
Sit B_3 2 13 0,8225
SitC_3 2 9 0,7677
SitC_4 2 18 0,2609
SitA_4 2 72 0,0209

Tabulka 21- Rozpozndni trojuhelniku

U porovnani siti, které rozpoznaly pouze trojuhelnik, dopadla nejlépe sit’ z testovaci

mnoziny B a s dvéma skrytymi vrstvami s tfinacti neurony v obou skrytych vrstvach.

5.3 Shrnuti vysledku

Na zaklad¢ naméfenych vysledkli nelze urcit nejlepsi topologii umélé neuronové
sit€¢ pro rozpoznani vSech zakladnich tvart. Odlisné topologie v kombinaci s riznymi
ucebnimi soubory jsou vhodné na rozpoznani jednotlivych tvart. Lze tedy pouze urcit

vhodnou trénovaci mnozinu a topologii pro jednotlivé tvary.

46



6 Zavér

Cilem bakalatské prace bylo navrhnuti vhodné topologie um¢lé neuronové sité pro
rozpoznani zakladnich tvari vyfocenych v travnim porostu a experimentovani
s architekturou neuronovych siti.

V reSersni Casti jsem nejprve zjistil momentalni situaci v oblasti rozpoznavani.
Nasledn¢ jsem se zaméiil na zpisoby upravy obrazu pomoci detekce hran, architekturu
neuronovych siti a jejich funkcionalitu u procesu uceni.

Na zéklad¢ poznatkii ziskanych z reSerSni Casti prace jsem v praktické casti
experimentoval s u¢ebnimi soubory a topologiemi neuronovych siti. VSechny namétené
vysledky byly zaneseny do tabulek pro zhodnoceni vysledkli méteni. Pro dalsi vyzkum je
potieba experimentovat s Upravou obrazu pomoci detekce hran v kombinaci
S neuronovymi sitémi. Tim se budu zabyvat v navazujici praci.

Cile této bakalatské prace byly splnény.
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