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ABSTRAKT

Sekvenace nanopdrem je nova a rychle se rozvijejici technologie, kterd umoznuje pfimé
sekvenovani jednovldknové DNA a RNA v redlném case. Vysledkem sekvenace je tak-
zvany squiggle, coz je Casova rada intenzit proudl pri priichodu nukleotidii nanopérem.
Identifikace genl v téchto squigglech je klicovym krokem pro vyuZiti téchto dat v geno-
mickych studiich.

Tato bakalarska prace se zabyva vyvojem a testovanim metody pro automatickou iden-
tifikaci genl ve squigglech ze sekvenace nanopérem. Cilem bylo vytvorit systém, ktery
by mohl rychle a presné identifikovat geny v squigglech, a tim podporit dalsi analyzy a
interpretaci dat z nanopdrové sekvenace.

Metoda vyuziva konvolu¢ni neuronové sité (CNN), které byly ispé&$né pouzity v mnoha
jinych oblastech bioinformatiky. Pro trénovani modelu byl pouzit velky dataset squiggld,
které byly oznaceny podle genu, ktery reprezentuji. Vysledky ukazuji, ze systém je scho-
pen s urCitou presnosti identifikovat geny ve squigglech a Ze mize byt G¢innym nastrojem
pro analyzu dat z nanopérové sekvenace.

KLICOVA SLOVA

Nanopore sekvenovani, klasifikace gen(, bioinformatika

ABSTRACT

Nanopore sequencing is a new and rapidly developing technology that allows for the direct
sequencing of single-stranded DNA and RNA in real-time. The result of the sequencing
is the so-called squiggle, which is a time series of current intensities as nucleotides pass
through the nanopore. Identifying genes in these squiggles is a crucial step for the
utilization of this data in genomic studies.

This bachelor’s thesis focuses on the development and testing of a method for automatic
gene identification in squiggles from nanopore sequencing. The aim was to create a sys-
tem capable of quickly and accurately identifying genes in squiggles, thereby supporting
further analysis and interpretation of nanopore sequencing data.

The method utilizes Convolutional Neural Networks (CNN), which have been success-
fully used in many other areas of bioinformatics. A large dataset of squiggles, labeled
according to the gene they represent, was used to train the model. The results show
that the system can identify genes in squiggles with a certain level of accuracy and can
be an effective tool for nanopore sequencing data analysis
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Uvod

Sekvenovani je proces stanoveni poradi nukleotidi v celém genomu nebo jen v urci-
tém tseku DNA. Prvni metody sekvenovani predstavili Sanger a Coulson v sedmde-
satych letech 20. stoleti. V soucasné dobé se jim tika ,sekvenovani prvni generace®.
Jako prvni metody mély cely rozsah nevyhod a nedokézaly splnit vSechny pozadavky
védecké spolecnosti. Proto rozvoj a zkoumani novych technik neustale pokracoval.
Druhéa generace sekvenatori neboli ,next generation“ uz méla vyrazné lepsi vlast-
nosti a byla pouzivana v obou projektech The Human Genome Project. Metody
druhé generace ale mély omezeni v délkach jednotlivych ¢teni, proto stale zustaval
pozadavek na zlepSeni a vyvoj dalsich technik. Nejmodernéjsim metodam se rika
,third generation“ a patii k nim techniky, kterym pro sekvenovani staci jen jedna
molekula a dokazou z této molekuly stanovit bazi jednu po druhé. Za necelych 50
let se sekvenovani vyznamné rozvijelo, a to jak ze strany presnosti, tak ze strany
rychlosti a ceny sekvenovani. Za posledni dobu sekvenovani znamenalo revoluci v
oblasti prirodnich a biologickych véd. Moderni rozsah vyuziti sekvenacnich technik
je vskutku siroky, véetné genetiky, molekularni biologie, archeologie, kriminalistiky,
mediciny, zemédélstvi, slechténi a mnoha dalsich.

Jednim z prikladi sekvenatorti tfeti generace je Oxford Nanopore Sequencing.
Tato metoda je zalozena na méreni proudu iontt pii priuchodu molekuly DNA pres
pér v umélé membrané. Vystupem tohoto typu sekvenovani je tzv. ,,squiggle® prou-
dovy zaznam, ktery obsahuje namérené hodnoty proudu. Ze squiggle zdznamu nelze
ihned stanovit nukleotidovou sekvenci zkoumané molekuly DNA. Proto squiggle po-
tfebuje nasledné zpracovani zvané ,basecalling”. Pod pojmem ,basecalling® se ro-
zumi fada matematickych a statistickych operaci pro stanoveni poradi nukleotidii
ze squiggle zaznamu. Moderni systémy vzdy pouzivaji algoritmy strojového uceni a
neuronovi sité pro provedeni basecallingu.

Tato bakalarska prace bude vénovana zejména programovacim algoritmim pro
analyzu squiggle zdznam ze sekvenovani bakterie Klebsiella pneumoniae. Bude na-
vrzen algoritmus, ktery pomoci neuronovych siti dokaze identifikovat urcité geny v

neznamych squigglech na zakladé uceni z uz zpracovanych a urcenych squigglti.



1 Sekvenovani DNA

1.1 DNA

DNA neboli deoxyribonukleova kyselina je nukleova kyselina, ktera je hlavnim nosi-
telem genetické informace ve vét$iné organismii, az na nékteré vyjimky napt. RNA-
viry. DNA je biologicky makromolekularni polymer a sklad4 se z nukleotidi. VSechny
nukleotidy maji podobné slozeni a skladaji se z:

« zbytku kyseliny ortofosforecné

« pétiuhlikatého cukru (pentézy)

o dusikaté baze

Podle druhu zastoupené pentézy rozlisujeme kyselinu deoxyribonukleovou (DNA)
a kyselinu ribonukleovou (RNA).

V DNA jsou zastoupeny zejména Ctyri druhy nukleotidu, které se od sebe lisi
dusikatymi bazemi. Pravé tyto baze nebo spise jejich poradi je podstatné pro prenos
genetické informace. Rozlisuji se purinové nukleové baze, kam patii adenin a guanin,
a pyrimidinové baze, cytosin a thymin.

Redlni trojrozmérny dvousroubovicovy model molekuly DNA predstavili v roce
1953 James D. Watson a Francis Crick s pouzitim rentgenové difrakéni analyzy. [1].
Rentgenova difrakéni analyza prokazala, ze sekundarni struktura molekul DNA je
dvojita sroubovice a urcila jeji rozmeéry. Podobny pokus o rok diiv provedli Rosalind
Franklinova a Raymond Gosling. Bylo zjisténo, ze pomér purinovych a pyrimidino-

vych bazi je 1. Naopak obsah GC se u organismu muze znac¢né odliSovat. [1]

5’ konec 3’ konec

H—I

0,2 nM

Obr. 1.1: Model a rozméry molekuly DNA. (upravené z [1])

Prvni Uspésnou izolaci DNA provedl Svycarsky lékar Friedrich Miescher v roce
1869, kdyz v nemocnici zkoumal sloZeni hnisu z obvazu. Nukleové kyseliny izoloval z

bilych krvinek a pojmenoval je nukleiny. Obecné chemické slozeni nukleovych kyselin
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popsal Phoebus Levine jen na zac¢atku 20. stoleti. Ale o skutecné funkci nukleovych
kyselin, ale jejich vyznam v prenosu informaci mezi generacemi se objevil az o 40 let
pozdéji v experimentech Oswalda Averyho, Colina MacLeoda a Maclyna McCarta.

O ¢tyti roky pozdéji Francis Crick predstavil centralni dogmu molekularni biolo-
gie, které obsahovalo vzajemné vztahy mezi DNA, RNA a proteiny. [1] Po doplnéni
o soucasné znalosti centralni dogma umoznuje podat zékladni prehled o funkcich a

zpusobech prenosu genetické informace, jak je znazornéno na néasledujicim schématu.

transkripce

DNA == POLYPEPTID
, ] translace
replikace l reverznl replikace
transkripce
DNA

Obr. 1.2: Schéma centralniho dogmatu genetiky (upravené z [1])

1.2 Sekvenovani DNA

Sekvenovani DNA je zobecnény termin pro biochemické postupy, jejichz cilem je
zjistovani presného poradi nukleotidi v molekule deoxyribonukleové kyseliny. Prvni
sekvenovani kratkého tseku DNA provedl Ray Wu z Cornellovy univerzity v roce
1970, cely vyzkum mu trval 3 roky a stanovil poradi jen 12 nukleotidii z okrajo-
vych regionu genomu viru.[6] Pro sekvenovani DNA, které patii v soucasnosti mezi
nejrozsitenéjsi zpusoby analyzovani biologického materidlu, byl vyvinut pomérné
velky pocet ruznych technologii a metod. Pouzivané techniky pro sekvenovani DNA
muzeme rozdélit na t¥i generace. Metody sekvenovani druhé generace (neboli next
generation sequencing) zpusobily do jisté miry revoluci v genetice, a to jak z po-
hledu védeckych otazek, na néz lze hledat reseni, tak z pohledu zcela novych technik

vyzkumné prace.

1.2.1 Prvni generace metod sekvenovani
Maxamova-Gilbertova metoda

Allan Maxam a Walter Gilbert v roce 1977 vyvinuli svou metodu chemického sekve-

novani s pouzitim radionuklidu. Ke konci kratkého tiseku DNA pridava radionuklid,

11



vétsinou radioaktivni izotop fosforu. Vzorky jsou stejné jako v Sangerové metodé
rozdéleny do c¢tyr skupin. Kazda skupina bude vystavena ptisobeni rtiznych chemi-
kalii, které budou stépit molekulu DNA v urcitych mistech a zakladé nukleové baze,
ktera se v tomto misté nachazi. Poté se elektroforézou v polyakrylamidovém gelu
rozstépené tseky sefadi podle délky. Po pouziti filmu citlivého na rentgenové za-
feni jsou vsechny sekvence s radioaktivné oznacenym koncem patrné jako prouzky
na autoradiogramu. Podle pozice téchto prouzkii v porovnani se sousednimi se da
odvodit ptivodni umisténi bazi v DNA. [7]

12
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Obr. 1.3: Schéma Maxamovy-Gilbertovy metody sekvenovani (pfevzato z [2])

Smér pohybu DNA
Cteni sekvence

Sangerovo sekvenovani

V roce 1977 Sanger s tymem spolupracovnikil popsal novou metodu sekvenovani
oligonukleotidi pomoci enzymatické polymerace. Tato metoda z pocatku byla znama
jako metoda ukonéeni Tetézce (chain termination). Metoda spocivala v katalyzované
enzymatické reakci, ktera polymerizuje fragmenty DNA, komplementarni k ptivodni
neznamé DNA.

Na zac¢atku P-primer je nasazen na urcity isek DNA (je komplementarni tomu
useku) a slouzi jako zac¢atek polymerizace. V pritomnosti DNA-polymerazy od pri-

meru pokracuje normalni katalyticka polymerizace a prodlouzeni nového komple-
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mentarniho fetézce. Tato reakce probiha ve c¢tyrech riznych zkumavkach, které se
lisi pritomnosti modifikovaného nukleosidu ur¢itého typu. Témto nukleosidim se
fikd terminatory neboli dideoxynukleosidtrifosfaty (ddNTP). Tyto termindtory riz-
nych typu (ddATP, ddCTP, ddGTP, ddTTP podle adeninu, cytosinu, guaninu a
thyminu) zaprvé neumoznuji nasledné navazani nukleosidi a tim zastavuji polyme-
rizaci a zadruhé jsou rtzné fluorescencné zabarvené.

Ve vysledku v kazdé zkumavce budou DNA fetézce o riznych délkéach, které maji
stejné 5-konce (P-primery) a opacny 3-konec, ten byl urcen a zastaven pouzitym
terminatorem v dané zkumavce. Pomoci elektroforézy dale lze seradit retézce dle
velikosti a z fluorescencniho zabarveni stanovit typ nukleosidu, ktery je umistén na

této pozici. [7]

14



l DNA

Piidani primeru l

x

'&A4/>1T\'ch
v

+ DNA-pol. + DNA-pol. + DNA-pol. + DNA-pol.
«dNTP =dNTP +dNTP +dNTP
+ ddATP + ddGTP «ddTTP +ddCTP

A G T C

— . NAGCCGTGATTCGA
—_— YAGCCGTGATTCG
—_— FAGCCGTGATTC
*AGCCGTGATT
AGCCGTGAT
*.AGCCGTGA
YAGCCGTG
¥AGCCGT
¥AGCCG
rAGCC
¥AGC
AG
*a

smér pohybu DNA @

&teni sekvence

-
+

®
|

Obr. 1.4: Schéma Sangerovy metody sekvenovani (pfevzato z [2])

1.2.2 Next generation metody sekvenovani

Vétsina sekvenacnich metod tzv. druhé generace (Next Generation Sequencing,
NGS) je zase zalozena na principu syntézy DNA podle templdtu, ale na rozdil od
Sangerovy metody nebo Maxamovy—Gilbertovy metody jsou schopny detekovat pri-
davani bazi jednu po druhé a zaroven sekvenovat tisice az miliony rozdilnych molekul
DNA najednou. [§]

Jejich hlavni nevyhodou oproti Sangerovu sekvenovani je kratka maximalni délka
vyslednych sekvenci, ktera se dnes obvykle pohybuje zhruba od 100 az po 500 bazi
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(Sangerova metoda nabizi az 1 000 béazi). Nevyhodu predstavuje i mensi presnost a
Castejsi chyby pii ¢teni DNA. [§]

U vsSech téchto metod je DNA nejdrive ,nastfihana“ na relativné kratké ¢asti
a na jejich konci je prilepen adaptér — velmi kratkd molekula DNA o presné dané
sekvenci. Slouzi k naslednému navazani sekvenovaného tiseku DNA na pevny po-
vrch. Takto upravené DNA se 1ikd sekvenac¢ni knihovna. Po uchyceni DNA pomoci
adaptéru na povrchu, na kterém bude dochazet k sekvenaci, je kazdy fetézec DNA
namnozen (vétsinou se pouziva PCR reakce), ¢imz vznikne skupina neboli klastr
identickych molekul DNA koncentrovanych v jednom misté (sekvence adaptéru je
komplementérni ke kratkym retézciim DNA uchycenym na sekvenaénim povrchu).
Toto namnozeni slouzi k zesileni vysledného signalu, coz umozni jeho zachyceni

kamerou, nebot signal z pouhé jedné molekuly DNA by nebyl dostatec¢né silny.

454 Roche

Prvni komercni realizaci metody druhé generace byla tzv. 454 sekvenovani. Tuto
techniku objevil a publikoval v roce 2005 Jonathan Rothberg. Prakticka realizace
méla do praxe velky komercni a védecky tspéch. Nejmodernéjsi verze dokazovaly
analyzovat vice nez 1 milion molekul zaroven s délkou ¢teni kolem 700 az 1000 bazi.
9]

Po fragmentaci DNA, pridani adaptert a denaturaci dvousroubovice jsou tseky
amplifikovany emulzni PCR reakci. Pomoci adaptert jsou pak fragmenty nasazeny
na specialni kulicky o velikosti 28 mikrometri. Kazda kulicka je pak zapouzdrena
do jamek na pikotitracni destic¢ce, které obsahuji vSechny potifebné enzymy pro py-

rosekvenovani.
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EMULZNI PCR
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Obr. 1.5: Schéma 454 Roche sekvenovani (prevzato z [2])

Pyrosekvenovani se zaklada na principu, pti kterém béhem pridani kazdé nové
béaze do rostouciho fetézce DNA se uvolni molekula zvand pyrofosfat (PPI). Uvolnény
PPI se potom stane soucasti nékolika na sebe navazujicich enzymatickych reakei, na
jejichz konci ¢eka enzym luciferdza. Ten vyda svételny zablesk, ktery lze zachytit
vysoce citlivou kamerou. Pti 454 sekvenovani je v uré¢itém momenté pridan do re-
akéni smési vzdy pouze jeden typ baze a v okamziku, kdy je tato baze vlozena do
rostouciho retézce DNA, dojde pres uvolnény pyrofosfat a luciferazu ke svételnému
zéblesku. Kamera snimé celou desticku a podle toho, kterd komtrka se rozsviti,
pozna, kde probéhlo pridani baze, a podle intenzity svétla kolik bazi bylo pridano
najednou. Ctyfi typy nukleotidi jsou do smési piidavany jeden po druhém a mezi
jednotlivymi kroky dochézi k odstranéni prebytecnych nukleotidi. Tim se zajisti,
ze v reakéni smési je vzdy pritomen jediny typ nukleotidu. Pocita¢ nasledné analy-
zuje zaznam a podle svételnych signalt z kazdé komurky vytvori vysledné sekvence

odpovidajici templatu DNA v jednotlivych komurkéch. [7]
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PYROSEKVENOVANI

\ / dNTP

O T_
/ l l syntéza DNA

pyrofosfat

AT stionyken l/- 5' fosfosulfat

ATP

luciferaza k‘ luciferin

Viditelné svétlo  +  oxoluciferin

Luminiscence

Obr. 1.6: Princip pyrosekvenovani (prevzato z [2])

lllumina

V soucasné dobé je nejpouzivanéjsi metodou druhé generace technologie od spo-
lecnosti Illumina. Hlavni nevyhodou techniky je pouzivani kratsich sekvenci, délka
¢teni se pohybuje kolem sta bazi.

Pri sekvenovani technikou Illumina jsou pomoci adaptérii jednotlivé nastithané
molekuly DNA prichyceny na malou desticku. Kazda molekula se pak namnozi (PCR
reakce) tak, Ze na desticce vznikne velky pocet klastri, kde kazdy klastr obsahuje
jen vzajemné identické molekuly DNA.

Vlastni sekvenacni proces pak vyuziva podobného mechanismu jako Sangerovo
sekvenovani, kdy jsou do rostouciho Tetézce zarazeny baze s navazanou fluorescencni
barvou (kazdy nukleotid ma specifickou barvu), které syntézu zastavi. Oproti San-
gerovu sekvenovani je tato blokace syntézy vratna. Po precteni nové pridané baze
vysoce citlivou kamerou dojde k enzymatickému odstranéni jak fluorescen¢niho zna-
¢eni, tak blokujici ¢asti molekuly a miize probéhnout dalsi kolo reakce, tedy pridani
dalsi baze. Kamera v kazdém jednotlivém kole syntézy fetézce DNA snimé signal z
celé desticky a podle rozdilné fluorescence pozna, jaka béaze byla pridana u kazdé
z milionti skupin. Poc¢ita¢ pak opét analyzuje zaznam krok po kroku a podle toho,

jak se méni fluorescenéni signal v ramci kazdé skupiny (sklddajici se z identickych
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Obr. 1.7: Klastrova (mtistkovd) PCR reakce (prevzato z [2])

molekul DNA), zrekonstruuje presnou sekvenci molekul DNA v prislusné skupiné.
[Nlumina ma velmi vysokou presnost ¢teni DNA (uvadi se mezi 99 az 99,9 %). [§]

Nejcastéjsi chybou je spatné prectend baze, tedy zaména jednoho nukleotidu. ~

1.2.3 Metody tfeti generace

Pouzivani jen jedné molekuly pro celé sekvenovani je charakteristickym znakem treti
generace sekvenatort bez nutnosti aplikace PCR amplifikace nebo paralelniho sekve-
novani. Proto je v praxi jejich hlavni vyhodou cena za jednu bazi a rychlost provedeni
pokusti. Tteti generace taky ma mnohem lepsi charakteristiky tykajici se délky ¢teni
(20 az 200 tisic bazi), oproti druhé generaci, ktera dokazovala zvladnout délku sek-
vence jen o 1000 bazi. Ale nevyhodou je relativné nizsi presnost Cteni, spolecnosti

PacBio a Oxford Nanopore uvadi presnost ¢teni kolem 87-88 %. [?]

Nanoporové sekvenovani

Vyuziti nanopoéru pro sekvenovani bylo poprvé popsano na konci 80. let nékolika

americkymi védci. David Deamer, George Church a Hagan Bayley nezavisle na sobé
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popsali sekvenovani jedné molekuly DNA pomoci elektroforézy a membranovych na-
noport. Hlavnim principem nanoporového sekvenovani je zabudovani biologického
nanoporu do umeélé membrany se stalym elektrickym odporem a prilozeni elektric-
kého napéti na cely systém.[10]. Vzorkovany proudovy zaznam bude koneénym po-
zorovatelnym vystupem systému, ktery bude mozny potom dekdédovat na poradi
nukleotidii. Tomuto procesu se fika basecalling.

Pred samotnym sekvenovanim je potfeba urcita priprava molekuly DNA podle
jednoho ze standardnich protokoli. Zaprvé molekula bude ostfihana na fragmenty
délky 8-20 kbp. Na oba konce budou pripojeny adaptory a jeden konec navic bude
obsahovat motorovy protein, ktery ma za kol rozepnout dvousroubovici DNA a
protlacit jednoretézcové vlakno pres nanopér. Také existuje moznost pouziti ,hair-
pin” adapteru na jeden z koncii pivodniho fragmentu, ktery umozni sériovy prichod
obou DNA retézci. To umoznuje sekvenovat dva komplementarni DNA vldkna, ¢im
1ze zlepsit vyslednou kvalitu a pfesnost sekvenovani. [10] [11] Vyuziti nanopéru pro
sekvenovani bylo poprvé popsano na konci 80. letech nékolika americkymi védci.
David Deamer, George Church a Hagan Bayley nezéavisle na sobé popsali pouzivani
nanopéru pro sekvenovani jedné molekuly DNA. Hlavnim principem je zabudovani
biologického nanopéru do umélé membrany se stalym elektrickym odporem a na
cely systém je prilozeno elektrické napéti. Pruchod a pritomnost molekuly DNA v
nanopoéru ovlivni elektrické vlastnosti celého systému a vyvolava vychylky v proudu
prochézejicim ptes nanopér.[10] Vzorkovany proudovy zéznam bude koneénym po-
zorovatelnym vystupem systému, ktery bude mozny potom dekdédovat na poradi
nukleotidii. Tomuto procesu se fika basecalling.

Biologicka membrana s nanoporem je obklopena roztokem elektrolytu. Mem-
brana rozdéli roztok na dvé komory. Napéti je aplikovano na membranu a indukuje
elektrické pole, které Zene nabité castice, v tomto pripadé ionty, do pohybu. Uvnitt
poéri molekula DNA zaujiméa objem, ktery ¢astecné omezuje tok ionti, coz je pozo-
rovano jako pokles iontového proudu. Na zakladé rtuznych faktori, jako je geometrie,
velikost a chemické slozeni, se bude ménit velikost iontového proudu a doba trvani
translokace. Na zakladé této modulace v iontovém proudu lze poté snimat a poten-

cialné identifikovat rizné molekuly.[12]

MinlON zafizeni

Zarizeni MinION méri 105 x 23 x 33 mm a vazi 87 gramu a je nejmensim sek-
venacnim zarizenim na aktudlnim trhu [13]. MinION obsahuje 512 senzori, kazdy
senzor je propojen s ¢tyfmi nanopory, ale lze sekvenovat jenom pres jeden nano-
pér soucasné. [10] Vzorkovaci frekvence kazdého senzort je kolem 3kHz. [14] Pro

propojeni s pocitacem vyuziva standardni USB3 port a zaroven nemé vysoké hard-
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Obr. 1.8: Priuchod DNA molekuly nanopérem (upravené z [3])

warové pozadavky na pocitac. Specializovany software, ktery se jmenuje MinKNOW,
je multiplatformni (Windows, MacOS, Linux) a splnuje nékolik zakladnich tkolu:
sbér data z MinlON, jejich analyza v realném case, streamovani dat, sledovani a
identifikace vzorkt, pro zajisténi spravného pribéhu pokusi. Pro tspésny pribéh
se doporucuje pouze DNA vysoké kvality (délka fragmenti vétsi nez 30 kb). [13]

Vystup systému a datovy format fastb

Soubory FAST5 jsou soubory formétu Hierarchical Data Format 5 (HDF5) se speci-
fickym schématem definovanym spole¢nosti Oxford Nanopore Technologies (ONT)
pro ukladani nezpracovanych dat aktualniho signalu generovanych ze zatizeni ONT.
Na rozdil od fasta a fastq, fastb je binarni forméat, nelze ho otevrit v klasickém
textovém editoru a neni  human-readable“ formatem. Existuji dva typy FAST5:
single-FAST5 a multi-FAST5 (poprvé se objevil v zaii 2018). Soubor multi-FAST5
obsahuje nékolik Cteni v jednom souboru, zatimco jeden soubor single-FAST5 ob-
sahuje pouze jedno ¢teni. Vsechny moderni ONT sekvenatory jiz pouzivaji jenom
multi-FAST5 format.

Format HDF5

HDF je zkratka pro hierarchicky datovy format (Hierarchical Data Format) a svou
strukturou pripomind standardni souborovy systém. Stejné jako existuji irovné ad-
resari neboli slozek a soubori v souborovém systému, soubor FAST5 (HDF5) ob-

sahuje skupiny (groups) a datasety. HDF5 objekt je spoleény pojem pro skupiny a
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Obr. 1.9: Zarizeni MinION (upravené z [4])

datasety. Skupiny obsahuji dalsi skupiny nebo datasety, kde kazdy dataset uz ob-
sahuje homogenni, ptipadné vicerozmérny vektor dat. Objekty HDF5 mohou vo-
litelné obsahovat atributy, coz jsou pary klic-hodnota. Atributy jsou metadata a
obsahuji dalsi informace o skupiné, jsou stejné jak datasety ulozeny ve skupinach.
HDF5 umoznuje mit pristup k urc¢itému objektu a pracovat s informaci po ¢astech
bez potieby extrahovat ostatni data. Diky tomu je HDF5 tak vhodny pro védecké
programovani, ma flexibilni schéma a dobte zvlada vicerozmérné bloky dat.

Skupiny HDF5 organizuji objekty HDF5. Kazdy soubor HDF5 obsahuje kote-
novou skupinu, kterd mize obsahovat dalsi skupiny nebo odkazy na jiné objekty
HDF5, tyto objekty mohou byt teoreticky ve stejném nebo v jiném souboru HDF5.
Odkazy jsou jako cesty k adresarim/souborim v souborovém systému. Odkazy mo-
hou byt absolutni, relativni nebo dokonce symbolické. Prace se skupinami a ¢leny
skupin (objekty HDF5) je v mnoha ohledech podobna préci s adresafi a soubory v
UNIXu.

Datasety HDF5 organizuji a obsahuji datové hodnoty. Dataset se sklada z meta-
dat (datovy typ, velikost dat, technika komprese atd.), kterd data popisuji, a z dat
samotnych. V kazdém cteni v rdmci souboru FAST5 jsou nalezeny dva datasety:
skupina Raw obsahuje nezpracovany proudovy signdl, skupina Analyses obsahuje
data FASTQ (pouze v pripadé, ze byl proveden base-calling).

Atributy lze volitelné pridat k objektim HDF5. Atributy maji dvé ¢asti: nazev

a hodnotu. Atributy jsou pristupné otevienim objektu, ke kterému jsou pridany;
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proto nejsou nezavislymi objekty. Atribut méa obvykle malou velikost a obsahuje
podrobnosti o objektu, ke kterému je pripojen.

Datovy prostor (dataspace) HDF5 musi byt definovan pred definovanim datasetu
HDF5 nebo atributii. Datovy prostor definuje néktera metadata, jako je velikost a
tvar datasetu nebo atributy dat Datovy prostor (dataspace) HDF5 musi byt defino-
van pred definovanim datasetu HDF5 nebo atributti. Datovy prostor definuje néktera
metadata, jako je velikost a tvar datasetu nebo atributy dat (tj. pocCet dimenzi a
velikost kazdé dimenze vicerozmérného pole, ve kterém jsou data reprezentovana).

Stejné jako u UNIXu adresare a soubory, objekty v souboru HDF5 jsou casto
popsany uvedenim jejich tplnych (nebo absolutnich) nazvu cesty.

« / oznacuje kofenovou skupinu.

o /read 1 znamend ¢lena kofenové skupiny s ndzvem read_ 1.

« /read_1/Raw znamend objekt Raw skupiny read_ 1, ktery je zase ¢lenem ko-

fenové skupiny.

Pod kazdou read skupinou jsou nasledujici skupiny:

« /Raw
/channel id
/context_ tags
/tracking id
/Analyses

Raw skupina obsahuje jeden dataset a sedm atributti. Dataset je nezpraco-
vany proudovy zdznam, coz je fada 16bitovych celych ¢isel (HDF5 Datatype =
H5T STD_ I16LE). Jedna se o celociselné hodnoty piimo pochézejici z procesu
sbéru dat (analogové digitalni prevodnik). Tento nezpracovany signél lze prevést na
hodnoty pikoampér (pA) pomoci atributt dostupnych ve skupiné channel id.

NizZe je uvedeno sedm atributti ze skupiny Raw s popisem kazdého atributu,
vzorovymi hodnotami a datovym typem.

1. read number Unikatni poradové ¢islo v kazdém kanalu pocitané od nuly.
Vsimnéte si, Zze ne vsechna vygenerovana ¢teni jsou c¢teni ,TFetézce“, ale pouze
¢teni Tetézce se zapisuji do konecného souboru fasth, takze néktera cisla pre-
¢teni mohou chybét. Priklad hodnoty: 663. Typ dat: 32bitové celé ¢islo.

2. read_ id Unikatni identifikdtor pro ¢teni. Toto je univerzalni jedineény identi-
fikator (UUID) a mél by byt jedinecny pro jakékoli ¢teni z jakéhokoli zarizeni.
Piiklad hodnoty: 00013387-ed1c-4407-91¢4-10d55578e969. Typ dat: Retézec

3. start_time Cas za¢atku ¢teni. Jednotkou pro start time je ,pocet vzorki sig-
nalu“, takze start_ time musi byt vydélen vzorkovaci frekvenci (atr. Read  xxxx
/channel id /sampling rate), aby se ziskal poc¢atecni ¢as v sekundach (tj. Cas
od zahajeni béhu). Priklad hodnoty: 1054346. Typ dat: 64bitové celé ¢islo

23



4. duration Doba trvani ¢teni. Jednotkou délky cteni je také ,pocet vzorkl sig-

nalu’. Priklad hodnoty: 8457. Typ dat: 32bitové celé cislo.

start_ mux Nastaveni MUX pro kanal pii zahajeni ¢teni, které urcuje jaky z
4 nanoporu byl pouzit pro dané ¢teni. Muze mit hodnoty od 1 do 4. Priklad
hodnoty: 3. Typ dat: 8bitové celé ¢islo.

median_ before Odhadovana stfedni aktudlni troven signalu tésné pred zaha-
jenim cteni. Ve vétsiné pripadu to lze pouzit jako odhad trovné otevienych
péra (open pore). Stav otevienych poru je stav, kdy uvnitt péru neni zadny
fetézec. Priklad hodnoty: 205.359. Typ dat: 64bitova s pohyblivou rfadovou

c¢arkou.

7. end reason Ukazuje, jestli ¢teni bylo zastaveno nebo tspésné dokonceno

Channel id skupina obsahujel atributy, které jsou relevantni pro kanal, ktery

sekvenoval dané ¢teni. Skupina channel id méa nasledujici atributy:

1.

channel number Cislo kanalu, ve kterém probihalo ¢teni. Piiklad hodnoty:
411. Datovy typ: String

digitisation Digitalizace je pocet irovni kvantizace v analogové digitalnim pre-
vodniku (ADC). To znamend, ze pokud je ADC 13bitovy, digitalizace je 8192.
Priklad hodnoty: 8192,0. Datovy typ: 64bitova s pohyblivou radovou ¢arkou
offset Chyba offsetu ADC. Tato hodnota se pricte pfi prevodu signalu na
pikoampéry. Priklad hodnoty: 8,0. Datovy typ: 64bitova s pohyblivou rfadovou

Carkou

. range Cely rozsah métreni v pikoampérech. Piiklad hodnoty: 1454.91. Datovy

typ: 64bitova s pohyblivou radovou ¢arkou
sampling rate Vzorkovaci frekvence ADC, tj. pocet datovych bodu shromaz-
dénych za sekundu (v Hertzech). Priklad hodnoty: 4000. Datovy typ: 64bitova

s pohyblivou radovou ¢arkou

Z téchto atributt lze digitalizaci, offset a rozsah pouzit k prevodu ptivodniho

signalu ve skupiné Raw na hodnoty pikoampérového proudu:

signal_v__pico_amperech = (raw__signal + of fset) * rozsah/digitalizace

Skupina context tags ma globalni atributy, které popisuji béh sekvenovani. Atri-

buty ve skupiné context tags jsou uvedeny nize s kratkym popisem. Datovy typ

hodnoty vSech atribut uvedenych ve skupiné context_ tags je String.

1.

barcoding enabled Oznacuje, zda je béhem basecallingu povoleno demultiple-
xovani. Piiklad hodnoty: 0.

experiment_ duration_set Oznacuje dobu trvani experimentu v minutach. Pri-
klad hodnoty: 4320

experiment_ type Oznacuje typ experimentu. Piiklad hodnoty: genomic_ dna
local basecalling Oznacuje, zda je basecalling povolen nebo neni (nastaveno
na 1 nebo 0). Priklad hodnoty: 0.
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5. package Tento atribut se vztahuje k balicku Bream. Priklad hodnoty: bream4.

package version Verze balicku. Priklad hodnoty: 6.0.7.

sample frequency Vzorkovaci frekvence. Obvykle je stejnd jako vzorkovaci
frekvence ve skupiné channel id. Priklad hodnoty: 4000.

sequencing kit Sekvencni sada vybrand uzivatelem v GUI. Priklad hodnoty:

sqk-rbk004. [https://store.nanoporetech.com/sample-prep.html]

Skupina tracking id ma globalni atributy pro béh sekvenovani a sekvenacni za-

fizeni. Tyto jsou vétsinou pro interni pouziti ONT. Datovy typ vSech atributii uve-

denych ve skupiné tracking id je String.

1.

asic_id Application Specific Integrated Circuit identifier (ASIC) pritokové
cely (jedinecné ¢islo ¢ipu). Umoznuje sledovani sarzi ¢ipu. Priklad hodnoty:
483830637.

asic_id_eeprom Identifikator EEPROM paméti pritokové cely ASIC. Priklad
hodnoty: 5741023

asic_ temp Teplota ve stupnich Celsia ¢ipu ASIC na zacatku béhu sekvenovani.
Priklad hodnoty: 29.512911

4. asic_ version Pouzita verze ASIC. Priklad hodnoty: IA02D

10.

11.

12.
13.

14.

15.

auto_update Zda je automaticka aktualizace v MinKNOW povolena nebo ne.
Priklad hodnoty: 1.

auto_update source Odkaz na zdroj aktualizaci MinKNOW. Priklad hod-
noty: https://mirror.oxfordnanoportal.com/software/ MinKNOW /
bream is standard Bream je jednim ze softwart pro fizeni sekvenovani. Atri-
but oznacuje, zda Bream je pouzivan jako standardni balicek pro Fizeni pru-
béhu sekvenovani. Priklad hodnoty: 0O

configuration version Verze konfigurace systému v MinKNOW véetné skripti
experimentu. Pfiklad hodnoty: 4.0.13

device id Sériové ID MinION. Priklad hodnoty: MN31868

device type Typ zarizeni, bud MinlON, PromethION nebo GridION. Priklad
hodnoty: minion

distribution status Stabilni stav, developer, alfa nebo beta. Priklad hodnoty:
stable

distribution version Verze MinKNOW. Priklad hodnoty: 20.06.4

exp_ script._name Nazev skriptu experimentu, ktery se spousti, spolu s voli-
telnymi parametry, které jsou mu predany, na zakladé toho, jaké sady jsou v
MinKNOW vybrany pro sekvenovani. Priklad hodnoty: sequencing /sequen-
cing MIN106_DNA : FLO-MIN106 : SQK-RBK004

exp_script purpose Utel skriptu experimentu. Naptiklad zda byl experiment
skutecnym sekvenovanim nebo jen simulaci. P¥iklad hodnoty: sequencing run

exp_start time Cas zahdjeni béhu sekvenovani podle normy ISO 8601. Pfi-
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klad hodnoty: 2020-12-09T07:43:20Z

16. flow cell id Jedinecné ID prutokové cely, které pouzivai ONT ke sledovani
metrik pritokové cely a zaruky. Piiklad hodnoty: FAL63964

17. flow_ cell product_code Typ pritokové cely (kod produktu pritokové cely a
typu péru). Piiklad hodnoty: FLO-MIN106

18. guppy_ version Verze Guppy pouzivand MinKNOW. Guppy je sada nastroju
pro zpracovani dat, ktera obsahuje algoritmy basecalling Oxford Nanopore
Technologies a nékolik funkci bioinformatického nasledného zpracovani. Pri-
klad hodnoty: 4.0.9+92ae0933

19. heatsink temp Teplota (ve stupnich Celsia) chladice na ASIC na zacatku sek-
venovani. Priklad hodnoty: 33.992188

20. hostname Nazev hostname pocitace/stroje, ktery provadi sekvenovani. Priklad
hodnoty: NB-UBMI-720

21. installation_ type Typ instalace MinKNOW. Ptiklad hodnoty: nc

22. operating system Operacni systém a verze pocitace provadéjicitho sekveno-
vani. Priklad hodnoty: Windows 10.0

23. protocol run_id Toto je identifikdtor pro experiment (pouze v piipadé, zZe
nazev zadany uzivatelem neni jedinecny). Ma stejnou hodnotu pro kazdy
béh stejné experimentalni skupiny. Piiklad hodnoty: 8e890e0a-6{9f-4927-8512-
116183e66b71

24. run_ id Jedinecné ID béhu, které se bude pro kazdy béh lisit, a to i ve stejné
experimentalni skupiné. Kdykoli MinKNOW spusti skript experimentu pro
ziskavani dat, vygeneruje se nové run_ id. Piiklad hodnoty:
fc10227bcleb2daft39f4a40bc259a25054f14a6

25. sample id Sample ID je jméno dané uzivatelem pro tento vzorek. Priklad
hodnoty: KP1179 KP1193 KP1231 KP1236 KP1272 KP128

26. usb_ config Informace o spojeni mezi priutokovou kyvetou a pocitacem. Priklad
hodnoty: MinION_ fx3 1.1.1_ONT#MinlON_ fpga_ 1.1.0#bulk#Auto

27. version Verze MinKNOW. Priklad hodnoty: 4.0.4

Basecalling

V soucasné dobé se basecalling vétSinou provadi v cloudu Amazon pomoci sluzby

Metrichor, nikoli na mistnim pocita¢i propojeném se sekvenac¢nim zafizenim. [13]

Tato sluzba analyzuje soubory FAST5 vygenerované sekvenacnim softwarem a vrati

je s vysledky analyzy. Pracovni postup se sklada z nékolika krokt. Nejprve se analy-

zuji hodnoty proudu, aby se urcilo, které hladiny proudu odpovidaji templatovému

vlaknu a které odpovidaji komplementarnimu vldknu. Tato faze je také potiebna k

odstranéni proudovych hodnot souvisejicich s adaptéry na molekule. Déle jsou pou-
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zity statistické modely trénované ONT ke stanoveni vztahu mezi 5-mery (pripadné
6-mery) a proudovymi hladinami. Poté jsou vypocitany rozdily mezi modelem a po-
zorovanymi proudovymi hodnotami. Nakonec lze pro kazdou molekulu ziskat dvé 1D
sekvence, z nichz je, pokud mozno zkonstruovana jedna 2D sekvence. Po provedeni
basecallingu Metrichor klasifikuje ¢teni do dvou ,ti¥id ¢teni“: ,pass” a ,fail“ [13]
Proudovy zaznam ze souboru FAST5, metadata a data z basecallingu vracena Met-
richorem jsou spojena do souboru FAST5, ktery lze stdhnout do adresare zvoleného
uzivatelem.

Postup basecallingu lze stru¢né popsat nasledovné.

1. Eventy na templatovému a komplementarnim vlaknu jsou zpracovavany zvlast
a poté pouzity pro 1D basecalling.

2. Pokud je pomér délky sekvence templatu k délce sekvence komplementu po
basecallingu mezi 0,5 a 2,0, pokusi se o 2D-basecalling.

3. Pokud je 2D basecalling tispésné, vytvoreni 2D cteni.

4. Vypocet skére kvality (Q-score) za tcelem kvantifikace kvality 2D Cteni.
FAST5 se umisti do adresare ,,pass®, pokud méa 2D ¢teni stfedni Q-skoére vétsi, nez
9; zatimco vSechny ostatni soubory FAST5 jsou umistény do adresare ,fail“. Proto
adresar ,fail“ obsahuje soubory FAST5, které maji:

« Cteni se stiednim Q-skére < 9 (kromé ¢teni templatii a komplement);

« Cteni 1D templati a komplementt, u kterych nebylo dosaZeno 2D volani baze
(bud je pomér prilis velky (>2,0)/pfilis maly (<0,5) nebo 2D volani baze
selhalo);

e Pouze c¢teni templatu.

Cteni klasifikované jako ,pass® lze normalné povazovat za vysoce kvalitni ¢teni z

experimentu.[13]
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2 Dataset genomii z databaze

2.1 Kilebsiella pneumoniae

Klebsiella pneumoniae je grammnegativni nepohybliva tycinkovita bakterie. Tento
druh bakterie je soucasti bikrobialni flory gastrointestinalniho traktu, respirac¢niho
ustroji a na kazi, ve vnéjsim prostredi je pritomen v pudé a ve vodé. Tyto bakterie
nejcastéji zpusobuji uroinfekce a pneumonie, mohou byt pri¢inou sepse. Klebsiellové
pneumonie jsou vétsinou lobarni, ¢asto se vyskytuji u pacientt s oslabenym imunit-
nim systémem. U novorozencti miizou zpusobovat bakterialni hnisavou meningitidu

a sepse. Prenos je fekalné-oralni, kontaktem i vzduchem.

2.2 Popis databaze

Databaze obsahuje 1994 multi-FAST5 souboru. Byly analyzovany izolaty K. pneu-
moniae odebranych v obdobi 09.2014 az 07.2019 predevsim na Interni, hematologické
a onkologické klinice FN Brno. Vysokomolekuldrni DNA byla extrahovana pomoci
MagAttract HMW DNAKit a k méreni cistoty extrahované DNA bylo pouzito Na-
noDrop. Koncentrace DNA byla kontrolovana fluorometrem Qubit 3.0 a pomoci
Agilent 4200 TapeStation byla zkontrolovana spravna délka izolované DNA. K pii-
pravé sekvenacni knihovny pro 27 izolatt byla pouzita souprava Rapid Barcoding
Kit, u zbyvajicich dvou izolatt byla pouzita souprava Ligation Sequencing 1D Kit.
Sekvenovani bylo provedeno pomoci sekvenacni platformy MinlON s pritokovymi
celami R9.4.1
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3 Konvoluéni neuronové sité pro klasifikaci
genu

3.1 Uvod do neuronovych siti

Neuronové sité jsou v informatice a strojovém uceni velmi popularnim nastrojem,
ktery je schopen Tesit rtizné typy problémi. Neuronové sité jsou inspirovany bio-
logickymi neurony. Matematickym analogiim zjednodusenych neuroni se rika per-
ceptrony. Perceptrony jsou schopny Fesit pouze jednoduché matematické ulohy [5].
Kazdy perceptron prijima vstupni signély, které jsou vazeny a zkombinovany do vy-
sledného vystupu, ktery se pak predava do dalsi vrstvy. [5]. Trénovani neuronové

sité se spociva v uprave téchto vah.

X1
T

X2 —» f(xl,xz,...,xn}

A

Xn
Obr. 3.1: Zakladni schéma perceptronu [5]

Mezi nejznaméjsi a nejpouzivanéjsi typy neuronovych siti patii dopredné neuro-

nové sité, rekurentni neuronové sité a konvoluéni neuronové sité.

3.2 Zakladni principy neuronovych siti

Perceptrony jsou zakladnimi stavebnimi kameny neuronovych siti. Kazdy uzel, ma
vstupni signaly a vystupni signal. Vstupni signaly jsou zpravidla vazené, coz zna-
mena, ze maji riuznou vahu v zavislosti na dtlezitosti daného signalu pro vystup.
Vazené vstupni signaly jsou nasledné prevedeny na vystupni signal pomoci aktivacni
funkce. Tento proces se opakuje pro kazdy neuron v siti a umoznuje siti prizpusobit
se riznym vstuptim a tlohdm, které ma resit. [15]

Pokud si kazdy uzel v umélé neuronové siti predstavime jako primitivni funkeci
schopnou transformovat sviij vstup na presné definovany vystup, pak umeélé neuro-

nové sité nejsou nic jiného nez sité primitivnich funkei. [5]
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3.3 Konvoluéni neuronové sité

Kazdy druh neuronovych siti je urcen, respektive 1épe zvlada tlohy s riznymi cili.
Pro zpracovani sekvenacnich dat byla zvolena jednorozmérna konvoluéni neuronova
sit.

Jednorozmeérna konvolu¢éni neuronovéa sit (1D-CNN) je varianta konvolu¢nich
neuronovych siti (CNN) specidlné navrzena pro zpracovani jednorozmérnych sek-
venci dat, jako jsou casové Tady, audiosignaly nebo textové sekvence. Hlavnim roz-
dilem s klasickou CNN siti je, ze konvoluce v 1D-CNN je aplikovana pouze v jedné
dimenzi - obvykle po casové ose. [16]

Jednorozmérna konvoluéni neuronova sit (1D-CNN) je specialni t¥ida konvoluc-
nich neuronovych siti (CNN), kterd je navrzena k zpracovani dat s jednim rozmérem.
Tato sit se sklada ze t¥{ klicovych ¢asti: konvoluéni vrstvy, pooling vrstvy (pooling
layers) a plné propojené vrstvy (fully connected layers). Konvoluéni vrstva detekuje
mistni vlastnosti vstupu pomoci malych jader. Pooling vrstva slouzi k snizeni roz-
méru vstupu a pomaha predejit preuceni. Plné propojena vrstva nakonec slouzi k
produkci vystupu sité. Kazda z téchto vrstev ma své vlastni parametry, které se uci
béhem tréninku sité [16].

Zakladni principy téchto vrstev jsou popsany v nasledujicich odstavcich:

o Konvolué¢ni vrstva je zakladni stavebni prvek konvolu¢ni neuronové sité, a to i

v 1D-CNN. Vstupem do konvoluc¢ni vrstvy je jednorozmérna datova sekvence,
jako je napriklad casova rada, audiosignal nebo proudovy signal. Konvolucéni
vrstva je vybavena filtry, které se skladaji z konvoluc¢nich jader [16]. Konvolucni
jadro (také zndmé jako filtr) je klicovou soucasti konvolu¢ni vrstvy v konvoluéni
neuronové siti. Jedna se o malou matici vah, ktera je aplikovana na vstupni
data prostfednictvim konvoluéni operace.

V praxi konvolu¢ni jadro "klouze'pres vstupni data a v kazdém kroku po-
¢ita skalarni soucin svych vah s odpovidajicimi vstupnimi daty. Vysledkem je
nova matice (v pripadé 1D-CNN;, jednorozmérnd sekvence), kterd reprezentuje
vlastnosti vstupnich dat, které byly detekovany konvoluénim jadrem.
Konvolu¢ni jadra jsou typicky ucena béhem procesu trénovani sité, kdy se
jejich vahy aktualizuji tak, aby co nejlépe predpovidaly cilové hodnoty. [15]
Konvoluce je matematicka operace, ktera méni dvé funkce do tieti. V kontextu
1D-CNN, konvoluce je aplikovana na vstupni data a konvoluéni jadro, coz
vede k nové sekvenci dat, kterd reprezentuje vlastnosti detekované jadrem

[15]. Matematicky lze konvoluci popsat jako:

(y *w)(t /y w(t — a)da, (3.1)

kde y je vstupni data, w je konvoluc¢ni jadro a * oznacuje konvoluéni operaci.

30



o Po konvoluéni vrstvé nasleduje pooling vrstva. Tato vrstva ma za kol snizit
rozmeéry vystupu z konvolucéni vrstvy tim, Ze provede operaci downsamplingu,
naptiklad max-pooling nebo average-pooling. [15]]

o Na zdvér je plné propojend vrstva (fully connected layer), kterd vytvari konecny
vystup sité. Tato vrstva je propojena se vsemi neurony v predchozi vrstve.
Kazdy neuron v plné propojené vrstvé vypocita vazeny soucet svych vstupi a

prida bias. Matematicky lze tento proces popsat jako:

y = War+b (3.2)

kde y je vystup neuronu, W je matice vah, x je vektor vstupt a b je bias [15].
V plné propojené vrstvé je casto pouzita nelinearni aktivacni funkce, jako je
ReLU (Rectified Linear Unit) nebo softmax pro vicevrstvovou klasifikaci, aby

se zajistilo, ze vystup sité neni pouze linearni kombinaci vstupt.
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4 \Vysledky studentské prace

4.1 Zpracovani datasetu

4.1.1 Vybér vhodnych genti z datasetu

Multilokusni sekvencni typizace (MLST) je metoda pro charakterizaci izolatu bakte-
rialnich druht pomoci sekvenci fragmentii obvykle Sesti nebo sedmi ,,house-keeping*
gent. Pro kazdy ,house-keeping“ gen mohou byt sekvence o néco odlisné v ramci
jednoho bakterialniho druhu. Jsou to odlisné alely a tyto alely definuji pro kazdy
izolat na kazdém z lokust alelicky profil nebo typ sekvence (ST).

Kazdy izolat druhu je proto jednoznacné charakterizovan sérii sedmi celych ¢isel,
ktera odpovidaji alelam v sedmi house-keeping genech. V MLST je pocet nukleoti-
dovych rozdilii mezi alelami ignorovan a sekvencim jsou pridélena rtizna c¢isla alel, at
uz se lisi na jediném nukleotidovém misté nebo na mnoha mistech. Divodem je, ze
jedind genetickd udalost vedouci k nové alele mize nastat bodovou mutaci (zménou
pouze jednoho nukleotidového mista) nebo rekombinantni ndhradou (ktera casto
zméni vice mist). Velkou vyhodou MLST je, Ze sekvenc¢ni data jsou jednoznacna a
alelické profily izolatii lze snadno porovnat s profily ve velké centralni databazi. Vét-
sina bakteridlnich druhti ma dostatecnou variaci v ramci house-keeping gent, aby
poskytla mnoho alel na lokus, coz umoznuje rozlisit miliardy odlisnych alelickych
profili pomoci sedmi ,house-keeping“ genti.

Pro Klebsiella pneumoniae jsou stanoveny 7 house-keeping gent, jsou to: rpoB,
gapA, mdh, pgi, phoE, infB, tonB. Vzorky sekvenci téchto genu byly stazeny z
knihovny NCBI. [17]

4.1.2 Zpracovani datasetu

Zpracovani FAST5 soubort se provadélo v jazyce Python pomoci knihovny hbpy.
Nejdrive ze soubort byly extrahovany base-calling sekvence a squiggle zaznamy.
Hodnoty v extrahovanych squigglech neodpovidaly skutecnym proudovym hod-
notam. Nejprve bylo zapotiebi pridat offset ke kazdému vzorku signalti. Hodnoty off-
setl byly ulozeny v atributu ,offset“ ve skupiné ,,channel id“ pro kazdé ¢teni zvlast.
Squiggle zaznamy se potom byly prevedeny na pikoampérové hodnoty, protoze v sou-
borech jsou uloZeny jenom jim odpovidajici kvantiza¢ni hladiny. Pro prevod do piko-
ampéru se potreboval rozsah méreni a pocet kvanizac¢nich hladin. Atributy ,range®
a ,,digitisation* se taky ukladaly ve skupiné ,channel id“. Vynasobenim rozsahem

a vydélenim poctem kvantizacnich hladin signal byl pfeveden na pikoampéry.
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Poté bylo potteba ze squiggle signalti vybrat ty Casti zaznami, které reprezen-
tovaly nalezené v databazi MLST geny.

Prichod kazdé baze pres pér trva néjaky cas, zatim co vzorkovaci frekvence
snimace je porad stejna. Proto kazdému nukleotidu vzdy odpovida nékolik vzorka
squiggle signdlu. Aby nebyla potfeba ukladat prislusnost kazdého vzorku k néjaké
bézi, stacilo stanovit jenom vstup (neboli zac¢atek prichodu pérem) pro kazdy nuk-
leotid. Pro tento tikol byl vyuzit atribut ,,Move* ze skupiny ,,BaseCalled template®.

(13

Tento atribut obsahuje seznam binarnich hodnot: ;1 a ,0%, kde ,,1“ znamena, Ze
pravé na této pozici se uskutecnil prechod do dalsi baze, zatimco nulova hodnota
znamena, ze se v poru porad nachéazel stejny nukleotid jako u minulého kroku. Po-
cet jednicek v seznamu je zrejmé rovny délce base-callingem stanovené sekvence.
Atribut ,Move“ je dvakrat kratsi nez délka sekvence, protoze kontrola prechodu do
nové baze se provadi na jednom ze dvou vzorki, délka tohoto kontrolniho kroku byla
ulozena v atributu ,,block stride“ ve skupiné ,basecall 1d template®.

Kazdé ¢teni ma na zacatku néjaké zasuméni, kde se zadny nukleotid jesté ne-
méri, vétsinou o délce 250-300 vzorku. Tento tsek bylo tfeba ostrihnout, informaci o
presné poloze vstupu prvniho nukleotidu do péru obsahuje atribut ,first sample
template”.

Ve vysledku pro stanoveni poloh nukleotidi ve squigglu bylo potfeba najit in-
dexy jednicek v seznamu ,Move*, vynasobit je dvéma, ktera reprezentuje jeden krok
systému a zvlast do seznamu ulozit hodnoty ostfihnutého squigglu s témito indexy.
Tyto hodnoty budou reprezentovat proud pfi vstupu nové baze do péru. Délky to-
hoto ulozeného seznamu s polohami bazi bude rovna délce odpovidajici jim sekvence.

Pro vyhledavani MLST gent v souborech bylo zapotiebi vytvorit databaze ve
formatu multi-fasta, které by obsahovaly odvedené sekvence kazdého cteni. Jako
popis kazdé sekvence databaze mély ID c¢teni, kterému tato sekvence patrila. Pro
kazdy soubor byla vytvorena zvlastni databaze pojmenovana podle nazvu FAST5H
souboru.

Vyhledavani poloh MLST genu se provadélo BLASTem. Biopython knihovna méa
algoritmus pro realizaci BLAST vyhledavani vici lokalni databéazi. Provedenim to-
hoto algoritmu v 1994 FAST5 souborech bylo nalezeno 53480 tiseki house-keeping
gentl. Vysledky BLAST analyzy se ukladaji ve forméatu ,,.xml“ a obsahuji taky in-
formace o polohach zacatkl a koncti nalezenych tsekii a také popisy fasta sekvenci,
kde ty tseky byly nalezeny. V tomto pripadé popisy sekvenci obsahovaly ID c¢teni.
Po provadéni algoritmu se vygenerovaly 13951.xml souboru s vysledky BLASTU.

Knihovna Biopython zahrnuje modul NCBIXML, ktery dokaze zpracovat xml
vysledky analyzy a vyhledavat potiebné tagy. Tagy ,sbjct start® a ,sbjct end
reprezentuji zac¢atky a konce (indexy) useku v databazi, kdyz ,title* poskytuje in-

formaci o nazvu ¢teni, kde ten tsek byl nalezen.
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V predchozim kroku polohy kazdého nukleotidu byly ulozeny do zvlastniho se-
znamu, a tento seznam mél stejnou délku jako sekvence. Proto tagy ,sbjct start®
a ,sbjct_end“ se mohly zaroven vyuzit jako indexy v seznamech poloh kazdého
nukleotidu v squigglech. A s témito indexy bylo pouze zapottebi prejit na ptvodni
squiggly a ulozit zvlast ty casti, které reprezentuji nalezeny tseky MLST genii.

Potom vysledky analyzy ze vSech souborii bylo zapottebi ulozit dohromady v
jednom souboru. HDF5 byl zvolen jako nejvhodnéjsi format pro ukladani velkych
objemu dat a kvuli moznosti pouzivani atributi jako uzitecného nastroje pro ukla-
dani doplnujicich a vedlejsich informaci. Soubor méa nasledujici strukturu:

o Hlavni skupina méa nazev typu ,alignment id“ a obsahuje 4 hlavni atributy:

1. cestu k souboru, kterému patrila dana sekvence;

2. nazev souboru FASTS5;

3. ID cteni, kde shoda byla nalezena;

4. nazev MLST genu, ktery byl nalezen v daném tseku.

D4l do skupiny se ukladaji 4 datasety, ty jsou:

— sequence_of alignment“ obsahuje sekvenci shody a taky dva atributy
»seq_start pos“ a ,seq end pos“, kam se ukladaji indexy pocatku a
konce tseku v celé sekvenci tohoto ¢teni,

— full _sequence of read“ obsahuje celou sekvenci ¢teni,

— ,squiggle of alignment* obsahuje squiggle zdznam nalezené shody a taky
dva atributy ,,squiggle start pos® a ,squiggle end pos“, kde jsou ulo-
zeny indexy pocatku a konce v celém squiggle zaznamu celého ¢teni,

— full squiggle” obsahuje squiggle zaznam celého ¢teni.

Tento soubor se bude néasledné vyuzivat jako trénovaci dataset.

4.1.3 Vysledna data

V péti souborech bylo celkové identifikovano 53480 tisektt MLST genti. Nejdelsi tisek
ma pres 4000 nukleotid, nejkratsi obsahuje pouze 26, ale 48746 isekt jsou delsi nez
200. Zastoupeni délek tseki nebylo rovnomérné. Nejcastéji se délky tisekti nachazely
v rozmezi 36 az 1700 bp. Primérna délka squiggle zaznamt v datasetu je 14944

vzorku.
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Pocet sekvenci o této délce

Histogram délek sekvenci
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Obr. 4.1: Histogram délek sekvenci tsekit MLST genii
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Zastoupeni MLST gent rtiznych druhi taky nebylo rovnomérné. Nejvic identifi-

kovanych tusekii pattilo genu rpoB, nejmin tsekt bylo identifikovano pro gen tonB.

Bar plot poctu identifikovanych Usekd
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rpoB gapA mdh [ole] phoE infB tonB
Nazvy MLST genl

Obr. 4.2: Bar plot poc¢tu identifikovnych tisekt MLST gent s jejich nazvy

4.2 Neuronova sit pro klasifikaci genti

4.2.1 Architektura neuronové sité a jeji parametry

Pro zpracovani datasetu a klasifikaci MLST gent byla navrzena konvolu¢ni neuro-
nova sit.

Konvolu¢ni sit obsahovala tii konvolucéni vrstvy. Kazda vrstva se skladala ze
dvou konvoluc¢nich podvrstev a jedné pooling vrstvy. Pocet filtrti v prvni vrstvé ¢inil
64 jader v kazdé podvrstve, 128 jader v kazdé podvrstvé druhé vrstvy a 256 jader
v kazdé podvrstvé tireti vrstvy. Tim padem se prvni vrstva celkové skladala z 128
filtri, druhd z 256 filtra a treti z 512 filtri. Vsechny konvolucni vrstvy se pouzivaly
ReLU jako aktivac¢ni funkci.

ReLU (Rectified Linear Unit) je aktivacni funkce, kterd se ¢asto pouziva v riz-
nych typech neuronovych sitich. Je to jedna z nejpopularnéjsich aktivacnich funkci
diky svym vlastnostem, které ptispivaji k efektivnimu uceni modelti a feSeni nékte-

rych problémt spojenych s gradientnim zmizenim. Matematicky je ReLLU definovana
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jako:
flz) = maz(0,x) (4.1)

kde x je vstup do ReLU. [18] To znamend, ze pro vstupy x mensi nez 0 je vystupem
funkce ReLU 0, zatimco pro vstupy x, které jsou nezaporné, je vystupem piimo
hodnota x.

Také byl nastaven dropout, s podilem 0.5. Dropout je technika regularizace pou-
zivanad v neuronovych sitich s cilem zabranit preuceni (overfitting). Dropout vrstva
funguje tak, ze béhem procesu trénovani ndhodné vypina (nastavuje na nulu) vystup
urc¢itého podilu neuront v predchozi vrstvé. [19]

P11 pouziti dropoutu v priubéhu trénovani se v kazdém kroku (epose) pro kazdy
neuron nahodné rozhodne, zda bude vypnut s pravdépodobnosti p, ktera je hyperpa-
rametrem sité. To znamena, ze vystup tohoto neuronu je pro tuto epochu nastaven
na nulu. [19]

Dropout poméaha zvysit robustnost modelu tim, ze prinuti sit ucit se vice robustni
a generalizované vlastnosti, které nejsou zavislé na aktivaci konkrétniho podmnoziny
neuront. [19]

Po kazdé konvolucni vrstvé nasledovala pooling vrstva. V této neuronové sité
byly vyuzity max-pooling vrstvy. Max-pooling bere nejvétsi hodnotu z definovaného

okna dat, matematicky lze max-pooling operaci popsat jako:

y'(t) = maz(y(t —k),...,yt),...,ylt +k)), (4.2)

kde y’ je vystup pooling vrstvy, y je vstup do pooling vrstvy, t je ¢asovy index a k
je polovi¢ni velikost okna. [20]

Tato neuronova sit méla pool size (délku okna) nastaveny na 2. Coz znamena,
ze se operace provadi na kazdych dvou po sobé jdoucich hodnotéch vstupnich dat.
V kazdé takové dvojici hodnot je vybrana a zachovana pouze ta, ktera ma vyssi
hodnotu. Timto zptusobem se rozmér vstupnich dat snizuje na polovinu, coz da-
valo moznost dvojnasobné snizovat velikost vstupnich dat pii prechodu k nasledujici
vrstvé. Takze dvojnasobné klesala velikost vstupnich dat a zaroven narustal pocet
konvoluénich filtri.

V praxi operace max pooling pomaha modeltim ziskat robustnéjsi reprezentace
vlastnosti a zaroven snizuje pocet parametri a vypocetni naroc¢nost modelu.

Posledni ¢tyti vrstvy byly plné spojené vrstvy. Prvni vrstva obsahovala 256 neu-
ront, druha vrstva méla 128 neuronti, treti vrstva méla 64 neuronti, vsechny tii plné
propojené vrstvy pouzivaly ReLLU jako aktivacéni funkci. Posledni vrstva se skldadala

ze 7 neuronu (pocet hledanych MLST-genti) a pouzivala softmax aktivacéni funkci.
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Obr. 4.3: Struktura konvoluc¢nich vrstev modelu

Softmax funkce bere na vstupu vektor a prevadi ho na pravdépodobnostni distri-
buci. Jinymi slovy, softmax normalizuje vystup na soubor hodnot mezi 0 a 1, které
dohromady daji 1.

Pokud je tedy na vystupni vrstvé N neuront s aktivacni funkei softmax, kazdy
neuron udava pravdépodobnost, ze dany vstup patii do tridy, kterou tento neuron
reprezentuje. Neuron s nejvyssi pravdépodobnosti poté urcuje tridu, do které vstup
patii.

Matematicky je softmax definovan pro j-ty prvek vystupniho vektoru z jako:

softmaz(z); = exp(z;)/sum(exp(z), (4.3)

prok v (1, ..., N)

kde exp je exponencialni funkce, a N je pocet t¥id (a tedy i pocet prvkua vystup-
niho vektoru). [20]

Neuronova sif se definovala, kompilovala a ucila v prostiredi Python 3.10 pomoci
knihovny Keras 2.12.0.

4.2.2 Trénovani sité
Rozdéleni datasetu

Pred trénovanim byl dataset rozdélen na trénovaci, validni a testovaci datasety,
pro ovéreni spravnosti predikce na neznamych pro model vzorcich. Dataset byl na-
hodné rozdélen v poméru 80:10:10 s rovhomérnym zastoupenim vsech MLST-genti

v kazdém datasetu. Proudovy zdznamy pred samotnym trénovanim bylo zapotiebi
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Obr. 4.4: Struktura plné spojenych vrstev modelu

predzpracovat. VSechny epizody uceni musely mit stejnou délku zaznami, ktera byla
zadana pri definovani modelu jako rozmér vstupnich dat. Nejdelsi zaznam v celém
datasetu se sklddal z 665553 vzorki, ale prevzorkovani pomohlo dvojnasobné zkratit
délky signali. Proto nejdelsi zaznam uz mél 332777 vzorki a vsechny ostatni za-
znamy se musely prodlouzit na tuto délku, tim, ze vsechny chybéjici vzorky signéli

byly doplnény nulami.

Ptedzpracovani vzork

Samotné squiggle signaly bylo zapotiebi zpracovat pred zacatkem trénovani. Jeli-
koz predzpracovani ma zasadni vliv na vysledky uceni a tispésnost predikce modelu.
Nejprve se data musela normalizovat. Normalizace znamend prizptsobeni dat tak,
aby méla urcité statistické vlastnosti nebo se nachazela v urcitém rozsahu. Norma-
lizace dat pred ucenim neuronové sité ma nékolik dilezitych vyhod a je povazovana
za dtlezity krok v pripravné fazi modelovani. Normalizace zlepsuje generalizac¢ni
schopnosti modelu a stabilitu uc¢eni, omezuje vliv velkych hodnot a zrychluje pri-
béh trénovani. V tomto pripadé se data normalizovala do rozsahu [0:1]. Poté se data
musela filtrovat, kvili velkému zasuméni squiggle zaznamu. Filtrace se provadéla
pasmovou propusti s propustnym pasmem 1 az 40 Hz. Na konci byl signal prevzor-
kovan na mensi vzorkovaci frekvenci, to pomohlo zrychlit uceni a snizit vypocetni

naroc¢nost.
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Obr. 4.5: Priklad vyfiltrovaného squiggle signalu

Predzpracovani signélu bylo zprosttedkovavano pomoci knihoven scikit-learn 1.3.0

a scipy 1.9.3.

Trénovani sité

Trénovani sité probihalo s batch sizem (davkami) po 32 sekvencich a po 3 epochéch.
Takova velikost batchu a pocet epoch byly zvoleny jako nejoptimalnéjsi z hlediska
casové a vypocetni narocnosti.

Trénovaci dataset obsahoval 80% puvodniho celého datasetu, coz se rovnalo skoro
43 tisicim zaznamlim. Trénovani na celém pripraveném datasetu by mélo probéh-
nout za 1337 cyklu.

Pro definovani a trénovani modelu byly vytvoreny dva algoritmy. Prvni algorit-
mus rozdéloval dataset na trénovaci, testovaci a validni a zvlast ukladal do souboru
informace, do jakého setu patii kazdy zaznam. Prvni program taky definoval prvotni
vrstvy modelu, kompiloval a uklddal netrénovany model a provadél prvni cyklus
uceni. Druhy algoritmus pokracoval trénovani z druhého cyklu, na kterém se zasta-
vil prvni. Rozdéleni algoritmti pomohlo ladit proces uceni bez nutnosti definovat a
kompilovat model znovu. Po kazdé epose se provadél vypocet tispésnosti modelu na
validnich datech pro moznost sledovani prubéhu uceni. Frekvence méreni tispésnosti
se poté méla snizit pro zrychleni procesu trénovani. Nasledné se kontrola tispésnosti

provadéla pouze jednou za 5 cykli.
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Algoritmy taky vytvarely textovy soubor, kam prubézné doplnovaly logy o pru-
béhu uceni. Logy obsahovaly informace o ID pouzitych sekvenci, ¢islo cyklu tréno-
vani, tvar (shape) vstupnich dat a ispésnost predikce na validnich datech. U kazdého
kroku se také uvadélo datum a cas provedeni. Tyto informace se pfedevsim pouzi-
valy béhem ladéni algoritmu a pro ukladani hodnot tspésnosti modelu v riznych
cyklech.

Pro uceni se pouzivaly procesory Intel(R) Xeon(R) Gold 6128 CPU @ 3.40GHz.
Tyto procesory byly poskytnuté GECKO UBMI FEKT VUT. Trénovani probihalo

pomoci 18 takovychto procesorti a 100 Gb operacni paméti.

Uspésnost predikce neuronové sité

Uspésnost predikee se méfila jednou za pét cykli trénovani. Na zacatku uéen{ Gspés-
nost ¢inila kolem 10-15 procent, coz priblizné odpovida ndhodnému vybéru ze 7 genti.
Prudky narust pokracoval az do 230. cyklu uceni, kde uspésnost dosahla 60%. N&-
sledné zlepseni uz nebylo tak rychlé a za dalsich 150 cykli se zlepsilo jen o necelych

5% a na konci trénovani model vykazoval tspésnost 64.9%.

Pribéh rozvoje Uspésnosti predikce modelu

0.6 . *, . . tee .

0.5 .

0.4

Uspéénost predikce

0.3

0.2

—— Kontrola (Gspé&snosti se provadéla po kazdém cyklu uceni
® Kontrola dspéinosti se provadéla po kazdém patém cyklu uceni
0.1
0 50 100 150 200 250 300 350 400

Cyklus aceni

Obr. 4.6: Rozvoj tspésnosti predikce modelu béhem trénovani
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Diskuze dosazenych vysledkii

Navrzeny model dokazal klasifikovat neznamé squiggle zaznamy do 7 skupin s tspe-
Sosti 64.9%.
Moznymi faktory, které mély negativni vliv na vyslednou generaliza¢ni schopnost,

jsou:

Pri vyvareni datasetu minimalni délka jednoho zaznamu, ktery se zapisoval
do datasetu, byla omezena na 200 vzorkt. V praxi se potom ukazalo, zZe ta-
kova délka signalu miize byt prilis kratka pro kvalitni reprezentaci tisekl genti.
Tyto kratké tiseky patrily jak do trénovaciho datasetu, ¢imz mohly kazit gene-
ralizacni schopnosti modelu, tak i do testovaciho datasetu, ¢imz mohly snizit
vyslednou tispésnost.

K ztraté urcité casti informace mohlo dojit béhem filtrovani signalii pasmovou
propusti. Propustné pasmo bylo nastaveno na 1 az 40 Hz. Takze byly odfil-
trovany vyssi frekvencni slozky, které reprezentovaly zasuméni, ale do vyssich
frekvenci mohly spadat i nékteré uzitecné slozky.

Pro snizeni ¢asové vypocetni naroc¢nosti signaly byly prevzorkovany na dva-
krat nizsi frekvenci. To nepochybné neslo ztratu informaci, ale velmi zrychlilo
priubéh trénovani kviili dvakrat kratsim signaliim.

Useky, které reprezentuji MLST-geny, se vyhleddvaly z databéze izolatt bak-
terie pomoci BLASTU. Algoritmus BLAST je dostatecné spolehlivy, ale nepo-
chybné se ve vysledném datasetu mohly objevit i Spatné vzorky, které mohly

ovlivnit uceni.

Kazda z vyse uvedenych pri¢in zvlast nebo jejich hromadné piisobeni mohlo

uréitym zplisobem ovlivnit generalizac¢ni schopnost modelu a vysledky findlniho tes-

tovani. Uspésnost predikee na trovni 65% by se dala povaZzovat za relativné vysokou

také s ohledem na to, ze se klasifikace provadéla do vétsiho poctu skupin.
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Zaveér

Treti generace sekvenatoru je Spickou v moderni molekularni biologii a genetice, pro
sekvenovani molekuly DNA jim sta¢i pouze jedna molekula, ze které dokazou jeden
po jednom stanovit poradi nukleotidi. Oxford Nanopore je jedna z metodik této ge-
nerace, ktera je zalozena na sekvenovani nanoporem, pres ktery prochazi zkoumana
DNA molekula. Tato technika je zaloZena na odecitani zmén proudu pfi pruchodu
molekuly pérem a z téchto vychyleni pomoci matematickych a statistickych tech-
nik 1ze odvodit poradi nukleotidu. Této technice sekvenovani byla vénovana tato
bakalarské préce.

V praci byla stru¢né popsana dilezita teorie, kterd je nezbytna pro pochopeni
zékladnich principii nanopoérového sekvenovani. Do nezbytnych teoretickych znalosti
taky byla zahrnuta struktura formatu FAST5, ktery se pouziva sekvenatorem pro
ukladani dat. Prakticka cast bakaldrské prace byla zaméfena na navrzeni vlastni
neuronové sité pro klasifikaci genli z neznamych squiggle zdznami a jeji uceni.

Pred samotnym trénovanim sité bylo zapotrebi vytvorit dataset, ktery by obsa-
hoval MLST-geny a odpovidajici jim pfedzpracovany squiggle zaznamy pro bakterii
Klebsiella pneumoniae, tyto geny pomoci algoritmu BLAST byly vyhledavany v
databazi Fakultni nemocnice Brno.

V bakalarské praci byla navrzena konvoluéni neuronova sif, kterd bylo naucena
predzpracovanymi vzorky z jiz sestaveného datasetu MLST gent. V préci byla po-
drobné popséna struktura navrzené neuronové sité a principy algoritmu, které se
pouzivaly v této neuronové sité. Vyslednd tspésnost predikce tohoto modelu c¢ini
64.9%.

Posledni kapitola byla vénovana faktorim, které mohly negativné ovliviiovat
vysledky modelu. Tyto faktory se tykaly predevsim kvality sebranych dat pro uceni

a jejich predzracovani.
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