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Abstrakt

Bakalarska prace se zabyva problematikou neuronovych siti a predikci sekundarni struktury
proteint. BliZze se zaméiuje na vicevrstvé neuronové sité s uc¢icim algoritmem zpétného Sifeni
chyby a na jejich pouziti pro predikci. Je zkouman vliv architektury sit€ a nastaveni jejich
parametri na vyslednou predikci. Dale je diskutovana vhodnost pouziti této sité pro tento
druh predikce.

Abstract

Bachelor’s thesis studies the problems of neural networks and prediction of protein secon-
dary structure. This thesis is focused on multilayer neural network with back-propagation
learning algorithm and their use for prediction. It describes the influence of network archi-
tecture and their parameters settings on the prediction results. Furthermore suitability of
the network for this kind of prediction is discused.
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Kapitola 1

Uvod

V dnesni dobé, dobé védeckého a technického pokroku, hraji nezastupitelnou roli vypocetni
technologie. Dulezitym odvétvim védy, vyuzivajicim tyto technologie, je predpovidani, ne-
boli predikce, riznych jevi. Pravé touto problematikou se zabyva tato prace. Jedna se
konkrétné o predikci vyuzivajici neuronové sité.

Modely zaloZené na neuronovych sitich se dnes objevuji v mnoha odvétvich lidské ¢in-
nosti. Umélé neuronové sité jsou statistické modelovaci néstroje, které maji Siroké pole
moznych aplikaci. Pfedpovidat je mozné spotfebu energie, riziko 1lékarského zakroku, eko-
nomické a financéni zavislosti, pfipadné predpovédi chaotickych ¢asovych fad. V mnoha
pripadech tyto modely dosahovaly lepsich vysledkd nez jiné pfistupy[l0]. Tato prace se
v8ak zamétfuje na predpovédi z oboru molekularni biologie.

Uvodni kapitola(2) nés seznami s proteiny z hlediska molekularni biologie, s jejich stav-
bou a strukturou. Vysvétluje pojmy struktura proteinu a popisuje vztahy mezi jednotlivymi
typy struktur.

Dalsi kapitoly(3,4) jsou vénovény teoretickym otédzkdm neuronovych siti, kratkému
uvodu do historie vzniku a vyvoje neuronovych siti. Poté se zaméfi na konkrétni typy
siti.

V kapitole Navrh neuronové sité pro predikci sekundarni struktury proteint (5) je ro-
zebran navrh samotné implementace neuronové sité, které byla pouzita pro predikci sekun-
darni struktury. Jsou zde podrobné rozebrany problémy, se kterymi se mizeme setkat pti
navrhu aplikace pro predikci pomoci neuronovych siti.

Kapitola Experimenty(6) se na pfikladech a konkrétnich testech snazi objasnit urcité
zakonitosti fungovani predikce pomoci neuronovych siti.

V posledni kapitole(7) jsou pak zhodnoceny vysledky prace.



Kapitola 2

Proteiny

Proteiny, ¢esky také bilkoviny, tvofi vétsinu suché hmotnosti buiiky. Nejsou vSak pouze sta-
vebnimi kameny, z nichZ je bunika postavena. Obstaravaji také vétSinu bunéénych funkci.
Neékteré proteiny prenaseji zpravy od jednéch bunék ke druhym, zatimco jiné slouzi jako
integratory signalu, které predavaji soubory signalt z plasmatické membrany do jadra jed-
notlivych bunék. Jesté dalsi proteiny slouzi jako drobné molekulové stroje s pohyblivymi
¢astmi: naptiklad kinesin posouva organely cytoplasmou. Z chemického hlediska je jedna o
vysokomolekularni latky slozené z 20 riznych aminokyselin, z nichz kazd4 ma jiné chemické
vlastnosti.

Molekula proteinu je tvorena dlouhym fetézcem téchto aminokyselin. Tvar proteinu
je dan pofadim téchto aminokyselin[4]. Mezi sousednimi fetézci vznika spojeni kovalentni
peptidovou vazbou, viz. obrazek 2.1.
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Obrazek 2.1: Peptidova vazba, obrazek prevzat z [19]

Kostru aminokyselin tvofi aminoskupina -NH2, karboxylova skupina -COOH a « uhlik
C, na ktery je navazan postranni fetézec obvykle oznacovany R. Z 20 aminokyselin, které se
vzdy vyskytuji v lidském organismu, miize v pfipadé jednoduchého proteinu, slozeného ze
100 aminokyselin, vzniknout 20'%° (tj. asi 1,3 % 10!3° ) rozdilnych primarnich proteinovych
struktur[4]. Z toho vyplyva, Ze existuje daleko vétsi mnozstvi rtznych proteintd, neZ je
jich obsaZeno ve vSech zivych organismech na Zemi. V tabulce 2.1 jsou vypsany znamé
aminokyseliny s jejich jednopismennou a tfipismennou zkratkou.

2.1 Struktura proteinu

Proteiny tvofi trojrozmérné struktury. Tyto proteiny se ustaluji v pfirozeném usporadani.
Rozlisujeme nékolik typt struktur[4].



Aminokyselina zkratka

Asparagova kys. | Asp | D
Glutamova kys. | Glu | E
Arginin Arg | R
Lysin Lys | K
Histidin His | H
Asparagin Asn | N
Glutamin Gln | Q
Serin Ser | S

Threonin Thr | T
Tyrosin Tyr | Y
Alanin Ala | A
Glycin Gly | G
Valin Val | V
Leucin Leu | L
Isoleucin Ile I

Prolin Pro | P
Fenylalanin Phe | F
Methionin Met | M
Tryptofan Trp | W
Cystein Cys | C

Tabulka 2.1: Aminokyseliny nachazejici se v proteinech

2.1.1 Primarni struktura

Primarni struktura je dana pofadim aminokyselin v polypeptidovém Tetézci. Standardné
se zapisuje od N-konce k C-konci proteinu. Urcuje chemické vlastnosti bilkoviny a také
determinuje vyssi struktury. Primérni struktura netikd, jak vypada prostorové uspofadani
proteinu[20].

2.1.2 Sekundarni struktura

Sekundarni struktura je pfimo zavisla na primarni struktufe. Popisuje prostorové uspora-
dani polypeptidového fetézce ,na kratkém tseku®, tj. mezi nékolika po sobé jdoucimi
aminokyselinami[20]. Existuje nékolik zndmych druht sekundarnich struktur. Nejpocet-
néjsimi jsou alfa Sroubovice (alfa-helix), struktura skiddaného listu (beta-sheet) a obecné
neuspofadand struktura (random coil). Predikci (na zakladé primérni struktury) téchto
struktur se blize vénuje kapitola 5.

2.1.3 Terciarni struktura

Za sekundarni strukturu je oznacovan celkovy tvar jedné proteinové molekuly; prosto-
rovy vztah sekundarni struktury k jiné. V bioinformatice se Casto pouziva spojeni Cast
Fetézce(sekundarni struktura) a cely Fetézec(tercidrni struktura)[4].



Obrézek 2.2: Piiklad sekundarni struktury, a-helix(vlevo) a [-sheet, pfevzato z[l]

2.1.4 Kvartérni struktura

Struktura tvofend nékolika polypeptidovymi Fetézci(molekulami proteintt) oznacovana jako
proteinové podjednotka v kontextu proteinovych komplexi. Kvartérni struktura téz resi

vvvvvv

koviny, napf. fibrily kolagenu, nebo lidské DNA polymerazy[20)].



Kapitola 3

Neuronové sité a klasické modely

3.1 Vznik neurovypoctu

Za pocatek vzniku oboru neuronovych siti je povazovana prace Warrena McCullocha a Wal-
tera Pittse z roku 1943[12], ktefi vytvorili velmi jednoduchy matematicky model neuronu,
coz je zékladni buiika nervové soustavy. Ciselné hodnoty v tomto modelu byly pievainé
bipolarni (tj. z mnoziny {-1,0,1}). Ukézali, Ze nejjednodussi typy neuronovych siti mohou
z principu pocitat libovolnou aritmetickou nebo logickou funkci. Ac¢koliv nepocitali s moz-
nosti bezprostfedniho praktického vyuziti svého modelu, jejich ¢lanek mél velky vliv na
ostatni badatele. Naptiklad zakladatel kybernetiky Norbert Weiner se jim inspiroval pii
studiu podobnosti ¢innosti nervové soustavy a systému vypocetni techniky. Nebo autor
amerického projektu elektronickych pocitac¢ii John von Neumann napsal prace[l3, 14], ve
kterych navrhoval vyzkum poécitaci, které by byly inspirovany ¢innosti mozku[23].

3.2 Modely neuronovych siti

3.2.1 Inspirace biologickym neuronem

Formadlni neuron tvorici matematické neuronové sité prakticky vychézi z biologického neu-
ronu. Jeho funkce v siti maji co nejlépe odrazet funkce svého biologického vzoru. Proto je
dobré védét néco a funkcich biologického neuronu v zivém mozku. Neuron je zakladni prvek
nervové soustavy. Je uzptisoben k prenosu signalu, takze jej kromé téla, tzv. stoma, tvori

i vstupni a vystupni kandly: dendrity a azon[23]. Vstupy do neuronu, tedy dendrity jsou
kratké(2-3mm) vybézky z téla neuronu(v jednom neuronu 102 az 10%). Zatimco vystup,
axon, je jeden o délce 1 cm az nékolik desitek cm[21]. Z axonu obvykle odbocuje fada vétvi,

tzv. terminali, zakonCenych blanou, ktera se prevazné styka s vybézky, tzv. trny, dendriti
jinych neuronti. K prenosu informace pak slouzi unikatni pfenosové mezineuronové rozhrani,
tzv. synapse. Synaptickd vazba muze byt inhibiéni nebo excita¢ni][23]. Biologicky neuron je
znazornén na obrazku 3.1.

3.2.2 Formalni neuron

Zékladem matematické sité je formélni neuron (dale jen neuron), coz je preformulovani
funkce biologického neuronu do matematické feci. Schéma umélého neuronu je na obrazku
3.2
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Obréazek 3.2: Model umélého neuronu

Neuron mé n obecné redlnych vstupa z1,...,x,, které modeluji dendrity. Vstupy jsou
ohodnoceny obecné redlnymi synaptickymi vdhami wi,.. . wy,, které urcuji jejich propust-
nost. Suma vstupnich hodnot predstavuje vnitini potencial neuronu[23]:

f = iwixi (3.1)
i=1

Hodnota vnitiniho potencilu £ po dosazeni tzv. prahové hodnoty h indukuje vgstup(stav)
neuronu ¥y, ktery modeluje elektricky impuls axonu. Nelinedrni nartist vystupni hodnoty
y = o(§) pti dosazeni prahové hodnoty potenciélu h je dan tzv. aktivacéni(prenosovou) funkci
0. Nejjednodussim typem aktivacni funkce je tzv. ostrd nelinearita, kterd ma tvar:

|1 jestlie £>h
(&) = { 0 jestlie £€<h (3.2)

3.2.3 Neuronova sit

Zakladnim prvkem umélé neuronové sité je formalni neuron. Tyto neurony jsou vzajemné
propojeny tak, Ze vystup neuronu je vstupem obecné vice neuront podobné, jako terminaly



axonu biologického neuronu jsou spojeny s dendrity jinych neuront. Pocet neuront a je-
jich vzdjemné propojeni urcuje topologii sité. V takové siti mtzeme rozdélit n€kolik druhi
neuront, vstupni, vystupni a skryté[23].

Neuronova sit se v case vyviji, méni se jejich konfigurace. V souvislosti se zménou
ruznych charakteristik sité v ¢ase lze hovorit o dynamice sité. Dynamiku sité lze rozdélit
do t¥i kategorii: organizacni (zména topologie), aktivni (zména stavu) a adaptivni (zména
konfigurace) dynamika. V biologické neuronové siti tyto dynamiky probihaji soucasné[23].

Organizaéni dynamika specifikuje architekturu sité a jeji pfipadnou zménu(u nékte-
rych typ siti, viz. déle). Zména topologie se vétsinou uplatiiuje v rdmci adaptivniho rezimu
tak, Ze je sit rozsifena o pripadné dalsi prvky a odpovidajici spoje. Ve vét$iné modelt se
v8ak topologie sité neméni. V zasadé existuji dva typy organiza¢ni stavby sité: cyklickd
a acyklicka(resp. dopredna). V cyklické siti existuje alespon jedna skupina neuront(dva
a vice), které svymi spoji vytvaii uzavieny okruh (cyklus). Naopak u acyklické sité nee-
xistuje ani jeden uzavieny cyklus. Acyklickou architekturu lze rozdélit do tzv. vrstev, kde
spoje jdou jednim smérem od vstupt do nizsich vrstev, dale do vyssich, az k vystupnim a
obecné miizou preskocit jednu ¢i vice vrstev. Nikde vSak nespojuji prvky jedné vrstvy, ani
se nevraci na nizsi vrstvu.

Aktivni dynamika specifikuje pocdtecni stav sité a jeho zmény v ¢ase pfi pevné topo-
logii a konfiguraci. V poc¢ateénim(nulovém) ¢ase se na prvky vstupni vrstvy nastavi vstupy
a zbylé neurony jsou ve své pocatecni konfiguraci. Po inicializaci stavu sité probiha prichod
signalu siti (vlastni vypocet), od vstupt az k vystuptim. Obecné se uvazuje spojity vyvoj
prubéh této operace, kdy stav sité je spojitou funkci v Case, ktera je obvykle zadana dife-
rencidlni rovnici. Vétsinou vSak aktiva¢ni dynamika probihéd v diskrétnim case. Na zacatku
je Cas nastaven na 0 a stav sité se méni krokové s nariistajicim diskrétnim casem.

Aktivni dynamika také urcuje funkci jednoho kazdého neuronu. Ve vétsiné siti je tato
funkce pro kazdy neuron stejné, hovofime pak o homogenni neuronové siti. Soucasti ak-
tivaéni dynamiky je i diskrétni pfenosova funkce neuronu, casto aproximovana spojitou
aktivacni funkci, popf. nahrazena uplné jinou. V této praxi se setkdvame napt. s nasle-
dujicimi sigmoidnimi aktivacnimi funkcemi: ostrd nelinearita (hard limiter)(rovnice 3.3),
saturovand linedrni funkce(satured-linear function)(rovnice 3.4), standardni (logickd) sig-
moida(standard sigmoid)(rovnice 3.5), hyperbolicky tangens(3.6) apod. Obrézky pfenoso-
vych funkci pfevzaty z [18]

>

(&) = { 1 g - (1) ostra nelinearita (3.3)

1 ¢£€<1
o§)=< & 0<¢<1 saturovand linearni funkce (3.4)

0 £€<0

1
o(§) = Tooe standardni (logickd) sigmoida (3.5)
¢ Lo et perbolicky t (3.6)
= rboli ngen .
0§ = ¢ Dyperbolicky tangens

V rezimu adaptivni dynamiky probihd uceni sité, tzn. nastavovani vah a biast mezi
jednotlivymi vrstvami sité. Adaptivni dynamika specifikuje poc¢atecni konfiguraci a jakym
zpusobem se v ¢ase méni. Cilem adaptivni dynamiky je najit takovou konfiguraci sité, ktera
by v aktivnim rezimu realizovala pfedepsanou funkci[23]. Pfikladem uéiciho algoritmu je
algoritmu backpropagation, ktery podrobnéji proberu v 5.4.
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Obréazek 3.3: Ostra nelinearita

Obrazek 3.4: Standardni sigmoida

Obrazek 3.5: Hyperbolické tangens

3.3 Sit perceptronii

Sit perceptroni je historicky prvnim spé&Snym modelem neuronové sité. Organiza¢ni dyna-
mika je velmi jednoduchd, jedné se o architekturu jednovrstvé sité n —m. To znamen4, Ze sit
se sklada z n vstupnich neuront a m vystupnich, tak, ze vystup kazdého neuronu z,...,z,
ze vstupni vrstvy je vstupem do kazdého neuronu y,. ..y, vystupni vrstvy. Dale wj; pied-
stavuje realnou synaptickou vadhu od i-tého vstupniho k j-tému vystupnimu neuronu a wjo
je bias j-tého vystupniho neuronu[23, 21]. Jednoduché sif perceptroni je znazornéna na
obrazku 3.3

Aktivni dynamika sité perceptront popisuje zpusob vypoctu vystupu sité na zakladé
vstupt. Stavy vstupnich neuronu sité se nastavi na vstup sité a vystupni neurony pocitaji
svij binarni stav, ktery uréuje vystup sité, podobné jako forméalni neuron(3.1):

n
=0

kde koeficienty w = (w1q, ..., W1ip, .-, Wno, - - - , Wiy ) tvoil koeficienty sité[23].

10



Obréazek 3.6: Sit perceptront

Cilem adaptivni dynamiky je, aby sit pro kazdy vstup xi(k = 1,...,p) z tréninkové
mnoziny odpovidalo v aktivnim rezimu pozadovanym vystupim dg, tj. aby platilo:

yiw,xp)=dx k=1,...,p. (3.8)

3.4 Vicevrstva sit a backpropagation

Vicevrstva neuronova sit s uéicim algoritmem zpétného siteni chyby (backpropagation) je asi
neznaméjsim a nejpouzivanéjsim typem sité. Tento algoritmus pouziva asi 80 procent vSech
aplikaci neuronovych siti[23]. Model vicevrstvé sité je takovym zobecnénim sité perceptront.
Mezi vstupni a vystupni vrstvu sité vstupuji tzv. skryté vrstvy. Tento model se nékdy nazyva
vicevrstvy perceptron. Blize se s timto modelem seznamime v kapitole Navrh neuronové
sité(5). V téze kapitole bude implementovan pro predikci sekundarni struktury proteinii

3.5 MADALINE

Zékladnim prvkem v tomto modelu je neuron ADALINE(ADAptive LINear Element),
ktery je velmi podobny perceptronu. MADALINE(Multiple ADALINE) byl navrzen Win-
drowem a Hoffem[16, 17] a formalné téméf identicky se siti perceptront, viz. 3.3, i kdyz
puvodné vychazi z jinych principt.

Organizaéni dynamika MADALINE(tj. architektura) a znaceni parametri je stejné
jako u sité perceptroni, avsak misto perceptronu uvazujeme ADALINE.

Aktivni dynamika se u tohoto modelu lisi tim, Ze vystupy sité mohou byt obecné
realné a jednotlivé ADALINE realizuji linearni funkci, tj. chybi nelinearni aktiva¢ni funkce.
Funkce MADALINE y(w) : R” — R™, ktera zavisi na konfiguraci w = (w1, ..., w,,), kde

w1 = (W10, -+, Win)s -« s Wi = (Wm0, - - -, Wmn) , je tedy déna afinni kombinaci vstupi:
n
i=0

Také geometricky vyznam funkce j-tého ADALINE se lisi od perceptronu. Uvazujeme
vstup x = (z1,...,%y,), tj. bod [z1,...,2,] v n-rozmérném vstupnim prostoru. Nadrovina
s koeficienty w; pro dany j-ty ADALINE dan rovnici

n
wjo + ijixi =0 (3.10)
i=1

11



rozdéluje tento prostor na dva podprostory, ve kterych ma hodnota vystupu y; (3.9) odlisné
znaménko.

V adaptivnim rezimu je pozadovana funkce MADALINE zadana tréninkovou posloup-
nosti, kde realné vstupy tréninkovych vzora x; jsou generovany nahodné s danym rozdélenim
pravdépodobnosti a u kazdého je dan pozadovany redlny vystup di. Model MADALINE méa
diskrétni adaptivni dynamiku, tj. v kazdém casovém kroku uceni ¢t = 1,2, ... je siti pfed-
lozen k-ty vzor (k = t) z tréninkové posloupnosti, podle kterého jsou adaptovany véhy. Je
zajimavé, ze adaptivni dynamika MADALINE je formalné totozna s adaptaci perceptronu.
Widrow a Hoff dokézali, Zze adaptivni proces konverguje z libovolné pocatecni konfigurace
w(0) ke konfiguraci w*, kterd minimalizuje chybové funkce[23]

3.6 Sité s kaskadovou architekturou

Tento model nepatii mezi klasické modely neuronovych siti, avSak je jistym zobecnénim
perceptronovych siti. Pouziva ucici algoritmus kaskddové korelace a vznikl na pielomu 80.
a 90. let. Autory jsou Fahlman a Labiere[7].

Organizaéni dynamika(architektura) je dopfedné sit s jednou vrstvou n vstupnich
jednotek, skrytou vrstvou obsahujici h perceptroni a linearni vystupni vrstvou o m jed-
notkach. Perceptronové jednotky skryté vrstvy jsou navic pospojovany lateralnimi spoji,
které jdou jednim smérem, feknéme zleva doprava ve smyslu ocislovani skrytych jednotek.
Kazdy perceptron dostava jako vstupni signaly i vystupy ze vSech predchozich jednotek ve
skryté vrstvé. Tzn., Ze i-ta jednotka ve skryté vrstvé mé jako obvykle n vstupt spojenych se
vstupni vrstvou a dale i — 1 vstupt napojenych na vystupy jednotek skryté vrstvy. Vystupni
jednotky jsou spojeny se vSemi jednotkami ze skryté i vstupni vrstvy.

Funkce f : R” — R™ realizovanéd kaskadovou siti v aktivnim rezimu se diky reku-
rentnim vztahim mezi skrytymi jednotkami zapisuje jednim vzorcem pomérné nesnadno,
ale samotny zptsob, jakym sit poc¢ita odezvu na predloZzeny vstup x € R", je jednoduchy.
Jednotky ve skryté vrstvé postupné dle svého poradi ¢ spoctou vystupni hodnotu z; podle
obvyklé prechodové funkce zndmé z perceptronu:

n i—1
2 =0 Zwij:rj + Zwi(nﬂ»)zj pro i=1,...,h, (3.11)
§=0 j=1

kde w;; jsou véhy, o je aktiva¢ni funkce.

Pro kazdy perceptron i jsou tedy vahy prislusejici vystuptim od predchéazejicich jednotek
zafazeny na konec vahového vektoru, odpovidaji vidy pozicim n+1,...,n+i— 1. V dalsi
fazi vypoctu potom jednotky ve vystupni vrstvé spoc¢tou linedrni kombinaci svych vstupt
a aplikuji pfechodovou funkci[23]:

n+h
Yi =0 Zwijzj pro i=1,...,m. (3.12)
§=0

Adaptivni dynamika je realizovana algoritmem kaskéddové korelace. Ta je pfikladem
konstruktivniho ¢ inkrementalniho algoritmu. Uceni zac¢ind s minimalni konfiguraci sité,
neboli bez skrytych jednotek. Uceni probihd ve dvou casovych skalach: v kazdém velkém
cyklu uc¢ime aktudlni konfiguraci sité pomoci linedrniho gradientniho sestupu. Fahlman v
[7] pouziva algoritmus quickprop, ktery je podrobné popsan v [6]. Jde o jednu ze sofistiko-
vanych variant algoritmu zpétného Sifeni, kterd vychazi z Newtonovy gradientni metody. V
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momenté, kdy uz nedochéazi k vyraznému zlepseni chyby sité, pfidame do sité dalsi skrytou
jednotku a opakujeme gradientni uceni. Konfiguraci vah nové pridané jednotky se snazime
nastavit tak, aby co nejvice snizila chybu sité. Toho docilime maximalni korelaci této nové
jednotky s chybou sité[23].

Hlavni rysy algoritmu kaskadové korelace jsou nasledujici:

e Diky inkrementélnimu (¢i konstruktivnimu) uceni neni potieba doptedu uréovat roz-
méry sité(pocet skrytych jednotek).

e Inkrementélni mechanismus uceni umozinuje snadné pozdéjsi uceni novych vzoru.

e Kaskadova korelace je typicky rychlejsi nez zpétné siteni chyby, protoze se v kazdém
okamziku adaptuje pouze jedna vrstva vah.

o Casové nejnaro¢néjsi ¢ast,maximalizace korelace,lze snadno paralelizovat.
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Kapitola 4

Asociativnl neuronove sité

. », ) . . » 20
4.1 Linearni asociativni sit

Linedrni asociativni sit, navrzend Andersonem/[5] je pfikladem modelu neuronové sité, ktery
se vyuzivé jako asociativni pamét. Na rozdil od klasickych poéitaci, kdy klicem k vyhledéni
poloZzky v paméti je adresa, u asociativni paméti probihé vybaveni pfislusné informace na
zakladé jeji ¢asteéné znalosti (asociace). Naptiklad v databazovych aplikacich je znalost
nékterych polozek zdznamu postacujici k vyhledani celého zédznamu. Podobné u c¢lovéka
napt. ¢ernobild fotografie pritele pomize vybavit barvu jeho vlasi ¢i o¢i. V zasadé rozlisu-
jeme dva typy asociativni paméti, a to pamét autoasociativni a pamét heteroasociativnd.
U autoasociativni paméti se jednd o upfesnéni ¢i zuplnéni vstupni informace na zakladé
jiz nauceného, coz v nasem pripadé s ¢ernobilou fotografii znamena vybaveni odpovidaji-
ciho barevného obrazu. Naproti tomu u heteroasociativni paméti dochazi k vybaveni urcité
sdruzené informace na zakladé vstupni asociace, coz v uvedeném piipadé muze odpovidat
uréeni jména osoby na fotografii[23].

Organiza¢ni a aktivaéni dynamika linearni asociativni neuronové sité je témér identicka
jako u modelu MADALINE, popsaného v 3.5. Rozdil spoéivd v tom, Ze linearni asocia-
tivni sit v aktivnim reZimu misto afinnich kombinaci po¢itd jen linedrni kombinace vstupt,
tj. chybi formalni jednotkovy vstup a odpovidajici biasy jsou nulové. Forméalné lze funkci
linearné asociativni sité y(w) : R — R™ zapsat[23]:

n
yi:Zwij:ri jzl,...,m. (4.1)
=1

Asociativni pamét neuronové sité odpovida siti, ve které jsou vahové hodnoty determino-
vany takovym zpusobem, aby si byla schopna zapamatovat mnozinu P asociovanych vzort.
Kazdou asociaci tvofi par vektoru s(p), t(p), kde p = 1,2,..., P, kde kazdy vektor s(p)
obsahuje n komponent a kazdy vektor t(p) obsahuje m komponent. Jeden z moznych zpi-
sobu adaptace této sité je motivovan neurofyziologickym Hebbovym zdkonem, ktery uvadi,
Ze zména synaptické vahy spoje mezi dvéma neurony je imérna jejich souhlasné aktivité (tj.
sou¢inu jejich stavil). Opacnd aktivita neuronti tuto vazbu zeslabuje. Donald Hebb timto
zpusobem vysvétloval vznik podminénych reflexii, kdy soucasna aktivita (popf. pasivita)
prvniho neuronu odpovidajici podmince (p¥i¢iné) a druhého neuronu vyvolavajici reflex po-
siluje synaptickou vazbu spoje smérem od prvniho neuronu k druhému. Hebbovo adaptacni
pravidlo pro linedrni asociativni neuronové sit€ je nejbéznéjsi metodou pro stanoveni vaho-
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vych hodnot na spojich mezi jednotlivymi neurony. Pracuje s vektory, které jsou zapsany
v binérni i bipolarni reprezentaci. Jeho algoritmus probiha v nésledujicich krocich[15]:

1.
2.

Inicializujeme vSechny vdhové hodnoty ¢islem 0, tj. wi; = 0,(i =1,...,n;5 = 1,...,m).

Vstupni vektor s = (s1,...,5;,...,5,) tvoi sloupcovou matici S typu n.X1,tj. S = sT.

. Asociovany vektor t = (t1,...,t5,...,ty) tvorl fadkovou matici T typu 1Xm, tj.

T =t.

. Soucin obou matic S a T pak tvofi vahovou matici W, ve které jsou uloZeny informace

0 asociovaném paru vektori s : t.

4.1.1 Heteroasociativni pamét neuronové sité

Architektura heteroasociativni paméti neuronové sité je zobrazena na obr. 1 a jeji adaptace
probiha podle Hebbova adaptac¢niho pravidla pro lineadrni asociativni neuronové sité. Uceni
heteroasociativni pamét neni iterac¢ni.

(XF “ Y

Obrazek 4.1: Architektura heteroasociativni paméti neuronové sité

Algoritmus heteroasociativni paméti nalezne pro kazdy vektor x ve vrstvé X vhodny
vektor y ve vrstvé Y. Algoritmus probiha v nésledujicich krocich:

0.

Adaptace sité, tj. nastaveni vSech vahovych hodnot w;(i = 1,...,n;5 = 1,...,m)
podle Hebbova adaptacniho pravidla pro linedrni asociativni neuronové sité.

. Pro vektor x = (z1, ..., %, ..., &) opakovat kroky (2 az 4).
. Inicializovat vrstvu X danym vstupnim vektorem.

. Vypocitat potencial neuronti ve vrstvé Y

n
yoing = Z:riwij pro(j =1,...,m). (4.2)
i=1

. Vypocitat aktivaci neuronti ve vrstveé Y:

1 pokud y-in; >0
y=14¢ 0 pokud y-in;=0 (4.3)
-1 pokud y_in; <0,

pro bipoldrni reprezentaci (préh 6 = 0).
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5. Vypocitat aktivaci neuronti ve vrstveé Y:

1 pokud y_in; >0
w={ g Lo v (1.4

0 pokud y-in; <0

pro bindrni reprezentaci (prah 6 = 0).

4.1.2 Autoasociativni pamét neuronové sitd

Autoasociativni neuronové sité s doprednym sifenim signéalu jsou specialnim pripadem hete-
roasociativnich siti, kdy jsou oba vektory tvofici mnozinu P asociovanych vzori (s(p), t(p)), kdep =
1,2,..., P) identické. Kazdou asociaci proto tvoti par vektori s(p) : s(p), kdep = 1,2,..., P.
Kazdy vektor s(p) obsahuje n komponent. Vahové hodnoty na pfislusnych spojich jsou na-
staveny Hebbovym adapta¢nim pravidlem pro linedrni asociativni neuronové sité[15].

4.2 Hopfieldova sit

Tento model byl navrzen McCullochem a Pittsem[12] a dodnes je pfedmétem badani mnoha
badatelii. AvSak az Hopfield[9], ktery pfi analyze stability této sité vyuzil prithlednou ana-
logii s fyzikalni teorii magnetickych materiald, tento model proslavil[23].

Obrazek 4.2: Model diskrétni Hopfieldovy sité

Diskrétni Hopfieldova sit se pouzivé jako iterativni autoasociativni pamét. Model Ho-
pfieldovy neuronové sité je zalozen na vyuziti energetické funkce svazané s neuronovou
siti tak, jak je to bézné u fyzikalnich systémi. Architektura Hopfieldovy sité s n neurony
je znazornéna na obr. 4.2. Kazdy neuron je zde spojen se vSemi ostatnimi neurony sité.
Vsechny neurony v siti jsou tedy zaroven vstupni i vystupni. Kazdy spoj v siti mezi neu-
ronem i(i = 1,...,n) a neuronem j(j = 1,...,n) je ohodnocen celoéiselnymi synaptickymi
vahami w;; a wj;, které jsou symetrické, tj. w;; = wj;. V zakladnim modelu neuvazujeme
biasy neuront (vSechny prahy neuront jsou nulové) a zadny neuron neni spojen sam se
sebou, tj. odpovidajici vahy w;; = 0(j = 1,...,n)[15].

4.3 Spojita Hopfieldova sit

Na rozdil od analogovych modelu, které byli v této praci doposud popsany, kde redlny stav
neuronu je spojitou funkci vnitiniho potencidlu, je tato sit pfikladem modelu, u kterého
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je vyvoj realného stavu v aktivnim rezimu navic spojitou funkci ¢asu. Aktivni (pfipadné
adaptivni) dynamika je v takovém piipadé obvykle zadana diferencialni rovnici. Tyto mo-
dely, pokud nepracujeme s jejich diskrétni verzi, nejsou vhodné pro simulaci na klasickych
poditacéich. Jsou vyhodné pro analogovou hardwarovou implementaci pomoci elektrickych
obvodt[23].

4.4 Boltzmanntv stroj

Boltzmanntv stroj je model je stochastickou variantou Hopfieldovy sité se skrytymi neurony.
Boltzmanntiv stroj lze pouZzit napt. jako heteroasociativni pamét(viz. 4.1.1)
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Kapitola 5

Navrh neuronové sité pro predikci
sekundarni struktury proteint

V predchozich kapitolach jsme se zbézné seznamili s riznymi typy neuronovych siti a jejimi
rozdily. V nésledujici kapitole se blize zaméfime na dopfednou neuronovou sit a uéici algo-
ritmus zpétného Sifeni chyby (algoritmus back-propagation) a na pouziti téchto technik na
predikce sekundarni struktury proteind. Cilem néavrhu je vytvorit funkéni model sité pro
predikci sekundarni struktury proteinii. Nejedna se o trividlni tkol, protoze predikce sekun-
darni struktury proteini sama o sobé je velmi slozity proces. Predikce zaloZené na genera-
lizaci vstupnich dat sité, kdy trénovaci mnozina je nesrovnatelné mensi nez pocet moznych
kombinaci vstupi, pfinasi mnohé tskali. Spravnou analyzou problematiky se pokusim co
mozna nejlépe postihnout nastaveni vSech moznych parametri, které mohou ovlivnit proces
ucend.

5.1 Analyza vstupu a vystupu sité

Pred samotnym navrhem dynamiky sité je nutné si ujasnit néktera fakt netykajici se pfimo
navrhu sité. Sit musi umét zpracovavat sekvence primdrni struktury proteint v uréitém
formatu. Pro predikci sekundarni struktury jedné aminokyseliny v proteinu nestaci znat
prvek samotny. Je nutné znat i jeho okoli v Tetézci. Nejcastéji pouzivanou délkou Fetézce
pro predikci proteinu je 7 prvki, kdy predikovany je prostifedni z nich. Je nutné si uvédomit
ze kazdy prvek muize nabyvat 20 riznych hodnot, viz. tabulka 2.1. Dvacet raznych amino-
kyselin tvoficich Fetézec o sedmi prvcich dava 72° = 7.979 x 10° moznjrch Fetézcti na vstupu
do sité. Jen malé procento téchto fetézcil, resp. aminokyselina na prostfednim misté, mé
znamou sekundarni strukturu. Aby mohl byt Fetézec pouzit k uceni sité, musi byt znama
jeho sekundéarni struktura.

Existuji rtizné databéze, shromaZdujici informace o proteinech a jejich strukturach. Na-
priklad databédze UniProt[3]. V této databazi lze ziskat data potfebnd k uceni sité. Mimo
jiné i zname sekundarni struktury riznych proteini. TTi nejéastéjsi struktury jsou zminény
v kapitole 2 v ¢asti vénované sekundarni strukture. Jsou to alfa-heliz, beta-sheet a random
coil, coz jsou t¥l mozné vystupy predikce neuronovou siti. Jak se tyto informace projevi na
architektufe sité popiSe organiza¢ni dynamika v této kapitole (¢ast 5.2).

Pro pfevod informaci u proteinech z textového tvaru, jak jej nabizi databéze Uniprot[3],
do souboru fetézct jsou pouzil mnou vytvoreny skript v pythonu.
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5.2 Organiza¢ni dynamika

Budeme uvazovat acyklickou sit s jednou skrytou vrstvou neuront, tzn. sit bude mit celkem
3 vrstvy neuronti. Tato topologie se v pribéhu aktivni ani adaptivni dynamiky neméni.

Pocet neuronii vstupni vrstvy musi odpovidat vstupnim datiim jdoucim do neuronové
sité. V ptredchozi ¢asti(5.1) byly Feceny dulezité informace. Vstupem neuronové sité je sed-
mice znakl odpovidajicich aminokyselindm v Fetézci(znaky odpovidaji znakim v tabulce
2.1). Pro kazdy znak z Fetézce je tedy ve vstupni vrstvé sité umisténo 20 neuronii. Vstup-
nimu neuronu, ktery odpovida znaku z fetézce je jeho vstupni hodnota nastavena na 1,
ostatnim 19 na 0. Ve vstupni vrstvé je takto umisténo 7 * 20 = 140 neuront.

Obrézek 5.1: Modelu neuronové sité, prevzato z [11]

Vystupni vrstva mé tfi neurony, jeden pro kazdou moznou predikovanou sekundarni
strukturu. V textu zavedeme nésledujici oznaceni, mnozinu n neurond vstupni vrstvy ozna-
¢ime X a mnozinu m neuront vystupni vrstvy oznacime Y. Jednotlivé neurony znacim
indexy 7, j apod. a §; je redlny vnitini potencial a y; redlny stav. Déle j._ je mnozina vSech
neurond, které jsou vstupem do neuronu j. Spoj mezi neuronem 7 jedné vrstvy a neuronem j
vrstvy vySsi je oznacen w;j. Uvazujeme sit, kde kazdy neuron vrstvy i je propojen se vSemi
neurony vyssi vrstvy j. Na obrazku 5.2 je zndzornén piiklad modelu neuronové sité, kde
kazdy neuron nizsi vrstvy je propojen se vSemi neurony vrstvy vyssi. Kazdy neuron v siti
obsahuje sviij prah, neboli bias h. Pfi implementaci algoritmu backpropagation zjistime, ze
pro kazdy neuron je dale pot¥eba uchovat jeho chybu err uréenou béhem trénovani sité(viz.
5.4) a také vSechny vahy w;; k vySsi vrstvé vypoctené v pfedchozim cyklu uceni, oznacené
jako wo. Architektura jednoho neuronu pak muze v pseudokédu vypadat nasledovné jako
v 5.1

Nejvétsim problémem pii navrhu architektury sité je volba poc¢tu neuroni skryté vrstvy.
Neexistuje zadné pravidlo pro vypocet tohoto poctu. U siti s jednou, ¢i dvéma skrytymi
vrstvami se ocekava, ze algoritmus backpropagation zobecni pfislusné vztahy z trénovaci
mnoziny a zohledni je ve vahach jednotlivych neuront. Pocet neuront skryté vrstvy by mél
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struct Node {

double & vnitini potencial neuronu

double y realny stav neuronu, resp. vystup
double h prah(bias)

double err chyba neuronu

double w[j]  mnozZina vah k neurontim vyssi vrstvy

double wo[j] vahy z pfedchoziho trénovaciho cyklu

Tabulka 5.1: Jeden uzel sité

odpovidat slozitosti Feseného problému. P¥ilis malé sif nemtZe resit slozité tlohy. Udeni s
malou siti se obvykle zastavi v néjakém lokalnim minimu a je tfeba topologii doplnit o dalsi
neurony skryté vrstvy. Pokud je ale pocet skrytych neuronu pfilis velky, nejen, Ze roste
¢asova narocnost uceni, ale nemusi také dojit ke spravné generalizaci vzort, které nebyli
soucasti tréningové mnoziny. Tomuto jevu se ¥iké preuceni(overfitting) a pribéh uceni, pti
kterém tento jen nastane je znazornén na obrazku 5.2, kde Error je chyba predikce, Time
je ¢as béhu udeni, training pak znazornuje pokles chyby sité v Case pro vzory z trénovaci
mnoziny. Validation pak znazornuje zménu chyby predikce pro vzory z tzv. testovact, neboli
validacn? mnoziny vzorl. cas t je pak idedlni ¢as uceni. Vzory z tréningové mnoziny jsou
sice rozpoznavany s velkou presnosti, ostatni jsou naopak rozpoznany velmi maélo.

Error

A

validation
training
P
t Time

Obrazek 5.2: Preudeni sité, prevzato z [2]

5.3 Aktivni dynamika

V aktivnim rezimu je dany vstup sité zpracovan a preveden na vystup. Vypocet probiha v
diskrétnim case. Na zacatku, v ¢ase 0 je sit inicializovana. Stavy neuronti y;(i € X) vstupni
vrstvy jsou nastaveny na odpovidajici vstupy(viz. ¢ast 5.2), ostatni neurony nemaji uréen
stav. VSechny vdhy a biasy v siti jsou nastaveny na velmi malé hodnoty, obecné ndhodné
v intervalu (—1,1). V diskrétnim ¢ase ¢t > 0 jsou vypo¢teny hodnoty vnitinich potencial
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(podobné jako u formélniho neuronu, viz. rov. 3.1)

&= wijys (5.1)

1€

v8ech neuront j, jejichz vstupy(z j ) jiz maji urcen svuj stav. Z takto vypoc¢teného potenci-
alu je stanoven realny stav y; = o(&;) neuronu j pomoci aktiva¢ni funkce, napf. standardni
sigmoidy(rov. 3.5):

1
1+e¢
Takto jsou postupné vypocteny vSechny vnitini potencialy, potazmo realné stavy neuroni
v siti, od vstupni, pres skrytou, po vystupni vrstvu. Vystupem aktivniho reZzimu je pak
hodnota realnych stavu je tfech vystupnich neuronech, pomoci niz lze predikovat sekundarni
struktury vstupniho fetézce. Kazdé mozné struktufe je pfifazen jeden vystupni neuron(vice
v ¢asti 5.4). V implementaci jsou uvazovany tfi nejcastéjsi struktury(Helix, Turn, Coil).
Struktura, jejiz neuron méa nejvyssi hodnotu, je vyslednou predikovanou strukturou.

yj =05(&),  kde 0i(&) = (5.2)

5.4 Adaptivni dynamika

Pozadovand funkce je zadana tréninkovou mnozinou, na které probihd uceni sité. Jeden
tréningovy vzor z tréninkové mnoziny je podobny vzoru pro predikci. Je to Fetézec sedmi po
sobé jdoucich aminokyselin, kde prostfedni z nich ma zndmou sekundarni strukturu. Znak
odpovidajici této struktufe je taktéz obsazen v tréninkovém vzoru. Tento vzor je nacten
na vstup sité stejné jako v aktivnim rezimu. Podle znaku zndmé sekundarni struktury jsou
nastaveny neurony vystupni vrstvy.

Vystupni vrstva neuroni navic, kromé zaznamut uvedenych v tab. 5.1 obsahuje zédznam
T, udavajici o¢ekavanou hodnotu na vystupu z tohoto neuronu na konci predikce. Tyto
hodnoty jsou nastaveny na 1 pro odpovidajici znak sekundarni struktury, resp. na 0 u
ostatnich dvou neuront.

Cely algoritmus backpropagation je pak prehledné zapsan v 5.2

Nyni se podrobnéji zaméfime na problematiku tohoto algoritmu a na zkoumani jevi,
které mohou nastat pfi uceni.

Prvni ¢ast adaptivni dynamiky probiha stejné jako v aktivnim rezimu. Vahy v siti jsou
nastaveny na malé ndhodné hodnoty, napt. v intervalu (—1, 1) nebo mensim. Zadn4 hodnota,
by vSak neméla ptekrocit 1. Biasy jsou inicializovany podobné. V kapitole Experimenty (6)
se pokusim zjistit zavislost nastaveni vah a biast na ucici schopnosti sité.

Nastéava aktivni rezim uceni. Postupné jsou vypocteny vSechny vnitini potencidly a re-
alné stavy vSech neuronti v siti od nejnizsi po nejvyssi vrstvu. Hodnota vnitiniho potencidlu
&; je vypoctena jako soucet redlnych stavii y; neuronti predchozi vrstvy nasobenych piislu-
$nymi vdhami w;j mezi nimi. Tento vnitini potenciél je upraven o bias h; neuronu. Takto
vypocCteny vnitini potencial

§ = Z wijyi + Iy (5.3)

je nutné pfevést na vystup neuronu. K tomu slouzi aktiva¢ni funkce neuronu y; = o(§;). V
nasem pripadé je pouzita standardni sigmoida predstavend v ¢asti 3.2.3
1

T +e7% (54)

Yj
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1. Inicializuj sit, nastav vSechny véhy a biasy.
2. dokud nejsou splnény ukoncéovaci podminky

e pro kazdy vzorek z trénovaci mnoziny proved
(a) //Aktivni rezim
(b) pro kazdy neuron j ve skryté nebo vystupni vrstvé vypocitej vzhledem v
nizsi vrstve ¢
L& =2 wiyi+hy
ii. Yy =0 (EJ)
(c) //Adaptivni rezim
(d) pro kazdy neuron j ve vystupni vrstvé
Loerr; =y;(1—y)(T5 — yy)
(e) pro kazdy neuron j ve skryté vrstvé, vzhledem v neurontim k na vyssi vrstvé
ioerry =y(1 —y;) Dok errwjk
(f) pro kazdou w;; védhu v siti
i Aw;; = (Derrjy;
iil. M = (m)* (wj * wojj;)
ii. Wij = Wi + Awij + M
(g) pro kazdy prah h; v siti
i. Ah; = (l)err;
ii. hj+ = Ahj

Tabulka 5.2: Backpropagation algoritmus, inspirace v [3]

Tato funkce je diferencovatelnd a umoznuje modelovat klasifika¢ni problémy linedrné ne-
oddélitelné. Tim dostdvame redlny stav y; neuronu, ktery je delegovin na dalsi vrstvu
neuronové sité. Timto zptisobem jsou vypocteny vSechny stavy v siti.

Nyni se dostavame k fazi uceni (adaptaci). Redlné stavy vystupnich neuront y; jsou
porovnany s ofekdvanymi vystupy 7 a je spocitana chyba err; kazdého neuronu vystupni
vrstvy.

errj = y;(1 —y;)(Tj — v5) (5.5)
Vsimnéte si, Ze y;(1 — y;) je derivaci aktiva¢ni funkce. Tato chyba je z neuront k vystupni
vrstvy prenesena na neurony j skryté vrstvy

erry =y;(1— ;) Y _ errgwjy (5.6)
k

Neurony vstupni vrstvy jsou obrazy realnych vstupt, tudiz neuvazujeme jejich chybu a neni
potieba ji poditat. Podle vypoctenych chyb je potieba rekonfigurovat sit a to nasledovné.
Pro vsechny vahy w;; v siti
Aw;j = (Derrjy;
Wij = Wi + Awij + M, (57)

kde [ je koeficient uc¢eni(learning rate), obvykle z (0, 1). Pouziti koeficientu uceni je jednim z
nastroju, jak se vyhnout uvaznuti konfigurace sité v lokalnim minimu. Zvoleni pfili§ malého
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koeficientu miize vést k neilmérnému prodlouzeni doby uceni, naopak prilis velky koeficient
muze zpusobit kolisani vysledk®l mezi $patnymi vysledky a k idedlnimu stavu se sit nikdy
nemusi dostat. M je Momentum. Momentum lze volné prelozit jako setrvacnost uceni. Lze
jej spocitat jako

M = (m) * (wij * wo;;), (5.8)
kde m je tzv. momentum term, obecné v intervalu (0,1) a je obdobou koeficientu uceni.
Pro oba tyto koeficienty [ a m neexistuji idealni hodnoty, je nutno je volit experimentalné
vzhledem ke druhu feseného problému. Pokud je pfi uceni pouZito momentum, koeficient
uceni nabyva zpravidla vyssich hodnot, coz ve vysledku muzZe urychlit uceni. Zaroven je
potieba pfenastavit vSechny prahy h; v siti

Ahj = (Derr;
hj—i- = Ahj (5.9)

Literatura[38] uvadi, ze koeficient lze v pfibyvajicimi cykly ¢ ueni snizovat zpisobem
1/t. Takové snizovani je v pfipadé naseho trénovani, kdy dochézi k desitkdm a stovkam tisic
cykld, nemozné. V pozdéjsich fazich uceni by doslo k tak velkému sniZeni, Ze by se uceni
stalo neefektivni a téméf nekoneéné. Moznym FeSenim je upravit vzorec 1/t a dosdhnout
mensi strmosti klesani koeficientu uceni.

Cely proces uc¢eni pomoci zpétného siteni chyby(backpropagation) probiha v cyklech. V
kazdém cyklu je nacteno D vzorku vstupnich dat pro uceni. V piipadé, Ze by byla nacitana
v kazdém cyklu ve stejném poradi, mohlo by dojit k ovlivnéni udeni sité, kdy by se sit
dokézala naucit predikovat jen urcité procento vzorkt z trénovaci mnoziny. Proto je nutné
v kazdém cyklu uceni posilat tyto trénovaci vzorky v jiném, nejlépe ndhodném potadi.

Velikost D trénovaci mnoziny nas privadi k dalsi problematice, a to k ¢asova naroc¢nosti
uceni sité. Casova slozitost O uceni metodou zpétného sifeni chyby je O(D x w), kde w je
mnozina vSech vah v siti[8]. V dalsi kapitole(6) se toto pokusim uvétit.
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Kapitola 6

Experimenty

V predchozi kapitole byly rozebrana problematika nédvrhu a implementace neuronové sité
a uciciho algoritmu zpétného Sifeni chyby. Tato kapitola se zaméfuje na zkouméani tohoto
algoritmu na konkrétnich datovych vzorech a sitich.

Za Ucelem experimentovani bylo vytvoreno nékolik ruzné velkych mnozin trénovacich
vzord, jejich prehled je v tabulce 6.1. Tyto soubory byly vytvoreny skriptem napsanym v
Pythonu. Soubory teacher, teacher2, teacherd a teacherj byly pouzity k uceni sité. Soubor
s vétsim ¢islem (soubor teacher uvazujme jako teacherl) je vzdy podmnozinou souboru s
¢islem vétsim. Tedy, napriklad soubor teacher2 obsahuje stejné trénovaci vzory jako soubor
teacher, jen neobsahuje vSechny. Soubor sourcefile slouzi jako mnozina testovacich vzort.
Tyto vzory maji zndmou sekundarni struktury, nebyly vSak pouzity k trénovani.

Soubor Pocet vzoru
teacher 3733
teacher2 1059
teacher3 531
teacher4 78
sourcefile 395

Tabulka 6.1: Soubory s trénovacimi vzory

6.1 Casova slozitost algoritmu

V tabulce 6.2 je ukazana na pfikladu nékolika rtzné velkych trénovacich mnozin Casova
narocnost uceni v absolutnich ¢islech. Testy byly provadény na pocitaci s dvou-jadrovym
procesorem o vykonu 2x1.6GHz, paméti 1.5GiB a systémem Linux. Je patrnd linearni za-
vislost jak na velikosti sité, tak na poctu trénovacich vzor.
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Pocet uzlta skryté vrstvy

Soubor 15 30 50 140
teacher | 302.6 | 588.6 | 973.6 | 2704.2
teacher2 | 86.2 | 167.6 | 275.4 | 766.4
teacherd | 44.2 | 84.8 | 138.4 | 383.6
teacher4 6.8 13.0| 21.0 56.6

Tabulka 6.2: Casova naro¢nost uceni 1 cyklu uéeni, v ms

6.2 Nastaveni konfigurace

Dulezitych faktorem pfi volbé konfigurace sité je nastaveni poc¢atec¢nich hodnot vah a biast.
Spatné volba miiZe virazné ovlivnit dobu uceni a dokonce i miru nauéeni sité. Tabulka 6.3
znazornuje tyto rozdily. Test probéhl pfi uceni sité na souboru teacher3 s koeficientem uceni
[ = 0.05, defaultnim m = 0.5 po ¢ = 100 cyklech.

Interval spravné predikovanych vzoru z trénovaci mnoziny (v %)

(-0.2,0.2) | 60.83 | 70.25 | 68.73 | 61.39 | 66.48 | 68.17 | 58.38 | 63.28 | 68.55 | 70.06
(-0.5, 0.5) | 69.49 | 67.23 | 61.96 | 68.93 | 69.12 | 69.12 | 65.16 | 70.06 | 68.74 | 71.94
(-0.8,0.8) | 64.03 | 64.78 | 61.02 | 63.47 | 63.84 | 62.15 | 62.15 | 67.42 | 64.41 | 51.22
(-1,1) 63.28 | 57.06 | 53.68 | 59.52 | 51.22 | 53.86 | 64.97 | 57.25 | 56.50 | 57.44

Interval Aritmeticky
prumeér

(-0.2,0.2) | 65.611
(-0.5, 0.5) | 68.173
(-0.
(-1,

8, 0.8) | 62.448
1) 57.478

Tabulka 6.3: Vliv volby ndhodnych hodnot pfi inicializaci sité

7 tabulek je patrné, Ze mensi rozsah volby ndhodnych hodnot vah a biast dava po
nékolika prvnich cyklech udeni v&tsi presnost. Nejlepsich hodnot sit dosahuje pfi volbé
intervalu (—0.5,0.5). Tento interval je nastaven jako defaultni v vSech sitich, na kterych
byly provadény experimenty.

6.3 Vliv poc¢tu neuronu skryté vrstvy

Nasledujici experiment zkouma vliv velikosti skryté vrstvy na ucici schopnosti neuronové
sité. Jak uz bylo feceno, prilis malé sit nedokaze dostatecné generalizovat trénovaci vzory,
naopak prilis velkou sif muZe byt obtiZné naucit Gspé&sné predikovat trénovaci vzory. V
tabulce 6.4 jsou vidét rozdily v tspésnosti predikce u jednotlivych testovacich soubort.
Je patrna jista vzristajici tendence miry nauceni sité pfi rostoucim poc¢tu neuronu skryté
vrstvy.

V tabulce 6.5 je patrné, ze 140 neuroni skryté vrstvy je pro tak malou trénovaci mnozinu
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Skrytych
neuront | teacher | teacher2 | teacher3 | teacher4
30 | 49.611 45.987 48.776 38.462
140 | 54.567 45.609 47.269 48.718
200 | 53.657 44.947 47.646 50.000

Tabulka 6.4: Soubor teacher, nauceni sité po 10 000 cyklech

Skrytych

neuront | teacher | teacher2 | teacher3 | teacher4
30 | 40.155 55.996 77.401 87.190
140 | 39.754 50.047 64.783 69.231

Tabulka 6.5: Soubor teacher2, nauceni sité po 10 000 cyklech

mnoho a sit se u¢i hif. V tomto pripadé je se jedné o teacher2 To samé lze vypozorovat
i pro teacherd v tabulkich 6.6 a 6.7. Predikce trénovacich vzort je ispé&snd, ale sit neni
schopné generalizovat vzory.

6.4 Trénovani a testovani

Pro predikci sekundarni struktury proteintt byla v minulosti Gispé€sné pouzita vicevrstva
dopfednd neuronova sit s jednou skrytou vrstvou. V literatufe [22] je popsana architektura
sité, kdy na vstup byl pfiveden Fetézec délky 13 aminokyselin, z ¢ehoz plyne, Ze vstupni sit
obsahovala 13 * 20 = 260 neuronti vstupni vrstvy. Ve skryté vrstvé pak bylo 40 neuront a
na vystupu neurony 3. Topologie sité tedy byla 260 — 40 — 3.

Mnou implementovand sit uvazuje fetézec 7 aminokyselin na vstupu. Pro zdkladni udeni
a testovani jsem zvolil skrytou vrstvu o 30 neuronech. Topologie této sité se da tedy zapsat
jako 140 — 30 — 3. Takto nastavené topologie sité obsahuje 140 *x 30 + 30 x 3 = 4290 vah
mezi neurony, které je nutno v kazdém cyklu pro kazdy trénovaci vzor zvlast nastavovat.
Kazdy jeden neuron pridany do skryté vrstvy zvysSuje pocet vah o 140 x 1 + 1 % 3 = 143.
Na konfiguraci 140 — 30 — 3 byla provadéna série trénovani pomoci raznych trénovacich
souborti.

V tabulce 6.8 jsou vypsany vysledky nékolika experimentt se siti ucenou na souboru
teacher. P¥i nartistajicim poctu trénovacich cyklii nartist4d mira nauceni sité. Sit mé pri
inicializaci tspésnost predikce asi 33, coz odpovidd ndhodnému vybéru. Pti u¢eni na souboru
teacher dojde uz béhem prvnich nékolika stovkach cykli témétr k ustaleni naucenosti sité
zhruba na 52 procentech.

Skrytych

neuront | teacher | teacher2 | teacher3 | teacher4
30 | 40.155 55.996 77.401 87.190
140 | 39.754 50.047 64.783 69.231
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Skrytych
neuront | teacher | teacher2 | teacher3 | teacher4
30 | 39.620 54.958 74.953 83.333

200 | 39.593 49.009 63.842 58.974

Tabulka 6.7: Soubor teacher3, nauceni sité po 1 000 cyklech

Pocet Predikovany soubor
cykli uceni | teacherl | teacher2 | teacher3 | teacher4 | sourcefile
50 46.933 43.437 47.081 53.846 32.658
100 46.451 39.094 41.243 47.436 33.924
500 51.005 46.648 48.399 50.000 33.418
1 000 52.933 46.742 47.458 48.718 32.658
10 000 49.611 45.987 48.776 38.462 33.924
100 000 52.585 46.081 49.906 47.436 34.430

S TR W N

Tabulka 6.8: Sit naucend vzory ze souboru teacher

V tabulce 6.9 jsou pak vysledky pii uceni sité na souboru teacher2. Uspé&snost predikce
vzori, které byly pouzity pro uceni dosahuje zhruba 63 az 64 procent. Pti vice nez 100000
mira nauceni sité stagnuje nenartista procentualni ispésnost predikce ani na jedné trénovaci
mnoziné.

Kazdy radek vysledku v tabulce vznikal pfi unikdtnim spusténi uceni, nejedna se o vy-
sledky jednoho procesu uceni. Na presnéjsi uréeni stfedni hodnoty miry nauceni pii urcitém
poctu cykla by bylo potfeba nékolik desitek jednotlivych procest uceni. To je pfi takovéto
¢asové naroc¢nosti uceni obtizné. V tabulce jsou zaznamenany stfedni hodnoty ze tii procest
uceni.

Piesto, ze soubor teacher obsahuje nejvétsi mnozinu pro trénovani, tspésnost predikce
na trénovaci mnoziné sourcefile nikdy nepfesdhne 35 procent. Mensi trénovaci mnozina
vzoru, teacher? dosahuje Gispésnosti az 41 procent pro testovaci mnozinu sourcefile. Jednim
z moznych vysvétleni tohoto jevu je to, mnozina trénovacich vzoru teacher muze obsaho-
vat vice stejnych fetézct primarni struktury, které maji odliSnou ocekévanou sekundarni
strukturu. Tim dochézi kde ”zmateni”’sité pii uceni.

Pocet Predikovany soubor
cykli uceni | teacherl | teacher2 | teacher3 | teacher4 | sourcefile
10 35.387 42.682 45.009 53.846 36.456
50 36.619 46.930 51.036 55.128 37.215
100 38.762 52.502 57.439 60,256 37.975
500 41.361 62.040 68.738 79.487 38.734
1 000 40.611 62.323 68.550 80.770 40.760
10 000 53.335 43.060 45.951 50.000 31.130
100 000 41.656 63.740 70.810 82.051 35.190

N O TR W N

Tabulka 6.9: Sit naudend vzory ze souboru teacher2

V tabulce 6.10 jsou vysledky pri uceni sité na souboru teacher3. Tato tabulka ukazuje
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to, co uz bylo feceno vyse. Mensi trénovaci mnozina se snaze nauci predikovat sama sebe.
Vzory z testovaci mnoziny sourcefile ovsem predikuje hur.

Pocet Predikovany soubor
cykli uceni | teacherl | teacher2 | teacher3 | teacher4 | sourcefile
10 36.298 41.454 48.023 51.282 34.430
50 39.137 50.142 67.043 74.360 37.975
100 38.227 49.292 64.595 73.077 35.949
500 39.968 54.769 76.083 89.744 36.709
1 000 39.620 54.958 74.953 83.333 35.696
10 000 40.155 55.996 77.401 87.190 35.696
100 000 39.459 55.524 76.648 89.744 40.253

N OO W N

Tabulka 6.10: Sit naucena vzory ze souboru teacher3

V tabulce 6.11 jsou vysledky pri uceni sité€ na souboru teacher4. Na této siti lze velice
snadno dosahnout preuceni sité. Pro takto malou trénovaci mnozinu lze sit naucit na 100
procent, uspésnost predikce jinych, neZ trénovacich dat pak bude velmi mala.

Uz pri 500 cyklech je tispésnost predikce trénovaci mnoziny 100 procent, jenze jak je
patrné na fadcich 3 a 4, s rostoucim poctem cykll neroste pfesnost predikce pro testo-
vaci mnozinu, naopak dokonce klesa, coz je pravé zptisobeno preucenim sité pro trénovaci
mnozinu.

Pocet Predikovany soubor
cykli uceni | teacherl | teacher2 | teacher3 | teacher4 | sourcefile
50 34.476 37.583 40.866 82.051 35.949
100 34.717 38.904 42.185 84.615 37.468
500 34.610 39.282 44.821 100.00 35.949
1 000 35.709 37.205 42.373 100.00 30.378

W N =

Tabulka 6.11: Sif naucena vzory ze souboru teacher/

Pri bliz§im prozkoumani soubort s vysledky je vidét, Ze mnohdy, hlavné u vétsi tré-
novaci mnoziny s vétSim pocétem neuronti skryté vrstvy, vychazi stejnd hodnota pro 2 a
vice vystupu ze sité, nejcastéji hodnota 1, coz mimo jiné muize vzniknout zaokrouhlenim
vysledku aktivaéni funkce. Tento fakt znac¢né snizuje celkovou presnost predikce sité, pro-
toZw program nevi, kterou ze stejnych hodnot ma interpretovat jako spravnou. Hodnoty
vyhodnocuje zleva od neuronu 0 po neuron 2 vystupni vrstvy, coz odpovida poradi H, S, T.
Mayji li tedy neurony 0 a 1 vystupni vrstvy stejné redlny stav na konci predikce, program
vybere neuron H jako spravny, coz ovSem nemusi byt pravda.

6.5 Moznosti dalsiho rozvoje

Existuji metody, kterymi lze snizit ¢asovou naro¢nost uéeni neuronové sité. Jednou z téchto
metod je napt. uziti Momenta, blize popsaného v kapitole 5 a pouzitého pii implementaci
aplikace. Mezi pokro¢ilej$i metody patii napft. tzv. skalovani (scaling)[23], jehoz pouziti by
mohlo zefektivnit uceni.
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U predikce sekundarni struktury proteinti, kde existuje obrovské mnozstvi vSech moz-
nych vstupi a nesrovnatelné malé mnozstvi znamych vstupi je velkym problémem moznost
preuceni nebo nedouceni sité(také popsano v kapitole 5). Nékdy je proto vyhodné pro tréno-
vani pouzivat dvé disjunktni podmnoziny, mnozinu trénovacich vzori i mnozinu testovacich
vzori. Na trénovacich vzorech sit trénovat a na testovacich vzorech pocitat chybu sité (mo-
mentalné je testovaci mnozina pouzivana pouze pro predikce, az po skonceni faze uceni).
Jako kritérium ukonceni uceni pak volime situaci, kdy soucet chyb sité dosdhne minima.

Dalsi technika, ktera ovliviiuje uceni je zpuisob upravy sité. Literatura[22] uvadi, tprava
vah pro kazdy tréninkovy vzor byva v pfipadé predikce sekundarni struktury proteinu
efektivnéjsi, nez tzv. davkové uceni(batch-learning), kde jsou vahy nastaveny az po celém
tréninkovém cyklu, tj. po jednom prichodu vsech tréninkovych vzort siti. Uzitim davkového
uceni by se teoreticky zrychlilo uceni, diky tomu, Ze by se vahy nenastavovali pro kazdy
vzor. Pocitat a pamatovat v néjaké proménné by se ale museli stejné.

Samotnd implementace programu neni zcela efektivni. Ulozeni kazdého neuronu do
zvlastni struktury a nasledny a pristup a modifikace mtze byt ¢asové naroc¢na. Urcité
existuji efektivnéjsi konstrukce. Po dosazeni kratsiho ¢asu potfebného k uceni by bylo
dobré nékteré vyse zminéné experimenty provést vickrat presnéji tak zjistit stfedni hod-
notu nameérenych hodnot, predevsim u experimentt s trénovanim souboru teacher a také
experimenty s vétSim mnozstvim neuront skryté vrstvy. V soucasném stavu, kdy trénovani
stfedné velké sité souborem vzoru teacher pri dostateénym poctu cykla trva radové dny, je
veskeré experimentovani ¢asové velmi narocné.
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Kapitola 7
Zaver

Tato prace se pokousi priblizit problematiku predikce sekundarni struktury proteini. Vy-
svétluje pojmy jako protein a jeho struktury. Ale predevsim se zabyva predikci sekundarni
struktury, konkrétné pomoci neuronovych siti. V prvni ¢asti prace jsou vyjmenovany a
porovnany ruzné principy z oblasti neuronovych siti. Od nejjednodussiho perceptronu in-
site.

Obsahla ¢ast prace se pak z teoretického hlediska vénuje algoritmu zpétného sifeni chyby
v dopfedné neuronové siti.

Cilem této prace bylo navrhnout neuronovou sit, kterd by byla schopné s uréitou prav-
dépodobnosti predikovat sekundarni strukturu proteinu, na zédkladé jeho struktury primarni
a otestovat jeji vlastnosti. Velka ¢ast této prace je proto zamérena pravé na analyzu a roz-
bor této problematiky. Neuronova sit navrzena pro predikci sekundarni struktury proteint
vyuzivéa uéiciho algoritmu zpétného Sifeni chyby (backpropagation algoritmus), ktery pou-
7ivé asi 80 procent vSech aplikaci, zabyvajicich se predikci. Existuji rizné variace algoritmu
backpropagation, které s mensim ¢i vétsim tspéchem ovliviiuji uc¢ici schopnosti neuronové
sité. Nékteré z nich jsou v této praci popsany a vyuzity. Jako soucast této prace vznikla
webova aplikace, kterd mé za tikol demonstrovat predikci sekundarni struktury proteinu.
Na c¢tyfech vybranych, predem naucenych sitich lze predikovat uzivatelem zadany zdrojovy
soubor a prohlédnout si vysledky. Neuronové sif implementovand v ramci této prace je
velmi jednoduché, neresi né€které aspekty uceni, které by mohli zasadné, ovlivnit schopnost
uceni sité, viz. 6.5. Proto jeji schopnost uceni se nedosahuje takovych vysledkt. Ale jak
bylo nastinéno, prostor k rozvoji zde je, stejné jako v celém oboru neuronovych siti a umélé
inteligence.
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Priloha A

Obsah CD

e zdrojové soubory programu pro predikci v C++

e datové soubory potfebné pro praci s programem

e Pythonovsky skript pro tvorbu trénovacich soubort
e webové aplikace pro demostraci programu

e technickd zprava ve formatu PDF

e zdrojové soubory k technické zpravé
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Priloha B

Manual

B.1 Programu pro predikci sekundarni struktury proteina

Program pro predikci sekundérni struktury proteint (déle jen program) je napsén v jazyce
C++ v prostfedi Linux. Jednéa se o konzolovou aplikaci, tedy aplikaci spousténou z prikazova
radky. Pro prelozeni zdrojovych kédu slouzi soubor Makefile umistény v korenovém adresari
programu. Pro preklad je nutné mit nainstalovan prekladac jazyka C++, g++ a program
make. Makefile obsahuje rovnéz skript pro vytvoreni datovych soubori vyzadovanych k
uceni a predikci. K tomu je potfeba mit nainstalovany program Python.

Pouziti make v kofenovém adreséaii programu:

make - prelozi spustitelny program, jeho nazev je prog
make clean - vymaze soubory vzniklé pii prekladu

make transform - provede pythonovsky skript, ktery prohleda slozku src a upravi
textové soubory stazené z databéze Uniprot([3]) do podoby fetézcii, které piijme
program, tyto fetézce ulozi do souboru sourcefile. Totéz provede se slozkou teach a
data ulozi do souboru teacher.

make transclean - smaze soubory sourcefile a teacher

make stats - vypiSe statistiky predikce pro soubor results

Program prog lze spustit s nékolika parametry:

-h: tiskne napovédu

-t: soubor s daty k uceni sité, default: teacher

-s: zdrojovy soubor pro predikci, default: sourcefile

-d: vystupni soubor s predikovanymi daty, default: results
-1: koeficient uceni, default 0.05

-c: maximalni pocet cyklu predikce, default 100

-n: pocet neuronu skryte vrstvy, POZOR pii pouzivani zaroven se —save, pri —load
nutno opét zadat -n, default 30
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e -e: pozadovand efektivita sité pfi predikci v intervalu (0,1], default: 0.8

e -m: momentum pro trénovani v intervalu (0,1), default: 0.5

—save: uloZeni konfigurace sité do souboru, default: network

e —load: nacteni konfigurace sité ze souboru, default: network

B.2 Webova aplikace

Pro spusténi webové aplikace na localhostu je nutny bézici webserver s nastavenou cestou
do adresére s aplikaci.

V aplikaci je na vybér nékolik naucenych siti, na kterych lze predikovat. Pro predikci
Ize bud pouzit textovy souboru ve stejném formatu, jaky prijimé program pro predikci,
pripadné lze zadat jeden fetézec rucné.

Vystupem je pak textovy soubor pristupny pres odkaz na webu.
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