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Anotace

Bakalarska prace se zabyva algoritmy relativné novych disciplin Process Mining,
premostujici mezeru mezi Process Science a Data Science a Data Mining. Hlavnim cilem
prace je popsat a ukazat rozdil algoritmi, pouZivanych v procesni a datové analyze.
Za timto cilem se skryva teoretické pribliZeni tématu spocivajici v analyze obecnych
principli, vymezeni postaveni Process Miningu vii¢i Data Miningu. Dal$im tkolem je
jasné urcit oblasti praktického pouziti téchto modernich metod analyzy dat. Prace se
sklada ze Ctyt hlavnich fazi, kterymi je systém prace s daty jako Data Science a Business
Intelligence, popis Data Mining a Process Mining a jejich algoritml. Hlavnim vystupem
této prace je pochopeni rozdilu mezi Data a Process miningem a jejich algoritmi.

Klic¢ova slova: Data Mining, Process Mining, Data Science, Algoritmy DM, Algoritmy
PM

Annotation

The bachelor thesis deals with algorithms of the relatively new disciplines of Process
Mining, bridging the gap between Process Science and Data Science and Data Mining.
The main objective of the thesis is to describe and show the difference of algorithms
used in process and data analysis. Behind this goal is a theoretical approach to the topic
consisting in the analysis of general principles, defining the position of Process Mining
in relation to Data Mining. Another objective is to clearly identify the areas of practical
application of these modern methods of data analysis. The thesis consists of four main
phases, which are the system of working with data as Data Science and Business
Intelligence, the description of data through Data Mining and Process Mining and their
algorithms. The main output of this thesis is to understand the difference between Data

and Process mining and to analyze their algorithm.

Keywords: Data Mining, Process Mining, Data Science, DM Algorithms, PM Algorithms
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Uvod

Vyhledavanim informaci v ramci patrani po zakonitostech v nich skrytych se lidé
zabyvaji po mnoho staleti. Ale teprve s prichodem pocitacli, databazi, lokalnich
a globalnich siti ziskal pojem "velka data" (big data) sou¢asny vyznam. Jejich zkoumani
a skenovani které drive zajimalo jen vyzvédace a kabalisty-mystiky, pozdéji sociology
kultury a teoretiky médii s jejich vasni k obsahové analyze, se vyvinulo v dlleZity
primysl. V moderni dobé je kazdému jasné, Ze tak jako ropa nebo zlato, patii i data

k jednim z nejcennéjSim zdrojim.

Mezinarodni datova spolecnost (IDC) predpovédéla, Ze v roce 2020 vzroste digitalni
vesmir na 40 000 exabajtl (nebo 40 bilionii gigabajth).[1] V roce 2020 bylo vytvoieno
nebo replikovano 64.2 ZB dat. ,V pribéhu pandemie Covid-19 vzrostl systémovy tlak
na mnoho primyslovych odvétvi a jeji dopad se projevi za nékolik let“[1] Fekl Dave
Reinsel, senior viceprezident spole¢nosti IDC Global DataSphere. ,MnoZstvi digitalnich
dat vytvorenych v priStich péti letech bude vétsi nez dvojnasobek mnoZstvi dat

vytvorenych od prichodu digitalniho uloZzisté“.[2]

V konec¢ném disledku pred byznysem a lidstvem nestoji otdzka akumulace, ale

zpracovani a hledani cennych informaci v tomto neuvéritelném objemu dat.

Cilem této predloZené prace je pribliZeni obecnych principli, vymezeni postaveni
Process Miningu vii¢i Data Miningu. Vramci vymezeni je taky popsani a analyza
algoritmi, které se pouZzivaji pfi zpracovani dat a proces mining. Navzdory skute¢nosti,
Ze v procesu zpracovani dat metodami Data a Proces Mining existuji kroky k jejich
zpracovani, tato prace klade dliraz na pochopeni algoritmii. Proto piredpokladame,

Ze data jsou jiz maximalné vyciSténa a pripravena k analyze.



1 Systém prace s daty

V této kapitole bude nejprve vysvétlen skute¢ny pohled na systém prace s daty, tj. jak
jsou navzajem spojeny terminy, s nimiZ se v poslednich letech mliZeme pomérné casto
setkat v oboru spravovani dat. Dale vysvétleny pojmy, které se nejcastéji pouzivaji
jako: Data Science, KDD, Data Mining, Process Mining a Business analyza a jaky je mezi

nimi rozdil.

1.1 Urovné informaci
V souvislosti s FeSenim obchodnich probléml diskutujeme o Data science (véda
o datech) a Business Intelligence (BI). Jak Data science, tak Business Intelligence

zahrnuji sbér dat, modelovani a shromazd'ovani informaci.

Ale nejprve si musime ujasnit nékteré dilezité pojmy. Russel Ackoff zvyraznil nékolik

urovni informaci:

Data - jsou symboly, které predstavuji vlastnosti objekt{i, udalosti a jejich prostiedi.
Jsou to produkty pozorovani. Technologie snimani, pristrojového vybaveni je
samoziejmé velmi rozvinuta. Data nepredstavuji hodnotu, dokud nebudou zpracovana

v pouzitelné (tj. aktualni) podobé. [3 s. 3-6]

Informace - jsou ziskavany z dat analyzou v mnoha aspektech, které pocitacCe
poskytuji. MySlenkou je, Ze se lidé ptaji na otazky jako kdo, co, kde, kdy a kolik, a data
nabidnou patricny vysledek. Informacni systémy generuji, ukladaji, extrahuji
a zpracovavaji data. V mnoha pripadech jejich zpracovani ma statisticky nebo

aritmeticky charakter. Jsou informace vyvozeny z dat. [3 s. 3-6]

Rozdil mezi daty a informacemi je funk¢ni, nikoliv strukturalni, ale udaje se obvykle

snizuji, kdyZ jsou prevedeny na informace.

Znalosti - jsou know-how, napfiklad jak systém funguje. To je to, co umoZnuje
konverzi informaci do pokynli a spravu systému. Do vSech fidicich systémi jsou
zabudovany systémy znalostni. Znalosti lze ziskat dvéma zplisoby: bud’ prenosem
z jiného zdroje, podle navodu, nebo Cerpanim ze zkuSenosti. Znalosti jsou prenaseny

pomoci pokynti, odpovédi na praktickou otazku "proc". Ziskavani znalosti je uceni.

[3s.3-6]



Moudrost - je schopnost naucené koncepty a znalosti z predchozich situaci aplikovat

na problémy noveé.



2 Business intelligence

Termin Business Intelligence (BI) poprvé definoval Howard Dresner takto:

»Business Intelligence je mnoZina konceptii a metodik, kterd zlepsi rozhodovaci proces
za pouZziti metrik, nebo systémii zaloZenych na metrikdch. Uéelem procesu je konvertovat
velké objemy dat na poznatky, které jsou potrebné pro koncové uZivatele. Tyto poznatky
potom miiZeme efektivné pouZit napriklad v procesu rozhodovdni a mohou tvorit velmi

vyznamnou konkurencni vyhodu“.[4]

Business Intelligence je analyza dat spolecnosti se statistickymi koncepty pro ziskani
FeSeni a napadii. V Business Intelligence se pouZivaji pouze strukturovana digitalni
data, umoZznujici velmi omezeny obraz okolniho svéta. Ta esi specifické problémy, jako

jsou naklady, zisk a podobneé a jejich vyslednym produktem je informace.

“Uspéch ndstrojii BI vsak zdvisi na kvalité dat, kterd pouzivd. Kvalitni data, jejich
transformace na informace a ziskdvdni znalosti z nich jsou proto nezbytné pro tspésnou
implementaci BI. V disledku toho je duleZité prozkoumat techniky, které Ize
implementovat pro vybér a analyzu organizacnich dat. Objev znalosti v databdzich (KDD)

je jeden proces, ktery lze prozkoumat, aby byla zajisténa nejvyssi kvalita dat pro aplikace

BL“[5]



3 Data Science

Data Science je pomérné nova disciplina. Podobu samostatné discipliny dostala nékdy
v roce 2010, proto je terminologie ¢asto matouci. Rychlé vyhledavani na internetu

o data science vede k nékolika termintim a definicim:

Data science zaloZena na nékolika disciplinach vcetné informatiky, matematiky,
statistiky, ukladani a zpracovani dat a jejich prediktivni analyzy.[6] Kombinuje data
s budovanim algoritmli a technologii, aby odpovédéla na celou Fadu specifickych
otadzek, jako jsou naptiklad dopad geografie ¢i sezdénnich faktorti a preferenci
zakaznikdl na byznys. Ukolem toho, kdo se zabyva data science, je extrakce znalosti
s vyuzitim technik, spojenych pod spoletnym nazvem Data mining: spojeni statistiky,
strojového uceni a umélé inteligence a dalSich metod analyzy dat za ucelem pochopeni
toho, co data obsahuji. V data science mohou byt pouZzity vSechny udaje, které jsou
dostatecné pro obraz okolniho svéta, s veSkerou pozadovanou uplnosti. Pro data

science je vyslednym produktem znalost.

%
&
P Business Intelligence
&
<

Obrazek 1: Pyramida BI, prevzato z [7]

Zavérem je treba dodat, Ze Bl a data science lze predstavit jako dva pdly na spoletné
ose datovych technologii. Na jednom pdlu se z dat ziskavaji informace, na druhém
znalosti. Stejné jako v mnoha pripadech v Zivoté - hranice mezi nimi je nejasna.[8]

Navic tyto dva koncepty kombinuji proces dobyvani znalosti z databazi.



4 Knowledge Discovery in Databases

Inteligentni analyza dat, znama také jako Dobyvani znalosti v databazich (KDD,
Knowledge Discovery in Databases). Tento termin byl uveden na prvnim seminari KDD

v roce 1989 [9] a byl popularizovan v oblasti umélé inteligence a strojového uceni.[10]

KDD je proces detekce vzorkii ve velké sadé dat a datovych uloZist. Tento pojem je

definovan jako:

»Proces netrividiniho objevovdni implicitnich, dopredu nezndmych a potencidlné

pouZitelnych znalosti v datech*.[10]

Podle této definice se néktefi jedinci mohou mylné domnivat, Ze KDD je synonymum

pro ,data mining*“, ovSem neni tomu tak.

Data mining je pouze jednim krokem z celkového procesu dobyvani znalosti
z databazi, a to jako proces vyhledavani poZadovanych dat a jejich poskytovani

uzivateli/procesu k dal§imu vyuziti.

4.1 KDD process
Existuje rada variant KDD procesu, jako jsou ty, jenZ byly publikovany
u Adriaans & Zantinge v roce 1996, Brachman & Anand v roce 1996, a Han A Kamber

v roce 2006 kromé jinych. Nicménég, vSechny varianty procesu KDD jsou si blizké, jak

to popsal Fayyad v roce 1996[10] a podporovany Roiger [6]:
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Obrazek 2: Steps in the KDD process, prevzato z [11]




Urceni cile. V této fazi se zaméiime na pochopeni oblasti, kterd se zabyva zjisténim
znalosti a relevantnich predbéZznych znalosti. Stanoveni cile procesu KDD z pohledu
zakaznika, ktery musi byt dosaZen. Je mozné formulovat hypotézu, jeZ naznacuje

pravdépodobny nebo poZadovany vysledek.

Vytvoreni cilové datové sady. Vybér datové sady nebo zaméreni se na podmnoZinu

proménnych nebo datovych vzorkd, pro které musi byt detekce provedena.

Cisténi a Integrace dat. Tato faze se po&ita za predzpracovani ziskanych tidajt, které
jsou uloZeny v datovém ulozisti. V této fazi mohou data obsahovat vynechani

nadbytecnych dat, abnormalni hodnoty atd.

Transformace dat. V této fazi jsou data zkracena, prevedena a kombinovana do forem
vhodnych pro dolovani, vytéZovani dat provadénim operaci generalizace nebo
agregace, aniZ by byla ohrozena jejich integrita. Informace jsou organizovany a tridény
pomoci metod sniZovani velikosti nebo konverze, ¢asto kombinovany do jednoho typu,
aby se sniZil efektivni pocet uvazovanych proménnych. Data jsou plné pouzitelna.
Nékdy se konverze a konsolidace dat provadi pred procesem vybéru dat, zejména

v pripadé datového skladu.

Data Mining. Vice o této fazi bude napsano v nasledujici kapitole. Stru¢né pojem Data

Mining v sobé zahrnuje:

e Vybér konkrétni metody dolovani dat, odpovidajici cili procesu KDD,
vybranému v prvnim bodu.

e Vybér algoritmu pro dolovani dat, vybér metody, ktera ma byt pouzita pro
vyhledavani pattern.

e Vlastni Data Mining, hledani zajimavych modelli v urcité srozumitelné podobé
nebo sadé takovych reprezentaci: jako klasifika¢ni pravidla nebo stromy,

regrese, shlukovani a tak dale.
Spravné provedeni predchozich krokli miiZe vyrazné usnadnit metodu dolovani dat.

Komponenta data mining pro proces KDD se zabyva algoritmickymi prostredky,

kterymi jsou vzory extrahovany a vycisleny z dat.

Interpretace / Hodnoceni. Casto tento krok miZe zahrnovat vizualizaci

extrahovanych dat s ohledem na modely. Probiha hodnoceni vzorkd, které predstavuji

7



znalosti zaloZené na ukazatelich zajmu. Interpretaci ptijatych vzorl je moZné se vratit

k nékterému z predchozich krokii pro dalsi iteraci.

Consolidating discovered knowledge. Konsolidace zjisténych znalosti: Pokud jsou
zjiSténé znalosti jsou povaZovany za uziteCné, jsou zahrnuty do jiného systému
pro dalsi reSeni problémi nebo akce, nebo jen dokumentace a jejich prezentace
zajemclm.

Tento proces pouze o Sesti krokii pouZiva spole¢nost Statistica, pod nazvem CRISP-DM

- Cross Industry Standard Process for Data Mining.

Jak je vidét na obrazku 3, proces neni ,jednosmérny“. Tato situace miiZe napiiklad
nastat, kdyz vysledky modelovani nejsou dostatecné vérohodné, nebo pokud je treba

data jinak transformovat.

Business Data
Understanding Understanding

Data Preparation

Modeling

Data

Obrazek 3: Diagram CRISP-DM procesu, prevzato z [12]



5 Data Mining

Jednim z prvnich, kdo zac¢al mluvit o Data Mining jako potencialnim zlatém dolu, byl

Rakesh Agrawal:

JJednou z takovych aplikacnich domén, kterd pravdépodobné v blizké budoucnosti ziskd
znacné vyznamy, je dolovdni databdzi. Rostouci pocet organizaci je vytvdreni ultra
velkych datovych zdkladen (mérenych v gigabajtech a dokonce terabajtech) obchodnich
dat, jako jsou spotrebitelskd data, historie transakci, zdznamy o prodeji atd. Takovd data

tvori potencidlni zlaty dul cennych obchodnich informaci.“[13]

VySe v této praci, jako v ¢eském prostredi se v nékterych pripadech uziva ¢eského
vyrazu dolovani dat, ale v této praci budeme vyuZzivat pojmu Data Mining, jelikoZ se

jedna o ustaleny pojem.

5.1 Definice Data Mining

Jiawei Han ve své knize popisuje Data Mining, jako skute¢né interdisciplinarni
pirredmét, ktery mliZze byt definovan mnoha rtiznymi zpiisoby. Srovnava jej s dobyvanim
zlata z pisku nebo hornin. Stejné tak by Data Mining mohl byt vhodnéji nazyvan
"inteligentni analyza znalosti zaloZenych na datech".[14] Ale to je priliS dlouhy nazev,
a proto se nejcastéji miiZzeme setkat s definici “proces hledani zajimavé struktury
v datech”.[6] Struktura miiZe mit mnoho forem: sady pravidel, grafti nebo sité, stromu,
jedné nebo vice rovnic a mnoho dalSich. Data Mining pouZiva jeden nebo vice algoritmii

s cilem identifikovat zajimavé trendy a vzory v datech.

Je tfeba poznamenat, Ze tato definice znamena, Ze uZite¢né informace jsou jizZ obsazeny
v datech. Nicméné, sloZitost dat a jejich vicestupriova povaha dat znamenaji, Ze uzite¢né

informace nemiiZeme najit bez vykonnych matematickych nastroj.

Jednou z dileZitych skute¢nosti definice dolovani dat je, Ze nezahrnuje Zadny postup
uCeni. Proto jsou metody nebo algoritmy pouZivané pro dolovani dat

nekontrolovatelné.[15]

Jak bylo napsano vySe, Data Mining hleda znalosti v jiz dfive zpracovanych,

strukturovanych datech. Na kvalité a zdroji téchto informaci zavisi vysledek.



Kli¢ové vlastnosti dolovani dat:

e Automaticka predpovéd vzorki na zdkladé analyzy trendi a chovani,

e Progndza zaloZena na pravdépodobnych vysledcich,

e Vytvareni informaci zamérenych na rozhodovani,

e Zamérenina velké datové sady a databaze pro analyzu,

e C(lustering zaloZeny na vyhledavani a vizualnim dokumentovani skupin faktd,

ktera nebyla diive znama.

5.2 Klasifikace Uloh Data Mining

Ukoly fesené tézbou dat:

o Klasifikace - pouziva klasifikovand data a na jejich zakladé se snaZzi
predpovédét, do jaké tiidy by méla byt nova data pripsana.

e C(Clustering - zakladni koncept clusteringu je velmi jednoduchy: podobné
pripady jsou seskupeny spoletné a pripady, které se lisi, jsou oddéleny. Dobra
segmentace vytvari klastry, které jsou co nejkompaktnéjsi (distance mezi
klastry v ramci skupiny jsou minimalizovany) a maximalizuje vzdalenosti mezi
riznymi skupinami (existuje dobré oddéleni mezi skupinami odliSnych
piipadi).[16]

e ZKraceni popisu - pro vizualizaci dat, zjednoduSeni Gc¢tu a interpretaci,
kompresi objeml shromaZdénych a uloZenych informaci.

e Asociace - hledani opakujicich se vzorkii. Napiiklad hledani "udrZzitelnych
vazeb v nakupnim kosi".

e Predikce - zjiSténi budoucich stavli objektu na zakladé ptredchozich stavii
(historickych dat).

e Analyza odchylek - naptiklad detekce atypické sitové aktivity umoZiiuje
detekovat malware.

e Vizualizace dat.

10



5.3 Zakladni pojmy

Pro lepsi pochopeni strategie Data Mining a pouZivanych algoritmi je nejprve tieba

nastavit nékteré zakladni pojmy pouZzivané pfi jejich popisu.

5.3.1 Klasifikace proménnych

Zde vysvétlim dileZzity rozdil mezi typy dat, které mohou byt kvantitativni

a kvalitativni, nominalni a poradové, diskrétni a spojité.

Kvantitativni (numericka) data

Proménné jsou spojeny s vnitiné ¢iselnymi veli¢inami, jako jsou vék a prijem. Je
moZné navazat spojeni a numerické vztahy mezi jejich irovnémi. Lze je rozdélit
na diskrétni kvantitativni proménné a spojité kvantitativni proménné. [17]
Diskrétni proménné

Diskrétni data jsou data, jejichZ pocet je konetny nebo nekonecny, ale lze je
vypocitat pomoci prirozenych ¢isel od jednoho do nekonec¢na. Diskrétni jsou
vSechna data typu retézce nebo logiky. Diskrétni mohou byt Ciselnad data,
napfiklad, "Kéd produktu” nebo pocet telefonnich hovori ptijatych za den. Data
prijimajici hodnotu typu integer, jsou diskrétni, protoZe aritmetické operace
nad timto ukazatelem nema smysl.

Kontinualni (spojité) proménné

Jsou data, ktera mohou v ur€itém intervalu pfijimat libovolné hodnoty. Nad
takovymi hodnotami lze provadét aritmetické operace a maji smysl. Priklady

dat jsou: vysSka, hmotnost, mnozstvi zboZi, ro¢ni prijmy spole¢nosti atd.

Typy dat Kontinualni Diskrétni
Redlni (0,9) o o
Cely (87) . .
Retézce (abc) .
Logicky (1/0) .
Data/¢as o o

Tabulka 1. Typy dat vs Proménné, prevzato z [18 s. 176-177]
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e Kvalitativni proménné
Kvalitni data patii k datiim, ktera "nejsou ¢isla". Nabyva hodnot , druh auta“,
napriklad: osobni auto, naklad’ak atd. Jinymi slovy, neni to, co poc¢itame nebo
méfime s pevnou stupnici nebo sloZitymi statistikami a matematikou. Dale
kvalitativni proménné lze rozdélit na nominalni a ordinalni.

e Nominalni proménné
Jsou z riiznych kategorii, neni moZné jejich hodnoty seradit. Jedind moZnost
porovnani je urcit, zda se hodnoty rovnaji, nebo ne.[17]

¢ Ordinalni proménné
Jsou zjedné kategorie a data lze usporadat od nejmen$iho po nejvétsi.
Napriklad velikosti tricek: velikost S, M, L, XL atd.

e Kategorické proménné
Obecné plati, Ze jakykoliv atribut dat, ktery je kategoricky, predstavuje diskrétni
hodnoty, které patii do urcité konecné sady kategorii nebo tfid. Proménné dat
mohou byt klasifikovany nebo seskupeny. Napriklad kurz, pohlavi, adresa URL
stranky.

Obecné plati, Ze jakykoliv standardni pracovni postup zahrnuje urcitou formu premény
kategorickych hodnot na Ciselné znacky a poté pouziti néjakého schématu kédovani

na tyto hodnoty.

5.3.2 Metody uceni

Supervised learning neboli uceni s ucitelem. Nejznaméjsi a nejpouzivanéjsi technika
ucCeni v Data Miningu. Je to smér strojového uceni, ktery spojuje algoritmy a metody
modelovani na zdkladé mnoha ptikladi, které obsahuji dvojice ,znamy vstup — znamy
vystup“. Jinymi slovy, aby algoritmus patril k u¢eni s u¢itelem, musi pracovat s priklady,
které obsahuji nejen vstupni proménné (atributy, znaky), ale také cilové hodnoty, které
by mél obsahovat model po vyucovani. Rozdil mezi cilovym a skuteCnym vystupem
modelu se nazyva chyba uceni, kterd se minimalizuje v procesu uceni a piisobi jako
»ucitel“. Hodnota vystupni chyby se pak pouZiva k vypoctu korekce parametrti modelu

na kazdé iteraci uceni.
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Mezi algoritmy uceni s ucitelem pro feseni tkoll klasifikace patii:

rozhodovaci stromy,

e stroje nosnych vektort,

bayesovsky klasifikator,

linearni diskriminacni analyza,

metoda k-nejbliZsi sousedé.

Unsupervised learning neboli uceni bez ucitele. Je technologie strojového uceni,
ve které se pro korekci parametrti modelu nepouZiva cilova hodnota. Jinymi slovy,
v ucebnich prikladech pri vyuce bez ucitele neni nutné mit predem dané vystupy

modelu.

Hlavnim uplatnénim vyuky bez ucitele je vytvareni clustering modelli. Vzhledem
k tomu, Ze clusterova struktura dat je pfedem neznama a je urcena v procesu uceni

modelu, neni moZné pouzit Zadné cilové hodnoty.

5.3.3 Metody dolovani dat

Metody dolovani dat se mohou rozdélit do tii zakladnich skupin:

e Predikce - tyto metody vyuZivaji drive ziskanych znalosti. Technika téchto
metod spociva v porovnavani dat, které mame k dispozici, se vzorovymi daty.
Na zakladé podobnosti se pak stanovuje predpoklad dalSiho vyvoje.

e Deskripce - cilem téchto metod je analyzovat data a zkoumat nové vzajemné
vztahy, které dosud nebyly objeveny a jsou potencionalné uZitecné.

e Indikace - tyto metody odhaluji odchylky od normalniho stavu, aby se vcas

zabranilo napf. porus$e zatizeni.
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5.4 Algoritmy Data Mining

Algoritmus v Data Miningu (nebo strojovém uceni) je sada heuristiky a vypocti, ktera
vytvafi model z dat. Chceme-li vytvorit model, algoritmus nejprve analyzuje
poskytnutd data a hleda konkrétni typy vzorli nebo trendl. Algoritmus vyuZiva
vysledky této analyzy v mnoha iteracich k nalezeni optimalnich parametri
pro vytvoreni dlilnfho modelu. Tyto parametry jsou pak pouzity v celé datové sadé

pro extrakci Zalovatelnych vzoriti a podrobnych statistik.[19]

Jeden z klicovych problémi, kterému vyzkumny pracovnik Celi pti vyvoji statistického
modelu studovaného jevu, nastdva pri vybéru extrakce vzorcli optimalnich
pro konkrétni pripad algoritmu. BEhem nékolika poslednich desetileti bylo vyvinuto
obrovské mnoZstvi metod pro FeSeni tkolll klasifikace a regrese, coZ jisté znacné

ztéZuje tuto volbu.

Ukolem Klasifikace a regrese je uréit hodnotu zavislé proménné objektu podle jeho
nezavislych proménnych. Pokud zavisla proménna prijima ¢iselné hodnoty, pak mluvi

o ukolu regrese, jinak - o ukolu klasifikace.

5.4.1 Cross-validation

Pro posouzeni presnosti klasifikace se provadi kiiZova kontrola. Cross-validation je
postup pro hodnoceni presnosti klasifikace dat z testovaci sady. Presnost kvalifikace
testovaciho souboru je srovnavana s presnosti vycvikového souboru. Pokud klasifikace
testovaciho souboru poskytuje priblizné stejné vysledky presnosti jako klasifikace
vycvikového souboru, predpoklada se, Ze tato moZnost prosla kriZzovou kontrolou.
Rozdéleni na ucebni a testovaci mnoziny se provadi délenim vzorku v ur¢itém poméru,
napriklad u¢ebni mnozina - dvé tretiny dat a zkuSebni - jedna tfetina dat. Tato metoda
by méla byt pouZzita pro vzorky s mnoha priklady.

vvvvvv

modelu; pro data majningovy systém je to stejné diileZité jako motor pro sportovni auto.

Hlavni usili vsak obvykle trvd na pripravé dat“.[20]
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5.5 Rozhodovaci stromy

Jeden z nejpopularnéjsich reSeni pro ziskani znalosti. Rozhodovaci strom predstavuje

soubor klasifika¢nich pravidel ve stromové podobé.

Ve stromu feSeni je nékolik proménnych prediktorii a na zakladé téchto proménnych
prediktorli se snazime piedpovédét, co je takzvana proménnd odezvy. ReSeni pomoci

rozhodovacich stromi je forma uceni s ucitelem, protoZe data jsou oznacena.

Hlavnim ukolem pfi implementaci stromu feSeni je urcit, jaké atributy bychom méli
povaZovatza kofenovy uzel a kazdou urovei. Zpracovani by mélo byt znamé jako vybér

atributd.

Ve stromu reSeni algoritmus rozdéli datovou sadu na podmnoZiny na zakladé
nejdiileZitéjstho nebo vyznamného atributu. NejvyznamnéjSi atribut je oznacen
v kofenovém uzly, a to je misto, kde rozdéleni zaujima misto celé datové sady pritomné
v kofenovém uzlu. Takové rozdéleni je znamé jako rozhodovaci uzly. V pripadé, Ze dalsi

rozdéleni neni moZné, tento uzel se nazyva koncovy uzel.[21]

koten
Rozhodovaci uzel Rozhodovaci uzel
list list Rozh. uzel list
list list

Obrazek 4: Typicky tvar stromu, samostatné zpracované.
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Rozhodovaci strom je linedrni Klasifikator, tj. vytvari rozdéleni objekt

ve vicerozmérném prostoru rovinami (ve dvourozmérném pripadé ¢arami).

Koten Class 1 Class 2
o 0o = |
L
Rozhodovaci uzel
o @ o o
Atribut 2 o (n]
No Yes (o]
Atribut2<17,7  © Class1 el © o
ﬁ =vd
No Yes o O = A A
%0 o -
i A A
Class 2 Class 2+ A Class 3 0
0 5,35
Atribut 1

Obrazek 5: Rozdéleni objektii ¢drami ve dvourozmérném prostoru, vlastné zpracované

na zakladé [21]

Nejpopularnéjsi algoritmy pro rozhodovaci stromy jsou ID3, CART a C4.5. MySlenkou
vSech algoritmii uceni je rozdélit atributovy prostor, dokud neni dosaZeno urcitého
kritéria dokonceni v kazdém listu. Obvykle je kritériem, Ze vSechny body na listu patii
jedné tridé.

Rozhodovaci stromy maji velké vyhody: jsou jednoduché a snadné pochopitelné.
Mohou pracovat se smiSenymi proménnymi (jak ¢iselnymi, tak i kategorialnimi).
Postup je rekurzivni, s jehoZ pomoci se soubor z n statistickych jednotek postupné
rozdéli na skupiny v souladu s pravidlem déleni, které je zaméfeno na maximalizaci
homogenity v kazdé ze ziskanych skupin. Déleni se provadi postupné vzdy podle
jednoho atributu. Pfed kazZdym délenim musi byt zhodnoceno, ktery atribut ma

nejvétsi schopnost odlisit objekty jednotlivych trid.[6]

Vybér atributli provedenych pii stavbé rozhodovaciho stromu urcuje velikost
postaveného stromu. Hlavnim cilem je minimalizovat pocet trovni stromu a uzli

stromu, ¢imZ maximalizujete zobecnéni dat.

Vybér algoritmu je také zaloZen na typu cilovych proménnych.
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5.5.1 ID3
[terative Dichotomiser 3. V analyze dat a strojovém wuceni je ID3 jednim

z nejoblibenéjsich algoritmi uceni rozhodovacich stromi.

Byl vyvinut v roce 1986 Rossem Quinlanem. Algoritmus vytvari vicestupniovy strom
tim, Ze najde pomoci rekurzivniho rozdéleni pro kotrenovy a kazdy dalSi uzel
(. chamtivym zpiisobem) kategoricky znak, ktery poskytne nejvétsi informacni zisk
pro kategorické ucely. Stromy rostou na svou maximalni velikost, a pak se obvykle

aplikuje faze prorezavani, aby se zlepSila schopnost stromu zobecnit neviditelna data.

Chamtivy zpiisob - to znameng, Ze pokud byla jednou vybrana proménna a doslo
k rozdéleni na podmnoZiny, algoritmus se nemiiZe vratit zpéta zvolit jinou proménnou,
ktera by dala lepsi rozdéleni. Proto ve fazi vystavby nelze rict, zda zvolena proménna

nakonec poskytne optimalni ¢lenéni.

Rozdéleni v kazdém uzlu stromu se provadi podle urcitého atributu z ucebni sady.
Vzhledem k tomu, Ze atributii je nékolik, pii kazdém rozdéleni je nutné vyrtesit ukol
vybéru nejlepSiho atributu. Za nejlepsi atribut bude povazovan ten, ktery bude
poskytovat maximalni moZné zvySeni homogenity tfid v podfrizeném uzlu relativné

nadrizené, nebo jedno a totéZ, maximalni sniZeni entropie.

5.5.1.1 Entropie

Jedna se o miru neporadku a entropie datové sady je méritkem neporadku v cilovém
objektu datové sady. V pripadé binarni klasifikace (tam, kde rozhodovaci uzel ma
pouze dva typy trid) je entropie rovna 0, pokud jsou vSechny hodnoty homogenni
(podobné), a naopak se bude rovnat 1, pokud cilovy sloupec ma stejné ¢iselné hodnoty
pro obé tidy. Cim vy3$i je homogenita podmnoZiny, tj. &im vice p¥iklad@ jedné t¥idy
améné "piimési" prikladd jinych tfid, tim menSi entropie a tim lepsi vysledky

klasifikace.

Entropie se vypocita jako:

m
H = —ZPL lOgPL'
i=1

Pi — pravdépodobnost i - stavu systému (hodnoty pfijaté proménné),

m — pocet stavil systému (hodnoty prijatych proménnou).
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Entropie se méri v bitech, natech (natural units) nebo ditech (desetinna ¢isla). [14]

Tedy, pri reseni ukolli kategorizace, béhem niZ dojde k diislednému rozdéleni
zdrojového datového souboru na podmnoZziny podle urcitému rysu, bude nejlepsi
takové rozdéleni, které zajisti minimalni entropie vysledné podmnoziny. Pro diskrétni

a kontinualni atributy je proces odliSny.

5.5.1.2 Diskrétni atribut
Vypocita se sniZeni entropie v uzlu T v dlisledku rozdéleni podle atributu A, pomoci

formule infoGain:

Gain(A) = Info(T) - Info(T,A)
Info(T) — informace pred rozdélenim
Info(T,A) — informace po rozdéleni podle atributu A
Zvoleny atribut, rozdéleni, které zajisti nejvétsi zisk informaci

5.5.1.3 Kontinualni atribut
Atribut, podle kterého je rozdéleni kontinualni, je nejprve preveden na diskrétni drubh,

napriklad pomoci kvantiza¢ni operace.

To je takovy proces zpracovani dat, ktery prevadi kontinualni data na diskrétni
nahrazenim hodnot segmenty, z nichZ kazdy predstavuje urcity rozsah. Lze pouzit
ke sniZeni poctu riiznych hodnot. Obvykle se vyskytuje rozdéleni na intervaly nebo
se stejnou vzdalenosti nebo rovnym poctem kopii, v kazdém rozsahu. Naprtiklad

vékova kategorie 0-5 bude kategorie 1, 6-11 bude kategorie 2 a tak déle.

Ve vétSiné pripadli pouZiti entropie k urceni vyznamu atributli vykazuje dobré
vysledky. Problémy vznikaji, kdyZ atribut ma Sirokou S$kalu jedinecnych hodnot.

V tomto pripadé je rozhodovaci strom nachylny k rekvalifikaci.

5.5.2 C4.5

C4.5 je nastupcem ID3 a odstranil omezeni, Ze funkce musi byt kategorialni, dynamicky
definuje binarni atribut (na zakladé ciselnych proménnych), ktery rozdéli trvalé
hodnoty atributli na diskrétni sadu intervalt. C4.5 prevadi vyskolené stromy

(tj. vystupy algoritmu ID 3) na sady pravidel if-then. Tato presnost kazdého pravidla je
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pak hodnocena tak, aby urcila poradi, ve kterém maji byt pouZzita. Ofiznuti se provadi

odstranénim predbéZzného pravidla, pokud se presnost pravidla zlepsi bez né;j.

Zakladni myslenka algoritmu C4.5 spociva v tom, Ze pro kazdy bod vybéru ve stromu
tento algoritmus vybere atribut, ktery sdili data takovym zplisobem, aby odhalil

nejveétsi nartst informaci. [6]
Priklad

Nechte nastavit u¢ebni sadu T obsahujici m atributy a n ptiklady. Pro radu T je

definovano k tridy Ci, C2, Cs...Ck

V prvnim kroku uceni se vytvori "prazdny” strom, ktery se sklada pouze z korenového
uzlu, jenZ obsahuje vSechny vzdélavaci sady. Je nutné rozdélit korenovy uzel
na podmnoziny, ze kterych budou vytvoreny uzly-potomci. K tomu je vybran jeden
z atributii a jsou vytvorena pravidla, ktera rozdéluji u¢ebni mnoZinu na podmnoZziny,

jejichZ pocet se rovna poctu p jedine¢nych hodnot atributu.[22]

Chceme-li vybrat atribut, podle kterého bude nejlepsi spustit strom, algoritmus
pouZiva informace o poctu prikladl vSech tfid v u¢ebni mnoZiné a v kazdé vysledné

podmnoZiné.

Nechme pravidlo rozdéleni, které pouZziva atribut 4, aplikovat na ucici se mnozinu N,
ktery prijima hodnoty ai, a2, as..ap. Vysledkem bude vytvoreni p podmnoZin S,
kde budou distribuovany ptiklady, ve kterych atribut A prebira prislusnou hodnotu.
Toto uZ davno zname ze statistiky. K tomu pouZivame informace o poctu prikladi

vSech tfid v uebni mnoziné a v kazdé vysledné podmnoZziné.

_N(GS)
~ N(S)

N (G S) - pocet prikladii tridy Cjv mnoZiné S
N (S) - celkovy pocet piikladi v souboru S

A tak jako v predchozim algoritmu pouZijeme vzorec entropie.

m

B N(SsD) . N(GS)
Info(S) = —Z NGS) log NS

i=1
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Stejny odhad ziskany po rozdéleni sady S podle atributu A lze zapsat jako:

N (GS)

Info(S,A) = —

Pro vybér nejlepsiho atributu vétveni zase pouZivame kritérium infoGain:
Gain(A) = Info(S) - Info(S,A)

Popsany postup se vztahuje na podmnoziny Si a dale, dokud se hodnoty Kkritérii
neprestanou vyznamné zvySovat pii novych poruchach, nebo bude splnéna jina

podminka zastaveni.

Popsany postup plati pro diskrétni atributy. V pripadé Kkontinudlnich atributi
algoritmus funguje ponékud jinak. Zvoli se prah, se kterym se budou porovnavat
vSechny hodnoty. Uspoiddanim ptikladii vzestupnych hodnot atributu zjistime,
Ze kazda hodnota rozdéluje vSechny priklady do dvou relativné stejnych

podmnoZin.[22]

Pak jako hranici mliZeme zvolit primér. Disledné uplatiiovani vySe uvedenych
formuli na vSechny potencialni prahy, vybereme ten, ktery dava maximalni hodnotu

podle infoGain.

Kritérium rozdéleni zaloZené na infoGain uprednostiiuje atributy, které obsahuji velké
mnoZstvi jedinecnych hodnot. To je zplisobeno tim, Ze se vytvari velké mnoZstvi uzlii-
potomkii, coZ nakonec dava rovnomérnéjsi rozdéleni tfid a tim i mensi entropii
rozdéleni.[6] V meznim pripadé, pokud jsou vSechny hodnoty atributu jedinecné,
vytvori se pro kazdy priklad samostatné pravidlo a samostatny list s jedinou tiidou.

V diisledku toho rozdéleni prinese nulovou entropii.

Je to optimalni z hlediska algoritmu, ale z praktického hlediska naprosto zbytecné,

protoZe:

e vyznam pravidel bude extrémné nizky, protoZe pravidlo plati pouze pro
konkrétni objekt,
e strom reSeni bude velmi obtiZné pochopit,

e strom reSeni bude rekvalifikovan, tj. nebude mit zobecnujici schopnost.
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5.5.2.1 Split

K vyreSeni tohoto problému se pouziva Split - ,pokuta“, ktera je prekryta atributem
pro pocet potomki vytvoienych pomoci uzlii. Algoritmus pti vybéru rozdéleni nebude
uprednostiiovat atributy s velkym poctem jedine¢nych hodnot, tato ,pokuta“ je

prezentovana jako koeficient pro hodnotu Info(S).

)

| N(Si), N(SD)
Split Info(S) = — N(S) log N(S)

i=1

Pak bude kritérium pro zisk informaci s ohledem na metriku SplitInfo(S) bude vypadat:
Gain (S)

GainRatio (S) = Split — Info(S)

Vyznam této uUpravy je pomérné jednoduchy. N(Si)/N(S) pomér poctu piikladi
v podmnoZiné ziskané v dlisledku rozdéleni k poctu prikladii v nadfazeném souboru S.
Pokud se v dlisledku rozdéleni objevi velky po¢et podmnoZin s malym poctem piikladd,

coZ je typické pro rekvalifikaci, pak se ukazatel Split-Info zvysuje.

Gain-Ratio to je nartist informaci ,pokutovany“ pomoci Split-Info. Diky tomu je méné
pravdépodobné, Ze atribut, pro ktery se Split-Info zvySuje, bude vybran pro rozdéleni
neZ pri pouziti béZzného InfoGain.

Aby se zabranilo vytvareni uzlii s malym poctem vytiskd, je tieba vyuZit jeSté jednoho

pravidla: pfi rozloZeni skupiny S na alespont dvé podmnoZiny musi mit ne méné nez

nastavené minimalni mnoZstvi ptiklad{i, obvykle se rovna 2.

5.5.2.2 Information Gain vs GainRatio

Pokud dva atributy s rliznym pocltem moZnych hodnot (kategorii), maji stejnou
entropii, Info Gain je nemtiZe odlisit (algoritmus rozhodovaciho stromu vybere jednu
z nich nahodné). Ve stejné situaci zisk pomér, bude uprednostiiovat atribut s mensimi

kategoriemi.

Strategie Gain ratio vede k lepsi zobecnéni (méné nadhodnocovani) DT modeli a je

lepSi pouzit Gain ration obecné.

[ kdyZ bychom chtéli uprednostiiovat atributy s vice kategoriemi, Info Gain by nebyla

dobré volba, protoZe nerozlisSuje mezi atributy s rliznym poctem kategorii.
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5.5.3 CART

Classification And Regression Tree algorithm (CART) - Algoritmus Kklasifikacniho
aregresniho stromu. Je to populdrni komerc¢ni algoritmus pro vytvareni stromi
klasifikace, které mohou pracovat jak s diskrétni, tak s kontinualni vystupni
proménnou, tj. FeSit ukoly a klasifikace a regrese. Strom klasifikace je poddruh stromu

reSeni. Vysledkem prace stromu klasifikace je class.

Algoritmus stavi binarni rozhodovaci stromy, které obsahuji pouze dva potomky
v kazdém uzlu. V priibéhu prace dochazi k rekurzivnimu rozdéleni ptikladii testovych

mnoZzin na podmnoZiny, jejichZ zaznamy maji stejné hodnoty cilové proménné.

Algoritmus implementuje ucCeni s ucitelem a pouziva jako kritérium pro vybér
rozdéleni v uzlech index c€istoty Gini (Gini impurity index). V procesu rlistu stromu
algoritmus CART provadi pro kazdy uzel kompletni vyhleddvani vSech atribut,
na zakladé kterych miiZe byt postavené rozdéleni, a vybere ten, ktery maximalizuje

hodnotu indexu Gini.

Zakladni mySlenkou algoritmu je vybrat takové rozdéleni ze v§ech moznych v tomto
uzlu tak, aby vysledné podrizené uzly byly co nejhomogennéjsi. V tomto pripadé kazdé

rozdéleni provadi pouze jeden atribut.

5.5.3.1 Gini impurity /Gini necistota

Gini index je statisticky ukazatel vyvinuty italskym statistikem Corrado Ginim, pomoci
kterého mliZeme popsat povahu zmény jedné velikosti vzhledem ke zméné druhé.
Nebo to mliZeme popsatjinak: Gini index nam rik4, jaka je pravdépodobnost nespravné
klasifikace pozorovani. Hlavnim uplatnénim Gini indexu je posouzeni
nerovnomeérnosti rozdéleni studovaného rysu (naptiklad ro¢niho p¥ijmu) pro rtizné

socialni skupiny.

Gini =1-— Z:(pk)2
K

pk - podil prvki oznac¢enych tridou i v sadé
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Pfi binarnim rozdéleni vypocitame vaZenou c¢astku necistot kazdého vysledného
rozdéleni. Napriklad, soubor D rozdélime podle atributu A na oddily DI a D2, index Gini
D bude:

. |D1| . \D2| . .
Gini(D,A) = WGml(Dl) + WGml(DZ)

Strategie je podobna strategii popsané diive pro ziskani informaci, kde stred mezi
kazdou dvojici (tfidénych) sousednich hodnot je povaZovan za moZny déleny bod.
Bod udavajici minimalni index Gini pro dany atribut (kontinualni hodnota) se bere jako

bod rozdéleni tohoto atributu. [14]

SniZeni necistot, které by vznikly binarnim rozdélenim na diskrétni nebo spojity

atribut 4:

AGini(4) = Gini(D) — Gini(D, A)

v/

pravdépodobnost nespravné Klasifikace.
Algoritmus ma nasledujici vyhody:

e Nenli statisticky, takZe nevyzaduje vypocet pravdépodobnostnich distribu¢nich
parametrd,

e Atributy rozdéleni jsou vybirany piimo v procesu budovani stromu, takZe neni
nutné provadét postup vybéru proménnych pro model,

e Odolny vii¢i emisim a abnormalnim hodnotam,

e Vysoka rychlost provozu.

Nevyhody algoritmu zahrnuji nestabilitu tykajici se dat: dokonce i malé zmény

ve vyukovém souboru zplisobuji vyznamné zmény ve strukture stromu FeSeni.
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5.6 Analyza cluster

Na rozdil od klasifikace a regrese, které analyzuji datové sady s popisky trid (vyukové),
clustering analyzuje datové objekty, aniZ by musely patrit do oznacenych trid. V mnoha
pripadech nemusi data oznacena tfidou jednodusSe existovat na zacatku. Clustering lze

pouZit k vytvoreni Stitki tiid pro datovou skupinu.

Skupiny vytvarime sdruZovanim objektli nebo pozorovani do nepieloZitelnych skupin,
nazyvanych clustery, na zakladé blizkosti hodnot jejich priznakd. Vysledkem je,
Ze v kazdém klastru budou objekty podobné svymi vlastnostmi a maximalné odliSné
od objektl obsaZenych v jinych klastrech. Pritom ¢im vétsi je podobnost objekti uvnitr
clusteru a ¢im silngjsi je jejich rozdil od objektl v jinych Kklastrech, tim lepsi

clustering.[23]
Clustering umoZniuje dosdhnout nasledujicich cilti:

e ZlepSuje pochopeni dat identifikaci strukturalnich skupin,

e Rozdéleni datové sady do skupin podobnych objektli umoZiiuje snadnéjsi dalsi
zpracovani a rozhodovani tim, Ze do kazdého clusteru mliZeme pouZit svou
metodu analyzy,

o UmoZiuje kompaktné reprezentovat a ukladat data. Chceme-li to provést, misto
ukladani vSech dat miiZete z kazdého clusteru ponechat jeden typicky dohled,

e Novinkou je detekce atypickych objektii které se nedostaly do Zadného

clusteru.
)
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Obrazek 6: K-means vysledky pro nalezeni tfi klastrli v jednoduché datové sadé,

prevzato z [24 obr. 6.1]
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Data Mining clustering se pouZivd pro segmentaci zdkaznik@ a trhi, lékarskou
diagnostiku, socidlni a demograficky vyzkum, stanoveni bonity dluzniki a v mnoha

dalsich oblastech.

5.6.1 K-means

Metoda k-means vytvari skupiny K ze souboru objektl tak, aby soucasti skupiny byly
co nejvice homogenni. Jedna se o popularni techniku clusterové analyzy pro vyzkum
datové sady. Nejvétsi vyhoda je v tom, Ze fekneme metodé k-means, kolik klastrt

potirebujeme, a ona udéla zbytek prace.

Kratce jsou potirebné kroky rozepsané v knize ,Data Mining Theories, Algorithms and

Examples“ Nong Ye[25]:

1 Vybrat hodnotu pro k - celkovy pocet klastrii, které maji byt urceny.

2 Vybrat instance k (datové body) v datovém souboru nahodné. Toto jsou
pocatecni clusterova centra - centroid.

3 Dal pouzijme euklidovskou vzdalenost k prifazeni zbyvajicich instanci k jejich
nejbliZ§imu centrum clusteru.

4 'V kaZzdém klastru pouZit instance pro vypocet nového priimeéru pro kazdy klastr.
Pokud jsou nové stredni hodnoty identické se stfrednimi hodnotami predchozi
iterace, proces konci. V opatném pripadé jako centra clusteru pouZijeme nové

prostiredky a opakuji kroky 3-5.

5.6.1.1 Euklidovska vzdalenost
Predstavuje geometrickou vzdalenost v multidimenzionalnim prostoru; v kroku 3 ji

spocitame pomoci:

n
dpq = Z(Pi — qi)?
i=0

Nékdy budeme chtit, aby se vice bliZila vzdalenéjSim objektlim. V takovém pripadé
pouzijeme mocninu Euklidovské vzdalenosti. Existuji takové typy opatfeni vzdalenosti
jako: vzdalenost méstskych c¢tvrti (Manhattan vzdalenost), Chebyshev vzdalenost,

Supremum vzdalenost.[14] Vybér vzdalenosti (kritérium podobnosti) leZzi zcela
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na vyzkumném pracovnikovi. P¥i vybéru rtiznych opaticeni se vysledky clusteru mohou
vyrazné lisit.

Algoritmus k-means pracuje pouze s realnymi daty. Pokud je v na$i datové sadé
kategoricky atribut, méli bychom ji bud’ odmitnout, nebo prevést hodnoty atributt
na Ciselné ekvivalenty. Spoletnym pristupem je vytvorit jeden ciselny atribut pro

kazdou hodnotu kategorického atributu.[6]
Problémy algoritmu k-means:

e Musime piedem znat pocet klastrd,

e Algoritmus je velmi citlivy na vybér pocatecnich Center clusterii. Klasicka
varianta znamena ndhodny vybér klastri, coZ bylo velmi ¢asto zdrojem chyby.
MoZnost rozhodnuti, v poc¢atecni fazi prijimat jako centra nejvzdalenéjsich bodi
clusteru;

e nezvlada ukol, kdyZ objekt patii do riiznych clusterti stejné nebo neni vlastnén

Zadnym.

5.6.2 C-means

Posledni problém fesi C-means algoritmus. Namisto jednoznac¢né odpovédi na otazku,
do kterého clusteru objekt patti, urCuje pravdépodobnost, Ze objekt patii do urcitého
clusteru. [26 s. 209] TakZze tvrzeni ,objekt a patii do clusteru 1 s pravdépodobnosti
90 %, do clusteru 2-10 %" je pravdivé a pohodInéjsi.

5.6.3 EM

Algoritmus otekavana (stfedni) hodnota-maximalizace (expectation-maximization).
Obvykle se pouziva jako algoritmus clusteru (jako algoritmus k-means) pro detekci
znalosti. PouZziva se k vyhodnoceni maximalni vérohodnosti pri vypoctu modelu
se skrytymi proménnymi. Proménné mohou byt skryté (chybéjici data). Existuje

mnoho diivod{i, pro¢ mohou chybét (nejsou opraveny, ignorovany a tak dale).

V pripadé pouziti EM algoritmu na ukol clusteru, interpretace chybéjicich dat je velmi
dilezita, protoZe nevime, co je ta tfida. Je pro nas diileZité podivat se na tfidu datového
bodu jako na chybéjici data. EM algoritmus prifazuje znacky tridy k datovym bodiim

stejné jako v clusteru.
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Zpracovani algoritmu prochazi 2 kroky, popsané v knize ,Data Mining Concepts and

Techniques“[14 s. 412]:

1. Krok ocekavani(E-step): Jako v k-means, vzhledem k aktudlnim centriim
clusteru, kazdy objekt je prifazen klastru se stiedem, ktery je nejbliZe objektu.
Zde se ocekava, Ze objekt bude patrit k nejblizsSimu klastru.

2. Krok maximalizace (M-step): vzhledem k prirazeni clusteru pro kazdy klastr
algoritmus upravi stied tak, aby soucet vzdalenosti od objektli prifazenych
tomuto klastru a nového centra byl minimalizovan. To znamenag, Ze podobnost

objektii prifazenych klastru je maximalizovana.

Predchozi dva kroky se opakuji, dokud se parametry modelu a rozdéleni clusteru
nevyrovnaji. Algoritmus se zastavi, kdyZ se centra clusteru sbihaji, nebo je zména

dostate¢né mala.

5.7 Algoritmy klasifikace
Klasifikaéni modely piedpovidaji kategorické znamky tfid. Uloha klasifikace ma svym

vysledkem diskrétni hodnotu 0 nebo 1.

5.7.1 K-Nearest Neighbors / KNN
Dva nejcastéji pouzivané algoritmy jsou jiZ vySe zminény k-means a algoritmus
k - nejbliz§ich sousedii (KNN). Casto jsou tyto dva navzijem zaméhovany kvili

pritomnosti k pismena, ale ve skute¢nosti jsou tyto algoritmy od sebe ponékud odlisné.

Clustering k-means je tedy nekontrolovatelny algoritmus, ktery se primarné pouZziva
pro clustering, zatimco kNN je rizeny klasifikacni algoritmus, ktery bude davat nové
datové body podle k-poctu nebo nejbliZsich datovych bodli a potrebuje k uceni

oznacend data.

KNN miZe klasifikovat nov4, neoznacena data analyzou k-poctu nejbliZsich datovych
bodli. Proménnd kNN se tak poclitd s parametrem, ktery bude stanoven strojnim

ucitelem.

KaZdy algoritmus je urcen k feSeni rliznych ukoli a poskytuje jiny pohled na to,

co zména znamena K.
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Navzdory od k-means a c-means kNN nestavi Zadny klasifika¢ni model. Misto toho
jednodu8e uklada oznacené tréninkové udaje. KdyZ se objevi nové neoznacené udaje,

kNN prochazi 2 zakladnimi kroky:

1. Nejprve hleda k-pocet nejbliz§im oznacenym datovym bodiim - jinymi slovy
k nejbliz§Sim sousediim. Pro kontinudlni data algoritmus pouZivd déalkovou
metriku, napriklad Euklidovskou vzdalenost (metriku). Vybér metriky zavisi na
typu dat, jichZ je pomérné hodné. Pri praci s diskrétnimi daty, jsou nejprve
prevedena na kontinualni.[14]

2. Poté pomoci trid sousedii KNN rozhodne, jak 1épe klasifikovat nova data. Ale
i tady jsou dvé moZnosti:

e Prijmout za spravné rozhodnuti jednoduchou vétSinou. Do jaké tridy
patii nejvice sousedi, tam urcuje datovy bod,

e Nebo udélattotéz, ale dat nejbliZsim sousedtim vétsi vahu. Nejjednodussi
zplsob, jak to udélat, je pouzit kvantil vzdalenosti. Pokud soused vydrzi
4 jednotky, pak jeho vaha bude 1/4. S rostouci vzdalenosti se hmotnost
stava mens$i a mensi.

vvvvvv

5.7.1.1 Vybér hodnoty pro k

Reknéme, 7e celkova velikost vzorku = n. Technicky mliZeme nastavit k na libovolnou
hodnotu od 1 do n. Pokud k = 1, objekt je jednoduSe pfifrazen tridé tohoto jediného
nejbliz§tho souseda.[25] Jak se hodnota kzvySuje, naSe predpovédi se stavaji
stabilngjsimi diky vétSinovému/zpriimérovani, a proto jsou pravdépodobnéjsi
presnéjsi predpovédi (az do urcitého bodu). Po prekonani tohoto bodu nakonec
zatneme pozorovat rostouci pocet chyb. Pravé v tomto okamziku vime, Ze hodnota k je

prilis daleko.

Aby bylo moZzné vybrat spravné k, které je vhodné pro data, méli bychom spustit
algoritmus kNN nékolikrat s rznymi hodnotami k a vybrat si k, které sniZuje pocet
chyb, s nimiz se setkdvame, pri zachovani schopnosti algoritmu presné délat

predpovédi, kdyZ dostava udaje, které predtim nevidél.

Algoritmus kNN je univerzalni. MiiZe byt pouZit pro Klasifikaci, regresi a vyhledavani.

Ale zarovenn ma i své problémy: KNN miiZe byt velmi naro¢né na zdroje, pokud
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se pokousi identifikovat nejbliZsi sousedy na velké datové sadé. A jak bylo zminéno,

vybér spravné hodnoty k je velmi dilileZity pro presnost KNN.

Je snadné si predstavit, jak se tento algoritmus pouZivd pro nabidky film{, které
se mohou libit v systému Netflix nebo Youtube, na zakladé téch, které jiz uzivatel vidél.
S nejvétsi pravdépodobnosti tyto spole¢nosti pouZzivaji efektivnéjsi algoritmy, schopné

zpracovavat obrovské uidaje v podstatné krat$im case.

5.7.2 SVM

Supportvector machines neboli metoda podptlirnych vektort, to je metoda slouZici pro
klasifika¢ni a regresni analyzu. SVM vznikl ze statistické teorie uceni, poskytuje spojeni
mezi o¢ekavanym zobecnénim chyb pro danou trénovaci mnozinu a vlastnosti tiidéni
znamou jako jeho kapacita.[27 s. 929] SVM algoritmus na zacatku ma stejné kroky jako

algoritmus C4.5, ale nepouZziva stromy feSeni.

Hlavnim ukolem tohoto algoritmu je provést binarni klasifikace dat na zakladé uceni
s uCitelem. Ve dvourozmérném prostoru neni mozné rozdélit vektory dat jednou ¢arou
tak, aby bylo minimalni mnoZstvi chyb. Proto je realizovano nelinearni mapovani do
prostoru s vy$S$im rozmérem. Zakladni mySlenka klasifikatoru na referenc¢nich
vektorech je vytvorit oddélovaci povrch pomoci pouze malé podmnoZiny bodi leZicich
v z6né kritické pro rozdéleni, zatimco ostatni jsou spravné klasifikované pozorovani;

vzdélavaci vzorky mimo tuto zénu jsou ignorovany.

maximum margin hyperplane \

support vectors

Obrazek 7: Hyperplane s maximalnim rozpétim, prevzato z [28 obr. 6.9]

Na obrazku 7 je znazornén princip rozdéleni. Mezi vSemi hyperplochami, které
oddéluji tridy, je hyperplocha s maximalnim odsazenim, ktera je, co nejdale

od nejblizsich instanci. Instance, které jsou nejbliZe maximu-hyperplocha s minimalni
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vzdalenosti k nému - nazyvaji se podpiirné vektory. Pro kaZdou tridu existuje vzdy
alespoii jeden takovy vektor a Casto je jich vice. Vzhledem k referen¢nim vektortim pro
dvé tridy mlZeme snadno vytvorit hyperplochu s maximalni rezervou. Intuitivné
ocekavame, Ze hyperplocha s vétSim odsazenim bude presnéjSi pri Kklasifikaci

budoucich datovych tfid neZ hyperplocha s mensi rezervou.[14 s. 337]

Termin ,odsazeni” (margin) je Casto spojovan se SVM. Rozpéti hyperploch je
vzdalenost mezi hyperplochami a 2 nejbliz§imi datovymi body kazdé tridy. Pointa je
v tom, Ze SVM snaZi maximalizovat své odsazeni tak, aby se hyperplocha nachazela
priblizné ve stejné vzdalenosti od instanci kazdé tridy - to sniZuje moZnost chyb

klasifikace.

5.7.3 Naive bayes

Neboli naivni Bayes. Analyza zaloZena na Bayesovské Kklasifikaci, byla aktivné
studovana a pouZivana od padesatych let v oblasti klasifikace dokumentd, kde se jako
znak pouzivala frekvence slov. Algoritmus je S$kélovatelny podle poctu znakl

a presnost je srovnatelna s jinymi popularnimi metodami, jako SVM.

Pfi vypoctu implementuje Bayesovu vétu a pouziva urovné trid prezentované jako

hodnoty znakii nebo vektort prediktort pro klasifikaci.

ZjednoduS$ena rovnice pro klasifikaci vypada takto:

P(B|A) x P(C|A) x P(A)
P(B) x P(C)

P(A|B,C) =

Rovnice najde pravdépodobnost tfidy A na zikladé parametrii B a C. Jinymi slovy,

pokud vidime parametry B a C, pak jsou to pravdépodobné data tiidy A.

Naivni bayesovsky algoritmus je naivni, protoZe kazdy parametr klasifikovanych dat je
povaZzovan bez ohledu na ostatni parametry tridy. I kdyZ vétSinou tomu tak neni.
Napriklad v datech o pacientovi bude riist ovliviiovat vdhu. Nicméné, Naivni
bayesovsky klasifikdtor ,se domnivd“, Ze Zadny z téchto priznakli nema vliv
na pravdépodobnost prislusnosti pozorovaného objektu ke tiidé, bez ohledu
na piipadné korelace mezi vlastnostmi. Nebo naopak, kaZzdy z téchto priznaki je

nezavisle ovlivnén.[28]
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e Mame tréninkovy soubor dat o 1000 ovoci.
e Ovoce miiZe byt banan, pomeran¢ nebo néjaké jiné (to jsou tridy).

e Ovoce miiZe byt dlouhé, sladké nebo Zluté (to jsou parametry).

Banana 400 350 450 500
Orange 0 150 300 300
Other 100 150 50 200
Total 500 650 800( 1000

Tabulka 2: Tréninkova sada dat Naivni Bayes, prevzato z [29]
Z tyto sady vidime:

Takzvané ,apriorni“ pravdépodobnosti. (Kdybychom neznali Zadny z atributii ovoce,

byl by to nas predpoklad.)

e P (Banana) =0.5(500/1000)
7. 500 banant 400 jsou dlouhé, 350 jsou sladké a 450 jsou Zluté;
e P (Orange)=0.3(300/1000)
Mezi 300 pomeranci neni Zadny dlouhy, ale ukazalo se, Ze 150 sladkych a 300
Zlutych.
e P (Other)=0.2(200/1000)
Ze zbyvajicich 200 ovoce bylo 100 dlouhé, 150 sladké a 50 Zluté.

Predpokladejme, Ze neznamé ovoce je dlouhé, sladké a zluté.

Pro vypocet pravdépodobnosti, Ze neznamé ovoce je banan, se nejprve rozhodneme,
zda je toto ovoce podobné bananu. Zde je vypocet pravdépodobnosti tridy ,banan“

na zakladé parametrt , dlouhy*, ,sladky*, ,Zluty“:

P(Banana|Long, Sweet, Yellow)

_ P(Long|Banana) X P(Sweet|Banana) X P(Yellow|Banana) X P(Banana)
B P(Long) X P(Sweet) x P(Yellow)

Jmenovatel (dlikazy) pro vSechny nasledné vypocty bude stejny:
P (Long) = 0.5; P(Sweet) = 0.65; P(Yellow) = 0.8

P (Banana|Long,Sweet,Yellow) = 0.8*0.7 * 0.9 * 0.5 / P(diikazy) = 0.252/ P(d{kazy)
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P (Orange|Long, Sweet, Yellow) = 0/ P(diikazy)
P (Other|Long, Sweet, Yellow) = 0.01875/ P(diikazy)

Vzhledem k tomu, Ze 0,252 je vétSi neZ 0,01875, naivni bayesovsky algoritmus

klasifikuje toto dlouhé, sladké a Zluté ovoce jako banan.

V naivnim Bayese se véci pokazi, pokud se urcita hodnota atributu nenachazi v u¢ebni
sadé v kombinaci s kazdou hodnotou tridy, predpokladejme, Ze v u¢ebnich datech byla
hodnota atributu sweet vZdy spojena s vysledkem banan. Pravdépodobnost, Ze sweet
dostane ,other“: P (sweet | other) bude nulova, a protoZe i ostatni pravdépodobnosti
se nasobi, kone¢na pravdépodobnost ,other” v predchozim pfikladu bude rovna nule,
bez ohledu na to, jak byly skvélé. Pravdépodobnosti, které jsou nulové, vetuji ostatni.

[28]

5.7.3.1 Laplaceovo Vyhlazeni
Laplaceova vyhlazovaci metoda, ktera zpracovava problém s nulovou
pravdépodobnosti v naivnich Bayesech. Pomoci Laplaceova vyhlazovani miZeme

predstavit P (sweet|other) jako:

polet sweet v other + «
other +a x k

P(sweet|other) =

Alpha - predstavuje parametr vyhlazovani. Pokud bude vybrana hodnota a! = 0 (ne 0),
pravdépodobnost jiZ nebude nulova, i kdyZ instance W neni pritomna ve vyukové sadé

dat.
k - predstavuje pocet rozmérii (vlastnosti) v datech

Reknéme, Ze vyskyt ,sweet“ je 3 spojena s vysledkem ,other” v tréninkovych datech.
Za predpokladu, Ze mame 2 funkce v naSem datovém souboru, tj., k = 2 a celkovy pocet

,other” ovoce.
Alpha =1;

3+1 3

P(sweet|other) = 005122 102

= 0,029;

Jak se zvySuje pravdépodobnost alpha, pravdépodobnost vérohodnosti se pohybuje
smérem k rovnomérnému rozdeéleni (0,5). VétSinu ¢asu se alpha = 1 pouZiva k vytreseni
problému nulové pravdépodobnosti.
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Nyni je to zcela bayesovska formulace, ve které byly predchozi pravdépodobnosti

pripisovany vSemu, co je v dohledu.

Tento algoritmus je vhodny pro predikci v redlném case, vicestupiovou prognozu,
systém doporuceni, klasifikaci textu a analyzu sentimentu. Naivni Bayes algoritmy jsou
pouzivany predevSim v analyze sentimentu, filtrovani spamu, doporucujicich
systémech a tak dale. Jsou rychle a snadno implementovatelné, ale jejich nejvétsi
nevyhoda spociva v tom, Ze prediktory musi byt nezavislé. Ve vétSiné skutecnych

piipadi jsou prediktory zavislé, coZ ztéZuje praci klasifikatoru.

5.8 Apriori

Apriori je originalni algoritmus navrzeny R. Agravalem a R. Srikantem v roce 1994,

ktery vyhledava Casté sady prvki pro logicka pravidla asociace.[14]

Co jsou metody analyzy pravidel asociace? PouZzivaji se k detekci zajimavych vazeb
mezi atributy obsaZenymi v databazi. NejCastéji pravidla sdruZeni jsou popularni
metoda analyzy nakupniho koSiku, protoZe je moZné prozkoumat vSechny mozné
kombinace potencidlné zajimavych skupin produkt v kosiku kupujiciho. Pravidla
asociace mohou mit jeden nebo vice vystupnich atributli.[6] Kromé toho, vystupni
atribut pro jedno pravidlo miiZe byt vstupnim atributem pro jiné pravidlo. Z tohoto

dliivodu je omezeny pocet atributii schopen generovat stovky asociativnich pravidel.

Dalo by se fici, Ze tento algoritmus je nejpochopitelnéjSi a nejzajimavéjsi z pohledu
obycCejného ¢lovéka, stejné jako algoritmy rozhodovacich stromi.

Jak vypada priklad pouZiti algoritmu Apriori? Reknéme, Ze mame databazi transakci
supermarketu. MliZete si predstavit databazi jako obrovskou tabulku, kde kazdy radek
je Cislo transakce a kazdy sloupec predstavuje jednotlivé nakupy. Algoritmus Apriori

nezpracovava Ciselna data. Proto je nutné pred pouzitim algoritmu prevést data

do diskrétnich kategorii.
NeZ prejdeme k samotnému algoritmu, musime urcit nékteré parametry:

1. Zaprvé, musime nastavit velikost sady. Chceme definovat dvouclennou,

triclennou sadu/ kombinace?
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2. Zadruhé, urCeni podpory (support) je pocet transakci, které jsou soucasti sady,

rozdélenych do celkového poctu transakci. Sada, ktera se rovna podpofre,
je nejcastéji vidénou sadou.

pocet transakci obsahujicich |
support(l) =

celkovy pocet transakci

Za treti, urcit vérohodnost, tedy podminénou pravdépodobnost, Ze urcité zboZi
skond¢i v koSi s jinym zbozim. Priklad: Nejznaméjsi pribéh o asociativnim
pravidle téZzby je ,pivo a plenka“.

. pocet transakci obsahujicich X a Y
confidence(X - Y) =

pocet transakci obsahujicich X

Jednou z nevyhod opatfeni je, Ze miiZe nespravné reprezentovat vyznam sdruZeni.

To proto, Ze vysvétluje jen to, jak je popularni zbozi X, ale ne zbozi Y. Pokud je zboZi Y

také obecné velmi popularni, pak bude vétsi Sance, Ze dohoda obsahujici zboZi X bude

obsahovat i zboZi Y, coZ povede k nadhodnoceni diivéry. Pro vysvétleni zakladni

popularity obou slozek, pouZziva se tfeti opatreni nazyvané zvedani (Lift).

4. To rika to, jak je pravdépodobné porizeni prvku Y pfi nakupu prvku X,

ovladajici, jak popularni prvek Y. Hodnota Lift vétSi nez 1 znamena, Ze je
pravdépodobné, Ze prvek Y bude zakoupen, je-li zakoupen prvek X, zatimco
hodnota niz8i nez 1 znamena, Ze je nepravdépodobné, Ze prvek Y bude koupen,

pokud bude zakoupen prvek X. [30]

Support(X,Y)
Support(X), Support(Y)

Pravidla asociace vSak obsahuji dva typy vztahf, které jsou zajimavé pro marketing:

Pravidla asociace, ktera ukazuji na rilist prodeje konkrétniho vyrobku,
kdy zvySeni prodeje je pfimym diisledkem propojeni produktu s jednim nebo
vice jinymi produkty v sadé. V tomto pripadé tato informace miliZe byt pouZita
k podpore propagace produktu.

Pravidla asociace, kterad vykazuji niz$i nez ocekavany stupen divéry v konkrétn{
sdruzeni. V tomto pripadé je moZnym zavérem, Ze produkty uvedené

v asociatnim pravidle soutéZi o stejny trh.
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5.9 Oblasti pouziti Data Mining
Nejcastéjsi oblast pouZziti Data Mining tam, kde je piitomno velké mnoZstvi dat a zdrojt

pro jejich analyzu. Proto je Data Mining nejc¢astéji zvaZovan v kontextu:
Finané¢ni analyzy dat

VétSina bank a finané¢nich instituci nabizi Sirokou $kalu bankovnich, investi¢nich
a uvérovych sluzeb. V tomto sektoru jsou data vétSinou spolehliv4, maji vysokou
kvalitu a jsou relativné kompletni. Prognéza plateb za Gvéry a analyza bonity klientt
jsou pro podnikani banky zasadni. Banka miiZe ucinit svou marketingovou strategii

vice zamérenou a efektivni, pokud rozdéli své klienty na podkategorie.

V pojistovnictvi, stejné jako v bankovnictvi a marketingu, vznika kol zpracovavat
mnoZstvi informaci, které maji urcit typické skupiny (profily) klientd. Tyto informace
se pouZzivaji k tomu, aby nabizely urcité sluzby pojiSténi s nejmenSim rizikem
pro spole¢nost a pripadné s prinosem pro klienta. Také pomoci technologie Data
Mining je feSen takovy Casto se vyskytujici problém v pojisténi, jako je identifikace

piipadii podvodu (fraud detection).
Marketing a obchod

V oblasti marketingu najde Data Mining velmi Siroké uplatnéni. Zakladni marketingové
otazky ,Co se prodava?“, ,Jak se prodava?“, ,Kdo je spotrebitel?“. DalSi béZnou sadou
metod pro feSeni marketingovych ukolii jsou metody a algoritmy pro hledani

asociativnich pravidel. UspéSné se zde také pouZziva hledani ¢asovych zakonitosti.

Analyza spotrebniho koSe. Urcena k identifikaci zbozi, o jehoZ koupi usiluji kupujici
spolecné. Znalost nakupniho kosiku je dlleZzita, kdyZ je tireba zlepsit reklamu, vytvorit

strategii vytvareni zasob zboZi, stanovit zplisoby jeho rozloZeni v obchodnich haléch.
Bioinformatika, 1ékarstvi, farmaceutika

V 1ékarském a biologickém vyzkumu, stejné jako v praktické mediciné, je spektrum
FeSenych tkoll tak Siroké, Ze je moZné pouzit jakékoliv metodiky téZby dat. Prikladem
miiZe byt budovani diagnostického systému nebo zkoumani Gc¢innosti chirurgického
zakroku. Bioinformatika je smeér, jehoZ cilem je vyvinout algoritmy pro analyzu
a systematizaci genetickych informaci. [31] Ziskané algoritmy se pouZivaji k urceni

struktur makromolekul, stejné jako jejich funkci, s cilem vysvétlit riizné biologické jevy.
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Priimyslova vyroba

Funkce priimyslové vyroby a technologickych procesti vytvareji dobré predpoklady
pro moZnosti vyuZiti technologii Data Mining v ramci FeSeni rtiznych vyrobnich ukold.
Technologicky proces by mél byt ve své podstaté kontrolovany, a vSechny jeho
odchylky jsou v pfedem znamych limitech; tj. zde mZeme mluvit o urcité stabilité,
ktera je obvykle neoddélitelnou soucasti vétsiny tkold, kterym celi technologie Data

Mining.
CRM

Jednou z nejslibnéjSich oblasti aplikace Data Mining je pouziti této technologie
v analytickém CRM. CRM (Customer Relationship Management) - Sprava vztahii
se zakazniky. Pri sdileni téchto technologii je téZba znalosti kombinovana s ,téZbou
penéz“zudajl o zdkaznicich. DlileZitym aspektem v praci marketingovych a prodejnich
oddéleni je vytvoreni holistického pohledu na zakazniky, informace o jejich

vlastnostech, strukture zakaznické zakladny.

Dvé posledni oblasti pouziti Data Mining jsou tésné spojeny s dal$i ¢asti této prace.
Ale neZ k tomu pristoupim, kratké shrnuti omezeni Data Mining, které reSi Process

Mining.

e Pouzivani Data Mining dat k analyze dat a detekci nebo predvidani vzorkii ma
pfimou vazbu na obchodni procesy.

e Data Mining analyzuje statické informace. Jinymi slovy: data dostupna v dobé
analyzy.

e Data Mining bude hledat skryté vzory v datovych sbirkach, ale neposkytne
odpovéd na konkrétni otazky.

e Data Mining odhaluje urcité zakonitosti, ale neposkytuje nadale odpovéd
na otazku, jak byly tyto zakonitosti nastaveny.

e Data Mining je omezena vyhradné na analyzu vysledk. Pti inteligentni analyze
dat je diileZité zaméfit se na zakladni vzorce v datové sadé. Udaje, které

presahuji tyto zakladni modely, Casto nejsou zahrnuty do analyz.
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6 Process Mining

Termin Process Mining na zacatku minulého desetileti zavedl Wil van der Aalst,
profesor na Eindhovenské Technické univerzité a Queenslandské Technické
univerzité, ktery je povazovan za ideologa této technologie. V manifestu, zaloZeném
na knize ,Process Mining: Discovery, Conformance and Enhancement of Business

Processes” definuje:

»~Myslenkou Process Mining je objevovat, monitorovat a zlepSovat redlné procesy
(4. nepredpoklddané procesy) ziskdvdnim znalosti z eventu protokolii snadno dostupné
vdnesnich (informacnich) systémech. Zahrnuje automatizovany proces zjistovdni
(4. extrahovdni proces modelti z protokolu uddlosti), kontrola shody (tj. sledovdni
odchylek porovndnim modelu a log), socidlni sité/organizacni dulni, automatické
konstrukce simulacnich modeld, rozsirfeni modelu, opravu modelu, pouzdro predikce

a doporuceni zaloZend na historii.“[32]

Process Mining, na rozdil od Data Mining, nema zajem o nizkouroviové zakonitosti
v ptiivodnich datech a nesnaZi se prijimat rozhodnuti na jejich zadkladé, ale klade si

za Ukol optimalizaci podnikovych procesii, vychazejici z referen¢nich udajd.

Faktem je, Ze Process Mining sbliZuje disciplinu Data Science, zamérenou na ziskavani

hodnoty z dat, se metodami a technologiemi vyzkumu, modelovani a optimalizace

algorithms"/
thics
behavioral
/social
science,

machine data B

learning / motlels &
marketing

> | — isualization

& visual
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distributed
systems.

obchodnich procesti.[33]

data
mining  _\_ ,r
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Obrazek 8: Process Mining jako most mezi data science a process science, pirevzato

z [33 obr. 1.7]
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Princip Process Mining je velmi jednoduchy: v pripadé, Ze obchodni proces se provadi
v jedné cesté nebo jiném informa¢nim systému, pak na zakladé ,stopy“ jeho vykonu je
moZné obnovit skute¢ny algoritmus ve formé vizualizace pro pozdéjSi analyzu
obchodnich procest. Jako ,stopa“ obchodnich procest slouZi Event logy (protokol

udalosti) ze vSech systémii pouZivanych ve firmé.

6.1 Protokol udalosti

vvvvv

provedeni operace v bankomatu, nastaveni rentgenového pristroje odbornikem,

podani dokladii o placeni dani nebo pohovor z HR.

Vychozim bodem pro Process Mining je protokol udalosti (Event log). I kdyZ to
neznameny, Ze udalosti musi byt uloZeny ve specializovanych souborech protokolu.
Udalosti mohou byt uloZeny v databazovych tabulkach, logech zprav, e-mailovych
archivech, logech transakce a dalSich zdrojich dat[32], kde kazdy radek v takovém
protokolu odpovida samostatné udalosti. Na druhé strané, kazda udalost nese v sobé
informace o pripadu, ktery byl proveden v ramci jeho ¢innosti a doby jeho registrace.
[33] Podobné protokoly udéalosti mohou byt povaZovany za souhrn piipadi

a jednotlivé piipady jako sekvence udalosti, které se na né odkazuji.

Jako minimalni poZadavek - Protokol udalosti nejc¢astéji vypada jako tabulka, a mél by
se skladatz identifikatoru zachazeni jako unikatni ¢iselny identifikator (Case_ID), Akce
(Activity name) jako specifikace toho, ktera akce se konala, a Cas (Timestamp) pro
presny cas kazdé probéhlé akce. Dal$i atributy mohou byt pridany, aby poskytly dalsi
informace o konkrétnich ¢innostech. V podnikovém prostiedi jsou protokoly udalosti
digitalni stopy, které jsou uloZeny pro jakoukoli obchodni ¢innost v databazich, jako
jsou ERP/EAM (Enterprise Resource Planning), CRM (Customer Relationship
Management), SRM (Supplier Relationship Management), MES (Manufacturing
Execution System) nebo néjaky specificky systém. Uchovavaji historické udaje o zméné
stavu objektu, at uz je to aktivum, pracovni uloha nebo odvolani uZzivatele, kazda
zakaznicka nabidka, objednéavka, faktura atd.[34] Pro ukladani protokoli udalosti

existuje otevireny format OpenXES.

OpenXES je schéma xml popisujici format textovych souborti obsahujicich chovani

informac¢niho systému ve formé toku udalosti.
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Problém je, Ze kaZdy ze systémii fesi pouze sviij specializovany tikol. Jestli budeme chtit
vidét uplny obrazek, musime provéstintegraci: shromazd'ovata mapovat data ze vSech

systémd. Jen tak se podafi odhalit slaba mista v celkové organizaci prace.

6.2 Klasifikace Uloh Process Mining

Protokoly udalosti mohou byt pouzity k provedent tfi forem Process Mining.

supports/ .
controls

“world”

business
processes software
people  machines system
components
organizations records
events, e.g.,
i messages,
speciiies transactions
models . )
analyzes ‘conﬁgures etc.
implements
analyzes
—C
discovery
(process) event
model conformance Iogs
enhancement

Obrazek 9: Umisténi tfi hlavnich typl Process Mining: objev (discovery), shoda
(conformance) a vylepSeni (enhancement), pfevzato z [35 obr. 1.4]
Discovery - Extrakce procesii je nejvyznamnéjsi slozZkou. Stavajici algoritmy umoZiuji

extrahovat modely skute¢né fungujicich procesii jednodusSe zpracovanim zidznamu

udalosti. Pivodni model procesu Ize vytvorit rucné.

Conformance - kontrola shody. Zde se porovnava existujici model procesu
s protokolem udalosti stejného procesu. Kontrola shody miiZe byt pouZzita k posouzeni

toho, jak skute¢né udaje protokolu odpovidaji modelu a naopak.

Enhancement - zlepSeni procesu. Stavajici model procesu se zlepSuje na zakladé

informaci o skute¢ném procesu zaznamenaném v jakémkoliv protokolu udalosti.

v

Jedna z vaZznéjsich funkci v Process Mining - graficka vizualizace procesli v databazi,
vSak jiZ nemda schopnost byt metodicky prifazena Process Miningu. Vizualizace
databazovych procesti dava firmam piehled mimo jiné o velmi naro¢nych obchodnich

procesech. Firmy nejen vytvareji diikladné povédomi o procesech, ale také vytvareji
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zakladnu pro nekonec¢né zlepsovani procest. ZjiSténé procesy maji vSechny Sance byt
pouZity jako nadchézejici referenc¢ni modely, napiiklad pro testovani Stésti derivati

optimalizacnich potenciali.

Model procesii je zpravidla prezentovan ve formé diagramu BPMN, UML, Petriho sit.
KaZzdy z uvedenych ukoli pro uspésné reSeni vyzaduje urcité pochopeni oboruy,
procesné orientovany pristup a strukturovany dost kvalitni protokol. I kdyz se
v 1 odstavci Discovery navrhuje nejprve najit vazby a pak z nich vytvorit model BPM,
v praxi se to stava velmi zfidka V minulych letech se to délalo ru¢né, dlouho se
sledovala prace kazdého zaméstnance a kreslilo sloZité pro vnimani vyvojovych
diagrami vyrobnich procesti. Nyni to neni nutné, protoZe kazdy informacni systém

vede podrobny protokol a automaticky nastavi ¢asové znacky.

6.3 Petriho sit

Petriho sité jsou povaZovany za skute¢ny a vice naucny jazyk modelovani procest,
ktery umoznuje simulovat paralelismus. Obsahuji velmi zakladni koncepci modelovani
tokli mist/prechodi. Ale graficka notace je instinktivné jasna a béZna. Petriho sité jsou
povaZzovany za spustitelné, a pro jejich analyzu je moZné pouZit velké mnoZstvi
zplsobi analyzy. V soucasné dobé jsou Petriho sité na nizké urovni, pravdépodobné
hlavné proto, Ze se pouzivaji v oblasti pocCitacovych véd a/nebo vyvoji softwaru, podle

Wikipedie, ¢i k popisu distribuovanych systémd.

Se svou jednoduchou sadou prvki jsou Petriho sité navrZzeny tak, aby matematicky

formalizovaly algoritmy. Petriho sité obsahuji mista, pfechody a hrany.

e Hrany jsou pouze mezi misty a prechody, nikoliv mezi dvéma misty nebo dvéma
prechody.

e Mista, ze kterych vedou hrany do prechodu, jsou nazyvana vstupni mista tohoto
prechodu; mista, do kterych vedou hrany z prechodu, jsou nazyvana vystupni

mista tohoto pfrechodu.[36]

Vizualné Petriho sité bude vypadat jako na obrazku 10, ale v sou¢asné dobé je diileZité

poznamenat, Ze dobfe modelovany proces BPMN je srozumitelny lidem, ktefi neznaji
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BPMN, protoZe BPMN 2.0 je notace na vysoké urovni a je pomérné blizko intuitivhimu

pochopeni procesu.

examine
casually

request

reinitiate

request transition
@ place
L

token

Obrazek 10: Znacena Petriho sité, prevzato z [35]

6.4 BPM

Business process management, Zivotni cyklus fizeni procesii. BPM a procesni téZba
se zasadné lisi: zatimco BPM umozZiiuje model To-be procesy s cilem popsat, jak by
mély procesy fungovat, predstavuje idealni, perfektni procesni tok bez treni, jak je
obvykle navrzeno teoreticky. Proces Mining vizualizuje As-Is procesy a realitu,
predstavuje skute¢ny procesni tok se vSemi odchylkami a sloZzitostmi, ke kterym

dochazi v provoznich procesech v realném zivoté.

PLAN REALITY

Obrazek 11: Kratce BPM plan a realita, prevzato z [34]
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6.4.1 Zivotni cyklus BPM
Zivotni cyklus BPM obsahuje sedm fazi obchodnich procesi a souvisejicich

informacnich systémi.

diagnosls

analysis

adjustment

Obrazek 12: Zivotni cyklus BPM ukazujici riizna pouZiti procesnich modeldi, ptevzato

z [32 obr. 4]

Ve fazi (re)navrhu ((re)design) bud’ vznikne novy procesni model, nebo se zméni
stavajici. Zde je obchodni proces popsan a zdokumentovan. Nasleduje faze analyzy
(analysis) navrhovaného nového modelu a jeho alternativ. Po fazi (re)design nasleduje
faze implementace (implementation) modelu. Pokud je model uréen pro systém
Fizeni procesu nebo systému rizeni Zivotniho cyklu procesu, pak informacni systém
odpovidajici tomuto modelu jiZ miiZe byt pouZzit. V opacném piipadé stavajici systém
(re)nakonfigurovan (faze (re)configuration). Ve fazi provedeni (execution)
se provadi spusténi vytvoreného modelu. Ve dobé provadéni této faze je model
monitorovan. Kromé toho mohou byt provedeny malé upravy, které nevyZzaduji
zménu procesu (adjustment). Ve fazi diagnostiky je béZici proces analyzovan

a vysledky analyzy mohou iniciovat opétovné spusténi faze (re)design.[32]

Je zfejmé, Ze predevSim diagnosticka faze Process Mining je uZite¢nym nastrojem pro
realizaci. Dalsi zplisoby Process Mining je moZné pouZit ve fazi provedeni pro operac¢ni
doprovod. Monitorovani a rady zaloZené na extrahovanych modelech mohou byt
pouZity k ovlivnéni zpracovanych piipadii. Podobné formy pomoci p¥i ptijimani zavérta

lze pouZit i pro Upravu procest a pro fizeni (re)konfigurace procest.
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6.4.2 BPMN 2.0

Notace modelovani obchodnich procesti (BPMN) se v posledni dobé stala jednim
z nejpouZivanéjsich jazykl pro modelovani obchodnich procesti. BPMN je podporovan
mnoha dodavateli nastroji a byl standardizovan OMG (Object Management

Group).[35]

examine
thoroughly

examine
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pay
compensation
register :
W0
reject end

request

Obrazek 13: Procesni model pomoci notace BPMN, prevzato z [35 obr. 2.7]

check ticket

reinitiate
request

Obrazek 13 ukazuje malou podmnoZinu vSech prvkii notace, dohromady je jich zhruba
50. Ctvercem oznalenym akce se nazyvaji tikoly. Akce mohou byt vnofené. Logika
smérovani se netyka ukoll, ale jednotlivych eventti. Existuji separacni brany

a pripojeni rtiznych typi: AND, XOR, NEBO.

Je treba poznamenat, Ze Process Mining nabizi spoustu algoritmii pro kontrolu toku
discovery a kazdy z nich ma své vlastni charakteristiky. Cilem neni vymyslet nové
algoritmy, ale tézit z téch stavajicich a ucinit je kompatibilnimi s BPMN. Objev fidiciho

toku se tedy opira o konverzni algoritmy a existujici techniky Process Miningu.[37]
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6.5 Discovery algoritmy Process Mining

Proces objevu algoritmu je funkce, kterd mapuje protokol logii na procesni model tak,
aby model byl ,reprezentativni“ pro chovani. Tato definice neurcuje, jaky model
procesu by mél byt generovan, napriklad model BPMN nebo Petriho sité. Kromé toho

mohou byt jako vstup pouZzity protokoly udalosti s potencialné mnoha atributy.

Obecné plati, Ze existuje kompromis mezi nasledujicimi ¢tyfmi kritérii kvality:

/////

e Presnost - objeveny model by nemél umoziiovat chovani zcela nesouvisejici
s tim, co bylo vidét v protokolu udalosti,

e Zobecnéni - objeveny model by mél zobecnit priklad chovani vidét v protokolu
udalosti,

e Jednoduchost - objeveny model by mél byt co nejjednodussi.

6.5.1 Alpha algoritmus
Takze, v protokolech udalosti chceme najit model, ktery miiZe mit cykly, které mohou
mit paralelni Casti, které mohou mit na vybér, a algoritmus Alpha byl prvnim

algoritmem, ktery dokazal adekvatné zvladnout paralelismus.

o

Pomoci protokolu udalosti jako vstupnich dat a-algoritmus zobrazuje rtizné ,vztahy
mezi aktivitami, ke kterym dochazi v protokolu udalosti. Tyto vztahy se pouZzivaji
k vytvoreni Petriho sité, kterd piredstavuje model procesnich toki. A¢koli a-algoritmus
by nemél byt povaZovan za metodu téZby, ktera miiZe byt pouZita v praxi, poskytuje

dobry ptiklad a slouZil jako zaklad pro mnoho dal$ich metod detekce procesti.[38]

Alpha algoritmus pouZiva zlogu jako vstupni parametry pouze Aktivity a jejich
poradek. Jiné datové elementy ignoruje: tamestamp, user, id. Timto zplisobem miiZeme
takovy protokol udalosti prevést na seznam piechodii (transition). A kazdé trasovani

je posloupnost nazvil akci.

Prvnim krokem najdeme vstupni a vystupni piechody pro Petriho sit’. Jakmile to
udélame, budeme mit klicovy krok k objevovani novych mist. A najdeme mista tim,
Ze identifikujeme sady prechodii A i B, kde jsou A-vstupni bod pro misto a B-vystupni
bod pro misto. Tyto aktivity by mély mit nasledujici vlastnosti: v jedné sadé A nebo B,

nikdy by akce nemély nasledovat samy sebe. Pokud vezmeme néjakou aktivitu v sadé
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Aivsadé B, vidy by méla existovat pfima posloupnost mezi témito dvéma aktivitami.
Protokol by tedy mél obsahovat alespoii jednu pozici, ve které za poloZkou A nasleduje
prvek B, a to by mélo byt provedeno pro vSechny kombinace. [33] Sada obsahuje
maximalni moZny pocet prvkd, které lze pripojit pies jedno misto. Pro kazdy takovy
par (A, B) spojujeme vSechny prvky z A se vSemi prvky z B s jednim mistem p (A, B).
Pak také pripojime prislusné prechody se vstupnimi a vystupnimi misty, nakonec
pripojime pocate¢ni misto i ke vS§em prechodlim a vSem piechodiim do koncového

stavu.[35]

prima posloupnost x>y

x>y < vidime v Log sub-traces ..xy...
kauzalita x—y

XDy & X>y AyEX

pokud existuji stopy ...Xy...; a Zddné stopy ...yx..tento vztah mliZe znamenat, Ze budeme

muset umistit misto mezi xay
paralelni x||y
X||y & x>y Ay>x

tedy vidét oboji ..xy.. a ..yx..; nelze umistit misto pro takové x a y-pokud bychom

umistili, uloZzili bychom jim néjaky prikaz. jedna se o symetricky vztah (a || B—B || a)
nesouvisejici x #y
X #y ©x#*y A y#X; to Zznamena, Ze nejsou zadné stopy ...xy... ani ...yX..

to je také symetricky vztahx #y - y # x
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Priklad:
L=[abcd,acbd,aed]

Tabulka 3: Aktivity a vztahy.

>L = (a,b),(a,c),(ae),(b,c),(c,b),(b,d),(c,d),(e,d) obsahuje vSechny ak¢ni dvojice tykajici
se ,piimo sleduje’;

—-L=(ab),(a,c),(ae),(b,d),(c,d),(e,d) obsahuje vSechny pary aktivit ve vztahu
,kauzalita“;

#L=a,a),(a,d),(b,b),(b,e),(c,c),(ce),(d,a),(d,d),(eb),(ec),(ee) nékdy C nasleduje b
a nékdy naopak

||L = (b,c),(c,b) protoZe E nikdy pfimo nenasleduje B, B nikdy pfimo nenasleduje E
Pokud predame tento event log, Alpha algoritmus automaticky prezkouma vSechna

tato data na procesni model. V podstaté tento model umoZiiuje nekonetné mnozstvi

stop, ale je zaloZen na kone¢ném poctu prikladd.

A B A B
b b
pl | {a} | {be} ! *C:(: : p3 | (be) | {d) - )O_' .
p2 | {a} | {ce} ’ +CI: | P4 {eed [{d) - ::O" d

Tabulka 4: Aktivity a vztahy v modelu, prevzato z [39]

Model si umi pfedstavit chovani v podobé Petriho sité nebo jej mliZeme predstavit jako

model BPMN. Chceme jen zachytit chovani.
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* (> a

Obrazek 14: Petriho sité k prikladu L., prevzato z [39]

6.5.2 Heuristic miner

Dalsi rodinou algoritmi jsou heuristické algoritmy. VySe uvedené Alpha-algoritmy
mohou zpracovavat velké mnoZstvi specialnich konstrukci implementaci, ale Sumy
v datech zpracovavaji obvykle nespravné. K ,Sumim®* Ize pricist i vSechny ojedinélé
udalosti v logu (v literature je uveden bézny stav, kdy ¢lovék zaplatil za parkovani, ale
zaroven prijel vlakem). Heuristicky algoritmus miiZe pracovat s hlukem v logach,
a mlZe byt pouZzit k odrazu zdkladni podstaty udalosti v logu bez detailii a vyjimecnych
situaci. [40] Algoritmus podporuje vSechny zakladni konstrukce, soubéznost, cykly,
Jneviditelné udalosti, cykly ,kratké cykly“, nékteré druhy ,non-free volby“. Vyjimkou

jsou , duplicitni“ udalosti.
Heuristicky algoritmus se sklada ze tii zakladnich krokd.

V prvnim kroku sestrojime graf zavislosti mezi udalostmi vlogach (dependency graph),
v druhém kroku pro kazdy vrchol jsou postaveny vstupni a vystupni vyrazy, a jsou
hledany zavislosti na velké vzdalenosti mezi udalostmi (vzdalenost podle poctu
udalosti). Ve tretim kroku se na zakladé zjisténych informaci v predchozich dvou
krocich buduje Petriho sit. Algoritmus umoZiuje vystavit prahovou hodnotu citlivosti,

ktera vylucuje zpracovani vzacnych udalosti. [40]
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6.5.3 Genetic miner

Obcas se v oblasti Process Mining objevuji potiZze s detekci procesnich modelt
s urcitymi konstruk¢nimi systémy a/nebo s pritomnosti hluku v logach. Mezi hlavni
problémové systémy patfi: nesvobodna volba (Non-free-choice), neviditelné ukoly
(Invisible tasks) a opakujici se tikoly (Duplicate tasks).[41] Non-free-choice kombinuje
synchronizaci a vybér. Invisible tasks se pouzivaji pouze pro ucely smérovani a nejsou
zobrazeny v protokolu. Moderni metody pak z tohoto divodu maji potiZe s detekci

téchto smérovacich ukold.

K prekonani omezeni souc¢asnych mining procesu, slouzi o algoritmus z rodiny
genetickych algoritmli pro business Process Mining. Evolu¢ni pristupy, na rozdil
od algoritmu Alpha, pouZivaji iterativni postup k simulaci procesu prirozené evoluce
a doznatné miry zavisi na randomizaci k nalezeni novych alternativ. Stejné jako
u jakéhokoli genetického algoritmu existuji ¢tyri hlavni kroky: Inicializace, Vybér,

Reprodukce a Dokonceni [41]
e Jevyrazné odolnéjsi viici hluku,
e Povoluje pomalu usilovat o dokonalost,

e Ma schopnost kombinovat s jinymi rozloZenimi.

create initial

population \
.o e~ '

next generatlon N

compute
fitness
elmsm .$ )
L]
termination } b 1)
tournament children
%. ® j
5 | crossover
select best parents

individual

"‘o
Qd individuals

Obrazek 15: Prehled pristupu pouZivaného k analyze genetickych procest, prevzato
z [35]
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6.5.3.1 Kroky Genetic process miner

Genetic process miner prochazi ¢tyfmi kroky:

® Nejprve vytvoiime pocate¢ni populaci

o miuZete jednoduSe nahodné vytvorit nékteré Petriho sité s nahodnym
pridanim mist,
o nebo pouziti Alpha algoritmus.
e V kaZzdém kroku vypocitame vhodnost pro vSechny instance populace,
e Elitarstvi - proces zachovani nejlepSich,
e PakjsouvSechny ,prezivsi“ exemplare povazovany za ,rodice“
o cross-over proces sdruZovani rtiznych siti Petriho,

o mutace pridani nékterych ndhodnych zmén k diverzifikaci.

6.5.3.2 Cross-Over
To je proces vyroby ,ditéte“ moZny dvéma rodi¢ovskymi instancemi (vybér rodict),
nebo zcela nahodné, ¢i pomoci pouZiti fitness pro rychlejsi sblizeni. Neni vzdy tireba

Y7

vybirat jen ,to nejlepsi“, potiebujeme rozmanitost.

Jak vytvorit Petriho sit z dalSich dvou siti. Predpokladejme, Ze mame dvé nahodné

vytvorené rodicovské Petriho sité:

examing
thoroughly

examing
casually

examine
casually

deside

slart  register
1]

request

start

'
]
H reject
request request

reinitiate

reinitiate
! request ! request

Obrazek 16: Dva matefské modely, prevzato z [35 obr. 6.9]

Minimalni fez, ktery sniZi rodice a déla z nich déti na obrazku 16 je (e, f), protoZe v obou

piipadech z e jde do g, h a vlevo zlistanou a, b, ¢, d.
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Left A L} i RightB  LeftB [ i RightA
oo N e

o H( examing
start register casually

reguest .

slan ragister

requast

check ticket
reinitiate
¥ request

Obrazek 17: Dva détské modely, pievzato z [35 obr. 6.9]

Vezmeme (e,f) ven a dostaneme dvé odpojené komponenty kombinaci levé a pravé

c¢asti Petriho siti se vytvori déti. Tak byly ziskany 2 nové modely (Obrazek 17).

Dalsi zpiisob, jak ziskat silnéjSi model, je Mutace. Zplisoby mutace: odstranit nebo

pridat misto, pridat oblouk.

6.5.3.3 Funkce Hodnoty: Fitness

V naSem pripadé mira fitness hodnoti kvalitu bodu (samostatny nebo model procesu)
ve vyhledavacim prostoru podle protokolu udalosti. Geneticky algoritmus hleda
jedince, jejichZ vhodnost je maximalni. TakZe mira fitness zajiStuje, Ze lidé s maximalni
fitness budou moci analyzovat vSechny instance procesu (stopy) v logach, v idealnim

pripadé ne vice neZ tyto prechody. [41]

Definice trace-level fitness jako:
fitn o) =—(1 rLa
itness(o,N) 2( C) 2( p)

m - chybéjici tokeny;

C - spotiebované tokeny;

r - tokeny zbyvajici po dosaZeni mista vystupu;

p - vyrobené tokeny;

Na prikladu potomka z obrazku 17 pocitam fitness:

logtrace: L1=(abeg);

M=0, C=0, R=0, P=1 (p = 1, protoZe na vstupnim misté je token);

A - generuje 2 tokena, spotrebuje 1 = p<p+2=3; cc+1=1
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B - generuje + token, spotfebuje 2 = p<p+1=4; cc+1=2;

E - musi spdlit, ale nemiiZe: jeden token chybi, takZe jej pfidame a vypalime

E = pp+1=5; cec+2=4; mem+1=1

G - p<p+1=6; c—c+1=5

ale je tu jeden zbyvajici token, ktery ziistal po vypaleni = rer+1=1

a nakonec odstranime jeden token z vystupniho mista = c<c+1=6

Nahradim data do vySe uvedeného vzorce: fitness(L1,N) = %(1 — %) + %(1 — %): g

Geneticky proces dolovani je flexibilni a robustni. Stejné jako heuristické téZebni
techniky se dokaZe vyporadat s hlukem a neudplnosti. Pristup lze také snadno
prizplsobit a rozsitit. Zménou funkce fitness je moZné upiednostnit konkrétni
konstrukce. BohuZel, stejné jako vétSina evolucnich pristupti, neni téZba genetického

procesu prili§ uc¢inna pro vétsi modely a protokoly.

6.5.4 Inductive miner

Na zakladé moderni literatury, algoritmus detekce je proces znamy jako Inductive
Miner (IM) v ném neni splnéna vzdélavaci sady dat do pritomného ¢asu. IM znamena
zlepSeni ve srovnani s Alpha a Heuristic miner, zjednodus$it studium protokolu
udalosti, je schopen se vyporadat s neCastym chovanim a velkymi event logy, zaroverii
je zajiSténa spolehlivost [42]. Zatimco vnitini reprezentace procesu objeveného
Heuristic miner je heuristicka sit, vnitini reprezentace procesu objeveného Inductive

miner je strom.

Stejné jako heuristicky miner, induktivni miner bere v tuvahu frekvence udalosti
a ignoruje nizkofrekven¢ni udalosti a izolované cykly udalosti. Jako zlepSeni jak pro

Alpha miner, tak pro Heuristic miner, zarucuje také spolehlivost.
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6.6 Pouziti Process Mining

Otazky, na které Process Mining odpovida, 1ze rozdélit do dvou skupin:

Problémy s vykonem (efektivitou) procesi.

Otazky konzistence procesii.

Ve skutecnosti to déla ,rentgen” procesti probihajicich ve spole¢nosti, které poskytuji

komplexni, a hlavné pravdivy obraz celého retézce udalosti, a nejen jednotlivé kroky,

¢imZ se eliminuji bariéry mezi jednotlivymi oddélenimi a odbory. Ziskané skdre

soucasné provozni vykonnosti spole¢nosti, je objektivni, a proto mliZe byt pouZito pro

zjiSténi moZnosti optimalizace, sledovani zmén a rychlé reakce. Process Mining

vymazanim organizacnich hranic umoziuje ziskat Insights pro jakoukoliv uroven

detaild. Hodnota téchto insiti je, Ze davaji spolecnosti zdkladnu a smér pro dalsi kroky

ke zlepSeni a digitalizaci procesti ve vSech divizich.

Process Mining se zaméfuje na identifikaci, kontrolu a zdokonalovani
skute¢nych obchodnich procesii. Analyza dat ziskanych z IT systémi, které
podporuji naSe procesy, dava skute¢ny, end-to-end pohled na to, jak obchodni
procesy funguji.

Process Mining se diva na to, jak byly udaje skute¢né vytvoreny. Techniky pro
dolovani procesti také umoziuji uZivatelim dynamicky vytvaret procesy
zaloZené na nejnovéjsich datech. Procesni téZba miZe dokonce poskytnout
prezentaci obchodnich procesti v redlném case prostrednictvim Zivého vysilani.
Techniky pro Process Mining umoznuji konkrétné hledat odpovédi na jasné
a predem definované otazky.

Process Mining miiZe poskytnout piredstavu o tom, jak byly vysledky ziskany.
Tato technika nehleda zakonitosti v datech, ale kauzalni procesy.

V Process Miningu mohou byt vyjimky nékdy neméné dileZité. Vyjimky mohou

byt casnym ukazatelem neefektivity nebo piilezitosti ke zlepSeni.
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7 Ptiklady algoritmd v praxi

NeZ se podivame na aplikace algoritmii v praxi, stoji za to premyslet o tom, jak bychom
mohli volit mezi algoritmy. To je néco, na co neexistuje jednozna¢na odpovéd —
neexistuje zadny "lepsi" algoritmus. SpiSe jeden algoritmus miiZe byt vhodnéjsi pro
dany konkrétni ukol neZ jiny, nakonec miiZeme vyménit jednu vlastnost algoritmu
za jinou. Napriklad, pokud je diileZita presnost, pak miiZeme byt pripraveni ztratit
nékteré vypocetni ucinnosti, nebo investovat vice vypocetniho vykonu, aby se pouzit

jeji a naopak. Nebo bychom mohli upfednostiiovat jednoduchost pred presnosti.

Kromé obecnych vlastnosti algoritmii existuji nékteré diileZité vlastnosti tykajici se

modelii odvozenych z téchto algoritmii.

e Bezpecnost - vsechny udalosti pritomné v modelu jsou povoleny a Ze se tyto
udalosti vzajemné vylucuji. To znamen3, Ze kaZdé misto miiZe obsahovat pouze
jeden token,

e Spravné dokonceni - iik3, Ze kdyZ je proces dokoncen, nemtiZe byt provedena
Zadna z jeho udalosti,

e MoZnost dokonceni - znamend, Ze vzidy musi existovat moZnost dokoncit
proces.

e Nedostatek mrtvych ¢asti - znamend, Ze pro jakykoli piechod do modelu

existuje vZdy jedna nebo vice sekvenci udalosti, které vedou k jeho vzniku.

VySe uvedené vlastnosti spojuje Zdravy rozum. To znamenad, Ze procesy a modely
budou vzdy dokoncené (bezpelnost, spravné ukonceni a moZnost dokonceni)
a Ze alespon jedna z udalosti v procesu bude provedena (chybéjici nezivych casti).
Proto, aby byla sit pracovniho postupu spolehliva, musi mit vSechny vySe uvedené
vlastnosti. Zdravy rozum je jeden z klicovych rozdild, které odliSuji Inductive miner

od Alpha a Heuristic miner.

7.1 Process discovery pomoci proM

ProM-to je rozS$iritelny framework, ktery podporuje Sirokou Skalu metod Process
Mining ve formé plug-inti a distribuovany pomoci licence GNU Public License (GPL)
s open source.[43] Data pro analyzu jsou prevzata z automatizované soutéZe Process
Mining Conference 2020.[44] Celkem byla v ramci soutéZe vygenerovana datova sada

obsahujici 192 traning logt, ale jako ptiklad fungovani algoritmii pouZity pouze tdaje
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ze tii prvnich protokoli: pdc_2020_0000000, pdc_2020_0000001,
pdc_2020_0000010.xes VSechny protokoly jsou prezentovany ve formatu XES.

Ptivodni workflow sité pouZivany pro generovani protokolti jsou:

pdc_2020_000000

pdc_2020_000001

Obrazek 18: Plivodni Petriho sit, pomoci [44]

Na obrazku 18 je jasné vidét, Ze vSechny procesy zacinaji prechodem T11 a kon¢i
na T91, ale uvniti processti logy jsou trochu odlisné. Je vidét pomérné velké mnoZstvi
smycek a paralelnich procest, stejné jako riizné sekvence akcii. Sité jsou dané v ramci

souboru pro analyzu.
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Nyni z testovacich logli pomoci Alpha miner ziskdm model procesu, ktery skute¢né

probiha:

pdc_2020_00000
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pdc_2020_00010

Obrazek 19: Alpha miner, pomoci [44]

Pfi analyze testovanych logl procesti pomoci Alpha miner je ziskan zcela jiny model.
Logicky se ukazalo, Ze procesni schéma je prakticky nerozliSitelné pdc_2020_00000,
jen se usnadnila a v logech pdc_2020_00001 a pdc_2020_00010 se objevily akce, které
nevedou k dokonceni. Model pdc_2020_00001 se prakticky nezlepsil, naopak se

objevily nové akce a spojeni.

55



Vnitini reprezentace procesu objeveného Heuristic miner je heuristicka sit. Tuto
heuristickou sit miiZeme vizualizovat pomoci vizualizatora objektu. Pied vizualizaci
provadim filtr logl: startovni udélost bude T11, kon¢i na udalosti T91, procento
nejcastéjSich udalosti které privedou k dokonceni procesu je nastaveno na 80%.

Petriho siti zase dostaneme po filtrovani Heuristic minerem a pomoci Alpha algoritmu:

pdc_2020_0000000

E@’E@’E 'O\;-ﬂe O’ﬂ

DT *Oyl g
oo 05O 0 oAF0”

pdc_2020_0000001

t31 L ——

t41

o t44

t26 t11 “"Q\/

pdc_2020_0000010
0@}~ oo

62

t35

Obrazek 20: Heuristic miner a Alpha miner, pomoci [44]

Vzhledem k tomu, Ze se pozornost soustiedi na proces jako celek, analyzu by mélo
smysl zalozit pouze na dokoncenych instancich procesu. Nema smysl mluvit
o nejcastéjsi cesté, pokud neni dokoncena, nebo spekulovat o dobé Sifrky pasma
piipadid, kdy nékteré z nich stale funguji. Proto predem protokoly vy¢isti nebo filtruje

Heuristic miner. Ve vysledku vidime mensi pocet akci v priibéhu procesu.
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ProM umoZiiuje vizualizaci probihajicich procesii. Standardni algoritmus, ktery je

soucasti knihovny proM 6.1 je Inductive vizual miner:

pdc_2020_0000000

— -3
- i AU AR S SR S
L™ = '--«.ﬂ ©, n. . RN n g e, G oy o SRR
= = o

Obrazek 21: Inductive vizual miner, pomoci [44]

Induktivni miner zobrazuje, jak probihaji vzorky akcii (Zluté te¢ky). Cim siln&jsi je

Vv

mostem.

Jednoduchy piiklad pouZiti algoritmii Proces Mining v programu proM 6.1 na piikladu
til procesli, ndm ukazal, Ze ne vSechny akce, které byly koncipované na zakladnim
modelu, ve skutecnosti bézi. Nékteré z nich nevedou k poZadovanému vysledku

a dokonceni procesu T91. Dokonce i po filtrovani existuji slepé akce.
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Zaver

Tato prace se zabyvala popsanim novych oblasti zpracovani dat z databaze, jak jsou
Data Mining a Process Mining. V procesu priizkumu praci odbornikii a odbornych
¢lankd bylo zjisténo, Ze navzdory skutecnosti, Ze mnozi védci vkladaji do termint
novych modernich disciplin Data a Proces Mining pomérné bohaté mnoZstvi vyznamd,
i kdyZ Process Mining a Data Mining zacinaji z dat, techniky Data Mining nejsou
zaméreny na proces a nezaméruji se na data o udalostech (instance a akci obchodnich
procesti). Pro metody Data Mining mohou fadky (instance) a sloupce (proménné)
znamenat cokoli. Zatimco v procesu klasifikace nebo clusteringu dat se m{iZou objevit
mimoradné vysledky, obecné tyto udaje mohou odkazovat na jakékoliv oblasti

a nemusi vzdy prinést praktickou hodnotu.

Navzdory Data Mining technologie Process Mining ve svém jadru vyuziva pravé logy
pro vizualizaci obchodnich procesti ve stavu ,as-is“. Diky tomu budou v§echny ziskané
vysledky mimoradné spolehlivé a transparentni. Jako vysledek Process Mining bude
obchodni proces - posloupnost operaci, béhem nichz se ziska smysluplny vysledek pro

organizaci.

Velka ¢ast prace se vénuje popsani algoritmi s priklady a jejich vnitinimu zpracovani.
Na zékladé informaci ziskanych pfi studiu riiznych algoritmi bylo zjisténo, Ze celkem
mining jako metoda zpracovani dat miiZe kombinovat modely procesti a metody Data
Mining rliznymi zplisoby. Nicméné tkoly, které stoji pied analyzou procesii vyZaduji
specialni algoritmy. Kromé toho format souborii pro Data a Process Mining se tplné

1is1.

Vétsina univerzalnich algoritmii Data a Process Mining, které prosly ¢asovym testem,
vSak byly popsany v této préci. Pokud algoritmy Data Mining ve vétsiné piipadl se
objevily na zakladé statistiky, algoritmy Process Mining na zakladé otevieného kddu
a globalnich soutéZi jako PDC se objevuji az dosud a jsou implementované ve volné
distribuované knihovné ProM. Pomoci ni se povedlo na zdkladé training logl
z automatizované soutéZe Process Mining Conference 2020 ukazat, jak pracuji zakladni

algoritmy, kromé Genetic miner. Ten je v beta verzi a nefunguje, jak by mél.
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Béhem prace se objevilo obrovské mnozstvi algoritmi a jejich kombinace, ale nékdy je
jejich vybér pro analyzu dat, ktera zcela spociva na zkuSenostech a intuici analytického

pracovnika. Neexistuje Zadné univerzalni nebo ready-made feSeni problémi.

Vysledkem prace je, Ze pro kompletni ziskavani informaci ze stavajicich skute¢nych
procesti podniku a pro moZnost predvidat nebo najit skryté prileZitosti, bude lepsi

pouzit obé metody analyzy dat.
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