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Anotace 

Bakalářská p r áce se zabývá algoritmy re la t ivně nových disciplín Process Mining, 

p řemosťu j íc í mezeru mezi Process Science a Data Science a Data Mining. Hlavním cílem 

p ráce je popsat a u k á z a t rozdí l a lgor i tmů, použ ívaných v p r o c e s n í a da tové analýze. 

Za t ímto cílem se sk rývá t eo re t i cké př ib l ížení t é m a t u spočívající v analýze obecných 

pr inc ipů , v y m e z e n í p o s t a v e n í Process Miningu vůči Data Miningu. Dalším úko l em je 

j a sně urč i t oblasti p r ak t i ckého použi t í t ě ch to m o d e r n í c h metod analýzy dat. P ráce se 

sk ládá ze čtyř h lavních fází, k t e rými je s y s t é m p ráce s daty jako Data Science a Business 

Intelligence, popis Data Min ing a Process Min ing a jejích a lgor i tmů. Hlavním v ý s t u p e m 

té to p r áce je p o c h o p e n í rozdí lu mezi Data a Process miningem a jejich a lgor i tmů. 

Klíčová slova: Data Mining, Process Mining, Data Science, Algor i tmy D M , Algor i tmy 
P M 

Annotation 

The bachelor thesis deals wi th algorithms of the relatively new disciplines of Process 

Mining, br idging the gap between Process Science and Data Science and Data Mining. 

The main objective of the thesis is to describe and show the difference of algorithms 

used in process and data analysis. Behind this goal is a theoretical approach to the topic 

consisting in the analysis of general principles, defining the position of Process Min ing 

in relation to Data Mining. Another objective is to clearly identify the areas of practical 

application of these modern methods of data analysis. The thesis consists of four main 

phases, which are the system of work ing wi th data as Data Science and Business 

Intelligence, the description of data through Data Min ing and Process Min ing and their 

algorithms. The main output of this thesis is to understand the difference between Data 

and Process mining and to analyze their algorithm. 

Keywords: Data Mining, Process Mining, Data Science, D M Algorithms, P M Algori thms 
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Úvod 

Vyhledáván ím informací v rámci p á t r á n í po zákon i tos t ech v nich skry tých se lidé 

zabývají po mnoho stalet í . Ale teprve s p ř í c h o d e m počí tačů, da tabáz í , lokálních 

a globálních sítí získal pojem "velká data" (big data) současný význam. Jejich z k o u m á n í 

a s k e n o v á n í k t e ré dř íve zajímalo jen vyzvědače a kabalisty-mystiky, pozděj i sociology 

kultury a teoretiky méd i í s jejich vá šn í k obsahové analýze, se vyvinulo v důleži tý 

p růmys l . V m o d e r n í době je k a ž d é m u jasné , že tak jako ropa nebo zlato, p a t ř í i data 

k j e d n í m z ne jcennějš ím zdro jům. 

Mez iná rodn í da tová spo lečnos t (IDC) p ř e d p o v ě d ě l a , že v roce 2020 vzroste digi tální 

v e s m í r na 40 000 exabaj tů (nebo 40 bi l ionů g igaba j tů) . [ l ] V roce 2020 bylo v y t v o ř e n o 

nebo rep l ikováno 64.2 ZB dat. „V p r ů b ě h u pandemie Covid-19 vzrost l s y s t é m o v ý tlak 

na mnoho p růmys lových odvě tv í a její dopad se projeví za někol ik l e ť [ l ] řekl Dave 

Reinsel, senior viceprezident spo lečnos t i IDC Global DataSphere. „Množství digi tálních 

dat vy tvo řených v př í š t ích pět i letech bude vě t š í než dvo jnásobek m n o ž s t v í dat 

vy tvo řených od p ř í c h o d u digi tá lního úložiště".[2] 

V k o n e č n é m důs l edku p ř e d byznysem a l idstvem nes to j í o tázka akumulace, ale 

zp r acován í a h l edán í cenných informací v tomto n e u v ě ř i t e l n é m objemu dat. 

Cílem t é t o p ř e d l o ž e n é p r áce je př ib l ížení obecných pr inc ipů , v y m e z e n í p o s t a v e n í 

Process Miningu vůči Data Miningu. V r ámc i v y m e z e n í je taky p o p s a n í a ana lýza 

a lgor i tmů, k t e r é se používají př i zp racován í dat a proces mining. Navzdory skutečnos t i , 

že v procesu zp racován í dat metodami Data a Proces Min ing existují kroky k jejich 

zpracování , tato p r áce klade dů raz na p o c h o p e n í a lgor i tmů. Proto p ř e d p o k l á d á m e , 

že data jsou již m a x i m á l n ě vyč i š těna a p ř i p r a v e n a k analýze. 
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1 Systém práce s daty 

V té to kapitole bude nejprve vysvě t l en sku t ečný pohled na s y s t é m p r á c e s daty, tj. jak 

jsou navzá jem spojeny t e rminy s n imiž se v pos ledn ích letech m ů ž e m e p o m ě r n ě čas to 

setkat v oboru s p r a v o v á n í dat. Dále vysvě t leny po jmy k te ré se nejčastěji používají 

jako: Data Science, KDD, Data Mining, Process Min ing a Business ana lýza a jaký je mezi 

n imi rozdíl . 

1.1 Úrovně informací 

V souvislosti s ř e š e n í m obchodn ích p r o b l é m ů diskutujeme o Data science (věda 

o datech) a Business Intelligence (BI). Jak Data science, tak Business Intelligence 

zahrnuj í s b ě r dat, m o d e l o v á n í a s h r o m a ž ď o v á n í informací . 

Ale nejprve si m u s í m e ujasnit n ě k t e r é důlež i té pojmy. Russel Ackoff zvýrazni l někol ik 

ú rovn í informací: 

Data - jsou symboly, k t e ré p ředs tavu j í vlastnosti objektů, udá los t í a jejich p ros t ř ed í . 

Jsou to produkty pozorován í . Technologie sn ímání , p ř í s t ro jového vybaven í je 

s a m o z ř e j m ě velmi rozv inu tá . Data nep ředs t avu j í hodnotu, dokud nebudou z p r a c o v á n a 

v použ i t e lné (tj. aktuální ) p o d o b ě . [3 s. 3-6] 

Informace - jsou z í skávány z dat ana lýzou v mnoha aspektech, k t e r é počí tače 

poskytuj í . Myšlenkou je, že se lidé ptají na o tázky jako kdo, co, kde, kdy a kolik, a data 

n a b í d n o u pa t ř i čný výs ledek. Informační s y s t é m y generují , ukládají , extrahuj í 

a zpracovávaj í data. V mnoha p ř í p a d e c h jejich zp racován í m á s ta t i s t ický nebo 

a r i tme t i cký charakter. Jsou informace vyvozeny z dat. [3 s. 3-6] 

Rozdíl mezi daty a informacemi je funkční, nikol iv s t ruk tu rá ln í , ale údaje se obvykle 

snižují, když jsou p ř e v e d e n y na informace. 

Znalosti - jsou know-how, nap ř ík l ad jak s y s t é m funguje. To je to, co umožňu je 

konverzi informací do p o k y n ů a s p r á v u sys t ému . Do všech řídicích s y s t é m ů jsou 

z a b u d o v á n y s y s t é m y znalos tn í . Znalosti lze z í ska t d v ě m a způsoby : b u ď p ř e n o s e m 

z j iného zdroje, podle návodu , nebo č e r p á n í m ze zkušenos t i . Znalosti jsou p ř e n á š e n y 

p o m o c í pokynů , o d p o v ě d í na praktickou o tázku "proč". Získávání zna los t í je učení . 

[3 s. 3-6] 
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Moudrost - je schopnost n a u č e n é koncepty a znalosti z p ředchoz ích s i tuací aplikovat 

na p r o b l é m y nové. 
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2 Business intell igence 

T e r m í n Business Intelligence (BI) p o p r v é definoval Howard Dresner takto: 

„Business Intelligence je množina konceptů a metodik, která zlepší rozhodovací proces 

za použití metrik, nebo systémů založených na metrikách. Účelem procesu je konvertovat 

velké objemy dat na poznatky, které jsou potřebné pro koncové uživatele. Tyto poznatky 

potom můžeme efektivně použít například v procesu rozhodování a mohou tvořit velmi 

významnou konkurenční výhodu". [4] 

Business Intelligence je analýza dat spo lečnos t i se s ta t i s t ickými koncepty pro z ískání 

ř e š e n í a n á p a d ů . V Business Intelligence se používají pouze s t r u k t u r o v a n á digi tální 

data, umožňuj íc í velmi o m e z e n ý obraz okoln ího světa . Ta řeš í specifické p rob lémy , jako 

jsou náklady, zisk a p o d o b n ě a jejích v ý s l e d n ý m produktem je informace. 

"Úspěch nástrojů BI však závisí na kvalitě dat, která používá. Kvalitní data, jejich 

transformace na informace a získávání znalostí z nich jsou proto nezbytné pro úspěšnou 

implementaci BI. V důsledku toho je důležité prozkoumat techniky, které lze 

implementovat pro výběr a analýzu organizačních dat. Objev znalostí v databázích (KDD) 

je jeden proces, který lze prozkoumat, aby byla zajištěna nejvyšší kvalita dat pro aplikace 

BI."[5] 
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3 Data Science 
Data Science je p o m ě r n ě nová disciplína. Podobu s a m o s t a t n é discipl íny dostala n ě k d y 

v roce 2010, proto je terminologie čas to matouc í . Rychlé vyh l edáván í na internetu 

o data science vede k někol ika t e r m í n ů m a definicím: 

Data science za ložena na někol ika discipl ínách vče tně informatiky, matematiky, 

statistiky, uk ládán í a zp racován í dat a jejich p red ik t ivn í analýzy.[6] Kombinuje data 

s b u d o v á n í m a lgor i tmů a technologi í , aby odpovědě la na celou ř a d u specifických 

otázek, jako jsou např ík lad dopad geografie či s ezónn ích faktorů a p re fe renc í 

zákazn íků na byznys. Úkolem toho, kdo se zabývá data science, je extrakce zna los t í 

s využ i t ím technik, spo jených pod spo l ečným n á z v e m Data mining: spo jen í statistiky, 

s t ro jového učen í a u m ě l é inteligence a dalších metod analýzy dat za úče lem p o c h o p e n í 

toho, co data obsahují . V data science mohou b ý t použ i ly v š e c h n y údaje, k t e r é jsou 

d o s t a t e č n é pro obraz okoln ího světa, s v e š k e r o u p o ž a d o v a n o u úplnos t í . Pro data 

science je v ý s l e d n ý m produktem znalost. 

Obrázek 1: Pyramida BI, p ř e v z a t o z [7] 

Závě rem je t ř e b a dodat, že BI a data science lze p ř e d s t a v i t jako dva póly na spo lečné 

ose da tových technologi í . Na jednom pólu se z dat získávají informace, na d r u h é m 

znalosti. Stejně jako v mnoha p ř í p a d e c h v životě - hranice mezi n imi je nejasná.[8] 

Navíc tyto dva koncepty kombinuj í proces dobýván í zna los t í z da tabáz í . 
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4 Knowledge Discovery in Databases 

In te l igentn í ana lýza dat, z n á m á t aké jako Dobývání zna los t í v da tabáz ích (KDD, 

Knowledge Discovery in Databases). Tento t e r m í n by l uveden na p r v n í m seminá ř i KDD 

v roce 1989 [9] a by l popu la r i zován v oblasti u m ě l é inteligence a s t ro jového učení . [10] 

KDD je proces detekce vzo rků ve velké s a d ě dat a da tových úložišť. Tento pojem je 

def inován jako: 

„Proces netriviálního objevování implicitních, dopředu neznámých a potenciálně 

použitelných znalostí v datech". [10] 

Podle t é t o definice se n ě k t e ř í jedinci mohou mylně domníva t , že KDD je synonymum 

pro „data mining", ovšem n e n í tomu tak. 

Data mining je pouze j e d n í m krokem z ce lkového procesu d o b ý v á n í zna los t í 

z da tabáz í , a to jako proces vyh ledáván í p o ž a d o v a n ý c h dat a jejich posky tován í 

už iva t e l i / p rocesu k da l š ímu využití . 

4.1 KDD process 

Existuje ř a d a variant KDD procesu, jako jsou ty, jenž byly pub l ikovány 

u Adriaans & Zantinge v roce 1996, Brachman & Anand v roce 1996, a Han A Kamber 

v roce 2006 k r o m ě jiných. Nicméně , v š e c h n y varianty procesu KDD jsou si blízké, jak 

to popsal Fayyad v roce 1996[10] a p o d p o r o v á n y Roiger [6]: 

Obrázek 2: Steps in the KDD process, p ř e v z a t o z [11] 
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Určení c í le . V t é to fázi se z a m ě ř í m e na p o c h o p e n í oblasti, k t e r á se zabývá zj iš těním 

zna los t í a r e l evan tn ích p ř e d b ě ž n ý c h znalost í . S tanoven í cíle procesu KDD z pohledu 

zákazníka , k t e rý m u s í b ý t dosažen . Je m o ž n é formulovat hypo tézu , jež naznaču je 

p r a v d ě p o d o b n ý nebo p o ž a d o v a n ý výsledek. 

Vytvořen í c í l o v é d a t o v é sady. Výběr da tové sady nebo z a m ě ř e n í se na p o d m n o ž i n u 

p r o m ě n n ý c h nebo da tových vzorků , pro k t e r é m u s í b ý t detekce provedena. 

Čištění a Integrace dat. Tato fáze se počí tá za p ř e d z p r a c o v á n í z í skaných údajů, k t e r é 

jsou u loženy v d a t o v é m úložišti . V t é to fázi mohou data obsahovat v y n e c h á n í 

n a d b y t e č n ý c h dat, a b n o r m á l n í hodnoty atd. 

Transformace dat. V t é to fázi jsou data zkrácena , p ř e v e d e n a a k o m b i n o v á n a do forem 

v h o d n ý c h pro dolování , vy těžován í dat p r o v á d ě n í m ope rac í generalizace nebo 

agregace, aniž by byla o h r o ž e n a jejich integrita. Informace jsou o rgan izovány a t ř í d ě n y 

p o m o c í metod sn ižování velikosti nebo konverze, čas to k o m b i n o v á n y do jednoho typu, 

aby se snížil efektivní p o č e t uvažovaných p r o m ě n n ý c h . Data jsou p lně použi te lná . 

Někdy se konverze a konsolidace dat p r o v á d í p ř e d procesem v ý b ě r u dat, ze jména 

v p ř í p a d ě d a t o v é h o skladu. 

Data Mining. Více o t é to fázi bude n a p s á n o v následuj ící kapitole. S t ručně pojem Data 

Min ing v sobě zahrnuje: 

• Výběr k o n k r é t n í metody dolování dat, odpovídaj ící cíli procesu KDD, 

v y b r a n é m u v p r v n í m bodu. 

• Výběr algoritmu pro do lován í dat, v ý b ě r metody, k t e r á m á b ý t použ i ta pro 

vyh l edáván í p a t t e r n ů . 

• Vlastní Data M i n i n g h l edán í zaj ímavých m o d e l ů v urč i té s r o z u m i t e l n é p o d o b ě 

nebo sadě t akových r ep rezen tac í : jako klasifikační pravidla nebo stromy, 

regrese, sh lukován í a tak dále. 

Správné p r o v e d e n í p ředchoz ích k r o k ů m ů ž e v ý r a z n ě usnadnit metodu do lován í dat. 

Komponenta data mining pro proces KDD se zabývá a lgor i tmickými p ros t ř edky , 

k t e rými jsou vzory e x t r a h o v á n y a vyčís leny z dat. 

Interpretace / H o d n o c e n í . Často tento krok m ů ž e zahrnovat vizualizaci 

ex t r ahovaných dat s ohledem na modely. P rob íhá h o d n o c e n í vzorků , k t e r é p ředs tavu j í 
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znalosti za ložené na ukaza te l ích zájmu. In t e rp re t ac í př i ja tých vzorů je m o ž n é se v rá t i t 

k n ě k t e r é m u z p ředchoz ích k roků pro další iteraci. 

Consolidating discovered knowledge. Konsolidace zj iš těných znalost í : Pokud jsou 

zj iš těné znalosti jsou považovány za už i tečné , jsou zahrnuty do j iného s y s t é m u 

pro dalš í ř e š e n í p r o b l é m ů nebo akce, nebo jen dokumentace a jejich prezentace 

zá jemcům. 

Tento proces pouze o šest i k roků používá s p o l e č n o s t Statistica, pod n á z v e m CRISP-DM 

- Cross Industry Standard Process for Data Mining. 

Jak je v idě t na ob rázku 3, proces n e n í „ jednosměrný" . Tato situace m ů ž e nap ř ík l ad 

nastat, když výs ledky m o d e l o v á n í nejsou d o s t a t e č n ě v ě r o h o d n é , nebo pokud je t ř e b a 

data jinak transformovat. 

Obrázek 3: Diagram CRISP-DM procesu, p ř evza to z [12] 
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5 Data Mining 
Jedn ím z prvních, kdo začal mluvi t o Data Min ing jako po tenc iá ln ím z la tém dolu, by l 

Rakesh Agrawal: 

„Jednou z takových aplikačních domén, která pravděpodobně v blízké budoucnosti získá 

značné významy, je dolování databází. Rostoucí počet organizací je vytváření ultra 

velkých datových základen (měřených v gigabajtech a dokonce terabajtech) obchodních 

dat, jako jsou spotřebitelská data, historie transakcí, záznamy o prodeji atd. Taková data 

tvoří potenciální zlatý důl cenných obchodních informací." [13] 

Výše v t é to práci , jako v č e s k é m p r o s t ř e d í se v n ě k t e r ý c h p ř í p a d e c h užívá českého 

vý razu do lován í dat, ale v t é to práci budeme využ íva t pojmu Data Mining, jelikož se 

j edná o us t á l ený pojem. 

5.1 Definice Data Mining 

Jiawei Han ve své knize popisuje Data Mining, jako sku t ečně in te rd i sc ip l iná rn í 

p ř e d m ě t , k t e rý m ů ž e b ý t def inován mnoha r ů z n ý m i způsoby . Srovnává jej s d o b ý v á n í m 

zlata z p ísku nebo hornin. Stejně tak by Data Min ing mohl b ý t vhodněj i nazýván 

" in te l igentní analýza zna los t í za ložených na datech".[14] Ale to je pří l iš d louhý název, 

a proto se nejčastěji m ů ž e m e setkat s definicí "proces h l edán í zaj ímavé struktury 

v datech".[6] Struktura m ů ž e m í t mnoho forem: sady pravidel, grafů nebo sítě, stromu, 

j edné nebo více rovnic a mnoho dalších. Data Min ing používá jeden nebo více a lgo r i tmů 

s cílem identifikovat zaj ímavé trendy a vzory v datech. 

Je t ř e b a poznamenat, že tato definice z n a m e n á , že už i tečné informace jsou již obsaženy 

v datech. Nicméně, s loži tos t dat a jejich v í ce s tupňová povaha dat znamenaj í , že už i tečné 

informace n e m ů ž e m e nají t bez výkonných m a t e m a t i c k ý c h nás t ro jů . 

Jednou z důleži tých sku tečnos t í definice dolování dat je, že nezahrnuje ž á d n ý postup 

učení . Proto jsou metody nebo algoritmy použ ívané pro do lován í dat 

nekon t ro lova t e lné . [15] 

Jak bylo n a p s á n o výše, Data Min ing h ledá znalosti v již dř íve zpracovaných , 

s t r u k t u r o v a n ý c h datech. Na kvali tě a zdroji t ěch to informací závisí výsledek. 
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Klíčové vlastnosti do lování dat: 

• Au tomat i cká p ř e d p o v ě ď vzo rků na zák ladě analýzy t r e n d ů a chování , 

• P rognóza za ložená na p r a v d ě p o d o b n ý c h výsledcích, 

• Vytvářen í informací z a m ě ř e n ý c h na rozhodován í , 

• Z a m ě ř e n í na velké da tové sady a d a t a b á z e pro analýzu, 

• Clustering za ložený na vyh ledáván í a v izuá ln ím d o k u m e n t o v á n í skupin faktů, 

k t e r á nebyla dř íve známa . 

5.2 Klasif ikace úloh Data Mining 

Úkoly ř e š e n é t ě ž b o u dat: 

• Klasifikace - použ ívá klasif ikovaná data a na jejich zák ladě se snaž í 

p ř e d p o v ě d ě t , do jaké t ř ídy by měla b ý t nová data p ř ipsána . 

• Clustering - zák ladn í koncept clusteringu je ve lmi j ednoduchý : p o d o b n é 

p ř í p a d y jsou seskupeny spo lečně a p ř ípady , k t e ré se liší, jsou oddě leny . Dobrá 

segmentace vy tvář í klastry, k t e ré jsou co ne jkompak tně j š í (distance mezi 

klastry v r ámc i skupiny jsou min imal izovány) a maximalizuje vzdá lenos t i mezi 

r ů z n ý m i skupinami (existuje d o b r é oddě len í mezi skupinami odl išných 

p ř í p a d ů ) . [16] 

• Zkrácení popisu - pro vizualizaci dat, z j ednodušen í úč tu a interpretaci, 

kompresi ob jemů s h r o m á ž d ě n ý c h a u ložených informací . 

• Asociace - h l edán í opakujících se vzorků . Např ík lad h l edán í "udrž i te lných 

vazeb v n á k u p n í m koši". 

• Predikce - zj ištění budouc í ch s t avů objektu na základě p ředchoz ích s tavů 

(h is tor ických dat). 

• A n a l ý z a odchylek - např ík lad detekce a typické s íťové aktivity umožňu je 

detekovat malware. 

• Vizualizace dat. 
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5.3 Základní pojmy 

Pro lepš í p o c h o p e n í strategie Data Min ing a použ ívaných algoritmu je nejprve t ř e b a 

nastavit n ě k t e r é zák ladn í pojmy použ ívané př i jejich popisu. 

5.3.1 Klasif ikace proměnných 

Zde vysvě t l ím důleži tý rozdí l mezi typy dat, k t e r é mohou b ý t kvan t i t a t ivn í 

a kvali tat ivní , n o m i n á l n í a p o ř a d o v é , d i sk ré tn í a spoji té. 

• Kvant i tat ivní ( n u m e r i c k á ) data 

P r o m ě n n é jsou spojeny s v n i t ř n ě č íselnými vel ičinami, jako jsou věk a př í jem. Je 

m o ž n é n a v á z a t spojení a n u m e r i c k é vztahy mezi jejich ú r o v n ě m i . Lze je rozdě l i t 

na d i sk ré tn í kvan t i t a t ivn í p r o m ě n n é a spoji té kvant i t a t ivn í p r o m ě n n é . [17] 

• D i s k r é t n í p r o m ě n n é 

Diskré tn í data jsou data, jejichž poče t je k o n e č n ý nebo nekonečný , ale lze je 

vypoč í t a t p o m o c í p ř i r ozených čísel od jednoho do nekonečna . Diskré tn í jsou 

v š e c h n a data typu ře tězce nebo logiky. Diskré tn í mohou b ý t číselná data, 

např ík lad , "Kód produktu" nebo poče t te lefonních h o v o r ů př i ja tých za den. Data 

přijímající hodnotu typu integer, jsou d iskré tn í , p r o t o ž e a r i tme t i cké operace 

nad t ímto ukazatelem n e m á smysl. 

• Kont inuá ln í ( spoj i t é ) p r o m ě n n é 

Jsou data, k t e r á mohou v u rč i t ém intervalu př i j ímat l ibovolné hodnoty. Nad 

t akovými hodnotami lze p r o v á d ě t a r i tme t i cké operace a mají smysl. Př ík lady 

dat jsou: výška, hmotnost, m n o ž s t v í zboží, ročn í p ř í jmy společnos t i atd. 

Typy dat Kontinuální Diskrétní 

Reální(0,9) • • 
Celý (87) • • 

Řetězce (abc) • 
Logický (1/0) • 

Data /čas • • 
Tabulka 1. Typy dat vs P r o m ě n n é , p ř evza to z [18 s. 176-177] 
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• Kval i tat ivní p r o m ě n n é 

Kvalitní data p a t ř í k da tům, k t e r á "nejsou čísla". Nabývá hodnot „druh auta", 

např ík lad : o sobn í auto, n á k l a ď á k atd. J inými slovy, n e n í to, co poč í t áme nebo 

m ě ř í m e s pevnou s tupnic í nebo s loži tými statistikami a matematikou. Dále 

kval i ta t ivní p r o m ě n n é lze rozdě l i t na nominá ln í a ordináln í . 

• N o m i n á l n í p r o m ě n n é 

Jsou z různých kategori í , n e n í m o ž n é jejich hodnoty se řad i t . Jediná m o ž n o s t 

p o r o v n á n í je určit , zda se hodnoty rovnají , nebo ne. [17] 

• Ordináln í p r o m ě n n é 

Jsou z j e d n é kategorie a data lze u s p o ř á d a t od ne jmenš ího po největší . 

Např ík lad velikosti t r iček: velikost S, M , L, XL atd. 

• K a t e g o r i c k é p r o m ě n n é 

Obecně platí, že jakýkoliv atribut dat, k t e r ý j e kategor ický, p ř eds t avu je d i sk ré tn í 

hodnoty, k t e ré p a t ř í do urč i té k o n e č n é sady ka tegor i í nebo t ř íd . P r o m ě n n é dat 

mohou b ý t klasif ikovány nebo seskupeny. Např ík lad kurz, pohlaví , adresa URL 

s t ránky . 

Obecně platí, že jakýkoliv s t a n d a r d n í p r a c o v n í postup zahrnuje u rč i tou formu p ř e m ě n y 

ka tegor ických hodnot na číselné značky a po t é použi t í ně jakého s c h é m a t u k ó d o v á n í 

na tyto hodnoty. 

5.3.2 Metody učení 

Supervised learning neboli učen í s uči te lem. Nejznámějš í a ne jpoužívanějš í technika 

učen í v Data Miningu. Je to s m ě r s t ro jového učení , k t e rý spojuje algoritmy a metody 

m o d e l o v á n í na základě mnoha př ík ladů , k t e ré obsahuj í dvojice „známý vstup — z n á m ý 

výs tup" . J inými slovy, aby algoritmus pat ř i l k učen í s uči te lem, m u s í pracovat s př íklady, 

k t e r é obsahuj í nejen v s t u p n í p r o m ě n n é (atributy, znaky), ale t aké cílové hodnoty, k t e r é 

by měl obsahovat model po vyučování . Rozdíl mezi cí lovým a s k u t e č n ý m v ý s t u p e m 

modelu se nazývá chyba učení , k t e rá se minimalizuje v procesu učen í a p ů s o b í jako 

„učitel". Hodnota v ý s t u p n í chyby se pak použ ívá k výpoč tu korekce p a r a m e t r ů modelu 

na každé iteraci učení . 
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Mezi algoritmy učen í s uč i te lem pro ř e š e n í úkolů klasifikace patř í : 

• r ozhodovac í s t romy 

• stroje nosných vek torů , 

• bayesovský klasifikátor, 

• l ineá rn í d i sk r iminačn í analýza, 

• metoda k-nejbližší sousedé . 

Unsupervised learning neboli učen í bez učitele. Je technologie s t ro jového učení , 

ve k t e r é se pro korekci p a r a m e t r ů modelu nepouž ívá cílová hodnota. J inými slovy, 

v učebn ích p ř ík ladech př i výuce bez uči te le n e n í n u t n é m í t p ř e d e m d a n é výs tupy 

modelu. 

Hlavním u p l a t n ě n í m výuky bez uči tele je vy tvá řen í clustering mode lů . Vzhledem 

k tomu, že c lus te rová struktura dat je p ř e d e m n e z n á m á a je u r č e n a v procesu učen í 

modelu, n e n í m o ž n é použ í t ž á d n é cílové hodnoty. 

5.3.3 Metody dolování dat 

Metody do lován í dat se mohou rozdě l i t do t ř í zák ladních skupin: 

• Predikce - tyto metody využívají dř íve z ískaných znalost í . Technika t ěch to 

metod spočívá v p o r o v n á v á n í dat, k t e r é m á m e k dispozici, se vzo rovými daty. 

Na zák ladě p o d o b n o s t í se pak stanovuje p ř e d p o k l a d dalš ího vývoje. 

• Deskripce - cí lem t ěch to metod je analyzovat data a zkoumat nové vzá j emné 

vztahy, k t e r é dosud nebyly objeveny a jsou po t enc ioná lně uži tečné. 

• Indikace - tyto metody odhaluj í odchylky od n o r m á l n í h o stavu, aby se včas 

zabrán i lo např . p o r u š e zařízení . 
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5.4 Algor i tmy Data Mining 

Algoritmus v Data Miningu (nebo s t ro jovém učení) je sada heuristiky a výpočtů , k t e r á 

vy tvář í model z dat. Chceme-li vy tvoř i t model, algoritmus nejprve analyzuje 

p o s k y t n u t á data a h l edá k o n k r é t n í typy vzo rů nebo t r e n d ů . Algori tmus využívá 

výs ledky t é to ana lýzy v mnoha i terac ích k na lezen í op t imáln ích p a r a m e t r ů 

pro v y t v o ř e n í dů ln ího modelu. Tyto parametry jsou pak použ i ly v celé da tové s a d ě 

pro extrakci ža lova te lných vzo rů a p o d r o b n ý c h statistik. [19] 

Jeden z klíčových p r o b l é m ů , k t e r é m u v ý z k u m n ý p r a c o v n í k čelí p ř i vývoji s ta t i s t i ckého 

modelu s t u d o v a n é h o jevu, na s t ává př i v ý b ě r u extrakce vzorců op t imáln ích 

pro k o n k r é t n í p ř í p a d algoritmu. B ě h e m někol ika pos l edn ích dese t i le t í bylo vyvinuto 

ob rovské m n o ž s t v í metod pro ř e š e n í úkolů klasifikace a regrese, což j is tě značně 

ztěžuje tuto volbu. 

Úkolem klasifikace a regrese je u rč i t hodnotu závislé p r o m ě n n é objektu podle jeho 

nezávis lých p r o m ě n n ý c h . Pokud závislá p r o m ě n n á př i j ímá číselné hodnoty, pak mluví 

o úkolu regrese, j inak - o úkolu klasifikace. 

5.4.1 Cross-val idat ion 

Pro p o s o u z e n í p ř e s n o s t i klasifikace se p r o v á d í kř ížová kontrola. Cross-validation je 

postup pro h o d n o c e n í p ř e s n o s t i klasifikace dat z t e s tovac í sady. P ř e s n o s t kvalifikace 

t e s tovac ího souboru je s r o v n á v á n a s p ř e s n o s t í výcvikového souboru. Pokud klasifikace 

t e s tovac ího souboru poskytuje př ib l ižně s te jné výs ledky p ř e s n o s t i jako klasifikace 

výcvikového souboru, p ř e d p o k l á d á se, že tato m o ž n o s t p roš la k ř ížovou kontrolou. 

Rozdělení na učebn í a t es tovac í m n o ž i n y se p r o v á d í dě l en ím vzorku v u r č i t é m p o m ě r u , 

nap ř ík l ad učebn í m n o ž i n a - dvě t ř e t i ny dat a z k u š e b n í - jedna t ř e t i n a dat. Tato metoda 

by měla b ý t použ i ta pro vzorky s mnoha př ík lady. 

„Nejdůležitější algoritmickou částí je použití algoritmů strojového učení, tedy budování 

modelu; pro data majningový systém je to stejně důležité jako motor pro sportovní auto. 

Hlavní úsilí však obvykle trvá na přípravě dat". [20] 
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5.5 Rozhodovací stromy 

Jeden z ne jpopulá rně j š ích ř e š e n í pro z ískaní znalosti. Rozhodovac í s trom předs t avu je 

soubor klasifikačních pravidel ve s t r o m o v é p o d o b ě . 

Ve stromu ř e š e n í je někol ik p r o m ě n n ý c h p r e d i k t o r ů a na zák ladě t ěch to p r o m ě n n ý c h 

p r e d i k t o r ů se s n a ž í m e p ř e d p o v ě d ě t , co je t akzvaná p r o m ě n n á odezvy. Řešení pomoci 

rozhodovac ích s t r o m ů je forma učen í s uči te lem, p r o t o ž e data jsou označena . 

H l a v n í m ú k o l e m př i implementaci stromu ř e š e n í je určit , jaké atributy bychom měli 

p o v a ž o v a t za k o ř e n o v ý uzel a každou ú roveň . Zpracován í by mělo b ý t z n á m é jako výbě r 

a t r ibu tů . 

Ve stromu ř e š e n í algoritmus rozděl í datovou sadu na p o d m n o ž i n y na zák ladě 

nej důleži tě jš ího nebo v ý z n a m n é h o atributu. Nejvýznamnějš í atribut je označen 

v k o ř e n o v é m uzlu, a to je mís to , kde rozdě len í zauj ímá mís to celé da tové sady p ř í t o m n é 

v k o ř e n o v é m uzlu. Takové rozdě l en í je z n á m é jako rozhodovac í uzly. V p ř ípadě , že další 

r ozdě l en í n e n í možné , tento uzel se nazývá koncový uzel.[21] 

list list 

Obrázek 4: Typický tvar stromu, s a m o s t a t n ě zp racované . 
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Rozhodovac í s trom je l ineárn í klasifikátor, tj. vy tvá ř í r ozdě l en í objektů 

ve v í c e r o z m ě r n é m prostoru rovinami (ve d v o u r o z m ě r n é m p ř í p a d ě čarami) . 

Kořen 

Rozhodovací uzel 

No Yes 
Atribut 2 

Atribut 2 < 17,7 

No Yes 

O Class 1 

• Class 2 • Class 2 + A Class 3 

Class 1 Class 2 

O o • 
• 

o 
o 

o 
° D • 

o 
o • • 

o o 

o o • n 

A 
° o o A 

A 
A 

5,35 
Atribut 1 

Obrázek 5: Rozdělení objektů čá rami ve d v o u r o z m ě r n é m prostoru, v las tně z p r a c o v a n é 

na zák ladě [21] 

Nejpopulárně jš í algoritmy pro rozhodovac í stromy jsou ID3, CART a C4.5. Myšlenkou 

všech a lgor i tmů učen í je rozdě l i t a t r i bu tový prostor, dokud n e n í d o s a ž e n o u rč i t ého 

kr i t é r ia d o k o n č e n í v k a ž d é m listu. Obvykle je k r i t é r i em, že v š e c h n y body na listu p a t ř í 

j edné t ř idě . 

Rozhodovac í stromy mají ve lké výhody: jsou j e d n o d u c h é a s n a d n ě pochop i te lné . 

Mohou pracovat se s m í š e n ý m i p r o m ě n n ý m i (jak číselnými, tak i ka tegor iá ln ími ) . 

Postup je rekurz ivní , s j ehož p o m o c í se soubor z n s ta t i s t ických jednotek p o s t u p n ě 

rozdě l í na skupiny v souladu s pravidlem dělení, k t e ré je z a m ě ř e n o na maximalizaci 

homogenity v každé ze z í skaných skupin. Dělení se p r o v á d í p o s t u p n ě vždy podle 

jednoho atributu. P řed k a ž d ý m dě l en ím m u s í b ý t zhodnoceno, k t e r ý atribut m á 

největš í schopnost odliši t objekty jednot l ivých t ř íd . [6] 

Výběr a t r i b u t ů p r o v e d e n ý c h př i s t avbě rozhodovac ího stromu určuje velikost 

p o s t a v e n é h o stromu. Hlavním cílem je minimalizovat p o č e t ú r o v n í s tromu a uzlů 

stromu, čímž maximalizujete z o b e c n ě n í dat. 

Výběr algoritmu je t aké za ložen na typu cílových p r o m ě n n ý c h . 
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5.5.1 ID3 

Iterative Dichotomiser 3. V analýze dat a s t ro jovém učen í je ID3 j e d n í m 

z nejobl íbenějš ích a lgor i tmů učen í rozhodovac ích s t romů . 

Byl vyvinut v roce 1986 Rossem Quinlanem. Algoritmus vy tvář í v í c e s t u p ň o v ý strom 

tím, že najde pomoci r ekurz ivn ího rozdě l en í pro k o ř e n o v ý a každý dalš í uzel 

(tj. chamt ivým z p ů s o b e m ) ka tegor ický znak, k t e rý poskytne nej vě t š í in formační zisk 

pro ka tegor ické účely. Stromy rostou na svou max imá ln í velikost, a pak se obvykle 

aplikuje fáze p ro řezáván í , aby se zlepšila schopnost stromu zobecnit nev id i te lná data. 

Chamtivý z p ů s o b - to z n a m e n á , že pokud byla jednou v y b r á n a p r o m ě n n á a došlo 

k rozdě l en í na podmnož iny , algoritmus se n e m ů ž e v rá t i t z p ě t a zvolit j inou p r o m ě n n o u , 

k t e r á by dala lepš í rozdělení . Proto ve fázi výs t avby nelze říct, zda zvolená p r o m ě n n á 

nakonec poskytne op t imá ln í členění . 

Rozdělení v k a ž d é m uzlu stromu se p r o v á d í podle u rč i t ého atributu z učebn í sady. 

Vzhledem k tomu, že a t r i b u t ů je několik, př i k a ž d é m rozdě l en í je n u t n é vyřeš i t úkol 

v ý b ě r u ne j lepš ího atributu. Za nej lepší atribut bude považován ten, k t e rý bude 

poskytovat max imá ln í m o ž n é zvýšení homogenity t ř íd v p o d ř í z e n é m uzlu re la t ivně 

n a d ř í z e n é , nebo jedno a totéž , max imá ln í sn ížen í entropie. 

5.5.1.1 Entropie 

Jedná se o m í r u n e p o ř á d k u a entropie da tové sady je m ě ř í t k e m n e p o ř á d k u v cí lovém 

objektu da tové sady. V p ř í p a d ě b i n á r n í klasifikace (tam, kde rozhodovac í uzel m á 

pouze dva typy t ř íd) je entropie rovna 0, pokud jsou v š e c h n y hodnoty h o m o g e n n í 

( p o d o b n é ) , a naopak se bude rovnat 1, pokud cílový sloupec m á s te jné číselné hodnoty 

pro obě t ř ídy. Čím vyšš í je homogenita podmnož iny , tj. čím více p ř ík l adů j edné t ř í dy 

a m é n ě "př íměs i" p ř ík ladů j iných tř íd, t ím m e n š í entropie a t ím lepší výs ledky 

klasifikace. 

Entropie se vypočí tá jako: 

m 

Pi — p r a v d ě p o d o b n o s t i - stavu s y s t é m u (hodnoty př i ja té p r o m ě n n é ) , 

m — p o č e t s t avů s y s t é m u (hodnoty př i ja tých p r o m ě n n o u ) . 
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Entropie se m ě ř í v bitech, natech (natural units) nebo ditech (dese t inná čísla). [14] 

Tedy, př i ř e š e n í úkolů kategorizace, b ě h e m níž dojde k d ů s l e d n é m u rozdě len í 

zd ro jového d a t o v é h o souboru na p o d m n o ž i n y podle u r č i t é m u rysu, bude nej lepší 

t akové rozdělení , k t e r é zajistí m in imá ln í entropie výs l edné p o d m n o ž i n y . Pro d i sk ré tn í 

a kon t inuá ln í atributy je proces odlišný. 

5.5.1.2 Diskrétní atr ibut 

Vypočítá se sn ížen í entropie v uzlu T v d ů s l e d k u rozdě l en í podle atributu A, pomoci 

formule infoGain: 

Gain(A) = Info(T) - Info(T,A) 

Info(T) — informace p ř e d r o z d ě l e n í m 

Info(T,A) — informace po rozdě l en í podle atributu A 

Zvolený atribut, rozdělen í , k t e r é zajistí ne jvětš í zisk informací 

5.5.1.3 Kontinuální atr ibut 

Atribut, podle k t e r é h o je rozdě l en í kont inuá ln í , je nejprve p ř e v e d e n na d i sk ré tn í druh, 

nap ř ík l ad p o m o c í kvan t izačn í operace. 

To je t akový proces zp racován í dat, k t e rý p ř e v á d í kon t inuá ln í data na d i sk ré tn í 

n a h r a z e n í m hodnot segmenty, z nichž každý p ředs t avu je urč i tý rozsah. Lze použ í t 

ke sn ížen í poč tu různých hodnot. Obvykle se vyskytuje rozdě l en í na intervaly nebo 

se stejnou vzdá lenos t í nebo r o v n ý m p o č t e m kopií, v k a ž d é m rozsahu. Např ík lad 

věková kategorie 0-5 bude kategorie 1, 6-11 bude kategorie 2 a tak dále. 

Ve vě t š ině p ř í p a d ů použi t í entropie k u rčen í v ý z n a m u a t r i bu tů vykazuje d o b r é 

výsledky. P r o b l é m y vznikají, když atribut m á š i rokou škálu j ed inečných hodnot. 

V tomto p ř í p a d ě je rozhodovac í strom náchy lný k rekvalifikaci. 

5.5.2 C4.5 

C4.5 je n á s t u p c e m ID3 a odstranil omezení , že funkce m u s í b ý t kategor iá ln í , dynamicky 

definuje b i n á r n í atribut (na základě číselných p r o m ě n n ý c h ) , k t e rý rozdě l í t rva lé 

hodnoty a t r i b u t ů na d i sk ré tn í sadu in terva lů . C4.5 p ř e v á d í vyško lené stromy 

(tj. v ý s t u p y algoritmu ID3) na sady pravidel if-then. Tato p ř e s n o s t k a ž d é h o pravidla je 
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pak hodnocena tak, aby urči la pořad í , ve k t e r é m mají b ý t použ i ta . Oř íznut í se p r o v á d í 

o d s t r a n ě n í m p ř e d b ě ž n é h o pravidla, pokud se p ř e s n o s t pravidla z lepší bez něj . 

Základní myš l enka algoritmu C4.5 spočívá v tom, že pro každý bod v ý b ě r u ve stromu 

tento algoritmus vybere atribut, k t e rý sdílí data t akovým z p ů s o b e m , aby odhalil 

ne jvětš í n á r ů s t informací . [6] 

Nechte nastavit u č e b n í sadu T obsahuj ící m atributy a n př ík lady. Pro ř a d u T je 

def inováno k t ř í dy Ci , C2, C3...Ck 

V p r v n í m kroku učen í se vy tvoř í "p rázdný" strom, k t e rý se sk ládá pouze z k o ř e n o v é h o 

uzlu, jenž obsahuje v š e c h n y vzdělávac í sady. Je n u t n é rozdě l i t k o ř e n o v ý uzel 

na p o d m n o ž i n y , ze k te rých budou v y t v o ř e n y uzly-potomci. K tomu je v y b r á n jeden 

z a t r i b u t ů a jsou v y t v o ř e n a pravidla, k t e r á rozděluj í u č e b n í m n o ž i n u na podmnož iny , 

jejichž p o č e t se r o v n á poč tu p j ed inečných hodnot atributu.[22] 

Chceme-li vybrat atribut, podle k t e r é h o bude nej lepší spustit strom, algoritmus 

použ ívá informace o poč tu p ř ík ladů všech t ř íd v učebn í m n o ž i n ě a v každé výs l edné 

p o d m n o ž i n ě . 

Nechrne pravidlo rozdělen í , k t e r é použ ívá atribut A, aplikovat na učící se m n o ž i n u N, 

k te rý př i j ímá hodnoty a i , a2, a3...aP. Výs ledkem bude v y t v o ř e n í p p o d m n o ž i n S, 

kde budou d i s t r i buovány př íklady, ve k te rých atribut A p ř e b í r á p ř í s l u šnou hodnotu. 

Toto už dávno z n á m e ze statistiky. K tomu p o u ž í v á m e informace o poč tu p ř ík l adů 

všech t ř íd v učebn í m n o ž i n ě a v každé výs l edné p o d m n o ž i n ě . 

Příklad 

P = 
JV(S) 

N (Q S) - p o č e t p ř ík ladů t ř ídy Q v m n o ž i n ě S 

N (S) - celkový p o č e t p ř ík l adů v souboru S 

A tak jako v p ř e d c h o z í m algoritmu použ i j eme vzorec entropie. 

m 
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Stejný odhad z ískaný po rozdě l en í sady S podle atributu A lze zapsat jako: 

Z' NÍCjS) 

N(S) I n f ° ( S ° 
t=i 

Pro v ý b ě r ne j lepš ího atributu vě tven í zase p o u ž í v á m e k r i t é r i u m infoGain: 

Gain(A) = Info(S) - Info(S,A) 

P o p s a n ý postup se vztahuje na p o d m n o ž i n y Si a dále, dokud se hodnoty kr i té r i í 

n e p ř e s t a n o u v ý z n a m n ě zvyšova t př i nových po ruchách , nebo bude s p l n ě n a j iná 

p o d m í n k a zas tavení . 

P o p s a n ý postup pla t í pro d i sk ré tn í atributy. V p ř í p a d ě kon t inuá ln ích a t r i b u t ů 

algoritmus funguje p o n ě k u d jinak. Zvolí se p ráh , se k t e r ý m se budou p o r o v n á v a t 

v š e c h n y hodnoty. U s p o ř á d á n í m př ík ladů v z e s t u p n ý c h hodnot atributu zjistíme, 

že každá hodnota rozdělu je v š e c h n y p ř ík lady do dvou re la t ivně s te jných 

podmnož in . [22 ] 

Pak jako hranici m ů ž e m e zvolit p r ů m ě r . Důs ledné u p l a t ň o v á n í výše u v e d e n ý c h 

formulí na v š e c h n y po tenc iá ln í prahy, vybereme ten, k t e rý dává max imá ln í hodnotu 

podle infoGain. 

Kri té r ium rozdě len í za ložené na infoGain u p ř e d n o s t ň u j e atributy, k t e ré obsahuj í ve lké 

m n o ž s t v í j ed inečných hodnot. To je z p ů s o b e n o t ím, že se vy tvář í ve lké m n o ž s t v í uzlů-

p o t o m k ů , což nakonec dává r o v n o m ě r n ě j š í r ozdě l en í t ř íd a t ím i m e n š í entropii 

rozdělení . [6] V m e z n í m p ř ípadě , pokud jsou v š e c h n y hodnoty atributu jed inečné , 

vy tvoř í se pro každý př ík lad s a m o s t a t n é pravidlo a s a m o s t a t n ý list s jedinou t ř ídou . 

V důs l edku toho rozdě l en í p ř i n e s e nulovou entropii. 

Je to op t imá ln í z hlediska algoritmu, ale z p r ak t i ckého hlediska naprosto zbytečné , 

p ro tože : 

• v ý z n a m pravidel bude e x t r é m n ě nízký, p ro tože pravidlo plat í pouze pro 

k o n k r é t n í objekt, 

• s trom ř e š e n í bude ve lmi ob t ížné pochopit, 

• s trom ř e š e n í bude rekvalif ikován, tj. nebude mí t zobecňující schopnost. 
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5.5.2.1 Spl it 

K v y ř e š e n í tohoto p r o b l é m u se použ ívá Split - „pokuta", k t e r á je p ř e k r y t a atributem 

pro p o č e t p o t o m k ů vy tvo řených p o m o c í uzlů. Algori tmus př i v ý b ě r u rozdě l en í nebude 

u p ř e d n o s t ň o v a t atributy s ve lkým p o č t e m jed inečných hodnot, tato „pokuta" je 

p r e z e n t o v á n a jako koeficient pro hodnotu Info(S). 

^ ..Jí) N (Si) 
SplitInfo(S) = - > -7^7 log-Z N(Si 

N(S) °N(S) 
1=1 

Pak bude k r i t é r i u m pro zisk informací s ohledem na metr iku Splitlnfo(S) bude vypadat: 
Gain (5) 

GainRatio (5) = — — — 

Split — lnfo{S) 

Význam t é t o ú p r a v y je p o m ě r n ě j e d n o d u c h ý . N(Si)/N(S) p o m ě r poč tu p ř ík l adů 

v p o d m n o ž i n ě z í skané v důs l edku rozdě len í k poč tu p ř ík l adů v n a d ř a z e n é m souboru S. 

Pokud se v důs l edku rozdě l en í objeví velký poče t p o d m n o ž i n s m a l ý m p o č t e m př ík ladů, 

což je typické pro rekvalifikaci, pak se ukazatel Split-Info zvyšuje. 

Gain-Ratio to je n á r ů s t in formací „poku tovaný" p o m o c í Split-Info. Díky tomu je m é n ě 

p r a v d ě p o d o b n é , že atribut, pro k t e rý se Split-Info zvyšuje, bude v y b r á n pro rozdě l en í 

než př i použi t í b ě ž n é h o InfoGain. 

A b y se zabrán i lo v y t v á ř e n í uzlů s m a l ý m p o č t e m výt isků, je t ř e b a využ í t j e š tě jednoho 

pravidla: př i roz ložen í skupiny S na a l e spoň dvě p o d m n o ž i n y m u s í m í t ne m é n ě než 

n a s t a v e n é min imá ln í m n o ž s t v í př ík ladů , obvykle se r o v n á 2. 

5.5.2.2 Informat ion Gain vs GainRat io 

Pokud dva atributy s r ů z n ý m p o č t e m m o ž n ý c h hodnot (kategor i í ) , mají stejnou 

entropii, Info Gain je n e m ů ž e odliši t (algoritmus rozhodovac ího s tromu vybere jednu 

z nich n á h o d n ě ) . Ve s te jné situaci zisk p o m ě r , bude u p ř e d n o s t ň o v a t atribut s m e n š í m i 

kategoriemi. 

Strategie Gain ratio vede k lepší zobecněn í ( m é n ě n a d h o d n o c o v á n í ) DT m o d e l ů a je 

lepš í použ í t Gain ration obecně . 

I když bychom chtěli u p ř e d n o s t ň o v a t atributy s více kategoriemi, Info Gain by nebyla 

d o b r á volba, p r o t o ž e nerozl išuje mezi atributy s r ů z n ý m p o č t e m kategori í . 
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5.5.3 CART 

Classification A n d Regression Tree algorithm (CART) - Algori tmus klasif ikačního 

a r e g r e s n í h o stromu. Je to p o p u l á r n í k o m e r č n í algoritmus pro v y t v á ř e n í s t r o m ů 

klasifikace, k t e r é mohou pracovat jak s d iskré tn í , tak s kon t inuá ln í v ý s t u p n í 

p r o m ě n n o u , tj. ř e š i t úkoly a klasifikace a regrese. Strom klasifikace je poddruh stromu 

řešen í . Výs ledkem p ráce stromu klasifikace je class. 

Algori tmus s taví b i n á r n í rozhodovac í stromy, k t e r é obsahuj í pouze dva potomky 

v k a ž d é m uzlu. V p r ů b ě h u p r áce docház í k r e k u r z i v n í m u rozdě len í p ř ík ladů t e s tových 

m n o ž i n na p o d m n o ž i n y , jejichž z á z n a m y mají s te jné hodnoty cílové p r o m ě n n é . 

Algori tmus implementuje učen í s uč i te lem a používá jako k r i t é r i u m pro v ý b ě r 

rozdě l en í v uzlech index č i s t o t y Gini (Gini impuri ty index). V procesu r ů s t u stromu 

algoritmus CART p r o v á d í pro každý uzel k o m p l e t n í vyh ledáván í všech a t r ibu tů , 

na zák ladě k te rých m ů ž e b ý t p o s t a v e n é rozdělení , a vybere ten, k t e rý maximalizuje 

hodnotu indexu Gini. 

Základní m y š l e n k o u algoritmu je vybrat t akové rozdě len í ze všech m o ž n ý c h v tomto 

uzlu tak, aby výs l edné p o d ř í z e n é uzly byly co ne jhomogenně j š í . V tomto p ř í p a d ě každé 

rozdě l en í p r o v á d í pouze jeden atribut. 

5.5.3.1 Gini impur i t y /G in i nečistota 

Gini index je s ta t is t ický ukazatel vyv inu tý i ta l ským statistikem Corrado Ginim, p o m o c í 

k t e r é h o m ů ž e m e popsat povahu z m ě n y j edné velikosti vzhledem ke z m ě n ě d ruhé . 

Nebo to m ů ž e m e popsat jinak: Gini index n á m říká, jaká je p r a v d ě p o d o b n o s t n e s p r á v n é 

klasifikace pozorován í . Hlavním u p l a t n ě n í m Gini indexu je p o s o u z e n í 

n e r o v n o m ě r n o s t i r ozdě l en í s t u d o v a n é h o rysu (např ík lad ročn ího př í jmu) pro r ů z n é 

sociální skupiny. 

Gini = 1 - ) ( p f c ) 2 

k 

pk - podí l p r v k ů označených t ř í d o u i v s a d ě 
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Při b i n á r n í m rozdě l en í v y p o č í t á m e v á ž e n o u čás tku neč i s to t k a ž d é h o v ý s l e d n é h o 

rozdě len í . Například, soubor D r ozdě l íme podle atributu A na oddí ly Dl a D2, index Gini 

D bude: 

| D 1 | \D2\ 
Gini(D,A) = -^Gini{Dl)+-^Gini(D2) 

Strategie je p o d o b n á strategii p o p s a n é dř íve pro z ískání informací , kde s t ř e d mezi 

k a ž d o u dvojicí ( t ř íděných) sousedn í ch hodnot je považován za m o ž n ý dě l ený bod. 

Bod udávající min imá ln í index Gini pro d a n ý atribut (kon t inuá ln í hodnota) se bere jako 

bod rozdě l en í tohoto atributu. [14] 

Snížení nečis tot , k t e r é by vznik ly b i n á r n í m r o z d ě l e n í m na d i sk ré tn í nebo spoji tý 

atribut A: 

AGini(A) = GiniiD) - Gini(D,A) 

Čím n ižš í je index Gini, t ím lepší je rozdělení . J inými slovy, t í m m e n š í je 

p r a v d ě p o d o b n o s t n e s p r á v n é klasifikace. 

Algoritmus m á následuj íc í výhody: 

• Není s tat is t ický, t akže nevyžaduje v ý p o č e t p r a v d ě p o d o b n o s t n í c h d i s t r ibučních 

p a r a m e t r ů , 

• Atr ibuty rozdě len í jsou vyb í r ány p ř í m o v procesu b u d o v á n í stromu, takže n e n í 

n u t n é p r o v á d ě t postup v ý b ě r u p r o m ě n n ý c h pro model, 

• Odolný vůči emis ím a a b n o r m á l n í m h o d n o t á m , 

• Vysoká rychlost provozu. 

Nevýhody algoritmu zahrnuj í nestabilitu týkající se dat: dokonce i ma lé z m ě n y 

ve v ý u k o v é m souboru způsobuj í v ý z n a m n é z m ě n y ve s t r u k t u ř e s t romu řešení . 
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5.6 Analýza cluster 

Na rozdí l od klasifikace a regrese, k t e r é analyzují da tové sady s popisky t ř íd (výukové) , 

clustering analyzuje da tové objekty, aniž by musely pa t ř i t do označených t ř íd . V mnoha 

p ř í p a d e c h n e m u s í data označená t ř í d o u j e d n o d u š e existovat na začátku. Clustering lze 

použ í t k vy tvo řen í š t í tků t ř íd pro datovou skupinu. 

Skupiny vy tvá ř íme s d r u ž o v á n í m objektů nebo p o z o r o v á n í do nepře lož i t e lných skupin, 

nazývaných clustery, na zák ladě bl ízkost i hodnot jejich p ř í znaků . Výs ledkem je, 

že v k a ž d é m klastru budou objekty p o d o b n é svými vlastnostmi a m a x i m á l n ě odl išné 

od objektů obsažených v j iných klastrech. P ř i tom čím vě t š í je podobnost objektů uvn i t ř 

clusteru a čím silnější je jejich rozdí l od objektů v j iných klastrech, t ím lepší 

clustering. [23] 

Clustering umožňu je d o s á h n o u t následuj ících cílů: 

Zlepšuje p o c h o p e n í dat identif ikací s t r uk tu r á ln í ch skupin, 

Rozdělení da tové sady do skupin p o d o b n ý c h objektů umožňu je snadně j š í další 

zp r acován í a r o z h o d o v á n í t ím, že do k a ž d é h o clusteru m ů ž e m e použ í t svou 

metodu analýzy, 

Umožňuje k o m p a k t n ě reprezentovat a uk l áda t data. Chceme-li to p rovés t , mí s to 

uk ládán í všech dat m ů ž e t e z k a ž d é h o clusteru ponechat jeden typický dohled, 

Novinkou je detekce a typických objektů, k t e r é se nedostaly do ž á d n é h o 

clusteru. 

Initial center -

o o 

O 
O O 

New center. after^_9_$ o 
first iteration ° ^ o 

~\ X * New center after 
\ first iteration 

Initial center—^í) 0 (S)-—Initial center 

0  

New center after m í 
second iteration • ' 

New center aiter 
second iteration 

New center after 

first iteration 

(b) 

o o 

o 0 l o 

New center alter 

second iteration 

Obrázek 6: K-means výs ledky pro na lezen í t ř í k las t rů v j e d n o d u c h é da tové sadě , 

p ř e v z a t o z [24 obr. 6.1] 
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Data Min ing clustering se použ ívá pro segmentaci zákazn íků a t rhů , l éka ř skou 

diagnostiku, sociální a demograf ický výzkum, s t a n o v e n í bonity d lužníků a v mnoha 

dalš ích oblastech. 

5.6.1 K-means 

Metoda k-means vy tvář í skupiny K ze souboru objektů tak, aby součás t i skupiny byly 

co nejvíce h o m o g e n n í . Jedná se o p o p u l á r n í techniku c lus te rové analýzy pro v ý z k u m 

da tové sady. Největší v ý h o d a je v t o m , že ř e k n e m e m e t o d ě k-means, kol ik k las t rů 

p o t ř e b u j e m e , a ona udě lá zbytek p ráce . 

Krátce jsou p o t ř e b n é kroky r o z e p s a n é v knize „Data Min ing Theories, Algori thms and 

Examples" Nong Ye[25]: 

1 Vybrat hodnotu pro k - celkový p o č e t k las t rů , k t e r é mají b ý t určeny. 

2 Vybrat instance k (da tové body) v d a t o v é m souboru n á h o d n ě . Toto jsou 

počá t ečn í c lus te rová centra - centroid. 

3 Dál použ i jme euklidovskou v z d á l e n o s t k p ř i ř a z e n í zbývajících ins tanc í k jejich 

nejb l ižš ímu centrum clusteru. 

4 V k a ž d é m k las t rů použ i t instance pro v ý p o č e t n o v é h o p r ů m ě r u pro každý klastr. 

5 Pokud jsou nové s t ř e d n í hodnoty ident ické se s t ř e d n í m i hodnotami p ř e d c h o z í 

iterace, proces končí . V o p a č n é m p ř í p a d ě jako centra clusteru použ i j eme nové 

p r o s t ř e d k y a opakuj í kroky 3-5. 

5.6.1.1 Euklidovská vzdálenost 

Předs tavu je geometrickou v z d á l e n o s t v m u l t i d i m e n z i o n á l n í m prostoru; v kroku 3 j i 

s p o č í t á m e pomocí : 

Někdy budeme chtít, aby se více blížila vzdá leně j š ím objek tům. V t a k o v é m p ř í p a d ě 

použ i j eme mocninu Eukl idovské vzdá lenos t i . Existují t akové typy o p a t ř e n í vzdá lenos t i 

jako: v z d á l e n o s t m ě s t s k ý c h č tvr t í (Manhattan vzdá lenos t ) , Chebyshev vzdá lenos t , 

Supremum vzdá lenos t . [14] Výběr vzdá lenos t i (k r i t é r ium podobnosti) leží zcela 

n 

i=0 
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na v ý z k u m n é m pracovníkovi . Při v ý b ě r u různých o p a t ř e n í se výs ledky clusteru mohou 

v ý r a z n ě lišit. 

Algori tmus k-means pracuje pouze s r eá lnými daty. Pokud je v naš í da tové s a d ě 

ka tegor ický atribut, měl i bychom j i b u ď odmí tnou t , nebo p ř e v é s t hodnoty a t r i bu tů 

na číselné ekvivalenty. Společným p ř í s t u p e m je vy tvoř i t jeden číselný atribut pro 

k a ž d o u hodnotu ka t egor i ckého atributu. [6] 

P r o b l é m y algoritmu k-means: 

• Mus íme p ř e d e m z n á t p o č e t k las t rů , 

• Algori tmus je ve lmi citlivý na v ý b ě r počá tečn ích Center c lus terů . Klasická 

varianta z n a m e n á n á h o d n ý v ý b ě r k las t rů , což bylo velmi čas to zdrojem chyby. 

Možnos t rozhodnu t í , v počá tečn í fázi p ř i j ímat jako centra nejvzdálenějš ích b o d ů 

c lus terů; 

• nezv ládá úkol, když objekt p a t ř í do různých c lus te rů s te jně nebo n e n í v l a s tněn 

žádným. 

5.6.2 C-means 

Pos ledn í p r o b l é m řeš í C-means algoritmus. Namís to j e d n o z n a č n é odpověd i na otázku, 

do k t e r é h o clusteru objekt patř í , určuje p r a v d ě p o d o b n o s t , že objekt pa t ř í do u rč i t ého 

clusteru. [26 s. 209] Takže t v r zen í „objekt a p a t ř í do clusteru 1 s p r a v d ě p o d o b n o s t í 

90 %, do clusteru 2-10 %" je p ravd ivé a pohodlnějš í . 

5.6.3 EM 

Algoritmus očekávaná ( s t ř edn í ) hodnota-maximalizace (expectation-maximization). 

Obvykle se používá jako algoritmus clusteru (jako algoritmus k-means) pro detekci 

znalost í . Používá se k v y h o d n o c e n í max imá ln í v ě r o h o d n o s t i př i výpoč tu modelu 

se sk ry tými p r o m ě n n ý m i . P r o m ě n n é mohou b ý t sk ry té (chybějící data). Existuje 

mnoho důvodů , p r o č mohou chybě t (nejsou opraveny, i gno rovány a tak dále) . 

V p ř í p a d ě použi t í E M algoritmu na úkol clusteru, interpretace chybějících dat je velmi 

důleži tá , p r o t o ž e nev íme , co je ta t ř ída . Je pro nás důlež i té p o d í v a t se na t ř í d u da tového 

bodu jako na chybějící data. E M algoritmus př i řazuje značky t ř í dy k d a t o v ý m b o d ů m 

s te jně jako v clusteru. 
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Zpracován í algoritmu p rocház í 2 kroky, p o p s a n é v knize „Data Min ing Concepts and 

Techniques"[14s.412]: 

1. Krok očekáván í (E-s tep) : Jako v k-means, vzhledem k ak tuá ln ím c e n t r ů m 

clusteru, každý objekt je p ř i ř a z e n klastru se s t ř e d e m , k t e rý je nejblíže objektu. 

Zde se očekává, že objekt bude p a t ř i t k nejbl ižš ímu klastru. 

2. Krok maximalizace (M-step): vzhledem k p ř i ř azen í clusteru pro každý klastr 

algoritmus up rav í s t ř e d tak, aby s o u č e t vzdá l enos t í od objektů p ř i ř azených 

tomuto klastru a n o v é h o centra byl min imal izován . To z n a m e n á , že podobnost 

objektů p ř i ř azených klastru je maximal izována . 

P ředchoz í dva kroky se opakují , dokud se parametry modelu a rozdě len í clusteru 

nevyrovnaj í . Algori tmus se zastaví , když se centra clusteru sbíhají, nebo je z m ě n a 

d o s t a t e č n ě malá. 

5.7 Algor i tmy klasif ikace 

Klasifikační modely p ředpovída j í ka tegor ické z n á m k y tř íd . Úloha klasifikace m á svým 

v ý s l e d k e m d i sk ré tn í hodnotu 0 nebo 1. 

5.7.1 K-Nearest Neighbors / KNN 

Dva nejčastěji použ ívané algoritmy jsou již výše z m í n ě n ý k-means a algoritmus 

k - nejbližších s o u s e d ů (kNN). Často jsou tyto dva navzá jem z a m ě ň o v á n y kvůli 

p ř í t o m n o s t i k p í smena , ale ve sku tečnos t i jsou tyto algoritmy od sebe p o n ě k u d odl išné. 

Clustering k-means je tedy n e k o n t r o l o v a t e l n ý algoritmus, k t e rý se p r i m á r n ě používá 

pro clustering, za t ímco k N N je ř í zený klasifikační algoritmus, k t e rý bude d á v a t nové 

da tové body podle k-poč tu nebo nejbližších da tových b o d ů a po t ř ebu je k učen í 

označená data. 

K N N m ů ž e klasifikovat nová, n e o z n a č e n á data ana lýzou k-poč tu nejbližších da tových 

b o d ů . P r o m ě n n á k N N se tak počí tá s parametrem, k t e rý bude stanoven s t ro jn ím 

uči te lem. 

Každý algoritmus je u r č e n k ř e š e n í různých úkolů a poskytuje j iný pohled na to, 

co z m ě n a z n a m e n á K. 
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Navzdory od k-means a c-means k N N nes tav í ž ádný klasifikační model. Místo toho 

j e d n o d u š e uk ládá označené t r é n i n k o v é údaje . Když se objeví nové n e o z n a č e n é údaje, 

k N N p rocház í 2 zák ladn ími kroky: 

1. Nejprve h ledá k -poče t nejbl ižš ím o z n a č e n ý m d a t o v ý m b o d ů m - j inými slovy 

k n e j b l i ž š í m s o u s e d ů m . Pro kon t inuá ln í data algoritmus použ ívá dá lkovou 

metriku, např ík lad Eukl idovskou v z d á l e n o s t (metriku). Výběr metriky závisí na 

typu dat, j ichž je p o m ě r n ě h o d n ě . Při prác i s d i sk ré tn ími daty, jsou nejprve 

p ř e v e d e n a na kont inuá ln í . [14] 

2. Poté p o m o c í t ř íd s o u s e d ů k N N rozhodne, jak lépe klasifikovat nová data. Ale 

i tady jsou dvě možnos t i : 

• P ř i jmout za s p r á v n é r o z h o d n u t í jednoduchou vě t š inou . Do jaké t ř ídy 

p a t ř í nejvíce sousedů , tam určuje da tový bod, 

• Nebo u d ě l a t to též , ale d á t nejbl ižším s o u s e d ů m vě t š í váhu . Nej jednodušš í 

způsob , jak to udělat , je použ í t kvanti l vzdá lenos t i . Pokud soused vydrž í 

4 jednotky, pak jeho váha bude 1/4. S ros touc í vzdá lenos t í se hmotnost 

s tává m e n š í a menš í . 

Jedn ím z nej důleži tějš ích k roků př i práci s k N N algoritmem bude v ý b ě r hodnoty pro K. 

5.7.1.1 Výběr hodnoty pro k 

Řekněme , že celková velikost vzorku = n. Technicky m ů ž e m e nastavit k na l ibovolnou 

hodnotu od 1 do n. Pokud k = 1, objekt je j e d n o d u š e p ř i ř a z e n t ř ídě tohoto j ed iného 

nejbl ižšího souseda.[25] Jak se hodnota k zvyšuje, n a š e p ř e d p o v ě d i se stávají 

s tabi lnějš ími díky v ě t š i n o v é m u / z p r ů m ě r o v á n í , a proto jsou p r a v d ě p o d o b n ě j š í 

p ře sně j š í p ř e d p o v ě d i (až do u rč i t ého bodu). Po p ř e k o n á n í tohoto bodu nakonec 

z a č n e m e pozorovat ros touc í p o č e t chyb. Právě v tomto okamžiku v íme, že hodnota k je 

pří l iš daleko. 

A b y bylo m o ž n é vybrat s p r á v n é k, k t e r é je v h o d n é pro data, měl i bychom spustit 

algoritmus k N N něko l ik rá t s r ů z n ý m i hodnotami k a vybrat si k, k t e r é snižuje poče t 

chyb, s n imiž se s e tkáváme , př i zachován í schopnosti algoritmu p ř e s n ě dě la t 

p ř e d p o v ě d i , když dos tává údaje, k t e r é p ř e d t í m neviděl . 

Algori tmus k N N je univerzá ln í . Může b ý t použ i t pro klasifikaci, regresi a vyh ledáván í . 

Ale z á roveň m á i své p rob l émy : k N N m ů ž e b ý t ve lmi n á r o č n é na zdroje, pokud 

28 



se p o k o u š í identifikovat nejbližší sousedy na velké da tové sadě . A jak bylo zmíněno , 

v ý b ě r s p r á v n é hodnoty k je ve lmi důleži tý pro p ř e s n o s t kNN. 

Je s n a d n é si p ředs tav i t , jak se tento algoritmus používá pro nab ídky filmů, k t e r é 

se mohou líbit v s y s t é m u Netflix nebo Youtube, na zák ladě těch, k t e r é již uživate l viděl. 

S největš í p r a v d ě p o d o b n o s t í tyto spo lečnos t i používají efektivnější algoritmy, s c h o p n é 

z p r a c o v á v a t ob rovské údaje v p o d s t a t n ě k r a t š í m čase. 

5.7.2 SVM 

Support vector machines neboli metoda p o d p ů r n ý c h vek to rů , to je metoda sloužící pro 

klasifikační a r e g r e s n í analýzu. S V M vzn ik l ze s ta t i s t ické teorie učení , poskytuje spojení 

mezi o č e k á v a n ý m z o b e c n ě n í m chyb pro danou t r énovac í m n o ž i n u a v l a s tnos t í t ř í děn í 

z n á m o u jako jeho kapacita. [27 s. 929] S V M algoritmus na začá tku m á s te jné kroky jako 

algoritmus C4.5, ale nepouž ívá stromy řešen í . 

Hlavním úko l em tohoto algoritmu je p r o v é s t b i n á r n í klasifikace dat na zák ladě učen í 

s uči te lem. Ve d v o u r o z m ě r n é m prostoru n e n í m o ž n é rozdě l i t vektory dat jednou ča rou 

tak, aby bylo min imá ln í m n o ž s t v í chyb. Proto je rea l i zováno ne l i neá rn í m a p o v á n í do 

prostoru s vyšš ím r o z m ě r e m . Základní myš l enka klasif ikátoru na re fe renčních 

vektorech je vy tvoř i t oddě lovac í povrch p o m o c í pouze malé p o d m n o ž i n y b o d ů ležících 

v zóně kr i t ické pro rozdě len í , za t ímco os t a tn í jsou s p r á v n ě klasif ikované pozorován í ; 

vzdě lávac í vzorky mimo tuto zónu jsou ignorovány . 

/ support vectors 

Obrázek 7: Hyperplane s m a x i m á l n í m rozpě t ím, p ř e v z a t o z [28 obr. 6.9] 

Na o b r á z k u 7 je z n á z o r n ě n princip rozdělení . Mezi v š e m i hyperplochami, k t e r é 

odděluj í t ř ídy, je hyperplocha s m a x i m á l n í m odsazen ím, k t e r á je, co nejdále 

od nejbližších instancí . Instance, k t e r é jsou nejblíže maximu-hyperplocha s min imá ln í 

29 



vzdá lenos t í k n ě m u - nazývají se p o d p ů r n é vektory. Pro k a ž d o u t ř í d u existuje vždy 

a l e spoň jeden t akový vektor a čas to je jich více. Vzhledem k r e f e r enčn ím v e k t o r ů m pro 

dvě t ř ídy m ů ž e m e snadno vy tvoř i t hyperplochu s max imá ln í rezervou. In tu i t ivně 

očekáváme , že hyperplocha s vě t š ím o d s a z e n í m bude přesně j š í př i klasifikaci 

budouc í ch da tových t ř íd než hyperplocha s m e n š í rezervou. [14 s. 337] 

T e r m í n „odsazení" (margin) je čas to spo jován se S V M . Rozpět í hyperploch je 

v z d á l e n o s t mezi hyperplochami a 2 nejbl ižšími da tovými body každé t ř ídy. Pointa je 

v tom, že S V M snaž í maximalizovat své o d s a z e n í tak, aby se hyperplocha nacháze la 

př ib l ižně ve s te jné vzdá lenos t i od ins tanc í každé t ř í dy - to snižuje m o ž n o s t chyb 

klasifikace. 

5.7.3 Naivě bayes 

Neboli na ivn í Bayes. Analýza za ložená na Bayesovské klasifikaci, byla ak t ivně 

s t u d o v á n a a použ ívána od p a d e s á t ý c h let v oblasti klasifikace d o k u m e n t ů , kde se jako 

znak používala frekvence slov. Algori tmus je šká lova te lný podle poč tu znaků 

a p ř e s n o s t je s rovna t e lná s j inými p o p u l á r n í m i metodami, jako SVM. 

Při vypoč tu implementuje Bayesovu vě tu a použ ívá ú r o v n ě t ř íd p r e z e n t o v a n é jako 

hodnoty znaků nebo v e k t o r ů p r e d i k t o r ů pro klasifikaci. 

Z j ednodušená rovnice pro klasifikaci v y p a d á takto: 

P(B\A) XP(C\A) XP(A) 
P(A\B,C) = 

P(B) x P(C) 

Rovnice najde p r a v d ě p o d o b n o s t t ř ídy A na zák ladě p a r a m e t r ů B a C. Jinými slovy, 

pokud v id íme parametry B a C, pak jsou to p r a v d ě p o d o b n ě data t ř ídy A. 

Naivní bayesovský algoritmus je naivní, p r o t o ž e každý parametr klasif ikovaných dat je 

považován bez ohledu na os ta tn í parametry t ř ídy. I když vě t š inou tomu tak není . 

Např ík lad v datech o pacientovi bude r ů s t ovl ivňovat váhu . Nicméně, Naivní 

bayesovský klasif ikátor „se domnívá" , že ž á d n ý z t ěch to p ř í z n a k ů n e m á v l iv 

na p r a v d ě p o d o b n o s t p ř í s lušnos t i p o z o r o v a n é h o objektu ke t ř ídě , bez ohledu 

na p ř í p a d n é korelace mezi vlastnostmi. Nebo naopak, každý z t ěch to p ř í z n a k ů je 

nezávis le ovl ivněn.[28] 
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Nejzřetelnějš í p ř ík lad použi t í Naivního Bayes by l p ř e d s t a v e n na stackoverflow[29] 

• Máme t r é n i n k o v ý soubor dat o 1000 ovoci. 

• Ovoce m ů ž e b ý t b a n á n , p o m e r a n č nebo nějaké j iné (to jsou t ř ídy) . 

• Ovoce m ů ž e b ý t d louhé , s l adké nebo žluté (to jsou parametry). 

Class Long Sweet Yellow Total 
Banana 400 350 450 500 
Orange 0 150 300 300 
Other 100 150 50 200 
Total 500 650 800 1000, 

Tabulka 2: T rén inková sada dat Naivní Bayes, p ř e v z a t o z [29] 

Z tyto sady v id íme: 

Takzvané „apr io rn í" p r a v d ě p o d o b n o s t i . (Kdybychom neznali ž á d n ý z a t r i b u t ů ovoce, 

by l by to n á š p ředpok lad . ) 

• P (Banana) =0 .5(500/1000) 

Z 500 b a n á n ů 400 jsou d louhé , 350 jsou s ladké a 450 jsou žluté; 

• P (Orange) = 0.3 (300/1000) 

Mezi 300 p o m e r a n č i n e n í ž á d n ý dlouhý, ale ukáza lo se, že 150 s ladkých a 300 

žlutých. 

• P (Other) = 0.2 (200/1000) 

Ze zbývajících 200 ovoce bylo 100 d louhé , 150 s ladké a 50 žluté. 

P ř e d p o k l á d e j m e , ž e n e z n á m é ovoce je d l o u h é , s l a d k é a ž luté . 

Pro v ý p o č e t p r a v d ě p o d o b n o s t i , že n e z n á m é ovoce je b a n á n , se nejprve rozhodneme, 

zda je toto ovoce p o d o b n é b a n á n u . Zde je v ý p o č e t p r a v d ě p o d o b n o s t i t ř ídy „banán" 

na zák ladě p a r a m e t r ů „dlouhý", „sladký", „žlutý": 

P(Banana|Long, Sweet, Yel low) 

P(Long\Banana) x P(Sweet\Banana) x P(Yellow\Banana) x P(Banana) 

~ P(Long) x P(Sweet) x P(Yellow) 

Jmenovatel (důkazy) pro v š e c h n y n á s l e d n é výpoč ty bude stejný: 

P (Long) = 0.5; P(Sweet) = 0.65; P(Yellow) = 0.8 

P (Banana|Long,Sweet,Yellow) = 0.8 * 0.7 * 0.9 * 0.5 / P(důkazy) = 0.252/ P(důkazy) 
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P (Orange|Long Sweet, Yeľlow) = 0 / P(důkazy) 

P (Other|Long, Sweet, Yellow) = 0 .01875/ P(důkazy) 

Vzhledem k tomu, že 0,252 je vě t š í než 0,01875, na ivní bayesovský algoritmus 

klasifikuje toto d louhé , s ladké a ž luté ovoce jako b a n á n . 

V na ivn ím Bayese se věci pokazí , pokud se urč i tá hodnota atributu nenacház í v učebn í 

s a d ě v kombinaci s každou hodnotou tř ídy, p ř e d p o k l á d e j m e , že v učebních datech byla 

hodnota atributu sweet vždy spojena s v ý s l e d k e m b a n á n . P r a v d ě p o d o b n o s t , že sweet 

dostane „other": P (sweet | other) bude nulová, a p ro tože i o s t a tn í p r a v d ě p o d o b n o s t i 

se násobí , k o n e č n á p r a v d ě p o d o b n o s t „o ther" v p ř e d c h o z í m př ík ladu bude rovna nule, 

bez ohledu na to, jak byly skvělé . P r a v d ě p o d o b n o s t i , k t e r é jsou nulové, vetuj í os ta tní . 

[28] 

5.7.3.1 Laplaceovo Vyhlazení 

Laplaceova vyhlazovací metoda, k t e r á zp racovává p r o b l é m s nulovou 

p r a v d ě p o d o b n o s t í v na ivních Bayesech. Pomocí Laplaceova vyh lazován í m ů ž e m e 

p ř e d s t a v i t P (sweet| other) jako: 

počet sweet v other + a 
P(sweet\other) = ; ; 

other + a* k 

Alpha - p ř eds t avu je parametr vyhlazování . Pokud bude v y b r á n a hodnota a! = 0 (ne 0), 

p r a v d ě p o d o b n o s t již nebude nulová, i když instance W n e n í p ř í t o m n a ve výukové s a d ě 

dat. 

k - p ř eds t avu je p o č e t r o z m ě r ů (vlas tnost í ) v datech 

Řekněme , že výsky t „ s w e e ť je 3 spojena s v ý s l e d k e m „other" v t r én inkových datech. 

Za p ř e d p o k l a d u , že m á m e 2 funkce v n a š e m d a t o v é m souboru, tj., k = 2 a celkový poče t 

„other" ovoce. 

Alpha = 1; 

3 + 1 3 
P(sweet\other) = ———-—- = —— = 0,029; 

v 1 J 100 + 1 * 2 102 

Jak se zvyšuje p r a v d ě p o d o b n o s t alpha, p r a v d ě p o d o b n o s t v ě r o h o d n o s t i se pohybuje 

s m ě r e m k r o v n o m ě r n é m u rozdě l en í (0,5). Větš inu času se alpha = 1 použ ívá k v y ř e š e n í 

p r o b l é m u nulové p r a v d ě p o d o b n o s t i . 
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Nyní je to zcela bayesovská formulace, ve k t e ré byly p ř e d c h o z í p r a v d ě p o d o b n o s t i 

p ř i p i sovány v šemu , co je v dohledu. 

Tento algoritmus je v h o d n ý pro predikci v r e á l n é m čase, v í ce s tupňovou p rognózu , 

s y s t é m doporučen í , klasifikaci textu a ana lýzu sentimentu. Naivní Bayes algoritmy jsou 

použ ívány p ř e d e v š í m v ana lýze sentimentu, fi l trování spamu, doporučuj íc ích 

s y s t é m e c h a tak dále . Jsou rychle a snadno i m p l e m e n t o v a t e l n é , ale jejich největš í 

n e v ý h o d a spočívá v tom, že prediktory m u s í b ý t nezávis lé . Ve vě t š ině sku tečných 

p ř í p a d ů jsou prediktory závislé, což ztěžuje p rác i klasif ikátoru. 

5.8 Apriori 

A p r i o r i je or iginální algoritmus n a v r ž e n ý R. Agravalem a R. Srikantem v roce 1994, 

k t e rý vyh ledává čas té sady p r v k ů pro logická pravidla asociace. [14] 

Co jsou metody ana lýzy pravidel asociace? Používají se k detekci zaj ímavých vazeb 

mezi atributy obsaženými v da tabáz i . Nejčastěji pravidla s d r u ž e n í jsou p o p u l á r n í 

metoda analýzy n á k u p n í h o košíku, p r o t o ž e je m o ž n é prozkoumat v š e c h n y m o ž n é 

kombinace po tenc iá lně zaj ímavých skupin p r o d u k t ů v koš íku kupujícího. Pravidla 

asociace mohou m í t jeden nebo více výs tupn ích a t r ibu tů . [6] Kromě toho, v ý s t u p n í 

atribut pro jedno pravidlo m ů ž e b ý t v s t u p n í m atributem pro j iné pravidlo. Z tohoto 

d ů v o d u je o m e z e n ý p o č e t a t r i b u t ů schopen generovat stovky asocia t ivních pravidel. 

Dalo by se říci, že tento algoritmus je ne jpochopi te lně jš í a nejzaj ímavější z pohledu 

obyče jného člověka, s te jně jako algoritmy rozhodovac ích s t r o m ů . 

Jak v y p a d á př ík lad použ i t í algoritmu Apr ior i? Řekněme , že m á m e da tabáz i t r a n s a k c í 

supermarketu. Můžete si p ř e d s t a v i t da tabáz i jako obrovskou tabulku, kde každý ř á d e k 

je číslo transakce a každý sloupec p ředs t avu je jednot l ivé nákupy . Algori tmus Apr io r i 

n e z p r a c o v á v á číselná data. Proto je n u t n é p ř e d použ i t ím algoritmu p ř e v é s t data 

do d i sk ré tn ích kategori í . 

Než p ř e j d e m e k s a m o t n é m u algoritmu, m u s í m e urč i t n ě k t e r é parametry: 

1. Zaprvé , m u s í m e nastavit velikost sady. Chceme definovat dvouč lennou , 

t ř í č l ennou sadu/ kombinace? 
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Za d r u h é , u r čen í podpory (support) je p o č e t t r ansakc í , k t e r é jsou součás t í sady, 

rozdě lených do ce lkového poč tu t r ansakc í . Sada, k t e r á se r o v n á p o d p o ř e , 

je nejčastěji v i d ě n o u sadou. 

počet transakcí obsahujících I 
SUppOTt(I) = ; ; ;—; 

celkový počet transakci 

Za t ře t í , u rč i t v ě r o h o d n o s t , tedy p o d m í n ě n o u p r a v d ě p o d o b n o s t , že urč i té zboží 

skonč í v koši s j iným zbožím. Příklad: Nejznámějš í p ř í b ě h o asoc ia t ivn ím 

pravidle t ěžby je „pivo a plenka". 
počet transakcí obsahujících X a Y confidence(X -> Y) = 

počet transakcí obsahujících X 

Jednou z nevýhod o p a t ř e n í je, že m ů ž e n e s p r á v n ě reprezentovat v ý z n a m sdružen í . 

To proto, že vysvět luje jen to, jak je p o p u l á r n í zboží X, ale ne zboží Y. Pokud je zboží Y 

t aké obecně ve lmi popu lá rn í , pak bude vě t š í šance, že dohoda obsahující zboží X bude 

obsahovat i zboží Y, což povede k n a d h o d n o c e n í důvěry . Pro vysvě t len í zák ladn í 

populari ty obou složek, použ ívá se t ř e t í o p a t ř e n í n a z ý v a n é zvedán í (Lift). 

4. To ř íká to, jak je p r a v d ě p o d o b n é po ř í zen í p rvku Y př i n á k u p u prvku X, 

ovládající, jak p o p u l á r n í prvek Y. Hodnota Lift vě t š í než 1 z n a m e n á , že je 

p r a v d ě p o d o b n é , že prvek Y bude zakoupen, je-li zakoupen prvek X, za t ímco 

hodnota nižší než 1 z n a m e n á , že je n e p r a v d ě p o d o b n é , že prvek Y bude koupen, 

pokud bude zakoupen prvek X. [30] 

Uft(X Y) Support(X,Y) 
Support(X), Support(Y) 

Pravidla asociace v š a k obsahuj í dva typy vz tahů, k t e r é jsou zaj ímavé pro marketing: 

• Pravidla asociace, k t e r á ukazují na r ů s t prodeje k o n k r é t n í h o výrobku, 

kdy zvýšení prodeje je p ř í m ý m d ů s l e d k e m p ropo jen í produktu s j e d n í m nebo 

více j inými produkty v sadě . V tomto p ř í p a d ě tato informace m ů ž e b ý t použ i t a 

k p o d p o ř e propagace produktu. 

• Pravidla asociace, k t e r á vykazuj í nižší než očekávaný s t u p e ň d ů v ě r y v k o n k r é t n í 

sd ružen í . V tomto p ř í p a d ě je m o ž n ý m závě rem, že produkty u v e d e n é 

v asoc iačn ím pravidle sou těž í o s te jný trh. 
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5.9 Oblasti použití Data Mining 

Nejčastější oblast použ i t í Data Min ing tam, kde je p ř í t o m n o velké m n o ž s t v í dat a zdrojů 

pro jejich analýzu. Proto je Data Min ing nejčastěji zvažován v kontextu: 

Finanční a n a l ý z y dat 

Většina bank a f inančních ins t i tuc í nabíz í š i rokou škálu bankovn ích , invest ičních 

a úvě rových s lužeb. V tomto sektoru jsou data vě t š inou spolehl ivá, mají vysokou 

kvali tu a jsou re la t ivně komple tn í . P rognóza plateb za ú v ě r y a ana lýza bonity k l ientů 

jsou pro p o d n i k á n í banky zásadní . Banka m ů ž e učini t svou marketingovou strategii 

více z a m ě ř e n o u a efektivní, pokud rozdě l í své klienty na podkategorie. 

V pojišťovnictví , s te jně jako v bankovn ic tv í a marketingu, vzniká úkol zp racováva t 

m n o ž s t v í informací , k t e r é mají u rč i t typické skupiny (profily) kl ientů. Tyto informace 

se používají k tomu, aby nabíze ly urč i té s lužby poj i š těn í s n e j m e n š í m r iz ikem 

pro spo l ečnos t a p ř í p a d n ě s p ř í n o s e m pro klienta. Také p o m o c í technologie Data 

Min ing je ř e š e n t akový často se vyskytující p r o b l é m v pojiš tění , jako je identifikace 

p ř í p a d ů podvodu (fraud detection). 

Marketing a obchod 

V oblasti marketingu najde Data Min ing velmi š i roké up la tněn í . Základní m a r k e t i n g o v é 

o tázky „Co se p rodává?" , „Jak se p rodává?" , „Kdo je spot řebi te l?" . Další b ě ž n o u sadou 

metod pro ř e š e n í ma rke t i ngových úkolů jsou metody a algoritmy pro h l edán í 

asocia t ivních pravidel. Úspěšně se zde t aké používá h l edán í časových zákoni tos t í . 

Analýza s p o t ř e b n í h o koše . Určena k identifikaci zboží, o j ehož koupi usilují kupující 

spo lečně . Znalost n á k u p n í h o koš íku je důleži tá , když je t ř e b a z lepši t reklamu, vy tvoř i t 

strategii vy tvá řen í zásob zboží, stanovit z p ů s o b y jeho roz ložen í v obchodn ích halách. 

Bioinformatika, l ékařstv í , farmaceutika 

V l é k a ř s k é m a b io logickém výzkumu, s te jně jako v p rak t i cké medic íně , je spektrum 

ř e š e n ý c h úkolů tak š i roké , že je m o ž n é použ í t jakékol iv metodiky t ě žby dat. P ř ík l adem 

m ů ž e b ý t b u d o v á n í d iagnos t i ckého s y s t é m u nebo z k o u m á n í úč innos t i ch i ru rg ického 

zákroku . Bioinformatika je směr , j ehož cílem je vyvinout algoritmy pro ana lýzu 

a systematizaci genet ických informací . [31] Získané algoritmy se používaj í k u r čen í 

struktur makromolekul , s te jně jako jejich funkcí, s cílem vysvět l i t r ů z n é biologické jevy. 
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P r ů m y s l o v á v ý r o b a 

Funkce p r ů m y s l o v é v ý r o b y a technologických p r o c e s ů vytváře j í d o b r é p ř e d p o k l a d y 

pro možnos t i využi t í t echnologi í Data Min ing v rámci ř e š e n í různých vý robn ích úkolů. 

Technologický proces by měl b ý t ve své p o d s t a t ě kon t ro lovaný , a v š e c h n y jeho 

odchylky jsou v p ř e d e m z n á m ý c h limitech; tj. zde m ů ž e m e mluvit o urč i té stabil i tě, 

k t e r á je obvykle n e o d d ě l i t e l n o u součás t í vě t š iny úkolů, k t e r ý m čelí technologie Data 

Mining. 

CRM 

Jednou z nejsl ibnějších oblas t í aplikace Data Min ing je použi t í t é to technologie 

v ana ly t i ckém CRM. C R M (Customer Relationship Management) - Správa vz t ahů 

se zákazníky. Při sd í lení t ě ch to technologi í je t ěžba znalos t í k o m b i n o v á n a s „ těžbou 

p e n ě z " z údajů o zákaznících. Důleži tým aspektem v prác i ma rke t i ngových a p rode jn ích 

oddě l en í je vy tvo řen í hol i s t ického pohledu na zákazníky, informace o jejich 

vlastnostech, s t r u k t u ř e zákaznické základny. 

Dvě pos l edn í oblasti použi t í Data Min ing jsou t ě s n ě spojeny s dalš í část í t é t o práce . 

Ale než k tomu p ř i s toup ím, k r á tké s h r n u t í o m e z e n í Data M i n i n g k t e r é řeš í Process 

Mining. 

• Použ íván í Data Min ing dat k ana lýze dat a detekci nebo p ř e d v í d á n í v z o r k ů m á 

p ř í m o u vazbu na o b c h o d n í procesy. 

• Data Min ing analyzuje s ta t ické informace. Jinými slovy: data d o s t u p n á v době 

analýzy. 

• Data Min ing bude hledat sk ry té vzory v da tových sbí rkách, ale neposkytne 

o d p o v ě ď na k o n k r é t n í otázky. 

• Data Min ing odhaluje urč i té zákoni tos t i , ale neposkytuje nadá l e o d p o v ě ď 

na otázku, jak byly tyto zákoni tos t i nastaveny. 

• Data Min ing je omezena v ý h r a d n ě na ana lýzu výs ledků. Při in te l igentn í ana lýze 

dat je důlež i té z a m ě ř i t se na zák ladn í vzorce v da tové sadě . Údaje, k t e r é 

p ře sahu j í tyto zák ladn í modely, čas to nejsou zahrnuty do analýz. 
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6 Process Mining 
T e r m í n Process Min ing na začá tku m i n u l é h o dese t i le t í zavedl W i l van der Aalst, 

profesor na E indhovenské Technické un iverz i t ě a Q u e e n s l a n d s k é Technické 

univerz i tě , k t e rý je považován za ideologa t é t o technologie. V manifestu, za loženém 

na knize „Process Mining: Discovery, Conformance and Enhancement of Business 

Processes" definuje: 

„Myšlenkou Process Mining je objevovat, monitorovat a zlepšovat reálné procesy 

(tj. nepředpokládané procesy) získáváním znalostí z eventu protokolů snadno dostupné 

v dnešních (informačních) systémech. Zahrnuje automatizovaný proces zjišťování 

(tj. extrahování proces modelů z protokolu událostí), kontrola shody (tj. sledování 

odchylek porovnáním modelu a log), sociální sítě/organizační důlní, automatické 

konstrukce simulačních modelů, rozšíření modelu, opravu modelu, pouzdro predikce 

a doporučení založená na historii. "[32] 

Process Mining, na rozdí l od Data Mining, n e m á zájem o n í zkoú rovňové zákoni tos t i 

v p ů v o d n í c h datech a n e s n a ž í se p ř i j ímat r o z h o d n u t í na jejich základě , ale klade si 

za úkol optimalizaci p o d n i k o v ý c h p r o c e s ů , vycházející z re fe renčních údajů. 

Faktem je, že Process Min ing sbližuje discipl ínu Data Science, z a m ě ř e n o u na z í skávání 

hodnoty z dat, se metodami a technologiemi výzkumu, m o d e l o v á n í a optimalizace 

obchodn ích p rocesů . [33] 

Obrázek 8: Process Min ing jako most mezi data science a process science, p ř e v z a t o 

z [33 obr. 1.7] 
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Princip Process Min ing je ve lmi j ednoduchý : v p ř í padě , že o b c h o d n í proces se p r o v á d í 

v j e d n é cestě nebo j i ném in fo rmačn ím sys t ému , pak na zák ladě „stopy" jeho v ý k o n u je 

m o ž n é obnovit s k u t e č n ý algoritmus ve formě vizualizace pro pozdějš í ana lýzu 

obchodn ích p rocesů . Jako „s topa" obchodn ích p r o c e s ů s louží Event logy (protokol 

událos t í ) ze všech s y s t é m ů použ ívaných ve firmě. 

6.1 Protokol událostí 

Pod udá lo s tmi se r o z u m í nejš i rš í soubor akcí f ixovaných v e lek t ron ické p o d o b ě , jako je 

p r o v e d e n í operace v bankomatu, n a s t a v e n í r e n t g e n o v é h o p ř í s t ro je o d b o r n í k e m , 

p o d á n í dok ladů o p lacení dan í nebo pohovor z HR. 

Výchozím bodem pro Process Min ing je protokol udá los t í (Event log). I když to 

n e z n a m e n á , že udá los t i m u s í b ý t u loženy ve spec ia l izovaných souborech protokolu. 

Událost i mohou b ý t u loženy v da t abázových tabulkách , logech zpráv, e-mai lových 

archivech, logech transakce a dalších zdrojích dat[32], kde každý ř á d e k v t a k o v é m 

protokolu odpov ídá s a m o s t a t n é událos t i . Na d r u h é s t r aně , každá u d á l o s t nese v sobě 

informace o p ř ípadu , k t e rý byl proveden v rámci jeho činnost i a doby jeho registrace. 

[33] P o d o b n é protokoly udá los t í mohou b ý t považovány za souhrn p ř í p a d ů 

a jednot l ivé p ř í p a d y jako sekvence událos t í , k t e ré se na ně odkazují . 

Jako min imá ln í p o ž a d a v e k - Protokol udá los t í nejčastěji v y p a d á jako tabulka, a měl by 

se sk l áda t z ident i f iká toru zacházen í jako un iká tn í číselný ident i f ikátor (CaseJD), Akce 

(Activity name) jako specifikace toho, k t e rá akce se konala, a Čas (Timestamp) pro 

p ř e s n ý čas každé p r o b ě h l é akce. Další atributy mohou b ý t p ř idány , aby poskytly další 

informace o k o n k r é t n í c h č innos tech . V p o d n i k o v é m p r o s t ř e d í jsou protokoly udá los t í 

digi tální stopy, k t e r é jsou u loženy pro jakoukoli o b c h o d n í č innos t v da tabáz ích , jako 

jsou E R P / E A M (Enterprise Resource Planning), C R M (Customer Relationship 

Management), SRM (Supplier Relationship Management), MES (Manufacturing 

Execution System) nebo nějaký specifický sys tém. Uchovávají h i s tor ické údaje o z m ě n ě 

stavu objektu, ať už je to aktivum, p racovn í ú loha nebo odvolán í uživate le , každá 

zákaznická nab ídka , objednávka , faktura atd.[34] Pro uk l ádán í p r o t o k o l ů udá los t í 

existuje o t e v ř e n ý fo rmá t OpenXES. 

OpenXES je s c h é m a xml popisuj ící fo rmát t ex tových s o u b o r ů obsahuj ících chován í 

in fo rmačn ího s y s t é m u ve formě toku událost í . 
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Prob lém je, že každý ze s y s t é m ů řeš í pouze svůj spec ia l izovaný úkol. Jestli budeme chtí t 

v i d ě t úp lný obrázek , m u s í m e p r o v é s t integraci: s h r o m a ž ď o v a t a mapovat data ze všech 

sys t émů . Jen tak se p o d a ř í odhalit s labá mís t a v celkové organizaci p ráce . 

6.2 Klasif ikace úloh Process Mining 

Protokoly udá los t í mohou b ý t použ i ty k p r o v e d e n í t ř í forem Process Mining. 

enhancement 

Obrázek 9: Umís těn í t ř í h lavních t y p ů Process Mining: objev (discovery), shoda 

(conformance) a vy lepšen í (enhancement), p ř evza to z [35 obr. 1.4] 

Discovery - Extrakce p r o c e s ů je nej významně j š í s ložkou. Stávající algoritmy umožňu j í 

extrahovat modely s k u t e č n ě fungujících p r o c e s ů j e d n o d u š e z p r a c o v á n í m z á z n a m ů 

událos t í . Původn í model procesu lze vy tvoř i t r učně . 

Conformance - kontrola shody. Zde se p o r o v n á v á existující model procesu 

s protokolem udá los t í s t e jného procesu. Kontrola shody m ů ž e b ý t použ i ta k p o s o u z e n í 

toho, jak sku t ečné údaje protokolu odpovídaj í modelu a naopak. 

Enhancement - z l epšen í procesu. Stávající model procesu se zlepšuje na základě 

informací o s k u t e č n é m procesu z a z n a m e n a n é m v jakémkol iv protokolu událost í . 

Jedna z vážnějš ích funkcí v Process Min ing - grafická vizualizace p r o c e s ů v databázi , 

v š a k již n e m á schopnost b ý t metodicky p ř i ř a z e n a Process Miningu. Vizualizace 

da t abázových p roce sů dává f i rmám p ř e h l e d mimo j iné o ve lmi n á r o č n ý c h obchodn ích 

procesech. F i rmy nejen vytváře j í d ů k l a d n é p o v ě d o m í o procesech, ale t aké vytváře j í 
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zák ladnu pro n e k o n e č n é z lepšován í p rocesů . Zjištěné procesy mají v š e c h n y šance bý t 

použ i ly jako nadcházej íc í r e fe renčn í mode ly např ík lad pro t e s tován í š t ě s t í de r ivá tů 

opt imal izačních potenciá lů . 

Model p r o c e s ů je zpravidla p r e z e n t o v á n ve formě diagramu B P M N , U M L , Petriho síť. 

Každý z u v e d e n ý c h úkolů pro ú s p ě š n é ř e š e n í vyžaduje urč i té p o c h o p e n í oboru, 

p r o c e s n ě o r i en tovaný p ř í s t u p a s t r u k t u r o v a n ý dost kval i tní protokol. I když se 

v 1 odstavci Discovery navrhuje nejprve nají t vazby a pak z nich vy tvoř i t model B P M , 

v praxi se to s tává velmi z ř ídka V minulých letech se to dělalo ručně , dlouho se 

sledovala p ráce k a ž d é h o z a m ě s t n a n c e a kreslilo složitě pro v n í m á n í vývojových 

d i a g r a m ů výrobn ích p rocesů . Nyní to n e n í nu tné , p r o t o ž e každý informační s y s t é m 

vede p o d r o b n ý protokol a automaticky nas t av í časové značky. 

6.3 Petriho síť 

Petriho sí tě jsou p o v a ž o v á n y za s k u t e č n ý a více n a u č n ý jazyk m o d e l o v á n í p rocesů , 

k t e rý u m o ž ň u j e simulovat paralelismus. Obsahují velmi zák ladn í koncepc í m o d e l o v á n í 

toků m í s t / p ř e c h o d ů . Ale grafická notace je ins t ink t ivně j a sná a běžná . Petriho sí tě jsou 

p o v a ž o v á n y za spus t i t e lné , a pro jejich analýzu je m o ž n é použ í t ve lké m n o ž s t v í 

z p ů s o b ů analýzy. V s o u č a s n é době jsou Petriho sí tě na n ízké úrovni , p r a v d ě p o d o b n ě 

h lavně proto, že se používají v oblasti počí tačových věd a/nebo vývoji softwaru, podle 

Wikipedie , či k popisu d i s t r ibuovaných sys t émů . 

Se svou jednoduchou sadou p rvků jsou Petriho sí tě n a v r ž e n y tak, aby matematicky 

formalizovaly algoritmy. Petriho sí tě obsahuj í mís ta , p ř e c h o d y a hrany. 

• Hrany jsou pouze mezi mís ty a p řechody , n ikol iv mezi d v ě m a mís ty nebo d v ě m a 

p řechody . 

• Místa, ze k te rých vedou hrany do p ř echodu , jsou nazývána v s t u p n í m í s t a tohoto 

p ř e c h o d u ; mís ta , do k te rých vedou hrany z p ř echodu , jsou nazývána v ý s t u p n í 

mís t a tohoto p řechodu . [36 ] 

Vizuálně Petriho sí tě bude vypadat jako na o b r á z k u 10, ale v s o u č a s n é d o b ě je důlež i té 

poznamenat, že d o b ř e m o d e l o v a n ý proces B P M N je s r o z u m i t e l n ý lidem, k te ř í neznaj í 
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B P M N , p r o t o ž e B P M N 2.0 je notace na vysoké ú rovn i a je p o m ě r n ě bl ízko in tu i t ivn ímu 

p o c h o p e n í procesu. 

0 tokán 

Obrázek 10: Značená Petriho sítě, p ř e v z a t o z [35] 

6.4 BPM 

Business process management, ž ivotní cyklus ř ízení p rocesů . B P M a p r o c e s n í t ěžba 

se z á s a d n ě liší: za t ímco B P M umožňu je model To-be procesy s cílem popsat, jak by 

mě ly procesy fungovat, p ř eds t avu je ideální , per fek tn í p r o c e s n í tok bez t řen í , jak je 

obvykle n a v r ž e n o teoreticky. Proces Min ing vizualizuje As-Is procesy a realitu, 

p ř eds t avu je sku t ečný p r o c e s n í tok se v šemi odchylkami a s loži tos tmi , ke k t e r ý m 

docház í v p rovozn ích procesech v r e á l n é m životě. 

Obrázek 11: Krátce B P M plán a realita, p ř evza to z [34] 
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6.4.1 Životní cyklus BPM 

Životní cyklus B P M obsahuje sedm fází obchodn ích procesu a souvisejících 

informačních sys témů. 

Obrázek 12: Životní cyklus B P M ukazující r ů z n á použi t í p rocesn í ch mode lů , p ř e v z a t o 

z [32 obr. 4] 

Ve fázi ( r e ) n á v r h u ((re)design) b u ď vznikne nový p r o c e s n í model, nebo se z m ě n í 

stávající. Zde je o b c h o d n í proces p o p s á n a z d o k u m e n t o v á n . Následuje fáze ana lýzy 

(analysis) n a v r h o v a n é h o n o v é h o modelu a jeho alternativ. Po fázi (re)design nás leduje 

fáze implementace (implementation) modelu. Pokud je model u r č e n pro s y s t é m 

ř ízen í procesu nebo s y s t é m u ř ízení ž ivotn ího cyklu procesu, pak informační s y s t é m 

odpovídaj íc í tomuto modelu již m ů ž e b ý t použ i t . V o p a č n é m p ř í p a d ě stávající s y s t é m 

( re )nakonf igurován (fáze (re)configuration). Ve fázi p r o v e d e n í (execution) 

se p r o v á d í s p u š t ě n í v y t v o ř e n é h o modelu. Ve d o b ě p r o v á d ě n í t é to fáze je model 

m o n i t o r o v á n . Kromě toho mohou b ý t provedeny ma lé úpravy , k t e r é nevyžaduj í 

z m ě n u procesu (adjustment). Ve fázi diagnostiky je běžící proces ana lyzován 

a výs ledky ana lýzy mohou iniciovat o p ě t o v n é s p u š t ě n í fáze (re)design.[32] 

Je zře jmé, že p ř e d e v š í m diagnos t ická fáze Process Min ing je už i t ečným n á s t r o j e m pro 

realizaci. Další z p ů s o b y Process Min ing je m o ž n é použ í t ve fázi p r o v e d e n í pro ope račn í 

doprovod. Moni to rován í a rady za ložené na ex t r ahovaných modelech mohou b ý t 

použ i ty k ovl ivnění zp racovaných p ř ípadů . P o d o b n é formy pomoci př i p ř i j ímání závě rů 

lze použ í t i pro ú p r a v u p r o c e s ů a pro ř ízení (re)konfigurace p rocesů . 
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6.4.2 BPMN 2.0 

Notace m o d e l o v á n í obchodn ích p r o c e s ů (BPMN) se v pos l edn í době stala j e d n í m 

z ne jpoužívanějš ích jazyků pro m o d e l o v á n í obchodn ích p rocesů . B P M N je p o d p o r o v á n 

mnoha dodavateli nás t ro jů a byl s t a n d a r d i z o v á n OMG (Object Management 

Group). [3 5] 

Obrázek 13: P rocesn í model p o m o c í notace B P M N , p ř e v z a t o z [35 obr. 2.7] 

Obrázek 13 ukazuje malou p o d m n o ž i n u všech p rvků notace, dohromady je jich zhruba 

50. Čtvercem o z n a č e n ý m akce se nazývají úkoly. Akce mohou b ý t v n o ř e n é . Logika 

s m ě r o v á n í se ne týká úkolů, ale jednot l ivých e v e n t ů . Existují s e p a r a č n í b r á n y 

a p ř ipo jen í různých typů : A N D , XOR, NEBO. 

Je t ř e b a poznamenat, že Process Min ing nabíz í spoustu a lgor i tmů pro kontrolu toku 

discovery a každý z nich m á své v las tn í charakteristiky. Cílem n e n í v y m ý š l e t nové 

algoritmy, ale těž i t z t ěch stávajících a učini t je kompa t ib i ln ími s B P M N . Objev ř ídic ího 

toku se tedy op í rá o k o n v e r z n í algoritmy a existující techniky Process Miningu.[37] 
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6.5 Discovery algor i tmy Process Mining 

Proces objevu algoritmu je funkce, k t e r á mapuje protokol logů na p r o c e s n í model tak, 

aby model byl „ r ep rezen ta t ivn í " pro chování . Tato definice neurčuje , jaký model 

procesu by měl b ý t gene rován , nap ř ík l ad model B P M N nebo Petriho sítě. Kromě toho 

mohou b ý t jako vstup použ i ty protokoly udá los t í s po tenc iá lně mnoha atributy. 

Obecně platí , že existuje kompromis mezi nás leduj íc ími č tyřmi kr i tér i i kvality: 

• Fitness - objevený model by měl u m o ž n i t chován í v iděné v protokolu událost í , 

• P ř e s n o s t - ob jevený model by n e m ě l u m o ž ň o v a t chován í zcela nesouvisej íc í 

s t ím, co bylo v idě t v protokolu událos t í , 

• Zobecněn í - ob jevený model by měl zobecnit př ík lad chování v idě t v protokolu 

událost í , 

• Jednoduchost - ob jevený model by měl b ý t co ne j jednodušš í . 

6.5.1 Alpha a lgor i tmus 

Takže, v protokolech udá los t í chceme najít model, k t e rý m ů ž e m í t cykly, k t e ré mohou 

m í t pa ra le ln í části, k t e r é mohou m í t na výběr , a algoritmus Alpha by l p r v n í m 

algoritmem, k t e rý dokáza l a d e k v á t n ě z v l á d n o u t paralelismus. 

Pomocí protokolu udá los t í jako vs tupn ích dat a-algoritmus zobrazuje r ů z n é „vztahy" 

mezi aktivitami, ke k t e r ý m docház í v protokolu událos t í . Tyto vztahy se používají 

k v y t v o ř e n í Petriho sítě, k t e r á p ředs t avu je model p rocesn ích toků. Ačkoli a-algoritmus 

by n e m ě l b ý t považován za metodu těžby, k t e r á m ů ž e b ý t použ i ta v praxi, poskytuje 

d o b r ý př ík lad a sloužil jako základ pro mnoho dalších metod detekce p rocesů . [38] 

Alpha algoritmus použ ívá z logu jako v s t u p n í parametry pouze Akt iv i ty a jejich 

p o ř á d e k . Jiné da tové elementy ignoruje: tamestamp, user, id . T ímto z p ů s o b e m m ů ž e m e 

takový protokol udá los t í p ř e v é s t na seznam p ř e c h o d ů (transition). A každé t r a s o v á n í 

je posloupnost názvů akcí. 

P rvn ím krokem najdeme v s t u p n í a v ý s t u p n í p ř e c h o d y pro Petriho s íť . Jakmile to 

udě l áme , budeme m í t klíčový krok k objevování nových míst . A najdeme mís t a tím, 

že identifikujeme sady p ř e c h o d ů A i B, kde jsou A-vs tupní bod pro mís to a B-výstupní 

bod pro mís to . Tyto aktivity by mě ly mí t následuj íc í vlastnosti: v j edné s a d ě A nebo B, 

nikdy by akce n e m ě l y n á s l e d o v a t samy sebe. Pokud vezmeme ně jakou aktivitu v s a d ě 
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A i v s a d ě B, vždy by mě la existovat p ř í m á posloupnost mezi t ě m i t o d v ě m a aktivitami. 

Protokol by tedy měl obsahovat a l e spoň jednu pozici, ve k t e r é za po ložkou A nás leduje 

prvek B, a to by mě lo b ý t provedeno pro v š e c h n y kombinace. [33] Sada obsahuje 

max imá ln í m o ž n ý p o č e t prvků, k t e ré lze př ipoj i t p ř e s jedno mís to . Pro každý t akový 

p á r (A, B) spojujeme v š e c h n y prvky z A se všemi prvky z B s j e d n í m m í s t e m p (A, B). 

Pak t aké p ř ipo j íme p ř í s lu šné p ř e c h o d y se v s t u p n í m i a v ý s t u p n í m i místy, nakonec 

př ipo j íme počá tečn í mís to i ke v š e m p ř e c h o d ů m a v š e m p ř e c h o d ů m do koncového 

stavu. [3 5] 

p ř í m á posloupnost x>y 

x>y <=> v id íme v Log sub-traces ...xy... 

kauzalita x-»y 

x->y <=> x>y A y>x 

pokud existují stopy ...xy...; a ž ádné stopy ...yx...tento vztah m ů ž e znamenat, že budeme 

muset umís t i t mís to mezi x a y 

p a r a l e l n í x||y 

x 11 y <=> x>y A y>x 

tedy v idě t obojí ...xy... a ...yx...; nelze umís t i t mí s to pro t akové x a y-pokud bychom 

umísti l i , uložili bychom j im nějaký př íkaz , j edná se o symet r i cký vztah (a 11 B->B 11 a) 

n e s o u v i s e j í c í x # y 

x # y <=>x>y A y>x; to z n a m e n á , že nejsou žádné stopy ...xy... ani ...yx... 

to je t aké symet r i cký vztah x # y -> y # x 
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Příklad: 

L= [abcd,acbd,aed] 

a b c d e 

a # " » # " » 

b # II " » 

c II # # " » 

d # # « " 

e # # # 

Tabulka 3: Akt iv i ty a vztahy. 

>L = (a,b),(a,c),(a,e),(b,c),(c,b),(b,d),(c,d),(e,d) obsahuje v š e c h n y akční dvojice týkající 
se „př ímo sleduje"; 

->L= (a,b),(a,c),(a,e),(b,d),(c,d),(e,d) obsahuje v š e c h n y p á r y aktivit ve vztahu 
„kauzalita"; 

#L=a,a),(a,d),(b,b),(b,e),(c,c),(c,e),(d,a),(d,d),(e,b),(e,c),(e,e) n ě k d y C nás leduje b 
a n ě k d y naopak 

| |L = (b,c),(c,b) p r o t o ž e E nikdy p ř í m o nenás ledu je B, B nikdy p ř í m o nenás ledu je E 

Pokud p ř e d á m e tento event log, Alpha algoritmus automaticky p ř e z k o u m á v š e c h n a 

tato data na p r o c e s n í model. V p o d s t a t ě tento model umožňu je n e k o n e č n é m n o ž s t v í 

stop, ale je za ložen na k o n e č n é m poč tu př ík ladů. 

A B A B 

p l {a} {b,e} 

b 

e 
p3 {b,e} {d} 

b 

e p l {a} {b,e} p3 {b,e} {d} 

p2 {a} {c,e} • - < x ľ 

c 

e 
p4 {c,e} {d} 

c 

e 
po" p2 {a} {c,e} p4 {c,e} {d} 

Tabulka 4: Akt iv i ty a vztahy v modelu, p ř e v z a t o z [39] 

Model si u m í p ř e d s t a v i t chování v p o d o b ě Petriho sí tě nebo jej m ů ž e m e p ř e d s t a v i t jako 

model B P M N . Chceme jen zachytit chování . 
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Obrázek 14: Petriho sí tě k p ř ík ladu L., p ř evza to z [39] 

6.5.2 Heurist ic miner 

Další rodinou a lgor i tmů jsou heur i s t i cké algoritmy. Výše u v e d e n é Alpha-algori tmy 

mohou z p r a c o v á v a t ve lké m n o ž s t v í speciá lních kons t rukc í implementaci, ale š u m y 

v datech zpracovávaj í obvykle n e s p r á v n ě . K „ š u m ů m " lze př ič í s t i v š e c h n y ojedinělé 

udá los t i v logu (v l i t e r a tu ře je uveden b ě ž n ý stav, kdy člověk zaplatil za pa rkován í , ale 

z á roveň přijel vlakem). Heur is t ický algoritmus m ů ž e pracovat s hlukem v l o g á c h , 

a m ů ž e b ý t použ i t k odrazu zák ladn í podstaty udá los t í v logu bez de ta i lů a výj imečných 

si tuací . [40] Algori tmus podporuje v š e c h n y zák ladn í konstrukce, souběžnos t , cykly, 

„nevidi te lné událost i" , cykly „krá tké cykly", n ě k t e r é druhy „non-free volby". Výjimkou 

jsou „duplici tní" událos t i . 

Heur is t ický algoritmus se sk ládá ze t ř í zák ladních kroků. 

V p r v n í m kroku ses t ro j íme graf závislost i mezi udá los tmi v logách (dependency graph), 

v d r u h é m kroku pro každý vrchol jsou postaveny v s t u p n í a v ý s t u p n í výrazy, a jsou 

h l e d á n y závislost i na velké vzdá lenos t i mezi udá lo s tmi (vzdá lenos t podle poč tu 

udá los t í ) . Ve t ř e t í m kroku se na zák ladě zj iš těných informací v p ředchoz ích dvou 

krocích buduje Petriho síť. Algori tmus umožňu je vystavit prahovou hodnotu citlivosti, 

k t e r á vylučuje zp racován í vzácných událos t í . [40] 
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6.5.3 Genet ic miner 

Občas se v oblasti Process Min ing objevují po t íže s de tekc í p rocesn í ch m o d e l ů 

s urč i tými k o n s t r u k č n í m i s y s t é m y a/nebo s p ř í t o m n o s t í hluku v logách. Mezi h lavní 

p r o b l é m o v é s y s t é m y pa t ř í : n e s v o b o d n á volba (Non-free-choice), nev id i te lné úkoly 

(Invisible tasks) a opakující se úkoly (Duplicatetasks).[41] Non-free-choice kombinuje 

synchronizaci a výběr . Invisible tasks se používají pouze pro účely s m ě r o v á n í a nejsou 

zobrazeny v protokolu. M o d e r n í metody pak z tohoto d ů v o d u mají po t íže s de tekc í 

t ěch to směrovac í ch úkolů. 

K p ř e k o n á n í o m e z e n í současných mining procesu, s louží o algoritmus z rodiny 

gene t ických a lgor i tmů pro business Process Mining. Evoluční p ř í s tupy , na rozdí l 

od algoritmu Alpha, používají i t e ra t ivn í postup k simulaci procesu p ř i r o z e n é evoluce 

a do značné mí ry závisí na randomizaci k na lezen í nových alternativ. Stejně jako 

u jakéhokol i gene t i ckého algoritmu existují čtyři h lavní kroky: Inicializace, Výběr, 

Reprodukce a Dokončen í [41] 

• Je v ý r a z n ě odolnějš í vůči hluku, 

• Povoluje pomalu usilovat o dokonalost, 

• Má schopnost kombinovat s j inými roz loženími . 

Obrázek 15: P řeh led p ř í s t u p u p o u ž í v a n é h o k analýze genet ických p rocesů , p ř e v z a t o 
z [35] 
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6.5.3.1 Kroky Genet ic process miner 

Genetic process miner p rocház í č ty řmi kroky: 

• Nejprve vy tvo ř íme počá t ečn í populaci 

o m ů ž e t e j e d n o d u š e n á h o d n ě vy tvoř i t n ě k t e r é Petriho sí tě s n á h o d n ý m 

p ř i d á n í m míst , 

o nebo použi t í Alpha algoritmus. 

• V k a ž d é m kroku v y p o č í t á m e vhodnost pro v š e c h n y instance populace, 

• El i tářs tví - proces zachován í nejlepších, 

• Pak jsou v š e c h n y „přeživší" e x e m p l á ř e p o v a ž o v á n y za „rodiče" 

o cross-over proces s d r u ž o v á n í různých sítí Petriho, 

o mutace p ř i d á n í n ě k t e r ý c h n á h o d n ý c h z m ě n k diverzifikaci. 

6.5.3.2 Cross-Over 

To je proces vý roby „dí tě te" m o ž n ý d v ě m a rod ičovskými instancemi (výběr rodičů) , 

nebo zcela n á h o d n ě , či pomoci použi t í fitness pro rychlejší sbl ížení . Není vždy t ř e b a 

v y b í r a t jen „to nejlepší", p o t ř e b u j e m e rozmanitost. 

Jak vy tvoř i t Petriho síť z dalších dvou sítí. P ředpok láde jme , že m á m e dvě n á h o d n ě 

v y t v o ř e n é rod ičovské Petriho sí tě: 

f oce: 

Obrázek 16: Dva m a t e ř s k é modely, p ř evza to z [35 obr. 6.9] 

Minimální řez, k t e rý sníží rod iče a dělá z nich dět i na ob rázku 16 j e (e, f), p r o t o ž e v obou 

p ř í p a d e c h z e jde do g, h a vlevo z ů s t a n o u a, b, c, d. 
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Obrázek 17: Dva dě t ské modely, p ř evza to z [35 obr. 6.9] 

Vezmeme (e,fj ven a dostaneme dvě odpo jené komponenty kombinac í levé a p r a v é 

části Petriho sítí se vy tvoř í děti . Tak byly z í skaný 2 nové modely (Obrázek 17). 

Další způsob , jak z í ska t silnější model, je Mutace. Způsoby mutace: odstranit nebo 

p ř i d a t mís to , p ř i d a t oblouk. 

6.5.3.3 Funkce Hodnoty: Fitness 

V n a š e m p ř í p a d ě mí r a fitness h o d n o t í kvali tu bodu ( s a m o s t a t n ý nebo model procesu) 

ve vyh ledávac ím prostoru podle protokolu událos t í . Genetický algoritmus h ledá 

jedince, jejichž vhodnost je maximáln í . Takže mí r a fitness zajišťuje, že lidé s max imá ln í 

fitness budou moci analyzovat v š e c h n y instance procesu (stopy) v logách, v ideá ln ím 

p ř í p a d ě ne více než tyto p řechody . [41] 

Definice trace-level fitness jako: 

1 m 1 r 
fitness(a, N) = - (1 - - ) + - (1 - - ) 

2 c Z p 

m - chybějící tokeny; 

c - s p o t ř e b o v a n é tokeny; 

r - tokeny zbývající po dosažen í mís t a výs tupu ; 

p - v y r o b e n é tokeny; 

Na p ř ík ladu potomka z ob rázku 17 poč í t ám fitness: 

logtrace: Ll=(abeg); 

M=0, C=0, R=0, P = l (p = 1, p ro tože na v s t u p n í m mís tě je token); 

A - generuje 2 tokena, spo t ř ebu je 1 = p « - p + 2 = 3 ; c « - c + l = l 
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B - generuje + token, spo t ř ebu je 2 = p « - p + l = 4 ; c« -c+ l=2 ; 

E - m u s í spáli t , ale n e m ů ž e : jeden token chybí, t akže jej p ř i d á m e a vypá l íme 

E = p « - p + l = 5 ; c<-c+2=4; m<-m+l=l 

G - p<-p+l=6; c<-c+l=5 

ale je tu jeden zbývající token, k te rý zůs ta l po vypá len í = r<-r+l=l 

a nakonec o d s t r a n í m e jeden token z v ý s t u p n í h o mís t a = c« -c+ l=6 

1 1 1 1 5 
N a h r a d í m data do výše u v e d e n é h o vzorce: fitness(Ll, JV) = - (1 — -) + - (1 — -)= -

Genet ický proces do lován í je flexibilní a robus tn í . Stejně jako heur i s t i cké t ě ž e b n í 

techniky se dokáže v y p o ř á d a t s hlukem a neúp lnos t í . P ř í s tup lze t aké snadno 

p ř i z p ů s o b i t a rozšíř i t . Z m ě n o u funkce fitness je m o ž n é u p ř e d n o s t n i t k o n k r é t n í 

konstrukce. Bohužel, s te jně jako vě t š ina evolučních p ř í s tupů , n e n í t ěžba gene t i ckého 

procesu příl iš úč inná pro vě t š í modely a protokoly. 

6.5.4 Induct ive miner 

Na zák ladě m o d e r n í literatury, algoritmus detekce je proces z n á m ý jako Inductive 

Miner (IM) v n ě m n e n í s p l n ě n a vzdělávac í sady dat do p ř í t o m n é h o času. IM z n a m e n á 

z l epšen í ve s r o v n á n í s Alpha a Heuristic miner, z j ednoduš i t s tudium protokolu 

událos t í , je schopen se v y p o ř á d a t s n e č a s t ý m chován ím a ve lkými event logy, z á roveň 

je zaj iš těna spolehlivost [42]. Zat ímco vn i t řn í reprezentace procesu ob jeveného 

Heuristic miner je heur i s t i cká síť, vn i t řn í reprezentace procesu ob jeveného Inductive 

miner je strom. 

Stejně jako heur i s t i cký miner, induk t ivn í miner bere v ú v a h u frekvence udá los t í 

a ignoruje n ízkof rekvenční udá los t i a izo lované cykly událos t í . Jako z lepšen í jak pro 

Alpha miner, tak pro Heuristic miner, zaručuje t aké spolehlivost. 
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6.6 Použití Process Mining 

Otázky, na k t e r é Process Min ing odpovídá , lze rozdě l i t do dvou skupin: 

• P r o b l é m y s v ý k o n e m (efektivitou) p rocesů . 

• Otázky konzistence p rocesů . 

Ve sku tečnos t i to dělá „ ren tgen" p r o c e s ů probíhaj íc ích ve společnos t i , k t e r é poskytuj í 

komplexní , a h lavně p ravd ivý obraz celého ře t ězce událos t í , a nejen jednot l ivé kroky, 

čímž se eliminují b a r i é r y mezi jednot l ivými oddě len ími a odbory. Získané skóre 

s o u č a s n é p rovozn í v ý k o n n o s t i společnos t i , je objektivní , a proto m ů ž e b ý t použ i to pro 

zjištění m o ž n o s t í optimalizace, s l edován í z m ě n a rychlé reakce. Process Min ing 

v y m a z á n í m organizačních hranic umožňu je z í ska t Insights pro jakoukoliv ú r o v e ň 

detai lů . Hodnota t ěch to ins i tů je, že dávají společnos t i z ák l adnu a s m ě r pro další kroky 

ke z lepšen í a digitalizaci p r o c e s ů ve všech divizích. 

• Process Min ing se zaměřu je na identifikaci, kontrolu a zdokona lován í 

sku tečných obchodn ích p rocesů . Analýza dat z í skaných z IT sys t émů , k t e r é 

podporu j í naše procesy, dává skutečný, end-to-end pohled na to, jak o b c h o d n í 

procesy fungují. 

• Process Min ing se dívá na to, jak byly údaje sku t ečně vy tvořeny . Techniky pro 

do lován í p roce sů t aké umožňu j í už iva te lům dynamicky v y t v á ř e t procesy 

za ložené na nejnovějš ích datech. P rocesn í t ěžba m ů ž e dokonce poskytnout 

prezentaci obchodn ích p r o c e s ů v r e á l n é m čase p r o s t ř e d n i c t v í m živého vysílání. 

• Techniky pro Process Min ing umožňu j í k o n k r é t n ě hledat odpověd i na jasné 

a p ř e d e m def inované otázky. 

• Process Min ing m ů ž e poskytnout p ř e d s t a v u o tom, jak byly výs ledky získány. 

Tato technika n e h l e d á zákoni tos t i v datech, ale kauzá ln í procesy. 

• V Process Miningu mohou b ý t výj imky n ě k d y n e m é n ě důleži té . Výjimky mohou 

b ý t č a sným ukazatelem neefektivity nebo př í lež i tos t í ke z lepšení . 
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7 Příklady algoritmu v praxi 

Než se p o d í v á m e na aplikace a lgor i tmů v praxi, stojí za to p ř e m ý š l e t o tom, jak bychom 

mohli vol i t mezi algoritmy. To je něco, na co neexistuje j e d n o z n a č n á o d p o v ě ď — 

neexistuje ž á d n ý "lepší" algoritmus. Spíše jeden algoritmus m ů ž e b ý t vhodně j š í pro 

d a n ý k o n k r é t n í úkol než jiný, nakonec m ů ž e m e v y m ě n i t jednu vlastnost algoritmu 

za j inou. Například, pokud je důleži tá p ře snos t , pak m ů ž e m e b ý t p ř i p r a v e n i ztratit 

n ě k t e r é výpoče tn í úč innos t i , nebo investovat více výpoče tn ího výkonu , aby se použ í t 

její a naopak. Nebo bychom mohl i u p ř e d n o s t ň o v a t jednoduchost p ř e d p ře snos t í . 

Kromě obecných v las tnos t í a lgor i tmů existují n ě k t e r é důlež i té vlastnosti týkající se 

m o d e l ů odvozených z t ěch to a lgor i tmů. 

• B e z p e č n o s t - v š e c h n y udá los t i p ř í t o m n é v modelu jsou povoleny a že se tyto 

udá los t i vzá jemně vylučují. To z n a m e n á , že každé mís to m ů ž e obsahovat pouze 

jeden token, 

• S p r á v n é d o k o n č e n í - říká, že když je proces dokončen , n e m ů ž e b ý t provedena 

ž á d n á z jeho událost í , 

• M o ž n o s t d o k o n č e n í - z n a m e n á , že vždy m u s í existovat m o ž n o s t dokonč i t 

proces. 

• Nedostatek m r t v ý c h čás t í - z n a m e n á , že pro jakýkoli p ř e c h o d do modelu 

existuje vždy jedna nebo více sekvenc í událos t í , k t e r é vedou k jeho vzniku. 

Výše u v e d e n é vlastnosti spojuje Zdravý rozum. To z n a m e n á , že procesy a modely 

budou vždy d o k o n č e n é (bezpečnos t , s p r á v n é u k o n č e n í a m o ž n o s t dokončen í ) 

a že a l e spoň jedna z udá los t í v procesu bude provedena (chybějící neživých část í) . 

Proto, aby byla síť p r acovn ího postupu spolehl ivá, m u s í m í t v š e c h n y výše u v e d e n é 

vlastnosti. Zdravý rozum je jeden z klíčových rozdílů, k t e r é odlišují Inductive miner 

od Alpha a Heuristic miner. 

7.1 Process discovery pomoci proM 

ProM-to je rozš i ř i t e lný framework, k t e rý podporuje š i rokou škálu metod Process 

Min ing ve formě plug- inů a d i s t r i buovány p o m o c í licence GNU Public License (GPL) 

s open source.[43] Data pro ana lýzu jsou p řevza t a z a u t o m a t i z o v a n é sou těže Process 

Min ing Conference 2020. [44] Celkem byla v r ámc i sou těže v y g e n e r o v á n a da tová sada 

obsahuj íc í 192 traning logů, ale jako př ík lad fungování a lgor i tmů použ i ly pouze údaje 
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ze t ř í p rvn ích p ro toko lů : pdc_2020_0000000, pdc_2020_0000001, 

pdc_2020_0000010.xes Všechny protokoly jsou p r e z e n t o v á n y ve fo rmá tu XES. 

Původn í workf low sítě použ ívaný pro g e n e r o v á n í p ro toko lů jsou: 

Obrázek 18: Původn í Pe t r ího sít, pomoci [44] 

Na ob rázku 18 je j asně vidět , že v š e c h n y procesy začínají p ř e c h o d e m T i l a konč í 

na T91, ale uvn i t ř p r o c e s s ů logy jsou trochu odl išné . Je v idě t p o m ě r n ě velké m n o ž s t v í 

s m y č e k a para le ln ích p rocesů , s te jně jako r ů z n é sekvence akcií. Sítě jsou d a n é v rámci 

souboru pro analýzu. 
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Nyní z tes tovac ích logů p o m o c í Alpha miner z í skám model procesu, k t e rý s k u t e č n ě 

p rob íhá : 

-•O—4« 

t71 

pdc_2020_00001 
t81 

pdc_2020_00010 

Obrázek 19: Alpha miner, pomoci [44] 

Při ana lýze t e s tovaných logů p r o c e s ů p o m o c í Alpha miner je z ískán zcela j iný model. 

Logicky se ukázalo , že p r o c e s n í s c h é m a je prakticky neroz l i š i te lné pdc_2020_00000, 

jen se usnadnila a v logech pdc_2020_00001 a pdc_2020_00010 se objevily akce, k t e r é 

nevedou k dokončen í . Model pdc_2020_00001 se prakticky nezlepši l , naopak se 

objevily nové akce a spojení . 
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Vnit řn í reprezentace procesu ob jeveného Heuristic miner je heur i s t i cká síť. Tuto 

heuristickou síť m ů ž e m e vizualizovat p o m o c í vizualizatora objektu. P řed vizual izací 

p r o v á d í m filtr logů: s t a r t ovn í u d á l o s t bude T i l , končí na udá los t i T91, procento 

nejčastějš ích udá los t í k t e r é p ř i v e d o u k d o k o n č e n í procesu je nastaveno na 80%. 

Petriho sít í zase dostaneme po fi l trovaní Heuristic minerem a p o m o c í Alpha algoritmu: 

pdc_2020_0000010 

Obrázek 20: Heuristic miner a Alpha miner, pomoci [44] 

Vzhledem k tomu, že se pozornost s o u s t ř e d í na proces jako celek, analýzu by mě lo 

smysl založi t pouze na dokončených ins tanc ích procesu. Nemá smysl mluvit 

o nej častější cestě , pokud n e n í dokončena , nebo spekulovat o d o b ě š í řky p á s m a 

p ř ípadů , kdy n ě k t e r é z nich s tá le fungují. Proto p ř e d e m protokoly vyčist i nebo filtruje 

Heuristic miner. Ve výs ledku v id íme m e n š í poče t akcí v p r ů b ě h u procesu. 
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P r o M umožňu je vizualizaci probíhaj íc ích p rocesů . S t a n d a r d n í algoritmus, k t e rý je 

součás t í knihovny p r o M 6.1 je Inductive vizual miner: 

pdc_2020_0000000 

pdc_2020_0000001 

pdc_2020_0000010 

Obrázek 21: Inductive vizual miner, pomoci [44] 

Indukt ivn í miner zobrazuje, jak probíha j í vzorky akcií (žluté tečky) . Čím silnější je 

proces, t ím jasnějš í jsou m o d r é mosty. Čísla ukazují, jaký p o č e t e x e m p l á ř ů vede 

mostem. 

J e d n o d u c h ý př ík lad použi t í a lgor i tmů Proces Min ing v programu p r o M 6.1 na p ř ík l adu 

t ř í p rocesů , n á m ukázal , že ne v š e c h n y akce, k t e r é byly konc ipované na zák ladn ím 

modelu, ve sku tečnos t i běží . Něk te ré z nich nevedou k p o ž a d o v a n é m u výs ledku 

a d o k o n č e n í procesu T91. Dokonce i po fi l trování existují s lepé akce. 
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Závěr 

Tato p r áce se zabývala p o p s á n í m nových oblas t í zp racován í dat z da tabáze , jak jsou 

Data Min ing a Process Mining. V procesu p r ů z k u m u p rac í o d b o r n í k ů a o d b o r n ý c h 

č lánků bylo zjištěno, že navzdory sku tečnos t i , že m n o z í vědci vkládaj í do t e r m í n ů 

nových m o d e r n í c h disciplín Data a Proces Mining p o m ě r n ě b o h a t é m n o ž s t v í významů , 

i když Process Min ing a Data Min ing začínají z dat, techniky Data Min ing nejsou 

z a m ě ř e n y na proces a nezaměřu j í se na data o udá los t ech (instance a akcí obchodn ích 

p r o c e s ů ) . Pro metody Data Min ing mohou ř á d k y (instance) a sloupce ( p r o m ě n n é ) 

znamenat cokoli. Zat ímco v procesu klasifikace nebo clusteringu dat se m ů ž o u objevit 

m i m o ř á d n é výsledky, obecně tyto údaje mohou odkazovat na jakékol iv oblasti 

a n e m u s í vždy p ř i n é s t praktickou hodnotu. 

Navzdory Data Min ing technologie Process Min ing ve s v é m j á d r u využívá p r á v ě logy 

pro vizualizaci obchodn ích p r o c e s ů ve stavu „as-is". Díky tomu budou v š e c h n y z í skané 

výs ledky m i m o ř á d n ě spolehl ivé a t r a n s p a r e n t n í . Jako výs l edek Process Min ing bude 

o b c h o d n í proces - posloupnost operací , b ě h e m nichž se získá smys lup lný výs l edek pro 

organizaci. 

Velká čás t p r áce se věnuje p o p s á n í a lgor i tmů s p ř ík lady a jejich v n i t ř n í m u zpracování . 

Na zák ladě informací z í skaných př i studiu různých a lgo r i tmů bylo zj iš těno, že celkem 

mining jako metoda zp racován í dat m ů ž e kombinovat modely p r o c e s ů a metody Data 

Min ing r ů z n ý m i způsoby . Nicméně úkoly, k t e r é stojí p ř e d ana lýzou p r o c e s ů vyžaduj í 

spec iá ln í algoritmy. Kromě toho fo rmá t s o u b o r ů pro Data a Process Min ing se úp lně 

liší. 

Větš ina un iverzá ln ích a lgor i tmů Data a Process Mining, k t e r é p roš ly časovým testem, 

v š a k byly p o p s á n y v t é t o práci . Pokud algoritmy Data Min ing ve vě t š ině p ř í p a d ů se 

objevily na zák ladě statistiky, algoritmy Process Min ing na zák ladě o t e v ř e n é h o k ó d u 

a globálních sou těž í jako PDC se objevují až dosud a jsou i m p l e m e n t o v a n é ve vo lně 

d i s t r i buované kn ihovně P r o M . Pomoc í ní se povedlo na základě training logů 

z a u t o m a t i z o v a n é sou těže Process Min ing Conference 2020 ukáza t , jak pracuj í zák ladn í 

algoritmy, k r o m ě Genetic miner. Ten je v beta verzi a nefunguje, jak by měl . 
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Během p ráce se objevilo ob rovské m n o ž s t v í a lgor i tmů a jejich kombinace, ale n ě k d y je 

jejich v ý b ě r pro ana lýzu dat, k t e r á zcela spočívá na z k u š e n o s t e c h a intuici ana ly t i ckého 

pracovníka . Neexistuje ž á d n é un ive rzá ln í nebo ready-made ř e š e n í p r ob l émů . 

Výs ledkem p ráce je, že pro k o m p l e t n í z í skávaní informací ze stávajících sku tečných 

p r o c e s ů podniku a pro m o ž n o s t p ř e d v í d a t nebo najít sk ry té př í leži tost i , bude lepší 

použ i t obě metody analýzy dat. 
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