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Abstrakt

Tato bakalarska prace se zabyva tsekovym mérenim rychlosti automobili. Prace popisuje
existujici metody detekce registra¢nich znacek a rozpoznani znakt v nich obsazenych. Na-
sledné jsou popsany metody kaskadového klasifikdtoru a klasifikatoru SVM, které jsou v
této praci pouzity. V zavéreéné ¢asti je zpracované vyhodnoceni jednotlivych ¢asti systému.

Abstract

This bachelor thesis focuses on section speed measurement for traffic analysis. This thesis
desribes existing methods of detection of license plates and classification of their characters.
Methods of cascade classifier and classifier SVM are described in this work. Evaluation of
individual parts of the system is processed in the final section.
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Kapitola 1

Uvod

Usekového méfeni rychlosti lze vyuzit ve velkych méstech, kde je mozné pomoci rozlozeni
stacionarnich kamer provadét méfeni rychlosti automobili na libovolnych tsecich vozovky.
Pro zlepseni funkce méreni mizeme rozmistit hned nékolik vstupnich a vystupnich kamer.
Tyto kamery vsak nemusi mérit pouze rychlosti vozidel, ale mohou provadét statistiky
o hustoté provozu v riznych c¢astech mésta, nebo je lze vyuzit pri patrani po urcitém
vozidle. Nynfi se jiz vyuziva tisekového méreni také na dalnicich, kde jsou kamery instalovany
na mytnych branach. Lze tak jednoduse zjistit, jakou priumérnou rychlosti vozidla jedou.
Oproti méreni pomoci radaru mé tsekové méfeni tu vyhodu, ze mize pokryt mnohem veétsi
oblast.

Cilem bakalarské prace bylo rozpoznat registra¢ni znacky automobilii porizenych staci-
onarnimi kamerami. Na zdkladé takto ziskanych dat vypocitat tisekovou rychlost jednotli-
vych automobili. Déle nastudovat algoritmy pro detekci a rozpoznani registrac¢nich znacek
automobil v obraze.

V prvni kapitole je popsana historie registracnich znacek a jejich postupné zmény s pri-
hlédnutim k vyvoji Evropskych zemi ve 20. a 21. stoleti. V nasledujici kapitole se nachazi
popis existujicich metod pro detekci registrac¢nich znacek a nésledné mozné metody k rozpo-
znani registrac¢nich znacek. Treti kapitola nas seznamuje se zdkladnimi operacemi zpraco-
vani obrazu, které se vyuzivaji k potlaceni nezadoucich deformaci nebo naopak k vylepseni
obrazu pro dalsi zpracovani. Déale jsou zde popsany metody, které byly vyuzity k imple-
mentaci systému. V kapitolach Navrh systému a Implementace je popsano fungovani celého
systému. V posledni kapitole je vyhodnocena tspésnost jednotlivych krok.



Kapitola 2
Registracni znacky

V této kapitole bylo ¢erpano z knihy Filipa Zeleného a Dalibora Feereisla [18]. Dopliujici
informace byly ziskdny od Michala Hajka[9].

Prvni automobily se objevily v roce 1886. S postupnym pribyvanim automobili koncem
19. stoleti bylo pottfeba identifikovat vozidla. Ve velkych méstech byla vozidla evidovana
a oznacena identifikacnimi tabulkami. Prvni oznaceni bylo umisténo na levé strané vozidla.
Tyto registra¢ni znacky na sobé nesly oznaceni majitele, jeho jméno, adresu a registrac¢ni
¢islo. Tento zpiisob znaceni byl poprvé pouzit v Parizi roku 1893. Pozdéji se rozsitilo do
dalsich mést. Poznavaci znacky podobné dnesnim registra¢nim znackam se objevily v roce
1895 v Lucembursku. Byly umisténé v predni i zadni ¢asti vozidla a poprvé na sobé nesly
jen ¢isla a pismena. Tato oznaceni byla pridélovana statem na celém tzemi Lucemburska.

11. ¥ijna 1908 dorazil tento novy systém znaceni i do Francie a postupné se zacal pouzivat
i v dalsich zemich. Znacky byly v této dobé ¢erné s bilymi symboly.

2.1 Poznavaci znacky u nas

V dobé, kdy byla v Evropé povinna registrace vozidel, byly Ceské zemé soucésti Rakouska-
Uherska. Poznavaci znacka pouzivand na nasem tizemi obsahovala ¢islice od 1 do 999 a pis-
meno, které znacilo oblast na izemi Rakouska-Uherska. Tabulky byly bilé s ¢ernymi znaky.
Zadni registrac¢ni znacka obsahovala dva fadky. V hornim fadku bylo pismeno piipadné im-
ska cislice a ve spodnim evidencni ¢islo vozidla. Predni znacky byly vétsinou jednoradkové.
Zména systému znaceni vozidel probéhla roku 1932, kdy zacaly byt automobily oznacovany
¢ernymi tabulkami s bilym pismem a bilou linkou na okraji zndzornéné na obrazku 4.5.
Na znacce se nachazelo opét pismeno, které oznacovalo zemi, pomlcéka a nejvyse pétimistné
¢islo. Cislice mezi tisicovym a stovkovym é&islem jsou oddéleny teckou. Registra¢ni znacka
mohla byt pripevnéna k vozidlu jako tabulka, nebo napsand primo na vozidle.

TN
Obrazek 2.1: Ukazka poznavaci znacky po roce 1932. Prevzato

z [0].



V dobé druhé svétové valce v letech 1938 az 1945 doslo k nékolika zménam. Némecké
urady zacaly na obsazeném tzemi ptidélovat isské poznavaci znacky. Na zbyvajicim tizemi
protektoratu Cech a Moravy byly zavedeny nové poznavaci znacky. Jako rozeznavaci znacka
v protektoratu byla pouzivina dvé pismena z nichz prvni bylo vzdy P a druhé oznacovalo
oblast.

PA Cechy
PB Morava
PC | protektoratni posta a drahy
PD Praha

Stejné jako v Némecku poznavaci znacky musely byt tabulky orazitkované turadem,
ktery znacku pridélil. Vozidla s povolenim pouzivani obsahovala dvé razitka z nichz jedno
stvrzovalo registraci a druhé potvrzujici ¢erveny znak ,V*.

|PD¥%25752

Obrazek 2.2: Ukazka poznavaci znacky ve 40. letech 20.stol.
Prevzato z [9].

Systém poznévacich znacek se v pribéhu let ménil. V roce 1960 doslo v Ceskoslovensku
k novému spravnimu usporadani. Snizil se pocet kraju i okresi.Majitel vozidla, ktery nemél
na SPZ spravné uvedeny novy okres, v némz mél trvalé bydlisté, musel byt predvolan k

s

vyméné. Dne 26. zaf{ 1960 vydalo ministerstvo vnitra nové pokyny pro ptidélovani SPZ.
Novy rozdélovnik ptridéloval jednotlivé série kazdém okresu.

[ZRB-66-08-

Obrazek 2.3: Poznavaci znacka z let 1960-1986. Pievzato z [9].

[B0OJ 72-50

Obrazek 2.4: Poznavaci znacka z let 1986-1994. Pievzato z [9].

[PTE 16-61]

Obrézek 2.5: Poznavaci znacka z let 1994-2001 [9]




2.2 Zména evidence a nové registracni znacky z roku 2001

Novy systém poznavacich znacek vznikl 1. ¢ervence 2001 a znacky byly oznacovany jako
registraéni (RZ). Citelnost znacek se vyrazné zhorsila oproti jinym systémiim v jinjch sté-
tech, kde byl kladen duraz na vyssi ¢itelnost. Registracni znacky obsahuji 5 az 7 znak,
z nichz alespon jednim znakem je pismeno a jednim je ¢islice. Prvni pismeno oznacuje kraj,
ve kterém byla registracni znacka vydana. Naptiklad Olomoucky kraj je znacen pismenem
M a Pardubicky E.

V Ceské republice existuje nékolik zvlastnich registra¢nich znacek:

e znacka pro jednorazové pouziti s omezenou platnosti, které nelze pouzit pro mezina-
rodni provoz

e znacka trvale manipulacni, kterd zac¢ina s kédem kraje
e znacka pro zkusebni ucely zacinajici pismenem , F*

e znacCka pro vozidla s prikazem historického vozidla bez RZ zac¢inajici pismenem ,,V*

Tabulky RZ se lisi také jejich rozméry:

520 x 110 mm pro osobni a ndkladni automobil, autobus, specialni a pfipojné vozidlo

340 x 200 mm pro nakladni automobil, autobus, specidlni a pripojné vozidlo

280 x 200 mm pro osobni automobil

280 x 200 mm pro traktor, zvlastni motorové vozidlo a zvlastni piipojné vozidlo

200 x 160 mm pro motocykl

80 x 110 mm pro moped

EA00 0000

Obrazek 2.6: Nové registracni znacky od roku 2001

Znacky pro pracovniky diplomatickych misi mély modrou barvu se zlutym pismem. Pro
osoby s diplomatickou imunitou jsou rezervovany prvni dva znaky DD.



Kapitola 3
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Existujici reseni

V této kapitole jsou popsany existujici metody pro detekci registracnich znacek a nasledné
klasifikaci znaki.

3.1 Existujici metody detekce registracnich znacek

3.1.1 Metoda kombinujici Houghovu transformaci a detekci kontur

Informace o této metodé byly prevzaty z ¢lanku Tran Duc Duana a kol. [5]. Prvni ¢ést této
metody se zabyva predzpracovanim obrazu pro detekci registrac¢ni znacky.

P1i tomto postupu je nejdiive obraz upraven funkcemi, ve kterych jsou barvy v obrazu
prevedeny do odstinil Sedi. Poté prichazi na fadu normalizace a ekvalizace histogramu.
Dale je zde pouzit Sobeliv operator, ktery zdurazni hrany a nasledné je obraz preveden
do binarni podoby. Takovy obraz se jiz da pouzit jako vstup pro modul, jenz detekuje
registracni znacku.

Ve druhé ¢asti tohoto postupu pouzijeme pro zjisténi oblasti, kde se nachéazi registraéni
znacka, algoritmus, ktery zjistuje obrysy uzavienych objektti. Tento algoritmus vSak miize
mit problémy pri zpracovani méné kvalitnich snimkt. Nékdy vytvari nedplné obrysy uza-
vienych oblasti, které neidentifikuji obraz registracni znacky. (viz. obrazek 3.2)

Obrazek 3.1: Uspésné nalezeni registraén{ znacky metodou detekce kontur. Prevzato
z [5].
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detection

Obrazek 3.2: Netspésné nalezeni registracni znacky metodou detekce kontur. Pre-
vzato z [5].

V dalsi ¢asti je aplikovana Houghova transformace na obraz s nalezenymi konturami,
kterd vyhleda hrany. Tato transformace se zaméruje na dvé paralelni piimky, které jsou po-
vazovany za potencionalni registracni znacky. Kazda mozna registracni znacka je ovéfovana
pomoci nékolika hodnoticich algoritmi.

Tento postup je casové méné narocénéjsi nez pouziti Houghovy transformace bez pouziti
vyhledani kontur. Nebof Houghova transformace je aplikovina na mensi pocet obrazovych
bodu. Objekty jako jsou svétla ¢i maska, mohou byt falesné detekované jako znacka, nebot
jsou stejného tvaru a maji dvé paralelni piimky.

1

plate-
candidate

3
plate-
candidates

Obrazek 3.3: Uspésna detekce registracni znacky. Pevzato z []

Pro odstranéni falesnych kandidatu registra¢ni znacky je pouzit modul vyhodnoceni,
ktery urci, zda je kandidat registracni znackou. Vyhodnoceni miize byt na zakladé poméru
sirky a vysky detekované oblasti nebo pomoci horizontalnich priénych fezu.

Plate-candidates Number Result
of objects
= 7) Non-plate
e——m——
— = 2 Non-plate
-53M4893- 0| P
_52_]'— 4 Plate

Obrazek 3.4: Vyhodnoceni na zakladé horizontdlniho fezu. Prevzato z [5]



3.1.2 Metoda Houghovy transformace pro lokalizaci registrac¢nich znacek

Metoda Houghovy transformace k detekci registra¢nich znacek byla prevzata od autoru
Kamata a Ganesana [10].

V této metodé byl na obrazek ve stupnich Sedi pouzit Sobeliv operator, jehoz tikolem
je detekovat hrany. Obvykle hranovy detektor vyhledava sousedni pixely v horizontalnim
a vertikalnim sméru. Zde byl pouzit modifikovany Sobeltv operator, ktery k vyhledani hran
pouziva rohovych pixeli. Nasledné bylo pouzito adaptivni prahovani, které prevedlo obraz
s detekovanymi hranami na bindrni obraz.

Po dokonceni tprav obrazu je aplikovana Houghova transformace pomoci niz jsou v ob-
raze detekovany horizontalni a vertikalni primky. O registra¢ni znacku se jedna v pripadeé
nalezeni ¢tyr piimek, které vytvari uzavienou oblast a splnuji nasledujici kritéria:

e protilehlé tsecky maji stejnou velikost
e protilehlé tsecky jsou rovnobézné
e prilehlé tsecky jsou v pravém thlu

e pomér délky kolmych tsecek je konstantni.

3.1.3 Lokalizace registra¢ni znacky zalozena na histogramu a morfologic-
kych operacich

Tato metoda vyuzivajici histogramy obrazu a matematickou morfologii byla popsana v ¢lanku,
ktery publikoval Feng Yang a Zheng Ma [17]. Pfi psani bylo ¢erpano také z diplomové prace
Michala Vacka [15].

Navrzeny algoritmus znazornény na obrazku 3.5 mé dva hlavni moduly: 1. hruba detekce
registracni znacky, 2. presné urceni polohy znacky.

V prvni ¢asti je vyhledano nékolik kandidati poznéavacich znacek. Tyto regiony jsou
nalezeny pomoci horizontalni projekce vertikalniho gradientu.

Druha faze detekuje presnou polohu registrac¢ni znacky pomoci matematické morfologie
a nasledné extrahuje oblasti registracnich znacek z danych kandidatu.

Hruba detekce

Jednou z vlastnosti registra¢nich znacek je, ze vétsina z nich ma ¢erné pismo na bilém
pozadi. Této vlastnosti lze vyuzit k detekci dané oblasti. Vypocitdme primérnou hodnotu
zmény gradientu a porovname mezi sebou. V misté, kde je nejvice prechodi, muzeme pred-
pokladat oblast registracni znacky. Vypocet vertikdlniho gradientu lze realizovat pomoci
rovnice:

gu(i,7) = f(4,5 = 1) = f(i, )] (3.1)
V oblasti registra¢ni znacky je zfejmé, ze horizontalni projekce vertikdlniho gradientu

bude mit velkou hodnotu. Provedenim vypoctu horizontalni projekce pomoci vzorce 3.2
ziskame horizontéalni projekci na obrazku 3.6.

T (i) =Y gu(i, j) (3:2)
j=1
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Obrazek 3.6: Horizontalni projekce vertikalntho gradientu. Prevzato z [17].

Horizontalni pozice registracni znacky musi byt vrcholem projekce. Na kfivce je za-
znamenano mnoho defektli, proto je pouzit Gausstuv filtr k vyhlazeni projekce. Vysledek
Gaussova vyhlazovani je zndzornén na obrazku 3.7. Poté je mozné zjistit vrchol kiivky,
ktery urcuje oblast znacky. Nasledné k ziskani kandidatt vyuzivame vlastnosti znacek.
Znacky obvykle lezi ve spodni ¢asti obrazu a maxima horizontdlni projekce znac¢i moznou
horizontalni polohu registra¢ni znacky.

4500

4000
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UEI &0 100 150 200 250 300 350 A0 450

Obrézek 3.7: Horizontalni projekce po Gaussové vyhlazovani. Prevzato z [17].
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Presné urceni polohy registracni znacky

Kazdy kandidat z predchozi faze je vyhodnocen pomoci matematické morfologie. Nej-
prve se provede vertikdlni projekce horizontalniho gradientu, podobné jako byla zjistovana
v predchozim kroku horizontalni projekce vertikalniho gradientu. Déle byla pouzita ma-
tematickd morfologie, kterd slouzi jako filtr k odstranéni nezddouciho Sumu a extrakci
priznakt. Zékladnimi morfologickymi operacemi je eroze a dilatace, které jsou podrobné
popsany v sekci 4.4.

Predpokladame-li, ze vertikdlni projekce horizontalniho gradientu je oznacCena jako A.
Jednodimenzionalni prvek B pouzijeme k dilataci A. Vysledkem je nasledné prvek C. Poté
byl pouzit prvek D k erozi prvku C a vysledkem je E.

Pro nalezeni pravého a levého okraje registracni znacky z kandidatnich oblasti, je po-
tfeba po matematické morfologii a vertikalni projekci prevést obraz do binarni podoby
pomoci prahovani. Aritmeticky vypocet:

fT(lvi) =

(1 ger 53

0 fr(1,0) < T,

kde fr(1,i) je vertikalni projekce po matematické morfologii, 7" je prah. Prah je vypoéitan
pomoci rovnice 3.4 , kde aver je prumérnd hodnota fr(l,4) a t je parametr vahy. V tomto
algoritmu je urcena hodnota t = 1.23.

T =t aver (3.4)

Nejprve jsou odstranény oblasti s malou sitkou, poté oblasti s prilis malym nebo velkym
pomérem Sirky a vysky. V oblasti, kterd nam ztstane, se nachazi registra¢ni znacka. Pokud
by zbylo prilis mnoho oblasti registra¢ni znacky, méla by byt aplikovana prisnéjsi kontrola
na presné urceni registracni znacky.

3.1.4 Metoda detekce registraéni znacky zalozena na barevném obrazu

Tato metoda je zaloZena na optimalizovaném algoritmu template matching a analyze barev,
ktera byla publikovdna Ashtarim a kol. [1]. Algoritmus vyhledavé objekty v obraze pomoci
sablony objektu nebo popisu. Pouzitim statické Sablony se snizuje vykon a flexibilita, nebot
neni schopny vyhledat obraz libovolnych velikosti.

Vhodnou sablonou pro vsechny registrac¢ni znacky vozidel je modry obdélnik, ktery lze
pozorovat na vétsiné franskych vozidlech i automobilech v Evropé. Registraéni znacka bude
snadno vyhledana diky nalezeni modrého obdélniku ve standardnim poméru s pouzitim
geometrického popisu jako sablony.

V této metodé neni nutné prevadét barevny obraz do odstinu Sedi nebo binarniho. Barvy
jsou vyuzity k detekci pozice registra¢ni znacky. V tomto postupu je vSsak nutné prevést
obraz do osmi zakladnich barev nebo do jiného barevného spektra. Napiiklad do barevného
modelu HSV, ktery poskytuje lepsi vysledky ve srovnani s jinymi spektry. Sablona je vy-
hledavana periodicky shora dola pies snimek. Na obrazku 3.8 je zndzornén zpusob svislého
vyhledévéani u Irdnské znacky.

Systém detekuje kandidata, kdyz index pii prohleddavani narazi na modré pixely, na-
sledné zelené, bilé a ¢ervené stejné velikosti, v tomto pripadé se jedna o irdanskou vlajku a
nasleduje modry jedenactkrat delsi pruh nez predchozi. Toto misto je nasledné povazovano
za oblast, ktera je soucéasti registrac¢ni znacky. Délka registra¢ni znacky je znam4 a sitka je
dopocitana diky zndmému poméru hran znacky.
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Obrazek 3.8: Vertikalni vyhledavani znacky. Prevzato z [1].
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Obréazek 3.9: Pomér pixelti v modrém
obdelniku Iranské registracni znacky.

[1].

3.2 Existujici metody klasifikace znaki

3.2.1 Porovnani s predem definovanou sablonou

Tato a nasledujici metoda je publikovdna v ¢lanku Petra Ciky a spol.[3]. Pfedpokladem této
metody jsou oddélené znaky registracni znacky. Pfreddefinovand Sablona se skladé z obrazu
vSech moznych znaku a ¢isel, které se mohou vyskytovat na registracni znacce. Pfreddefino-
vany obraz musi mit stejnou velikost s porovndvanym obrazem. Obraz sablony je norma-
lizovan na predem danou velikost. Extrahovany znak je preveden na stejnou velikost jako
Ssablona. Poté nasleduje porovnavani. Podobnost symbolti je uréena pomoci normalizované
ki{zové korelace (NCC). Kiizova korelace je ddna vztahem 3.5, kde I a J definuji velikost
obrazku znaku, O a E definuji originalni a extrahovany symbol.

I-1~J-1
Zi:o ijo Oi,jEi,j
I-1J-1 2
Zi:O ijo Oi

Diky NCC' je nejpodobnéjsi symbol vybran z preddefinované databaze.

NCC = (3.5)
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Obrazek 3.10: Preddefinovany normalizovany model. Prevzato z [3].
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3.2.2 Metoda zaloZzena na analyze oblasti znaku

Analyza je zalozena na rozdéleni bézného znaku do 16 oblasti viz. 3.11. Kazda oblast by
meéla byt ve stejné poloze s oblasti sablony. Tento postup neni efektivni, proto je zvolena
technika, ktera pro své fungovani pouziva charakteristické vektory. Pro kazdou Sablonu byl
vypocten charakteristicky vektor bilych pixeli, ktery byl nasledné ulozen do databaze. Tuto
databazi bilych pixel nasledné pouzivame pro porovnani analyzovanych symbolt a symbola
z databaze. Pfed analyzou musi byt pfevedeny vSechny symboly na stejnou velikost. Po
vypoctu vektoru bilych pixelti nasleduje vypocet vektoru vzdalenosti pro kazdou sablonu
z databdze, ktery se vypocita podle rovnice 3.6, kde D je vektor vzdéalenosti, N je pocet
oblasti, Vp; je pocet Sablon v oblasti a V4; je pocet bilych pixeli v oblasti analyzovaného
symbolu. Podobnost symboli miize byt urcena jako miniméalni vzdalenost vektoru.

(2

N
D= (Vpi — Vi) (3.6)
—0

Obrazek 3.11: Oblasti symbolu. Prevzato z [3].
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3.2.3 Algoritmus zalozeny na neuronovych sitich

Metoda, kterou publikovali Nijhuis a kol. [11], je zaloZend na neuronovych sitich, V této
metodé je pouzit jako vstup binarni obraz. Pro rozpoznani znaki byly pouzity dva rizné
typy neuronovych siti. Klasifikace se provadi na zdkladé priznakt. Pomoci neuronové sité
DTCNN jsou vygenerovany ¢tyii druhy piiznakt: horizontalni projekce, vertikalni projekce,
pocet vertikalné propojenych komponent a pocet horizontalné propojenych komponent.

Pro tyto priznaky byly vytvoreny specidlni neuronové sité DTCNN. Vstupem pro jednot-
livé neuronové sité byly binarni obrazy s vyskou kazdého znaku 15 pixelti a tomu imérnou
sitkou. Kazdy z téchto priznakia byl nasledné transformovan do péti vstupia MLP neuro-
nové sité, coz vede k celkem 24 vstuptm. Znak byl rozpoznan pouze v pripadé, ze vystup
z odpovidajictho vystupniho neuronu presahoval hodnotu 0,85 a ostatni vystupni neurony
mély vystupni hodnotu nizsi nez 0,25.
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Kapitola 4

Zpracovani obrazu

P1i zpracovani této kapitoly jsem vychdzela z informaci uvedenych v knihach [7], [11] a [1].
Obraz je definovan funkei f(z,y), kde x a y jsou prostorové souradnice bodu. Amplituda f,
jenz se nachazi v bodé (x,y), urcuje intenzitu jasu. Pokud jsou soufadnice (x, y) s hodnotami
intenzity jasu f konecné, tzv. diskrétni veli¢iny, mizeme obraz oznacit za digitalni. Digitdlni
obraz se sklada z kone¢ného poc¢tu bodu, z nichz kazdd ma uréité misto a hodnotu. Tyto
obrazové elementy nazyvame pixely.

Predzpracovani obrazu jsou operace na nejnizsi irovni abstrakce. Takové operace jsou
velmi uzitecné pro dalsi zpracovani, nebot pomahaji potlacit nezadouci deformace obrazu
jako je hluk a naopak vylepSuje obrazové funkce. Mezi takové operace muzeme zaradit
jasovou geometrickou transformaci, filtraci nebo vyuziti hranovych detektort k detekei hran.
Casti analyzujeme data, jejichz cilem je rozdéleni obrazu na segmenty, které nas zajimaji a
ostatni oblasti, jimiz se nebudeme zabyvat. V segmentaci mtuzeme zkoumat objekty obsazené
v obraze, jenz jsou potiebné k rozpoznavani nebo jiné analyze.

4.1 Vyhlazovani obrazu

Digitalni obraz ziskavame skenovanim, fotografovanim nebo natacenim videa. Takto ziskany
material muze byt ovlivnén nezddoucimi jevy jako je zrnéni nebo artefakty. Tyto jevy
je mozné potla¢it pomoci vyhlazovani obrazu, které jsou pfiblizeny v knihdch [11] a [1].
Cilem vyhlazovani obrazu je potla¢eni obrazového sumu a jeho vykyvi. Vyhlazovaci metody
vyuzivaji uzkého okoli pixelu, z néhoz se vypocita nova hodnota jasu vystupniho obrazu.
Nevyhodou tohoto zpiisobu opravy je rozmazani tenkych hran v obraze, které mohou nést
dilezité informace pro dalsi zpracovani dat. Existuji vSak i postupy vyhlazovani, které umi
tyto hrany zachovat. Tyto metody vypocitavaji prumér pouze podobnych mist v sousedstvi
se zpracovavanym bodem.

Vyhlazovani prameérovanim

Vyhlazovani primérovanim je jednim z nejsnadnéjsich zpisobti vyhlazovani pomoci konvo-
luce s pouzitim konvolu¢ni masky. Vysledkem konvoluce je primér hodnot jasu sousednich
bodi v obraze.
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Gaussovo vyhlazovani

Gaussovo vyhlazovani je metoda, pri které koeficienty, které se blizi ke stfedu masky, maji
vyssi vahu a odpovidaji hodnotam na Gaussové krivce. Dvourozmérné Gaussovo rozdéleni
hustoty pravdépodobnosti h(z,y) se stfedni hodnotou m = (0,0) udava vztah

1 z2+y2

h(w,y) = %e 207, (41)

kde o2 je rozptyl. Parametr o uréuje strmost Gaussovy funkce.

Medianova filtrace

Medianova filtrace je vhodna k potlacovani Sumu typu ,pepr a sul“. Je to nelinearni filtrace
obrazu, jejiz fungovani je zaloZzeno na vybéru medianu z hodnot nachazejicich se na obraze,
pomoci posouvani hypotetické masky. Median je prvek, ktery se naléza ve stiedu usporadané
posloupnosti hodnot. Pokud je pocet prvku n lichy, jednd se o prvek fieq = f(nq1)/2- KdyZz
je pocet prvki sudy, je medidn aritmeticky primér obou hodnot fiea = (fu2 + finy1))/2-
Sefazeni prvku N mé ¢asovou slozitost O(N2) pii O(Nlog(N)), dle pouzité t¥idici metody.

Obrazek 4.1: Obraz ‘Sumem typu Obréazek 4.2: Vysledny obraz medidnové

,pepr a sul“ filtrace

4.2 Prahovani

Prahovani je nejjednodussi segmentacni proces nendrocny na vypocet [14]. Jedna se o nej-
starsi segmentacni metodu, ktera se stale pouziva. Prahovani slouzi k prevedeni Sedoténo-
vého obrazu na ¢ernobily obraz. Prah je urcitd hodnota podle niz se stanovuje vysledna
hodnota bodu. Pokud je ptuvodni hodnota jasu vyssi nez zvolend hodnota prahu T tj.
f(x,y) > T, nazyvame jej bodem objektu. Ostatni body, které nespliuji tuto podminku
jsou povazovany za pozadi. Segmentovany obraz g(x,y) je ddn vztahem:

1 if f(x,y) >T

9(@,y) :{ 0 if f(z,y) <T (42)

17



Rozlisujeme globdlni a lokalni prahovani. Globalni prahovani ma urcitou hodnot
prahu 7', ktera je urcena pro cely obraz. Pro hodnotu jasu v obraze, pro niz plati f(z,y) > T,
je pritazena 1, jinak 0. V pfipadé lokalniho prahovani se hodnota prahu 7" méni, proto
je v v ruznych oblastech obrazu pouzita rozdilna hodnota prahu.

Metoda automatického nalezeni prahu

Automatické nalezeni prahu je mozné v pripadech, kdy jsou na histogramu obrazu dva vidi-
telné vrcholy, které rozlisuji pozadi a popredi obrazu.Tato metoda je zalozena na postupném
hledani prahu T, ktery je uréen prumérem stfednich hodnot obou vrcholi.

Algoritmus pro automatické nalezeni prahu:

1.

2.

Vybér pocateéniho prahu T

Rozdéleni obrazu na zakladé hodnoty prahu 7T na dvé skupiny obrazovych bodi:

(1 - pixely, jejichz hodnoty intenzity jsou vétsi nez hodnota T', odpovidajici popredi
a

G5 - body pozadi s hodnotami intenzity jasu < T

. Vypocet pruméru hodnot intenzit mq a me pro pixely z mnozin G a Gs.

. Vypocet nové hodnoty prahu.

1
Thew = §(m1 + m2) (43)

. Opakovéni kroku 2 az 4 do doby, nez rozdil mezi hodnotami |T' — Tnew| je nizsi nez

preddefinovany parametr AT

Pocatecni hodnota prahu 7' musi byt vyssi nez minimalni a nizs$i nez maximalni hodnota
intenzity jasu v daném obraze. Parametr AT slouzi k fizeni poc¢tu iteraci. Plati, Ze ¢im nizsi
hodnota AT je, tim vice iteraci algoritmus bude muset provést.
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Nalezeni optimalniho prahu - Otsuova metoda

Otsuova metoda dokéaze nalézt optimalni prah zcela automaticky. Histogram, ktery je pova-
zovan za funkci hustoty pravdépodobnosti, jehoz kiivka je rozdélena na dvé skupiny vrcholi.
Jedna z kfivek reprezentuje popredi a druhd pozadi. Optimalni prah by mél byt takovy,
aby rozdéleni skupin byla co nejdal od sebe viz obrazek 4.3".

Mo, of points

Background
s /
/ \ Object
/ \
4 \ \
/ \_/ \
’ Ny

I T Brightness
Cptimal threshold value

Obrazek 4.3: Nalezeni optimalniho prahu Otsuovou metodou.

4.3 Detekce hran

Detektory hran jsou dilezité metody predzpracovani obrazu, které slouzi k vyhleddvani
nahlych zmén jasovych funkci. Popis detektce hran a hranovych detektori byl publikovan
v knihdch [11] a [¢]. Hrany v obraze jsou vyznamné, nebot nesou mnoho informaci, které
miizeme potrebovat pro dalsi zpracovani. Vznikaji kvuli nespojitostem, odrazivosti povrchu
nebo osvétleni. Mista s vyraznou zménou jasovych hodnot, vlastnostmi obrazovych ele-
mentd a jeho okoll nazyvame hranami. Jednd se o proménny vektor se dvéma slozkami,
velikost a smér. Zmény obrazové funkce lze popsat gradientem V, ktery udava smér nej-
vétsiho rustu funkee napiiklad od cerné f(x,y) = 0 k bilé f(z,y) = 255 a velikost, coz
je reprezentovano mirou strmosti rustu funkce. Hranovym bodem myslime bod, ktery ma
vétsi velikost gradientu. Ostatni body nepovazujeme za hranové.

Pii predpokladu obrazové funkce f(z,y) je velikost gradientu dédna vztahem:

0 0
Vi) = /()2 + (P2 (14)
Yy
a smér gradientu:
— ara(29 %9
v=arg(z2. 2 (5)

Hranice objektii v obraze je mozno nalézt lokalnimi operatory. Pixely s vysokou hodno-
tou gradientu jsou body hranice v pripadé, ze objekt je oblasti se stejnou hodnotou jasu.
Hranice vznikaji spojenim hranovych pixeli a smér hrany je ¢asto definovan normalou ke
sméru gradientu. Hrany lze délit dle jasového profilu ve sméru gradientu v daném pixelu. Na
obrazku 4.4 jsou ¢tyfi priklady hran, z nichz prvni tii jsou idealizované a posledni odpovida
zasumeélym hranam, které se objevuji v realnych obrazech.

!Obréazek prevzaty z webové stranky: http://www.softscients.web.id/2014/09/
aplikasi-black-white-dengan-metode-otsu.html
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Obrézek 4.4: Jasové profily nejbéznéjsich hran. [19]

RozliSujeme tri typy gradientnich operatori:

1. Operdtory vyuZivajici aprorimace prvni derivace obrazové funkce pomoct
diferenci realizovanych diskrétni konvoluci.
Neékteré z nich jsou rota¢né neménné napt. Laplacetiv operator. Vypocet je proveden
pouze z jedné konvoluéni masky. Ostatni operatory této kategorie je mozno vyjadrit
maskami pro konvoluci nebo konvoluénimi jadry s riznymi orientacemi. U smérovych
operatoru je tolik masek, kolik sméri operator rozlisuje. Hlavni nevyhodou je jejich
zavislost na Sumu a velikosti objektti v obraze. Z masek s odliSnymi orientacemi je
vybrana ta, kterd nejlépe aproximuje obrazovou funkci a diky ni je urcen i smér gradi-
entu. Do této kategorie fadime operatory Robertsova, Laplacea, Prewittové, Sobelova,
Robinsonova a Kirschova.

2. Operdtory hledajici hrany v mistech, kde druhd derivace obrazové funkce

prochdzi nulou.

Velikost masky jednotlivych operatoru musi odpovidat velikosti detaili v obraze. V
praxi je jednodussi a spolehlivéjsi hledani prichodd nulou druhé derivace nez plocha
maxima derivace prvni. Operator Marrav a Hildrethové a Cannyho hranovy detektor
je prikladem takto fungujicich operatori.

3. Operdtory snazici se lokdlné aprorimovat obrazovou funkci parametrickym
modelem napriklad polynomem dvou proménnich.
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4.4 Morfologické operace

Morfologické operace jsou publikované v knize [8]. Matematickd morfologie vychazi z vlast-
nosti bodovych mnozin. Pomoci mnozin libovolné dimenze mtzeme modelovat realné ob-
razy. Matematicky popis objektd v roviné je popsian v Euklidovském dvojrozmérném pro-
storu €2 spole¢né se systémem vech podmnozin.

Binarni matematickd morfologie je zalozena na mnoziné dvojic celych ¢isel. Pixely re-
prezentuji dvé cela ¢isla, ktera se vztahuji ke dvojici souradnych os. Binarni obraz je dvoj-
rozmérna bodova mnozina, ve které pixely objektil v daném obraze zastupuji mnozinu X.
Tyto obrazové body jsou oznaceny cislem jedna. Pixely doplnku X€, jenz reprezentuji po-
zadi, jsou zastoupeny ¢islici 0. Poc¢atek, oznaceny kiizkem, vychazi ze soufadnic (0, 0).

Obrazek 4.5: Bodovd mnozina [3]

Morfologicka transformace V¥ je ddna relaci mezi obrazem (bodovd mnozina X)
s jinou, typicky mensi bodovou mnozinou B, kterd se nazyva strukturni element. Tento
strukturni element se vztahuje k lokdlnimu pocatku, s nazvem reprezentativni bod. Apli-
kace morfologické transformace pracuje na principu systematického posouvani elementu B
po celém obraze. Vysledek transformace se nasledné zapise do vysledného obrazu v repre-
zentativnim pixelu.

4.4.1 Dilatace

Dilatace @ s¢itda body dvou mnozin pomoci vektorového souc¢tu. Dilatace X @& B je mno-
zinou bodu vsech vektorovych souc¢tu pro pary pixeld, vzdy jeden z mnoziny X a jeden z
mnoziny B.

X@eB={pecec:p=x+bxec X be B} (4.6)

Dilatace zvétsuje objekty. Pouziva se k opravé malych mezer v obraze. Chceme-li zachovat
puvodni rozmér objektt, mizeme zkombinovat dilataci s erozi.

4.4.2 Froze

Eroze & je dualni operaci k dilataci. Eroze skldda dvé mnoziny podle predpisu:

XeB={pece:p+be Xpro kazdé b € B} (4.7)

Kazdy bod obrazu p je ovéren, zda se nachazi vysledek p 4+ b v mnoziné X. Pokud vysledek
lezi v této mnoziné, je zapsan v reprezentativnim bodé do vystupniho obrazu pod ¢islem
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jedna. V opac¢ném piipadé nula. Eroze je zaloZena na systematickém posouvani strukturniho
elementu B po obraze X. V pripadé, ze bod B je posunuty o vektor p obsazen v obrazu X,
potom bod odpovidajici reprezentativnimu bodu B, patii do eroze X © B.

Eroze se pouziva ke zjednoduseni struktury objektt. Objekty s tloustkou jedna se ztrati

vvvvv

Morfologickymi operacemi lze snadno nalézt obrys objektti pomoci odec¢teni erodovaného
obrazu od ptvodniho.

example cxumple example

(a) Origindlni obraz (b) Dilatace (c) Eroze

Obrazek 4.6: Ukazka eroze a dilatace
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Kapitola 5

Pouzité metody pro zpracovani
obrazu

5.1 Odecitani pozadi

Metoda odecitani pozadi je publikovdna v ¢lanku autori Cheung a Kamath [2].

Identifikace pohybujicich predmétt z videa je zdkladnim tikolem pro sledovani a analyzu
provozu, detekce lidi a jejich sledovani nebo rozpoznavani gest apod. K identifikaci pohy-
bujicich objektu je pouzivano odecditani pozadi. Kazdy snimek videa se porovné s modelem
pozadi. Pixely aktualniho snimku, které se vyznamné odchyluji od pozadi, jsou povazovany
za pohybujici se objekty.

Algoritmus od¢itani pozadi ma ¢tyti hlavni kroky: predzpracovani, modelovani pozadi,
detekce popredi a validace dat.

5.1.1 Predzpracovani

Predzpracovani se sklada z jednoduchych tloh zpracovani obrazu, které méni vstupni vi-
deo do formatu, se kterym systém pracuje. Nejprve je potreba vyhlazovani, diky kterému
odstranime Sum ve videosnimcich. Zjednodusenim muze byt i prevod barevného obrazu na
Sedo ténovy.

5.1.2 Modelovani pozadi

Modelovani pozadi pouziva novy snimek videa k vypoc¢tu a aktualizaci modelu pozadi.
Takovy model pozadi je staticky popis celého pozadi scény.

Nerekurzivni techniky

Tyto techniky vyuzivajl metodu klouzavého okna pro odhad pozadi. Ulozi do vyrovnavaci
paméti predchozich N snimki a odhaduje pozadi na zakladé ¢asové zmény kazdého pixelu
ve vyrovnavaci paméti. Nerekurzivni techniky jsou prizpusobivé, nebotf nepotrebuji dlouhou
historii snimki. Naopak nevyhodou muze byt velikost bufferu a urceni jeho velikosti. Pomalu
pohybujici se objekty potfebuji vétsi buffer nez objekty s vyssi rychlosti. Vzhledem k pevné
velikosti vyrovnavaci paméti lze tento problém casteéné vyresit ukladanim snimku v nizsi
snimkové frekvenci.
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Rekurzivni techniky

Rekurzivni techniky nevyuzivaji buffer pro vypocet pozadi, ale rekurzivné aktualizuji jediny
model pozadi, ktery je zalozen na kazdém vstupnim snimku. Starsi vstupni snimky mohou
mit vliv na stavajici model pozadi. Ve srovnani s nerekurzivni technikou vyzaduji méné
ukladani, ale jakdkoliv chyba v modelu pozadi muze pretrvavat po delsi dobu. Pro snizeni
vlivu starsich modeli vétsina metod pocita s exponencidlnim ristem.

5.1.3 Mixture of Gaussians (MoG)

Rozsitend metoda s modelem pozadi, které je tvoreno pomoci Gaussova rozlozeni. Tato
metoda vyuziva vice Gaussovych kiivek souc¢asné. MOG vyuziva funkci hustoty pro kazdy
pixel. MOG je parametrickd a je mozné ji prizpusobovat bez velké vyrovnavaci paméti.
Rozdéleni pixelu f(I; = u) je modelovdno smési K Gaussovych kiivek podle rovnice 5.1,
kde n(u; i, i) je i-ta4 Gaussova kiivka se stfedni hodnotou intenzity p;+ a smérodatnou
odchylkou o;; a w; ¢ je vadha z i-té krivky.

K
Flly=u) = wip-n(u; pig, i) (5.1)
i=1

Typicky se hodnota K pohybuje v rozmezi od tii do péti v zavislosti na dostupné pameéti.
Pro kazdy vstupni pixel I; je nejprve potreba identifikovat kiivku ¢, jejiz pramér je nejblize
k I;. Gaussova kfivka i oznacuje pasujici kiivku, pokud plati |I; — p;—1]| < D-0;4-1, kde D
oznacuje malou odchylku prahové hodnoty. Parametry pasujici kiivky jsou aktualizovany
nasledovné:

wip = (I-a)wii1+a
pig = (L—=p)pit—1+ pl (5.2)
Uiz,t = (1- P)Uiz,t—1 +p(I; — Mi,t)z,

kde « je uzivatelem definovand mira uceni s hodnotou 0 < a < 1 a p je mira uceni pro
parametry, kterda muze byt vyjadrena nasledovneé:

(0%
P (5.3)

Wit

Pokud nelze najit zadnou kfivku s nejnizsi vdhou, je nahrazena novou s priameérem
I;, velkym pocatecnim rozptylem og a malou vahou wg. Ostatni kiivky budou mit stejny
prumér a rozptyl, ale vaha se snizi podle vzorce 5.4.

Wit = (1 — a)w@t_l (5.4)

Nakonec jsou vSechny vahy normalizovany, aby soucet téchto vah byl jedna. Ke zjisténi,

zda je pixel v popredi, je potifeba vSechny kfivky ohodnotit podle poméru vahy a rozptylu.

Vysoce hodnocené krivky maji nizsi rozptyl a delsi dobu vyskytu, které typicky charakteri-

zuje pozadi. Pokud 41,19, ...ix je poradi kiivek po sefazeni. Prvnich M kiivek, které splnuji
nasledujici kritérium, jsou krivkami pozadi:

M
D wpe =T, (5.5)

k=i1
kde I' je hodnota prahu. I; je pixel popredi, pokud se I lisi béhem D snimki od nékteré
z kiivek pozadi.
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Detekce popredi

V této ¢asti se porovnava vstupni snimek videa s modelem pozadi. Pixely odlisné od modelu
pozadi jsou oznacovany jako mozné popredi. NejCastéjsi metoda pouzivana pro detekci
popredi je pomoci prahové hodnoty T:

|It($7y) - Bt($7y)| >T (56)

Dalsi znama detekce popredi je zaloZend na normalizovaném prahu:

|It($7y) - Bt($,y) - Md| >

s, 5.7
- (57)

kde pg je stfedni hodnota a os smérodatnd odchylka. Vétsina systémii urcéi prah poptredi T’
nebo T experimentalné.

Validace dat

Validace dat je proces zlepSovani ziskanych vysledkt z predchozich kroki. Vsechny metody
vyuzivajici pozadi maji drobné omezeni. Nezohlednuji sousedni pixely, ale pracuji pouze
s jednim. Rychlost adaptace nemusi odpovidat rychlosti pohybujicich objektt v popredi.
Mohou byt detekovany objekty jako pohybujici se listy nebo stiny objekti, které jsou dete-
kovany jako pohybujici objekty.

5.2 Kaskadovy klasifikator

Kaskadovy klasifikator byl popsan v ¢lanku [12]. Tento detektor je urcéeny k vyhledavani
objektl, ktery pracuje s obrazy v odstinech sedi. Detektor se sklada ze t¥{ ¢asti: integralni
obraz, Haarovy vinky a AdaBoost. Jednou z prednosti tohoto detektoru je predevsim rych-
lost a spolehlivost. U tohoto detektoru také prilis nezalezi na osvétleni a velikosti objektu,
které sledujeme.

5.2.1 Integralni obraz

Integralni obraz je urCen pro rychlé a Gc¢inné vypocitani hodnot piiznakt ze vstupniho
obrazu. Nejdrive je obraz preveden do reprezentace integralniho obrazu, ve kterém kazdy
bod odpovida sou¢tu hodnot predchozich bodi podle rovnice 5.8.

s(zyy) = s(x,y—1)+ I(z,y),
Iint($ay) - Iint($_1ay)+s($ay)a (58)

kde s(z,y) je soucet vSech hodnot v fddku obrazu. Déle I(z,y) reprezentuje hodnoty
intenzity jednotlivych pixelt vstupniho obrazu a I;,:(z,y) jsou jednotlivé hodnoty integral-
niho obrazu. Pak plati, Ze:

s(xz,0) = 0,

Timto postupem se znatelné zjednodusi vypocet hodnot jednotlivych priznakda.
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5.2.2 Haarovy vilnky

Detektor Viola-Jones je zalozen na ziskavani jednoduchych ptiznakt s malymi vypocetnimi
naroky. Tyto priznaky jsou zalozeny na podobné definici jako Haarovy vinky na obrazku
5.1. Hodnota tohoto priznaku je vypocitana jako skupina pixelt obrazu, kterd odpovida
svetlé ¢asti, od niz je odecCtena skupina pixeli odpovidajici tmavé casti. Haarovy vinky
mohou byt tvofeny dvéma az ¢tyimi obdélnikovymi oblastmi. Kazdy pfiznak je pouzit na
cely vstupni obraz, ve stejny moment dochéazi ke zméné rozméru priznaki z velikosti 1 x 1
na velikost, kterd odpovida vstupnimu obrazu. Pro vstupni obraz o velikosti 19 x 19 je
tak ziskdno priblizné 64 000 hodnot priznaki, jenz slouzi jako vstup ucictho klasifikacniho
algoritmu. Tento algoritmus vybere pouze ur¢ité mnozstvi priznakt spolu se stejnym poctem
natrénovanych slabych klasifikatoru, diky kterym lze dobre klasifikovat vstupni obraz. Pri
detekci je poté pouzito uz jen toto malé mnozstvi priznakt.

Obrézek 5.1: Obdelnikové priznaky [16]

5.2.3 AdaBoost

AdaBoost je nazev pro klasifika¢ni algoritmus, ktery je zalozen na principu strojového uc¢eni
boosting. Tato metoda zlepsuje klasifikacni presnost jakéhokoliv algoritmu strojového uceni.
Nejprve jsou vytvoreny klasifikatory, jenz nesou oznaceni ,slabi zaci“ neboli ,,weak leaners®.
Slabi zaci jsou tvoreni vybérem vzorku ze zakladni trénovaci mnoziny. Prvni klasifikator
nemad prilis vysokou presnost, proto jsou postupné pridavany dalsi klasifikatory. Poté je
vygenerovan soubor klasifikatort, ktery je oznacen jako ,silny zak® neboli ,,strong learner*.
Presnost klasifikace tohoto souboru je libovolné vysoka podle vzorka v trénovaci mnoziné.

Slabé klasifikatory hg(z), jsou vybrany z mnoziny klasifikatora H. Linedrni kombinaci
téchto klasifikatortu vznikne nelinedrni silny klasifikdtor H(x). Mnozina S, jenz je slozena z
dvojic (z;,y;), ve které z; oznacuje hodnotu priznaku a y; znaéi t¥idu odpovidajici pfiznaku
lezi pro i =1,..M. M je velikost trénovaci mnoziny. AdaBoost k vazeni pouziva trénovaci
vahy Dy, jenz jsou nejdrive nastaveny rovnomérné. V kazdé smycce se provede vybér sla-
bého klasifikatoru, ktery obsahuje nejmensi chybu klasifikace pfi danych vahach D;. Déle je
ovéreno, zda chyba neni vyssi nez 0, 5. Poté néasleduje vypocet koeficientu slabého klasifika-
toru v linedrni kombinaci H (z). Na zavér jsou aktualizovany jednotlivé vahy D, trénovaci
mnoziny.
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Slaby klasifikator je vybran tim zptsobem, aby jeho presnost byla lepsi, nez pri ndhodné
klasifikaci. Za predpokladu, ze chyba ¢; prekro¢i hodnotu 0, 5, poté neni splnén zakladni po-
zadavek a neni zaruceno, ze algoritmus bude pracovat spravné. Tim, ze se vahy aktualizuji,
vaha Spatné klasifikovaného méreni se zvétsi a vaha dobre klasifikovanych bude zmensena.
V dalsi fazi je vyhledan slaby klasifikator, jenz lépe klasifikuje Spatné provedend méreni.
Proto AdaBoost snizuje chybu v trénovani exponencialné podle rostouciho poctu klasifi-
katort. Pri prilisném navysSeni poctu klasifikdtori mutze dojit k pfetrénovani, coz zapticini
spatné fungovani algoritmu. K tomuto jevu vSak nedochéazi Casto.

5.2.4 Detekce objektli v obraze

Pro detekci objekttl v obrazu je nejdiive potieba vytvorit trénovaci mnozinu obrazi, které
obsahuji pozitivni vzory daného objektu a negativni vzory pozadi. VSechny tyto vzory
musi mit stejnou velikost w. Velikost w by méla mit co nejmensi hodnotu, pokud vsak ma
dostatecné optické rozliseni. Vzory slouzi k natrénovani klasifika¢niho algoritmu AdaBoost.

Pii detekei objektu nenf zpracovavan cely obraz najednou, ale jen po ¢astech. Césti jsou
vybrany posuvnym podoknem, které se posouva po osich x a y. Toto podokno také méni
svoji velikost s x w podle predpokladané velikosti objektu, ktery ma byt detekovan. Zde
jsou z a y pocateéni souradnice podokna, w znaci zdkladni velikost okna, ktera odpovida
velikosti trénovacich vzori a s oznacuje faktor zvétseni daného podokna. Jako vstup slouzi
vybrané priznaky daného podokna a klasifikdtor urci, zda toto podokno obsahuje nebo
neobsahuje sledovany objekt.

Detekce objektu je vypocetné velmi naro¢na, protoze je obraz prohledavan velkym mnoz-
stvim podoken. Vypocetni doba se vsak da zkratit snizenim primeérné doby, kdy se detektor
vénuje prohledavani kazdého podokna. Tohoto efektu je docileno zapojenim kaskddového
klasifikatoru. K vytvoteni klasifikatoru, ktery dokaze vybrat téméi vSechny pozitivni pii-
pady a zaroven i velké mnozstvi negativnich pripadii, je potfeba pouze malé mnozstvi
priznakt. Jelikoz je vétsina podoken v obraze negativni, snazi se ve stupnich kaskady za-
mitnout co nejvice téchto negativnich podoken. Diky tomuto mohou do dalsich stupnua
kaskady prestupovat jen podokna, ktera jsou oznacena jako pozitivni. Takto vyradi vét-
Sinu podoken, jenz obsahuji pozadi jiz pri prvnich stupnich kaskady, a proto neni nutné
extrahovat a klasifikovat hodnoty priznakt pro dalsi stupné kaskady.

Dalsi zpracovani

Gkno odmitn UD

Obrazek 5.2: Schématické znidzornéni kaskddového klasifikdtoru
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5.3 Support vector machines

V této ¢asti bylo ¢erpano z diplomové prace Jakuba Sochora [13] a publikace Milana Sonky
a kol [11].

Support vector machines (SVM) je klasifikaéni metoda zalozend na strojovém ucen,
kterd byla vyvinuta v roce 1998 Vladimirem N. Vapnikem. SVM nemusi byt vyuzita pouze
ke klasifikaci, ale také k regresi. Klasifikace probiha rozdélenim tiid v pfiznakovém prostoru
nadrovinou. Jeji velikost je definovana jako vzdédlenost mezi nadrovinou v n-dimenzionalnim
prostoru priznakit a nejblizsich tréninkovych vzort vsech trid, které se nazyvaji support
vectors. Support vectors stanovuji funkci rozliseni.

Plati, ze S = (x1,%1),...(%, y;) je kone¢na mnozina dvojic, kde z; je z oboru RV a y; z
oboru Y pro vSechna 1 < i < [, kde [ je pocet prvkli mnoziny. Vektory z; jsou klasifikované
objekty a y; je tfida objektu. Klasifikdtorem je funkce f : R™ — Y, kterd mapuje objekt ke
tridé. Plati, Ze mnozina Y muze byt libovolna konecnd mnozina. Je vhodné predpokladat,
ze Y je vlastni konecna podmnozina celych ¢isel.

5.3.1 Linearni SVM

Linearni binarni support vector machines klasifikuje pouze objekty dvou tiid za predpo-
kladu, ze objekty jsou linearné oddélitelné. Hlavni myslenkou je klasifikovat objekty pomoci
nadroviny. Nadrovina mutze byt pouzita pro klasifikaci ve formé vektoru w a skalarniho
prahu b. Vektor x je klasifikovan jako vysledek w - x — b, kde operace znacena teckou je
skalarn{ soucin definovana nasledujici rovnici.

w-z=wlz (5.10)

Nadrovina je nazvana optiméalni nadrovinou tehdy, pokud vektory z; jsou oddéleny
bez chyb podle rovnic a vzdalenost mezi nejblizsim vektorem a nadrovinou je maximalni.

Optiméalni nadrovina je vyobrazena na obrazku 5.3, kde nejblizsi vektory k nadroviné se
nazyvaji support vectors a jsou oznaceny Cervene.

w-z;—b < 1 if y; =1 (5.11)
w-z;—b > -1 if y;=—1 (5.12)
yi-(w-z;—b) < 1 (5.13)

5.3.2 Multitridni SVM

Existuji dva zptisoby klasifikace objektti do jedné z vice t¥id se SVM. Prvnim zpiisobem je
vytvoreni binarniho klasifikdtoru SVM pro kazdou t¥idu, kterd bude klasifikovat objekt do
tridy m nebo netiidy m. Proto je nezbytné spustit binarni klasifikdtor az k krat v pripadé,
ze se klasifikace provadi do k-t¥id. Druhy pristup vyuziva pouze jeden SVM klasifikator,
ktery je schopen zaradit objekt do vice tiid.

Predpokladame-li, ze [(|S| = [) je trénovaci vektor a k klasifika¢nich t¥id (|Y| = k).
Itera¢ni proménné ¢ a j pro trénovani para (i,j € 1,...l) a m iteraéni proménnd t¥id, kde
m € 1,...k. Soucet Lagrangianovych nésobitelti pro trénovaci dvojice i pro vSechny tridy
oznaceny jako A; rovnici 5.14.
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Obrézek 5.3: Optimalni nadrovina (zelend) a support vectors (Cervené). Pievzato z

[13].

k
A=) af (5.14)
m=1

Proménna ¢} je rovna 1, pokud trénovaci vektor x; patti do tiidy m 5.15.

m_ ] 1 Yi =m
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Kapitola 6

Navrh aplikace

Kazdy program, jehoz tkole je tisekové méreni rychlosti, vyuziva ke svému fungovani dva
videozaznamy. V prvnim zaznamu je zachycen vstup vozidla do méreného tseku a v dru-
hém vystup vozidla z tohoto tiseku. Poté co jsou zpracovany oba zaznamy, muze program
pristoupit ke sparovani vozidel, které se v nich vyskytuji. Na zavér je jiz pouze vypocitana
pramérna rychlost danych automobil.

Schéma systému je znazornéno na obrazku 6.1. Aplikace je rozdélena do nékolika na
sebe navazujicich ¢asti. V prvni ¢asti dochazi k lokalizaci poznavaci znacky. V nasledujici
fazi jsou vyhledany oblasti znaki. Poté je podle poc¢tu nalezenych oblasti uréeno, zda se
jedné o registrac¢ni znacku. Pokud pocet znakt odpovida registra¢ni znacce, mtze program
pristoupit k jejich klasifikaci. Vysledkem rozpoznavani jednotlivych znakd je celé znéni
registrac¢ni znacky. Nasledné jsou tato data uloZena, spole¢né s ¢asem zachyceni znacky, do
souboru. Po dokonceni zpracovavani prvniho videa, mtze program zacit zpracovavat i druhé
video, které obsahuje zaznam s automobily, jenz opoustéji méreny usek. Tento zaznam
je zpracovavan stejnym zpusobem jako prvni. Poté jsou porovnany jednotlivé registrac¢ni
znacky, zda se nachazeji v obou videozdznamech. Po sparovani vozidel jiz mize aplikace
vypocitat prumérnou rychlost automobilu v méfeném tseku.

Program je navrzen tak, aby rozeznaval pouze Ceské registraéni znacky, které se skla-
daji ze sedmi znakli. Ve zpracovavanych videich se vSak vyskytuji i slovenské a rakouské
registrac¢ni znacky. Tyto znacky, z jinych zemich Evropské unie, obsahuji statni znaky, které
nejsou programem rozeznany. Systém déle nerozeznda nové znacky na prani, nebot obsahuji
osm znakti misto sedmi jako je to u klasickych registra¢nich znacek.

6.1 Detekce registracni znacky

Registrac¢ni znacka je rozeznavana pomoci kaskadového klasifikatoru, jehoz popis se nachazi
v sekci 5.2. Tento klasifikator vyhledava znacky pres cely pofizeny snimek. Tento zptisob
detekce registracni znacky s zaklada na pozitivnich a negativnich trénovacich vzorcich.
Pozitivni vzorky mély shodnou velikost 42 x 11 pixelti, na rozdil od negativnich s riznymi
velikostmi. Pro trénovani klasifikatoru byl pouzit algoritmus Gentle AdaBoost, ktery byl
aplikovan na priznaky HAAR. Trénovani klasifikatoru probéhlo v 16 iteracich. Kaskadovy
klasifikdtor pracuje s velkym mnozstvim podoken. V kazdém stupni kaskady jsou postupné
zamitana negativni podokna. Do dalsitho stupné kaskady pak vstupuje méné dat, které
mohou obsahovat hledanou oblast. Oblast, kterd projde vsemi stupni kaskady je prohlaSena
za registra¢ni znacku.
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Zpracovani vstupniho videa

Naéteni snimku

>

Detekce RZ

v

Segmentace znakd

v

Klasifikace znakl

v

UloZeni ¢asu prljezdu a registracni znacky

Zpracovani vystupniho videa

Nacteni snimku

v

Detekce registracni znacky

v

Segmentace znakd

v

Klasifikace znaki

v

——I’ Porovnani registracnich znacek

Vypocet rychlosti

Obrazek 6.1: Dekompozice systému

(a) Piiznaky HAAR (b) Ptiznaky LBP

Obrazek 6.2: Detekce registrac¢ni znacky pouzitim kaskadového klasifikatoru
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6.1.1 Efektivnéjsi pristup detekce registracni znacky

Pro rychlejsi a efektivnéjsi vyhledavani registra¢ni znacky je nejdrive pouzita metoda od¢i-
tani pozadi, kterd urci pohybujici se objekty. V tomto pripadé se jednd o automobily, jenz
detekovany a nasledné ohrani¢eny boxy. Tyto boxy vymezi prostor, v némz muze byt de-
tekovana registracni znacka. Poté je tato oblast prohledana kaskadovym algoritmem, jenz
ur¢i polohu poznavaci znacky. Odéitani pozadi muze vyrazné zrychlit prohledavani, protoze
kaskadovy algoritmus nemusi prohledavat cely obraz.

(a) Piiznaky HAAR (b) Ptiznaky LBP

Obrazek 6.3: Detekce registrac¢ni znacky kombinaci odecitani pozadi a kaskddového klasifi-
katoru

6.2 Redukce falesnych kandidata registracnich znacek

Poté co je nalezen kandidatni vyrez registra¢ni znacky, je potieba rozlisit, zda se jedné o
opravdovou nebo falesnou oblast registra¢ni znacky. Pfi tomto postupu vychazime z pred-
pokladu, ze znak je tvoren spojitym regionem, ktery je oddélen od ostatnich znaku diky
bilému pozadi.

Nejprve je obraz adaptivnim prahovanim preveden na Cernobily obraz, na kterém jsou
ziretelnéji vidét symboly. Tento obraz se nazyva bindrni. Ziskané kontury v potenciondlni
registrac¢ni znacce obalime obdelniky, ve kterych se nachazi vSechny spojité objekty v obraze.
V obrazu se nachézi mnoho téchto oblasti. Nasledné jsou odstranény oblasti, jejichz velikost
nemuze odpovidat velikosti znaku. V pripadé, kdy zbylo sedm nalezenych oblasti, jedné se o
oblast registracni znacky. Tyto oblasti jsou predany k samostatné klasifikaci v poradi zleva
doprava.

6.3 Klasifikace znaku

Postupné jsou vSechny segmenty znakt preddny ke klasifikaci pomoci natrénovaného mul-
titfidniho klasifikatoru SVM, ktery je detailnéji popsan v sekci 5.3. Trénovani probéhlo na
vzorcich o stejné velikosti 20 x 40 pixelti. Obraz znaku je reprezentovany vektorem piiznaki.
Do vektoru jsou vlozeny hodnoty horizontalni i vertikalni projekce a hodnoty jasu.

Vysledek klasifikace je tfida, kterda nam urci, o jaky znak se jedna. V této c¢asti také
probiha validace znaku. Klasifikitor ma totiz potize rozeznat pismeno B od ¢islice 8, proto
kdyz je klasifikovano ¢islo 8 na druhé pozici, automaticky se prepise pismeno B.
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Kapitola 7

Implementace

7.1 Pouzité nastroje

Pro implementaci byla pouzita knihovna pocita¢ového vidéni OpenCV (Open Source Com-
puter Vision) implementovana v jazyce C++. Knihovna je multiplatformni se zamérenim
na zpracovani obrazu v realném case. OpenCV poskytuje mnoho algoritmi a funkci pro
zpracovani obrazu nebo videi.

Pro vypocet mérené vzdélenosti pomoci GPS souradnic byla pouzita knihovna Geopy.
Tato knihovna umoznuje snadny ptistup k informacim a metodam pro ur¢ovani polohy GPS
souradnicemi.

7.2 Trénovani kaskadového klasifikatoru

Pro trénovani klasifikatoru je potieba pripravit datovou sadu pozitivnich a negativnich ob-
razli. Datova sada byla vytvorena z fotografii i natocenych videi, ze kterych byla vyfezana
jak pozitivni, tak i negativni data. Pozitivni obrazy jsou takové, které obsahuji pouze re-
gistrac¢ni znacku bez prebytec¢ného pozadi. Naopak negativni vzorky mohou byt jakékoliv
fotografie, které neobsahuji objekty registrac¢ni znacky. Pro trénovani bylo pouzito 1503
pozitivnich a 1767 negativnich dat.

Kazd4a sada je ulozena do odlisné slozky. Pozitivni obrazy jsou umistény do adresare
,positives“ a negativni do adresire ,negatives®.

| PEH B5-73 [E9B7 5919 ]
BEESSH2TH Fop1 3141]

Obrazek 7.1: Ukazka pozitivnich vzorki

Trénovaci program musi znat obrazy, které jsou pripraveny pro jeho pouziti. Nasle-
dujicimi piikazy ziskame soubory, ve kterych jsou ulozeny cesty ke vzorktim jednotlivych
slozek.

find ./negatives -iname "*.jpg» negatives.dat

find ./positives -iname "*.jpg» positives.dat

Nyni mame pripravené dva soubory s cestami k jednotlivym vzorkim, které pouzijeme
jako vstup skriptu, vytvoreného ,Naotoshi Seo“, createtrainsamples.pl. Dalsimi vstupy
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Obrazek 7.2: Ukazka negativnich vzorki

skriptu se zadavaji rozmeéry vzoru ¢i pocet obrazii v datové sadé. Poté se kombinuji pozitivni
vzorky s ndhodnymi negativnimi vzory a nasledné je spusténa funkce knihovny OpenCV
opencv_createsamples. Vystupem jsou soubory s piiponou .vec , bindrniho formatu,
ktery obsahuje obrazy.

perl createtrainsamples.pl positives.dat negatives.dat samples 3270
"opencv_createsamples -bgcolor O -bgthresh 0 -maxxangle 1.1 -maxyangle 1.1
maxzangle 0,5 -maxidev 40 -w 52 -h 11"

Nisledné je vytvoren soubor kolekci pro soubory .vec.
find ./samples -name ’*.vec’ > samples.dat

Pouzitim programu mergevec ziskame slouceni .vec soubort.
./mergevec samples.dat samples.vec

V metodé trénovani kaskiady lze pouzit rizné priznaky, jako jsou HAAR, LBP nebo
HOG. Pro trénovani byl pouzit algoritmus Gentle AdaBoost. Po skonceni trénovani je
pripraven soubor .xml (vystup programu), jednd se o klasifikdtor, ktery bude detekovat
registracni znacky v programu.

opencv_traincascade -data LBP13 -vec samples.vec -bg negatives.dat -numStages
13 -minHitRate 0.999 -maxFalseAlarmRate 0.5 -numPos 2000 -numNeg 1767 -w 52 -h

11 -mode ALL -precalcValBufSize 1024 -precalcIdxBufSize 1024 -featureType LBP

7.3 Trénovani SVM Kklasifikatoru

K rozpoznéani znaki je zapotiebi vytvorit klasifikator, ktery umozni rozpoznat jednotlivé
znaky. K trénovani jsou potfeba trénovaci vzorky jednotlivych znakt vyfiznutych z regis-
tracnich znacek. Znaky jsou roztfidéné do tiid podle toho, o jaky symbol se jedna. Do-
stateény pocet vzorku byl pofizen predevSim na vSechny ¢islice a pismena A a B. Ostatni
znaky mély ve svych tfidach mensi zastoupeni.

01208456789A8

Obrazek 7.3: Ukazka trénovacich vzorka nejéastéjsich symbolt

7 jednotlivych t¥id byly postupné zpracovavany jednotlivé obrazy, na kterych se vysky-
toval konkrétni znak. Nejprve doslo k extrakci vektorovych piiznakt jednotlivych znaki.
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Vektorové priznaky, které byly pouzity, se sklddaly z hodnot horizontalni a vertikalni pro-
jekce a intenzity jasu celého obrazu.

Niésledné byly tyto trénovaci priznaky jednotlivych vzori ukldadany spoleéné s tridou,
do které je vzor zatazen. Jakmile byla ziskdna vSechna trénovaci data, dochazi k samot-
nému uceni. Jedinym zadanym parametrem je kritérium pro ukonceni iterace na hodnotu
0,000001. Vysledkem je natrénovany klasifikator SVM pouzitelny k rozpoznani registrac¢ni
znacky.
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Kapitola 8

Vyhodnoceni

8.1 Vyhodnoceni detekce registracni znacky

Vyhodnoceni registra¢nich znacek probihalo na kazdém 15. snimku videa. Tyto snimky
byly nésledné ru¢né anotovany. Anotace probihala nejdfive oznacenim soufradnic levého
horniho rohu a nasledné dolniho pravého rohu registrac¢ni znacky. V téchto anotovanych
snimcich byly vyhledany registra¢ni znacky a porovnany s anotacemi, zda se jedné o pravou
registrac¢ni znacku nebo ne.

Vysledkem mohly byt tii riizné moznosti nalezeni, které jsou zobrazeny na obrazku 8.1.

e true positive (TP) - nalezend oblast je skutecnou registracni znackou
e false positive (FP) - falesné nalezend oblast registracni znacky

o false negative (FN) - oblast registra¢ni znacky nebyla nalezena

) True positive ) False positive ) False negative

Obrazek 8.1: Pripady detekce registra¢nich znacek

Registracni znacky jsou detekovany pomoci funkce detecetMultiScale (), kterd vraci
seznam obdélnikt, kde by se mély nachédzet detekované registrac¢ni znacky. Parametrem této
funkce je scaleFaktor, ktery urcuje, jakym nasobkem bude detekéni okno zvétsovano. V
tabulce 8.1 je vyobrazena zavislost na tomto parametru.

| scaleFactor || 1.01 | 1.05 | 1.1 | 1.2 | 1.3 [ 14 |

TP 1026 | 1018 | 1018 | 999 | 953 | 845
FP 2574 | 586 | 242 | 135 | 148 | 81
FN 32 40 40 59 | 105 | 213

Tabulka 8.1: Zavislost detekce registra¢nich znacek na parametru scaleFactor

36



Na zakladé experimentt parametru byla vybrana hodnota 1.1, ktera je idealnim pomé-
rem mezi po¢tem spravné nalezenych a falesné detekovanych registra¢nich znaéek. Cim je
hodnota parametru vyssi, tim je detekovano méné registracnich znacek. Naopak pii zvo-
leni parametru 1.01 by bylo nalezeno vice skutecnych registrac¢nich znacek,ale faleSnych
detekcich by pribylo az o desetinasobek.

ROC kiivky na obrazku 8.2 zndzornuji TPR(true positive rate) v zévislosti na FPPI
(false positives per image). TPR je podil dspésné nalezenych znacek ku celkovému poctu
znacek 8.1. FPPI je pramérny pocet faleSné nalezenych registra¢nich znacek na snimku
videa.

S TP
TPR = 8.1
R > TP+ FN (81)
1.0 o
0.8 1 -
0.6 -
[a
o
'_
0.4 4 -
0.2 4 -
—— HAAR
0.0 —— LBP i
0.0 0.2 0.4 0.6 0.8 1.0 1.2
FPPI

Obrazek 8.2: ROC kfivka - ¢ervené oznacené body znazornuji néco
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8.2 Vyhodnoceni klasifikace znakii

Pro vyhodnoceni znaku byly vyfezany jednotlivé oblasti znakt z registracnich znacek. Poté
bylo nutné odstranit necitelné znaky, které nebylo mozné dile zpracovat. Po odstranéni
znakd byly anotovany jednotlivé symboly.

Vyhodnoceni probihalo porovnanim anotovanych dat spoleéné s daty, ktera byla zis-
kana klasifikdtorem SVM. Porizené datové sady byly rozdéleny na Céasti podle oblasti, kde
byly odebrany. Pro klasifikaci symboli byly vytvoreny 3 sady pro kazdy dataset. Pii roz-
déleni obrazu na dvanactiny je prvni sada pofizena z oblasti devét a deset. Druha datova
sada oznacCena ,11“ je oblast jedenactd a posledni sada ,,12“ je nejspodnéjsi oblast ob-
razl, znazornéno na obrazku 8.1. V tabulce 8.2 je vyobrazena matice zdmén pofizena z
datasetuA  11.

Na matici lze pozorovat, ze nejhorsi vysledky jsou zaznamendny u pismene B, které je
ve vétsiné pripadech klasifikovano jako ¢islice 8. Pismeno D v této sadé nebylo rozpoznano
vitbec, klasifikator jej povazoval za ¢islici 0. Ostatni znaky, které nejsou znazornény v matici
zameén, nebyly v sadé vibec nebo se vyskytovaly pouze jednou.

V tabulce 8.3 je znazornénd procentualni tspésnost klasifikace znakd pro jednotlivé
oblasti. Cim niZe je registra¢ni znacka vyjmuta, tim jsou znaky Citeln&jsi.

Obsahem tabulky 8.4 je znazornéni uspésnosti klasifikace jednotlivych znaki v odlisnych
oblastech obrazu.

Obrazek 8.3: Rozdéleni obrazu
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Tabulka 8.2: DatasetA_ 11 - Matice zamén

| datasetA_ & | datasetA_ 11 | datasetA_ 12 ‘

502
34

93,7

543

44
92,5

741

84
89,8

TP

FP

Vv

Uspésnost v %

Tabulka 8.3: Uspésnost klasifikace znaki
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Tabulka 8.4: Uspésnost klasifikace jednotlivych znakt
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8.3 Vyhodnoceni rozpoznani registracni znacky

Registrac¢ni znacky byly vyhodnocovany v riznych ¢astech snimku. Registra¢ni znacky jsou
ulozeny ve trech sadach. Prvni sada je pofizena z tfet{ ¢tvrtiny snimku, dalsi je sedmou
osminou snimku a posledni sada je spodni ¢asti snimku. V nésledujici tabulce 8.5 je znazor-
néno, jaké rozdily jsou mezi rozpoznanim celé registraéni znacky v zavislosti na tom, kde
je znacka umisténa v jaké ¢asti snimku.

V tabulce 8.6 je zapsano vyhodnoceni, které analyzuje pocet chybné rozpoznanych re-
gistrac¢nich znacek.

‘ H DatasetA3 4 ‘ DatasetA7 & ‘ DatasetA8 & ‘

Pocet RZ 200 189 451
Detekované RZ 162 172 419
TP 20 55 334

FP 142 117 85
Uspésnost v % 12,35 31,98 79,71

Tabulka 8.5: Uspésnost rozpoznani registra¢nich znacek v zavislosti na umisténi znacky ve
snimku.

‘ ” DatasetA3__ 4 | DatatsetA7__ 8 | DatasetA8 8 ‘

pocet RZ 162 172 419

bez chyby || 20 12,35% 55 31,98% 334 79,71%
1 chyba 18 11,11% 27 15,7% 55 13,13%
2 chyby 6 3,7% 3 1,74% 16 3,82%
3 chyby 8 4,94% 6 3,49% 4 0,95%
4 chyby 10 6,17% 9 5,23% 3 0,72%
5 chyb 22 13,58% 17 9,88% 5 1,19%
6 chyb 47 29,01% 28 16,28% 1 0,24%
7 chyb 31 19,14% 27 15,7% 1 0,24%

Tabulka 8.6: Pocet chyb v rozpoznani registrac¢nich znacek
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8.4 Vyhodnoceni reidentifikace vozidel

vvvvv

systému. K vyhodnoceni byla pouzita anotovana data z obou videi, kterd byla mezi sebou
porovnana. Timto postupem bylo zjisténo zda se registracni znacky vyskytuji ve vstupnim
i vystupnim videozdznamu. Tento vysledek je porovnan s vystupem z programu a ten je
nasledné vyobrazeny v tabulce 8.7.

dataset AB | datasetCD
TP 61 38
FN 51 111
Recall 54% 25,5%

Tabulka 8.7: Vyhodnoceni reidentifikace

8.5 Vyhodnoceni rychlosti automobili

Cilem této prace je vyhodnoceni rychlosti vozidel v méfeném tseku. V grafu 8.4 jsou vy-
obrazeny tdaje porizené programem na vice datovych sadach. Tyto vysledky byly sjed-
noceny a vlozeny do grafu. V grafu lze vidét, ze automobily jely rychlosti od 65 km/hod
do 126 km/hod. Cervené ¢ara oznacuje v tomto konkrétnim pifpadé maximélni povolenou
rychlost. Nejvice automobila jelo rychlosti 76 km /hod.
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Obrazek 8.4: Graf zn
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Kapitola 9
Zaver

Pro ucely detekce registracnich znacek bylo vytvoreno x pozitivnich a x negativnich dat,
pomoci nichz byl natrénovan klasifikator. Pro klasifikaci dat bylo pouzito pro kazdou dislici
zhruba 400 vzorku. U nékterych znakt byl pocet vzorku nizsi, nebof nebylo mozné ziskat
plnou datovou sadu pro vSechny znaky. V Brné a jeho prilehlém okoli se vyskytuji prevazneé
znaky A a B. Nékteré symboly na registrac¢nich znacka se vSak vyskytuji zcela ojedinéle.

Nejdrive je systémem zpracovano prvni video se vstupem vozidla do méreného tseku.
Poté je zpracovano i druhé video s vozidly, jenz opoustéji danou oblast. Vystupem druhého
videozdznamu je namérena rychlost. V jednotlivych snimcich videa jsou nejprve vyhledany
oblasti registrac¢nich znacek, které jsou kontrolovany, zda se opravdu jedni o registracni
znacku. Nésledné dochazi ke klasifikaci jednotlivych znakt registra¢ni znacky. Vysledek
klasifikace je ulozen spolecné s casem prujezdu vozidla v prvnim videu. Druhé video je
zpracovano stejnym zpusobem, ale klasifikovand znacka je porovnavana, zda se vyskytla jiz
v predchozim videu. Pokud se jedna o stejné vozidlo, nasleduje vypocet priumérné rychlosti.

U rozpoznani registrac¢nich znacek bylo dosazeno nejlepsich vysledktu ve spodni ¢asti
snimku. Rozpozndvani v této ¢asti snimku dosahovalo uspésnosti az 80%. Price by mohla
byt dale rozsitena o rozpoznani novych registracnich znacek na prani nebo znacek ostatnich
evropskych zemi.
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Priloha A

Obsah DVD

K praci jsou prilozeny dvé DVD. Tato DVD obsahuji nasledujici slozky.

TechnickaZprava
Slozka obsahuje technickou zpravu ve formatu PDF a jeji zdrojové kody.

PrezentacniMaterial
Tato slozka obsahuje plakit a video reprezentujici tuto praci.

ZdrojoveKody
Slozka obsahuje zdrojové kédy pro méreni rychlosti a dalsi pomocné programy. Postup
prekladu lze nalézt v souboru README.

Videa
Slozka obsahuje videa ke zpracovani a vysledna videa, ktera jsou vystupem programu.

TrenovaciSady
V této slozce jsou trénovaci sady pro kaskadovy klasifikdtor a pro klasifikator SVM.
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