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Abstrakt

Préca sa zaobera detekciou ¢iary vodorovného dopravného znacenia z mracna bodov, ktoré
bolo ziskané laserovym mobilnym mapovanim. Systém pracuje interaktivne v spolupraci s
uzivatelom, ktory vyznaci pocdiatok ¢iary dopravného znacenia. Program postupne deteguje
zvys$né cCasti dopravného znacenia a vytvori ich vektorova reprezenticiu. Na zaciatku je
mracno bodov premietnuté do vodorovnej roviny a vysledkom je 2D obrazok, ktory je
segmentovany konvoluénou neurénovou sietou U-Net. Segmentacia oznacuje jednu dopravni
Ciaru. Segmentacia je prevedend na lomenu ¢iaru, ktort je mozné pouzit v geo-informac¢nom
systéme. Siet U-Net pri testovani dosiahla presnost segmentdacie 98,8%, Specificitu 99,5% a
senzitivitu 72,9%. Odhadnuté lomend ¢iara dosiahla priemernt odchylku 1,8cm.

Abstract

This thesis is aimed at detection of lines of horizontal road markings from a point cloud,
which was obtained using mobile laser mapping. The system works interactively in coope-
ration with user, which marks the beginning of the traffic line. The program gradually
detects the remaining parts of the traffic line and creates its vector representation. Initially,
a point cloud is projected into a horizontal plane, crating a 2D image that is segmented by
a U-Net convolutional neural network. Segmentation marks one traffic line. Segmentation is
converted to a polyline, which can be used in a geo-information system. During testing, the
U-Net achieved a segmentation accuracy of 98.8%, a specificity of 99.5% and a sensitivity
of 72.9%. The estimated polyline reached an average deviation of 1.8cm.
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Kapitola 1

Uvod

S velkym rozvojom v oblasti autonémneho riadenia vozidiel, asistenénych a naviga¢nych
systémov nastava vyraznejSi zadujem o vyskum v oblasti mapovania s velkym rozlisenim.
Takéto detailné mapy mozu poskytovat informécie o objektoch stuvisiacich s dopravou, ako
napriklad jazdné pruhy, okraje vozovky, rozdelovanie jazdnych pruhov, dopravné signali-
zaéné zariadenia, chodniky a ostatné kritické data potrebné pre bezpecénd navigaciu po
ceste. Vysoko presné mapy sa vyuzivaju nielen v oblasti asisten¢nych systémov vozidiel, ale
tiez ich pouzivaju spravcovia ciest na kontrolu a udrzbu cestnych komunikécii a znaceni.

Na zachytenie 3D geometrie toho, ako vyzerd okolie cesty, sa pouzivaju skenovacie za-
riadenia zalozené na principe merania vzdialenosti laserovym pulzom (LiDAR). Systém
mobilného laserového skenovania (MLS) umoziiuje priamy zber presnych informécii v po-
dobe 3D mracien bodov. Mobilné laserové skenovanie je menej nachylné na vplyv pocasia
a svetelnych podmienok, nez techniky zalozené na zbere obrazovych dat pomocou kamery.
Blizsie informaécie o zbere dat a mapovani si popisané v kapitole 2.

Ciel tejto prace je vytvorit systém detekcie ¢iar na vozovke z mracna bodov. Zamerali
sme sa najma na vyuzitie konvoluénych neurénovych sieti, ktoré vo vseobecnosti dosahuju
velmi dobré vysledky pri detekcii objektov na obrazkoch. Principy konvoluénych sieti st
spomenuté v kapitole 3. Konvolu¢né neurénové siete o¢akavaju vstup v podobe matice, alebo
tenzoru. Na prevedenie trojrozmerného mra¢na bodov na obrazok sa pouziva vodorovna
projekcia do plochy. Vysledny vyrez obsahuje dve vrstvy, prva urcuje intenzitu odrazeného
svetla od povrchu, a druhd vrstva zndzoriiuje hibku v danom bode.

Takto vytvoreny vyrez je privedeny na vstup konvoluc¢nej neurénovej siete U-Net, ktora
vykond sémanticki segmentéciu vodorovného dopravného znacenia (VDZ). Na vstupnom
obrazku sa moze nachadzat viacero Ciar, avSak vystupom je obrazok oznacujuci len jednu
Ciaru. Program sa v budicnosti bude pouzivatf interaktivnou formou. To znamena, Ze uzi-
vatel kliknutim zad4a stradnice pociatku Ciary a program vytvori vyrez okolia daného bodu
a odhadne poziciu ¢ary. Dalej bude program ¢iaru podobnym sposobom predlzovat, kym
je dostatocCnd istota, ze ¢iara pokracuje. Podrobny popis architektiry pouzitého rieSenia je
v kapitole 5.

Presnost programu bude vyhodnotend pomocou vypoctu plochy medzi ¢iarou odhadnu-
tou Prediktorom a vzorovou ¢iarou. Plocha bude vypocéitand metédou numerickej integracie,
a potom bude normalizovand dizkou ¢iary. V¥poctom presnosti a dosiahnutymi vysledkami
sa zaobera kapitola 7.



Kapitola 2

Mobilné mapovanie vodorovného
dopravného znacenia

V tejto kapitole sa zameriame na popis zakladnych pojmov. Ukazeme zakladné typy vodo-
rovného dopravného znacenia na vozovke. Vysvetlime, ¢o je mracno bodov a predstavime
technol6giu Velodyne LiDAR, ktora slizi na vytvaranie mracna bodov.

Mobilné laserové skenovanie (MLS) je systém ktory nezavisle od svetelnych podmienok
je schopny vytvorif velmi presné 3D mrac¢na bodov, kde kazdy bod okrem troch stradnic
obsahuje aj intenzitu odrazeného svetla od povrchu [13].

2.1 Mrac¢no bodov

Mrac¢no bodov (anglicky point cloud) je mnozina neusporiadanych bodov v 3D priestore.
Kazdému bodu sa priradené tri priestorové sturadnice: X, Y a Z. Bodu v priestore m6zu
byt priradené aj iné atributy ako napriklad intenzita, normaéla alebo farba. Rozdiel medzi
mra¢nom bodov a obrazkom je velmi vyrazny. Obrazok méa presne definovant 2D mriezku
pixelov a kazdému pixelu je pridelend hodnota. Naproti tomu mracno bodov neméa defi-
novanu taktto mriezku, stiradnice bodov st vo vSeobecnosti redlne ¢isla. Toto sa ukazuje
ako nevyhoda pri pouziti konvolu¢nych neurénovych sieti, ktoré ocakdvaji vstup s presne
definovanou mriezkou. Riesenim tohoto problému moéze byt konverzia mracna bodov do
mriezky, ¢i vytvorenie 2D projekcie mraéna. DalSou moznostou, ako tento problém vyriesit
je privedenie mrac¢na priamo do neurénovej siete zvanej PointNet, ktord vyuziva symetrickt
funkciu na to, aby bol model nezévisly od poradia bodov na vstupe [6].

2.2 Velodyne LiDAR

LiDAR je skratka z anglického: light detection and ranging [2]. Niekedy sa tomu hovori la-
serové skenovanie, alebo 3D skenovanie. Tato technolégia vyuziva bezpecné laserové lice na
vytvorenie 3D modelu skimaného prostredia. LIDAR sa pouziva v mnohych priemyselnych
odvetviach, vratane automobilového priemyslu, nédkladnej dopravy, bezpilotnych lietadiel,
priemyslu, mapovania a mnohych dalsich.

Typicky LiDAR senzor vysiela pulzy svetla do prostredia. Tieto pulzy sa odrazaju od
objektov v prostredi a cast svetla sa vrati do senzoru. Snima¢ pocita ¢as potrebny pre pulz
svetla, aby sa po odraze vratil. Na zdklade ¢asu potom vypocita vzdialenost, ktori preslo
svetlo v priestore. Opakovanim tohoto procesu mnohokrat za sekundu dostavame 3D mapu



prostredia v aktudlnom ¢ase [2]. Na obrdzku 2.1 je zobrazené mracéno bodov vytvorené
senzorom Velodyne LiDAR.

Senzor LiDAR zachytava aj intenzitu svetla ktoré sa vracia do snimaca po odraze od
objektu. Toto ¢islo zavisi od odrazivosti povrchu na ktory dopadol 14¢. Malé ¢islo znamena
mali odrazivost zatial ¢o velké udava velkd odrazivost povrchu. Intenzita laserového luca
moze byt tiez ovplyvnena uhlom vzhladom k snimacu, vzdialenostou, zlozenim povrchu,
drsnostou povrchu a vlhkostou vzduchu. To znamend, Ze body pozdiz okrajov majt nizsiu
intenzitu ako ostatné, pretoze sa znizuje energia odrazeného luca do senzoru. Z tychto
doévodov nemusi byt hodnota intenzity ziskand pomocou senzoru LiDAR vzdy konzistentna,
musi sa pouzit ako relativne meranie. Vyhodou je Ze na rozdiel od pasivnych obrazovych
senzorov, ako st napriklad kamery, skenovanim technolégiou LiDAR nevznikaji tiene [8].

Obr. 2.1: Ukéazka snimky dat zo senzoru Velodyne HDL. Technolégia Velodyne HDL vytvara
360 stupnové 3D mracno v horizontadlnom smere a vo vertikdlnom smere je uhol pohladu 24
stupnov. Vzdialenosti bodov koreluju s intenzitou pixelov. Medzi prekiazkami mozno vidiet
budovy a iné objekty [4].

2.3 Vodorovné dopravné znacenie

Z vyhlasky 294/2015 Sb. dprava provozu na pozemnich komunikacich [18] vyberame de-
finicie a typy vodorovného dopravného znacenia v Ceskej republike. Vodorovné dopravné
znacky sa vyznac¢uji na vozovku, alebo inil spevnent ¢ast pozemnej komunikacie. Doc¢asna
neplatnost vodorovnych dopravnych znaciek se vyznacuje preskrtnutymi zltymi alebo oran-
zovymi ¢iarami. Vodorovné dopravné znacky se rozdeluju na pozdiine Ciary, prie¢ne ciary,
Sipky, oznacenie statia a parkovisk, oznacCenie zastavok a zdkazov zastavenia a statia, os-



tatné vodorovné dopravné znacky. Typy vodorovnych dopravnych znaciek mozete vidiet na
obrazku 2.2.
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Obr. 2.2: Vodorovné dopravné znacky pouzivané v Ceskej republike [18]

2.4 Pocditacové videnie

Cielom tejto prace je vytvorit program, ktory bude rozumiet obrazkom vozovky, a bude
schopny identifikovat ¢iaru na vozovke. Jedna sa teda o problém pocitacového videnia. Po-
CitaCové videnie je oblast vedeckého vyskumu ktord sa zaoberd spésobom strojového pocho-
penia digitdlneho obrazu a videa [21]. Rozpoznavanie objektov v obraze je zlozity problém,
ktory kazdy z nas riesi nevedomky, podvedome, akoby bez namahy. Ked ¢lovek vidi obraz,
tak vyuziva predchadzajice znalosti a skiisenosti na rozpoznanie objektov v obraze. Liud-
ska schopnost rozmyslat umoznuje pouzit dlhodobo ziskavané znalosti na rieSenie novych
problémov [19]. Umeld inteligencia desatroc¢ia pracovala na tom, aby pocitac¢om poskytla
schopnost porozumief pozorovaniam, zatial ¢o pokrok bol obrovsky, praktickda schopnost
stroja porozumiet pozorovaniam zostédva velmi obmedzend [19].

7 hladiska matematickej logiky alebo lingvistiky mozno interpretaciu obrazu povazovat
Za mapovanie:

interpretacia: obrazové ddta — model

Logicky model [19] predstavuje uréity svet, v ktorom pozorovania ddvaji zmysel. Ak st
algoritmy rozpoznéavania obrazu zamerané na konkrétnu doménu, tak je pozorovany svet
obmedzeny. Potom je mozné pouzit automatickd analyzu aj na komplikované problémy.

2.4.1 Zlozitost pocitacového videnia

Aj ked pre cloveka je pochopenie obrazu zdanlivo jednoducha tloha, v skutocnosti ide
o velmi zlozity proces. Pocitacové videnie je zlozité ¢o sa tyka paméitovej a vypoctovej na-
roc¢nosti, taktiez je zlozité navrhnit komplexné systémy na rozpoznavanie obrazu. Zakladné
dévody [19] preco je pocitacové videnie také ndroéné, si nasledujice:



o Sum - je neodmyslitelnou st¢astou kazdého merania. Jeho existencia si vyzaduje ma-
tematické nastroje, ktoré st schopné pracovat s neistotou, prikladom je tedria pravde-
podobnosti. Zlozitejsie nastroje samozrejme komplikuji analyzu obrazu v porovnani
so standardnymi deterministickymi metédami.

o Velkost dat. — Obrazky su velké. Vdaka technickému pokroku su poziadavky na
procesor a paméit ovela mensim problémom, ako boli kedysi, a vela je mozné vyriesit
bezne dostupnymi vypocetnymi prostriedkami. Efektivnost rieSenia problémov je vsak
stale dolezita a vela aplikacii stdle nie je pouzitelnych v interaktivnom rezime.

e Zachytena intenzita — v obraze je dana komplikovanou fyzikou formovania obrazu.
Intenzita obrazu zavisi od typu zdroja svetla, intenzity a polohy svetla, polohy pozo-
rovatela, miestnej geometrie povrchu a vlastnosti povrchu.

e Lokalne okno a globalny pohlad. — Algoritmy na analjzu obrazu bezne analyzuja
konkrétny bod ulozeny v operacnej paméti (napr. Pixel v obraze) a jeho bezpro-
stredné okolie. Pocita¢ vidi obraz akoby cez klucovu dierku, a to stazuje pochopenie
globalnejsich suvislosti.

2.4.2 Segmentacia obrazu

e N

Obr. 2.3: Per pixel segmentacia obrazku vozovky

Segmentaciu zaradujeme k metédam pocitacového videnia a v tejto praci je pouzita na
oznacovanie bodov ¢iary na vozovke. Segmentacia je proces hladania skupin pixelov, ktoré
patria do jednej triedy [21]. Segmentacia vychadza zo Statistiky, kde existuje podobny prob-
1ém — zhlukova analyza t.j. priradenie podobnych objektov do rovnakej triedy. Segmentacia
pixelom, ktoré spolu suvisia, a teda patria do rovnakej triedy, priradi rovnaké oznacenie.
Segment, alebo superpixel je zhluk pixelov s rovnakym oznacenim. Cielom segmentacie je
rozdelit obraz do disjunktnych segmentov, ktoré pokryvaju cely obraz. Pomocou segmen-
tov je mozné dalej jednoduchsie spracovat casti obrazu a agregovat podstatné informaécie.
Obrazok 2.3 zobrazuje segmentaciu vodorovného dopravného znacenia z obrazku vozovky.

2.5 Problémy detekcie dopravného znacenia z MLS

Tri hlavné problémy pri detekcii dopravného znacenia z mracna bodov vytvoreného mobil-
nym skenovanim vozovky st nasledujice:



2.5.1 Rozdiely intenzity a hustoty bodov

Mracné bodov su zvycajne vytvorené pomocou MLS systémov. Mracno je vytvorené tak, ze
skenovacie vozidlo udrzuje uréity jazdny pruh a vytvara mrac¢no bodov. Vysledné mracno
bodov vznikne spojenim mracien z viacerych jazdnych pruhov. Typicky u mracien bodov
vytvorenych pomocou MLS nastdva, ze hustota a intenzita bodov klesa so vzdialenostou od
skeneru. Samotné pouzitie technolégie LiDAR spdsobuje, ze vodorovné dopravné znacenie
blizsie k trajektorii vozidla ma vyssiu intenzitu a hustotu bodov. Napriklad ked st na
vozovke dva pruhy a skenovacie vozidlo preslo len niektorym z nich, tak rozdiel v intenzite
moze byt 20% a v hustote bodov az 50% [22]. V takom pripade klasické metddy zaloZzené
na prahovani nemaji dobré vysledky.

2.5.2 Maly kontrast medzi znacenim a zbytkom vozovky

Velmi ¢asto sa stava, ze vodorovné dopravné znacenie je zodraté pripadne vyblednuté, a
preto je méalo viditelné na vozovke. Zodraté znacenie ma zvycajne nizsiu schopnost odrazat
svetlo nez nové znacenie. Preto v MLS mrac¢nach bodov nastéva problém, Ze intenzita bodov
znacenia je velmi podobnéa intenzite bodov vozovky t.j. maly kontrast znacenia. Toto je
vyrazny problém pre niektoré techniky detekcie vodorovného znacenia.

2.5.3 Nekonzistencia detekcie vodorovného znacenia

Vplyvom rozdielov v intenzite bodov a malého kontrastu medzi zna¢enim a vozovkou sa
moze stat, ze niektoré Casti znacenia nie st identifikované. Prikladom je detekcia suvislej
vodiacej ¢iary na kraji vozovky, kde metdda vynecha urcité miesta. Vysledkom metédy teda
nie je suvisld ¢iara, ako by sme oc¢akavali. Niektoré aplikacie vyzaduju presnu detekciu zna-
Cenia bez vynechanych miest, prikladom st mapy pre autonémne vozidla. Avsak niektorym
chybam detekcie sa vplyvom prekazok v zabere neda tuplne vyhnit, a preto je potrebna
manualna kontrola detekcie. Bolo by vhodné teda vytvorit systém, ktory by bol schopny
doplnit chybajice znacenie podla typu a pozicie okolitého znacenia. V ¢lanku [22] preto
vytvorili neurénovii siet cGAN, ktord dopliia chybajtice znacenie.



Kapitola 3

Umelé neuronové siete

Umelé neuronové siete (ANN — Artificial Neural Network) zaradujeme do oblasti strojového
ucenia, to znamena ze ide o algoritmus, ktory sa automaticky zlepsuje na zdklade skiisenosti
[14]. Algoritmy strojového ucenia vytvaraji model zaloZeny na vzorovych datach, ktoré sa
oznacuju ako trénovacia databaza. Cielom je teda vytvorit model bez toho, aby ho musel
programator explicitne naprogramovat. Model sa vytvara z trénovacej databazy, tak aby ¢o
najlepsie pasoval na zadané data.

Zakladom umelych neurénovych sieti je neurén, ktory moézeme povazovat za vyrazne
zjednoduseny model biologického neurénu. Biologické neurény st velmi Specializované ner-
vové bunky schopné prijimat, spracovat a odpovedat na elektrické signaly. Neurény umoz-
nuja organizmom spracovavat informécie z okolitého prostredia a reagovat na ne.

3.1 Model neur6nu

Jedn4 sa o zjednoduseny model biologického neurénu [14]. Model neurénu slizi ako zakladny
stavebny blok neurénovych sieti. Model neurénu obsahuje bazovi a aktiva¢na funkciu.
Najcastejsie sa ako bazova funkcia pouziva suma, ale aktiva¢né funkcie byvaju rozne, zalezi
od aplikacie. V obrazku 3.1 je aktivacna funkcia zndzornena pismenom f.

Xo~Wo

Obr. 3.1: Vseobecny model neurénu

Neurdn prijima vektor vstupov, kde kazdému vstupu je priradend vaha, a potom vyko-
nava sucet vsetkych vazenych vstupov. Na zaklade tohto sii¢tu potom pomocou aktivacnej
funkcie rozhodne akt hodnotu posle na vystup. Funkciu neurénu popisuje vztah 3.1, kde
N je dimenzionalita vstupu, x je vstupny vektor a w je vektor vah. Vysledkom je vnitorny
potencial neurénu u.

N
u:Zwi:ri:ﬁ*? (3.1)
i=1
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Hodnota vnatorného potencidlu u je pouzita ako vstup aktivac¢nej funkcie, moze ist na-
priklad o funkciu sigmoid, alebo skokovu funkciu [12]. Aktivaénd funkcia potom vypocéita
vystupni hodnotu neurénu. Vystup neurénu moéze byt pripojeny ako vstup inych neuré-
nov v neurénovej sieti. Hodnota vystupu sa odosle na vSetky vystupy, a potom pokracuje
spracovanie v neurénoch zapojenych za aktualny neurén.

Jeden neurdn je schopny rozdelit N-dimenzionalny priestor vstupnych vektorov na dve
Casti pomocou takzvanej hyper-roviny. Tato vlastnost je vhodna na vytvorenie klasifikatoru,
teda modelu ktory na zaklade vlastnosti objektu urc¢uje, do ktorej triedy dany objekt patri.
Pre dvoj-dimenzionalny priestor to je priamka, ktora rozdeluje priestor na dve Casti. Vahy
vstupov neurénov potom tvoria Kkoeficienty tejto priamky. Na to aby bolo mozné rozdelit
priestor zlozitejsSim spOsobom je potrebné pouzit viac neurénov zapojenych za sebou do
siete.

3.2 Perceptronova siet

Perceptronova siet [12] je doprednd neurénova siet, ktora obsahuje jednu vstupni vrstvu
neurénov ktorym je pevne priradend vaha, ale vahy vSetkych ostatnych vrstiev je mozné
zmenif. VSetky neurény nasledujiice za vstupnou vrstvou su schopné rozpoznavat vzory.
Bindrny perceptron pouziva dve hodnoty ako vystup napriklad {0,1} alebo {—1,1}, to
znamend ze pouziva binarnu prahova funkciu ako aktiva¢nd funkciu. Funkcia urcuje na
zaklade prahu vystup neurénu.

Skokovi aktivacného funkciu je mozné interpretovat ako podmienku z binarnej logiky,
v ktorej je mozné vyjadrit aj negaciu prostrednictvom zapornych vah. Z toho vyplyva, ze je
mozné pouzit binarny perceptron na spracovanie informécii podobne, ako obvod spracovava
bindrne data.

Obr. 3.2: Jednovrstvova perceptronova siet [12]

Na ucenie jednovrstvovej perceptronovej siete existuje jednoduchy algoritmus, ktory
pre kazdy chybny vystup mierne upravi vahy vystupného neurénu a postupne konverguje
k takému nastaveniu vah, aby oddelil body do dvoch tried rovinou. V pripade, ze body dvoch
tried nie je mozné oddelif rovinou, tak algoritmus nikdy neskonci, a bude sa stale snazit
vylepsovat riesenie. Algoritmus ucenia perceptronu je mozné zobecnit aj pre viacvrstvové
siete.

Originalny algoritmus na ucenie jednovrstvovej siete percentron je popisany nizsie. Bolo
dokazané, ze algoritmus pre oddelitelné triedy konverguje v koneé¢nom case. To znamena,
ze v konefnom ¢ase sa perceptron nauci vSetko, ¢o je schopny reprezentovat [12].

Vyznam znaciek pouzitych v algoritme:

e x — Vstupny vektor
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e X — Trénovacia mnozina

e y — Vystupny vektor

e 1 — Prvy neurén vystupnej vrstvy
e ¢ — Vstupny neurén

e 0 — Vystupny neurén

Algoritmus 1: Algoritmus tpravy vah perceptronu

X + Mnozina trénovacich vzorov;

while Jz € X a error je prilis velky do

y < {Priloz vektor x na vstup siete a vypocitaj vystup siete};

for vsetky vystupné neurény Q2 do

if yo = 0 then

for vsetky vstupné neurony i do

win = win — 0; {Zvysenie vahy smerom k neurénu 2 o vystup
neurénu i}

end

else

for vsetky vstupné neurony i do

win = wiq + 0; {Znizenie vahy smerom k neurénu 2 o vystup
neurénu i}

end
end
end
end
Vstupna Skryta Vystupna
vrstva vrstva vrstva
Vstup 1
Vystup 1

Vstup 2
° .
o Vystup 2
°

Vstup n

Obr. 3.3: Priklad perceptronovej siete s jednou skrytou vrstvou a skokovou aktivacnou
funkciou
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Viacvrstvové siete st schopné riesit problémy, ktoré nie st jednoducho oddelitelné hyper-
rovinou. To znamené, Ze zadané trénovacie datové body nevieme oddelif hyper-rovinou. Na
obréazku 3.3 vidime viacvrstvovu sief perceptron, kde kruzok zobrazuje jeden neurén a spoje
vyjadruja vahy spojeni. Skrytd vrstva obsahuje symbol 3, to znamena ze prebieha sucet
vah spojeni pre dany neurén, a potom je aplikovana skokova prechodova funkcia.

Ako je spomenuté v ¢asti 3.1, jednovrstvovy percentron reprezentuje priamku. Pri dvoch
trénovatelnych vrstvach je mozné vytvorit viacero priamych ¢iar, ktoré ohranic¢uji polygon,
alebo pri pouzit{ troch trénovatelnych vrstiev je mozné vytvorit viacero prekryvajucich sa
polygénov 3.4. Nevyhodou perceptronu je, ze potrebuje triedy, ktoré su od seba oddelitelné.
Pokial bude existovat trénovaci vzor, ktory nie je spravne klasifikovany, tak sa ucenie nikdy
neskonci.

0 0

Obr. 3.4: Priklad ako moze viacvrstvovy perceptron rozdelit priestor [12]

3.3 Spatné Sirenie chyby

Aby bolo mozné efektivne trénovat dopredné neuronové siete, bol vytvoreny algoritmus
spatného Sirenia chyby [16]. Cielom je stanovit vdhy siete tak, aby bola minimalizovana
chyba. Algoritmus spatného Sirenia chyby, anglicky backpropagation je najznamejsim a naj-
pouzivanejsim algoritmom trénovania acyklickych doprednych neurénovych sieti. Jedinou
podmienkou pre jeho pouzitie je to, ze vSetky neurdny siete musia maf diferencovatelné
aktivacné funkcie. Cielom algoritmu spédtného sirenia chyby je minimalizovat objektivnu
funkciu, ktora je funkciou vsetkych vah, a ktora vyjadruje odchylku odozvy siete od poza-
dovanych hodnot.

Pévodny algoritmus backpropagation [16] pouziva ako objektivnu funkciu polovicu siuctu
kvadratickych chyb, ktora je pre m vstupnych neurénov a jeden prvok p trénovacej mnoziny
dand vztahom 3.2, kde d,; je ocakdvany vystup vystupného neurénu, j a op; je skutoc¢ny
vystup.

E, =

N =

m
2
Z (dpj — 0p;) (3:2)
j=1
Tato chybu potom minimalizuje metédou gradientného zostupu 3.3, kde u je parameter
ucenia a V je symbol pre gradient. Gradient chyby VE, je vektor parcidlnych derivacii

podla jednotlivych dimenzii a vyjadruje smer najrychlejsiecho narastu chyby.

AW = —uVE, (3.3)
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Pre pozadovant zmenu lubovolnej vahy wj;, tj. vaha i-tého vstupu j-tého neurénu potom
plati 3.5. Kde u; je vnttorny potencidl neurénu j a x; je i-ty vstup neurénu.

0B, __OE, oy

5j:_8Uj - 8_yj 8Uj

(3.4)

iji = ,ucsj:ri (3'5)

Ako vidime z predchadzajucich rovnic, velkost zmeny vahy je proporcionalna k velkosti
chyby a velkosti daného vstupu. To znamené, Ze najviac sa zmenia vahy, ktoré maja naj-
vacsi vplyv na zmenu vysledku. Metdda spéatného Sirenia chyby pocita hodnoty d; spatnym
postupom. To znamen4, Ze najprv vypocita hodnoty pre posledni vrstvu, ako rozdiel od
ocCakavaného vysledku. Potom chybu propaguje do predchadzajucej vrstvy a tak postupuje
az k neurénom prvej vrstvy.

Trénovanie siete potom prebieha takto: na zaciatku st vahy inicializované ndhodne
potom sa na vstup prilozi trénovaci vektor a vypocita sa vystup. To sa vykona pre vsetky
data trénovacej sady, potom sa vypocita chyba neurdénovej siete a propaguje sa naspat
pomocou algoritmu spétného sirenia chyby. Proces sa opakuje, az dokym nie je dosiahnuta
ukonc¢ujica podmienka.

V praxi sa ale pouziva upravena varianta algoritmu, kde netreba pocitat hodnotu ob-
jektivnej funkcie zo vsetkych trénovacich vzorov. To by bol prili§ pomaly algoritmus na to,
aby sa dal prakticky pouzif. Preto sa objektivna funkcia pocita len z malej podmnoziny
vSetkych trénovacich vzorov, tato podmnozina sa nazyva mini-batch. Vyslednia hodnota
objektivnej funkcie je potom menej presnd, ale vypocet bol vyrazne rychlejsi. Mozeme si
to predstavit tak, ze sief miesto pomalych, ale presne vypocitanych krokov tpravy vah,
pouziva rychlejsie, ale menej presné kroky v priblizne spravnom smere. Celkovo teda bude
potrebné viackrat vykonat upravu vah (viacej krokov), ale vypocet bude rychlejsi, lebo sa
usetril ¢as tym, Ze sa pocitala iba priblizna chyba siete. Tato metdda sa nazyva stochastic
gradient descent.

3.3.1 Problém s pretrénovanim

Pretrénovanie (anglicky overfitting) nastdva, ked sa model prili§ prisposobi trénovacej sade
dat a nie je schopny generalizovat, alebo predikovat budice pozorovania [1]. Model vytvori
velmi komplexnti hranicu, tak aby ¢o najlepsie oddelil body z réznych tried. M6ze dosiahnut
prakticky 100% presnost na trénovacich datach, ako je vidiet na obrazku 3.5. Ked ale takyto
model spustime na testovacej mnozine dat, tak bude mat vyrazne horsie vysledky, nez
jednoduchsi model.

Aby sa predislo pretrénovaniu, tak je mozné pouzit jednoduchsi model s mensim mnoz-
stvom parametrov, alebo zastavit ucenie skor, nez sa model pretrénuje. Véasné zastavenie
ucenia je sposob, ked priebezne po niekolkych krokoch uc¢enia nastane testovanie modelu na
datach, ktoré sa nenachadzaju v trénovacej mnozine [20]. Pokial sa model prestane zlepSovat
na testovacich datach, tak sa ucenie zastavi, aby sa predislo pretrénovaniu.

Problém pretrénovania je mozné tiez riesit pomocou techniky zvanej dropout [20]. Tento
termin vyjadruje, ze niektoré casti siete st docasne odstranené. DoCasnym vyhodenim jed-
notky zo siete, odstranime tiez vSetky vstupné aj vystupné spoje danej jednotky. Vyber
jednotky, ktora bude odstranend je v najjednoduchsom pripade ndhodny, s uréitou fixnou
pravdepodobnostou sa dand jednotka zo siete odstrani. Technika dropout vyrazne znizuje
pravdepodobnost pretrénovania hlbokych neurénovych sieti s velkym mnozstvom paramet-
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Obr. 3.5: Porovnanie pretrénovaného modelu (zelend rozhodovacia hranica) a modelu, ktory
spravne generalizuje (¢ierna rozhodovacia hranica) [23]

rov. Nevyhodou techniky je, ze trénovaci cas sa zvacsi dvoj az trojnasobne v porovnani so
siefou, ktord nepouziva dropout.

Pretrénovanie moze nastat aj tym, ze trénovacia sada dat je prilis§ malé, a preto model
nieje schopny najst spravne vzory, ktoré odlisuju data do pozadovanych tried. V takom
pripade je potrebné rozsirit trénovaciu databazu, aby obsahovala viac datovych bodov.
Ked nie je mozné ziskat viac skutocnych dat, tak je mozné pouzit techniky na vytvorenie
umelych datovych bodov podla bodov v databaze. Tieto techniky sa nazyvaju data augmen-
tation. Nové data st vytvorené pridanim Sumu, deformovanim vstupov, alebo aplikovanim
invariantnych transformacii.

3.4 Konvoluéné neurdénové siete

Konvoluéné neurénové siete (CNN) [15] st analogické s tradicnymi neurénovymi sietami
v tom, ze pozostavaju z neurénov, ktoré sa samy optimalizuji uc¢enim. Kazdy neurén do-
stane vstup a vykona operaciu, rovnako ako tomu je u vsSeobecnych ANN sieti. Jediny
vyznamny rozdiel medzi CNN a ANN sietami je ten, ze CNN s optimalizované na pouzitie
v oblasti rozpoznavania vzorov v obrazoch. CNN mé optimalnejsi poCet parametrov preto,
ze neurény rovnakej konvoluénej vrstvy maju zdielané vahy, t.j. jedno konvoluéné jadro.
Konvoluéné siete vyuzivaju Specifické vlastnosti obrazu. Optimalizicia siete znizuje pocet
potrebnych parametrov, a tak aj pravdepodobnost pretrénovania.

Architektira CNN pozostdava zo Styroch zdkladnych typov vrstiev. Tieto vrstvy su:
konvoluénd vrstva, pooling vrstva (podvzorkovanie), aktivacna vrstva a plne prepojena
vrstva.

3.4.1 Konvoluénd vrstva

Ako nazov napoveda, tato vrstva je zakladom CNN. Parametre vrstvy st zamerané na po-
uzitie konvoluénych jadier, ktorych parametre sa siet u¢i na zaklade trénovacej mnoziny.
Konvoluéna vrstva vyuziva konvolucné jadro, vstupny obrazok a operaciu konvolicie na vy-
pocet novej hodnoty pre dany pixel v novom obrazku. Konvolu¢né jadro moézeme povazovat
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za Stvorcovia maticu vah, kde vahy urcéuju vplyv okolitych pixelov na novi hodnotu pixelu.
Konvoltcia funguje tak, ze prilozi konvolu¢né jadro na urcitd poziciu vstupného obrazku,
potom vynasobi hodnotu zo vstupného obrazku prislusnou hodnotou konvoluéného jadra a
vysledkom je suma vSetkych tychto hodnot, vid obrazok 3.6.

1 0 oo o |

x1 x1 b I e e e

o 1 0 |1 0 R 3 | 3|12
x1 x1 x1

o 0o 10 0 4 1 A -7 431 ]3]0
| x1 pal x1 L - PR

o | 167 0 a4 a4 1| -" 43|32
110]o0]o 0

Obr. 3.6: Priklad konvolicie: na lavej strane je pévodny obrazok, uprostred konvoluéné
jadro a napravo je vystupny mensi obrizok. Zmensenie nastalo, lebo konvoliciu nebolo
mozné aplikovat na okrajové casti pdévodného obrazku. Aby rozmery vysledného obrazku
boli rovnaké ako pévodny obrazok, tak je mozné pouzit tzv. padding, ktory okolie pévodného
obrazku doplni nulami.

3.4.2 Vrstva na podvzorkovanie

Cielom tzv. pooling vrstvy je postupne znizovat dimenzionalitu dat, a tym dalej znizovat
pocet parametrov a vypoctovi zlozitost modelu. Pooling vrstva je zvyCajne umiestnena
za konvolucnou vrstvou a znizuje dimenzionalitu pomocou nejakej funkcie. Vac¢sinou sa
pouziva funkcia maximum, potom sa taka vrstv nazyva maz-pooling layer. Pri pouziti jadier
o rozmeroch 2 X 2 s odstupom 2 nastane redukcia obrazku na 25% povodnej velkosti.
Mozeme si to predstavit tak, ze Styri susedné body obrazku zli¢ime do jedného tak, Ze
vyberieme pixel s maximélnou hodnotou. Pouzitie véicsieho jadra ako 2 x 2 sa nedoporucuje,
z dévodu velkej straty informéacie.

9 7
3 1 6 4 o
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Obr. 3.7: Podvzorkovanie obrazu filtrom o velkosti 2x2 pixely. Konkrétne ide o Max-pooling,
t.j. filter vyberie maximum z kazdého okna.

3.4.3 Aktivacénd vrstva

Filter v konvolu¢nej vrstve si mozno lahko predstavit ako bazova funkciu neurénu. Akti-
vacna vrstva je vrstva aktivaénych funkcii. Aktiva¢na funkcia pracuje rovnako ako tomu
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bolo v modele neurénu. Obvykle aktiva¢né funkcie nebyvaju linearne, takmer vylucéne sa
pouziva funkcia ReLU (Rectified Linear Unit), ktora je zobrazena na obrazku 3.8.

yl\

u - Vnutorny potencidl
y - Vystup

u

0

Obr. 3.8: Aktiva¢na funkcia ReLU urcuje zavislost vystupu y od vnitorného potencidlu
neurénu u

3.4.4 Plne prepojena vrstva

Plne prepojend vrstva obsahuje neurény, ktoré si priamo spojené s neurénmi v dvoch su-
sednych vrstvach bez toho, aby boli spojené s akymikolvek neurénom v ich vrstve. Kazdy
neurén predchadzajicej vrstvy je pripojeny na vstup kazdého neurénu nasledujicej vrstvy
neurénov. Ide teda o prepojenie kazdého neurénu s kazdym, a preto sa to vola plne prepo-
jena vrstva.

16



Kapitola 4

Stav technoldégii rozpoznavania
VDZ

Cielom tejto kapitoly je objasnit rézne technoldgie a pristupy pouzivané na rozpozndvanie
vodorovného dopravného znacenia. Stidium podobnych metéd z odbornej literatiry je
velmi prinosné, lebo na ich zaklade bol vytvoreny ndvrh nasho riesenia.

4.1 Metdédy vyuzivajice kamerovy zaznam

Mnoho odbornych ¢lankov sa zaobera detekciou vodorovného dopravného znacenia na vo-
zovke s vyuzitim kamerového zdznamu, alebo statickych obrazkov. Tieto metédy casto
pouzivaju konvoluéné neurénové siete, vseobecny popis takychto sieti je v kapitole 3. Obraz
vozovky je vytvoreny videokamerou, ktora zachytava svetlo z okolia. Format vstupu niekto-
rych metdd je odlisny od nasho vstupu, o¢akava sa obraz vytvoreny kamerou a nie mrac¢no
bodov. Avsak mra¢no bodov je mozné previest na ¢iernobiely obrazok, a tak by sme mohli
ur¢ité metddy na spracovanie obrazu vyuzit v naSom programe.

Jednym sposobom detekcie ¢iar je ¢asopriestorové zhlukovanie [11], ktoré bolo pouzité
na detekciu jazdnych pruhov a ¢iar na ceste s vyuzitim kamerového zaznamu vytvoreného
videokamerou umiestnenou na palubnej doske vozidla. Cielom je v redlnom case vytvorit
vektorovi reprezenticiu ¢iar na vozovke. Na spracovanie obrazu vytvorili algoritmus c¢a-
sopriestorového zhlukovania, ktory vytvara zhluky obrazovych bodov a v Case ich dopliuje
o nové body. Ide o ucenie bez ucitela, to znamena zZe neexistuje trénovacia mnozina dat s vy-
znac¢enymi Ciarami. Vysledné zhluky potom prevedi na vektorovi reprezentaciu prelozenim
krivky.

Zlozitejsi algoritmus [5] vyuziva kamerovy zdznam z dvoch kamier, pricom kazdd mé ind
poziciu a uhol pohladu. Pohlady z kamier potom transformuje na pohlad zhora. Inverzna
perspektivna transformacia je zobrazend na obrazku 4.1. Takto transformované pohlady
tvoria vstup konvolucénej neurénovej siete DVCNN (Dual-View Convolutional Neural Ne-
twork). Neurénova siet pozostava z dvoch konvoluénych neurénovych sieti, pre kazdy pohlad
jedna, ktoré su prepojené pomocou plne prepojenej vrstvy. Vystupom siete je odhad pozicie
Ciar a ich pravdepodobnost. Na zaver prebehne globalna optimalizacia, ktord vyberie len
najpravdepodobnejsie Ciary. Pouzitie dvoch pohladov prinieslo kvalitnejsie vysledky, lebo
jeden pohlad bol zamerany na ¢iary blizko vozidla a druhy bol pohlad do dialky.
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Obr. 4.1: Priklad inverznej perspektivnej transforméacie obrazu z prednej kamery. Na vy-
slednom pohlade zhora je mozné vidietf, ze ¢iary st rovnobezné, ale okoloidice vozidla sa
deformované.

Algoritmus na detekciu znaciek a ndpisov na ceste [24] je zalozeny na porovnavani
aktudlneho obrazku so vzorom. Vysledok porovnania je vektor priznakov podla ktorého je
mozné urc¢it podobnost so vzorom.

4.2 Metédy zalozené na MLS

Nevyhodou vsetkych technik zalozenych na snimani vozovky pomocou kamery, ktora snima
obraz okolia, je vplyv svetelnych podmienok na kvalitu vyslednej detekcie. Tiene, horsia
viditelnost, pripadne slnko nizko nad obzorom vyrazne zhorsuji kvalitu detekcie. Dalsia
zasadnd nevyhoda je, ze kamerovy zaznam neposkytuje presnd poziciu bodov v priestore.
Preto je vyrazne zlozitejsSie previest kamerovy zdznam na vektorovi mapu v geografickych
stradniciach.

Problémy kamerového snimania je mozné odstranit pouzitim skeneru Velodyne LiDAR,
ktory vytvara mracno bodov s presnou poziciou. Data vytvorené laserovym snimanim st
vyrazne menej poznacené aktudlnymi svetelnymi podmienkami ako kamerové zaznamy. Na-
vyse pri takomto skenovani nevznikaji tiene od objektov blizko vozovky. Metody zalozené
na mobilnom laserovom skenovani viac¢sinou pracuju v troch fazach.

1. Extrakcia vozovky — Na zaklade vlastnosti tvaru vozovky sa algoritmicky urci, ktoré
body patria vozovke a ktoré nie

2. Extrakcia dopravného znacenia — Vysledkom je ¢iernobiely obrazok, kde ¢ierna
znamenad, ze tam nie je znacenie a biela znamena, Ze tam je znacenie

3. Vytvorenie finilnej reprezentacie — Doplnenie chybajtcich bodov, pripadne vy-
pocet vektorovej reprezentacie

Najjednoduchsou metédou na extrakciu dopravného znacenia z mracna bodov je pou-
zit globélnu prahovaciu metédu [7]. Obecne plati, Ze vodorovné dopravné znacenie odrazi
viac svetla ako povrch vozovky. Tato metéda na zaklade intenzity odrazeného lica LiDAR
skeneru urcuje, ¢i sa na danom mieste nachidza dopravné znacenie. Metéda podla urci-
tej hodnoty prahu rozdeli body do dvoch skupin. Body z nizSou intenzitou nereprezentuji
dopravné znacenie, naopak body z vysSsou intenzitou patria k dopravnému znaceniu. V sku-
tocnosti mdze ale intenzita kolisat podla vzdialenosti objektu od skeneru a uhlu vzhladom
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Obr. 4.2: Problém globalnej prahovacej funkcie, napriek tomu, ze hodnota prahu je zvolena
spravne, tak niektoré body su klasifikované nespréavne [25].

ku skeneru. Avsak tato metéda moze zlyhat aj ked je mrac¢no bodov kvalitné, priklad zly-
hania je na obrazku 4.2.

Metéda [13] vyuziva prahovanie zalozené na vzdialenosti. To znamend, Zze hodnota
prahu, ktory oddeluje body dopravného znacenia od ostatnych, klesd so vzdialenostou od
skeneru. To znamena ze hodnota intenzity je normalizovand a nezavisi od vzdialenosti ku
skeneru. Tento algoritmus vytvara dva typy obrazkov. Prvy obrazok obsahuje intenzitu a
druhy zachytava vzdialenost. Po vykonani prahovania aplikuje morfologické operacie, ktoré
vyuzivaju znadme vlastnosti o dopravnom znaceni. Tieto operacie odstrania Sum a doplnia
chybajice miesta znacenia. Nevyhodou je, Ze normaliza¢né hodnoty sa menia podla typu
scény. Globalne prahovacie metdédy nemusia pracovat vzdy spravne, hlavne ak odrazivost
bodov vozovky ma neocakdvané rozlozenie.

Existuji aj met6édy zaloZzené na lokdlnom prahovani [10], kde st body rozdelené do
skupin a prah sa pocita dynamicky pre kazda skupinu. Nevyhodou tychto metdd je citlivost
na Sum a kvalitu vstupnych dat, problém je tiez ze metddy s Specidlne uréené na detekciu
vodorovného dopravného znacenia a nie je mozné ich upravit tak, aby detekovali iné objekty
v okoli cesty ako napriklad zvodidla, chodniky, alebo travnaté plochy.

Problém ako oddelit body dopravného znacenia a body vozovky riesi metéda [22] po-
mocou konvolu¢nej neurénovej siete U-Net. Tato neurénova siet je schopna vytvorit seg-
mentaciu na trovni pixelu. To znamena ze pre kazdy pixel uréi do akej triedy patri. Nazov
siete vychadza z jej topologie, ktora pripomina pismeno U. Siet U-Net sa deli na dve casti,
kodér a dekodér. Pri kddovani nastava znizovanie rozliSenia obrazku a prebieha extrakcia
priznakov t.j. objektov ktoré sa na obrazku nachiadzaja. Pri prechode dekédovaciou ¢astou
sa tieto rysy pouziji na zvySenie rozliSenia obrazku. Viac informécii o sieti U-Net bude
uvedenych v ¢asti 4.3. Vyhoda tohoto pristupu je, Ze siet je schopna okrem rozpoznania
intenzity znacenia, rozpoznat aj konkrétny typ znacenia na zdklade hriubky ¢i tvaru znacky.
Siet U-Net pre kazdy pixel urci triedu ku ktorej dany pixel patri. Velmi zaujimava cCast
¢lanku [22] je tiez pouzitie siete cGAN (conditional generative adversarial network) na do-
plnenie chybajicich ¢asti znacenia na zdklade znacenia, ktoré bolo spravne oznacené. Siet
c¢GAN vychadza zo siete GAN, ktora je zndzornena na obrazku 4.3. Tato metdda je teda
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Obr. 4.3: Zakladnou myslienkou sieti GAN [9] je vytvorit hru medzi dvoma hra¢mi. Jeden
z nich sa nazyva generator. Generator vytvara vzorky, ktoré maji pochadzat z rovnakého
rozloZenia, ako trénovacie data. Druhy hrac¢ je diskriminator. Diskriminator skiima vzorky,
aby urcil, ¢i st skutocné alebo falosné. Diskriminator sa uéi pomocou tradi¢nych metéd
ucenia s ucitelom, pricom vstupy rozdeluje na dve triedy (skutoéné a falosné). Cielom
generatoru je teda oklamat diskriminator. Mozeme si predstavit, Ze generator je falSovatel,
ktory falSuje peniaze, a diskrimindtor je policajt, ktory sa snazi odhalit falosné peniaze
a prepustif legitimne peniaze. Aby bol falSovatel dspesny, tak sa musi naucit vytvarat
peniaze, ktoré su neodliSitelné od pravych penazi. Analogicky sa generatorova sief musi
naucit vytvarat vzorky, ktoré st z rovnakého rozlozenia, ako trénovacie data.

schopnd velmi presne klasifikovat rézne objekty vozovky a pripadne doplnit ich oc¢akavany
tvar. Je velmi robustna vzhladom k Sumu, artefaktom a zodratému znaceniu na vozovke.
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4.3 U-Net

U-Net je konvoluéna neurénova siet uréena pre segmentaciu biomedicinskych obrazkov vy-
vinutd na katedre informatiky na univerzite vo Freiburgu v Nemecku [17]. T4to siet bola
tiez pouzita na detekciu vodorovného dopravného znacenia v praci, ktorou sme sa inspiro-
vali [22]. Siet U-Net pozostéva z kontraktacnej cesty a expanzivnej cesty, ktoré jej dévaju
architektturu v tvare pismena U. Kontraktacna cesta je typicka konvolucna siet. Pozostava
z opakovanej aplikacie konvolucii, striedaji sa tu konvolu¢né a max-pooling vrstvy. Po-
cas kontrakcie sa priestorova informacia zmensuje, zatial ¢o vektor priznakov sa zvicsuje.
Expanzivna cesta kombinuje priestorové informacie a vektor priznakov prostrednictvom
sekvencie vrstiev zvySenia rozliSenia obrazku. Kontraktivna cesta vyuziva pooling opera-
tor a expanzivna cesta pouziva opacny tzv. upsampling operdtor. Upsampling (up-conv)
operator je zlozeny z nasledujicich dvoch casti:

1. Zvicsenie rozlisenia — Vytvorenie mapy priznakov, s dvojnasobnym rozliSenim ta-
kym spdsobom, ze jeden priznak rozdelime pomocou mriezky 2x2 na Styri rovnaké
priznaky. RozliSenie sa zvacsi, avsak susedné priznaky budi mat rovnaké hodnoty.

2. Konvolicia 2x2 — Pouzitie tradi¢nej konvoluénej vrstvy, ktorda bola vysvetlend na
obrazku 3.6. Velkost jadra je rovnakd, ako v predchadzajicej vrstve 2x2.

Pri zvacsovani rozlisenia sa najprv pouzije upsampling operator a potom, sa vysledna
mapa priznakov spoji s mapou priznakov z kontrakcenj cesty. Vznikne mapa priznakov
s dvojnasobnym poctom kandalov. Takto je mozné posivat informéciu o type objektu na
obrazku do vrstvy s vyssim rozliSenim. Dé6sledkom je, ze expanzivna cesta je prakticky sy-
metricka s kontrakénou cestou, a tak vzniké architektira v tvare pismena U. Sief neobsahuje
ziadne plne prepojené vrstvy, segmentacna mapa obsahuje iba pixely, kde je znamy celkovy
kontext vstupného obrazku. Aby sa kvoli konvoltcii nezmensoval vstup, tak sa v okrajovych
castiach obrazku pouziva zrkadlenie obrazu za hranicu. To umoznuje kvalitnejsiu predikciu
triedy na okrajoch obrazku. Tato funkcia je dolezita pre velké obrazky, ktoré treba rozdelit
do mensich dlazdic.

Siet je trénovanad pomocou trénovacej databazy, ktord obsahuje vstupné obrazky a oca-
kavané segmentacie. Ocakavand segmentéacia je obrazok, kde hodnota pixelu udéva, triedu,
do ktorej dany pixel patri. Hlavna vyhoda siete U-Net je, Zze mnozstvo obrazkov potreb-
nych na trénovanie siete je vyrazne nizsie ako u starSich metéd. U-Net pracuje vzdy na
stvorcovych obrazkoch, preto je potrebné prispdsobit format vstupu.

Siet U-Net podporuje tzv. data ugmentation. To znamen4, Ze vstupné obrazky st mierne
pozmenené npr. pomocou deformacie ¢i natiahnutia obrazu. Tato metéda ma dve vyhody
zabrani pretrénovaniu siete a vytvori vacsiu trénovaciu databazu.
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Obr. 4.4: Architektira siete U-Net [17] s najnizsim rozliSeni 32x32 pixelov. Kazdy modry
oblznik reprezentuje viackanalovi mapu priznakov. Pocet kandlov je zapisany na vrchu
obdlznika. Na lavej spodnej strane je x-y velkost mapy. Biele obdizniky zndzoriiuji pre-
kopirované mapy priznakov. Operacia crop oreze okrajové hodnoty mapy priznakov, je to
dolezité kvoli strate okrajovych pixelov pri konvolucii.
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Kapitola 5

Navrh

5.1 Popis problému

Cielom nasho programu je spracovat mra¢no bodov, ktoré zachytava trojrozmerny obraz
cesty a vytvorit lomenu ¢iaru, ktord odpoveda ciare na vozovke. Vytvorena lomend ciara
je ulozena vo vektorovej podobe, ako tabulka bodov. Proces postupného spracovania dat
rozdelujeme do nasledujiacich krokov:

1. Priprava dat — Ide o rozdelenie velkého mra¢na bodov na mensie a zmensenie roz-
lisnia pomocou voxelizacie viac 5.2.

2. Vytvorenie databazy vyrezov — Nacitanie mrac¢ien bodov a generovanie pohladov
zhora na vozovku.

3. Odhad pozicie ¢iary vo vyreze — Vytvorenie segmenticie vyrezu, kazdy pixel
vystupného obrazku urcuje, aky objekt sa na danom mieste nachadza.

4. Vytvorenie vektorového popisu — Na zaver je pravdepodobnostna mapa algorit-
micky prevedena na vektorovy popis, ktory sa ulozi do geografického informac¢ného
systému.

Program bude pracovat v interaktivnom rezime. To znamenad, ze uzivatel bude intera-
govat s programom. Uzivatel zadd pociatok Ciary, ktori chce oznacit a program ju bude
predlzovat. Po vrateni ¢iary moze uzivatel zadat pociatok inej ¢iary a proces sa opakuje.
Predmetom prace nie je vytvorit grafické uzivatelské rozhranie, a preto program ocakava
stradnice pociato¢ného bodu v textovej podobe.

5.2 Priprava dat

Cielom tejto casti je urychlif nacitanie mracien bodov z paméti pocitaca tak, aby bola
vysledna aplikicia pouzitelnd v interaktivnom rezime. Problém je, ze mra¢na bodov st velmi
pamétovo naroc¢né, a to hlavne z dévodu velkého poctu bodov v stibore. Stibor obsahujici
mracno bodov mdze mat stovky megabajtov. Cesta dlha niekolko kilometrov je zachytena
vo velkom pocte mracien bodov. Z toho vyplyva, Ze pre oznacenie kilometer dlhej Ciary by
bolo potrebné nacitat radovo gigabyte dat z paméti. Na zmensenie paméatovej narocnosti
programov pouzivame dva spdsoby redukcie mnozstva nacitanych dat:
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1. Znizenie rozliSenia — je znizenie hustoty bodov, pri ktorej dochidza k nevratnej
strate informéacie. Urc¢itd mnozina bodov sa nahradi jednym bodom, ktory dobre re-
prezentuje dant mnozinu. Casto sa pouziva priemerovanie bodov v danej mnozine.

2. Rozdelenie mracien. — Mra¢na bodov, ktoré mame k dispozicii obsahuju velké
mnozstvo nezaujimavych dat. Ide o vzdialené objekty stromy vedla cesty a podobne.
RieSenim je rozdelit velké mrac¢no bodov na malé, a neskdr nacitavat len tie mracna,
ktoré st nevyhnutne potrebné.

5.2.1 ZniZenie rozliSenia

Na znizenie rozliSenia bola pouzitd tzv. voxelizdcia. Voxel (volumetric pixel) je kocka v troj-
dimenzionalnom priestore. Voxelizacia je proces, ktory body pre kazdy voxel nahrad{ jednym
reprezentujucim bodom. V jednom voxele sa mozu vyskytovat stovky bodov, a preto voxeli-
zéacia prinasa znac¢nu pamétovi usporu. V nasom pripade bola pre vypocet reprezentujiiceho
bodu voxelu zvolena relativne komplikovani funkciu:

Algoritmus 2: Algoritmus agregécie jedného voxelu

Input: v — Vektor bodov voxelu
Input: n — Pocet bodov voxelu
Input: ¢ — Kvantil
Output: Vysledny bod voxelu
Function Aggregation(v,n,q):
v < zorad v podla intenzity;
i Ln—1)xql;
return v(i);
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Obr. 5.1: Ukazka, ako funguje voxelizicia. Na lavej strane je pévodné mracno bodov, ktoré
moze byt velmi rozsiahle, preto sa zameriame len na jednu kocku v priestore tzv. voxel (vo-
lumetric pixel). Voxel obsahuje viacero bodov. Farba bodu zndzornuje intenzitu, svetlejsia
farba znamend vyssia intenzita. V strednej Casti je vypocet, kde n je pocet bodov, q je
kvantil a i je vysledny index. Napravo je vysledny bod, ktorého stradnice vzdy odpovedaja
stredu voxelu.
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Tato funkcia vyzaduje, aby bol pre kazdy voxel vytvoreny vektor vsetkych bodov vo
vnutri. Je teda potrebné najprv prejst celé mracno a vytvorit vektory. Vyhoda je, ze funkcia
nerobi len jednoduché priemerovanie hodnot, ale vybera hodnoty s vysSou intenzitou na
zaklade kvantilu. Vyslednd hodnota potom s vysokou pravdepodobnostou nebude nejaka
odlahld hodnota, ktora sa vyskytuje len zriedkavo. Dévod, pre¢o vyberame vyssie hodnoty
je, aby sa zvysil kontrast medzi vodorovnym dopravnym znac¢enim a vozovkou. Obrazok 5.1
vizudlne zndzornuje algoritmus.

5.2.2 Rozdelenie mracien

Ide o jednoduchui operéciu, ktord na zdklade hodnét z-ovej a y-ovej sturadnice rozdeli
body do viacerych mracien. Kazdé mracno potom ulozi do samostatného siboru. Vysledné
mrac¢no zabera velmi mali oblast napr. 15x15 metrov. P6vodné mra¢no bodov mdze mat
napr. 100x100 metrov. Vdaka tomuto rieseniu potom postupné prechadzanie po ceste nevy-
zaduje nacitavanie velkého objemu dat, ktoré nie st potrebné. Nacitaju sa len data v bez-
prostrednej blizkosti a z nich sa neskdr vytvori vyrez.

5.3 Vytvorenie databazy anotovanych vyrezov

Problémom pri praci s mracnom bodov je, ze body nie st v mracne priestorovo usporia-
dané a mo6zu mat na roéznych miestach réznu hustotu. To znamend, Ze je velmi zlozité
takyto typ dat priamo transformovat do normalizovanej matice, ktori potrebujeme ako
vstup konvoluénej neurénovej siete. Z toho dévodu st mra¢nd bodov transformované do
dvojdimenziondlnych vyrezov. Pri transformacii nastava urcitd strata informécie a pres-
nosti, ale vysledkom st obrazky, ktoré je potom mozné omnoho jednoduchsie spracovat
prostrednictvom konvolu¢nej neurénovej siete.

Generator vyrezu

Obr. 5.2: Vytvaranie vyrezu premietnutim mra¢na bodov do plochy. Vznika intenzitovy a
hlbkovy obrazok.

Generator vyrezov najprv spaja najviac styri mra¢nd bodov, ktoré si v zabere, a az

potom generuje vyrez. Z toho dévodu sa pouziva buffer styroch posledne pouzitych mracien,
ktoré je v pripade potreby mozné spojit a vygenerovat vyrez. Pri na¢itani dalsieho mrac¢na
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sa nepotrebné mracno odstrani z paméiti. Tymto spdsobom sa znizuje pocet pomalych
pristupov na disk.

Na zaklade viacerych odbornych ¢lankov 4, ktoré ¢asto pouzivali projekciu do vodorovne;j
plochy, bol ako spdsob zobrazenia mracna zvoleny pohlad zhora. Vytvorenie pohladu zhora
je znazornené na obrazku 5.2. Ide o jednoduchy sp6sob zobrazenia mra¢na bodov, kde
ale dochadza k stratdm informécie aj presnosti. Vyhodou je, ze vysledny vyrez je vyrazne
mensi nez pévodné mracno bodov a data st ulozené v normalizovanej mriezke. Vdaka tomu
je mozné pre detekciu objektov pouzit klasicka 2D konvoluc¢nu sief. Vyrez sa skladd z dvoch
druhov obrazkov:

1. Obraz intenzity — zachytava intenzitu odrazeného svetla od povrchu vozovky.

2. Obraz hibky — zachytdva hibku vo zvislom smere. Kazdy pixel tohoto obrazku je
mozné previest na nadmorsku vysku.

Generator anotovanej databazy

Obr. 5.3: Postup generovania databazy vyrezov. Modrou a Ciernymi Ciarami je znazornena
cast vodorovného dopravného znacenia, ktoré bolo dopredu vytvorené ru¢ne. Modrou farbou
je oznacend aktudlna ¢iara, cez ktord program prechddza s uréitym krokom. Cerveny stvorec
znazornuje oblast, z ktorej sa vytvori vyrez. Pre Cerveny Stvorec vzdy plati, Ze Ciara zaujmu
prechadza cez stred Stvorca.

Pri generovani databazy anotovanych vyrezov sa vytvaraju vyrezy a odpovedajice ano-
tacie. Anotacia je obrazok, v ktorom hodnota 0 oznacuje pozadie a hodnota 255 oznacuje
¢iaru prechadzajicu stredom obrazku. Ziadna ind hodnota sa v anota¢nom obréazku nena-
chadza. V zabere obrazku mozu byt viaceré ¢iary, avSak vyznacena je len t4, ktora ide cez
stred obrazku. Dévodom je, ze obrazky s vyznacenim jedinej Ciary s vyrazne jednoduchsie
na neskorsie spracovanie.

Generator anotovanej databdzy vyrezov potrebuje ako vstup mrac¢nd bodov a stubor
obsahujuci vzorové vodorovné dopravné znacenie. Postup generovania zobrazeny na obrazku
5.3 je nasledujtci:

1. Pokial existuje dalSia lomend ¢iara zo suboru vzorového VDZ, tak ju nacitaj do pre-
mennej [, inak ukonci.
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2. Navzorkuj loment ¢iaru [ krokom o velkosti k. Vznikne mnozina bodov P, ktoré patria
Ciare (.

3. Pokial P # (), tak vyber bod S € P, inak pokrac¢uj bodom 1.
4. Vygeneruj vyrez mracna (obr. 5.2) a anotéciu ¢iary [ tak, ze bod S je stredom.

5. Odstran bod S z mnoziny P a pokrac¢uj bodom 3.

Obr. 5.4: Jedna vzorka trénovacej databazy. Nalavo je intenzitovy obrazok, v strede hibkovy
a napravo je anotacia ¢iary.

5.4 Odhad pozicie ¢iary vo vyreze

Pre odhad pozicie Ciary sa pouzivaju vyrezy vozovky privedené na vstup siete U-Net. Cielom
je vytvorit per pixel segmentaciu ciary, ktord je blizko stredu vyrezu. Dolezité je, aby
pouzity model bol schopny vyjadrif neistotu rozhodnutia. Pokial sa vo vyreze ¢iara vobec
nenachadza, tak aby model vyjadril, Ze si nie je isty poziciou Ciary. Mo6ze sa stat aj to, ze
prerusovand Ciara prechadza na plni. V takom pripade by bolo vhodné ziskat informaciu,
kde kon¢i prerusovana ¢iara.

Siet U-Net je vhodna na rieSenie takto definovanej tlohy. Je robustna vzhladom k Sumu
a dokiaze vyjadrit neistotu. Tato sief vytvara tzv. per pixel segmentaciu, ¢ize ¢iernobiely
obrazok, v ktorom hodnota pixelu urcuje ¢i dany pixel patri, alebo nepatri do hladanej
ciary. Priklad vozorvej segmentacie je na obrazku 5.4. Vstup pozostava z dvoch kandlov.
To znamen4, Ze na vstup neurénovej siete je privedeny vyrez, ¢ize dvakrat obrazok tej istej
vozovky. AvSak jeden obrazok zachytéva intenzitu a druhy hibku.

Vystupom siete bude obrazok s dvomi kanalmi, kazdy kandl si mo6zme predstavit ako
samostatny obrazok. Jeden kanal zachytava pravdepodobnost vyskytu ¢iary a druhy zna-
zornuje pravdepodobnost pozadia. Pre kazdy pixel obrazku je potom mozné urcit s akou
pravdepodobnostou sa tam nachadza ¢iara a s akou je tam pozadie. Segmentécia je spojenie
tychto dvoch kandlov tak, ze pre kazdy pixel vyberieme triedu (¢iara, vozovka), ktora ma
vyssiu pravdepodobnost.

5.4.1 Architektira siete

Siet U-Net pozostava z konvoluénych vrstiev, kde velkost pouzivaného konvolu¢ného jadra
je bud 2x2, alebo 3x3. Dalej st tu aktiva¢né vrstvy, ktoré pouzivaji funkciu ReLU. Max
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pooling je vrstva , ktord znizi rozliSenie obrazka tak, ze zo Styroch susednych pixelov vyberie
ten, ktory ma maximalnu hodnotu. Up samplig pracuje opacne, vezme mapu priznakov
z niz$im rozliSenim a kazdy pixel rozdeli na styri pixely s rovnakou hodnotou. Up sampling
je na obrazku 5.5 zelenou sipkou. Potom sa takto zviacsend mapa priznakov spoji s mapou
priznakov z kontrakénej cesty a aplikuja sa konvolicie s jadrom 3x3.
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Obr. 5.5: Navrh siete U-Net, ktora generuje segmentacie vyrezov vodorovného dopravného
znacenia. Velkost vstupného a vystupného obrazka je rovnaka. Vstupny aj vystupny obra-
zok obsahuju dva kandly. Siet sa skladd z modrych blokov. Na lavej strane bloku vidime
rozliSenie a na hornej strane pocet kandlov mapy priznakov.

5.4.2 Trénovanie

Na trénovanie siete bude potrebna databdza vstupnych vyrezov vytvorenych z mracien
bodov, postup vytvarania databdzy bol popisany vyssie 5.3. Kazdy vstupny vyrez bude
obsahovat dva kanély, jeden pre intenzitu a druhy pre hibku. Dalej bude potrebna databéaza
anotovanych obrazkov. Od siete budeme pozadovat, aby sa naucila zo vstupnych vyrezov
vytvarat ocakavani segmentaciu.

Databéza anotovanych obrazkov sa vytvara z dopredu oznac¢eného vodorovného doprav-
ného znacenia. Vodorovné dopravné znacenie je ulozené vo vektorovej podobe, kde kazda
lomend ¢iara odpoveda jednej ¢iare na vozovke. Vodorovné dopravné znacenie sa tradi¢ne
oznacuje rucne, a to je potrebné automatizovat tymto systémom.

Siet U-Net nevyzaduje velmi velké mnozstvo trénovacich vzorov, priblizne 1000 obrazkov
sta¢i na trénovanie. Po trénovani na takejto vzorke je uz vidief, ze model pochopil ¢o ma
hladaft, ale so zriedkavo sa vyskytujicimi situdciami ma problém. Vacsie mnozstvo obrazkov
bolo vytvaranych technikou data augmentation, ¢o znamend vytvorenie umelych trénovacich
dat upravou existujucich dat. Technika data augmentation je popisand v nasledujicej Casti
5.4.3.

Na vypocet chyby modelu sa rovnako, ako v pévodnej implementécii [17], bude pouzivat
funkcia soft max, ktord normalizuje vystupy siete tak, aby suma vsetkych vystupov bola
rovné jednej, kombinovana s funkciou krizovej entropie. Siet sa potom uéi (upravuje vdhy
spojeni) algoritmom stochastic gradient descent zalozenom na spatnom Sireni chyby.
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5.4.3 Technika data augmentation

Technika data augmentation je proces, ktorého cielom je zvac¢sit mnozstvo trénovacich dat
pridanim mierne upravenych koépii dat z databazy, alebo umelo vytvorenych dat. Pridanim
novych dat sa znizuje pravdepodobnost pretrénovania.

V nasom pripade boli vytvorené upravené képie existujucich vyrezov a odpovedajicich
anotacii. Boli pouzité upravy ako: otocenie, prevratenie, zmena jasu a deformacie obrazkov.
Vdaka tomu sa velkost trénovacej databazy zvacsila priblizne pafnasobne, a model bolo
mozné kvalitnejsie natrénovat.

5.5 Generovanie vektorového popisu

Generator vektorového popisu je algoritmus, ktorého vstupom st mracéna bodov a pocia-
tocny bod (prvy bod ¢iary na vozovke) a vystupom je lomend ¢iara odpovedajica ¢iare na
vozovke. Tento proces je mozné rozdelit na dve cCasti:

1. Odhad lokalnej ciary — proces, ktorého vstupom je pozicia v priestore a mracno
bodov a vystupom je lomend ¢iara prechadzajica v blizkosti zadanej pozicie. Na
odhad ciary vo vyreze sa pouziva sief U-Net. Podrobny postup je rozpisany nizsie
v casti 5.5.1.

2. Spajanie cCiar do globalnej ciary. — Vstupom st dve diary: globalna a lokélna.
Globéalna ciara je taka lomena Ciara, ktord uz v predchidzajicich krokoch vznikla
spojenim lokalnych ¢iar. A vystupom je nova globalna Ciara, ktora spaja tieto dve
Ciary. Postup je podrobne vysvetleny nizsie v Casti 5.5.2.

5.5.1 Odhad lokalnej ciary

Cielom tohoto programu je ziskat vektorovi loment ¢iaru z danej oblasti priestoru. Oblast
je definovand jednym bodom, ktory ma tri priestorové suradnice S = (x,y, z). Tento bod
je stred kocky (voxelu) ktorej dlzka hrany je implicitne definované v hlavickovom stbore.
Program hlada ¢iaru v blizkosti bodu S. Na zaciatku je bod S zadany uzivatelom, ktory
tym definuje ¢iaru zaujmu. Na odhad lokdlnej ¢iary sa pouziva generator vyrezu 5.3, ktory
vytvori pohlad zhora a U-Net 5.4, ktory vytvara segmenticiu vyrezu. Odhad je realizovany,
ako postupnost nasledovnych krokov, ktoré su tiez ilustrované na obrazku 5.6:

1. Siet U-Net podla vyrezu okolia bodu S, vytvori odhad, ktory pre kazdy pixel udédva
pravdepodobnost vyskytu ¢iary.

2. 7Z odhadu sa vyberu body, ktoré pravdepodobne obsahuju ¢iaru na vozovke. Potom
tieto body vstupuji do zhlukovej analyzy, ktora vrati len zhluk v blizkosti stredu
obrazka.

3. Body stredového zhluku st dalej pouzité na analyzu hlavnych komponentov. Za po-
moci tejto metddy ziskame tzv. vlastné hodnoty a vlastné ¢isla. Vlastnému vektoru u
odpoveda najvicsie vlastné ¢islo a uddava smer najvicsieho rozptylu bodov. Z vektoru
u sa vypocita uhol 4.

4. Stredovy zhluk sa oto¢i o uhol —1J. Otocenie je dolezité. Bez otocenia moze nastat
situacia, ze pozadovand krivka nie je funkcia, a teda jednej stradnici x odpoveda
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Obr. 5.6: Odhad lokalnej ¢iary. Bod S oznacuje vstup uzivatela, alebo predoslého kroku.
Spracovanie prebieha zlava. Prvy obrazok je intenzita odrazeného svetla. Druhy obrazok
je predikcia ¢iary blizko stredu obrazka pomocou siete U-Net. Na trefom obrazku su dva
zhluky, ¢erveny oznacuje zhluk najblizsi stredu. Posledny obrazok ukazuje otocenie bodov
Ciary a prelozenie polynémom tretieho stupna.

viacero suradnic y. Ak by data neboli otocené, tak by odhad polynomiélnej funkcie
mohol vratit nezmyselné vysledky.

5. Prelozenie bodov stredového zhluku polynomialnou krivkou tretieho stupiia. Dalej sa
dosadenim bodov do funkcie vytvori lomena Ciara.

6. Spatné otocenie lomenej ¢iary o uhol 4.

5.5.2 Spajanie ¢iar do globalnej ciary

Cielom programu na spajanie ¢iar je vytvorif jednu globdlnu lomenu ¢iaru, ktora by spajala
vSetky lokdalne ciary. V skutocnosti ale nikdy nie st k dispozicii vSetky lokalne Ciary, ale
generuju sa postupne. Na zaciatku je dostupny len jeden bod, ktory urcuje pociatok ¢iary.
Kroky algoritmu 5,6 a 7 sii zobrazené na obrazku 5.7. Algoritmus pracuje nasledovne:

1. Lokalna ciara sa z bodu S odhadne pomocou algoritmu odhadu lokalnej Ciary.
2. Pokial je dizka lokélnej ¢iary dostatocna, tak pokracuj, inak skon¢i.
3. Pokial je globalna ¢iara neinicializovand, tak lokalna ¢iara sa stava globalnou.

4. Vezmi posledny bod globalnej ¢iary a bod globélnej ¢iary vzdialeny o velkost okna od
konca.

5. Vytvor obdlznik O nad tymito dvomi bodmi tak, Zze body budt lezat na osi obdiznika
(obr. 5.7a).

6. Od lokélnej ¢iary odéitaj obdlznik O (obr. 5.7b).
7. Vytvor novi globdlnu ¢iaru zapojenim lokalnej ¢iary za globdlnu (obr. 5.7¢).

8. Uloz novovytvoreny koniec globdlnej ¢iary, do bodu S. Pokracuj krokom 1.

Tento algoritmus spajania ¢iar bol zvoleny preto, Ze je implementac¢ne velmi jednoduchy.
Na obrazku 5.7 st chyby medzi ¢iarami zadmerne zvyraznené, aby bol algoritmus pochopi-
telny. V skutoc¢nosti st chyby maximéalne v jednotkich centimetrov a nenastava problém
pri spajani ciar.
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a) b) C)

Obr. 5.7: Postup spojenia ¢iary vytvorenej v predchadzajucich krokoch a aktudlnej Ciary.
Modra farba zobrazuje globdlnu ¢iaru vytvoreni v predoslych krokoch a aktualna, lokalna
Ciara je Cervena. Obrazok a) ukazuje, Ze na konci globdlnej ¢iary sa zavola funkcia na
predikciu lokélnej ¢iary. V kroku b) sa na konci globdalnej ¢iary vytvori zeleny obdlznik
O na orezanie lokédlnej ¢iary. Obdiznik O sa vytvorf tak, aby mierne presahoval za koniec
globalnej ¢iary. Potom sa lokélna ¢iara oreze tak, Ze zostane len ¢ast mimo zeleny obdlznik.
Obrézok ¢) zobrazuje vysledok, ktory vznikne prepojenim segmentov.
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Kapitola 6

Implementacia

Tato kapitola popisuje implementacéné detaily. Nachiadza sa tu popis pouzitych kniznic a
formatov ktoré sa v programe vyuzivaji. Implementacia je rozdelena na dve c¢asti, backend
je napisany v jazyku C++ a frontend je v jazyku Python. Generator vyrezov predstavuje
backend a Prediktor je frontend, ktory sa priebezne dotazuje na novy vyrez.

6.1 Voxelizator

Zakladom celého systému na detekciu ¢iary na vozovke si dva programy. Prvy voxelizuje
mrac¢nd bodov a druhy z voxelizovanych mracien vytvara trénovaciu databazu vyrezov.
Mra¢na bodov st raz zmensené pomocou voxelizatora, a potom vsetky dalSie nastroje vy-
uzivaju voxelizované mracné. Je to preto, aby ostatné nédstroje nacitavali menej dat z disku
a boli schopné pracovat interaktivne. Samotna voxelizdcia je dost pomald, ale vykona sa len
raz pre cely projekt. Voxelizator je implementovany v jazyku C++ a vyziva kniznicu PCL,
ako je vidief na obrazku 6.1.

. o S93o,
Mracéna ==’i’:ﬁ=
bodov p L s’

Voxelizované
mrac¢na bodov

Voxelizator

Obr. 6.1: Architektira voxelizatora, ktory znizuje pamatovi naroc¢nost mracien bodov.

6.2 Generator vyrezov

Generator vyrezov je implementovany v jazyku C+4 a vyuziva pre svoju funkciu hlavne
kniznice QGIS a PCL. Potrebuje tiez databazu voxelizovanych mracien bodov, ktoré vy-
tvoril voxelizator 6.1 . Z mracien chceme ziskat vyrezy vozovky. Vysledkom je potom vyrez
obsahujici intezitu a hibku, a obrazok vzorovej segmentécie. Architektira generdtora vy-
rezov je zobrazena na obrazku 6.2.
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Obr. 6.2: Architektira generatora databazy anotovanych vyrezov.

« PCL - z anglického Point Cloud Library' je komplexnd volne §fritelnd kniznica dis-
tribuovana pod BSD licenciou. Sluzi na spracovanie a manipuldciu s mra¢nami bo-
dov. PCL pouzivame nacitanie mrac¢na bodov a nasledné filtrovanie podstatnych casti
mracna. Mrac¢no obsahuje velké mnozstvo bodov, ktoré pre nas nie st zaujimavé a
su vzdialené od miesta skenovania. Preto mrac¢no presivame, filtrujeme a az potom
premietame do roviny.

e QGIS - volne §iritelny geo-informaény systém? distribuovany pod GNU licenciou.
Slazi na pracu s geografickymi datami, umoznuje uzivatelom zobrazovat a manipulo-
vat s geografickymi datami. Kniznicu QGIS pouzivame na ¢itanie siboru, v ktorom
je zachytené vzorvé oznacenie vodorovného dopravného znacenia. Generator vyrezov
s ur¢itym krokom prechddza ¢iarami vodorovného dopravného znacenia. Podla pozi-
cie je mozné filtrovat mracno bodov a zachovat iba tie body, ktoré st v dostatocnej
blizkosti a st pre nas najzaujimavejsie. Ziskame tak iba obraz jednej Ciary a jej bez-
prostredného okolia.

6.3 Format vstupu

Program na generovanie vyrezov z mracien bodov ocakava na vstupe zlozku obsahujicu
mrac¢nad bodov vo forméte .pcd. K spracovaniu pozicie mracien je potrebny aj projektovy
stbor s priponou .prj. Velmi délezity vstupny sibor je tiez stibor obsahujici vzorové
oznacenie vodorovného dopravného znacenia.

6.3.1 Projektovy stubor

Projektovy subor pre kazdé mra¢no bodov definuje polygén v priestore, ktorym je dané
mrac¢no ohranicené. Tento siibor sa pouziva pri generovani vyrezov. Program najprv nacita
projektovy siibor a vytvori si vnitorné mapovanie. Na zaklade toho je program schopny
rychlo vyhladat mracno bodov, ktoré odpovedd urcitej pozicii v priestore.

Projektovy stibor sa sklada z dvoch casti: z hlavicky a popisu jednotlivych blokov. Blok
mozeme chapat ako dlazdicu v priestore, ktora obsahuje mra¢no bodov a urc¢uje jeho hranice.

"https://pointclouds.org/
“https://qgis.org
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V hlavicke projektového siboru je dolezita iba informacia velkosti bloku ktord udava, aka
je dizka a $irka jedného mracna bodov v metroch.

Na prvom riadku prikladu bloku (obr. 6.3) je ndzov bloku, dalej st tu polozky Group-
First a GroupCount, ktoré ale nevyuzivame a na nasledujucich piatich riadkoch st body po-
pisujtce polygén ohranicujici dany blok. Prvy a posledny bod polygénu musia byt zhodné.
V nasom pripade su bloky vzdy Stvorce so stranou 100 metrov.

Block I-21_04_000001.laz
GroupFirst=1000000
GroupCount=1000000
-868200.0000 -1043900.0000
-868200.0000 -1043800.0000
-868100.0000 -1043800.0000
-868100.0000 -1043900.0000
-868200.0000 -1043900.0000

Obr. 6.3: Format bloku projektového siboru, ktory popisuje jenu dlazdicu priestoru.

6.3.2 Mrac¢na bodov

V tvode kapitoly sme spominali, Ze generator vyrezov potrebuje na svoju ¢innost databazu
.pcd siiborov tieto stibory obsahuji mracna bodov, ktoré generator vyuziva na vytvaranie
vyrezov cesty.

7 prikladu formatu bloku 6.3.1 vidime, Ze nazov suboru obsahuje priponu .laz ale
program ocakéva mracno bodov vo forméte .pcd. Stbor v .pcd forméate je mozné nacitat
pomocou kniznice PCL. Preto je potrebné mrac¢no bodov najprv skonvertovat z formatu .laz
na .pcd. Na konverziu mrac¢na bodov bola pouzitd kniznica pdal, ktord obsahuje modul
translate na prevod medzi viacerymi formatmi mracien bodov.

6.3.3 Subor vzorového VDZ

Stbor vzorového vodorovného dopravného znacenia je geografickd databaza, do ktorej su
ulozené informacie o poziciach ¢iar na vozovke. Data vzorového siboru boli ziskané ru¢nym
oznacovanim dopravného znacenia. Stubor obsahuje dve vrstvy: vrstvu bodov a vrstvu lome-
nych ¢iar. Generator vzorovej databazy vyrezov pouziva iba vrstvu lomenych ¢iar. Pohlad
na ¢ast vrstvy lomenych Ciar je na obrazku 6.4.

Pomocou kniznice QGIS je mozné ¢itat sibor vzorového VDZ a ziskat tak jednotlivé
lomené Ciary. Kazda lomen4 ¢iara s dostatoénou dizkou je pouZitd na vytvorenie databdzy
vzorovych vyrezov, ktord sa neskér pouzije na trénovanie modelu. Podrobny postup bol
popisany v ¢asti 5.3.

6.4 Vytvaranie lomenej Ciary

Spdsob postupného generovania lomenej ¢iary je podrobne vysvetleny v kapitole 5.5. Algo-
ritmus je implementovany v programovacom jazyku Python. Na obrazku 6.5 je vidiet, ze
Prediktor, ktory je napisany v jazyku Python vyzaduje pre svoju funkciu buffer mracien
bodov, ktory udrzuje posledné mracéna bodov a z nich je schopny vytvorit vyrez. Buffer mra-
¢ien je implementovany v C++ a na to, aby k nemu mohol Prediktor pristupovat je potrebny
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Obr. 6.4: Vrstva lomenych ¢iar v stibore vzorového VDZ

tzv. wrapper. Wrapper prevedie kniznicu v jazyku C++ na staticky objekt. Staticky objekt
je bindrny stubor s priponou .so, ktory je mozné importovat v prostredi jazyka Python.

Prevod C++ kniznice na staticky objekt zabezpecuje ndstroj SWIG. Tento nastroj na zé-
klade hlavickového siiboru, definicie rozhrania a externych zavislosti vytvori staticky objekt
a triedu v jazyku Python. Potom je uz mozné triedu importovat a pouzivat jej metddy.
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Obr. 6.5: Architektira predikcie lomenej ¢iary. Na zaciatku uzivatel zad4 pociatocni po-
ziciu. Na zaklade pozicie Prediktor pomocou siete U-Net predikuje ¢iaru, ktort postupne
predlzuje. Vyrezy sa vytvaraji priebezne z voxelizovanych mracien. Vysledkom je tabulka,
kde na kazdom riadku je jeden bod odhadnutej lomenej ¢iary. Podrobnejsi obrazok vnitor-
nej architektury Prediktoru je 6.6.

Architektira vnitra Prediktoru je na obrazku 6.6. Na zaciatku procesu predikcie je
vyrez, z ktorého sa pomocou siete U-Net, ulozenej ako Keras model, odhadne segmentécia
Ciary. Potom sa pouzije funkcia DBSCAN z kniznice scikit-learn. Funkcia DBSCAN vytvori
zhluky na zéklade hustoty bodov. Vyberie sa zhluk najblizsi stredu vyrezu a pomocou
funkcie polyfit sa prelozi polynémom. Na zaver sa vytvori lomend ¢iara ako objekt kniZnice
Shapely a posledny bod ¢iary sa pouzije na vytvorenie nového vyrezu.
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Obr. 6.6: Vnutorna architektura Prediktoru.

6.4.1 SWIG

Nézov SWIG? vychadza z anglickych slov Simplified Wrapper and Interface Generator.
SWIG je néastroj na vyvoj softvéru, ktory prepaja programy napisané v jazykoch C a C++
s roznymi programovacimi jazykmi na vysokej drovni. Program SWIG podporuje rézne
typy cielovych jazykov vratane beznych skriptovacich jazykov, ako st Javascript, Perl, PHP,
Python, Tcl a Ruby.

Softvér SWIG sa zvycajne pouziva na analyzu rozhrani C / C ++ a na generovanie
tzv. lepiaceho kédu pozadovaného cielovym jazykom. SWIG je volne Siritelny softvér a kéd,
ktory generuje, je kompatibilny s komerénym aj nekomerénym vyuzitim.

6.4.2 Keras

Keras je uzivatelsky privetivé aplika¢né rozhranie postavené na kniznici TensorFlow. Ten-
sorflow je ¢asto pouzivana volne Siritelna kniznica na strojové ucenie. TensorFlow dokaze
pracovat na procesore, na grafickej karte ako aj na mobilnych zariadeniach [26]. Vdaka hlbo-
kému prepojeniu s kniznicou TensorFlow Keras poskytuje jednoduché a prehladné pouzitie,
bez redukcie flexibility. Umoznuje uzivatelovi upravit hocijaki ¢ast funkcionality.

Hlavnou vyhodou rozhrania Keras je, zZe je jednoduchy na naucenie a tiez jednoduchy na
pouzitie. S viac ako 400 000 pouzivatelmi zaciatkom roku 2021 ma Keras silné uplatnenie
v priemysle aj vo vyskumnej komunite [3]. Keras podporuje paralelny vypocet na viace-
rych grafickych kartach. Je tiez mozné jednoducho previest program, ktory predtym bezal
na procesore na velky zhluk grafickych kariet. Prostrednictvom masivneho paralelizmu je
mozné vyuzit ohromny vypoctovy vykon.

V tejto diplomovej praci bol Keras vyuzity na implementaciu a trénovanie konvoluénej
siete U-Net. Model siete je mozné po trénovani ulozit do suboru. Neskor, ked bude potrebné
sief pouzit na predikciu, tak sa nacita z ulozeného stboru.

Na trénovanie siete bola pouzita online sluzba Google CoLab, ktora zdarma poskytuje
grafické karty na trénovanie neurénovych sieti. Pred zahajenim trénovania bolo potrebné
nahrat trénovaciu databazu na disk Google. CoLab je potom mozné spojit s diskom, a tak
pristipit k databaze.

Shttp://www.swig.org/
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Kapitola 7

Experimenty a vysledky

V tejto kapitole popiSeme experimenty vykonané na programoch. Dalej tu budi definované
metriky chyby programu. Cielom je zistif ako velmi sa vysledky programu lisia od sku-
tocnosti. Zaoberali sme sa dvomi typmi chyby: chybou modelu U-Net a chybou vyslednej
vektorovej reprezentacie.

7.1 Priprava testovacich dat

Jedna sa o vytvorenie databdzy anotovanych vyrezov z mracien bodov. Na vytvorenie da-
tabézy boli dostupné dva tseky cesty. Na vipocet vikonnosti bol pouzity tsek dizky 5,56
km. Na vicSine dizky dseku mé cesta dva jazdné pruhy a na niektorych miestach st tiez
pripajacie a odpéajacie pruhy.

Na testovanie bol pouzity notebook HP ENVY s procesorom Intel Core i5-7200U a SSD
diskom. Okrem toho programy boli spustené vo virtudlnom prostredi WSL 2 (Windows
Subsystem for Linux). To znamend, ze namerané doby behu st skor vyssie, ako na nativnom
Linuxovom zariadeni.

V tabulke 7.1 je rozpisana doba behu jednotlivych programov. Na zaciatku program
PDAL translate prevedie komprimované mra¢nd bodov do formatu PCD, voxelizator znizi
mnozstvo bodov a v poslednom kroku sa vytvara databaza anotovanych vyrezov. Voxelizacia
je Casovo naroc¢na, ale moze bezat offline bez zdsahu pouzivatela. Vysledkom pripravy dat
je databaza anotovanych vyrezov, ktori je mozné pouzit na trénovanie konvolucnej siete

U-Net.

Program Doba behu | Velkost vstupu ‘ Velkost vystupu
Voxelizator 44m 50s 8,52 GB 1,28 GB
Generator DB | 2m 38s 1,28 GB 27,6 MB

Tabulka 7.1: Paméatova a ¢asova narocnosti vytvorenia databdzy anotovanych vyrezov z 5,56
km dlhého tseku cesty.

7.2 Trénovanie modelu U-Net

Trénovanie modelu je proces nastavovania vnitornych vah modelu tak, aby sa minimalizo-
vala chyba na vystupe modelu. Model sa u¢i na trénovacej sade. Trénovacia sada je mala
podmnozina vSetkych moznych pozorovani. Cielom trénovania je, aby bol model schopny
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porozumief vSetkym pozorovaniam na zdklade trénovacej databazy. To znamenad, Ze chceme,
aby bol model schopny generalizovat. Na skoré ukoncenie trénovania a vyhodnotenie kvality
modelu bola databaza vsSetkych pozorovani rozdelend na tri ¢asti:

1. Trénovacia sada — Databaza pouzita na ucenie modelu.

2. Valida¢na sada — Databaza pouzita na skoré zastavenie ucenia, aby sa zabranilo
pretrénovaniu. Ked chyba modelu na valida¢nych datach zacne rast, tak je potrebné
zastavit trénovanie (Obr. 7.1).

3. Testovacia sada — Databdaza pouzitd na celkové vyhodnotenie kvality modelu.

' Zastavenie
trénovania

Chyba

Validacia

Trénovanie

>
>

Epochy trénovania

Obr. 7.1: Chyba pre trénovacie data klesa az na nulu, ale pre testovacie data sa od urcitého
bodu zacne znova zvySovat, preto treba trénovanie vcas zastavit.

Datova sada Pocet dat Relativny pocet

Trénovacia 4575 75,32%
Validac¢na 750 12,35%
Testovacia 749 12,33%

Tabulka 7.2: Rozdelenie datovych bodov na datové sady.

7.2.1 Chyba a presnost modelu

Chyba bola po kazdej epoche overena na trénovacej aj validacnej sade. Pri zhorSovani vali-
dacnej chyby sa vykona skoré zastavenie ucenia. Zastavenie nastane, az ked zhorsenie chyby
pretrvava styri epochy ucenia. Na vypocet chyby bola pouzita funkcia binarnej krizovej en-
tropie, ktord je rozpisand nizsie 7.1. Kde m udéva pocet riadkov obrdzka, n pocet stipcov,
yi; je ocakavana hodnotu na danej pozicii a g;; je hodnota predikcie na pozicii (7, j). Priebeh
chyby je na obrazku 7.2.

1 m n A A
Loss = . * ZZ(yw logyij + (]_ — yij) log(l — ylﬂ)) (71)
i=0 j=0
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0.989
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Presnost

0.075 0.981

0.025 0a7y

Epochy Epochy

Obr. 7.2: Priebeh trénovacej a validac¢nej chyby a presnosti.

Klasifikované hodnoty
Pozitivne | Negativne
Pozitivne | TP = 1,98% FN = 0,738%
Negativne | FP = 0,46% TN = 96,81%

Skutocné hodnoty

Tabulka 7.3: Chybova matica klasifikdcie kazdého pixelu testovacej databazy.

Na vypocet presnosti predikcie jedného vyrezu sa pouziva funkcia 7.3. Kde funkcia f(z)
7.2 vrati hodnotu 1 pokial st triedy rovnaké, inak vrati nulu. Vysledna presnost je potom
desatinné ¢islo v intervale < 0,1 >.

f(z) = {1’ v=0 (72)

0, z#0
1 G .
Accuracy = . * Z Z F(yij — iz) (7.3)
i=0 j=0

Priebeh presnosti je na obrazku 7.2. Vicsina plochy obrazka je tvorena pozadim a len
jednotky percent tvori ¢iara. Model teda moze dosiahnut presnost 90%, ked kazdy pixel
klasifikuje, ako pozadie.

TN 11880982
TN + FP 11880982 + 56695
TP 243330
TP +FN 243330 + 90609

Nakoniec bol model otestovany na testovacej sade obsahujicej 749 vzorovych vyrezov.
Priemerné dosiahnutd presnost bola 98,8%. Hodnota chybovej funkcie na testovacej sade
bola 0,03. Chybova matica modelu sa nachadza v tabulke 7.3. Specificita 7.4 je metrika,
ktord uddva pomer spravne klasifikovanych bodov pozadia. Senzitivita 7.5 uddva pomer
spravne identifikovanych pixelov ¢iary.

Nizsia hodnota senzitivity oproti Specificite udava, ze model niekedy neoznadci ciaru,
aj ked sa na danom mieste Ciara nachadza. Opacny problém, ze model oznac¢i ¢iaru na
mieste pozadia je dost zriedkavy. Model sa naucil porozumiet pozorovaniam a vracia dobré
vysledky, ale na okrajoch obrazkov je neisty. V oblasti blizko stredu je model vyrazne istejsi,
lebo sa naucil, ze hladana ¢iara prechadza blizko stredu. To je vidno aj na obrazku 7.3, ktory

Speci ficity = =99, 5% (7.4)

Sensitivity =

— 72,9% (7.5)
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Obr. 7.3: Problém predikcie ¢iary na okrajoch obrazku.

ukazuje menej kvalitnd predikciu. Dalsi dévod nizsej senzitivity je, ze ciara je Siroka len
dva pixle a miernym posunutim odhadu ¢iary vznikd vyrazna chyba.

7.3 Presnost odhadnutej lomenej Ciary

Cielom je vypocitat presnost lomenej ¢iary, ktord je ziskana spojenim viacerych lokdlnych
lomenych ¢iar. Lokalna lomena ¢iara je ziskand z jedného obrazku vozovky pomocou siete
U-Net a prelozenia bodov polynomialnou funkciou.

Pri spdjani viacerych lokalnych ¢iar mdze nastavat chyba. Na zdklade metriky presnosti
sme schopni merat celkovii kvalitu Prediktoru. Chyba je zapri¢inend povahou problému.
Samotné data obsahuji neurcitost a nepresnost. Model je preto schopny odhadnit vysledok
len s urc¢itou presnostou.

7.3.1 Metrika presnosti

Na vypocet presnosti ¢iary vytvorenej modelom bola pouzita velkost priemernej odchylky
medzi vzorovou a odhadovanou lomenou ¢iarou. Tento vypocet je len priblizny, lebo sa po-
uziva aproximécia odchylky pomocou ur¢itého poctu bodov. Algoritmus vypoctu presnosti
prebieha v dvoch krokoch:

1. Odhadovana lomenda dciara sa navzorkuje s krokom 10 centimetrov. Vznikne velké
mnozstvo bodov a pre kazdy bod sa vypocita najkratsia (kolmé) vzdialenost k vzorovej
lomenej ¢iare. Tento proces je zobrazeny na obrazku 7.4.

2. Priemerna odchylka sa pocita podla plochy obdiinikov, kde jedna strana je velkost
kroku a druhé vzdialenost ku vzorovej lomenej ¢iare. Plocha je vyznacena na spodnom
obrazku 7.4. Velkost odchylky je potom normalizovana na jeden centimeter ciary.

7.3.2 Dosiahnuté vysledky

Program odhadu lomenej ¢iary bol otestovany na troch typoch ¢iar na vozovke. Vysledky
testovania st v tabulke 7.4. V niekolkych pripadoch sa program odhadu ¢iary tplne zastavil
a bolo potrebné ho pustif znovu na na nasledujicom useku. Zastavenie moze nastat, ked
je program prilis neisty odhadom c¢iary. Plocha chyby je priblizne taka, ako plocha ciary.
Vigcsie problémy mal program s prerusovanou ¢iarou. Dévodom je pravdepodobne to, Ze
program musel odhadnut ¢iaru aj v priestore prerusenia Ciary.
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Obr. 7.4: Vzorkovanie vyslednej, odhadnutej ¢iary. Modrou farbou je zakreslend odhadnuta
Ciara a Ciernou vzorova ¢iara. Cervené ¢iary ukazuju vzdialenost dvoch ¢iar pre dany bod.

Zelenou farbou je oznac¢ena odhadnutd plocha medzi dvomi lomenymi Ciarami.

Typ &ary Priemerna | Dizka | Doba Pocet Pocet
odchylka Ciary | inferencii | inferencii | zastaveni
Boc¢na vodiaca 1,68cm 4350m | 3m 44s 698 2
Stredova prerusovana | 2,24cm 890m | 1m 23s 210 3
Stredova plna 2,03cm 430m | 26,8s 38 0

Tabulka 7.4: Vyhodnotenie celkovych presnosti modelu a ¢asu vykondvania programu bez

GPU akceleratora.

Na obrazku 7.5 je zobrazeny krabicovy graf pre tri behy programu. Jedna sa o behy,
ktorych statistiky boli zndzornend v tabulke 7.4. Graf ukazuje, ze maximalna normalizovana
odchylka bola priblizne 3,3 centimetra.
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Obr. 7.5: Krabicovy graf zobrazujicu chybu modelu pre jednotlivé typy ciar.
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Kapitola 8

Zaver

Diplomova praca sa zaobera detekciou ¢iar vodorovného dopravného znacenia na vozovke
zo zachytenych mracien bodov. Mra¢na bodov boli ziskané pomocou mobilnbého laserového
skenovania technologiou Velodyne LiDAR. Cielom je odhadnit jednu loment ¢iaru, ktora
odpoveda ¢iare na ceste. Systém je navrhnuty tak, aby ho uzivatel mohol pouzit v inte-
raktivnom rezime. Na zaciatku uzivatel oznaci jeden bod ¢&iary, ktora chce oznadit. Potom
program predlzuje zvolentu Ciaru, az kym ¢iara neskonéi, vysledkom st body lomenej ¢iary.

Na zdklade dostupnej literattry sme vytvorili navrh nasho systému, ktory vychadza
z existujicich systémov a vyuziva existujuce prostriedky a kniznice pre pracu s geo-infor-
macnymi datami, mracnami bodov a konvolu¢nymi neurénovymi sietami. Velké mnozstvo
odbornych ¢lankov vyuziva na detekciu znacenia konvolu¢né neurénové siete, preto sme sa
ich aj my rozhodli vyuzit.

Mracna bodov s vysoko paméfovo naro¢né subory, preto sa mracnd rozdeluji na mensie
a nasledne sa znizuje ich kvalita pouzitim Voxelizatora. Na zniZzenie pamétovej narocnosti a
pripravu dat na trénovanie konvoluénej siete sa pouziva premietnutie mracna do vodorovnej
plochy. Tym vznikaji hibkové a intenzitové obrazky vozovky. Hlavnou vyhodou pouzitia
obrazkov je, ze ich je mozné spracovat tradicnymi konvolué¢nymi neurénovymi sietami.

Bol vytvoreny navrh systému na odhad pozicie ¢iary z obrazku. Vyuziva sa na to konvo-
luénda neurénova siet U-Net, ktora vytvori segmentaciu ¢iary v danom vyreze. Segmentacia
bola prevedend na vektorovi informaciu, ktord bude mozné vlozit do geo-informacného sys-
tému 5.5. Implementacia bola rozdelend na dve ¢asti, backend je napisany v jazyku C++
a frontend je v jazyku Python. Model siete U-Net je implementovany pomocou rozhrania
Keras, ktoré vyuziva kniznicu TensorFlow.

Model U-Net dosiahol na testovacej databaze obsahujicej 749 datovych bodov pres-
nost 98,8%. So vsetkych pixelov testovacej databdzy boli vypodcitané metriky: Specificita
a senzitivita. Specificita dosiahla hodnotu 99,5% a senzitivita 72,9%. Nizsia senzitivita je
zapri¢inena hlavne problémami detekcie na okrajoch obrazku a malou hribkou ¢iary. Exis-
tuje velky priestor na dalsie vylepsSenie prace najmé vylepsenie kvality prediktora a spajania
iar 5.7. Model U-Net je potrebné doladit tak, aby dosahoval maximalnu presnost. Dalej je
mozné skvalitnit a zvacsit trénovaciu databazu.

Odhad vektorovej lomenej ¢iary bol otestovany na troch réznych typoch ¢iar. Najlepsie
bola odhadnutd boéné vodiaca &ara z priemernou odchylkou 1,68cm na centimeter dizky
Ciary. Stredova plné ¢iara dosiahla priemerni odchylku 2,03cm. Najhorsie dopadol odhad
stredovej prerusenej ¢iary s priemernou chybou 2,24cm.

Pri implementacii prace som sa stretol s problémom nizkeho kontrastu medzi vozov-
kou a ¢iarou. Problém sa mi podarilo zmensit, ale nie iplne odstranit. Experimentovanim
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s rOznymi nastaveniami parametrov je mozné dostat lepsie vysledky. Praca s paméatovo na-
roénymi mraénami bodov je velmi zdlhava a ¢asto trva hodiny, z toho dévodu boli vykonané
len jednotky experimentov s réznymi parametrami.

Vysledkom tejto prace je program odhadu Ciary na vozovke, avSak zatial chyba grafické
uzivatelské rozhranie, ktoré nebolo predmetom tejto prace. V grafickom rozhrani by uzivatel
mohol oznacovat ¢iaru, ktord ho zaujima a program by ju predlzoval. Uzivatel by mohol
kontrolovat, ako program postupuje a aka velka je chyba. Taky program by usetril velké
mnozstvo pracného manualneho oznacovania ¢iar na vozovke.
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Priloha A

Obsah pamitového média

Popis adresarov a stiiborov ulozenych na pamétovom médiu, ktoré je prilozené k tejto praci.
Nachadzaju sa tu zdrojové kédy, dokumentacia a vzorové data.

A.1 Adresarova struktara pamitového média
¢ doc — Latex dokumentécia diplomovej prace a praca vo formate pdf.
e data — Vzorka voxelizovanych dat, projektovy sibor a vzorové VDZ.

e src — Vsetky zdrojové subory tejto prace.

A.2 Obsah adresara src

e CMakeLists.txt — Skript na preklad a linkovanie bindrnych siborov.
« README.md — Névod na pouzitie programov.

¢ Common.h — Spolo¢né parametre vsetkych programov.

e Voxelizer.* — C++ modul voxelizatora.

e voxelizerMain.cpp — Hlavny sibor voxelizatora.

e Segmentator.* — C++ modul na vytvaranie vyrezov.

e PcdBuf.* - C++ modul buffer mracien bodov

e main.cpp — Hlavny sibor generatoru anotovanej databazy vyrezov.
e Setup.py — Skript na vytvorenie kniznice PcdBuf pre Python.

e trainUnet.py — Skript na trénovanie modelu U-Net.

e predictSingleLine.py — Skript na predikciu lomenej Ciary.

e« UNetLineModel.h5 — Vopred natrénovany model Keras siete U-Net.
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