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ABSTRAKT
Prace se zabyva popisem zdrojli dopravnich dat a metodami analyzy téchto dat. Dale jsou
v praci navrzeny a implementovany stavy pro klasifikaci dopravy a detektori v prostfedi

MATLAB. Na zavér jsou vymodelovany modely pro dopravni tok, které Ize pouzit i pro
predikci dopravniho toku.
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ABSTRACT

The work deals with the description of sources of traffic data and methods of analysis
of these data. Furthermore, states for the classification of traffic and detectors in the
MATLAB environment are designed and implemented in the work. Finally, traffic flow
models are modeled, which can also be used for traffic flow prediction.
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Uvod

V dnesni dobé stale nartista pocet vozidel na silnicich a ve méstech. Tento jev vede
casto k dopravnim zacpam, které zpomaluji provoz a znecistuji ovzdusi. Inteligentni
dopravni systémy (ITS) predstavuji efektivni zptisoby TFizeni a optimalizace dopravy.

Hlavnimi cilemi I'TS jsou zvysit bezpecnost, zajistit plynulost provozu a tim snizit
dopravni zacpy a minimalizovat dopady na zivotni prostredi. Vyuzivaji pro to mnoho
senzortl a technologii. Mezi né se tadi systémy pro fizeni ktizovatek, dynamické
informacni tabule, rizné detektory rychlosti, detektory nehod, elektronické vybéry
mytného, navigacni systémy a dalsi.

V této praci se zamérim na systémy sbéru a metody analyz dopravnich dat a
pokusim se navrhnout klasifika¢ni nastroje pro detekci vypadkii méricich stanic,

detekei kongesci (dopravnich zécp) a pokusim se namodelovat dopravni tok.
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1 Zdroje dat

Tato kapitola se zabyva prehledem hlavnich zdroji dat v dopravé. Mezi hlavni za-
stupce se radi indukéni smycky, rizné typy kamerovych systémii a data z plovoucich

vozidel.

1.1 Dopravni veliciny

Pred popisem zdroju dat, je nutné zminit, jaké dopravni veliciny se vyskytuji a méri.

1]

1.1.1 Rychlost

Rychlost vozidel délime na okamzitou rychlost a primérnou rychlost. Oka-
mzita rychlost je méfena v konkrétnim misté (bodé) na vozovce. Prumérna rychlost

oznacuje rychlost vozidel za casovy tsek a méri se obvykle na urcitém tseku vozovky.

1.1.2 Dojezdova doba

Dalsi velicinou, ktera se v dopravé méri je doba dojezdu. To je doba, za kterou se

vozidlo presune z mista A do mista B.

1.1.3 Dopravni intenzita

Dopravni intenzita vyjadiuje pocet vozidel za jednotku casu. Znaci se ¢ a ma jed-

notku pocet vozidel/hod.
N

q= T (1-1)

, kde N je pocet vozidel a T je ¢asova perioda.
1.1.4 Dopravni hustota

Dalsi velicinou je dopravni hustota. Vyjadiuje pocet vozidel na urcitém tseku vo-
zovky. Znadi se k a nejéastéji ma jednotku voz. /km. Lze vypocitat podle vztahu 1.2
kde q je intenzita a u je rychlost.
q
=4 1.2
! (1.2

1.2  Indukéni smycky

Indukéni smycky jsou oblibenou metodou detekce vozidel. Funguji na principu vza-

jemné indukénosti vozidla s civkou (smyckou). Vozidlo ovliviiuje magnetické pole
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civky, coz zpusobi zménu frekvence obvodu nebo fazovy posun. Touto interakei vo-
zidla s civkou vznikad tzv. magneticky profil, ktery je casové zavisly a ovlivnény
typem vozidla, vzdalenosti naprav a dalsimi parametry vozidla. Magneticky profil
umoznuje méreni rychlosti a rozpoznani typu vozidla, jestli se jedna napr. o osobni
nebo nakladni vozidlo. [2] Vykonnost smycek klesd v pribéhu pouzivani. Je to ddno
povétrnostnimi podminkami, opotiebenim vozovky, nespravnou instalaci nebo pru-
jezdem pretizenych vozidel [3].

Hlavni nevyhodou smycek je, Ze se jedna o intrizuvni metodu métfeni. Smycky
musime zafezat (zabudovat) do vozovky.

Existuji dva zptisoby zabudovani smycek do vozovky, jednosmyckové a dvou-
smyckové.

Jednosmyckové zapojeni je zaloZzené na méreni doby prijezdu vozidla pres
smycku. Ze znalosti délky vozidla, délky smycky a casu prujezdu muzeme vypocitat
rychlost vozidla podle vzorce 1.3. Hlavni nevyhodou tohoto zapojeni je, Ze nezndme
délku projizdéjiciho vozidla.

v= _ (1.3)
torf — ton
, kde [ je délka vozidla 4 délka smycky, ., je Cas sepnuti smycky a t,¢r je Cas
vypnuti.

Z tohoto divodu se castéji pouzivda dvousmyckové resSeni. Jedna se o dve
indukéni smycky zapojeny za sebou. Zname tedy presnou vzdalenost mezi smyckami
a na zakladé rozdilu casu sepnuti jednotlivych smycek miizeme spocitat rychlost
projizdéjiciho vozidla podle vzorce 1.4, kde At je rozdil ¢asu zapnuti smycek. Zasadni
nevyhodou tohoto zapojeni je, nachazi-li se mezi smyckami vice vozidel, tak dochazi
ke spusténi prvni smycky jesté diive, nez bylo zméreno prvni vozidlo. Dochézi tedy

k neptesné kalkulaci rychlosti.

v=— (1.4)

1.3 Kamerové systémy

Meéreni parametri dopravy pomoci kamerovych systému se stava stale vice popu-
larni. Jejich hlavni vyhodou je, zZe se jednd o neintruzivni systémy. Systémy, které
nevyzaduji zasah do struktury vozovky, ktery je potfebny napt. u indukénich smy-
¢ek. Mezi nevyhody patii jejich presnost. Ta je ovlivnéna zménou osvétleni, stint,
ruznymi odrazy, pocasim a nestalosti kamery (camera jitter) [3].

Existuji rizné typy kamerovych systémi, které se mizou lisit typem informaci

které poskytuji. Jednd se napf. o méfeni usekové rychlosti (MUR), kiizovatkové
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detektory, strategické detektory nebo komplexni telematicky a dohledovy systém
(KTDS).

1.3.1 Meéreni asekové rychlosti

Meéreni tisekové rychlosti pomoci kamer zjistuje primérnou rychlost projizdéjiciho
vozidla na predem stanoveném useku.

Principem méreni je detekce casu, ktery vozidlo potiebuje na projeti stanoveného
useku.

Na obrazku 1.1 je schéma MUR. V misté A je zaznamenan cas vjezdu vozidla do
usekového méteni. V misté B je detekovan cas vyjezdu vozidla. Vozidlo je pti vjezdu
a vyjezdu identifikovano pomoci registracni znacky. Po vyjezdu z méreného tiseku
je spocitana jeho prumérnd rychlost pomoci vztahu pro vypocet rychlosti 1.4, kde
v je vyslednd prumérna rychlost, s je délka méfeného tiseku a t je Cas potrebny k

projeti useku, respektive rozdil ¢asu v mistech A,B.

)

Méreny usek

Obr. 1.1: Schéma MUR

1.3.2 Ostatni kamerové detekcni systémy

Jedna se o jiz zminéné kiizovatkové detektory, strategické detektory nebo komplexni
telematické a dohledové systémy.

Ktizovatkové detektory poskytuji informace o aktudlnich stavech v krizovatce.
Mohou detekovat napt. prijezdy na cervenou nebo pocty vozidel stojich na kfizo-
vatce.

Strategické detektory jsou umistény minimalné 100 metrii pred krizovatkou a po-
skytuji napr. informace o intenzité a rychlosti prijizdéjicich vozidlech ke krizovatce.
Tyto informace slouzi k dynamickému fizeni dopravy.

Komplexni systémy se skladaji z mnoha video detektori s pridavnymi senzory
poskytujici prenos obrazu, dat a dopravnich telematickych informaci. Slouzi k zajis-

téni telematickych funkci a operatorsky dohled nad dopravou ve mésté. Na obrazku
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1.2 vlevo vidime rozmisténi kamer a senzoru patricich do systému KTDS v Praze.
Na stejném obrazku vpravo je ukézka rozhrani takového systému. Vidime, Ze tento
senzor poskytuje informace o rychlosti, poc¢tu vozidel a jejich kategoriich v 5 minu-
tovych intervalech.

502451: K Barrandovu - Geologicka, prepozice Prazsky okruh
Intenzita CAR [poé./5 min.]
LGT [poé./5 min.]
HVT [poé.i5 min.]

Rychlost [km/h / 5 min.]
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A Klecany R - \\ *

" . ! ]
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Obr. 1.2: Ukazka KTDS (vlevo) a rozhrani KTDS v Praze (vpravo)

1.4 Radary

Radary vysilaji mikrovinné signédly s urcitou frekvenci a vyuzivaji Doppleriv jev,
pro méreni rychlosti vozidla. Podstatou jevu je zavislost zmény frekvence vysilaného
a prijatého signalu pii pohybu vozidla smérem k vysilac¢i nebo od néj.[4] Aby mohlo

probihat kontinualni méfeni, je signdl modulovan v case. [5]

1.5 Data z plovoucich vozidel

Anglicky Floating Car Data (FCD). Jedn4 se o sbér polohovych dat pomoci global-
niho navigac¢niho systému nebo mobilnich siti, které jsou nasledné anonymizovany

a analyzovany.

1.5.1 Mobilni sité

V dnesni dobé komunikujeme pres mobilni telefony. Data o hovorech jsou ulozena

v databazich telefonnich operatorii. V databazi je ulozena identifikace telefonu, za-
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catek a konec hovoru a poloha vysilace, kde hovor zacal a kde hovor skoncil. Pokud
je hovor kratsi nez 15 minut a pocatecni vysilac je jiny nez koncovy, 1ze toho vyuzit

pro analyzu poctu a pohybu vozidel.[6] Pro ilustraci slouzi obrazek 1.3.

Obr. 1.3: ITlustrace sbéru dat pomoci mobilni sité

Hovor zapocne v Case t; v butice A a skondi v ¢ase t5 v bunce B. Buiiky vymezuji

dosah vysilace A, B.

1.56.2 Satelitni systémy

Urcéovani polohy vozidel pomoci satelitnich systémti je mnohem presnéjsi nez vyuziti
mobilnich siti. Globalni navigacni satelitni systém (GNSS) umoznuje zarizenim zis-
kat polohu na zakladé procesu zvaného trilaterace. Trilaterace je metoda urcovani
polohy méfenim vzdalenosti od minimalné tii referen¢nich bodua. V pripadé GNSS
se méri doba letu signalu od satelitu k prijimaci. Pro dosazeni vyssi presnosti se
vyuziva signalt z mnoha satelitt. [7]

Na obrazku 1.4 je ukdzka GNNS. Koule kolem satelitii jsou namérené vzdalenosti

a na jejich pruseciku je pak presna poloha prijimace.[7]

Obr. 1.4: Ukazka GNSS, koule kolem satelitu pfedstavuje namérenou vzdélenost [7]

Data FCD se shiraji obvykle z flotilovych nebo firemnich vozidel, napt. taxikii.
Jejich data o poloze a rychlosti jsou prenasena do informacniho centra, kde jsou
propojeny s mapou. A naslednou analyzou se pak ziskavaji data o dobé dojezdu a

prumérné rychlosti. [§]
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2 Metody analyzy dat

V této ¢asti prace jsou popsané nejpouzivanéjsi metody zpracovani dopravnich dat.
Nejzakladnéjsi metodou je zachovani konzistence dat. Déle jsou to metody na za-

kladé analyzy historickych dat a pomoci neuronovych siti.

2.1 Konzistence

2.1.1 Fyzicka konzistence

Jedna se o metody, které jsou zalozeny na kontrolach rozsahu ocekavanych mini-
malnich a maximalnich hodnot jednoho ¢i vice parametru soucasné. Tyto metody
jsou zavislé na lokalité umisténi senzoru a limity parametert se budou lisit. Napft.
pokud nejsou detekovana vozidla, pak logicky nemtzeme spocitat jejich priménou
rychlost. Data jsou tedy chybnd, pokud pfi nulovém poctu vozidel obsahuji jejich

prumérnou rychlost.

k&

Obr. 2.1: Fundamentalni grafy dopravy predikénich modeli [9]

,Graf vlevo na obrazku 2.1 znazornuje vztah mezi rychlosti a hustotou doprav-
niho proudu. Prostfedni graf znazornuje vztah mezi intenzitou a hustotou doprav-
niho proudu. Posledni graf znazornuje vztah mezi rychlosti a intenzitou. uy znaci
rychlost volného prijezdu, u. je kriticka rychlost, pod kterou zac¢ina tvorba kongesci,

k. je kritickd hustota, k; je maximalni mozna hustota a g. je kritickd intenzita.”[1]

2.1.2 Casoprostorova konzistence

Metoda je zalozena na principu korelace mezi vice senzory. Korelace je termin ozna-
cujici miru vzajemné vazby mezi dvémi veli¢cinami. Pokud jsou dva senzory blizko

sebe, napt. senzor ve vedlejsim pruhu nebo senzory na sebe navazujici, casové rady
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Obr. 2.2: Umisténf MUR senzortt Svehlova I, 11

by méli byt podobné Napt. jakou jsou detektory na ulici Svehlova, viz obrazek 2.2,

na kterém je zobrazeno umisténi senzorti, vzdalené cca 430 metri.

2.2 Analyza historickych dat

Dalsi skupinou metod jsou analyzy historickych dat analyzou casové fady. Jedna
se o dekompoziéni metodu, autoregresni modely, modely s klouzavym primérem,

Kalmanuv filtr a umélé neuronové sité.

2.2.1 Dekompozicni metoda

Pokud se podivame na graf tydenniho toku vozidel, obrazek 2.3, 1ze si v§imnout, Ze
se denné opakuje jisty vzorec - v pracovni dny nastava ranni a odpoledni Spicka a
o vikendu (4. a 5. tinora) bez spicek. Tuto ¢asovou fadu tedy muizeme rozdélit na
trendovou, sezénni, cyklickou a nahodnou slozku. [10] Trendova slozka vyjadiuje,
jestli bude ¢asova fada stoupat nebo klesat. Sezénni slozka vyjadiuje pravidelné se
opakujici odchylku od trendové slozky. Cyklicka slozka predstavuje kolisani okolo
trendu, které se vsak opakuje s rtiznou periodou nebo amplitudou a je obtizné po-
zorovatelné. Nahodnou (rezidualni) slozkou jsou ndhodné vykyvy v dopravé, napr.
nehoda. Tvori ji také tzv. bily Sum - nekorelovana nahodna hodnota s nulovou stredni

hodnotou. [11] Dekompozice se pouziva pro identifikaci anomélii [12].
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Obr. 2.3: Ukézka tydenniho toku vozidel

2.2.2 Autoregrese

Autoregresni model (AR) je definovan linearni kombinaci predeslych hodnot mode-

lované proménné y;. AR fadu p oznacujeme AR(p) a je definovan rovnici 2.1

Yt = 0o + P1yt-1 + V2yr—2+ -+ OpYi—p + €t (2.1)

, kde 6y je konstanta ¢, jsou parametry AR modelu a v, jsou hodnoty v case
t —p a ¢ je ndhodna slozka (reziduum). Réd p je uréen maximalnim zpozdénim.
[11] Model AR bude stacionarni, pokud budeme mit stacionarni data nebo budou

parametry AR |p,| < 1. [1]

Stacionarni a nestacionarni ¢asova rada

Chovani ¢asové fady mutzeme oznacit jako stacionarni nebo nestacionarni. Stacio-
naritu rozliSujeme jako striktni stacionaritu nebo slabou stacionaritu. Striktni sta-

cionarita neni zavisla v case. Slaba stacionarita oznacuje stabilni stfedni hodnotu,
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konstantni rozptyl a c¢asové invariantni fadu. Tedy Tadu, kterd je zavisla pouze na
casovém rozdilu a ne na konkrétnich casovych okamzicich.

Pokud casova rada vykazuje napt. trend nebo sezénni slozku, pak o ni fikame,
ze je nestacionarni. [10]

Nestacionarni ¢asovou fadu mizeme prevést na stacionarni pomoci diference Ay.

Ay =yt — Y (2.2)

Pokud tada bude stédle nestacionarni, diferenci opakujeme.

2.2.3 Klouzavy prumér

Proces klouzavych praméria (MA) je definovan linearni kombinaci predeslych hodnot

odchylky modelu od skutecné hodnoty. MA tadu q MA(q) je definovan rovnici 2.3.

Yy =00+ ¢ + 0161+ O o+ -+ qut_q (23)

, kde €4 jsou rezidua v kroku ¢t — ¢ a 6, jsou parametry procesu a fad q je dan

zpozdénim. [13]

2.2.4 Smiseny integrovany proces

SmiSeny integrovany proces modelu AR, I, MA - ARIMA. I(d) je integrovany model
a vyjadruje zde diferenciaci rady, aby se casova fada mohla stat stacionarni. ARIMA
model je urceny pro ¢asové fady se zménami urovni a trendu (nestacionarni ¢asové
fady). Zapisujeme jako ARIMA (p, d, q). Parametr p je fad autoregrese, d je pocet

diferenci a q urcuje fad klouzavého primeéru. [14]

Yr = 00+ 01Yi—1 + @Y + -+ OpUYr—p + € + 01601 + O26i—0 + - - + 0464 (2.4)

2.2.5 Sezoénni integrovany proces

Jednd se o sezénni integrovany proces neboli SARIMA. Znac¢ime
(SYARIM A(p,d, q)(P, D,Q), kde (P, D, Q) jsou sezénni parametry a m je pocet
sezén. Sezénni parametry maji podobny vyznam jako parametry (p, d, q). Rozdil je
Vv tom, zZe pii tvoreni modelu se musime posouvat o (t — mD), zohlednujeme tedy
hodnoty v predchozi sezoné. [11]

Pro predstavu. Vytvarime model ARIM A(1,0,0)(0,1,1),. Vysledny model bude

vypadat nasledovneé:

Y =00+ p1yi—1 + & + 0164 (2.5)
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2.2.6 Box-jenkinsonova metodologie

Jednd se o postup pro sestavovani modelti, kde tato metologie bere v ivahu korelo-
vané ndhodné veliciny a vyuziva se zde korelacni analyzy - analyza souvislosti mezi
jednotlivymi pozorovanimi. ,Je mnohem flexibilnéjsi nez rozklad casové rady. Lépe
se adaptuje na zmény v radeé.“[11] Vystavbu modelu lze rozdélit do 3. ¢asti. [15]

o Identifikace modelu

e Odhad parametrii modelu

o Ovérovani modelu
Identifikace modelu spociva ve vybéru vhodného typu modelu na zakladé sesta-
veni grafu, riiznych statistickych testech nebo také z informace zda je rada stacio-
narni nebo jestli fada vykazuje sezénnost.

yZakladnim prostfedkem podéavajicim informaci o charakteru stochastického pro-
cesu je autokorela¢ni funkce (ACF) a parcialni autokorela¢ni funkce (PACF).* [15]

Hodnota ACF py pro casovou fadu y; je v bodé k € Z rovna

Yk
Pk = —3 (2.6)
o
y
, kde |px] <1 a v, je autokovariancni funkee, jejiz hodnota je
Ve = cov(Ye, Ypk) = E(yr — m)(Ypx —m) (2.7)
, kde m = E(y;) je stfedni hodnota, 05 je rozptyl dané stacionarni rady.
PACEF vyjadiuje zavislost mezi y; a vy pri odstranéni viivu yer1, Yero, - - Yerk—1-
PACF = cor(Ye, Yok |Yes1s Yir2s - - - Yerh—1) (2.8)

ACF a PACF lze graficky vyjadrit korelogramem, viz Obrazek 2.4.
Odhad parametri se provadi na zdkladé ACF a PACF. Jednd se pouze o
odhad, proto je potfeba vyzkousSet a vyhodnotit vice variant modelu s riuznymi

parametry ve fizi ovéfovani modelu. [13]

2.2.7 Vyhodnocovaci kritéria

Abychom dokézali posoudit rozdil mezi skute¢nou hodnotou a modelem je vhodné
pouzit vyhodnocovaci kritéria - napr. MAE, MSE, RMSE, MAPE, AIC a BIC.

Stredni absolutni chyba - MAE

1 n
MAE = 13"y — 2.9
ni4
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Obr. 2.4: Ukéazka korelogramu

Stredni kvadraticka chyba - MSE

n

MSE =3 ()’ (2.10)

t=1

Odmocnina stiedni kvadratické chyby - RMSE

n

RMSE = \l %Z(yt — Ys)? (2.11)

t=1

Stredni absolutni procentualni chyba - MAPE

100 & 9 — v
MAPE = — > 9= Y
n

t=1 Yt

| (2.12)

, kde n je pocet prvku v casové radé, kterou modelujeme, y; je hodnota vypoci-
tand modelem, y, je skutecna hodnota v daném kroku. MAE neni vhodnd, pokud
mame prilis odlehlé hodnoty a mame porovnavat vice casovych rad. MSE je naopak
vhodna pokud chceme penalizovat velké odchylky, jeji nevyhodou je, ze ztraci jed-
notky. RMSE fesi problém se ztratou jednotek. MAPE je nezavislé na méfitku a je
vhodné pro porovnani vice modelii ¢asovych Tad s riznymi méritky. Penalizuje vice
negativni nez pozitivni chyby, coz vede k asymetrii. Nevyhodou MAPE je, ze gene-
ruje nekonecné nebo nedefinované hodnoty pro nulové nebo témér nulové hodnoty
ys. [17]

Akaikeho informaéni kritérium AIC a bayesovské informacni kritérium BIC jsou

kritéria pouzivana primo k hodnoceni kvality modelu a vypocitame je nasledovné.

AIC =n-In(c*)+2-(p+q) (2.13)
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BIC =In(c”) + (p + q) - In(n) (2.14)

, kde p, q jsou parametry modelu, o je rezidualni rozptyl pouzitého modelu a n
je pocet pozorovani. [15]

2.2.8 Kalmanuv filtr

Kalmanitv filtr je algortimus, ktery slouzi pro predikovani a filtraci dat. Obrazek 2.5
znazornuje prubéh odhadu stavii. Odhad probiha ve 2 krocich, predikci a korekci
(zpFesnéni) na zakladé méreni. Kalmantv filtr 1ze pouzit na nelinearni systémy, které

linearizujeme rozvojem do Taylorovy fady - Rozsifeny kalmantv filtr. [16]

Korekce
Predikce 1. Vypodet Kalmanova zesileni
1. Ddhad stavu v nasledujicim kroku L, =P;Ccf [Ck P CI + VR VT }_1
X = f(E-1, U, 0) 2. Mé&Fenim obnoveny odhad
2. vypoiet kovarianéni matice chyb odhadu e = T + Li(vie — h(E,0))
ﬁk_ = AkPk_lﬂz + Wi, Q4 W_;;r 3. Upraveni kovariancni matice chyb odhadu
T Py = (1 - LG )Py
Pocdtecni podminky
fi'{—'.l.l Pk—l

Obr. 2.5: Prubéh odhadu Kalmanova filtru [18]
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2.3 Umeélé neuronové sité

Umélé neuronové sité (UNS) jsou matematickou analogii nervové soustavy (neuro-
nové sité) v mozku. Cilem neuronové sité je na zékladé vstupniho vektoru

X = (x1,29,...,1,) ziskat pozadovany vystup Y. Zakladnim prvkem UNS je ma-
tematicky model neuronu, viz obrazek 2.6. Do kazdého neuronu vstupuje vektor
X. Jednotlivé prvky vektoru jsou vahované véhami W = (wy,...,w,). Formalni

matematicky popis neuronu vyjadiuje rovnice y = f(z), kde

z = bias+ »_ x; - w, (2.15)
j=1
bias
X1
w1
X2 w2 z y
—» f(z) |——>»>
wn
Xn

Obr. 2.6: Matematicky model neuronu

Jednotlivé neurony jsou obvykle poskladany do neuronové sité. Na obrazku 2.7
je ukazka jednoduché dopredné neuronové sité, ktera se sklada ze 4 vrstev. Prvni
vrstvou je vstupni vrstva, kterd pouze distribuuje vstupni vektor X do druhé, tzv.
skryté vrstvy, ktera je propojena s dalsi skrytou vrstvou. Posledni vrstvou je vrstva
vystupni.

Topologie, respektive architektura siti nebo propojeni neurontt v UNS jsou rizné.
Lisi se vzdjemnym propojenim neuront, po¢tem neurond v jednotlivych vrstvach,
poctem vrstev (na obrazku 2.7 lze vidét 2 skryté vrstvy) a aktivaénimi funkcemi
neuront f(z).

Aby neuronové sité spravné generovaly pozadovany vystup, tak je potieba je tzv.

naudit.
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Vstupni vrstva 2 skryté vrstvy Vystupni vrstva

Obr. 2.7: Ukazka dopfedné neuronové sité se 4 vrstvami (Vstupni (distribucni), 2

skryté a jedna vystupni)

Topologie (typy) neuronovych siti

Jak jiz bylo Tfec¢eno, neuronové sité se skladaji ze vstupni, skryté a vystupni vrstvy.
Sité lze rozdélit na dopredné neuronové sité a sité se zpétnou vazbou Vrstvy
doprednych neuronovych siti jsou poskladany za sebe tak, jak lze vidét na obrazku
2.7. Vystup jedné vrstvy je pripojen na vstup nasledujici vrstvy. Neuronové sité se

zpétnou vazbou (rekurentni) maji vystupni vrstvu pripojenu zpét na vstup.

Aktivaéni funkce neuroni

Existuje mnoho aktivacnich funkci. Nejznaméjsi funkce jsou v tabulce 2.1. Nejob-
libenéjsi aktivacni funkci byla sigmoida, ktera se také napt. pouziva v logistické
regresi k prevodu linearni funkce na pravdépodobnost mezi 0 a 1. V dnesni dobé je
preferovand aktivacni funkce ReLlu (Rectified Linear unit), protoze je efektivnéjsi k

vypoctu nez sigmoida a neni tolik ndro¢na na pamét. [19]
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Aktivacni funkce Matematicky zapis

Sigmoida fx) :H_i_x
T _ =
Tangens hyberbolicky flx) = e
0, <0
Binarni funkce flz) =
1, >0
0, <0
ReLu flx) =
z, >0

Tab. 2.1: Nejpouzivanéjsi aktivacni funkce

Uceni neuronovych siti

Uceni se déli na 2 zpusoby, tzv. uCeni s ucitelem nebo bez ucitele. Algoritmus Back
propagation (BP) je zpusob uceni s uéitelem, kdy zakladem je trénovaci mnozina,
ve které jsou ke vstupnim datiim prifazena pozadovana data vystupni. Cilem al-
goritmu je hledat a nastavit vstupni vahy W do jednotlivych vrstev tak, aby byla
celkova chyba sité E. minimalni.

Proces uceni pomoci algoritmu BP probiha v nasledujicich krocich:
Inicializace vah - mala nahodné ¢isla, napt. v intervalu <-0,3; 0,3>
Predlozeni tréninkového vzoru
Vypocet vystupu sité
Vypocet chyby sité Es (Chyba sité v aktudlnim kroku)
Test, jestli byly predlozeny vsechna tréninkova data
Vypocet celkové chyby E.
Test, jestli je E. mensi nez pozadovana chyba

X N T W

Uprava (adaptace) vah

2.4 Reserse

Ve zdroji [20] se autofi zabyvaji souvislostmi mezi pocasim a dopravni kongesci
mezi reziden¢éni a turistickou oblasti vzdalené od sebe priblizné 200 km. Pouzili
model vicenasobné linearni regrese, vyuzivajici data o pocasi z obou oblasti a data
o kongesci z turistické oblasti. Pro vyhodnoceni pouzili hodnotici kritérium MAPE

a dosahli celkové presnosti 84,8%.
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V [21] autofi navrhuji ARIMA(0,1,3) model pro kratkodobou predikci a uvadéji,
ze by mél byt pouzit pro detekci nehod v dopravé.

Ve zdroji [22] autori porovnavaji konvolu¢ni neuronové sité pro klasifikaci stavu
dopravy a rozdéluji ji na predpoved kongesce a detekci anomalii v dopravé. Pouzivaji
analyzu zvuku z dopravy. Jedna nahravka ma cca 4 sekundy a autofi anotovali 14255
nahravek, kde 70% dat pouzili pro trénovani UNS, 20% pro testovani a 10% pro
validaci. Porovnali 4 typy architektur konvoluc¢nich siti. Presnost siti byla 92,7%,
92,7%, 92.8% a 93,7% a rychlost analyzy byla 398, 830, 1022 a 274 sekund.

Ve zdroji [23] autori navrhuji konvolucni neuronovou sit pro binarni klasifikaci
kongesce. Pouzivaji data z GPS ve mésté Zahieb v Chorvatsku. Aby se vyhnuli
sezénnim vliviim, nepouzivaji data z letnich prazdnin, kdy jezdi mnoho lidi na do-
volenou. Vysledky svého navrhu konvoluéni neuronové sité porovnavaji s rekurentni
neuronovou siti. Autofi uvadéji, ze presnost rekurentni sité se pohybovala mezi 82 -
89 % a jejich sit m4 presnost pres 90%.

Kvalitu (stupné) dopravy specifikuje norma CSN 73 6110. Ta rozdéluje dopravu
na stupné A-F a odvozuje je od prumeérné cestovni rychlosti. Cestovni rychlost je 50
km/h na sbérnych komunikacich.[24]

e Stupen A: Dopravni tok je volny. Velmi nizka hustota dopravy, bez vel-

kého casového zdrzeni a prumeérna cestovni rychlost je 90 % rychlosti volné.

o Stupen B: Neruseny provoz. Prumérnd cestovni rychlost je 70 % rychlosti

volné.

e Stupen C: Ustaleny provoz. Schopnost manévrovat v dopravnim prostoru

je omezovana. Prumérnd rychlost je snizena na 50 % cestovni rychlosti.

e Stupen D: Provoz je jesté stabilni. Praimérna cestovni rychlost klesa ke

40 %.

o Stupen E: Kapacita je naplnéna. Prumérna rychlost klesa ke 30 % cestovni

rychlosti. Rozsahla tvorba front pred kritickymi kfizovatkami.

« Stupen F: Usek je pretizen. Rychlost kless pod 25 % cestovni rychlosti.

Dochéazi k zastavovani a popojizdéni vozidel .

V textu [25] se zaméfuji na posouzeni kongesce u mytnych stanic. Pouzivaji 5
stupnu kvality dopravy, rozdélenych podle indexu kongesce (viz tabulka 2.2), ktery
pocitaji podle vztahu 2.17, kde p se pocita podle vztahu 2.16. V znaci rychlost a Vy

je rychlost volného toku, kterou pocitaji jako prumeér za urcité obdobi.

v

=7 (2.16)

p
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Ouf p>1
2(1’)zj“07<p<1
2+ 2070 £ 0.5 < p <07
TPI = oz ! P (2.17)
4+Tzf0.4<p§0.5
2*(0.4— -
6+ 2040 i 03<p<04

8+ 2030 5 p<0.3

Tab. 2.2: Stav doprav dle [25]

Stav Index kongesce
Plynula doprava 0+2
Obcasné kongesce 2+ 4
Mirna kongesce 4 +6
Vétsi kongesce 6 +8
Kongesce 8 + 10
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3 Poskytnuta data

V této casti chci nejprve popsat a priblizit poskytnuta data a jednotlivé lokality.

3.1 Popis lokalit

Testovaci data, dale jen data, jsou ze 6 ndhodné vybranych prazskych MUR detek-
torti. Nasledujici seznam je vypis jednotlivych lokalit s kratkym popisem, kde se
data sbiraji.

MUR, BB-PO - ulice K Barandovu - Barrandovské, smér Prazsky okruh
MUR_ BE-BA - Bélohorska, smér Bila Hora

MUR_ BG-BM - K Barrandovu - Geologicka, smér Barrandovsky most
MUR_ PV-TP - Pramyslova - V Chaloupkach, smér Teplice

HP-CE-I - Svehlova (u kfizovatky s Hostivaiskou)

HP-CE-O - Svehlova (za odboc¢kou na parkovisté Squash)

Abych ziskal lepsi predstavu o lokalitdch, tak jsem si pomoci webu mapy.cz

A AR o

a funkce Panorama jednotlivé lokality ,prosel” a zjistoval kolik ma dana lokalitu
pruhi, jak je priblizné dlouhy méteny tusek, ktery jsem funkei rucni mérens zméril,
jaka je na daném tseku maximélni povolena rychlost a jestli se v tiseku vyskytuji
odbocky.

Dosel jsem k témto informacim. V lokalitée MUR,_BB-PO se jedna o usek 700
metru s maximalni povolenou rychlosti 70 km/h a tsek je bez odbocek.

V lokalit¢ MUR_BE-BA jsem naméril tisek 200 metru s max. rychlosti 50 km/h
se dvéma odbockami (jeden piijezd a jeden odjezd z jednosmérky), tyto odbocky
budou pravdépodobné malo vyznamné, jelikoz se jedna o dvé odbocky do, respektive
z obydlené oblasti. Pravy pruh je pouze pro vozidla IZS, TAXI, BUS a kola. Z toho
usuzuji, ze provoz v jednom pruhu mél byt nizsi nez ve druhém.

V lokalité MUR_BG-BM jsem nameéril tsek dlouhy 200 m s max. rychlosti 50
km/h a bez odbocek. V lokalite MUR__PV-TP jsem naméfil 350 m dlouhy usek s
max. rychlosti 70 km/h a také bez odbocek. V lokalite HP-CE-I, HP-CE-O jsem
nenasel typické tsekové méfeni a nedokazal jsem urcit, jak dlouhy je tisek. Jedna
se o lokality cca 430 metrii od sebe, mezi nimi jsou dvé relativné malo vyznamné

odbocky na parkovisté. Tyto informace jsem shrnul do tabulky 3.1.

3.1.1 Ukazka dat

Data jsou uloZena ve formatu CSV (Comma-Separated Values, hodnoty oddélené

¢arkami. A vypadaji nasledovneé:
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Tab. 3.1: Shrnuti dat z jednotlivych lokalit

Oznaceni Pocet pruhti | Délka dseku | Povolena rychlost | Odbocky
MUR _ BB-PO 2 700 m 70 km/h Ne
MUR BE-BA 2 200 m 50 km/h Ano
MUR BG-BM 2 200 m 50 km/h Ne
MUR_ PV-TP 2 350 m 70 km/h Ne
HP-CE-1 2 - 50 km/h Ano
HP-CE-O 2 - 50 km/h Ano

"mur’; "lane”; "fivemin__time"; "fivemin__time__local"; "detection__count”;
"velocity _avg";"car_count’;"lgt__count”; "hvt__count'; "bus__count’;"oth__count’
"MUR_BG-BM";1;"2023-01-31 23:00:00"; "2023-02-01 00:00:00";2;25;2;0;0;0;0
"MUR_BG-BM";1;"2023-01-31 23:05:00";"2023-02-01 00:05:00";0;;;;;;
"MUR_BG-BM";1;"2023-01-31 23:10:00"; "2023-02-01 00:10:00";4;51;3;0;0;0;0
"MUR_BG-BM";1;"2023-01-31 23:15:00";"2023-02-01 00:15:00";4;52;4,0;0;0;0
"MUR_BG-BM";1;"2023-01-31 23:20:00"; "2023-02-01 00:20:00";4;56;3;0;0;0;0
"MUR_BG-BM";1;"2023-01-31 23:25:00";"2023-02-01 00:25:00";3;51;3;0;0;0;0
"MUR_BG-BM";1;"2023-01-31 23:30:00"; "2023-02-01 00:30:00";0;;;;;;

Lze si hned vsimnout, ze druhy a sedmy zaznam obsahuje prazdné data. Podob-
nych zaznamu se v datech vyskytuje mnoho a budu se jim vénovat pozdéji.

Data jsou za casové obdobi 1.2.2023 - 31.3.2023 v 5 minutych intervalech. Po-
skytuji informace o nédzvu detektoru (mur), ¢isla pruhu (lane), éasové znamce UTC
a lokdlnim cCasu (fivemin__time a fivemin_time_local), celkovém poc¢tu zaznamena-
nych vozidel (detection count), pramérné rychlosti (velocity avg) a poctu vozidel
v 5 kategoriich - osobni (car_count), lehka (lgt_count) a tézka vozidla (hvt_count),

autobusy (bus_count) a ostatni vozidla (oth__count).

3.1.2 Graficka ukazka a detailnéjsi popis dat

Na obrazku 3.1 jsou tydenni data z detektoru MUR__PV-TP-1.

V pracovni dny kolem sedmé rano lze vidét vyrazny narust v poc¢tu detekci, coz
odpovida ranni Spi¢ce. Okolo poledne vidime utlum v detekcich, ktery bych oznacil
jako bézny provoz. Kolem péaté odpoledne vidime dalsi vyrazny narust detekei, ktery
odpovida odpoledni Spicce. O vikendech nenastavaji ranni ani odpoledni Spicky a
sledujeme bézny provoz. V noc¢nich hodinach je pocet detekci minimalni.

Podivejme se také na primérnou rychlost v zavislosti na poctu detekci. V oblasti

Spicek lze vidét, ze priumérna rychlost se snizuje s vyssim poctem detekei, pokud je
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Obr. 3.1: Ukazka tydennich dat z detektoru MUR__PV-TP-1, na levé ose vidime

pocet detekci, na pravé priumérnou rychlost vozidel

na urc¢itém tuseku mnoho vozidel, pak vozidla zac¢inaji zpomalovat. Na obrazku 3.2
je zretelnéjsi, ze s vyssim poctem detekei dochézi ke snizovani rychlosti, data jsou z
detektoru MUR_ PV-TP-1.
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Obr. 3.2: Ukazka zavislosti detekci na rychlosti
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4 Navrh a implementace resSeni

V této ¢asti postupné navrhnu diléi feSeni s implementaci v prostiedi MATLAB
R2023b a ukazu jakych vysledki jsem dosdhl. Rozhodl jsem se pro vyhledavani
zajimavych situaci v datech.

V prvnim kroku bude tieba si data vhodné predzpracovat pro naslednou jedno-
dussi praci. Dale popisu sadu néastroju pro praci s daty, které budou uzpiisobeny pro

konkrétni potteby uzivatele.

4.1 Priprava dat

Priprava dat zahrnuje nacitani dat ze souboru a jejich tridéni.

4.1.1 Nacteni dat

Data nacitam pomoci funkce LoadData(). Funkce nejprve ,prohledd” slozky v ad-
resari, kde se nachézi soubor LoadData.m a nalezne vsechny soubory s priponou
*.csv. Na zakladé poc¢tu nalezenych CSV soubort vytvori vystupni buiikové pole.
Definuje import moznosti, jako jsou pocty, nazvy a datové typy proménnych. Toto
je nutny krok, protoze MATLAB jinak pouzije preddefinované moznosti nacitani a
to mi zpusobovalo problémy pii nacitani, protoze ne vsechny soubory maji stejny
format zapisu dat. V souborech HP-CE-*.csv je pouzita proménnd slice, kdezto v
ostatnich souborech je pouzita proménna mur. Déle v souboru MUR BE-BA_ 1.csv
je pro zapis data pouzit format dd.mm.yyyy h:mm, ale u ostatnich je pouzito yyyy-
mm-dd hh:mm:ss. A navic, MATLAB nacital datum jako datovy typ string. Pomoci
funkce readtable jsou nacteny vsechny data ze soubori do bunkového pole, funkce
konéi a je vraceno vystupni bunkové pole, ve kterém jedna bunka odpovida jedné
tabulce dat.
Na vypisu 4.1 kod funkcee.

Vypis 4.1: Funkce LoadData() pro nacteni dat z CSV souboru do tabulky

function data = LoadData ()

files = dir(’*\*.csv’);

data = cell([numel (files), 11);

opts = delimitedTextImportOptions (’NumVariables’ ,11);

opts.Datalines = [2 Inf];

opts.Delimiter = ’;7;

opts.VariableNames = {’mur’, ’lane’, ’fivemin_time’, ’
fivemin_time_local’, ’detection_count’, ’velocity_avg’, °’
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car_count’, ’lgt_count’, ’hvt_count’, ’bus_count’, ’

oth _count’};

opts.VariableTypes = {’string’, ’double’, ’datetime’, °’
datetime’, ’double’, ’double’, ’double’, ’double’, ’double
>, 2double’, ’double’};

opts.MissingRule = ’fill’;

for file = 1:numel(files)

f = fullfile(files(file).folder, files(file) .name) ;
mur = readtable(f, opts);
data{file} = sortrows(mur, "fivemin_time_local", "
ascend") ;
end

end

4.1.2 Vybér dat podle dne v tydnu

Funkci jsem nazval GetDataDayOfWeek a jejim tkolem je vybrat vSechny zaznamy,
které byly porizeny dany den v tydnu napr. v pondélky. Tato funkce méa 3 vstupni
parametry. Parametr data je vstupni tabulka obsahujici data, které chci filtrovat.
Parametr day je datového typu string a obsahuje den v tydnu. Parametr var je
proménnd rozhodujici o tom jestli budu data filtrovat podle sloupce fivemin__time
nebo fivemin__time__local.

Nejprve je zkontrolovano, jestli je day datového typu string a var je fivemin__time
nebo fivemin__time__local. Nasledné jsou pomoci funkce dateshift vybrana vsechna
data, kterd odpovidaji danému dni v tydnu. A na konec jsou pomoci logického

indexovani vybrany vSechny zaznamy, které odpovidaji vybranym datim.

Vypis 4.2: Funkce GetDataDayOfWeek(data,day,var)

function dataOut = GetDataDayOfWeek (data, day, var)
if isstring(day) & (var == ’fivemin_time_local’ | var ==
>fivemin time’)
days = dateshift(data{:,var}, ’dayofweek’, day);
dataOut = data(data{:,var} == days, :);
end

end

4.1.3 Tridéni dat podle dne v tydnu

Uéelem funkce SortCellArrayByDay je roztiidit vistupn{ data z funkce LoadData.
Vstupnim parametrem je bunkové pole. Vyuziva funkci GetDataDayOfWeek pro vy-
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sorted

127 cell

1 2 3 4 5 & 7 8

1 [384x10 table |384x10 table |432¢10table 432x10table |432x10table |384x10table |384x10 table
2 |384x10table |384x10 table |432x10table |432x10table |432x10table |384x10 table |384x10table
3 |384x10table 384x10toble |432¢10table |432%10toble |432x10taoble |384x10table 38410 table
4 |384x10 table |384x10 table |432x10table |432x10table |432¢10table |384x10 table |384x10table
5 |354x10table |384x10 table |432x10table 432x10table |432x10table |384x10 table |384x10table
6 |384x10table 384x10toble |432¢10table |432%10toble |432¢10table |384x10table 38410 table
7 |384x10 table |384x10 table |432x10table |432x10table |432¢10table |384x10 table |384x10table
8 |384x10table |384x10 table |432x10table |432x10table |432x10table |384x10 table |384x10table
9 |384x10table | 384x10table |432¢10table |432%10toble |432¢10toble |384x10table 38410 table
10|384x10 table |384x10table |432x10table |432x10table |432x10table |384x10table |384x10table
11|284x10 table |384x10table |432x10table |432x10table |432x10table |384x10table |384x10table
12(384x 10 table |384x10table |432x10table 432x10toble |432x10toble |384x70 toble |384x10table
13

Obr. 4.1: Ukazka vystupu z funkce SortCellArrayByDay

bér dat podle dne v tydnu a uklada je do vystupni proménné, kde radky jsou jed-
notlivé data z MUR detektori a sloupce odpovidaji dnim v tydnu (1 ~ pondéli).
Toto tiidéni jsem zvolil, abych mohl jednoduseji porovnavat data v jednotlivych

dnech. Takto usporadané data mohu snadno indexovat.

Vypis 4.3: Funkce SortCellArrayByDay(data)

function mursByDay = SortCellArrayByDay(data)
if iscell(data)
days = [’Monday’, °’Tuesday’, ’Wednesday’, ’Thursday’,
>Friday’, ’Saturday’, ’Sunday’];
mursByDay = cell ([numel (data), numel(days)]);
for mur = 1:numel(data)
for day = 1:7
mursByDay{mur, day} = GetDataDayOfWeek (data{
mur}, days(day), ’fivemin_time_local’);
end
end
end

end
4.1.4 Casova agregace

Dalsi funkci je Resample. Vstupy do funkce jsou bunkové pole, které je vystupem

z nacitaci funkce nebo funkce SortCellArrayByDay a ¢asovy interval v minutach,
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ktery odpovida nové agregaci. Data jsou v 5 minutovych intervalech a tic¢elem této
funkce je vytvorit jinou casovou agregaci, napr. po 15 minutach.

Funkce nejprve zkontroluje, jestli je vstupni parametr buitkové pole. Poté pre-
dalokuje vystupni proménnou. Pokud vstupni ¢asovy interval neni datového typu
duration, ktery je podminkou pro prevzorkovani funkci retime, kterou pouzivam,
je vstupni parametr pretypovan. Dale jsou tabulky v bunkovém poli prevedeny na
casové tabulky. Pro prevzorkovani pouzivam retime, ve které je argumentem, mimo
jiné, metoda, jakou chci pouzit pro slucovani dat. Pro slouceni jednotlivych pocétu
detekei jsem zvolil sumu hodnot a pro slouceni prumérnych rychlosti jsem zvolil prii-
mér. Dale pak probiha prevedeni zpét do tabulky a ulozeni do vystupniho bunkového

pole. Cela funkce je ve vypisu 4.4.

Vypis 4.4: Funkce Resample

function outData = Resample(cellArray, minute)
if iscell(cellArray)
outData = cell(size(cellArray));
if isduration(minute) == false
minute = minutes (minute) ;

end

for i = 1:numel(cellArray)
data = cellArray{i};
TT1 = array2timetable(data{:, ["detection_count",
"car_count", "lgt_count", "hvt_count", "bus_count" , "
oth_count" 1}
, ’RowTimes’, data.fivemin_time_1local,
’VariableNames’,["detection_count", "
car_count", "lgt_count", "hvt_count", "bus_count" , "
oth_count" 1);
TT2 = array2timetable(data{:, "velocity_avg"}, ’
RowTimes’, data.fivemin_time_local, ’VariableNames’,"

velocity_avg");

aggregatedCounts = retime(TT1,’regular’, ’sum’, °’
TimeStep’,minute) ;

aggregatedVelocity = retime(TT2,’regular’, ’mean’
, 'TimeStep’,minute) ;

aggregatedCounts.velocity_avg = round(
aggregatedVelocity.velocity_avg);

aggregatedCounts (:, ["mur", "lane"]) = data(l:
height (aggregatedCounts), ["mur", "lane"]);
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outData{i} timetable2table (aggregatedCounts) ;

outData{i}

renamevars (outData{i}, ’Time’, °’
fivemin time local’);
end
end

end

4.2 Kontrola fyzické konzistence

Kontrola konzistence vyplyva z textu [12], ve kterém autofi porovnavaji maximalni
pocet detekci v zavislosti na délce vozidla a rychlosti. Data, které jsou ,,pod k¥ivkou”
filtruji. Maximalni pocet detekci ziskame podle vztahu 4.1. Hodnotu je nutné vydélit
ptislusnym ¢islem podle agregace dat (hodnotou 12 pro 5 min agregaci). Na obrazku
4.2 je vynesena vzajemnd zavislost rychlosti a poc¢tu detekci. Dale jsou vyneseny
kiivky maximélniho po¢tu detekei v zavislosti na rychlosti a délky vozidla. Sipkou

jsou oznaceny dva body, které nesplnuji podminku.

prumerna__rychlost[km/h] - 1000 (4.1)

max pocet =
P delka_vozidla + bezpecna_vzdalenost

MUR_BE-BA-1, 5 minutova agregace

4,5m
5m
5,56m

30

Prdmérna rychlost

T
H

20

10

0 50 100 150 200
Pocet detekci

Obr. 4.2: Zavislost rychlosti na poc¢tu detekci s maximélnim poctem detekei
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4.3 Stavy detektoru

Jak jsem v kapitole 3.1.1 zminil, v datech se vyskytuji chybné zadznamy. Toho lze
vyuzit pri navrhu detekce stavu detektoru. Analyzoval jsem jaké nastavaji situace

chybéjicich zaznamt a co by to mohlo znamenat.

4.3.1 Vypadek detektoru

Jednou ze situaci je, kdy senzor nezaznamenal zddnou hodnotu (NaN). Ta muze byt
zpusobena tim, Ze nedoslo k detekci, nebo ze doslo k vypadku. V datech se vsak
vyskytuji zaznamy, které jsou nulové. Muzu tedy tvrdit, Zze pokud se v nékolika
sloupcich vyskytuje NaN, doslo k vypadku.

Z tohoto divodu jsem napsal funkci DetectNConsecutiveNaNs, ktera slouzi pro
hledani N po sobé jdoucich NaN hodnot. Lze také zvolit proménné, ve kterych se
vyhledava.

Funkce postupné prochazi pole a kontroluje jestli N predeslych prvka nema hod-
notu, pro kazdou zvolenou proménnou. Pokud vSsech N prvkia ve vsech zvolenych
proménnych neméa hodnotu oznaci je log. 1. Vystupem z funkce je logické pole, ve
kterém jsou log. 1 oznaceny vsechny zaznamy, které maji N po sobé jdoucich NaN.
Logické pole pak muzeme pouzit pro klasifikaci stavu vypadku. Zamérné neuvadim,
jestli se jedna o kratkodoby nebo dlouhodoby vypadek. Zavisi to na volbé N a ca-
sové agregaci. Zvolim napf. N = 5 pii 5 minutové agregaci, to odpovida ¢asovému
useku 25 minut. PTi stejném N, ale 15 minutové agregaci se jedna o 75 minut. Ze
znalosti N, nelze rozhodnout o jaky vypadek se jedna a je nutné znat informaci pti

jaké casové agregaci se dany vzorek posuzuje.

Vypis 4.5: Funkce DetectNConsecutiveNaNs

function out = DetectNConsecutiveNalNs (data, vars, N)
out = zeros(height(data), 1, ’logical’);
k = 0:N-1;
for i = N:height(data)
tmp = zeros(l, numel(vars));
for j = 1:numel(vars)
tmp(j) = all(isnan(data{i-k, vars(j)}));
end
if all(tmp)
out (i-k) = 1;
end
end

end
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4.3.2 Vypadek méFici stanice

Dalsim typem vypadku je vypadek celé stanice, ktery se vyznacuje tim, ze v datech
chybi zaznam. Tento vypadek detekuji pomoci funkce CheckTimes. Vstupy do funkce
jsou tabulka dat, pocatecni a koncové datum a velikost ¢asové agregace. Na zakladé
agregace a dat (mnozné ¢islo slova datum) je vygenerovan c¢asovy vektor, ktery je
nasledné porovnavan se vstupnimi daty. Chybéjici data vracena z funkce v¢. indexu,
kam patii. Pro spravnou funkci je nezbytné pridat informaci o casovém pasmu,
aby bylo zajisténo spravné generovani ¢asového vektoru vzhledem k posuntim mezi

letnim a zimnim ¢asem.

Vypis 4.6: Funkce CheckTimes

1 function [missing , i] = CheckTimesLocal(data, firstDate,

lastDate, aggregation)

N

firstDate.TimeZone = ’Europe/Prague’;

lastDate.TimeZone = ’Europe/Prague’;

4 data.fivemin_time_local.TimeZone = ’Europe/Prague’;

5 rightValues = firstDate:minutes (aggregation):lastDate;

6 [missing, i] = setdiff (rightValues, data{:,”’
fivemin time _local’});

7 missing = missing’;

8 missing.TimeZone = ’’;

9 end

4.3.3 Vypadek detekce rychlosti

V datech se objevuji zaznamy, které maji nenulovy pocet vozidel a nemaji uvedenou
rychlost. Tyto zaznamy hleddm pomoci funkce DetectNaN Velocity. Ta funguje na
stejném principu poc¢itani N po sobé jdoucich NaN zaznamu jako funkce DetectN-
ConsecutiveNaNs. Rozdil je v tom, ze prvni zminénd funkce zahrnuje i kontrolu

spravnosti detekce vozidel. Pokud je detekce nulova, pak rychlost mize byt NaN.

Vypis 4.7: Funkce DetectNaN Velocity

1 function out = DetectNaNVelocity(data, N)

2 tmp = zeros(height(data), 1, ’logical’);
out = tmp;
4 k = 0:N-1;
5 tmp (isnan (data{:,’velocity_avg’}) & data{:,’
detection_count’} > 0) = 1;
6 for i = N:height (tmp)
7 if sum(tmp(i-k)) == N
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end

end

out (i-k)

]
=
©0

end

4.3.4 Zaseknuti detektoru

Dalsim stavem detektoru je zaseknuti. Tento stav hledd funkce IsDetectorStucked -

vypis 4.8. Ta postupné prochazi N-tice zdznamt a porovnava jejich hodnoty, pokud

jsou vSechny stejné, zaznamy oznadi.

Vypis 4.8: Funkce IsDetectorStucked

function out = IsDetectorStucked(data, N, vars)

out
k:

for

end

> end

zeros (height (data) ,1,’logical’);
0: N-1;
i = N:height(data)
for j = 1: numel (vars)
same (j) = compareElements (data{i-k,vars(j)});
end
if all(same)
out (i-k) = 1;

end

function result = compareElements (array)

firstElement = array(1l);

result = all(array == firstElement) ;

7 end

4.3.5 Ukazka detekce vypadki

Pro detekci vypadkt jsem zvolil nahodné detektor MUR, PV-TP-1. Jelikoz se nikde

nevyskytoval Spatny vypocet rychlosti, tyto data jsem nasimuloval. U 10 zdznamu

jsem zménil pocet detekci na 0 a primérnou rychlost na 40.

Na obrazku 4.3 jsou fialové oznaceny data se Spatnym vypoctem rychlosti, zelené

jsou vypadku méteni rychlosti a cervené jsou vypadky detektoru. Zvolil jsem N = 5

pri 5 min agregaci.
Na obrazku 4.4 je ukdzka vypadku celé stanice MUR, PV-TP-1. Zaznamy, které

chybi jsou oznaceny Cerveneé.
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Na obrazku 4.5 Ize vidét cervené oznacenda data, na ktery jsem detekoval zasek-

nuty detektor. N jsem zvolil 3.

MUR_PV-TP-1
T

Pocet detekci

Priimérna rychlost

I AV A1 | \J

0
Feb 06, 00:00 Feb 06, 12:00 Feb 07, 00:00 Feb 07, 12:00 Feb 08, 00:00
fivemin_time_local 2023

Obr. 4.3: Ukéazka detekce vypadku 1, fialové Spatny vypocet rychlosti, zelené vypa-

dek rychlosti a ¢ervené vypadek detektoru, N = 5, 5 minutova agregace
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MUR_PV-TP-1

140
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80

Pocet detekci
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40
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Mar 25, 18:00 Mar 26, 00:00 Mar 26, 06:00 Mar 26, 12:00
Datum 2023

Obr. 4.4: Ukéazka detekce vypadku stanice - Cervené, 5 minutova agregace

MUR_PV-TP-1
150 T T T T

100 -

Pocet detekci

50

O 1 1
Mar 08, 16:00 Mar 08, 18:00 Mar 08, 20:00 Mar 08, 22:00 Mar 09, 00:00

Datum 2023

Obr. 4.5: Ukéazka zaseknuti stanice MUR,_ PV-TP-1 - Cervené, 5 minutova agregace
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4.4 Stavy dopravy

4.4.1 Norma CSN 73 6110

Jednim z navrhi uréeni stavu dopravy je podle normy CSN 73 6110, viz kapitola Re-
serse. V kapitole 2.4 jsem podrobné&ji popsal stupné dopravy A-F podle této normy:.
Norma uvadi, ze rychlost volného toku sbérnych komunikaci je 50 km/h. Definuji
nasledujici rozsahy rychlosti pro urceni stupné dopravy. Naptiklad pro stupen B je
to 70 % z rychlosti volného toku, tedy 70 % z 50 km/h je 35 km/h. Pro stupen C je
to 25 km/h. Prostredni hodnota mezi 25 km/h a 35 km/h bude hranice pro prechod
mezi stupni B a C.

o Stupen A: Volny tok. Rychlost 40 km/h a vice.
Stupen B: Neruseny provoz. 30 +~ 40 km/h.
Stupen C: Ustéleny provoz. 23 + 30 km/h.
Stupen D: Provoz je jeSté stabilni. 16 + 23 km /h.
Stupen E: Kapacita je naplnéna. 13 + 16 km/h

+ Stupen F: Usek je pietiZzen. 13 km/h a méné
V MATLABu pak implementace vypadéa néasledovneé:
Vypis 4.9: Funkce norma

function mur = norma(mur) % A-F ~ 1-6

out = zeros(height (mur), 1);

3 out (mur.velocity_avg >= 40) = 1;
out (mur.velocity_avg < 40 & mur.velocity_avg >= 30) = 2;
5 out (mur.velocity_avg < 30 & mur.velocity_avg >= 23) = 3;
; out (mur .velocity_avg < 23 & mur.velocity_avg >= 16) = 4;
out (mur.velocity_avg < 16 & mur.velocity_avg >= 13) = 5;
out (mur.velocity_avg < 13) = 6;
mur.out = out;
end

10

4.4.2 Index kongesce

Na zékladé textu [25] implementuju vypocet indexu kongesce (vztah 2.17) pro po-
skytnuta data. Nejprve je nutné spocitat rychlost volného toku. Podle textu je to
prumér rychlosti vsech vozidel od 6:00 do 22:00. Poté pro kazdy zaznam je vypo-
¢itano p a index. Pokud zdznam nemd hodnotu nebo je nulova, index ma hodnotu
-1.

Na obrazku 4.6 jsou vynesené hodnoty detekci, primérnych rychlosti a indexu
kongesce pro detektor MUR,_ PV-TP-1. Lze vidét, ze podle indexu dochézi ke kon-
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gescim spise v odpolednich spickach. TO lze sledovat i na rychlosti, ze dochazi k

propadu. Béhem noci dochazi vice k vypadkiim.

Vypis 4.10: Funkce StateldentificationBased OnSpeed

function mur = StateldentificationBasedOnSpeed (mur)
newMur = GetDataHourRange (mur, 6, 22, ’fivemin_time_local
)
Vf = mean(newMur.velocity_avg,’omitmissing’);
mur .congestion_index = SpecificCongestionIndex (mur.

velocity_avg ./ VI)

5 end
r function TPI = SpecificCongestionIndex(ro)
TPI = zeros(size(ro));
maskl = ro > 1;
mask2 = 0.7 < ro & ro <= 1;
mask3 = 0.5 < ro & ro <= 0.7;
mask4 = 0.4 < ro & ro <= 0.5;
mask5 = 0.3 < ro & ro <= 0.4;
mask6 = ro <= 0.3;

TPI (maskl) = O0;

TPI (mask2) = 2 * (1 - ro(mask2)) / 0.3;
TPI(mask3) = 2 + (2 * (0.7 - ro(mask3)) / 0.2);
TPI(mask4) = 4 + (2 * (0.5 - ro(mask4)) / 0.1);
TPI (mask5) = 6 + (2 * (0.4 - ro(mask5)) / 0.1);
TPI(mask6) = 8 + (2 * (0.3 - ro(mask6)) / 0.3);

TPI (~(maskl | mask2 | mask3 | mask4 | mask5 | mask6 | ro
== 0)) = -1;

; end
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Obr. 4.6: Vystup z funkce StateldentificationBased OnSpeed

Dekompozice poctu detekci na detektoru MUR-PV-TP-1
T T T T T

1000 .
Data
trend
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|
S 400 i i
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°
3
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-200 i
400 L I L L I
0 200 400 600 800 1000 1200
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Obr. 4.7: Dekompozice casové fady detekce vozidel stanice MUR__PV-TP-1 s 60

minutovou agregaci
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5 Modelovani casové rady

Nyni uz mam pripravené data a nastroje pro urceni stavi dopravy a detektoru.
Rozdélim si data na trénovaci a testovaci. Sest tydnt pouziji jako trénovaci a jeden
tyden jako testovaci. Dalsim krokem je namodelovat si fadu a predpovédét, jakym
zpusobem se bude rada vyvijet. Pro modelovani pouzivam vzdy stejna data a 60

minutovou agregaci, aby byly vysledky porovnatelné.

5.1 Dekompozice casové rady

Analyzovat/modelovat ¢asovou fadu miizeme pomoci dekompoziéni metody. Radu
mitizeme rozdélit na reziduum, trendovou a sezénni slozku pomoci prikazu trendde-
comp(). Pomoci rezidui poté spoc¢itdam hodnotici kritéria, ty pro ¢asovou agregaci
60 minut nabyvaji hodnot: MAE = 584.5179, MSE = 109220, RMSE = 330.4785,
MAPE = 195.4166. Pro casovou agregaci 5 minut pak jsou hodnoty kritérii nasle-
dujici: MAE = 58.1226, MSE = 1081.2, RMSE = 32.8820, MAPE = 231.3274.

5.2 SARIMA model

Casova rada je periodicka, tzn. je nestacionarni a je potteba ji diferencovat. Sezéna

modelu zélezi na ¢asové agregaci casové rady. Vytvarim tydenni model, takze sezénu

60
Casova agregace v minutich ’

Podle ACF se odhaduje parametr p a

vypocitam jako 7 - 24 -
podle PACF parametr q.

Divam se na hodnoty funkci ACF a PACF a cisla Lagu, u kterych zacnou byt
hodnoty funkci subjektivné nevyznamné jsou odhadnuté parametry. V priloze A na
obrazku A.1 jsou vykreslené ACF a PACF grafy diferencované rady detekce vozidel.
Parametr p odhaduji na 1 a parametr ¢ odhaduji mezi 1 a 4. Jelikoz se jedna o
odhadnuté parametry, musim vhodnost modelu ovérit pomoci hodnoticich kritérii.

Vytvorim modely s riznymi parametry p, ¢, P, (). Pro kazdy model spocitam
koeficienty a predpovim tydenni data. Na zakladé predpovézenych dat vypocitam
hodnoty MAE, MSE, RMSE, MAPE. Jakmile spocitdm koeficienty vSsech model,
jsou pro kazdy model spocitany kritéria AIC a BIC.

Kéd programu je v priloze E, vypis E.1.

5.2.1 Tydenni SARIMA modely

Celkem jsem vytvoril 16 modeli s rtiznymi parametry. Hodnoty kritérii a parametra

p, q, P, () pro modely poctu detekci jsou v tabulce B.1 v priloze B. Nejlépe vychazi
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model
SARIMA(1,1,2)(1,1,1)16s, ktery ma 5 ze 6 nejmensich kritérii (zvyraznéno tucné).
Vystupy z tohoto modelu jsou na obrazku 5.1. Jedna se o tydenni model a byl
vytvoren z dat ze stanice MUR,_PV-TP-1 s agregaci 60 minut.
Stejnym postupem jsem vytvoril i modely pro primérné rychlosti.
Hodnoty kritérii a parametri p, ¢, P, @ pro modely primérnych rychlosti jsou
v tabulce B.2 v priloze B. Pro fitovani modelu podle kritérii AIC a BIC vychézi
nejlépe
SARIMA(1,1,4)(1,1,1)16s. Predikce a fitovani modelu je na obrazku 5.2. Pro tcely
predikce podle hodnot MAE, MSE, RMSE je nejvhodnéjsi SARIM A(1,1,4)(0,1,1)168
(obrazek 5.3).

detection_count-SARIMA(1,1,2)(1, 1,1), Train data

900 T T T T T ~ o Fitted
Forecasted data

Test data

800 - |

700 | Il

a [o2]

o o

o o
T T

N

o

o
T

Pocet detekci

w

o

o
T

200 [

100

O | | | | | | |
850 900 950 1000 1050 1100 1150

Time index

Obr. 5.1: SARIMA(1,1,2)(1,1,1)16s model detekce poctu vozidel
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velocity_avg-SARIMA(1,1,4)(1, 1,1), a8

90

Train data

— — — Fitted
Forecasted data
Test data

80

W‘Mw\ -

50

Value

30

20 - b

0 1 1 1 1 1
850 900 950 1000 1050 1100 1150

Time index

Obr. 5.2: SARIMA(1,1,4)(1,1, 1)16s model primérné rychlosti

velocity_avg-SARIMA(1,1,1)(0, 1,1) 168

Train data

90 F — — — Fitted
Forecasted data
Test data

T

Value

10 -

0 1 1 1 1 1 1 1
850 900 950 1000 1050 1100 1150

Time index

Obr. 5.3: SARIMA(1,1,4)(0,1,1)16s model prumérné rychlosti
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5.3 Model na zakladé priméra ¢ast mezi tydny

Model vytvorim tak, ze pro kazdy den (napr. kazdé pondéli) ve stejny ¢as spocitam
prumér a standardni odchylku. Kéd je v priloze C, vypis C.1. Porovnam model s
testovacimi daty (pribéhy vykresleny na obrazku 5.4) a spoc¢itdm hodnoty kritérii:
MAE = 32.6905, MSE = 2483.8, RMSE = 49.8377, MAPE = 12.8648.

V priloze D na obrazku D.1 jsou prubéhy jednotlivych dnt v tydnu, fialové je
prumeér a cerchované je standardni odchylka pro dany cas. V priloze D, obrazek D.2
je detail prabéhi pro pondéli.

900 T | T

Prumér
Test data

800

700

Cc
(o)} o2}
o o
o o
T T
1 L

detection ount
N
o
o
1

O | | | Il | | | Il
0 20 40 60 80 100 120 140 160 180

Time Index

Obr. 5.4: Porovnani modelu priméru s testovacimi daty
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Zavér

V prvni kapitole v ivodni ¢asti definuji dopravni veli¢iny. Déle se pak vénuji in-
dukénim smyckam, kamerovym systémum, radarim a FCD, u kterych vysvétlim,
na jakém principu funguji a jak sbiraji data. Druha kapitola je o metodach analyzy
dopravnich dat. Fyzické konzistenci a metodam na zakladé historickych dat. Ve treti
kapitole popisuji format a grafické zobrazeni dopravnich dat. ,,Co lze z grafu vycist.”
Ve c¢tvrté kapitole navrhuji a implementuji funkce v MATLABU pro nacitani dat,
jejich tridéni filtraci a pro samotnou klasifikaci stavi dopravy a detektort.

Pro ovéreni spravnosti klasifikace stavl jsem data rucné prosel. Bud jsem si vy-
kreslil graf nebo jsem prochazel jednotlivé zdznamy a sledoval, jestli funkce spravné
detekuji vsechny stavy, které jsem navrhl. Toto Teseni ovérovani neni idealni a je
velmi zdlouhavé. Nicméné, jsem si pomérné jisty, ze dané stavy detekuji spravné.

V dalsi kapitole jsem modeluji ¢asové fady pomoci Box-Jenkinsovy metody. Po-
rovnavam vhodnost modelii mezi sebou na trénovacich a testovacich datech. Z takto
porovnanych dat vyplynulo, ze model SARIM A(1,1,2)(1,1,1)16s je nejvhodnéjsi
pro modelovani dopravniho toku na danych trénovacich datech. Casova naroénost
vypoctu je velmi vysokd a s kazdym dalsim parametrem, ktery bych chtél otestovat,
exponencialné nartsta.

Vytvoril jsem také model na zakladé primeért mezitydennich hodnot ve stejny
¢as. Porovnam model s testovacimi daty a vypocitam kritéria: MAE = 32,6905, MSE
= 2483,8, RMSE = 49,8377, MAPE = 12,8648. Porovnam kritéria se
SARIMA(1,1,2)(1,1,1)16s modelem, ktery ma hodnoty kritérii: MAE= 34,079,
MSE = 2353,061, RMSE = 48,508, MAPE = 16,022. Lze si vSimnout, ze hodnoty
téchto modeld pro predikci na zakladé téchto kritérii jsou porovnatelné a nelze roz-
hodnout, ktery model je lepsi. SARIMA model je vypocetné narocnéjsi, jednodussi

vvvvvv

samotny vypocet je pak mnohem rychlejsi.
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Seznam symboli a zkratek

ITS Intelligent transport system - inteligentni dopravni systém

MUR Meéreni tsekové rychlosti

KTDS Komplexni telematicky a dohledovy systém

FCD Floating Car Data - data z plovoucich vozidel

GNSS Globalni navigacni systém

AR Autoregresni model

MA Moving average - Proces klouzavych primérta

ARIMA Autoregresive integrated moving average - autoregresni integrovany

klouzavy primeér

SARIMA  Seasonal autoregresive integrated moving average - sezénni

autoregresni integrovany klouzavy primeér

ACF Autocorrelation function - autokorelac¢ni funcke

PACF Parcial autocorrelation function - parcialni autokorelac¢ni funcke

MAE Mean absolut error - stredni absolutni chyba

MSE Mean squared error - stredni kvadraticka chyba

RMSE Root mean squared error - odmocnina stfedni kvadraticka chyba

MAPE Mean absolute percentage error - stfedni absolutni procentualni
chyba

AIC Akaike information criterion - Akaikeho informacni kritérium

BIC Bayesian information criterion - Bayesovské informacni kritérium

UNS Umélé neuronové sité

ReLu Rectified Linear unit

BP Back propagation

1ZS Integrovany zachranny systém

CSV Comma separated values - hodnoty oddélené ¢arkami
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uTC Coordinated Universal Time - koordinovany svétovy cas

NaN Not a Number - ,necislo”, zadna hodnota
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A ACF a PACF diferencované rady
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Obr. A.1: ACF a PACF diferencované casové rady

o7



B Tabulka hodnot kritérii SARIMA modelu

Tab. B.1: Porovnani SARIMA tydennich modelu po¢tu detekei s riznymi parametry

Model AIC | BIC | MAE | MSE |RMSE | MAPE
SARIMA(1,1,1)(0,1,0) | 10,740 | 10,759 | 47,718 | 4083,549 | 63,903 | 20,272
SARIMA(1,1,1)(0,1,1) | 10,499 | 10,523 | 36,241 | 2492,363 | 49,924 | 18,166
SARIMA(1,1,1)(1,1,0) | 10,511 | 10,535 | 35,752 | 2586,323 | 50,856 | 16,594
SARIMA(1,1,1)(1,1,1) | 10,474 | 10,503 | 35,481 | 2470,257 | 49,702 | 17,370
SARIMA(1,1,2)(0,1,0) | 10,729 | 10,753 | 44,709 | 3791,595 | 61,576 | 18,511
SARIMA(1,1,2)(0,1,1) | 10,489 | 10,518 | 34,753 | 2358,903 | 48,569 | 16,999
SARIMA(1,1,2)(1,1,0) | 10,497 | 10,527 | 34,195 | 2467,707 | 49,676 | 14,500
SARIMA (1,1,2)(1,1,1) | 10,463 | 10,497 | 34,079 | 2353,061 | 48,508 | 16,022
SARIMA(1,1,3)(0,1,0) | 10,729 | 10,758 | 44,828 | 3803,623 | 61,674 | 18,574
SARIMA(1,1,3)(0,1,1) | 10,490 | 10,524 | 34,773 | 2361,998 | 48,600 | 17,004
SARIMA(1,1,3)(1,1,0) | 10,498 | 10,532 | 34,287 | 2475,051 | 49,750 | 14,648
SARIMA(L,1,3)(1,1,1) | 10,464 | 10,503 | 34,095 | 2355,786 | 48,536 | 16,024
SARIMA(1,1,4)(0,1,0) | 10,724 | 10,758 | 46,725 | 3981,509 | 63,099 | 19,740
SARIMA(1,1,4)(0,1,1) | 10,491 | 10,530 | 34,780 | 2366,523 | 48,647 | 16,977
SARIMA(1,1,4)(1,1,0) | 10,499 | 10,538 | 34,416 | 2483,016 | 49,830 | 14,851
SARIMA(1,1,4)(1,1,1) | 10,466 | 10,510 | 35,244 | 2453,792 | 49,536 | 17,088
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Tab. B.2: Porovnani SARIMA tydennich modelii primérnych rychlosti s riznymi

parametry

Model AIC | BIC | MAE | MSE | RMSE | MAPE
SARIMA(1,1,1)(0,1,0) | 8,079 | 8,099 | 10,699 | 329,739 | 18,159 | 68,089
SARIMA(1,1,1)(0,1,1) | 7,788 | 7,813 | 9,876 | 213,700 | 14,618 17,362
SARIMA(1,1,1)(1,1,0) | 7,747 | 7,772 | 9,290 | 240,581 | 15,511 | 20,507
SARIMA(1,1,1)(1,1,1) | 7,717 | 7,746 | 9,913 | 219,439 | 14,813 18,819
SARIMA(1,1,2)(0,1,0) | 8,081 | 8,105 | 10,568 | 327,782 | 18,105 | 70,053
SARIMA(1,1,2)(0,1,1) | 7,787 | 7,816 | 9,371 | 204,301 | 14,293 16,750
SARIMA(1,1,2)(1,1,0) | 7,749 | 7,779 | 9,297 | 240,689 | 15,514 | 20,514
SARIMA(1,1,2)(1,1,1) | 7,717 | 7,752 | 9,678 | 215,132 | 14,667 | 18,512
SARIMA(1,1,3)(0,1,0) | 8,069 | 8,098 | 9,321 | 308,728 | 17,571 | 200,977
SARIMA(1,1,3)(0,1,1) | 7,765 | 7,799 | 7,724 | 179,432 | 13,395 | 15,057
SARIMA(1,1,3)(1,1,0) | 7,734 | 7,768 | 8,789 | 234,240 | 15,305 | 20,328
SARIMA(1,1,3)(1,1,1) | 7,696 | 7,735 | 8,164 | 193,229 | 13,901 16,992
SARIMA(1,1,4)(0,1,0) | 8,067 | 8,102 | 9,302 | 307,341 | 17,531 | 266,748
SARIMA(1,1,4)(0,1,1) | 7,763 | 7,802 | 7,669 | 177,888 | 13,337 | 15,096
SARIMA(1,1,4)(1,1,0) | 7,730 | 7,769 | 8,403 | 228,195 | 15,106 | 20,662
SARIMA(1,1,4)(1,1,1) | 7,691 | 7,735 | 8,021 | 190,335 | 13,796 17,088
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1

C

mur

val

; for

7 end

Kod pro vypocet primeéra dni v tydnu

Vypis C.1: Kod pro vytvoreni modelu priméru
s = SortCellArrayByDay(trainData)
= 24x%x60/aggregation;
d = 1:7

indx

1+(d-1)*val : val +(d-1)=*val;
murs{mur, d}; %d = day, Monday = 1

data
uniqueDays = unique(dateshift(data.fivemin_ time_local, °’

start’, ’day’));

dailyCountData NaN(val ,numel (uniqueDays)) ;

dailySpeedData dailyCountData;

for i = 1:length(uniqueDays)
currentDay = day(uniqueDays(i));
currentMonth = month(uniqueDays(i));

currentYear = year (uniqueDays(i));

dD = data{day(data.fivemin_ time_local) == currentDay
& month(data.fivemin_ time_local) == currentMonth year(
data.fivemin_time_local) == currentYear, [’detection_count

» ’yelocity_avg ’1};

dailyCountData(1:height (dD), i)
dailySpeedData(1:height (dD), i)

dD(:,1);
dD(:,2);

end
allCountData{d}
allSpeedData{d}

dailyCountData;

dailySpeedData;
average = [average;mean(dailyCountData ,2, ’omitmissing’)

1;

error = [error;std(dailyCountData ,0, 2, ’omitmissing’)];
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D Detail pondéli pro model priiméru
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Obr. D.1: Pribéhy jednotlivych dnii mezi tydny a fialové primér s ¢erchovanou
standardni odchylkou
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Obr. D.2: Detail pondélkii pro model prameéru
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E Program pro tvorbu a testovani SARIMA
modeli

Vypis E.1: Kéd pro tvorbu a testovani vhodnosti a predikce SARIMA modeli

1 allData = LoadData ()

N

aggregation = 60;
; seasonality = 7%24%60/aggregation;
4+ var = ’detection_count’;

5 allData = Resample(allData, aggregation);

7 allTrainData = GetDataDayInterval (allData{7}, datetime(’
2023-02-06 00:00:00’), datetime(’2023-03-19 23:55:00°’));

s allTestData = GetDataDayInterval(allData{7}, datetime (’
2023-03-20 00:00:00’), datetime(’2023-03-26 23:55:00°’));

10 trainData = allTrainDataq{:, var};

11 testData = allTestDataq{:,var};

3d = 1;
i = 1;
5 p = 1;

17 for q = 1:4

18 for P = 0:1

19 for Q = 0:1

20 Mdl(i) = arima(’ARLags’,l:p, ’D’, d,’MALags’, 1l:q
, ’Seasonality’,seasonality , ’SARLags’,seasonality*(1:P),
’SMALags’ ,seasonality*(1:Q));

21 Mdl (i) .SeriesName = var;

22 i = i+1;

23 end

24 end

25 end

26

o7 numMdl = numel (Mdl) ;

25 for 1 = 1l:numMdl

29 [estMdl,~,loglL(i)] = estimate(Mdl (i), trainData);

30 results = summarize (estMdl) ;

31 numParam(i) = results.NumEstimatedParameters;

32 numObs (i) = results.SampleSize;
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numForecasts = length(testData);

[forcastedValues, forecastedErrors] = forecast (estMdl,
numForecasts, ’Y0’, trainData);

estModels (i) = estMdl;

MAE(i) = sum(abs(forcastedValues - testData))/
numForecasts;

MSE(i) = sum((forcastedValues - testData)."2)/
numForecasts;

RMSE (i) = sqrt(MSE(i));

MAPE(i) = 100 * sum(abs((forcastedValues - testData)

forcastedValues))/numForecasts;

end

[aic, bic] = aicbic(logL ,numParam,numObs,Normalize=true)
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F Obsah elektronické prilohy

L e korenovy adresar prilozeného archivu
o P loga skoly a fakulty
L 0BT AZKY ottt e e adresar obshujici obrazky
L pAf e pdf stranky generované informacnim systémem
v G AP zdrojové textové soubory
| _matlab........ adresar obsahujici zdrojové soubory k matlabu a poskytnuté data

tdata_mur_l .............................. adresal obsahujici poskytnuté data
data_ mur_2......ccciiiiiiiiiiiiieeeann. adresar obsahujici poskytnuté data

|  sablona-prace.texX.................. hlavni soubor pro sazbu kvalifika¢ni prace
. thesis.Sty....covviiiiiiiiiiiiiiiinnnnnn. balicek pro sazbu kvalifika¢nich praci
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