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ABSTRAKT

Cilem této prace je navrh a realizace dvou metod prediktivni analyzy pro firmu Skoda
Auto a.s. V prvni Casti jsem zpracoval literarni resersi na téma metody prediktivni di-
agnostiky. V dal$i &asti je za pomoci konzultanta prace ve Skoda Auto a.s. provedena
podrobnd analyza vyrobni linky a datovych blokd z vyrobnich stroji a dat z méreni. Na-
sledné jsem navrhl a naprogramoval generatoru dat zalozeného na skutecnych datech.
Dale jsem vytvoril dvé metody prediktivni diagnostiky schopné analyzovat vstupni data
a na jejich zakladé rozhodnout o kondici obrabéného kusu. Nakonec jsem tyto metody
otestoval a zhodnotil presnost jejich predikce. Hlavnim vystupem mé prace jsou dvé
metody prediktivni diagnostiky, které lze pouzit v praxi.

KLICOVA SLOVA

Prediktivni analyza, diagnostika, sledovani stavu, neuronova sit

ABSTRACT

The aim of this thesis is to design and implement two methods of predictive analysis
for company Skoda Auto a.s. In the first part | have conducted a literature search on
methods of predictive diagnostics. In the next part, with help from thesis consultant in
Skoda Auto a.s., the analysis of the assembly line and data blocks from machinery and
measuring has been made. Then | designed and programmed data generator based on
real data. | created two methods of predictive diagnostics, capable of analyzing input
data and deciding about their condition. In the end | tested these two methods and
evaluated accuracy of their prediction. Main output of my thesis is two methods of
predictive diagnostics, feasible in real world.
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Uvod

Prediktivni analyza ziskava na popularité z diavodu zlepsSeni efektivity vyroby, re-
dukce nékladt a hlavné snizeni po¢tu poruch v automatizované vyrobé. Dalsim pri-
nosem je snizeni zmetkovitosti, coz ma za nasledek nizsi zatizeni zivotniho prosttredi.
Idealnim cilem by pak byla iplna eliminace zmetki a potfeby Srotace neshodnych
kusti. Navrh prediktivni analyzy pro predchazeni chybam na vyrobni lince plazmy
ve Skoda auto a.s. vyzaduje navrh komplexniho modelu s ohledem na velké mnoz-
stvi parametri. Cilem této semestralni prace je nastudovat a popsat riizné metody
prediktivni analjzy a systém vyroby motorového bloku ve Skoda auto a.s. Nasledné
analyzovat a popsat datové bloky dostupné z jednotlivych stroji, vybrat vhodné
metody pro analyzu redlnych dat, realizovat je a porovnat jejich vysledky. Prvni
cast této prace bude obsahovat jednotlivé kapitoly popisujici metody prediktivni
analyzy. Druha ¢ast bude obsahovat popis vyrobni linky bloku motoru a finalni kon-
troly. Treti ¢asti pak bude popis jednotlivych druht sbért dat a dilezité informace
k témto parametrim ovliviujicim kvalitu vyroby. Ve ¢tvrté ¢asti se pak bude nacha-
zet navrh a realizace generatoru dat. Tato ¢ast je nezbytna pro uspésné dokonceni
prace, protoze situace ve svété nedovolila dokonceni vyrobni linky produkujici data
pro tuto praci, a proto je nutné tato data ziskat jinak. Pata cast bude vybér, na-
vrzeni, realizovani a popis dvou metod vhodnych pro prediktivni analyzu. Posledni

casti bude porovnani obou metod a vysledné hodnoceni.
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1 Teoreticka cast diplomové prace

1.1 Prediktivni analyza

Prediktivni analyzu je mozné vytvaret za pomoci mnoha riznych technik. Nejdu-
lezitéjsi c¢asti jsou dolovani dat, prediktivni modelovani, hluboké strojové uceni a
uméla inteligence. Pomoci téchto technik dochézi k analyze nashromazdénych dat a
vytvoreni hypotézy (predikce) chovani systému v budoucnosti. Prediktivni analyza
je pojem, ktery v sobé zahrnuje velké mnozstvi raznych analytickych a statistickych
postupti. Tyto postupy maji za tkol néjakym zptsobem odhadovat a predikovat
jak se v budoucnu budou chovat sledované procesy. Zptisob jakym je tento odhad
vyjadfovan se lisi v zavislosti na druhu a chovani procesu, jez popisuji (predikuji).
Vétsina prediktivnich modelt pracuje s takzvanou pravdépodobnosti odhadu. Pro
jeden proces dojde k odhadu nékolika moznych vzorct chovani a témto vzorctm je
zaroven pridélena pravdépodobnost, s jakou se mohou vyskytnout. Jadrem celé pre-
diktivni analyzy je zachyceni vztahti mezi vysvétlujicimi proménnymi a odhadnutymi
proménnymi z minulych udalosti a jejich vyuziti pro odhadnuti vysledku. Presnost
tohoto odhadu zalezi predevsim na kvalité analyzy dat a validité predpokladi.[I]

Project Definition
Data Collection

DEICRAGEINSS

Statistics
Modelling

Deployment

Model Monitoring

Obr. 1.1: Proces prediktivni analyzy [28§]
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Typicky postup je znédzornén na obr 1.1 a podrobné lze popsat:

o Project Definition: V této ¢asti dochazi k urceni cilti projektu, pozadovanych
vysledki, financ¢nich prostredki, datovych sad atd.

o Data collection: Zde dochazi k dolovani dat z nékolika riznych zdroju, diky
¢emuz je ziskan Siroky pohled na véc pro prediktivni analyzu.

« Data analysis: V tomto kroku dochazi k prohlidce dat. Hlavnim cilem této
operace je nalezeni uzitecnych dat a zbaveni se neuzite¢nych.

o Statistics: Zde dochdazi k ovéreni hypotéz a predpokladi. Zaroven dochazi k
jejich testovani pomoci statistickych modeli.

o Preditive modeling: V této c¢asti dochazi k vytvoreni prediktivniho modelu,
ktery se snazi co nejvice odpovidat budoucnosti. Je také moznost vytvoreni
vice modelli podle jejich hodnoceni.

o Deployment: Zde dochazi k nasazeni modelu do redlného béhu systému a jsou
ziskavany informace ohledné jeho chovani a vysledky jeho rozhodovani.

o Model monitoring: Nakonec dochazi ke sledovani modelu a jeho pribéznym
kontrolam za tcelem zjisténi funkcénosti modelu a ovéreni spravného rozhodo-

vani.

1.2 Dolovani dat

Pojem dolovani dat (z angl. Data mining) je velkou ¢asti prediktivni analyzy dat.
Hlavnim tkolem tohoto procesu je nachazeni trendu, vzorci, a riznych vztaht naptic
zkoumanymi daty. Touto metodou jsou nalezeny rizné informace. Téchto informaci
je nasledné vyuzito pro vytvoreni prediktivniho modelu. Hlavnim pilitem prediktivni
analyzy, prediktivnich modeli i dolovani dat jsou stale sofistikovanéjsi statistické
modely. Soucasti téchto modelt jsou také vicerozmérné statistické analyzy dat jako
pokrocila regrese (advanced regresision) nebo také model ¢asové fady (time series
model). Firmy vyuzivaji tyto techniky pro odhaleni na prvni pohled neznamych

souvislost a pomahaji odhadovat budouci chovéni sledovanych objektu.[I]

1.3 Kauzalni vysvétleni vs. empiricka predikce

V mnoha odvétvich (ekonomie, psychologie, vyroba, véda) jsou pouzivany statistické
modely pro jednoduché vysvétleni problematiky a modely s vysokou vypovédni hod-
notou pro prediktivni analyzu. Mezi témito dvéma pohledy je velmi tenka hranice,
ale pro jejich spravné pouziti a vytvoreni spravného modelu je potieba znat rozdil.
Pro vytvoreni védeckych teorii je tfeba znat oba tyto pohledy, ale je potfeba veé-

dét jakou roli hraji v tomto procesu. Oba tyto nastroje vyuzivaji vytvareni modelu.
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Tento model je vytvoren postupné od tvodniho cile pres definici, vyzkum, sbér dat

az po vedecké vyuziti. [1]

1.3.1 Vysvétlovani a vysvétlujici modelovani (Explanatory Mo-

deling)

Ve vétsiné védeckych odvétvi je tato metoda pouzivana pro ovéreni kauzalnich te-
orii. Na ziskana data jsou aplikovany statistické modely pro ovéreni predpoklada-
nych pricin. U tohoto modelu se predpokladd souhrn zakladnich faktortt mérenych
proménnou X, zpusobujicich zakladni efekt, méreny pomoci hodnot Y. Ve vétsiné
pripadl samotna teorie zarucuje kauzalitu. Jinymi slovy se da rici, ze teorie je v
tomto pripadé velmi silny faktor a vérohodnost dat a statistického modelu je za-
visla na teoretickém modelu. Vztah teorie a namérenych dat se velmi lisi vzhledem
k odvétvim pouziti. Napriklad ve spolecenskych védach je na teorii kladen velky
duraz, v bioinformatice je vyznam teorie mnohem mensi. Existuje definice vysvétlo-
vani jako vysvétleni pri¢in a vysvétlujici modelovani. Toto modelovani je pouzivani

statistickych modelt pro testovani pri¢innych vysvétleni. [I]

1.3.2 Prediktivni modelovani

Jedna z definic prediktivni modelovani tika, Ze se jedna o proces aplikovani statis-
tického modelu nebo dolovani dat za tcelem ziskani predikce nebo odhadnuti bu-
douciho chovani. Ve vétsiné pripadi se jedna o proces odhadnuti vystupni veli¢iny
Y pri zndmé hodnoté vstupni veli¢iny X. Zaroven dochéazi k pozorovani vstupu do
¢asu t a predpovidani vystupu hodnoty v case t+k (kde k<0). Predikce se sklad4 z
vice casti. Napriklad hodnotu nebo interval hodnot prisuzovanych vystupu s urcitou
pravdépodobnosti, oblasti predikce, prediktivni rozdéleni nebo hodnoceni jednotli-
vych predikci. Model se nazyva prediktivnim bez ohledu na to jakym pfistupem byl
ziskédn. Zakladni pristupy jsou: Bayesovsky nebo cCasty (frequentist), parametricky

nebo neparametricky, metoda dolovani dat nebo staticky model atd.[I]

1.3.3 Deskriptivni modelovani

Nejcastéji pouzivany model pro modelovani je model deskriptivni. Hlavni zamérem
tohoto modelovani je shrnout a vyjadrit datové struktury prehlednym zptisobem.
Toto modelovani se nespoléhd na zakladni popisnou teorii tolik jako vysvétlujici

modelovani. Predikce se v tomto druhu modelovani neuvazuje. [1][2]
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1.4 Analytické techniky

Pro prediktivni analyzu se pouzivaji riizné techniky, které mohou byt dvou hlavnich
skupin. Prvni skupinou jsou techniky regresni a druhou skupinou techniky strojového

uceni.

1.4.1 Regresni techniky

Tyto metody jsou zakladnim pilitem prediktivni analyzy. Hlavnim bodem téchto
technik je vytvoreni korektniho modelu, jez bude schopen vytvorit propojeni mezi

riznymi proménnymi pro predikci.

Linearni regresni model

Tato technika se snazi nachdzet vztah mezi odezvou (nebo zavislou proménnou)
a predikovanou proménnou (nezéavisle proménnou). MiZe se jednat o predikovani
jedné proménné, pak se technika nazyva zakladni linearni regresi. Nebo o predi-
kovani vice proménnych neboli vicenasobna linearni regrese. Dochazi postupné k
upravé predikovanych parametri, dokud model neni dostatecné prizpusoben po-
jak minimalizovani zbytku a také diraz na nahodné rozdéleni s ohledem na pre-
dikci modelu. Nejcastéjsim predpokladem byva, ze vazeny prameér hodnoty odezvy
je affini funkei predikovanych proménnych. Jako dalsi mozné predpoklady jsou me-
dian nebo jiny kvantil hodnot. Jako vétsina regresnich analyz, tak i linedrni regrese
se zameéruje predevsim podminéné rozdéleni pravdépodobnosti odezvy vzhledem k
hodnotdm predikei. Cilem linearni regrese je minimalizovat soucet druhych mocnin
zbytkl. Toho se dosahne za pomoci metody nejmensich ¢tverct. Vysledkem pouziti
této metody dostavame nejlepsi nestranné linedrni odhady (BLUE angl.), za pred-
pokladu, ze je splnén Gauss—Markovuv teorém. Tento teorém tika, ze v linearnim
regresnim modelu, kde jsou chyby nekorelované, maji stejnou odchylku a stejnou
predpokladanou nulovou hodnotu, je nejlepsi nestranny linedrni odhad ddn obecnou
metodou nejmensich ¢tverci (OLS). Po vytvoreni modelu je dalsim krokem ovéreni
spolehlivosti jednotlivych proménnych modelu. Pro to je nejc¢astéji pouzita kontrola
statistické vyznamnosti koeficienti modelu pomoci t-statistiky (pomér odlisnosti
odhadované veliciny od teoretické hodnoty ke standartni chybé). Coz odpovidé tes-

tovani, jestli se koeficient vyznamné 1isi od nuly. [2][4]

Diskrétni vybérové modely

U vicenasobné regrese je typické, ze odezva je spojita a ma neomezeny rozsah. Velmi

casto se muze stat, ze odezva bude diskrétni. Prestoze by bylo matematicky korektni
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pouzit vicenasobnou regresi na diskrétni zavislé proménné, tak nékteré predpoklady
teorie vicenasobné regrese prestavaji platit. Pravé proto je vhodnéjsi pouzivat mo-
dely s diskrétnim vybérem. Pokud je zavisla proménna diskrétni, existuje nékolik
vhodnych metod. Prvni metoda je logisticka regrese. Tato metoda se pouziva k mo-
delovani pravdépodobnosti néjaké udalosti (1 nebo 0, vyhra nebo prohra). Moznym
rozsifenim je hledani urc¢itych objektt v obrazu. To spoc¢iva v pridélovani pravdépo-
dobnosti kazdému detekovanému objektu od 0 do 1. Druhd metoda je multinomidlni
logisticka regrese. U této metody je zdkladem moznost vice nez dvou diskrétnich vy-
stupti. To znamena, ze model se pouziva pro predikovani pravdépodobnosti riznych
vystupt kategoricky rozdélené zavislé proménné, danou mnozinu nezavisle promén-
nych (redlné, bindrni nebo kategorické). Treti metoda je metoda probit. Teorie prav-
dépodobnosti definuje probit jako kvantil funkci spojenou s normalnim rozdélenim
(zapis je N (0,1)). Prestoze vysledky téchto modeli byvaji podobné jako vysledky
logistické regrese, zakladni rozdil je v rozdéleni. Casto je tato metoda pouzita v so-
cialnich védach, jako je ekonomie. Druha a tfeti metoda se pouziva, kdyz je zavisla

proménnd bindrni. [3][4]

Modely ¢asovych rad

Modely casovych tad se pouzivaji pro predikci chovani riznych proménnych v bu-
doucnosti. Hlavnim predpokladem této metody je, Ze namérena data v ¢ase mohou
mit interni strukturu (autokorelace, trend nebo kolisdni) a proto na né nelze pou-
zit klasické regresni metody. Specidlné pro tento druh dat byla vytvorena metoda
modeli ¢asovych fad. Tato metoda rozdéluje ziskand data na trendové, sezonni a
cyklické slozky. Mezi casto pouzivané modely casovych fad patii autoregresni mo-
del (AR). Tento model se pouziva ve statistice, ekonometrii a zpracovani signali.
Jedna se o ndhodny proces popisujici ¢asové proménné jevy v prirodé, ekonomii
atd. Definice modelu tiké, Ze se jedna o model, jehoz vystup zavisi linearné vzdy
na predchozich hodnotach a na stochastickém (ma nahodné rozdéleni pravdépodob-
nosti nebo vzorec, ktery muze byt analyzovan, ale nemuze byt predikovan) ¢lenu.

To znamend, ze model je ve formé stochastické diferenéni rovnice. [6]

p
Tt :C—|—Z§0¢Xt_l‘+€t (11)

=1

Kde ¢1 az ¢, jsou parametry modelu, c¢ je konstanta a ¢ je bily sSum. Dalsi ¢asto
pouzivany model je model klouzavého praméru (MA). V analyze ¢asovych pribéhu
se bézné pouziva pro modelovani jednorozmérnych casovych rad. Tento model zavisi

pouze na aktudlnich a minulych hodnotéch stochastického ¢lenu. [6]
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T =p+e+ 0161+ + 05, (1.2)

Kde p je primér rady, 6, az 0, jsou parametry modelu ¢, €¢1,..., €4 jsou chyby
zpusobené bilim sumem. Tyto dva modely spolecné tvori autoregresni model klouza-
vého priméru. Pokud méame néjakou casovou radu Xt, je mozné vyuzit modelu
ARMA pro popis a pochopeni dat a mozné pro predikovani budouciho chovani. V
prvni ¢asti (AR) dochdzi k nalezeni vztahu mezi aktudlni hodnotou a jejimi minulymi
hodnotami. Druhd ¢ast (MA) se zabyva vytvarenim chybového modelu jako linearni
kombinace odchylek vyskytujicich se soucasné v rtznych c¢asovych okamzicich na-
mérenych dat. Zapis modelu vypada vétsinou jako ARMA (p,q) kde p je poradi casti
AR a q je poradi MA &ésti. [4][6]

p q
Ty =c+e&+ Z ;X + Z Oici_; (1.3)
i=1 i=1

Kde ¢y az ¢, jsou parametry modelu AR, 6, az 0, jsou parametry modelu MA,
Et, Et-15---, Et-q jSOU chyby zpusobené bilim sumem a c je konstanta.

Pro popis stacionarnich casovych fad se pouziva predevsim model ARMA. Pro
popis nestacionarnich ¢asovych rad se pouziva model ARIMA. U autoregresniho in-
tegrovaného modelu klouzavého primeéru lze pouzit opakovanou aplikaci rozdilového
(rozdil aktualni a predchozi hodnoty) kroku pro odstranéni nestacionarity. Cést AR
v tomto modelu obsahuje regresni analyzu proménnych na jejich minulych hodno-
tach. Dalsi ¢ast MA obsahuje linearni kombinaci odchylek vyskytujicich se soucasné
na vice mistech v minulosti. Posledni ¢asti je oznacena pismenem I. Tato ¢ast zajis-
tuje nahrazeni hodnoty, rozdilem aktualni a predchozi hodnoty. Tyto tii ¢asti maji

za kol co nejlépe upravit model, aby vyhovoval datiam. [4][6]

Xt — 041th1 — ... Oép/Xt,p/ =&+ 918,&,1 + e 4 qutfq (14)

(1 — i aiLi) X; = (1 + qu gpiLi) € (1.5)

=1 =1

Kde Xt je datova rada (real), t je index (int), L je operdtor zpozdéni o jeden
krok (lag) a; jsou parametry autoregresni ¢asti modelu, 6; jsou parametry MA ¢ésti
a &¢ je odchylka.[6]

Panové Box a Jenkins (tvirci metody aplikace metod ARMA a ARIMA na da-
tové tady), navrhli t¥ifazovou metodu aplikace metod na datové fady zahrnujici

identifikaci modelu, odhad a validaci. Proces identifikace zahrnuje ovéreni, zda je
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soubor dat stacionarni a jestli se data opakuji pomoci zkouméani grafi rady apli-
kovanim autokorelac¢nich a ¢astecné autokorelac¢nich funkci. Tato analyza pomahé
rozhodnout, zda-li by méla byt pouzita autoregresni analyza nebo klouzavy prumer.
V druhé ¢asti dochazi k odhadu parametri pomoci vypoctovych algoritmii, aby se
zajistilo dosazeni co nejpresnéjsich koeficienti pro model ARIMA. K tomu se nej-
castéji pouziva nelinearni metoda nejmensich c¢tvercti. Posledni ¢asti této aplikace
Box-Jenkins je kontrola modelu. Kontroluje se, jestli odhadovany model odpovida
puvodnim specifikacim staciondrniho procesu. Residua (zbytky) by méla byt idedlné
na sobé nezavislé a jejich pribéh v case by mél byt nezavislé a mit konstantni pri-
mér a rozptyl v ¢ase. Pti zjisténi nedostatecné kvalitniho odhadu je nutné se vratit

zpeét k prvni Casti a proces opakovat sestavenim lepsiho modelu.[13][14]

Analyza ,,pfezivani” nebo trvani (Survival or duration analysis)

Dalsi nazev této metody je analyza casu do udalosti. Hlavnim odvétvim kde se tyto
techniky pouzivaji je zdravotnictvi a biologické védy. Také jsou pouzivany v eko-
nomii a strojirenstvi (spolehlivost, doba provozu, doba selhéni atd.). Tato analyza
se snazi odpovédét na otazky typu: Jsou néjak urcitd selhani propojena? Za jak
dlouho dojde k poruse? Jak konkrétni udalosti zvysuji nebo snizuji pravdépodob-
nost selhani? Hlavnim prvek této analyzy je zivotnost. U biologickych aplikaci je
smrt jednoznacnd, ale mechanicka spolehlivost mtize byt ponékud komplikovanéjsi.
Existuje ¢astecna porucha, systém se muze sim zotavit nebo miize dojit k opravée. V
ptipadé biologickych selhdni mohou mit nékteré udélosti stejnou dvojznacénost (in-
farkt, selhani nékterého orgénu). Pro kvalitni analyzu je dulezité mit udalosti dobie
definované spolecné s ¢asovymi okamziky jejich vyskytu. Existuji i modely, které se
primo specifikuji na nejednoznacné udalosti. Obecné analyza preziti zahrnuje pokus
o namodelovani ¢asovych udaju do udalosti (udalost napt. selhani, smrt). Vétsinou
existuje pouze jedind udalost, kterd kdyz nastane, zptisobi smrt nebo rozbiti. Avsak
vyskytuji se opakujici se udalosti, které predpoklad jediného selhani uvolnuji. V
mnoha oblastech jsou praveé tyto opakujici se udélosti klicové a maji velky vliv na
spolehlivost systému.
o Udalost: smrt, porucha, opakovani poruchy, zotaveni nebo jina zajimava uda-
lost
« Cas: ¢as od zacatku pozorovani, ¢as do udélosti, ¢as do ukonéeni pozorovani,
cas do ztraty kontaktu.
o Cenzura/cenzurované pozorovani: Obdobi kde se béhem doby pozorovéani ne-
vyskytne zadna udélost, se popisuje jako cenzurované. Po této dobé neni o
objektu nic znamo. U objektu se po ukonceni cenzury miize, a nebo nemusi

vyskytnout udalost.

25



 Funkce pfeziti S(t): Urcuje pravdépodobnost bezporuchového provozu (pfeziti)
objektu po dobu t.[7][8]

Analyza prezivani se pouziva pro ruzné aplikace:

1. K popisu urc¢itych udalosti

(a) Tabulka zivota: Ukazuje jakd je pravdépodobnost selhani (preziti) urcité

pro ¢asové okamziky zZivota objektu.[9]

Table 1. Life table for the total population: United States, 2003 Click hars for speadhsest varsion
Teskal

Probability Mumber Person-years number of

of dying Nusniber ved person-yeas Expeciation

betwean suniving to betwean between ved above of s
o x ages ¥ o ages ¥ o w1 age ¥ ol age ¥

i dJ i nJ L

100,000 a7 0,354 7743016 T4
§8313 a7 58,250 7543622 o
95,267 Lt 99,250 754432 80
990% 25 99,99 7,445 00 %0
88208 19 99,190 7,345 881 a0
8188 18 99,180 7,248,583 i
SN 18 29163 T147 482 121

Obr. 1.2: Tabulka zivotnosti [9]

(b) Kaplan-Meierova krivka: Tato kiivka ukazuje, jak se vyviji urcity aspekt

sledovaného objektu v case (pravdépodobnost preziti, nezaméstnanosti

atd.).[10]

Figure 2: Kaplan-Meier curves for freedom from death (to
30 days) by device implanted pre/post PCI
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Obr. 1.3: Kaplan-Meierova krivka [29]
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(¢) Funkce preziti: Tato funkce vyjadiuje pravdépodobnost bezporuchového
provozu (preziti) sledovaného objektu, neboli Ze nenastane porucha do

urc¢itého okamziku. Dalsi zndmy nézev je funkce spolehlivosti.[11]

S(t) = PUT > 1)) = /too Flu)du=1— F(t) (1.6)

Kde T je spojita ndhodna velic¢ina s kumulovanou distribu¢ni funkei F(t)

na intervalu [0,00). Priklady grafi funkci spolehlivosti:

i B0
0.8
[=)]
=
=
S 06
g Proportion surviving
,g 0.4 more than 2 months is
g 0% oo 0.37
O
o
0.2
0.0 —

Months

Obr. 1.4: Pravdépodobnost preziti po dobu 0-10 mésicu [11]

(d) Poruchovost: Timto se vyjadiuje, s jakou ¢etnosti dochéazi na systému k
poruse, v jednotkéch poruchy za jednotku ¢asu. Casto se pro ozna¢eni po-
uziva pismeno A. Mira poruchovosti se u objektu muize s ¢asem vyrazné
ménit. Napriklad u riznych stroju (automobil, vyrobni linka) nejspise
bude v desatém roce pouzivani mnohem vyssi poruchovost nez v prvnim.
Nejcastéji dochézi k opotiebeni mechanickych casti. Nejvétsi opotiebeni
je zpusobeno chybou obsluhy (napt. nedoplnéni chladici kapaliny, nevy-
méneéni oleje atd.). V praxi casto vyskytuje termin MTBF (stfedni doba
mezi poruchami z angl. Mean time between failures) oznacovany jako 1/

A9
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Distribution of time between failures
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Obr. 1.5: Pravdépodobnost chyby v zavislosti na délce doby mezi poruchami [IT]

2. Pro porovnani doby zivotnosti dvou nebo vice skupin
(a) 2.1. Log-rank test: Je test hypotézy (hypotéza je testovatelnd na zakladé
testovani procesu pomoci sady nahodnych dat) pro porovnani rozdéleni
doby preziti dvou vzorkl. Jedna se o neparametricky test, jehoz hlavni
pouziti je na zkreslena a cenzurovana data. V mediciné se ¢asto pouziva
na porovnani nové lécebné metody a kontrolni 1é¢by kdy je méten cas do
udalosti (napt. doba o pocatku 1é¢by do infarktu). Definice tohoto testu
rika, ze dochazi k porovnani odhadt poruchovosti dvou skupin podle casu
udélosti. Test je vytvoren vypoctem z pozorovaného a predpokladaného
poc¢tu udélosti v jedné ze skupin v kazdém pozorovaném okamziku a
jejich nasledné secteni pro ziskani celkového shrnuti ve vsech casovych
okamzicich kdy se objevila udalost.[12]
3. Pro popis vlivu kategorickych a kvantitativnich proménnych na dobu preziti
(a) Coxova proporcionalni rizikovost (Cox proportional hazards regression):
Modely proporcionalni rizikovosti tvori tridu modela preziti ve statistice.
Tyto modely vypovidaji o dobé, kterd ubéhne, nez nastane udalost. Tato
doba je vztazena k jednomu nebo vice kovariatim (data nasbirand pred
skuteénym experimentem, mohou zpfesnit analyzu) spojenymi s touto
udélosti. U¢inek p¥id4ni kovaridtu m4 multiplikativni charakter s ohledem
na miru poruchovosti (napiiklad zména materidlu vyrobku muze zvysit
zivotnost na dvojnasobek).[15]
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4. Parametrické modely preziti (Parametric survival models)
5. Stromy preziti (Survival trees)

6. Survival random forests

Klasifikaéni a regresni stromy (CART)

Rozhodovaci stromy se pouzivaji jako prediktivni modely k propojeni pozorované
veli¢iny a cilové hodnoty (listy). Tento prediktivni model je pouzivan ve statistice,
dolovani dat a strojovém uceni. U modeli, kde cilova veli¢ina nabyva diskrétnich
hodnot, nazyvame tyto modely klasifikacni stromy. U téchto stromt predstavuji
listy jednotlivé tiidy a vétve spojeni vedouci k témto listiim. O regresnich stromech
mluvime, pokud cilovd proménnd muze nabyvat spojitych hodnot (real).[16][17][18]

U rozhodovaci analyzy se stromy pouzivaji k vizualizaci dat a zobrazeni procesu roz-

kofen ——=| ANC | Je pohlavi mui? | NE

hrana

uzel ——==le vék =9.57

0.73 36%
Je sibsp = 2.57 ?

list

0.17 61% /

0.05 2% 0.89 1%

Obr. 1.6: Rozhodovaci klasifika¢ni strom CART

hodovani. Pti procesu dolovani dat tento strom popisuje data, ale vysledny strom
muze byt vstupem pro rozhodovani. Metoda rozhodovacich stromti se casto pouziva
pri dolovani dat. Cilem pouziti této metody je vytvoreni modelu, ktery bude prediko-
vat vystupni hodnoty systému, s ohledem na vstupni velic¢iny (viz. Obr. 1.6). Kazdy
vnittni uzel odpovida jedné vstupni veli¢ing, a z kazdého uzlu vystupuji hrany pro
kazdou z moznych hodnot, kterou mize vstupni proménna nabyvat. V kazdém listu
se nachazi cilova proménné reprezentovana cestou od korene az po list. Aby se strom
mohl nazyvat rozhodovacim, musi mit kazdy jeho interni (nelistovy) uzel vstupni
funkei. [16][17] [18]
Vyhody rozhodovacich stromii:

e Velmi jednoduché na pochopeni a interpretaci. Pro pochopeni této techniky

struéné vysvétleni. Snadna interpretace spoc¢iva v grafickém zobrazeni.
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o Zvladaji jak numericka tak kategoricka (nabyva jednu z moznych hodnot) data.
Ostatni metody vétsinou zvladaji pouze proménné jednoho typu proménné.

o Data pred pouzitim nevyzaduji velkou pripravu. Nevyzaduji normalizaci dat.

o Umoznuji pouziti modelu white box (subsystém jehoz prvky lze zobrazit a
obvykle se neméni). Pristup k vnitini struktufe systému umoznuje snadnéjsi
pochopeni systému, ale také ho usnadnuje jeho zneuziti (hacknuti). Progra-
mator muze vidét do kédu a tim najit jeho slabiny, coz ¢ini testovani systému
jednodussi.

e Moznost ovéreni modelu pouzitim statistickych testii. To umoznuje ovéreni
spolehlivosti modelu.

o Mohou dobre pracovat s velkymi datasety. Velké mnozstvi dat se pomoci stan-
dartnich vypocetnich zdroji da zvladnout v pfiméreném case.

o Dokazi velmi dobfe imitovat rozhodovani clovéka. To se muze hodit pii mode-
lovani lidského rozhodovaciho algoritmu (chovéni).

 Lze je aproximovat jakoukoli booleovskou funkei (pf. XOR).[1§]
Omezeni rozhodovacich stromii:

e Stromy mohou byt malo robustni. I mald zména v trénovacich datech muze
zpusobit obrovskou zménu v celém stromu a zménit findlni predikce.

o Problém uceni optimalniho rozhodovaciho stromu je NP-kompletni (lze ho vy-
resit pomoci hrubé sily (brute force algoritmu) a muze byt vyuzit pro jiné
problémy s podobnym algoritmem) pii dodrzeni urcitych podminek dokonce i
pro jednoduché modely. Z toho divodu je uceni rozhodovacich stromi heuris-
tické (chamtivy algoritmus z anlg. Greedy alorithm), to znamen4, ze v kazdém
uzlu se provadi lokalné optimalni rozhodnuti. Kvili tomu neni mozné zarucit
stromt pro zdvojndsobeni dosahu informace (DID, dual information distance).

o Udici algoritmy mohou vytvorit prilis slozité stromy, které priliS nezobecni
trénovaci data. Tento jev je znadmy jako presahovani (angl. overfitting), to
znamena, ze analyza odpovida testovanym datiim. To by mohlo zpusobit ne-
moznost pouziti algoritmu na dalsi sérii testovacich dat. Je zapotiebi pouziti
algoritmu profezavani (angl. pruning), ktera snizi velikost stromu pomoci od-
stranéni nékterych casti, jez maji malou klasifikac¢ni silu. To umozni snizit
komplexnost stromu a zaroven zvysi jeho univerzalnost a presnost.

» Pro data obsahujici kategorické proménné s riznym poctem urovni, dochazi
k uprednostnéni atributii s vice arovnémi. Tomu se d& vyhnout pouzitim pfi-
stupu podminéného odvozeni (Conditional Inference approach), dvou troviio-
vym pristupem (two-stage approach) nebo adaptivnim vynechdnim jednoho

(adaptive leave-one-out feature selection).[1§]
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Algoritmus ID3 patii mezi casto pouzivané rozhodovaci stromy. Slouzi ke generovani
stromu z datové sady. Je to predchiidce C4.5 a pouzivan je v doménéch strojového

uceni a zpracovani prirozeného jazyka.

Atribut s nejvy3ai
vypovédni hodnotou
s ohledemnna
odpovéd A

Vysledek 2

Atribut s nejwyssi
vypovédni hodnotou

Vysledek 1

Atribut s nejwy3ai
vypovédni hodnotou
s ohledem na
odpovéd C

Vysledek 2

Obr. 1.7: Strom vytvoreny algoritmem ID3

Jednotlivé kroky algoritmu:

1. Vypocitani entropie (ndhodnosti) kazdého atributu a z datasetu S.

2. Rozdéleni datasetu S na subsety pomoci atributu s nejmensi entropii (neboli
s nejvyssi vypovédni hodnotou).

3. Vytvoreni uzlu s danym vybranym atributem

4. Rekurzivni rozdéleni na zbyvajici podmnoziny pomoci zbyvajicich atributi. [19]

Multivaria¢ni adaptivni regresni splajny (MARS)

Jedna se o jednu z forem regresni analyzy, ktera je neparametricka a lze ji povazovat
za rozsireni linearnich modelt, s tim rozdilem, ze automaticky analyzuje a modeluje

nelinearity a interakce mezi proménnymi.[20] Model MARS:

flz) = Z:CiBi(ﬂf) (1.7)

Model se sklada z vazené sumy zakladnich funkei Bi(x) a konstantnich koeficientt

¢;. To znamend, ze kazda zdakladni funkce je ndsobend koeficientem. [20)]
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Priklad funkce MARS:

ozone =5.2" (1.8)
+ 0.93max(0, temp — 58)% (1.9)

— 0.64mazx(0, temp — 68) (1.10)

— 0.046max(0, 234 — ibt)? (1.11)

— 0.016maz(0, wind — 7)maz(0, 200 — vis)® (1.12)

(1.13)

Popis funkce MARS:

1. Konstanta (viz. Obr.1.8).

2. ,Zavésna funkce“ (hinge function). Tato funkce je ve tvaru max(0,x-constant)
nebo max(0,constant-x) (viz. Obr.1.9).

3. Soucin dvou nebo vice ,zavésnych funkei. Tyto zdkladni funkce mohou mo-

delovat vztah mezi dvéma a vice proménnymi(viz. Obr.1.12).[20]

I T I T I T I T T I I I I I
g 10 12 14 16 18 20 g 10 12 14 16 18 20
ki "

Obr. 1.8: a) Linedrni model b) MARS model [20]
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1.5 Techniky strojového uceni (machine learning)

Jedna se o studium algoritmi a statistickych modelt, pouzivanych pocitacovymi
systémy bez obsluhy nebo konkrétnich prikaztu (explicitnich). Pfi rozhodovani se
spoléhaji predevsim na vzorce a odvozeni. Algoritmus strojového uceni vytvari mate-
maticky model na zdkladné tréninkovych dat, aby dokazal predpovédét budoucnost
nebo provedl rozhodnuti bez striktné naprogramovaného rozhodovaciho algoritmu.
Strojového uceni se vyuziva v mnoha odvétvich. Napriklad pri filtrovani emailq,
nebo v pocitacovém vidéni, kde je pomérné slozité nebo dokonce nemozné navrh-
nout konvenéni algoritmus pro kvalitni splnéni tikolu. [21]

A
X2

Obr. 1.9: Strojové uceni. Rozdéleni na bilé a ¢erné kruhy [31]

Druhy strojového uceni:

1. Rizené uceni
V tomto druhu uceni se algoritmus pokousi o vytvoreni matematického mo-
delu pomoci zpracovavani daného datasetu, obsahujiciho jak vstupni data, tak
pozadovana vystupni data. Naptiklad u hledani urcitého vzoru v obraze, bude

testovaci dataset obsahovat jak obrazky obsahujici dany vzor, tak i obrazky
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bez daného vzoru. Kazdy obrazek také obsahuje popisek, zda dany vzor obsa-
huje. Kazdy objekt tréninkovych dat mtize mit jeden nebo vice vstupt a jeden
zadany vystup. Pomoci optimalizacniho procesu, ktery se iterativné opakuje,
dochazi k nalezeni funkce pouzitelné pro predikovani vystupu na zakladé no-
vych vstupt. Optimalné nauceny algoritmus dokaze nalézt spravny vystup z
dat, jez nebyla soucasti tréninku. Naucenym algoritmem lze nazvat algorit-
mus, ktery v pribéhu ¢asu dokéze zlepsit své odhady. Rizené u¢eni obsahuje
jak regresni tak klasifika¢ni algoritmy. Pokud jsou vstupni hodnoty omezeny
na urc¢itou sadu hodnot pak lze pouzit klasifikacni algoritmy. Naptiklad filtr
emailli. Vstupem je ptichozi email a vystup je slozka pro ulozeni daného emailu.
Pro algoritmus detekujici spam bude vystupem nastaveni parametru spam na
true nebo false. Regresni algoritmy maji oproti tomu nepfetrzité vystupy, coz
znamena, ze muzou nabyvat jakékoli hodnoty z urcitého rozsahu. Prikladem
jsou spojité velic¢iny jako teplota, délka nebo viha.[21]

. Céstetné Fizené uceni

Tyto algoritmy vyvijeji matematicky model pouze z netuplnych tréninkovych
dat. Cést vstupnich dat neobsahuje popisek.

. Zesilené uceni

Algoritmy zesileného uceni dostavaji odezvu bud jako pozitivni nebo negativni
posileni v dynamickém prostiedi. Tyto algoritmy neuvazuji presnou znalost
matematického modelu. Casto se vyuzivaji v autonomnich vozidlech nebo uéeni
bota do hry. Jedna se o strojové uceni urcujici jaké akce by softwarovy agenti
méli podnikat do prostiedi, aby dosahli maximalni odmény (viz. obr.1.10).
Toto uceni se lisi od tizeného uceni hlavné tak, ze vysledkem neni prezentovani
paru vstup vystup, ale nalezeni rovnovahy prizkumem (nezndmé oblast) a

vyuzitim (soucasnych znalosti).[21]

Environment \

=

o
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i
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@—' \fgé)J ___-’//

Agent

Obr. 1.10: Diagram zesileného uceni [31]
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4. Nerizené uceni
Data pro nerizené uceni osahuji pouze vstupni data a snazi se v nich nalézt
néjakou posloupnost nebo vzorec (seskupeni nebo rozdéleni dat). Tento algo-
ritmus dokaze najit vzory v datech a dokaze seskupovat vstupy do kategorii.
Snizeni vypocetni narocnosti muze byt napriklad v postupném snizovani po-
¢tu funkei ve vstupnich datech. Algoritmus nachazi spolecné rysy jednotlivych
vstupt, a na nové vstupy reaguje podle toho, zdali tyto vstupy dané rysy ob-
sahuji nebo ne. Prikladem takového uceni je klastrova analyza. Tato analyza
se pokousi rozdeélit data na c¢asti, takzvané klastry. Poté jsou data v ramci jed-
noho klastru analyzovana podobné (podle jednoho nebo vice kritérii), nybrz
data mezi jednotlivymi klastry jsou analyzovana rtzneé.

5. Charakteristické uceni
Tento typ uceni podporuje nalezeni reprezentaci pottebnych pro detekci nebo
klasifikaci prvki v surovych datech. Tim je nahrazena rucéné programovana
konstrukce a stroj se dokaze sdm naucit algoritmus a pouzit ho pro vyreseni
konkrétni ulohy. Hlavni motivaci pro vyuziti pro toto uceni je, ze vstupy pro
klasické strojové uceni musi byt dobre matematicky vypocetné zpracovatelné.
Nicméné v redlném svété je vétsina dat (obrazky, videa, data ze snimacii) nedo-
kaze algoritmicky definovat specifické vlastnosti. Moznym feSenim je pak na-
lezeni vyznamnych ryst pomoci zkoumani bez pouziti explicitnich algoritmi.
Tento druh uceni se snazi uchovavat informaci na svém vstupu a transformo-
vat ji tak, aby byla 1épe vyuzitelna, casto jako proces predzpracovani. Tim je
umoznéno zpracovani dat s neznadmym rozdélenim a dovoluje stroji se naucit
na zpracovani specifického tkolu. Charakteristické uceni muze byt fizené nebo
nefizené. U Fizeného jsou tréninkova vstupni data oznacena (ndzvem hledané
véci vyskytujici se v datech). U nerizeného jsou data neoznacena.

6. Rozptylené slovnikové uceni
Tato metoda se pokousi najit fidkou reprezentaci vstupnich dat (fidké kédo-
vani), ve formé zékladnich prvki a jejich kombinaci. Tyto prvky se nazyvaji
atomy a dohromady tvori slovnik. Pokud se prvek nachazi ve slovniku, nemusi

byt ortogonélni.[21]
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Original clean image

Obr. 1.11: Vy¢isténi obrazu pomoci rozptyleného slovnikového uceni [21]

Sebevzdélavani (Self learning)
Je to druh uceni pracujici bez jakychkoli externich zdsahi. Tim se tedy lisi
od zesileného uceni (odmeény) a aktivniho uceni (zdsahy ucitele). Systém je
fizen hlavné interakci mezi poznavianim a emocemi. Samoudici algoritmus v
kazdé iteraci aktualizuje pamét pomoci W =||W(A,S)||. Algoritmus funguje
nasledovné:

(a) V situaci S proved akci 4;

(b) Dochazi k reakci a prijeti nasledki S

(¢) Vypocet emoce na danou situaci V(S’);’

(d) Aktualizace paméti W’(A,S) = W(A,S) + V(S’)
Jedna se o systém s jednim vystupem a jednim vstupem. Existuji dva stavy,
ve kterych tento typ uceni muze nachazet. Prvni stav je stav inicializac¢ni
kde ziska pocatecni informace o situacich s nimiz se mize setkat ve druhém
mozném stavu. Druhym stavem, je stav kde se systém uci. V tomto stavu se
setkava se situacemi zadoucimi i nezadoucimi.
Charakteristické uceni (Feature learning)
Tato metoda se pti predzpracovani vstupnich dat snazi o uchovani informace
a zaroven o jejich transformovani na uzitecna data. Touto technikou je mozné
rekonstruovat i vstupy, které maji neznamou distribuci, ale nemusi byt véro-
hodné pro nepravdépodobné konfigurace dané distribuce. To nahrazuje nutnost
manualniho vytvareni funkci a dovoluje tak stroji naucit se pouzivat funkce
k plnéni konkrétnich tikolti. Charakteristické uceni je mozné rozdélit na uceni
fizené a netrizené. U Fizeného jsou zpracovavana oznacena vstupni data. Jednd
se se hlavné o neuronové sité, vicevrstvé perceptrony a slovnikové uceni. U
netrizeného uceni jsou vstupni data neoznacenda. Jsou to hlavné metody jako
slovnikové uceni, analyza nezavislych komponent, autoenkodéry, maticova fak-

torizace a dalsi formy shlukovani.
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9.

10.

11.

12.

Detektor anomalii (Anomaly detection)

Pti procesu dolovani dat se vyskytuji urcité anomaélie, které se daji popsat jako
nahodna data vyznamneé lisici od ostatnich dat. Tyto anomalie mohou néasledné
zpusobit nespravné vyhodnoceni. Algoritmus dokaze detekovat napriklad na-
ruseni sité z vnéjsku. Existuji tfi hlavni metody pro detekci anomalii. Prvni je
detekce bez dozoru, kde dochazi k detekci anomalii v neoznaceném prostoru.
Princip je, ze vétSina dat je normalni a hledaji se data, kterd se nejméné hodi
ke zbytku dat. Dalsi metodou je detekce anomalii pod dohledem. Pro tuto
metodu je potfeba soubor dat oznacen jako normélni a abnormalni, ktery je
pouzit pro nauceni klasifikatoru. Posledni metodou je detekce anomélni s polo-
vicnim dohledem. Tato metoda se snazi o vytvoreni modelu z norméalnich dat a
nasledné testuji pravdépodobnost, zZe testovana instance bude generovana na-
ucenym modelem. Detekce anomalii se casto pouziva pri detekcich naruseni,
detekce chyb, monitorovani stavu systému. Také se pouziva pii predzpracovani
pro odstranén{ anomélif z datové sady. Casto dokéze zlepsit presnost celkové
analyzy dat.

Pravidla sdruzovani (Association rules)

Hlavnim tkolem této metody je nachézeni vztahli mezi proménnymi ve velkych
databazich pomoci strojového uceni zalozeného na pravidlech. Snaha je nacha-
zet urcitou miru zajimavosti, ktera urcuje silna pravidla mezi daty. Strojové
uceni zalozené na pravidlech je jakékoli strojové uceni, které nachazi propo-
jeni mezi daty, vyviji pravidla pro ukladani, pouziti nebo manipulaci znalosti.
Tyto metody strojového uceni pouzivaji sady relacnich pravidel, ktera pred-
stavuji znalosti zachycené systémem, na rozdil od klasického strojového uceni,
které vytvari univerzalni model. Pristupy strojového uceni zalozené na pra-
vidlech jsou napriklad uceni asociacnich pravidel, systémy klasifikace uceni a
umeélé imunitni systémy. Na zakladé konceptu silnych pravidel, byl vytvotren
algoritmus pro supermarkety, ktery urcoval pravdépodobnost zakoupeni urci-
tych vyrobkii na zakladé zakoupeni jinych vyrobku. Napriklad pokud zakaznik
zakoupil cibuli, syr a brambory, je vysoka pravdépodobnost, Ze také zakoupi
maso na burgery. Toho lze vyuzit pri vytvareni reklamy nebo rozlozeni regalti
v obchodé nebo také rtiznych slev atd.

Systémy klasifikace uceni (Learning classifier systems):

Jsou skupinou algoritmt strojového ucéeni zalozeného na pravidlech snazici se
kombinovat néjaky geneticky algoritmus s uc¢icim algoritmem (fizené/nerizené
uceni nebo zesilené uceni). Hlavnim cilem je identifikovani kontextoveé nezavis-
Iych pravidel, ktera jsou skupinové ukladéana a pokousi se vytvaret predpoveédi.
Induktivni logické programovani (Inductive logic programming):

Je specialni pristup k uceni pravidel za pomoci logického programovani. ILP
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systém odvozuje hypotézu o logickém programu (zahrnujici samé pozitivni
priklady a zadné negativni) z kédovéani zakladnich znalosti a nékolika prikladi
prezentovanych jako logicka databaze faktu. Induktivni programovani zahrnuje
jakoukoli metodu programovani pro reprezentaci hypotéz, jako jsou funkéni

programy. [21]

1.5.1 Neuronové sité

Zékladnim stavebnim kamenem neuronové sité je neuron. Kazdy neuron mé x vstupt,
pricemz kazdy vstup ma svoji vahu, ktera urcuje jeho propustnost. Vahy mohou na-
byvat zapornych hodnot, coz urc¢uje miru jejich zpomaleni. Vnitini potencial j-tého

neuronu Yj;, je urcen souctem jeho vstupt x, které jsou vazené pomoci vah w. [22]

Yjin = D WijTi (1.14)
i=1

Bias, neboli aktiva¢ni prah neuronu, je pridan jako prvni do vektoru x na prvni
misto. Nasledné je s biasem pracovano jako s dalsi vdhou. Celkovy stup neuronu je

tedy dan vztahem:
yj = wal‘z = U}Oj + ZZL‘ZU}U (115)
i=1 i=1

kde wp; je hodnota biasu:

Wo; = bj (]_]_6)

Obriazek 2: Formdalni neuron s biasem.

Obr. 1.12: Formélni neuron s biasem [22]

Vnitini potencidl neuronu y;;, indikuje vystupni stav neuronu y; po dosazeni

hodnoty biasu b;.

17 pOkUd Yijin >0

(1.17)
0, pokud yjm <0

f(yjin> = {

38



Tato funkce je nejednodusi aktivacéni funkei(ostra nelinearita). Dale existuji dalsi
prenosové funkce:

fix)

ostra nelinearita

saturovana linearni
funkce

1
//_—_ standardni logisticka
,_/ o~

fix)

hyperbolicky tangents

0

Obr. 1.13: Priklady aktivacnich funkei [22]

Formalni neutrony propojené dohromady tvori neuronovou sit. Jejich propojeni
je realizované tak, ze vystup kazdého neuronu je propojen s jednim nebo vice neurony
dalsi vrstvy. Pravé mnozstvim a zpusobem propojeni neuront je urcena topologie
sité. Kazdd neuronova sit je rozdélena na vstupni vrstvu, pracovni (skryté) vrstvy
a vystupni vrstvu. Ménici se stav jednotlivych neuront ovlada zptsob a rychlost
zpracovani informace. Rlzna vaha propojeni neuronti pak upravuje konfiguraci sité.

Uceni neuronové sité probiha ménicim se stavem neuroni a adaptaci jednotlivych
vah.[22]
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vystupni vrstva

} skryté vrstvy

vstupni vrstva

Obr. 1.14: Ttivrstva neuronova sit [22]

Architekturu takovéto sité je mozné ménit pouze pridanim nebo odebranim neu-
rontd v jednotlivych vrstvach, protoze kazdy neuron je spojeny se vSemi neurony
dalsi vrstvy. Na obrazku je vidét tiivrstva neuronova sit (3-4-3-2), s vyznacenou
cestou. [22]

1.5.2 Perceptrony
Jednoduchy perceptron

Perceptron je nejjednodussi neuronova sit s jednim neuronem. Tento neuron mé
typicky m vstupi a jeden vystup. Obor vstupnich hodnot muze byt unipolérni (0,1)
nebo bipolarni (-1,1). Kazda vstupni vétev navic obsahuje vahu, kterd urcuje jeji
validitu. [22]

Vicevrstvé perceptrony

jedna se o jednoduchou neuronovou sit s jednou vstupni vrstvou, jednou vystupni a
libovolny pocet skrytych vrstev. Vsechny neurony nésledujici vrstvy jsou propojeny
se vSemi neurony vrstvy predchozi. Vstupni vrstva zpracovava vstupni signal, vy-
stupni vrstva déla rozhodnuti a predikuje vstupy. Napriklad architektura s jednou
skrytou vrstvou dokéazi aproximovat jakoukoli spojitou funkci. ¢asto se pouzivaji pti
uceni pod dohledem, kde se uci na parech dat vstup - vystup a nachazeji korelaci
mezi nimi. Opét je soucasti uc¢eni nastavovani vah, iprava parametra a biasu, pro co
nejefektivnéjsi potlaceni chyby. Pouziti zpétné propagace (backpropagation) mé za
nasledek, ze zmény vah a biasu jsou relativni vii¢i chybé. Vicevrstvy perceptron se
dé4 predstavit jako ping pong. Kazdy odpal micku je odhad odpoveédi (predpovédi)
a kazdy navrat micku je zpétna vazba o tom jak moc byl odhad chybny. V dopred-

ném prichodu se signdl postupné dostava ze vstupni vrstvy, pres skrytou vrstvu do
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vrstvy vystupni a je porovnan se skutecnymi pravdivymi vystupy. Zpétny prichod
pouziva zpétnou propagaci, fetézové pravidlo a parcialni derivace chybové funkce,
pro zpétné zpracovani nékterych vah a biasu. Diky tomu je zjisténo, které parametry

je nejspise potreba upravit. Diky tomu dochazi ke konvergenci chyby.

1.5.3 Naive Bayes

Tato metoda je zalozena na bayesové theorému.

P(B]A)P(A)

P(AIB) = ==F 5

(1.18)

P(A|B) ur¢uje pravdépodobnost udalosti A za predpokladu, ze se uskutecnila udalost
B. P(BJA) vyjadiuje pravdépodobnost udalosti B za predpokladu, Ze se uskute¢nila
udalost A. Déle P(A) a P(B) uréuji pravdépodobnosti udalosti A a B. Na tabulce

nize je vidét rozhodovaci tabulka tykajici se hrani golfu.[24]

0 Rainy Hot High False No
1 Rainy Hot High True No
2 Overcast Hot High False Yes
3 Sunny Mild High False Yes
4 Sunny Cool Normal False Yes

Obr. 1.15: Rozhodovaci tabulka hrani golfu [24]

V tabulce je vidét klasifikace zda-li je den vhodny pro hrani golfu. Pti propojeni

se vzorce na obr. 1.16 je udalost A hrani golfu a vektor B jsou podminky pocasi kde:
B - (b17b27b37 o 7bn)

Tato metoda se pouziva od 60 let 20. stoleti a stéle je oblibenou metodou pro analy-
zovani textu (prislusnost urcitych dokumenti, detektor spamu atd.). Pfi spravném
predpracovani dat je mozné pouzit tuto metodu pri automatickych zdravotnich dia-
gnozach. Vyhodou oproti jinym klasifikatortim je, ze pfi vypoctu maximalni pravde-
podobnosti je mozné provést hodnocenim vyrazu v uzaviené formé, coz mé linearni
narocnost (spise nez zdlouhavou linearni aproximaci). Linedrni ndro¢nost znamen4,

ze doba vypoctu roste linearné s rostoucim mnozstvim vstupnich dat.
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1.5.4 K-nejblizsi sousedé

Tato neparametrickda metoda se pouziva jak ke klasifikaci tak k regresi. Pro obé
pouziti je klicovy parametr k, ktery urcuje jak velké okoli upravovaného bodu je

brano v potaz.

o Pri regresi je vystupni hodnota bodu vypoctena jako aritmeticky priameér jeho
k-nejblizsich sousedti
» U klasifikace je bodu prifazena hodnota nejcastéji se vyskytujici v jeho k-okoli.
Pokud je k=1 pak mu bude pritazena hodnota nejblizsiho souseda.
Dalsim uzite¢nym trikem muze byt vahovani sousedi. To spoc¢iva v prifazeni para-
metru 1/d kazdému sousedovi, pricemz d je vzdélenost od souseda.
Na obrazku je vidét pouziti algoritmus kde k=3. Je zde vidét, ze modra hvézda
patii s vysokou pravdépodobnosti do skopiny ¢ervenych kolecek. Volba parametru

k je velmi dulezita pro tento algoritmus.

® i V'
m o X

Obr. 1.16: KNN algoritmus [25]

Parametr k se voli podle mnoha faktorii. Jednim z nich je napiiklad mnozstvi
sumu. Vétsi hodnoty k redukuji dobfe Sum, ale ¢ini hranice mezi tiidami méné
vyrazné. Presnost algoritmu muze byt pomérné dost snizena pritomnosti hlu¢nych
nebo irelevantnich prvki nebo kdyz se méritka prvki vyrazné lisi od jejich vyznamu.
Neékdy je také potreba pouzit takzvanou redukci dat, ktera se pouziva u velkych

datasetii. Pro presnou klasifikaci jsou vétsinou potieba jen nékteré datové typy.
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Vyhody a nevyhody algoritmu K-nejblizsi sousedé (KNN)

e Vyhody
1. Jednoducha implementace
2. Jedna se o tzv. liny algoritmus uceni a proto nevyzaduje zadnou fazi
uceni. Diky tomu je algoritmus podstatné rychlejsi nez treba linearni
regrese atd.
3. Algoritmus nevyzaduje uceni a tak mohou byt nova data pridana bezpro-
blémoveé.
4. Vyzaduje pouze 2 parametry. Parametr k a funkci vzdalenosti (Euklidov-
ska nebo Hamingova atd.).
e Nevyhody
1. Nefunguje velmi dobie s vice dimenzionalnimi daty. Pro algoritmus je
obtizné vypocitat kazdé dimenze.
2. U velkych soubort dat dochazi k problému vysokych nakladi na vypocet
vzdalenosti mezi novym a kazdym dalsim bodem.
3. Protoze algoritmus tézko nachazi vzdalenosti mezi dimenzemi s katego-

rickymi vlastnostmi, neni pro tento typ dat vhodny.
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1.5.5 HIluboké uceni (Deep learning)

Hluboké uceni patii do pole strojového uceni. Algoritmus byl odvozen z metody
umeélych neuronovych siti. Jeho hlavnim znakem je moznost uceni na nestrukturo-
vanych neoznacenych datech. Tento algoritmus je charakteristicky hledanim vzorct
a podobnosti v datech a rozhodovani na zakladé nich. Na obrazku [1.5.5| je vidét
jak moc se lisi rozdil ve vykonosti hlubokého uceni a starsich ucicich algoritmi v

zévislosti na narustajicim mnozstvi dat. [33][32]

Why deep learning

Deep learning

Performance

Amount of data

How do data science techniques scale with amount of data?

Obr. 1.17: Pfednost hlubokého uceni na velkém mnozstvi dat [32]

Hluboké uceni se vyvijelo spolu s digitalni dobou. V dnesni dobé jsou ve vsech od-
vétvich sbirdna obrovska mnozstvi dat (big data), ktera je velmi slozité a vypocetné
narocné zpracovavat. Tato data jsou prevazné nestrukturovana a lidem by trvalo
roky z nich extrahovat dulezité informace. Firmy si uvédomuji potencial skryty v
téchto datech a stédle vice se snazi investovat do systému umélé inteligence pro au-
tomatizaci sbéru a vyhodnoceni dat. Nejmodernéjsi metodou hlubokého uceni jsou

konvoluéni neuronové sité. [33][32]
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Konvoluéni neuronové sité (Convolutional neural network, KNS, CNN)

Tato metoda se velmi ¢asto pouziva pri zpracovani obrazu. Jedna se o vicevrstvou
neuronovou sit, kterd ma vrstvy plné propojeny (kazdy neuron je propojen se vsemi
neurony nasledujici vrstvy). Diky tomuto propojeni jsou tyto sité nachylné na pre-
uceni. Metoda vyuziva hierarchicky vzorec v datech a pomoci jednodussich vzorcu
cesy, protoze vzorec propojeni neurontl pripomina organizaci lidskych neuronii. KNS
pouziva pomérné malo predzpracovani oproti ostatnim klasifika¢nim algoritmtm. Sit
si sama vytvori filtry, které je nutné v jinych algoritmech vytvorit ruéné na zédklade
apiorni znalosti nebo predchozich vysledkii. Tato samostatnost je hlavni vyhodou
KNS. Princip spoc¢iva v prochazeni vstupniho obrazu témito filtry a hledani vzorcu.
Parametry filtra jsou velikost, krok prochazeni a hloubka filtru (musi odpovidat
hloubce vstupniho obrazu). Data jsou pak preddvana do dalsich vrstev, napriklad
Pokud je vyhodnocovéana proménlivé t¥ida (zvite, clovék) je dulezité mit vhodny da-

taset obsahujici velké mnozstvi ruznych fotografii. [34]
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1.5.6 Neuronova sit typu LSTM

V této praci je pouzita neuronova sit typu sequence-to-sequence LSTM network,
neboli sit typu sekvence k sekvenci, dlouhd kratkodoba pamét. LSTM je uméla
rekurentni neuronova sit (RNN). Nejednd se o obycejnou doprednou architekturu,
ale obsahuje zpétnovazebni propojeni. Sif je schopna zpracovavat jak obrazky tak
sekvence dat. Jejim hlavnim tkolem je rozpoznavat pismo, hlas nebo jiné intervaly
opakujici se v datovych sekvencich. To je pro potieby této prace vyhovujici. Sit si
pri uceni dokaze zapamatovat informace z predchozich iteraci a ty pak vyuzit ke
klasifikaci dalsich vzorki.

LSTM sité jsou pouzivany pro vyhnuti se problémtm se zavislostmi v datech v
sirsim casovém rozmezi. Dlouhodobé zapamatovani informace neni véc, kterou se
snazi naucit, ale jejich vlastnost. Vsechny rekurentni neuronové sité se skladaji z te-
tézce propojenych moduli. V jednodussich sitich jsou tyto moduly slozené naptiklad
jen z funkce tanh nebo jako na obrazku se skladaji ze specidlni struktury. [36]

1.5.7 Struktura a vysvétleni LSTM sité

® ® ®
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The repeating module in an LSTM contains four interacting layers.
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Neural Network Pointwise Vector
Layer QOperation Transfer

v
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Concatenate Copy

Obr. 1.18: Ukézka LSTM sit&[35]

Na obrazku jsou vidét jednotlivé Sipky z nichz kazda prenasi cely vektor dat. V
rizovych oblastech pak dochazi k riznym vektorovym operacim. Ve zlutych oblas-
tech se nachazi naucené vrstvy neuronové sité. Spojené ¢ary naznacuji zietézeni a

naopak rozdélujici se ¢ary znamenaji kopirovani vektoru na vice mist.
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Na obrazku [1.19| je vidét hlavni vétev probihajici v horni ¢asti diagramu. Tato
vétev vyjadiuje stav celé buniky. Do této vétve jsou pridany pouze jednoduché line-
arni operace pro jednodusi prichod informace. [35][30]

c, s

&y
®
v

Obr. 1.19: LSTM hlavni vétev[35]

Pomoci bran (gates), jako je na obrazku , je opatrné pridavana nebo odebi-
rana informace. Brany se skladaji z operace linedarniho nasobeni a sigmoidni vrstvy
neuronové sité. Vystup z této vrstvy je mezi 1 a 0 a popisuje kolik procent informace
mé byt propusténo. Hodnota nula znamena nic a jedna znamena vSechno. V buiice

se nachazi tii takové brany pro jeji ochranu a kontrolu stavu.[35][36]

—(@—

Obr. 1.20: LSTM brana[35]
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1.5.8 Jednotlivé kroky LSTM sité

V prvnim kroku dochazi k vybrani informace, kterd bude zapomenuta. O to se stard
vrstva se zapominajici branou (forget gate layer). Vrstva se podivd na h;_; a x; a
na vystup je poslano ¢islo mezi 1 a 0, které pak ovlivni informaci z predchozi bunky
C;_1. V predchozi bunce se mize nachazet uzitecné informace pro aktualni bunku a

nebo naopak informace tiplné zbytecna. [35][36]

j’f = G{H"}"[flf_h;ﬁ] -t b_ir]'

Obr. 1.21: LSTM krok 1[35]

Druhym krokem je pak rozhodnuti o zptisobu ulozZeni nové informace v aktualni
bunice. Tento krok se skldda ze dvou casti. Prvni z nich je sigmoid vstupni vrstva,
kterd ma za tkol rozhodnout jakou hodnotu budeme aktualizovat. Druha cast je
vrstva tanh, kterd vytvori vektor novych hodnot, které jsou pridany do stavu bunky.
Poté jsou vysledky téchto dvou casti spojeny do jednoho a je aktualizovan stav
bunky.

Kdyz je néjaka cast informace zapomenuta, je nutné ji nahradit novou informaci.
[35]136]

i( =a [’H;,'[h;__l.i[-'lr] + b;]

hi—1 éf — r-'r“l]l[(\'l{"h{_”[h.r l;-'{r'f] - b(’_’-‘)

Obr. 1.22: LSTM krok 2[35]
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V tretim kroku je vidét skutecné aktualizovani stavu bunky C;_; na stav
aktudlni C;. Data pro aktualizaci byla vybrana v predchozich krocich a nyni dojde
k aktualizaci. Pomoci vynasobeni C;_; s f; dojde k zapomenuti jiz nepotfebné in-
formace. Poté ndsobenim 4, s C; dojde k filtrovani nové informace podle toho jak
moc je potieba aktualizovat stav. V tomto kroku dochéazi k nahrazeni nepotiebné

informace novou informaci. [35][36]

®
I’T it A (.jlr — f.f % (_-1;_1 + 'illr_ # (.L?Ig

Obr. 1.23: LSTM krok 3[35]

V poslednim kroku dochézi ke stanoveni vystupu. Vystup je zalozen na stavu
bunky, ale bude zménén. Na zac¢atku prochazi informace pres sigmoid vrstvu, kterd
rozhodne jaka c¢ast stavu bunky bude zobrazena na vystupu. Pomoci funkce tanh
jsou hodnoty normalizovany mezi 1 a -1 a pak nasobenim s vystupem z funkce sig-
moid jsou na vystup poslany pouze relevantni hodnoty. Diky tomu jsou na vystupu

pouze potfebné informace pro predikci. Nepouzitelné informace jsou zapomenuty. [35] [36]

b i
@ani o = a (W, [h; l,.‘rr;] + b,)
o (X)
- o] N hy = oy * tanh (C})
' >

Obr. 1.24: LSTM krok 4[35]

V praxi se pouziva vice variant této metody, ale ty nejsou v této praci pouzity.
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1.5.9 Popis vysledkii neuronové sité

Prvnim parametrem je presnost (accuracy), kterd v procentech vyjadiuje kolik pre-
dikovanych hodnot odpovida skuteénym hodnotam. Pocita se jednoduse z prediko-
vanych parametri a znamych skute¢nych hodnot.

Druhym parametrem je uréitost (precision), kterd vyjadiuje kolik vybranych
vzorki je relevantnich. Jedna se o zlomek relevantnich instanci oproti vSem ziskanym
instancim. Detailni vysvétleni se nachézi na obrdzku [I.25]

Tretim parametrem je schopnost vybaveni si (recall), ktery vyjadiuje kolik re-
levantnich vzorkt bylo vybrano. Tento parametr je znam také jako citlivost. Jedné
se o zlomek celkového mnozstvi relevantnich instanci, které byli skutecné ziskany.

Podrobnéjsi vysvetleni se nachazi na obrazku [1.25

relevant elements

I |
false negatives true negatives
° o ° o o

selected elements

How many selected How many relevant
items are relevant? items are selected?

Precision = Recall = —

Obr. 1.25: Vysvétleni parametri precision a recall [37]

vvvvvv

vyjadruje presnost testu vzhledem k parametrtim recall a precision.
Vypocet viech téchto parametrii je vidét na obrazku [T.T91.20] a [T.21]

TP
Precision = ————— 1.1
recision = o5 p (1.19)
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TP
i — 1.2
Recall TP L EN (1.20)

Precision * Recall
F1=2 1.21
¥ Precision + Recall ( )
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2 Popis vyrobni linky a sbéru dat

Vyrobni linka realizuje sérii operaci, jejichz cilem je vyroba findlnitho kusu motoro-

vého bloku. jednotlivé operace jsou pak vypsany v kapitole

2.1 Jednotlivé operace na vyrobni lince

Grob - Obréabéni

EcoClean - Prani

VW Braunschweig - Laser
Sturm - Meéreni

VW Braunschweig - Plazma
Sturm - Meéreni

EcoClean - Prani

Grob - Obréabéni

Gehring - Honovani

© XN oW

—_
e

EcoClean - Prani

—_
—_

. VW Braunschweig - Vitivé proudy

—_
[\]

. VW Braunschweig - Vystupni kontrola
. Aktivit - Paletizace

—_
w

Sbér dat z linky

Na nésledujicim obrazku je vidét zptisob ukladani dat ze stroji na server. Pii vyrobé

dochézi ke sbéru velkého mnozstvi dat. Tyto data se nachézi v priloze [A]

Data pro sledovani vyroby

,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,,

Kepware server
{FIOT box)

Obr. 2.1: Zptsob ukladani dat z vyroby
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2.1.1 Rozbor systému diagnostiky

V této kapitole se nachazi popis diagnostiky p¥i vyrobé motorového bloku ve Skoda
auto a.s., systém oveérovani hotovych motorovych bloki a sledovani stavu vyrob-
nich stroji a jejich kondice. V poslednich letech celosvétoveé roste mnozstvi pouziti
hliniku pri vyrobé bloki valcii motoru. Hlavni vyhodou jsou naklady na vyrobu z
divodu mensi spotfeby energie. Predpoklada se, Ze v roce 2020 budou alespon 2/3
motori vyrobeny z hliniku. Ve Skoda Auto a.s. se dochézi p¥i vyrobnim procesu k

mechanickému zdrsnovani a plazmovani (potahovani).

Obr. 2.2: Blok vélcu[27]

Hlavni vyhody tepelné potazenych otvorii valce oproti litym vlozkam z litiny

e Zmacné snizeni vahy

o V sériové vyrobé se snizuji naklady

o Zlepseni prenosu tepla

e Snizeni spottfeby oleje

o Extrémné robustni povrch valce

e Odolné oproti modernim agresivnim paliviim

o Nizké tfeni a vysoka odolnost vii¢i mechanickému opottebeni
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Vlivy na kvalitu a naklady vyroby

Vlivii na kvalitu je velké mnozstvi, mezi hlavni patii:
e Design
— Material, sitka stény
— Design honovaciho vybaveni, zkoseni ...
e Slévarna
— Kvalita liti (Dutiny a Poréznosti)
o Predbézné obrabéni
— Retézec toleran¢énich mezi
— Vlhky vs. MQL (Minimum quantity lubrication)
— Vyrobni strategie
o Aktivace
— Procesy
e Proces potahovani
— Predcisténi
— Druh povlaku
— Minimalizace povrchovych tprav
— Sitka (Tloustka)
e Dodatecné zpracovani
— Prestrikani a cisténi
— Chlazeni
o Dokonceni
— Retézec toleran¢énich mezi
— Charakteristické vlastnosti povrchu
— Vyrobni strategie a procesy

cely prehled je mozné najit v popisu na strance [27].
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Proces tepelného potahovani blokid valca

Tento proces se sklada z Sesti kroki:
o Predzpracovani - Hrubé obrabéni

Jemné vrtani

Mechanické zdrsnéni

Potahovani

e Dokoncovaci proces

o Jemné vrtani a honovani[27]

Kazdy krok vyrobniho procesu vyzaduje konkrétni znalosti technologie. Veskeré
interakce mezi jednotlivymi procesy musi byt presné sladény. Specifikace a konkrétni
nastaveni jednotlivych procesu je know-how firmy a neni verejné. Pouze spravnd

kombinace téchto procesu vede k prvotiidni kvalité a ekonomickému procesu. [27]

Turn-Key production system for thermal coated cylinder bores

\2"" - T "
Fine Boring +
Hening

MAG / GEHRING

GRUFPPE

Obr. 2.3: Detail linky[27]



Proces zdrsnéni povrchu

o Piskovani povrchu ¢asto neni schvaleno pro vysokoobjemovou automobilovou

vyrobu.

Obr. 2.4: Zdrsnéni piskovanim [27]

e Zdrsnovani pomoci vysokotlakého proudu vody je spolehlivé teseni, ale také

velmi drahé.

Obr. 2.5: Zdrsnéni vysokolakou vodou [27]

e Mechanické zdrsnovani je ekonomicky vyhodné a je mozné pouzit rizné vy-

robni{ procesy. Tento typ je pozit na vyrobni lince ve Skoda Auto a.s.
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Mechanical Roughening

SEINFITEEBE 'BE | RN E i
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Obr. 2.6: Zdrsnéni mechanické [27]

Po mechanickém zdrsnéni se na povrchu bloku valcti vytvori pravidelné zuby

(viz. obr 27.). Pro optimdlni ekonomické feseni je nejlepsi pouzit MQL.

Obr. 2.7: Detail povrchu [27]
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Plazmovani

Tento proces spoc¢iva v nanaseni povlaku na vnitini povrch bloku valci motoru.
Nejcastéji se pouziva pravé pro potahovani otvoru pro valce v automobilovém pri-
myslu. Tato technika pak umoznuje pouziti hlinikovych blok misto tézkych litino-
vych kusti. Jako material je pouzit jeden vodivy drat. Plazmovy nadzvukovy paprsek
nejdrive drat roztavi, atomizuje jej a nasledné nahani na substrat. Paprsek plazmy
je tvofen obloukem mezi katodou a dratem (anoda). Po atomizovani nanasi vytvo-
feny plyn proud roztavenych kapicek na sténu valce. Céstice maji velkou kinetickou
energii a tak se po dopadu na povrch zplostuji. Po dopadu velmi rychle tuhnou a vy-
tvari krystalickou amorfni fazi. Je mozné vytvaret vicevrstvé povrchy. Ty pak tvori
vysoce odolny povlak. Jako material je mozné pouzit vsechny vodivé draty do pri-
méru 1.6mm. Plazmovani lze pouzit pro nanaseni povlaku na opotiebitelnou plochu
soucasti motoru nebo prevodovky, ¢imz se nahradi pouzdro nebo lozisko. Pokryti
ochranou vrstvou nabizi velkou fadu vyhod jako snizeni hmotnosti, nakladi, tfeni

a napéti v ojnici.

ACCS Pokrocily systém pro plazmovani bloka valci

Vlastnosti systému jsou:

o Integrovany systém kontroly blokt valct

Nakladani a vykladani kust probiha zaroven pii méreni

Rychla vyména nastroju

Rucni a automatické ovladani se senzorem vzduchové mezery (pojistka)

MozZnost vkladani materidlu rucné, automaticky (robotem nebo portélem)
1. Povrchova tprava (potahovani)
o Nejnovejsi generace systému APS potahovani
o Super rychlda vyména hotového kusu za dalsi
o Maskovani bloki a vyprazdnéni s poloautomatickou vyménou sprejova-
ciho kolektoru
e Velmi ucinny odsavaci systém nahore i dole
o Automaticky systém ¢isténi hordku pomoci C'Os
o Priihledny systém vyfuku pro moznost vizualni kontroly proudu castic
o Stlaceny vzduch nebo dusik je mozné pouzit jako atomizacni plyn
2. Rizen{ dodévky a systém vyfuki
o TWS: Privod vldnka ze sudu (max.600kg) nebo z vietene (15kg)
« TPS: Dvojité napajeni pro zajiSténi kontinudlniho potahovani
o TWS/TPS: Obsahuje vsechny kontrolni moduly, automatizovany 3-kanalovy
vyfukovy systém, centralni rozhrani pro vSsechna mozna pozadovana mé-

dia
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Zpusob nanaseni TWS:

ACCS-TWS
GTV-RSW "
tena
valce
Katoda |-}
Obr. 2.8: Detail plazmovéani bloku valea TWS [27]
Popis:

o Atomizujici plyn: Pri atomizaci plynu je proud tekutého kovu nanasen na sténu
bloku valeti, pomoci plynu o vysoké rychlosti (vzduch, dusik, argon, helium)
Zpusob nanaseni TPS:

Flazma + el. proud Anoda s vodnim
chlazenim y
Manesena
i) Vrstva
ACCS-TPS =
-
OM-APS
Dé?ktf Ku | &

lzolace e
prasku

Obr. 2.9: Detail nandseni plazmy na blok vélcu TPS [27]
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Schéma finalni kontroly bloku valci

V nasledujici kapitole je ukézan systém kontroly findlnich blokt motoru. Na obrazku
je vidét kde se nachazi jednotlivé senzory a jaké vady jsou hledané. Na obrazku je
také vidét priklad mozné vady. Mezi procesem obrabéni a finalni kontrolou mohou
vznikat delsi prodlevy, ve kterych mutze vlivem ritiznych problémi, dochazet k neu-
stalému vyrabéni vadnych kusti. Pravé tomu se snazi metody popsané v této praci
zamezit a odhalit vadny kus na zakladé dat ze stroju jiz pii jeho vyrobeni. Tim

dojde ke snizeni poc¢tu vadnych kusii a tim i nakladd na vyrobu.

ACCS-CI
Schematic set-up

Cylinder-Surface

| c 360°
\ ¢ _

—¥—— Dark Field lllumination
(surface defects (e g. spitting's))

- Temp. Sensor

[ (for temp-compensation)
| 1 +—~—t+————— Boroscope

(Surface Defects)

up to 100%
(engine
dependent)

3 x Confocal Sensor
(roughness, diameter, coating thickness)

\ Color Sensor (Indirect measuring of oxides)

e o - Bright Field Illumination
(surface defects (e.g. pores))

#—— Cylinder Surface

Obr. 2.10: Podrobnosti inspekce bloku motor[27]

o Dark Field Illumination (surface defects (e.g. spitting’s)): Osvétleni tmavych
¢asti, nalezeni povrchovych vad (napf. plivanci)

 Boroscope (Surface Defects): Boroskop (povrchové vady)

« Color Sensor (Indirect measuring of oxides): Barevny senzor (nepfimé méfeni
oxidi)

« 3 x Confocal Sensor (roughness, diameter, coating thickness): 3x konfokalni
sensor(drsnost, prumeér, Sitka potahu)

« Bright Field Illumination (surface defects (e.g. pores)): Osvétleni svétlych mist
(detekce povrchovych vad jako poéru atd.)

o Cylinder Surface: Povrch bloku valcti
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2.2 Popis dat linky plazmy

Prvnim druhem jsou data vazana na kazdy vyrabény kus a ulozena na RFID ¢ipu
svazaného s konkrétnim kusem. Moznost vyuziti téchto dat spociva v tvorbé modelu
pro naslednou predikci. Kazdy stroj na kazdé operaci zapisuje na dany cip veskera
data tykajici se daného kroku. To znamena nejenom data o vyrobku, jako naptiklad
jeho rozméry a status (OK/NOK), ale i provozni data stroje. Jedna se o informace o
stroji jako takovém a zaroven o data ze snimact z doby obrabéni daného kusu (napf.
teplota, tlak atd.). Zaroven jsou k dispozici informace o dobé trvani jednotlivych
ukonti v daném stroji. V této kapitole se nachazi popis jednotlivych dostupnych dat
z linky plazmy vcetné jejich zdroju.

Dalsim zdrojem dat je ukladani dat z vyrobnich stroji na server. Jedna se o
data vytipovana odborniky ve Skoda Auto a.s. Tato data obsahuji prevazné data
o strojich, napiiklad stav stroje a pocty vyrobenych kust, pocet OK a NOK kusti.
Tato data by bylo mozné zéasti také pouzit pro tvorbu modelu. V téchto datech
se snadnéji hledaji vzorce, protoze jsou na server odlévana v redlném case. Pokud
by bylo k dispozici dostateéné mnozstvi dat, bylo by mozné je analyzovat pomoci
riznych algoritmi a najit spojitosti s daty ze stroje a vyslednou kvalitou kusu.
Hlavnim vyuzitim téchto dat je jejich néasledné sledovani a predikce vad a poruch.
Pokud bude spravné navrhnut a vytvoren model, je mozné sledovat tato data v
realném case a z jejich pribéhu a predevsim nenadalych zmén predpovidat poruchy

a nebezpeci vyrobeni NOK kust.

2.2.1 Dualezita data z linky plazmy

Zde se nachazi seznam dat, ktera nejcastéji ukazuji nedostatecnou kvalitu kusu a
také velic¢iny, které tyto chyby zpusobuji. Napriklad otacky laseru za minutu mohou

zpusobit chybnou drsnost vélce.

1. Grob - obrabéni
1 Data ze stroju
o Zivotnost nastroje D (kusy)
« Zivotnost nastroje Rz (kusy)
« Otacky za minutu (3500 RPM)
« Posuv (1050 mm/min)
« Tlak emulze (20 Bar)
o Zivotnost ostatnich nastrojii (kusy)
2 Data z méfeni

 Drsnost valce (10-20 pm)
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 Porzice vélce (mm)
. Primér vilce (74,16 £ 0,1)
o Pruamér indexu (14 H7)
o Prumér indexu (12 H7)
2. VW Braunschweig - Laser (Data ze stroji)
1 Zivotnost optiky (2000 kust)
2 Rychlost spotieby (28 m/s)
3 Posuv (681,8 mm/min)
4 Vykon laseru (1000W)
5 Otacky za minutu (6136 RPM)
3. Sturm - (Data z méfeni)
 Drsnost (30-80 pm)
 Linky - pfesnost (10 linek/1mm)
o Pramér vilce (mm)

« Poréznost (mnozstvi)
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2.2.2 Rozbor datovych blokiu (RFID)

Zde se nachdzi data o kusu bloku vélctu (Zylinderkurbelgehéuse - ZKG) Ta se nachazi
na RFID unikatnim ¢ipu, ktery ma kazdy vyrabény kus na lince. Data jsou sbirana
s periodou vzorkovani 1 vtetina. Sbér dat probiha kontinualné v pribéhu obrabéni
kusu na daném pristroji. Po obrobeni kusu jsou data, ktera se nasbirala pri obrabéni,

zapsana na RFID ¢ip. Konkrétni popis téchto dat se nachdzi v priloze [A]l

2.2.3 Finalni vybrana data pro prediktivni analyzu

Parametry v této kapitole byly vybrany jako dilezité na zakladé konzultace se zkuse-
nymi odborniky. Tyto veli¢iny nejvice ovliviiuji kvalitu vysledného kusu. Neni nutné,
aby byla vSechna z nich pouzita pro predikci. Pokud se pri zpracovavani diplomové
prace ukéaze, ze néktera data jsou nepodstatna, budou z analyzy vyrazena. Bude se
dle dohody jednat o sbér surovych dat pres Kepware a DataLogger do DB MS SQL
(vytvoiena bude SKODA SQL adminy). Sbér dat probihd s periodou vzorkovani 1
vterina. Tato data jsou pristupnd v redlném case, takze je mozné je pouzit pro pre-
diktivni analyzu v realném case. Tabulka obsahujici vSechny vybrané parametry se
nachdzi v piiloze [Bl V této praci budou z duvodu rozsahu analyzovéna pouze data
teploty a rychlosti otdc¢ek (RPM).
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3 Prakticka cast diplomové prace

3.1 Uvod

Cilem praktické ¢asti diplomové préce je analyza dat z virobni linky ve Skoda auto
a.s. PTi vyrobé je obrabéni kusu a jeho detailni méreni uskutecnovano na nékolika
strojich. To zpiisobuje vznik dopravniho zpozdéni mezi témito operacemi. Pokud
dojde k vyrobeni vadného kusu, respektive rozladéni nebo poruse obrabéciho stroje,
vznikd dopravni zpozdéni mezi chybou a zjisténim chyby pii méreni tohoto vadného
kusu. Hlavnim cilem této prace tedy je odhaleni této poruchy hned pri jejim vzniku
analyzou dat z obrabéciho stroje a okamzitému zastaveni vyroby a tim zamezeni
ztratam.

Aktualni situace ve svété zptusobend virem COVID-19, bohuzel zapricinila i uza-
vieni vyrobniho zdvodu a tim i zpozdéni praci pri sestavovani dané vyrobni linky.
Vyrobni linku se bohuzel nepodatilo ptipravit v potfebném terminu, proto se v pro-
jektu misto realnych dat nachazi nékolik generatorti, které ndhodné generuji data.
K dispozici byly pouze priklady, jak by meéla finalni data vypadat, rucné nasbi-
rand primo ze stroju. Tato data se nachazi v xlsx souborech prilozenych k préci.
Nactené hodnoty jsou pouzity jako zaklad generatori dat. Jedna se napriklad o na-
hodné dogenerovani dat na zakladé skutecnych dat nebo o opakované vybirani ¢asti
dat a jejich zamichani a nasledné ulozeni. Dané generatory tedy vytvareji dosta-
tecné velké datasety a také uméle generuji chyby v datech. Nutnost generovat chyby
vznika, protoze pfi ruc¢nim sbéru dat neprobihala vyroba. Ve findle tyto datasety
simuluji nepretrzity tok dat z vyrobnich stroji, ve kterych potom metody hledaji
ruzné vykyvy a nesrovnalosti. Blokovy diagram programu se nachazi na obrazku 3.1

Prakticka ¢ast diplomové prace obsahuje dvé metody. Prvni metodou je metoda
regresni analyzy. Ta je teoreticky probirana v kapitole a jeji prakticka aplikace
na data v kapitole [3.3] Cilem této metody je vytvofeni néstroje, ktery na zakladé
vstupnich dat dokaze nalézt urcité kritické prahy parametrii. Poté lze pomoci téchto
parametri sledovat v redlném case vyvoj veli¢in ve stroji a po prekroceni danych
praht o urcité procento nahlasit obsluze stroje varovani.

V druhé casti se nachazi analyza dat pomoci neuronové sité, ktera je podrobné
probirdna v kapitole teoreticky a v kapitole [I.5.6] prakticky. Pro kazdou vy-
branou veli¢inu (teplota, otdcky) existuje jedna neuronova sit, ktera je naucena na
odhalovani anomalii v datech. Hlavnim cilem této metody je odhaleni intervali,
které regresni analyza nedokaze odhalit.

Na konci se bude nachazet porovnani obou metod vzhledem k tispésnosti odhaleni

chyb a vypocetni naroc¢nosti.
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{ Prediktivni analyza }

Vibér metody Meuronova sit

Regresni analyza

Teplota Otacky

Viber typu dat

Madcteni pfikladu
redlnych dat

Generovani

generovani/nacteni
dat

h 4

¥

[ Predzpracovani dat ]
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zvoleného typu dat } [vy‘genernvan\;ch dal]

h 4

[ Generovani dat ]
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neurgnové sité

¥
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.. L Maéteni pfedem
{Ucem neurnnnvesne} [ nauEene site ]

h 4

s

Zobrazeni vysledkd

L.

Y

Testovani neuronove
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"

[s]

A

h A

)

Zobrazeni vysledk

A

Obr. 3.1: Diagram popisujici béh programu

Analyza dat byla realizovana na stolnim PC s grafickou kartou NVidia 980 GTX,
16gb RAM paméti (2800Mhz) a procesorem Intel Core i7 6700K. Jako ulozisté byl
pouzit Samsung 970 EVO NVMe M.2 SSD 500 GB s ¢teci rychlost az 3400 MB/-
sec a zapisovaci rychlosti az 2300 MB/sec. Hlavnim softwarem pro zpracovani byl
Matlab 2020a. Zakladem pro metodu regresni analyzy byl toolbox Curve fitting. Pro

trénovani neuronové sité pak byl pouzit toolbox trainNetwork.
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3.2 Hlavni funkce (main.c)

Ukolem hlavn{ funkce main.c je ukladat volby uzivatele a podle nich volit a spoustét
dalsi funkce. Po spusténi skriptu se objevi okno s prvnimi otdzkami. Prvnim krokem
je zvoleni metody, kterou chce uzivatel zobrazit. Jsou k dispozici dvé volby, regresni
analyza (Regression) a neuronova sit (DNN). Druhd volba spociva ve vybéru ge-
neratoru dat. Pro obé metody je mozné zvolit rychlost otdcet laseru (RPM) nebo
teplotu (Temperature). Celkové jsou tedy k dipozici 4 mozné scénére. Vstupni hod-
noty jsou omezeny na 1 a 2. Jakakoli jind zadana hodnota zpiisobi chybovou hlasku.
Toto osetreni je pouzito pro vSechna vyskakovaci okna. Okno je vidét na obrazku
B.2l Funkce pouzivd zadana data uzivatelem pro nastaveni vnitinich proménnych,

pomoci nichz poté spousti dalsi funkce.

Ty
Choose method?
1 = Regnession
2-DNN
2
Choose Data?
1-RPM
2 - Temperatune
1

Obr. 3.2: Okno uzivatelského vstupu vybéru metody

3.2.1 Volba regrese

P1i zvoleni metody regrese dojde k zobrazeni dalsitho okna kde je uzivatel pozadan
o vyplnéni konkrétnich informaci k vstupnim dattim. Pivodnim cilem byla moznost
primého nahrani dat a jejich specifikace ve vyskakovacim okné. Vzhledem k nutnosti
generovat data je jiz okno predvyplnéné podle volby generatoru dat. Okno je vidét na
obrazku [3.3] Po probéhnuti metoda v prikazovém okné zobrazi vysledky a vytiskne

graf s prikladem kritického intervalu.

3.2.2 Volba detailniho nastaveni metody regresni analyzy

V programu se nachazi také moznost detailniho nastaveni této metody. Prvni pa-
rametr je citlivost (sensitivity). Ta ovliviiuje citlivost regresni analyzy vzhledem k
velikosti prohledavaného intervalu a ¢etnosti vyskytu podezielé hodnoty. Vyssi citli-

vost znamena, Ze jsou oznaceny i méneé casté kritické vykyvy hodnot ve vétsim okoli
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-
Enter name of input data type:
Temperature

in units:
C

Obr. 3.3: Okno uzivatelského vstupu specifikace vstupnich dat pro regresni analyzu

bodu, kde doslo ke zvysSeni poc¢tu neshodnych kusi (detailné vysvétleno v kapitole
53).
Dalsi parametry jsou pak velikost jednotlivych generovanych intervali (gen_ interval _size)
a mnozstvi vygenerovanych intervali (amount_of int) pri zavolani funkce genera-
toru.
Poslednim moznym nastavenim je pak pocet vzorka v okoli podezielého bodu,

pro funkci déleni dat na intervaly (kapitola |3.3.5)).

%% Options for regression
if (method == 3)
sensitivity = 2; % 1-high 2-medium 3-low

nero

w

gen_interval size = 2@@; Xvelikost

21]
m

[T}
[l

amount_of int = 5; ¥pocet generovany i

nos = 388; ¥pocet vzorku v okoli hot

potu

41N

min_perc_diff opt = 3@;¥minimalni odlisno

end

Obr. 3.4: Specialni nastaveni metody regrese

3.2.3 Volba neuronové sité

Pti zvoleni metody neuronové sité dojde k zobrazeni vyskakovaciho okna a program
cekd na reakci uzivatele. Je potieba zvolit jestli je Zaddouci vygenerovani nového
datasetu nebo pouze zobrazeni pripraveného. Tato moznost se v programu nachazi
z dtivodu velké vypocetni ndro¢nosti generovani dat pro neuronovou sit. Generovani
velkého datasetu mize trvat i desitky minut a proto je zddouci moznost nacteni jiz

drive vygenerovanych dat. Okno je vidét na obrazku [3.5]
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4 L
Do you want to generate data?

1 - yes (this can take long time)
2 - just show pre-generated results

1

Obr. 3.5: Okno uzivatelského vstupu generatoru dat pro neuronovou sit

Dalsi zobrazené vyskakovaci okno nabizi volbu mezi ucéenim neuronové sité a
nactenim a zobrazenim vysledki neuronové sité navrzené autorem prace. Pti volbé
uceni se muze doba vypoctu protdhnout az na nékolik hodin.

Nakonec po zadani vsech moznosti program zobrazi vysledky. Pti zvoleni zob-
razeni vysledkl na pripravenych datech a pripravené neuronové siti mutze zobra-
zeni vysledku zabrat nékolik minut. Program zobrazi presnost neuronové sité pres
vSechny sekvence testovacich dat a vypocita t¥i dalsi parametry (recall, precision a

F1 score) pro jednu vybranou sekvenci dat (z divodu zkréceni vypocetni doby).

3.2.4 Volba detailniho nastaveni metody neuronové sité

Program také nabizi moznost specifického nastaveni metody neuronové sité. Jednot-

livd nastaveni jsou vidét na obrazku [3.6]

num of imt = 20;

nas_= E;

nof = 3;

3volby pro teplotu

nok interval size temp opt = [200 3000];
ok _interval size temp opt = [2500 7500];
num of noks opt = [2,5];%pocet NOK inter
%volby pro RPM

nok interval size rpm opt = [40 90]:%roz
ok interval size rpm opt = [2000 4000]:%

Obr. 3.6: Specialni nastaveni metody regrese

Prvni nastaveni je pocet intervali (num_ of int). Tento pocet znamend, kolik
intervalt bude vlozeno do jednoho prvku jedné sekvence. Ovliviiuje délku jednotli-
vych prvki tak, ze nastavuje kolikrat probéhne cyklus vlozeni kombinace intervali
(detailné vysvétleno v kapitole [1.5.6)).

Dalsi nastaveni jsou pocet trénovacich/testovacich sekvenci (nos) a pocet prvki
v jednotlivych sekvencich (nof), které prakticky znamenaji pocet fad dat v jednot-
livych sekvencich.

Dalsi moznost se tyka jednotlivych vkladanych intervalii. V programu se na-

chéazeji generatory OK dat a NOK dat jak pro teplotu tak pro rychlost otacek
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laseru. To znamena, zZe jsou k dispozici celkem ¢tyTi nastaveni pro tyto generatory.

Jedna se o specifikaci maximalni a minimélni velikosti generovanych intervalii. Z

téchto navolenych interval pak pri zavolani funkce vybere ndhodné ¢islo a vygene-

ruje dany interval v dané délce. Jedna se o nastaveni nok interval size temp opt,

ok interval size temp opt, nok interval size rpm_opta ok interval size rpm_ opt.
Posledni moznou volbou je poc¢et NOK intervali vlozenych na jeden OK interval

(num_ of noks_opt). Tato moznost se tyka testovacich dat, kde jsou NOK intervaly

ndhodné vkladany do OK intervali.
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3.3 Metoda regresni analyzy

Programové teseni této metody se skldada z nékolika postupné volanych funkci. V
nasledujicich kapitolach budou tyto funkce vysvétleny. Vystupem této metody je na-
lezeni opakujicich se vykyvi v datasetu obsahujicim zdznam nepretrzitého toku dat
z vyrobniho stroje. Program je navrzen tak, aby akceptoval libovolny typ datasetu,
jakkoli dlouhy. Jedinym pozadavkem je korespondujici dataset obsahujici mnozstvi
vyrobenych vadnych kusti. Pravé na zakladé poc¢tt vadnych kust program extrahuje
podezielé intervaly. Jedna se o ¢asové okoli doby vyrobeni vadného kusu. Program
nachézi ty, co jsou si podobné a tedy opakované zptsobuji chybu. Nad urcitou miru

vyskytu pak tento interval oznaci jako kriticky.

3.3.1 Nacitani dat (skript data_loading.m)

Hlavni funkei tohoto skriptu je nac¢itani dat z tabulek ve formatu MS Excel (.xlsx).
Data jsou ulozena pod sebou ve sloupci, tak Ze pravé jeden vzorek se nachazi v
jedné bunce. Skript pouziva funkci Matlabu readmatrix, ktera je dostupna od verze
2019a. Jako dalsi se v této funkci nachazi vyse zminéné vyskakovaci okno specifikujici
vstupni data. Do okna se zaddva nazev typu dat (naprf. teplota) a jednotky (stupné

celsia). Nactend data se pak stavaji zdkladem generatort dat.

3.3.2 Pfedzpracovani dat (skript data_preproces.m)

Tato funkce méa za kol vstupni data orezat tak, aby se zachovala pouze uziteéna
data. Jako prvni jsou ofiznuta data tak, aby mista kde senzor nesnimal (nedodaval
informaci), byla odstranéna (polovina dat jsou hodnoty teploty a druha polovina jsou
pouze nuly a tak mohou byt odstranény). Jako dalsi jsou vypocitany limity okolo
stfedni hodnoty. Tyto limity jsou nastaveny na 25% (experimentalni hodnota) nad
a pod stfedni hodnotu vSech dat. Pomoci téchto limit jsou vymazany hodnoty, které
se od limit stfedni hodnoty 1is{ o vice nez 200% (tzv. outliers neboli chyby snimace).
Opét se jedna o experimentané nastavenou hodnotu, kterd by se pfi testovani mohla
meénit.

Jako posledni je pro dané diskrétni vzorky vytvorena posloupnost dat. Tato
posloupnost obsahuje ¢isla od jedna az po velikost vstupni matice a je pouzita pro

zobrazovani dat v grafech.
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3.3.3 Generovani dat rychlosti otacek laseru pro metodu regrese

(skript data_gen_rpm.m)

Tento skript ma za kol vygenerovat posloupnost poc¢tii vadnych kusti korespondujici
s daty o rychlosti otaceni laseru. Tato data jsou nésledné pouzita pro rozdéleni
velkého vstupniho datasetu na mensi intervaly pro jednodussi a rychlejsi zpracovani
velkého mnozstvi vzork.

Tento skript je spustén pouze kdyz uzivatel zvoli moznost generovani dat otacek

laseru.

3.3.4 Generovani dat teploty pro metodu regrese
(skript data_gen_temp.m)

V tomto skriptu jsou generovana data poctu vadnych kust odpovidajici dattim tep-
loty. Stejné jako u rychlosti otaceni laseru, je hlavnim tucelem téchto dat nasledné
rozdéleni vstupniho datasetu na intervaly pro snazsi zpracovani.

Tento skript je spustén pouze kdyz uzivatel zvoli moznost generovani dat teploty.

3.3.5 Rozdéleni vstupnich dat na intervaly (skript data_parsing.m)

V tomto skriptu jsou vstupni data rozdélena na jednotlivé intervaly. Jako prvni je
prohledana posloupnost dat obsahujici pocet vyrobenych vadnych kusii. Jsou ulozeny
indexy, na kterych doslo k inkrementaci mnozstvi vadnych kusi.

Po nalezeni tzv. jhotspoti"(podeziela hodnota), jsou urceny intervaly zkoumani
(podle zvolené sitky intervalii). Tyto intervaly jsou uloZeny do matice o poctu radku
podle zadané velikosti intervalii a po¢tu sloupcii podle poc¢tu nalezenych , hotspoti'.
Tim je dosazeno ulozeni vsech podezielych interval vedle sebe do jedné matice. K
tomu je vytvorena pomocna matice obsahujici posloupnosti od jedné po pocet vzorki

v jednotlivych intervalech, pro pozdéjsi tisknuti do grafii.

3.3.6 Metoda regresni analyzy (skript regression3.m)

Ukolem tohoto skriptu je nalezeni kritickych hodnot v predem rozdélenych interva-
lech. Ukladany jsou pouze hodnoty dostatecné se opakujici. Jsou hledany kritické
hodnoty péti riznych ukazateld. Prvni z nich je maximalni hodnota. Ta muze mit
vysokou vypovédni hodnotu naptiklad pokud se jedna o data teploty. Dalsim je
pak minimalni hodnota, ktera muze byt dilezita v pripadé naptiklad tlaku vzdu-
chu nebo vody, kde by pokles pod urcitou hodnotu mohl zptisobit chybu. Dalsi dva
ukazatele souvisi s gradientem hodnot. Prvni z nich je maximélni pozitivni gradient

neboli maximalni narist za nejkratsi ¢as. Narust prakticky jakékoli hodnoty prilis
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rychle mize zpisobit chybu ve vyrobé. Druhym z nich je pak maximélni zaporny
gradient. Opét tato hodnota ma velkou vypovédni hodnotu u vétsiny dat. Napriklad
pti obrabéni (honovani, brouseni) muze prudky pokles otdcek znamenat problém.
Poslednim ukazatelem je pak primérna odchylka intervalu. Tato hodnota nachazi
intervaly lezici mimo meze okoli stfedni hodnoty dat a zjistuje, jestli se nékteré veli-
kosti opakuji. Odchylka je pocitana ze vsech hodnot intervalu vzhledem k primeérné
hodnoté. Pokud se néjaka velikost intervalu opakuje, je spocitdna jeji prumérnd
velikost odlisnosti od primérné hodnoty, a je uloZena.

Pokud dojde k nalezeni vice ukazateli, které se dostatecné opakuji, jsou ulo-
zeny vsechny. Nastaveni citlivosti mtze zptsobit nalezeni vice nebo naopak méné
kritickych hodnot.

Vypocet vsech kritickych hodnot jednotlivych ukazatelt je zaloZzen na prolozeni
intervalu gaussovou funkei Sestého radu. Z této krivky jsou pak pocitana maxima,
minima a pomoci derivaci i gradient. Zaroven je pocitana kvalita aproximace dat,
ktera by v budoucnu mohla byt pouzita pro adaptivni aproximaci dat. Zatim neni
implementovana, ale bylo by mozné ménit rad gaussovy funkce podle kvality aproxi-
mace. V tomto skriptu je opakované volana funkce regr.m vracejici matici obsahujici
vSechny kritické hodnoty daného ukazatele. Funkce je vysvétlena v kapitole [3.3.7]
Dva pifklady prolozeni jsou vidét na obrazcich [3.7 a [3.8|
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Obr. 3.7: Priklad prolozeni hodnot teploty gaussovou krivkou
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Obr. 3.8: Priklad prolozeni hodnot otacek gaussovou kiivkou

Nachazeni primérné odchylky intervali od stfedni hodnoty

Pro nalezeni priumeérné odchylky intervalu je pouzita jind metoda. Postupné jsou
prochazeny vsechny predem ulozené intervaly. Pro kazdy interval jsou postupné na-
chazeny hodnoty lezici mimo meze okoli stfedni hodnoty. Po nalezeni vSech hodnot
v daném intervalu lezici mimo tyto meze a jejich ulozeni do matice (ukladdny jsou
pouze indexy), dochézi k jejich rozdéleni. Prakticky se jednd o nachézeni jednotli-
vych soucasti intervalii podle toho, jestli indexy hodnot lezicich mimo meze stiredni
hodnoty, jdou ihned po sobé a nebo je mezi nimi skok. Pokud na sebe indexy piimo
nenavazuji, jsou vSechny hodnoty dosud ulozené (na sebe navazujici) prohlasené
jednim intervalem, ktery je pak dale analyzovan. Jakmile jsou vSechny odlisujici se
intervaly v daném analyzovaném bloku dat rozdéleny, dochazi k pocitani odlisnosti
kazdé hodnoty od prameérné hodnoty. Po spoc¢itani vsech odchylek je spocitana jejich
priumérnd hodnota.

Jsou ulozeny pouze intervaly, jejichz primérnd odchylka od stieni hodnoty, je

vétsi nez 30% (lze ménit v nastaveni metody). Priklad téchto intervalu je vidét na

obrazku . Cerné Sipky ukazuji na hledané intervaly.
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Obr. 3.9: Priklad intervalu lezicich mimo okoli stfedni hodnoty

3.3.7 Metoda regresni analyzy (skript regr.m)

Hlavnim tkolem této funkce je urcit, jak nalezené podezielé hodnoty rozdélit na
validni a ndhodné. Funkce postupné prochazi vstupni pole vsech kritickych hodnot
a hleda ty, co jsou si navzajem podobné. Na zacatku cyklu je ulozena prvni hodnota
ze vstupniho pole a nésledné je prochazen jeho zbytek. Pokud je nalezena hodnota
lezici v intervalu specifikovaném parametrem citlivosti, je ulozena do pole navzajem
si podobnych hodnot. Po nalezeni kazdé dalsi hodnoty je prepocitan prumér ze vsech
podobnych si hodnot a pomoci parametru citlivosti jsou nastaveny nové meze pro
hledani dalsich podobnych hodnot. Zaroven jsou také ulozeny indexy vsech uloze-
nych podobnych hodnot a po kazdém prohledani celého vstupniho pole jsou bunky
na téchto indexech vymazany, protoze jiz jednou byli zpracovany a mohli by zavadét
chybu v dalsich iteracich. Kdyz je celé vstupni pole prohledano, je-li zjisténa procen-
tudlni hodnota vyskytu vyssi nez je nastaveny prah (podle parametru citlivosti), je
ulozen prumér vsech téchto podobnych hodnot do vystupniho pole. Takto je vstupni
pole prochazeno dokud neni prazdné. Po vyprazdnéni vstupu funkce vrati matici ob-
sahujici vSsechny kritické hodnoty daného ukazatele vyskytujici se opakované.

Na obrazku je videét priklad zavolani funkce regr. Jako prvni parametr je
funkci predano vstupni pole kritickych hodnot, poté nazev daného ukazatele v uvo-
zovkach (napf. maximum) a nakonec parametr citlivosti. Funkce vréati pole o dvou
sloupcich a jednom a vice fadcich podle poc¢tu nalezenych dostatecné se opakujicich
kritickych hodnot.
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»>» regr([98;97;151@;96;1550;96;1515;2;3;99;15@1], "ukazatel”,sensitivity)
ans =
2x2 cell array

{["ukazatel"]}  {[97.20@@]}
{["ukazatel"]} {[ 15191}

Obr. 3.10: Priklad zavolani funkce regr

Postupné je volana tato funkce na matice obsahujici rizné druhy ukazateli a
nasledné jsou vystupy ukladany do posledni findlni matice. Tato matice obsahuje
vsechny kritické hodnoty vsech ukazatelt.

Funkce regr je univerzalni a v budoucnu miize byt do metody regresni analyzy
pridano vice ukazateli.

3.3.8 Tisk vysledku metody (skript data_print.m)

Ukolem této funkce je prehledné zobrazit vysledky metody regresni analyzy. Na
obrazku [3.11] je vidét zobrazeni vSech nalezenych ukazateli. U maxima a minima
jsou jednotky ve stupnich Celsia. V pripadé gradientt se jedné o pokles ve stupnich
Celsia za vzorek (v piipadé vzorkovaci periody 1s je to pokles za jednu vtefinu).

Odlisnost intervalu je na konci uvedena v procentech.

»» data_print
43.3783°C
28.7673°C
Positive Gradient

Maximals

Minimals

+4.2952°C/sample
-5.71e8°C/sample
Average interval difference percentage = 46.5833%

Negative Gradient

Obr. 3.11: Ukazka tisku dat

Skript pro tisk hodnot je opét napsan univerzalné, takze po pridani dalsich uka-
zatell je skript schopny vytisknout vSechny:.

76



3.4 Neuronova sit

Pro tuto praci byla vybrana sit typu LSTM (1.5.6). Hlavnim cilem préace je na-
lezeni kritickych intervalii v datech. Diky tomu se tato sit perfektné hodi, jelikoz

dokaze zpracovavat sekvence dat a dokéze odhalit opkované se vyskytujici intervaly
v téchto sekvencich. Hlavni prednosti je pak zapamatovani si dulezitych intervali

a na jejich zékladé klasifikace vstupnich dat. Vlastné se jedna o zapamatovani si
kratkych zavislosti v sirokém c¢asovém meéritku.

3.4.1 Skript pro tvorbu datasetii (DNN_data.m)

V této praci se nachazi generator datovych rad simulujici redlna data ze stroju
ve Skoda Auto a.s. Generator lze z ¢asti povazovat pouze za program na tvorbu
testovacich a trénovacich dat. Program vytvari oba datasety opakovanym volanim
dvou funkei na generovani dat. V tomto programu by bylo mozné pouzit realné data
misto volani generatort. Tento skript vytvari data x, kterym odpovidaji data y. V
datech x se nachézi skutecné hodnoty ze snimact (napf. teplota nebo otacky). V
datech y se pak nachazi kategorické proménné specifikujici zda odpovidajici data v
x jsou OK nebo NOK. Piiklad takto vytvorenych dat je vidét na obrézku [3.12] kde

oranzovou barvou (0) jsou oznacena NOK data a modrou barvou (1) jsou oznacena

OK data. Generatory OK a NOK intervalll jsou probirdny v kapitolach [3.4.2]a[3.4.4]

8000 Training Sequence 1, Feature 1

[=p]

[=]

=]

(=]
T

1.4 1.41 1.42 1.43 1.44 1.45 1.46 1.47
Time Step x10°

Obr. 3.12: LSTM krok 4[35]
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Tento skript vytvari dva rizné datasety pro neuronovou sit. Jeden z nich je tré-
novaci a druhy je testovaci. Trénovaci dataset je poskladan tak, ze nejdiive jsou
vkladdany vygenerované NOK intervaly a po nich jsou vkladany OK intervaly. Tato

data jsou vidét na obrazku a jsou pouzita k trénovani neuronové sité.
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Obr. 3.13: Ukézka slozeni trénovacich dat
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Obr. 3.14: Ukézka slozeni testovacich dat
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Ve skriptu se nachazi nékolik cykll, ve kterych dochéazi k volani generatorti in-
tervalll a jejich naslednému sklddani do finalnich datasetti.

Ve vnitinim cyklu dochézi nejprve k vymazani doc¢asnych proménnych a nasled-
ném zavolani dvou ze ¢tyt generatort, podle vybraného typu dat a ulozeni vystupu
generatoru do docasnych proménnych. Podle uzivatelem nastavené proménné nof
(pocet prvku v sekvenci), poté probiha cely proces. Vnitini cyklus probihd prévé
tolikrat, kolik je prvka v sekvenci. Vzdy pri generovani prvniho intervalu dojde k
vygenerovani pomocnych proménnych, které urcuji slozeni generovanych intervali z
OK a NOK intervali. V jednotlivych prvcich sekvence musi byt stejné slozeni OK a
NOK prvku (¢iselné se mohou lisit, ale pozice musi byt stejnd), protoze pro vSechny
prvky v datové proménné existuje pouze jedna kategorickd proménna. Prakticky
dojde k probéhnuti vnitiniho cyklu podle pozadovaného poctu prvkia a pri skla-
dani prvniho intervalu program ndhodné rozhodne o velikosti generovanych OK a
NOK intervalti a o jejich slozeni. U testovacich dat existuji tii moznosti, je vlozen
dvakrat NOK interval, dvakrat OK interval nebo jeden OK a jeden NOK interval.
U trénovacich dat jsou vytvareny dvé velké proménné OK a NOK intervalt, které
jsou nakonec spojeny do jedné. K tomu je vytvorena i korespondujici kategoricka
proménnd pro oba typy dat. Po kazdém slozeni intervalii je ovérena jejich velikost a
pripadné vétsi z intervalu ofiznut pro dodrzeni velikosti jednotlivych prvka (radkna
v matici). Opakovanym prubéhem téchto cykli je postupné sklddana celd sekvence.
Po dokonceni celé sekvence dochazi k jejimu ulozeni do bunky vystupni proménné
(YTrain, XTrain, YTest, XTest). V téchto proménnych se nachézi data pro trénovani
a testovani neuronové sité. Vystupni proménné pak obsahuji urcéity pocet sekvenci
dat (podle uzivatelského nastaveni). Tyto sekvence jsou pak slozeny z jednoho az
tr1 prvkia. Kazdy prvek je vlastné posloupnost dat simulujici neptetrzity vystup ze
stroje. Kazdy prvek je pak slozen z intervalii, které simuluji bud bezproblémovy prii-

béh vyroby (OK interval) nebo chybny (NOK interval). Detailni popis dat a jejich
generatoru se nachazi v kapitolach a|3.4.4]

3.4.2 Generator OK intervali
OK data teploty (skript OK_generator_temp.m)

Generator dat teploty je zaloZen na redlnych datech ze snimace z vyroby. Bohuzel
se jedna pouze o OK data, protoze jsou z doby kdy neprobihala vyroba ale pouze
rucni sbér dat. Tato data jsou nactena ze souboru shuf.xlsx. Pomoci zavolani funkce
na zamichani dat (vysvétleno v kapitole jsou realnd data zamichdna. K tomu
dochazi z divodu potfeby pouzit data opakované. Potom co funkce na michani
dat vrati potfebné intervaly podle nastavenych hodnot (pocet a velikost intervali),

dochazi k jejich sklddani a ukladani do vystupni proménné. Hlavni program si pak
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ndhodné vybira jeden z takto slozenych intervalti. Pivodné tato funkce generovala
rovnou i NOK intervaly, ale z divodu potfeby generovani testovacich a trénovacich
dat o jiném slozeni a zaroven variabilité intervalti, byl NOK generator presunut do

samostatného skriptu. Ukdazka OK dat se nachazi na obrazku [3.15
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Obr. 3.15: Priklad vygenerovanych OK dat teploty

OK data rychlosti otacek (skript OK_generator_rpm.m)

Generator rychlosti otdcek vrtaku neni zalozen na redlnych datech. Jedna se o na-
hodné vygenerované intervaly slozené ze ¢tyt ¢asti. Tyto ¢asti jsou vidét na obrazku
Na zacatku je vygenerovana velikost intervalu B+C+D a nasledné jsou gene-
rovany velikosti jednotlivych intervalii. Klesajici i rostouci interval je vygenerovan
pomoci vytvoreni pole o dané velikosti a potfebnych ndhodnych hodnotach, jez jsou
nasledné sefazeny vzestupné nebo sestupné.

V ¢éasti A se nachazi hodnoty mezi 6666 a 7000 rpm, které simuluji aktivni ¢ast
obrabéni a rychlost otaceni pri vrtani. Z téchto hodnot se sklada prevazna c¢ast dat.

V casti B je pak vidét simulovani situace kdy je vrtak neaktivni a postupné
se snizuji otacky vypnutim motoru. Jedna se o zpomalovani otacek setrvacnosti.
Pokud by se otécky zpomalily prilis rychle, mohlo by se jednat o chybu (podrobnéji
popséano v kapitole . Data jsou generovana ndhodné, ale pri snizovani rychlosti
je vygenerovan vzdy stejny pocet vzorki, ¢imz je zarucena stejna strmost klesani.

Treti cast je pak doba vypnuti vrtaku a nulovych otacek. Jedna se o interval C.

Délka této doby je ndhodné generovana.
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Posledni ¢ast je pak interval D. Jedna se o znovu nabéhnuti otacek vrtaku na
maximalni hodnotu. Strmost stoupani této ¢asti se muze mirné ménit podle velikosti
celého intervalu vypnuti a zapnuti pohonu. Interval D neméa generovanou velikost
ale je doplnkem na celkovou velikost intervalu poklesu. Hodnoty pak pokracuji opét

intervalem A.
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Obr. 3.16: Piiklad vygenerovanych NOK dat teploty

3.4.3 Zamichani dat (skript data_shuffler.m)

Ukolem této funkce je zamichan{ vstupnich dat a z nich nésledné vytvoreni pole ob-
sahujiciho tolik OK intervali, kolik bylo zadano. Vstupem je ptiblizné 70000 vzorkt
z realného snimace. Pro opakované pouziti dat je potieba je vzdy zamichat a vy-
tvorit unikatni interval. Ze vstupnich dat je ndhodné vybran interval dat a pomoci
nahodnych permutaci jsou hodnoty zamichany. Po vytvoreni vSech pozadovanych

intervali jsou tato data poslana na vystup.

3.4.4 Generator NOK intervalu
NOK data teploty (skript OK_generator__temp.m)

Tato funkce m4a za tkol vygenerovani NOK intervalu dat teploty podle zadaného
parametru velikosti intervalu. Na obrazku [3.17] jsou vidét tii ndhodné vygenerované

intervaly (intervaly z nichz je slozen jeden prvek jedné sekvence). Kazdy interval je

81



slozeny ze tii ¢asti. Jejich velikost urcuje hlavné nahodné vygenerovana ¢ast B. V
této ¢asti se nachézi simulace fluktuace teploty kolem maximalni hodnoty. Velikosti
casti A a C jsou pak nastaveny jako poloviny zbyvajici velikosti celého generovaného
intervalu. Pokud nartst teploty povazujeme za poruchu klimatizace nebo tésnéni,
teplota by se méla logicky vracet na ptvodni hodnotu stejné rychle. Pti stoupani
pak mize byt strmost ndhodna. Na obrazku [3.17| interval A znac¢i poruchu a nértst
teploty a interval C jeji opétovné vraceni k normalu. Intervaly jsou opét generovany
jako ndhodné matice hodnot a nasledné jsou serazeny vzestupné nebo sestupné. Na

konci funkce jsou vSechny tii intervaly spojeny do jednoho a poslany na vystup.
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Obr. 3.17: Priklad vygenerovanych NOK dat otacek

NOK data rychlosti otacek (skript OK_generator_rpm.m)

Vystupem tohoto skriptu jsou NOK intervaly rychlosti otacek. Priklad tohoto inter-
valu je na obrdzku [3.18 K vyskytu takového intervalu mize dojit napiiklad pii vrténi
prilis hluboko, kde se vrtdk zasekne, pri Spatné pfipraveném materidlu (napriklad
prilis vysoka nebo nizka teplota) nebo pti poklesu napéti na napajeni pohonu vr-

taku a tudiz pri nedostatecnému vykonu. NOK intervaly jsou generovany postupné,
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slozenim ze dvou intervalti. Nejdiive je vygenerovano minimum mezi 0 a 4000, coz
znaci jak moc poklesnou otacky neboli jak moc se vrtdk zbrzdi v materidlu.

Poté jsou vygenerovany dva nahodné intervaly poklesu a nartustu otacek. Tento
interval je iplné nahodny, protoze i v redlné situaci muze dojit k nahodnému poklesu
otacek. Zaroven pak jejich narist muze byt ovlivnén stavem vrtaku (naptiklad pii

zaseknuti), tudiz je i narust ndhodny. Nakonec je vysledny vygenerovany interval
poslan na vystup funkce.
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Obr. 3.18: Priklad vygenerovanych NOK dat otacek

3.4.5 Parametry neuronové sité (skript NN.m)

V této kapitole se nachazi popis nastavenych parametrii neuronové sité navrzené au-
torem prace. Tyto parametry byly nastaveny experimentalné prevazné z predchozich
zkusenosti. Pti prvnich pokusech naucit neuronovou sit bylo zjisténo, ze data musi
byt spravné oznacena kategorickou proménnou. Na zacatku byla data ve formatu
tak, ze byl vytvoren OK interval a do né¢j vlozen NOK interval, a jako NOK byl
oznacen cely interval coz zavadélo velkou chybu. Pozdéji byla jako NOK oznacena
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uz jen skutecna odchylka od normalu jako je znazornéno na obrazku|3.18| vyznaceno
oranzovou barvou.

Na obrazku jsou pak vidét jednotlivé parametry uceni neuronové sité. Prvni
parametr nof specifikuje pocet prvka v kazdé sekvenci. Druhy parametr numHidde-
nUnits pak urcuje pocet neuronii ve skryté vrstvé. Posledni parametr numClasses
pak specifikuje kolik tfid ma dana sit klasifikovat. Dalsi parametry (layers a opti-
ons) specifikuji nastaveni jednotlivych vrstev a parametri uceni neuronové sité a
jsou probirany v dalsich kapitolach.

numFeatures = nof;

numHiddenUnits = 158;
numClasses = 2;

layers = [
sequencelnputlLayer{numFeatures)
nN

lstmLayer (numHiddenUnits, 'OutputMode ', 'sequence’)

]

fullyConnectedLayer{numClasses)
softmaxLayer
classificatienlLayer];

¥parametry uceni

options = trainingOptions(’adam”,
'InitiallearnRate’,8.1,
"LearnRateschedule”, 'piecewize’,

'LearnRateDropPeriod’,25,
'MaxEpochs' ,208,
"GradientThreshold®,1,
‘Verbose',@,
‘MiniBatch5ize’,128,

'Plots', "training-progress",...

'ExecutionEnvironment”, ‘gpu’);

net = trainMetwork(XTrain,¥Train,layers,options);

Obr. 3.19: Parametry uceni neuronové sité

Vrstvy NS

o sequencelnputLayer - Tato vrstva vytvori vstupni sekvenci podle velikost vstup-
niho parametru.

o IstmLayer - Vytvaii LSTM vrstvu , kterd se uci dlouhodobé zavislosti
mezi casovymi kroky v casové radé a sekvencemi dat. Vrstva provadi aditivni
interakce, coz mize pomoci zlepsit dlouhodoby tok gradientu v pribéhu uceni.

o fullyConnectedLayer - Specifikuje plné propojenou vrstvu nasobici vstup va-

hovou matici a pridava vektor biast. Specifikuje velikost vystupu.
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o softmaxLayer - Vytvaii softmax vrstvu. Softmax v matematice znamend nor-
malizovanou exponencialni funkci, ktera bere jako vstup vektor realnych cisel
a normalizuje jej do rozdéleni pravdépodobnosti sestavajictho z poctu prav-
dépodobnosti, podle poc¢tu prvkla vstupniho vektoru, imérnych exponenciale
vsech vstupnich hodnot.

o classificationLayer - Klasifika¢ni vrstva pocita ztratu kiizené entropie (cross
entropy loss) kvili problému s vicetfidovou klasifikaci a navzdjem se vylucu-

jicimi tridami.

Parametry NS

e ’adam’ - Tento parametr specifikuje systém feseni pomoci adam optimaliza-
torull]

o ’InitialLearnRate’ - Pocateéni rychlost uceni pouzita pro trénink. Pokud by
hodnota byla prilis nizkéa, uceni by trvalo prilis dlouho. Pokud by byla moc
vysokda, mohlo by dojit k dosazeni suboptimalniho vysledku nebo neoptimél-
niho vysledku.

« ’'LearnRateSchedule’ - Moznost snizeni rychlosti uc¢eni béhem uceni. Pomoci
volby 'piecewise’ dojde po ubéhnuti nastaveného poctu epoch k vynasobeni
rychlosti uceni konstantou.

o ’'LearnRateDropFactor’ - Konstanta pro nasobeni rychlosti uceni.

e ’'LearnRateDropPeriod’ - Pocet epoch mezi snizovanim rychlosti uceni.

e 'MaxEpochs’ - Maximalni pocet epoch pri uceni.

e ’'GradientThreshold’ - Hodnota prahu po jejimz prekroceni dojde k oriznuti
gradientu na specifikovanou hodnotu.

e 'Verbose’ - Indikator povolujici zobrazovani informaci o pribéhu uceni v pii-
kazovém okné.

o 'MiniBatchSize’ - Velikost mini-sarze pouzité pro kazdou iteraci trénovani.
Prakticky se jedna o maximalni pocet hodnot, které si proces pamatuje v kaz-
dém kroku. Ty jsou nasledné pouzity pro aktualizaci gradientu ztratové funkce
(loss function) a vah. Tato hodnota je ovliviiovina paméti pouzité grafické
karty. Naptiklad pri uceni sité pro otacky vrtaku byla tato hodnota nastavena
na 2, protoze jakakoli vyssi hodnota zptsobila chybu uceni.

o ’'Plots’ - Grafy, které se maji zobrazit béhem uceni. Moznost ’training-progress’
nastavuje zobrazeni prubéhu uceni presnosti sité a ztratové funkce.

Poslednim prikazem je pak prikaz trainNetwork, ktery spusti uceni sité s nasta-

venymi parametry a vstupnimi trénovacimi daty.

'Adam_optimalizator
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3.4.6 Prubéh uceni

Neuronova sit pro teplotu

Na obrazku je vidét detailni pribéh uceni neuronové sité pro sledovani pri-
béhu teploty. Na dalsim obrazku jsou pak vidét detailni parametry uceni jako
napriklad datum trénovani, doba trvani trénovani, pocet iteraci, hardware a rych-
lost uCeni v posledni iteraci. V hornim grafu je vidét pribéh presnosti neuronové
sité a ve spodnim pak prubéh ztratové funkce (jak moc se optimalizace odlisuje od

globédlniho minima).

i Training Progress (13-Apr-2020 22:23:12)
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Obr. 3.20: Prabéh uceni neuronové sité pro teplotu

Results
Validation accuracy: NIA
Training finished: Reached final iteration

Training Time
Starttime: 13-Apr-2020 22:23:12
Elapsedtime: 29 min 17 sec

Training Cycle

Epoch: 200 of 200
Iteration: 200 of 200
Iterations per epoch: 1
Maximum iterations 200
Validation

Frequency: NIA
Patience: NiA

Other Information

Hardware resource: Single GPU
Learning rate schedule: Piecewise
Learning rate: 0.00078125

Obr. 3.21: Prabeéh uceni neuronové sité pro teplotu
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Neuronova sit pro rychlost otacek

Na obrézku [3.22]je mozné vidét uceni neuronové sité pro sledovani prubéhu rychlosti
otacek. Na dalsim obrazku jsou uvedeny detailni parametry uceni jako napriklad
datum trénovani, doba trvani trénovani, pocet iteraci, hardware a rychlost uceni v
posledni iteraci. V hornim grafu se nachazi pribéh presnosti neuronové sité a ve
spodnim pak pribéh ztratové funkce. Prubéh se mize zdat extrémné strmy a tim se
nabizi moZnost preuceni sité. Pfi uceni byla findlni presnost sité mezi 99% a 100% a
ndsledné na testovacich datech se nadale presnost drzi nad 99%, tudiZ se o preuceni

sité nejedna. Graf je mirné zkreslen pouze velkym mnozstvim iteraci.

Training Progress (25-Apr-2020 13:20:07)

. WWWWWWWWWF‘VWW

0

1 I I I 1 i

0 200 400 600 800 1000 1200 1400 1600 1800 2000
Iteration

Accuracy

Training (smoothed)

. ;MJ\}WMN\)\WW M V" ‘

t
0 200 400 600 1000 1200 1400 1600 1800 2000
Iteration

Obr. 3.22: Prubéh uceni neuronové sité pro rychlost otacek

Results
Validation accuracy: NIA
Training finished Reached final iteration

Training Time
Starttime: 25-Apr-2020 13:20:07
Elapsed time: 333 min 19 sec

Training Cycle

Epoch 200 of 200
Iteration: 2000 of 2000
Iterations per epoch: 10

Maximum iterations: 2000
Validation

Frequency. A

Other Information

Hardware resource Single GPU
Learning rate schedule Piecewise
Learning rate: 0.00078125

Obr. 3.23: Pribéh uceni neuronové sité pro rychlost otacek
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3.4.7 Vysledky metody neuronové sité (skript NN_results.m)

Ukolem tohoto skriptu je vypocitani parametri neuronové sité po provedeni predikce
na testovacim datasetu. V tomto skriptu jsou vypocteny parametry nakladové ma-
tice (TP, TN,FP,FN). Parametry TP a TN oznacuji spravné klasifikované pozitivni
i negativni vzorky. Dalsi dva parametry FP a FN pak oznacuji spatné klasifikované
vzorky. Pomoci téchto parametri jsou pak pocitany dalsi parametry vyjadrujici kva-
litu klasifikace neuronové sité. Teoreticky rozbor pocitanych parametri se nachazi
v kapitole [I.5.9]

Findlni vypocétené parametry pro obé sité jsou vidét v tabulkach [3.1a[3.2] Na po-
slednim Fadku se pak nachazi vypis mnozstvi vSech spravné a spatné klasifikovanych

vzorkl.
Vysledné parametry neuronové sité pro sledovani rychlosti otacek
Accurancy 99.06%
Precision 98.97%
Recall 100%
F1 score 99.48%
Wrong classified/Total samples 3785/362622

Tab. 3.1: Tabulka NS rychlosti otacek

Vysledné parametry neuronové sité pro sledovani teploty
Accurancy 99.55%
Precision 100%
Recall 99.78%
F1 score 99.89%
Wrong classified/Total samples 645/289995

Tab. 3.2: Tabulka NS teploty
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3.5 Porovnani vysledkii obou metod

V této praci se nachazi dvé rizné metody pro potieby prediktivni analyzy. Tyto me-
tody se od sebe navzajem velmi lisi. Metoda regresni analyzy je pomérné vypocetné

nendrocnda a rychla (desitky sekund). Naopak metoda neuronové sité je vypocetné

které je potreba nasledné v realném case sledovat a pri jejich prekroceni spustit
alarm. Toto sledovani nevyzaduje mnoho vypocetniho vykonu, prakticky se jedna

o porovnavani dvou hodnot pro kazdou velicinu. U metody neuronové sité je pak

realnych datech tato generovani odpadd) tak nastava problém s mnozstvim sledo-
vanych veli¢in. Pro kazdou veli¢inu je potfeba jedna neuronova sit. Tim s kazdou
dalsi sledovanou veli¢inou roste vypocetni naroc¢nost. Zalezi také na zadavateli, jaké
veli¢iny by chtél sledovat a jak velky vypocetni vykon je schopen poskytnout.

Pti nauceni neuronové sité a provedeni regresni analyzy na stejné veli¢iné, bude
neuronova sit vzdy presnéjsi. Dokéze zachytit i NOK intervaly, které nejsou tak
vyrazné chybné. Piiklad tohoto jevu je na obrazku [3.24l Vlevo je vidét kriticky
interval zachyceny neuronou siti a vpravo je interval nalezeny metodou regresni

’
analyzy.
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Obr. 3.24: Porovnani vysledki metod

Neuronova sif spravné oznacila interval jako NOK, ale na stejnych datech metoda
regresni analyzy oznacila kriticky gradient jako -266 RPM /vzorek. Na obrazku vlevo
je prumérny gradient klesdni -119 RPM /vzorek. Proto by se mohlo stat, ze nebude
metodou regresni analyzy oznacen jako kriticky, i kdyz ve skutecnosti kritickym je.
P1i detailnim zkoumani bylo zjisténo, ze pti vypsani jednotlivych gradientii, v néko-
lika ptipadech klesaji otacky o vice nez 266 RPM /vzorek (kritickd hodnota oznacend
regresni analyzou). Nékolik gradientu kritického intervalu je vidét na obrazku m
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-175.0000 -133.5000 -303.0000 -264.0000 -37.0000 -115.0000 -253.0000 -252.0000
Obr. 3.25: Jednotlivé gradienty kritického intervalu

V tretim vzorku pokles otacek dosahuje hodnoty -303 RPM /vzorek a diky tomu
by tento interval byl oznacen jako kriticky, protoze metoda porovnéava kazdy gradient
dvou po sobé jdoucich hodnot. Napiiklad, kdyby hodnota byla -260 RPM /vzorek,
neprekrocila by prah kriti¢nosti, proto by doslo k neoznaceni tohoto intervalu, ne-
upozornéni obsluhy stroje na problém a tim selhani metody. Obé neuronové sité s
presnosti pres 99% dokazi vétsinu téchto intervali odhalit. V tomto pripadé se jednd
o presnost predikce kazdého vzorku. Cilem této prace je odhalit chybné intervaly
zpusobujici chyby ve vyrobé. Tyto intervaly jsou slozeny z desitek i stovek takovych
vzorki, proto se dd prohldsit, Ze tato metoda neodhali 100% chybnych vzorkt, ale
s vysokou pravdépodobnosti dokaze odhalit 100% chybnych intervali.

Casova naro¢nost zpracovani hodnot a vytvoreni predikce se také lisi. U metody
regresni analyzy je ¢asova naroc¢nost priblizné linearni a roste s kazdou tisicovkou dat
o sekundu (100000 vzorkt se bude zpracovavat 100 sekund). Casova narocénost tedy
neni tak velka jako pfi uc¢eni neuronové sité. Pti rostoucim mnozstvi dat mize dojit
k problémiim s vypocetnim vykonem. Doba uceni tedy miize byt nékolik hodin.
Naptiklad u neuronové sité pro hledani anomalii v datech rychlosti otacek trvalo
uceni necelych sedm hodin. Do této doby neni zapocitand doba generovani dat.

Aplikace obou metod jsou sice ukdzany pouze na dvou druzich dat, ale jsou kon-
cipovany jako univerzalni. Tedy po odpadnuti generdtoru dat a aplikaci realnych
vyrobnich dat je mozné obé metody pouzit témér na libovolna data z vyroby. Pro-
gram vyzaduje pro zménu vstupu data primo z datového souboru misto z generatoru.
Metody jsou aplikovatelné prevazné na data, kterd maji stalou stredni hodnotu s ob-
casnymi vychylkami. Proto jejich pouziti neni mozné napriklad na datech klesajicich

od maximalni hodnoty k nule, jako je starnuti nastroje a podobné.
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Zavér

V prvni ¢asti prace po stanoveni cili projektu bylo pristoupeno k provedeni zaklad-
niho prizkumu rtiznych metod prediktivni analyzy. Popis a rozbor téchto metod se
nachézi v prvni kapitole této prace. Tato reserse obsahuje popis pouze nejvyznac-
néjsich metod pro tuto praci.

Druhym krokem byla analyza datovych blok z linky. Pivodné méli byt k dispo-
zici dva zdroje dat. Tato data méla byt pouzita pro zakladni analyzu, jejimz tikolem
meélo byt nalezeni nejproblémovéjsich operaci respektive stroji na lince plazmy. Za-
roven by pak bylo mozné analyzovat, které parametry nejvice ovliviiuji vyslednou
kvalitu kusu. V tomto kroku se nachézi jak sbér dat (z nékolika dostupnych zdroju),
tak datova analyza (prohlidka a nalezeni uzite¢nych dat).

Pti vypracovavani prace doslo bohuzel z divodu situace ve svété k uzavieni
vyrobniho zdvodu Skoda Auto a.s. Mlada Boleslav a tudiZ k znemoznéni dokoncent
vyrobni linky. Z tohoto divodu nebyla pfi vypracovavani k dispozici data z priubéhu
vyroby. K dispozici bylo jen omezené mnozstvi dat z testovani prenosu ze snimact
z doby kdy neprobihala vyroba. Tato data byla pouzita pro inspiraci pti generovani
dat. Dalsi data je nutné generovat z divodu prilis malého mnozstvi nasnimanych
dat a také z divodu absence intervalii zptsobujicich vyrobeni vadnych kust. Tyto
intervaly je tedy nutno generovat.

V préci se nachazi celkem ¢tyri generatory dat. Pro obé metody jsou k dispozici
dva druhy dat a tedy jsou potieba ¢tyti generatory. Kazdy z nich potom generuje
rizné sekvence dat obsahujici OK a NOK intervaly zalozené na skuteénych datech.
Velikost a specifickd nastaveni jsou ovlivnéna uzivatelskym nastavenim v hlavni
funkci.

Hlavni ¢ast prace je popsédna ve treti kapitole a je ji navrh a realizace dvou
metod prediktivni analyzy. Byly vybrany dvé metody, které se od sebe lisi v mnoha
ohledech.

Prvni je metoda regresni analyzy, ktera je rychlejsi, méné komplikovand, ale za-
roven muze v nékterych pripadech davat spatné vysledky. Problém s touto metodou
je podrobné probran v samotné praci . Vystupem této metody jsou kritické
hodnoty jednotlivych ukazatelii. Tyto ukazatele je mozné pouzit pro sledovani ve-
licin ze stroji a pfi prekroceni mezi varovat obsluhu stroje nebo zastavit vyrobu.
Presné vycislit presnost této metody je obtizné. Proto jeji procentudlni presnost byla
odhadnuta z opakovaného testovani na simulovanych datech na 85-90%.

Druhou metodou je rekurentni neuronova sit typu LSTM. Uceni sité je jak ca-
sove, tak i vypocetné narocné. Také u této metody je potfeba pro kazdou veli¢inu
vlastni neuronova sit, proto tato metoda vyzaduje vice vypocetniho vykonu i v pri-

béhu nasazeni modelu do vyroby. Hlavni vyhodou této metody je jeji presnost, ktera
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je pres 99% pro jednotlivé vzorky a 100% co se tyce nalezeni celych chybnych in-
tervalti na simulovanych datech. Pro redlna data by bylo tfeba provést znovu kroky
prediktivni analyzy.

Vzhledem k odlisnosti obou metod jsou tedy i vysledky odlisné. Je k dipozici me-
toda jednodussi s nizkou vypocetni naroc¢nosti a druhé s vyssi vypocetni narocnosti,
ale s vysokou spolehlivosti. Vybér jedné z téchto metod pro finadlni nasazeni do vy-
roby jiz zalezi na zadavateli zakazky a samoziejmé také hardwarovych moznostech
firmy. Pokud ma firma dostatecné moznosti, je mozné nasadit obé metody, nechat
metody sbirat data a nasledné podle vysledkii a kvalit predikce upravit ptivodni
model. Po dostateéné dlouhé dobé je mozné se na zakladé statistiky vysledk roz-
hodnout pro vhodnou metodu a nasledné ji implementovat do skute¢né vyroby. Bez
aplikace na skutecné hodnoty z vyroby a bez dikladného dlouhodobého testovani
se neda rozhodnout, kterd metoda je vhodné;jsi.

Do budoucna se nabizi nékolik moznosti zdokonaleni obou metod. Pro obé dvé
metody je bezpochyby nutné ziskat realna data a pouzit je pro prediktivni analyzu.
Pro obé metody s rostoucim mnozstvim dat roste i mnozstvi informaci z nich zis-
kanych a tim zaroven kvalita predikce. Dalsim krokem je také moznost aplikovani

metody na dalsi dostupné veli¢iny ze strojit z vyrobni linky.
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A Prvni priloha

Zde se nachazi seznam dat sbiranych pro kazdy vyrybény kus uklddand na RFID
Cip.

A.1 Globalni data

Datum zadani vyrobku
Identifikator tovarny
Datum

Cislo sekvence

Zavod

Doplniujici informace

S S A e B

Typové cislo
e« 1=R3 1.0L TSI EVO APS
o 2= R4 1.5L TSI EVO APS
o 3= R4 14L TSI PHEV
. 4=

9. Rezerva

A.2 Posledni operace

1. Status kusu (INT)
o Z&dny kus
o OK kus
« NOK kus
o Cést méfeni - Ruéni méfeni s ndslednym zpracovanim
o Cést méfeni - Ruéni méfeni bez dalstho zpracovani
o Cést méfeni - Interval méfent
o Céast méfeni - Vyména néstroje
e Vyhrazeno pro zobrazeni
2. Zvlastni identifikace (WORD)
« Bit 0.7 DMC vadny
« Bit 1.3 Pripravena zprava c¢isténi
Posledni aplikovand pracovni sekvence (INT)
Stav zpracovavaného dilu (INT)
Stav zpracovavaného dilu (INT)
Doba vyroby (BCD)

AN S
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7. Protahovani (INT)

8. Cislo stroje (INT)

9. Identifikace vyrobni linky (INT)
10. Rezerva (ASCII)

A.3 Lokalni data

Zde se nachazi data z jednotlivych operaci, stroju a méridel.
1. Operace AF100
1 Status kusu (INT)

© 00 J O O = W N

Zadny kus

OK kus

NOK kus

Cést méfeni - Ruéni méfeni s naslednym zpracovanim
Cést méfeni - Ruéni méfeni bez dalsfho zpracovani
Cést méteni - Interval méfent

Cést méFen{ - V¥meéna néstroje

Vyhrazeno pro zobrazeni

Rezerva (INT)

Posledni aplikovana pracovni sekvence (INT)
Stav zpracovavaného dilu (INT)

Stav zpracovavaného dilu (INT)

Doba vyroby (BCD)

Upinaci proces (INT)

Cislo stroje (INT)

Identifikace vyrobni linky (INT)

10 Rezerva pro tdaje specifické pro zdkaznika (ASCII)
2. Operace AF110 (Stroj GROB GM4989/01)
1 Status kusu (INT)

Zadny kus

OK kus

NOK kus

Cést méfeni - Ruéni méfeni s naslednym zpracovanim
Cést métfeni - Ruéni méfeni bez dalstho zpracovani
Cést méteni - Interval méfent

Cést méfeni - Vymeéna nastroje

Vyhrazeno pro zobrazeni

2 Rezerva (INT)
3 Posledni aplikovana pracovni sekvence (INT)
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4
)
6
7
8
9
10

Stav zpracovavaného dilu (INT)

Stav zpracovavaného dilu (INT)

Doba vyroby (BCD)

Protahovani (INT)

Cislo stroje (INT)

Identifikace vyrobni linky (INT)

Rezerva pro tudaje specifické pro zakaznika (ASCII)

3. Operace AF120 (Stroj EcoClean - Mycka)
1 AF (INT)

© 00 N O Ot = W N

e
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15

Identifikace stroje (INT)
Doba trvani zpracovani (ASCII)

Stav soucasti kusu (INT)

Pocet poruch ZKG (INT)
Parametr 1 (Teplota prani) (DINT/°C)
Doba zapnuti trysek (DINT) v ms
Rezerva 4 (DINT)

Rezerva 3 (DINT)

Rezerva 2 (DINT)

Rezerva 1 (DINT)

Cas prani (DINT)

Pocet mycich cykla (DINT)

Cas priitoku (DINT)

4. Operace AF130 (Stroj WZ-Bau-Braunschweig - Laserovy systém)

1

© 00 3 O O = W N

e el e
Tt = W N = O

Stroj / Vieteno / upina¢

Doba zpracovani

Cyklus / Vieteno

Stav zpracovavaného dilu

Meéreni stavu kusu

Poradové cislo pro ZKG

Stroj byl v poruse

Doba béhu laseru 1

Doba béhu rotoru 1

Doba béhu zrcadla 17

Celkova doba béhu laseru L1 od posledniho velkého ¢isténi
Celkova doba béhu laseru L1 od posledniho malého ¢isténi
Doba béhu laseru 2

Doba béhu rotoru 2

Doba béhu zrcadla 27

103



16
17
18
19
20
21
22
23
24
25
26
27
28
29

30
31
32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
20
o1
52
93

Celkova doba béhu laseru 2 od posledniho velkého cisténi
Celkova doba béhu laseru 2 od posledniho malého ¢isténi
Doba béhu / Parametr 7

Doba béhu / Parametr 8

Doba béhu / Parametr 9

Doba béhu / Parametr 10

Doba béhu / Parametr 11

Doba béhu / Parametr 12

Doba béhu / Parametr 13

Doba béhu / Parametr 14

Doba béhu / Parametr 15

Doba béhu / Parametr 16

Teplota rota¢niho pohonu IBK IST

Mezni hodnota predbézného varovani prekroceni teploty rotac¢niho po-
honu IBK

Varovny limit prekroceni teploty rotacniho pohonu IBK
Vykon laseru L1 norma

Vykon laseru L1 miniméalni

Vykon laseru L1 maximéalni

Rychlost klesdni vzduchu valec 1

Rychlost klesani vzduchu vélec 2

Rychlost klesani vzduchu valec 3

Rychlost klesani vzduchu valec 4

Zaostreni laseru L1 norma

Zaostteni laseru L1 minimalni

Zaostteni laseru L1 maximalni

Proplachovaci plyn L1 norma

Proplachovaci plyn L1 skutec¢ny

Posuv laseru L1 norma (norma == referen¢ni hodnota)
Posuv laseru L1 skutecny

Uhel laseru

Rychlost posuvu laseru L1 referenc¢ni

Rychlost posuvu laseru L1 minimalni

Rychlost posuvu laseru L1 maximalni

Rotaé¢ni rychlost posuvu laseru L1 referenc¢ni

Rotacni rychlost posuvu laseru L1 minimalni

Rotacni rychlost posuvu laseru L1 maximani

Linky na mm

Povrchova rychlost
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54 Sestersky stroj
55 Sestersky stroj
56 Pocet cykla od posledniho méteni vykonu
57 Pocet cyklli od posledniho méteni zaostieni
58 Doba trvani cyklu
59 Rezerva
60 Rezerva
61 Rezerva
5. Operace AF 135 (Stroj Strum - Inspekce vélct)

1 Identifikator stroje

2 Doba zpracovavani

3 Pracovni cyklus / vieteno

4 Stav zpracovavaného dilu

5 Teplota kusu

6 Teplota kalibra¢niho disku

Nésleduji hodnoty méreni obrobeného kusu:

1 Pramér valce 1, ME-2, hloubka 24mm
Prameér valce 1, ME-4, hloubka 70mm
Primér valce 1, ME-5, hloubka 110mm
Pramér valce 2, ME-2, hloubka 24mm
Primeér valce 2, ME-4, hloubka 70mm
Primeér valce 2, ME-5, hloubka 110mm
Primér vélce 3, ME-2, hloubka 24mm
Pramér valce 3, ME-4, hloubka 70mm
Primeér valce 3, ME-5, hloubka 110mm
Priumeér valce 4, ME-2, hloubka 24mm
Prameér valce 4, ME-4, hloubka 70mm
Pramér valce 4, ME-5, hloubka 110mm

Parametr Rz valce 1 - 0°

© 0 N O T = W N

e e G "
U R e )

Parametr Rz valce 2 - 0°

—_
(S

Parametr Rz valce 3 - 0°

—_
(@)

Parametr Rz valce 4 - 0°

—_
N |

Doba trvani cyklu méfeni

—
0]

Rezerva
19 Rezerva

6. Operace AF140 (Stroj WZ-Bau-Braunschweig - lakovani)
1 Stroj / vieteno / upinac
2 Dopravnik prasku

3 Doba zpracovavani
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10
11
12
13
14
15
16
17
18
19
20
21
22
23
24
25
26
27
28
29
30
31
32
33
34
35
36
37
38
39
40
41
42

Kus / Vieteno za mérici linkou

Pracovni cyklus ZKG / Vieteno na

Stav kusu

Meéreni stavu kusu

Stroj byl v poruse

Doba zapnuti ionizatoru

Doba zapnuti hordku 1

Doba zapnuti Rotaplazma 1

Doba zapnuti dopravniku prasku 1

Doba zapnuti dodavkovych trubek

Doba béhu hordku po velkém ¢isténi

Doba béhu hordku po malém cisténi

Doba béhu masky

Cislo masky

Pocet zapaleni hordaku 1

Teplota zarizeni

Napéti v trubici valce 1

Proud v trubici valce 1

Vykon v trubici valce 1

Cist4 energie v trubici valce 1

Rychlost otaceni hordku

Spotteba hordku

Pocet vrstev

Uhel rozsttiku v trubici vélce 1

Tlakové chlazeni hordku v trubici valce 1
Rychlost klesani vzduchu norma

Rychlost klesani vzduchu minimalni (skutecny)
Rychlost klesani vzduchu maximalni (skutecny)
Tok argonu v trubici valce 1 maximalni
Parametr 1 (tlak / prutok) maximélni (skuteény)
Parametr 1 (tlak / prutok) minimalni (skutecény)
Tok nosného plynu v trubici valce 1

Parametr 2 (tlak / pritok) maximalni (skutecny)
Parametr 2 (tlak / prutok) minimalni (skuteény)
Tok ochranného plynu 1 v trubici valce 1
Parametr 3 (tlak / pritok) maximalni (skutecny)
Parametr 3 (tlak / pritok) minimdlni (skutecny)
Tok ochranného plynu 2 v trubici valce 1

Parametr 4 (tlak / pritok) maximalni (skutecny)
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43 Parametr 4 (tlak / pritok) minimélni (skutecny)
44 Tok vodiku v trubici valce 1
45 Parametr 5 (tlak / pritok) maximalni (skutecny)
46 Parametr 5 (tlak / prutok) minimalni (skuteény)
47 Tok chladici kapaliny v trubici vélce 1
48 Parametr 6 (tlak / pritok) maximalni (skutecny)
49 Parametr 6 (tlak / pritok) minimalni (skuteény)
50 Parametr 7
51 Parametr 8
52 Parametr 9
53 Parametr 10
54 Typ prasku (recept)
55 Dévka prasku
56 Rychlost dodavani prasku do trubice valce 1
57 Tlak prasku v trubici valce 1
58 Vlhkost prasku
59 Indikator mnozstvi na dopravniku prasku
60 Teplota chladici kapaliny v trubici valce 1 (pritok)
61 Teplota chladici kapaliny v trubici valce 1 (odtok)
62 Rychlost desky v trubici valce 1
63 Elipsa vlevo tézisté x v trubici valce 1
64 Elipsa vlevo tézisté y v trubici vélce 1
65 Elipsa vlevo dalka poloosy a v trubici valce 1
66 Elipsa vlevo dalka poloosy b v trubici vélce 1
67 Elipsa vlevo velikost tithlu alfa v trubici valce 1
68 Elipsa vpravo tézisté x v trubici valce 1
69 Elipsa vpravo tézisté y v trubici valce 1
70 Elipsa vpravo dalka poloosy a v trubici véalce 1
71 Elipsa vpravo dalka poloosy b v trubici valce 1
72 Elipsa vpravo velikost tthlu alfa v trubici véalce 1
73 Elipsa vpravo i vlevo, tihel vstfikovani v trubici valce 1
74 Doba trvani cyklu
75 Rezerva
76 Rezerva
77 Rezerva
78 Rezerva
79 Rezerva
7. Operace AF145 (Stroj Sturm - Inspekce vélet)
1 Identifikator stroje
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2
3
4
)
6

Doba zpracovavani
Pracovni cyklus / kamera
Stav zpracovavaného dilu
Teplota kusu

Teplota kalibra¢niho disku

Nésleduji hodnoty méreni obrobeného kusu:
1 Pramér valce 1, ME-2

© 00 J O Ot = W N

e e e e e e o e T
© 00 3 O T == W N —= O

20

Primér valce 1, ME-4
Prameér valce 1, ME-5
Primeér valce 2, ME-2
Pramér valce 2, ME-4
Prameér valce 2, ME-5
Primér valce 3, ME-2
Prameér valce 3, ME-4
Prameér valce 3, ME-5
Prameér valce 4, ME-2
Priameér valce 4, ME-4
Primér valce 4, ME-5
Doba trvani cyklu méreni
Rezerva

Rezerva

Rezerva

Rezerva

Rezerva

Rezerva

Rezerva

8. Operace AF150 (Stroj EcoClean - Mycka)

1

© 00 J O Ot = W N
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AF (INT)

Identifikace stroje (INT)

Doba trvani zpracovani (ASCII)

Stav soucasti kusu (INT)

Pocet poruch ZKG (INT)

Parametr 1 (Teplota prani) (DINT/°C)

Doba zapnuti trysek 1 (DINT) v ms

Doba zapnuti vysokotlakych trysek 2 (DINT) v ms

Rezerva 4 (DINT)

Rezerva 3 (DINT)

Rezerva 2 (DINT)
(DINT)

Rezerva 1
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13 Cas prani (DINT)
14 Pocet mycich cykla (DINT)
15 Cas priitoku (DINT)
9. Operace AF160 (Stroj GROB GM4989/02)
1 Status kusu (INT)
o Z&dny kus
o OK kus
« NOK kus
o Cést méfeni - Ruéni méfeni s naslednym zpracovanim
o Cést méfeni - Ruéni méfeni bez dalstho zpracovani
o Cést méfeni - Interval méfent
« Cést méfeni - Vyména néstroje
e Vyhrazeno pro zobrazeni
Rezerva (INT)
Posledni aplikované pracovni sekvence (INT)
Stav zpracovavaného dilu (INT)
Stav zpracovavaného dilu (INT)
Doba vyroby (BCD)
Upinaci proces (INT)
Cislo stroje (INT)
Identifikace vyrobni linky (INT)
10 Rezerva pro tdaje specifické pro zékaznika (ASCII)
10. Operace AF170 (Stroj Gehring - Honovani)

© 00 N O Ot = W N

1 Pracovni sekvence

2 Doba vyroby

3 Stav kusu

4 Status vrtani (brouseni) vélce

5 Bit 0.0 = Vélcovy otvor 1B201 10

6 Bit 0.1 = Valcovy otvor 1B202 10

7 Bit 0.2 = Valcovy otvor 1B203 10

8 Bit 0.3 = Vélcovy otvor 1B204 10

9 Vrtani valce C - méFici rovina 9, DM-1 (osa x)
10 Vrtani valce C - méFici rovina 9, DM-2 (osa y)

11 Vrtani vélce C - méiici rovina 24, DM-1 (osa x
12 Vrtan{ vélce C - méFici rovina 24, DM-2 (osa y
13 Vrtani vélce C - méifcf rovina 39, DM-1 (osa x

14 Vrtan{ vélce C - mé¥cl rovina 39, DM-2
15 Vrtan{ valce C - mé¥ef rovina 70, DM-1

16 Vrtani vélce C - méiici rovina 70, DM-2

Oosa X

N N N N N N

)
)
)
osa y)
)
)
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17 Vrtani valce C - méFici rovina 120, DM-1 (osa x)
18 Vrtani valce C - mé¥ici rovina 120, DM-2 (osa y)
19 Rezerva
11. Operace AF180 (Stroj Ecoclean - Pracka)
1 AF (INT)
Identifikace stroje (INT)
Doba trvéni zpracovani (ASCII)
Stav sou¢asti kusu (INT)
Pocet poruch ZKG (INT)
Parametr 1 (Teplota prani) (DINT/°C)
Parametr 2 (tlak)
Parametr 3 (tlak)
Vstupni tok (DINT)
Doba zapnuti vysokotlakych trysek 3 (Nastroj 1) v ms

© 00 N O Ot = W N

—_ =
_ O

Doba zapnuti vysokotlakych trysek 4 (Nastroj 2/4) v ms
Rezerva 4 (DINT)
Rezerva 3 (DINT)
Rezerva 2 (DINT)
Rezerva 1 (DINT)
Cas prani (DINT)
Pocet mycich cyklua (DINT)
18 Cas priitoku (DINT)
12. Operace AF190 (Stroj Braunschweig - Vystupni kontrola)

e e e e
N O Ot = W N

1 Identifikace stroje
2 Misto konec¢né kvality
3 Doba zpracovani kusu
4 Stav soucasti kusu
5 Rezerva
6 Rezerva
13. Operace AF190 (Stroj NEDKONCENE - Laserovani a Rozmontovani)
1 Identifikace stroje
Oznaceni kvality (jakosti)
Doba zpracovani kusu

2
3
4 Stav soucasti kusu
5 Rezerva

6

Rezerva

110



B Druha priloha

V nésledujici tabulce se nachazi jednotlivé parametry, které nejvice ovliviiuji kvalitu
findlntho kusu. Oznaceni DB v tabulkdch oznacuje indentifikatory v databazové

strukture, kde se data ukladaji.

B.1 Operace AF110 2x Stroj GROB

Parametr Stav / Zdroj dat

Stroj - Vypnuto Bez napajeni, PLC zapnuto

Stroj - zapnuto Napajeni zapnuto, zadna chyba, bez vyroby
Stroj - automat d

) ) Kus neni k dispozici, zddna chyba, automa-
Prazdny vstup - automat .
ticky rezim

o Plné obsazeny vystup, zadna chyba, automa-
Plng vystup ticky rezim

Stroj - sefizeni Nastaveni stavu stroje / systému
Total stop Total stop
Stroj - Porucha Automaticky provoz neni mozny, porucha
Pocet OK kusy Hodnota
Pocet NOK kusy Hodnota
DMC RFID, DMS, identifikace obrobku
Takt Hodnota

, , Hodnota(pokud nepochéazi z planovaciho sys-
Planovany takt i

tému)

Takt Hodnota
Néstroj ¢. Hodnota (jako Tetézec)
Zivotnost nastroj Hodnota
Pocet vyrobenych kusii Hodnota
Otacky (RPM) Hodnota
Posuv Hodnota

Teploty pohonti
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B.2 Operace AF130 1x Stroj WZ-Bau-Braunschweig

- Laseranlage
Parametr Stav / Zdroj dat
Cas obrabéni viz. RFID
DMC kéd (32 znakn) viz. RFID
Provozni stavy stroje

Laser 1 Laser 2

Zivotnost optiky DB770.DBx10 DB770.DBx140
Odséavani DB750.DBx0 DB750.DBx4
Vykon laseru DB220.DBx2020 DB220.DBx2022
Otacky laseru DB716.DBx104 DB716.DBx304
Posuv
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B.3 Operace AF140 2x Stroj WZ-Bau-Braunschweig

- Beschichtungsanlage (Plazmovani - potahovani)

Parametr Stav / Zdroj dat
DMC kod (32 znaki) viz. RFID
Provozni stavy stroje

Horak 1 Horak 2
Stroj / Vieteno / upina¢ viz RFID viz RFID
Zasobnik prasku viz RFID viz RFID
Cas operace viz RFID viz RFID
Dil/Vieteno - po méreni viz RFID viz RFID
Cyklus viz RFID viz RFID
Status dilu viz RFID viz RFID
Méteny dil viz RFID viz RFID
Stav stroje (automat vs ma- | | )

viz RFID viz RFID

nual)

Zivotnost lonizéru

DB771.DBD4090

DB771.DBD4090

Zivotnost hofdku 1

DB771.DBD4094

DB771.DBD4094

Zivotnost rotaplasmy 1

DB771.DBD4098

DB771.DBD4098

Zivotnost zasobniku prasku

—_

DB771.DBD4102

DB771.DBD4102

Zivotnost privodni trubice

DB771.DBD4106

DB771.DBD4106

Zivotnost Bl po velkém &is-

téni

DB771.DBD4110

DB771.DBD4110

Zivotnost B2 po malém &s-

téni

DB771.DBD4114

DB771.DBD4114

Zivotnost maskovani

DB771.DBD4114

DB771.DBD4114

Pocet zapaleni horaku 1

DB721.DBD308

DB721.DBD808

Upinac

DB721.DBD16

DB721.DBD516

Intenzita proudu

DB721.DBDO0

DB721.DBD500

Vykon 1

DB721.DBD32

DB721.DBD532

Cisté energie 1

DB721.DBD312

DB721.DBD812

Otacky horaku 1

DB751.DBD24

DB751.DBD24

Posuv hordku 1

DB751.DBD36

DB751.DBD36

Pocet cykla

DB751.DBD12

DB751.DBD12

Uhel nést¥iku

DB649.DBD3520

DB650.DBD3520

Chladici vzduch v horaku
(AirJet)

DB721.DBDY96

DB721.DBD596
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Odsévani nomindl

DB750.DBD126

DB750.DBD140

Odsdvani L1 min realita

DB900.DBD22

DB900.DBD42

Odsavani L1lmax realita

DB900.DBD62

DB900.DBD82

Argon (Procesni plyn)

DB721.DBD48

DB721.DBD548

Nosny plyn

DB721.DBD160

DB721.DBD660

Plastovy plyn

DB721.DBD64

DB721.DBD564

Vodik DB721.DBD344 DB721.DBD844
Chladici voda DB721.DBD144 DB721.DBD644
Recept DB717.DBWO DB717.DBW2

Dopravnik prasku (rych-

lost)

DB721.DBD176

DB721.DBD676

Dopravnik prasku (tlak)

DB721.DBD240

DB721.DBD740

Otacky  disku

prasku

zasobniku

DB721.DBD192

DB721.DBD692

Dopravnik prasku (hladina)

DB721.DBD224

DB721.DBD724

Teplota chladici vody na

vstupu

DB721.DBD360

DB721.DBD8&60

Teplota chladici vody na vy-

stupu

DB721.DBD128

DB721.DBD628

Rychlost odsavani na taliti

DB721.DBD208

DB721.DBD708

Elipsa - levé, - t2i8t6 x DB649.DBD3460 | DB650.DBD3460
Elipsa - levé - (67866 v DB649.DBD3466 | DB650. DBD3466
Elipsa - levé - délka pol

tbeaieva m A POIOOSY | hB649. DBD3472 DB650.DBD3472
a
Elipsa - leva - délka poloosy
) DB649.DBD3478 | DB650.DBD3478
Elipsa - levé - thel alfa DB649.DBD3484 | DB650.DBD3484
Elipsa - pravé - t&7i5t6 x| DB649.DBD3490 | DB650.DBD3490
Elipsa - pravé - t&7i5t6 y | DB649.DBD3496 | DB650.DBD3496
Elipsa - prava - délka polo-

1bsa = prava = CCa POO” | hB649. DBD3502 DB650.DBD3502
oSy a
Elipsa - prava - délka polo-

lp;a prava = €eRa PO | hRe49. DBD350S DB650.DBD3508
osy
Elipsa - pravé - thel alfa | DB649.DBD3514 | DB650.DBD3514
Elipsa - tthel nastriku - leva

1hsa = HRELHAsEREL = V8 | D B649.DBD3520 DB650.DBD3520
- prava
Cas cyklu viz. RFID viz. RFID

Ostatni parametry Oerlikon

viz. Oerlikon

viz. Qerlikon
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C Program

V této kapitole se nachazi seznam jednotlivych priloZzenych souborii k praci s odka-

zem na jejich detailni popis. Jedna se o rozcestnik pro jednodusi orientaci v praci.

C.1 main.m

Hlavni skript programu |3.2]

C.2 data_loading.m

Skript realizujici nacitani dat [3.3.1]

C.3 data__preproces.m

Skript pro predzpracovani dat |3.3.2

C.4 data_parsing.m

Skript rozdélujici data na intervaly [3.3.5]

C.5 regression3.m

Skript realizujici metodu regresni analyzy [3.3.6]

C.6 regr.m

Pomocna funkce pro metodu regresni analyzy [3.3.7]

C.7 data_gen_rpm.m

Skript generujici data rychlosti otac¢ek pro metodu regresni analyzy (3.3.3]

C.8 data_gen_temp.m

Skript generujici data teploty pro metodu regresni analyzy [3.3.4l
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C.9 data_shuffler.m

Pomocny skript pro generovani dat pro metodu regresni analyzy [3.4.3|

C.10 data_print.m

Skript realizujici zobrazeni vysledki metody |3.3.8]

C.11 NOK_int2.xlsx

Soubor excelu obsahujici NOK intervaly.

C.12 OK_int.xlsx

Soubor excelu obsahujici OK intervaly.

C.13 shuf.xlsx

Soubor excelu pouze OK data.

C.14 temp.xlsx

Soubor excelu obsahujici NOK i OK data.

C.15 random_stuff.m

Skript obsahujici pomocné funkce pro zobrazeni grafii a vysledkii bez nutnosti spus-

téni hlavniho programu.

C.16 DNN_data.m

Skript tvorici datasety pro neuronovou sit [3.4.1}

C.17 NOK_generator_RPM

Skript generujici NOK data rychlosti otacek
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C.18 NOK_generator__temp.m

Skript generujici NOK data teploty [3.4.4}

C.19 OK_generator_RPM

Skript generujici OK data rychlosti otacek |3.4.2,

C.20 OK__generator_temp.m

Skript generujici OK data teploty [3.4.2]

C.21 NN.m

Skript obsahujici parametry potifebné pro trénovani neuronové sité [3.4.5

C.22 NN_results.m

Skript zobrazujici vysledky predikce neuronové sité [3.4.7]

C.23 Pregenerated_data_RPM.mat

Predgenerovana data rychlosti otacek pro metodu neuronové sité.

C.24 Pregenerated__data_temp.mat

Predgenerovana data teploty pro metodu neuronové sité.

C.25 Pretrained_NN_rpm.m

Predtrénovana neuronova sit pro predikci rychlosti otacek.

C.26 Pretrained_NN_temp.m

Predtrénovana neuronova sit pro predikci teploty.
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D Obsah CD

Kéd na CD byl spoustén pouze v MATLABu verze 2020a. Zadna jind verze nebyla
testovana.
L e e Hlavni slozka CD
| PIrOGTam. vttt ettt ettt e Slozka obsahujici program
data_gen_rpm.m
data_gen_temp.m
data_loading.m
data_parsing.m
data_preproces.m
data_print.m
data_shuffler.m
DNN_data.m
main.m
NN.m
NN_results.m
NOK_generator_RPM.m
NOK_generator_temp.m
NOK_int2.xlsx
OK_generator_RPM.m
OK_generator_temp.m
OK_int.xlsx
Pregenerated_data_RPM.mat
Pregenerated_data_temp.mat
Pretrained_NN_rpm.mat
Pretrained_NN_temp.mat
random_stuff.m
regr.m
regression3.m
shuf .x1sx
temp.xlsx

D - - Y Slozka obsahahujicic data
tdata_plazma_MG ........................................... Data ze serveru
GM4989_Balluff Datentrédgerbelegung V1.3............. Data z RFID ¢ipu

| Vasko_PredictiveAnalysis.pdf............oooiiiiiiiiiiiiin, Diplomova prace
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