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ABSTRAKT 
Cílem této práce je návrh a realizace dvou metod prediktivní analýzy pro firmu Škoda 
Auto a.s. V první části jsem zpracoval literární rešerši na téma metody prediktivní di
agnostiky. V další části je za pomoci konzultanta práce ve Škoda Auto a.s. provedena 
podrobná analýza výrobní linky a datových bloků z výrobních strojů a dat z měření. Ná
sledně jsem navrhl a naprogramoval generátoru dat založeného na skutečných datech. 
Dále jsem vytvořil dvě metody prediktivní diagnostiky schopné analyzovat vstupní data 
a na jejich základě rozhodnout o kondici obráběného kusu. Nakonec jsem tyto metody 
otestoval a zhodnotil přesnost jejich predikce. Hlavním výstupem mé práce jsou dvě 
metody prediktivní diagnostiky, které lze použít v praxi. 

K L Í Č O V Á SLOVA 

Prediktivní analýza, diagnostika, sledování stavu, neuronová síť 

ABSTRACT 
The aim of this thesis is to design and implement two methods of predictive analysis 
for company Skoda Auto a.s. In the first part I have conducted a literature search on 
methods of predictive diagnostics. In the next part, with help from thesis consultant in 
Skoda Auto a.s., the analysis of the assembly line and data blocks from machinery and 
measuring has been made. Then I designed and programmed data generator based on 
real data. I created two methods of predictive diagnostics, capable of analyzing input 
data and deciding about their condition. In the end I tested these two methods and 
evaluated accuracy of their prediction. Main output of my thesis is two methods of 
predictive diagnostics, feasible in real world. 
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Úvod 
Pred ik t ivn í analýza získává na popula r i t ě z důvodu zlepšení efektivity výroby, re

dukce nák ladů a h lavně snížení p o č t u poruch v au tomat izované výrobě . Dalš ím pří

nosem je snížení zmetkovitosti, což m á za následek nižší zat ížení ž ivotního pros t ředí . 

Ideálním cílem by pak byla úp lná eliminace zme tků a po t ř eby šrotace neshodných 

kusů. Návrh predikt ivní analýzy pro předcházení chybám na výrobní lince plazmy 

ve Skoda auto a.s. vyžaduje náv rh komplexního modelu s ohledem na velké množ

ství p a r a m e t r ů . Cílem t é t o semestrá lní práce je nastudovat a popsat různé metody 

predikt ivní analýzy a sys tém výroby motorového bloku ve Skoda auto a.s. Následně 

analyzovat a popsat datové bloky dos tupné z jednot l ivých strojů, vybrat vhodné 

metody pro analýzu reálných dat, realizovat je a porovnat jejich výsledky. P rvn í 

část t é t o práce bude obsahovat jednot l ivé kapitoly popisující metody predikt ivní 

analýzy. D r u h á část bude obsahovat popis výrobní l inky bloku motoru a finální kon

troly. T ře t í část í pak bude popis jednot l ivých d ruhů sběrů dat a důležité informace 

k t ě m t o p a r a m e t r ů m ovlivňujícím kvali tu výroby. Ve č tv r t é část i se pak bude nachá

zet náv rh a realizace generá toru dat. Tato část je nezby tná pro úspěšné dokončení 

práce, pro tože situace ve světě nedovolila dokončení výrobní l inky produkuj íc í data 

pro tuto práci , a proto je n u t n é tato data získat jinak. P á t á část bude výběr , na

vržení, realizování a popis dvou metod vhodných pro predikt ivní analýzu. Poslední 

část í bude porovnán í obou metod a výsledné hodnocení . 

17 





1 Teoretická část diplomové práce 

1.1 Prediktivní analýza 
Pred ik t ivn í ana lýzu je možné vytváře t za pomoci mnoha různých technik. Nejdů-

ležitější části jsou dolování dat, predik t ivní modelování , h luboké strojové učení a 

umělá inteligence. Pomoc í těch to technik dochází k analýze nashromážděných dat a 

vytvoření hypotézy (predikce) chování sys tému v budoucnosti. Pred ik t ivn í analýza 

je pojem, k te rý v sobě zahrnuje velké množs tv í různých analyt ických a s ta t is t ických 

pos tupů . Tyto postupy mají za úkol ně jakým způsobem odhadovat a predikovat 

jak se v budoucnu budou chovat sledované procesy. Způsob j a k ý m je tento odhad 

vyjadřován se liší v závislosti na druhu a chování procesu, jež popisují (predikují) . 

Větš ina predikt ivních mode lů pracuje s takzvanou p ravděpodobnos t í odhadu. Pro 

jeden proces dojde k odhadu několika možných vzorců chování a t ě m t o vzorcům je 

zároveň př idělena p ravděpodobnos t , s jakou se mohou vyskytnout. J á d r e m celé pre

dikt ivní analýzy je zachycení vz t ahů mezi vysvětlujícími p roměnnými a o d h a d n u t ý m i 

p roměnnými z minulých událos t í a jejich využi t í pro o d h a d n u t í výsledku. Přesnos t 

tohoto odhadu záleží předevš ím na kvali tě analýzy dat a validitě p ředpokladů . [1] 

Project Definition 

Data Collection 

^^aTa^nalysis 

Statistics 

Deployment 

^Mode^o^itoring 

Obr. 1.1: Proces predikt ivní analýzy [28] 
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Typický postup je znázorněn na obr 1.1 a p o d r o b n ě lze popsat: 

• Project Definition: V t é t o části dochází k určení cílů projektu, požadovaných 

výsledků, finančních pros t ředků , da tových sad atd. 

• Data collection: Zde dochází k dolování dat z několika různých zdrojů, díky 

čemuž je získán široký pohled na věc pro predikt ivní analýzu. 

• Data analysis: V tomto kroku dochází k prohlídce dat. Hlavním cílem té to 

operace je nalezení uži tečných dat a zbavení se neuži tečných. 

• Statistics: Zde dochází k ověření hypotéz a p ředpokladů . Zároveň dochází k 

jejich tes tování pomocí s ta t is t ických modelů . 

• Preditive modeling: V t é t o část i dochází k vytvoření predik t ivního modelu, 

k terý se snaží co nejvíce odpovída t budoucnosti. Je také možnost vytvoření 

více modelů podle jejich hodnocení . 

• Deployment: Zde dochází k nasazení modelu do reálného běhu sys tému a jsou 

získávány informace ohledně jeho chování a výsledky jeho rozhodování . 

• Model monitoring: Nakonec dochází ke sledování modelu a jeho p růběžným 

kont ro lám za účelem zjištění funkčnosti modelu a ověření správného rozhodo

vání. 

1.2 Dolování dat 

Pojem dolování dat (z angl. Data mining) je velkou část í predik t ivní analýzy dat. 

Hlavním úkolem tohoto procesu je nacházení trendu, vzorců, a různých vz tahů např íč 

zkoumanými daty. Touto metodou jsou nalezeny různé informace. Těchto informací 

je nás ledně využi to pro vytvoření predik t ivního modelu. Hlavním pil ířem predikt ivní 

analýzy, predikt ivních mode lů i dolování dat jsou stále sofistikovanější s tat is t ické 

modely. Součást í t ěch to modelů jsou také vícerozměrné stat is t ické analýzy dat jako 

pokroči lá regrese (advanced regresision) nebo také model časové ř ady (time series 

model). F i rmy využívají tyto techniky pro odhalení na první pohled neznámých 

souvislostí a pomáha j í odhadovat budoucí chování sledovaných objektů . [1] 

1.3 Kauzální vysvětlení vs. empirická predikce 

V mnoha odvětvích (ekonomie, psychologie, výroba , věda) jsou používány stat is t ické 

modely pro j ednoduché vysvětlení problematiky a modely s vysokou výpovědní hod

notou pro predik t ivní analýzu. Mez i t ěmi to dvěma pohledy je velmi t e n k á hranice, 

ale pro jejich správné použi t í a vytvoření správného modelu je p o t ř e b a zná t rozdíl. 

Pro vytvoření vědeckých teorií je t ř e b a zná t oba tyto pohledy, ale je p o t ř e b a vě

dět jakou roli hraj í v tomto procesu. Oba tyto nás t ro je využívají vy tvářen í modelu. 
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Tento model je vy tvořen pos tupně od úvodního cíle přes definici, výzkum, sběr dat 

až po vědecké využit í . [1] 

1.3.1 Vysvětlování a vysvětlující modelování (Explanatory Mo
deling) 

Ve většině vědeckých odvětví je tato metoda použ ívána pro ověření kauzálních te

orií. N a získaná data jsou aplikovány stat is t ické modely pro ověření p ředpokláda

ných příčin. U tohoto modelu se p ředpok ládá souhrn základních faktorů měřených 

p roměnnou X , způsobujících základní efekt, měřený pomocí hodnot Y . Ve většině 

p ř ípadů s a m o t n á teorie zaručuje kauzalitu. J inými slovy se d á říci, že teorie je v 

tomto př ípadě velmi silný faktor a věrohodnost dat a s ta t is t ického modelu je zá

vislá na teoret ickém modelu. Vztah teorie a naměřených dat se velmi liší vzhledem 

k odvě tv ím použi t í . Např ík lad ve společenských vědách je na teorii kladen velký 

důraz , v bioinformatice je v ý z n a m teorie mnohem menší . Existuje definice vysvětlo

vání jako vysvětlení příčin a vysvětlující modelování . Toto modelování je používání 

s ta t is t ických mode lů pro tes tování př íčinných vysvětlení . [1] 

1.3.2 Prediktivní modelování 

Jedna z definic predik t ivní modelování ř íká, že se j e d n á o proces aplikování statis

t ického modelu nebo dolování dat za účelem získání predikce nebo o d h a d n u t í bu

doucího chování. Ve většině p ř ípadů se j e d n á o proces o d h a d n u t í výs tupn í veličiny 

Y při známé h o d n o t ě v s tupn í veličiny X . Zároveň dochází k pozorování vstupu do 

času t a předpovídán í v ý s t u p u hodnoty v čase t+k (kde k<0). Predikce se skládá z 

více částí . Např ík lad hodnotu nebo interval hodnot přisuzovaných v ý s t u p u s urč i tou 

p ravděpodobnos t í , oblasti predikce, predik t ivní rozdělení nebo hodnocení jednotli

vých predikcí. Model se nazývá pred ik t ivn ím bez ohledu na to j a k ý m p ř í s t u p e m byl 

získán. Základní p ř í s tupy jsou: Bayesovský nebo častý (frequentist), pa ramet r ický 

nebo neparametr ický, metoda dolování dat nebo s ta t ický model atd.[l] 

1.3.3 Deskriptívni modelování 

Nejčastěji používaný model pro modelování je model deskript ívni . Hlavní záměrem 

tohoto modelování je shrnout a vyjádři t da tové struktury p řeh ledným způsobem. 

Toto modelování se nespoléhá na základní popisnou teorii tolik jako vysvětlující 

modelování . Predikce se v tomto druhu modelování neuvažuje. [1] [2] 

21 



1.4 Analytické techniky 
Pro predikt ivní ana lýzu se používají různé techniky, k te ré mohou být dvou hlavních 

skupin. P rvn í skupinou jsou techniky regresní a druhou skupinou techniky strojového 

učení. 

1.4.1 Regresní techniky 

Tyto metody jsou zák ladn ím pil ířem predikt ivní analýzy. Hlavním bodem těchto 

technik je vytvoření korektn ího modelu, jež bude schopen vytvoř i t propojení mezi 

různými p roměnnými pro predikci. 

L ineární regresní model 

Tato technika se snaží nacházet vztah mezi odezvou (nebo závislou p roměnnou) 

a predikovanou p roměnnou (nezávisle p roměnnou) . Může se jednat o predikování 

jedné p roměnné , pak se technika nazývá základní l ineární regresí. Nebo o predi

kování více p roměnných neboli v ícenásobná l ineární regrese. Dochází p o s t u p n ě k 

úpravě predikovaných p a r a m e t r ů , dokud model není dos ta tečně př izpůsoben po

žadavkům. Model je vy tvářen z naměřených dat. Nej důležitějšími prvky jsou pak 

jak minimalizování zbytku a t aké důraz na n á h o d n é rozdělení s ohledem na pre

dikci modelu. Nej častějším p ředpok ladem bývá, že vážený p růměr hodnoty odezvy 

je affiní funkcí predikovaných proměnných . Jako další možné p ředpok lady jsou me

dián nebo j iný kvantil hodnot. Jako větš ina regresních analýz, tak i l ineární regrese 

se zaměřuje předevš ím p o d m í n ě n é rozdělení p ravděpodobnos t i odezvy vzhledem k 

h o d n o t á m predikcí. Cílem lineární regrese je minimalizovat součet d ruhých mocnin 

zbytků. Toho se dosáhne za pomoci metody nejmenších čtverců. Výsledkem použi t í 

t é t o metody dos táváme nej lepší nes t r anné l ineární odhady ( B L U E angl.), za před

pokladu, že je splněn G a u s s - M a r k o v ů v teorém. Tento t eo rém říká, že v l ineárním 

regresním modelu, kde jsou chyby nekorelované, maj í stejnou odchylku a stejnou 

p ředpok ládanou nulovou hodnotu, je nejlepší nes t r anný l ineární odhad dán obecnou 

metodou nejmenších čtverců (OLS) . Po vytvoření modelu je dalš ím krokem ověření 

spolehlivosti jednot l ivých p roměnných modelu. Pro to je nejčastěji použ i t a kontrola 

s tat is t ické významnos t i koeficientů modelu pomocí t-statistiky (poměr odlišnosti 

odhadované veličiny od teoretické hodnoty ke š t a n d a r t n í chybě) . Což odpov ídá tes

tování , jestli se koeficient významně liší od nuly. [2] [4] 

D i s k r é t n í v ý b ě r o v é modely 

U vícenásobné regrese je typické, že odezva je spoj i tá a m á neomezený rozsah. Velmi 

často se může s tá t , že odezva bude diskrétní . Přes tože by bylo matematicky korektní 
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použí t v ícenásobnou regresi na diskré tní závislé p roměnné , tak některé p ředpoklady 

teorie vícenásobné regrese přestávaj í platit. P rávě proto je vhodnějš í používat mo

dely s d i skré tn ím výběrem. Pokud je závislá p r o m ě n n á diskrétní , existuje několik 

vhodných metod. P r v n í metoda je logistická regrese. Tato metoda se používá k mo

delování p ravděpodobnos t i nějaké událos t i (1 nebo 0, v ý h r a nebo prohra). Možným 

rozšířením je h ledání urči tých objek tů v obrazu. To spočívá v přidělování p ravděpo

dobnosti každému detekovanému objektu od 0 do 1. D r u h á metoda je mul t inomiáln í 

logistická regrese. U t é to metody je zák ladem možnost více než dvou diskrétních vý

s tupů . To znamená , že model se používá pro predikování p ravděpodobnos t í různých 

v ý s t u p ů kategoricky rozdělené závislé p roměnné , danou množinu nezávisle p roměn

ných (reálné, b iná rn í nebo kategorické) . T ře t í metoda je metoda probit. Teorie prav

děpodobnos t i definuje probit jako kvantil funkci spojenou s no rmá ln ím rozdělením 

(zápis je N (0,1)). Přes tože výsledky těchto mode lů bývají p o d o b n é jako výsledky 

logistické regrese, základní rozdíl je v rozdělení. Čas to je tato metoda použ i t a v so

ciálních vědách, jako je ekonomie. D r u h á a t ř e t í metoda se používá, když je závislá 

p r o m ě n n á binární . [3] [4] 

Modely č a s o v ý c h řad 

Modely časových řad se používají pro predikci chování různých p roměnných v bu

doucnosti. Hlavním p ředpok ladem té to metody je, že n a m ě ř e n á data v čase mohou 

mít interní strukturu (autokorelace, trend nebo kolísání) a proto na ně nelze pou

žít klasické regresní metody. Speciálně pro tento druh dat byla vy tvořena metoda 

modelů časových řad. Tato metoda rozděluje z ískaná data na t rendové, sezónní a 

cyklické složky. Mez i často používané modely časových řad pa t ř í autoregresní mo

del ( A R ) . Tento model se používá ve statistice, ekonometrii a zpracování signálů. 

J e d n á se o n á h o d n ý proces popisující časově p roměnné jevy v př í rodě, ekonomii 

atd. Definice modelu říká, že se j edná o model, jehož výs tup závisí l ineárně vždy 

na předchozích hodno tách a na s tochas t ickém (má n á h o d n é rozdělení p r avděpodob

nosti nebo vzorec, k te rý může být analyzován, ale nemůže být predikován) členu. 

To znamená , že model je ve formě stochast ické diferenční rovnice. [6] 

Kde ipi až ipp jsou parametry modelu, c je konstanta a et je bílý šum. Další často 

používaný model je model klouzavého p r ů m ě r u ( M A ) . V analýze časových p r ů b ě h u 

se běžně používá pro modelování j ednorozměrných časových řad . Tento model závisí 

pouze na ak tuá ln ích a minulých hodno tách s tochast ického členu. [6] 

p 

i=l 
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xt = \i + et + #i£ ť _i H h ^ í - g (1.2) 

Kde \i je p r ů m ě r řady, 6\ až #q jsou parametry modelu et, £t-i,---, £t-q J s o u chyby 

způsobené bíl ím šumem. Tyto dva modely společně tvoří autoregresní model klouza

vého p růměru . Pokud m á m e nějakou časovou ř a d u X t , je možné využí t modelu 

A R M A pro popis a pochopení dat a možná pro predikování budouc ího chování. V 

první části ( A R ) dochází k nalezení vztahu mezi ak tuá ln í hodnotou a jejími minulými 

hodnotami. D r u h á část ( M A ) se zabývá vy tvá řen ím chybového modelu jako lineární 

kombinace odchylek vyskytujících se současně v různých časových okamžicích na

měřených dat. Zápis modelu v y p a d á větš inou jako A R M A ( p , q ) kde p je po řad í části 

A R a q je pořad í M A části . [4] [6] 

p i 

xt = c + et + Y^<Pixt-i + Y^Oi
£

t-i (
L3

) 
i=l i=l 

Kde ipi až ipp jsou parametry modelu A R , 6\ až 6*q jsou parametry modelu M A , 

£t, £t-i)---> £

t-q jsou chyby způsobené bílím š u m e m a c je konstanta. 

Pro popis s tacionárních časových ř ad se používá předevš ím model A R M A . Pro 

popis nes tac ionárních časových ř ad se používá model A R I M A . U autoregresního in

tegrovaného modelu klouzavého p r ů m ě r u lze použí t opakovanou aplikaci rozdílového 

(rozdíl ak tuá ln í a předchozí hodnoty) kroku pro ods t raněn í nestacionarity. Čás t A R 

v tomto modelu obsahuje regresní ana lýzu p roměnných na jejích minulých hodno

tách . Další část M A obsahuje l ineární kombinaci odchylek vyskytujících se současně 

na více místech v minulosti. Poslední část í je označena p í smenem I. Tato část zajiš

ťuje nahrazen í hodnoty, rozdílem ak tuá ln í a předchozí hodnoty. Tyto t ř i část i mají 

za úkol co nejlépe upravit model, aby vyhovoval datům.[4] [6] 

Xt - a i X ť _ i - . . . - ap,Xt-p> =et + B\St-\ H V 0qet-q (1.4) 

1 - £ atU j Xt = {l + fiLÍ j £t (1.5) 

Kde X t je da tová ř a d a (real), t je index (int), L je operá to r zpoždění o jeden 

krok (lag) a\ jsou parametry autoregresní části modelu, 9i jsou parametry M A části 

a et je odchylka. [6] 

Pánové Box a Jenkins ( tvůrci metody aplikace metod A R M A a A R I M A na da

tové ř ady) , navrhli třífázovou metodu aplikace metod na datové ř ady zahrnující 

identifikaci modelu, odhad a validaci. Proces identifikace zahrnuje ověření, zda je 
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soubor dat s tac ionární a jestli se data opakují pomocí zkoumání grafů ř a d y apli

kováním autokorelačních a částečně autokorelačních funkcí. Tato analýza p o m á h á 

rozhodnout, zda-li by měla být použ i t a autoregresní ana lýza nebo klouzavý p růměr . 

V d ruhé část i dochází k odhadu p a r a m e t r ů pomocí výpočtových algor i tmů, aby se 

zajistilo dosažení co nej přesnějších koeficientů pro model A R I M A . K tomu se nej

častěji používá nel ineární metoda nejmenších čtverců. Poslední část í t é to aplikace 

Box-Jenkins je kontrola modelu. Kontroluje se, jestli odhadovaný model odpovídá 

původn ím specifikacím s tac ionárního procesu. Residua (zbytky) by měla být ideálně 

na sobě nezávislé a jejich p r ů b ě h v čase by měl být nezávislé a mí t kons tan tn í prů

měr a rozptyl v čase. P ř i zjištění nedos ta tečně kval i tního odhadu je n u t n é se v rá t i t 

zpět k prvn í části a proces opakovat ses tavením lepšího modelu. [13] [14] 

A n a l ý z a „přež ívání" nebo t r v á n í (Survival or duration analysis) 

Další název t é to metody je ana lýza času do událost i . Hlavním odvě tv ím kde se tyto 

techniky používají je zdravotnic tv í a biologické vědy. Také jsou používány v eko

nomii a s t roj í renství (spolehlivost, doba provozu, doba selhání atd.). Tato analýza 

se snaží odpovědět na o tázky typu: Jsou nějak urč i tá selhání propojena? Za jak 

dlouho dojde k poruše? Jak konkré tn í událos t i zvyšují nebo snižují p r avděpodob

nost selhání? Hlavním prvek t é t o analýzy je životnost . U biologických aplikací je 

smrt j ednoznačná , ale mechanická spolehlivost může být poněkud komplikovanější. 

Existuje čás tečná porucha, sys tém se může sám zotavit nebo může dojít k opravě. V 

př ípadě biologických selhání mohou mí t něk te ré událos t i stejnou dvojznačnost (in

farkt, selhání něk te rého orgánu) . Pro kval i tní analýzu je důležité mí t událos t i dobře 

definované společně s časovými okamžiky jejich výskytu . Existuj í i modely, k te ré se 

př ímo specifikují na nejednoznačné událost i . Obecně ana lýza přeži t í zahrnuje pokus 

o namodelování časových úda jů do událos t i (událost např . selhání, smrt). Větš inou 

existuje pouze jed iná událost , k t e rá když nastane, způsobí smrt nebo rozbit í . Avšak 

vyskytuj í se opakující se událost i , k teré p ředpoklad jediného selhání uvolňují. V 

mnoha oblastech jsou právě tyto opakující se událos t i klíčové a mají velký vl iv na 

spolehlivost systému. 

• Událost : smrt, porucha, opakování poruchy, zotavení nebo j iná zaj ímavá udá

lost 

• Čas: čas od začá tku pozorování, čas do událost i , čas do ukončení pozorování, 

čas do z t r á t y kontaktu. 

• Cenzura /cenzurované pozorování: Obdob í kde se b ě h e m doby pozorování ne

vyskytne žádná událos t , se popisuje jako cenzurované. Po t é to době není o 

objektu nic známo. U objektu se po ukončení cenzury může, a nebo nemusí 

vyskytnout událos t . 
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• Funkce přeži t í S (t): Určuje p ravděpodobnos t bezporuchového provozu (přežití) 

objektu po dobu t.[7][8] 

Analýza přežívání se používá pro různé aplikace: 

1. K popisu urči tých událos t i 

(a) Tabulka života: Ukazuje j a k á je p ravděpodobnos t selhání (přežití) urči té 

pro časové okamžiky života objektu. [9] 

Table 1. Ule table tor the total population: United States, 2003 

Total 
nwtur of 

c-l L-sTi; Iwnhti • M KKl 
hid » d » 

ajBs i tí »1 
egg x « mt i 

*J U <u 1J KJ 

0-1 G.OMSflů icojoco wi 7,743̂ 19 7T4 
1-3 a euto 7943.B22 7T1 
3-S omoaw 99 •'>«.!;£ j»a 
3-4 G.KI0254 is; 26 •: ľ ,445.362 7SJ> 
4-6 . . omnia* E9.PM 19 M1B 7346.W1 7 « 
5-« . amain 39.199 19 19.190 7249.999 7S.1 
9-T COM'n 99.171 19 99.183 7.147 492 71.1 

Obr. 1.2: Tabulka životnost i [9] 

(b) Kaplan-Meierova křivka: Tato kř ivka ukazuje, jak se vyvíjí urč i tý aspekt 

sledovaného objektu v čase (p ravděpodobnos t přežit í , nezaměs tnanos t i 

atd.).[10] 

Figure 2: Kaplan-Meier curves for freedom from death (to 
30 days) by device implanted pre/post PCI 

£ 20 

10 

o I 
0 7 14 21 

Days after device implantation 

source: Basir et al 2017a 

Obr. 1.3: Kaplan-Meierova k ř ivka [29] 
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(c) Funkce přežití : Tato funkce vyjadřuje p ravděpodobnos t bezporuchového 

provozu (přežití) sledovaného objektu, neboli že nenastane porucha do 

urč i tého okamžiku. Další známý název je funkce spolehlivosti. [11] 

S(t) = P({T > ŕ}) = J f(u)du = 1 - F(t) (1.6) 

Kde T je spoj i tá n á h o d n á veličina s kumulovanou dis t r ibuční funkcí F(t) 

na intervalu [0,oo). P ř ík lady grafů funkcí spolehlivosti: 

Months 

Obr. 1.4: P r avděpodobnos t přežit í po dobu 0-10 měsíců [11] 

(d) Poruchovost: T í m t o se vyjadřuje, s jakou četnost í dochází na sys tému k 

poruše , v j edno tkách poruchy za jednotku času. Čas to se pro označení po

užívá p ísmeno A. Míra poruchovosti se u objektu může s časem výrazně 

měni t . Např ík lad u různých strojů (automobil, výrobní linka) nejspíše 

bude v desá tém roce používání mnohem vyšší poruchovost než v p rvn ím. 

Nejčastěji dochází k opo t řeben í mechanických částí . Největší opo t řeben í 

je způsobeno chybou obsluhy (např . nedoplnění chladící kapaliny, nevy

měnění oleje atd.). V praxi často vyskytuje t e rmín M T B F (s t řední doba 

mezi poruchami z angl. Mean time between failures) označovaný jako 1/ 

A. [9] [11] 
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Obr. 1.5: P r avděpodobnos t chyby v závislosti na délce doby mezi poruchami [11] 

2. Pro porovnán í doby životnost i dvou nebo více skupin 

(a) 2.1. Log-rank test: Je test hypo tézy (hypotéza je tes tovate lná na základě 

tes tování procesu pomocí sady náhodných dat) pro porovnán í rozdělení 

doby přeži t í dvou vzorků. J e d n á se o nepa ramet r i cký test, jehož hlavní 

použi t í je na zkreslená a cenzurovaná data. V medicíně se často používá 

na porovnán í nové léčebné metody a kontrolní léčby kdy je měřen čas do 

událost i (např . doba o p o č á t k u léčby do infarktu). Definice tohoto testu 

říká, že dochází k porovnán í o d h a d ů poruchovosti dvou skupin podle času 

událost í . Test je vy tvořen v ý p o č t e m z pozorovaného a p ředpok ládaného 

p o č t u událos t í v jedné ze skupin v každém pozorovaném okamžiku a 

jejich následné sečtení pro získání celkového shrnu t í ve všech časových 

okamžicích kdy se objevila událost.[12] 

3. Pro popis v l ivu kategorických a kvant i ta t ivních p roměnných na dobu přežit í 

(a) Coxova proporcionální rizikovost (Cox proportional hazards regression): 

Modely proporcionální rizikovosti tvoř í t ř ídu mode lů přeži t í ve statistice. 

Tyto modely vypovídaj í o době , k t e rá uběhne , než nastane událos t . Tato 

doba je vz tažena k jednomu nebo více kovar iá tům (data nasb í raná před 

sku tečným experimentem, mohou zpřesnit analýzu) spojenými s touto 

událost í . Účinek př idán í kovar iá tu m á mul t ip l ika t ivní charakter s ohledem 

na mí ru poruchovosti (např íklad změna mate r i á lu výrobku může zvýšit 

životnost na dvojnásobek).[15] 
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4. Paramet r ické modely přežit í (Parametric survival models) 

5. Stromy přeži t í (Survival trees) 

6. Survival random forests 

K l a s i f i k a č n í a regresní stromy (CART) 

Rozhodovací stromy se používají jako predik t ivní modely k propojení pozorované 

veličiny a cílové hodnoty (listy). Tento predik t ivní model je používán ve statistice, 

dolování dat a s t rojovém učení. U modelů , kde cílová veličina nabývá diskrétních 

hodnot, nazýváme tyto modely klasifikační stromy. U těchto s t romů představuj í 

listy jednot l ivé t ř ídy a větve spojení vedoucí k t ě m t o l is tům. O regresních stromech 

mluvíme, pokud cílová p r o m ě n n á může nabýva t spoji tých hodnot (real).[16][17][18] 

U rozhodovací analýzy se stromy používají k vizualizaci dat a zobrazení procesu roz-

0 05 2% 0.89 2% 

Obr. 1.6: Rozhodovací klasifikační strom C A R T 

hodování . P ř i procesu dolování dat tento strom popisuje data, ale výsledný strom 

může být vstupem pro rozhodování . Metoda rozhodovacích s t romů se čas to používá 

při dolování dat. Cílem použi t í t é t o metody je vytvoření modelu, k te rý bude prediko-

vat výs tupn í hodnoty systému, s ohledem na vs tupn í veličiny (viz. Obr. 1.6). Každý 

vn i t řn í uzel odpov ídá jedné vs tupn í veličině, a z každého uzlu vys tupuj í hrany pro 

každou z možných hodnot, kterou může vs tupn í p r o m ě n n á nabýva t . V každém listu 

se nachází cílová p r o m ě n n á reprezentovaná cestou od kořene až po list. A b y se strom 

mohl nazývat rozhodovacím, musí mí t každý jeho interní (nelistový) uzel vs tupn í 

funkci. [16] [17] [18] 

V ý h o d y r o z h o d o v a c í c h s t r o m ů : 

• Velmi j ednoduché na pochopení a interpretaci. Pro pochopen í t é t o techniky 

s t ručné vysvětlení. S n a d n á interpretace spočívá v grafickém zobrazení . 
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• Zvládají jak numer ická tak kategorická (nabývá jednu z možných hodnot) data. 

O s t a t n í metody větš inou zvládají pouze p roměnné jednoho typu p roměnné . 

• Data před použ i t ím nevyžaduj í velkou př ípravu . Nevyžadují normalizaci dat. 

• Umožňují použi t í modelu white box (subsys tém jehož prvky lze zobrazit a 

obvykle se nemění) . P ř í s t u p k vn i t řn í s t ruk tu ře sys tému umožňuje snadnější 

pochopení systému, ale t aké ho usnadňuje jeho zneužit í (hacknut í ) . Progra

m á t o r může vidět do kódu a t í m nají t jeho slabiny, což činí tes tování sys tému 

jednodušš í . 

• Možnost ověření modelu použ i t ím stat is t ických tes tů . To umožňuje ověření 

spolehlivosti modelu. 

• Mohou dobře pracovat s velkými datasety. Velké množs tv í dat se pomocí stan-

dar tn ích výpočetn ích zdrojů da zv ládnout v p ř iměřeném čase. 

• Dokáží velmi dobře imitovat rozhodování člověka. To se může hodit při mode

lování lidského rozhodovacího algoritmu (chování). 

• Lze je aproximovat jakoukoli booleovskou funkcí (př. XOR).[18] 

O m e z e n í r o z h o d o v a c í c h s t r o m ů : 

• Stromy mohou být málo robus tn í . I m a l á změna v trénovacích datech může 

způsobit obrovskou změnu v celém stromu a změni t finální predikce. 

• P rob l ém učení op t imáln ího rozhodovacího stromu je NP-komple tn í (lze ho vy

řešit pomocí h rubé síly (brute force algoritmu) a může být využi t pro j iné 

problémy s p o d o b n ý m algoritmem) při dodržení urči tých podmínek dokonce i 

pro j ednoduché modely. Z toho důvodu je učení rozhodovacích s t romů heuris

tické (chamtivý algoritmus z anlg. Greedy alorithm), to znamená , že v každém 

uzlu se provádí lokálně op t imáln í rozhodnut í . Kvůli tomu není možné zaruči t 

globální op t imálnos t stromu. Z toho důvodu byl i vyvinuty složitější modely 

s t romů pro zdvojnásobení dosahu informace (DID, duál information distance). 

• Učící algoritmy mohou vytvoř i t příliš složité stromy, k teré příliš nezobecní 

t rénovací data. Tento jev je z n á m ý jako přesahování (angl. overfitting), to 

znamená , že ana lýza odpov ídá t e s tovaným d a t ů m . To by mohlo způsobi t ne

možnost použi t í algoritmu na další sérii testovacích dat. Je zapo t řeb í použi t í 

algoritmu prořezávání (angl. pruning), k t e rá sníží velikost stromu pomocí od

s t ranění některých částí , jež maj í malou klasifikační sílu. To umožní snížit 

komplexnost stromu a zároveň zvýší jeho univerzálnost a přesnost . 

• Pro data obsahující kategorické p roměnné s různým p o č t e m úrovní , dochází 

k upřednos tněn í a t r i b u t ů s více úrovněmi. Tomu se dá vyhnout použ i t ím pří

stupu podmíněného odvození (Conditional Inference approach), dvou úrovňo

v ý m p ř í s t u p e m (two-stage approach) nebo a d a p t i v n í m vynechán ím jednoho 

(adaptive leave-one-out feature selection).[18] 
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Algoritmus ID3 p a t ř í mezi často používané rozhodovací stromy. Slouží ke generování 

stromu z da tové sady. Je to předchůdce C4.5 a používán je v doménách strojového 

učení a zpracování př i rozeného jazyka. 

Obr. 1.7: Strom vytvořený algoritmem ID3 

J e d n o t l i v é k r o k y a l g o r i t m u : 

1. Vypočí tán í entropie (náhodnost i ) každého atributu a z datasetu S. 

2. Rozdělení datasetu S na subsety pomocí atributu s nejmenší entropi í (neboli 

s nej vyšší výpovědní hodnotou). 

3. Vytvoření uzlu s d a n ý m v y b r a n ý m atributem 

4. Rekurzivní rozdělení na zbývající podmnož iny pomocí zbývajících a t r i bu tů . [19] 

M u l t i v a r i a č n í adapt ivn í regresní splajny (MARS) 

J e d n á se o jednu z forem regresní analýzy, k t e rá je nepa ramet r i cká a lze j i považovat 

za rozšíření l ineárních modelů , s t í m rozdílem, že automaticky analyzuje a modeluje 

nelinearity a interakce mezi p roměnnými . [20] M o d e l M A R S : 

f{x) = J2c*Bl{x) (1.7) 
i=l 

Model se skládá z vážené sumy základních funkcí Bi(x) a kons tan tn ích koeficientů 

Cj. To znamená , že každá základní funkce je násobená koeficientem. [20] 
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Př ík lad funkce M A R S : 

ozone =5.2 X ) (1.8) 

+ 0.93max(0, temp - 58) 2 ) (1.9) 

- 0 . 6 4 m a x ( 0 , temp - 68) 2 ) (1.10) 

- 0.046max(0, 234 - ibt)2) (1.11) 

- 0.016max(0, w i n d - 7)max(0, 200 - m s ) 3 ) (1.12) 

(1.13) 

P o p i s funkce M A R S : 

1. Konstanta (viz. Obr.1.8). 

2. „Závěsná funkce" (hinge function). Tato funkce je ve tvaru max(0,x-constant) 

nebo max(0,constant-x) (viz. Obr.1.9). 

3. Součin dvou nebo více „závěsných funkcí". Ty to základní funkce mohou mo

delovat vztah mezi dvěma a více p roměnnými (viz. Obr.1.12).[20] 

Obr. 1.8: a) Lineární model b) M A R S model [20] 
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1.5 Techniky strojového učení (machine learning) 
J e d n á se o studium algor i tmů a s ta t is t ických modelů , používaných počí tačovými 

sys témy bez obsluhy nebo konkrétních př íkazů (explicitních). P ř i rozhodování se 

spoléhají předevš ím na vzorce a odvození. Algoritmus strojového učení vytvář í mate

mat ický model na základně t réninkových dat, aby dokázal předpovědět budoucnost 

nebo provedl rozhodnut í bez s t r ik tně naprogramovaného rozhodovacího algoritmu. 

Strojového učení se využívá v mnoha odvětvích. Např ík lad při filtrování emailů, 

nebo v počí tačovém vidění, kde je poměrně složité nebo dokonce nemožné navrh

nout konvenční algoritmus pro kvali tní splnění úkolu. [21] 

Obr. 1.9: Strojové učení. Rozdělení na bílé a černé kruhy [31] 

D r u h y s t r o j o v é h o u č e n í : 

1. Řízené učení 

V tomto druhu učení se algoritmus pokouší o vytvoření ma tema t i ckého mo

delu pomocí zpracovávání daného datasetu, obsahujícího jak vs tupn í data, tak 

požadovaná výs tupn í data. Např ík lad u hledání urč i tého vzoru v obraze, bude 

testovací dataset obsahovat jak obrázky obsahující daný vzor, tak i obrázky 
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bez daného vzoru. Každý obrázek také obsahuje popisek, zda daný vzor obsa

huje. Každý objekt t réninkových dat může mí t jeden nebo více v s t u p ů a jeden 

žádaný výs tup . Pomocí opt imal izačního procesu, k te rý se i te ra t ivně opakuje, 

dochází k nalezení funkce použi te lné pro predikování v ý s t u p u na základě no

vých vs tupů . Op t imá lně naučený algoritmus dokáže nalézt správný v ý s t u p z 

dat, jež nebyla součást í t rén inku . Naučeným algoritmem lze nazvat algorit

mus, k te rý v p r ů b ě h u času dokáže zlepšit své odhady. Řízené učení obsahuje 

jak regresní tak klasifikační algoritmy. Pokud jsou vs tupn í hodnoty omezeny 

na urč i tou sadu hodnot pak lze použí t klasifikační algoritmy. Např ík lad filtr 

emailů. Vstupem je příchozí email a výs tup je složka pro uložení daného emailu. 

Pro algoritmus detekující spam bude v ý s t u p e m nas tavení parametru spam na 

true nebo falše. Regresní algoritmy mají oproti tomu nepře t rž i té výstupy, což 

znamená , že můžou nabýva t jakékoli hodnoty z urč i tého rozsahu. P ř ík ladem 

jsou spoji té veličiny jako teplota, délka nebo váha.[21] 

2. Čás tečně řízené učení 

Tyto algoritmy vyvíjejí m a t e m a t i c k ý model pouze z neúplných t réninkových 

dat. Čás t vs tupních dat neobsahuje popisek. 

3. Zesílené učení 

Algor i tmy zesíleného učení dostávají odezvu bud jako pozi t ivní nebo negat ivní 

posílení v dynamickém prost ředí . Tyto algoritmy neuvažují přesnou znalost 

ma temat i ckého modelu. Čas to se využívají v au tonomních vozidlech nebo učení 

bota do hry. J e d n á se o strojové učení určující jaké akce by softwarový agenti 

měli podnikat do pros t ředí , aby dosáhli max imá ln í odměny (viz. obr. 1.10). 

Toto učení se liší od řízeného učení hlavně tak, že výsledkem není prezentování 

pá ru vstup výs tup , ale nalezení rovnováhy p r ů z k u m e m (neznámá oblast) a 

využ i t ím (současných znalostí).[21] 

Agent 

Obr. 1.10: Diagram zesíleného učení [31] 
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4. Neřízené učení 

Data pro neřízené učení osahují pouze vs tupn í data a snaží se v nich nalézt 

nějakou posloupnost nebo vzorec (seskupení nebo rozdělení dat). Tento algo

ritmus dokáže nají t vzory v datech a dokáže seskupovat vstupy do kategorií . 

Snížení výpoče tn í náročnos t i může být např ík lad v p o s t u p n é m snižování po

č tu funkcí ve vs tupních datech. Algoritmus nachází společné rysy jednot l ivých 

vs tupů , a na nové vstupy reaguje podle toho, zdali tyto vstupy dané rysy ob

sahují nebo ne. P ř ík l adem takového učení je klastrová analýza. Tato analýza 

se pokouší rozdělit data na části , t akzvané klastry. Po té jsou data v rámci jed

noho klastru analyzována p o d o b n ě (podle jednoho nebo více kri tér i í ) , nýbrž 

data mezi jednot l ivými klastry jsou analyzována různě . 

5. Charakter is t ické učení 

Tento typ učení podporuje nalezení reprezentací po t řebných pro detekci nebo 

klasifikaci p rvků v surových datech. T í m je nahrazena ručně p rogramovaná 

konstrukce a stroj se dokáže sám nauči t algoritmus a použí t ho pro vyřešení 

konkré tn í úlohy. Hlavní motivací pro využi t í pro toto učení je, že vstupy pro 

klasické strojové učení musí bý t dobře matematicky výpoče tně zpracovatelné. 

Nicméně v reá lném světě je větš ina dat (obrázky, videa, data ze snímačů) nedo

káže algoritmicky definovat specifické vlastnosti. Možným řešením je pak na

lezení významných rysů pomocí zkoumání bez použi t í explicitních algori tmů. 

Tento druh učení se snaží uchovávat informaci na svém vstupu a transformo

vat j í tak, aby byla lépe využi te lná, čas to jako proces předzpracování . T í m je 

umožněno zpracování dat s n e z n á m ý m rozdělením a dovoluje stroji se nauči t 

na zpracování specifického úkolu. Charakter is t ické učení může být řízené nebo 

neřízené. U řízeného jsou t réninková vs tupn í data označena (názvem hledané 

věci vyskytující se v datech). U neřízeného jsou data neoznačena. 

6. Rozptýlené slovníkové učení 

Tato metoda se pokouší nají t ř ídkou reprezentaci vs tupních dat (řídké kódo

vání) , ve formě základních p rvků a jejich kombinací . Ty to prvky se nazývají 

atomy a dohromady tvoř í slovník. Pokud se prvek nachází ve slovníku, nemusí 

být or togonální . [21] 
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Original clean image Noisy image, 20.172U1E Clean Image by Global Trained dictionary, 27.S672dB 

Obr. 1.11: Vyčištění obrazu pomocí rozptýleného slovníkového učení [21] 

7. Sebevzdělávání (Self learning) 

Je to druh učení pracující bez jakýchkoli externích zásahů. T í m se tedy liší 

od zesíleného učení (odměny) a ak t ivn ího učení (zásahy učitele) . Sys tém je 

řízen hlavně interakcí mezi poznáván ím a emocemi. Samoučící algoritmus v 

každé iteraci aktualizuje paměť pomocí W = | | W ( A , S ) | | . Algoritmus funguje 

následovně: 

(a) V situaci S proved akci A; 

(b) Dochází k reakci a přijetí nás ledků S'; 

(c) Výpočet emoce na danou situaci V(S');' 

(d) Aktualizace pamě t i W'(A,S) = W(A,S) + V(S') 

J e d n á se o sys tém s j e d n í m v ý s t u p e m a j edn ím vstupem. Existuj í dva stavy, 

ve k te rých tento typ učení může nacházet . P r v n í stav je stav inicializační 

kde získá počá tečn í informace o situacích s nimiž se může setkat ve d r u h é m 

možném stavu. D r u h ý m stavem, je stav kde se sys tém učí. V tomto stavu se 

setkává se situacemi žádoucími i nežádoucími . 

8. Charakter is t ické učení (Feature learning) 

Tato metoda se při předzpracování vs tupních dat snaží o uchování informace 

a zároveň o jejich t ransformování na už i tečná data. Touto technikou je možné 

rekonstruovat i vstupy, k te ré maj í neznámou distribuci, ale nemusí být věro

hodné pro nep ravděpodobné konfigurace dané distribuce. To nahrazuje nutnost 

manuá ln ího vytváření funkcí a dovoluje tak stroji nauči t se používat funkce 

k plnění konkrétních úkolů. Charakter is t ické učení je možné rozdělit na učení 

řízené a neřízené. U řízeného jsou zpracovávána označená vs tupn í data. J e d n á 

se se hlavně o neuronové sítě, vícevrstvé perceptrony a slovníkové učení. U 

neřízeného učení jsou vs tupn í data neoznačená. Jsou to hlavně metody jako 

slovníkové učení, ana lýza nezávislých komponent, autoenkodéry , mat icová fak

torizace a další formy shlukování. 
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9. Detektor anomáli í (Anomaly detection) 

Př i procesu dolování dat se vyskytuj í urči té anomál ie , k te ré se dají popsat jako 

n á h o d n á data v ý z n a m n ě lišící od os ta tn ích dat. Ty to anomál ie mohou následně 

způsobit nesprávné vyhodnocení . Algoritmus dokáže detekovat např ík lad na

rušení sítě z vnějšku. Existují t ř i h lavní metody pro detekci anomáli í . P r v n í je 

detekce bez dozoru, kde dochází k detekci anomáli í v neoznačeném prostoru. 

Princip je, že větš ina dat je no rmáln í a hledají se data, k t e r á se nejméně hodí 

ke zbytku dat. Další metodou je detekce anomál i í pod dohledem. Pro tuto 

metodu je p o t ř e b a soubor dat označen jako normáln í a abnormáln í , k te rý je 

použi t pro naučení klasifikátoru. Poslední metodou je detekce anomáln í s polo

vičním dohledem. Tato metoda se snaží o vytvoření modelu z normáln ích dat a 

následně testuj í p ravděpodobnos t , že tes tovaná instance bude generována na

učeným modelem. Detekce anomáli í se často používá při detekcích narušení , 

detekce chyb, moni torování stavu systému. Také se používá při předzpracování 

pro ods t r aněn í anomáli í z datové sady. Čas to dokáže zlepšit přesnost celkové 

analýzy dat. 

10. Pravidla sdružování (Association rules) 

Hlavním úkolem t é to metody je nacházení vz t ahů mezi p roměnnými ve velkých 

da tabáz ích pomocí strojového učení založeného na pravidlech. Snaha je nachá

zet urč i tou mí ru zajímavosti , k t e rá určuje silná pravidla mezi daty. Strojové 

učení založené na pravidlech je jakékoli strojové učení, k te ré nachází propo

jení mezi daty, vyvíjí pravidla pro ukládání , použi t í nebo manipulaci znalostí . 

Ty to metody strojového učení používají sady relačních pravidel, k t e rá před

stavují znalosti zachycené sys témem, na rozdíl od klasického strojového učení, 

k teré vytvář í univerzální model. P ř í s t upy strojového učení založené na pra

vidlech jsou např ík lad učení asociačních pravidel, sys témy klasifikace učení a 

umělé imuni tn í systémy. N a základě konceptu silných pravidel, byl vy tvořen 

algoritmus pro supermarkety, k te rý určoval p ravděpodobnos t zakoupení urči

tých výrobků na základě zakoupení j iných výrobků. Např ík lad pokud zákazník 

zakoupil cibuli , sýr a brambory, je vysoká p ravděpodobnos t , že t aké zakoupí 

maso na burgery. Toho lze využít při vy tvářen í reklamy nebo rozložení regálů 

v obchodě nebo také různých slev atd. 

11. Systémy klasifikace učení (Learning classifier systems): 

Jsou skupinou a lgor i tmů strojového učení založeného na pravidlech snažící se 

kombinovat nějaký genetický algoritmus s učícím algoritmem (ř ízené/neř ízené 

učení nebo zesílené učení) . Hlavním cílem je identifikování kontextově nezávis

lých pravidel, k t e rá jsou skupinově uk l ádána a pokouší se vy tváře t předpovědi . 

12. Induk t ivn í logické programování (Inductive logic programming): 

Je speciální p ř í s tup k učení pravidel za pomoci logického programování . I L P 
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sys tém odvozuje hypo tézu o logickém programu (zahrnující samé pozi t ivní 

př íklady a žádné negat ivní) z kódování základních znalost í a několika př ík ladů 

prezentovaných jako logická da t abáze faktů. Induk t ivn í programování zahrnuje 

jakoukoli metodu programování pro reprezentaci hypotéz , jako jsou funkční 

programy. [21] 

1.5.1 Neuronové sítě 

Základn ím s tavebním kamenem neuronové sítě je neuron. Každý neuron m á x vs tupů , 

př ičemž každý vstup m á svojí váhu, k t e rá určuje jeho propustnost. Váhy mohou na

bývat záporných hodnot, což určuje mí ru jejich zpomalení . Vni t řn í potenciá l j - t ého 

neuronu yjin je určen souč tem jeho v s t u p ů x, k teré jsou vážené pomocí vah w. [22] 

i=l 

Bias, neboli akt ivační p r á h neuronu, je p ř idán jako prvn í do vektoru x na první 

mís to . Následně je s biasem pracováno jako s další váhou. Celkový stup neuronu je 

tedy dán vztahem: 
n n 

y j = wíjxí = woj + xíwíj C1-15) 
i=l i=l 

kde wqj je hodnota biasu: 

w0j = bj (1.16) 

s 

Obr. 1.12: Formální neuron s biasem [22] 

Vni t řní potenciá l neuronu yjin indikuje výs tupn í stav neuronu i/j po dosažení 

hodnoty biasu bj. 

f ( x K P ° k u d Vjin > 0 n 

I 0, pokud yjin < 0 
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Tato funkce je nejednoduší akt ivační funkcí(ostrá nelinearita). Dále existují další 

přenosové funkce: 

Formální neutrony propojené dohromady tvoř í neuronovou síť. Jejich propojení 

je realizované tak, že výs tup každého neuronu je propojen s j edn ím nebo více neurony 

další vrstvy. P rávě množs tv ím a způsobem propojení neuronů je u rčena topologie 

sítě. K a ž d á neuronová síť je rozdělena na v s tupn í vrstvu, pracovní (skryté) vrstvy 

a výs tupn í vrstvu. Měnící se stav jednot l ivých neuronů ovládá způsob a rychlost 

zpracování informace. Různá váha propojení neuronů pak upravuje konfiguraci sítě. 

Učení neuronové sítě p rob íhá měníc ím se stavem neuronů a a d a p t a c í jednot l ivých 

vah. [22] 
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výstupní vrstva 

^ .skryté VTStvy 

v.ílupni vrstva 

Obr. 1.14: Tř ívrs tvá neuronová síť [22] 

Architekturu takovéto sítě je možné měni t pouze p ř idán ím nebo odeb rán ím neu

ronů v jednot l ivých vrs tvách, pro tože každý neuron je spojený se všemi neurony 

další vrstvy. N a obrázku je vidět t ř ív rs tvá neuronová síť (3-4-3-2), s vyznačenou 

cestou. [22] 

1.5.2 Perceptrony 

J e d n o d u c h ý perceptron 

Perceptron je nej jednodušší neuronová síť s j edn ím neuronem. Tento neuron m á 

typicky n v s t u p ů a jeden výs tup . Obor vs tupních hodnot může být unipolárn í (0,1) 

nebo bipolárn í (-1,1). K a ž d á v s tupn í větev navíc obsahuje váhu, k t e rá určuje její 

validitu. [22] 

V í c e v r s t v é perceptrony 

j edná se o jednoduchou neuronovou síť s jednou vs tupn í vrstvou, jednou výs tupn í a 

libovolný počet skrytých vrstev. Všechny neurony následující vrstvy jsou propojeny 

se všemi neurony vrstvy předchozí . Vs tupní vrstva zpracovává vs tupn í signál, vý

s tupn í vrstva dělá rozhodnu t í a predikuje vstupy. Např ík lad architektura s jednou 

skrytou vrstvou dokáží aproximovat jakoukoli spojitou funkci, často se používají při 

učení pod dohledem, kde se učí na párech dat vstup - výs tup a nacházejí korelaci 

mezi nimi . Opě t je součást í učení nas tavování vah, úp rava p a r a m e t r ů a biasu, pro co 

nej efektivnější po t lačení chyby. Použi t í zpě tné propagace (backpropagation) m á za 

následek, že změny vah a biasu jsou relat ivní vůči chybě. Vícevrs tvý perceptron se 

dá předs tav i t jako ping pong. Každý odpal míčku je odhad odpovědi (předpovědi) 

a každý náv ra t míčku je z p ě t n á vazba o tom jak moc byl odhad chybný. V dopřed-

ném p růchodu se signál pos tupně dostává ze vs tupn í vrstvy, přes skrytou vrstvu do 
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vrstvy výs tupn í a je po rovnán se skutečnými pravdivými výstupy. Zpě tný průchod 

používá zpě tnou propagaci, řetězové pravidlo a parciá lní derivace chybové funkce, 

pro zpě tné zpracování některých vah a biasu. Díky tomu je zjištěno, k te ré parametry 

je nejspíše p o t ř e b a upravit. Díky tomu dochází ke konvergenci chyby. 

1.5.3 Naivě Bayes 

Tato metoda je založena na bayesově theorému. 

, s P(B\A)P(A) 
P(A\B) = 1 (L18) 

P ( A | B ) určuje p ravděpodobnos t událos t i A za p ředpok ladu , že se uskutečni la událos t 

B . P ( B | A ) vyjadřuje p ravděpodobnos t událos t i B za p ředpok ladu , že se uskutečni la 

událost A . Dále P ( A ) a P (B) určují p ravděpodobnos t i událos t í A a B . N a tabulce 

níže je vidět rozhodovací tabulka týkající se h ran í golfu.[24] 

OUTLOOK TEMPERATURE HUMIDITY WINDY PLAY GOLF 

0 Rainy Hot High False No 

1 Rainy Hot High True No 

2 Overcast Hot High False Yes 

3 Sunny Mild High False Yes 

4 Sunny Cool Normal False Yes 

Obr. 1.15: Rozhodovací tabulka h ran í golfu [24] 

V tabulce je vidět klasifikace zda-li je den vhodný pro h ran í golfu. P ř i propojení 

se vzorce na obr. 1.16 je událos t A hran í golfu a vektor B jsou p o d m í n k y počas í kde: 

B = {h, h, h, •••,bn) 

Tato metoda se používá od 60 let 20. stolet í a stále je obl íbenou metodou pro analy

zování textu (příslušnost urči tých dokumen tů , detektor spamu atd.). P ř i sp rávném 

předpracování dat je možné použí t tuto metodu při au tomat i ckých zdravotních dia

gnózách. Výhodou oproti j i ným klasif ikátorům je, že při v ý p o č t u max imá ln í pravdě

podobnosti je možné provést hodnocen ím výrazu v uzavřené formě, což m á lineární 

náročnos t (spíše než zdlouhavou lineární aproximaci). Lineární náročnos t znamená , 

že doba v ý p o č t u roste l ineárně s ros toucím množs tv ím vs tupních dat. 
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1.5.4 K-nejbližší sousedé 

Tato nepa ramet r i cká metoda se používá jak ke klasifikaci tak k regresi. Pro obě 

použi t í je klíčový parametr k, k t e rý určuje jak velké okolí upravovaného bodu je 

b ráno v potaz. 

• P ř i regresi je výs tupn í hodnota bodu vypoč t ena jako ar i tmet ický p růměr jeho 

k-nej bližších sousedů 

• U klasifikace je bodu př i řazena hodnota nejčastěji se vyskytující v jeho k-okolí. 

Pokud je k = l pak mu bude př i řazena hodnota nejbližšího souseda. 

Dalš ím už i tečným trikem může být váhování sousedů. To spočívá v př i řazení para

metru 1/d každému sousedovi, př ičemž d je vzdálenost od souseda. 

N a obrázku je vidět použi t í algoritmus kde k=3. Je zde vidět , že m o d r á hvězda 

pa t ř í s vysokou p ravděpodobnos t í do skopiny červených koleček. Volba parametru 

k je velmi důleži tá pro tento algoritmus. 

• 3 /3 V " " 

Obr. 1.16: K N N algoritmus [25] 

Parametr k se volí podle mnoha faktorů. J e d n í m z nich je např ík lad množs tv í 

šumu. Větší hodnoty k redukuj í dobře šum, ale činí hranice mezi t ř ídami méně 

výrazné . Přesnos t algoritmu může být p o m ě r n ě dost snížena p ř í tomnos t í hlučných 

nebo irelevantních p rvků nebo když se měř í t ka p rvků výrazně liší od jejich významu. 

Někdy je t aké p o t ř e b a použí t takzvanou redukci dat, k t e rá se používá u velkých 

da ta se tů . Pro přesnou klasifikaci jsou větš inou p o t ř e b a jen některé datové typy. 
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V ý h o d y a n e v ý h o d y algoritmu K - n e j b l i ž š í sousedé (KNN) 

• Výhody 

1. J e d n o d u c h á implementace 

2. J e d n á se o tzv. líný algoritmus učení a proto nevyžaduje žádnou fázi 

učení. Díky tomu je algoritmus p o d s t a t n ě rychlejší než t ř e b a lineární 

regrese atd. 

3. Algoritmus nevyžaduje učení a tak mohou být nová data p ř idána bezpro

blémově. 

4. Vyžaduje pouze 2 parametry. Parametr k a funkci vzdálenost i (Euklidov

ská nebo Hamingova atd.). 

• Nevýhody 

1. Nefunguje velmi dobře s více dimenzionálními daty. Pro algoritmus je 

obt ížné vypoč í t a t každé dimenze. 

2. U velkých souborů dat dochází k problému vysokých nák l adů na výpočet 

vzdálenost i mezi novým a k a ž d ý m dalš ím bodem. 

3. P ro tože algoritmus těžko nachází vzdálenost i mezi dimenzemi s katego

rickými vlastnostmi, není pro tento typ dat vhodný. 
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1.5.5 Hluboké učení (Deep learning) 

Hluboké učení pa t ř í do pole strojového učení. Algoritmus byl odvozen z metody 

umělých neuronových sítí. Jeho h lavním znakem je možnost učení na nestrukturo

vaných neoznačených datech. Tento algoritmus je charakter is t ický h ledán ím vzorců 

a podobnos t í v datech a rozhodování na základě nich. N a obrázku 1.5.5 je vidět 

jak moc se liší rozdíl ve výkonost i h lubokého učení a starších učících a lgor i tmů v 

závislosti na narůs ta j íc ím množs tv í dat. [33] [32] 

Why deep learning 

Amount of data 

How do data science techniques scale with amount of data? 

Obr. 1.17: P řednos t h lubokého učení na velkém množs tv í dat [32] 

Hluboké učení se vyvíjelo spolu s digi tální dobou. V dnešní době jsou ve všech od

větvích sb í rána obrovská množs tv í dat (big data), k t e r á je velmi složité a výpoče tně 

náročné zpracovávat . Tato data jsou převážně nes t ruk tu rovaná a lidem by trvalo 

roky z nich extrahovat důležité informace. F i rmy si uvědomují potenciá l skrytý v 

těchto datech a stále více se snaží investovat do sys tému umělé inteligence pro au

tomatizaci sběru a vyhodnocen í dat. Nejmodernější metodou h lubokého učení jsou 

konvoluční neuronové sítě. [33] [32] 
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K o n v o l u č n í neuronové s ítě (Convolutional neural network, KNS, CNN) 

Tato metoda se velmi často používá při zpracování obrazu. J e d n á se o vícevrstvou 

neuronovou síť, k t e r á m á vrstvy plně propojeny (každý neuron je propojen se všemi 

neurony následující vrstvy). Díky tomuto propojení jsou tyto sí tě náchylné na pře-

učení. Metoda využívá hierarchický vzorec v datech a pomocí jednodušš ích vzorců 

se snaží sestavit složitější vzorce. Konvoluční sítě jsou inspirovány biologickými pro

cesy, protože vzorec propojení neuronů p ř ipomíná organizaci lidských neuronů. K N S 

používá poměrně málo předzpracování oproti o s t a t n í m klasifikačním a lgor i tmům. Síť 

si sama vytvoř í filtry, k teré je n u t n ě v j iných algoritmech vytvoř i t ručně na základě 

apiorní znalosti nebo předchozích výsledků. Tato samostatnost je hlavní výhodou 

K N S . Pr incip spočívá v procházení v s tupn ího obrazů t ěmi to filtry a hledání vzorců. 

Parametry filtrů jsou velikost, krok procházení a hloubka filtru (musí odpovída t 

hloubce vs tupn ího obrazu). Data jsou pak p ředávána do dalších vrstev, např ík lad 

složitějších filtrů a vyhodnocována . U učení K N S je kritické množs tv í vs tupních dat. 

Pokud je vyhodnocována proměnl ivá t ř ída (zvíře, člověk) je důležité mí t vhodný da-

taset obsahující velké množs tv í různých fotografií. [34] 
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1.5.6 Neuronová síť typu LSTM 

V t é t o práci je použ i t a neuronová síť typu sequence-to-sequence L S T M network, 

neboli síť typu sekvence k sekvenci, d louhá k r á t k o d o b á paměť. L S T M je umělá 

rekuren tn í neuronová síť ( R N N ) . Nejedná se o obyčejnou dopřednou architekturu, 

ale obsahuje zpětnovazební propojení . Síť je schopna zpracovávat jak obrázky tak 

sekvence dat. Je j ím h lavním úkolem je rozpoznávat p ísmo, hlas nebo j iné intervaly 

opakující se v da tových sekvencích. To je pro po t ř eby t é to práce vyhovující. Síť si 

při učení dokáže zapamatovat informace z předchozích i terací a ty pak využí t ke 

klasifikaci dalších vzorků. 

L S T M sítě jsou používány pro vyhnu t í se p rob l émům se závislostmi v datech v 

širším časovém rozmezí. Dlouhodobé zapamatován í informace není věc, kterou se 

snaží nauči t , ale jejich vlastnost. Všechny rekuren tn í neuronové sítě se skládají z ře

tězce propojených modu lů . V jednodušš ích sítích jsou tyto moduly složené např ík lad 

jen z funkce tanh nebo jako na obrázku 1.18 se skládají ze speciální struktury.[36] 

1.5.7 Struktura a vysvětlení LSTM sítě 

The repeating module in an LSTM contains four interacting layers. 

O 
Neural Network PoirUwise Vector 

Layer Operation Transfer 
Concatenate Copy 

Obr. 1.18: Ukázka L S T M sítě[35] 

N a obrázku jsou vidět jednot l ivé šipky z nichž každá přenáš í celý vektor dat. V 

růžových oblastech pak dochází k různým vektorovým operacím. Ve žlutých oblas

tech se nachází naučené vrstvy neuronové sítě. Spojené čáry naznačuj í zřetězení a 

naopak rozdělující se čáry znamenaj í kopírování vektoru na více mís t . 
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N a obrázku 1.19 je vidět hlavní větev probíhající v horn í části diagramu. Tato 

větev vyjadřuje stav celé buňky. Do t é to větve jsou př idány pouze j ednoduché line

árn í operace pro j ednoduš í p růchod informace. [35] [36] 

<: @ © • 

Obr. 1.19: L S T M hlavní větev[35] 

Pomoc í bran (gates), jako je na obrázku 1.20, je opa t rně p ř idávána nebo odebí

r á n a informace. Brány se skládají z operace l ineárního násobení a sigmoidní vrstvy 

neuronové sítě. Výs tup z t é t o vrstvy je mezi 1 a 0 a popisuje kolik procent informace 

m á být p ropuš těno . Hodnota nula z n a m e n á nic a jedna z n a m e n á všechno. V buňce 

se nachází t ř i takové b rány pro její ochranu a kontrolu stavu.[35] [36] 

Obr. 1.20: L S T M brána[35] 
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1.5.8 Jednotlivé kroky LSTM sítě 

V p r v n í m kroku dochází k vybrán í informace, k t e rá bude zapomenuta. O to se s ta rá 

vrstva se zapomínaj íc í b r á n o u (forget gate layer). Vrstva se podívá na ht —i a xf a 

na výs tup je posláno číslo mezi 1 a 0, k teré pak ovlivní informaci z předchozí buňky 

Ct-\- V předchozí buňce se může nacházet už i tečná informace pro ak tuá ln í b u ň k u a 

nebo naopak informace úplně zbytečná. [35] [36] 

ft = 0(Wr[ht-i.xt + bf) 

Obr. 1.21: L S T M krok 1[35] 

D r u h ý m krokem je pak rozhodnut í o způsobu uložení nové informace v ak tuá ln í 

buňce . Tento krok se skládá ze dvou částí . P r v n í z nich je sigmoid vs tupn í vrstva, 

k te rá m á za úkol rozhodnout jakou hodnotu budeme aktualizovat. D r u h á část je 

vrstva tanh, k t e rá vytvoř í vektor nových hodnot, k teré jsou p ř idány do stavu buňky. 

Po té jsou výsledky těchto dvou částí spojeny do jednoho a je aktual izován stav 

buňky. 

Když je nějaká část informace zapomenuta, je n u t n é j í nahradit novou informací. 

[35] [36] 

Čt =tanh{W c*[ft*-i,tfí] + bc) 

Obr. 1.22: L S T M krok 2[35] 
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V t ř e t í m kroku (1.24) je vidět skutečné aktual izování stavu b u ň k y Ct-i na stav 

ak tuá ln í Ct- Da ta pro aktualizaci byla v y b r á n a v předchozích krocích a nyní dojde 

k aktualizaci. Pomoc í vynásobení Ct-\ s ft dojde k zapomenu t í již nepo t ř ebné in

formace. Po té násoben ím it s Ct dojde k filtrování nové informace podle toho jak 

moc je p o t ř e b a aktualizovat stav. V tomto kroku dochází k nahrazen í nepo t ř ebné 

informace novou informací. [35] [36] 

C t = f i * C V - i + n * Č t 

Obr. 1.23: L S T M krok 3[35] 

V pos ledním kroku dochází ke s tanovení výs tupu . Výs tup je založen na stavu 

buňky, ale bude změněn. N a začá tku prochází informace přes sigmoid vrstvu, k te rá 

rozhodne j a k á část stavu b u ň k y bude zobrazena na výs tupu . Pomocí funkce tanh 

jsou hodnoty normal izovány mezi 1 a -1 a pak násoben ím s v ý s t u p e m z funkce sig

moid jsou na výs tup poslány pouze relevantní hodnoty. Díky tomu jsou na v ý s t u p u 

pouze po t ř ebné informace pro predikci. Nepouži te lné informace jsou zapomenuty. [35] [36] 

í 
ot = a{W0 [ht i,x-f] + K) 

ht = Of * tanh (Ct) 

Obr. 1.24: L S T M krok 4[35] 

V praxi se používá více variant t é t o metody, ale ty nejsou v t é to práci použity. 
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1.5.9 Popis výsledků neuronové sítě 

P r v n í m parametrem je přesnost (accuracy), k t e rá v procentech vyjadřuje kolik pre-

dikovaných hodnot odpovídá sku tečným h o d n o t á m . Poč í t á se j ednoduše z prediko-

vaných p a r a m e t r ů a známých skutečných hodnot. 

D r u h ý m parametrem je urči tos t (precision), k t e r á vyjadřuje kolik vybraných 

vzorků je relevantních. J e d n á se o zlomek relevantních ins tancí oproti všem získaným 

ins tancím. Detai lní vysvětlení se nachází na obrázku 1.25. 

T ř e t í m parametrem je schopnost vybavení si (recall), k t e rý vyjadřuje kolik re

levantních vzorků bylo vybráno . Tento parametr je z n á m také jako citlivost. J e d n á 

se o zlomek celkového množs tv í relevantních instancí , k teré byl i skutečně získány. 

Podrobnějš í vysvětlení se nachází na obrázku 1.25. 

relevant elements 
I 1 

false negatives true negatives 

• • • 
° O 

í 
• 

° \° 
í true positives false positives | 

\ • • o / 

• o y o 

o 
o o 

selected elements 

How many selected 
items are relevant? 

How many relevant 
items are selected? 

_ 

Obr. 1.25: Vysvětlení p a r a m e t r ů precision a recall [37] 

Pos ledním a nejspíše nejdůležitějším parametrem je F l skóre. Tento parametr 

vyjadřuje přesnost testu vzhledem k p a r a m e t r ů m recall a precision. 

Výpočet všech těchto p a r a m e t r ů je vidět na obrázku 1.19,1.20 a 1.21. 

TP 
Precision = — (1-19) 

TP + FP y 1 
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TP 
Recall = — — (1.20) 

TP + FN v ; 

,_,„ „ Precision * Recall ,„ 
F 1 = 2 * ^ ^ 77 (1-21) 

Precision + Recall 
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2 Popis výrobní linky a sběru dat 
Výrobní l inka realizuje sérii operací , jejichž cílem je výroba finálního kusu motoro

vého bloku, jednot l ivé operace jsou pak vypsány v kapitole 2.1. 

2.1 Jednotlivé operace na výrobní lince 
1. Grob - Obráběn í 

2. EcoClean - P ran í 

3. V W Braunschweig - Laser 

4. Sturm - Měření 

5. V W Braunschweig - P lazma 

6. Sturm - Měření 

7. EcoClean - P ran í 

8. Grob - Obráběn í 

9. Gehring - Honování 

10. EcoClean - P r a n í 

11. V W Braunschweig - Vířivé proudy 

12. V W Braunschweig - Výs tupn í kontrola 

13. Ak t iv i t - Paletizace 

S b ě r dat z linky 

N a následujícím obrázku je vidět způsob uk ládání dat ze s t ro jů na server. P ř i výrobě 

dochází ke sběru velkého množs tv í dat. Ty to data se nachází v příloze A . 

Data pro sledování výroby 

Š K O D A 

Obr. 2.1: Způsob uk ládán í dat z výroby 

53 



2.1.1 Rozbor systému diagnostiky 

V té to kapitole se nachází popis diagnostiky při výrobě motorového bloku ve Skoda 

auto a.s., sys tém ověřování hotových motorových bloků a sledování stavu výrob

ních s t rojů a jejich kondice. V posledních letech celosvětově roste množs tv í použi t í 

hl iníku při výrobě bloků válců motoru. Hlavní výhodou jsou nák lady na výrobu z 

důvodu menší spo t řeby energie. P ř e d p o k l á d á se, že v roce 2020 budou alespoň 2/3 

moto rů vyrobeny z hliníku. Ve Skoda Auto a.s. se dochází při výrobn ím procesu k 

mechanickému zdrsňovaní a plazmování (potahování) . 

Obr. 2.2: Blok válců[27] 

H l a v n í v ý h o d y t e p e l n ě p o t a ž e n ý c h otvorů v á l c e oproti l i tým v l o ž k á m z litiny 

• Značné snížení váhy 

• V sériové výrobě se snižují nák lady 

• Zlepšení přenosu tepla 

• Snížení spot řeby oleje 

• E x t r é m n ě robus tn í povrch válce 

• Odolné oproti m o d e r n í m agresivním pa l ivům 

• Nízké t řen í a vysoká odolnost vůči mechanickému opot řeben í 
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Vlivy na kvalitu a nák lady výroby 

Vlivů na kvali tu je velké množství , mezi hlavní pa t ř í : 

• Design 

— Mater iá l , š ířka s těny 

— Design honovacího vybavení , zkosení ... 

• Slévárna 

— Kval i ta lití (Dutiny a Poréznost i ) 

• P ř edběžné obráběn í 

— Řetězec to lerančních mezí 

— Vlhký vs. M Q L (Minimum quantity lubrication) 

— Výrobní strategie 

• Aktivace 

— Procesy 

• Proces po tahování 

— Předčiš těn í 

— Druh povlaku 

— Minimalizace povrchových úprav 

— Šířka (Tloušťka) 

• Doda tečné zpracování 

— Přes t ř íkán í a čištění 

— Chlazení 

• Dokončení 

— Řetězec tolerančních mezí 

— Charakter is t ické vlastnosti povrchu 

— Výrobní strategie a procesy 

celý přehled je možné nají t v popisu na s t ránce [27]. 
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Proces t e p e l n é h o p o t a h o v á n í b loků vá lců 

Tento proces se skládá z šesti kroků: 

• Předzpracování - Hrubé obráběn í 

• J e m n é v r t án í 

• Mechanické zdrsnění 

• Po tahování 

• Dokončovací proces 

• J e m n é v r t án í a honování[27] 

Každý krok výrobního procesu vyžaduje konkré tn í znalosti technologie. Veškeré 

interakce mezi j ednot l ivými procesy musí být přesně sladěny. Specifikace a konkré tn í 

nas tavení jednot l ivých procesů je know-how firmy a není veřejné. Pouze správná 

kombinace těchto procesů vede k prvot ř ídn í kvalitě a ekonomickému procesu. [27] 

Turn-Key production system for thermal coated cylinder bores 

— 

Quality 

4._ 1 1 ' :.. 

M A G / GEHRING 

í fi v fi fi f 

Obr. 2.3: Detai l linky[27] 
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Proces z d r s n ě n í povrchu 

Obr. 2.4: Zdrsnění pískováním [27] 

• Zdrsňovaní pomocí vysokotlakého proudu vody je spolehlivé řešení, ale také 

velmi drahé . 

High Pressure Water Jet 

Obr. 2.5: Zdrsnění vysokolakou vodou [27] 

• Mechanické zdrsňovaní je ekonomicky výhodné a je možné použí t různé vý

robní procesy. Tento typ je požit na výrobní lince ve Skoda Auto a.s. 
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Mechanical Roughening 

2 0 0 t i m 

Obr. 2.6: Zdrsnění mechanické [27] 

Po mechanickém zdrsnění se na povrchu bloku válců vytvoř í pravidelné zuby 

(viz. obr 27.). Pro op t imáln í ekonomické řešení je nejlepší použí t M Q L . 

Obr. 2.7: Detai l povrchu [27] 
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P l a z m o v á n í 

Tento proces spočívá v nanášen í povlaku na vn i t řn í povrch bloku válců motoru. 

Nejčastěji se používá právě pro po tahován í o tvorů pro válce v au tomobi lovém prů

myslu. Tato technika pak umožňuje použi t í hliníkových bloků mís to těžkých litino

vých kusů. Jako mate r iá l je použi t jeden vodivý drá t . P lazmový nadzvukový paprsek 

nejdříve d rá t roztaví , atomizuje jej a nás ledně n a h á n í na subs t r á t . Paprsek plazmy 

je tvořen obloukem mezi katodou a d r á t e m (anoda). Po atomizovaní nanáš í vytvo

řený p lyn proud roztavených kapiček na s těnu válce. Část ice mají velkou kinetickou 

energii a tak se po dopadu na povrch zplošťují. Po dopadu velmi rychle tuhnou a vy

tvář í krystalickou amorfní fázi. Je možné vytváře t vícevrstvé povrchy. T y pak tvoří 

vysoce odolný povlak. Jako mate r iá l je možné použí t všechny vodivé d rá ty do prů

měru 1.6mm. Plazmování lze použí t pro nanášen í povlaku na opot řeb i te lnou plochu 

součást í motoru nebo převodovky, čímž se n a h r a d í pouzdro nebo ložisko. Pokry t í 

ochranou vrstvou nabízí velkou ř a d u výhod jako snížení hmotnosti, nák ladů , t ření 

a napě t í v ojnici. 

ACCS P o k r o č i l ý s y s t é m pro p l a z m o v á n í b loků vá lců 

Vlastnosti sys tému jsou: 

• Integrovaný sys tém kontroly bloků válců 

• Nak ládán í a vykládání kusů p rob íhá zároveň př i měření 

• Rychlá v ý m ě n a nás t ro jů 

• Ruční a au tomat ické ovládání se senzorem vzduchové mezery (pojistka) 

• Možnost vk ládání ma te r i á lu ručně, automaticky (robotem nebo por tá lem) 

1. Povrchová úprava (potahování) 

• Nejnovější generace sys tému A P S potahování 

• Super rychlá v ý m ě n a hotového kusu za další 

• Maskování bloků a vyprázdněn í s poloautomatickou výměnou sprejova-

cího kolektoru 

• Velmi úč inný odsávací sys tém nahoře i dole 

• Au toma t i cký sys tém čištění ho řáku pomocí CO2 

• P růh l edný sys tém výfuku pro možnos t vizuální kontroly proudu částic 

• St lačený vzduch nebo dusík je možné použí t jako a tomizační plyn 

2. Řízení dodávky a sys tém výfuků 

• T W S : Př ívod v lánka ze sudu (max.600kg) nebo z vře tene (15kg) 

• T P S : Dvojité napájení pro zajištění kont inuáln ího po tahován í 

• T W S / T P S : Obsahuje všechny kontrolní moduly, au tomat izovaný 3-kanálový 

výfukový systém, centrá lní rozhran í pro všechna možná požadovaná mé

dia 
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Z p ů s o b n a n á š e n í T W S : 

ACCS-TWS 
G T V - R S W 

S t ě n a 
v á l c e 

Obr. 2.8: Detai l p lazmování bloku válců T W S [27] 

P o p i s : 

• Atomizující plyn: P ř i atomizaci plynu je proud t eku tého kovu nanášen na s těnu 

bloku válců, pomocí plynu o vysoké rychlosti (vzduch, dusík, argon, helium) 

Z p ů s o b n a n á š e n í T P S : 

Plazma + el. proud Anoda 5 vodním 

A C C S - T P S 
G M - A P S 

prášku 

Obr. 2.9: Detai l nanášen í plazmy na blok válců T P S [27] 
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S c h é m a f inální kontroly bloku vá lců 

V následující kapitole je ukázán sys tém kontroly finálních bloků motoru. N a obrázku 

je vidět kde se nachází jednot l ivé senzory a jaké vady jsou hledané. N a obrázku je 

také vidět př íklad možné vady. Mez i procesem obráběn í a finální kontrolou mohou 

vznikat delší prodlevy, ve kterých může vlivem různých problémů, docházet k neu

s tá lému vyráběn í vadných kusů. P rávě tomu se snaží metody popsané v t é to práci 

zamezit a odhalit vadný kus na základě dat ze s t rojů již při jeho vyrobení . T í m 

dojde ke snížení p o č t u vadných kusů a t í m i nák ladů na výrobu. 

ACCS-CI 
Schematic set-up 

Cylinder-Surface 

c a u p p £ 

Obr. 2.10: Podrobnosti inspekce bloku motor[27] 

• Dark Fie ld Illumination (surface defects (e.g. spitting's)): Osvětlení t m a v ý c h 

částí , nalezení povrchových vad (např. pl ivanců) 

• Boroscope (Surface Defects): Boroskop (povrchové vady) 

• Color Sensor (Indirect measuring of oxides): Barevný senzor (nepřímé měření 

oxidů) 

• 3 x Confocal Sensor (roughness, diameter, coating thickness): 3x konfokální 

sensor(drsnost, p růměr , šířka potahu) 

• Bright Fie ld Illumination (surface defects (e.g. pores)): Osvětlení světlých mís t 

(detekce povrchových vad jako pó rů atd.) 

• Cylinder Surface: Povrch bloku válců 

61 



2.2 Popis dat linky plazmy 

P r v n í m druhem jsou data vázaná na každý vy ráběný kus a uložena na R F I D čipu 

svázaného s konkré tn ím kusem. Možnost využi t í t ěch to dat spočívá v tvorbě modelu 

pro nás lednou predikci. Každý stroj na každé operaci zapisuje na d a n ý čip veškerá 

data týkající se daného kroku. To z n a m e n á nejenom data o výrobku, jako např ík lad 

jeho rozměry a status ( O K / N O K ) , ale i provozní data stroje. J e d n á se o informace o 

stroji jako takovém a zároveň o data ze snímačů z doby obráběn í daného kusu (např. 

teplota, tlak atd.). Zároveň jsou k dispozici informace o době t rván í jednot l ivých 

úkonů v d a n é m stroji. V t é t o kapitole se nachází popis jednot l ivých dos tupných dat 

z l inky plazmy včetně jejich zdrojů. 

Dalš ím zdrojem dat je uk ládán í dat z výrobních s t rojů na server. J e d n á se o 

data vy t ipovaná odborn íky ve Skoda Auto a.s. Tato data obsahují převážně data 

o strojích, např ík lad stav stroje a poč ty vyrobených kusů, poče t O K a N O K kusů. 

Tato data by bylo možné zčásti také použí t pro tvorbu modelu. V těchto datech 

se snadněji hledají vzorce, protože jsou na server odlévána v reá lném čase. Pokud 

by bylo k dispozici dos ta tečné množs tv í dat, bylo by možné je analyzovat pomocí 

různých a lgor i tmů a nají t spojitosti s daty ze stroje a výslednou kvalitou kusu. 

Hlavním využi t ím těchto dat je jejich následné sledování a predikce vad a poruch. 

Pokud bude správně navrhnut a vy tvořen model, je možné sledovat tato data v 

reá lném čase a z jejich p r ů b ě h u a předevš ím nenadá lých změn předpovída t poruchy 

a nebezpečí vyrobení N O K kusů. 

2.2.1 Důležitá data z linky plazmy 

Zde se nachází seznam dat, k t e rá nejčastěji ukazují nedos ta tečnou kvali tu kusu a 

také veličiny, k teré tyto chyby způsobují . Např ík lad o táčky laseru za minutu mohou 

způsobit chybnou drsnost válce. 

1. Grob - obráběn í 

1 Data ze s t ro jů 

• Životnost nás t ro je D (kusy) 

• Životnost nás t ro je Rz (kusy) 

• O táčky za minutu (3500 R P M ) 

• Posuv (1050 mm/min) 

. T lak emulze (20 Bar) 

• Životnost os ta tn ích nás t ro jů (kusy) 

2 Data z měření 

• Drsnost válce (10-20 fim) 
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• Pozice válce (mm) 

• P r ů m ě r válce (74,16 ± 0,1) 

• P r ů m ě r indexu (14 H7) 

• P r ů m ě r indexu (12 H7) 

V W Braunschweig - Laser (Data ze s trojů) 

1 Životnost optiky (2000 kusů) 

2 Rychlost spo t řeby (28 m/s) 

3 Posuv (681,8 mm/min) 

4 Výkon laseru (1000W) 

5 Otáčky za minutu (6136 R P M ) 

Sturm - (Data z měření) 

• Drsnost (30-80 fim) 

• L i n k y - přesnost (10 l i nek / lmm) 

• P r ů m ě r válce (mm) 

• Poréznost (množství) 
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2.2.2 Rozbor datových bloků (RFID) 

Zde se nachází data o kusu bloku válců (Zyl inderkurbelgeháuse - Z K G ) Ta se nachází 

na R F I D u n i k á t n í m čipu, k t e rý m á každý vyráběný kus na lince. Data jsou sbí rána 

s periodou vzorkování 1 vteř ina . Sběr dat p rob íhá kont inuálně v p r ů b ě h u obráběn í 

kusu na d a n é m přístroj i . Po obrobení kusu jsou data, k t e r á se nasbí ra la při obrábění , 

zapsána na R F I D čip. Konkré tn í popis těch to dat se nachází v příloze A . 

2.2.3 Finální vybraná data pro prediktivní analýzu 

Parametry v t é t o kapitole byly vyb rány jako důležité na základě konzultace se zkuše

nými odborníky. Tyto veličiny nejvíce ovlivňují kvali tu výsledného kusu. Není nu tné , 

aby byla všechna z nich použ i t a pro predikci. Pokud se při zpracovávání diplomové 

práce ukáže, že něk te rá data jsou n e p o d s t a t n á , budou z analýzy vyřazena . Bude se 

dle dohody jednat o sběr surových dat přes Kepware a DataLogger do D B M S S Q L 

(vytvořena bude S K O D A S Q L adminy). Sběr dat p rob íhá s periodou vzorkování 1 

vteř ina . Tato data jsou p ř í s t upná v reá lném čase, t akže je možné je použí t pro pre

dikt ivní ana lýzu v reá lném čase. Tabulka obsahující všechny vybrané parametry se 

nachází v příloze B . V té to práci budou z důvodu rozsahu analyzována pouze data 

teploty a rychlosti o táček ( R P M ) . 
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3 Praktická část diplomové práce 

3.1 Úvod 

Cílem prakt ické části diplomové práce je ana lýza dat z výrobní l inky ve Škoda auto 

a.s. P ř i výrobě je obráběn í kusu a jeho detai lní měření uskutečňováno na několika 

strojích. To způsobuje vznik dopravního zpoždění mezi t ěmi to operacemi. Pokud 

dojde k vyrobení vadného kusu, respektive rozladění nebo poruše obráběcího stroje, 

vzniká dopravní zpoždění mezi chybou a zj ištěním chyby při měření tohoto vadného 

kusu. Hlavním cílem t é t o práce tedy je odhalení t é t o poruchy hned při jej ím vzniku 

analýzou dat z obráběcího stroje a okamži tému zastavení výroby a t í m zamezení 

z t r á t á m . 

Ak tuá ln í situace ve světě způsobená virem C O V I D - 1 9 , bohužel zapříčinila i uza

vření výrobního závodu a t í m i zpoždění prací při sestavování dané výrobní linky. 

Výrobní l inku se bohužel nepodař i lo př ipravi t v p o t ř e b n é m te rmínu , proto se v pro

jektu mís to reálných dat nachází několik generá torů , k te ré n á h o d n ě generují data. 

K dispozici byly pouze příklady, jak by měla finální data vypadat, ručně nasbí

r a n á p ř ímo ze strojů. Tato data se nachází v xlsx souborech přiložených k práci . 

Nač tené hodnoty jsou použi ty jako základ generá torů dat. J e d n á se např ík lad o ná

hodné dogenerování dat na základě skutečných dat nebo o opakované vybí rán í částí 

dat a jejich zamíchání a nás ledné uložení. Dané generá tory tedy vytvářej í dosta

tečně velké datasety a také uměle generují chyby v datech. Nutnost generovat chyby 

vzniká, pro tože při ručn ím sběru dat neprobíha la výroba. Ve finále tyto datasety 

simulují nepře t rž i tý tok dat z výrobních strojů, ve k terých potom metody hledají 

různé výkyvy a nesrovnalosti. Blokový diagram programu se nachází na obrázku 3.1. 

P rak t i cká část diplomové práce obsahuje dvě metody. P r v n í metodou je metoda 

regresní analýzy. Ta je teoreticky p rob í r ána v kapitole 1.4.1 a její p rak t ická aplikace 

na data v kapitole 3.3. Cílem t é t o metody je vytvoření nás t ro je , k te rý na základě 

vs tupních dat dokáže nalézt urči té kritické prahy p a r a m e t r ů . Po té lze pomocí těchto 

p a r a m e t r ů sledovat v reá lném čase vývoj veličin ve stroji a po překročení daných 

p rahů o urči té procento nahlás i t obsluze stroje varování. 

V d ruhé část i se nachází ana lýza dat pomocí neuronové sítě, k t e rá je p o d r o b n ě 

p rob í rána v kapitole 1.5.1 teoreticky a v kapitole 1.5.6. prakticky. Pro každou vy

branou veličinu (teplota, otáčky) existuje jedna neuronová síť, k t e rá je naučená na 

odhalovaní anomáli í v datech. Hlavním cílem t é t o metody je odhalení intervalů, 

k teré regresní ana lýza nedokáže odhalit. 

N a konci se bude nacházet porovnán í obou metod vzhledem k úspěšnost i odhalení 

chyb a výpoče tn í náročnos t i . 
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Pred i liti vní analýza 

Teplota^, b é r k . „ i i H > s p t á c k v 

N acte l i příkladu 
reálných dat 

Předzpracování dat 

Generování dat 

Neuronová síť 

Teplota 

Generování 
zvoleného typj dat 

Generování/ Volba Načtení 
generován'/načtení 

dat 

Načtení předem 
vygenerovaných dat 

Lčení 

Regresní analýza 

Učení neuronové sítě 

Načtení 

Načtení předem 
naučené sítě 

Zobrazení výsledků 

Testování neuronové 
sítě 

Zobrazení výsledků 

Obr. 3.1: Diagram popisující běh programu 

Analýza dat byla realizována na s to ln ím P C s grafickou kartou N V i d i a 980 G T X . 

16gb R A M pamě t i (2800Mhz) a procesorem Intel Core i7 6700K. Jako úložiště byl 

použi t Samsung 970 E V O N V M e M.2 SSD 500 G B s čtecí rychlost až 3400 M B / -

sec a zapisovací rychlostí až 2300 M B / s e c . Hlavním softwarem pro zpracování byl 

Mat lab 2020a. Základem pro metodu regresní analýzy byl toolbox Curve fitting. Pro 

t rénování neuronové sítě pak byl použi t toolbox trainNetwork. 
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3.2 Hlavní funkce (main.c) 
Úkolem hlavní funkce main.c je uk láda t volby uživatele a podle nich volit a spouš tě t 

další funkce. Po spuš tění skriptu se objeví okno s p rvn ími o tázkami . P r v n í m krokem 

je zvolení metody, kterou chce uživatel zobrazit. Jsou k dispozici dvě volby, regresní 

ana lýza (Regression) a neuronová síť ( D N N ) . D r u h á volba spočívá ve výbě ru ge

ne rá to ru dat. Pro obě metody je možné zvolit rychlost o táčet laseru ( R P M ) nebo 

teplotu (Temperature). Celkově jsou tedy k dipozici 4 možné scénáře. Vs tupní hod

noty jsou omezeny na 1 a 2. Jakákol i j iná z a d a n á hodnota způsobí chybovou hlášku. 

Toto ošetření je použ i to pro všechna vyskakovací okna. Okno je vidět na obrázku 

3.2. Funkce používá z a d a n á data uživate lem pro nas tavení vni t řn ích proměnných, 

pomocí nichž po t é spouš t í další funkce. 

5J User input 

Chaasc n-cthod? 

2- DNN 

Choasů Data? 
1 - RPM 
2-T«npeiatuiY? 

OK Cancel 

Obr. 3.2: Okno uživatelského vstupu výbě ru metody 

3.2.1 Volba regrese 

Př i zvolení metody regrese dojde k zobrazení dalšího okna kde je uživatel p o ž á d á n 

o vyplnění konkrétních informací k v s t u p n í m d a t ů m . P ů v o d n í m cílem byla možnost 

p ř ímého n a h r á n í dat a jejich specifikace ve vyskakovacím okně. Vzhledem k nutnosti 

generovat data je již okno předvyplněné podle volby generá to ru dat. Okno je vidět na 

obrázku 3.3. Po p roběhnu t í metoda v př íkazovém okně zobrazí výsledky a vytiskne 

graf s p ř ík ladem kri t ického intervalu. 

3.2.2 Volba detailního nastaveni metody regresní analýzy 

V programu se nachází také možnos t deta i ln ího nas tavení t é to metody. P r v n í pa

rametr je citlivost (sensitivity). Ta ovlivňuje citlivost regresní analýzy vzhledem k 

velikosti prohledávaného intervalu a četnost i výsky tu podezřelé hodnoty. Vyšší c i t l i 

vost znamená , že jsou označeny i méně časté kritické výkyvy hodnot ve větš ím okolí 
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S Input X 

Enter na mc of input datatype: 

Temperature 

in units: 

OK Cancel 

Obr. 3.3: Okno uživatelského vstupu specifikace vs tupních dat pro regresní ana lýzu 

bodu, kde došlo ke zvýšení p o č t u neshodných kusů (detai lně vysvět leno v kapitole 

3.3). 

Další parametry jsou pak velikost jednot l ivých generovaných intervalů (gen interval size) 

a množs tv í vygenerovaných intervalů (amount_of__int) při zavolání funkce generá

toru. 

Pos ledním m o ž n ý m nas taven ím je pak počet vzorků v okolí podezřelého bodu, 

pro funkci dělení dat na intervaly (kapitola 3.3.5). 

%% Options for regression 

i f (method == 3) 

s e n s i t i v i t y = 2J; % 1-high 2-medium 3-low 

gen_interval_size = Xvelikost genero 

amountofint = 3; Spočet generovaných in 

nos = 300; %pocet vzorku v okoli hotspotu 

min_perc_diff_opt = 3B;%miniinalni odiisno 

end 

Obr. 3.4: Speciální nas tavení metody regrese 

3.2.3 Volba neuronové sítě 

Př i zvolení metody neuronové sítě dojde k zobrazení vyskakovacího okna a program 

čeká na reakci uživatele. Je p o t ř e b a zvolit jestli je žádoucí vygenerování nového 

datasetu nebo pouze zobrazení př ipraveného. Tato možnost se v programu nachází 

z důvodu velké výpoče tn í náročnos t i generování dat pro neuronovou síť. Generování 

velkého datasetu může trvat i desí tky minut a proto je žádoucí možnost nač ten í již 

dříve vygenerovaných dat. Okno je vidět na obrázku 3.5. 
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S User input X 

Da you want to generate data? 
1 - yes (thiscan take long time) 
2 - just shew pie-generated results  

OK Cancel 

Obr. 3.5: Okno uživatelského vstupu generá to ru dat pro neuronovou síť 

Další zobrazené vyskakovací okno nabízí volbu mezi učením neuronové sítě a 

nač t en ím a zobrazením výsledků neuronové sítě navržené autorem práce . P ř i volbě 

učení se může doba v ý p o č t u p r o t á h n o u t až na několik hodin. 

Nakonec po zadání všech možnos t í program zobrazí výsledky. P ř i zvolení zob

razení výsledků na př ipravených datech a př ipravené neuronové síti může zobra

zení výsledku zabrat několik minut. Program zobrazí přesnost neuronové sítě přes 

všechny sekvence testovacích dat a vypoč í t á t ř i další parametry (recall, precision a 

F l score) pro jednu vybranou sekvenci dat (z důvodu zkrácení výpoče tn í doby). 

3.2.4 Volba detailního nastaveni metody neuronové sítě 

Program také nabízí možnos t specifického nas tavení metody neuronové sítě. Jednot

livá nas tavení jsou vidět na obrázku 3.6. 

nj ir ._of_±: i t = 20; 
nos = ťi; 
nof = 3; 
%volky pro eeplotu 
n o k _ i n e e r v a l _ s i z e _ t e r í p _ o p E = [200 3000]; 
ok_ineerval_size_tei i ip_opt = [2500 7500]; 
njif_of_:ioks_opt = [2,5];%pocee in t er 1 

%volby pro RPM 
nok_ineerval_s ize_rpm_opE = [40 S0];%roz 
ok_iri terval_size_rpra_opt = [2000 4000];% 

Obr. 3.6: Speciální nas tavení metody regrese 

P r v n í nas tavení je poče t intervalů (num__of_int). Tento počet znamená , kolik 

intervalů bude vloženo do jednoho prvku jedné sekvence. Ovlivňuje délku jednotli

vých p rvků tak, že nastavuje kolikrát p roběhne cyklus vložení kombinace intervalů 

(detai lně vysvět leno v kapitole 1.5.6). 

Další nas tavení jsou počet t rénovacích/ tes tovacích sekvencí (nos) a počet p rvků 

v jednot l ivých sekvencích (nof), k teré prakticky znamenaj í počet ř a d dat v jednot

livých sekvencích. 

Další možnost se t ýká jednot l ivých vkládaných intervalů. V programu se na

cházejí generá tory O K dat a N O K dat jak pro teplotu tak pro rychlost otáček 
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laseru. To znamená , že jsou k dispozici celkem čtyři nas tavení pro tyto generátory. 

J e d n á se o specifikaci max imá ln í a min imáln í velikosti generovaných intervalů. Z 

těchto navolených intervalů pak při zavolání funkce vybere n á h o d n ě číslo a vygene

ruje daný interval v dané délce. J e d n á se o nas tavení nok_interval_size_temp_opt , 

ok interval size temp_opt, nok interval_size_rpm_opt a ok interval s i z e r p m 

Poslední možnou volbou je počet N O K intervalů vložených na jeden O K interval 

(num_of_noks_opt) . Tato možnost se t ýká testovacích dat, kde jsou N O K intervaly 

n á h o d n ě vk ládány do O K intervalů. 
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3.3 Metoda regresní analýzy 

Programové řešení t é t o metody se skládá z několika p o s t u p n ě volaných funkcí. V 

následujících kapi to lách budou tyto funkce vysvětleny. V ý s t u p e m t é t o metody je na

lezení opakujících se výkyvů v datasetu obsahujícím záznam nepře t rž i tého toku dat 

z výrobního stroje. Program je navržen tak, aby akceptoval libovolný typ datasetu, 

jakkoli dlouhý. J ed iným požadavkem je korespondující dataset obsahující množs tv í 

vyrobených vadných kusů. P rávě na základě p o č t ů vadných kusů program extrahuje 

podezřelé intervaly. J e d n á se o časové okolí doby vyrobení vadného kusu. Program 

nachází ty, co jsou si p o d o b n é a tedy opakovaně způsobují chybu. Nad urč i tou mí ru 

výsky tu pak tento interval označí jako kritický. 

3.3.1 Načítání dat (skript data_loading.m) 

Hlavní funkcí tohoto skriptu je nač í tán í dat z tabulek ve formátu M S Excel (.xlsx). 

Data jsou uložena pod sebou ve sloupci, tak že právě jeden vzorek se nachází v 

jedné buňce . Skript používá funkci Mat labu readmatrix, k t e r á je d o s t u p n á od verze 

2019a. Jako další se v t é to funkci nachází výše zmíněné vyskakovací okno specifikující 

v s tupn í data. Do okna se zadává název typu dat (např. teplota) a jednotky (s tupně 

celsia). Nač t ená data se pak stávají zák ladem generá to rů dat. 

3.3.2 Předzpracování dat (skript data_preproces.m) 

Tato funkce m á za úkol v s tupn í data ořezat tak, aby se zachovala pouze uži tečná 

data. Jako prvn í jsou oř íznuta data tak, aby mís t a kde senzor nesnímal (nedodával 

informaci), byla o d s t r a n ě n a (polovina dat jsou hodnoty teploty a d r u h á polovina jsou 

pouze nuly a tak mohou být ods t r aněny) . Jako další jsou vypoč í tány l imity okolo 

s t řední hodnoty. Tyto l imity jsou nastaveny na 25% (exper imentá ln í hodnota) nad 

a pod s t řední hodnotu všech dat. Pomocí těch to limit jsou v y m a z á n y hodnoty, k teré 

se od limit s t řední hodnoty liší o více než 200% (tzv. outliers neboli chyby snímače) . 

Opě t se j e d n á o exper imentáně nastavenou hodnotu, k t e r á by se při tes tování mohla 

měni t . 

Jako poslední je pro dané diskré tní vzorky vy tvořena posloupnost dat. Tato 

posloupnost obsahuje čísla od jedna až po velikost v s tupn í matice a je použ i t a pro 

zobrazování dat v grafech. 
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3.3.3 Generování dat rychlosti otáček laseru pro metodu regrese 
(skript data_gen_rpm.m) 

Tento skript m á za úkol vygenerovat posloupnost p o č t ů vadných kusů korespondující 

s daty o rychlosti o táčení laseru. Tato data jsou následně použ i t a pro rozdělení 

velkého vs tupn ího datasetu na menší intervaly pro jednodušš í a rychlejší zpracování 

velkého množs tv í vzorků. 

Tento skript je spuš těn pouze když uživatel zvolí možnos t generování dat otáček 

laseru. 

3.3.4 Generování dat teploty pro metodu regrese 
(skript data_gen_temp.m) 

V tomto skriptu jsou generována data p o č t u vadných kusů odpovídající d a t ů m tep

loty. Stejně jako u rychlosti o táčení laseru, je h lavním účelem těchto dat nás ledné 

rozdělení v s tupn ího datasetu na intervaly pro snazší zpracování . 

Tento skript je spuš těn pouze když uživatel zvolí možnost generování dat teploty. 

3.3.5 Rozdělení vstupních dat na intervaly (skript data_parsing.m) 

V tomto skriptu jsou vs tupn í data rozdělena na jednot l ivé intervaly. Jako prvn í je 

proh ledána posloupnost dat obsahující počet vyrobených vadných kusů. Jsou uloženy 

indexy, na k te rých došlo k inkrementaci množs tv í vadných kusů. 

Po nalezení tzv. „hotspotů"(podezře lá hodnota), jsou určeny intervaly zkoumání 

(podle zvolené šířky intervalů) . Tyto intervaly jsou uloženy do matice o p o č t u ř ádků 

podle zadané velikosti intervalů a p o č t u s loupců podle p o č t u nalezených „hotspotů" . 

T í m je dosaženo uložení všech podezřelých intervalů vedle sebe do jedné matice. K 

tomu je vy tvořena p o m o c n á matice obsahující posloupnosti od jedné po počet vzorků 

v jednot l ivých intervalech, pro pozdější t i sknut í do grafů. 

3.3.6 Metoda regresní analýzy (skript regression3.m) 

Úkolem tohoto skriptu je nalezení kri t ických hodnot v p ř e d e m rozdělených interva

lech. Ukládány jsou pouze hodnoty dos ta tečně se opakující. Jsou hledány kritické 

hodnoty pě t i různých ukazate lů . P r v n í z nich je max imáln í hodnota. Ta může mí t 

vysokou výpovědní hodnotu např ík lad pokud se j e d n á o data teploty. Dalš ím je 

pak min imáln í hodnota, k t e rá může být důleži tá v př ípadě např ík lad t laku vzdu

chu nebo vody, kde by pokles pod urč i tou hodnotu mohl způsobi t chybu. Další dva 

ukazatele souvisí s gradientem hodnot. P r v n í z nich je max imáln í pozi t ivní gradient 

neboli max imá ln í ná růs t za nejkratš í čas. Nárůs t prakticky jakékoli hodnoty příliš 
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rychle může způsobi t chybu ve výrobě . D r u h ý m z nich je pak max imáln í záporný 

gradient. Opě t tato hodnota m á velkou výpovědní hodnotu u většiny dat. Např ík lad 

při obráběn í (honování, broušení) může p r u d k ý pokles otáček znamenat problém. 

Pos ledním ukazatelem je pak p r ů m ě r n á odchylka intervalu. Tato hodnota nachází 

intervaly ležící mimo meze okolí s t řední hodnoty dat a zjišťuje, jestli se něk te ré veli

kosti opakují . Odchylka je p o č í t á n a ze všech hodnot intervalu vzhledem k p růměrné 

hodno tě . Pokud se nějaká velikost intervalu opakuje, je spoč í t ána její p r ů m ě r n á 

velikost odlišnosti od p r ů m ě r n é hodnoty, a je uložena. 

Pokud dojde k nalezení více ukazate lů , k te ré se dos ta tečně opakují , jsou ulo

ženy všechny. Nas tavení citlivosti může způsobi t nalezení více nebo naopak méně 

kri t ických hodnot. 

Výpočet všech kri t ických hodnot jednot l ivých ukaza te lů je založen na proložení 

intervalu gaussovou funkcí šestého řádu . Z t é to kř ivky jsou pak poč í t ána maxima, 

minima a pomocí derivací i gradient. Zároveň je p o č í t á n a kvalita aproximace dat, 

k t e rá by v budoucnu mohla být použ i t a pro adap t ivn í aproximaci dat. Za t ím není 

implementována , ale bylo by možné měni t ř ád gaussovy funkce podle kvality aproxi

mace. V tomto skriptu je opakovaně volána funkce regr.m vracející matici obsahující 

všechny kritické hodnoty daného ukazatele. Funkce je vysvět lena v kapitole 3.3.7. 

Dva př ík lady proložení jsou vidět na obrázcích 3.7 a 3.8. 

50 

45 

40 

30 

25 

50 100 150 200 250 300 
X 

Př ík lad proložení hodnot teploty gaussovou křivkou 
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Obr. 3.8: Př ík lad proložení hodnot otáček gaussovou křivkou 

N a c h á z e n í p r ů m ě r n é odchylky intervalů od střední hodnoty 

Pro nalezení p r ů m ě r n é odchylky intervalu je použ i t a j iná metoda. Pos tupně jsou 

procházeny všechny p ředem uložené intervaly. Pro každý interval jsou pos tupně na

cházeny hodnoty ležící mimo meze okolí s t řední hodnoty. Po nalezení všech hodnot 

v d a n é m intervalu ležící mimo tyto meze a jejich uložení do matice (ukládány jsou 

pouze indexy), dochází k jejich rozdělení. Prakt icky se j edná o nacházení jednotli

vých součást í intervalů podle toho, jestli indexy hodnot ležících mimo meze s t řední 

hodnoty, jdou ihned po sobě a nebo je mezi n imi skok. Pokud na sebe indexy př ímo 

nenavazují , jsou všechny hodnoty dosud uložené (na sebe navazující) prohlášené 

j edn ím intervalem, k te rý je pak dále analyzován. Jakmile jsou všechny odlišující se 

intervaly v d a n é m analyzovaném bloku dat rozděleny, dochází k poč í t án í odlišnosti 

každé hodnoty od p růměrné hodnoty. Po spočí tání všech odchylek je spoč í t ána jejich 

p r ů m ě r n á hodnota. 

Jsou uloženy pouze intervaly, jejichž p r ů m ě r n á odchylka od s t ření hodnoty, je 

větší než 30% (lze měni t v nas tavení metody). Př ík lad těch to intervalů je vidět na 

obrázku 3.9. Černé šipky ukazují na h ledané intervaly. 
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Obr. 3.9: Př ík lad intervalu ležících mimo okolí s t řední hodnoty 

3.3.7 Metoda regresní analýzy (skript regr.m) 

Hlavním úkolem t é t o funkce je urči t , jak nalezené podezřelé hodnoty rozdělit na 

validní a náhodné . Funkce pos tupně prochází v s tupn í pole všech kri t ických hodnot 

a h ledá ty, co jsou si navzá jem podobné . N a začá tku cyklu je uložena první hodnota 

ze vs tupn ího pole a následně je procházen jeho zbytek. Pokud je nalezena hodnota 

ležící v intervalu specifikovaném parametrem citlivosti, je uložena do pole navzájem 

si podobných hodnot. Po nalezení každé další hodnoty je p řepoč í t án p růměr ze všech 

podobných si hodnot a pomocí parametru citlivosti jsou nastaveny nové meze pro 

hledání dalších podobných hodnot. Zároveň jsou také uloženy indexy všech ulože

ných podobných hodnot a po každém prohledání celého vs tupn ího pole jsou buňky 

na těch to indexech vymazány, protože již jednou byl i zpracovány a mohli by zavádět 

chybu v dalších iteracích. Když je celé vs tupn í pole prohledáno, je-li zj ištěna procen

tuá ln í hodnota výsky tu vyšší než je nas tavený p r á h (podle parametru citlivosti), je 

uložen p růměr všech těchto podobných hodnot do výs tupn ího pole. Takto je vs tupn í 

pole procházeno dokud není p rázdné . Po vyprázdněn í vstupu funkce v rá t í matici ob

sahující všechny kritické hodnoty daného ukazatele vyskytující se opakovaně. 

N a obrázku 3.10 je vidět př íklad zavolání funkce regr. Jako prvn í parametr je 

funkci p ředáno vs tupn í pole kri t ických hodnot, po t é název daného ukazatele v uvo

zovkách (např . maximum) a nakonec parametr citlivosti. Funkce v rá t í pole o dvou 

sloupcích a jednom a více řádcích podle p o č t u nalezených dos ta tečně se opakujících 

kri t ických hodnot. 
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» regr([gS;97;1518;96;1558;S6;lS15í2j3;S9;15ei],"ukazatel",sensitivity) 

ans = 

2x2 c e l l anray 

{["ukazatel"]} {[97.2696]} 

{["ukazatel"]} {[ 1519]} 

Obr. 3.10: Př ík lad zavolání funkce regr 

P o s t u p n ě je volána tato funkce na matice obsahující různé druhy ukaza te lů a 

následně jsou výs tupy uk ládány do poslední finální matice. Tato matice obsahuje 

všechny kritické hodnoty všech ukaza te lů . 

Funkce regr je univerzální a v budoucnu může být do metody regresní analýzy 

př idáno více ukazate lů . 

3.3.8 Tisk výsledku metody (skript data_print.m) 

Úkolem té to funkce je přehledně zobrazit výsledky metody regresní analýzy. Na 

obrázku 3.11 je vidět zobrazení všech nalezených ukazate lů . U maxima a minima 

jsou jednotky ve s tupních Celsia. V př ípadě grad ien tů se j e d n á o pokles ve s tupních 

Celsia za vzorek (v p ř ípadě vzorkovací periody l s je to pokles za jednu v teř inu) . 

Odlišnost intervalu je na konci uvedena v procentech. 

>> data_print 

Maximals = 43.37©3°C 
Minimals = 20.7673°C 
P o s i t i v e Gradient = +4.2952°C/sample 
Negative Gradient = -5.7ie6 t'C/sample 
Average i n t e r v a l difference percentage = 46.66333S 

Obr. 3.11: Ukázka t isku dat 

Skript pro tisk hodnot je opět n a p s á n univerzálně, takže po př idán í dalších uka

zatelů je skript schopný vytisknout všechny. 
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3.4 Neuronová síť 
Pro tuto práci byla v y b r á n a síť typu L S T M (1.5.6). Hlavním cílem práce je na

lezení kri t ických intervalů v datech. Díky tomu se tato síť perfektně hodí , jelikož 

dokáže zpracovávat sekvence dat a dokáže odhalit opkovaně se vyskytující intervaly 

v těch to sekvencích. Hlavní p řednos t í je pak zapamatován í si důležitých intervalů 

a na jejich základě klasifikace vs tupních dat. Vlas tně se j edná o zapamatován í si 

k rá tkých závislostí v širokém časovém měř í tku . 

3.4.1 Skript pro tvorbu datasetů (DNN_data.m) 

V té to práci se nachází generá tor da tových řad simulující reá lná data ze s t rojů 

ve Skoda Auto a.s. Generá to r lze z části považovat pouze za program na tvorbu 

testovacích a t rénovacích dat. Program vytvář í oba datasety opakovaným voláním 

dvou funkcí na generování dat. V tomto programu by bylo možné použí t reá lná data 

mís to volání generá torů . Tento skript vytvář í data x, k t e r ý m odpovídaj í data y. V 

datech x se nachází skutečné hodnoty ze sn ímačů (např. teplota nebo o táčky) . V 

datech y se pak nachází kategorické p roměnné specifikující zda odpovídající data v 

x jsou O K nebo N O K . Př ík lad takto vytvořených dat je vidět na obrázku 3.12, kde 

oranžovou barvou (0) jsou označena N O K data a modrou barvou (1) jsou označena 

O K data. Generá to ry O K a N O K intervalů jsou prob í rány v kapi to lách 3.4.2 a 3.4.4. 

B0OC r 
Training Sequence 1. Feature 1 

7 0 0 0 : 

o 
re 4000 -

3 0 0 0 -

2 0 0 0 -

5D0C -

6 0 0 0 -

1000 • 

C 
14 1 45 1 46 1.47 

Time Step 

Obr. 3.12: L S T M krok 4[35] 
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Tento skript vytvář í dva různé datasety pro neuronovou síť. Jeden z nich je t ré -

novací a d ruhý je testovací . Trénovací dataset je posk ládán tak, že nejdříve jsou 

vk ládány vygenerované N O K intervaly a po nich jsou vk ládány O K intervaly. Tato 

data jsou vidět na obrázku a jsou použ i t a k t rénování neuronové sítě. 

8 OCC 

7 OCC 

COCC 

ĎDCC 

™ 4000 

30CC 

2 OCC 

1000 

Training Sequence 1, Feature 1 

0 í 1 
Time Step 

' .5 

Obr. 3.13: Ukázka složení t rénovacích dat 
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: ío:c 
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Training Sequence 1, Feature 1 

j ou r 
X 120400 
v 5332 

C í 1 1.5 
Time Step 

2.5 
s 1 O5 

Obr. 3.14: Ukázka složení testovacích dat 
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Ve skriptu se nachází několik cyklů, ve kterých dochází k volání generá torů in

tervalů a jejich nás lednému skládání do finálních da ta se tů . 

Ve vn i t řn ím cyklu dochází nejprve k vymazán í dočasných p roměnných a násled

ném zavolání dvou ze čtyř generá torů , podle vybraného typu dat a uložení v ý s t u p u 

generá toru do dočasných proměnných . Podle uživate lem nas tavené p roměnné nof 

(počet p rvků v sekvenci), po té p rob íhá celý proces. Vni t řn í cyklus p rob íhá právě 

to l ikrá t , kolik je p rvků v sekvenci. Vždy při generování p rvn ího intervalu dojde k 

vygenerování pomocných proměnných , k teré určují složení generovaných intervalů z 

O K a N O K intervalů. V jednot l ivých prvcích sekvence musí být stejné složení O K a 

N O K prvků (číselně se mohou lišit, ale pozice musí bý t s te jná) , protože pro všechny 

prvky v datové p roměnné existuje pouze jedna kategorická p roměnná . Prakt icky 

dojde k p roběhnu t í vn i t řn ího cyklu podle požadovaného p o č t u p rvků a při sklá

dán í p rvn ího intervalu program n á h o d n ě rozhodne o velikosti generovaných O K a 

N O K intervalů a o jejich složení. U testovacích dat existují t ř i možnost i , je vložen 

dvakrá t N O K interval, dvakrá t O K interval nebo jeden O K a jeden N O K interval. 

U trénovacích dat jsou vytvářeny dvě velké p roměnné O K a N O K intervalů, k teré 

jsou nakonec spojeny do jedné . K tomu je vy tvořena i korespondující kategorická 

p r o m ě n n á pro oba typy dat. Po každém složení intervalů je ověřena jejich velikost a 

p ř ípadně větší z intervalů oříznut pro dodržení velikosti jednot l ivých p rvků ( řádků 

v matici). Opakovaným p r ů b ě h e m těchto cyklů je p o s t u p n ě sk ládána celá sekvence. 

Po dokončení celé sekvence dochází k jej ímu uložení do b u ň k y výs tupn í p roměnné 

(YTra in , X T r a i n , YTest , XTest) . V těchto p roměnných se nachází data pro t rénování 

a tes tování neuronové sítě. Výs tupn í p roměnné pak obsahují urč i tý poče t sekvencí 

dat (podle uživatelského nas tavení ) . Tyto sekvence jsou pak složeny z jednoho až 

t ř í p rvků . Každý prvek je v las tně posloupnost dat simulující nepře t rž i tý výs tup ze 

stroje. Každý prvek je pak složen z intervalů, k teré simulují bud bezproblémový prů

běh výroby ( O K interval) nebo chybný ( N O K interval). Detai lní popis dat a jejich 

generá torů se nachází v kapi to lách 3.4.2 a 3.4.4. 

3.4.2 Generátor OK intervalů 

OK data teploty (skript OK_generator_temp.m) 

Generá to r dat teploty je založen na reálných datech ze snímače z výroby. Bohužel 

se j edná pouze o O K data, protože jsou z doby kdy neprobíha la výroba ale pouze 

ruční sběr dat. Tato data jsou n a č t e n a ze souboru shuf.xlsx. Pomoc í zavolání funkce 

na zamíchání dat (vysvětleno v kapitole 3.4.3) jsou reá lná data zamíchána . K tomu 

dochází z důvodu po t ř eby použí t data opakovaně. Potom co funkce na míchání 

dat v rá t í po t ř ebné intervaly podle nas tavených hodnot (počet a velikost intervalů) , 

dochází k jejich skládání a uk ládán í do výs tupn í p roměnné . Hlavní program si pak 
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n á h o d n ě vybí rá jeden z takto složených intervalů. P ů v o d n ě tato funkce generovala 

rovnou i N O K intervaly, ale z důvodu po t ř eby generování testovacích a trénovacích 

dat o j iném složení a zároveň variabil i tě intervalů, byl N O K generá tor p řesunu t do 

samos t a tného skriptu. Ukázka O K dat se nachází na obrázku 3.15. 

Training Sequence 1, Feature 1 

35 -

20 -

15 -

10 - | | | | | | | L 

2.5031 2.5032 2.5033 2.5034 2.5035 2.503S 2.5037 2.5038 2.5039 
Time Step *105 

Obr. 3.15: Př ík lad vygenerovaných O K dat teploty 

OK data rychlosti o t á č e k (skript OK_generator_rpm.m) 

Generá to r rychlosti o táček v r t á k u není založen na reálných datech. J e d n á se o ná

hodně vygenerované intervaly složené ze čtyř částí . Tyto části jsou vidět na obrázku 

3.16. N a začá tku je vygenerována velikost intervalu B + C + D a následně jsou gene

rovány velikosti jednot l ivých intervalů. Klesající i rostoucí interval je vygenerován 

pomocí vytvoření pole o dané velikosti a po t řebných náhodných hodno tách , jež jsou 

následně seřazeny vzes tupně nebo ses tupně. 

V část i A se nachází hodnoty mezi 6666 a 7000 rpm, které simulují ak t ivn í část 

obráběn í a rychlost o táčení při v r tán í . Z těchto hodnot se skládá převážná část dat. 

V část i B je pak vidět simulování situace kdy je v r t á k neakt ivn í a pos tupně 

se snižují o táčky v y p n u t í m motoru. J e d n á se o zpomalování o táček setrvačnost í . 

Pokud by se otáčky zpomalily příliš rychle, mohlo by se jednat o chybu (podrobněj i 

popsáno v kapitole 3.4.4). Data jsou generována n á h o d n ě , ale při snižování rychlosti 

je vygenerován vždy stejný počet vzorků, čímž je zaručena stejná strmost klesání. 

T ře t í část je pak doba vypnu t í v r t á k u a nulových otáček. J e d n á se o interval C . 

Délka t é to doby je n á h o d n ě generovaná. 
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Poslední část je pak interval D . J e d n á se o znovu n a b ě h n u t í o táček v r t á k u na 

maximáln i hodnotu. Strmost s toupán í t é t o části se může mírně měni t podle velikosti 

celého intervalu vypnu t í a zapnu t í pohonu. Interval D n e m á generovanou velikost 

ale je doplňkem na celkovou velikost intervalu poklesu. Hodnoty pak pokračuj í opě t 

intervalem A . 

Training Sequence 1, Feature 1 
SOOO r 

1.628 1.63 1.632 1.634 1.636 1.638 1.64 1.642 

Time Step *10 5 

Obr. 3.16: Př ík lad vygenerovaných N O K dat teploty 

3.4.3 Zamíchání dat (skript data_shuffler.m) 

Úkolem t é t o funkce je zamíchání vs tupních dat a z nich následné vytvoření pole ob

sahujícího tolik O K intervalů, kolik bylo zadáno . Vstupem je přibližně 70000 vzorků 

z reá lného snímače. Pro opakované použi t í dat je p o t ř e b a je vždy zamíchat a vy

tvoři t un iká tn í interval. Ze vs tupních dat je n á h o d n ě v y b r á n interval dat a pomocí 

náhodných p e r m u t a c í jsou hodnoty zamíchány. Po vytvoření všech požadovaných 

intervalů jsou tato data pos lána na výs tup . 

3.4.4 Generátor NOK intervalů 

NOK data teploty (skript OK_generator_temp.m) 

Tato funkce m á za úkol vygenerování N O K intervalu dat teploty podle zadaného 

parametru velikosti intervalu. N a obrázku 3.17 jsou vidět t ř i n á h o d n ě vygenerované 

intervaly (intervaly z nichž je složen jeden prvek j edné sekvence). Každý interval je 
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složený ze t ř í částí . Jejich velikost určuje h lavně n á h o d n ě vygenerovaná část B . V 

t é t o část i se nachází simulace fluktuace teploty kolem max imáln í hodnoty. Velikosti 

část í A a C jsou pak nastaveny jako poloviny zbývající velikosti celého generovaného 

intervalu. Pokud ná růs t teploty považujeme za poruchu klimatizace nebo těsnění , 

teplota by se měla logicky vracet na původn í hodnotu stejně rychle. P ř i s toupání 

pak může být strmost n á h o d n á . N a obrázku 3.17 interval A značí poruchu a ná růs t 

teploty a interval C její opě tovné vrácení k normálu . Intervaly jsou opět generovány 

jako n á h o d n é matice hodnot a následně jsou seřazeny vzes tupně nebo ses tupně. Na 

konci funkce jsou všechny t ř i intervaly spojeny do jednoho a poslány na výs tup . 

55 
Test Data 

Feature 1 
Feature 2 
Feature 3 

2 C 
8.35 8.4 8.45 8.5 S.55 8.6 

Time Step 
e G5 8.7 8.75 

x10 4 

Obr. 3.17: Př ík lad vygenerovaných N O K dat otáček 

NOK data rychlosti o t á č e k (skript OK_generator_rpm.m) 

V ý s t u p e m tohoto skriptu jsou N O K intervaly rychlosti otáček. Př ík lad tohoto inter

valu je na obrázku 3.18. K výsky tu takového intervalu může dojít např ík lad při v r t án í 

příliš hluboko, kde se v r t á k zasekne, při špa tně p ř ip raveném mate r i á lu (např íklad 

příliš vysoká nebo nízká teplota) nebo při poklesu napě t í na napájení pohonu vr

t á k u a tud íž při nedos ta t ečnému výkonu. N O K intervaly jsou generovány pos tupně , 
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složením ze dvou intervalů. Nejdříve je vygenerováno minimum mezi 0 a 4000, což 

značí jak moc poklesnou o táčky neboli jak moc se v r t á k zbrzdí v mater iá lu . 

Po té jsou vygenerovány dva n á h o d n é intervaly poklesu a n á r ů s t u otáček. Tento 

interval je úplně náhodný, protože i v reálné situaci může dojít k n á h o d n é m u poklesu 

otáček. Zároveň pak jejich ná růs t může být ovlivněn stavem v r t á k u (např íklad při 

zaseknut í ) , tud íž je i ná růs t náhodný. Nakonec je výsledný vygenerovaný interval 

poslán na výs tup funkce. 

Training Sequence 1, Feature 1 & ^} ^ Q 

I 1 
| 0 

7 0 0 0 fakritPW^^ f M W t f T U W f t * 

6000 -

5000 -

DO 

4000 -

3000 -

2000 -

1000 -

Q I I I I I I I 

1.S26 1.327 1.828 1.329 1.83 1.331 

Time Step 

Obr. 3.18: Př ík lad vygenerovaných N O K dat otáček 

3.4.5 Parametry neuronové sítě (skript NN.m) 

V t é t o kapitole se nachází popis nas tavených p a r a m e t r ů neuronové sítě navržené au

torem práce . Tyto parametry byly nastaveny exper imentá lně převážně z předchozích 

zkušeností . P ř i prvních pokusech nauči t neuronovou síť bylo zjištěno, že data musí 

být správně označena kategorickou p roměnnou . N a začá tku byla data ve formátu 

tak, že byl vy tvořen O K interval a do něj vložen N O K interval, a jako N O K byl 

označen celý interval což zavádělo velkou chybu. Později byla jako N O K označena 
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už jen skutečná odchylka od no rmá lu jako je znázorněno na obrázku 3.18, vyznačeno 

oranžovou barvou. 

N a obrázku 3.19 jsou pak vidět jednot l ivé parametry učení neuronové sítě. P rvn í 

parametr nof specifikuje počet p rvků v každé sekvenci. Druhý parametr numHidde-

nUnits pak určuje poče t neuronů ve skryté vrs tvě. Poslední parametr numClasses 

pak specifikuje kolik t ř íd m á d a n á síť klasifikovat. Další parametry (layers a opti

ons) specifikují nas tavení jednot l ivých vrstev a p a r a m e t r ů učení neuronové sí tě a 

jsou prob í rány v dalších kapi tolách. 

numFeatures = n o f ; 
numHiddenLlnits = 150; 
numClasses = 2; 

l a y e r s = [ . . . 
sequence lnputLayer (numFeatures ) 
l s t m L a y e r ( n u m H i d d e n U n i t 5 , ' O u t p u t M o d e " , ' s e q u e n c e ' ) 
f u l l y C o n n e c t e d L a y e r ( n u m C l a s s e s ) 
sof tmaxLayer 
c l a s s i f i c a t i o n L a y e r ] ; 

S íparametry u č e n i 
o p t i o n s = t r a i n i n g O p t i o n s ( 1 a d s m " , . . . 

' I n i t i a l L e a r n R a t e ' , & . 1 , . . . 
' L e a r n R a t e S c h e d u l e " , ' p i e c e w i s e ' , . . . 
1 L e a r n R a t e D r o p F a c t o r ' j f l . 5 j . . . 
' L e a r n R a t e D r o p P e r i o ď , 2 5 , . . . 
"MaxEpochs ' j2Sí), . . . 
' G r a d i e n t T h r e s h o l d " , 1 , . . . 
" V e r b o s e ' , 8 j , . . 
" M i n i B a t c h S i z e ' j l 2 8 , . . . 
' P l o t s ' j ' t r a i n i n g - p r o g r e s s ' , . . . 
' E x e c u t i o n E n v i r o n m e n t " , ' g p u ' ) ; 

net = t r a i n N e t w o r k f X T r a i n j V T r a i n j l a y e r S j O p t i o n s ) ; 

Obr. 3.19: Parametry učení neuronové sítě 

Vrstvy N S 

• sequencelnputLayer - Tato vrstva vytvoř í v s tupn í sekvenci podle velikost vstup

ního parametru. 

• lstmLayer - Vytváří L S T M vrstvu (1.5.7), k t e rá se učí d louhodobé závislosti 

mezi časovými kroky v časové řadě a sekvencemi dat. Vrstva provádí adi t ivní 

interakce, což může pomoci zlepšit d louhodobý tok gradientu v p r ů b ě h u učení. 

• fullyConnectedLayer - Specifikuje plně propojenou vrstvu násobící vstup vá

hovou mat ic í a př idává vektor biasů. Specifikuje velikost výs tupu . 
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• softmaxLayer - Vytvář í softmax vrstvu. Softmax v matematice z n a m e n á nor

malizovanou exponenciální funkci, k t e rá bere jako vstup vektor reálných čísel 

a normalizuje jej do rozdělení p ravděpodobnos t i sestávajícího z p o č t u prav

děpodobnos t í , podle p o č t u p rvků vs tupn ího vektoru, úměrných exponenciále 

všech vs tupních hodnot. 

• classificationLayer - Klasifikační vrstva poč í t á z t r á t u křížené entropie (cross 

entropy loss) kvůli p rob lému s vícetř ídovou klasifikací a navzá jem se vyluču

jícími t ř ídami . 

Parametry N S 

• 'adam' - Tento parametr specifikuje sys tém řešení pomocí adam opt imal izá

toru 1 

• ' Init ialLearnRate' - Počá tečn í rychlost učení použ i t á pro t rénink. Pokud by 

hodnota byla příliš nízká, učení by trvalo příliš dlouho. Pokud by byla moc 

vysoká, mohlo by dojí t k dosažení subopt imáln ího výsledku nebo neopt imál -

ního výsledku. 

• 'LearnRateSchedule' - Možnost snížení rychlosti učení b ě h e m učení. Pomocí 

volby 'piecewise' dojde po u b ě h n u t í nas taveného p o č t u epoch k vynásobení 

rychlosti učení konstantou. 

• 'LearnRateDropFactor ' - Konstanta pro násobení rychlosti učení. 

• ' L e a r n R a t e D r o p P e r i o ď - Poče t epoch mezi snižováním rychlosti učení. 

• 'MaxEpochs ' - Maximáln í poče t epoch při učení. 

• ' G r a d i e n t T h r e s h o l ď - Hodnota prahu po jejímž překročení dojde k oříznutí 

gradientu na specifikovanou hodnotu. 

• 'Verbose' - Ind iká tor povolující zobrazování informací o p r ů b ě h u učení v pří

kazovém okně. 

• 'MiniBatchSize ' - Velikost mini-šarže použ i té pro každou iteraci t rénování . 

Prakt icky se j e d n á o max imá ln í počet hodnot, k te ré si proces pamatuje v kaž

dém kroku. T y jsou následně použi ty pro aktualizaci gradientu z t rá tové funkce 

(loss function) a vah. Tato hodnota je ovlivňována p a m ě t í použi té grafické 

karty. Např ík lad při učení sítě pro o táčky v r t á k u byla tato hodnota nastavena 

na 2, protože jakákoli vyšší hodnota způsobi la chybu učení. 

• 'Plots ' - Grafy, k te ré se mají zobrazit b ě h e m učení. Možnost 'training-progress' 

nastavuje zobrazení p r ů b ě h u učení přesnost i sítě a z t rá tové funkce. 

Pos ledním př íkazem je pak př íkaz trainNetwork, k te rý spus t í učení sítě s nasta

venými parametry a vs tupn ími t rénovacími daty. 

A d a m _ o p t i m a l i z á t o r 
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3.4.6 Průběh učení 

N e u r o n o v á sít pro teplotu 

N a obrázku 3.20 je vidět detai lní p r ů b ě h učení neuronové sítě pro sledování prů

běhu teploty. N a dalším obrázku 3.21 jsou pak vidět detai lní parametry učení jako 

např ík lad datum trénování , doba t rván í t rénování , počet i terací, hardware a rych

lost učení v poslední iteraci. V ho rn ím grafu je vidět p r ů b ě h přesnost i neuronové 

sítě a ve spodn ím pak p r ů b ě h z t rá tové funkce (jak moc se optimalizace odlišuje od 

globálního minima). 

3 Trainirig ProgretE (13-Apr-ZO20 11:23:12] 

Training Progress {13-Apr-2020 22:23:12) 

ueraiion 

Training (iiľ'aaltisu: 
Training 

!\ 
A/ \ Loss 

Training 

• Validation 

11111 II I ITlTK IX n^kí j 

i i \ ~ ~ ~ r  —m ,— _., 
0 20 40 GO 80 100 120 140 160 180 300 

Iteration 

Obr. 3.20: P r ů b ě h učení neuronové sítě pro teplotu 

Results 
Validation accuracy: 
Training finished: 

Training Trme 
Start time: 
Elapsed time: 

Training Cycle 

Epoch: 
Iteration: 
Iterations per epoch: 
Maximum iterations: 

Validation 
Frequency: 
Patience: 

Other Information 
Hardware resource: 
Learning rate schedule: 
Learning rate: 

N/A 
Reached final iteration 

13-Apr-2020 22:23:12 
29 min 17 sec 

200 of 200 
200 Of 200 
1 
200 

N/A 
N/A 

Single GPU 
Piece wise 
0.00073125 

Obr. 3.21: P r ů b ě h učení neuronové sítě pro teplotu 
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N e u r o n o v á sít pro rychlost o t á č e k 

N a obrázku 3.22 je možné vidět učení neuronové sítě pro sledování p r ů b ě h u rychlosti 

otáček. N a dalš ím obrázku 3.23 jsou uvedeny detai lní parametry učení jako např ík lad 

datum trénování , doba t rvání t rénování , poče t i terací, hardware a rychlost učení v 

poslední iteraci. V horn ím grafu se nachází p r ů b ě h přesnost i neuronové sítě a ve 

spodn ím pak p r ů b ě h z t rá tové funkce. P r ů b ě h se může zdá t ex t rémně s t rmý a t í m se 

nabízí možnost přeučení sítě. P ř i učení byla finální přesnost sítě mezi 99% a 100% a 

následně na testovacích datech se nadále přesnost drží nad 99%, tud íž se o přeučení 

sítě nejedná. Graf je mírně zkreslen pouze velkým množs tv ím iterací. 

Training Progres (25-Apr-2020 13:20:07) 

1 "f n ľ i n l i ľ r f 1 H i ifrrf" 

B 1 1 1 r i i i i i 

Obr. 3.22: P r ů b ě h učení neuronové sítě pro rychlost otáček 

Results 

Validation accuracy: 

Training finished: 

Training Time 

Starttime: 

Elapsedtime: 

Training Cycle 

Epoch: 

Iteration: 

Iterations per epoch: 

Maximum iterations: 

Validation 

Frequency: 

Other Information 

Hardware resource: 

Learning rate schedule: 

Learning rate: 

N/A 

Reached final iteration 

25-.Apr-2020 13:20:07 

333 min 19 sec 

200 of 200 

2000 of 2000 

10 

2000 

N/A 

Single GPU 

Piecewise 
0.00073125 

Obr. 3.23: P r ů b ě h učení neuronové sítě pro rychlost otáček 
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3.4.7 Výsledky metody neuronové sítě (skript NN_results.m) 

Úkolem tohoto skriptu je vypoč í tán í p a r a m e t r ů neuronové sítě po provedení predikce 

na tes tovacím datasetu. V tomto skriptu jsou vypoč teny parametry nákladové ma

tice ( T P , T N , F P , F N ) . Parametry T P a T N označují správně klasifikované pozi t ivní 

i negat ivní vzorky. Další dva parametry F P a F N pak označují špa tně klasifikované 

vzorky. Pomocí těch to p a r a m e t r ů jsou pak poč í t ány další parametry vyjadřující kva

l i tu klasifikace neuronové sítě. Teoret ický rozbor poč í taných p a r a m e t r ů se nachází 

v kapitole 1.5.9 

Finá ln í vypoč tené parametry pro obě sítě jsou vidět v t abu lkách 3 .1a 3.2. N a po

sledním ř á d k u se pak nachází výpis množs tv í všech správně a špa tně klasifikovaných 

vzorků. 

Výsledné parametry neuronové sítě pro sledování rychlosti o táček 

Accurancy 99.06% 

Precision 98.97% 

Recall 100% 

F l score 99.48% 

Wrong classified/Total samples 3785/362622 

Tab. 3.1: Tabulka NS rychlosti otáček 

Výsledné parametry neuronové sítě pro sledování teploty 

Accurancy 99.55% 

Precision 100% 

Recall 99.78% 

F l score 99.89% 

Wrong classified/Total samples 645/289995 

Tab. 3.2: Tabulka NS teploty 
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3.5 Porovnání výsledků obou metod 
V t é t o práci se nachází dvě různé metody pro po t ř eby predikt ivní analýzy. Tyto me

tody se od sebe navzájem velmi liší. Metoda regresní analýzy je poměrně výpoče tně 

nená ročná a rychlá (desítky sekund). Naopak metoda neuronové sítě je výpoče tně 

náročnější . Výsledkem regresní analýzy jsou pouze kritické hodnoty urči tých veličin, 

k teré je p o t ř e b a nás ledně v reá lném čase sledovat a při jejich překročení spustit 

alarm. Toto sledování nevyžaduje mnoho výpoče tn ího výkonu, prakticky se j edná 

o porovnávání dvou hodnot pro každou veličinu. U metody neuronové sítě je pak 

tento proces mnohem náročnější . Když pomineme dobu učení a generování dat (při 

reálných datech tato generování odpadá ) tak nas tává problém s množs tv ím sledo

vaných veličin. Pro každou veličinu je p o t ř e b a jedna neuronová síť. T í m s každou 

další sledovanou veličinou roste výpoče tn í náročnos t . Záleží také na zadavateli, jaké 

veličiny by chtěl sledovat a jak velký výpoče tn í výkon je schopen poskytnout. 

P ř i naučení neuronové sítě a provedení regresní analýzy na stejné veličině, bude 

neuronová síť vždy přesnější. Dokáže zachytit i N O K intervaly, k teré nejsou tak 

výrazně chybné. Př ík lad tohoto jevu je na obrázku 3.24. Vlevo je vidět kri t ický 

interval zachycený neuronou sítí a vpravo je interval nalezený metodou regresní 

analýzy. 

Training Sequence 1, Feature 1 

Time Step x 10 5 

Obr. 3.24: Porovnání výsledků metod 

Neuronová síť správně označila interval jako N O K , ale na stejných datech metoda 

regresní analýzy označila kri t ický gradient jako -266 R P M / v z o r e k . N a obrázku vlevo 

je p r ů m ě r n ý gradient klesání -119 R P M / v z o r e k . Proto by se mohlo s tá t , že nebude 

metodou regresní analýzy označen jako kritický, i když ve skutečnost i kr i t ickým je. 

Př i de ta i ln ím zkoumání bylo zjištěno, že při vypsán í jednot l ivých gradientů , v něko

l ika př ípadech klesají o táčky o více než 266 R P M / v z o r e k (krit ická hodnota označená 

regresní analýzou) . Několik g rad ien tů kri t ického intervalu je vidět na obrázku 3.25. 
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-175.0000 -133.5000 -303.0000 - 2 Ě 4 . 0 0 0 Q -37.0000 -115.0000 -258.0000 -252.0000 

Obr. 3.25: Jednot l ivé gradienty kri t ického intervalu 

V t ř e t í m vzorku pokles otáček dosahuje hodnoty -303 R P M / v z o r e k a díky tomu 

by tento interval byl označen jako kritický, protože metoda porovnává každý gradient 

dvou po sobě jdoucích hodnot. Např ík lad , kdyby hodnota byla -260 R P M / v z o r e k , 

nepřekroči la by p r á h kri t ičnost i , proto by došlo k neoznačení tohoto intervalu, ne

upozornění obsluhy stroje na prob lém a t í m selhání metody. Obě neuronové sítě s 

přesnost í přes 99% dokáží většinu těchto intervalů odhalit. V tomto př ípadě se j edná 

o přesnost predikce každého vzorku. Cílem t é t o práce je odhalit chybné intervaly 

způsobující chyby ve výrobě . Ty to intervaly jsou složeny z desítek i stovek takových 

vzorků, proto se dá prohlás i t , že tato metoda neodhal í 100% chybných vzorků, ale 

s vysokou p ravděpodobnos t í dokáže odhalit 100% chybných intervalů. 

Časová náročnos t zpracování hodnot a vytvoření predikce se také liší. U metody 

regresní analýzy je časová náročnos t přibl ižně l ineární a roste s každou tisícovkou dat 

o sekundu (100000 vzorků se bude zpracovávat 100 sekund). Časová náročnos t tedy 

není tak velká jako př i učení neuronové sítě. P ř i ros toucím množs tv í dat může dojít 

k p rob l émům s výpoče tn ím výkonem. Doba učení tedy může být několik hodin. 

Např ík lad u neuronové sítě pro hledání anomáli í v datech rychlosti o táček trvalo 

učení necelých sedm hodin. Do t é t o doby není započ í t aná doba generování dat. 

Aplikace obou metod jsou sice ukázány pouze na dvou druzích dat, ale jsou kon

cipovány jako univerzální . Tedy po o d p a d n u t í generá to ru dat a aplikaci reálných 

výrobních dat je možné obě metody použí t t éměř na libovolná data z výroby. Pro

gram vyžaduje pro změnu vstupu data p ř ímo z da tového souboru mís to z generá toru . 

Metody jsou aplikovatelné převážně na data, k t e rá mají s tá lou s t řední hodnotu s ob

časnými výchylkami. Proto jejich použi t í není možné např ík lad na datech klesajících 

od max imáln í hodnoty k nule, jako je s t á rnu t í nás t ro je a podobně . 
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Závěr 
V první části práce po s tanovení cílů projektu bylo p ř i s toupeno k provedení základ

ního p r ů z k u m u různých metod predik t ivní analýzy. Popis a rozbor těchto metod se 

nachází v p rvn í kapitole t é t o práce . Tato rešerše obsahuje popis pouze nejvýznač-

nějších metod pro tuto práci . 

D r u h ý m krokem byla ana lýza da tových bloků z linky. P ů v o d n ě měli být k dispo

zici dva zdroje dat. Tato data měla být použ i t a pro základní analýzu, jejímž úkolem 

mělo být nalezení nej problémovějších operací respektive s t rojů na lince plazmy. Zá

roveň by pak bylo možné analyzovat, k teré parametry nejvíce ovlivňují výslednou 

kvalitu kusu. V tomto kroku se nachází jak sběr dat (z několika dos tupných zdrojů) , 

tak da tová analýza (prohl ídka a nalezení uži tečných dat). 

P ř i vypracovávání práce došlo bohužel z důvodu situace ve světě k uzavření 

výrobního závodu Škoda Auto a.s. Mladá Boleslav a tudíž k znemožnění dokončení 

výrobní linky. Z tohoto důvodu nebyla při vypracovávání k dispozici data z p r ů b ě h u 

výroby. K dispozici bylo jen omezené množs tv í dat z tes tování přenosu ze sn ímačů 

z doby kdy neprobíha la výroba. Tato data byla použ i t a pro inspiraci při generování 

dat. Další data je n u t n é generovat z důvodu příliš malého množs tv í nasn ímaných 

dat a t aké z důvodu absence intervalů způsobujících vyrobení vadných kusů. Tyto 

intervaly je tedy nutno generovat. 

V práci se nachází celkem čtyři generá tory dat. Pro obě metody jsou k dispozici 

dva druhy dat a tedy jsou p o t ř e b a čtyři generátory. Každý z nich potom generuje 

různé sekvence dat obsahující O K a N O K intervaly založené na skutečných datech. 

Velikost a specifická nas tavení jsou ovlivněna uživate lským nas taven ím v hlavní 

funkci. 

Hlavní část práce je p o p s á n a ve t ř e t í kapitole a je j í náv rh a realizace dvou 

metod predik t ivní analýzy. B y l y vybrány dvě metody, k teré se od sebe liší v mnoha 

ohledech. 

P r v n í je metoda regresní analýzy, k t e rá je rychlejší, méně komplikovaná, ale zá

roveň může v některých př ípadech dávat špa tné výsledky. P rob lém s touto metodou 

je p o d r o b n ě p r o b r á n v samotné práci (3.5). V ý s t u p e m t é t o metody jsou kritické 

hodnoty jednot l ivých ukazate lů . Ty to ukazatele je možné použí t pro sledování ve

ličin ze s t rojů a při překročení mezí varovat obsluhu stroje nebo zastavit výrobu. 

Přesně vyčíslit přesnost t é to metody je obt ížné. Proto její p rocen tuá ln í přesnost byla 

odhadnuta z opakovaného tes tování na simulovaných datech na 85-90%. 

Druhou metodou je rekuren tn í neuronová síť typu L S T M . Učení sítě je jak ča

sově, tak i výpoče tně náročné . Také u t é t o metody je p o t ř e b a pro každou veličinu 

vlas tn í neuronová síť, proto tato metoda vyžaduje více výpoče tn ího výkonu i v prů

běhu nasazení modelu do výroby. Hlavní výhodou t é to metody je její přesnost , k te rá 
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je přes 99% pro jednot l ivé vzorky a 100% co se týče nalezení celých chybných in

tervalů na simulovaných datech. Pro reá lná data by bylo t ř e b a provést znovu kroky 

predikt ivní analýzy. 

Vzhledem k odlišnosti obou metod jsou tedy i výsledky odlišné. Je k dipozici me

toda jednodušš í s nízkou výpoče tn í náročnos t í a d r u h á s vyšší výpoče tn í náročnost í , 

ale s vysokou spolehlivostí . Výběr jedné z těch to metod pro finální nasazení do vý

roby již záleží na zadavateli zakázky a samozřejmě také hardwarových možnos tech 

firmy. Pokud m á firma dos ta tečné možnost i , je možné nasadit obě metody, nechat 

metody sbírat data a nás ledně podle výsledků a kvalit predikce upravit původní 

model. Po dos ta tečně dlouhé době je možné se na základě statistiky výsledků roz

hodnout pro vhodnou metodu a následně j i implementovat do skutečné výroby. Bez 

aplikace na skutečné hodnoty z výroby a bez důk ladného d louhodobého testování 

se nedá rozhodnout, k t e rá metoda je vhodnější . 

Do budoucna se nabízí několik možnost í zdokonalení obou metod. Pro obě dvě 

metody je bezpochyby n u t n é získat reá lná data a použí t je pro predik t ivní analýzu. 

Pro obě metody s ros toucím množs tv ím dat roste i množs tv í informací z nich zís

kaných a t í m zároveň kvalita predikce. Dalš ím krokem je také možnost aplikování 

metody na další dos tupné veličiny ze s t rojů z výrobní linky. 
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Seznam symbolů, veličin a zkratek 
fvz vzorkovací kmi toče t 

L S T M Long short term memory 

R F I D Radio Frequency Identification 

M A R S Multivariate adaptive regression spline 

K N S Konvoluční neuronová síť 

a.s akciová společnost 

N O K Nesouhlasné prvky 

O K Souhlasné prvky 

R P M Rotat ion per minute 

D N N Deep neural network 

T P True positive 

T N True negative 

N N Neural network 

R N N Recurrent neural network 

nos number of samples 

n o f number of features 

in t interval 

O L S Ordinary Least Squares 

Z K G Zyl inderkurbelgeháuse 
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A První příloha 
Zde se nachází seznam dat sbíraných pro každý vyrýběný kus u k l á d a n á na R F I D 

čip. 

A.l Globální data 
i . Da tum zadaní výrobku 

2. Identif ikátor továrny 

3. Da tum 

4. Číslo sekvence 

5. Závod 

6. -

7. Doplňující informace 

8. Typové číslo 

. 1= R3 1.0L T S I E V O A P S 

. 2= R4 1.5L T S I E V O A P S 

. 3= R4 1.4L T S I P H E V 

. 4= 

9. Rezerva 

A.2 Poslední operace 
1. Status kusu (INT) 

• Žádný kus 

. O K kus 

. N O K kus 

• Čás t měření - Ruční měření s nás ledným zpracováním 

• Čás t měření - Ruční měření bez dalšího zpracování 

• Čás t měření - Interval měření 

• Čás t měření - Výměna nás t ro je 

• Vyhrazeno pro zobrazení 

2. Zvláštní identifikace ( W O R D ) 

. B i t 0.7 D M C vadný 

• B i t 1.3 Př ip ravena zpráva čištění 

3. Poslední aplikovaná pracovní sekvence (INT) 

4. Stav zpracovávaného dílu ( INT) 

5. Stav zpracovávaného dílu ( INT) 

6. Doba výroby ( B C D ) 
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7. P ro tahován í (INT) 

8. Číslo stroje (INT) 

9. Identifikace výrobní l inky (INT) 

10. Rezerva (ASCII) 

A.3 Lokální data 
Zde se nachází data z jednot l ivých operací , s t rojů a měřidel . 

1. Operace AF100 

1 Status kusu (INT) 

• Žádný kus 

. O K kus 

. N O K kus 

• Čás t měření - Ruční měření s nás ledným zpracováním 

• Čás t měření - Ruční měření bez dalšího zpracování 

• Čás t měření - Interval měření 

• Čás t měření - Výměna nás t ro je 

• Vyhrazeno pro zobrazení 

2 Rezerva (INT) 

3 Poslední aplikovaná pracovní sekvence (INT) 

4 Stav zpracovávaného dílu (INT) 

5 Stav zpracovávaného dílu (INT) 

6 Doba výroby ( B C D ) 

7 Upínací proces (INT) 

8 Číslo stroje (INT) 

9 Identifikace výrobní l inky (INT) 

10 Rezerva pro údaje specifické pro zákazníka (ASCII) 

2. Operace AF110 (Stroj G R O B GM4989/01) 

1 Status kusu (INT) 

• Žádný kus 

. O K kus 

. N O K kus 

• Čás t měření - Ruční měření s nás ledným zpracováním 

• Čás t měření - Ruční měření bez dalšího zpracování 

• Čás t měření - Interval měření 

• Čás t měření - Výměna nás t ro je 

• Vyhrazeno pro zobrazení 

2 Rezerva (INT) 

3 Poslední aplikovaná pracovní sekvence (INT) 
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4 Stav zpracovávaného dílu (INT) 

5 Stav zpracovávaného dílu (INT) 

6 Doba výroby ( B C D ) 

7 P ro t ahován í (INT) 

8 Číslo stroje (INT) 

9 Identifikace výrobní l inky (INT) 

10 Rezerva pro údaje specifické pro zákazníka (ASCII) 

3. Operace AF120 (Stroj EcoClean - Myčka) 

1 A F (INT) 

2 Identifikace stroje (INT) 

3 Doba t rvání zpracování (ASCII) 

4 

5 Stav součást í kusu (INT) 

6 Počet poruch Z K G (INT) 

7 Parametr 1 (Teplota praní) ( D I N T / ° C ) 

8 Doba zapnu t í trysek (DINT) v ms 

9 Rezerva 4 (DINT) 

10 Rezerva 3 (DINT) 

11 Rezerva 2 (DINT) 

12 Rezerva 1 (DINT) 

13 Čas p ran í (DINT) 

14 Počet mycích cyklů (DINT) 

15 Čas p r ů t o k u (DINT) 

4. Operace AF130 (Stroj WZ-Bau-Braunschweig - Laserový systém) 

1 Stroj / Vře teno / up ínač 

2 Doba zpracování 

3 Cyklus / Vře teno 

4 Stav zpracovávaného dílu 

5 Měření stavu kusu 

6 Pořadové číslo pro Z K G 

7 Stroj byl v poruše 

8 Doba běhu laseru 1 

9 Doba běhu rotoru 1 

10 Doba běhu zrcadla 1? 

11 Celková doba běhu laseru L I od posledního velkého čištění 

12 Celková doba běhu laseru L I od posledního malého čištění 

13 Doba běhu laseru 2 

14 Doba běhu rotoru 2 

15 Doba běhu zrcadla 2? 
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16 Celková doba běhu laseru 2 od posledního velkého čištění 

17 Celková doba běhu laseru 2 od posledního malého čištění 

18 Doba běhu / Parametr 7 

19 Doba běhu / Parametr 8 

20 Doba běhu / Parametr 9 

21 Doba běhu / Parametr 10 

22 Doba běhu / Parametr 11 

23 Doba běhu / Parametr 12 

24 Doba běhu / Parametr 13 

25 Doba běhu / Parametr 14 

26 Doba běhu / Parametr 15 

27 Doba běhu / Parametr 16 

28 Teplota ro tačn ího pohonu I B K IST 

29 Mezní hodnota p ředběžného varování překročení teploty ro tačního po

honu I B K 

30 Varovný limit překročení teploty ro tačn ího pohonu I B K 

31 Výkon laseru L I norma 

32 Výkon laseru L I min imáln í 

33 Výkon laseru L I maximáln í 

34 Rychlost klesání vzduchu válec 1 

35 Rychlost klesání vzduchu válec 2 

36 Rychlost klesání vzduchu válec 3 

37 Rychlost klesání vzduchu válec 4 

38 Zaostření laseru L I norma 

39 Zaostření laseru L I minimální 

40 Zaostření laseru L I maximáln í 

41 Proplachovací plyn L I norma 

42 Proplachovací plyn L I skutečný 

43 Posuv laseru L I norma (norma = = referenční hodnota) 

44 Posuv laseru L I skutečný 

45 Uhel laseru 

46 Rychlost posuvu laseru L I referenční 

47 Rychlost posuvu laseru L I minimální 

48 Rychlost posuvu laseru L I maximáln í 

49 Ro tačn í rychlost posuvu laseru L I referenční 

50 Ro tačn í rychlost posuvu laseru L I min imáln í 

51 Rotačn í rychlost posuvu laseru L I m a x i m á n í 

52 L i n k y na mm 

53 Povrchová rychlost 
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54 Sesterský stroj 

55 Sesterský stroj 

56 Počet cyklů od posledního měření výkonu 

57 Počet cyklů od posledního měření zaostření 

58 Doba t rvání cyklu 

59 Rezerva 

60 Rezerva 

61 Rezerva 

5. Operace A F 135 (Stroj Strum - Inspekce válců) 

1 Identif ikátor stroje 

2 Doba zpracovávání 

3 Pracovní cyklus / v ře teno 

4 Stav zpracovávaného dílu 

5 Teplota kusu 

6 Teplota kal ibračního disku 

Následují hodnoty měření obrobeného kusu: 

1 P r ů m ě r válce 1, M E - 2 , hloubka 24mm 

2 P r ů m ě r válce 1, M E - 4 , hloubka 70mm 

3 P r ů m ě r válce 1, M E - 5 , hloubka H O m m 

4 P r ů m ě r válce 2, M E - 2 , hloubka 24mm 

5 P r ů m ě r válce 2, M E - 4 , hloubka 70mm 

6 P r ů m ě r válce 2, M E - 5 , hloubka H O m m 

7 P r ů m ě r válce 3, M E - 2 , hloubka 24mm 

8 P r ů m ě r válce 3, M E - 4 , hloubka 70mm 

9 P r ů m ě r válce 3, M E - 5 , hloubka H O m m 

10 P r ů m ě r válce 4, M E - 2 , hloubka 24mm 

11 P r ů m ě r válce 4, M E - 4 , hloubka 70mm 

12 P r ů m ě r válce 4, M E - 5 , hloubka H O m m 

13 Parametr Rz válce 1 - 0 ° 

14 Parametr R z válce 2 - 0 ° 

15 Parametr R z válce 3 - 0 ° 

16 Parametr R z válce 4 - 0 ° 

17 Doba t rvání cyklu měření 

18 Rezerva 

19 Rezerva 

6. Operace AF140 (Stroj WZ-Bau-Braunschweig - lakování) 

1 Stroj / v ře teno / up ínač 

2 Dopravník p rášku 

3 Doba zpracovávání 
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4 Kus / Vře teno za měřící linkou 

5 Pracovní cyklus Z K G / Vře teno na 

6 Stav kusu 

7 Měření stavu kusu 

8 Stroj byl v poruše 

9 Doba zapnu t í ionizátoru 

10 Doba zapnu t í ho řáku 1 

11 Doba zapnu t í Rotaplazma 1 

12 Doba zapnu t í dopravníku p rášku 1 

13 Doba zapnu t í dodávkových trubek 

14 Doba běhu hořáku po velkém čištění 

15 Doba běhu hořáku po ma lém čištění 

16 Doba běhu masky 

17 Číslo masky 

18 Počet zapálení hořáku 1 

19 Teplota zařízení 

20 Napě t í v trubici válce 1 

21 Proud v trubici válce 1 

22 Výkon v trubici válce 1 

23 Čis tá energie v trubici válce 1 

24 Rychlost o táčení ho řáku 

25 Spo t ř eba ho řáku 

26 Počet vrstev 

27 Úhel rozs t ř iku v trubici válce 1 

28 Tlakové chlazení hořáku v trubici válce 1 

29 Rychlost klesání vzduchu norma 

30 Rychlost klesání vzduchu minimáln í (skutečný) 

31 Rychlost klesání vzduchu max imáln í (skutečný) 

32 Tok argonu v trubici válce 1 maximáln í 

33 Parametr 1 (tlak / p rů tok) max imá ln í (skutečný) 

34 Parametr 1 (tlak / p rů tok) min imáln í (skutečný) 

35 Tok nosného plynu v trubici válce 1 

36 Parametr 2 (tlak / p rů tok) max imá ln í (skutečný) 

37 Parametr 2 (tlak / p rů tok) min imáln í (skutečný) 

38 Tok ochranného plynu 1 v trubici válce 1 

39 Parametr 3 (tlak / p rů tok) max imá ln í (skutečný) 

40 Parametr 3 (tlak / p rů tok) min imáln í (skutečný) 

41 Tok ochranného plynu 2 v trubici válce 1 

42 Parametr 4 (tlak / p rů tok) max imá ln í (skutečný) 
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43 Parametr 4 (tlak / p rů tok) min imáln í (skutečný) 

44 Tok vodíku v trubici válce 1 

45 Parametr 5 (tlak / p rů tok) max imá ln í (skutečný) 

46 Parametr 5 (tlak / p rů tok) min imáln í (skutečný) 

47 Tok chladící kapaliny v trubici válce 1 

48 Parametr 6 (tlak / p rů tok) max imá ln í (skutečný) 

49 Parametr 6 (tlak / p rů tok) min imáln í (skutečný) 

50 Parametr 7 

51 Parametr 8 

52 Parametr 9 

53 Parametr 10 

54 T y p p rášku (recept) 

55 Dávka p rášku 

56 Rychlost dodávání p rášku do trubice válce 1 

57 Tlak p rášku v trubici válce 1 

58 Vlhkost p rášku 

59 Ind iká to r množs tv í na dopravníku p rášku 

60 Teplota chladící kapaliny v trubici válce 1 (pří tok) 

61 Teplota chladící kapaliny v trubici válce 1 (odtok) 

62 Rychlost desky v trubici válce 1 

63 El ipsa vlevo těžiště x v trubici válce 1 

64 El ipsa vlevo těžiště y v trubici válce 1 

65 El ipsa vlevo dá lka poloosy a v trubici válce 1 

66 El ipsa vlevo dá lka poloosy b v trubici válce 1 

67 El ipsa vlevo velikost úhlu alfa v trubici válce 1 

68 El ipsa vpravo těžiště x v trubici válce 1 

69 El ipsa vpravo těžiště y v trubici válce 1 

70 El ipsa vpravo dá lka poloosy a v trubici válce 1 

71 El ipsa vpravo dá lka poloosy b v trubici válce 1 

72 El ipsa vpravo velikost úhlu alfa v trubici válce 1 

73 El ipsa vpravo i vlevo, úhel vstř ikování v trubici válce 1 

74 Doba t rvání cyklu 

75 Rezerva 

76 Rezerva 

77 Rezerva 

78 Rezerva 

79 Rezerva 

7. Operace AF145 (Stroj Sturm - Inspekce válců) 

1 Identif ikátor stroje 
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2 Doba zpracovávání 

3 Pracovní cyklus / kamera 

4 Stav zpracovávaného dílu 

5 Teplota kusu 

6 Teplota kal ibračního disku 

Následují hodnoty měření obrobeného kusu: 

1 P r ů m ě r válce 1. M E - 2 

2 P r ů m ě r válce 1. M E - 4 

3 P r ů m ě r válce 1. M E - 5 

4 P r ů m ě r válce 2, M E - 2 

5 P r ů m ě r válce 2, M E - 4 

6 P r ů m ě r válce 2, M E - 5 

7 P r ů m ě r válce 3. M E - 2 

8 P r ů m ě r válce 3. M E - 4 

9 P r ů m ě r válce 3. M E - 5 

10 P r ů m ě r válce 4, M E - 2 

11 P r ů m ě r válce 4, M E - 4 

12 P r ů m ě r válce 4, M E - 5 

13 Doba t rvání cyklu měření 

14 Rezerva 

15 Rezerva 

16 Rezerva 

17 Rezerva 

18 Rezerva 

19 Rezerva 

20 Rezerva 

8. Operace AF150 (Stroj EcoClean - Myčka) 

1 A F (INT) 

2 Identifikace stroje (INT) 

3 Doba t rvání zpracování (ASCII) 

4 Stav součást í kusu (INT) 

5 Počet poruch Z K G (INT) 

6 Parametr 1 (Teplota praní) ( D I N T / ° C ) 

7 Doba zapnu t í trysek 1 (DINT) v ms 

8 Doba zapnu t í vysokot lakých trysek 2 (DINT) v ms 

9 Rezerva 4 (DINT) 

10 Rezerva 3 (DINT) 

11 Rezerva 2 (DINT) 

12 Rezerva 1 (DINT) 
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13 Čas p ran í (DINT) 

14 Počet mycích cyklů (DINT) 

15 Čas p r ů t o k u (DINT) 

9. Operace AF160 (Stroj G R O B GM4989/02) 

1 Status kusu (INT) 

• Žádný kus 

. O K kus 

. N O K kus 

• Čás t měření - Ruční měření s nás ledným zpracováním 

• Čás t měření - Ruční měření bez dalšího zpracování 

• Čás t měření - Interval měření 

• Čás t měření - Výměna nás t ro je 

• Vyhrazeno pro zobrazení 

2 Rezerva (INT) 

3 Poslední aplikovaná pracovní sekvence (INT) 

4 Stav zpracovávaného dílu (INT) 

5 Stav zpracovávaného dílu (INT) 

6 Doba výroby ( B C D ) 

7 Upínací proces (INT) 

8 Číslo stroje (INT) 

9 Identifikace výrobní l inky (INT) 

10 Rezerva pro údaje specifické pro zákazníka (ASCII) 

10. Operace AF170 (Stroj Gehring - Honování) 

1 Pracovní sekvence 

2 Doba výroby 

3 Stav kusu 

4 Status v r t án í (broušení) válce 

5 B i t 0.0 = Válcový otvor 1B201 10 

6 B i t 0.1 = Válcový otvor 1B202 IO 

7 B i t 0.2 = Válcový otvor 1B203 IO 

8 B i t 0.3 = Válcový otvor 1B204 IO 

9 Vr tán í válce Č - měřící rovina 9, D M - 1 (osa x) 

10 Vr tán í válce Č - měřící rovina 9, D M - 2 (osa y) 

11 Vr tán í válce Č - měřící rovina 24, D M - 1 (osa x) 

12 Vr tán í válce Č - měřící rovina 24, D M - 2 (osa y) 

13 Vr tán í válce Č - měřící rovina 39, D M - 1 (osa x) 

14 Vr tán í válce Č - měřící rovina 39, D M - 2 (osa y) 

15 Vr tán í válce Č - měřící rovina 70, D M - 1 (osa x) 

16 Vr tán í válce Č - měřící rovina 70, D M - 2 (osa y) 
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17 Vr tán í válce Č - měřící rovina 120, D M - 1 (osa x) 

18 Vr tán í válce Č - měřící rovina 120, D M - 2 (osa y) 

19 Rezerva 

11. Operace AF180 (Stroj Ecoclean - P račka) 

1 A F (INT) 

2 Identifikace stroje (INT) 

3 Doba t rvání zpracování (ASCII) 

4 Stav součást í kusu (INT) 

5 Počet poruch Z K G (INT) 

6 Parametr 1 (Teplota praní) ( D I N T / ° C ) 

7 Parametr 2 (tlak) 

8 Parametr 3 (tlak) 

9 Vs tupní tok (DINT) 

10 Doba zapnu t í vysokot lakých trysek 3 (Nástroj 1) v ms 

11 Doba zapnu t í vysokot lakých trysek 4 (Nástroj 2/4) v ms 

12 Rezerva 4 (DINT) 

13 Rezerva 3 (DINT) 

14 Rezerva 2 (DINT) 

15 Rezerva 1 (DINT) 

16 Čas p ran í (DINT) 

17 Počet mycích cyklů (DINT) 

18 Čas p r ů t o k u (DINT) 

12. Operace AF190 (Stroj Braunschweig - Výs tupn í kontrola) 

1 Identifikace stroje 

2 Mís to konečné kvality 

3 Doba zpracování kusu 

4 Stav součást í kusu 

5 Rezerva 

6 Rezerva 

13. Operace AF190 (Stroj N E D K O N C E N E - Laserování a Rozmontování) 

1 Identifikace stroje 

2 Označení kvality (jakosti) 

3 Doba zpracování kusu 

4 Stav součást í kusu 

5 Rezerva 

6 Rezerva 

14. Frei 
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B Druhá príloha 
V následující tabulce se nachází jednot l ivé parametry, k te ré nejvíce ovlivňují kvali tu 

finálního kusu. Označení D B v t abu lkách označuje indentif ikátory v da tabázové 

s t ruk tu ře , kde se data ukládaj í . 

B.l Operace AF110 2x Stroj GROB 
P a r a m e t r S t a v / Z d r o j da t 

Stroj - Vypnuto Bez napájení , P L C zapnuto 

Stroj - zapnuto Napájení zapnuto, ž á d n á chyba, bez výroby 

Stroj - automat d 

P r á z d n ý vstup - automat 
Kus není k dispozici, ž ádná chyba, automa

tický režim 

Plný výs tup 
P lně obsazený výs tup , ž ádná chyba, automa

tický režim 

Stroj - seřízení Nas tavení stavu stroje / sys tému 

Total stop Total stop 

Stroj - Porucha Au toma t i cký provoz není možný, porucha 

Počet O K kusy Hodnota 

Počet N O K kusy Hodnota 

D M C R F I D , D M S , identifikace obrobku 

Takt Hodnota 

P lánovaný takt 
Hodnota(pokud nepochází z plánovacího sys

t ému) 

Takt Hodnota 

Nástroj č. Hodnota (jako řetězec) 

Životnost nás t ro j Hodnota 

Počet vyrobených kusů Hodnota 

Otáčky ( R P M ) Hodnota 

Posuv Hodnota 

Teploty pohonů 
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B.2 Operace AF130 lx Stroj WZ-Bau-Braunschweig 
- Laseranlage 

P a r a m e t r S t a v / Z d r o j da t 

Čas obráběn í viz. R F I D 

D M C kód (32 znaků) viz. R F I D 

Provozní stavy stroje 

L a s e r 1 L a s e r 2 

Životnost optiky D B 7 7 0 . D B x l O D B 7 7 0 . D B x l 4 0 

Odsávání DB750.DBxO DB750 .DBx4 

Výkon laseru DB220.DBx2020 DB220.DBx2022 

Otáčky laseru D B 7 1 6 . D B x l 0 4 DB716.DBx304 

Posuv 
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B.3 Operace AF140 2x Stroj WZ-Bau-Braunschweig 
- Beschichtungsanlage (Plazmování- potahování) 

P a r a m e t r S t a v / Z d r o j da t 

D M C kód (32 znaků) viz. R F I D 

Provozní stavy stroje 

H o ř á k 1 H o ř á k 2 

Stroj / Vře teno / up ínač viz R F I D viz R F I D 

Zásobník p rášku viz R F I D viz R F I D 

Čas operace viz R F I D viz R F I D 

Dí l /Vře t eno - po měření viz R F I D viz R F I D 

Cyklus viz R F I D viz R F I D 

Status dílu viz R F I D viz R F I D 

Měřený díl viz R F I D viz R F I D 

Stav stroje (automat vs ma

nuál) 
viz R F I D viz R F I D 

Životnost Ionizéru DB771.DBD4090 DB771.DBD4090 

Životnost ho řáku 1 DB771.DBD4094 DB771.DBD4094 

Životnost rotaplasmy 1 DB771.DBD4098 DB771.DBD4098 

Životnost zásobníku p rášku 

1 
DB771.DBD4102 DB771.DBD4102 

Životnost př ívodní trubice DB771.DBD4106 DB771.DBD4106 

Životnost B l po velkém čiš

těn í 
DB771.DBD4110 DB771.DBD4110 

Životnost B2 po m a l é m čiš

těn í 
DB771.DBD4114 DB771.DBD4114 

Životnost maskování DB771.DBD4114 DB771.DBD4114 

Počet zapálení hořáku 1 DB721 .DBD308 DB721 .DBD808 

Upínač DB721 .DBD16 DB721.DBD516 

Intenzita proudu D B 7 2 1 . D B D 0 DB721.DBD500 

Výkon 1 DB721 .DBD32 DB721.DBD532 

Čis tá energie 1 DB721.DBD312 DB721 .DBD812 

Otáčky ho řáku 1 DB751 .DBD24 DB751 .DBD24 

Posuv hořáku 1 DB751 .DBD36 DB751 .DBD36 

Počet cyklů DB751 .DBD12 DB751 .DBD12 

Úhel nás t ř iku DB649.DBD3520 DB650.DBD3520 

Chladící vzduch v hořáku 

(AirJet) 
DB721 .DBD96 DB721.DBD596 
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Odsávání nominá l DB750.DBD126 DB750.DBD140 

Odsávání L I min realita DB900 .DBD22 DB900 .DBD42 

Odsávání L l m a x realita DB900 .DBD62 DB900 .DBD82 

Argon (Procesní plyn) DB721 .DBD48 DB721 .DBD548 

Nosný plyn DB721 .DBD160 DB721 .DBD660 

Plášťový plyn DB721 .DBD64 DB721.DBD564 

Vodík DB721 .DBD344 DB721 .DBD844 

Chladící voda DB721 .DBD144 DB721 .DBD644 

Recept D B 7 1 7 . D B W 0 D B 7 1 7 . D B W 2 

Dopravník p rášku (rych

lost) 
DB721.DBD176 DB721.DBD676 

Dopravník p rášku (tlak) DB721.DBD240 DB721.DBD740 

Otáčky disku zásobníku 

p rášku 
DB721 .DBD192 DB721 .DBD692 

Dopravník p rášku (hladina) DB721 .DBD224 DB721 .DBD724 

Teplota chladící vody na 

vstupu 
DB721.DBD360 DB721.DBD860 

Teplota chladící vody na vý

stupu 
DB721.DBD128 DB721.DBD628 

Rychlost odsávání na tal íř i DB721 .DBD208 DB721 .DBD708 

El ipsa - levá - těžiště x DB649.DBD3460 DB650.DBD3460 

El ipsa - levá - těžiš tě y DB649.DBD3466 DB650.DBD3466 

El ipsa - levá - délka poloosy 

a 
DB649.DBD3472 DB650.DBD3472 

El ipsa - levá - délka poloosy 

b 
DB649.DBD3478 DB650.DBD3478 

El ipsa - levá - úhel alfa DB649.DBD3484 DB650.DBD3484 

El ipsa - pravá - těžiště x DB649.DBD3490 DB650.DBD3490 

El ipsa - pravá - těžiště y DB649.DBD3496 DB650.DBD3496 

El ipsa - pravá - délka polo

osy a 
DB649.DBD3502 DB650.DBD3502 

El ipsa - pravá - délka polo

osy b 
DB649.DBD3508 DB650.DBD3508 

El ipsa - pravá - úhel alfa DB649.DBD3514 DB650.DBD3514 

El ipsa - úhel nás t ř iku - levá 

- pravá 
DB649.DBD3520 DB650.DBD3520 

Čas cyklu viz. R F I D viz. R F I D 

O s t a t n í parametry Oerlikon viz. Oerlikon viz. Oerlikon 

114 



C Program 
V t é t o kapitole se nachází seznam jednot l ivých přiložených souborů k prac í s odka

zem na jejich detai lní popis. J e d n á se o rozcestník pro j ednoduš í orientaci v práci . 

C l main.m 

Hlavní skript programu 3.2. 

C.2 data_loading.m 

Skript realizující nač í tán í dat 3.3.1. 

C.3 data_preproces.m 

Skript pro předzpracování dat 3.3.2. 

C.4 data_parsing.m 

Skript rozdělující data na intervaly 3.3.5. 

C.5 regression3.m 

Skript realizující metodu regresní analýzy 3.3.6. 

C.6 regr.m 

P o m o c n á funkce pro metodu regresní analýzy 3.3.7. 

C.7 data_gen_rpm.m 

Skript generující data rychlosti otáček pro metodu regresní analýzy 3.3.3. 

C.8 data_gen_temp.m 

Skript generující data teploty pro metodu regresní analýzy 3.3.4. 
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C.9 data_shuffler.m 
Pomocný skript pro generování dat pro metodu regresní analýzy 3.4.3. 

C.10 data_print.m 

Skript realizující zobrazení výsledků metody 3.3.8. 

C.ll NOK_int2.xlsx 

Soubor excelu obsahující N O K intervaly. 

C.12 OK_int.xlsx 

Soubor excelu obsahující O K intervaly. 

C.13 shuf.xlsx 

Soubor excelu pouze O K data. 

C.14 temp.xlsx 

Soubor excelu obsahující N O K i O K data. 

C.15 random_stuff.m 

Skript obsahující pomocné funkce pro zobrazení grafů a výsledků bez nutnosti spuš

těn í h lavního programu. 

C.16 DNN_data.m 

Skript tvořící datasety pro neuronovou síť 3.4.1. 

C. 17 NO K_generator_R P M 

Skript generující N O K data rychlosti o táček 3.4.4. 
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C.18 l\IOK_generator_temp.m 
Skript generující N O K data teploty 3.4.4. 

C. 19 O K_generator_R P M 

Skript generující O K data rychlosti o táček 3.4.2. 

C.20 OK_generator_temp.m 

Skript generující O K data teploty 3.4.2. 

C.21 NN.m 

Skript obsahující parametry po t ř ebné pro t rénování neuronové sítě 3.4.5. 

C.22 NN_results.m 

Skript zobrazující výsledky predikce neuronové sítě 3.4.7. 

C.23 Pregenerated_data_RPM.mat 

Předgenerovaná data rychlosti o táček pro metodu neuronové sítě. 

C.24 Pregenerated_data_temp.mat 

Předgenerovaná data teploty pro metodu neuronové sítě. 

C.25 Pretrained_NN_rpm.m 

Před t r énovaná neuronová síť pro predikci rychlosti otáček. 

C.26 Pretrained_NN_temp.m 

Před t r énovaná neuronová síť pro predikci teploty. 
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D Obsah CD 
Kód na C D byl spouš těn pouze v M A T L A B u verze 2020a. Žádná j iná verze nebyla 
tes tována. 

data_gen_rpm.m 

data_gen_temp.m 

data_loading.m 

dat a_par s ing.m 

data_preproces.m 

data_print.m 

data_shuffler.m 

DNN_data.m 

main.m 

NN.m 

NN_results.m 

NOK_generator_RPM.m 

NOK_generator_temp.m 

N0K_int2.xlsx 

OK_generator_RPM.m 

OK_generator_temp.m 

0K_int.xlsx 

Pregenerated_data_RPM.mat 

Pregenerated_data_temp.mat 

Pretrained_NN_rpm.mat 

Pretrained_NN_temp.mat 

random_stuff .m 

regr.m 

regression3.m 

shuf.xlsx 

temp.xlsx 

Data Složka obsahahujícíc data 
data_plazma_M6 Data ze serveru 

_GM4989_Balluff_Datenträgerbelegung_V1.3 Data z R F I D čipu 
Vasko_PredictiveAnalysis .pdf Diplomová práce 

/ Hlavní složka C D 
Složka obsahující program Program 
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