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Abstrakt

Tato prace se zabyva rozpoznavanim historickych textti pomoci hlubokych neuronovych siti,
konkrétné rozpoznavanim jednotlivych slov v gotickém pismu v ¢eském jazyce. Je zde vy-
tvoren obecny piehled o konvoluc¢nich sitich a metodach rozpoznavani textu. Byl vytvoren
dataset, ktery se sklada z realnych i generovanych dat. Sit byla trénovna na generovanych
datech a testovana na redlnych obrazcich slov. Tato navrhovana metoda klasifikace slov,
nebyla moc Gspésnd, kvili rozdilnym testovacim a trénovacim datim.

Abstract

This thesis deals with the recognition of historical texts using deep neural networks, spe-
cifically the recognition of individual words in Gothic script in Czech. Here is a general
overview of convolutional networks and text recognition methods. A dataset was created
with real and generated data. The network was trained on generated data and testing on
real images of words. This proposed word classification method was not very successful due
to different test and training data.
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Kapitola 1

Uvod

Historické texty je dobré uchovat i jinym zptisobem nez jen uschovanim v archivu. Protoze
tak stdle mize byt moznost, ze bude zni¢en, papir totiz neni trvald forma uchovani textu.
Hlavné také nastdava problém, Ze se k nému nikdo nedostane, nebo jen omezené mnozstvi
lidi. Proto je dobré uchovat dokumnety i v digitalni podobé, ktera je dostupna odkudkoliv. Z
toho duvodu jsou historické texty digitalizovany. Skenované stranky dokumentu vsak nejsou
nejlepsim formatem. Nelze v textu vyhledavat, kopirovat a editovat ho a také nékteré histo-
rické fonty jsou tézce ¢itelné, protoze obsahuji neobvyklé, netypické znaky. Pokud by si tedy
chtél nékdo tento text ¢ist, musi si vyhledat a dekédovat znaky, které jsou v dokumentu
pouzity. Je tedy vhodné tento text prepsat do podoby, ve které leze editovat, kopirovat,
vyhledavat a dale zpracovavat. Digitalizace historickych texti je uz dlouhou dobu oteviené
téma a stale je aktudlni.

Tato prace se zabyva rozpoznavanim tisténého historického textu v gotickém pismu, zamé-
fuje se na rozpoznavni izolovanych slov z vymezeného slovniku metodou hlubokych neuro-
novych siti. Prvni kapitola se zabyva obecné rozpoznavanim textu a také soucasnymi meto-
dami rozpoznavani textu pomoci neuronovych siti. Jsou zde zminény rizné metody, které
se vyuzivajl k rozpoznavani. Tato kapitola se také zaméruje na historické texty, na které
se prace orientuje a probira jejich specifikaci. Druha kapitola popisuje obecné neuronové
sité a zminuje se také o konvolu¢nich a rekurentnich sitich. Které sice nejsou cilem prace,
ale mohly by byt cilem dalsitho vyvoje. Je zde vytvoren prehled o jednotlivych vrstvich
a principech, které jsou sitémi vyuzivany. Tato kapitola tvoti obecny vhled do neuronovych
siti. Ve treti kapitole je popsano moje feseni rozpoznavani slov a aplikovani nékterych prin-
cipti zminénych v predeslych kapitolach. V dalsi kapitole jsou popsidny dosazené vysledky
experimentu a moznosti budouciho vyvoje.



Kapitola 2

Rozpoznavani textu

Optical Character Recognition (OCR) [32] neboli optické rozpoznavani znaku patii mezi
ulohy spadajici pod pocitacové vidéni. Pocitacové vidéni (Computer vision) se zabyva vy-
vojem zalizeni ziskavajicich informace ze zachyceného obrazu. OCR je tedy technologie,
kterd prevadi obrazky obsahujici tiStéty nebo psany text do formati, ve kterych lze dale
text upravovat. VSechna pismena vzdy nemusi byt rozpoznana spravné, at uz je to kvuli
Spatné kvalité nebo nestandardnimu formatu, je proto nutné korekce. Existuji rizné metody
rozpoznavani jako je fuzzy logika a strojové ucCeni, pod které spadaji i neuronové sité.

2.1 Proces rozpoznavani

Proces rozpoznani textu v obrazku se déli do nékolika kroku: ziskani obrazku, predzpraco-
vani, rozpoznavani znaku a nasledné zpracovani.

Ziskani obrazku

Je potieba ziskat urcity format obrazku. U metod OCR se jedna prevazné o naskenovany
dokument, ktery ma urcité parametry, tfeba maximalni a miniméalni velikost pisma, rozméry
obrazku, font, format a kvalita. Pii ziskdani obrazu muze také dojit k urcitému zkreslend,
natocni textu, ruzné velikosti a kvalité, nékdy je potieba obrazek oriznout, ale to uz zalezi
na dané metodé. Proto je nutné tento vstupni obraz upravit a zpracovat do podoby, kdy
je mozné s nim néjak pracovat. Nékteré systémy jsou schopné vytvaret formatovany vy-
stup, ktery se témér blizi originalni strance, véetné sloupci, tabulek a jinych netextovych
komponent.

Predzpracovani

Predzpracovani neboli preprosessing, je faze v niz dochazi ke zpracovani a ipravé naskeno-
vané stranky ¢i fotky s textem. Pfedzpracovani zlepsi kvalitu vstupu a tim i Sanci na ispésné
rozpoznani. Obraz muze byt zkoseny, nebo muze mit hodné Sumu, takze se pouzivaji rizné
algoritmy ke zlepseni kvality obrazu, odstranéni sumu a tak podobné. Pokud obraz nebyl
pri skenovani spravné zarovnan, je nutné naklonit obrazek tak, aby byly radky textu vodo-
rovné. Dale mtze dojit k odstranéni pozitivnich a negativnich skvrn na a vyhlazeni okraji.
Dilezity krok je binarizace, protoze nespravna binarizace zptsobi spoustu problému. Tento
proces prevede obraz z barvy nebo stupné Sedi na cernobilou, to pomuze 1épe rozeznat text
od pozadi a tim i ovlivni kvalitu faze rozpoznavani znakt. Také detekce a odstranovani



casti, je nutnym krokem ke zlepseni analyzy rozlozeni stranky, k dosazeni lepsi kvality roz-
poznavani podtrzeného textu, ke zjistovani tabulek atd. Linky mutzou byt odstranény pro
nasledné rozpoznavani. Analyza rozlozeni stranky se také nazyva zénovani, dochazi k ozna-
Ceni sloupce, odstavce a dalSich ¢asti jako samostatnych bloki. Dalsim krokem je detekce
radku a slov, kdy se stanovi vychozi hodnota pro tvary slov a znakt. Napriklad neproporci-
onalni pismo ma pevné danou Sitku a tak se segmentace provadi jednoduse srovnanim. Ale
u znakl zase zalezi na fontech a typu pisma, coz muze byt problémovym faktorem kvuli
riznym velikostem v jednom bloku a malym mezerdm mezi slovy. Také nékteré znaky se
mohou navzijem dotykat nebo naopak jedno pismeno muze byt rozdéleno do nékolika ¢asti.
Je proto potreba detekovat takové pripady a najit spravnou pozici kazdého znaku. Muze
tedy dochéazet i k segmentaci nebo izolaci znaku. Predzpracovani obrazu muze zahrnovat
operace jako otoceni, méritko, vyhlazeni, binarizace, normalizace, zkoseni textu a muze brat
v potaz aspekty jako pozadi, rozliseni, barvu, Sum a dalsi deformace textu.

Rozpoznavani znakt

Pro tuto fazi existuji dva zpusoby rozpoznavani. Jednou z nich je pfizpusobeni vzoru (pat-
tern matching), také zndmd pod ndzvem rozpoznavani vzoru (pattern recognition) spadajici
do strojového uceni. Uz podle nazvu je zfejmé, ze tato metoda tkvi v porovnavani obrazu se
vzorem, ktery je uloZen ve stejném méritku a je témér totozny se vstupnim glyfem. Vstuni
znak musi byt spravné izolovan od zbytku obrazu. Druhou metodou je extrakce priznaki,
kterd tyto znaky rozklada do funkci jako jsou primky, smycky, sméry a pruseciky. Tato
metoda je vypocetné efektivnéjsi, protoze extrakce snizujii rozmeéry zobrazeni, tyto funkce
jsou porovnany s abstraktni vektorovou reprezentaci znaku, coz snizi tuto reprezentaci na
jeden nebo vice prototypt znaku. Pro srovnani vlastnosti obrazu s ulozenymi znaky glyft
se pouzivaji klasifikdtory nejblizsiho souseda, treba algoritmus k-nearest neighbors, a vy-
bere se nejblizsl shoda. Casto se v OCR vyuziva dvoustuiiovy priichod k rozpoznavani,
kde druhy pruchod pouziva tvar pismen s vysokou ,duvérou” pri prvnim pruchodu a tak
v druhém prichodu lépe rozpoznd zbyvajici pismena. Tomuto pristupu se rika adaptivni
rozpoznavani a hodi se hlavné pro nekvalitni zkreslené dokumenty nebo pro neobvyklé fonty.
Problémem rozpoznavani jednotlivych znakd mtze byt nejednoznacény tvar daného znaku.
Neékteré znaky muzou vypadat podobné, nebo stejné, takze urcité jednotlivé znaky nelze
s jistotou uréit, pokud neni zndm kontext. Napiiklad rozpoznani obrazu znaka I, |, 1, 1,
koneény znak muze byt vybran pozdéji pii zpracovani.

Nasledné zpracovani

Nasledné zpracovani neboli postprocessing je proces, ve kterém se zpracovavaji jiz rozpo-
znané znaky a dochazi ke zvySovani presnosti. V téhle fazi dochazi k iprave a korekei textu.
Kvalita rozpoznavani se muze zlepsit pokud je vystup omezen predem danou slovni zasobu.
Neékteré znaky jako 1 a I, C a G, O a 0 mohou vypadat velmi podobné a tak slovnik
muze pomoci pti rozhodovani. Problém vsak miuze nastat pokud zpracovavany dokument
obsahuje slovo, které ve slovniku neni. Také znalost gramatiky skenovaného jazyka miize
prispét ke zvyseni presnosti. Pomoci gramatiky lze predpovédét, zda je dalsi slovo sloveso
nebo podstatné jméno a to pomuze vybrat spravneé slovo. Kazdy krok OCR je velmi duilezity.
Cely proces rozpoznani selze, pokud néktery krok nemuze dany obrazek spravné zpracovat.
Vystupni format textu muze byt bud prosty text, nebo formatovany, to zalezi na systému.
K dosazeni lepsich vysledkua a kvality rozpoznani je také nékdy mozné nastavit systém pro



dané parametry, pokud je tfeba zpracovat pouze jeden druh obrazki. Nékdy je to jediny
zpusob, jak zlepsit kvalitu rozpoznavani.

Inteligentni rozpoznavani slov

Intelligent word recognition (IWR) [30] neboli inteligentni rozpoznévani slov je metoda roz-
poznavani ru¢né psanych slov. IWR rozpoznava celd ruéné psand nebo tisténa slova nebo
fraze misto rozpoznavani po znacich jako u OCR. Slova piitadi odpovidajicimu slovniku,
ktery je definovany uzivatelem a tim vyznamné snizi chyby jednotlivych znakd. IWR se
snazi zautomatizovat rué¢né psané dokumenty, které mohly byt v minulosti zadavany pouze
manualné. Pro kazdé analyzované slovo systém rozdéli slova na fadu grafému nebo dil¢ich
pismen. Tyto razné kiivky, tvary a ¢ary vytvareji pismena a IWR pouziva tyto tvary a se-
skupeni k vypoctu hodnoty ve spojeni s danym slovem. Tato metoda se nasnazi nahradit
metody ICR a OCR, které dobie funguji na tisténé dokumenty, ale je idedlni pro zpracovani
dokumentt v realném svété, které obsahuji vétsinou tézko rozpoznatelné uidaje.

2.2 Historické texty

Tato kapitola zachycuje obecné informace o historicych textech, na které je tato prace
zameérena, ale i specifické informace tykajici se zpracovavanych dokumenti. Historické texty
se 1lisi od normaélnich textl staiim, to se projevuje v mnoha aspektech. Jednim z nich je
poskozeni materidlu, na kterém je text vytistén, a také textu. Poskozeni papiru mohou
byt napriklad fleky, zezloutnuti, natrhnuti, zmackani a prosvitani nebo obtisk stran. Pismo
muze byt vybledlé, Spatné vytisténé, znaky se muzou slévat, mohou byt rizné mezery
mezi pismeny, slovy a fadky. Dalsim aspektem jsou odlisnosti fontt, typografie a pravidel
usporadani textu, to ¢ini text tézko citelnym. Tato prace se zaméruje hlavné na fonty
gotického typu, které byly vydavany v 15.-19. stoleti v ¢estiné, jedna se prevazné o rucneé
tisténé texty. Obrazek 2.2 slouzi pro ilustraci riznorodosti pisem textid. Obecné historické
texty obsahuji velké mnozstvi Sumu.

Pismo

Gotické pismo [31] je etapa ve vyvoji latinky. Tato etapa se prolina se stiedovékou gotikou,
kterd je uméleckym slohem vrcholného stiedovéku. Zacala se projevovat na konci 12. sto-
leti, v ¢eskych zemich nastupuje o néco pozdéji, ve stfedni Evropé a Némecku trvala az
do pocatku 16. stoleti. Gotické pismo je ostfe lomené a postupné se nahradilo lomenym
novogotickym pismem, to je oznaceni skupiny novovékych latinskych pisem mezi néz patii
fraktura, kanzlei a kurent. Na obrizku 2.1a jsou ukédzky gotickych font. Prosazeni gotic-
kého pisma souvisi s rozvojem hnuti katolické cirkve, jehoz snahou bylo upevnéni autority
cirkve. Prechodnym prvkem se stava tzv. romanogotika a navazujici gotickd minuskula,
pismo, které lépe vyhovuje potfebam rychlého psani. Typy kurzivy: bastardni pismo neboli
svabach (prosazujici se od 14. stoleti), kaligrafickd polokurziva a bézné polokurziva. Pismo
je hodné naklonéné a vyuziva rizné ligatury, oznaceni pro spojeni dvou znaku. Cirkevni
a také pravnické texty byly az do 16. stoleti tiStény pravé novogotickym Svabachem a poz-
déji frakturou, v Ceskych zemich do roku 1848 a v Némecku az do druhé svétové valky.
Naopak pro latinské texty, uz od zacatku knihtisku, je typycky tisk renesanc¢ni antikvou.

U tohoto pisma je typickym prvkem psani velkych velmi zdobnych prvnich pismen na za-
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Obrazek 2.1: Obrazky souvisejici s gotickym pismem.

catku textu. Pismo obsahuje i nékteré neobvyklé znaky jako je naptiklad dlouhé s. Drive se
tato varianta pouzivala pro zobrazeni hlasky ,s“ na zac¢atku a uprostred slabiky, zatimco
na konci se pouzivalo tzv. koncové, neboli okrouhlé s, ukazka na obrazku 2.1b. Nékteré
dokumenty obsahuji i rizné znaky pro jedno pismeno v jednom souvislém textu. Vétsinou
to byvd u pismen b a 1, jak je vidét na obréazcich ?77.

Jazyk

Staré texty obsahuji nezvykla slova, kterd pochazeji z doby, kdy se pouzivala stfedni stara
CeStina a Cestina doby husitské. Prevazné se jednd o texty s cirkevnimi tématy. Vyuziva se
sprezkovy pravopis, kde rizna pismena nahrazuji dvojice pismen ¢i jiné pismo—ou misto
4, ale i 1 se zde vyskytuje, zdvojené dlouhé s znadi 8, ale pouziva se i § na konci slova, jak
jiz bylo uvedeno, misto norméalniho s se psalo dlouhé s, ale na konci slova a jako spojka
se psalo s. Dale g misto j, w misto v a v misto u na zacatu slova, j misto dlouhého i a cz
jako ¢, ale i ¢ se pouzivalo, rz nebo rz misto velkého ¥. V nékterych textech se vyskytuji
zdvojené samohlasky misto dlouhé samohldsky nebo se také zaménuje tvrdé y a mékké
i. Tyto pravidla nebyly pevné ddna, proto se muze vyskytovat vice variant jednoho slova
v rtznych textech ale i v jednom dokumentu.

2.3 Existujici reseni

V této sekci je struéné shrnuti existujich nastroju pro detekci textu, rozpoznavani texti a
znakd. Obecné pro optické rozpoznavani znaki existuje mnoho nastroju. Mezi nejznaméjsi



opensource nastroje patif Tesseract ' a Ocropy?, které vyuzivaji sit s dlouhou kratkodobou
paméti (LSTM). Dalsim nastrojem je ABBYY 2, jednd se v8ak o komeréni produkt.

ABBYY

ABBYY je softwarova spole¢nost poskytujici nastroje optického rozpoznavani znaku, za-
chyceni dokumentii a jazykovych softwarti pro pocitac¢ova a mobilni zarizeni. Nejznaméjsim
produktem je ABBY FineReader, ktery prevadi papirové dokumenty do digitalnich. Pro-
dukt ABBYY historic OCR? je zaméfen na OCR historickych textt s gotickym pismem.

OCRopus

OCRopus je volné dostupny systém pro analyzu a optické rozpoznavani znaku, ktery je
vydan pod licenci Apache. Tento systém byl specidlné navrzen pro rozsdhlou digitalizaci
knih jako jsou tfeba Knihy Google. OCRopus Tesi i analyzu rozvrzeni stranky. Rozpoznani
textu je zalozeno na rekurentni siti LSTM, nevyzaduje tedy jazykovy model, coz déla model
jazykoveé nezavislym. Vhodnym trénovanim sité, se mize systém naucit i nové znaky a muze
byt tedy aplikovan na specidlni dokumenty.

Tesseract

Tesseract je volné dostupny software, ktery je vydan pod licenci Apache a fadi se mezi
nejpresnéjsi nastroje pro rozpoznavani znaka. Je k dispozici pro vétsinu operacnich sys-
témi. Dokaze rozpoznat vice nez 100 jazykt a podporuje velké mnozstvi typt pisma, mezi
které patti pravé i gotické fonty — Fraktur. Tesseract miize byt natrénovan i na jiné jazyky.
Zakladem verze 4.0 je neuronova sit LSTM (s dlouhou kratkodobou paméti), pro podporu
vice jazyku a jejich rozpoznévani. Tesseract pouziva metodu adaptivni klasifikace [27]. Roz-
poznavani probiha dvoustupnovym prichodem, v prvnim prichodu se pokusi o rozpoznani
kazdého slova, kazdé slovo, které je uznano jako uspokojivé, je predano adaptivnimu kla-
sifikdtoru, ktery pak v druhé fazi rozpoznava text s vyssi presnosti. Klasifikator se tedy
v prvnim prichodu ¢asem naudci néco, co pak vyuzije v druhém pruchodu. Tesseract muze
byt také vyuzit ke trénovani na historickych textech, napiiklad v ¢lanku [22], je TeSen
problém chybéjiciho ground —truth (prepisu) textu u historickych texti. To je feSeno au-
tomatickym generovanim vycvikovych dat s oznacenymi obrazky a digitdlnim pismem, na
kterém je pak trénovan model Tesseract.

https://github.com/tesseract-ocr
Ihttps://github.com/tmbdev/ocropy
3https://www.abbyy.com
“https://www.frakturschrift.com/


http://www.abbyy.com
http://www.f
http://rakturschrift.com/

‘Dfma&l (oafo @ﬂ"oreptmmoc mé
czé miog prtfnut (Sdfniim mym/
i atie wprad Smeticbrdcen gfem,
Feh afans mve P obklieilia Bava slofenifucty obfcbim
%probobowau%ucep%‘(obo mé, e/
2 shau wéfccfp&oﬂa méeiifti wemne/
Gni pat vivagtice fewsh(daling mae,
Baudama gfan fobe vogoilili/
o @ oo muog Bos metals,
S0 ety Wiane folomma newgdaluion fecdernne/
odfranindmémipofpife femng,
853 fiwobos od ADete brivtiho Duffp mau/
A $ mocy Wfitowgedinnty ma,
auft Swatwpproft mine bijondho/
Ao Bobuom Geonorojcompef Ponqécnebo/
Smma@ccpy@pnu/zc. !

q )2an Vita integer fcclensq; purus, e, Zift vitfe

—o7a| ElTilofii bogné/swffomobuicy Dane/ paté na fnu;enq/buSm 14-
we.,

f fporoieny.
i \K/ mgm't: El;«fsm%&bt/ah f [ylnj/yako BeyFoswé/zidé Iymnw
[ mi/pro i
lﬁ;bawm e o p nobe tedpensy/wewffem mém Tis
i1

i Btm'bc/ postfeni fiwebo / nes w fwwé obrant/ wiemobuicyl| |

nam voﬂ'ed)mmlspmmno ot w ncm/gxfte Spafentj/ w ges

nzbo/@pq[‘yulc rwe°/gm5 30 s teptl/na K e y vimtel,
e yf»(]'eiotolf a R /865 50 1AS Ivml/ w’sfnl )

Toto wyzwinj Komenffd prigaw, fitafin¥ cofu
4641 do Londina prigel; a & welifau vetau prijtdn byl,
Koy} tady fifoly oprawomati zatjnal, winifly w gemi vits
gnice, Eteréy Komen fEého podnjfdnj prefaznly, Provey
o propuffi¥nj 3 Angli¥an pojddaw , pFeplawil fe do gem¥
Sfwédfté, fam gif d¥jwe pritininim froélyo - piiniroce,
froobodného pina Ludwjfa z Geeru powoldn byl
B Shwédjd drjel 8 ncpmp?tﬁm fancljtem Oyenfiices
nem rvozmlawvdnj, po n¥mi fe do Elbindu w Prufhh
odebral, £de§ mu po Ttyey léta geho Mecendd fluffné ob+
3wy popidl.  Toho Tafu wypracowal fivau fauftawu (fy=
fieimu,) podlé Freréoy fe midde} d¥jwe, a fndge, nejli gins
Dy gatdtfim vmEnj navditi mohla. Soto ponawrienj bylo
t¥m nepoten¥gffim , a nepmaudegffim mufiim flédjtym €
wyffet¥enj a pofausenj poddno.  Tito paf geho fpie o
hodnj vsnali, aby weregn¥ byl tlafen, a wiibec piigat,
a3by geg KomenfEd gefft¥ gednau prohlidl, a pon¥fud
posminil. & wywedenj tohoto aumpflu , gel zpdtfem do
Clbindu. Nenj wifak zndmo, Hm to bylo, Je fe 3 Elbine
du, nefontim froého djla, do Leffna Polftého wrdtil,

Odtud fe odebral rofu 1650 do Sedmifradffa fur
Enjeti Sigmundowi Raochmu, ferdy mu po
nifolif fet spedwu fwheh flEol , sldfté Follege w Potofu
(Patak) fodkil. Pofléy fe v odtud opft do Leffna, fivés
bho n¥fdegffiho autotiffi¥ nawrdtil.  Tady wifal predefilé
begpetnofti mnalql Satolittj Poldey 3pdlili, a w rum
obratili rofu 1656 toto mifio, a fpolu Komen|Eého
gminj § celaw Enihownaui, na¥el ho ¥ aut¥fu do Branis
boru, pak do Damburfu, & pofléz do Amferddmu dos
nutili,

Bg‘ﬁi%v 3

m_?ﬁ-m wﬁ?é ﬁg@é

o

2 s T a0 0 T

&

_\ y 3

- bofi c&ce bicflit,

; Bojliné vofaffnofti ufancabowé/gichi vo
caftnofti volit Buih Angelim y liven |

wifak v podobnofiitolite,a muyifte
gine w ooﬁabé(mba

= nymt Dary, t:o
¢t, v Cemmf fePolk

‘ iCofrdenfbwi,
t!elll‘éfmf;ceblnoﬁ,

E’nﬁno be

- @lyffim bﬂtm ms; s;bya. bmt,
aj do bwandcti,
vjté Etitet, !!Ratta wold, Nevdm fe dwas.
Frdt wolat. Hned pﬁsbu. Siyffim ptdty
spimat,  ipffim libau hudbu, Radugi fe,
3e fivfipm. @lyfiim nauienj a nqpommtm
© fiopch vovitis. Reomélbpd mluwit, Eopbyd
bl;l gi!bﬁ ncﬂbﬁth Patbyd byl m& e
wim

§tim nofem. 5 !Robté ﬁal!p, ta;afid-
l). a giné Ewitj fﬁ{ wonj. ;éﬂa!at]
_ tulipdni nerondgi. Mrdpa fmedi, g ¢chos
Wu beg potieby na tafowd mifta, Foe fmedj,
protoje ge fmrad m;bmmé “Mogi t tovitomeé
‘oterau divéte a ofua, abo fc mmj ™ po
!pgi obletftm{lo

maum:a frocdPem oft. ﬁmmf ;a{w-
bp a tiefiné dutnagj fladce, ﬂcgcaw gablta
fou tpfeld. Kajod Femé gind? dutnd, Gi-
dlo mi nehutnd, Eopy ftini, neb Evp fem fy

Faludet glazpl. Gen tolif bubu g,g, © m

milx rodiferod dotwolj, %

w{ﬁambaucﬁ,w[ﬁw&&am,cfﬁmbfé&;& '
‘a EdojbyEolityro wlaftnofti Bud wijes
d'?y, nef gevinns njdh Ecerému fewoteny,
AngeBim neb L idem péiwlaftiowals o
teis 8y pron Bobu, 4 gebo Bojfké wc!en[!

le fwobodnd, a b ttntsmipﬁhoh ‘

Spffim mluwit, Siyfim

|

Obrazek 2.2: Historické texty. Jiz na prvni pohled se texty lisi velikosti pisma, typem fontu
a barvou papiru. Prvni stranka je naskenovana trochu krivé a obsahuje vice bloka textu
s ruznymi velikostmi pisma. Papir je u treti stranky hodné znecistény. Tisk je nedokonaly,
témér kazdé pismeno ma jinou tloustku. Také fadky jsou rtizné siroké. U prvniho a tietiho
textu jsou rfadky hodné nahusténé. Mezery mezy slovy jsou také u kazdého textu jiné. Jak
je vidét u tretiho textu, tak obcas nejde rozeznat jednotliva slova, jestli se jedna o dvé ¢i
jedno spojené slovo. 8



Kapitola 3

Neuronova sit

Tato kapitola postupné definuje zaklady neuronovych sitich a stué¢né popisuje funkce které
sit vyuzivd. Neuronova sit (Neural network) je jednim z vypocetnich modeli umélé in-
teligence, které jsou inspirovany chovanim biologickych struktur—lidské nervové soustavy.
Neuronova sif je struktura uréend pro distribuované paralelni zpracovani dat a pouziva se
v oblastech jako je klasifikace, aproximace a predikce. Také Tesi tlohy pocitacového vidéni,
rozpoznavani Teci, zpracovani prirozeného jazyka, rozpoznavani zvuku, filtrovani socidlnich
siti, strojového prekladu a bioinformatiky. Prvni neuronovou sit — Percepton vytvoril Frank
Rosenblatt [24] v roce 1958. Ptavodnim cilem umélych neuronovych siti bylo fesit problémy
stejnym zpusobem jako je fesi lidsky mozek. Neuronod sif je sloZzena z mnoha malych jed-
notek, které se nazyvaji neurony.

3.1 Neuron

Umély neuron je zakladni jednotka umélé neuronové sité a vychéazi z biologické nervové
bunky, jejiz model je na obrazku 3.1. Télo neuronu neboli soma zprostredkovava zakladni
funkeci bunky. Pro komunikaci s ostatnimi neurony slouzi vybézky neuronu —dendrity a axon.
Dendrity jsou dostfedivé vybézky a s jejich pomoci neuron pfijima vzruchy od ostatnich
neurond. Mnozstvi dendritu se lisi podle typu neuronu. Dlouhy vystupni vybézek neuronu se
nazyva axon. Zprostiredkoviva vystup informaci z nervové buniky a synapsemi se napojuje
na dendrity dalSich neuronti. Neuron ma vzdy jeden axon, na konci rozdéleny do mnoz-
stvi tzv. terminali. Chemické rozhrani, které zprostiedkovava vyménu informaci, vzruchu,
mezi neurony se nazyva synapse. Synapse muzeme rozdélit na dva zakladni druhy excita¢ni
a inhibi¢ni. Pokud vzruch projde excitacni synapsi, tak je zesilen, pokud pres inhibi¢ni sy-
napsi, je utlumen. Predpoklada se, ze lidskd pamét je tvorena pravé jedine¢nym nastavenim
synapsi v mozku kazdého ¢lovéka. Tento fakt Ize brat jako analogii pro nastavovani vah pro
jednotlivé neurony pii uc¢eni umélych neuronovych siti. Nejpouzivanéjsi matemiticky model

neuronu navrhli v roce 1943 Warren S. McCulloch a Walter Pitts [20] a je vyjddfen rovnici
N

y=fO_(wiwi) +h), (3.1)
i=0

kde z; je hodnota i-tého vstupu neuronu, w; je vdha na i-tém vstupu, h nebo také bias
je prahové hodnota aktivace neuronu, f je aktivaéni (pfenosovd) funkce a y je vystupni
hodnota neuronu. Model je zndzornén na obrazku 3.2.
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Obrézek 3.1: Model biologického neuronu. Obrazek je prevzaty z [?].

vstup  vahy prah
h

aktivacni funkce vystup

fQ) —> vy

Obrézek 3.2: Model matematického neuronu. Vstupem neuronu je vektor z = (z1,3...2y),
kazdy vstup x; je ohodnocen vahou w; z vektoru w = (w1, wa...wy,), kde i je z intervalu od
0 do N. Dalsim vstupem je prahova hodnota h. Vstupy se se¢tou a vstupuji do aktivac¢ni
prenosové funkce, vznikne tak vystup neuronu y.

3.2 Aktivacéni funkce

Aktivaéni prenosova funkce je obecné nelinearni funkci transformujici hodnotu vnitiniho
potencialu neuronu. U neuronovych siti se nejéastéji pouzivaji tyto druhy prenosové funkce:
skokové, usmérnénd linearni (ReLU), sigmoida a hyperbolicky tangens. Vstupni hodnota
aktivac¢ni funkce je oznacena proménnou z.

Skokova funkce

Skokova funkce vraci pro vstup mensi nez dand mez nulu, pro vétsi vraci jedna. Graf funkce
je znazornén na obrazku 3.3b. Lze ji vyjadrit rovnici

o) = {0 pro z < 0 (3.2)

1 proaxz > 0.

10



Usmeérnéna lineirni funkce

Usmérnénd linedrni funkce neboli ReLU (rectified linear unit) patii mezi nejpouzivanéjsi
ze vSech prenosovych funkci. Rectifier neboli usmérnovac¢ v oblasti neuronovych siti jako
aktivacni funkci poprvé predstavil Richard H. R. Hahnloser [12] v roce 2000 a Vinod Nair
v roce 2010 ReLU [21]. Vyhodou funkce je mald vypocetni ndro¢nost. Graf funkce je na
obrazku 3.3a. Je charakterizovana rovnici

f(x) = max(z,0). (3.3)

Sigmoida

Sigmoida je jedna z logistickych funkci a jeji vyhodou je, ze vystup je v omezeném intervalu
(—1,1). Graf funkce je zndzornén na obrazku 3.3d. Je popsana rovnici

1

flz) = T o (3.4)

Hyperbolicky tangens
Hyperbolicky tangens, kde vystup je v omezeném intervalu (—1,1), je definovany rovnici

2

f(ZE) =tanhz = m

-1, (3.5)
Graf je zndzornén na obrazku 3.3c.

Softmax

Funkce softmax rozdéli vystupy kazdé jednotky na hodnotu mezi 0 a 1 a rozdéli kazdy vy-
stup tak, ze celkovy soucet vystupu je rovny 1. Vystup funkce softmax je ekvivalentni
kategorickému rozdéleni pravdépodobnosti. Tato funkce se vétSinou pouziva v posledni
vrstvé sité, kde vstupni vektor prevede na vektor pravdépodobnosti, kde kazda hodnota
reprezentuje pravdépodobnost prislusnosti do urcité tridy. Matematicky je funkce softmax
vyjadiena

e®i

g —ZI{:(:l e-'Ek )
kde z je vektor vstupu do vystupni vrstvy, j indexuje vystupy a K je pocet tiid. Softmax
muze byt pouzita pro libovolny pocet trid.

f(@); (3.6)

3.3 Hluboka neuronova sit

Umeélé neuronové sité jsou tvoreny z vrstev neurond. Vystup z neuronu v jedné vrstvé je
pripojen ke vstupu neuronu v dalsi vrstvé, toto plati pro dopfedné neuronové sité. Obsahuji
vstupni vrstvu, jednu nebo vice skrytych vrstev a vystupni vrstvu, jak je zndzornéno na ob-
razku 3.4a. Kdyz zvysujeme pocet skrytych vrstev, rozsifujeme tim sit. Hluboka neuronova
sit je tedy uméld neuronova sif s vice skrytymi vrstvami mezi vstupni a vystupni vrstvou.
U uméné neuronové sité proces uc¢eni moderuje pomoci nastaveni vah vstupt popt. zménou
aktiva¢ni funkce. Jak se bude v neuronové siti sitit vzruch urcuje postaveni spoji mezi neu-
rony, jednim zpisobem postupu vzruchu je tzv. dopredné sifeni (acyklicka topologie sité),
které prenasi vzruch pouze jednim smérem, takova sit je na obrazku 3.4a. Rekurentni Sifeni

11
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Obrazek 3.3: Graf aktivaéni funkce

(cyklickd topologie sité) pak navraci vysledky vyssich vrstev do vrstev nizsich. Existuje
také varianta cyklického Sireni ve vsSech smérech, sif s timto propojenim vSech neuronu je
nazyvana Hopfieldova sit [10].

3.4 Konvoluce

Pouziti konvolu¢niho integralu se nejdiive objevilo v D’Alembertové odvozeni Taylorovy
véty. Konvoluce je matematiky operator znacici se *, ktery zpracovava dvé funkce. U kon-
voluce pfi zpracovani obrazu je vét$inou jednou z funkei f(z) obrdzek a druhou je néjaky
filtr g(x). Filtru g(z) se fikd konvoluéni jadro. Hodnota konvoluce f s jadrem g v bodé x
je integral ze soucinu funkce f s otocenou funkci konvoluéniho jadra posunutou do bodu x.
Spojitd konvoluce jednorozmeérnych funkei f(x) a g(x) je definovdna rovnici:

(f + g)( / F(a)g(z — a)da, (3.7)

kde integra¢ni proménnd « znac¢i posun do bodu x. Diskrétni kovoluce je vyjadrena vztahem:

(f x9)( Z f@@) - gz —1). (3.8)

1=—00

Vysledna rada je o jeden prvek kratsi nez je soucet délek konvoluovanych rad. Operace kon-
voluce hlavné snizuje pocet volnych parametru, coz umoznuje, aby byla sit hlubsi s méné

12



vstup skryta vrstva skryta vrstva vystup

(a) Pruchod vstupi pfes vrstvy plné propojené dopfedné neuronové sité.

3x3
2x3 1x3 :
vstup vahy skryta vrstva vahy skryta vrstva vahy vystup

(b) Ukézka neuronové sité s maticemi vah pro vstup do skrytych vrstev, kazda vrstva je nelinedrn{
transformace vstupu z jednoho vektorového prostoru do druhého.

Obrazek 3.4: Uméla neuronova sif s vice vrstvami, priuchodem vstupu neuronové sité pies
skryté vrstvy vznikne vystup. Inspirace k obrazkum prevzata z [7].

parametry nez v plné propojené siti. Konvoluce se Casto pouziva pti algoritmech zpraco-
vani dvourozmérného diskrétniho obrazu v pocitacové grafice. Jadro si lze predstavit jako
masku, kterou polozime na obraz. Kazdy pixel prekryty tabulkou vynasobime koeficientem
v prislusné bunce a provedeme soucet vsech téchto hodnot, jak znazornuje obrazek 3.5. Tim
dostaneme jeden novy pixel. Vysledny obraz je rozostfen. Vzorec diskrétni konvoluce ma
potom tvar

k k
(fxg)y)= DY Y. fle—iy—4)-g(ij). (3.9)

i=—k j=—k

Cim vétsi konvoluéni maska, tim bude obraz vice rozostien. Pomoci hodnot masky mtizeme
detekovat hrany.

3.5 Rekurentni neuronova sit

Rekurentni neuronova sit’ (Recurrent neural network—RNN) je tfida umélé neuronové sité
obsahujici smycky, které jim umoznuji uchovavat informace. Takze na rozdil od doptrednych

13
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Obrazek 3.5: 2D konvoluce.

neuronovych siti, kde jsou vystupy navzijem nezavislé mohou rekurentni sité pouzivat svij
interni stav (pamét) pro zpracovani sekvenci vstupt. Predpovéd dalsiho stavu je zaloZena
na predchozich predpovédich. Typickym vyuzitim této sité je napriklad generovani a roz-
poznavani fec¢i, modelovani jazyki, prekladu nebo tfeba rozpoznavani ruéné psanych texti.
Na obréazku 3.6 je model rekurentni sité. Vypocet skrytého stavu neuronu h po dany ¢asovy
krok n se vstupem x a vystupem y lze vyjadrit rovnici

by = (U + Wha_1), (3.10)

kde funkce f je aktivaéni funkce neuronu, tedy nelinedrni funkce (vétsinou ReLU nebo
hyperbolicky tangens). Stav hg, ktery je potfebny pro vypocet prvniho skrytého stavu, je
obvykle inicializovany na nuly. Tento skryty stav h, je pamét sité a zachycuje infomace
o predchozich krocich. Vystup kroku y, se vypocita pouze na zakladé paméti v case t,
vystup muze byt napiiklad vypocten y, = softmax(Vh,), vysledkem je vektor pravdépo-
dobnosti z dané mnoziny a vyjadruje predpovéd nésledujiciho prvku. Na rozdil od tradic¢ni
hluboké neuronové sité, kterd pouziva ruzné parametry v kazdé vrstveé, sdili RNN stejné pa-
rametry (U, V, W) ve vSech krocich, coz snizuje celkovy pocet parametri. Pro trénink sité se
také pouziva zpétnovazebni algoritmus, ale protoze jsou parametry sdilené vSemi ¢asovymi
kroky a aktualni vypocty jsou zavislé na predchozich krocich, tak je potieba secist jed-
notlivé gradienty. K tomu se vyuziva algoritmus Backpropagation Through Time (BPTT).
RNN trénované s BPTT maji potize s naucenim dlouhodobych zavislosti, tedy zavislosti
vzdalenych kroku. To je zpusobeno nasobenim stile stejnymi sdilenymi parametry, které se
provadi pii zpétném sifeni. Cim vice se budeme pohybovat dozadu, tim vétsi nebo mensi se
chybovy signal stava. To znamend, ze sif ma potize s memorovanim slov daleko v sekvenci
a déla predpovédi zalozené jen na téch nejnovéjsich. Tento jev se nazyva problém mizejiciho
¢ explodujiciho gradientu a fesi ho ruzné modely jako dlouhd kratkodobd pamét (LSTM)
¢i uzaviend rekurentni jednotka (GRU).

Long short —term memory (LSTM) —Dlouha kritkodoba pamét

LSTM je model pro kratkodobou pameét, ktera muze trvat dlouhou dobu. Tuto sit po-
7ivé Tesseract i OCRopus. Sité dlouhé kratkodobé paméti (LSTM) byly vynalezeny pény
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Obrazek 3.6: Model rekurentni neuronové sité a casové rozvinuti pri vypoctu. Rozvinuti
znamenad zapsani celé sité pro celou sekvenci. Proménné xq...z,, reprezentuji vstupni slova
v kroku n, yi...y, reprezentuji predpokladané dalsi slova a hg...h, je skryty stav v kroku
n, ktery nese informaci o predeslém vstupnim slové, vypocita se na zdkladé predchoziho
skrytého stavu a vstupu v aktudlnim kroku: h, = f(Uz, + Why_1). Obrazek prejat ze
zdroje [1]

Hochreiterem a Schmidhuberem v roce 1997 [15]. Bloky dlouhé kratkodobé paméti jsou sta-
vebni jednotkou vrstvy rekurentni neuronové sité, které jsou schopné zachytit dlouhodobé
zavislosti. Tato jednotka je slozena z bunky, vstupni, vystupni a zapominaci brany. Mezi
bunkou a branami existuje propojeni. Bunka je zodpovédné za uchovani hodnot v libovol-
nych casovych intervalech. Kazda ze t¥i bran mize byt myslena jako umély neuron vice-
vrstvé neuronové sité. Tyto brany reguluji tok hodnot, které prochazeji spojenimi LSTM,
podrobnéji popsano v ¢lanku [23, 2].

Gated Recurrent Unit (GRU) — Uzavfena rekurentni jednotka

GRU predstavil Kyunghyun Cho [3] v roce 2014. Tato jednotka se mize povaZovat za
variantu LSTM, protoze je ji velmi podobna. Také feSeni problém snizujictho se gradientu
u rekurentnich siti. Ale oproti LSTM mé méné parametri, protoze neobsahuje vystupni
branu. M4 aktualizaéni (update gate) a resetovaci branu (reset gate), které rozhoduji o tom
jaké informace by mély byt predany dal na vystup. Zvlastnosti je, Ze tyto jednotky mohou
byt vyskoleny k tomu, aby uchovavaly informace dlouhou dobu, aniz by je v pribéhu casu
odstranili i kdyZ jsou pro predpovéd bezvyznamné [15].

Update gate — Aktualizacni brana Pomoci této brany jednotka zjisti, kolik z predcho-
zich Casovych krokt t — 1 bude piedano dale. Vstup x; je vynasoben viahou W a také vstup,
ktery obsahuje informace o predchozich jednotkach h;_1 je vynasoben vdhou U. Oba jsou
secteny a vstupuji do aktiva¢ni funkce sigmoid. Vysledek z této funkce se pohybuje mezi 0
a 1. Vypocet brany pro aktualizaci z; je vyjadren vztahem

2 =o0(W®z +UDn,_y). (3.11)

Tato rovnice je zobrazena v obrazku 3.7 a vystup je znacen Z;.

Reset gate —Resetovaci brana Pomoci této brany jednotka zjisti, kolik z minulych
informaci zapomene. Pro vypocet je pouzita rovnice, kterd je stejnd jako pro predchozi
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Obrazek 3.7: Model GRU. Ozna¢ni operaci: + (plus), x (ndsobeni matic), o (funkce sigmoid)
a tanh (hyperbolické tangens). Sipky zndzoriuji vstup nebo vystup proménnjch do operaci.
Vstupy do jednotky predstavuji proménné z, y znazornuje vystup jednotky a h predstavuje
obsah paméti v ¢ase t. Ry znac¢i vystup resetovaci brany a Z; znacni vystup aktualizacni
brany. Obrazek je prevzat ze zdroje [0].

.

branu

re =Wz, +Uh,_y). (3.12)

Vystup méa vsak jiny tucel. Tato rovnice je zobrazena v obrazku 3.7 a vystup je znacen R;.

Obsah paméti Obé brany ovliviiuji konecny vystup. Jako prvni se pouzije resetovaci
brana. Vynasobenim matice mezi resetovaci branou r; a informaci z predchoziho jednotky
vynasobené svou vahou Uhs_1 se uréi, co se odstrani z predchozich ¢asovych kroki ¢t. Cim
vic se ry blizi k 0, tim vic dochézi k zapominéni. To se pak seéte se vstupem x; vynasobenym
vahou a vlozi se do nelinearni aktiva¢ni funkce tanh. Tento vypocet je vyjadien vztahem

hy = tanh(Wxy + 7 x Uhy_1). (3.13)

Jako posledni krok se vypocte vektor h;, ktery uchovava informace o aktudlni jednotce
a predava je dal do sité. Pro tento ucel je pouzita aktualiza¢ni brana z;, kterd urcuje, co
se mé shromézdit z aktudlniho obsahu paméti hj a co z predchozich kroku h;_;. Pokud
se vektor z; blizi 1, zachova vétsinu predchozich informaci, ale ztraci vétSinu aktualnich,
protoze 1 — z se blizi 0. Rovnice

he = z¢ X hy—1 + (]. — Zt) X h:g (314)

vyjadfuje koneény stav bunky v kroce t. V obrazku 3.7 je to zakreslono jako hy.
Vysledny model je jednodussi nez standardni modely LSTM a stéava se vic popularnéjsi.

Connectionist temporal classification (CTC)

V roce 2006 predstavil Alex Graves [10, 11] metodu CTC, ktera je vhodnd pro tréno-
vani sité. Tato metoda se zabyva klasifikaci a oznac¢ovanim sekvencnich dat, znazornéno
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na obrazku 3.8. Byla navrzena pro znaceni sekvenc¢nich dat s RNN a odstranuje potrebu
predbézné segmentace trénovacich dat a nésledné zpracovani vystupu. Napiiklad u ruéné
psaného pisma nebo zvukového zaznamu, kde neni presné zarovnani mezi vstupem a vy-
stupem. Vystupy jsou dany vybérem nejpravdépodobnéjsiho oznaceni pro danou vstupni
sekvenci. Cilem je tedy mapovat vstupni sekvenci X = x1, zs...x7 jako je obrazek nebo zvu-
kovy zaznam slova ke korespondujici vystupni sekvenci Y = y1, y2...yy, coz je prepis. CTC
algoritmus ndam dava pro dané X vystupni distribuci nad vSemi moznymi Y. Vystup Y je
matice, kde sloupce odpovidaji ¢astim a kazdy fddek odpovida pravdépodobnosti pismene
(softmax) z definované abecedy L U blank, kde jednotka blank znac¢i ,,prazdné“ oznaceni.
To znazornuje obrazek 3.8. Spole¢né tyto vystupy definuji pravdépodobnosti vSech moz-
nych zptsobi zarovnani vSech moznych sekvenci stitki se vstupni sekvenci. CTC zarovnani
davéa prirozeny zpusob, jak prejit z pravdépodobnosti v kazdém casovém kroku k pravdépo-
dobnosti vystupni sekvence. Symbolickym propojenim nejvyssich pravdépodobnosti stitka
v Case T se nazyva cesta a znaci se . Pravdépodobnost urcité cesty je produktem vsech
vystuptu y aktivacéni funkce (softmaxu) v ¢ase T'. Vyjadieno rovnici

T
p(rlz) =[] vk, (3.15)
t=1

Pro nalezeni optiméalniho sekvence [ je potfeba nejprve vypocitat pravdépodobnosti vSech
moznych cest a shrnout pravdépodobnosti cest, které davaji stejné oznaceni, a nakonec vy-
brat sekvenci s nejvyssi pravdépodobnosti. Cesty 7 jsou mapovany operatorem B na Stitky
1 € L<=T. Operator B odstrani opakované Stitky a pak také prazdné oznaéeni, znézornéno
na obrazku reffig:ctc. Soucet pravdépodobnosti vSech odpovidajicich cest dava pravdépo-
dobnost vyskytu stitku [ vyjadfeno rovnici

plllz) = Y p(rlz). (3.16)

reB-1(1)

Ale protoze existuje velké mnozstvi cest, tak soucet vSech moznosti by tedy byl vypocetné
velmi naroc¢ny, proto se tento vypocet nepouziva. Misto toho se pouziva algoritmus dopted-
ného zpétného sifeni (forward-backward algorithm), obrdzek ?7. Pro modifikované sekvence
[ tedy sekvence, které obsahuji prazdné znaky se pouzivd oznacené I'. Prazdé znaky jsou
vloZeny na zadatek, na konec a mezi kazdy stitek. Délka sekvence je |I'| = 2|l| 4+ 1. Pravdé-
podobnost sekvence stitkia je ddna souctem dopredné a zpétné proménné,

|

pllle) =) au(s)Bils). (3.17)
s=1

Obé proménné doptedné i zpétné se pocitaji rekurzivné a jen se ,spravnymi“ stitky, tedy jen
se Stitky s povolenymi prechody, jak je zndzornéno na obrazku 3.8. Doprednou proménnou
a(s) definuje soucet pravdépodobnosti vSech pocatecnich cest dosahujicich indexu s ze
sekvence [’ v Case t

t,
ai(s) = P(m : B(mie) = ligpom =) = [ v, (3.18)
71—:]]'%(71—1175):l1:s/2

kde, pro néjakou sekvenci s, s, je podsekvence (Sq,Sa+1, ..., Sb—1,8p). V tohoto piipadé
vyuzijeme tedy polovinu piivodni sekvence | pro indexovani sekvence I’. Zpétna proménna
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Obrazek 3.8: Princip CTC. Vstupem je obrazek slova, ziskdme matice s rozdélenim prav-
dépodobnostmi nad abecedou stitkt v ¢ase t. V tabulce jsou zobrazeny pravdépodobnosti
pismene (neboli stitku) z dané abecedy na dané pozici v ¢ase t, blank je ,-¢ prazdny znak.
Pro nazornost je nejvyssi pravdépodobnost predpovidané kategorie oznacena 1. Pokud pro-
pojime v tabulce nejvyssi pravdépodobnosti, ziskame cestu. To znazornuje sekvence stitka
pod tabulkou. Cesty se dekoduji odstranénim opakovanych stitka a prazdného znaku. Vy-
sledné sekvence ndm vznikce sumou pravdépodobnosti cest.

B(s) je definovéna jako soucet pravdépodobnosti vSech zakonceni cesty, které by dokondcily
oznadeni [, pokud zacatek cesty dosahl indexu I’ v ¢ase t

v,
Bi(s) = P(meyrr : B(mer) = lyja), e = llx) = II Y (3.19)

71—:]Bs(ﬂ—t:T):ls/%\l\

Cilem vycviku neuronové sité je dosadhnout nejvétsi pravdépodobnosti, tedy je nutné sou-
Casné maximalizovat logické pravdépodobnosti vsech spravnych klasifikaci v trénovaci mno-
ziné. Necht S je trénovaci mnozina obsahujici dvojici vstupnich a cilovych sekvenci (z, z),
kde délka posloupnosti z je mensi nebo rovna délce vstupni sekvence x. Jeden nebo vice
vstupnich prvku lze zarovnat s jednim vystupnim prvkem, ne vSak naopak. Cilem je mini-
malizovat néasledujici objektivni funkci

OME(S,N)y =~ Y In(p(z[z)), (3.20)
(z,2)€S

kde N znadi sit. Tedy vztah vstupu a vystupu y = N(x). Vice informaci 1ze nalézt v ¢lan-
cich [10, 11, 13] a [26, 19].

3.6 Vrstvy sité

Zde jsou popsany jednotlivé vrstvy sité. Ne vSechny jsou vyuzity v praktické ¢asti.
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Obrézek 3.9: Algoritmus dopiedného zpétného $ifeni na oznaceni slova ,CAU* Bilé kruhy
znézornuji prazdny znak (blank) a ¢erné kruhy znadi stitky. Kazdy sloupec znazornuje ¢as.
Sipky znamenaji povolené prechody. Smér Sipky znaéi smér §ffeni aktualizace dopfedné
proménné, zpétné proménné se aktualizuji v opacném sméru. Obrazek prejaty z [10]

wi)ubka

vyska

<«
Sitka

Obrazek 3.10: Konvoluéni sit s neurony ve tfech dimenzich —hloubka, vyska a Sitka. Kazda
vrstva transformuje 3D vstup do 3D vystupu. Vstupem je obrazek urcité vysky, sitky
a hloubky, kterou tvori 3 barevné kanaly RGB

Konvoluéni vrstva

Na vyvoji konvoluénich neuronovych sitich se podilel Yann le Cun [4, 5], sit pouzil k roz-
poznavani rucné psanych cislic. Konvoluéni neuronové sité, pojmenované podle toho, ze
obsahuji mimo jiné minimélné jednu konvoluéni vrstvu (také pooling, plné propojenou a nor-
malizaéni vrstvu), vyuzivaji skuteénosti, ze vstup je tvofen obrazy. Vrstvy maji neurony
usporadané ve tfech rozmérech: sika, vyska a hloubka, zobrazeno na obrazku 3.10 '. V této
vrstveé se nastavuji t¥i hyperparametry, které ovladaji velikost vystupu: hloubka —pocet a ve-
likost filtru (konvoluénich jader), krok —posunuti filtru a nulovani neboli padding — zachovani
prostorové velikosti vstupniho a vystupniho objemu. Pocet konvolucnich jader urcuje po-
cet kanalu vystupnych dat a velikost kroku posunuti jadra urcuje velikost vystupnich dat,
¢im je krok vétsi tim je vystup mensi. Jedna vrstva neuronu tedy provede konvoluci mezi
vstupem konvoluéni vrstvy a mnozinou vah jejich neuronii, model na obédzku 3.4b. Vystup
konvoluéni vrstvy tvori vystupy vSech rovin neuroni, které se oznacuji jako mapy ptiznaki.
Neurony konvoluéni vrstvy slouzi k detekci priznaki jako jsou hrany, rohy, zména barvy atp.
Nésledujici vrstvy kombinuji jednotlivé priznaky z nékolika map na nové priznaky o vyssi
drovni.

!Obrézek piejat z http://cs231n.github.io/convolutional -networks/
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(a) Maxpooling s filtrem 2x2 a krokem 2. (b) 7x7 vstup a 3x3 filtr s krokem 2 - vystup 3x3

Obrézek 3.11: Velikost vystupu vrstvy je ovlivnéna mnoha faktory. Obrazky prejaté z [3]

Zplosténi— Flatten

Tato vrstva premeéni vSechny vstupni dvourozmérné vektory do jednoho jednorozmeérného
vektoru.

Plné propojena vrstva—Dense

Plné pripojené vrstvy (Fully connected layer) spojuji kazdy neuron v jedné vrstvé s kazdym
neuronem v jiné vrstvé, toto propojeni je zakresleno v modelu na obrazku 3.4a. Pocet vy-
stupt je stejny jako pocet neuront ve vrstveé, pripadné pocet vystupnich tiid reprezentované
vystupnim vektorem.

Pooling — Podvzorkovani

Tato vrstva provadi prevzorkovani prostorovych rozméri jako je sitka a vyska. To pfinasi
vyhody jako je sniZzeni mnozstvi parametri nebo vah, ¢imz se snizi vypocetni ndklady.
Konvoluéni sité mohou obsahovat lokalni nebo globalni vrstvy vzorkovani, které kombinuji
vystupy skupin neuronu na jedné vrstvé do jednoho neuronu v dalsi vrstvé. Podvzorkovani
je urcené velikosti vzorkovaci matice a kroku, coz je vidét na obrazku 77, pouzivaji se
ruzné druhy. Napiiklad podle maxima (maxpooling) vyuzivd maximélni hodnotu z kazdé
skupiny neuront na predchozi vrstveé, zndzornéno na obrazku 3.11a. Dalsim prikladem je
podvzorkovani podle pruméru (avgpooling), které vyuziva pramérnou hodnotu z kazdé
skupiny neuront na predchozi vrstve.

Dropout — Vyrazeni

Dropout je regularizacni technika pro sniZeni pretrénovani (overfitting) v neuronovych si-
tich. Brani priliSnému prizpusobeni na trénovaci data. V této vrstvé dojde k vynechani
jednotek v neuronové siti, toho se docili nastavenim aktivace nékterych nahodnych neuront
na nulu. Tato technika snizuje vzajemné pusobeni uzlu, coz vede k tomu, Ze se uc¢i na vice
robustnich funkei, které se 1épe zobecnuji na nova data. Tato metoda také vyrazné zlepsuje
rychlost vycviku. Vice o dropoutu si lze precist v ¢lancich [14, 28]

BatchNormalization — Davkova normalizace

Normalizace davek fesi problémy zmény rozlozeni aktivaci neuronti a umoznuje pouzit vyssi
koeficient uceni, ktery zrychli trénovani. Muzeme pouzit vysSsi miru uceni, protoze davkova
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normalizace zajistuje, Zze nedojde k zadné aktivaci, ktera by byla skuteéné vysoka nebo sku-
tecné nizka. Podobné jako pfi dopoutu pridava do aktivace kazdé skryté vrstvy néjaky Sum.
Aby se zvysila stabilita neuronové sité, normalizace davek normalizuje vystup predchozi
aktivaéni vrstvy odeCtenim pruméru davky a délenim standardni odchylkou davky. Norma-
lizace se provadi pri trénovani pomoci statistickych dat jedné déavky. Tato vrstva byva mezi
plné propojenou vrstou a aktivacni vrstvou. Batch normalizace je popsana v ¢lanku [17].

3.7 Chybové funkce a optimalizace

Trénovani neuronové sité zahrnuje vyhodnocovani chyby vypoctu. Ztratova vrstva je ob-
vykle kone¢nou vrstvou sité a urcuje odchylku pfi tréninku mezi vyslednou predpovidanou
hodnotou a pozadovanou pravdivou hodnotou. Tuto hodnotu lze ziskat pomoci chybovych
funkci. Hodnota chybové funkce udavéa odchylku vystupu od ocekdvaného vystupu. Cilem
trénovani je stanoveni takovych vah neuroni, aby chyba byla minimalizovana. Pro snizo-
vani chyby se vyuziva optimalizace. K dispozici mohou byt riizné funkce ztrat, které jsou
vhodné pro ruzné tkoly. Ztrata softmaxu se pouziva pro predpovidani jedné tridy vzdjemné
se vylucujicich t¥id. Pro klasifikaci je vhodna krizova entropie. Euklidovska ztrata se po-
uzivd pro regrese na skuteé¢né hodnocené stitky vypoctem euklidovské vzdalenosti. Mezi
nejpouzivanéjsi chybové funkce vSak patii: Cross entropy Loss a Mean Square Error.

Cross Entropy Loss

Krizova entropie je funkce, ktera se pouziva k predpovédi nezavislych pravdépodobnosti a
proto se hodi pro klasifikaci tiid. K¥izova entropie mezi skute¢nym rozlozenim pravdivosti
trid p a odhadovanou distribuci g definuje nad vstupy x rovnice

H(p,q) =—> p(z)logq(x). (3:21)

Cilem funkce je co nejvice zvétsit pravdépodobnost spravné tiidy.

Mean Square Error

Stfedni kvadratickd chyba méi primér ¢tvercti odchylek mezi poZadovanym vzorem Y’
a skuteCnym vystupem Y pres vstupni vektor o velikosti IV, vyjadieno matematicky

N
1 1\2
MSE = E_O(Yi —Y])2 (3.22)

Cilem funkce je minimalizovat rozdil mezi Y a Y.

Backpropagation — Zpétné sireni chyby

Zpétné sireni chyby je zakladni algoritmus pro vypocet gradientu, ktery je potfebny pro
vypocet vah pouzivanych v siti pro uceni vicevrstné neuronové sité. Principem této metody
je, ze chyba je vypoctena na vystupu a distribuovdana zpét pies sifové vrstvy.
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Stochastic gradient descent (SGD) —Stochasticky gradientni sestup

Tento algoritmus je jednim z nejpouzivanéjsich optimaliza¢nich algoritmt pro trénovani
hlubokych neuronovych siti. Jde o iterativni aproximac¢ni gradientni sestup. Zakladnim
principem vypoctu gradientu V je soucet parcidlnich derivaci chybové funkce @ viaci jed-
notlivym parametriim sité w. Podle gradientu V, ktery udava smér chyby, se pak upravuji
vahy w. Rychlost trénovani sité ovliviiuje krok a tzv. learning rate, ktery udava velikost
zmény vah. Vyssi hodnota zrychli uceni, protoze zména bude vétsi, ale mensi hodnota zpi-
sobi lepsi aproximaci k idealni hodnoté kvuli mensi zméné. Vzorec pro tpravu vahy davky
je vyjadien rovnici

w=w—aVQ(w), (3.23)

kde Q(w) je prumérnd hodnota gradientu v dévce (batch). Existuji i jiné varianty optima-
liza¢nich algoritmt, vice informaci je v [25, 9].
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Kapitola 4

Specifikace zvolené metody

Tato Cast obsahuje popis pripravy datasetu a zvolené architektury sité. Rozpoznavani slov
jsem pojala jako klasifikaci obrazku pomoci vicevrstvé konvolucni sité, prototoze vstupni
obrazky obsahuji velké mnozstvi Sumu a také protoze je to i jednodusSe predstavitelné.
Vzhledem k tomu Ze obrazky musi mit stejnou velikost, byl fesen problém upraveni veli-
kosti. Proto byly vytvofeny dvé sady trénovacich i testovacich, ve kterych to bylo feseno
jinym zptsobem. Tato prace fesi rozpoznavani jednotlivych ,izolovanych“ slov na obrazku,
pouziva k tomu hlubokou konvolu¢ni neuronovou sit. Sit slouzi jako klasifikator, ktery urci
slovo s nejveétsi pravdépodobnosti. Pro kazdé slovo je jedna tfida. Cilem je ziskat z obrazku
slova dné slovo. Vstup je tedy obrazek urcité velikosti a vystupem je pravdépodobnost
daného slova z omezeného slovniku. Pocet tiid je tedy roven poctu slov daného slovniku.
Zvolila jsem metodu klasifikace obrazu pomoci hluboké konvolucni sité, kde vystupem je
pravdépodobnost tfidy daného obrazku, tedy pravdépodobnost daného slova. Tuto metodu
jsem zvolila, protoze historické texty obsahuji velké mnozstvi Sumu, coz by bylo pro roz-
poznavani a ruznych nedokonalosti. Slovo je vstupni popis (label) obrazku, toto slovo pak
znad¢i index do vektoru obsahujici vsechny slova. Je tu tedy vstupni slovnik. Cilem je zjistit
pro jaky obrazovy vstup bude model 1épe fungovat. Zvolila jsem metodu konvolu¢nich neu-
ronovych siti, které se skladaji z vrstev konvoluc¢ni, maxpooling, a dropoutem ve spojeni s
plné propojenymi vrstvami, které umoznuji jednoduchou klasifikaci.

4.1 Priprava dat

Protoze nebyl nalezen zadny vhodny dataset, ktery by obsahoval sadu ¢eskych historickych
textll s anotacemi, pro ¢eské texty je dost mozné, Ze ani neexistuje, tak bylo nutné si
vytvorit svou datovou sadu. V datasetu se data déli na trénovaci a testovaci. Testovaci data
obsahuji obrazky slov vyextrahované z realnych obrazka historickych textti. Trénovaci data,
byla vytvorena uméle generatorem a méla by se co nejvic podobat testovacim. Proto byla
data zpracovana podobnym zpusobem.

4.2 Generator

Pro generovani datasetu byl vyuzit generdtor, jehoz autorem je Be. Martin Kigs !. Generator
je vytvoren tak, ze umi generovat bud strany, fadky nebo slova. Aby byly data co nejpo-
dobnéjsi, byla pouzita ¢ast generatoru vytvarejici celé stranky. A nasledné podle anotaci

https://github.com/xkissm00/gothic_dataset_generator
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Obrazek 4.1: Cil Teseni. Vstupem sité je obrazek izlovaniého slova, vystupem je samotné
slovo.
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Obrazek 4.2: Na hornim radku je ukazka testovacich dat, na spodnim radku je ukéazka
generovanych dat.

vysttizeny slova stejnym zptsobem jako u zpracovavani dat anotovanych rucné. Generator
gotického textu se snazi co nejvérnéji napodobit redlné dokumenty. Proto jsou aplikovany
ruzné metody poskozeni textu ¢i pisma, pouzité pozadi napodobujici stranky a podobné.

Nastaveni

V generatoru lze konfigurovat riizné parametry jako je nastaveni vstupniho souboru s textem
pro generovnani, vstupni slozky obsahujici aplikované fonty a pozadi. Také je tu moznost
tisténi anotaci primo do textu. U textu lze nastavit moznost interpunkce za slovy a nasta-
ven{ velkych prvnich pismen, ¢ pfevedeni vstupniho textu pouze na malé pismena. Déle
jdou nastavit parametry pro vyslednou stranku, napiiklad vyska a okraje stranky, pocet
a délka radku textu a mezery mezi slovy. Také lze nastavit pravdépodobnost obtisténé-
ho/ prosvitajiciho textu. U nastaveni nedokonalosti tisku lze uréit maximélni a minim4lni
frekvenci, maximalni sytost barvy, maximalni poc¢et a minimalni a maximalni barvu skvrn.
Dalsi modifikace je rozmazani, u té lze nastavit parametr pro gausovo rozmazani, z nasta-
veného rozmezi maximaln{ a minimalni sigma. Také lze stanovit maximalni a minim&lni
frekvence rozmazani a maximaéalni barva. Posledni je nastaveni transformaci jako je preklad
a rotace.

Pro genenovani ¢eského textu bylo nutné vybrat pouze ¢eské gotického fonty kvtli slo-
vium s diakritikou, pro slova bez diakritiky byly pouzity obecné fonty, aby byly generované
texty rozmanitéjsi. U nékterych fonta byl problém se specifickym znakem ,,dlouhé s Proto
se musely vytridit a pouzivat pouze pro slova, ktera tento znak neobsahuji.

4.3 Anotace dat

Anotace neboli oznaceni udavaji informace o obrazku, konkrétné slovo obsazené v obrazku.
Anotovani slov realnych dat bylo tedy dulezitou soucasti datasetu. Byl vyuzit volné do-
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Obrazek 4.3: Manuélni anotace v Transkribusu, slova jsou anotovana hnédym rameckem,
radky modrym a blok textu zelenym. Lze vidét, Ze anotace nejsou tplné tésné kolem slova,
ale obsahuje kousicek okoli piipadné i utrzek jiného znaku, ale vzdy obsahuje jen jedno
slovo celé.

stupny nastoj Transkribus 2, ve kterém byly manualné oznaceny oblasti textu, Fadky a slova,
to je znazornéno na obrazku 4.3. Dohromady bylo zpracovano zhruba 104 obrazka stranek
historickych texti, které jsou zhruba z 30 riznych dokumenti stazenych z volné dostupné
online databéaze knih 3. Z kazdého dokumentu jsou pouzité asi 3 strany a na kazdé je oano-
tovano 3 -5 radku. To tvorilo dohromady 3340 anotovnych slov. Vystup z tohoto nastroje
je dokument ve formatu .xml, ve kterém jsou zapsany souradnice jednotlivych oznacenych
textovych oblasti. Problémem zpracovani realnych textu je, ze musi mit pfi vstupu do sité
vSechna data stejnou velikost. Proto mohla byt bud slova zreslena nebo vystiizek obsahoval
vice jak jedno slovo, nebo poztstatky slov.

4.4 Architektura sité

Pouzita sit obsahuje dvé konvoluéni vrstvy, jednu vrstvu maxpooling, t¥i plné propojené
vrstvy, jednu vrstvu pro zplosténi a dva dropouty. Sif je propojena nasledujicim zptusobem:
Do sité vstupuje obrazek velikosti 64 x 128 x 3, jako prvni je obrazek zpracovan konvolué¢ni
vrstvou s konvolu¢nim jadrem 3 x 3 a aktivaci ReLU, to zptsobi zménsSeni obrazu a také
zvyseni poc¢tu vrstev. Nésleduje vrstva maxpooling s filtrem 2x2 a dalsi konvoluéni vrstva
s jadrem 3 a aktivaci ReLU. Poté je vstup serializovan vrstvou zplosténi na jednu dimenzi
a propojen s plné propojenou vrstvou. Nasleduje vrstva dropout, kterd nastavi ndhodné
aktivace na nulu. Pak je dalsi plné propojena vrstva s aktivaci ReLU a opét dropout.
Jako posledni je plné projena vrstva s aktivaci softmax, kterd je vyuzita jako klasifikator
a udava pravdépodobnost dané tfidy. Tedy pravdépodobnost daného slova. Architektura
je znazornéna na obrazku 4.4. Sit je vhodna jako klasifikdtor diky funkci softmax, ktera
vstupni vektor preméni na vekter pravdépodobnostni, kde soucet vsech hodnot dava 1.

Ihttps://transkribus.eu/Transkribus/
3 http://www.digitalniknihovna.cz/
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62x254x32
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31x127x32 29x125x32 116000x1  1024x1 1024x1 1024x11024x1 pocet tid 1x1
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Obrazek 4.4: Architekrura konvolu¢ni neuronové sité, sit obsahuje funkce konvoluce, max-
pooling, dropout, ReLU, softmax a plné propojené vrstvy.
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Kapitola 5

Experimenty a vysledky

V této kapitole jsou popsany jednotlivé experimenty a demonstrovany vysledky. Déle jsou
uvedeny nastroje, které byly zvoleny pro implementaci experiment.

5.1 Implementace a testovani

Implementace experimentu je v jazyce Python s vyuzitim knihovny Keras'a TensorFlow?,

které obsahuji specidlni vypocetni metody. Vypocty se provadély na vypocetnim centru

Metacentrum?®.

Experminenty
[t] iter | class | train/test | ztrdta | pfesnost | test. ztata | test. presnost | verze
140 109 | 10476/1131 | 0.00 3 0.99 9.330 0.36 vl
50 109 | 10476/1131 | 0.005 0.998 6.30 0.37 v2
20 100 | 10476/1131 | 0.045 0.986 9.76 0.19 v2
60 100 | 24896/6490 | 0.50 0.89 2.44 0.71 vl, gen
78 100 | 24896/6490 | 0.48 0.891 3.28 0.69 v2, gen
140 100 | 10480/1131 | 0.006 0.998 9.45 0.34 vl
50 102 | 10480/1131 | 0.014 0.996 7.72 0.336 v3

5.2 Vysledky a zhodnoceni

Jak jde vidét v tabulce 5.1, (je zde zminén pocet iteraci, pocet trénovacich a testovacich
dat, ztraty a presnost), tak vyssi presnosti jak 40 % na redlnych datech nebylo dosazeno.
To muze byt zpusobeno mnoha aspekty. Napriklad mald frekvence ucitého slova. Bude
to hlavné odlistymi daty pii trénovani a testovani. Muze to také byt i predzpracovanim
slov tak, aby je bylo mozné vlozit do modelu a testovat. Musely se tedy vsechny slova
upravit na danou velikost. To bylo Feseno tfemi riznymi zptsoby vystiizeni. Tento model
je nevhodny pro velkou slovni zasobu, ale pouze omezenou. Pro zajimavost jsem trénovala
sit i na hodné Spanych datech s vysokym Sumem a navic jsem primichala do testovanych dat
i uméle vytvorend data, na téch byla o¢ekavané dosazena vyssi prenost klasifikace. Testovani
jsem provadéla na dvou a nékdy i tfech ruznych variantich zpracovani dat. Jedna varianta

"https://keras.io/
Ihttps://www.tensorflow.org/
Shttps://metavo.metacentrum.cz/
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vstupnich dat byla vystfizena z redlnych a generovanych dat, tak aby byla v poméru 2:1.
Dalsi data jsem pouze vystfihla kolem anotace a vlozla na prithledné pozdi a posledni
variatou bylo, vystfizeni podle fadku s urcéitou velikosti.

5.3 Moznosti budouciho vyvoje

Tento model muze byt vhodny jako ¢ast feseni rozpoznavani textu napriklad po predzpra-
covani. Jinak pro rozsidhlé dokumenty by vyzadoval velké mnozstvi dat pro trénovani, kvuli
mnozstvi tFid, aby obsahoval miniméalni slovnik. To vzdy nemusi byt vhodné, ale mohl by
byt FeSenim pro specifické jednotlivé dokumenty s jednotnym pismem. Také je nutné slova
predem zpracovat, coz je pomérné narocné. Vhodnym fesenim a budoucim vyvojem by
mohlo byt aplikovat ¢ast tohoto modelu na vyhledani slova na radku ¢i pismena ve slové
a poté pouzit rekurentni sif, kterd je ted velmi rozsirend a pouziva se pravé na rozpozna-
vani slov v uréitém kontextu, a protoze se sama uc¢i muze byt jazykové nezavisla. Témto
modelim jsem se taky dost vénovala v teoretické Césti, protoze by mohly byt aplikovany
pravé na tento problém.
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Kapitola 6
Zaver

Tato prace obsahuje obecny prehled o neuronovych sitich, hlavné se zabyva konvolu¢nimi
sitémi a vrstvami sité. Cilem prace bylo navrhnout systém na pro zpoznavani historickych
textl. Zamérila jsem se hlavné na rozpoznavani slov. To je feseno klasifikaci slov ze slov-
niku. Byl také vytvoren dataset umélych a redlnych dat s ¢eskymi slovy pro testovani sité
na historickych textech v gotickém pismu. Byl imlementovan navrhovny model hluboké
konvolué¢ni sité a tento model byl trénovan na vytvorenych datech. Trénovani neprobéhlo
moc uspésné. Nejspis to bylo rozdilnymi daty, které se mi nepovedlo prizpusobit tak, aby je
byl model schopen spé&sné rozpoznat. Pfesnost se pohybovala kolem 30 az 40 %. Na gene-
rované sadé byla presnost vyssi. V budoucim vyvoji by se model mohl propojit s rekurentni
siti, coz by pomohlo pfi rozpoznavani. A také by bylo vhodné vyuzit jiny format textu nez
jen amotna slova, ale tfeba celé radky.
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