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Abstrakt

Cilem této diplomové prace je aplikace evolucniho algoritmu pfi tvorbé a optimalizaci regres-
nich testi. V teoretické ¢asti prace je popsana teorie spojena s funkéni verifikaci, verifikacni
metodikou, regresnimi testy a evolu¢nimi algoritmy. Dale je vytvofen navrh evoluc¢niho
algoritmu, ktery umozni zredukovat pocet testovacich vektori vygenerovanych v procesu
funkéni verifikace za Gcelem tvorby optimalizovanych regresnich testi. Vytvoreny néavrh je
implementovan a je na ném provedena sada experimenti. Dosazené vysledky jsou diskuto-
vany.

Abstract

This master thesis deals with application of an evolutionary algorithm in the creation of
regression tests. In the first section, description of functional verification, verification me-
thodology, regression tests and evolutionary algorithms is provided. In the following section,
the evolutionary algorithm, the purpose of which is to achieve reduction of the number of
test vectors obtained in the process of functional verification, is proposed. Afterwards, the
proposed algorithm is implemented and a set of experiments is evaluated. The results are
discussed.
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Kapitola 1

Uvod

Dnesné hardvérové obvody st velmi komplexné, obsahuju desiatky dokonca aZ stovky mi-
liénov hradiel, zabudované mikroprocesory a rézne vstupno-vystupné rozhrania. Overovanie
spravnosti takychto zariadeni starym spésobom, teda opakovanou syntézou a ladenim pria-
mo v hardvéri, uz nie je mozné. Na vylepSenie procesu overovania spravnosti tak vzniklo
niekolko réznych verifikacnych a testovacich ndstrojov a metodik, ktoré sa stali neoddeli-
telnou sucastou vyvojového procesu hardvéru.

V stcasnosti trend zvacsovania komplexnosti obvodov pokracuje a je nevyhnutné, aby
verifikdcia a testovanie dokézali drzaf krok. Vyskumy a literatira, napr. [11] a [2] sa zhodujt,
ze aktualne proces verifikacie a testovania bezne zabera viac nez polovicu celkového silia
pri vyvoji, ¢o je zbytocne vela. Na obrazku 1.1 je znézorneny graf demonstrujici vysledky
jedného z takychto vyskumov. Modré vyseky, ktoré spolu zaberaju viac ako polovicu grafu,
reprezentuju usilie venované verifikacii a testovaniu. Stcasny trend je stiipajica podpora zo
strany priemyslu o oblast funkcénej verifikdcie a testovania [10] a skimanie novych moznosti
ich optimalizacie.

ostatné samotny
P CA navrh a

. tvorba
navrh a 54%

testy a "vytvorenie
ifikaci 51%

verifikacia
46%

Obrazek 1.1: Testovanie a verifikicia zaberaji vySe polovicu usilia na projekte [2].

Zaujimavou oblastou, ktort by bolo vhodné optimalizovat je regresné testovanie. Re-
gresné testovanie znamené uchovavanie sady testov a ich opdtovné spustanie. Pravidelny
beh komplexného ale ¢o najrychlejSieho regresného testovania je nevyhnutny, kedZe modi-
fikovanie kédu i v odlahljch komponentoch je velmi nachylné na zavidzanie novych chyb
do celkovej funkcionality systému. Rychlost behu testovania umoziiuje frekventovanejsie
spustanie testov a teda zvysuje rychlost nachddzania novo zavedenych chyb. T4 je doleZita



aj pre skratenie spitného dohladania tychto chyb. Otazkou ostdva, odkial ziskat komplexné
a rychlo preveditelné regresné testy. Ako mozné rieSenie, ktorého spravnost ma za tilohu ove-
rit tato diplomovd praca, je vyuzit ako zdroj regresnych testov sekvencie vektorov ziskanych
z procesu funkénej verifikicie, ktoré s nasledne optimalizované evoluénym algoritmom.
Myslienka je té, ze funkcnd verifikicia dokiZe vygenerovat tak komplexni sadu vektorov,
ktora spliiuje pokrytie (angl. coverage) Specifikiciou danych vlastnosti obvodu na 100 %.
Sada vektorov z funkénej verifikacie je vSak vysoko redundantna tym, Ze overuje mnohé
vlastnosti niekolkokrat. Dany fakt je pre koncept funkénej verifikdcie ziadany, u regresnych
testov je vSak potrebna optimalizacia.

Tato diplomovéa praca sa venuje navrhu a implementacii konceptu optimaliza¢cného pro-
stredia, ktoré umozni zredukovat pocet testovacich vektorov v sade regresnych testov zis-
kanych z procesu funkénej verifikdcie vybraného obvodu. Druhé kapitola préce, teoreticky
avod, popisuje tedriu ohladne funkénej verifikdcie, jazyka SystemVerilog, metodiky UVM
(angl. Universal Verification Methodology), regresnych testov a evoluénych algoritmov s po-
drobnej$im zameranim na genetické algoritmy. V dalsej kapitole je spresnené a analyzovanie
zadanie prace. Stvrta kapitola sa venuje navrhu optimaliza¢ného prostredia pre redukciu
poctu testovacich vzoriek v sade regresnych testov. Piata kapitola popisuje implementa-
ciu navrhnutého optimaliza¢ného prostredia. Siesta kapitola popisuje, graficky znézoriuje
a analyzuje namerané vysledky optimalizacie sady regresnych testov. Posledna kapitola,
zéver, zhriuje ziskané vysledky a naznacuje dalSie mozné pokracovanie vyskumu.



Kapitola 2

Teoreticky ivod

Témou tejto diplomovej prace je nédvrh evolu¢ného algoritmu na redukciu poctu testovacich
vektorov regresnych testov ziskanych v procese funkénej verifikacie. V kapitole teoreticky
uvod je popisana tedria suvisiaca so zadanym problémom. Je vysvetleny pojem funkéna ve-
rifikdcia, jej princip, vyznam a vlastnosti. Dalej sa kapitola venuje regresnym testom, ktoré
budi ziskavané v procese funkcnej verifikacie. Poslednou popisanou oblastou st evolu¢né
algoritmy bezne pouzivané k rieSeniu roéznych optimalizacnych problémov a v tejto praci
budu vyuzité pre redukciu poctu testovacich vektorov regresného testu.

2.1 Funkéna verifikacia

Funkénd verifikdcia je prostriedok na zistovanie, ¢i bude vybrany hardvérovy obvod (angl.
Device Under Test, DUT) fungovat tak, ako je definované v jeho Specifikicii. Bezne po-
zostava z nasledujucich Styroch casti [11]:

1. definovanie pozadovaného spravania obvodu v podobe Specifikacie,
2. zistenie, ako DUT v skutocnosti funguje formou simulacie,

3. porovnanie, ¢i sa pozadované a skutocné spravanie DUT zhoduju,
4. urcenie stupna istoty verifika¢ného procesu.

Funkéné verifikicia je pomerne novd oblast a aj preto je stdle predmetom dalSieho
vyskumu. Jej zavedenie vzniklo ako désledok zvicSovania komplexnosti vytvaranych ob-
vodov, na ktoré nestacili vtedajSie verifika¢né prostriedky. Dnes uz nedostatoénym pred-
chodcom funkénej verifikdcie st prototypy. Prototypy testovali spravnu funkcénost DUT az
po tom, ¢o bol DUT vyrobeny. Na takéto testovanie vSak musel prototyp spliiaf uréité
podmienky. Muselo byt mozné sledovat vnitorné operacie prototypu z dovodu umoznenia
néjdenia chyby. Dalej bolo nevyhnutné, aby mohli byt prototypy modifikované kvoli odstra-
neniu chyb a navyse pocet chyb nemohol byt prili§ vysoky. Dnesné hardvérové obvody vSak
obsahuji miliény hradiel a tak ich verifikdcia pomocou prototypov nie je mozné ako z fi-
nan¢ného pohladu, tak ani z ¢asového. Moderné obvody teda vyZzaduju testovaciu metédu,
ktora je pouzitd pred tym, ako je vyrobeny prototyp. Toto je cielom funkénej verifikdcie
[11].

V oblasti funkénej verifikicie v stcasnosti existuje mnoho heuristik, ktoré st vyuzivané
v odlisnych mierach. VyuZivanie tychto heuristik moze viest ku kvalitnému verifika¢nému



prostrediu (angl. testbench). Kvalitné verifika¢né prostredie vykonava nasledujice tri ¢in-
nosti [16]:

1. generuje vlastné vstupné testovacie data, aby uzivatel nemusel ru¢ne pisat vela testov,
2. samo kontroluje vysledky DUT, aby overilo ¢i pracuje spravne,
3. zist{ a ohlési chyby alebo stav, ked je DUT kompletne zverifikovany.

Proces verifikicie je ukonc¢eny po tom, ako je DUT kompletne zverifikovany (odsimu-
lovany) a nie st najdené ziadne chyby. Posudzovanie kompletnosti zverifikovania DUT je
v8ak jedna z najvicsSich vyziev funkénej verifikacie, pretoze vyskusanie vsetkych kombinacii
moznych hodnodt vstupov a ich sekvencii, pozicii v paméti atd. je ndro¢né. Obvykle sa tento
problém riesi nadefinovanim vSetkych moznych rozdielnych logickych stavov, ktoré moézu
nastat, a meranim pokrytia (angl. coverage) tychto stavov pocas verifikovania. V kvalitnom
verifika¢nom prostredi sa pokrytie meria automaticky [16].

Verifika¢ny inzinier Ray Salemi v [16] popisal sedem krokov, ktoré treba splnit, k vytvo-
reniu kvalitného verifikacného prostredia. Tieto kroky st zndzornené na obrazku 2.1. Kroky
st zoradené nie podla poradia, v akom by sa mali vykondvat pocas procesu verifikidcie DUT,
ale v akom poradi je pre uzivatelov najprirodzenejsie sa ich naudit vyuzivat.

funkcné pokrytie 7
automatizované vstupy 6
samo-kontrolujluce prostredia 5
transakcie 4
formalne tvrdenia 3
planovanie testov 2
pokrytie kddu 1

Obrézek 2.1: Sedem krokov vedtcich ku kvalitnému verifikacnému prostrediu podla Sale-
miho [16].

V dalsom texte budai uvedené kroky popisané podrobnejsie, pretoze sa s nimi citatel
stretne aj v nasledujucich kapitolach.

1. Prvym Salemiho krokom vedacim ku kvalitnému verifika¢nému prostrediu je meranie
pokrytia kédu. Pokrytie kddu udéva, akd cast zdrojového kédu bola zverifikovana.
Jednd sa o jednoduchu a lahko meratelnt mieru, ktoréd nevyzaduje zmenu pristupu
a navyse ju obvykle dokaze zmerat aj simuldtor. Existuje niekolko druhov merania
pokrytia kdédu, v zavislosti na tom, ¢o sa Statisticky vyhodnocuje. Méze sa napri-
klad poditat percento vyskusanych spustitelnych prikazov, alebo percento prejdenych
vetiev, ¢i percento prejdenych vetiev pre vSetky mozné priciny a iné.

2. Druhym krokom je planovanie testov. Tento krok urychluje pisanie testov a navyse
napomaha zverifikovaniu vSetkych potrebnych vlastnosti skor, nez je obvod vyrobeny.
Co najlepsie zverifikovanie pred vyrobou obvodu je dolezité, pretoze nezverifikované
dasti mozu obsahovat chyby a kaZzdd z tychto chyb méZe po vyrobe zabrat hodiny



alebo dokonca aZ tyzdne na opravu. Planovanie testov sa moZe zdat na prvy pohlad
ako préca navyse, no skuto¢nost je presne opacna.

V procese verifikovania uré¢itého DUT by malo byt pldnovanie testov prvym krokom
a pozostavat z dalsich troch podkrokov:

A. spisanie zoznamu rozhrani a funkcionality DUT,
B. popisanie vstupnych dat a im odpovedajucich vystupov,

C. vytvorenie zoznamu testov, pricom tento zoznam obsahuje len dvojice vstupov
a vystupov, neriesi implementéciu ¢i sposob kontroly, slizi na orientacné zistenie,
koIko tusilia bude treba na verifikdciu vynalozit.

Vysledkom pldnovania testov je efektivnost testovania s minimalnym poctom potreb-
nych testov.

. Tretim krokom st forméalne tvrdenia (angl. assertions). Formalne tvrdenia st kont-
rolnymi bodmi, ktoré st simulované paralelne s DUT a po zachyteni chyby okamzite
informuju uzivatela. Takymto spdsobom sa chyby nemusia hladat spitne az od vy-
stupnych pinov. Formélne tvrdenia tym znizuji ¢as hladania chyb az na polovicu.
Existuju jednoduché ale aj viac-cyklové formalne tvrdenia, ktoré kontroluju napri-
klad spliianie protokolu. Dalej sa zvykne kontrolovat aj korektné pouzivanie blokov,
¢i komunikécia medzi blokmi. Existuji formalne tvrdenia zalozené na automatoch.
Dokonca boli pre formalne tvrdenia vyvinuté Specidlne jazyky ako napriklad PSL
(angl. Property Specification Language) a SVA (angl. SystemVerilog Assertions).

. Po pouziti prvych troch krokov méa tim testovaci plan, meranie pokrytia kédu a spé-
sob, akym sa d4 proces hladania chyb skratif na polovicu. Mnoho timov v tomto bode
konci, pretoze je to pre nich dostato¢né. Niektoré iné timy vsak vidia, Ze iba presunuli
tzke hrdlo z procesu hladania chyb do pisania testov, pretoZe musia otestovat prilis
velké mnoZstvo moznych pripadov a preto potrebuji ndstroj, ktory im ulahéi pisanie
testov a kontrolu vysledkov. Odpovedou na tieto problémy je stvrty Salemiho krok,
transakcie.

Transakcie zjednodusuji pisanie testov a v neskorsich krokoch umoznuji vytvorenie
verifikacného prostredia, ktoré si samo generuje verifikacné vstupy a kontroluje vy-
sledky. Co st to teda transakcie? St to obélky, ktoré zaobaluju zlozitt komunikéciu
na béze signdlov do modulov. Transakcie skryvaju pred uzivatelom zlozité komuni-
ka¢né detaily a tak umoznuju pisanie komplexnych testov bez nutnosti vyvijat tsilie
na nastavovanie hodnot jednotlivych pinov v spravnych ¢asoch. Transakcie taktiez
zjednodusuju znovu pouzitie Casti verifikac¢ného prostredia.

Pouzitie transakcii vo verifikdcii ma aj vyrazni podporu zo strany priemyslu. Vo
verifika¢nych jazykoch ndjdeme pre ne predurcené datové struktiary. Napriklad UVM,
ktoré bude popisané v neskér, implementuje transakcie ako objekty, poniika u nich
moznost vyuZitia vstavanej ndhodnosti a nastrojov pre meranie pokrytia.

. Piatym krokom ku kvalitnému verifika¢nému prostrediu je vytvorenie samo-kontrolu-
juceho verifika¢ného prostredia. Pre realizaciu je potrebné do verifika¢ného prostredia
dodat dva nové komponenty: prediktor (angl. predictor) a komparéator (angl. compa-
rator), ktoré spolu tvoria referenény modul (angl. scoreboard). Schéma jednoduchého
samo-kontrolujuceho verifikacného prostredia je zndzornené na obrazku 2.2. Z obrazku



vidno, ze verifika¢né prostredie celkovo obsahuje niekolko zékladnych ¢lenov (vratane
novych):

prediktor: pre vypocet ocakavanych vysledkov zo vstupnych dat,

komparator: porovnavajuci vysledky prediktoru a DUT,

budi& (angl. driver): sluziaci na predévanie vstupnych dat do DUT a do prediktoru,
monitor (angl. monitor): na ziskavanie vysledkov DUT,

tester (angl. tester): pre posielanie vstupnych déat do verifika¢ného prostredia pre
zverifikovanie DUT,

analyzator (angl. subscriber): vypisujuci dosiahnuté vysledky, ¢i uz v pocte chyb
alebo mnozstve pokrytia.

Sedé ¢iarkované spojovniky na obrazku predstavuji tok transakcii ukladanych do
front.

referencny modul

prediktor komparator

tester budi¢ £3 monitor analyzétor

Obrézek 2.2: Schéma jednoduchého samo-kontrolujiceho verifikaéného prostredia [16].

6. Pri verifikovani je potrebné vyskuasat vSetky vyznamné vlastnosti DUT, no pri dnes-
nej komplexnosti hardvérovych obvodov je ich pocet obrovsky. Preto ru¢né pisanie
testov (angl. directed testing) je Gasovo néro¢né a moze trvat aj niekolko dni. Z toho
dévodu bol zavedeny Siesty krok v tvorbe verifika¢nych prostredi a to automatické
generovanie vstupov. Vstupy, na ktorych mé byt DUT verifikovanda su teda genero-
vané automaticky, aby ich nemusel pisat ¢lovek. ZvySok verifika¢ného prostredia je
rovnaky ako na obrazku 2.2, vstupy su preposielané do DUT a prediktoru a kompara-
tor porovna spravnost vysledkov. Pri automatickom generovani vstupov sa vyuZivaju
metody, ktoré generujui ndhodné hodnoty. Vstupné verifika¢né data sa teda ndhodné
(angl. random stimulus). Dnesné verifikaéné jazyky uz na generovanie ndhodnych
hodnét umoznuju pouzitie rozlicnych pokroéilych technik.

Prikladom pokrodilej techniky je napriklad moZnost obmedzenia ndhodnosti vstup-
nych dat (angl. constrained random stimulus) v jazyku SystemVerilog. U¢elom obme-
dzenia ndhodnosti je obmedzenie generovania nelegalnych hodndt, zvySenie pokrytia
a urychlenie verifikacie napriklad zvysenim pravdepodobnosti vygenerovania krajnych
hodnot [16].

7. Siedmym a zaroven poslednym krokom ku kvalitnému verifikacnému prostrediu je
funkéné pokrytie. Myslienka za tymto krokom je td, Ze aj dosiahnutie 100 % pokrytia
kédu nemusi nutne znamenat kompletné zverifikovanie DUT. Inymi slovami, to Ze
bol nejaky blok kédu pokryty neznamenad, ze bola skontrolovand aj jeho funkciona-
lita. Pokrytie kddu v skutocénosti ukéaze len to, ¢o bolo vynechané, nie ¢o vSetko bolo



skuto¢ne zverifikované. Funkéné pokrytie kontroluje vysledky vzhladom na zoznam
vlastnosti, ktoré treba verifikovat. Pomocou funkéného pokrytia sa kontroluje, ¢i bola
zverifikovana vsetka funkcionalita definovand v Specifikacii. V praxi sa oplati vyu-
Zivat kombinéciu funkéného i kédového pokrytia, pomocou ich kombinécie sa daju
odhalit mftve casti kédu, teda kdédu, ktory sa uz nepouziva, alebo zistit, Ze zoznam
funkcionality pre funkéné pokrytie nie je kompletny.

Pri pouziti funkéného pokrytia sa zachytava vSetka funkcionalita do zoznamu a nad
tymto zoznamom sa potom spusti simuldcia, ktora uzivatela informuje o tom, ¢i boli zve-
rifikované vsetky polozky zoznamu. Ostava definovat, ¢o presne st polozky simulovaného
zoznamu. Polozky zoznamu sa oznacuju ako body pokrytia (angl. coverpoints) a moézu byt
jednoduché i komplexné. Body pokrytia je mozné rozdelif na dva zdkladné typy:

1. signalové: sa zameriavaju na prechody hodndét signélov,

2. datové: pozeraju sa na hodnoty premennych a pocitaju kolkokrat bola nadobudnuté
urcitd hodnota alebo kombinécia hodnot.

Plén testov zaloZeny na pokryti je potom len velmi dlhy zoznam signélovych a datovych
bodov pokrytia. Co sa tyka implementécie, body pokrytia sa realizuji napriklad pomocou
formalnych tvrdeni alebo tzv. skupin pokrytia (angl. cover groups) v jazyku SystemVerilog.

Vseobecne existuje niekolko metdéd funkénej verifikicie, metéda zakladajica sa na sle-
dovani pokrytia sa vola verifikicia riadend pokrytim (angl. coverage-driven verification).
Verifikacia riadend pokrytim sa iterativne snazi dosiahnut tplné pokrytie. Pri pouZiti tejto
metddy sa po kazdom behu simulécie zisti, ktoré polozky zoznamu funkcionality k overeniu
eSte neboli overené a na tie sa zameria pozornost v dalSom kroku.

2.1.1 SystemVerilog

SystemVerilog je jazyk sluziaci na popis hardvérovych obvodov (angl. Hardware Descrip-
tion Language, HDL) a zaroven obsahuje Specidlne prostriedky a konstrukcie jazyka pre
ich verifikdciu (angl. Hardware Verification Language, HVL). Histéria vzniku tohto jazyka
siaha do devitdesiatych rokov minulého storocia, ked velkost vytvaranych hardvérovych
obvodov narastla tak, Ze sa vtedajsie prostriedky vyuZivané na verifikdciu stali vyrazne
nedostacujice. Dominantné HVL ako napriklad OpenVera a e, boli platené a navyse urcéené
len pre verifikdciu (HVL ale nie HDL). Niektori naopak pre verifikiciu vyuzivali zdarma
dostupné C++. Verifika¢ni inZinieri boli takto niteni ovladat viac komplexnych jazykov. Ve-
rilog, dovtedy najpouzivanejsi HDL, bol pre verifikidciu nedostato¢ny a zacal tak stagnovat
v snahe staf sa priemyselnym $tandardom. Téato stagnacia bola prekonand az koncom devét-
desiatych rokov, ked zacinajuca firma Co-Design odstartovala vytvéaranie jazyka, ktory je
dnes znamy pod nazvom SystemVerilog a je priemyselnym standardom. Vyhody existencie
jedného jazyka pre popis obvodov i verifikdciu st znacné, ale toto spojenie zaroven pri-
nasa zvysenie komplexnosti vysledného jazyka [13]. ZvySok tejto podkapitoly podrobnejsie
popisuje jazyk System Verilog.

SystemVerilog je postaveny nad jazykom Verilog pridanim abstraktnych jazykovych
konstrukeii zameranych na zjednoduSenie verifikacie. Jeden z kItc¢ovych pridavkov je umoz-
nenie definovania tried. Triedy v jazyku SystemVerilog umoziiuju aplikaciu technik objek-
tovo orientovaného programovania do verifikdcie. Rovnako, ako v inych objektovo orien-
tovanych jazykoch, napriklad v C++ a v Jave, v jazyku SystemVerilog si definicie tried



Sabléonami pre objekty vytvarané v paméti. Po vytvoreni objekt pretrvava v paméti po-
kial existuju referencie odkazujice sa nan, po odstraneni prislusnych referencii je objekt
odstraneny automaticky. Pri automatickom odstraneni je vyuZivany tzv. garbage collector.
Sabléna triedy definuje jej ¢lenov, ktorymi moézu byt bud premenné alebo metédy. Metédy
sa v jazyku SystemVerilog delia na funkcie a tlohy (angl. tasks). Rozdiel medzi funkciou
a ulohou je v tom, Ze funkcia sa vykond v nulovom simula¢nom ¢ase a tloha moéze mat
definované uréité ¢asové trvanie [10].

Triedy st oznacované za dynamické objekty, pretoZze mozu vznikat a zanikaf podas
behu simulécie. Naproti tomu modul je statickym objektom, ktory je pritomny hned na
zaclatku simuldcie. PretoZe objekty tried musia byt vytvorené skor, ako existuju v pamditi, je
v jazyku System Verilog pri vytvarani verifikacného prostredia nutné konstrukciu hierarchie
tried iniciovat z modulu. Z uvedenych dovodov taktieZ vyplyva, ze triedy nemdzu obsahovat
moduly.

Ako bolo popisané v predoslom texte, jazyk SystemVerilog pontka niekolko vyhod.
Uvedenymi vyhodami st objektovo orientovany pristup a jednotny jazyk pre popis aj ve-
rifikdciu komponentov. Dalsimi délezitymi prinosmi jazyka SystemVerilog je moznost vy-
tvorenia spolahlivych a lahko rozsiritelnych verifika¢nych prostredi, ktoré navySe moézu byt
znovupouzité medzi viacerymi projektmi [18]. Vdaka tymto vyhoddm je SystemVerilog
uspesny a st nad nim rozvijané mnohé verifikaéné metodiky. Velké zasluhy v tejto oblasti
maju najmi spolo¢nosti a uzivatelia zdruZeni pod organizaciou Accellera. Vysledkom ich
¢innosti st napriklad metodiky OVM a UVM, ktoré prinasaju do procesu verifikacie viaceré
vyrazné vylepsenia.

2.1.2 UVM

UVM (angl. Universal Verification Methodology) je prostriedok na vytvéaranie verifika¢nych
prostredi v jazyku SystemVerilog. Je uréeny pre komponenty, ktoré st popisané v jazykoch
System Verilog a Verilog, ale aj pre komponenty vo VHDL alebo SystemC. Tato podkapitola
sa bude dalej podrobnejsie venovat UVM a je zaloZena na zdrojoch [4, 10]. V nasledujicom
texte st vymenované zakladné myslienky UVM a popisana Struktira typického vytvaraného
verifika¢ného prostredia. Popis UVM za¢ne stru¢nou histériou.

UVM vznikla po tspesnej spolupréci pri vyvoji OVM (angl. Open Verification Metho-
dology) medzi Mentor Graphics a Cadence. OVM je teda predchodca UVM, ktora dosiahla
velkl podporu zo strany priemyslu. OVM zlacila dal$ich vyrobcov a pouzivatelov pod or-
ganizaciu Accellera, aby vytvorili UVM. UVM je teda Accellera standardom.

UVM sa $iri ako volne dostupné (angl. open source) kniznica nad jazykom SystemVeri-
log a je rozSirovand pod Apache licenciou. UVM obsahuje zédkladné triedy, ktoré ulahcuji
vytvéranie Struktirovanych verifikacnych prostredi. UVM je moZzné vyuzivat na kazdom
System Verilog IEEE 1800 simulatore a je takmer spdtne kompatibilnd s OVM.

Do buditicnosti sa dé predpokladat rozsirovanie UVM medzi dalsich vyrobcov a to vdaka
jeho pocetnym vyhodam. Medzi vyhody a hlavné myslienky UVM patria nasledujice:

e automatické generovanie vstupnych dat,
e verifikdcia riadend pokrytim (angl. coverage-driven verification),

e obmedzenie ndhodnosti vstupnych dat (angl. constrained-random stimulus) za G¢elom
zvysenia pokrytia,

e Tahk4 rozsiritelnost a moZnost konfigurdcie vytvaranych verifika¢nych prostredi,



e znovupouzitelnost zdrojovych kédov ako v rdmeci toho istého projektu (angl. vertical
reuse), tak aj medzi rozdielnymi projektmi (angl. horizontal reuse),

e oddelenie testovacich pripadov (angl. test-cases) od pevného verifika¢ného prostredia,

e komunikécia medzi komponentmi pomocou transakcii (angl. Transaction-level Com-
munication, TLM), ktord zvySuje abstrakciu a zjednodusuje znovupouzitelnost,

e vrstvené sekvencie vstupnych dat, ktoré umoznuja koordinéciu viacerych rozhrani,
e Standardizovany systém reportovacich sprav,
e moznost sledovania hodnoét registrov.

Znacéna cast vyhod UVM fazi zo $truktury verifikacného prostredia, ktord je zaloZené
na triedach. Hierarchia tried UVM je znazornend na obrazku 2.3. Niektoré doélezité triedy
z obrazka st popisané v dalSom texte.

uvm_object

Délta Ay [r

uvm_transaction uvm_report_object
uvm_sequence_item uvm_component
zr JAWAWAWAWAYAYA

uvm_sequence

Struktdra

r

uvm_env uvm_agent uvm_driver uvm_scoreboard

uvm_test uvm_sequencer uvm_monitor

Obrazek 2.3: Hierarchia tried v UVM [5].

Kniznica UVM obsahuje tri hlavné typy tried:
1. v8eobecné objekty vytvorené dedi¢nostou z nadradenej triedy uvm_object,
2. transakcie dediace z uvm_transaction,

3. komponenty dediace z uvm_component.
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Objekty sluzia ako datové struktary pre konfiguraciu verifika¢ného prostredia. Transakcie st
vyuzivané pri generovani a analyze vstupnych dat. Komponenty sa pouzivaji na vytvaranie
triedne zalozeného verifikaéného prostredia, ktoré ma v UVM hierarchicka struktiru.

Top-level

uvm_test
(test-case, premenliva Cast)

uvm_env
(pevna cCast) triedy

Girtuélne rozhranie)
LT ‘ modul ’

Obrazek 2.4: Struktira verifika¢ného prostredia v UVM [6].

0

Na vrchole hierarchie verifika¢ného prostredia UVM je vzdy jeden modul (angl. Top-
level), ktory obsahuje verifikovant jednotku (DUT) a pripojenia k nej cez virtudlne rozhra-
nie. Struktiru najvrchnej$ich éasti hierarchie verifika¢ného prostredia je mozné vidief na
obrazku 2.4. Modul na vrchole hierarchie taktiez obsahuje inicializa¢ny blok volajici metédu
UVM run_test. Tato metdda Startuje vykonavanie UVM faz, ktoré slazia na realizaciu ¢in-
nosti verifikaéného prostredia v spravnom poradi. UVM fazy budi blizsie rozobraté neskor
v tejto podkapitole. Dalsie odseky sa podrobne venujui popisu pevnej ¢asti verifikaéného
prostredia uvm_env. Variabilny uvm_test je popisany ako posledny.

Ako uz bolo spomenuté, dalsie prvky hierarchie verifikaéného prostredia st postavené
z tried dediacich z uvm_component. Hierarchia verifikacného prostredia je definovana sledom
vztahov typu obsahuje. Inymi slovami, hierarchia definuje, aké komponenty st obsadené
v inych komponentoch. Existuju dve hlavné triedy komponentov, ktoré st zaroven tzv.
kontajnermi, teda obsahuju dalsie komponenty. Tymito dvoma typmi kontajnerov si:

1. agent dediaci z uvm_agent,
2. prostredie dediace z triedy uvm_env.

Pric¢om prostredie moze obsahovaf niekolko agentov. Ulohou kontajnerov je to, Ze vyrazne
ulahéuji znovupouzitie ¢asti verifika¢ného prostredia.

UVM agent zastupuje zoskupenie verifikacnych komponentov uréenych k praci s jed-
nym logick§ym rozhranim DUT. U&elom agenta je poskytnutie verifika¢nej komponenty,
ktoréd umozni uzivatelom generovat a monitorovat data na pinoch DUT. Presnd $truktira
agenta zavisi na jeho konfigurécii uloZenej v konfiguraénom objekte. Strukttra agenta sa
moze 1isit pri jeho pouziti v rozdielnych testoch.
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Medzi komponenty obsiahnuté v agentovi najCastejSie patria komponenty z nasleduj-
Ucich tried:

uvm_sequencer: jednotlivé preposielanie generovanych vstupnych testovacich transakcii,
ktoré st poévodne zdruzené v sekvenciach, do zvysku verifika¢ného prostredia,

uvm driver: prevod prijatych vstupnych transakcii od uvm_sequencer na signaly pre piny
DUT,

uvm monitor: pozorovanie a konvertovanie signalov z pinov DUT spétne na transakcie,
ktoré st nasledne preposielané tzv. analytickym komponentom.

Agent obvykle taktiez obsahuje objekty a transakcie:

uvm_sequence_item: trieda reprezentuje jednotlivé transakcie, ktoré sa zlucuju do sekvencii
transakcii uvm_sequence.

konfiguraény objekt: kontajner vyuzivany na preddvanie informaécii agentovi, ktoré ov-
plyviiuji vytvéaranie, prepdjanie a ¢innost prislusného agenta a jeho podkomponent;
konfiguracny objekt navyse obsahuje referenciu na virtualne rozhranie k pinom DUT,
ktoré je dolezité pre komponenty tried uvm_driver a uvm_monitor.

.....

objektov a transakcii kontajneru agent, nadsledujuci text podrobnejsie vysvetluje proces
generovania a dodania pseudo-ndhodnych testovacich vstupov do DUT. Ako uz bolo po-
vedané, dodanie generovanych vstupov a zber vystupov z DUT su totiz dve najhlavnejsie
ulohy agenta.

uvm_sequence

uvm_sequence_item

uvm_sequence_item

virtual_interface
uvm_sequence_item

uvm_sequencer uvm_driver “ DUT

Obrézek 2.5: Generovanie testovacich dat a ich distribtcia ku DUT [10].

Na obrazku 2.5 je znazorneny princip generovania testovacich dat a ich dodanie do
DUT. Na procese sa podiela uvm_sequencer, ktory ziskava jednotlivé vstupné transakcie
uvm_sequence_item zo sekvencie transakcii uvm_sequence. Komponent uvm_sequencer na-
sledne predava kazdu ziskanti transakciu komponentu uvm_driver, ktorého tlohou je preve-
denie dat v transakcii na signély pre piny DUT. Komunikacia medzi uvm_driver v agentovi
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a DUT, ktoré sa nachadza v hierarchii verifika¢ného prostredia mimo agenta, prebieha po-
mocou virtualneho rozhrania. Po vykresleni zakladného principu generovania a dodania
dat pre DUT, ndjde ¢itatel v dalsich odsekoch podrobnejsi popis tohto procesu poéinajic
vysvetlenim virtudlneho rozhrania.

Virtudlne rozhranie je dynamické premennd, ktora obsahuje odkaz na statick insStanciu
rozhrania DUT. Virtualne rozhrania st pouzivané z dévodu, ze triedne zalozené verifika¢né
prostredie nemoze priamo odkazovat na porty DUT popisané v jazykoch Verilog, ¢i VHDL.
Namiesto toho je k portom DUT pripojena instancia rozhrania z jazyka SystemVerilog
a verifikacné prostredie komunikuje s DUT pomocou tejto inStancie. Verifika¢né prostredie
teda ¢ita a zapisuje na piny DUT nepriamo, cez virtudlne rozhranie. V pripade viac logickych
rozhrani je doporucené pouzitie osobitného virtualneho rozhrania pre kazdé.

Virtualne rozhranie umoznuje napriklad zasielanie vstupnych dat do DUT z kompo-
nentu triedy uvm_driver. Vstupné data si generované sekvenciami vo forme transakcii.
Sekvencie dedia z triedy uvm_sequence a vnasaji objektovo orientovany pristup do gene-
racie vstupnych dat. Takyto pristup je velmi flexibilny a prindSa nové moZnosti. Sekvencia
je funktor (angl. functor), ¢o znamena, Ze je objektom vyuzivanym ako metéda. UVM sek-
vencia obsahuje tlohu, teda metédu, ktorda moze trvat nejaky cas, nazyvani body. Tato
metdda je spustend hned po vytvoreni sekvencie a pouZiva sa na generovanie jednotlivych
vstupnych dat triedy uvm_sequence_item zasielanjych komponentom triedy uvm driver cez
uvm_sequencer. Uvedend metéda body moze byt ale taktieZ vyuzita na vytvorenie a spus-
tenie dalsich sekvencii. Sekvencia je vytvorend pri jej pouZiti a po prebehnuti je vymazana.
Zivotnost sekvencie je teda kratsia nez doba simulécie.

Fakt, ze prvky tried uvm_sequence a uvm_sequence_item st objekty znameni, Ze je
mozné Tahko docielit ich ndhodnost a tak vytvorit zaujimavé vstupné data. To, Ze sekven-
cie a prvky sekvencii st objekty, taktiez umoznuje jednoduchi manipulaciu s nimi. Tieto
objekty vsak nie s sicastou hierarchie verifika¢ného prostredia z dévodu lahSieho vytva-
rania testov, ¢o vSak prindSa nutnost vyuzivania komponenty uvm_sequencer. Tymto je
ukonceny ako popis procesu generovania a dodania testovacich dat do DUT, tak popis
kontajneru typu agent.

Dalsim kontajnerom, je UVM prostredie dediace z triedy uvm_env. Prostredie spaja
podkomponenty, ktoré mozu byt bud kontajnery typu agent alebo niektoré dalsie kompo-
nenty:

konfiguraény objekt: umoziiuje nastavenie, ktoré podkomponenty prostredia maju byt
vytvorené, tento objekt by mal navySe obsahovat odkazy na konfiguraéné objekty
kazdého podkomponentu,

uvm_subscriber: analyticky komponent pre vyhodnocovanie funkéného pokrytia,

prediktor: komponent sliziaci na pocitanie o¢akavaného vysledku DUT, obvykle sa spaja
s inymi komponentmi ako napriklad uvm_scoreboard,

uvm_scoreboard: analyticky komponent porovnavajuci ocakdavané vystupy a vystupy DUT
zprostredkované cez uvm monitor; na zdklade zhodnosti sa urci spravnost verifikovanej
jednotky.

Priklad hierarchickej Struktary prostredia je zndzorneny na obrazku 2.6. Okrem pod-
komponentov prostredia je na obrazku vidno aj typické zlozenie agenta.

Tato podkapitola sa doposial venovala vytvoreniu nemennej zlozky UVM prostredia
triedy uvm_env zlozenej z hierarchicky usporiadanych komponentov. Pre vytvaranie kon-
krétnych testov (test-case) sa vyuziva rozsirovanie triedy uvm test. Testy pocas svojho
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uvm_env

uvm_subscriber | | uvm_scoreboard uvm_subscriber
uvm_agent uvm_agent
uvm_sequencer uvm_sequencer
ﬁ r 4 L L I I | ﬁ ? 4 L
uvm_monitor uvm_driver uvm_monitor uvm_driver
DUT

Obrazek 2.6: Priklad struktiry UVM kontajnerov prostredie a agent [7].

behu vytvaraja a spustaju pozadované sekvencie, ¢im definuji na aké druhy vstupnych dat
mé byt DUT zverifikované. Priklad sStruktary verifikacného prostredia obsahujiceho test
bol znézorneny na obrazku 2.4. Z obrazku vidno, Ze testy obsahuja prostredia a prostredia
potom obsahuji agentov, ako bolo ukazané na obrazku 2.6.

Na odstartovanie behu verifikdcie v rdmci vytvoreného verifika¢ného prostredia je po-
trebné zavolat metédu run_test () zo statickej Casti, ktorou je obvykle inicializaény blok
modulu na vrchole hierarchie (Top-level). Zavolanie uvedenej metédy sposobi spustenie
jednotlivych faz verifikacie. Tato metéda ocakava ako vstupny argument nazov testovacieho
pripadu (angl. test-case), ktory ma byt spusteny.

Na zaver kapitoly o UVM je eSte doélezité zmienit dal$iu zaujimavi stcast funkcionalitty
UVM, ktorou su fazy. Fazy sltzia na zaistenie konzistentného poradia vykonavania hlavnych
krokov verifikacného prostredia pocas simuldcie. UVM fazy sa delia do troch hlavnych
skupin, ktoré st vykonavané v nasledujiicom poradi:

konstrukéné fazy: (angl. build phases) pocas tychto faz je vytvorené a konfigurované pro-
stredie, vytvaranie jednotlivych komponentov hierarchie sa vykonava v poradi zhora
dole, prepajania komponentov naopak prebieha zdola hore,

verifikaéné fazy: (angl. run-time phases) fazy trvajice nenulovy cas, tieto fazy slizia na
priamu komunikaciu verifika¢ného prostredia s DUT,

ukoncovacie fazy: (angl. clean up) sliziace na zber a vyhodnocovanie vysledkov.

UVM prinésa niekolko novych technolégii tykajicich sa fazovania. K novym technold-
giam patri napriklad moznost skdkania dopredu ¢i dozadu k jednotlivym fdzam, priddvanie
novych, uzivatelom definovanych fiz a vztahov medzi nimi a iné.
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2.2 Regresné testy

Uchovavanie testov, ktoré pokryvaju a testuja funkcionalitu softvérového programu alebo
hardvérového obvodu a ich opétovné spustanie v pripade modifikacii kédu tohto programu
alebo obvodu, je zname pod nazvom regresné testovanie. Regresné testovanie je pouzivané
z doévodu, Ze modifikicia existujucich zdrojovych siborov je velmi nachylnd na zavidzanie
novych chyb, dokonca néachylnejsia nez napisanie tplne nového kédu. Regresné testy su
teda spustané po zmenach v kéde, aby bolo overené, ze zavedené zmeny neporusili (angl.
regress) funkcionalitu programu alebo obvodu [13].

Modifikéacia kédu je typicky spojend s vylepsovanim, optimalizdciou, opravou chyb a ma-
zanim alebo rozSirovanim existujicej funkcionality. Jedné sa teda o pomerne ¢asté zmeny,
ktoré mozu sposobit chyby. Regresné testovanie je preto nevyhnutnou stcastou vyvojového
procesu, ale zarover obvykle nédkladné z dovodu velkého poétu testov [14].

Ako bolo popisané v predoslych kapitolach, pri verifikacii funkcionality DUT pomocou
UVM st generované pseudo-ndhodné vstupné data az pokial sa nepodari overit celt funkci-
onalitu DUT. Vygenerované vstupné data je mozné ulozit a pouzit pre regresné testovanie
namiesto neustaleho generovania nahodnych vstupov pri kazdom spusteni verifikacie. Vy-
generovanych vstupov je vsak velky pocet a s redundantné, ¢o mé za nasledok zbytocne
drahy beh regresnych testov. Na druhej strane uloZenie a znovupouzitie tych istych vstupov
so sebou nesie velki vyhodu a to konkrétne moznost ich offline editacie. Ako uzitocné sa
tu ponuka zniZenie redundancie a tym aj zniZenie ceny opidtovného spustania testov.

2.3 Evoluc¢né algoritmy

Cel4a rada tloh umelej inteligencie sa riesi pomocou technik hladania rieSenia v priestore,
ktory reprezentuje vSetky mozné riesenia, pripadne vSetky povolené riesenia danej tlohy.
V pripade, Ze je tento priestor maly vzhladom k dostupnej viypocetnej sile, tak sa za rieSenie
oznac¢i globalne optimum n&jdené preskimanim vSetkych moznosti. Ak vSak je prehlada-
vany priestor prili§ velky na to, aby bolo moZné preskiimat vSetky moZnosti v rozumnom
dase, je potrebné pouzit nejakl heuristickil stochasticki metédu, napriklad evolu¢ny al-
goritmus. Pod pojmom stochasticky algoritmus sa rozumie algoritmus, ktory je potreba
spustif niekolkokrat a z jeho nezévislych behov je mozné ziskat Statisticky vyznamné déata.
Nasledujuci text sa opiera o zdroje [17, 12].

Termin evolu¢ny algoritmus vznikol az zaciatkom 90.rokov. Evolu¢né algoritmy za-
stresuju stochastické prehladdvacie algoritmy, ktoré vznikali uz dévnejsie a nezdvisle na
sebe. Spolo¢nym rysom jednotlivych evoluénych algoritmov je to, ze nachadzaju inSpiraciu
v Darwinovej evolucnej tedrii a roznych tedridch neodarwinizmu. Darwinova evoluéné tedria
vravi, Ze u vSetkych druhov v prirode plati, Ze jedinci, ktori sa lepSie adaptuji na zmeny
prostredia, maju vyssiu pravdepodobnost prezitia a tym aj vy$Siu pravdepodobnost produ-
kovat potomkov. Takyto proces sa opakuje celé genericie a ako vysledok viac prisposobivi

Prikladmi evoluénych algoritmov st genetické algoritmy, evolucéné stratégie, evolucné
programovanie a genetické programovanie. Vyuzitie tychto algoritmov je najcastejSie na
problémy optimalizacie, teda ndjdenie optimalnych hodnét parametrov optimalizovaného
systému. V poslednej dobe sa vSak evoluc¢né algoritmy vyuzivaji aj pre tlohy navrhu, kde
je okrem parametrov hladand aj vlastné struktura cielového systému.

Klasické vyuzitie evoluénych algoritmov, problém optimalizicie, je v matematike defi-
nované ako tilloha hladania globalneho extrému funkcie: f : A — R, kde definiénym oborom
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je najcastejsie kartezidnsky suéin uzavretych, ¢asto obmedzenych, intervalov [a;, b;] obvykle
v realnej, celodiselnej alebo binarnej doméne. Pokial je cielom néjst globdlne minimum
(minimalizdcia argumentu), potom sa hladd také xx € A, pre ktoré plati f(zx) < f(x)
pre vSetky = € A. Prvky mnoziny A sa nazyvaju kandidatne riesenia. Samotnd mnozina
A potom predstavuje prehladévany priestor. Funkcia f sa v oblasti evoluénych algoritmov
nazyva fitness funkcia a slazi k ohodnoteniu kvality kandidatnych rieseni. Fitness funkcia
nemusi byt spojitd, mat deriviciu alebo byt tplne definovan. NavySe ¢asto obsahuje lo-
kalne extrémy. Lokalnym minimom resp. maximom sa nazyva kazdé z—, resp. 2T pre ktoré
plati, ze pre vSetky = € A, ktoré sa nachadzaji v jeho okoli definovanom parametrom §
(teda |[|[z—z~|| < dresp. |[x—xTt| < d),je f(z7) < f(x) resp. f(zT) > f(z). Fitness funkcia
je ¢iernou skrinkou, ktora vracia funként hodnotu pre zadany argument. Je vSak vyhodné,
ak vypocet funkénej hodnoty prebehne dostatocne rychlo. V redlnych systémoch vsak byva
fitness funkcia c¢asto zlozZita a ¢asto sa jedna napriklad o nejaki simulaciu systému.

Pri optimalizécii sa niekedy vyuziva aj loha maximalizacie argumentu, teda hladanie
globalneho maxima namiesto uvedeného globalneho minima. Uloha maximalizicie argu-
mentu je vSak analogicka k tllohe minimalizacie.

Nasledujuci text popiSe podrobnejsie princip jednotlivych evolu¢nych algoritmov, no
predtym, pre porovnanie, vysvetli dva jednoduché stochastické algoritmy a to konkrétne
nédhodné prehladavanie a horolezecky algoritmus.

Nahodné prehladavanie, zndme tieZ ako algoritmus slepého prehladdvania, generuje
v kazdom kroku nédhodné kandidatne riesenie a; € A. Nové kandidatne rieSenie si zapaméta
v pripade, ak bolo jeho ohodnotenie lepSie, nez ohodnotenie doteraz najlepsieho riesenia.
Viypocet sa kon¢i bud najdenim uspokojivého riesenia alebo vyderpanim povoleného poctu
krokov. Slepy algoritmus je pre rieSenie redlnych problémov velmi slaby, pretoZze neobsahuje
stratégiu pre riesenie problémov a ziadnym spdsobom neuchovéva a nevyuziva informaécie
ziskané v priebehu svojej ¢innosti.

Pseudokdd 1 popisuje ¢innost algoritmu ndhodného prehladévania, ktory maé za tlohu
néjst maximum funkcie f. Vypocet zacina nastavenim vystupného ohodnotenia uchové-
vaného v premennej f_out na minimalnu hodnotu. V kazdom kroku je pomocou funkcie
random vygenerované nové kandidétne rieSenie s ohodnotenim f(a). Pokial je f(a) vyssie,
neZ doposial najlepsie zndme rieSenie f_out, dojde k prepisaniu hodnoty i ohodnotenia
najlepsieho rieSenia. Algoritmus sa ukonéi vykonanim t_max krokov.

Algoritmus 1: Nahodné prehladdvanie [17]

nahodné_prehladavanie()
f_out = MIN; //nastavi ohodnotenie najlepsieho
t = 0; //inicializacia pocitadla krokov
while ¢ < {_maz do
t=1t+ 1;
a = random/();
if f(a) > f-out then
a_out = a; //uchovanie doterajsieho najlepsieho riesenia
fout = f(a); //uchovanie doterajsieho najlepsiecho ohodnotenia
end

end

return(a_out, f_out);

VylepSenim ndhodného prehladavania je horolezecky algoritmus. Horolezecky algo-
ritmus, na rozdiel od ndhodného prehladdvania, nové kandid4tne rieSenie nevyberd slepo. Za
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nové kandidatne rieSenie je zvolené také, ktoré ma najvyssie ohodnotenie v okoli aktualneho
kandidatneho riesenia. Popisany princip je demonstrovany pseudokédom 2.

Algoritmus 2: Horolezecky algoritmus [17]

horolezecky _algoritmus()
a = random(); //ndhodné vygenerovanie pociato¢ného riesenia
a_out = a;
f_out = f(a); //uchové ohodnotenie pociatoéného riesenia
t = 0; //inicializacia pocitadla krokov
while ¢ < {_maz do
t=1t+ 1;
b = vyber_najlepsieho(U(a)); //najlepsie rieSenie v okoli bodu a
if f(b) > fout then
a_out = b; //uchovanie doteraj$ieho najlepsieho riesenia
fout = f(b); //uchovanie doterajsieho najlepsieho ohodnotenia
end
a = b; //nastavenie nového kandidétneho riesenia
end

return(a_out, f_out);

Vyrazna nevyhoda horolezeckého algoritmu je té, Ze je nachylny k uviaznutiu v lokal-
nom extréme. Predidenie uviaznutiu je mozné zvic¢Senim okolia, v ktorom sa hladd nové
kandidatne riesenie. Zvic¢Senim okolia sa vSak taktieZ zvysi vipoctetna narocnost algoritmu,
pretoZe algoritmus musi urobit C' x t_max ohodnoteni, kde C' je velkost skiimaného oko-
lia a t_maz je pocet krokov algoritmu. V literatire je moZzné najst aj niekolko vylepSeni
horolezeckého algoritmu, tie vSak nie st predmetom tejto prace.

Uvedené problémy ndhodného prehlad4vania i horolezeckého algoritmu riesia evolu¢né
algoritmy, ktoré st v sti¢asnosti asi najpopularnejSou optimaliza¢nou technikou, pretoze
optimalizacné algoritmy.

Princip evoluénych algoritmov je popisany pseudokédom 3. Na zaciatku vypoctu je
vytvorend pociato¢na populécia obsahujica dopredu zvoleny pocet kandidatnych rieseni
(jedincov). Pociatoénd populécia moze byt vytvorena bud nahodne, alebo podla nejakej
heuristiky. V kazdom kroku algoritmu, ktory nazyvame generacia, su vsSetci jedinci ohodno-
teni pomocou fitness funkcie. Pomocou hodnotenia je z jedincov vybrand mnozina rodicov,
za tymto ucelom vznikla rada selekénych algoritmov. Lepsie ohodnoteni jedinci maja ob-
krizenie a mutécia) nad mnozinou rodi¢ov vznikne mnozina potomkov. Z mnozin rodi¢ov
a potomkov, pripadne i z predchadzajicich populacii, sa nasledne vyberu jedinci pre novia
populaciu. Pokial je algoritmus dobre navrhnuty, celkovéa priemernd hodnota fitness popu-
lacie sa bude zvySovat. Prostrednictvom fitness funkcie vznika selekény tlak, ktory vedie
k prehladdvaniu do vyhodnejsich oblasti prehladdvaného priestoru. PouZitie genetickych
operatorov, ani selekénych mechanizmov, nie je deterministické, ale je uplatnend uzivatelom
nastavend pravdepodobnost. Podobne ako v predoslych uvedenych stochastickych algorit-
moch, evolu¢nych algoritmus je ukonceny bud pri najdeni dostatoéne kvalitného jedinca,
alebo po vycCerpani povoleného poctu generacii. Kvalitu evolu¢ného algoritmu ovplyvnuje
najméi spoésob zakédovania problému, konstrukcia fitness funkcie a pouzité genetické ope-
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ratory.

Algoritmus 3: Evolu¢ny algoritmus [17]

evoluény algoritmus()
t=0;

P(t) = vytvor_pociato¢ni_populéciu

ohodnot P(t);

while ukoncovacia_podmienka == FALSE do
Q(t) = vyber_rodicov(P(t));
Q2(t) = vytvor_ novych_jednicov(Q(t));
ohodnot (Q2(t));
P(t + 1) = vyber_jedincov_do_novej_populacie(P(t), Q2(t));
t=1t+ 1;

end

return(a_out, f_out);

Rovnako ako princip evoluénych algoritmov, aj pojmy boli prebraté z genetiky realneho
Zivota. Pri popisovani evoluénych algoritmov je potrebné uviest niekolko takychto pojmov:

chromozdém: zakdédovanie jedinca populacie,

gény: zlozky chromozémov,

genotyp: povolend kombindcia génov pre urcitt vlastnost tvoriacu chromozém,
fenotyp: konkrétna charakteristika zakédovana v chromozéme jedinca,

alela: konkrétna hodnota génu,

locus: pozicia génu v rdmci chromozému,

kriZenie: sposob generovania novych jedincov, ktory kombinuje dvojice jedincov z existu-
jucej populacie,

hodnoty niektorych génov zmenené vplyvom urcitych atypickych udalosti a prave
takato zmena hodndt génov sa nazyva mutacia.

Prikladom genetiky realneho Zivota je ¢lovek, ktory vznika po oplodneni vajicka spermiou,
pricom obe bunky nest 23 chromozémov obsahujucich tisice az miliény génov. Gény matky
a otca vytvaraju pary génov pre potomka. Kazdy jeden, ¢ niekolko génovych parov, uréuje
nejaku charakteristiku (fenotyp) potomka, napriklad farbu oéi, ¢i krvnt skupinu. Prikladom
chromozému pre pocitacovy evolucény algoritmus moéze byt bindrny refazec, gén je potom
jeden bit a alela nadobtda bud hodnotu logickej nuly alebo jednotky. NajcastejSie sa pre
chromozém pouziva bindrna, celo¢iselné alebo realna reprezentacia. Obecne vsak moze mat
chromozém premennt dlzku a obsahovat ¢okolvek, ¢o pocita¢ dokaze spracovat.

Kazdy prehladavaci algoritmus moze byt chdpany ako mechanizmus, ktory prostrednic-
tvom jedného ¢i viac operatorov produkuje nové kandidatne riesenia z tych, ktoré uz boli
v priebehu jeho ¢innosti vyskusané. Efektivne prehladdvacie mechanizmy by mali dobre
balancovat medzi dvomi zdanlivo protichodnymi cielmi:

1. dokladne preskimat okolie doteraz najlepsieho najdeného rieSenia,

2. vydat sa do zatial nepreskiimanych oblasti prehlad4vacieho priestoru.
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Néhodné prehladavanie i horolezecky algoritmus spliiali len jeden z tychto bodov. K¥m ho-
rolezecky algoritmus dobre preskimal len okolie zatial najlepSieho rieSenia, ndhodné prehla-
dévanie sktima cely prehlad4vaci priestor, ale neprebada podrobnejsie silné oblasti.

Kazdy prehladavaci priestor (problém) je iny. Len drobnou zmenou fitness funkcie, repre-
zentacie, ¢i genetického operatoru, je mozné dostat priestor tplne iného charakteru. Preto
nie je mozné prehldsit jeden algoritmus za najvyhodnejsi pre vsetky pripady. Pre uvedeny
fakt existuje aj matematicky dokaz, tzv. no free lunch teorém. Podla tohto teorému, Ziadny
prehladédvaci algoritmus, ktory navstivi kazdy bod priestoru najviac raz, nemoze byt v prie-
mere efektivnejsi nez systematické prehladanie vsetkych moZnosti. Z uvedeného vyplyva, Ze
pri porovndvani cez vSetky mozné optimaliza¢né tlohy je ndhodné prehladdvanie rovnako
dobré, ako evolu¢ny algoritmus. Pokial vykazuje algoritmus A vysSiu Uspesnost nez B na
ur¢ite] mnozine uloh, existuje ind mnozina uloh, na ktorej je naopak B tuspesnejsie nez A.
Pre prax to znamena, Ze sa treba zamerat na vytvorenie kvalitného algoritmu pre dany pro-
blém a pouzit ¢o najviac znalosti o danom probléme, za ¢elom vytvorenia ¢o najlepSieho
algoritmu.

Medzi zékladné druhy evolu¢nych algoritmov patria:

Evoluéné stratégie vznikli v 60.rokoch 20.storo¢ia v Nemecku s pévodnym tcelom op-
timalizacie v oblasti aerodynamiky. Evolu¢né stratégie optimalizuja vektor redlnych
parametrov a v zakladnej variante vyuzivaju len operator mutacie, ktory modifikuje
kazdy parameter vektoru. Dalej sa vyuziva Gaussovo rozloZenie s nulovou strednou
hodnotou a rozptylom o. V zdkladnej variante sa z jedného rodica vytvara jeden po-
tomok pomocou mutécie pri¢itanim hodnét vygenerovanych pomocou rozlozenia. Ak
inak dojde k novej mutécii rodi¢a. Specifickym prvkom pre evoluéné stratégie, ktory
sa typicky nevyuziva v Ziadnych inych evoluénych algoritmoch je samo-adaptacia, pri
ktorej st parametre evoltcie zakédované do chromozému a evoluc¢ne sa menia spolu
s parametrami hladanej funkcie. V sti¢asnosti sa vyuzivaju rézne vylepsené varianty.

Evoluéné programovanie bolo vyvinuté tiplne nezévisle na evoluénych stratégiach a to
konkrétne o niekolko rokov skor v USA, no napriek tomu maja radu spoloénych vlast-
nosti. Autorom je Lawrence Fogel. Evoluéné programovanie typicky pouziva aplikac¢ne
$pecifickt reprezentaciu problému, samo-adaptéciu a turnajovi selekciu, obvykle vSak
nepouziva kriZenie.

Genetické programovanie vzniklo v 80.rokoch 20. storoéia, dolezitou osobnostou, ktora
sa zasluzila o rozvoj, je John Koza. Algoritmus genetického programovania je v prin-
cipe rovnaky, ako vseobecny evolu¢ny algoritmus, no genetické programovanie méa
niekolko Specifik ako napriklad reprezenticia. Genetické programovanie pracuje so
spustitelnymi §truktirami s premennou dlzkou. Najéastejsie sa jedné o programy. Da-
lej, genetické programovanie m4 niekolko svojich pokrocilych genetickych operatorov
pracujucich nad spustitelnymi Struktirami. Prevedenie kédu spustitelnych Struktar
sluzi k zisteniu hodnoty fitness.

Genetické algoritmy, ktoré st blizsie popisané v nasledujticej podkapitole.

2.3.1 Genetické algoritmy

Genetické algoritmy si pocitacové modely zaloZené na genetike a evolicii v bioldgii. Ge-
netické algoritmy zahrnuju koncepty ako chromozémy, gény, parenie, krizenie, mutaciu za
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uc¢elom ndhodnej zmeny, selekciu najlepSich jedincov a evoluciu. Vdaka tymto technikdm by
mali genetické algoritmy nachédzat stéale lepSie a lepSie rieSenia problémov rovnako, ako sa
druhy v prirode adaptuju zmenam prostredia. Genetické algoritmy sa vyuzivaju na Siroké
spektrum optimaliza¢nych problémov, boli v praxi nasadené napriklad na rozvrhnutie ob-
vodov alebo tzv. problém job-shop [15]. Dalsie vyuzitie genetickych algoritmov je strojové
ucenie pre vytvaranie funkcii sliziacich napriklad na klasifikdciu alebo predikciu.

Geneticky algoritmus bol navrhnuty v 70.rokoch 20.storo¢ia Johnnon Hollandom, ale
stal sa popularny az v 80.rokoch vdaka Hollandovmu ziakovi Davidovi Goldbergovi, ktory
ukézal pouZitelnost genetického algoritmu v rade naro¢nych tloh.

Geneticky algoritmus ma v zakladnom principe rovnaka struktiaru ako evoluény algo-
ritmus. Na zaciatku st ndhodne vygenerovani jedinci(ingm nazvom kandidétne riesenia).
Avsak, pokial je zndma nejaké informécia ohladne rozlozenia optimélneho riesenia, moze
byt vyuzitd pri konstrukcii pociatocénych jedincov. Chromozémy jedincov u genetickych
algoritmov maju konstantnt dizku. Po vytvoreni ivodnej populécie sa za¢nt iterativne vy-
konévat kroky. Kazdy krok pozostava z niekolkych podkrokov: vyber (selekcia) rodicov, faza
krizenia rodicov a prilezitostné zmutovanie niektorych novych jedincov. Vdaka selekcii len
dobrych rieseni, pocitacové genetické algoritmy dosiahnu lepsich vysledkov nez prirodzena
evolucia. Algoritmus je ukonceny pri naplneni nejakej ukoncujicej podmienky, napriklad
pri najdeni optimalneho riesenia (jedinca), alebo pri nezlepsovani rieSeni uréity pocet kro-
kov. Zakladna struktura uvedeného genetického algoritmu je znazornend na obrazku 2.7.
KedzZe sa jedna o stochasticky algoritmus, beh je vhodné zopakovat niekolkokrat. Dokonca
sa Casto stava, Ze v skorsich generaciach su fitness hodnoty niektorych chromozémov lepsie,
nez fitness najlepsieho chromozému po niekolkych generacidch. Preto je niekedy ndpomocné
uchovévat najlepsie ohodnoteny chromozdém.

Vyber rodicov zavisi od ohodnotenia jedincov na zaklade fitness funkcie. Pri vybere
rodic¢ov sa teda ako prvé vyhodnotia hodnoty fitness vsetkych jedincov a na zaklade tychto
hodn6t st jedincom priradené ich pravdepodobnosti zvolenia za rodic¢ov. Rodicia st vy-
berani ndhodne ale v zavislosti na priradenych pravdepodobnostiach. Riesenia s vyS$sim
ohodnotenim maji vyssiu pravdepodobnost prezit do dalsich generacii. Vyber jedincov
musi teda na jednu stranu dostato¢ne uprednostiiovat jedince s vy$Sou hodnotou fitness,
na druht stranu ale musi zaistit dostatoénu roznost populdcie.

Pocet vyberanych rodicov zalezi od toho, ¢i je vyuZivany generac¢ny variant evoluéného
algoritmu, inkrementalny [20] alebo prekryvanie populécii. Genera¢ny variant vytvara nové
populacie iba z novo vygenerovanych jedincov.Prekryvanie populécii tvori nové populécie
prekryvanim starych populécii s niekolkymi novo vygenerovanymi jedincami. Parametrom
genetického algoritmu je v pripade prekryvania populécii percento novo zaradenych jedin-
cov, tzv. prekrytie. Pri inkrementalnej variante (angl. steady state) je v novej populdcii
nahradeny potomkom jediny jedinec pdvodnej populacie. Elitizmus v terminoldgii evoluc-
nych algoritmov znamena, Ze najlepsi jedinec z predchadzajicej populacie sa vZdy dostane
do novej populécie.

Nech pocas iterdcie ¢ obsahuje geneticky algoritmus ps kandidatnych rieseni G(t) =
{zf, ... ,xés}. Dalej, nech hodnota fitness kazdého jedinca je rovna eval(w;), potom cel-

kovéa fitness hodnota populacie F' je F = g: eval(x;), pravdepodobnost selekcie kazdého
chromozému p’ je p. = eval(x;)/F a koneélrf(; kumulativna pravdepodobnost pt,,, pre ka-
7dy chromozém sa rovna p',, = i p’. Najzékladnejsia selekénd metéda, proporcionalna
selekcia, vyuzivajica algoritmus lzozlizso Stastia (ruleta), vybera rodi¢a vygenerovanim na-
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Obrazek 2.7: Zékladna Struktira genetickych algoritmov [1].

hodného é&isla r v rozsahu (0, 1). Ak plati, Ze r < pL,,,, vyberie za rodi¢a prvy chromozém
x1, v opacnom pripade je vybraty chromozém x;, pre ktory plati pi.} < r < pi,,. Z uve-
deného postupu vidno, Ze najlepsie chromozémy buda vybraté niekolkokrat, priemerné raz
a najslabsie chromozdémy, hoci maji Sancu byt vybrané, pravdepodobne postupne odumri.

Existuje niekolko dalsich selekénych metdd, niektoré z nich budi uvedené v dalsich odse-
koch. Tieto metédy sa odlisuji selekénym tlakom. Cim vicsi je selekény tlak, tym rychlejsie
algoritmus konverguje, pretoze populacia po selekcii obsahuje viac jedincov s vysokou hod-
notou fitness. Stcasne vsak vzrasta nebezpecenstvo predéasnej konvergencie.

Najvicsou nevyhodou popisanej proporcionalnej metédy je degeneracia populacie v pri-
pade, Ze ma jeden jedinec vyrazne vysSSie ohodnotenie nezZ ostatni. RieSenim je algoritmus
vyberu podla poradia jedincov. Tento algoritmus najskoér zoradi kandiddtnych jedincov
podla hodnoty fitness. Pravdepodobnost vyberu je potom tmernd poradiu jedinca a nie
jeho ohodnoteniu.

Algoritmus stochastického univerzalneho vzorkovania (angl. Baker’s Stochastic Univer-
sal Sampling) rozdeli kruh na vyseky, ktorych velkost je imernd hodnotam fitness jedincov
populacie, podobne ako koleso $fastia. Tentokrat sa vsak ndhodné éislo generuje len raz.
Selekcia rodicov sa da predstavit tak, ako roztocenie kolesa, popri ktorom je rozmiestnenych
tolko jazyckov, kolko jedincov méa byt vybranych [20].

Princip metddy je ndhodné vyberanie urcitého poctu jedincov populacie (typicky 2 az 8)
s rovnakou pravdepodobnostou a ich porovnanie na zdklade fitness. Jedinec s najlepsim
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ohodnotenim fitness je vitazom turnaja a postupuje do dalsich krokov algoritmu. Proces
néhodného vyberu a porovnania prebehne tolkokrat, kolko jedincov mé byt vybranych.

Poslednou uvedenou a zaroven najjednoduchsou selekénou metddou je deterministicka
selekcia. U deterministickej selekcie sa pre reprodukciu deterministicky vyberie K jedincov
s najvyssou hodnotou fitness. Obvykle sa vybera 10 % az 50 % jedincov predoslej populacie.

Po selekcii nasleduje krizenie. Faza krizenia vyuziva dvoch, pripadne viac rodi¢ov naraz.
S nemennou pravdepodobnostou p., ktora je parametrom genetického algoritmu (napriklad
pe = 0,7), ndhodne rozhodne, ¢ sa uplatni krizenie. Ak nie, vytvoria sa novi potomkovia,
ktori st presnymi képiami rodicov. V pripade krizenia si vytvoreni ako képie rodicov so
vzajomne vymenenymi ¢astami chromozémov, pricom pozicia krizenia je uréend ndhodne.
Uvedeny postup sa opakuje, pokym nie je vytvoreny pozadovany pocet jedincov.

Existuje niekolko druhov kriZeni: jednobodové, viacbodové a uniformné. U jednobodo-
vého kriZenia je ndhodne vygenerovany bod kriZenia, v ktorom ddéjde k prehodeniu génov
nachadzajucich sa za tymto bodom. Priklad jednobodového kriZzenia chromozémov X a Y,
kde vzniknt nové dva chromozémy X’ a Y’ je nasledujuci:

X :11]011010 Y :00/001111 X’ :11001111 Y’ :00011010

.....

nejsie premiesanie genetického materidlu medzi rodi¢mi. Priklad viacbodového, konkrétne
dvojbodového kriZenia je:

X :110/1101j0 Y :000[0111]1 X’:11001110 Y’ :00011011

Uniformné krizenie pre kazdy gén zvlast ndhodne rozhodne, ¢i dojde k jeho vymene medzi
rodiémi. Prikladom uniformného krizenia je nasledujice krizenie:

X :11011010 Y :00001111 X' :10001110 Y’ :01011011

Pre gény s redlnymi hodnotami existujt aj heuristické a aritmetické krizenia.

Po krizeni mézZe a nemusi nasledovat mutécia. Mutdcia sa vykond s malou a nemen-
nou pravdepodobnostou p,,, obvykle p,, = 0,001. Pocas mutécie sa ndhodne vyberie mala
podmnozina rieSeni a umelo sa zmenia, napriklad prevratenim hodnoty niektorého bitu. Ako
vysledok mutécie obvykle vznikne jedinec, ktory by nemohol byt vytvoreny z rodi¢ov ob-
a tak sa budice genericie jedincov nemozu prilis zmenit, hoci s vzdialeni optimalnemu
rieSeniu. Mutécia poméha zmenif populdciu prili§ rovnakych a neoptimalnych rieseni. Ge-
neticky algoritmus vdaka vyuzivaniu kriZenia i mutacie kombinuje ndhodné prehladévanie
s horolezeckou tendenciou.

Mutécia je vykondvand bit po bite. Z pravdepodobnosti mutacie py,, ktora je dalSim
parametrom genetického algoritmu, sa d4 jednoducho vypocitat ocakdvany pocet zmene-
nych bitov ako p,, - m - ps. Kazdy bit chromozému mé rovnaka Sancu byt zmutovany. Faza
mutécie je vykondvand nasledovne. Pre kazdy bit vo vSetkych chromozémoch sa vygeneruje
nadhodna hodnota r v rozsahu (0,1). Ak r < p,,, je dany bit zmutovany. Po fize muta-
cie si1 uz vytvoreni novi jedinci do svojej konecnej podoby, ostava uz len ich zaradenie do
populacie.

Zaradenie novych potomkov do budicej populacie (angl. reinsertion) moze byt usku-
to¢nené niekolkymi sposobmi [20]:

e pocet potomkov je rovnaky ako pocet rodicov, potomkovia plne nahradia rodicov
(angl. pure reinsertion),
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e pocet potomkov je mensi nez pocet rodi¢ov, nahradenie je ndhodné s rovnomernym
rozlozenim (angl. uniform reinsertion),

e pocet potomkov je mensi nez pocet rodic¢ov, si1 nahradeni najhorsie ohodnoteni rodicia
(angl. elitist reinsertion),

.....

kovia s lep$im hodnotenim (angl. fitness-based reinsertion).

Existuje niekolko vylepSeni uvedeného zékladného genetického algoritmu, prikladom je
ostrovny algoritmus [19]. Princip fungovania ostrovného algoritmu je popisany pseudokd-
dom 4. Z pseudokddu vidno, ze kazdy ostrov si spravuje svoju populdciu sdm. Velkost
populacii vSetkych ostrovov je rovnaka. Spravovanie populacie spociva vo vybere rodi¢ov
z vlastnej populdcie, krizeni, mutacii a obasnom procese nazyvanom migracia. Pri migracii
st vymeneni jedinci medzi ostrovmi. Ostrovny algoritmus prindsa niekolko vyhod, okrem
moznosti paralelného vypocétu vykazuje taktiez lepSiu prehladavaciu schopnost v zmysle
najdenia lepsieho riesenia ako aj mensieho poc¢tu vyhodnocovania fitness funkcii. Jednou
z pri¢in vylepSenia kvality prehladavania je aj fakt, ze jednak st ostrovy nezavislé, teda st
prehladané rozne regiény a na druhej strane si ostrovy medzi sebou vymieniaji informaécie
pomocou migrécie.

Algoritmus 4: ostrovny algoritmus []

ostrovny_algoritmus(dlZka_trvania_algoritmu, poéet_ostrovov,
pocet_jedincov_na_ostrove)
nezavisla inicializacia vSetkych subpopulécii
for i=0 to dizka_trvania_algoritmu do
Nezévislé vykonanie niekolkych krokov jednoduchého genetického algoritmu
nad kazdou subpopuléaciou
Migracia a asimiléacia jedincov medzi vSetkymi susednymi subpopuldciami
end

return(najlepsi_jedinec_medzi_vSetkymi_populéciami);

Geneticky algoritmus je v literatire oznacovany za riadentt ndhodni prehladavaciu me-
tédu alebo za stochasticky hill-climbing prehladdvajtci velky stavovy priestor. Genetické
algoritmy maji niekolko vyraznych vyhod i nevyhod. K vyhodam patria autonémnost,
schopnost strojového ucenia, robustnost, flexibilita, jednoduchy a priamodiary vypocet,
Tahka paralelizicia vypoétu. Nevyhodami st premenlivy vysledok a dlzka vypoétu, moz-
nost najdenia len lokélneho extrému, pripadne nendjdenia existujiceho vysledku.

Dalsou vyraznou nevyhodou genetického algoritmu je, Ze napriek existencii vela moz-
njch nastavitelnych parametrov, ako napriklad dizka behu, velkost populacie, pravdepo-
dobnost ¢i pouzity algoritmus mutécie a mnohé dalSie, neexistuje teoretickd metdda, ktora
by dokézala jednoznac¢ne uréit najvyhodnejsie nastavenie tychto parametrov. Parametre
genetického algoritmu sa urcéuju experimentalne.

V budtcnosti sa predpokladd preskiimanie stale nevyrieSenych problémov ohladne gene-
tickych algoritmov ako napriklad definovanie problémov, pre ktoré si genetické algoritmy
efektivne a pre ktoré nie si. DalSou nepreskiimanou oblastou je porovnanie genetickych
algoritmov s inymi metédami, ako napriklad neurénovymi siefami na konkrétne typy tloh.
Uzito¢né by bolo taktiez teoreticky vediet urcit najlepsie hodnoty parametrov. Dalej zistit,
ako zakladné operacie napriklad mutacia ¢i kriZenie, ovplyvnuju celkovy vyvoj genetického
algoritmu konkrétne napriklad konvergenciu rieseni.
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Kapitola 3

Zadanie a analyza tulohy

Pri vyvoji dnesnych komplexnych hardvérovych obvodov maji aj miniméalne zmeny zdro-
jového kédu tendenciu zavadzat nové chyby. Castd a vypocétovo rychla kontrola spravnosti
aktuélneho kédu mozZe vyrazne skratit dobu hladania novo-zavedenej chyby. Ako je vsak
mozné rychlo overit spravnost celého obvodu?

Na overenie spravnosti celého obvodu sa pontika funkéné verifikdcia, ktord dokéze overit
100% Specifikaciou zadanych vlastnosti. Beh verifikdcie vSak rozhodne nie je rychly, méze
trvat az niekolko dni. Uvedené je jednak dosledkom toho, Ze simulovanie inherentne paralel-
ného hardvéru je velmi pomalé, ale aj désledkom generovania pseudondhodnych vstupnych
transakcii pre verifikovany obvod. To znamen4, Ze transakcie overujlce nejaki vlastnost sa
podari generatoru vygenerovat niekolkokrat, zatial ¢o transakciu overujicu nejaki okrajovi
podmienku sa vygenerovat nedari. Dosiahnuté redundancie st vyrazné, ale pre funkéni veri-
fikdciu dokonca casto ziadané, pretoZe sa overia i vlastnosti, ktoré v Specifikacii moézu chybat.
Pre opakované overovanie spravnosti kédu pomocou regresnych testov je vsak redundancia
neziadanym javom, dolezita je rychlost behu testov a overenie konkrétnych kliucovych vlast-
nosti. MoZznym rieSenim tohto problému je odstranenie redundantnych transakcii zo sady
transakcii ziskanych v procese funkénej verifikicie.

Cielom tejto préce je zistit, ¢i si transakcie ziskané v procese funkénej verifikdcie vhod-
nym zdrojom pre vytvorenie sady regresnych testov. Zaroven je cielom zistit, ¢i st evoluéné
algoritmy vhodnym prostriedkom pre optimalizaciu sady uvedenych vysoko redundantnych
regresnych testov ziskanych z funk¢nej verifikdcie. K splneniu uvedeného ciela vedie niekolko
postupnych krokov. Prvym krokom je nastudovanie problematiky regresnych testov, fun-
kénej verifikdcie pomocou metodiky UVM, jazyka SystemVerilog a evoluénych algoritmov.
Dalsim krokom je navrhnutie a implementacia evoluéného algoritmu umoziujtceho reduk-
ciu poctu testovacich vektorov regresnych testov. Jeden testovaci vektor regresnych testov
v tomto pripade odpoveda jednej vstupnej transakcii z funkénej verifikicie. K praci bolo
poskytnuté vopred pripravené UVM verifika¢né prostredie. Verifika¢né prostredie klasicky
umoziuje vygenerovanie neoptimélnej sady transakcii s pokrytim vlastnosti 100%. Veri-
fika¢né prostredie dalej taktieZ umoznuje meranie pokrytia vlastnosti na sade transakcii.
Verifikac¢né prostredie tak poskytuje zadsadna funkcionalitu pre evoluény algoritmus. Z toho
dévodu je potrebné ich vzajomnd interakcia. Po implementécii optimaliza¢ného prostredia
je potrebné previest sadu experimentov. Koniec prace mé za tlohu porovnat novo vytvo-
rent zoptimalizovani sadu regresnych testov s pévodnou sekvenciou transakcii ziskanou
z procesu funkénej verifikacie a diskutuje dosiahnuté vysledky.
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3.1 Namerana redundancia vektorov v konkrétnom obvode

Zévaznost problému redundancie vektorov je vhodné demonstrovat na konkrétnom priklade.
Aritmeticko-logickd jednotka (ALU) vyuzivand v tejto diplomovej praci ma definovanych
404 vlastnosti. Aby sa dosiahlo maximélne pokrytie tychto vlastnosti, je potrebné overit
kazdu z nich aspon raz. Zéroven, ziadnu vlastnost nie je nutné overit viac nez jedenkrat.
V experimente s pseudondhodnym generovanim postupnosti vstupnych vektorov v procese
funké¢nej verifikacie, bolo na dosiahnutie 100 % pokrytia potrebné vytvorit 4000 vstupnych
vektorov. Pri pouziti tychto vektorov bolo prevedenych az 15818 prevereni definovanych
vlastnosti, teda 15818 — 404 = 15414 overeni bolo zbytocnjch. To poukazuje na priblizne
39-n4sobnt redundanciu a poskytuje tak vela priestoru na optimalizécie.

Nameranie a zobrazenie pokrytia vlastnosti obvodu bolo realizované pomocou nastroja
ModelSim. Obrazok 3.1 ukazuje vlastnosti (body pokrytia) tak, ako ich zobrazuje Model-
Sim. Z obrazku mozno vydéitat, kolkokrat bol ktord vlastnost overend ako aj minimalny
pozadovany pocet overeni danej vlastnosti, ¢o je v pripade pouzitej ALU vzdy 1.

. " Covergroups
*|Nane [Coverage |Goal |2 of Goal [Status |Herge_instances  |Get_inst_coverage |~
=gl CVP moviH 100,08 100 100,08 | | =
-|B] illegal_bin movi_ill_op 0 - -
-|B] bin movi_opB 1103 1 100,08 [ |
-|B] bin movi_ophEM 1017 1 100,08 |
~|B] bin movi_opIHH 1065 1 100,08 | —
bl CVP operationH 100,08 100 100,08 |
=}l CVP op_after_op 100,08 100 100,08 |
- |B] bin op_after_op[IEC=>IEC] 14 1 100,08 |
- |B] bin op_after_op[IEC=>INC] 12 1 100,038 |
~|B] bin op_after_op[IEC=»¥NOR] 11 1 100,08 |
-|B] bin op_after_op[TEC=>NOR] 10 1 100,08 |
B ki e L e ~- T TIEE=%RIAKIT] ic 1 A MY e .I'F
Kl P
E Analysis 1 X Assertions lA Cover Directives ID,:,'EEDUBr'gmupS | ﬂ_s

Obrazek 3.1: Nameranie a zobrazenie pokrytia vlastnosti obvodu pomocou nastroja Model-
Sim.

K uvedenym hodnotam je potrebné zmienit este niekolko faktov. Pocet vygenerovanych
vstupnych vektorov, ako aj samotné vektory sa mozu vyrazne lisit v zdvislosti od nastave-
nych parametrov generatoru pseudondhodnych ¢isel (napr. seed). Dalsim dolezitym faktom
je vysledok velkosti redundancie, ktory je ¢isto teoreticky a preto odpovedajica redukcia
poctu vstupnych vektorov nemusi byt redlne dosiahnuteln4.

3.2 Evoluény algoritmus pre optimalizaciu regresnych testov

Tato podkapitola sa venuje analyze a zdévodneniu, pre¢o maju evoluéné algoritmy po-
tencidl byt vhodné pre optimaliziciu sady regresnych testov ziskanych z procesu funké¢nej
verifikacie.

Problém optimalizacie sady regresnych testov ziskanych z procesu funkcénej verifikacie
je NP-tuplny problém [3], ktorého rieSeniu sa venuje uz niekolko publikacii. V niektorych
z tychto publikécii, napriklad [3], sa uvedeny problém oznacuje ako problém mnoziny po-
krytia (angl. Set-Covering Problem). V literature je taktiez mozné najst niekolko metéd na-
vrhnutych pre riesenie tohto problému. Medzi navrhované riesenia patria napriklad: metédy
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greedy, LP relaxacie (angl. LP relazations), spatna eliminacia (angl. Backward elimination)
[2] a dalsie. Jednotlivé metédy maji rozne vlastnosti a teda rozne vyhody, ale i nevyhody,
ktoré st detailnejSie popisané v nasledujucich odsekoch. PouZitie evolu¢nych algoritmov pre
zadany problém optimalizacie som v literatiire nenasla, no vdaka svojim vlastnostiam mé
Sancu sa metédam z publikécii vyrovnat, ¢i dokonca ich v niektorych pripadoch porazit.

Metdédy greedy [2] navrhuji vytvaranie sady optimalizovanych regresnych testov priamo
pocas behu funkénej verifikicie generujicej neoptimalnu sadu transakcii a to nasledujicim
sposobom. Vzdy, ked pouzitie vygenerovanej transakcie povedie k zvySeniu pokrytia zverifi-
kovanych vlastnosti, je tato transakcia pridana do vytvaranej sady optiméalnych regresnych
testov. Tento spdsob sa vsak javi ako nedostatoény. Problém s metddou greedy je ten,
ze v sucasnych verifikaénych prostrediach je mozné a zaroven vyuzivané nadefinovanie aj
komplexnych bodov pokrytia ako napriklad sekvencie niekolkych transakcii. Beh verifik4-
cie a postupné aplikdcia transakcii za celom zvySovania pokrytia sa dd potom predstavit
ako stavovy automat. Nech je maléd Cast takéhoto automatu zndzornend na obrazku 3.2.
Potom prechody odpovedaji pouzitym transakciam. Stavy graficky reprezentované plnym
kruzkom vyjadruju dosiahnutie bodu pokrytia, tj. pokrytie nejakej naspecifikovanej vlast-
nosti. Cervenou farbou je znazornend mozné cesta automatom. Vidno, Ze automat obsahuje
mnoho hran, ktoré nemenia stav automatu. To znamenad, Ze transakcie spésobujice prechod
takymito hranami st redundantné. Cely automat je velmi komplexny a funkénd verifikicia
ho nepozné. Preto funkénd verifikdcia neposkytuje sposob, ako je mozné pri bodoch pokry-
tia pozostévajucich s viac neZ jednej transakcie, ur¢it presnt postupnost takych transakcii,
ktoré viedli k pokrytiu nejakej vlastnosti. Ziskavanie sady optimélnych regresnych testov
na zaklade popisaného pristupu v [8] sa preto nejavi ako dostacujtce.

bod pokrytia

bod pokrytia

bod pokrytia

Obrazek 3.2: Pokryvanie bodov pokrytia vektormi z funkénej verifikdcie sa dé predstavit
ako prechod koneénym automatom.

Metdéda spitnej eliminécie [3] sa taktiez pre sticasné komplexné verifikované vlastnosti
nejavi ako vyhovujica. Pri tejto metéde v zédkladnej verzii sa v kazdej iteracii ohodnotia
vzniknuté sady regresnych testov po odstraneni kazdého z obsiahnutych vektorov v aktual-
nej sade. Pre sadu regresnych testov obsahujucu n vektorov sa tak urobi aZz n ohodnoteni
v jedinej iteracii, ¢o je vela. Nasledne je odstrdneny ten vektor, ktorého odstrdnenie prine-
sie najlepsie zlepSenie. Prehlad4dvany priestor moZnych rieSeni je obrovsky, pretoze obsahuje
vsetky mozné kombinacie odstranenych a neodstranenych, pripadne inak upravenych vek-
torov pociato¢nej neoptiméalnej sady.
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Velkost prehladévaného priestoru je pre rieSent ilohu optimalizacie sady regresnych tes-
tov ziskanych z funkénej verifikicie problémom u vSetkych algoritmov so systematickym
prehladavanim priestoru. Uvedeny fakt vylucuje radu algoritmov. Ako jedna z potenciélne
vhodnych metdd, ktoré zvladnu velkost prehladdvaného priestoru, sa ponika evolu¢ny algo-
ritmus. Evoluény algoritmus navySe disponuje dal$imi vyhodnymi vlastnostami pre zadany
problém:

e Jednou z poprednych vyhod evolu¢ného algoritmu je jeho univerzalnost. Princip, akym
evolucné algoritmy funguji, nevyzaduje Ziadnu znalost o Specifikovanych a verifikova-
nych vlastnostiach obvodu. Navyse tieto vlastnosti mozu byt aj komplexné a skladat
sa tak napriklad z lubovolne dlhych sekvencii transakcii.

e Vyhodou evoluéného algoritmu je aj sticasné prehladavanie niekolkych vzdialenych
bodov prehladdvaného priestoru moZnych rieseni.

e DalSou z vyhod evoluéného algoritmu je moZnost variabilnych krokov medzi iteraci-
ami, ¢im sa v tomto pripade rozumie vymazanie a zmena niekolkych transakcii naraz.
Mozné st skoky naprie¢ velkou éastou prehladédvaného priestoru rieseni.

Evoluény algoritmus mé tak potencial najst dostatoéne optimdlne rieSenie rychlo a to
za cenu, Ze toto najdené rieSenie nebude globdlnym extrémom v rédmci celého prehladéava-
ného priestoru. To vSak nevadi, je potrebné najst vhodny kompromis medzi optimalnostou
néjdeného rieSenia a ¢asovou naro¢nostou jeho hladania.

Analyzované vyhody evoluéného algoritmu pre optimalizaciu sady regresnych testov
ziskanych z procesu funkénej verifikicie si odvodené na zéklade teoretickych poznatkov
v kapitole 2.3. ZvySok prace sa venuje navrhu, implementéacii a naslednému overeniu vhod-
nosti evoluénych algoritmov pre rieseny problém.
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Kapitola 4

Zakladny navrh riesenia

Navrhované optimalizacné prostredie sa sklada z nasledujtcich troch casti:

1. evolu¢ny algoritmus,
2. automatizacia testov,

3. verifika¢né prostredie podla UVM.

Zakladny princip procesu optimalizacie prebiehajiceho v navrhnutom optimaliza¢nom
prostredi je nasledovny. Z verifika¢ného prostredia sa ziska zoznam vstupnych transakcii,
ktory spliia pozadované pokrytie $pecifikovanych vlastnosti hardvérového obvodu. Ziskany
zoznam transakcii je vSak vysoko redundantny. Cielom implementovanych evoluénych algo-
ritmov je skratif ziskany zoznam vstupnych transakcii tak, aby bol ¢o najkratsi a pokrytie
vlastnosti sa nezmensilo. Meranie zachovania ¢i zmensenia pokrytia zoznamu transakcii po
jeho redukcii evoluénym algoritmom je realizované pomocou existujiuceho verifika¢ného pro-
stredia. Funkcionalita merania pokrytia vlastnosti je vo verifikaénom prostredi uz zahrnuta
a to primarne pre int ulohu, ktorou je meranie pokrytia transakcii generovanych verifikac-
nym prostredim v aktudlnom behu verifikacie. Je vsak potencidlne mozné tato funkcionalitu
merania pokrytia vyuzit aj pre dalSie U¢ely ako je napriklad pozadované zmeranie pokrytia
zoznamu transakcii vygenerovanych externym programom akym je aj evoluény algoritmus.
Zvysok kapitoly podrobnejsie popisuje vSetky tri casti optimalizacného prostredia, kazdému
venuje jednu podkapitolu.

4.1 Evoluény algoritmus

Prvou ¢astou optimalizaéného prostredia je evoluény algoritmus. Otazkou, ktor si treba
polozit ako prva pri navrhu evoluéného algoritmu je, aky typ evolucného algoritmu je
vhodné pouzit. V podkapitole teoretického tivodu tykajicej sa evoluénych algoritmov 2.3,
boli popisané rézne typy:

e genetické algoritmy,
e genetické programovanie,
e evolucné stratégie,

e evolu¢né programovanie.
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Uvedené druhy evolu¢nych algoritmov sa od seba vzajomne lisia napriklad:
e velkostou populécie,
e vyuzivanim genetickej operacie kriZenia,
e vyuzivanim dalsich $pecidlnych genetickych operacii,

e samo-adaptéciou, inymi slovami premenlivymi pravdepodobnostami genetickych ope-
racii,

e reprezenticiou jedincov, napr.: spustitelné stromové Strukttry, vektor readlnych para-
metrov,

e vyuzivanie Gaussovho rozlozenia pre genetické operacie.

Pre ucely tejto diplomovej prace boli z uvedenych typov evoluénych algoritmov zvolené
genetické algoritmy a to na zdklade analyzovania a porovnania vzajomnych odlisnosti jed-
notlivych druhov evoluénych algoritmov. Porovnanim odlisnosti moézeme napriklad vylucit
genetické programovanie pretoZe reprezentuje jedincov ako spustitelné stromové Struktury
a evolucné stratégie reprezentujice jedincov ako vektor readlnych c¢isel v kombinéacii s vyu-
zivanim Gaussovho rozloZenia pre genetické operacie.

Dalsie odlisnosti, ktoré treba zvazit st velkost populdcie, vyuzivanie operécie krizenia ¢
pouzivanie samo-adaptacie. Genetické algoritmy v svojej zakladnej verzii vyuzivaju krizenie
a mutéciu, pracuju s lubovolnou ale konStantnou velkostou populdcie, ale nepodporuji
samo-adapticiu. Pomocou nastavitelnych parametrov a pripadného dodato¢ného rozsirenia
je vSak do uréitej miery mozné genetickym algoritmom simulovat aj niektoré koncepty
evolu¢ného programovania a evoluénych stratégii, ktoré sa viac opieraju o mutéciu. Preto
sa genetické algoritmy pre rieSeny problém optimalizcie sady regresnych testov javia byt
najviac vhodné, aj ked v zdkladnom koncepte nie dokonalé.

Vybrany druh evoluénych algoritmov - genetické algoritmy existuju v niekolkych vyle-
pSeniach, pre prvotné rieSenie tlohy redukcie poctu testovacich vektorov regresnych testov
sa vSak pouzije najzakladnejsi geneticky algoritmus, ktorého princip bol popisany pomocou
diagramu 2.7 v podkapitole 2.3.1. Pri ndvrhu genetického algoritmu pre tcely optimalizécie
sady regresnych testov vSak treba Celif zdsadnému problému. Ten spoéiva v roznej dlzke
chromozémov vyplyvajicej zo snahy o ich skracovanie, ¢o pre genetické algoritmy nie je
typické. Na skracovanie dlzky chromozémov je potrebné prihliadat pri navrhovani procesu
mutécie a krizenia, kde je nutné existujuce pristupy prisposobit. Navrhovany GA potom
vyzera nasledovne:

Kandidatne riesSenie, jedinec: sklada sa zo sady vstupnych transakcii pre DUT.
Chromozoém: sekvencia transakeii.

Pociatoéné kandidatne riesenie: nie je vygenerované ndhodne, ale je ziskavané z fun-
kénej verifikacie ako sekvencia vstupnych transakcii pre DUT dosahujuca pokrytie
vybranych vlastnosti 100 %.

Mutacia: je navrhovand dvomi sposobmi:

1. vypustenie niektorej z transakcii jedinca,

2. vzajomna vymena poradia dvoch transakcii v rdmci chromozdému jedinca.
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KriZenie: je mozné aplikovat zname pristupy ako napriklad jednobodové ¢ uniformné
krizenie. Avsak moznost zmeny dlzky chromozémov umoziiuje realizovat aj vieobec-
nejsi pristup a to taky, pri ktorom st medzi dvomi jedincami zamenené bloky trans-
akcii réznej dlzky a rézneho umiestnenia v ramci chromozému. Priklad uvedeného
vSeobecného kriZenia chromozémov X a Y, kde vznikni nové dva chromozémy X'
a Y’ je nasledujuci:

X coio?joduied oSl Y i ud|odfes X oto?odebol Y vdodetuded

J

Pri¢om v; oznacuje j-tu transakciu i-teho chromozému.

Fitness funkcia: vhodne kombinuje pokrytie a pocet transakcii obsiahnutych v jedincovi.
Navrhovana fitness funkcia vrati pocet obsiahnutych transakcii za predpokladu, Ze
jedinec splituje pokrytie 100 % $pecifikovanych vlastnosti. Co implikuje, Ze hodnota
fitness je nepriamotimern4 s optimalnostou jedinca. Pri nesplneni pokrytia vrati fitness
funkcia najhorsiu mozna hodnotu.

Podmienka ukonéenia vypoétu: dlhodobé stagnicia ohodnotenia jedincov, pretoze nie
je mozné inak uréit mieru optimalnosti vysledného rieSenia. Pre moZnosti experimen-
tovania je taktieZ navrhovand moznost ukoncenia vypoctu po prevedeni nastavitelného
poctu iteracii genetického algoritmu.

Vymenované Specifikd navrhovaného algoritmu st spdtne premietnuté do zakladného
genetického algoritmu. Vzniknuty algoritmus je pre prehladnost zndzorneny graficky a to
na obrazku 4.1. Vyvojovy diagram popisujuci princip zakladného genetického algoritmu,
ktory uz bolo mozné vidiet kapitole venujicej sa tedrii ohladne genetickych algoritmov, je
obohateny stru¢nymi poznamkami priradujicimi navrhované Specifika.

Po namerani Gspesnosti navrhovanej zdkladnej verzie genetického algoritmu je podla
dosiahnutych vysledkov mozné pokracovat nejakym vylepSenim tohto algoritmu, napriklad
Upravou na ostrovny algoritmus. Aktualne vsak nie si zndme vyhody a nedostatky navr-
hovaného rieSenia a tak je tazké urcit, kam by mali smerovat dalsie vylepSenia.

4.2 Automatizacia testov

Druhou stucastou optimaliza¢ného prostredia je automatizicia testov. T4 je potrebnd z na-
sledujiceho dovodu. Ako uz bolo naznacené, pri genetickych algoritmoch je nutné celit
otézke spravneho nastavenia parametrov algoritmu. Obecne maju genetické algoritmy velky
pocet nastavitelnych parametrov. Medzi nastavitelné parametre patria napriklad pravde-
podobnost mutdcie a kriZenia, ako aj ktory algoritmus selekcie, krizenia a mutdcie sa mé
pouzit. KedZe vSak neexistuje sposob, ako je mozné jednoznacne urcit najlepSie nastave-
nie tychto parametrov, je spréavne nastavenie zistované empriricky, ¢o obvykle znamenéa
velky pocet testov. Testovanie moze byt zdlhavé a pracné, preto je potreba ho ¢o najviac
zjednodusit.

4.3 Verifika¢né prostredie UVM

Poslednou stcastou optimalizaéného prostredia je verifika¢né prostredie. Verifikacné pro-
stredie UVM je pre ttto diplomovt pracu uz pripravené dopredu tak, ze poskytuje beznu
funkcionalitu. K poskytovanej funkcionalite patri okrem iného aj:
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redundantné sekvencie transakcii z funkénej verifikacie
overujuce 100% vlastnosti

......

: \=
&

1. pocet transakcii pri overeni 100% vlastnosti

> ohodnotenie 2. maxmalna mozna hodnota pri overeni <100% vlastnosti

1. dlhodobé nezlepSovanie

vysledku
koniec 2. dosiahnutie maximalneho
povoleného poctu iteracii

splnena
ukoncovacia
podmienka

selekcia <:| turnaj, ruleta (podl'a ohodnotenia, poradia)
KriZeni vymenit’ dve rozne dlhé a umiestnené subsekvencie transakcii
rizenie ; oL .
medzi dvomi jedincami
mutacia 1. vymazat’ jedincovi transakciu
2. vymenit’ poradie dvoch transakcii v rdmci jedinca

Obrazek 4.1: Navrhovany geneticky algoritmus.

e generovanie pseudondhodnych transakcii,
e meranie pokrytia.

Aby bolo mozné pouzif verifika¢né prostredie v optimaliza¢nom prostredi, treba k nemu
navy$Se doimplementovat dve pridané funkcie:

e Pre ucely generovania podiato¢nej populacie je potrebné doprogramovat vygene-
rovanie sekvencie transakcii pokryvajucej presne 100 % vlastnosti a poskytnutie tejto
sekvencie transakcii externému programu, konkrétne genetickému algoritmu.

e Dalej, ako uz bolo uvedené v predoslom texte, sa funkéna verifikicia pouZije pre
ucely merania fitness. Preto je potrebné, aby verifika¢né prostredie taktiez dokézalo
nacitat dopredu pripravent sekvenciu transakcii, zmeralo pokrytie tejto sekvencie
a nasledne poskytlo vysledok genetickému algoritmu.

Pri popisovani verifika¢ného prostredia je este ddlezité zmienit, Ze za hardvérovy obvod,
na ktorom mé prebiehat verifikdcia a vyvoj aplikdcie evoluénych algoritmov bola zvolena
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ALU. Vyber konkrétneho obvodu neovplyvni ziadnu int ¢ast optimaliza¢ného prostredia,
tj. ani geneticky algoritmus, ani automatizac¢ny test. Ostatné ¢asti optimaliza¢ného prostre-
dia st teda plne nezavislé na pouzitom hardvérovom obvode —a teda univerzalne. Pouzitie
konkrétneho obvodu poslizi k otestovaniu spravnosti implementacie a zmeraniu tispesnosti
optimaliza¢ného procesu.

4.4 Suhrn

Tato podkapitola popisuje interakciu jednotlivych ¢asti optimaliza¢ného prostredia medzi
sebou. Ako uz bolo uvedené, optimalizacné prostredie sa skladéd z troch Casti a to verifi-
kac¢ného prostredia, genetického algoritmu a automatizacie testov. Nasledujuci text tejto
podkapity sa najskér zameriava na spolupracu verifikaéného prostredia a genetického algo-
ritmu. Nésledne je popisany vzfah automatizacie testov k ostatnym c¢astiam optimalizac-
ného prostredia a celkovy pohlad na vsetky komunikujice ¢asti optimaliza¢ného prostredia.

y
uvm_env
DUT
body pokrytia
ModelSim
input_vectors.txt
|op|A|B|...|
> LTIl TPl [ -

Obrazek 4.2: Interakcia verifikacného prostredia a genetického algoritmu.

7 textu v predoslych podkapitolach vyplyva, Zze okamzita interakcia verifika¢ného pro-
stredia a gentického algoritmu je nevyhnutna. A to z dévodu Castého merania fitness, kde
je geneticky algoritmus nuteny ¢akat na vysledok od funkénej verifikdcie. Na obrazku 4.2
je zobrazeny popisovany princip interakcie verifika¢ného prostredia znazorneného ¢iernou
farbou a genetického algoritmu znazorneného c¢ervenou. Obrazok ukazuje pociatok behu
optimaliza¢ného procesu, kde dochadza ku generovaniu sekvencie transakcii verifika¢nym
prostredim. Generovana sekvencia transakcii vzdy spliia 100 % pokrytie, ale je vysoko re-
dundantna. Na obrazku je tato sekvencia zapisané verifikaénym prostredim do suboru, od-
kial si ju moze geneticky algoritmus precitat. Uvedend sekvencia transakcii je dalej pouzita
genetickym algoritmom ako jeden jedinec pociato¢nej populédcie. Na jedincov st nésledne
aplikované genetické operacie krizenia a mutéacie, ¢o ma za nasledok vymenu alebo vyma-
zanie niektorych transakcii. Vznik4 tak novy jedinec, ktorého fitness treba zistit. Pre tento
ucel je jedinec predany verifikaénému prostrediu, ktoré ho chape ako novi sekvenciu trans-
akcii. Geneticky algoritmus postupne iteruje a nachadza tak stéle lepsich jedincov (riesenia
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problému), ¢o znamend kratSie a teda menej redundantné sekvencie transakcii splitujtce
pokrytie. Uvedeny princip a implementac¢né detaily st podrobnejSie rozpisané v kapitole 5.

N

verifikacné

verifikacné

verifikacné

prostredie verifikacné

prostredie

generovanie
pociatoCnej
populacie

verifikacné

—B prostredie

verifikacné

> automatizacia

verifikacné
testov

prostredie

verifikacné

niekol'’ko behov
optimalizacie
S roznymi
parametrami

Zolusny
B N

evolucény
algoritmus

verifikacné

| fika&nd prostredie

verifikacné

optimalizacia
sady regresnych
testov

verifikacné
verifikacné
verifikacné

verifikacné
prostredie

meranie fitness

optimalizacné prostredie

Obrézek 4.3: Uceleny pohlad na fungovanie optimaliza¢ného prostredia.

Ku popisovanému genetickému algoritmu s verifikaénym prostredim treba pre vytvo-
renie uceleného optimaliza¢ného prostredia pridat eSte posledni ¢ast - automatizaciu tes-
tov. V optimaliza¢nom prostredi je pomocou automatizacie testov jednoducho spustenych
niekolko behov genetického algoritmu sekvencne a to s odliSnym nastavenim parametrov.
VyskuSanie viacerych nastaveni parametrov je nutné z dévodu empirického zistovania ich
najlepsieho nastavenia. Vysledkom kazdého genetického algoritmu je do urcitej miery op-
timalizovana sekvencia transakcii a teda do urcitej miery optimalizované regresné testy.
Parametre genetického algoritmu, ktory vytvoril najviac optimalne riesenie, si povazované
za najlepsie. Celkovy pohlad na interakciu vSetkych casti optimalizaéného prostredia je
znazorneny na obrazku 4.3. Celému behu optimalizdcie predchadza vygenerovanie pocia-
tocnej populécie verifikaénym prostredim. Nésledné optimalizacia pozostava z behu auto-
matizovanych testov. Spusta sa tak niekolko genetickych algoritmov s odlisnym nastavenim
parametrov. Kazdy geneticky algoritmus poc¢as svojho behu velakrat spusti celt verifikdciu
a Caka na jej ukoncenie z dévodu vyhodnocovania fitness niektorého jedinca.
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Kapitola 5

Navrh a implementacia

Prvou tlohou implementécie, ktort je potrebné vyriesit pred samotnou implementéciou jed-
notlivych troch cGasti verifikaéného prostredia (geneticky algoritmus, verifikaéné prostredie
a automatizacia testov) je rozhodnuf, akym sposobom bude realizovana interakcia medzi
tymito tromi ¢astami. Pricom treba zvazit, ze verifika¢né prostredie a geneticky algoritmus
st podla zadania programy v jazyku SystemVerilog a automatizacia testov je bash skript.

Volanie genetického algoritmu automatiza¢nym prostredim, ako aj volanie verifikacného
prostredia genetickym algoritmom je realizované systémovym volanim, pri¢om v jazyku
SystemVerilog k tomuto tucelu slazi prikaz $system().

Predévanie parametrov a vysledkov je implementované pomocou zapisu a ¢itania zo
suboru. Tento sp6sob je sice pomalsi, ma vSak aj svoje vyhody. Vyhodami su, Ze je tak
umoZnené predavat vela dat, ¢o je napriklad pre preddvanie jedinca s niekolko tisicom
transakcii potrebné. Druhou vyhodou je univerzélnost pre niekolko opera¢nych systémov.

Realizacia, ktord moze Citatela napadnitf a ktord by priniesla ako zjednodusSenie, tak
zrychlenie interakcie je zlic¢enie evoluéného algoritmu a verifikacného prostredia do jedného
programu. Takéto alternativa vSak nie je realizovatelné, pretoze beh verifikacie v ModelSime
neumoznuje nulovanie pokrytia a opatovné vyhodnocovanie pokrytia pocas svojho behu. To
je vSak potrebné pre opakované vyhodnocovanie fitness jedincov. Kazdé pocitanie fitness
tak vyzaduje vlastny beh.

Po definovani rozhrania pre komunikiciu s ostatnymi ¢astami optimaliza¢ného pro-
stredia implementécia pokracuje programovanim jednotlivych troch ¢asti tohto prostredia:
verifika¢ného prostredia, automatizacie testov a genetického algoritmu.

5.1 Verifika¢né prostredie

Pre Gcely tejto diplomovej prace je poskytnuté verifikacné prostredie ALU v UVM s beznou
funkcionalitou poskytujicou generovanie pseudonahodnych transakcii a meranie pokrytia
vygenerovanych transakcii. Aby mohlo byt verifikac¢né prostredie navySe vyuzivané ako
generator pociatocnej populacie, alebo ako prostriedok pre meranie fitness, treba beznu
funkcionalitu rozsirit. Je vhodné, aby zasahy do verifika¢ného prostredia boli ¢o najmensie
za ucelom jednoduchosti pripadného budiiceho vyuzivania v praxi.

Implementovanou novinkou, ktora sa u verifika¢nych prostredi nepouziva je nadefino-
vanie niekolkych médov behu prostredia. Pricom kazdy mdéd odpoved4 urditému spravaniu
a ulohe, ktort mé aktualne prostredie vyriesit. Bezne verifika¢né prostredie plni len jednu
ulohu, ktorou je zverifikovanie zadaného hardvérového obvodu. Verifikacné prostredie po
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implementovanej iprave poskytuje na vyber aspon dva mdédy behu verifikacie:
1. CHROMOSOME_GENERATON pre vygenerovanie jedného jedinca pociatocnej populacie,

2. COVERAGE_MEASUREMENT pre meranie a poskytnutie fitness jedinca nacitaného zo su-
boru.

Pri¢om prepnutie potrebného médu urobi uzivatel jednoducho a to nastavenim parametru
MODE v konfiguraénom stibore test_parameters.sv. Dalsie odseky sa podrobnejsie venuju
implementécii oboch médov.

Hlavn4a tloha médu CHROMOSOME_GENERATON je vygenerovat do siboru sekvenciu trans-
akcii s pokrytim 100 %. Verifika¢né prostredie tak treba rozsirit o:

e zapis kazdej vygenerovanej transakcie do stiboru,

e zistovanie pokrytia doposial vygenerovanych transakcii aby generovani jedinci spliiali
pokrytie vlastnosti 100 %,

e manipulaciu so sibormi.

Navyse je vhodné doimplementovat tito funkcionalitu pri minimalnych zésahoch do po-
vodného kédu. Pre implementéciu vsetkych rozsirend staci tprava jedinej triedy a to triedy
definujicej vstupni sekvenciu transakcii (rozsiruje uvm_sequence). V pripade poskytnutého
verifika¢ného prostredia sa jedna o stibor /transaction_sequence.svh. Dalej je potrebné
poznat fazy UVM a teda poradie vykondvania metéd a tloh vo verifikaénom prostredi
UVM. Co sa tyka konkrétnych zmien, st nasledovne. V task body, ¢o je tloha ktora sa
stard o generovanie transakcii, treba rozsirit ukonéovaciu podmienku generovania transakcii
o ukondenie generovania v pripade dosiahnutia pokrytia vlastnosti 100 %. Zistenie pokry-
tia sa realizuje jednoducho a to volanim vstavanej funkcie $get_coverage(). V povodnej
verzii bolo uréenie poc¢tu transakcii, ktoré splnia pokrytie ponechané na odhad uzivatela,
¢o je nepresné a nepohodlné. Navyse ukondenie sekvencie transakcii hned po nadobudnuti
pozadovaného pokrytia zaru¢i najminimalnejSiu sekvenciu transakcii, ktora je verifika¢né
prostredie schopné pri uréitom nastaveni generdtorov ndhodnych ¢isel vygenerovat. To sa
hodi pre presnost neskorsieho vipoétu tspesnosti genetického algoritmu. Dalej, zapis novo
vygenerovanej transakcie do stitboru, sa riesi taktiez v task body. Kéd zapisu do stiboru sa
umiestni do cyklu generovania transakcii za vygenerovanie transakcie. Otvorenie a zatvore-
nie siboru pre zapis generovanych transakcii sa vykonaju v tlohach task pre_body, resp.
task post_body, ktoré predchadzaji, resp. nasleduji po procese samotnej generacie trans-
akcii a verifikdcii obvodu. MozZnosti, ako sa d4 implementovat méd CHROMOSOME_GENERATON
je niekolko, implementované rieSenie m4 vSak oproti ostatnym tak( prednost, Ze mu staci
editovanie jediného stiboru, ¢o prinasa uz spominani vyhodu jednoduchosti pouzivania kon-
ceptu. Pre pohodlnejsie generovanie jedincov uvodnej populacie je vytvoreny bash skript
generate_candidate.sh

Implementacia médu COVERAGE_MEASUREMENT prindsa editaciu rovnakého stiboru ako
mod CHROMOSOME_GENERATON. Myslienka je ta, ze sa v hlavnom generac¢nom cykle transak-
cii v task body na vytvorenie kazdej transakcie nezavola generator pseudonahodnych ¢isel,
ale jedno c¢itanie zo stiboru, kde st ulozené vsetky transakcie. Jedna iteracia tak nacita
jednu transakciu namiesto vygenerovania jednej transakcie. Ukoncovacia podmienka gene-
ra¢ného cyklu je pozmenend z vyhovujiceho pokrytia, na precitanie celého stiboru. Dalej
task pre_body a task post_body su opit rozsirené o otvaranie a zatvaranie potrebnych
suborov, ktoré su v tomto pripade stibor s ulozenou sekvenciou transakcii, ktorej pokrytie
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treba zmerat a stibor pre zapisanie vysledku, ktorym je pokrytie sekvencie transakcii z pr-
vého stiboru. Okrem toho sa v task post_body zisti a zapiSe dosiahnuté pokrytie spraco-
vavanej sekvencie transakcii pomocou $get_coverage () do zatvaraného siboru. Délezitym
pridavkom je volanie prikazu $finish () na konci verifikacie. Tento prikaz spésobi vypnutie
ModelSimu, ¢o je pre ucely velakrat opakovaného vypoctu fitness v rdmci jedného gene-
tického algoritmu doélezité, aby neostalo zbyto¢ne bezaf niekolko po vypocte pokrytia uz
nepotrebnych verifikacnych prostredi. Jedno z moZnych vhodnych umiestneni volania tohto
prikazu je do report_phase vo verifikacnej komponente triedy uvm_scoreboard za vypis
Statistik verifikacie alebo aj do task post_body v uvm_sequence.

Celé verifikané prostredie okrem komponenty so vstupnou sekvenciou transakcii, tj.
komponenty typu uvm_sequence je odtienené od znalosti médov verifika¢ného prostredia.
To prindsa jednoduchost rozsirenia bezného UVM verifikaéného prostredia na prostredie
potrebné pre geneticky algoritmus.

5.2 Automatizacia testov

Myslienka automatizacie testov je ta, ze beh genetického algoritmu obvykle trva dlho a doba
jeho behu sa dopredu tazko odhaduje. Zaroven o genetickych algoritmoch obecne plati, ze
ich treba nechaf prebehnif niekolkokréat a s roznymi nastaveniami parametrov pre zistenie
optimalneho nastavenia tychto parametrov. UZivatelovi by sa tak oplatilo pustit niekolko
testov naraz a aZ pokym vSetky nedobehnl sa o ne nestarat. Automatizacia testov je bash
skript tests.sh, ktory postupne sekvenc¢ne spusti niekolko genetickych algoritmov, kazdy
s osobitnymi parametrami nadefinovanymi uzivatelom dopredu.

Realizdcia a pouzivanie automatizacie testov je také, Ze uzivatel si do nastaveného adre-
séra nahra patriény pocet Tubovolne pomenovanych konfiguraénych stiborov pre geneticky
algoritmus. Konfiguracny stbor obsahuje vSetky nastavitelné parametre genetického algo-
ritmu ako napriklad velkost populdcie, pravdepodobnost mutécie, cesta k adresidru s podi-
atoénymi jedincami, atd. PresnejSie je tento sibor popisany v prilohe A. Automatizacény
skript potom sekvencne pre kazdy sibor v danom adresari spusti geneticky algoritmus
a ulozi vhodne pomenované a prehladne zapisané vysledky na Specifikované miesto.

5.3 Zakladny geneticky algoritmus

Tato podkapitola sa venuje popisu implementéacie zdkladného genetického algoritmu. Popis
zacina opisom jedinca, ktory reprezentuje mozné riesenia problému. Od popisu jedinca sa
v tejto podkapitole nasledne odrazaju opisy ostatnych suvisiacich pojmov a to postupne
populacia ako skupina jedincov, genetické operacie manipulujice s jedincom za tcelom
vytvorenia nového lepsieho jedinca a tak isto metddy selekcie uprednostiiujiice kvalitnejsich
jedincov.

Jedinec genetického algoritmu, taktiez oznacovany ako kandidatne rieSenie, ako uz néa-
zov napoveda, reprezentuje nejaké jedno mozné riesenie problému. V genetickom algoritme
vytvaranom v ramci tejto diplomovej prace je jedinec reprezentovany ako sekvencia vstup-
nych transakcii pre funkéné verifikovanie hardvérového obvodu ALU. Grafické znazornenie
struktary jedinca ako sekvencie transakcii je zobrazené na obrazku 5.1. Transakcie majua
presne dany heterogénny format. V pripade pouzitej ALU sa polozky vstupnej transakcie
su nasledovné:

e vyber operacie,
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e operand A,

e selekény signal operandu B rozhodujici medzi pouzitim hodnoty z registru, z paméti
alebo bezprostrednej,

e operand B v registri,
e operand B v pamiti,
e bezprostredne adresovany operand B,
e aktivaény signal,
e oneskorenie medzi transakciami.
Polozkami vystupnej transakcie si:
e vysledok operacie, ktory je reakciou na vstupné transakcie.

Samotné sekvencie st potom homogénne, pretoZe sa skladaji len z jedného druhu vstupnych
transakcii, ktorych je v8ak variabilny pocet. Cela reprezentacia jedinca tak vytvara kolekciu
struktar, ktord si so sebou moZe niest eSte navySe nejaké metainformaécie, ako napriklad
fitness hodnota.

lop[ A B]...|

Obréazek 5.1: Jedinec ako sekvencia transakcii.

Co sa tyka samotnej implementécie popisovanej reprezentacie jedinca, jedinec je im-
plementovany ako objekt triedy jedinec v sibore jedinec.sv. Ako atributy si jedinec so
sebou nesie:

e sekvenciu transakeii,
e hodnotu fitness.
V ramci metdd st implementované:
e inicializacia,
e hlboké kopia,
e VYpis,
e vypocet fitness.

Tie zaujimavejSie z uvedenych atribitov a metéd st popisané v niekolkych najbliZsich od-
sekoch. Ako prvé, sekvencia transakcii je implementovana vyuzitim datového typu queue.
queue [18] sa z ostatnych datovych typov podobé najviac na spdjany zoznam, pretoze ob-
sahuje zoznam elementov, pricom dlzka tohto zoznamu méze narastaf, ¢i sa zmensovat.
Elementy mozu byt vkladané a mazané nie len na pociatku a konci zoznamu, ale na Iubo-
volnom mieste, ¢o sa pre implementovany geneticky algoritmus velmi hodi. Element pritom
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odpovedé jednej transakcii. Okrem uvedeného, queue taktiez disponuje dalSou pre tuto
pracu uzitoénou funkcionalitu a to vyhladévanie a radenie (angl. sort) elementov. queue
tak zachovéva univerzéalnost spajaného zoznamu, no je ovela efektivnejsia a rychlajsia, pri
velkom poc¢te operacii zachovava rychlost pola fixnej dizky. Pre svoje §iroké spektrum vy-
hodnej funkcionality, univerzalnost a rychlost bol datovy typ queue zvoleny na reprezentaciu
sekvencie transakcii jedinca v ramci tejto diplomovej prace.

Dalsim a taktiez zaujimavym atribtitom triedy jedinec je hodnota fitness. Hodnota fit-
ness je v tejto realizacii genetického algoritmu pocitana rovno pri vytvarani jedinca a ucho-
vavand po celt dobu jeho existencie ako atribat, ¢o mé niekolko vyhod. Hodnota fitness
jedného jedinca je pozadovand za jeho Zivot niekolkokrat. Vypocet fitness je vSak casovo
vysoko naroc¢ny, pretoze vold beh a vyhodnotenie celej funkénej verifikacie. Preto sa viac
oplati si tito hodnotu spoditat len raz a uchovat. Poéitanie hodnoty fitness hned pri vytva-
rani jedinca je taktiez dolezité, z dévodov zlepSenia vlastnosti algoritmu. Podrobnejsi popis
¢itatel ndjde v neskorgich podkapitolach.

Jednou z dvoch blizsie popisanych metdd je inicializcia jedinca, ktora sa postara o vy-
tvorenie jedného z jedincov pociatocnej populécie. V ramci tejto metddy je nacitana sekven-
cia transakcii a nasledne je v ramci inicializacie spo¢itand uz spominand fitness. Transakcie
st nacitané zo suboru, v ktorom st zapisané v presne danom formate. Nazov a cesta k si-
boru st predéavané metéde parametrom. Nacitana sekvencia transakcii bola pre geneticky
algoritmus vytvorend a do siboru zapisana verifikaénym prostredim a od tejto sekvencie je
ocakavané, i ked pre fungovanie algoritmu nie nevyhnutné, Ze ma pokrytie Specifikovanych
vlastnosti 100 %.

Druhou délezitou metédou je vypocet fitness. Funkcia fitness je zdlhavym vyhodno-
covacim procesom, pocas ktorého sa vola funkéna verifikicia pre ucel zistenia pokrytia
Specifikdciou danych vlastnosti. Aj ked fitness funkcia spada do témy tejto podkapitoly, pre
jej zlozitost je jej vSak venovand neskor osobitné podkapitola, kde je rozobratd detailnejsie.

V tomto bode je eSte vhodné uviest priklad nejakych moznych Specifikiciou danych
a tym padom verifikovanych vlastnosti, kedze ¢itatela sprevadzaju celou pracou. Navyse je
dobré tieto vlastnosti demonstrovat na konkrétnych rozhraniach DUT, ktoré boli uvedené
v tejto podkapitole. Prikladom verifikovanych vlastnosti mozu byt:

e overenie spravneho vysledku operdcie s¢itania pri Iubovolnom nastaveni ostatnych
parametrov,

e overenie spravneho vysledku operécie s¢itania pre nejakt konkrétnu okrajovi hodnotu
oboch operandov, napriklad nulu,

e overenie spravneho vysledku dvoch po sebe nasledujicich operdcidch séitania pri Iu-
bovolnom nastaveni ostatnych parametrov,

e overenie spravneho vysledku dvoch po sebe nasledujicich operdcidch séitania pri Iu-
bovolnom nastaveni ostatnych parametrov,

e overenie ¢i bola niekedy ako operand B vyuzita hodnota v paméti a zaroven vysledok
musi byt sprévny,

e overenie ¢i bola niekedy ako vysledok generovana maximalna mozna hodnota vysledku
a zaroven je tento vysledok spravny.

Ako vidno, niektoré vlastnosti st zélezitostou jednej transakcie, iné potrebuju napriklad
presne zoradenych niekolko transakcii po sebe. Na zdklade toho, kolko zo Specifikovanych
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vlastnosti bolo verifikovanych vrati verifika¢né prostredie pokrytie v percentach. Pri pokryti
vlastnosti 100 % a vSetkych vysledkoch spravnych je obvod povaZovany za spravny.

Dalsim délezitym pojmom genetickych algoritmov je populécia. Populdcia je mnozina
jedincov. Tato mnozina ma obvykle konstantnt dlzku. Jedinci populécie sa menia kazdou
iteraciou a mali by sa stdle viac pribliZovat glob4dlnemu optimu rieSenia zadaného problému.
V tejto diplomovej praci je populdcia implementovana ako pole konstantnej dlzky, ktorého
prvky st referenciami na objekty triedy jedinec. Podla popisu genetického algoritmu v lite-
rattre, s kazdou iteraciou, resp. generaciou, genetického algoritmu stard populaciu jedincov
¢iastocne, ¢ aplne nahradi nova populacia. Co sa tyka implementovanej realizacie, pole
referencii na jedincov sa zachové, samotné referencie sa vSak medzi iteraciami menia, a od-
kazuja len na aktualnych jedincov. Zo starsich jedincov sa vSak uchovéva referencia aspon
na jedného a to v bo¢nej premenne;j sliziacej pre zachovanie najlepsSieho doposial ndjdeného
rieSenia.

Popisované a implementovand populécia poskytuje uzivatelovi niekolko moznosti nasta-
veni parametrov genetického algoritmu, ktoré uz boli jemne nacrtnuté v minulom odseku.
Jedn4 sa o nastavenie velkosti populécie, pocet prendSanych jedincov z minulej populécie do
novej (napr. elitizmus) ako aj ktori jedinci byvalej populdcie maji byt preneseni. Pre pre-
nasanie minulych jedincov st pontkané dve moznosti a to prenos najlepsich, alebo prenos
nahodnych jedincov minulej populécie.

Tieto parametre uzivatel ndjde v zdrojovom siibore nastavenia_a konstanty.sv a jednéd
sa konkrétne o parametre:

e POCET_JEDINCOV,
e POCET_MINULYCH_ZACHOVANYCH_JEDINCOV,
e PRENOS_MINULYCH_JEDINCOV.

Podrobnejsi popis uvedenych parametrov vratane prijimanych hodnot je mozné najst v pri-
lohe A, ktora obsahuje zoznam vsetkych nastavitelnych parametrov implementovaného ge-
netického algoritmu.

Dalsou implementovanou zlozkou genetického algoritmu sii genetické operacie muta-
cia a krizenie, ktorych zdrojové kédy st umiestnené v siboroch mutacia.sv a krizenie.sv.
¢o sa tyka mutacie, st navrhnuté a implementované az dva typy, ¢o pre genetické algoritmy
nie je typické. Implementované typy mutacie su:

1. mutacia typu swap, oznacovana taktiez skratene len ako mutacia,
2. mutacia typu delete.

Mutécia typu swap vymeni vzajomné poradie dvoch ndhodnych transakcii vo vnutri jedného
jedinca. Takato mutéacia mé zmysel vzhladom na to, Ze poradie transakcii je pri pokryvani
vlastnosti verifikaciou dolezité. Dolezitost poradia vyplyva z faktu, Ze overenie niektorych
vlastnosti moze vyzadovat napriklad presni sekvenciu po sebe nasledujucich transakcii.
Mutécia typu swap je navrhovand pre len zriedkavé vyuzitie, teda pravdepodobnost apliko-
vania tohto druhu mutédcie by mala byt nizka. Aplikdcia tohto druhu mutdcie moze znizit
pokrytie, alebo naopak pokryt nejaku vlastnost Specifikicie, ktora sa skladd z viacerych
transakcii, ¢o vsak nie je primarnou funkcionalitou algoritmu. Primarnou funkcionalitou je
znizovanie poctu transakcii, ¢o mutacia typu swap nedokaze.

Mutécia typu delete naopak vymazava urcity pocet transakcii z daného jedinca. Je
to tak jeden z dvoch zakladnych nastrojov pre optimaliziciu, ktorou sa v tomto pripade
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rozumie redukcia poctu transakcii pri zachovani pokrytia. Z uvedeného dévodu by mala
byt pravdepodobnost tohto druhu mutécie vysokd. Vysokd pravdepodobnost mutédcie pre
klasické genetické algoritmy nie je typicka, zato s takymto konceptom sa moZeme stret-
nut napriklad pri evolu¢nych stratégidch. Pre tcely tejto diplomovej prace sa vsak vysoka
pravdepodobnost mutécie popisovaného typu hodi, a preto sa tento koncept z evoluénych
stratégii preberie. Podrobnejsie, implementovany princip tohto typu mutécie je nasledovny.
Nech je pravdepodobnost mutéacie typu delete p; = x. Pri samotnej mutécii je potom kazda
transakcia vymazand s pravdepodobnostou x. Potom je po aplikovani tohto druhu mutécie
na jedinca chromozém jedinca skrateny o priblizne x % transakcii.

Jazyk System Vderilog poskytuje pre implementaciu oboch navrhnutych druhov muté-
cie vyhodné prostriedky, ktoré pri ich vyuziti implementaciu vyrazne zjednodusia. Datovy
typ queue, v tejto diplomovej praci vyuzivany pre ulozenie jedincovej sekvencie transakcii,
pontka prostriedky pre uzivatelsky privetivé mazanie a vkladanie elementov (transakcii) na
Tubovolné miesto v sekvencii. Dalsim vyhodnym prostriedkom je generator pseudondhod-
nych &isel, ktory je v jazyku System Verilog na dobrej tirovni vzhladom na to, Ze generova-
nie pseudondhodnych éisel je obecne pre funként verifikdciu jedna z klicovych podmienok.
V implementovanom genetickom algoritme sa generator pseudondhodnych ¢isel vyuZije aj
pri urcovani transakcii k mutacii, ¢i aj samotnom rozhodnuti o pouziti mutacie na jedinca.

Genetickd operéacia krizenia vzajomne vymeni dve Iubovolne dlhé a lubovolne umiest-
nené subsekvencie transakcii medzi dvomi jedincami. Tieto subsekvencie mézu a pravdepo-
dobne st vzajomne rézne dlhé a umiestnené na vzajomne roznych pozicidch. Inymi slovami
index prvych, ako aj index poslednych, krizenych transakcii je pravdepodobne rozny. Pre
implementéciu kriZenia sa vyuzivaju rovnaké vyhody jazyka System Verilog ako u mutéacie.
Jedna sa konkrétne o generator pseudondhodnych ¢isel a datovy typ queue umoznujici
vkladanie a vymazavanie transakcii na fubovolni poziciu sekvencie.

Co sa tyka podrobnejsieho principu implementovaného kriZenia a zdovodnenie volby
pouzitého pristupu, ich vysvetleniu sa venuje tento odsek. V beZne pouzivanom pristupe
st vzdjomne vymiefiané rovnako velké iseky chromozdémov. Potom po aplikovani kriZenia
maju tak chromozémy jedincov rovnaku dizku ako pred touto genetickou operaciou. V op-
timaliza¢nej tlohe, ktord sa snazi chromozdmy (sekvencie transakcii) skratif vsak takyto
druh kriZenia prili§ velky zmysel nema. V pouzitom genetickom algoritme sa tak pouzije
krizenie vymiefiajuce dva Iubovolne dlhé tseky chromozémov, ktoré mozu byt, ale s vyso-
kou pravdepodobnostou nie st rovnako dlhé. Krizenim sa tak obecne dlzka chromozému
jedného jedinca skrati a dlzka chromozému druhého predlzi. Za predpokladu zachovania
pokrytia Specifikovanych vlastnosti 100 % sa tak obvykle hodnota fitness jedného jedinca
zlep$i a druhého zhorsi. Celkovo vSak mozu nastat tri pripady:

1. skratenie chromozému kratsieho jedinca a prediZenie chromozému dlhsieho jedinca,
2. skratenie chromozému dlhsieho jedinca a predlZenie chromozému kratsieho jedinca,
3. zachovanie dlzky chromozémov.

Pripady rozoberieme pre pripad zachovania pokrytia vlastnosti 100 %, pretoze inak s
vSetky pripady rovnako zlé. Prvy z pripadov sa javi pri zachovani pokrytia byt lepsi, pre-
toze za cenu straty aj tak nie prili§ dobrého jedinca je ziskané nové optimalizované riesenie.
Druhy pripad len ¢iastocne vyrovné fitness oboch kriZzenych jedincov, ¢o z pohladu optima-
lizécie nie je krok dopredu. Vyskyt druhého pripadu je vsak pre lubovolné vymienané tseky
transakcii o nieco pravdepodobnejSie nez vyskyt prvého a to z nasledujiceho dévodu. Nech
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je dlzka chromozému prvého a zaroveil viac optimalneho jedinca n. Dizka chromozému dru-
hého jedinca je m = n+k. Nech st index1 a index2 ndhodne volené poradové ¢isla transak-
cii, ktoré vymedzuju vymieniany tsek sekvencie transakcii. Pravdepodobnost volby nejakej
transakcie ako index1, pripadne index2 je v prvom jedincovi 1/n a v druhom 1/m, pri¢om
evidentne 1/n > 1/m. Potom je u kratsieho jedinca pravdepodobnejsie, ze oba vymedzujui-
ce transakcie sa budu vyskytovat len v kratSom rozsahu transakcii. Priklad méze byt Gsek
dlzky m. Pravdepodobnost, Ze sa obe vymedzujtice transakcie nachadzaju v tomto tseku je
v prvom jedincovi 1. U druhého jedinca je pravdepodobnost, Ze pre dany index1 sa bude
index2 vyskytovat vo vzdialenosti maximalne m v intervale ((1/m)™=2™ (1/m)™ ™) < 1,
presna hodnota zalezi na vzdialenosti indexl od okrajov sekvencie. Odstranovany usek
transakcii z kratSieho jedinca obsahuje tak pravdepodobne menej transakcii, nez odstra-
novany usek transakcii z dlhsieho jedinca a preto mé krizenie tendenciu viac zrovnavat
jedincov, nez hladat optimum. Pravdepodobnost nastania tretieho pripadu je nizka a ako
uZ bolo uvedené, vimena sekvencii rovnakej dizky ani neméa velky zmysel.

Sekundérnym prinosom kriZenia je moznost zavedenia novych zaujimavych transakcii
do chromozému jedinca. Hlavnym prinosom kriZenia vSak ostdva moznost optimalizacie jed-
ného z dvojice jedincov, ta je vSak za cenu zhorsenia druhého z dvojice. Krizenie sa tak zdéa
byt menej efektivne nez druhy z prostriedkov pre optimalizéciu, ktorym je mutacia typu
delete. Na rozdiel od tohto typu mutécie vSak krizenie neodstranuje transakcie po jednej ale
po blokoch, ¢o je rozdielny pristup a moze sa ho obdas hodif pouzit. Posudzovanie tGspes-
nosti krizenia je vSak v tomto bode skér vypoctom ocakavani, zistenie skuto¢nej tispesSnosti
krizenia sa zaisti az meranim vysledkov pocas behu optimalizacie.

V tomto bode je este ddlezité zvyraznit fakt, ze vSetky tri implementované genetické ope-
racie, tj. krizenie a oba typy mutacie, nedokazu narabat s mensou jednotkou chromozdému,
nez je transakcia. Tato mySlienka je délezité pre univerzalnost a lepSiu pouZitelnost al-
goritmu, kde geneticky algoritmus nepotrebuje mat presny prehlad o forméate transakcie,
struktare hardvérového obvodu, ¢i detajloch verifika¢ného prostredia.

Vsetky tri genetické operacie su implementované ako funkcie. Popisovana implementa-
cia genetickych operdcii krizenia a mutécie priniesla niekolko nastavitelnych parametrov.
Nastavitelnymi parametrami tykajicimi sa genetickych operécii si:

e PRAVDEPODOBNOST_MUTACIE,
e PRAVDEPODOBNOST_MUTACIE_DELETE,
e PRAVDEPODOBNOST_KRIZENTA.

Tieto parametre uzivatel ndjde v zdrojovom stibore nastavenia a konstanty.sv. Blizsi
popis uvedenych parametrov, ako aj povolené hodnoty st uvedené v zozname vSetkych
nastavitelnych parametrov implementovaného genetického algoritmu A.

Po popise jedinca, populacie a genetickych operaciach tato podkapitola popisuje este
jednu implementovant zlozku genetického algoritmu, ktorou je selekcia. V pripade selek-
cie rieSend optimaliza¢nd tloha taktiez vyZaduje niekolko Speciadlnych tprav existujicich
pristupov. Selekénych algoritmov je implementovanych niekolko, kedZe literatira nedokaze
presne urcit ktory je obecne najlepsi, daji sa najst len domnienky. Zo selekénych algoritmov
su v tejto diplomovej praci implementované vybrané tri:

1. ruleta, ktora patri k najznamejSim a najzékladnejsim selekénym algoritmom a ktora
vyuziva pomeru hodndét fitness jedinca oproti celkovej fitness populacie,
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2. ruleta vyuzivajuca poradie jedinca v populécii miesto klasického pomeru hodnét fit-
ness, pretoze toto rozsirenie tidajne disponuje oproti klasickej rulete niekolkymi vy-
hodami,

3. turnajova selekcia, na ktort sa d4 najst mnoho pozitivnych ohlasov a sama o sebe je
v . °. /’ v 7 . A Lt ’ . . 7 ./
navySe nastavitelna, takze sa da prispésobit konkrétnej situacii.

NajvyraznejSou Specidlnou tpravou pre selekciu je v implementovanom algoritme tiprava
vypoctu pravdepodobnosti zvolenia jedinca ako rodica v klasickej rulete. Tu je beZzne prav-
depodobnost zvolenia jedinca rovné fitness jedinca vydelend sumou fitness vSetkych jedin-
cov (celkové fitness populécie). V implementovanom pripade je vSak priebeh fitness funkcie
opacny oproti beZnej situacii a teda spravny jedinec mé nizku fitness. To by znamenalo,
ze zvolenie optiméalneho jedinca ako rodica je menej pravdepodobné, nez zvolenie zlého
jedinca. Princip zmeny algoritmu tak pozostiva z mapovania fitness hodnét jedincov na
iné hodnoty tak, aby platilo, Ze ¢im je jedinec lep$i, tym je mapovany na vysSiu hodnotu.
Nazvyme tato hodnotu fitness 2. Zvysok zékladného principu vypocétu pravdepodobnosti
selekcie jedinca ostava obdobny a to ako pomer fitness jedinca po mapovani oproti sume
vSetkych mapovanych fitness populacie. Vypocet pravdepodobnosti p, zvolenia jedinca x
z mnoziny vsetkych jedincov X je tak navrhnuty a modifikovany na 5.1 a 5.2:

evaly(z) = { min_fitness + min_fitness — eval(x)  pri pokryti = 100 % (5.1)

| 0, pripadne in4 konstanta pri pokryti < 100 %
pr = evaly(z)/Fy  (5.2)

kde: max_fitness je fitness najhorsieho jedinca, ktory ale pokryva 100 % Specifikdciou da-
nych vlastnosti, min_fitness je fitness najlepsieho jedinca, eval(x) je fitness daného jedinca,
evala(x) je fitness 2 daného jedinca a Fy je celkova nové fitness populédcie taka, ze plati
vzorec 95.3.

F, = POCET_SPARVNYCH_JEDINCOV - (min_fitness + max_fitness) — F (5.3)

V53 POCET_SPRAVNYCH_JEDINCOYV vyjadruje pocet jedincov populacie pokryva-
jacich 100 % vlastnosti a F', popisand vzorcom 5.4, je celkova povodnd fitness populacie
bez jedincov nepokryvajucich 100 % vlastnosti, ktorych hodnota fitness je tak vysoka, Ze
by pri zapoc¢itani pokrivila celkovy vypocet.

F = Z eval(y),Y = {z|r € X Az pokryva 100 % vlastnosti} (5.4)
YyeYy

Odvodenie vzorca F5 bolo zalozené na tom, aby platilo 5.5.
> pe=1 (5.5)

Zostava uz len zdovodnit, pre¢o bol zvoleny uvedeny prepocet a ¢o dany prepocet robi.
Navrhované fitness 2, prevrati pévodni hodnotu fitness okolo aritmetického priemeru stred
5.6 najnizsej a najvyssej hodnoty fitness populacie, priCom do tvahy sa beru len fitness
jedincov, ktori pokryvaju 100 % vlastnosti.

stred = (min_fitness + max_fitness)/2 (5.6)
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Nepokryvajuci jedinci st z vypoctu vylaceni, pretoZze ich hodnota fitness sa extrémne od-
lisuje od ostatnych, ¢o by mohlo vyrazne ovplyvnit vysledky. fitness 2 nepokryvajicich
jedincov je potom primarne 0, pripadne ind nizka konsStanta. fitness 2 pokryvajuceho je-
dinca s povodne najhorsou fitness sa tak stédva najnizsia hodnota fitness populacie. fitness 2
najlepsieho jedinca naopak nadobudne hodnotu rovni najvyssej fitness populacie. Citatela
moze napadnut, Ze prec¢o sa hodnoty neotdcaji okolo napriklad medianu alebo modusu fit-
ness jedincov populdcie, odpoved je td, Ze takéto rieSenie by mohlo dodat zaporné hodnoty
fitness 2, ¢o je problém.

Druhym typom selekéného algoritmu je ruleta vyberajica jedincov podla ich poradia
v populacii. Vyhodou tohto druhu rulety je to, Ze oproti klasickej rulete sa lepSie vyrovna
s odlahlymi hodnotami fitness a taktiez lepSie zachova diverzitu populdcie i v pripade, ak
je jeden jedinec populéacie vyrazne lepSi, neZ ostatni. Vypocet pravdepodobnosti selekcie
jedinca je navrhnuty a implementovany ako 5.7 a 5.8.

POCET_JEDINCOV

menovatel = Z i (5.7)
i=1
poradie
= —— 5.8
bi menovatel (58)

kde p; oznacuje pravdepodobnost selekcie daného jedinca, poradie je jeho umiestnenie
v rdmci populdcie a POCET_JEDINCOYV je velkost populdcie.

Co sa tyka samotnej implementécie, v ramci oboch typov rulety sa vyuziva pole ku-
mulativnych pravdepodobnosti tak, ako bolo vysvetlené v teoretickom tvode 2.3.1. Ruleta
podla poradia navySe vyuziva poskytované radenie nad datovym typom queue, podla lubo-
volnej polozky, ktorou je v tomto pripade hodnota fitness. Radenie je rychle, kedze sa jedna
len o zoradenie referencii odkazujucich na konkrétnych jedincov s uchoviavanymi a dopredu
spoc¢itanymi fitness hodnotami. Poradie v queue potom odpoveda poradiu v populécii.

Poslednou metddou selekcie je turnajova selekcia s moznostou nastavenia poc¢tu vybe-
ranych jedincov na jedného potomka. Tento druh selekcie je implementovany podla popisu
v teoretickom tivode 2.3.1 a neprinasa tak Ziadne vlastné vylepsSenia.

Selekcia zaviedla dva nové parametre genetického algoritmu. Jedna sa o vyber selekéného
algoritmu a blizsie nastavenie turnajovej selekcie, ktoré je samozrejme vyuzité iba v pripade
volby tohto algoritmu selekcie. Podrobnejsi popis parametrov je v A, na tomto mieste st
uvedené len nazvy tychto parametrov:

e METODA_SELEKCIE,

e TURNAJ_POOL_SIZE.

5.4 Fitness funkcia

Pri volbe fitness funkcie pre tGcéely optimalizicie regresnych testov treba braf do tvahy dve
zédkladné poziadavky:

1. ¢im kratsi chromozom, tj. ¢im menej vstupnych transakcii pre verifikaciu, tym lepsie,
2. jedinci populécie, ktori nesplituji 100 % pokrytie vlastnosti st neziaduci.

Navrhnuté a implementovand fitness funkcia ffiness, ktord spliuje uvedené poziadavky
je je uvedena v 5.9.
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pocet vstupnych vektorov pre verifikdciu pri pokryti = 100 %

s o . . 5.9
maximum pouzitého datového typu pri pokryti < 100 % (5.9)

ffitness = {

Je zrejmé, Ze ¢im lepsi jedinec, tym nizSiu hodnotu fitness funkcie nadobudne.

Pouzita fitness funkcia sa tak javi spravna, pretoze uprednostnuje kratsich a teda viac
optimalnych jedincov a vyrazne znevyhodnuje neziadanych jedincov s pokrytim vlastnosti
mensim nez 100 %. O vyber jedincov s dobrou fitness do dalSich generacii a pomerne rychle
vymiznutie neziadanych jedincov s pokrytim vlastnosti mensim nez 100 % sa vdaka ich
vyrazne horSiemu ohodnoteniu néasledne postaraju selek¢né mechanizmy. D6évod pre od-
stranovanie jedincov nepokryvajicich 100 % vlastnosti je ten, Ze vytvarané regresné testy
netestujtce vietky Specifikované vlastnosti nespliiaji zadané poziadavky a su teda bez-
cenné. NavySe implementovany optimalizacny algoritmus sa zameriava na optimalizéiciu
jedincov s pokrytim 100 % a nie na opravu nekompletnych jedincov.

Uloha zvySovania pokrytia je dalsi komplexny problém, ktory by nachiddzanie optimal-
neho rieSenia pravdepodobne aj tak vyrazne spomalil. Navyse nie len, Ze je Glloha zvySovania
pokrytia zloZita, samotné zvySenie pokrytia moze prinasat pridédvanie transakcii do jedinca
a teda predlZenie jeho chromozému. To sposobuje stratu konkuren¢nej vyhody a zniZenie
pravdepodobnosti prezitia tohto jedinca do dalSich generacii. V implementovanej verzii ge-
netického algoritmu sa vSak moze podarit zvysitf pokrytie jedinca, je to vSak velmi nizko
pravdepodobné. MoZe sa napriklad stat, ze:

e Novo vzniknuty problém zniZenia pokrytia v genetickej operacii kriZzenia bude zvra-
teny eSte v tej istej iteracii naslednou operaciou mutéacie.

e Dalsou moznostou je pouzitie jedinca s nizkym pokrytim pre vytvaranie dalsej ge-
neracie, kde by potencidlne mohli prispiet k zvySeniu pokrytia ako kriZzenie, tak aj
mutacia.

Takéto udalosti nie stt nemozné, ale st vsak nizko pravdepodobné, pretoze krizenie a mutécia
boli primérne navrhnuté pre iné cely a to skracovanie chromozémov.

Vratme sa vSak spit k navrhovanej fitness funkcii. Uvadzand fitness funkcia teda popu-
l4ciu z vysvetlenych dévodov rychlo zbavi zlych jedincov nepokryvajacich 100 % vlastnosti.
Vyhodu rychleho odstranenia neziadanych jedincov pomocou extrémnej hodnoty fitness
v8ak sprevadza aj nevyhoda, ktorou je skokovy priebeh fitness funkcie. Priklad skokového
priebehu fitness funkcie je znazorneny na obrazku 5.2. Problém je ten, Ze i po prevedeni
jednej mutacie, ¢i krizenia mézu aj potomkovia rodic¢ov s relativne dobrou hodnotou fitness
prestat spliiat 100 % pokrytie vlastnosti a to aj v pripade zruSenia jedinej transakcie. Do-
konca, ¢im maju rodi¢ia lep$iu fitness, tym s z nich vznikajici novi jedinci nachylnejsi na
znizenie pokrytia. Vzniku nechcenych jedincov nepokryvajucich 100 % vlastnosti sa vSak
ned4 Uplne zabranit.

Uvedeny problém skokového priebehu fitness funkcie nie je nevyhnutné riesit, pretoze
o elimindciu jedincov so zlym ohodnotenim fitness by sa mali postarat v niekolkych itera-
cidch uz spominané selekéné mechanizmy. O jedincoch nespliujicich 100 % pokrytie vlast-
nosti, vSak vieme okamzite naisto povedaft, Ze ich nechceme pouzit pre vytvaranie dalsich
generacii. Jedinci nespliiujaci 100 % pokrytie vlastnosti nie st teda pre nachddzanie riesenia
vyuzivani a tak zbytoc¢ne zaberaju miesto v populécii jedincom s dobrou fitness.

Napriek tomu, Ze urcity pocCet nevyhovujucich jedincov v populacii pravdepodobne
neznamend vazny problém, prindsa uréiti nevyhodu. Jedna sa o zmensSenie réznorodosti
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Obrazek 5.2: Priklad priebehu priemernej hodnoty fitness funkcie v genetickom algoritme
s velkostou populécie 1.

populdcie. ZmensSenie roznorodosti populédcie moze dalej viest k pomalsiemu nachéddzaniu
rieSenia, ¢i najdeniu horsieho rieSenia. I ked vznik jedincov s najhor$im moznym ohodno-
tenim nejde vylucit, je mozné ho do uréitej miery obmedzif. Pripadne je taktiez mozné sa
uz s vytvorenymi jedincami s najhorsim moznym ohodnotenim inak vyrovnat. Uvedenému
problému sa venuje celd podkapitola 5.5.

Dalsim problémom, ktory si treba uvedomit a sprevadza vyhodnocovanie fitness je-
dincov je dlzka vypoctu fitness. Dovod je ten, Ze vyhodnotenie fitness vyzaduje spustenie
a prebehnutie celej funkcénej verifikdcie, ¢o je ¢asovo narocné. Tento problém je zavazny
tak, Ze vSetky ostatné naroéné operacie a funkcie st vzhladom na dizku behu v porov-
nani s vypoctom fitness zanedbatelné. Uvedeny problém sa vSak taktieZz pontuka ako dobry
prostriedok na meranie zlozitosti optimaliza¢ného algoritmu. Porovnanie dizky behu dvoch
roznych optimaliza¢nych procesov v implementovanom optimalizaénom prostredi potom
moze byt uskutoénené aj porovnanim po¢tu vyhodnoteni fitness. Napriek tomu, ze dlzka
vyhodnocovania fitness ostane ¢asovo najnarocnejsou operaciou, da sa vhodnym nastavenim
jej dlzka behu skratif. Urjchlenie behu funkénej verifikdcie v ModelSime je mozné usku-
to¢nif pomocou spustenia verifikicie bez grafického rozhrania, ¢i obmedzenia textovych
vystupov. S nachddzanim a vyhodnocovanim viac optiméalnych a teda kratsich jedincov sa
dlzka vyhodnocovania fitness taktiez skracuje.

5.5 Jedinci s nedostatoénym pokrytim vlastnosti

Ako uz bolo popisované v podkapitole venujicej sa implementacii fitness funkcie 5.4, o je-
dincoch vieme od ich vzniku usudit ¢i st potencidlne vhodnymi kandidatmi pre hladanie
optimalneho riesenia, alebo naopak, Ze takyto jedinci ako zdroj rieSenia velmi pravdepo-
dobne neposlizia. Nevhodnymi jedincami pre hladanie sady optiméalnych regresnych testov
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v tejto diplomovej praci st jedinci nepokryvajuci 100 % vlastnosti. Fakt, Ze nevhodnych
jedincov je mozné identifikovat okamzite, pontka velk(l vyhodu. Vyuzitim tejto vyhody
vznikli dve rozsirenia tykajice sa neziadanych jedincov s pokrytim niz$im nez 100 %:

1. Prvé rozsirenie vychadza z faktu, Ze znalost fitness hodnoty a teda nevhodnosti je-
dinca hned po jeho vytvoreni umoziiuje opétovné pregenerovanie tohto jedinca. Inymi
slovami, toto rozsirenie d4va Sancu sa neZziadanému jedincovi opravit. Podet pokusov
na znovu vygenerovanie jedinca v danej generacii je vsak limitovany. Dévodom je
moznost zacyklenia alebo aspon prevedenie neprijatelne velkého podtu pregenerovani
pri nespravnom nastaveni parametrov. Nespravne nastavenie parametrov vedie ku
druhému rozsireniu tykajiceho sa neziadanych jedincov s pokrytim nizsim nez 100 %.

2. Druhé rozsirenie vychadza z Gsudku, Ze s postupnym zlepSovanim a teda skracovanim
chromozdémov jedincov je stéle zloZzitejSie z nich odstraniovat, ¢ v nich vymienat trans-
akcie tak, aby pokrytie vlastnosti ostalo zachované a teda fitness hodnota nesttipla na
najhorsiu moznu hodnotu. A preto aj s nastaveniami genetického algoritmu, ktoré sa
pri prvych niekolkych iteracidch ukdzali byt vhodné, moéze mat geneticky algoritmus
po ¢ase problém. Algoritmus sa pripadne moZe aZ predcasne zastavit na podmienku
ukoncenia vypoctu, ktorou je dlhodobé nenachédzanie lepsieho riesenia. Vysledkom
je potom stéle vysoko redundantnd a tym padom neoptimélna sada regresnych testov.

Dany Gisudok sa opiera o nasledujicu tivahu. Nech je pravdepodobnost mutécie delete
p. Potom je po aplikovani tohto typu mutécie z jedinca vymazanych priblizne 100 - p%
transakcii. Nech hladany optimalny jedinec sa skladé zo sekvencie m transakcii. Dalej
existuju dvaja jedinci N a O s poc¢tom transakcii n a o tak, ze m < n < o. To
znamend, %e pocet redundantnych transakcii sa v pripade jedinca N rovnd n — m
a v pripade jedinca O rovna o — m. Pritom jasne plati, Ze n — m < o — m, tj. jedinec
O je viac redundantny nez N. Dalej plati Ze, pomer redundantnjch ku celkovému
poctu transakcii je pre N (n — m)/n a pre O (o —m)/o a zaroven (n —m)/n <
(o —m)/o. U oboch jedincov je vymazavané priblizne rovnaké percento vsetkych
transakcii, u jedinca N sa vymazava okolo n-p transakcii a u O o-p, priCom n-p < o -p.
A teda u redundantnejsieho jedinca je oCakavané, Ze je vymazavanych viac transakcii.
Pn & Do, ktoré udévaju pravdepodobnosti, ze vSetky mazané transakcie st redundantné
st popisané vzorcami 5.10 a 5.11.

(n—m)! :
P = m—ﬂ+m’) (5.10)
!
(0o—m)!
_ (o—m—o-p)!

Po=—— (5.11)
(0—o-p)!

KedZe n < o, tak aj p, < p, a teda prevddzanie mutdcie delete bez adaptivnej zmeny
parametrov je so zlepSujicimi sa jedincami stéle zlozitejsie.

Rovnako sa dé ukédzaf zvysend problematickost zmeny ¢i vymazania istého poctu
transakcii pomocou vSetkych genetickych operacii. Kde si postupne za p z predoslej
ilustracie predstavime 100 - p % menenych ¢ vymazavanych transakcii pomocou inej
genetickej operacie.

V predoslych odsekoch sa teda dokazalo, Ze prvé iteracie algoritmu funguji efektiv-
nejsie s vyssimi pravdepodobnostami genetickych operacii, neskorsie iteracie su zas
efektivnejsie pre niZsie. Pre rieSenie uvedeného problému sa poniikaju dve rieSenia:
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e Nizke pravdepodobnosti genetickych operacii pocas vsetkych iteracii. Takéto
rieSenie moze rieSit problém predc¢asného ukondenia vypoctu. RieSenie je vsak
neefektivne vzhladom na pocet vyhodnoteni fitness, ¢o je ¢asovo kritickd operé-
cia.

e Druhou navrhovanou a zdroven implementovanou moznostou je Specidlny druh
samo-adaptacie. Myslienkou rieSenia je efektivita a teda ¢o najnizsi pocet vy-
hodnoteni fitness pri ¢o najvicsom zoptimalizovani jedincov. Toto riesenie vyu-
Ziva vysoki redundanciu tvodnej a niekolko dalsich populacii v svoj prospech.
To konkrétne odstranovanim ¢i vymenou vysokého poctu transakcii v ramci na
jedno vyhodnotenie fitness pocas Uvodnych iteracii algoritmu. Zaroven v ne-
skorsich iteraciach realizuje jemnejSie zasahy do jedincov. Optimaliza¢ény krok
sa tak v priebehu iteracii zmensuje a to automaticky vzhladom na celkovy stav
populacie. Spravny okamih na zniZenie pravdepodobnosti genetickych operacii
sa zistuje uréitym pomerom obsadenia nevyhovujucich jedincov v celkovej po-
pulécii, ktori sa tam postupne nazbierali aj napriek niekolkym pokusom pre-
generovania, ¢o je signal pre zniZenie narokov na mnoZstvo odstranovanych ¢i
vymienanych transakcii. Po zniZeni velkosti optimaliza¢ného kroku sa selekéné
mechanizmy spolu s fitness funkciou postaraji o opéitovné nahradenie nevyho-
vujucich jedincov vyhovujacimi.

Faktom vsSak ostéava, ze ani toto rieSenie neriesi problém straty réznorodosti po-
pulécie tiplne. Dévodom je nutnost zabratia miesta v aspoii ¢asti populdcie nevy-
hovujicimi jedincami pre detekciu zlych pravdepodobnosti genetickych operacii
a teda strata niekolkych vyhovujucich jedincov. Napriek neskorSiemu opétov-
nému naplneniu populdcie vyhovujicimi jedincami, st novi jedinci priméarne ge-
nerovani len z ostavajuceho obmedzeného poc¢tu vyhovujicich rodi¢ov. Potom
skupinky jedincov prehladavaju blizke miesta prehladdvaného priestoru, miesto
roztrisenia sa po celom priestore. Jav urcitej straty réznorodosti populacie nie je
pre genetické algoritmy netypicky a do uréitej nizkej miery méze byt aj ziadany,
no vo vyssej miere moze spdsobit problém. Nachylnost k strate roznorodosti tak
treba brat do ivahy pri nastavovani parametrov.

Napriek nachylnosti k urcitej strate réznorodosti toto rieSenie ma potencial pri-
niest mnoho velkych vyhod, ako je efektivita, mozZnost zotavenia sa zo zljch
nastaveni pravdepodobnosti genetickych operacii a dynamické prispdsobovanie
si uvedenych pravdepodobnosti.

Dalsim zaujimavym faktom o navrhovanom rieeni je aj to, Ze toto riesenie spaja
koncept genetického algoritmu s evoluénymi stratégiami. Kde je zachovany kon-
cept jedinej pravdepodobnosti vykonania mutécie a kriZzenia podla genetického
algoritmu, samo-adaptéacia je prebrata z evolu¢nych stratégii.

Ako doplnok k implementovanej samo-adaptécii je este doprogramovand moznost
nadefinovania spodnych hranic pravdepodobnosti mutéacie a krizenia. Algoritmus
tak nemoze znizitf pravdepodobnosti pod tito hodnotu. Dévody, preco by si
uZivatel mohol priat obmedzif spodni hodnotu pravdepodobnosti genetickych
operacii tu napriklad takéto:

— Pokial algoritmus nedokaze odstrafiovat aspoii nejaké percento transakcii, je
pravdepodobné, Ze ndjdené riesenie je uz dostatocne dobré.

— Vysoka ¢asové néarocnost algoritmu. Nizke pravdepodobnosti genetickych
operdcii vedu k nizsej efektivite a teda velkému poc¢tu vyhodnocovani fitness
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funkcii pri malom pocte odstranovanych transakcii. Uzivatel sa tak moze
rozhodntt, Ze sa mu viac oplati menej optimélne riesenie.

redundantné sekvencie transakcii z funkCnej verifikacie
overujlice 100% vlastnosti

......

—>

1. pocet transakcii pri overeni 100% vlastnosti
2. maxmalna mozna hodnota pri overeni <100% vlastnosti

ohodnotenie

: \=
&

ano

pri overeni <100% vlastnosti, obmedzeny pocet pokusov

pregenerovat’
jedinca

G

v populacii vel'a jedincov overujucich <100% vlastnosti

N

ano adaptacia <:| znizenie pravdepodobnosti
mutacie a krizenia

adaptovat’

1. dlhodobé nezlepSovanie

] vysledku
ano koniec 2. dosiahnutie maximalneho
povoleného poctu iteracii
nie
selekcia <:| turnaj, ruleta (podl'a ohodnotenia, poradia)
- KriYenie vymenit’ dve rozne dlhé a umiestnené subsekvencie transakcii
- medzi dvomi jedincami
mutacia 1. vymazat’ jedincovi transakciu
2. vymenit’ poradie dvoch transakcii v ramci jedinca

Obréazek 5.3: Implementovany geneticky algoritmus.
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Pre rieSenie problému jedincov nespliiujucich pokrytie 100 % st teda implementované
dve rozsirenia a to: moZnost pregenerovania jedinca a Specidlny druh samo-adaptécie s moz-
nostou spodnych obmedzeni. Na obrazku 5.3 je uvedeny vyvojovy diagram kompletizova-
ného genetického algoritmu aj so struénymi popismi jednotlivych krokov pre pripomenutie.
Obrazok mimo iného ukazuje, kam do programovej slucky boli zaradené nové rozsirenia,
ktoré st na obrazku znazornené cervenou farbou.

Popisované nové rozsirenia priniesli do implementéacie genetického algoritmu niekolko no-
vych nastaviteInych parametrov. Pridané nastavitelné parametre definuji minimdlne prav-
depodobnosti genetickych operécii pre samo-adaptéiciu, dalej definuji po akom kroku su
pravdepodobnosti znizované a podmienku, kedy ku znizeniu dochadza. Pre tcely moznosti
opitovného generovania jedinca pri nepokryti 100 % vlastnosti je definovany maximdlny
pocet pokusov generovania jedinca. Tieto parametre uZivatel nijde v zdrojovom subore
nastavenia_ a konstanty.sv a jedna sa konkrétne o parametre:

e PRAH_ZMENSENIA PRAVDEPODOBNOSTI,

e ZMENSENIE_PRAVDEPODOBNOSTT,

e MIN_PRAVDEPODOBNOST_MUTACIE,

e MIN_PRAVDEPODOBNOST_MUTACIE_DELETE,

e MIN_PRAVDEPODOBNOST_KRIZENTA,

e MAX POCET_POKUSOV_GENEROVANIA_POTOMKA.

Podrobnejsi popis uvedenych parametrov vratane prijimanych hodnot je mozné najst v pri-
lohe A, ktora obsahuje zoznam vsetkych nastavitelnych parametrov implementovaného ge-
netického algoritmu.

49



Kapitola 6
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Obrazek 6.1: Fitness hodnoty jedincov pociatocnej populacie.

Pre tcely experimentov a merani na implementovanom optimalizacnom prostredi bola
vygenerovand poc¢iatocna populécia pomocou verifikacného prostredia. Aby boli generovani
jedinci rozni, bolo potrebné pre kazdého jedinca nastavit rozny seed generdtora nahodnych
¢isel v generujucom verifika¢nom prostredi. Celkovo popisovanym spdsobom vzniklo 100 je-
dincov. RozloZenie fitness hodnot tychto jedincov je mozné vidiet na obrazku 6.1, na ktorom
je zobrazeny krabicovy graf. Z grafu je mimo iného vidno hodnotu fitness kazdého z jedin-
cov, ktord je ilustrovana ako modra bodka. Dalej z grafu vidno aj najhorsiu a najlepsiu
fitness vygenerovanych jedincov, ako aj medidn. Maximalna fitness je 13990, minimé&lna
2954, median 5278. Co z krabicového grafu nevidno, je priemerns hodnota fitness, ktora je
rovné 5653,52.

Dalej, medzi uz zrealizovanym ziskanim pociato¢nej populdcie a samotnym nameranim
vysledkov optimalizéicie je potrebné uskutoc¢nif este jeden naroény krok. Tym krokom je
empirické zistenie vhodnych parametrov genetického algoritmu. S nespravnym nastavenim
parametrov totiz algoritmus pravdepodobne nendjde hladané riesenie. NavySe neexistuje iny
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spOsob, akym sa d4 efektivnejSie spravne nastavenie parametrov najst. Zistovanie spravnych
parametrov genetického algoritmu empiricky je vSak taktiezZ nadro¢na tiloha. Problémom je,
Ze priestor parametrov genetického algoritmu a ich v8etkych moznych hodnot je prilis velky.
Preto je potrebné vymysliet nejaky systematicky pristup a rovnako aj vediet do urcitej miery
spravanie algoritmu odhadnt.

Ako prvé, bola preskimand vhodné velkost populécie spolu pravdepodobnostou genetic-
kyrch operacii, ktoré majt vplyv na skracovanie dlzky chromozému. Uvedenymi genetickymi
operaciami s mutacia typu delete a krizenie.
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Obrazek 6.2: Dosiahnuté hodnota fitness po 20 generaciach u mutacie delete.

7 uvedenych operacii je prva popisana mutacia typu delete. V prevedenom experimente
bol skiimany vztah pravdepodobnosti mutécie typu delete a velkosti populdcie, kde sa hla-
dalo optimalne vzadjomné nastavenie oboch parametrov. Boli vyskusané vsetky kombinéacie
nastavenia oboch tychto parametrov pre hodnoty:

PRAVDEPODOBNOST_MUTACIE_DELETE € {0, 01;0,08;0,15; 0, 22; 0, 3},

POCET_JEDINCOV € {2,30,60}.

Presny popis oboch nastavitelnych parametrov ¢itatel nadjde v prilohe A. Experiment pre-
behol na pevnom pocte iterdcii (20) a ako porovnatelny vysledok sa zistovala dosiahnuta
fitness najlepsieho jedinca ako aj pocet vyhodnoteni fitness hodnoty, ¢o je ¢asovo kriticka
operéacia.

Vysledky dosiahnutej fitness st znazornené na obrazku 6.2. Najtmavsim miestam grafu
odpovedaju najlepsi najdeni jedinci. Vidno, Ze s vdc¢Sou populaciou st nachadzani lepsi
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jedinci. Najvhodnejsia pravdepodobnost mutécie delete sa javi byt niekde medzi 0,15 az
0,2.

Na presnejsie uréenie vhodnych parametrov, je potrebné sa pozrief na presné namerané
hodnoty, koré st uvedené v tabulkdch. Dosiahnuta fitness najde citatel v 6.1 a poclet vy-
hodnocovani fitness v 6.2. Tu treba este zdoraznit, Ze pocet vyhodnoteni fitness ovplyviiuje
niekolko zloziek, ako pocet iterdcii algoritmu a velkost populdcie, tak aj pocet opakovanych
pregenerovani jedincov. Vzhladom na to, Ze podet opakovanych pregenerovani jedincov za-
visi na celkovej spravnosti nastavenia vSetkych parametrov genetického algoritmu, tak sa
spravnost tychto parametrov prejavi aj na meranom poc¢te vyhodnoteni fitness v tabulke
6.2.

Z uvednych nameranych hodnot v tabulkdch a znalosti fitness najviac optimalneho je-
dinca pociato¢nej populécie (3196), ktory sa aj vdaka pouzitému elitizmu propaguje, sa da
odhadnut efektivita dvojice parametrov ako:

(min_pociatocna_fitness — eval(z)) /pocet(x) (6.1)

kde min_pociatocna_fitness je fitness najviac optimélneho jedinca pociato¢nej populécie,
eval(x) je fitness najviac optimalneho najdeného jedinca pri danej dvojici hodnot parame-
trov a pocet(z) je pocet vyhodnoteni fitness pre tito dvojicu. Podla uvedeného vzorca je

.....

Pravdepodobnost mutécie delete

Poéet jedincov | 0,01 | 0,08 [ 0,15 | 0,22 | 0,30
2 2682 | 2398 | 2561 | 2119 | 2609
30 2354 | 1718 | 1712 | 1866 | 1894
60 2330 | 1820 | 1788 | 1756 | 1877

Tabulka 6.1: Dosiahnuta hodnota fitness po 20 generéaciach

Pravdepodobnost mutécie delete

Poéet jedincov | 0,01 | 0,08 | 0,15 | 0,22 | 0,30
2 47 | 64 | 68 | 8 | =0
30 740 | 1106 | 1081 | 1130 | 1257
60 1457 | 2253 | 2200 | 2317 | 2312

Tabulka 6.2: Poc¢et vyhodnocovani fitness v 20 generaciach

Namerand efektivita podla uvedeného vzorca vSetkych skiimanych dvojic pravdepodob-
nosti mutéacie delete a velkosti populécie je uvedené v tabulke 6.3. Zelenou je zvyrazneny
najlepsi vysledok. Podla experimentu teda vyslo, Ze pre mutdciu typu delete si najvhod-
nej$im nastavenim nizka velkost populécie a pravdepodobnost mutécie delete rovna 0,22.

Dosiahnuté vysledky vSak nemusia byt Gplne presné a to z niekolkych dovodov:

e KedZe vhodna hodnota ostatnych parametrov genetického algoritmu eSte nie je zis-
tend, bolo potrebné ju odhadnat. Odhad nemusel byt urobeny sprévne, ¢o mohlo mat
jemny vplyv na dosiahnuté vysledky.
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Pravdepodobnost mutécie delete
Pocet jedincov | 0,01 | 0,08 | 0,15 | 0,22 | 0,30
2 10,94 | 12,47 | 9,34 | 12,67 | 7,34
30 1,14 | 1,34 | 1,47 | 1,18 | 1,04
60 0,59 | 0,62 | 0,64 | 0,62 | 0,57

Tabulka 6.3: Priemerné zlepSenie ohodnotenia fitness medzi dvomi vyhodnoteniami fitness

e Rovnako boli odhadom vybrané aj merané hodnoty parametrov PRAVDEPODOBNOST_MU
TACIE_DELETE a POCET_JEDINCOV, navyse zvolené hodnoty maji pomerne nizku gra-
nularitu a optiméalne nastavenie tak moze lezat vychylene od meranych.

e Geneticky algoritmus je nedeterministicky a tak pri opdtovnom spusteni testov (s inou
hodnotou seed pre generator nahodnych ¢isel), by sa vysledky pravdepodobne do
urcitej miery odliSovali.

e Pre neskorsie iterdcie by sa vysledky taktiez mohli trochu odliSovat.

.....

merani. Je vSak potrebné zvazit ¢asovii naro¢nost experimentu a najst kompromis s poza-
dovanou presnostou.
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Obrazek 6.3: Dosiahnuta hodnota fitness po 20 generaciach u krizenia.
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V dalsom experimente je skiimané druhé z dvoch genetickych operécii skracujica dlzku
chromozémov, kriZenie, a jej vztah k velkosti populacie. Meranie prebiehalo rovnakym prin-
cipom, ako v pripade predoslej mutacie typu delete. Opét sa vykonal pevny pocet 20 ite-
racii genetického algoritmu. Skiimané parametre boli nastavené na nasledujice hodnoty:
PRAVDEPODOBNOST_KRIZENIA € {0, 01;0,25;0, 50;0,75; 1},

POCET_JEDINCOV € {2,30,60}.

Hodnotu fitness najlepSieho jedinca pre vsetky dvojice kartezidnskeho stcinu oboch uve-
denych mnozin najde ¢itatel prehladovo na obrazku 6.3. Opét plati, Ze ¢im lepsi najdeny
jedinec, tym tmavsia pléska. V porovnani s predoslou mutaciou typu delete si vSak najdeni
jedinci menej kvalitni (maj horsiu fitness). Navyse najlepsie rieSenia sa javia byt chaoticky
roztrusené, ¢o ucinuje odhad najvhodnejsieho nastavenia parametrov fazsi.

Presné hodnoty nameranej fitness st za Gc¢elom dalsieho vypoctu uvedené v tabulke 6.4.
Cervenou st zvyraznené pripady, kedy sa nepodarilo vytvorit jedinca lep$ieho nez najlepsi
jedinec v pocdiatocnej populacii. Tabulka 6.5 udéva, kolkokrat bola pri prislusnom behu
optimalizacie vyhodnoten4 fitness.

Pravdepodobnost kriZenia
Pocet jedincov | 0,01 | 0,25 | 0,5 | 0,75 1
2 3196 | 3196 | 2836 | 3196 | 3196
30 2955 | 2606 | 2429 | 2558 | 2501
60 2847 | 2152 | 2716 | 2709 | 2934

Tabulka 6.4: Dosiahnuta hodnota fitness po 20 generéaciach

Pravdepodobnost kriZenia
Pocet jedincov | 0,01 | 0,25 | 0,5 | 0,75 1
2 42 46 48 53 56
30 631 720 806 850 827
60 1266 | 1434 | 1620 | 1582 | 1593

Tabulka 6.5: Poc¢et vyhodnocovani fitness v 20 generaciach

Pravdepodobnost kriZenia
Pocet jedincov | 0,01 | 0,25 | 0,5 | 0,75 1
2 0 0 0 0
30 0,38 | 0,82 | 0,95 | 0,75 | 0,84
60 0,28 | 0,73 | 0,3 | 0,31 | 0,16

Tabulka 6.6: Priemerné zlepSenie ohodnotenia fitness medzi dvomi vyhodnoteniami fitness

V tabulke 6.6 st potom vypocitané efektivity pre kazda dvojicu hodndt parametrov.
Efektivity st poc¢itané podla uz uvaddzaného vzorca 6.1. Z tabulky vidno, Ze kriZenie oproti
mutécii typu delete dosahuje vyrazne slabsie vysledky. V pripade zelenou zvyraznenou hod-
notou sa podarilo dosiahnut pomerne dobry vysledok, ¢o je vSak pravdepodobne len ndhoda.
Dalej treba este zdoraznif Ze rovnako ako v pripade muticie typu delete st namerané vy-
sledky len orienta¢né a to z rovnakych dvévodov.
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PodTla uvedenych merani a tvah, st pre dalSie merania povazované za spravne nastavenia
parametrov nasledovné:

e velkost populdcie 2,

e pravdepodobnost mutécie typu delete = 0.22,

e pravdepodobnosti ostatnych genetickych operacii = nizka hodnota,
e clitizmus pre uchovavanie verzie jedinca s pokrytim vlastnosti 100 %,

e prah poctu jedincov v populécii, kedy dochéddza ku zmensSeniu pravdepodobnosti ge-
netickych operécii = 1. Nastavenie vyplyva z velkosti populdcie a elitizmu, kedy vieme
o jednom z dvoch jedincov vzdy povedat Ze je vyhovujuci. Pri inom nastaveni by tak
dochédzalo k pregenerovaniu bud v kazdej iteracii, alebo v Ziadnej.
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Obrazek 6.4: Dosiahnuta hodnota fitness po 20 generaciach v populacii s 2 jedincami.

Posledny experiment pre zistovanie spravnosti nastaveni parametrov sa venuje parame-
trom stuvisiacim so samo-adaptaciou a opakovanym pregenerovanim nevyhovujucich jedin-
cov. Konkrétne sa jednd o maximalny povoleny pocet pokusov pregenerovani nevyhovuji-
ceho jedinca a pomer, akym maja byt zniZované pravdepodobnosti vykonania genetickych
operacii. Skiimané parametre boli nastavené na nasledujiice hodnoty:
ZMENSENIE_PRAVDEPODOBNOSTI € {0, 3;0,5;0,7;0,9},
MAX_POCET_POKUSOV_GENEROVANTIA_POTOMKA & {2, 9,16, 23}.
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Namerané hodnoty fitness st uvedené v grafoch 6.4 a v tabulke 6.7. Na rozdiel od grafov
vyobrazenych v predoslych experimentoch mé graf v tomto experimente uz pomerne vyhla-
deny tvar bez vyraznych lokdlnych extrémov. V tabulke 6.8 je uvedeny pocet vyhodnocovani
fitness pre dané parametre a v tabulke potom efektivnost jednotlivych nastaveni. Z vysled-
kov sa ukazuje, Ze vhodny maximalny strop poc¢tu pregenerovani je 2 a pravdepodobnosti
vykonania genetickych operécii by mali byt zniZované o polovicu.

Maximalny pocet pokusov | Zmensenie pravdepodobnosti

pregenerovania jedinca 03 | 0,5 | 0,7 0,9
2 3071 | 2432 | 2640 2438
9 2172 | 1924 | 1800 2140
16 1709 | 1744 | 1829 1818
23 1755 1696 1811

Tabulka 6.7: Dosiahnuta hodnota fitness po 20 genericiach v populécii s 2 jedincami

Maximalny pocet pokusov | Zmensenie pravdepodobnosti
pregenerovania jedinca 0,3 | 0,5 | 0,7 0,9
2 26 | 31 | 33 41
9 71 | 73 | 110 155
16 125 | 154 | 182 254
23 150 | 223 | 241 313

Tabulka 6.8: Pocet vyhodnocovani fitness v 20 generaciach v populécii s 2 jedincami

Maximalny pocet pokusov | Zmensenie pravdepodobnosti

pregenerovania jedinca 0,3 0,5 0,7 0,9
2 48,35 51,15 | 46,1
9 30,37 | 32,93 | 22,98 | 14,12
16 20,95 | 16,78 | 13,73 | 9,88
23 17,15 | 12,2 | 10,92 | 8,04

Tabulka 6.9: Priemerné zlepsenie ohodnotenia fitness medzi dvomi vyhodnoteniami fitness
pre populéciu s 2 jedincami a elitizmom

Po zdlhavom zistovani vhodnych parametrov implementovaného genetického algoritmu
sa moze pristupit k samotnému optimalizovaniu sady regresnych testov. Zvolenymi nasta-
veniami su tie, ¢o sa v sade experimentov sa ukdzali ako najviac efektivne a to: velkost po-
pulécie 2, elitizmus, pouZitie genetickej operacie mutécie typu delete s pravdepodobnostou
0,22, samo-adaptéacia, znizovanie pravdepodobnosti na 0,5 a maximalny mozZny pocet prege-
nerovani jedinca rovny 2. Po prebehnuti optimalizicie obsahovala ziskana sada regresnych
testov 440 transakcii, ¢o je oproti priemernému poctu transakcii v jedincoch vygenerova-
nych verifikaénym prostredim (5653,52) redukcia na 7,78 %. Samotny proces optimalizécie
trval 11 hodin a bol spusteny na serveri lissom2.fit.vutbr.cz.

Pre porovnanie bola optimalizacia vysktiSana aj s populaciou dvoch jedincov a parame-
trami, ktoré pri experimentoch popisanych tabulkou 6.7 dosiahli najlepsiu fitness, nie vSak
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najlepsiu efektivitu podla 6.9. Optimaliza¢ny proces dokdzal zredukovat povodnu sadu tes-
tov na podobnii velkost bliZiacu sa 440 transakciam, doba jeho behu vSak bola 33 hodin.

V tomto bode je este dolezité zdéraznif, Zze ¢éim bliz§ie sa jedinec blizil optimu, tym
vyrazne dlh$ie trvalo z neho odstranit transakciu. Pri uspokojeni sa s menej optimélnym
rieSenim by tak slo proces optimalizacie vyrazne skratit.

Po namerani vysledkov optimalizécie je dobré sa na ziver zamysliet nad budtcimi moz-
nymi vylepSeniami optimalizaéného procesu. V predoslych kapitoldch bol ako moznost do
budiicnosti navrhnuty ostrovny algoritmus 2.3.1. Ostrovny algoritmus obecne dosahuje le-
pSich vysledkov, ¢im sa rozumie nachddzanie o nieco lepSich rieSeni v o trochu kratSom
dase. Aktudlne sa vSak d4 posudit, Ze ostrovny algoritmus ako vylepsenie nie je vhodny a to
z dovodu, Ze pracuje s niekolkymi populdciami zdroveni a teda velkym poc¢tom jedincov.
To prindSa i po zvaZeni urc¢itého percenta vylepsenia stale prilis velky pocet vyhodnoteni
fitness, ¢o je neakceptovatelné z nasledujiceho dévodu. V meraniach bolo zistené, Ze opti-
malizicia na populdcii s dvomi jedincami a obvode ALU trvé rddovo niekolko hodin, pre
dobne vyrazne predlzi. Z popisaného sa da usudif, Ze v tomto pripade sa pravdepodobne
viac oplati akceptovat o nieGo menej optimélne rieSenie za cenu vysokej uspory ¢asu. Bu-
dtce vylepSenie rieSenia sa tak javi byt inym smerom a to vylepSenim genetickych operécii
a procesu samo-adaptacie. Koncept nizkeho poctu jedincov populacie, ako aj elitizmus by
mali ostat zachované z dévodu udrzania dostatoéne nizkej dizky behu optimalizacie.
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Kapitola 7

Z.aver

Tato diplomova praca sa venovala zistovaniu, ¢ je funkénd verifikdcia dobrym zdrojom
pre vytvorenie sady regresnych testov hardvérového obvodu. Testovacie vektory ziskané
z procesu funkénej verifikdcie totiz splnuju pokrytie Specifikovanych vlastnosti obvodu na
100 %, ¢o je velkd vyhoda. Zaroven je vSak takato sada vektorov prilis velkd a redundantn4,
v zmysle niekolkondsobného overovania uZ overenych vlastnosti. Preto je potrebné ziskanu
sadu optimalizovat, na ¢o sa v tejto praci vyuziva evoluény algoritmus. K zoptimalizovanej
sade regresnych testov vedie niekolko krokov.

V prvej (teoretickej) ¢asti prace bola nastudované a popisana teéria ohladne funkénej ve-
rifikacie, metodiky UVM, jazyka SystemVerilog, regresnych testov a evolu¢nych algoritmov
s bliz§im zameranim sa na genetické algoritmy. Druhé kapitola podrobne analyzuje zadanie,
ukazuje doélezitost prace, demonstruje zavaznost redundancie vo vektoroch vygenerovanych
v procese funkénej verifikdcie a popisuje preco su pre optimaliza¢ni tlohu vhodné prave
evolucné algoritmy.

Dalsie dve kapitoly sa venujii navrhu a implementacii optimalizaéného prostredia tvore-
ného evoluénym algoritmom, verifikaénym prostredim UVM a automatiziciou testov. Ako
evolu¢ny algoritmus bol navrhnuty geneticky algoritmus odliSujuci sa od beznych genetic-
kych algoritmov. Pouzity geneticky algoritmus pracuje s variabilnou dizkou chromozémov
a z toho dovodu aj Specidlne navrhnutymi genetickymi operaciami, ponika samo-adaptaciu,
moznost okamzitej opravy pri vygenerovani nevhodného jedinca a pouzitd fitness funkcia
pouzitych selekénych algoritmov. Co sa tyka verifika¢ného prostredia, k uz poskytnutému
verifika¢nému prostrediu UVM boli boli doprogramované Specifické casti, ktoré umoznili vy-
uzitie verifikacného prostredia ako generatoru pociatocnej populdcie a dalej ako prostriedok
pre meranie fitness. Poslednou ¢astou navrhnutého a implementovaného optimaliza¢ného
prostredia je automatizacia testov, ktord prindsa zjednoduSenie testovania a konfiguracie
spustanych testov.

V kapitole namerané vysledky, ktoré si demonstrované na konkrétnom obvode ALU, je
popisané pociatoénéa populacia ziskané z funkénej verifikicie. Dalej st tu zistované spravne
nastavenia parametrov genetického algoritmu empiricky. Bolo zistené, Ze z nastaveni st vy-
hodné nizka velkost populdcie, elitizmus a pouZitie genetickej operacie mutéacie typu delete
s pravdepodobnostou 0,22 a samo-adaptaciou. Uvedené nastavenia uz prechadzaja do kon-
ceptu aj dalsich typov evolu¢nych algoritmov a tak spajaji myslienku genetického algoritmu
s evoluénymi stratégiami a evoluénym programovanim. Po zisteni spravnych nastaveni pa-
rametrov nasledoval samotny beh optimalizécie a bolo namerané, Ze implementovany gene-
ticky algoritmus dokaze zoptimalizovat sadu regresnych testov na 7,78 %, ¢im sa potvrdilo,
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7e funk¢nd verifikdcia je vhodnym zdrojom sady regresnych testov v pripade ich nasledne]
optimalizacie evoluénym algoritmom.

Na zaklade nameranych vysledkov by bolo do budiicnosti mozné najst dalsie vylepsenia
existujuiceho rieSenia, napriklad eSte zlepsit genetické operacie alebo proces samo-adaptacie.
Koncept nizkeho poétu jedincov populécie, ako aj elitizmus by mali zostat zachované z do-
vodu udrZania dostatoéne kratkej doby behu optimalizécie, ¢o je kriticka zalezitost.
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Priloha A

Zoznam parametrov genetického
algoritmu

V kapitole venujtcej sa tedrii ohladne genetickych algoritmov 2.3.1 bolo popisané, Ze gene-
tické algoritmy maji niekolko nastavitelnych parametrov. Zaroven uspe$nost genetického
algoritmu nachédzat optiméalne rieSenia pre zadany problém silno zavisi od sprdvneho na-
stavenia tychto parametrov. NavySe neexistuje Ziadna efektivna metdéda, ako sa da urcit
spravne nastavenie parametrov a preto sa toto nastavenie obvykle zistuje experimentélne.
Spravne nastavenie parametrov genetického algoritmu sa v tejto diplomovej praci taktiez
zisti experimentalne.

V kapitole 5 boli postupne popisané jednotlivé implementované nastavitelné parametre.
V tejto prilohe st zhrnuté vSetky implementované nastavitelné parametre a ich povolené
hodnoty do prehladnej a stru¢nej formy. VSetky nastavitelné parametre implementova-
ného genetického algoritmu, tak ako ich uzivatel ndjde a moze menit v zdrojovom sibore
basicGA/nastavenia a konstanty.sv si nasledujtce:

UKONCENIE POCET_GENERACII: udava, ¢i je ako ukoncovacia podmienka genetického algo-
ritmu pouzité dosiahnutie urcitého poctu iteracii

Povolené hodnoty: {0, 1} uréujuce ¢i je (1) alebo nie je (0) pouzitd tato podmienka
MAX_POCET_GENERACII: parameter je uvazovany iba ak

UKONCENIE_POCET_GENERACII=1. Parameter vyjadruje po kolkych iterdcidch méa byt
geneticky algoritmus ukonceny.

Povolené hodnoty: N
UKONCENIE_POCET_NEZLEPSENI_TOP_FITNESS: udéva, ¢i je ako ukoncovacia podmienka ge-
netického algoritmu pouzitéd dlhodoba stagnacia najlepSieho najdeného jedinca.
Povolené hodnoty: {0, 1} uréujuce ¢i je (1) alebo nie je (0) pouzitd tato podmienka
MAX _POCET_NEZLEPSENI_TOP_FITNESS: tento parameter je uvazovany iba v pripade ak

UKONCENIE_POCET_NEZLEPSENI_TOP_FITNESS=1. Vyjadruje, po kolkych iteraciach,
pocas ktorych nie je nachddzany novy najlepsi jedinec, ma byt algoritmus ukonceny.

Povolené hodnoty: N

POCET_JEDINCOV: velkost populécie.
Povolené hodnoty: N
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METODA_SELEKCIE: parameter udéva, ktory algoritmus selekcie sa mé pouzivat. Su imple-
mentované tri selekéné algoritmy a to turnajové selekcia, ruleta podla ohodnotenia
fitness a ruleta podla poradia.

Povolené hodnoty: {TURNAJ , RULETA_FITNESS, RULETA_PORADIE}

TURNAJ POOL_SIZE: parameter je uvazovany iba v pripade ak METODA_SELEKCIE=TURNAJ.
Vyjadruje, z kolkych ndhodne zvolenych jedincov populécie sa vybera jeden rodic.
Povolené hodnoty: N

POCET_MINULYCH_ZACHOVANYCH_JEDINCOV: uddva, nakolko sa prekrjvaji po sebe nasleduj-
lce generacie.

Povolené hodnoty: {z|z € No ANz < POCET_JEDINCOV}

PRENOS_MINULYCH_JEDINCOV: suvisi s POCET_MINULYCH_ZACHOVANYCH_JEDINCOV a udéava,
¢i sa z minulej generacie zachovavaju najlepsi, alebo ndhodni jedinci.

Povolené hodnoty: {NAJLEPSI,NAHODNI}.
Pre POCET_MINULYCH_ZACHOVANYCH_JEDINCOV =1
a PRENOS_MINULYCH JEDINCOV = NAJLEPSI sa jednéa o elitizmus.

PRAVDEPODOBNOST_MUTACIE: definuje pravdepodobnost vzidjomnej vymeny poradia Iubo-
voInych dvoch transakcii v rdmci jedného chromozdému. Hodnota sa udéva v percen-
tach.

Povolené hodnoty: (0,100)
PRAVDEPODOBNOST_MUTACIE DELETE: definuje pravdepodobnost vymazania pre kazdi jednu
transakciu v chromozéme. Hodnota sa udéva v percentach.

Pre napriklad PRAVDEPODOBNOST _MUTACIE DELETE = 4% sa po aplikovani jedného
kroku tohto druhu mutécie chromozém zredukuje v pocte transakcii priblizne o 4%.

Povolené hodnoty: (0,100)

PRAVDEPODOBNOST_KRIZENIA: udéva pravdepodobnost, Ze sa bude dvojica jedincov krizit.
Zadava sa v percentach.
Povolené hodnoty: (0,100)

PRAH_ZMENSENIA_PRAVDEPODOBNOSTI: udéva, kolko minimaélne jedincov v aktudlnej popu-

lacii musi mat najhorsie mozné ohodnotenie fitness, aby doSlo k zniZeniu pravdepo-
dobnosti mutacie a krizenia.

Povolené hodnoty: {z|z € No ANz < POCET_JEDINCOV},
pr.: PRAH_ZMENSENTA_PRAVDEPODOBNOSTI = 0.4 «+ POCET_JEDINCQOV
ZMENSENIE_PRAVDEPODOBNOSTI: parameter uddva, kolkonasobne sa zniZia pravdepodob-

nosti mutacie a krizenia v pripade, Ze pocet jedincov s najhorSou moznou hodnotou
fitness prekroc¢i PRAH_ZMENSENIA_PRAVDEPODOBNOSTI

Povolené hodnoty: (0,1)

MIN_PRAVDEPODOBNOST MUTACIE: definuje najniz$iu mozni hodnotu, na akt moze byt
PRAVDEPODOBNOST_MUTACIE zniZena.

Povolené hodnoty: (0, 100)
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MIN_PRAVDEPODOBNOST_MUTACIE DELETE: definuje najnizsiu mozni hodnotu, na aki méze
byt PRAVDEPODOBNOST MUTACIE DELETE zniZena.

Povolené hodnoty: (0, 100)

MIN_PRAVDEPODOBNOST_KRIZENIA: definuje najnizsiu mozni hodnotu, na aki moze byt
PRAVDEPODOBNOST_KRIZENIA znizena.
Povolené hodnoty: (0, 100)

MAX_POCET_POKUSOV_GENEROVANIA_POTOMKA: udédva maximadlny pocet pokusov, kolkokrat

sa program pokusi pregenerovat novo vzniknutého potomka v pripade, Ze mé najhorsiu
moznu fitness.

Povolené hodnoty: N
VERIFICATION PATH: cesta k verifikaénému prostrediu.

FILE_GA_TO_VER: cesta a nazov suboru, ktory sluzi pre komunikéciu genetického algoritmu
s verifikaénym prostredim. Konkrétne sa jednd o stibor, kam geneticky algoritmus
zapise jedinca, ktorého pokrytie méa byt zmerané verifikaénym prostredim.

FILE_VER_TO_GA: cesta a nazov suboru, ktory sluzi pre komunikéciu genetického algoritmu
s verifikaénym prostredim. Konkrétne je to sibor, do ktorého verifika¢né prostredie
zapisuje svoje vystupy.

FILE TOP_FITNESS: cesta a nazov suboru, kde sa po ukoncéeni behu genetického algoritmu
ulozi hodnota najlepsSej dosiahnutej fitness hodnoty.

FILE_TOP_FITNESS_JEDINEC: cesta a nazov suboru, kde sa po ukonceni genetického algo-
ritmu ulozi najlepsi najdeny jedinec.

DIR_UVODNA POPULACIA: cesta a adresar, kde st ulozené pociatocny jedinci.
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