VYSOKE UCENI TECHNICKE V BRNE

BRNO UNIVERSITY OF TECHNOLOGY

FAKULTA INFORMACNICH TECHNOLOGIH
USTAV POCITACOVE GRAFIKY A MULTIMEDI|

FACULTY OF INFORMATION TECHNOLOGY
DEPARTMENT OF COMPUTER GRAPHICS AND MULTIMEDIA

OPTICKE ROZPOZNAVANI| ZNAKU

BAKALARSKA PRACE
BACHELOR'’S THESIS

AUTOR PRACE PAVEL POKORNY
AUTHOR

BRNO 2010



VYSOKE UCENI TECHNICKE V BRNE

BRNO UNIVERSITY OF TECHNOLOGY

FAKULTA INFORMACNICH TECHNOLOGIH
USTAV POCITACOVE GRAFIKY A MULTIMEDI|

N
k I

;/ U FACULTY OF INFORMATION TECHNOLOGY
K_

DEPARTMENT OF COMPUTER GRAPHICS AND MULTIMEDIA

OPTICKE ROZPOZNAVANI ZNAKU

OPTICAL CHARACTER RECOGNITION

BAKALARSKA PRACE
BACHELOR'’S THESIS

AUTOR PRACE PAVEL POKORNY
AUTHOR

VEDOUCI PRACE Ing. JOZEF MLICH
SUPERVISOR

BRNO 2010



Abstrakt

V této préaci jsou predstaveny nékteré z metod pro vyhledani a rozpoznéani textu v obraze.
Zabyva se problematikou extrakce priznaki a predstavuje nejcastéji pouzivané algoritmy
strojového uceni. Popisuje postup pfi navrhu a implementaci aplikace uréené k rozpoznéavani
tisténého textu a vytvoreni datové sady znakd.

Abstract

This paper presents some of the methods for locating and recognizing text in an image
document. It describes feature extraction issues and commonly used machine learning algo-
rithms. In the latest part, there is description of design and implementation of application
for printed text recognition.
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Kapitola 1

Uvod

Optické rozpoznavani znaki, oznacovano zkratkou OCR z anglického optical character re-
cognition, je proces prevodu naskenovaného obrazku s textem do podoby textového doku-
mentu. MiiZe se jednat o text psany rucéné, na psacim stroji nebo tistény. Casto se tento
prevod provadi z diivodu lepsi skladnosti takového textu a prakticky neomezené délce zivota
nebo kvili lepsim moznostem §ifeni (pres internet, na prenosnych médiich).

V textu ziskaném pomoci OCR lze jednodusSe vyhledavat, prekladat ho pomoci automa-
tickych prekladovych slovniki, prevadét jej na pocitacem mluvené slovo a mnoho dalSich
véci, jejichz provedeni by bez této metody nebo ruc¢niho piepisu textu nebylo mozné.

Duvodt pro vyvoj je tedy mnoho, o ¢emz ostatné svéd¢i i to, Ze probiha jiz skoro
celé jedno stoleti a stale nebyl nalezen postup k dosazeni 100% vysledki. Jednd se o slozity
proces, v prubéhu kterého se miize vyskytnout mnoho problému. O nékterych z nich a jejich
moznych feSeni pojednava tato prace. Vyzkum optického rozpoznavani znakt zasahuje do
oblasti rozpoznavani vzoriu (pattern recognition), umélé inteligence (artificial intelligence)
a pocitacdového vidéni (computer vision).

Tato bakalarska prace se zabyva rozpoznavanim tisténého textu v obraze. Kapitoly 2,
3 a 4 pojednavaji o bézné pouzivanych metodach v této oblasti. Soucasti této prace je
aplikace slouzici k segmentaci znakli z obrazu a jejich rozpoznavani. Jeji nadvrh a popis
implementace je uveden v kapitole 5. S pomoci této aplikace byla vytvorena trénovaci sada
znakl, podrobnéji v sekci 5.5. Dosazené vysledky a navrhy moznych vylepseni aplikace jsou
uvedeny v 5.6.

Cilem OCR je rozpoznat s co nejvétsi presnosti vSechny znaky v dodaném obraze, ¢ehoz
jeiv dnesni dobé tézké dosdhnout, zejména kvili velkému poctu riznych fonti, nezadoucim
objektiim v obraze ($um), nepiesnosti tiskaren atd. U¢innost metod je zavisla na vstupnich
datech, proto je diilezité vhodné zvolit metody zpracovani obrazu a rozpoznavaci algoritmus.

Prubéh rozpoznavani textu lze rozlozit na nékolik samostatnych éasti (obr. 1.1).

Nejdiive je tfeba ziskat obraz textu pomoci skeneru nebo fotoaparatu. Takto ziskany
obraz obsahuje informace o zobrazeném textu, ale také spoustu dalsich informaci o pozadi,
intenzité osvétleni, necistotdm na papiru atp. Prebyteénym elementiim v obraze se fika
obrazovy spam, Sum. Odstranénim obrazového spamu se zabyva kapitola 2.

V upraveném obrazu se vzapéti vyhledaji bloky textu, faddky a jednotlivé znaky (seg-
mentace). Ziskané znaky mohou byt poté zpracovany do normované podoby a nésledné je
provedena extrakce priznaku. Zvolené priznaky maji velky vliv na spésnost celého systému
a opét nelze Tici, Ze néktery z pristupu je idealni pro vSechna vstupni data. Témto ¢astem
se vénuje kapitola 3.

Poslednim krokem je klasifikace znakt na zakladé vektoru pfiznakt ziskanych z jednot-



livych znakt. Existuje cela fada klasifikdtor. Vétsina z nich se musi prfedem natrénovat
na sadé prikladi se spravné urcenou tiidou, tak vznikne model obsahujici obecnou charak-
teristiku jednotlivych tfid. S obecnymi popisy tfid v tomto modelu jsou poté porovnavany
priznaky jednotlivych nezndmych znakt a vybere se t¥ida s nejvétsi podobnosti. Klasifikaci
se zabyva kapitola 4.

Text na papiru

Skenovani

Digitalni obraz

Pfedzpracovani

Binarni obraz

[o]

Segmentace znaku
Extrakce pfiznakd

Vektor pfiznakl

Klasifikace

A N A

WY

Rozpoznany text

Obrézek 1.1: Bézné soucasti systému OCR podle [10].

Rozpoznany text je poté mozno dale analyzovat. Provadi se napriklad vyhledévani roz-
poznanych slov v obsdhlém slovniku podle zvoleného nebo automaticky rozpoznaného ja-
zyka a na zékladé nejpodobnéjsiho nalezeného slova se mohou opravit nékteré Spatné roz-
poznané znaky. Analyze rozpoznaného textu se tato prace dale nevénuje.



Kapitola 2

Zpracovani obrazu

Prvnim krokem v procesu ziskani textu z obrazu je dostat vytistény text do digitalni podoby.
Nejcastéji se k tomuto tcelu pouziva opticky scanner nebo fotoaparat. Takto ziskané obrazy
jsou v pocitaci ulozeny jako popis jednotlivych bodii (pixel). Pocet bodu (rozliSeni) se lisi
podle kvality pouzitého zafizeni a taktéz informace obsazené v popisu jednoho pixelu mohou
byt rizné vzhledem k pouzitému formatu obrazu (stupné Sedi nebo nékterd z reprezentace
barev).

Pro dalsi zpracovani je zadouci, aby obrazek obsahoval informace pouze o zobrazeném
textu. P¥i OCR jsou proto dtlezité hrany pismen a naopak neni potfebna napt. informace
o barvé a Sum (spam) na pozadi, ktery vznika pfi nedostateéném osvétleni, pouziti nekva-
litniho papiru nebo zafizeni pro prevod do digitalni podoby nebo pfi jakékoliv deformaci
skenovaného dokumentu. Sumu je mozné se zbavit nap¥. prahovdnim nebo detekci hran a
provadénim dalsich operaci pouze na téchto hranach.

2.1 Prahovani

Prahovéani je pfevod obrazku ze stupni Sedi do bindrni podoby (&ernobily obraz), kde kazdy
pixel obsahuje jen informaci ¢erna/bila.

Globalni prahovani

Algoritmus je jednoduchy, sekvencéné prochazi vsechny pixely obrazu a porovnava je s pevneé
uréenym prahem (napf. pramér intenzit vSech pixeli). Pokud je hodnota pixelu vétsi (resp.
mensi) nez prah, hodnota bodu se nastavi na maximum (resp. minimum). Hodnota prahu
je jediny parametr této metody.

Na obrazy, které nebyly pfi pofizovani rovnomérné osvétleny, je tato metoda casto
nepouzitelna. Mohlo by se totiZz stat, Ze odstin vSech bodt v nékterych ¢astech by byl
pod nebo nad danym prahem a celd tato oblast by byla chybné zpracovana. V takovych
ptripadech je vhodné pouzit adaptivniho prahovani.

Globalni prah lze urcovat ruéné nebo je mozné pouzit néktery ze zpusobu nalezeni
optimalniho prahu. Jednou z téchto metod je Otsuho metoda, pfi které je prah vybran na
zakladé rozptylu jednotlivych intenzit. Algoritmus hleda nejvétsi rozptyl mezi pozadim a
popiedim (between class variance), ktery se poté pouzije pro globalni prahovani.



Adaptivni prahovani

P1i pouziti adaptivniho prahovani se dynamicky meéni hodnota prahu. Je mozné prah vy-
poditavat zvlast pro kazdy pixel nebo pro ¢asti obrazu urcité velkosti. Tato metoda se nékdy
nazyva také dynamické nebo lokalni prahovani.

Pri vypoctu prahu pro kazdy pixel, se hodnota prahu urcuje na zakladé okolnich pi-
xelt. Vysledny prah lze vypocitat nékolika zpusoby, vSechny vypocitavaji néjakou statistiku
z okolnich pixelti. Mezi nejpouzivanéjsi patii stredni hodnota, medidn nebo prumér z ma-
ximalni a minimélni hodnoty jasu z okolnich bodi. Takto ziskand hodnota prahu se pak
pouzije u daného pixelu stejnym zpusobem jako u globalniho prahovéani. Je nutné zvolit
spravnou velikost okoli, ktera by méla pokryt dostateéné mnozstvi bodl pozadi i hledanych
objektli. Pokud je prah urcéovan pro vétsi ¢asti obrazu, pocitaji se tyto statistiky vétsinou
ze vSech pixell této oblasti a zjistény prah je pouzit pro celou tuto oblast.

V castech obrazu, kde se vyskytuje napt. pouze pozadi, mohou mit sousedni pixely velice
podobné hodnoty a muze dochazet ke Spatnému vypoctu hodnoty prahu. Proto se vyuziva
pridavného globalniho prahu, ktery urc¢uje minimalni intenzitu hledanych objektu.

2.2 Detekce hran

Pii hledani objektii 1ze vyuzit pouhé prahovani, ale v praxi se ¢asto pouzivajiitzv. detektory
hran. Detekce hran je vyhledani takovych bodi, ve kterych se vyrazné méni intenzita (jas)
obrazu. Takovychto detektori existuje velké mmnozstvi, lisi se v metodach hledani, jejich
reprezentaci, citlivosti rozpoznani ¢i odolnosti proti Sumu.

Jednoduché detektory jsou zaloZeny na principu konvoluéniho filtrovani obrazu a lisi se
pouze jadrem filtru (nap¥. Sobel, Roberts, ...).

Cannyho detektor hran

Tento detektor nepatii mezi triviadlni, sklada se z nékolika kroki. Mezi hlavni prednosti
patii velice maly pocet chybné detekovanych hran, pfesnost urceni pozice detekované hrany
a jednoznacnost hran, tzn. ze kazda hrana je detekovana jen jednou. [11]

Algoritmus zahrnuje ¢tyii kroky:

e (Odstranéni Sumu z obrazu pomoci Gaussova filtru
e Aplikace Sobelova filtru pro nalezeni velikosti gradientt
e Ztencovani

e Prahovéani

Ztendovani

Ztencovani (thinning, skeletonization) je metoda pro redukci oblasti v obraze na pouhé
usecky (kfivky) o tloustce jednoho pixelu. Vytvori se tak pouze jakasi kostra a ztraci se
informace o tloustce pisma. Dochézi ke zobeciiovani, coz miZe prispét k vétsi Gcéinnosti
rozpoznani textu, protoze se stiraji rozdily mezi raznymi druhy fontd. Algoritmy ztenco-
véani prochézi pixely obrazu a zkoumaji jejich okoli. Velikost okoli pixelu se pouzivé rtizna,
nejcastéji tzv. osmi-okoli. Postupné se odstranuji okrajové pixely objekt dokud neztistanou
jen jedno-pixelové kiivky.



Kapitola 3

Vyhledani a zpracovani textu

Naskenované dokumenty mohou kromé textu obsahovat i jiny druh obsahu, nejcastéji rizné
tabulky a obrazky. Text ¢asto byva ¢lenén na odstavce, které mohou byt vici sobé v riznych
pozicich (jako v novinéch) a neni snadné rozlisit jednotlivé fadky. Text je tedy nutné nejprve
v obraze vyhledat. Cely dokument muZe byt nekvalitné naskenovan a byt pootocen, coz by
mohlo vést k potiZzim pfi jeho vyhledani. Vyrovnanim obrazu se zabyva sekce 3.1.

Nalezeni dilezitych objektt a spravné oddéleni od zbytku dokumentu se nazyva segmen-
tace. V OCR je nutné najit v obraze odstavce textu, ve kterych je poté mozné detekovat
jednotlivé fadky, slova a nakonec i znaky. V sekci 3.2 jsou predstaveny mozné zpiisoby
vyhledani blokd textu. V kapitole vénujici se implementaci programu je pak v sekci 5.3
vysvétlen jeden mozny pristup k segmentaci radki, slov a znakda.

Ke klasifikaci nalezenych znak je vhodné misto vSech pixelt oblasti znaku pouZit pouze
nékteré vlastnosti ziskané z téchto pixeld. Tyto vlastnosti se nazyvaji ptiznaky (features) a
jejich ziskavani je tzv. extrakce priznaki. Vybérem vhodnych priznaki a jejich extrakci se
zabyva sekce 3.3.

V této kapitole jsem cerpal ze zdroju [11], [12], [1], [10], [7].

3.1 Korekce pootoceni

Hledany text mize byt v obraze pootocen, coz by znepfijemnilo jeho zpracovani. Je tedy
vyhodné obraz nejprve vyrovnat. Nejdfive je potifeba nalézt tihel, o ktery je text pootocen.
Metod pro vyhledani tthlu pootoceni existuje vice.

Projecni profily

Metody zaloZené na analyze profilu obrazu (projection profile methods) jsou intuitivni a pfi
kvalitnich datech také tispésné. Profil obrazu je histogram z poc¢tu ¢ernych pixell, které jsou
protnuty paralelné vedenymi pfimkami. Tyto pfimky mohou byt pod jakjymkoliv tthlem, ale
nejcastéji se pouzivaji horizontalni a vertikalni pfimky a vznikaji tak horizontalni a verti-
kalni projekéni profily. Moznym pouzitim je vypocet profild pod riznymi thly a pocitani
odchylky mezi poéty pixeldt protnutjch jednotlivymi pfimkami. Uhel s nejvétsi odchylkou
je pravdépodobné hledany thel pootoceni, protoZe pri ném mnoho prfimek protina velké
mnozstvi pixelu (fadky) a stejné tak hodné pfimek neprotne pixel zadny (mezery mezi
fadky).



Nejblizsi sousedé

Pfistup vyuzivajici shlukovani nejblizsich sousedt (nearest-neighbours) neni na rozdil od
ostatnich limitovan velikosti thlu pootoceni. Tato metoda zahrnuje nejprve nalezeni sou-
vislych objektt (connected component), poté je zjistén nejblizsi soused kazdého objektu
a je vypoCitan tihel mezi centralnimi body nejblizsich sousedt. Uhel, ktery se vyskytuje
nejcastéji, je poté uréen jako thel pootoceni.

Houghova transformace

Jedna se o metodu pro vyhledani obecného tvaru v obraze. Podminkou je znalost analytic-
kého popisu tohoto tvaru a tak se nejcastéji vyuziva k nalezeni pfimek, kruznic a podobnych
znamych geometrickych utvart. Pfi vhodné nastavenych parametrech nijak vyrazné nevadi,
kdyz se v obraze tyto utvary vyskytuji prerusované. Diky tomu je mozné tuto metodu pou-
zit 1 pro vyhledani radkd textu a poté obrazek pootocit na zakladé primérné hodnoty
pootoceni radki.

Obrézek 3.1: Projekce bodu do parametrického prostoru. Zdroj [3].

Vyuziva se parametrizace, ktera reprezentuje piimku jako bod v polarnim souradnico-
vém systému. Prevodem tohoto bodu zpét do Kartézské soustavy souradnic je ziskan opét
pouze bod, avSak timto bodem prochézi ptivodni pfimka a zaroven je kolmé na primku,
ktera vede od pocatku souradnicového systému k tomuto bodu. Pouzivané parametry jsou
p (vzdalenost bodu od pocatku) a € (thel, ktery svird osa x s pfimkou spojujici bod a
pocatek). Rovnice takové ptimky je:

p = x * cost + y * sind (3.1)

Samotné transformace pak probiha tak, Zze soufadnice z a y kazdého nenulového bodu
vstupniho obrazu jsou dosazeny do rovnice 3.1. Za hodnotu 6 jsou postupné dosazovany
hodnoty z intervalu (0, 27) s uréenym krokem a dopoc¢itava se p. Tak v parametrickém pro-
storu vznikne pro kazdy vstupni bod jedna kfivka, v pripadé tsecek se vytvari sinusoidy.
Pokud nékteré body v pivodnim obraze lezi na stejné piimce, jejich kiivky v paramet-
rickém prostoru se protinaji nejcastéji v bodé predstavujicim parametry této primky. Na
obrazku 3.1 jsou zobrazeny kiivky v parametrickém prostoru, které byly vytvoreny z bod
obrazku zobrazeného v pravém dolnim rohu. Po pfevodu vSech nenulovych pixelt obrazu
jsou v parametrickém prostoru vybrana lokalni maxima ptredstavujici hledané pfimky a tthel



pootoceni obrazu se muze vypocitat jako primérny thel pootoceni téchto primek vuci ose
T.

Rotace obrazu

Po nalezeni spravného tihlu je t¥eba obraz vyrovnat, to je mozné pomoci operace pootoceni
(rotace), kterd patii mezi zakladni afinni geometrické transformace (dalsimi jsou posunuti,
zména méfitka, zkoseni a operace vzniklé jejich skladanim). P¥i pouziti homogennich sou-
radnic mohou byt tyto transformace reprezentovany jako nasobeni matic. Rotaci a zménu
velikosti ve 2D lze reprezentovat jako nasobeni P matici 2x2, posunuti vSak nikoli, proto
se zavadi tfeti (homogenni) soufadnice. Bod P v homogennich soufadnicich méa soufadnice
[,y,w] za pfedpokladu, Ze plati:

x=2y=Y
w w

Kde X a Y jsou soufadnice v puvodnim 2D prostoru. Soufadnice w se nazyva véaha
bodu. Casto se voli w = 1. Po zvoleni w maji homogenni soufadnice hodnotu

P = [wX,wY,uw]

Afinni transformace jsou v homogennich soutadnicich vyjadieny vztahem P’ = Px A,
kde P je bodem, ktery transformujeme pomoci matice A. Jednotlivé operace se lisi pouze
transformacéni matici. Pro otoceni obrazu s textem se vyuziva geometrické transformace
rotace. Otacenim bodu P kolem poé¢atku soustavy soufadnic O = [0,0] o orientovany thel
a je ziskdn v 2D prostoru bod P’ o soufadnicich

! .
X' = Xcosa — Ysina

Y' = Xsina + Y cosa

Transformacni matice pro otaceni v homogennich soutadnicich ma tvar

cosae  sina 0
Arp = | —sina cosa 0
0 0 1

Nové soutadnice bodu pro pootoceni obrazu se ziskaji vynasobenim homogennich souiadnic
bodu touto transformacni matici.

3.2 Analyza rozvrzeni dokumentu

Analjzou obrazu dokumentu se rozumi ziskani informaci o struktufe jeho obsahu. Pocita¢
reprezentuje obraz jako mnozinu bodd a o jejich vyznamu nemé jiné informace, nez kde
a jakou barvou je méa zobrazit. Komercéni systémy, které jsou dnes k dispozici, zvladaji uz
rozpoznavani formulara, tabulek, obrazka i odstavcl textu na dobré trovni.

O segmentaci se mluvi ve dvou souvislostech. Pokud dokument obsahuje grafiku i text, je
nutné nejprve oddélit bloky s riznym typem obsahu a ty jsou dale zpracovavany odliSnymi
metodami. Jinou ¢innosti je poté segmentace textu, kdy jsou oddélovany sloupce, odstavce,
slova a znaky, nebo grafiky, ktera zahrnuje oddéleni symbolu (obdélniky, kruznice) a tsecek.
Obréazky (fotky) se v béznych dokumentech vétsinou nijak dale nesegmentuji.



Detekce kontur

Zjisténi vyskytu znaki lze provést detekci kontur, coz znamend vyhledani vnéjsich hranic
objektd. Z kontur je mozné zjistit pocet objektd v dokumentu, jejich pozice, velikost i
tvar. Jakmile jsou rozpoznany vSechny kontury, je mozné pristoupit k rozpoznavani kazdé
z nich nebo je na zékladé jejich vlastnosti shlukovat do vétsich regionti. Na vyhledavani
kontur existuji rizné algoritmy, napt. Moore-Neighbor nebo Radial Sweep, jedné se o velice
jednoduché postupy, které urcuji jak po nalezeni prvniho bodu néjakého objektu vyhledat
celou jeho okrajovou hranici. Smyslem je prochézeni sousednich okrajovych pixelt v jednom
sméru dokud se nenarazi na pocatecni pixel.

Connected component labeling

Jingm ptistupem k vyhledévéani objekt v obraze je oznaceni spojitych objektu (connected
component labeling, nékdy region coloring). Jedna se o dvou-priichodovy algoritmus, ve
kterém jsou bodim prifazovany tiidy predstavujici samostatné objekty.

V prvnim prichodu se zkoumaji vSechny pixely, pro ty s hodnotou popiedi se zjisti
hodnoty sousedu vlevo a nahote (tyto pixely jiz byly zpracovany) a pokud nema zadny z nich
hodnotu popfedi, oznaci se aktudlni bod novou tiidou. Pokud ma hodnotu popfedi jen jeden
pixel, oznadi se aktualni pixel stejnou tridou. Kdyz je jich vice nez jeden, oznaci se nékterou
z jejich t¥id a vSechny zjisténé t¥idy jsou vloZeny do t¥idy ekvivalence (pro pozdéjsi slouceni).
V druhém priichodu probéhne nejdtive slouceni vsech t¥id z kazdé tiidy ekvivalence a poté
se vSem oznacenym pixeltim prifadi konecna tfida. Kazda z tfid reprezentuje jeden nalezeny
objekt.

Detekce fadku a slov

Neékdy je potreba zjistit, kde se nalézaji jednotlivé fadky a na nich detekovat hranice mezi
slovy. Jednou z metod je vyuziti vertikalniho a horizontalniho histogramu. Pfedpokladem je,
7e obraz neni nikterak pootoc¢eny. Podobné metody lze vyuzit ke zjisténi pootoceni obrazu
(viz 3.1).

Stadi zjistit pocet ¢ernych bodi lezicich na jednotlivych fadcich. Radky v obraze, které
neobsahuji zadné ¢erné pixely (nebo vyrazné méné nez ostatni fadky) pak mizeme pova-
zovat za hranice mezi jednotlivymi radky textu.

Pro vsechny radky textu staci pak opakovat skoro stejny postup pro ziskani hranic mezi
slovy. Rozdil je pouze v tom, Ze je tfeba pocitat pocCet ¢ernych pixeld ve vSech sloupcich
radku.

3.3 Extrakce priznaku

Data ziskana segmentaci znaki ¢asto obsahuji zbyteéné tidaje v pomeéru k potfebnych in-
formaci. Proto je vhodnéjsi data reprezentovat mensi mnozinou jejich vlastnosti (vektor
priznaki). Proces vytvoreni takové mnozZiny vlastnosti se nazyvéa extrakce priznaku (fe-
ature extraction). Pokud jsou vybrany spravné vlastnosti, je mozné tuto zjednodusenou
reprezentaci pouzit v algoritmech strojového uceni jako adekvatni ndhradu za Gplna data.
Problematika extrakce piiznak je znacné obsahla a stale se vyvijejici oblast.

Mohlo by se zdat, ze nejjednodussim piistupem je zadné priznaky neextrahovat a pouzit
vS8echny pixely z oblasti nalezeného znaku. Tento pristup ma vsak jisté nevyhody. Analyza
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velkého poc¢tu proménnych (pixelit), které bychom ziskali, by mohla byt pamétové a vy-
pocetné narocna. Nebylo by mozné se zbavit zavisloti na orientaci a velikosti textu a bylo
by nutné provadét dodatecné tpravy. Je mozné, ze s tak velkym poctem priznaki by klasifi-
kator Spatné zobecnoval popis tiid a nedokazal by rozpoznavat data odlisna tém z trénovaci
sady.

MozZnym vylepSenim je pouziti ztenc¢ovani nebo kontur. Tento zpusob pfinasi hlavné
asporu paméti. Samotny objekt je ale stale reprezentovan pouze mnozinou bodi, coz muze
byt nedostacujici. Nasledujici postupy mohou vyuzZivat vSechny pixely znaku nebo praveé
jen jejich kontury ¢i kostry. Jedné se pouze o vybér z mnoha moZnych priznaki, které se
daji pouzit. Cerpano hlavné z [10].

Zoning Jinym pfistupem je sledovani rozlozeni bodd objektu v rtznych zénach obrazu,
také zoming. PocCet z6n i jejich rozmisténi se v riznych zdrojich lisi a jejich vybér probiha
vétsinou na zakladé vysledkt experimenti.

Template matching Mozné je provadét pouze tzv. template matching, coz je porovna-
vani znaku s vytvofenymi Sablonami znakt a vybér tfidy na zakladé jejich podobnosti.

Crossings Dalsim z moznych piiznaka je pocet priseciki zkoumaného objektu s pfedem
danymi tseckami, v literatufe se vyskytuje tento pristup pod ndzvem Crossings. Pocet i
pozice tsecek se opét u ruznych zdroju lisi.

Momenty Jedna se o statistické vlastnosti obrazu. Moment je urcity specidlni vazeny
prumér intenzit pixeld obrazu, ktery by mél dostateéné odlisit rozdily mezi obrazy. Exis-
tuji i normalizované momenty, které jsou invariantni vici métitku. Dokonce lze vypocitat
momenty invariantni k velikosti i otoceni, napf. Hu momenty, které jsou ziskdny linearni
kombinaci normalizovanych centralnich momenti.

Strukturalni analyza Mezi nejslozitéjsi pat¥i strukturdlni analyza. Jedné se o rozpozné-
vani tsecek a krivek. Tato reprezentace objektu nese nejvice informaci a je také nejblizsi
tomu, jak by znak popsal ¢lovék. Strukturalni analyza mé nejvyssi toleranci Sumu, jeji
implementace je ale velice slozita a vyzkum v této oblasti stile probiha.

Pouzité priznaky maji znacny vliv na tspésnost natrénovani klasifikdtoru a pozdéjsi
rozpoznavani. Idedlni jsou takové ptiznaky, které v co nejvétsi mire popisuji tvar znaku
a dostatecné je od sebe odlisuji. Pfistupy se lisi citlivosti na Sum, deformaci znaka a také
slozitosti implementace a pouziti. Pro rizna data mohou byt vyhovujici jiné pfiznaky. Nelze
tedy s jistotou doporucit pouziti nékterého pristupu, musi se vybrat na zakladé vysledku
experimenti.
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Kapitola 4

Klasifikace

Klasifikace neboli rozpoznéavani je proces zafazeni neznamého objektu do urcité t¥idy na za-
kladé drive ziskanych védomosti. Existuje celd fada klasifikatori, jejichz G¢innost je zavisla
na klasifikovanych datech. Nelze tedy tvrdit, ze by néktery z nich byl nejlepsi a fungoval nej-
lépe bez ohledu na pouzitd data. Vybér klasifikdtoru muze nékdy vyrazné ovlivnit vysledky
rozpoznavani, vzdy je lepsi vyzkousSet jich vice a az podle vysledku se rozhodnout.

V této kapitole bylo ¢erpéano z [6], [9] a [1].

Pii klasifikaci znakt je k dispozici popis znaku z € X (kde X je prostor popisi vSech
znaki) a pfedem danou mnozinu t¥id C = {cy, ¢, ..., ¢;}. TTidy jsou nékdy také nazyvany
kategorie nebo anglicky labels. Popisem znaku se rozumi mnozina vSech pixeli, které ho
tvori, nebo vektor priznaki, které ho néjakym zptisobem charakterizuji. Obecné je prostor
popistu znakt X néjaky typ vice-rozmérného prostoru a tfidy jsou stanoveny ¢lovékem pro
potieby aplikace. V OCR systému tiidy predstavuji vSechny mozné znaky, které je tfeba
rozeznat.

Nejdrive je potieba vytvorit nebo ziskat trénovaci sadu D spravné rozpoznanych znaku
(z,¢), kde (z,c) € X x C. Napiiklad:

(z,c) = (pFiznaky ziskané ze znaku B, B)

Pouzitim strojového uceni (machine learning) se snazime naucit klasifikdtor nebo kla-
sifika¢ni funkci v, kterd mapuje znaky na tridy:

v:X—=C

Tento zplisob uceni se nazyva uceni s ucitelem (supervised learning), protoze ucitel
(¢lovek, ktery urcuje tiidy a tvori testovaci sadu) udéava smér procesu uéeni. Pokud ozna¢ime
metodu uceni I', mizeme napsat I'(D) = ~. Metoda uceni I' pfijimé jako vstup trénovaci
sadu D a vraci naucenou klasifika¢ni funkci ~.

Vétsinou se jméno metody strojového uceni I' pouziva také pro klasifikator . Lze tedy
mluvit napt. o SVM metodé i SVM klasifikatoru.

Preucéeni Jedné se o jev, kdy je klasifikator pFili§ pfizptisobeny trénovaci sadé. Na téchto

datech ma pak velkou Gspésnost rozpoznani, ale pfi rozpoznavani neznamych dat selhava.
Preucenim se ztraci schopnost klasifikatoru zobecnovat popis t¥id.
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4.1 Rozhodovaci stromy

Rozhodovaci stromy (decision trees) patii k nejstarsim, ale velice GspéSnym a pouzivanym
algoritmtm. Vstupni atributy mohou byt diskrétni (jedna se o klasifikaci) nebo spojité (pak
je spravné oznaceni regrese - hleda se spojita funkce). Spojité vstupy se v praxi ¢asto pro
zjednoduseni disktretizuji do intervald.

Patrons?

Some Full

| WailEstimate? |

Obrézek 4.1: Ukazka rozhodovaciho stromu. Zdroj [9].

Rozhodovaci strom dosédhne svého rozhodnuti provedenim posloupnosti testi. Kazdy
uzel odpovida testu hodnoty jednoho z atribut a vétve vychézejici z tohoto uzlu jsou
popsény moznymi hodnotami. Listy stromu pak obsahuji hodnotu, ktera bude algoritmem
vracena, pokud bude listu dosaZeno. Algoritmus je blizky lidskému rozhodovani, samotny
pohled na strom 4.1 nam prozradi, na zakladé kterych atribut se rozhoduje. Zobrazeny
rozhodovaci strom fesi problém, zda ¢ekat na uvolnéni stolu v plné restauraci.

Dulezity pii sestrojovani stromu je vybér spravného atributu, ktery se bude testovat
v pravé tvoreném uzlu stromu. Idedlni vlastnosti pro testovani je takova, ktera rozdéluje
trénovaci data do dvou mnozin, ve kterych jsou prvky jen jedné tiidy. Cerpano z [J].

Existuje mnoho rozsifeni rozhodovacich stromt, jednim z nich sou ndhodné stromy (ran-
dom trees, random forests). Jedna se kolekci vice rozhodovacich stromt. Pfi rozpoznavani
nového objektu se jeho priznaky vyhodnoti vSemi stromy a kazdy z nich uréi tfidu a tim
pro ni ,hlasuje“. Vyslednou tfidou je pak ta, kterd ziskala nejvice hlasi. [2]

4.2 Naive-Bayes

Naive Bayes je metoda pracujici s pravdépodobnosti. Pravdépodobnost, ze objekt (znak) d
patii do tfidy c je pocitana jako

P(cld) < P(c) [ Pltxlo) (4.1)

1<k <ng

kde P(tx|c) je podminénd pravdépodobnost vyskytu atributu t; u znaku tfidy ¢. Metoda
predpokladé vzajemnou nezévislost hodnot atributt (proto ,naive“, naivni). Cilem je najit
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nejvhodnéjsi tfidu pro zkoumany znak. PFi klasifikaci pomoci NB je to tiida s nejvétsi
pravdépodobnosti (maximum a posteriori, MAP). Cerpano z [6].

Cmap = arg max P(c|d) = arg max P(c) H P(tg)c) (4.2)
ceC ceC 1<k <ny

4.3 Support vector machines

Cilem této metody je najit nadrovinu, kterda v prostoru priznakiu optimalné rozdéluje tré-
novaci data. Ne vzdy jsou vSak priznaky linedrné separovatelné. Dulezitou soucasti SVM
je transformace prostoru pfiznakt do vicerozmérného prostoru, ¢ehoz je dosazeno pomoci
tvorbou novych dimenzi pomoci kombinace priznakt. Pomoci dostate¢ného poctu prida-
nych dimenzi lze skoro vzdy dosdhnout dokonalého rozdéleni tfid. Tato metoda podava
vétsinou velice dobré vysledky i pfi omezené velikosti trénovaci sady.

Jedné se binarni metodu, pomoci které se mohou rozdélit data dvou t¥id. Pro klasifikaci
vice tfid je mozné vyuzit vice zpusobt. Mezi ty jednodussi patii vytvofeni |C| jeden-proti-
vSem (one-versus-all) klasifikatori. Pokud je znak schvalen vice klasifikdtory, vybere se ta
tfida, jejiz délici nadrovina je od tohoto znaku nejdéle.

Linearni SVM

Maximum Support vectors
margin
decision

hyperplane ~

Y
[ ] [
o \\\ Margin is
maximized

Obréazek 4.2: Princip SVM. Zdroj [6].

Trénovanim SVM se hled4 optiméalni nadrovina, coz je ta, kterd je nejdale od jakychkoliv
datovych bodu. Vzdalenost od délici roviny k nejblizsim bodium urcuje margin klasifikatoru.
Rozhodovaci funkce je tedy dana jen (vétsinou malou) podmnozinou dat, ktera urcuje pozici
Obrazek 4.2 zobrazuje margin a podpiurné vektory na jednoduchém ukézkovém problému.
Podpiurnymi vektory je pétice bodi lezici na hranicich klasifikatoru, cilem je maximalizovat
margin a oddélit data rovinou.

Nelinearni SVM

Data na obrazku 4.2 jsou linedrné separovatelna a nalezeni délici roviny proto neni velkym
problémem. V ptipadé, Ze data nedovoluji klasifikaci linearnim klasifikdtorem, je situace
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rozmérného prostoru. Na obrazku 4.3 jsou zobrazeny tii piipady. Prvni dva jsou v jedno-
dimenzionalnim prostoru, kde prvni pfipad je linedrné separovatelny a druhy nikoliv (t¥idy
jsou barevné odliSeny). Ve spodni ¢asti obrazku jsou zobrazena data z druhého ptipadu, ale
jsou namapovana do dvourozmérného prostoru, ve kterém je jiz mozné je rozdélit linedrnim
separatorem (pfimkou). Projekce lineadrné neoddélitelnych dat do vicerozmérného prostoru
je tedy mize udélat linedrné oddélitelnymi. Obrazek prevzat z [0].

- -m‘|m
vbl\y «

Obrazek 4.3: Projekce dat do vicerozmérného prostoru. Zdroj [6].

Pro transformaci dat do vice dimenzi existuji metody, kterym se souhrnné ik jadrova
transformace (kernel trick). Jedné se o vypocet soutadnic v novém vice-dimenzionalnim
prostoru na zakladé pivodnich soutadnic.

4.4 K-nejblizsich sousedu

K nearest neighbor (kKNN) patii mezi nejjednodussi klasifikaéni metody. V modelu jsou
ulozeny vSechny trénovaci data a pri klasifikaci se pouze zjisti, jaké t¥idy je k£ nejblizsich
(nejpodobnéjsich) prvki a ten novy je oznacen tfidou, ktera je nejvice rozsifena u jeho
sousedll. P velkém poctu testovacich dat, mize byt tato metoda pomalejsi a pamétove
narocna.
Pseudokdd 4.1: Natrénovani kNN a jeho pouziti ke klasifikaci. Zdroj [6].
TRAIN-KNN (C,D)
D' <~ PREPROCESS (D)

k + SELECT-K (C,D’)
return D' k

ApPLY-KNN (C,, k, d)
Sy + COMPUTENEARESTNEIGHBORS (D, k, d)
for each ¢; € C
do p; + [Sk N Cj|/k‘
return arg max;jp;

Z pseudokdédu 4.1 lze pochopit na jakém principu algoritmus funguje. C je mnozina
vSech t¥id, D trénovaci sada dat s urCenymi tfidami, & parametr metody kNN, ktery je
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zde urcéen pfi procesu trénovani, d data urcena ke klasifikaci. Nejvice ¢asu zabere algoritmu
vyhledani nejblizsich sousedi, tento proces se déje pri kazdé klasifikaci a pfi pouziti velké
trénovaci sady muze vyrazné zpomalovat rozpoznavani. Z toho divodu se kNN nékdy také
nazyva liny student (lazy learner).

4.5 Neuronové sité

Tato metoda vychazi z poznatkl biologie o fungovani nervového systému u c¢lovéka. Neu-
ronova sit se skladé z neuronii a synapsi. Neurony predstavuji funkci o nékolika moznych
vstupech a jednou hodnotou na vystupu. Synapse jsou ohodnocené spoje mezi jednotlivymi
neurony. Sité se zobrazuji jako ohodnoceny orientovany graf. Pfi trénovani modelu se urcuji
funkce jednotlivych neuroni (nejéastéji se jedna o funkei sigmoidy nebo logickou funkci),
jejiz hodnoty se pohybuji v intervalu (0, 1). Jednotlivé neurony pouze modifikuji vstupni
data a predavaji je dale.

Architektura Sif se vétsinou skldda z nékolika vrstev. Vstupni vrstva slouZi pouze pro
predani parametra do sité, neurony nijak nemodifikuji data. Vystupni vrstva obsahuje tolik
neuront, jaky je pocet tiid, do kterych se maji data zaradit. Neuron s nejvétsi hodnotou
urcuje pak rozpoznanou tiidu objektu. Mezi témito vrstvami se naléza zpravidla nékolik
dalsich, které se souhrnné oznacuji jako skryta vrstva.

V zékladni verzi neuronovych siti jsou data predavana z predchozich vrstev do nésle-
dujicich. Novéjsi algoritmus toto pravidlo nedodrzuje, jedna se o neuronové sité se zpétnou
propagaci chyby (backpropagation).
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Kapitola 5

Implementace aplikace a
vyhodnoceni vysledku

Soucésti této prace je nastroj pro vyhledavani a rozpoznani textu v obraze aplikujici nékteré
z popsanych metod. Aplikace je implementovana v jazyce C++ a vyvijena na platformé
GNU /Linux. Pro praci s obrazem je vyuzito knihovny OpenCV [1] v aktudlni verzi 2.1.
Tato knihovna obsahuje i nékolik implementaci algoritmid strojového uceni, které jsou v
programu také pouzity.

Drive nez se miize zacit se segmentaci textu, je potfeba obraz analyzovat a provést
nékteré tpravy. Mezi tyto Gpravy patii pfevod obrazu do binarni podoby popsany v sekci
5.1 nebo zjisténi thlu pootoceni naskenovaného dokumentu a nasledné vyrovnani, kterym
se zabyva Cast 5.2. Vybranému zpusobu segmentace obrazu na fadky, slova a znaky se
vénuje sekce 5.3. Dale je v této kapitole popsan proces vybéru pouzitych priznakt a jsou
zde prezentovany dosazené vysledky.

K dispozici je nékolik médu aplikace, jejich pouziti je popsano v dokumentaci programu.

e Vyrovnani obrazu

Nalezeni thlu pootoceni a vyrovnani obrazu. Moznost zadat tihel, o ktery se mé obraz
nejdiive pootocit, coz je mozné vyuzit pro testovani presnosti pouzitého algoritmu.

e Tvorba trénovaci sady

Vyhledani jednotlivych znaki a uloZeni kazdého z nich do vlastniho souboru. Program
je mozné spustit v interaktivnim rezimu, kdy postupné zobrazuje vyhledané znaky a
pté se na jejich typ. UZivatel pak pomoci klavesnice vybere znak, ktery je zobrazen a
program ulozi obraz znaku do slozky uréené pouze pro tento typ znaku. Jsou podporo-
vany pouze znaky anglické abecedy. P¥i spusténi v neinteraktivnim rezimu (implicitni
nastaveni) se ulozi vSechny znaky do vystupniho adreséfe a je mozné si je pak ru¢né
roztfidit. U znaki nejsou nijak modifikovany rozméry.

o FExtrakce pfiznakid z datové sady

Program prohled4 adresar s rozt¥idénymi soubory znakt a provede extrakci priznaka.
Trida se ur¢i z ndzvu adresare a priznaky se vypocitavaji ze souboru obrazi. Vysled-
kem je soubor s popisem vSech znakd v zadaném adresari. Format vystupu je stejny
jako pouziva knihovna LIBSVM [3], tj. na kazdém fadku pfiznaky jednoho souboru.
Prvnim ¢islem je kéd popisovaného znaku nasledovany ocislovanymi priznaky.
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Trénovani klasifikdtoru

Tvorba klasifikacniho modelu na zakladé trénovacich dat. Vystupem je model uloZzeny
v souboru a pFipraven k pouziti p¥i klasifikaci novych dat. Uspé&snost se vyhodnocuje
na trénovacich datech a voliteln€ i na testovacich datech.

Rozpoznévani textu

Vstupni obraz se prevede do binarni podoby, provede se segmentace znakti a extrakce
priznaki, ze kterych poté klasifikator odhadne, o jaky znak se jedna. V programu
je implementovano pouziti dvou klasifikatori a sice SVM a rozhodovacich stromt
(varianty random trees), jejich vybér a nastaveni je mozny pomoci konfigura¢niho
souboru. Rozpoznany text je vypsan na standardni vystup a volitelné do souboru.

Testovani ispésnosti rozpoznani datovych sad

V tomto rezimu se provede rozpoznani extrahovanych priznaki nékteré z testovacich
sad. VypiSe se procentualni tspésnost a tabulka pro vyhodnoceni ispésnosti rozpo-
znani (tzv. confusion matriz).

Zpracovani trénovacich dat systému Tesseract

Data jsou k dispozici na webu tohoto OCR néastroje. Jedna se o obrazy s ukazky
textu v deseti ruznych fontech a soubory s popisem téchto obrazt. Znaku je v téchto
souborech velké mnozstvi (pfes 50 tisic), ale v rdmci jednoho souboru se jednotlivé
typy znaku prilis nelisi, proto program ziskd pouze nékolik (3) ukazek od kazdého
znaku a ulozi je do odpovidajicich adresait.

Zpracovani MNIST databaze ru¢né psanych cislic

Tato databaze obsahuje 60 tisic trénovacich a 10 tisic testovacich obrazkd s rucéné
psanymi ¢islicemi. Program v tomto rezimu je extrahuje z ptivodniho forméatu do od-
délenych soubort pro kazdy obraz. Data nejsou samoziejmé vhodné pro trénovani
klasifikdtoru na rozpoznavani tisténého textu, ale je mozné na nich vyzkouset pouziti
raznych ptfiznaki a klasifikidtort a pfi iispés$ném natrénovani rozpoznavat programem
ru¢né psané Cislice. Pouzivané priznaky se ale pro klasifikaci téchto dat zfejmé ne-
hodi. S SVM se mi nepodafilo dosdhnout tspé$nosti rozpoznani vétsi nez 72% na
testovaci sadé, coz je pfi takovém poctu trénovacich dat mélo. Pfi pouziti nahodnych
rozhodovacich stromt byla Gspésnost rozpoznani 85%. V textu préice se timto dale
nezabyvam.

Porovnani dvou textu

MozZnost porovnéani originalniho textu, ktery je v obraze, s vysledkem rozpoznévani.
Pii porovnani se nehledi na tzv. bilé znaky a kontroluje se, zda nebyla Spatné urcena
jen velikost znaku. U kazdého znaku je vypsano, jako co byl rozpoznan a také je
spocitana procentuédlni tspésnost (i bez ohledu na velikost znaku). Pfedpokladem
v8ak je naprosto spravna segmentace obrazu, v opa¢ném pfipadé vypocty nemaji
smysl.
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5.1 Binarizace

Vstupni obraz se prevadi na obraz ve stupnich Sedi (bézné oznacovan jako ¢ernobily obraz),
protoze informace o barvé pro rozpoznavani textu neni vétsinou dilezita. Cernobily obraz je
v obraze a zbaveni se Sumu.

Vyzkousel jsem nékolik zptisobt binarizace, dokumenty jsou ale nékdy velice specifické
a zadny zplsob nevyhovoval pro binarizaci vSech zkouSenych dokumentt. Rozhodl jsem se
tedy pro pouziti interaktivniho nastaveni prahu. Po spusténi programu se pomoci Otsuho
metody vybere prah a provede se globalni prahovani. V takto ziskaném obraze se vyhledaji
kontury a zobrazi se uzivateli vyplnéné barvou na cerném pozadi. Pro kazdou konturu je
vygenerovana jina barva a uzivatel tak mtize zkontrolovat, zda jsou jednotlivé znaky spravné
oddéleny. Jeden znak by mél byt vykreslen jednou barvou a sousedni znaky by mély mit
barvu jinou. Uzivatel ma moznost pomoci jezdce nastavit jinou hodnotu prahu.

Program je mozné pomoci pfepinace donutit pouzit adaptivni prahovani, coz se hodi v
pripadé, Ze dokument nebyl pfi skenovani ¢i fotografovani rovnomérné osvétlen. Na obr. 5.1
je zobrazena Cast okna spusténého programu ve fazi kontroly spravnosti provedené binari-
zace. V horni ¢asti obrazku je tkazano nevhodné pouzité adaptivni prahovani. Vespod je
vysledek pouziti Otsuho metody pro nalezeni prahu a jeho vyuziti pfi globdlnim prahovani.

fijdu “omu! Tak se na mn- vSichni téste a k ob&lu mi udé-
leje nasavova ou kasii« Byl kiasné vystrojeny a opice jako
sluha nesla za nim velikinsky kufr. "otom si oba va do toho
Irufru viezli. k zaviel a vhandl orvé tamhle ulickou ez

fijdu domi! se na mne viichni (“te a k obédu mi udé-
jte nastavov nou ka$il« Byl kr'sn® vystrojeny a opice joko
sluha nesl za nim velitansky ‘ufr. Potom si oba dva do toh

ku'ru vlezli, kufr se zavfel a uhanél ry¢ tamhle ulikou mezi

Obrazek 5.1: Kontroly vhodnosti provedené binarizace.

5.2 Vyrovnani

Pomoci aplikace je mozné vyhledat iithel pootoceni a obraz vyrovnat. V obraze jsou nejdfive
vyhledany hrany Cannyho detektorem a poté jsou pomoci Houghovy transformace nalezeny
radky textu. Jesté pred aplikaci Hougovy transformace je obraz zmensen, aby pouzité pa-
rametry této transformace byly platné pro obrazy rtznych velikosti. Uhel pootodeni je
vypocitan jako prameér z thld, které sviraji fadky s horizontalni osou.

Ukézka 5.2 zobrazuje vytfez z pootoc¢eného dokumentu, ve kterém byly vyhledany radky.
Parametry jsou nastaveny prisné a neoznacuji se tak celé radky, ale vétsinou jen delsi slova.
Je to z toho dtvodu, aby se tisecky oznacovaly opravdu jen v roviné jednoho radku a
nezasahovaly do pfedchozich nebo nasledujicich fadki.
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Obrazek 5.2: Pouziti Houghovy transformace.

Uspésnost uréeni ahlu je pii na obrazcich s mnohafadkovym textem relativné vysoka.
Na testovanych obrazcich bylo spravné rozpoznano pootoceni v intervalu od jednoho do
dvaceti stupni.

5.3 Segmentace

V programu neni vypracovana analyza obrazu jako celku. Jako vstup mize byt pouzit pouze
obraz s odstavcem textu, ktery jiz musi byt vyrovnan (vyrovnani je nutné provést zvlast,
aby neovliviiovalo vysledky segmentace a nasledného zpracovani).

Ze vstupniho obrazu se vytvori horizontalni projekéni profil, ktery se pak analyzuje
shora doli. Kdyz pocet pixelti na nékteré horizontalni lince (vysoké jeden pixel) prekroci
stanovenou hranici, zaznamena se pozice jako zacatek néjakého radku a pokracuje se v
analyze. Po nalezeni linky s mensim poctem pixell, nez je stanovena hranice, je tato pozice
zaznamenana jako konec fadku. Pokud ma nalezeny fadek vysku alespon deset pixelu, je
uznan.

Po ziskani pozice fadku se miize pristoupit k segmentaci slov. Zpracovava se vertikalni
projekéni profil fadku. Nejdiive je zjiSténa prumérna vyskytujici se mezera ze vSech mezer
na fadku (mezi slovy i mezi jednotlivymi znaky). Poté se hledaji postupné zleva doprava
mezery podobné jako se vyhledavaly v obraze fadky. Velikost kazdé mezery se porovnava
s néjakym nasobkem primérné velikosti mezer na fadku a pokud je vétsi, je mezera brana
jako mezera mezi dvéma slovy.

V oblasti slova jsou pomoci funkce knihovny OpenCV vyhledany vSechny kontury a ke
kazdé kontufe je zjistén obdélnik, ktery ji tésné obklopuje. Pokud levy spodni roh tohoto
opisujiciho obdélniku nelezi pod hranici poloviny fadku, déle se tento objekt nezpracovava.
Oblast ostatnich kontur se rozsifi az k horni a dolni hranici fadku. Timto zptisobem je
docileno také toho, ze malé a velké znaky jsou zobrazeny ve spravném poméru a pri pou-
ziti jinych priznak by méla byt velikost znakt spravné rozliSovana. Nalezené oblasti pak
predstavuji oblasti jednotlivych znakt a jsou provedeny mens$i tpravy, jako je odstranéni
objektu dotykajicich se okraji (vét$inou Gasti okolnich pismen) a znak je pfipraven pro
extrakci priznak.

Na obrazku 5.3 je ukazka spravné provedené segmentace znakt, které bylo dosazeno
zminénymi kroky. Modfe jsou zobrazeny hranice fadki, ¢erné hranice slov a ¢ervené oblasti
znakl.
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Obrazek 5.3: Ukazka spravné segmentace znakii.
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5.4 Vybér priznaku

S vybérem spravnych priznaka byly nejvétsi potize. Prvni variantou bylo vyzkouSeni klasi-
fikdtoru kNN s pouzitim vSech pixelt obrazu znaku (bez extrakce pfiznaki), ale vysledky
nebyly prilis uspokojivé, proto jsem se timto dale nezabyval.

Druhym vyzkousSenym zptsobem bylo pouziti invariantnich Hu-momenta vypocitanych
z celé oblasti nalezeného znaku a klasifikace pomoci SVM. Tento pristup také nebyl vyho-
vujici, klasifikdtor nebylo mozné natrénovat tak, aby rozdéloval spravné alespon trénovaci
data (Gspésnost byla nejvyse 30%).

Aby byl pocet vstupnich informaci co nejmensi a mira poskytnutych informaci nao-
pak vysoka, zkusil jsem v oblasti znakt nejdtive vyhledat kontury a teprve z nich pocitat
invariantni momenty. Pfesnost rozpoznavani byla o mnoho lepsi a pomoci natrénovaného
klasifikatoru bylo uz v omezené mife mozné rozpoznavat neznamé data. Nebylo mozné od-
lisit od sebe dvojce znakt lisici se hlavné rotaci (dp, nu, cn) nebo zrcadlové prevracené znaky
(bd, pq), coz ale vyplyva z podstaty pouzitych pfiznakt invariantnich vici témto jevim.
Odlisit zrcadlové prevracené obrazy sice lze podle sedmého Hu momentu, ale jeho hodnoty
byly prilis malé na to, aby se projevily ve vysledcich rozpoznani. Program také chybné
urcoval velikost pismen (vV atp.), opét protoze priznaky byly osvobozeny od zavislosti na
velikosti.

Poslednim vylepSenim je pouziti pouze normalizovanych centralnich momentt, které
nejsou invariantni k pootoceni. Ty se navic nepocitaji pouze z kontur nalezenych znaka. Na
obrazech jednotlivych pismen je nejprve provedeno ztenceni (algoritmus podle [1]) a poté
jeden prichod morfologické operace dilatace z divodu zachovéni spojitosti znaku. V takto
upraveném obraze jsou vyhledany kontury pomoci vestavéné funkce knihovny OpenCV
(princip algoritmi vyhledavani kontur [5], pouzit Moore-Neighbor). Teprve z téchto kon-
tur jsou vypocitdny momenty. Pokud je v oblasti znaku nalezeno vice kontur, jsou z nich
vypocitané momenty s¢itdny. Pokud je nalezena kontura, jejiz spodni hranice je nad polovi-
nou oblasti znaku, tak se tato kontura zahodi. Takto je ziskdno 7 pfiznakid charakterizujici
odpovidajici tvar znaku. Na obrazku 5.4 je vidét tato procedura aplikovana na znak ,,z“.
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Obrazek 5.4: Postup pri zpracovani nalezeného znaku.

5.5 Vytvoreni datové sady

Trénovaci sada je vytvorena z idedlnich dat. Pouzité znaky bez vyrazné deformace a jsou
dobfte citelné. Data byla vygenerovana nebo vyextrahovéana z existujicich trénovacich sad.

e Trénovaci data Tesseractu

Pro vytvofeni trénovaci sady jsem pouzil obrazy s textem, které jsou ke stazeni na
webovych strankidch OCR nastroje Tesseract, coz je jeden z nejlepSich dostupnych
open source OCR nastroju, ktery je nyni sponzorovan hlavné spoleé¢nosti Google. Na
kazdém obraze je ukadzka vzhledu rtznych znakt za pouziti jednoho druhu pisma. V
trénovaci sadé€ jsou 3 ukazky malé i velké varianty kazdého znaku anglické abecedy a
¢islic ve v8ech fontech (téch je pouzito 18). Pro kazdy znak je tedy 54 ukazek, celkem
3348 vzort znaku.

Vygenerované znaky

Dals$imi pouzitymi znaky jsou vygenerovana pismena a ¢islice pomoci funkci knihovny
OpenCV. Z dostupnych Sesti druhi pisma obsahuje trénovaci sada od kazdého typu
4 znaky. Celkem je takto vygenerovano 1488 vzori.

Na obrazku 5.5 je ukdzka rozmanitosti prvniho znaku abecedy. Celkem trénovaci sada

obsahuje 4836 znakt a nékolik obrazii interpunkcénich znamének.

aadaadaadadadaaaa
aaaadAdadaaa

Obrazek 5.5: Rozmanitost datové sady.
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Testovaci sada se skldda ze znakil z t¥1 naskenovanych stran textu segmentovanych a
roztfidénych pomoci interaktivniho rezimu vytvareni datové sady.

e Alenka

Znaky z naskenované prvni strany anglické verze knihy Alenka v ¥isi divi (pouzito
jako testovaci obrazek u OCR néstroje Ocropus). Obsahuje 48 typi pismen, celkem
2030 znak.

o Kacer

Zpracovand jedna strana naskenované stranky z knihy Piibéhy z Kacerova. jak byl
rozpoznan programem (vSechna pismena byla po rozpoznani zmensena pro lepsi ¢i-
telnost). Celkem 32 rtiznych znakt ve 492 variantéch.

o Mikes

Nahodné vybrana strana z knihy Mikes od Josefa Lady. Na obr. 5.6 je zobrazen text
prvaniho odstavce. Obsahuje 34 ruznych znaku, celkem 1404 polozek.

Mikes$ uz je doma

Asi za tyden po obdrzeni dopisu zavolal rino Pasik na Pepika
a vypravél mu s vykulenyma oc¢ima: ,,Tak se mi v noci zdalo,
Ze ke mné pfisel Mikes do chlivku a povidal: »Zitra opravdicky
pfijdu domt! Tak se na mne vSichni téste a k obédu mi udé-
lejte nastavovanou ka$il« Byl krasné vystrojeny a opice jako
sluha nesla za nim velikansky kufr. Potom si oba dva do toho
kufru vlezli, kufr se zaviel a uhanél pry¢ tamhle ulickou mezi
Sobrovym a Frantikovym barakem. A ten kufr kvakal jako
zabal“

Obrazek 5.6: Cast testovaného dokumentu

5.6 DosaZené vysledky

P¥i pouziti programu je mozné si zvolit mezi pouzitim klasifikadtoru support vector machines
nebo random trees. P¥i vyvoji a testovani jsem se zaméril na pouziti SVM, ale pfi spravném
nastaveni parametri jsou pouzitelné i rozhodovaci stromy. ProtoZe je pouZit stejny format
ulozeni extrahovanych priznaki, jako pouziva knihovna LIBSVM, je mozné pouzit nastroje
této knihovny pro vyhledani nejvhodnéjSich parametri pro trénovani. Vyhledani probiha
trénovanim klasifikatoru za pouziti riznych parametrt a nasledna cross-validace na vstup-
nich datech. Za nejlepsi parametry se povazuji ty, se kterymi poté klasifikator rozpozna
znaky z testovaci sady s nejlepsi presnosti. VSechny parametry pro klasifikatory lze zmé-
nit v konfiguraénim souboru, neni proto nutné pro vyzkousSeni jinych parametri program
prekompilovéavat.

Po ukonceni trénovani klasifikdtoru se otestuje Uispésnost rozpoznani na trénovacich
datech i na testovacich datech, pokud jsou k dispozici. Vysledky se vypisou v procentualni
podobé véetné Uspésnosti v pripadé, Ze by se nebrala v tvahu velikost znaki. A déale se
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vytvori a zobrazi tabulka pro posouzeni tspésnosti (tzv. confusion matriz, viz obr. 5.7),
kde jsou vypsany vSechny testovaci znaky a k nim kolikrat a jak byly rozpoznany.

Pro feSeni neoddélitelnych dat se pouzivda u SVM tzv. mékkého okraje (soft margin),
kterym se urcuje, kolik vzorku dat se pfi trénovani mize nachazet uvnitf maximalizované
hranice hledané nadroviny. K tomuto ucelu se nastavuje parametr C, jehoZ zvySovanim
roste penalizace za Spatné klasifikované objekty a vytvari se presnéjsi model, ktery nemusi
dobte zobecniovat popisy t¥id. Druhym potfebnym parametrem je «, coz je koeficient pro
pouzitou jadrovou metodu transformace do vice dimenzi. U riznych metod ma jiny vyznam.

Pomoci néstroji knihovny LIBSVM byly zjistény pro trénovani datové sady vhodné
hodnoty parametra (C = 2048 ay = 2). V tabulce 5.1 jsou vypsany procentudlni Gspésnosti
klasifikatoru pfi pouziti riznych parametri. Testovano bylo na datech popsanych v 5.5. Je
vidét, ze parametry nalezené parametry jsou zfejmé vyhovujici, jejich vétsi obménou bylo
dosazeno horsich vysledku, které v tabulce nejsou zobrazeny.

7Z tabulky lze vy¢ist, Ze ispéSnost rozpoznani se pohybuje pies 70% a pokud se nehledi
na velikost pismen, tak pies 80%.

vy C Mikes Kacer Alenka Trénovaci sada
0.5 | 2048 || 70.8/86.9 | 67.9/76.6 | 69.0/81.0 | 92.3/94.9
2 256 || 72.7/88.6 | 74.0/82.1 | 74.0/85.6 | 94.5/96.6
2 512 72.7/88.6 | 74.0/82.1 | 74.0/85.6 | 94.5/96.6
2 1024 || 72.9/88.8 | 74.2/82.7 | 74.0/85.2 | 95.7/97.4
2 2048 || 72.8/88.2 | 71.3/82.1 | 73.5/85.3 | 96.0/97.3
4 2048 || 68.9/83.8 | 66.3/74.2 | 68.5/79.9 | 96.0/97.3
6 2048 || 71.5/85.9 | 65.9/72.2 | 70.7/82.1 | 97.2/98.5
8 2048 || 67.9/82.5 | 65.2/72.0 | 68.4/80.2 | 96.5/97.6

Tabulka 5.1: Uspésnost rozpoznani znaki z testovacich datovych sad

Vysledek rozpoznani textu prvniho odstavce strany z Mikese (viz. 5.6). Pro lepsi ¢itel-
nost byla velkd pismena prevedena na mala.

mlkeb uz je doma

abl za tyden po obdrz3nl doplsu zavolal rano pasik na peplka
a vypravel mu s vykulenyma ocimax yytak se m1 v nocl zdaloy
ze ke mne prlsei mlked do chllvku a povldalx jjzitra opravdlcky
prijdu domull tak 5e na mne vslchnl tebte a k obedu m1 udel

lejle nabtavovanou kaslllll byl krasne vystfojeny a oplce jako
sluha nebia za nlm vellkanzky kufrx potom 51 oba dva do toho

kuiru vleziiy kufr ze zavrel a uhanel pryc tamhle uiickou mezi

Sobrovym a frantakovym batakemw a ten kufr kvakal jako
zabail

S trochou predstavivosti je tento text Citelny. I na této malé ukazce je vidét, s kterymi
pismeny mé program problémy. Zieteln€jsi to je v tabulce 5.7, kterd je vyhodnocenim
rozpoznéni celé strany. Znaky i, j, z, s patfi mezi nejcastéji Spatné rozpoznané. Nezavislost
pouzitych priznaka na velikosti znaku se projevuje Spatnym rozpoznanim znaku ’o’ jako
O’ nebo v’ jako 'V’ a jinych.
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s 1 . . . 2 . B . . B . . . . . . . B B .
a . . . . 133 . . . . . 1 . . . . . .
b . . . . 28 . . . . . . . . . .
[ 3 1 . . . . 26 . . . . . . . . .
d . . . . 58 . . . . . . . . . .
e 1 1 . . . 1132 . . . . . . . . .
T 1 . . . . 3 . . . . . . . .
h . . . .39 . 1 . . . . . .
i 52 16 . . . 16 . .13 . . . . . .
i .3 . . 20 . L. . .
k . . . 69 . . . . . .
1 4 12 . . 8 . 54 . . . . . .
m . B 52 . B B B B
n 1 . . B5 . B B 1 .
o 1 111 . . B B .
p St 1 FERN . .
s .32 B . . B . . B . . B . . . 2 . . B 8 . B . . 1 . . B . . B . . . . 30 . B .
t . 2 56 B .
u . . . 59 .
v . 65 . .
y e e
z 5 . . . . . . . . . . . . . . . . .21 . . . . . . . . . . . . . . . 2 . . . . 2

Celkem 1404 znakidl, z toho 1023 spravné a 381 chybné uréeno. Uspénost 72.8632%.
U 224 znakd byla uréena Spatné pouze velikost. S témito znaky celkovd Uspéinost 88.8177%.

Obrazek 5.7: Vyhodnoceni Gspésnosti rozpoznani jedné z testovacich sad.

Druhou ukazkou je prvni odstavec z knihy Alenka v Risi divii (obr. 5.8).

1 Down the Rabbit-Hole

Alice was beginning to get very tired of sitting by her sister on the bank,
and of having nothing to do: once or twice she had peeped into the book her
sister was reading, but it had no pictures or conversations in it, ‘and what is
the use of a book,’ thought Alice ‘without pictures or conversation?’

Obrazek 5.8: Original rozpoznavaného textu.
A zde je pfepis rozpoznaného textu:

1 down the rabbltlhole
allce was beglnnlng to get very tlred ol zlttIng by her xlzter on the bank?
and ol havlng nothlng to dow once or twlce she had peeped 1nto the book her
51ztef ww readlngj but 1t had no picturez or conveizatlonz In Itj and what Is
the use ot a book? thought allce wlthout plclures or conversation?l

Uvedené ukazky jen potvrzuji tspésnost rozpoznani kolem 80% bez ptihliZeni na velikost
pismen. Na ceskych textech lze vidét, ze program odstranuje diakritiku. To je zptusobeno
tim, Zze nebyl natrénovan na ¢eskych znacich a z toho divodu se pii zpracovani nalezeného
znaku diakritika odstraiuje a ptiznaky se tak extrahuji pouze z pismen anglické abecedy.
Mira rozpoznani je slaba pro bézné vyuziti programu v praxi, program je vSak implemen-
tovan tak, Ze jednotlivé Casti procesu rozpoznavani je mozné snadno vylepsit a nahradit.
Navrhy moznych vylepseni jsou uvedeny v nasledujici sekei (5.7).
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5.7 Navrhy moZnych vylepseni

Navrhnout vylepSeni aplikace je moZzné ve vsech smérech. Program neprovadi analyzu doku-
mentu, tzn. rozliSeni textu od jinych ¢asti (obrazky, tabulky atd.). Tu by bylo mozné doim-
plementovat a nalezené bloky textu by se pak predavaly soucasnym metodam. Pfedzpraco-
vani obrazu by také mohlo byt vylepseno nékterou z metod pro odstranéni Sumu ¢i pouzitim
jinych postupt binarizace.

Zpusob vyhledani fadki, slov a znaki je v nynéjSim stavu pouzitelny, ale pri horsi
kvalité obrazu nastavaji problémy. Pokud mezi dvéma fadky nelze nakreslit primka, kterd
je oddéluje a neprochézi zadnym ze znaki, pak jsou tyto fadky slouceny. Jedno z moznych
feseni by bylo naptiklad vyuzit metody pro vyhledani kontur, u vSech kontur spocitat stied
objektu, ktery popisuji a na zakladé analyzy téchto centralnich bodd se rozhodnout, na
kterém fadku dany objekt lezi.

Nejvice potfebnym vylepsenim je zména nebo pfidani pfiznaka rozliSujicich velikost
znakt. PouZité priznaky maji problémy s odliSenim nékterych podobnych tvari a nerozlisuji
velikost, coZ se projevuje na Spatné detekci velikosti mnoha pismen. Dobrym feSenim by
mohlo byt naptiklad pouziti pfiznaka ziskanych vice postupy (zoning, crossing, momenty).

Nabizi se také moznost pouzit jiny klasifikator, ale to by zfejmé nevedlo k vyraznym
rozdiliim v presnosti rozpoznavani, problém je ziejmé v pouzitych priznacich.

Vyrazné zvysit uspésnost rozpoznani by mohla oprava vysledkt pomoci slovnikid. Pro
kazdy rozpoznavany jazyk by bylo nutné pridat jeden slovnik, ve kterém by se pak vyhle-
dévala slova nejblizsi tém rozpoznanym.

K programu by bylo mozné udélat grafické rozhrani, kde by uZivatelé mohli manualné
vybrat oblasti s textem, zkontrolovat pootoceni atp. Pokud by program po vylepSeni vy-
kazoval dobré vysledky, jsou moznosti pouziti Siroké. Pomoci dnesnich mobilnich pFistroju
lze potizovat fotografie, bylo by tedy mozné napf. v mobilnim telefonu obraz okamzité
zpracovat, vyhledat text a ddle s nim pracovat (prelozit, odeslat atp.).

Trénovaci datova sada by mohla byt rozsifena o dalsi typy znaki a jejich rtizné varianty,
coz by prispélo k vétsimu zobecnéni trid klasifikatorem.
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Kapitola 6
Zaver

Cilem této prace bylo prostudovat problematiku rozpoznavani textu v obraze a aplikovat
zjisténé poznatky pfi implementaci néstroje pro vyhledadni a rozpoznéni textu v obraze.
Tento 1ikol se podaiilo splnit. V kapitolach 2 a 3 jsou popsany nékteré metody pro zpracovani
obrazu, vyhledani textu a extrakce pfiznakt. Pro klasifikaci znaku na zakladé ziskanych
pfiznaki je mozné pouzit strojového uceni, nejznaméjsi algoritmy popisuje kapitola 4.
Vybérem metod a implementaci nastroje pro vyhledani a rozpoznani textu v obraze
se zabyva kapitola 5. Za Ucelem testovani vytvorené aplikace byla vytvorena datova sada
znak1, jejim ziskanim se zabyva sekce 5.5. Dosazené vysledky jsou popsany v sekci 5.6.
Vyzkum v oblasti rozpoznavani textu z obrazu probiha jiz od roku 1929, kdy si Gustav
Tauschek nechal patentovat opticko-mechanicky systém na rozpoznavani textu. Po tolika
letech je OCR stéle aktualni a vyvijejici se oblasti. Soucasné komercéni systémy dosahuji
velice dobrych vysledkil a na jejich vyvojem se zabyva velké mnozstvi lidi a spoleé¢nosti.
Mnou zhotoveny néstroj proto neni mozné porovnavat s dlouhodobé vyvijenymi systémy, ale
nakroceno ma spravnym smérem. Datova sada i zdrojové kddy programu jsou na ptilozeném

CD.
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