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Abstrakt

Tato prace se zabyva problematikou klasifikaci textu v kontextu webovych stranek. Zkouma
dostupné metody klasifikace a jejich presnost nad ¢istym textem z webové stranky. Zabyva
se sestrojenim datasetu pro trénovani téchto metod pro konkrétni doménu. Data pro vy-
tvoreni datasetu ziskavame z vefejné dostupnych stranek, které vyuzivaji RDF dokumentu
zadefinovanych v HTML kédu. Zavér prace sestava z vytvoreni dvou datasetil pro dvé rizné
domény, déale z vyuziti téchto dataseti na trénovani modeli a nésledného testovani jejich
presnosti.

Abstract

This work deals with the issue of text classification in the context of websites. It examines
available classification methods and their accuracy over web page plain text. It deals with
constructing a dataset for training these methods for a specific domain. We obtain data for
creating the dataset from publicly available websites that utilize RDF documents defined
in HTML code. The conclusion of the work consists of the creation of two datasets for two
different domains. Furthermore, the use of these datasets for training models and testing
of their accuracy.
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Kapitola 1

Uvod

V dnesni dobé se nam naskytuji rizné moznosti dolovani informaci z webu. Zpocatku se
vyuzivaly rizné parsery, které nebyly az tak efektivni a generické pro rtizné druhy webovych
stranek. Postupné se tak zacaly vyuzivat rizné metody strojového uceni ke zvyseni efektivity
ziskavani dat. Vétsina metod se vSak zaméiuje na kod stranky, pripadné vizualni vlastnosti,
ze kterych ziskava data.

Pro vyse uvedené duvody se tedy chceme v nasi praci zamérit na jiny pristup ziskavani
informaci z webti. Namisto ziskavani znalosti z kddu nebo vzhledu stranky chceme ziskavat
informace pouze na zdkladé ¢istého textu webové stranky. Momentalné existuji metody,
jak ziskdvat informace ze souvislého textu. V takovém textu mame dostatecny kontext pro
detekei informaci. AvSak text z webové stanky nam takovy kontext neposkytuje. Casto
obsahuje osamocend slova bez okolniho kontextu, jejich detekce je tudiz narocénéjsi.

V nasi praci se proto zamérime na ovéreni, zda je vilbec mozné rozpoznat vyskyty po-
jmenovanych entit jako nazev produktu, jména osob apod., a to pouze na zakladé kontextu,
ktery nam poskytne text z webové stranky. Dalsi hlavni otdzkou, na kterou se budeme snazit
najit odpovéd, je s jakou presnosti jsme schopni detekovat tyto entity.

Prvnim krokem k tomu, abychom ovérili stanovené cile, bude zkoumat aktualni nastroje,
které nabizeji metodu rozpoznavani pojmenovanych entit z textu. Na néj bude navazovat
vytvoreni datasetd pro zvolenou klasifika¢ni metodu. Proto se budeme vénovat zptisobu,
odkud a jak je mozné ziskat dostatecné mnozstvi dat. Konkrétné se zamérime na séman-
ticky web, ktery obsahuje obrovské mnozstvi verejné dostupnych znalostnich bazi a také
RDF dokumenttd definovanych ptimo v HTML kédu. Ten bude popisovat zptisob ziskavani
dat a vytvareni datasetil, ktery si popiSeme v kapitole ndvrhu a implementace. Na zavér
budeme trénovat nase modely pomoci vytvorenych datasetti. Provedeme tedy experimenty
a budeme porovnavat presnosti jednotlivych metod. Poté vyvodime zavér a dosavadni vy-
sledky zhodnotime.



Kapitola 2

Zpracovani prirozeného jazyka v
textu

V ramci této kapitoly si shrneme, co znamena zpracovdni prirozeného jazyka v textu, proc¢
se touto problematikou zabyvame, dale si ukazeme najcastéjsi metody pro zpracovani pri-
rozeného jazyka v textu a také predstavime jiz existujici nastroje, které se pouzivaji.

2.1 Zpracovani prirozeného jazyka v textu obecné

Nejprve se seznamime s pojmem NLP neboli Nature Language Processing a poté si vice
rozvineme jeho specifikaci na text. NLP je podoblast lingvinistiky, informatiky a umélé
inteligence, jez se snazi dosdhnout toho, aby pocitace rozumély vyrokim a slovim napsanym
v lidském jazyce. NLP tedy zahrnuje vyvoj algoritmti a modeld, které dokazi analyzovat,
pochopit a generovat lidsky jazyk. Taktéz muze byt pouzit k vytvareni systému zaloZenych
na jazyku jako jsou chatboti, rozpoznavani feci, prekladace atd.

NLP m4 opravdu Siroky zabér, ale v nasi praci se omezime pouze na zpracovani texti, ze
kterého se budeme snazit dolovat dilezité informace. Predstavime si nékteré hlavni tikoly,
jimiz se NLP zabyva pro ziskavani informaci z texti:

1. Jazykové modelovani: snazime se predpokladat dalsi slovo na zakladé predchozi
sekvence slov, uzitecné pii prekladani textti nebo vygenerovani jeho shrnuti.

2. Rozpoznavani pojmenovanych entit: identifikace a znackovani pojmenovanych
entit v textu, jako napiiklad osoba, organizace, misto. Této metodé se budeme vénovat
vice v kapitole 2.3.

3. Klasifikace textu: jednd se o pfirazeni textu do jedné nebo vice kategorii na zakladé
jejiho obsahu.

4. Zmackovani slovnich druhii: znackovani slov ke spravnym slovnim druhtim (napf.
pods. jméno, prid. jméno, sloveso atd.

5. Sumarizace text: extrakce souhrnu z textu, napriklad pocet vyskytt daného slova
v textu.



2.2 Metody klasifikace textu

V této kapitole popiseme zékladni metody, které se pouzivaji pro klasifikaci textu. Témto
metoddm se vénujeme, abychom uméli 1épe pochopit fungovani zvolenych nastroji, jenz
jsou popsany v kapitole 2.3. Predzpracovani dat zminime jen okrajové, jelikoz jsou detailnéji
popsany az v ¢asti implementace.

2.2.1 Naivni Bayesuv klasifikator

Bayestv klasifikator je statisticky klasifikdtor, ktery naptiklad urcuje, zda konkrétni doku-
ment patii do dané tfidy. Je to uceni se s ucéitelem, tudiz na vstupu ocekavame uz prirazena
data, podle kterych budeme klasifikator ucit. Naivnim jej oznacujeme z duvodu predpo-
kladu nezavislosti mezi jednotlivymi atributy.

Mame nezafazeny dokument, D jenz se sklad4 z priznakového vektoru D = (dy, da, .., dy,)
a trénovaci data, M ktera se také skladaji z priznakovych vektori. Dale mame mnozinu tiid
C ={c,ca,..,cm}, do kterych chceme klasifikovat dokument. Nagim tkolem bude vypocitat
pravdépodobnost, P(C/D) tedy, ze nezafazeny dokument patii do dané t¥idy. Obracené
pak méme posteriorni pravdépodobnost P(D/C'), kterd tvrdi, ze dostaneme nezafazeny
dokument ve t¥ide c. Posledni dulezitd pravdépodobnost priorni je zapsédna jako P(C),
kterd vyjadruje pravdepodobnost dané tiidy. Nyni si predstavime Bayesuv teorém, podle
kterého budeme pracovat.

Mame A a B jakozto dva ndhodné jevy a jejich pravdépodobnosti jsou P(A) a P(B),
a pokud P(B) > 0, potom plati:

_ P(B/A)P(4)
P(A/B) = P(B) (2.1)
Doplnime proménné podle naseho zadaného piikladu a dostaneme:
P(D/C)P
P(C/D) = M (2.2)

P(D)

Samoziejmé se snazime dokument prifadit do t¥idy, do niz spadne s nejvétsi pravdépo-
dobnosti:

¢; = argmax P(c/D) (2.3)

Déle nam jiz zustava dopocitat zbyvajici pravdépodobnosti. Jelikoz P(D) je konstantni
pro vSechny tiidy, muzeme si ji dovolit zanedbat. Pravdépodobnost P(c¢;) mizeme ziskat
z trénovacich dat:

| M|

=T

(2.4)

Nakonec pro ziskani pravdépodobnosti P(D/¢;) pouzijeme nas naivni predpoklad neza-
vislosti atributu a dostaneme:

n

D/CZ H d /Cz (25)

Takovym zptsobem dokazeme klasifikovat novy dokument do dané tridy na zakladé
podminéné pravdépodobnosti. V této kapitole jsem cerpal z téchto zdroji: [4] [23]



2.2.2 Metoda podpirnych vektora (SVM)

Metoda podpurnych vektori, anglicky Support Vector Machines, je dalsi klasifika¢ni me-
todou zaloZenou na uceni s ucitelem. Zakladni myslenkou je nalézt nejlepsi hranici nebo
nadrovinu, kterd oddéluje rizne tridy textu v trénovacich datech. Hranici se snazime zvolit
tak, abychom maximalné oddélili rizné tiidy a zaroven maximalizovali rozpéti, coz je vzda-
lenost mezi hranici a nejbliz§imi datovymi body z kazdé tiidy, viz obrazek 2.1. Kdyz jsme
uaspésné nasli tuto hranici, novy text klasifikujeme tak, ze uvidime, do které strany hranice
padne. Informace pro tuto kapitolu byly prevzaty z [19] [11]

Rozeberme si tuto metodu detailnéji a podivejme se, jak zpracovava linearné separova-
telny problém a linedrné neseparovatelny problém.

Linearné separovatelny problém

Tento problém je v ramci feSeni nejjednodussi, jelikoz dokézeme skupinu dat rozdélit li-
nedrné. Méjme zadanou mnozinu trénovacich dat jako dvojici (z;,y;), kde z; predstavuje
vektor reprezentujici jeden bod a y; tfidu, do které patii. Budeme uvazovat pouze o dvou
tiidach, ¢ili y; € {—1,1}. Jako prvni si uvedeme reprezentaci nadroviny:

w-xr—b=0 (2.6)

Kde w je vahovy vektor v normalové formé, z je vstupni vektor a b je konstanta posunu.
Rozpéti pak dokazeme vypocitat jako HTQH’ tuto vzdalenost chceme maximalizovat, coz
muzeme provést do nasledujicitho optimaliza¢niho problému:

1
mm§||w||2 vzhledem k y;(w - x; — b) > 1,Vi (2.7)

Jelikoz se jedna o hledani vyhovujicich parametri pro w a b, musime fesit kvadraticky
optimaliza¢ni problém, ktery lze zjednodusit za pomoci lagrangeové metody,

n n
1
E 1 ai =5 § a;a; Yy (x; - ) (2.8)
1=

i,j=1
kde musi platit ze:
n
0<a;V;a Zéroveﬁz a;y; =0 (2.9)
i=1
Pomoci této tpravy se ndm podafrilo zbavit vstupniho vektoru w a posunuti b a omezit
se pouze na Lagrangeuv koeficient, pro ktery plati podminky (2.9).
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Obrazek 2.1: Klasifikace Linedarné separovatelného problému

Linearni neseparovatelny problém

Linearni neseparovatelny problém je problém v piipadé, kdyz neumime nalézt zadnou hra-
nici, niz bychom dokézali oddélit jednotliva trénovaci data. Pro tuto klasifikaci se pouziva
modifikace predeslého algoritmu Soft margin. Tato modifikace spociva v zadefinovani chy-
bové hranice &, pro kterou plati nasledujici podminky:

¢ = 0 klasifikovan spravneé
0 < & < 1 klasifikovan spravné, ale nachazi se uvniti hranice
& > 1 klasifikovan chybné

Daéle definujeme konstantu C' predstavujici penalizaci. Pak bude minimaliza¢ni tloha
vypadat nasledovné:

I -
mm§||w|| +C|Z§i|avi (2.10)

i=1

Po pouziti lagrangianovy metody dostédvame totoznou duélni formu (2.8) za podminek:

n
0<a;<C,¥;a Zéroveflz a;y; =0 (2.11)
i=1

kde samotny klasifikdtor je vyjadfen:

f(z) =sgn(w -z —b) (2.12)

Funkce Signum vraci -1, pokud patfi do prvni tfidy a 1, pokud spada do tiidy druhé.



Nelinearni problém

K feseni tohoto problému se pouziva mapovani, kde se snazime zadany problém namapovat
do prostoru s vyssi dimenzi. Ve vyssi dimenzi pak dokazeme resit dany problém jako linedrni.
Mapovaci funkci mizeme zapsat jako:

d=R' -5 H (2.13)

kde H je novy euklidovsky prostor, jehoz dimenze je vétsi nez d. Potom vstupni trénovaci
vektory vypoéitame jako ¢(x;),V;. Dudlni problém bude pak vypadat nasledovné:

Zai - % Z aiajyiyj(qﬁ(xi) . qb(atj)) (2.14)
i=1

ij=1

a rozhodovaci funkci preformulujeme na:

fal@) = sgn(w - (x) — b) (2.15)

Pro lepsi predstavivost je nize uveden ilustracni obrazek 2.2. Na psani této podkapitoly
jsem také cerpal z tohoto zdroje [15]

A A
o
PY PY
® ®

> >

Obrazek 2.2: SVM mapovany mezi prostory

2.2.3 Hloubkové uceni

Modely hloubkového uceni dosahly kvalitnich vysledkti v mnoha oblastech, véetné sirokého
mnozstvi aplikace pro zpracovani ptrirozeného jazyka. Hloubkové uceni pro klasifikaci textu
a dokumentt zahrnuje t¥i zakladni paralelni architektury hloubkového uceni. Nize si po-
drobné popiseme kazdy z téchto modelti. Informace na napsani této podkapitoly jsem cerpal
z [9]

Hloubkové neuronové sité (DNN)

Hloubkové neuronové sité, anglicky také Deep Neural Networks, jsou sité navrzeny tak, aby
se ucily vicenasobnym propojenim vrstev, kdy kazda jedna vrstva pouze prijima pfipojeni
z predchozi a zaroven poskytuje pripojeni pouze k dalsi vrstvé ve skryté ¢asti. Obrazek 2.3



znazornuje strukturu standartni DNN. Vstup se skldda ze spojeni prostoru vstupnich prvka
s prvni skrytou vrstvou DNN. Vstupni vrstva miize byt vytvorena pomoci TF-IDF' vkla-
dani slov nebo pouziti jiné extrakéni metody. Vystupni vrstva je rovna poctu tfid pro
vicetiidni klasifikaci, resp. pouze jedna pro binarni klasifikaci. Implementace DNN je dis-
krimina¢ni model, ktery pouziva standartni algoritmus zpétného siteni sigmoid (2.16) nebo
ReLU? (2.17) jako aktiva¢ni funkci. Vystupni vrstva pro vicetifdni klasifikace by méla byt
funkei Softmax, jak je uvedeno v rovnici (2.18):

f@) = 7= € 0) (2.16)
f(x) = max(0, z) (2.17)
0(2)j = ——— Vj € {1,... K} (2.18)

> €%
k=1

Mame-li soubor prikladu dvojice (z,y), kde x € X,y € Y, cilem je naucit se vztah mezi
vstupnim a cilovym prostorem za pouziti skryté vrstvy. V textové klasifikaci je vstupem
Casto Tetézec, ktery je generovan vektorizaci nezpracovanych textovych dat.

Input Layer Hidden Layer Output Layer

N
/ '0\

| Sy YA
O i\ @ A
CEHE

Obrézek 2.3: Standartni, plné propojend Hloubkova neuronova sit. [9]

Rekurentni neuronové sité (RNN)

Rekurentni neuronové sité, také Recurrent Neural Networks, jsou dalsi architekturou neu-
ronové sité, kterd se také pouziva pro dolovani a klasifikaci textu. RNN priradi predchozim
datovym bodum vice vah sekvence. Proto je tato technika vykonnou metodou pro textova,
Fetézcova a sekvencni data klasifikace. RNN zvazuje informace predchozich uzlt velmi sofis-
tikovanou metodou, coz umoznuje lepsi sémantickou analyzu struktury datové sady. RNN

Thttps:/ /jaketae.github.io/study /tf-idf/
2Rectified Linear Unit
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vétsinou funguje pomoci LSTM nebo GRU pro klasifikaci textu, jak je zndzornéno na ob-
razku 2.4, ktery obsahuje vstupni vrstvu (vkladéani slov), skryté vrstvy a nakonec vystupni
vrstvu. Tuto metodu lze formulovat takto:

Ty = F($t_1,ut,9) (219)

kde z; je stav v Case t a u; odkazuje na vstup v kroku t. Pfesnéji feCeno mizeme pouzit
vahy W jako parametry do rovnice (2.19):

Tr = Wreca'($t—1) + Winug + b (220)

kde W,.. oznacuje opakujici se vahu matice, W, oznacuje vstupni vahy, b je bias a o
oznacuje elementarni funkce.

Obrazek 2.4 znizornuje rozsitenou architekturu RNN. Navzdory vyse popsanym vy-
hodam RNN je zranitelny viu¢i problémum wvanishing a exploding gradientu. Kdyz dojde
k chybé, algoritmus sestupu gradientu je zpétné sifen siti.

5 8 @
&3
K=
LSTM LST™M | Ll LST™
GRU GRU GRU
. LSTM LSTM | | LsST™
g GRU GRU GRU
2 - -
q H
o LSTM LST™M | | LST™
,8 GRU GRU GRU
an

Output

Laver

Obrézek 2.4: Standardni rekurentni neuronové sité LSTM/GRU. [9]

Long short-term memory (LSTM)

LSTM zavedli S. Hochreiter a J. Schmidhuber a od té doby byl rozsifen mnoha zpusoby.

LSTM je specialni typ RNN, ktery fesi problémy zachovanim dlouhodobé zavislosti, a to
uc¢innéji nez zakladni RNN. LSTM je obzvlast uziteény s ohledem na prekonani problému
vanishing gradient. Ackoli LSTM ma podobnou strukturu jako fetéz k RNN, LSTM pouziva
nékolik bran k peclivé regulaci mnozstvi informaci, které jsou povoleny pro kazdy stav uzlu.
Obrazek 2.5 ukazuje zakladni bunku modelu LSTM. Déle si vysvétlime a popiseme LSTM
bunku:
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iy = o (Wilze, he—1] + b;), (2.21)
Cy = tanh(We[zs, he—1] + be), (2.22)
fe=o(Wylze, he—1] + by), (2.23)
Cy =i Cy + fiCy_1, (2.24)
or =z = o(Wy[xg, hy—1] + bo), ( )
hy = ogtanh(Cy) ( )

kde rovnice (2.21) predstavuje vstup, rovnice (2.22) predstavuje objektivni hodnotu
buriky, rovnice (2.23) definuje zapominadni buitiky, rovnice (2.24) prepocitava novou hod-
notu paméti, rovnice (2.25) a (2.26) definuji koneénou hodnotu vystupu. Ve vyse uvedeném
popisu kazdé b predstavuje bias vektor, kazdé W predstavuje vihovou matici a x; predsta-
vuje vstup do paméfové bunky v dobé t. Déle i, ¢, f, 0 indexy odkazuji na vstup, bunéénou
pamét, zapomenuti a vystup. Obréazek 2.5 ukazuje grafické znazornéni struktury.

Jestlize pozdéjsi slova maji vétsi vliv nez drivéjsi,vysledky RNN mohou byt zkreslené.
Konvoluéni neuronové sité na prekonani tohoto zkresleni zavedly modely, které vyuzivaji
maz-pooling vrstvy pro urceni diskriminac¢nich frazi v textovych datech.

Gated Recurrent Unit (GRU)

GRU jsou zjednodusenou variantou architektury LSTM. GRU se vsak od LSTM lisi, protoze
obsahuje dvé brany a GRU nemé vnitini pamét. Vysvétleni GRU bunky:

2z = 0g(Woay + Ushy—1 + b) (2.27)

kde z; odkazuje na aktualiza¢ni vektor, ¢, xz; znamend vstupni vektor, W,U a b pred-
stavuji parametr matice/vektory. Aktiva¢ni funkce (o4) je bud sigmoid nebo ReLU a mize
byt formulovana néasledovneé:

’I:t = Ug(Wr$t + Urht—l + b) (228)

kde r; predstavuje reset vektoru, ¢, z; je aktualizace vektoru t.

hy = zp0hp—1 + (1 — Zt) o Uh(Wh$t + Uh(rt o ht—l) + bh) (2.29)

kde h; je vystupni vektor, ¢ a op oznacuje funkci hyperbylického tangensu.

Q ) Ct
;é
*®
hy

ec‘_a

Obrézek 2.5: Nalevo je GRU bunka a napravo je LSTM burika [9]

hey

he_y
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Konvoluéni neuronové sité (CNIN)

Convolutional Neural Network je architektura hloubkového uceni, kterd se bézné pouziva
pro hierarchické tfidéni dokumentt. Ackoli byl pivodné postaven pro zpracovani obrazu,
CNN byly také ti¢inné pouzity pro klasifikaci textu. V zdkladni CNN pro zpracovani obrazu,
obrazovy tenzor je konvolvovan se sadou kerneli o velikosti dd. Tyto konvoluéni vrstvy se
nazyvaji mapy prvki a lze je skladat tak, aby na vstupu poskytovaly vice filtri. Chcete-li
snizit vypocetni slozitost, CNN pouzivaji sdruzovani ke snizeni velikosti vystupu z jedné
vrstvy na dalsi. Ke snizeni vystupt pii zachovani dilezitych vlastnosti se pouzivaji rizné
techniky sdruzovani.

Nejbéznéjsi metodou sdruzovani je maz-pooling, kde je vybran maximaéalni prvek z poo-
lingu. Chcete-li prenést pool vystup z naskladanych map do dalsi vrstvy, mapy jsou srovnany
do jednoho sloupce. Finalni vrstvy v CNN jsou obvykle plné propojeny. Obecné plati, ze
béhem kroku zpétného Sifeni konvolu¢ni neuronové sité jsou vahy a filtry detektoru upra-
veny. Potencionalni problém, ktery vznika pri pouzivani CNN pro klasifikace textu, je pocet
ykandlu“ Zatimco klasifikace obrézku aplikace ma obecné mélo kanélia (napf. pouze 3 ka-
naly RGB),pro aplikace klasifikace textu muze byt pocet kanéli vicendsobné vétsi (napt.
50 K), coz mé za nésledek velmi vysokou dimenzionalitu. Obrézek 2.6 ilustruje architekturu
CNN pro klasifikaci textu, ktera obsahuje vkladani slov jako vstupni vrstvu 1D konvoluéni
vrstvy, 1D sdruzovaci vrstva, plné propojené vrstvy a nakonec vystupni vrstva.

. Convolutional Layer
' Pooling Layer
@ Fully Connected Layer

‘ Output Layer

Pooling
1D Pooling

IR
i
Word  copy
Embedding '°

Conv
1 Cony
1D

Flatten
Layer

Output
k nodes

Obrézek 2.6: Architektura konvoluéni neuronové sité (CNN) pro klasifikaci textu. [9]

2.2.4 Podminéna nahodna pole (CRF)

Conditional Random Field je neorientovany graficky model, ktery je zndzornény na ob-
razku 2.7. CRF je v podstaté kombinace vyhod klasifikace a grafického modelovani, které
spojuji schopnost kompaktniho modelovani vicerozmérnych dat a schopnost vyuzit prostor
pro vysoce dimenzionalni prvky predikce. Stav CRF je dan podminénou pravdépodobnosti
sekvence Y za predpokladu, ze nastala sekvence pozorovani X, tj. P(Y|X). CRF miuze
zaclenit slozité rysy do sekvence pozorovani, aniz by doslo k poruseni nezavislosti predpo-
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kladu modelovianim podminéné pravdépodobnosti sekvence nez spojeni pravdépodobnosti
P(X,Y). Klika (tj. plné propojeny podgraf) jejiz potencidl se pouziva pro vypocet P(X|Y).
S ohledem na potencialni funkci pro kazdy klik v grafu pravdépodobnost a konfigurace
proménné odpovidd soucinu fady nezapornych potencialnich funkci. Hodnota vypocitana
kazdou potencionalni funkci je ekvivalentni pravdépodobnosti proménnych v odpovidajici
klice pro konkrétni konfiguraci, coz je:

Pv)=2 I @ (2:30)

ceklika(V)

kde Z je normalizacni term. Podminéna pravdépodobnost P(X|Y) mize byt formulo-
vana jako:

PY/X)= H¢ (t, ye—1, yt, X) (2.31)

Vzhledem k potencionalni funkei ¥ (¢, y1—1, ye, X) = exp(w - f(t, ye—1, yt, X)), podminku
pravdépodobnosti 1ze prepsat jako:

PY/X) = HGXP ftyi-1,yt, X)) (2.32)

kde w je vahovy vektor spojeny s prlznakovym vekterém vypocitanym pomoci f. Nej-
zretelnéjsi nevyhodou CRF je vysoka vypocetni naro¢nost trénovaciho kroku, zejména pro
soubory textovych dat kvili velkému poc¢tu premennych. Navic tento algoritmus nepracuje
s neviditelnymi slovy (tj. se slovy, ktera nebyla pfitomna v trénovacich datech). Zdroje pro
tuto podkapitoli [9]

Obrazek 2.7: Podminéné ndhodné pole (CRF).Cerné skifiiky jsou pfechodové kliky [9]

2.3 Nastroje pro klasifikaci textu

V této kapitole si predstavime néastroje, které budeme pouzivat na klasifikaci a ziskdvani
informaci z textu. Detajlnéji si povime, co je to NER a jaké metody na néj nize uvedené
nastroje vyuzivaji. Bude to jeden z dilezitych zptsobi, jimiz chceme extrahovat informace
z webil.

Rozhodli jsme se zamérit na jiz existujici Python knihovny, které jsou volné dostupné.
V jednotlivych podkapitolach si detailnéji rozebereme, co dany nastroj nabizi a jaké metody
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vyuziva na rozpoznavani pojmenovanych entit. Informace pro jednotlivé nastroje jsem cerpal
z tohoto zdroje[21]

Rozpoznavani pojmenovanych entit (NER)

Rozpoznavani pojmenovanych entit anglicky Named Entity Recognition je dil¢im problé-
mem ziskavani informaci a zahrnuje zpracovani strukturovanych i nestrukturovanych doku-
mentid a také identifikaci vyrazt, které se odkazuji na lidi, mista organizace a spole¢nosti.
NER zahrnuje dva hlavni tikoly, prvni spociva v identifikaci vlastnich jmen v textu a druhy
ukol spociva v zarazeni téchto jmen do preddefinovanych kategoriich zajmu jako jména
osob, organizace (spolecnosti, vladni organizace, vybory atd.), mista (mésta, zemé, feky
atd.), vyrazy pro datum a cas.

Pro lidi je NER intuitivné jednoduchy, protoze mnoho pojmenovanych entit jsou vlastni
jména a vétsina z nich maji pocateéni velka pijsmena a lze je snadno rozpoznat, ale pro
stroj je to naro¢né. Nékdo by si mohl myslet, Ze pojmenované entity lze snadno klasifikovat
pomoci slovniku, protoze vétsSina pojmenovanych entit je tvorena podstatnymi jmény, coz
neni spravné. Jak cas plyne, vznikaji nova vlastni podstatna jména. Proto je nemozné pridat
vSechna podstatnéd jména do slovniku.

Jestlize by se nam podarilo pridat také vSechna podstatnd jména do slovniku, je zde
dalsi zdsadni problém, a to Ze neni snadné rozhodnout jejich vyznam. VétSina problému
v NER spociva v tom, Ze tyto slova maji sémantickou dvojznacnost, ktera zavisi od kontextu.
Pro ilustraci, kdy je The White House organizace a kdy misto ? Kdy je June jméno osoby
a kdy nazev mésice. Samoziejmeé, kdyz zndme kontext, tak se dokazeme rozhodnout snadno.
Napriklad u He visited Bush at White House vime, Ze se jednd o oznaceni mista, zatimco
zde White House announced the list of ministry candidate se jedna o organizaci.

Automatickd extrakce vlastnich jmen je uzitetna pro feseni mnoha problémi, jako je
strojovy preklad, ziskavani informaci, odpovidani na otdazky a sumarizace. Klicem ke zpra-
covani otazky je identifikace dotazu (kdo, co, kdy, kde atd.). V nékterych piipadech staci
pouze odpovéd ano ¢i ne. Hlavnim cilem je tedy rozpoznani pojmenovanych entit a extrakce
do nékterych konkrétnich kategorii z textu podle smyslu jména. [12]

2.3.1 NLTK

NLTK?, presnéji Natural Language Toolkit, je knihovna pro symbolové a statistické zpra-
covani prirozeného jazyka. Umoznuje provadét rizné dlohy zpracovani textu: segmentaci,
tokenizaci, znackovani slovnich druht atd. Obvykle se pouzivd v procesu vyuky studentu
a provadéni vyzkumu. Modul NER vyuziva klasifikator maximalni entropie vyskoleny na
korpusu ACE (Automatic Content Extraction). Maximalni entropii si popiSeme podrobnéji
a také si ukazeme, jak rozpoznat pojmenované entity pomoci tohoto nastroje.

Maximalni entropie

Pouziva princip maximéalni entropie. Princip 1ika, ze hleddme model, ktery bude splnovat
vSechna nase omezeni a nebude pfijimat zadné jiné predpoklady. Abychom mohli definovat
omezeni, musime nejprve definovat vlastnost. Vlastnost je funkce v nasledujicim tvaru. Ob-
vykle se pouzivaji binarni, ale obecné je mozné pouzit jakékoliv nezaporné funkce. Jako pri-
klad si navrhneme nasledujici funkci k vyjadieni vztahu mezi tfidou NamedEntity OSOBA
a psanim velkych pijsmen slova x.

Shttps:/ /www.nltk.org
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- 1 ak y je OSOBA a zx zacina s velkym pijsmenem
Omezeni je pak definovano jako rovnost stiednich hodnot pro dany prvek.
Ep(fi(z,y)) = E5(fi(z,y)) (2.34)

kde Ej(fi(x,y)) je stiedni hodnota vlastnosti vypocitana pfes trénovaci data a stfedni
hodnota modelu je E,(fi(x,y)). Je zaruceno, ze takovy model existuje. Rozdéleni mazimum-
likelthood je v nasledujici formé:

p(y/z) = %em > Nifila,y) (2.35)
=1
Z(z) =exp»_ Nifi(z,y) (2.36)
i=1

Z(z) je pouze normaliza¢ni faktor a zajistuje, ze p(y/z) je rozdéleni pravdépodobnosti.
Parametry modelu jsou Aj...\,. [8]

Pracovani s knihovnou

Jelikoz pracujeme s python knihovnami, instalace je jednoduché. Framework jednoduse
nainstalujeme pomoci prikazu:

e pip install nltk.

Dale si ukadzeme, jak muzeme jednoduse identifikovat preddefinované pojmenované entity
v textu, které ma NLTK jiz dopredu definované.

import nltk

sentence = "At eight o’clock on Thursday morning Arthur didn’t feel good."
tokens = nltk.word_tokenize(sentence)

tagged = nltk.pos_tag(tokens)
print (tagged)
OUTPUT:

[(’At’, ’IN’), (’eight’, °CD’), (’o’, °’NNS’), (>¢’, °NNP’),(’clock’, ’NN’),
(’on’, ’IN’), (’Thursday’, ’NNP’), (’morning’, °NN’), (’Arthur’, ’NNP’),
(’didn’, °NN’), (’¢’, °NNP’), (’t’, ’NN’), (’feel’, ’VB’),(’good’, ’JJ’),
().), ).))]
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Tabulka 2.1: Tabulka Zkratek

Znacka  Vyznam

IN predlozka / podradici spojka

NNS podstatné jméno mnozného ¢isla

NNP vlastni podstatné jméno, jednotné ¢islo
NN podstatné jméno, jednotné ¢islo

VB sloveso, zakladni tvar

RB prislovece

JJ pridavné jméno

Tento piiklad byl prevzat z origindln{ stranky knihovny, viz zdroj [13].

2.3.2 SpaCy

Dalsi knihovnou je SpaCy”, kterd také nabizi néstroje pro zpracovani pi¥irozeného jazyka.
Mimo jiné také poskytuje ¢tyri dopredu natfenované modely pro detekci pojmenovanych
entit.

e en_core_web_ sm
e en_core_web md
e en_ core_web_lg

e xx_ent wiki sm

Vybereme si en__core_web__lg a popiSeme princip na kterém funguje. Tento model je tréno-
vany na OntoNotes coz je velky korpus anotovaného textu. Model je trénovan s prechodnym
pristupem podobnym tomu, ktery nastinili Lample [10]. Nicméné, zatimco Lample navr-
huje pouziti obousmérné Long, Short-Term Memory (LSTM) které jsme si jiz popisovali,
SpaCy misto toho pouziva konvolucni vrstvy se zbytkovym spojenim, normalizaci vrstev
a maxout-nelinearitu. Dalsim dulezitym aspektem modelu SpaCy je pouziti bloom embed-
dings. Bloom embeddings vyuziva hashovaci trik ke kompresi velkého, ale fidkého vektoru
do hustého vlozeni, které obsahuje stejna data, a¢ komprimovand, vice zde [17] . V piipadé
SpaCy berou Bloom embeddings v iivahu vlastnosti sousedniho textu, coz dava kazdému
kontextu slova jedineéné vlozeni. Zdroje pro tuto podkapitolu [2].

Priklad pouziti

Jeste pred instalaci se musime ujistit, zda mame aktualizované vSechny nastroje, které
potfebujeme pip, setuptools a wheel. Pripadné je nainstalovat:

e pip install -U pip setuptools wheel
e pip install -U spacy

po uspésném nainstalovani SpaCy knihovny muzeme zacit s jednoduchou ukéazkou roz-
poznavani pojmenovanych entit.

“https:/ /spacy.io
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import spacy
from spacy import displacy

NER = spacy.load("en_core_web_lg")
sentence = "At eight o’clock on Thursday morning Arthur didn’t feel good."
tagged = NER(sentence)

for word in tagged.ents:
print (word.text,word.label_)

OUTPUT:

eight o’clock TIME
Thursday DATE
morning TIME
Arthur PERSON

2.3.3 Flair

Knihovna Flair® obsahujici modely pro FeSeni tloh zpracovani p¥irozeného jazyka, jako
je rozpoznavani pojmenovanych entit, znackovani slovnich druht a klasifikace. Vyvinuty
tymem Zalando Research. Modul NER vyuziva kontextové vkladani ziskané pomoci obou-
smérného modelu znakového jazyka. Model s architekturou BI-LSTM-CRF se pouziva pro
rozpoznavani pojmenovanych entit.

BI-LSTM-CRF

Jak vyplyva uz ze samotného nazvu, tento model kombinuje obousmérnou sit LSTM a sit
CRF na vytvoreni hybridniho modelu BI-LSTM-CRF jehoz architekturu mtzeme vidét na
obrazku 2.8. Kromé minulych vstupnich hodnot a trovné véty informace o tagu pouzivané
v modelu LSTM-CRF, model BILSTM-CRF muze vyuzivat budouci vstupni hodnoty, které

mohou zvysit presnost oznacovani.

B-ORG B-MISC 0

forward

0]

—
Z ;i\ \
N A
backward ?

EU rejects German call

Obrazek 2.8: BI-LSTM-CRF model
®https://github.com/flairNLP /flair




Dale si popiseme, jak funguje trénovaci algoritmus pro model BI-LSTM-CRF které po-
uziva dopredny i zpétny tréningovy postup. V kazdé epose rozdélime celd trénovaci data do
davek a vzdy zpracujeme jednu davku. Kazda davka obsahuje seznam vét, ktera je urcena
parametrem velikosti davky. Pro kazdou davku nejprve spustime BI-LSTM-CRF dopredny
prechod, ktery zahrnuje prechod obéma LSTM stavy (dopredny, zpétny). V dusledku toho
ziskdvame vystupn{ skére fp([z]7) pro vSechny znacky na vSech pozicich. Pak spustime
dopredny a zpétny prechod vrstvou CRF. Poté muzeme zpétne sirit chyby ze vstupu na
vstup, coz zahrnuje zpétny prichod pro zpétny a dopredny stav LSTM. Nakonec aktuali-
zujeme sifové parametry, které zahrnuji pfechodovou matici [A]; Vi, j a obousmérné LSTM
parametry 6. [7]

Algorithm 1 obousmérny LSTM-CRF model trénovani

1: for kazdou epochu do

2 for kazdou davku do

3 1) BI-LSTM-CRF model dopredny ptechod:

4 - dopredny pirechod pro dopredny stav LSTM

5 - dopredny piechod pro zpétny stav LSTM
6: 2) dopredny a zpétny prechod CRF vrstvou
7
8
9

3) BI-LSTM-CRF model zpétny piechod:
- zpétny prechod pro dopredny stav LSTM
- zpétny prechod pro zpétny stav LSTM

10: 4) aktualizace parametru
11: end for
12: end for

Priklad pouziti
Stejné jako v predchozich kapitolach, i zde si doinstalujeme knihovnu.
e pip install flair

pak jednoduse nacitdme NER model a miizeme rozpoznavat entity.

from flair.data import Sentence
from flair.models import SequenceTagger

sentence = Sentence(’I love Berlin .’)
tagger = SequenceTagger.load(’ner’)
tagger.predict(sentence)
print(sentence)

QUTPUT:
Sentence: "I love Berlin ." -> ["Berlin"/LOC]
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Kapitola 3

Strukturované informace na webu

V predchozi kapitole jsme se vénovali metodam klasifikace textu. Ukazali jsme si vefejné
dostupné nastroje, které dokazi dolovat informace z textu. VSechny tyto nastroje, které
jsme si ukazali, vznikaly podobnym zpusobem, tedy Ze mély jiz predem pripravené data-
sety. Mizeme Tici, ze dataset je velmi dilezitou soucasti pfi vytvareni modell, zejména
u téchto modeld zaloZenych na klasifikaci textu. Protoze potiebujeme, aby nas model dobte
klasifikoval, potfebujeme i dostatecné velky dataset. Samoziejmé tento dataset bude muset
splnovat urcite pozadavky. Ale v této kapitole se budeme spiSe soustiedit na to, odkud tato
jiz anotovana data ziskat, abychom si je nemuseli anotovat a rozdélovat sami. V celé této
kapitole si ukazeme moznosti, které dnesni technologie nabizeji. Zaméiime se zejména na
sémanticky web a ontologii.

3.1 Sémanticky web a Ontologie

Sémanticky web je sit dat, kterd jsou spojena zptusobem, Ze je mohou snadno zpracovat
stroje misto lidi. Lze jej pojmout jako rozsitenou verzi stavajici World Wide Web a predsta-
vuje efektivni prostiedek reprezentace dat ve formé globalné propojené databaze. Podporou
zaclenéni sémantického obsahu do webovych stranek se sémanticky web zaméfuje na kon-
verzi v soucasnosti dostupného webu nestrukturovanych dokumentu na web informaci/dat.
Sémanticky web fidi World Wide Web Consortium (W3C). Vychézi z W3C Resource
Description Framework (RDF) a je obvykle navrzen se syntaxi, kterd k reprezentaci dat
pouziva Uniform Resource Identifiers (URI). Tyto syntaxe jsou zndmé jako syntaxe RDF.
Zahrnuti dat do soubori RDF umoznuje pocitacozvym programium nebo webovym pavou-
kiim vyhledédvat, objevovat, shromazdovat, vyhodnocovat a zpracovavat data na webu.
Hlavnim cilem sémantického webu je spustit vyvoj stavajiciho webu, aby uzivatelé mohli
vyhledavat, objevovat, sdilet a spojovat informace s mensim tsilim. Lidé mohou pouzivat
web k provadéni riznych dkoll, jako je rezervace online vstupenek, vyhledavani rtznych
informaci, pouzivani online slovniku atd. I tak nejsou stroje schopny provadét zadné z téchto
ukolt bez lidského zdsahu, protoze webové stranky jsou vytvoreny tak, aby je mohli ¢ist lidé,
ne stroje. Sémanticky web lze povazovat za vizi budoucnosti, ve které by mohla byt data
rychle interpretovana stroji, coz by jim umoznilo provadét ¢etné tinavné tkoly souvisejici
s objevovanim, prolindnim a provadénim akci na zakladé informaci dostupnych na webu.
Sémanticky web je proces, ktery umoznuje strojum rychle porozumeét komplikovanym
lidskym pozadavkim a reagovat na né s vyhradou jejich vyznamu. Tento druh porozuméni
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vyzaduje, aby prislusné informacni zdroje byly sémanticky strukturovany, coz je obtizny
tukol.[20]

3.1.1 RDF

Jak jsme si jiz na iivodu této kapitoly nacrtli, RDF je vSeobecny framework na reptrezentaci
vzajemné propojenych dat na webu. RDF prikazy se pouzivaji k popisu a vyméné metadat,
coz umoznuje standardizovanou vyménu dat na zakladé vztaht.

RDF se pouziva k integraci dat z vice zdroju. Prikladem tohoto pristupu je webova
stranka, kterd zobrazuje online katalogy od vyrobce a propojuje produkty s recenzemi
na ruznych webech a s obchodniky prodavajicimi produkty. Sémanticky web je zalozen
na pouziti ramce RDF k usporddani informaci na zakladé vyznami. Pouzitd literatura
v kapitole [3] [16].

RDF trojice

Zakladni struktura jakéhokoli vyrazu v RDF je sbirka trojic, z nichz se kazda sklada zo
subjektu, predikatu a objektu. Subjekt je vzdy identifikovan jednozna¢nym identifikatorem
URI. Subjekt je v podstaté zdroj, ktery je popisovan. Predikat reprezentuje vlastnost, ktera
popisuje dany subjekt a definuje vztah mezi subjektem a objektem. Objekt muze byt lite-
ral, specifickd datova hodnota jako fetézec, datum nebo Ciselnd hodnota, nebo muze byt
definovan jednoznacénym identifikatorem URI. Jestlize je definovan jako URI, mize objekt
vystupovat jako subjekt v dalsi RDF trojici.

Timto ndm vznikne moznost, ze se RDF trojice mohou zanorovat a tim definovat dalsi
vztahy. Tyto vztahy potom dokdzeme reprezentovat v orientovaném grafu, ktery nazveme
RDF graf. Potom jsou URI predméty znacené jako elipsy, tudiz kdyz mame subjekt nebo
objekt definovany URI. Je-li objekt definovany jako literal, zaznac¢ime ho jako obdelnik.
Predikéty jsou orientované hrany, které spojuji subjekty s objekty, jejichz smér je ze subjektu
do objektu.

Na obrazku 3.1 vidime jednoduchou ilustraci RDF trojice v RDF grafu, kde subjekt
a objekt jsou definované URIL.

Predicate

Obrazek 3.1: RDF Trojice

Priklad

Uvedeme si jednoduchy priklad, abychom si ukézali, jak je mozné jednotlivé trojice skladat
a zanorovat. Méjme nasledujici véty:

"The individual referred to by employee id 85740 is named Ora Lassila and has the email
address lassila@uw3.org. The resource http://www.w3.org/Home/Lassila was created by this
individual. "

Prvni véta nam tika, ze pod ID zaméstnance 85740 je zamnéstnanec jménem Ora Lassila
s e-mailem lassila@w3.org. Druhd véta nam fika, ze web http://www.w3.org/Home/Lassila
byl vytvoreny timto zaméstnancem. Kdyz si detailnéji rozebereme prvni vétu do RDF trojic,
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tak zjistime, Ze zamnéstnanec bude <Subject>, kterému prifazujeme dvé vlastnosti. E-
mail a jméno jsou <Predikat> a nakonec "Ora Lassila"a "lassila@w3.org"budou definované
jako <Objekt> v podobé literalu. U druhé véty to bude podobné, kde <Subjekt> je web
s URI "http://www.w3.org/Home/Lassila", <Predikdt> ktery ndm urcuje, kdo vytvoril
dany <Objectt>, avsak zde bude urcen ne jako literal, ale jako URI. Tim padem dokazeme
napojit dvé véty dohromady, ¢imz nam vznikne tento RDF model pro zadané véty:

hitpoitweana w3 org/HomelLassila

hitp:ihweneee w3, orgistafd/Bs7 40

Ora Lassila lassila@w3.org

Obrazek 3.2: RDF model pro zadané véty.

RDF Kontejner

Kontejner si muzeme predstavit jako seznam, kdy napriklad potrebujeme jednomu projektu
prifadit vice autoru. RDF definuje tfi typy kontejneru, které muzou predstavovat seznam
zdroju nebo literali:

Bag

Jsou neusporadané seznamy, napriklad seznam tfid, kde neni poradi jmen studentu dtle-
zité. Bags nevynucuji nastavenou sémantiku, takze hodnota se muze v kontejneru objevit
nékolikrat.

Sequence

jsou usporadané seznamy. Sequence predstavuji napriklad davku tloh odeslanych na zpra-
covani, kde je dulezité poradi. Jako Bags, sequence umoznuji duplicitni hodnoty.
Alternative

Nepovoluje duplicity. Mizeme pouzit tento kontejner na vyjadreni alternativy, napiiklad
zda se dopravime do San Franciska pomoci letadla ¢i auta. Aplikaci pak nechame rozhod-
nout, kterou alternativu zvoli.
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RDF syntax

Prikazy RDF lze zaclenit do webovych stranek v jazyce HTML nebo ulozit do samostatnych
souboril a propojit s daty ve webovém obsahu. Kdyz bylo poprvé specifikovano RDF, prikazy
RDF byly zaclenény do dokumenti XML spojenych s webovym obsahem.

Ackoli prvnim a jedinym jazykem byl XML, postupem c¢asu se standardy pro kédovani
piikaztt RDF rozsitily o nasledujici tii syntaxe:

Turtle

Turtle!' je nejoblibenéjsi textova syntaxe pro pitkazy RDF. W3C jej popisuje jako ,kom-
paktni a prirozenou textovou formu“, ktera obsahuje zkratky pro bézné pouzivané vzory.

JSON-LD

JSON-LD? jako JavaScript Object Notation for Linked Data pouziva syntaxi JSON pro
prikazy RDF.

N-Triples

N-Triples® je podmnozina syntaxe Turtle, navrzend jako jednodussi textovy forméat pro pii-
kazy RDF pro snadnéjsi pouziti lidmi pii psani prikazi. Jednodussi format také usnadnuje
programim vytvaret a analyzovat RDF piikazy.

3.1.2 Ontologie

Ontologie je odvozena z filozofického oboru zvaného metafyzika, ktery se zabyva studif toho,
co existuje. V informatice ontologie poskytuje ramec pro definovani domény, ktera sestava
ze souboru pojmi, charakteristik a vztah.

Vyznam urcitych informaci je obecné vyjadren na zakladé koncepénich informacnich
modeli, které se pouzivaji k modelovani aplikaci a strukturovanych tdaji. Primarn{ pojmy
pouzivané k vytvatfeni takovych modelt zahrnuji entitu, ¢innost, prvek a ticel. Konceptudlni
modely definuji sémantické pojmy a mechanismy pro organizovani informaci vytvorenim
souboru predpokladt o skuteé¢nych aplikacich, které se maji modelovat. Napriklad, pokud
se predpoklada, ze aplikace obsahuje vzajemné souvisejici entity, koncepcéni model definuje
pojmy jako vlastnost a vztah.

Napriiklad Common Algebraic Specification Language je de facto standard v softwarové
specifikaci, ktery je také povazovan za jazyk ontologie. Kéduje specifikace pro modularitu
a strukturovani softwaru s cilem zahrnout mnohé dalsi existujici specifikac¢ni jazyky.

OWL

Zakladni myslenky sémantického webu a jazykové webové ontologie sahaji prinejmensim do
konce 50. let 20. stoleti, kdy bylo predstaveno vypocetni zafizeni General Problem Solver
(GPS) jako jeden z prvnich stroju, které dokazaly automaticky resit dobie vytvorené logické
vzorce. Principy umélé inteligence se pak postupné vyvijely, aby po letech déle upevnily
precedens pro aplikaci OWL pres web. Knowledge Representation (KR) se napiiklad snazi

"https://www.w3.org/ TR /turtle
Zhttps:/ /json-1d.org
3https:/ /www.w3.org/TR,/n-triples
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vytvorit systémy informaci, které mohou stroje vyuzivat zptisobem, které jim umozni kom-
plexni feseni problém.

Jazyky webové ontologie jsou postaveny na standardu konsorcia World Wide Web na-
zvaném RDF. Rodina OWL se vyvinula tak, aby zahrnovala mnoho sytaxi a specifikaci,
a pritahla velky zajem o obory, jako je medicina a akademické sféra.

3.1.3 DBpedia

Projekt DBpedia je verejny projekt komunity lidi, kteri se snazi odvodit datovy korpus
z Wikipedie. Wikipedie je velmi rozsahlou verejné dostupnou doménou. Edice Wikipedie
jsou dostupné ve vice nez 250 jazycich, a ten s anglickym jazykem predstavuje vice nez 1,95
milionu ¢lankd. Jako mnoho dalsich webovych aplikaci, mé Wikipedie problém v tom, Ze
ma omezené moznosti fulltextového vyhledavani, které umoznuje jen velmi omezeny pristup
k této cenné znalostni bazi. Jelikoz Wikipedie dovoluje upravovani dat: jsou rozporuplné,
nekonzistentni,vyskytuji se tam chyby a dokonce i spam. Projekt DBpedia se zamétuje
na kol prevadét obsah Wikipedie do strukturovanych znalosti, takze lze pouzit techniky
sémantického webu, kladeni sofistikovanych dotazti na Wikipedii a propojovani s jinymi
datovymi sadami, nebo vytvareni novych aplikaci.

Datové sady DBpedia lze importovat do aplikaci tfetich stran nebo k nim Ize pristupovat
online pomoci ruznych uzivatelskych rozhrani DBpedia. Obrazek 3.3 poskytuje prehled
o procesu extrakce informaci DBpedia a ukazuje, jak jsou extrahovand data publikovana
na webu. Literatura pro celou podkapitolu [1]

Web 2.0 Semantic Web Traditional
Mashups &> Browsers 5 Web Browser &>

SPARQL Linked SNORQL Query
Endpoint | " Data Browser | "°° | Builder

published v;a\ M
| Virtuoso@l | MySQL @l

ﬁloaded into
DBpedia datasets

| Articles B| | Infoboxﬁ| I Categories{:gl

Extraction

4

Wikipedia Dumps »’(r* .
Article texts : DB tables 5 Hj

Obrézek 3.3: Prehled komponenti DBPedie. [1]

Dataset

Dataset DBpedia v soucasné dobé poskytuje informace o vice nez 1,95 milionu ,,véci®, véetné
nejméné 80 000 osob, 70 000 mist, 35 000 albech, 12 000 filmt. Obsahuje 657 000 odkazt na
obrazky, 1 600 000 odkazti na relevantni externi webové stranky, 180 000 externich odkazt
na RDF databézi, 207 000 kategorii Wikipedie a 75 000 kategorii YAGO.

Dohromady se DBpedia sklada z priblizné 103 milioni RDF trojic. Dataset poskytuje
ke stazeni mensi RDF soubory, které obsahuji vyse popsané informace.
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Pristup

DBPedia poskytuje tri pristupové mechanismy k datasettim: Linked Data, SPARQL a sou-
bory RDF ke stazeni.

o Linked Data je metoda publikovani dat RDF na webu, ktery se opird o http:// URI
identifikator pro prostfedek a protokol HTTP pro ziskani zdroju

o Posilani pozadavku na API end-point SPARQL" .

e N-Triple serializace mnozin udaju jsou k dispozici ke stazeni na webové strance DB-
pedia a mohou byt pouzity strankami, které maji zdjem o vétsi ¢asti souborovych
udaju.

3.1.4 WikiData

Wikidata je kolaborativni znalostni baze spusténa v fijnu 2012 a hostitelem je Wikimedia
Foundation. Wikidata jsou bezplatnd a oteviend znalostni baze, kterou mohou ¢ist a upra-
vovat lidé i stroje. Wikidata funguji jako centralni tilozisté pro strukturovana data a jejich
sesterskych projektti Wikimedia véetné Wikipedie, Wikivoyage, Wikislovniku, Wikisource
a dalsich

Model Wikidata sa spoléha na pojmy item a statement. Item predstavuje entitu, ktera
ma identifikdtor zvany "qid'a muze mit Stitky nebo popisy ve vice jazycich. Statement se
sklddd z naroku, mutze mit vice narokt nebo také zadny. Claim se sklada z jedné hlavni
struktury vlastnost-hodnota, coz predstavuje néjaky fakt jako napiiklad ,nazev taxonu je
Pantera Leo“ a také muze mit vice volitelnych qualifier jako ,,autorem taxonu je Carl Linné®
Na tomto obrazku si ukadzeme ptiklad, ktery jsme si nyni popsali:

Claim
Taxon name Pantera leo |main value
main property | taxon author Carl Linnaeus | qualifier
reference
stated in Integrated Taxonomic reference
Information System

Obrazek 3.4: WikiData Statement ilustrovany v piikladu [14]

Pristup

Pristupovat a dotazovat se nad Wikidata miizeme prostfednictvim klienta
www.query.wikidata.org kde zadavame dotaz v SPARQL jazyce nebo pres API call
www.mediawiki.org/wiki/Wikibase/API. Pouzité literatura [14].

“http://dbpedia.org/sparql
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Kapitola 4

Navrh nastroju

V této kapitole se budeme vénovat ndvrhu nastroji, konkrétné zptsobu ziskavani anotova-
nych dat z webi a jejich naslednému anotovani. Na zavér si porovndme modely knihoven
a vybereme tu, s niz budeme pracovat a ve které budeme vytvaret nas model.

4.1 Vybér zdroje dat

V predeslé kapitole jsme popisovali moznosti ziskavani anotovanych dat z webu. Na za-
kladé tohoto vyzkumu jsme se rozhodli, ze anotovana data pro nas dataset budeme dolovat
z webovych stranek, jenz maji zadefinovany RDF graf pfimo ve zdrojich webové stranky.
Nejprve jsme se snazili hledat webové stranky, které obsahuji JSON-LD data definovana
v hlavi¢ce nebo v téle dokumentu. Poté jsme chtéli sbirat data ze znalostnich bazi, avsak
po delsim zvazovani jsme se rozhodli je nevyuzit. Hlavnim divodem byl fakt, ze k samot-
nym anotovanym datim bylo zapotfebi kontextu, coz nam tyto baze nedovoluji. I kdyz
jsme zkouseli selektovat nazvy produktu s jejich popiskem, bohuzel obsahoval jen strucné
informace bez blizsiho kontextu.

Po konzultaci s vedoucim préce jsme se dohodli, ze budeme sbirat data pro oblast filmi
a produktt.

4.2 Ziskani anotovanych dat

Prvnim krokem tedy bude zjistit, zda dand webova stranka obsahuje strukturovana data
JSON-LD. V podstaté ndm staci stdhnout zdrojovy kdéd stranky a najit element typu
<script>, ktery bude definovan pro JSON-LD data typ jako {type="application/1d+
json"}. Tento zpisob jsme si zvolili proto, jelikoz v dnesni dobé spousta webu vyuziva
moznosti jak zviditelnit sviij web a pravé jednou z moznosti je definovani JSON-LD nebo
RDF dokumenti. Tyto dokumenty pak vyuziva Google algoritmus k zobrazovani relevant-
nich vysledki.

Protoze JSON-LD miize nabyvat ruznych typa dat, budeme muset ovérit, zda jsou de-
finovana jako Product. K tomuto tucelu slouzi specidlni atribut objektu "@type". Dalsim
povinnym atributem je "name", ktery bude vzdy obsahovat nazev produktu. Volitelné atri-
buty, které nas budou zajimat pro nas dataset, jsou:

e offers: obvykle obsahuje informace o nabidce, cené, dostupnosti, prodejci atd.

e brand: znacka produktu
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e aggregateRating: statistické informace o hodnoceni produktu

Vsechny atributy, které mize produkt obsahovat, jsou definovany ve schématu'. Ukézka

vytazeného JSON-LD objektu ze stranky www.alza.sk/EN:

{

"Qcontext": "http://schema.org",
"@type": "Product",
"name": "Samsung MS23F301TAS/EQ",
"description": "Microwave freestanding, volume 231, number of power
levels: 6, microwave heating performance 800W, plate size 28,8 cmn,
without grill,colour: stainless steel ",
"image": "https://cdn.alza.sk/ImgW.ashx?fd=f5&cd=EAV2192u",
"aggregateRating": {

"Otype": "AggregateRating",

"ratingValue": "4.8",

"ratingCount": "213"
},
"offers": {
"@type": "Offer",
"priceCurrency": "EUR",
"price": "95.90",
"url": "https://www.alza.sk/samsung-ms23f301ltas-eo-d501637.htm",
"itemCondition": "http://schema.org/NewCondition",
"availability": "http://schema.org/InStock"
},
"brand": "Samsung",

"sku": "EAV2192u",
"mpn": "MS23F301TAS/EQ",
"gtinl13": "EAV2192u"

Na zékladé analyzy atributa JSON-LD pro produkty jsme se rozhodli, ze nas dataset

bude obsahovat tyto typy anotaci:

« PRODUCT: predstavuje nazev produktu
« BRAND: bude predstavovat znacku daného produktu
e PRICE: reprezentace ceny produktu

¢ RATING: hodnoceni produktu

Podobné jako u produktu budeme také pro filmovou doménu sbirat data z JSON-LD.

Strukturalni data filmi obsahuji stejné povinné atributy jako u produktu objektu, kde je de-
finovan atribut "@type" , ktery v tomto pripadé nabyva hodnot "Movie" nebo "TVSeries".
Dalsim spole¢nym povinnym atributem je "name", ktery v tomto pripadé definuje nazev
filmu, seridlu a pod. Z volitelnjch atribut definovanych ve schématu® jsme vybrali tyto,
které se vyskytuji nejc¢astéji a zaroven je jich dostatetné mnozstvi pro pridani do naseho
datasetu:

"https:/ /schema.org/Product
Zhttps:/ /schema.org/Movie
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e actor: seznam hercil, kteri ti¢inkovali ve filmu
e genre: seznam zanru, do kterych je film prirazen
e director: seznam reziserl, z jejichz dilny tento film pochézi

e aggregateRating: statistické informace o hodnoceni produktu
7 vyse uvedenych atributt budeme schopni vytvorit tato anotovana data:

e TITLE: nazev filmu, seridlu apod.
« GENRE: zanr filmu, napt. drama, komedie atd.
« PERSON: vétsinou se bude jednat o jména herci, reziséri apod.

¢ RATING: hodnocen{ filmu, seridlu apod.

Dalsim krokem bude stdhnout stranky s produkty a vytdhnout z nich veskery obsah
jako cCisty text. Nasledné budeme prochéazet tento text a vSude, kde bude nalezena shoda,
prifadime danou anotaci. To samé udélame i pro vytvareni datasetu pro filmy. Hlavnim

=

zdrojem byla dokumentace popisu JSON-LD objektu ze zdroju [6] [5].

4.3 Vybér vhodné metody

V této podkapitole si porovname modely jednotlivych knihoven z kapitoly 2.3 a budeme
se snazit vybrat ten s nejvyssi presnosti. Samotné srovnani modeld je prevzato z tohoto
zdroje [22].

Budeme hodnotit vykon jednotlivych néstroji, coz znamena schopnost nastroje najit
hranice pojmenované entity a spravné urcit jeji typ. Konkrétné budeme testovat dva typy
hledani hranice, a to pro presnou a ¢aste¢nou shodu. Presna shoda predpoklada presnou
shodu hranic pfedpovidaného a skuteéného jména. Césteénou shodu predpovidanych a sku-
tecnych entit budeme hodnotit jako tispésnou v takovém piipadé, pokud se typy shoduji
a hranice predpovidané entity jsou uvnitf hranic skuteéné entity nebo naopak. VSechny
modely byly trénoviny na stejnych korpusech, a to Kagge-2016° a CoNLL-2003". Déle se
budou porovnavat vysledky pro klasifikovani t¥i typu (PER, ORG, LOC) a ¢tyt typa (PER,
ORG, LOC, TIM), kde PER - nézev osoby, ORG - ndzev organizace, LOC - misto a TIM
indikator casu.

K vyhodnoceni vykonnosti NER se pouzivaji nasledujici metriky vypocitané s ohledem
na typ 1.

o Precision: podil spravné klasifikovanych entit (T'ruePositive) mezi vSemi entitami
pritazenymi klasifikdtortum k typu i (TruePositive + FalsePositive)

TP,
P=—

3https://www.kaggle.com/abhinavwalia95 /entity -annotated-corpus
“https:/ /www.clips.uantwerpen.be/conl2003 /ner/

(4.1)
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o Recall: podil spravné klasifikovanych entit (TruePositive) mezi vSemi entitami pa-
tficimi do typu ¢ (T'ruePositive + FalseNegative)

TF;

PP=——— 4.2

' TP, +FN; (4.2)
e Fl-score: harmonicky primér Precision a Recall
2-P,-R;

Fl=—— 4.3

P+ R; (4.3)

Konecné hodnoty metrik se ziskaji metodou makro-primérovani pro vsechny typy podle
vzorcu:

e
N =
pM _ 2im1 B 14
| (4.4)
Z'g R;

RM = =izl 4.5
c| (4.5)
el
<\ F1,

g 2o Pl 4.6
Ta] (4.6)

Tabulka 4.1: Vysledky experimentu NER pro pfesnou shodu

F1-score
, . Kaggle-2016 CoNLL-2003
Nastroje Model 3 typy | 4 typy 3 typy
NLTK - 0.476 - 0.467
en_core_web sm 0.483 0.452 0.521
en core_web md | 0.503 0.468 0.570
spaCy
en__core_web_lg 0.496 0.463 0.597
xx_ent wiki sm 0.501 - 0.597
Flair - 0.584 - 0.887

Tabulka 4.2: Vysledky experimentu NER pro ¢astec¢nou shodu

Fl-score
Nastroje Model Kaggle-2016 CoNLL-2003

3 typy | 4 typy 3 typy

NLTK - 0.616 - 0.555
en_ core_web sm 0.649 0.619 0.608

spaCy en core_web_ md 0.665 0.631 0.659
en__core_web_lg 0.660 0.629 0.697

xx_ent wiki sm 0.637 - 0.695

Flair - 0.691 - 0.904

Jak mizeme vidét na vyse uvedenych tabulkich, knihovna Flair dosahovala nejvyssi
presnosti pro obé méreni presnosti. Samozrejmeé, co se tyce vysledka pro korpus, CoNNL-
2003 ma Flair vyrazné vyssi presnost. Tento fakt je zptusoben tim, Ze trénovaci model byl
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trénovan na stejném korpusu, na kterém byl experiment proveden. Rozdil mezi knihovnami
a vyuzivajicimi architekturami jsme detailnéji popisovali v kapitole 2.3. Na zdkladé tohoto
srovnani budeme pracovat s architekturou, kterou pouziva Flair, coz je BI-LSTM-CRF.
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Kapitola 5

Implementace

V této kapitole si popiseme, jakym zpusobem jsme ziskavali data a jak jsme FeSili objevené
komplikace. PopiSeme si vytvoreny dataset a zptisob anotovani dat. Na zavér si po vytvoreni
datasetu implementujeme Model.

5.1 Shbirani dat

Na zékladé analyzy z predchozich kapitol budeme sbirat data z webovych stranek, které
obsahuji JSON-LD objekty. Tyto objekty nam poskytuji dostatecné mnozstvi informaci
k vytvoreni anotovanych vét pro nas dataset.

Jako prvni jsme zacali hledat webové stranky Produktt, kdy jsme se z poc¢atku zamérili
na e-shopy s elektronikou. Hlavni duvod byl, Ze nazvy s elektronikou jsou snadnéji rozpo-
znatelné nez produkty s méné vyraznymi nazvy. Naptiklad cerny stul, kde nevime, zda se
jedna o produkt nebo o popis nabytku.

Pro ziskani obsahu stranky jsme nejprve pouzivali python knihovnu requests kde jsme
jednoduse pouzili metodu requests.get (url,headers). Avsak po stazeni produktt z prv-
niho e-shopu jsme zjistili, Zze obsah stranky je pomérné chudsi nez originalni stranky pro-
duktu. Proto jsme se rozhodli, Ze budeme sbirat obsah stranky pomoci knihovny selenium
kterd se pouziva k testovani webovych stranek. Tato knihovna umoznuje pfimé otevieni
webové stranky v prohlizeci, ktery je v automatizovaném modu. Diky této knihovné se
nam podarilo ziskat dynamicky text stranky a také odkliknout povoleni soubory cookie,
které v nékterych pripadech bylo nutné k dogenerovani obsahu stranky. Také jsme si imple-
mentovali potfebné metody jako napriklad wait_for_element, kde jsme ¢ekali na nacCteni
konkrétniho elementu a pokud se do stanoveného limitu nenacetl, tak jsme pokracovali na
dalsi stranku. Dtvod, pro¢ jsme nevzali celou stranku, byl ten, ze naptiklad nékteré pro-
dukty byly ve stavu nedostupné, nebo dany link byl jiz neplatny. Takové stranky pro nas
nemeély dilezité informace, které by byly uzite¢né pro nas dataset. Otevirani kazdé stranky
v automatizovaném okné bylo vSak vyrazné pomalejsi oproti prvnimu piistupu.

Dalsim hlavnim problémem, se kterym jsme se setkali, bylo ziskavani dat pro ano-
tace typu RATING, af uz pro produkty nebo filmy. Divodem tohoto problému bylo, Ze
se html elementy nezkopirovaly po stazeni obsahu stranky i poté, co jsme pouzili kni-
hovnu selenium, coz vyvstavalo z faktu, Ze nékteré stranky pro implementaci stejnych ¢asti
stranky pouzivaly takzvany Shadow DOM. Shadow DOM umoznuje zapouzdieni, tedy
oddéleni urc¢ité ¢asti elementi, znacek a stylovani od zbytku webové stranky. V podstaté
to funguje tak, ze se k prvku pripoji skryty oddéleny DOM. Ilustra¢ni obrazek nize.
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Flattened Tree (for rendering)

Document Tree

document

Shadow Tree

Shadow Boundary

Obrézek 5.1: Shadow DOM [18]

¢ Shadow host: bézny uzel DOM, ke kterému je pripojen shadow DOM.
¢ Shadow tree: strom DOM uvniti shadow DOM.
¢ Shadow boundary: misto, kde konc¢i shadow DOM a zacina obycejny DOM.

e Shadow root: korenovy uzel shadow stromu.

Na zékladé této skuteCnosti jsme zjistili, ze existuje zpusob, kterym lze tento shadow
DOM ziskat, a to spusténim JavaScript kédu. Nastésti otevirame webové stranky v auto-
matizovaném okné a knihovna selenium nabizi metodu, kterd spusti JavaScript kod nad
danou strankou. Potom jsme jiz jednoduse ziskali elementy ze shadow DOMu a vnorili je
do elementu, ktery je mél obsahovat. Informace a definice byly prevzaty ze zdroje [18]

Protoze jsme chtéli dataset vytvorit pro anglicky jazyk, vétsinu stranek jsme brali z do-
mén .uk. Nékteré stranky poskytovaly i moznost definovat jazyk primo v URL, napf.
.cz/EN, coz bylo nejprve vyhodou, ale po case jsme zjistili, ze nékteré stranky maji pouze
castecny preklad. Toto zjisténi vedlo ke skuteCnosti, ze jsme museli stazené stranky vyfil-
trovat a odstranit.

Na konec jsme ziskali a ulozili HTML kéd stranek, ktery budeme v dalsim kroku zpra-
covavat. Celkovy seznam stranek a pocet linki, ze kterych jsme stahli obsah, je uveden
v tabulkach 5.1 a 5.2.

5.2 Anotovani dat a vytvoreni datasetu

V predchozi kapitole jsme si ukazali, jak jsme stahovali cely obsah webovych stranek. Déale
si tedy popiseme, jakym zptusobem jsme je zpracovali do nasich datasetti. Jako prvni jsme
si nacetli stazeny soubor, ktery obsahoval HTML kéd dané stranky. Po nac¢teni obsahu sou-
boru jsme pouzili knihovnu beautifullSoap, kterd dokéze nacitat a zpracovat HTML kod do
stromové struktury a nasledné s ni pracovat jako s objekty. Diky tomuto nacteni jsme doka-
zali jednoduse najit vSechna JSON-LD data pomoci piikazu £indA11l (’script’, {’type’:
’application/ld+json’}), ktery nam vratil seznam vsech JSON-LD dat. Tento JSON-
LD retézec jsme prevedli do JSON objektu, ve kterém jsme mohli jednoduse vyhledavat a
najit potfebné atributy. Ukédzka ziskanych dat z webové stranky po zpracovani JSON-LD:
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[(°PRODUCT’, ’Lenovo Legion M600s Qi Wireless Gaming Mouse’),
(’BRAND’ , ’Lenovo’),

(’PRICE’,’45.00°),

(’RATING’,’4.4°)]

Po ziskani anotovanych dat bylo nutné prevést cely obsah stranky do ¢istého textu. Opét
jsme si pomohli knihovnou BeatufullSoap kterd dokéaze prevést cely obsah stranky do tex-
tové podoby. Samoziejmé jsme samotny vystup funkce jesté upravovali. Prvnim problémem
bylo, ze funkce kazdé ukonceni elementu nahrazovala novym radkem. Timto zpltisobem
vznikl text, ktery mél za sebou i deset znakl nového fadku a samotna slova byla od sebe
vzdalena. V takovém textu jsme nebyli schopni vytvorit dostateé¢ny kontext pro detekovani
pojmenovanych entit. Rozhodli jsme se, Ze celou stranku prevedeme do textu a misto znaku
nového radku jsme pouzili mezeru. Velky pocCet mezer, které nasledovaly za sebou, jsme
zredukovali na jednu. Timto zpisobem vznikl umély kontext pro anotovand data, ktery
clovéku nemusi davat smysl, ale stroj je zde schopen zachytit kontext.

Jelikoz jsme méli takto umeéle vytvoreny text, bylo naro¢né urcit zacatek a konec véty.
Zpocatku jsme uvazovali nad jednoduchym parserem, ktery by vzal 10 slov pred a 10 slov po
nalezené entité. Také jsme uvazovali o rozdéleni do vét podle hloubky zanoteni jednotlivych
elementu. Nakonec jsme zkouseli najit néjaky nastroj pro automatické rozdélovani textu do
vét. Knihovna Flair tuto moznost nenabizi, ale knihovna SpaCy nabizi nékolik moznosti,
jak rozdélit text do vét. Nejjednodussim je nastaveni stanovenych pravidel pro véty, které
mizeme definovat. Lepsi metoda, kterd se vice hodila na nas problém, byla rozdélovani
pomoci jiz natrénovaného modelu. Pfi této metodé se nékdy stavalo, ze rozdélila nazev
produktu mezi dvé véty. Proto jsme jesté pred rozdélovanim do vét prejmenovali cely nazev
produktu do jednoho slova, ktery jsme po rozdéleni do vét opét navratili do puvodniho
znéni. Jelikoz metoda rozdélovani textu do vét poskytovala i oddélovani slov, anotovani dat
jsme pridélovali podle shody slov. Oddélovani slov nam také usnadnilo praci pri prifazovani
ceny. Nékdy se totiz stalo, Ze text ceny na strance byl *45.00€’ Jak jsme vysSe ukazovali,
slovo, které jsme hledali, je *45.00° a tim padem bychom nenasli a neprifadili anotaci.
Samoziejmé po rozdéleni slov pomoci modelu dostaneme dvé slova 45.00° a €, kde
bychom jiz nasli shodu pfi prvnim slovu. Do datasetu jsme piidavali pouze ty véty, které
obsahovaly alespon jednu anotaci.

Dalsim faktem, ktery byl velmi prekvapujici, bylo objeveni duplicitnich vét v datasetu
pro filmy. Nékteré véty se opakovaly i 10krat. Puvodni pocet ziskanych vét byl 105 214,
po odstranéni duplicitnich vét nam zbylo pouze 59 511. Ty pravdépodobné vznikly opako-
vanim danych c¢asti stranky, kterda obsahovala naptiklad jméno reziséra apod. U datasetu
s produkty jsme také zaznamenali duplicity, avSak ne v tak vyrazném rozsahu.

Datasety pro NER pouzivaji nékolik typu, jak definovat a oznacovat jednotlivé anotace.
Uplné zékladni je BIO a pak se pouzivaji také rozsffeni jako BIOE a BIOES. Rozdil mezi
jednotlivymi typy je ,ze rozlisuji a davaji vice informaci modelu. My budeme v nasi praci
pouzivat tu nejvice rozsirenou, tedy BIOES ktera pouziva nasledujici znacky:

« B (begin): oznacuje zacatek slova anotace

o I (inside): oznacuje, ze je slovo uvnitf anotace

O (out): oznacuje, ze slovo nepatii do zadné anotace

o E (end): oznacuje konec slova anotace

S (single): oznacuje, ze slovo patii do anotace a sestdva pouze z jednoho slova
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5.2.1 Dataset pro produkty

Dataset pro produkty sestava z deseti ruznych stranek. Bylo stazeno 9 390 stréanek, které

v/ ov

obsahovaly informace o produktech. Z vétsi ¢asti to byly produkty z oblasti elektroniky, ale

vvvvv

v tabulce 5.1.

Tabulka 5.1: Prehled zdroju pro dataset Produktu

nazev webu pocet stazenych stranek
alza.sk/EN 2723
dell.com 1039
fbadiscounts.co.uk 691
hp.com 593
jysk.co.uk 2 572
beerrepublic.eu 642
ikea.com 350
northfinder.com 315
versace.com 165
gymbeam.com 300
9 390

Ze stazenych stranek se nam podarilo ziskat 26 627 anotovanych vét, které obsahuji 40
058 unikatnich slov. Nejdelsi véta se sklada ze 654 slov. Pocet vét které sestavaji z vice
nez 200 slov je 331. Vétsinou tyto dlouhé véty sestavaji z detailnich vlastnosti produktu
a obsahuji specidlni znaky. Tyto specidlni znaky jsou pak pouzity jako jedno slovo coz
vyrazné prodluzuje délku vét. Cetnost slov ve vétach je ukdzana v nasledujicim grafu 5.2.
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Obréazek 5.2: Cetnost slov ve vétach pro dataset produktii
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Dalsi informace, které jsou popsiany na obrazku 5.3, obsahuji celkové Cetnosti jednotli-
vych tagu.
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Obréazek 5.3: Cetnost tagl bez tagu O pro dataset produkti

7 tohoto obrazku mizeme vycist, Ze nas dataset obsahuje nejvice tagti typu PRICE,
a to celkem 42 756. Tyto tagy se skladaji vzdy jen ze dvou slov, jelikoz nemame zadné 1-
PRICE tagy. Dalsim nejpocetnéjsim tagem je PRODUKT, ktery se vyskytuje 16 491krat
a vétsinou pozlstava z vice nez dvou slov. Tento tag se mimo jiné vyskytuje i jako jedno-
slovny nazev produktu, a to 3030krat. Nakonec zde mame tag RATING, ktery se vysky-
tuje 10 172krat v datasetu. Abychom vidéli rozdily v grafu mezi jednotlivymi ¢etnostmi,
vynechali jsme tag O, ktery je samozrejmé nejpocetnéjsi a vyskytuje se az 1 564 700krat.

5.2.2 Dataset pro filmy

Dataset film se sklada ze dvou hlavnich stranek, ze kterych jsme cerpali. Sbirali jsme nazvy
filmu a seridli. Pro stranku rottentomatoes.com se nam podarilo posbirat 39 318 stranek.
Jakmile jsme vSak pfisli na to, zZe chybi nékteré ¢asti stranek a budeme je otevirat pomoci
knihovny Selenium, celkovy Cas vyrazné vzrostl, tudiz jsme ndhodné vybrali 3 000 linka
a néasledné je zpracovali. Stranky, které neobsahovaly hodnoceni filmi, jsme nestahovali.
Prehled vysledného poctu stazenych stranek je ukazan nize v tabulce 5.2.

Tabulka 5.2: Pfehled zdrojt pro dataset Filmu

nazev webu typ pocet stazenych stranek
. Filmy 1 989
imdb.com Serialy 1899
Filmy 1972
rottentomatoes.com Seridly 2950
8 110

35


http://rottentomatoes.com
http://imdb.com
http://imdb.com
http://omatoes.com
http://omatoes.com

6000

5000

4000

3000

Number of sentences

2000

1000

0

0 20 40 60 80 100 120

140 160«
Words

Obrézek 5.4: Cetnost slov ve vétach pro dataset filmi

Po zpracovani stazenych stranek a anotovani vét jsme ziskali 59 511 vét, kdy kazda
véta obsahovala vzdy alespon jednu anotaci. Nejdelsi sekvence se sklada ze 458 slov. Pocet
vét jejichz délka je vice nez 160 slov je 134 vét. Dataset obsahuje 74 305 originalnich slov.
Pramérné délka vét je 28.78 slov. Cetnosti délky vét miizeme vidét na obrazku 5.4.
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Obrézek 5.5: Cetnost tagti bez tagu O pro dataset filmi

Jak tedy muzeme vidét na obrazku 5.5, nejpocetnéjsim tagem je PERSON, ktery se
vyskytuje az 61 090krat, coz je docela velka ¢etnost vzhledem k tomu, Ze jsem zpracoval
pouze 8 110 stranek. Pocet jmen, kterd se sklddaji z vice nez dvou slov, je malo (coz
je logické). Velmi mé prekvapilo, Ze existuji jména pozustavajici pouze z jednim slovem.
Po prozkoumdni jsem prisel na to, Ze se jedna spiSe o prezdivky slavnych hercti - napf.
Zendaya, Bono, Rufus apod. Druhym nejpocetnéjsim tagem je TITLE, ktery je v datasetu
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47 800krat. Obvykle je tvoren z vice slov. Tésné po nazvu je tag GENRE s poctem 16
044krat, také obsahuji i nékteré nazvy zanru, které se skladaji z vice slov. Na poslednim
misté je tag RATING s poctem 9 853 pro vice slov a 14 735krat s jednim slovem.

5.3 Vytvoreni modelu

Na zakladé porovnani a vyhodnoceni v predchézejicich kapitolach jsem se rozhodli vyuzit
knihovnu Flair pro jeji vynikajici vysledky v porovnani s ostatnimi knihovnami. Taktéz
knihovna nabizi jednoduché definovani modelu, ktery budeme vytvaret pro detekovani po-
jmenovanych entit nad surovym textem webové stranky. Jesté predtim, nez se pustime
do popisu vrstev modelu, popiseme Embeddngs, které jsou nezbytnou soucasti zpracovani
prirozeného jazyka.

5.3.1 Embeddings

Embeddings vrstva se pouziva k zakdédovani slov, tokend nebo znakt na vektory s nizko-
dimenzionalni reprezentaci v prostoru. Tyto vektory reprezentuji vyznam jednotlivych slov
nebo tokent, coz modelu umoznuje pracovat s témito prvky v numerickém formatu.

Konkrétni implementace embeddings vrstvy zavisi na pouzitém embedding modelu,
ktery muze byt predtrénovan na velkém korpusu nebo natrénovan pro specifickou tlohu.
Tyto vektory jsou pak pouzity k zakddovani vstupnich slov nebo tokent, které jsou pak
aktualizovany béhem trénovani modelu. To zajistuje, Ze se model ué¢i reprezentovat slova
a tokeny v prostoru tak, aby byla zarucena nejlepsi vykonnost pro konkrétni tikol. Tento
parametr ma vysoky vliv na trénovani modelu, zvoleni spravné metody pro nasi tlohu
muze vést k vysoké presnosti. Proto se budeme snazit experimentovat s timto parametrem.
Seznam embeddings které budeme pouzivat pfi experimentech:

e CharacterEmbeddings: je typ embeddings, kde kazdé slovo nebo token je repre-
zentovan jako sekvence vektoru znakt. Na rozdil od tradi¢nich word embeddings, kde
kazdé slovo je reprezentovano jako jeden vektor, v pripadé CharacterEmbeddings je
kazdé slovo rozdéleno na jednotlivé znaky, které jsou pak reprezentovany pomoci sa-
mostatnych vektort. Tento pristup umoznuje zachytit vétsi miru variability v textu,
véetné novych slov a slov s nestandartnimi tvary.

CharacterEmbeddings mohou byt také pouzity jako doplikova informace k tradi¢nim
word embeddings. V tomto piipadé se vektor znak spoji s vektorem reprezentujicim
slovo a vytvori se kombinovany vektor, ktery se pouzije jako reprezentace slova. Tento
pristup umoznuje zachytit vice irovni vyznamu v textu a muze zlepsit vysledky.

« BPE: Byte Pair Encoding vyuzivd metodu, kde je kazdé slovo nebo podslovo re-
prezentovano vektory. BPE algoritmus se sklada ze dvou krokd. Prvni krok spociva
v tom, ze algoritmus postupné nahrazuje dvojice znaku (resp. byti) v textu novym
symbolem, ktery se jesté v textu nevyskytl. Tento proces se opakuje, dokud se ne-
dosdahne pozadovaného poctu tokenu nebo dokud se nedosidhne stanoveného limitu
poctu iteraci. Vysledkem je slovnik novych symboli a jejich frekvence.

Druhy krok spoc¢iva v tokenizaci textu. Text se nejprve rozdéli na jednotliva slova,
ktera se nasledné tokenizuji na podslova. Tokenizace se uskutecnuje tak, ze se text
rozdéli na jednotlivé znaky, které se nasledné sparuji do dvojic a tyto dvojice se
porovnaji se slovnikem novych symboli. Pokud se najde shoda, dané podslovo se
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nahradi novym symbolem. Tento proces se opakuje, dokud se nedosahne posledniho
symbolu ve slové.

BPE embeddings jsou poté vypocitané jakozto vazeny prumér vektoru jednotlivych
podslov ve slovu. Timto zptsobem jsou vytvorené embeddings, které jsou odolnéjsi
vic¢i neznamym sloviim a méné nachylné na pretrénovani v porovnani s tradi¢nimi
word embeddings.

¢ GloVe: Global Vectors for Word Representation je metoda, kterd vyuziva globalni
statistickou informaci o vyskytu slov v korpusech. Nasledné pomoci této metody
vytvori vektorovou reprezentaci slov, ktera zachycuji jejich vyznamovou podobnost
a vztahy. Pouziva metodu vyskytujicich se soucinu, kterd se vypocitd z frekvenci
vyskytu slov v textu. Vypoctené souciny se pak normalizuji a transformuji do ma-
tice, ktera se pak dekomponuje pomoci SVD' na vektorové reprezentace slov. GloVe
embeddings jsou pouzivany pro jejich schopnost zachytit jemné sémantické a syntak-
tické vztahy mezi slovy, jako napiiklad synonymni a antonymické vztahy, vztahy mezi
slovy a jejich kontextem nebo vyznamové relace mezi slovy, jako napiiklad "king"
a "queen ". GloVe embeddings jsou jednim z nejpouzivanéjsich zpisobt, jak repre-
zentovat slova v jazykovych modelech a dosdhnout vysokych vysledku na raznych
jazykovych tkolech.

« BERT: Bidirectional Encoder Representations from Transformers je model pro pre-
dikei kontextu slov, ktery byl vyvinut Googlem v roce 2018. Je to velkd neprerusovana
neuronova sit, ktera se trénuje na velkém mnozstvi textovych dat. BERT vyuziva ar-
chitekturu Transformer, ktera umoznuje modelu ucit se kontextu slov v obou smérech
(zleva doprava a zprava doleva), coz mu umoziuje pochopit jemné nuance vyznamu
slov. BERT pouziva techniku , maskovani“ (masking), kterd umoznuje modelu ucit se
vztahy mezi slovy v kontextu. PTi trénovani se urcita slova vstupniho textu ndhodné
zamaskuji a model se snazi predpovidat jejich ptivodni hodnotu na zakladé kontextu
kolem nich.

e Flair: Pouziti takzvanych smérovych embeddingu se slova v textu zpracovavaji ve
dvou smérech - od zacatku a od konce véty. Forward embedding se tvori tak, ze pro-
chazi véty zleva doprava a trénuje vektory slov v této sekvenci. Backward embedding
se tvori tak, ze prochazi véty zprava doleva a trénuje vektory slov v opacném potadi.
Timto zpusobem se zachyti rizné aspekty kontextu, které se projevuji v ruznych ¢as-
tech veéty. Naptiklad slovo "bank" v anglictiné mtze mit rizny vyznam, jelikoz se
nachazi v ruznych kontextech. Pokud se pouziji pouze forward embeddings, mozna
nezachytime vyznam slova "bank" jako financ¢ni instituce, nachazi-li se na konci véty.
V tomto pripadé pouziti kombinace forward a backward embeddings umozni zachytit
kontextové vyznamy slov v celé vété.

Také knihovna nabizi takzvané Stacking Embeddings, coz ndm umoznuje zkombino-
vat vice typud embedding. Tyto embeddings jsou jednoduse zietézené. Napiiklad mame-li
embeddings na trovni znakt, muze byt vhodné pridat dalsi embedding, ktery rozsiri iroven
na slova. V tomto pripadé by bylo zastoupeni nasledovné:

(5.1)

CharLM
e[

7
CloVe
Wi

"https:/ /www.sciencedirect.com/topics/mathematics/singular-value-decomposition
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5.3.2 Popis modelu

Jak jsme jiz popisovali v kapitole 2.3.3, kde jsme ukézali architekturu modelu, kterou bu-
deme pouzivat BI-LSTM-CREF.

Prvni nastaveni modelu sestava ze zvoleni embeddings, které chceme pouzit pro nas
dataset. Jednotlivé embeddings, které jsme pouzili v nasi praci, jsme si popsali vyse. Potom
vstupni slova jsou reprezentovany jako vektory slov. Tyto vektory jsou pak zpracovavany
druhou vrstvou, kterd je tvorena z rekurentnich neuronovych siti, kde jsme nastavili velikost
skryté vrstvy na 256 pro obé sité (forward-LSTM, backward-LSTM). Vystup z této vrstvy
muzeme definovat jako konketanaci vektort:

=i o

Kde rlf a ri-’ jsou doprednym a zpétnym vystupem stavi pro BI-LSTM vrstvu. Pro tuto
vrstvu je jesté nastaven WordDropout o hodnoté 5%. Tento parametr vyjadfuje pravdépo-
dobnosti, s jakou bude dané slovo nahrazeno ndhodnym tokenem. Timto se snazime zvysit
vykonnost modelu a zabranit mu, aby se pretrénoval. Dalsi parametr, ktery nastavujeme, je
Locked Dropout na hodnotu 50%, tento parametr slouzi ke sniZzeni moznosti pretrénovani
neuronovych siti. Principem je "vypinani'nékterych neuront v kazdé vrstvé neuronové sité
béhem uceni.

Posledni vrstva sestava z CRF, kterd vypocitava nejpravdépodobnéjsi posloupnost tagi
pro celou vstupni sekvenci. Detailngji to mizeme vyjadiit nasledovné. Pro vstupni vétu
X = (x1,22,...x,), vystup z BI-LSTM lze jednoduSe pfevést na matici skére oznacenou
jako P. Tato matice bude velikosti n - k + 2, kde k je pocet vstupnich znakt zvysen o dvé
znaCky <start> a <end>. Pak P, ; piedstavuje skére j — teho tagu i — teho slova ve vété.
A pro danou sekvenci predikei y = (y1,y2, ..., yn) muzeme definovat jejich skére jako:

n n
S(Xv y) = Z Ayi7yi+1 + Z Aszyi (5'3)
=0 i=1

kde A je matice piechodného skére a A; ; representuje skére pfechodu z tagu i na tag
j. Tag yo a y, predstavuji tagy <start> a <end>.
Softmax nad vSemi moznymi sekvencemi y vypocitame jako:

es(Xov)

deY es(X:0)

T

p(ylX) = (54)

Kde Y, je mnozina vSsech moznych sekvenci anotaci pro vétu X. Béhem trénovani se
snazime maximalizovat logaritmickou pravdépodobnost sekvence:

q
log(p(y| X)) = s(X,y) —log | >_ "D (5.5)
YEY
V procesu dekddovani se algoritmus dynamického programovani pouziva k vypoctu skore
véty, kterd nakonec vybere sekvenci znaceni. Flair v tomto pripadé pouziva algoritmus
Viterbi’. Sekvence s nejvyssim skére mize byt vyjadiena jako:

*https:/ /www.sciencedirect.com /topics/mathematics/viterbi-algorithm
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y* = argmax s(X,7). (5.6)
JEY

Prehled nastavenych parametra pro trénovani modelu je v tabulce 5.3. Tyto parametry
jsme postupné upravovali pro nejlepsi vysledky a pro nase kapacity GPU.

Tabulka 5.3: Pfehled nastaveni modelu pro trénovani

Atribut hodnota
BiLSTM hidden layer 256
Word droput 0.05
Locked droput 0.5
Learning rate 0.001
Optimizer Adam
Batch Size 32
Epochs 10
Patience 3
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Kapitola 6

Experimenty a vyhodnoceni

V této kapitole bude predstavena metoda vykonavani experimentd s vyse definovanym
modelem a jeho modifikacemi. Budeme zde porovnavat vysledky trénovanych modeli. Ex-
perimenty budeme providét nad obéma vytvorenymi datovymi sadami.

6.1 Postup experimentovani

Jelikoz budeme vyhodnocovat piesnost danych modelt, jako prvni si definujeme zptisob,
jakym budeme mérit jejich presnost.

Vyhodnoceni modeld budeme provadét nad umélymi vétami, které budou obsahovat
anotovana data. Budeme porovnédvat presnost modelti béhem trénovani. To bude zahrnovat
porovnavani loss funkce béhem trénovani a vysledky modela jako fl1-skore, precision a recall
pro kazdy tag zvlast. Tyto statistické metody se vypocitaji jako v rovnicich 4.1, 4.2 a 4.3.
Dalsi metrikou je Accuracy, kterou vypocitame nasledovneé:

Pocet spravné klasifikovanych

accuracy = (6.1)

Celkovy pocet priklada

Timto experimentem bude srovnani vysledku presnosti modelt pro ruzné druhy embed-
dings. Tyto Druhy embeddings a jejich vyznam jsme popisovali detailnéji jiz v kapitole 5.3.1,
kde jsme si predstavili vsechny druhy, které zahrneme v nasem experimentu. Jednoduchy
prehled embeddings, které nabizi knihovna flair a se kterymi budeme pracovat, je popisovan
v tabulce 6.1.

Tabulka 6.1: Pfehled embeddings

Nézev typ znacka
GloVe staticky word embedding GloVe
Flair(forward,beckward) kontextualizovany word embeddings Flair
CharacterEmbeddings embeddings na trovni znakt Char
BPE byte-pair embeddings Bpe
Bert Transformer kontextualizovany transformer Bert

Tabulka nize ukazuje, s jakym nastavenim vektorovych reprezentaci jsem experimento-
val. Pro oba datasety jsem zkousel stejnd nastaveni embeddings.
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Tabulka 6.2: Pfehled embeddings
konfigurace

GloVe

Flair

Bert

Bpe + Char
GloVe + Flair
Bert + Flair

Abychom dosdhli porovnatelnéjsich vysledku, kazdy model pouzival stejny validaéni
soubor, kde jsem pouzival strategii 80% trénovaci, 10% valida¢ni, 10% testovaci. Tento
experiment je rozdélen na dva podexperimenty, protoze jeden bude provadén pro dataset
produkti a dalsi pro dataset filma.

6.1.1 Experiment nad datasetem produkta

Protoze dataset produktt sestava z vice stranek, kde nékteré maji vétsi zastoupeni nez
jiné, validacni soubor sestavd z 10% datasetu kazdé stranky. Toto rozdéleni jsem provedl
i proto, Ze nékteré stranky obsahuji elektroniku, ale jiné zase nabytek, coz je narocnéjsi na
detekci. Idealni by bylo, kdyby kazda strana meéla stejné zastoupeni ve validacnim souboru.
To vsak neni v nasem pripadé mozné, protoze pro nékteré specifické oblasti mame malo dat.
Napriklad bychom zkousSeli testovat detekci ndzvu produkti nabytku, ale v nasem datasetu
bychom viibec neméli zadna data s jejich nazvy, ale pouze s nazvy elektroniky. Vysledky
by byly zkreslené, proto jsme to resili timto zpusobem.
Nize mizeme vidét dosazené vysledky modeli pro dané konfigurace embeddings.

Tabulka 6.3: Prehled vysledku pro dataset Produktu

Embeddings | CFR vrstva | Loss function | Pfesnost | F(micro) | F(macro)
GloVe ano Viterbi 0.7344 0.8469 0.7518
Flair ano Viterbi 0.8698 0.9304 0.8860
Bert ne Cross Entropy | 0.8814 0.9369 0.8808
Bpe + Char ano Viterbi 0.7865 8805 0.8075
GloVe + Flair | ano Viterbi 0.8829 0.9378 0.8928
Bert 4+ Flair ne Cross Entropy | 0.9117 0.9538 0.9143

CRF vrstvu jsme museli odstranit z modelu, kdyz jsem pouzil transformer Bert. Hlavnim
duvodem bylo, ze vrstva CRF nebyla kompatibilni s architekturou Bert.
Dale si ukdzeme, jak dopadly presnosti jednotlivych znacek na grafech 6.1, 6.2 a 6.3.

42



PRODUCT

mmm Precision
e Recall
mm fl-score

[+-]

=]

S

L]

1.0
0.
0.
0.
0.
0.0
{}a\b Q@{\ Q’e{" C(\é q\'é’\( x“\-i,\‘

5 @
é?e' 6\6.\ &("

Obrazek 6.1: Vysledky detekce tagu PRODUCT

Jak mutzeme vidét, nejlepsich vysledki dosahuje model s embeddings Bert+Flair, kte-
rému se uspésné daii detekovat skuteéné oznacené entity. Tésné za timto modelem jsou
modely s embeddings GloVe+Flair a Bert, které maji nizsi precision. Nésleduje model
s embeddings Flair, ktery mé skoro stejnou citlivost vaci predchozim dvéma modelim. Bo-
huzel jiz neni tak spolehlivy pii uréovani skutecné oznacenych entit. Posledni dva modely
s embeddings Glove a Bpe 4+ Char jsou docela slabé a nedosahuji dostatec¢né pfesnosti.
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Obrazek 6.2: Vysledky detekce tagu RATING

Model s embeddings Bert ma zajimavé vysledky, kde se s detekei realné oznacenych dat
priblizil nad 90 procent. Na druhou stranu mé nejnizsi Recall, z ¢ehoz miizeme usoudit, ze
model je selektivni a klasifikuje pouze ty instance, o kterych je si relativné jisty, ze jsou
pozitivni.To znamend, ze model dava prednost minimalizaci falesné pozitivnich piipada
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(false positives) na ukor vyhledavani vsech skutecné pozitivnich pfipadu. To muze byt
zpusobeno nepresnostmi datové sady, ve které se vyskytuji neoznacené entity. Napriklad, ze
ze stranky dokazeme ziskat pouze jednu hodnotu ratingu, prestoze stranka muze obsahovat
i vice hodnot ratingu k jinym produkttm.
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Obrazek 6.3: Vysledky detekce tagu PRICE

Za zajimavy vysledek muzeme pokladat dosazeni velmi vysoké presnosti pro kazdy typ
embeddings. Je to zplsobeno tim, Ze cenu je mozné velmi jednoduse detekovat, tedy ale-
spon v nasem datasetu, protoze vzdy je to kombinaci znaku, mény a ¢astky. Jelikoz se na
strankach s produktem moc nevyskytuje cena ve slovnim podani, je to pomérné jednodussi.

Presné hodnoty presnosti detekce tagl je popsana v tabulce nize 6.4.

Tabulka 6.4: Presnosti pro jednotlivé tagy pro ruzné embeddings

Glove | Flair Bert | Bpe+Char | Glove+Flair | Bert+Flair
prec. | 0.5548 | 0.7922 | 0.8627 0.6628 0.8450 0.9318
Product | recall | 0.4633 | 0.8540 | 0.8593 0.6393 0.8527 0.8621
F1 0.5049 | 0.8219 | 0.8610 0.6508 0.8489 0.8956
prec. | 0.9976 | 0.9976 | 0.9995 0.9942 0.9989 0.9995
Price recall | 0.9989 | 1.0000 | 0.9995 0.9987 1.0000 0.9997
F1 0.9982 | 0.9988 | 0.9995 0.9964 0.9995 0.9996
prec. | 0.7503 | 0.8104 | 0.9673 0.7616 0.8536 0.8884
Rating recall | 0.7543 | 0.8660 | 0.6561 0.7898 0.8077 0.8105
F1 0.7523 | 0.8373 | 0.7819 0.7754 0.8300 0.8477

Na dalsich grafech 6.4 a 6.5 si ukdzeme pribéh trénovani a zlepsovani modelu.
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Obrazek 6.4: Priubéh trénovani accuracy a Fl-score pro dataset produktu

Na tomto grafu muzeme vidét pribéh trénovani a zlepsovani modeli. Modely, které
meély Bert embeddings, se natrénovaly velmi rychle a poté jejich presnost zacala oscilovat
na stejné hladiné. Jelikoz mame nastaveny atribut patience=3, model flair+bert skonéil
na sedmé epose. Model Bert dosahl jesté zlepseni, a proto nebyl ukoncen predcasné.
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Obrazek 6.5: Loss nad valida¢nimi a trénovacimi daty pro dataset produktu

Na valida¢nim grafu muzeme vidét, ze model flair+bert se prili§ nezlepsuje a zacina
se mirné pretrénovavat. Nastésti byly ukonceny epochy, které zabranily vyraznéjsimu pre-
trénovani. Model bert vSak nebyl ukoncen a je patrné, ze se pretrénoval, coz se projevuje
ztratou jeho schopnosti spravné generalizovat. Pretrénovani zacalo prakticky po tieti etapé.
Pred treti etapou mél model presnost 0.9055 na valida¢nich datech.

6.1.2 Experiment nad datasetem filmu

Dataset pro filmy sestava pouze ze dvou stranek. Navic tyto stranky maji priblizné stejné
zastoupeni, takze jsme vybrali 10% ndhodnych vét. Tento valida¢ni soubor bude pro vSechny
modely stejny. Tabulka 6.5 obsahuje zdkladni prehled vysledki trénovani.
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Tabulka 6.5: Prehled vysledku pro dataset Filmi

Embeddings | CFR vrstva | Loss function | Pfesnost | F(micro) | F(macro)
GloVe ano Viterbi 0.6506 0.7878 0.8203
Flair ano Viterbi 0.7563 0.8609 0.8705
Bert ne Cross Entropy | 0.8118 0.8956 0.8926
Bpe + Char ano Viterbi 0.6866 0.8136 0.8462
GloVe + Flair | ano Viterbi 0.7659 0.8672 0.8839
Bert + Flair ne Cross Entropy | 0.8113 0.8954 0.8992

Podobné jako pri experimentovani s datasetem produkti, i zde jsme museli odstranit
CRF vrstvu z modelu u embeddings Bert. Jedna se o velmi zajimavy vysledek pro modely
s embeddings Bert a Bert+Flair, které dosahuji skoro stejnych vysledki. Zde vidime, ze
v tomto pripadé spojeni Bert+Flair neprineslo zlepSeni jako u datasetu produkti.

Nasledné ukazeme v obrazcich 6.6, 6.7, 6.8 a 6.9 jednotlivé vysledky presnosti tagu.
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Obrazek 6.6: Vysledky detekce tagu TITLE
Na grafu muzeme vidét, ze Bert a Bert+Flair dosahuji velmi dobrych vysledki, které

maji pomérné stejné hodnoty pro Precision a Recall, coz je dobfe. Tésné za nimi je model
Flair a Flair+Glove.
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Obrazek 6.7: Vysledky detekce tagu PERSON

Bert dosahoval nejlepsi presnosti pro recall pii detekei tagti typu PERSON. Tento model
je citlivy a snazi se zachytit co nejvice skutecné pozitivnich pfipada, i za cenu zvyseného
poctu falesné pozitivnich pripadi. To znamend, ze model mize klasifikovat nékteré instance
jako pozitivni, i kdyz jsou ve skutecnosti negativni.
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Obrazek 6.8: Vysledky detekce tagu GENRE

Vsechny modely pro detekci tagu GENRE dosahovaly dobrych vysledkia. Model Glove
vSak zaostdval a byl zaujaty v detekci tagti. To vedlo k tomu, ze oznacoval i slova, ktera
neméla byt oznacena.
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Obrazek 6.9: Vysledky detekce tagu RATING

Stejné tak jako u datasetu produkti, i zde vidime pomérné vétsi rozdily mezi Precision
a recall. Tento fakt mohl byt zpiisoben tim, Ze v datasetu nejsou vSechny ratingy oznaceny.
Oznaceny jsou pouze ty, které jsme ziskali z JSON-LD, ale pokud tam byl link na jiny film
spolu s ratingem, tak jsme ho neoznacili.

Detailni prehled pro presnéjsi porovnani vysledku pro jednotlivé tagy je zobrazen v ta-
bulce vyse 6.6.

Tabulka 6.6: Presnosti pro jednotlivé tagy pro ruzné embeddings

Glove | Flair Bert | Bpe+Char | Glove+Flair | Bert+Flair

prec. | 0.8345 | 0.9148 | 0.9417 0.8772 0.9237 0.9406

Title recall | 0.7487 | 0.8772 | 0.9311 0.7664 0.8845 0.9233
F1 0.7893 | 0.8956 | 0.9363 0.8181 0.9037 0.9319

prec. | 0.7462 | 0.7959 | 0.8273 0.7632 0.8048 0.8695
Person | recall | 0.7618 | 0.8399 | 0.8953 0.7911 0.8334 0.8440
F1 0.7539 | 0.8173 | 0.8600 0.7769 0.8188 0.8565

prec. | 0.9478 | 0.9413 | 0.9534 0.9427 0.9494 0.9652

Genre | recall | 0.8555 | 0.9751 | 0.9665 0.9170 0.9579 0.9524
F1 0.8993 | 0.9579 | 0.9599 0.9297 0.9537 0.9587

prec. | 0.9237 | 0.8932 | 0.8750 0.9226 0.9128 0.8628

Rating | recall | 0.7682 | 0.7428 | 0.7614 0.8059 0.8120 0.8368
F1 0.8388 | 0.8111 | 0.8142 0.8603 0.8595 0.8496
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Obrazek 6.10: Prubéh trénovani accuracy a Fl-score pro dataset filmu

Podobné jako u datasetu produktii, i zde vidime, ze oba modely, které pouzivaji bert
embeddings, zac¢inaji oscilovat a dosdhly svého maxima.
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Obrazek 6.11: Loss nad valida¢nimi a trénovacimi daty pro dataset filmu

Jak muzeme vidét, modely, které zacaly oscilovat a v podstaté dosahly svého mozného
maxima, se zacaly pretrénovavat. Oba modely bert a bert+flair se zacaly pretrénovavat uz
po druhé epose. Model bert dosahuje ve druhé epose 0.7656 accuracy a model bert+flair
0.7968 accuracy.

6.2 Vyhodnoceni experimentu

V tomto experimentu, kde jsme porovnavali vysledky modelt pro rizné druhy embeddings,
se nam je podarilo natrénovat s celem solidni presnosti. Bohuzel se nékteré modely pretré-
novaly a jejich presnost byla proto zkreslena. Toto se ndm stalo hlavné pro modely, které
pouzivaly transformer Bert. Domnivam se, ze jednim z hlavnich divodi, pro¢ se tyto mo-
dely tak rychle pretrénovaly, byla jednoduchost datasett. V podstaté kdyz ¢erpame data ze
stejné stranky pro rizné druhy produkti nebo filmu, struktura stranky se az tak zasadné
neméni. Méni se ndzev produkti/filmi, ale n4s umély kontext zustava stejny. Proto je velmi
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dulezité zajistit, abychom méli mnoho riznych stranek s riznou strukturou. V tomto pri-
padeé jina struktura stranky znaména jiny kontext, ve kterém zachycujeme entity. Muzeme
vidét, ze u datasetu produktil, ktery sestava az z deseti ruznych stranek, pretrénovani da-
nych modelt prislo mnohem pozdéji a nebylo az tak vyrazné. Zatimco u datasetu filmi,
kde byly jen dvé stranky, pretrénovani prislo hned po druhé epose.

Myslim, Ze co se tyce kvality datasetu, je stéle co zlepSovat, protoze byly anotovany au-
tomaticky. Timto zptsobem se objevily nezadouci U¢inky a vznikly anotace, které byly ne-
spravné urceny. Ale na opravu téchto nespravnych anotaci vyplyvajicich z kontextu bychom
museli prochézet cely dataset ru¢né. Toto by bylo velmi ¢asové naroc¢né.

Timto shrnutim experimentt a prokidzanymi vysledky bych urcité potvrdil, Ze rozpozné-
vani entit nad textem z webové stranky je mozné. V podstaté jsme schopni vytvorit umély
kontext, kde osamocena slova spojime do umélé véty. Tato véta sice nemusi ddvat smysl,
ale pro detekci dané entity vytvari potiebny okolni kontext. Je také dulezité zduraznit, ze
stejné jako pri trénovani rozpoznavani entit v souvislém textu se pouziva rozsahly trénovaci
dataset, je zde také potteba velkého mnozstvi dat. Alternativou je zvysit presnost vysledka
modelt pomoci vyuziti embeddings, které byly trénovany na souvislém textu.
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Kapitola 7
Zaver

V ramci této prace bylo nutné prostudovat stavajici knihovny pro rozpoznavani pojme-
novanych entit, a to v programovacim jazyce Python. Na zac¢atku jsme zkoumali metody
pro klasifikaci textu v obecném smyslu. Poté jsme se zabyvali architekturami, které tyto
knihovny vyuzivaji, a jak dobfe jsou schopny klasifikovat. Po srovnani vysledkt jsme se
rozhodli pro knihovnu Flair s architekturou BiLSTM-CRF.

Daéle jsme zkoumali dostupnost anotacnich dat z webu a studovali moznosti sémantic-
kého webu, ktery vyuziva extrakéni jazyk RDF a jeho piitomnost primo v HTML kédu.
Prostudovali jsme také znalostni baze obsahujici velké mnozstvi anotovanych dat.

Na zékladé predchozi studie jsme se rozhodli sbirat anotace z JSON-LD definic pfimo
ze stranek. Definovali jsme anotace, které budou obsahovat nase datasety a vybrali vhodny
typ datasetu pro rozpoznavani pojmenovanych entit, konkrétné BIOES format.

V implementacni ¢asti jsme stahovali potfebné stranky a provadeéli predzpracovani a ¢is-
téni dat. Definovali jsme model a nastavili vhodné hyperparametry.

Déle jsme experimentovali s riznymi zpusoby vektorizace textu a porovnavali vysledky,
kdy jsme poté zhodnotili natrénované modely. Na zakladé téchto testovani jsme dospéli
k zévéru, ze je mozné rozpoznavat pojmenované entity v textu webovych stranek, pricemz
vytvareni umélych vét nam umoznuje vytvorit dostateény kontext pro detekci téchto en-
tit. Je vSak potfeba poznamenat, ze samotné vysledky modela jsou z divodu nepresnosti
v datech zkreslené.

Pro dalsi zkouméni této problematiky by bylo vhodné rozsirit pocet stranek v jed-
notlivych datasetech, abychom mohli zachytit rizné druhy kontextu. Také bychom museli
opravit chyby vznikajici v dusledku kontextu. Timto zpusobem bychom ziskali kvalitnéjsi
dataset.

Jednou z moznosti, kterd by stdla za zvazeni, je prevzit model, ktery byl natrénovan na
souvislém textu, a dotrénovat ho na nasem datasetu. Timto postupem bychom mohli dosah-
nout zlepseni vykonu a schopnosti modelu rozpoznévat pojmenované entity na konkrétnich
webovych strankach.

Na zavér bych tedy zhodnotil, Ze tento pristup extrakce informaci z webu ma znacny
potencial a nabizi nové moznosti. Je nepochybné mozné natrénovat modely, které by byly
schopny efektivné detekovat a rozpoznavat entity v textu z webovych stranek. Timto
bychom otevreli dvefe k novym perspektivam v oblasti ziskavani a vyuziti strukturovanych
informaci na internetu.
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Priloha A

Obsah pamétového média

e \doc PDF s technickou zpravou a KITgX
e \datasets oba datasety pro filmy a produkty

e \models obsahuji vSechny modely z experimentt spolu s vysledky.
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