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Abstrakt

Cilem této prace je pouziti hlubokych neuronovych siti na problém v posilovaném uceni.
Pouzivam moji tupravu 2D hry Tuxanci jako testovaci prosttedi. Jedna se o ipravu, kterd za-
jistuje moznosti vyuziti hry jako prostredi pro strojového uceni. Nasledné fesim problémy s
naucenim agenta pomoci posilovaného uceni algoritmem Double DQN. Pomoci experimentu
si prokazuji spravné nastaveni funkce odmeén.

Abstract

The aim of this thesis is to use deep neural networks for task in reinforcement learning. I
use my modification of 2D game Tuxéanci for the purposes of the test environment. This
modification provides the possibility of using the game as an environment for machine
learning. Subsequently, lam solving the task of learning the agent by using reinforcement
learning with the Double DQN algorithm.
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Kapitola 1

Uvod

Posilované uceni naléza kazdym dnem vice a vice uplatnéni a to predevsim diky hlubokym
neuronovym sitim. Spole¢né dokazi tyto algoritmy pojmou velké mnozstvi informaci, diky
kterym jsou schopné fungovat i ve slozitych prostiedi. Ale pfesto je zde spoustu prekazek
pro vyuziti plného potencidlu, jako napiiklad omezeny vypocetni vykon dnesnich stoju.
Oblast posilovaného uceni je inspirovana clovék a to tim jak se rychle u¢i pomoci predeslych
zkusenosti a tim, ze je odménovan za pozadované chovani.

V této préci se snazim zjistit co metody pro vylepseni posilovaného uceni prinasi, presnéji
se zaméruji na oblast Q-uceni a jeho vylepSeni algoritmus DQN. Soucésti cile této prace je
implementace komunikace a ovladani pocitacé hry Tuxédnci pro potieby obecné strojového
uceni. A toto prostredi nasledné pouzit spolecné s algoritmem DQN pro nauceni agenta
logice hry.

Prace je rozdélena do sedmi kapitol. Ve druhé kapitole je popis existujicich feseni pro-
blémii podobnych tomu mému. V kapitole tteti jsou zdkladni pojmy posilované uceni. Ve
¢tvrté kapitole je popsano prostiedi ve kterém se agent vyskytuje. V paté kapitole jsou
informace o implementaci prostfedi, komunikaci, reprezentaci stavu a pouzitych algoritmu.
Sesta kapitola informuje o experimentech na danych problémech, jak se algoritmu dafilo
uceni a jak byli nastaveny ruzné parametry. Posledni kapitola shrnuje praci a nabizi mozna
vylepseni do budoucnosti.



Kapitola 2

Existujici reseni podobnych
problémiu

Hlavnim pralomem v oblasti vyuziti hlubokych neuronovych sitich pro posilovaného uceni
byla publikace od vyzkumnikid v DeepMind o vytvoreni DQN agenta, ktery je schopen
hrat mnoho klasickych Atari 2600 her. A dokonce 29 z nich s lepsim vysledkem nez lidsky
hréc.[1] Pred tim byli pokusy o nauceni agentu hré hry jako naptiklad Quake III Arena
pomoci zékladnitho Q-uceni ale nic revoluéniho.[10] Existuji také vylepseni pro DQN jako
Prioritized experience replay nebo Double DQN, které se snazi urychlit a zpresnit tento
algoritmus.

Dokonalym prikladem multi-agent uceni je tspéch od vyzkumnikti v DeepMin, kde
dokazali vytvorit agenta s vykonem na lidské trovni ve hie Quake ITI Arena v mtdu obsad
vlajku. Dalsim prikladem feSeni slozitych her pro vice hraci je multi-agent AlphaStar ktery
se naucil hrat StarCraft II na vysoké trovni. K feseni slozitosti a hernich teoretickych
vyzev StarCraftu vyuzivd AlphaStar kombinaci novych a stavajicich univerzalnich technik
od architektury neuronovych siti, imitation learning, uceni posilovani az po multi-agent
uceni [12].



Kapitola 3

Posilované udéeni

V této kapitole se zamérim na zaklady posilovaného a obecné strojového uceni, jelikoz je to
nutné pro pochopeni zamértim této prace.

3.1 Rozdéleni podle typu uceni

Strojové uceni

Strojové uceni patti pod oblast umélé inteligence, ktera se zabyva algoritmy se schopnostmi
uceni. P procesu uceni probihd vylepsovani modelu opakovanym prichodem ziskanych
a novych zkusSenosti. Pro spravné nauceni algoritmi je zapotfebi obrovské mnozstvi dat.
Nauceny model je po-té schopny vyhodnocovat i nové vstupy bez lidské pomoci[l1].

Uceni s ucitelem

Podstatou uceni s ucitelem je naucit model pomoci dvojice vstupnich dat a spravnych
vystupt. Tento typ uceni se da napriklad vyuzit pri rozpoznani ¢isel z obrazku. V prvnim
kroku ¢lovek vytvori soubor obrazkh s ¢isly a k nim priradit spravny popis o jaké ¢islo se
jedna. Model poté vezme obrazek na vstup a vyhodnoti vystup. Ten se porovna se spravnym
vysledkem a provede se korekce modelu.

Uc¢eni bez uditelem

Pr1i uceni bez ucitele neni predem znamy spravny vystup. Model se uci jen pomoci vstupnich
dat a to pomoci principu pokus — omyl. Timto zptusobem se dé Fesit problém shlukovani
dat.

Posilované ucdeni

Posilovaného uceni je odvétvi strojového uceni, ve kterém se model uci posloupnost akci,
které priblizi agenta k jeho cili v daném prostredi. Prostfedi mize byt vSechno od jedno-
prostiedi byva vétsinou posilované uceni jediné mozné reseni v oblasti strojového uceni.
Tento typ uceni je inspirovan lidskym ucenim, kde lidé dostavaji zpétnou vazbou z okoli.
Model se u¢i pomoci odmén které ziska z prostiedi, které se snazi maximalizovat. Pouziva
pri problémech u kterych muzeme vyjadrit skupinu moznych akci a odménu za dosazeny
cila. Napriklad autonomni fizeni auta, kde agent ovlada rychlost a otaceni auta. Za kazdych



ujetych 100m dostane kladnou odménu a pokud vyjede z silnice nebo narazi do prekazky
obdrzi velkou negativni odména. Pro posilované uceni existuje spoustu algoritmii. Vsechny

Akce

Odmeéna

Agent

Stav

Obrazek 3.1: Zakladni cyklus pfi uceni algoritmu v posilovaném ucenim

algoritmy se daji rozdélit do dvou kategorii podle toho zda si algoritmus vytvari model
prostiedi (model-free / model-based).

3.2 Zakladni pojmy

Epizoda

Epizoda je definovand jako posloupnost akeci které jsou zakoncéeny koncovym stavem. Epi-
zoda byvéa ukoncend agentem po dosazeni kone¢ného stavu. Aby se nestalo, Ze agent nikdy
nedosdhne koneéného stavu je nastaven limit krokt/akei, po kterém se epizoda sama ukonéi.

Policy

Policy se 1ika funkci, ktera prirazuje k stavajicimu stavu akci. Policy se daji rozdélit na dveé
skupiny deterministické a stochastické. Deterministickd policy ma vzdy jednu vyslednou
akci.

m(s) =a (3.1)

U stochastickych je vysledkem funkce rozlozeni pravdépodobnosti vsech moznych akci.

m(a,s) = PJa, 3] (3.2)

Odména

Zakladni uc¢icim prvkem je odména (reward), kterou dostava agent od prostiedi a tim ho
motivuje. Odmény je dilezité spravné nastavit aby se agent naucil zamyslené chovani.
Samotna odména vyjadiuje zda zvolena akce, kterd vedla ke zméné na novy stav, byla
vyhodna.

Akce

Akci se rozumi jeden prikaz, ktery ma agent vykonat v daném prostiedi. Akce mohou byt
dvou typu. Prvnim typem jsou akce spojité, u kterych je akce vyjadrena urcitou hodnotou
v predem daném rozsahu. Prikladem je ovladani iihlu natoceni volantu u auta nebo otoceni
kloubu u robota.



Druhy typ se nazyva diskrétni akce. U tohoto typu je kazdéd akce individualni ptikaz,
ktery ma agent v prostiedi vykonat. Napiiklad pohyb postavy ve hie ¢tyimi sméry, kde
pohyb na dany smér je individualni akce.

Gradientni sestup

Gradientni sestup (Gradient Descent) je algoritmus, ktery se snazi minimalizovat funkci,
tim zZe se pohybuje opa¢nym smérem vici Gradientu v danych bodech. Vysledkem tohoto se-
stupem je lokdlni minimum funkce. Pokud je funkce konvexni, potom je vysledkem globalni
maximum. Parametry tohoto algoritmu jsou:

e Rychlost uceni urcuje délku jednotlivého kroku pri provadéni algoritmu. Mensi rych-
lost znamena presnéjsi nalezeni minima, ale je zase Casové narocné. Pri velké rychlost
je naopak rizikem nedosazeni presného minima, jelikoz je Sance zZe ho prekroci. Je
proto dilezité zvolit spravnou rychlost.

e Maximalni pocet iteraci

e Tolerance urcuje jak blizko se algoritmus musi ptiblizit minimu aby doslo k jeho
ukoncend.

3.3 Markoviav rozhodovaci proces

MDP (Markov decision process) je nejrozsifenéjsim zpusobem popisu problémi v posilo-
vacim uceni [14]. Interakce agenta s prostfedim probihd v danych ¢asovych krocich i. V
kazdém kroku ucini agent akci a a obdrzi novy stav prostredi S; a odménu R;. Dalsi stav
je vzdy zavisli jen na stavajicim stavu a akci, kterou agent provedl. Pro zjednoduseni pro-
blému se budeme bavit jen koneé¢nymi MDP. Vysledkem jedné epizody koneé¢ného MDP je
trajektorie, kterou agent prosel. A ten posledni stav se nazyva terminalni. Trajektorie se
sklada ze seznamu stavi, akci a odmén, ktery popisuje interakci agenta s prostredim.

Oc¢ekavana navratnost

Mnozstvi, které se snazime maximalizovat pri feSeni popsaného problému podle MDP je
ocekavani ndhodné proménné zvané navratnost. V ¢asovém kroku t pro posloupnost odmén
je navrat celkem intuitivné definovan jako

Gt =Riy1+ Reyo+ Reys + ...+ Ry (3.3)

Kde T je index posledniho kroku. U mnoho problémii fesenych posilovacim ucenim jsou
takzvané epizodické tkoly, coz znamena, ze jsou provadény v epizodéich skladajicich se z
kone¢ného poctu kroku 1 (Prikladnym tkolem by byly sachy, kde kazdd partie konéi po
ur¢itém pocet tahi s jednim vitéznym hracem nebo nerozhodny stav) [14].

3.4 Exploration / Exploitation
Tento problém vznika v posilovaném uceni tim, Ze neni jasné dano jak zvolit spravny pomeér

mezi prozkoumévani novych stavi a nasledovani jiz naucené cesty. Pokud zvolime prilis
prozkoumavani hrozi, ze se agent nic nenauci, jelikoz porad ziskava nové stavy, které jesté



nevidél. Naopak pri prilis dislednym nasledovanim naucené politiky, se muze stat ze se
agent zasekne v lokdlnim minimu a uz se dél ucit nebude.

Proto existuje e-greedy strategie, ktera s pravdépodobnosti € zvoli ndhodnou akci. Hod-
nota samotného epsilonu v pribéhu uceni klesa. Miize se nastavit jeho minimalni hodnota,
pod kterou neklesne.

3.5 Policy-Based metody

Hlavni myslenkou u policy-based je umét ve stavu s urcit, jakou akci podniknout, aby se
maximalizovala odména.[8]

3.6 Value-Based metody

Metody zalozené na hodnotach maji za cil najit optimélni hodnotovou funkci, ze které lze
ziskat policy.

3.7 Q-Learning

Q-uceni mé za cil naudit se jaka akce je v daném stavu nejlepsi. K tomu vyuziva tabulku
Q hodnot, ktera obsahuje hodnoty pro kombinaci vSech stavii a vSech moznych akei. Cim
vyssi Q hodnota, tim je akce v daném stavu vyhodnéjsi [9].

Obrézek 3.2: Q tabulka s n stavy a sedmi akcemi s jiz nau¢enymi hodnotami

Tato tabulka se aktualizuje pii kazdé provedené akce a to podel toho jakou odménu
agent obdrzel. Tato aktualizace se provadi podle této rovnice:

Qs,a) = Q(s,a) +a- (r+v-maz(Q(s,a)) — Qs,a)) (34)
Kde:
e a je akce kterou agent provedl.

e s je stav ze kterého tuto akci provedl.



e s je stav, ve kterém se agent po provedeni akce nachazi.

e « je rychlost uceni. Tento parametr rozhoduje o kolik se Q hodnota upravi. Nabyva
hodnot v rozsahu od nuly po jedna vcetné.

e 7 znaci odménu kterou agent pravé obdrzel.

o 7 se nazyva slevovy faktor (discount factor) ye < 0,1 >. Hodnota tohoto parametru
udéava jak jsou dulezité odmény v budoucich krocich. Pokud je slevovy faktor 0, iprava
Q hodnoty je zavisla jen na okamzité odmeéné. Kdezto pri slevovém faktoru 1 maji
vsechny budouci odmény stejnou vahu jako odména okamzita.

o maz(Q(s,a)) vyjadiuje akci s nejvétsi Q hodnotu pro stavajici stav.

DQN

DQN (Deep Q Network) je bézné pouzivany algoritmus v posilovaném uceni, poprvé vyuzity
pro hrani Atari her [1]. Algoritmus DQN je zaloZzen na Q-Learning. Problém u Q-Learning
je u prostredi s velkym mnozstvi stavii a akci je temér nemozné ulozit a aktulizovat tak
velkou tabulku Q hodnot. Tento problém je u DQN vyfeseny vyuzitim hluboké neuronové
sité pro aproximaci Q hodnot namisto Q tabulky. U DQN se ale objevuje novy problém.
P1i vyhodnocovani Q hodnot je vyhodnoceni zavislé na ménicich se cilovych @ hodnotach
a to zpusobuje nekonec¢ni stihani nestatického cil. Tento problém je mozno minimalizovat
pouziti zdznamové paméti (Experience replay).

Algoritmus 1: DQN

1: Inicializace zdznamové paméti pro minulé stavy
2: Vytvoreni modelu neuronové sité a nahodné inicializace jeho vah
3: for Kazdou episodu do

4: Restartovani prostiedi

5 Inicializace prvniho stavu s

6: while Episoda neskoncila do

7 Vybrani akce a pomoci modelu a = argmaz(Q(s)) nebo ndhodna s

pravdépodobnosti €

8: Provedeni akce prostredim

9 Ziskani nového stavu s’ a odmény r

10: Ulozeni zkuSenost jako ¢tverice (s, a,r, s’) do paméti

11: Nahodné vybrat soubor ¢ zkusenosti (s,a,r,s') z paméti
12: Vyhodnoceni souboru zkusenosti v; = Q(s;)

13: t; = r; pro koncové stavy

14: ti =r; + - amazx(Q(s)) pro ostatni

15: Trénovani se stavy s; jako daty a ¢; jako jejich sStitky

16: end

17: end for

Experience replay

Hlavni funkei je ulozeni minulych zkusenosti do paméti. Z této paméti jsou nasledné ndhodné
vybrané soubory zkusenosti, nad kterymi se nasledné provede uceni. Toto zajisti, ze vybrané



zkusSenosti maji mensi pravdépodobnost, Ze jsou na sobé zavislé.Na tomto obrazku 3.3 je
znazornéné ulozeni minulych zkusenosti.

(sy,anr,s™)
(S2,@2,r2,5%)
(s3,a3,13,5'3)

(Sn,an,rn,Sln)

Obréazek 3.3: Priklad uloZeni zkuSenosti v paméti, kazda polozka obsahuje stavajici stav s,
akci kterou agent provedl a, odména za akci r, pristi stav s

Prioritized experience replay

Bézny experience replay pouziva jednotné vzorkovani, které je dostacujici pro lehké tukoly.
notu pro uceni. Upfednostniovani nékterych zkusSenosti pti jejich vzorkovani, je proto dalsim
trikem jak vylepsit proces uceni. Pii ukladani zkusenosti se uklada také priorita nastavi jako
nejvétsi. Pri vybrani a naucéeni nad zkusSenosti se aktualizuje priorita podle chyby, kterou
model udélal pri vyhodnoceni nejlepsi akce. Pri vybirani zkusenosti musi myt kazda zkou-
senost nenulovou pravdépodobnost vybrani. U algoritmu DQN mtzeme jako ohodnoceni
dulezitosti pouzit TD error, ktery se spocitd nasledovné [7]:

d=r+v-max(Q(s,a)) —Q(s,a) (3.5)
a pro Double DQN

§=r+v-Q(s,argmaz(Q(s,a))) — Q(s,a) (3.6)

Double DQN

Tento problém se snazi zlepsit verze DDQN (Double DQN) zlepsuje stabilitu uc¢eni pomoci
rozdéleni aproximace Q hodnoty na dvé neuronové sité hlavni a cilova.Pouziva dva identické
modely neuronové sité. Reknéme-li, ze pro stav s akce a je vys$i hodnota nez akce b, pak
akce a bude vybrana pokazdé pro stav s. Mize se stat, ze pro néjakou pamétovou zkusenost
akce b stane lepsi akci pro stav s. pak protoze neuronova sit je trénovana zpusobem, ktery
dédvd mnohem vyssi hodnotu pro akci a, kdyz je dan stav s, je obtizné trénovat sit, aby
se naucila, ze akce b je za urcitych podminek lepsi akci. A to se vyresi tim, ze jednu sit
vyuzijeme k vybrani akce a druhou na zhodnoceni vybrané akce. [2] Po nékolika epizodach
se zkopiruji vahy neuronové sité z hlavni sité na cilovou.

Imitation learning

Podstatou IL(Imitation learning) je nauceni agenta podle nahranych zkusenosti lidskym
expertem. Tato metoda se da spojit s posilovanym uceni. Teorie je takova, ze se agent v



Algoritmus 2: Double DQN

1: Inicializace zdznamové pameéti pro minulé stavy

2: Vytvoreni modelu neuronové sité a ndhodné inicializace jeho vah
3: Zkopirovani modelu neuronové sité jejich vah a nazvat ji cilova sit
4: for KazZdou episodu do

5: Restartovani prostredi

6 Inicializace prvniho stavu s

7: while Episoda neskoncila do

8 Vybrani akce a pomoci modelu a = argmaz(Q(s)) nebo ndhodna s
pravdépodobnosti €

9: Provedeni akce prostredim

10: Ziskani nového stavu s° a odmény r

11: Ulozeni zkuSenost jako ¢tverice (s, a,r, s) do paméti

12: Nahodné vybrat soubor ¢ zkusenosti (s, a,r,s') z paméti

13: Vyhodnoceni souboru zkusenosti v; = Q(s;)

14: t; = r; pro koncové stavy

15: ti=ri+v-Q'(s,argmax(Q(s’))) pro ostatni

16: Trénovani se stavy s; jako daty a ¢; jako jejich Stitky

17: Kazdych n krokt zkopirovani vah z hlavni do cilové sité

18: end

19: end for

prvni fazi naudi s vyuziti gradientniho sestupu pomoci zkusenostech, které mu jsou dodéany.
Po dobu prvni faze si neuklada zadné nové stavy.

V druhé fazi uz sdm agent provadi akce a ukldda si zkuSenosti do paméti. P¥i vybirani
zkusenosti lze zajistit aby ¢ast byla vybirand z demonstrac¢nich dat a zbytek z vlastnich.
V této faze agent pouziva e-greedy policy, kterd ale zacind na nizké hodnoté (napi. € =
0.01) [4]. Existuji i jind sofistikovanéjsi Feseni, ale pro potteby této préace, bude toto feseni
dostacujici.

3.8 Multi-agent posilované uceni

U jednoduchych agentt v posileni uceni je modelovan tak, aby provadél postupné rozhodo-
vani pri interakce s okolim. Prostiedi je obvykle formulovano jako Markoviv rozhodovaci
proces s kone¢ny (MDP). Také MARL (multi-agent RL) také fesi sekvenéni problémy roz-
hodovéni, ale s vice nez jednim zapojenym agentem. Samotny vyvoj stavu systému, tak
odména obdrzena kazdym agentem jsou ovlivnény spoleénymi akcemi vSech agenti. Jesté
zajimavéjsi je, ze kazdy agent ma svou vlastni dlouhodobou odménu, kterou muize optima-
lizovat, coz se sdili se vSemi ostatnimi agenty. V MARL se rozlisuje nékolik typt problému
podle typu vazby mezi agenty [5].

Kooperativni

V plné kooperativnim prostredi vSichni agenti obvykle sdileji spole¢nou funkci odmén.Pri
kooperativnim modelu je Q-funkce totoznd u vsech agenti, coz umoznuje pouzit jednoagen-
tové RL algoritmy, pokud jsou vsSichni agenti koordinovani jako jeden subjekt. Kromé mo-
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delu spoleéné odmény existuje jesté jeden o néco obecnéjsi model pro kooperativni MARL a
ten pocitd s tymovou pramérnou odmeénu. Napriklad agenti mohou mit rtizné funkce odmén,
které mohou byt jedine¢né pro kazdého agenta, pricemz cilem spoluprice a optimalizovani
dlouhodobé odmeény [5].

Kompetitivni

Pro zjednoduseni se budeme bavit o dvou agentech, kteri proti sobé soutézi. Plné Kompe-
titivni prostredi v MARL m4 typicky nulovym souc¢tem odmén mezi agenty, jelikoz kde je
jeden odménou ziskd druhy agenta ji ztrati [5].

Kombinované

Kombinované nastaveni je také znamé jako nastaveni hry s obecnym souctem bez omezeni
je kladen na cil a vztah mezi agenty. Kazdy agent je se snazi ziskat co nejvice odmén pro
sebe a pri ziskani odmény miize sebrat odmeénu ostatnim. Dalsim prikladem s mize byt dva

tymy, které proti sobé soupeii a v kazdém tymu jsou dva hrééi ktefi spolupracuji [5].

Prekazky pro MARL

Navzdory obecnému modelu, ktery nachézi Siroké uplatnéni, MARL trpi nékolika dalsimi
problémy, kromé téch, které se objevuji v RL s jednim agentem. Jedna z hlavnich vyzvev
MARL spociva ve skutecnosti, Ze se vice agentii obvykle uéi soucasné, coz zpusobuje, ze
prostiedi, kterému celi kazdy jednotlivy agent, je nestacionarni. Pti akci provedené jednim
agentem ovlivni odménu ostatnich nepratelskych agenti. To zpisobuje to, ze agent se musi
naucit jak se ostatni agenti chovaji a prizpasobuji tomuto chovani.

Aby bylo mozné zvladnout nestacionaritu, kazdy jednotlivy agent moznd bude muset
zohlednit spole¢nou akci.

3.9 Hluboké neuronové sité

Hluboké neuronové sité je oznaceni pro sif neuront, kterd ma mnoho vrstev.

Neuronové sité

Neuronové sité (neural networks) jsou jednim z ndstroju strojového uceni. Nékdy se jim
rikd umélé neuronové sité (artificial neural networks). Jejich ndzev a chovani je inspirovéano
lidskym mozkem a jeho neurony, které posilaji signdly mezi sebou.

Nejjednodussim typem neuront v umélych neuronovych sitich je neuron s jedenim vy-
stupem a vice vstupi z predeslych neuroni. Kazdy vstup mé také ptirazenou vahu. Dalsim
parametr neuronu je prah, po jeho prekroceni je na vystup poslan vysledek prechodové
funkce [6]. Topologie takové sité je mozné vidét na obréazku 3.4. Vétsinou se jako precho-
dové funkce pouziva ReLu (rectified linear unit), sigmoid nebo linearni. Fukce ReLu vypada
takto 3.5.

Vrstvy siti

V umélych neuronovych sitich jsou neurony usporadany do jednotlivych vrstev. Prvni vrstva
je vstupni, posledni se nazyva vystupni a vSechny vrstvy mezi nimi se obecné nazyvaji skryté
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Vstupni Skryté Vystupni
Vrstva Vrstvy Vrstva

Obrazek 3.4: Zakladni struktura neuronové sité

Obrazek 3.5: Relu (rectified linear unit) aktiva¢ni funkce

(hidden). Samotné vrstvy mohou byt ruznych typt. Pokud je vystupy z predeslé vrstvy
pripojen na vSechny vstupy neurond nasledné vrstvy nazyva se Dense nebo plné pripojena
vrstva. Dalsi bézna vrstva je vrstva Konvoluc¢ni. Tato vrstva se je schopnd detekovat riuznych
ryst ve vstupnim vektoru a to nezavisle na poloze ve vektoru. Nejcastéji se vyuziva pro
detekci nebo klasifikaci objektt v obrazcich.
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Kapitola 4

Prostredi agenta

Prostredi je dilezitou soucasti posilovaného uceni. Je to misto ve kterém agent provadi
svoje akce. Prostfedim mtize byt redlny svét, ale vétsinou se pouziva umélé prostiedi. Mezi
virtudlni prostfedi patii vSechno pres pocitacovou hru, simulace realného svéta, simulace
robotovy systém. J& jsem jako své prostredi vyuzil poéitacovou hru Tuxéanci.

4.1 Tuxanci

Tuxénci je akéni hra pro jednoho az dva hrace inspirovanou ¢eskou hrou Buldnci [13]. Pro-
stfedi hry je 2D z vrchnim pohledem kamery. Jedna se hru s licenci GNU GPL s dostupnym
zdrojovym kédem na vefejném repositafi'. Zdrojovy kéd je napsany v jazyce C. Pro vy-
kreslovani grafiky a prehravani zvukd vyuziva knihovnu SDL. Je dostupna pro operac¢ni
systém Microsoft Windows a pro Linux. Hra¢ ovladd jednu postavu Tuxe (tucénaka). Tux
se muze pohybovat po mapé ¢tyrmi sméry (nahoru, dold, vpravo, vlevo). Danym smérem
se zacne pohybovat, jen pokud je na dany smér otocéen. Pokud hrac¢ zvoli smér, na ktery
neni postava otocend, zlistane na misté a otoci se na zvoleny smér. Zapas vyhrava ten hrac,
ktery prvni ziskd nastavené skére (zdkladné 15).

Predméty

Kazdy hrac¢ ma zékladni zbran, kterda ma pét naboju v zasobniku. Po vyprazdnéni zasobniku
se zakladni zbran zac¢ne prebijet po dobu 2,5 sekund. V menu nastaveni se dé jednotlivé
zapnout dostupnost specidlnich zbrani, min, granatu a specidlni vylepseni. Seznam pred-
métu:

« Dvojita pistole - Strili dva soubézné projektily, které se pohybuji po linii

e Brokovnice - Strili salvu péti projektilt, které se oddaluji od sebe

e Samopal - Vystieli deset stiel, pauza mezi jednotlivymi vystfeli projektila je 100 ms
e Laser - Vystreli paprsek svétla po dobu 0,5 sekund

e Mina - Polozi minu pod Tuxe. Pti dalsi kolizi s Tuxem mina vybuchne

e Bomba - Hodi granat, ktery se pii kolizi s objektem odrazi pod ndhodnym thlem
zpét. Pokud koliduje s hrac¢em vybuchne

https://repo.or.cz/tuxanci.git
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Obréazek 4.1: Rozehrany souboj ve hie Tuxédnci na mapé for_a_ good_ night

e Bonus Rychlost - Zdvojnésobi rychlost pohybu Tuxe
¢ Bonus Nekoneé¢ni munice - Po dobu Uéinku se neodeéitd munice

e« Bonus Nesmrtelnost - Pokud by Tuxe s timto bonusem mél zasdhnout projektil,
premisti se na jinou volnou ¢ast mapy

e« Bonus 1 strela do 4 stran - Zbrané stiileji do vSech 4 stran
e Bonus neviditelnosti - Funguje jen ve sitové hie a druhy hrac¢ nevidi protivnika

¢ Bonus Prichod zdi - Tux muze prochéazet skrz objekty a protivnika. Jeho strely
také prochéazeji skrz objekty. A navic pri kontaktu s minou ji neaktivuje

Po smrti jakéhokoliv hrace se na ndhodném misté objevi jeden z povolenych bonust/zbrani.
Vsechny bonusy trvaji 25 sekund a vSechny zbrané maji 5 vystield.

Mapy

Hra obsahuje pét zakladnich map. Ctyii z nich jsou béZné celo-obrazové (800x600) arény
a posledni je velkd aréna(2500x2500) pii které se pohybuje kamera spolecné s hracem.
Na mapé mutze byt dva typy zdkladnich objektti bud s kolizi, nebo bez ni. Na mapé con-
struction_ site jsou pozité trubky. Pokud projektil vstoupi do trubky, objevi se okamzité
na druhém konci trubky a pokracuje trajektorii ve sméru konce trubky. Dalsim prvek map
jsou teleporty, které se nachazi na dvou zdkladnich mapéach. Jednou z funkci teleportu je
teleportovani hrace na pozici jiného v poradi dalsiho teleportu na mapé. Sekundarni funkei
je teleportovani projektill, které do néj vstoupi. Pii vystupu projektilu z cilového portalu
se nahodné zvoli jeho smér.
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Uzivatel je si schopen vytvorit vlastni mapu. Neexistuje editor, uzivatel si ji musi ruc¢né
vytvorit. Vysledna mapa je ulozend v archivu zip. V tomto archivu musi byt textovy sou-
bor arena.map, dalsi soubory jako textury a hudba jsou volitelné. V samotném arena.map
souboru je definovany nazev, pozadi a velikost mapy. Déle se zde definuji textury a hudba,
kterd se mé nacist z archivu:
loadMusic file="in_ a_ captivity__of 8-bit.ogg"
loadImage file="bal3.nic.png"name="nic"alpha="no"

Pomoci prikazu wall je mozné pridat na mapu kolizni objekt s texturou. Piikazem teleport
se vytvori jeden teleport (je potfeba definovat alespon dva) a pipe vytvori jedna strana
trubky, u trubek se udava id druhé strany, takze je nutné vytvorit obé strany.

night_workshift constuction_site ba_in_a_captivity_of_8-bit

in_a_captivity_of_8-bit for_a_good_night

Obréazek 4.2: Seznam zakladnich map

UlozZené hry

Rozehrana hra je mozné ulozit v jakémkoliv stavu pomoci stlaceni klavesy F2. Po zadani
nazvu souboru pro ulozeni se do ného nahraji nasledujici informace:

Mapa/aréna a jeji parametry. Mezi parametry patii maximalni a soucasny pocet
kol.

Tuxi a jejich momentalni stav. Uklada se jejich pozice, rotace, poCet naboji, skére,
vlastnéna zbran, ID, stav a nazev.

Projektily a vSechny jejich informace.

Predméty - U nich se uklada jejich pozice a typ
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Kapitola 5

Implementace

Pro implementaci neuronovych siti jsem si zvolil knihovnu TensorFlow. TensorFlow je open
source framework pro strojové uceni vyvijeny spolec¢nosti Google. Prostiedi hra Tuxanci
jsem upravil pro potieby posilovaného uceni. Tuxanci i moje rozsifeni je implementované v

jazyce C.

5.1

Prostredi

Dulezitou soucasti je vytvoreni ovladani prostredi pro potreby posilovaného uceni. Zakladni
smycka probiha miniméalni kazdy 50 milisekund, pokud smycka trva déle, tak dalsi iterace
probéhne po jejim ukonceni. Smycku jsem upravil tak aby ¢ekala na prijem paketu z klienta.
Tuxanci funguji jako server, takze ¢ekaji na zpravu od klienta. Kazdy pozadavek je oznaceny
unikatnim ¢islem. Klient muze poslat jeden z nasledujicich pozadavkii:

Nacteni ulozené hry (0). Je nutné poslat nazev souboru s ulozenou hrou.

Pozadani o poslani aktualniho stavu (1). Vrati informace obou hrac¢u (pozici,
rotaci, pocet ndboju, typ zbrané a stav Tuxe jestli je nazivu), vSech neprichodnych
stén (pozici, vyska a sitka), vSech projektilu (pozice, smér a velikost) a predméti
(pozice, velikost a typ).

Odeslani akce (2), kterou mé agent vykonat a nasledné ¢ekd na vraceni nového
stavu a odmény. Nebo odeslani dvou akci, kazdou pro jednoho z agentu

Ukonceni hry (4)

Pozadani o zadani dalsiho lidského vstupu (5). Tento pozadavek slouzi pro
nahravani zkusenosti pomoci lidského hrace.

Pro usetreni ¢asu jsem vypnul vykreslovani grafiky hry na obrazovku. Pro spousténi pro-
gramu s prostiedim je nutné zadani ptikazu tuzanci. Program se muze spustit s témito

parametry:

-RL spusti se verze pripravena pro komunikaci s klientem a ¢ekd na akce.
-Screen spusti se verze s vykreslovanim obrazovky

-Control zajisti, ze hra ¢ekd na zadani akce od hrace a nasledné ji i se stavem posle
klientovy.
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5.2 Komunikace s prostredim

Prostfedi a klient kde probihd uceni agenta, jsou dva oddélené programy/procesy. Kvili
tomu je potieba zajistit komunikaci mezi nimi. J& jsem se rozhodl pro komunikaci pomoci
sitového soketu. Existuje mnoho implementaci sitovych soketii. Jelikoz hra Tuxanci je na-
psané jazyce C a klient pomoci pythonu, kviili tomu jsem si zvolil multijazykovou knihovnu
ZeroMQ), ktera ma API v obou jazycich. Ma radu jazykovych API a bézi na vétsiné operac-
nich systému. Tato knihovna poskytuje sokety, které prendseji atomické zpravy pres rizné
prenosy, jako jsou mezi-procesové, TCP a vicesmérové vysilani. Komunikace je implemen-
tovand jednoduchym vzorem zddosti a odpovédi (Request-Reply) viz obrézek 5.1. Server je
implementovany na strané hry Tuxanci.

Dotaz

Klient Odpovéd

Server
Tuxanci

Obrazek 5.1: Diagram sitfové komunikace mezi Tuxanci a klientem

5.3 Reprezentace stavu

Ptijaté informace o prostiedi jsou preformatované do 2D tensoru o velikost 80x60 s hodno-
tami v rozsahu < —1,5 >. Pozadi mapy je reprezentovano pomoci 0. Vsechny neprtchodné
objekty jsou reprezentované pomoci hodnotou 1. Jelikoz originalni velikost prostiedi dese-
krat vétsi nez jeho reprezentace (800x600) to znamend ,ze u objekti, které nezabiraji cely
10x10 c¢tverec je vyslednd hodnota h vypoctena nasledné:

h = p/100 (5.1)

Kde p je pocet pixelti, které obsahuji objekt. Agentem ovladany Tux je reprezentovan 3x3
pixely s hodnotou 2. Nepratelsky Tux je reprezentovan taktéz 3x3 pixely ale s hodnotou
3. U obou se podle sméru, na ktery je Tux otoceny, vymeéni t¥i pfedni pixely na hodnotu
-1. Jako posledni jsou projektily, které maji hodnotu pixelu 5. Vizudalni ukizka viz obrazek
A.1. Cely stav je pak reprezentovany jako tensor s poslednimi tfemi takovymi snimky:.

5.4 Neuronové sité

Topologii sité je na obrazku 5.2. Inspiroval jsem se nasledujici fesenim [3]. Vstupem je tensor
s tvarem 3x80x60, ktery obsahuje posledni tii stavy. Nasleduji tii konvoluéni vrstvy. Prvni z
nich ma 16 filtra s oknem 6x6 a s kroky 4x4. Druhd vrstva ma 32 filtri s vybérovym oknem
4x4 a s kroky 2x2. Posledni konvoluéni vrstva mé 64 filtri, jeji vybérové oknem ma velikost
3x3 a ma kroky velikosti 1x1. Nasledujici vrstva je Flatten, ktera vysledek konvolu¢nich
vrstev prevede do jednorozmérného vektoru. Vrstva Flatten je nutna pro spravné fungovani
nasledujici Dense vrstvy, kterd vyzaduje 1D vektor. Prvni Dense vrstva mé 128 neuront,
které maji jako svou aktivac¢ni funkci ReLu. Néasledujici Dense vrstva mé poloviéni pocet
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neuront 64 a také se aktivuji podle funkce ReLu. Posledni vrstva ma pét neuronti s lineadrni
aktivaci.

Hodnoty vystupt téchto neuroniti koresponduji s jednotlivymi akcemi. Prvni neuron
urcuje zda se ma zvolit akce pohyb nahoru, druhy pohyb dolt, treti pohyb vpravo, ¢tvrty
pohyb vlevo a paty urcuje zda ma Tux vystrelit.

128 neoronti 64 neorontl . o
5 vystupl

T O D,
32 filtrd ) O .‘ @ y ’
Q@S IO
o e /®
Fatten O O %.
Siele
@@L ;.
O 0O

Posledni tfi snimky Konvoluéni vrstvy PIné propojené vrstvy Vystupni vrstvy

Obrazek 5.2: Topologie implementované neuronové sité

5.5 Prioritized experience replay

Prioritized experience replay jsem implementoval pomoci prioritni fronty. Presnéji jsem
vyuzil stukturu Max Binary heap, kterd je ¢asové nenaro¢na. Max Binary heap zarucuje,
ze kofen stromu méa vzdy nejvétsi hodnotu, a ze potomci uzlu jsou stejné nebo mensi.
Max Binary heap jsem implementoval jako binarni strom, ktery je ulozZen v linedrnim poli.
Pole je ptiblizné sestupné sefazené, coz je pro nase ucely vyhovujici, protoze je dilezitéjsi
¢asové narocnost nez presnost. Casova narocnost vlozeni i aktualizace je O(log n). Aby
nedoslo prilisné nevyvazenosti stromu, tak kazdych 10 epizod probéhne sestupné serazeni
pole. Dalsi optimalizaci jsem provedl tim, Ze jsem samotné data zkusenosti jsem ulozil do
samostatného neméniciho pole a v Max Binary heap jsem ulozil jen jejich index. To zajisti
mensi nadroc¢nost pri serazeni.

Vybirani skupiny uloZenych probiha nasledovné. Celkovy rozsah se rozlozi na n useki,
kde n je pozadovana velikost skupiny. Rozdéleni na tiseky neni rovnomeérné. Prvni tisek byva
n-krat mensi nez posledni. Nazorné zobrazené na obrazk 5.3. Z kazdého tsekt se nasledné
nahodné vybere jeden zaznam.

5.6 Algoritmus

Vybral jsem si a implementoval jsem algoritmus Double DQN s Prioritized experience replay.
P1i uceni vyuziva Prioritized experience replay, ktery je implementovany v PER.py. Tento
algoritmus jsem nasledné upravil pro potteby MARL a tato implementace je ulozena v
souboru muliagentD@QN.py. Hlavni zménou je vyhodnoceni akci pro oba agenty a posilani
a prijem dvou odmén.
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Algoritmus 3: Double DQN s PER

1: Inicializace uprednostnéné zaznamové paméti pro minulé stavy

2: Vytvoreni modelu neuronové sité a ndhodna inicializace jeho vah

3: Zkopirovani modelu neuronové sité jejich vah, ktera je znama jako cilova sit
4: for Kazdou episodu do

5: Restartovani prostredi

6 Inicializace prvniho stavu s

7: while Episoda neskoncila do

8 Vybrani akce a pomoci modelu a = argmaz(Q(s)) nebo ndhodna s
pravdépodobnosti e

9: Provedeni akce prostfedim

10: Ziskani nového stavu s° a odmeény r

11: Ulozeni zkuSenost jako ¢tverice (s, a,r,s) do paméti

12: Néhodné vybrat soubor ¢ zkuSenosti (s, a,r, s') z paméti

13: Vyhodnoceni souboru zkusenosti v; = Q(s;)

14: t; = r; pro koncové stavy

15: ti=ri+v-Q'(s,argmax(Q(s))) pro ostatni

16: Trénovani se stavy s; jako daty a t; jako jejich Stitky

17: end

18: if Kazdyjch 10 epizod then

19: Zkopirovani vah z hlavni do cilové sité

20: Serazeni uprednostnéné zaznamové pameéti

21: end

22: end for
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Kapitola 6

Experimenty

Pro své experimenty jsem pouzil prostiedi, které jsem pro tyto ucely upravil. Cilem expe-
rimentd bylo zjistit, zda implementovany algoritmus Double DQN je schopny natrénovat
agenta v jednotlivych pripadech, ve kterych jsou rizné definované odmeény. Natrénovany
model by mél zvladnout vyhybani se projektilim a zabiti nepratele. Pii provadéni experi-
mentt jsem nastavil pamét pro ukladani zkusenosti na maximalni kapacitu 200000 vzorku
a trénovani vzdy probihalo s 32 vzorcich z paméti. Hodnotou discount faktoru jsem nastavil
na hodnotu 0,98, zkousel jsem i nizsi hodnoty, ale u nich bylo uceni neefektivni. Parametr
rychlost uceni jsem nastavil na 0,001. Ve vsech experimentech maji agenti jen zakladni
zbrané a na mapé se zadné bonusy ani predméty neobjevuji. Dalsim spole¢nym rysem skrz
vSechny experimenty je pouziti zdkldani mapy tuxanku ,for a good night*.

6.1 Hrani proti AI

V prvnim experimentu jsem testoval zda se agent nauci hrat proti umélé inteligence hry,
kterd je veelku primitivni. Ukolem agenta bylo zabiti nepfételského hrace a za to obdrzel
pozitivni odménu +1. Pokud vsak byl zabit nepritelem odména byla negativni a to -1 . Pri
zacatku nové episody byl vzdy nahrana stejnd ulozend hra. Toto zarucilo, ze agent zacinal
na stejném misté na mapé. Jak jde vidét na obrazku 6.1 | agent se tispésné ve vétsiné epizod
ziskal pozitivni odménu jiz po 1500 epizod.

6.2 Zabijeni statického cile v nahodnych pozicich

V tomto experimentu jsem testoval ¢astéjsi rozdavani odmén. Ukolem agenta bylo zabiti
nepratelského hrice a to bud vlastnim projektilem nebo dotknuti se ho. Za kazdy pohyb
smérem k protivnikovy obdrzel pozitivni odménu +0,1. Pokud se vSak vzdalil od cile byl
potrestan negativni odménou a to v hodnoté -0,5. Pokud vsak byl schopen zabit nepfitele
odména +1. Pozice Tuxt se nezménila dokud agent nedosahl pozitivni primérné odmény
za poslednich 50 episod. Poté se ndhodné vybrala nova pozice. Jak jde vidét na obrazku
6.2, agent tspésné dosahl cile primérné za 250 epizod. V druhém obrizku 6.3 je dlouha
stagnujici ¢ast, ktera trvala pres 1250 epizod. Duivodem pro tuto stagnaci byla prekazky,
ktera stala v cesté. Agent byl nucen prekdzku obejit a jelikoz vzdalovani se od cile zpiisobi
velké negativni odmény, trvalo uceni delsi dobu.
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Obrézek 6.1: Graf zobrazuje prubéh ziskanych odmén za kazdou epizodu (modrd) a pramér
za poslednich 50 epizod (Cervend) pfi uceni modelu proti Al

6.3 Hrani proti AI s pomoci IL

Timto experimentem jsem chtél otestoval zda se agent nauci rychleji zabit nepritele, ktery
je ovladany pomoci umélé inteligence hry pokud vyuzije zkuSenosti, které jsem nahral ja.
Ukolem agenta bylo zabit{ nepfatelského hrace a to vlastnim projektilem. Pokud tak uéinil
obdrzel odménu +1 pokud vsak byl zabit protivnikem odména byla -1. Na zacatku trénovani
byly obé neuronové sité (hlavni, cilovd) inicializovany stejnymi hodnotami vah. Stejné jak
v prvnim experimentu se pozice Tuxl se nezménila. Obrazek 6.4 ukazuje agenta, ktery
uspésné ziskal ve vétsiné epizod pozitivni odménu jiz po 200 epizod. Pti uceni tohoto agent
bylo vyuzito nahranych zkusenosti. Dalsi obrazek 6.5 ukazuje vysledek agenta, ktery se ucil
podle e-greedy policy bez zadnych predehranych zkusSenosti. S timto agentem se odména
maximalizovala asi o 100 epizod pozdéji.

6.4 Multiagent self-play

Dalsi experiment se zabyva uceni modelu pomoci dvou soupericich agentim. Tito agenti se
uci navzajem. Sdili spolu pamét udalosti, které zazili. Ukolem agenta bylo zabiti nepratel-
ského hréce a to vlastnim projektilem. Pokud tak ucinil obdrzel odménu +1 pokud vsak byl
zabit protivnikem odména byla -1. Pokud by se agenti nezabili do konce epizody (v tomto
pripadé to bylo 100 kroki), tak by oba dostaly stejnou negativni odmeénu byla -1. Obréazek
6.6 ukazuje shluknuté odmény obou agentt a to tak, ze pokud oba dostali zdpornou odménu
vysledek je -1, pokud vsSak jeden obdrzel odménu pozitivni vysledna hodnota na grafu je
1. Z grafu lze vycist, ze po 500 episodach primérné kazda druhé skonci smrti jednoho z
agentu.
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Obrézek 6.2: Graf zobrazuje priubéh ziskanych odmén za kazdou epizodu (modrd) a pramér
za poslednich 50 epizod (Cervend) pti uceni modelu na zabijeni statického cile.

Obrazek 6.3: Graf zobrazuje prubéh ziskanych odmén za kazdou epizodu (modra) a prumeér
za poslednich 50 epizod (¢ervend). Tento graf je vysledkem uceni modelu pro zabijeni/pti-
blizovani se k statickému cila.
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Obrazek 6.4: Tento graf obsahuje prubéh ziskanych odmén za kazdou epizodu (modrd) a
prumér za poslednich 50 epizod (¢ervend) pri uceni modelu na zabijeni statického cile s
pouzitim imitation learning.

|

Episodes

Obrazek 6.5: Graf zobrazuje prubéh ziskanych odmén za kazdou epizodu (modra) a prameér
za poslednich 50 epizod (¢ervend). Tento graf je vysledkem uceni modelu pro zabijeni/pii-
blizovani se k statickému cila.
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Obrazek 6.6: Graf zobrazuje prubéh ziskanych pozitivnich odmén za kazdou epizodu
(modra) a prumér za poslednich 50 epizod (¢ervend). Tento graf je vysledkem uceni modelu

pro Multiagent self-play.
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Kapitola 7
Zaver

Tato prace se zaméfila na posilované uceni spole¢né s hlubokymi neuronovymi sitémi. Ro-
zebral jsem zéklady imitation learning a hlavné jsem popsal fungovani Q uceni. Popsal jsem
algoritmus DQN a Double DQN, ktery jsem vyuzil pfi implementaci.

Cilem préace bylo vytvofit agenta, ktery bude ovladat postavu Tuxe. Tento agent mél
byt schopny se pohybovat v prostiedi a zabijet protivnika. A déle tento agent mél souperit
s dalsim agent, ktery se v prostfedi nachézi.

Implementoval jsem komunikaci mezi mnou upravenym prostfedim a klientem. Vytvoril
jsem komunikaé¢ni interface pro hru Tuxanci, ktery slouzi pro tcely strojového uceni. Na
experimentech jsem ukdazal fungovani uciciho modelu.

Do budoucna by bylo mozné naucit agenty sbirani a pouzivani predméti, zbrani a
bonusti. Také by bylo potreba dalsi ¢as na uceni multi-agent modelu. Dalsim moznym
rozsifenim muze byt ndhodna generace map, nebo alespon jejich st¥idani.
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Priloha A

Reprezentace stavu

Obrézek A.1: Ndzorna ukéazka reprezentace jednoho snimku hry
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