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Anotace

Tato bakalarské se zabyva sémantickou analyzou textd. V teoretické Casti prace
jsou popsany a vysvétleny zakladni zpiisoby sémantické analyzy textl, predevsim Cesky
psanych. V uvodu prace jsou popsany zakladni moznosti reprezentace textl
ve vektorovych prostorech, jejich vyuziti, vyhody a nevyhody. V dal$i ¢asti prace
je rozebrana problematika vysoké dimenzionality téchto vektorovych reprezentaci,
zpiisoby snizovani poctu dimenzi a jejich uplatnéni. V hlavni ¢asti prace je popsana
avysvétlena metoda nazvand latentni sémanticka analyza, kterd fteSi problémy
vektorové reprezentace texti véetné vysokého poctu dimenzi. Popsén je 1 matematicky
zaklad této metody. I kdyz tato metoda fesi nedostatky modelu vektorového prostoru,
sama ma svoje nevyhody a proto byla zavedena dal$i metoda a to pravdépodobnostni
sémanticka analyza, kterd je zaloZena na statistickém modelu a je feSena maximalizaci
pravdépodobnosti. Tato metoda byla velkym krokem doptedu, avsak netiplnym, protoze
ma velké nevyhody zabranujici jejimu praktickému vyuziti. Proto je v zavéru teoretické
¢asti popsana a vysvétlena metoda latentni Dirichletovy alokace, kterd fesi nevyhody
predchozi metody a je z téchto metod nejvice vyuzivana.

Soucasti prace je program v jazyku Java, ve kterém jsou popisované zplsoby
implementovany a v praktické ¢asti prace popsany na ukazkovych datech. V praktické
Casti je na dvou ukazkovych souborech dat ukazana vykonost téchto postupi a jejich

implementace. V zavéru prace jsou rozebrany vysledky praktickych vyuziti prace.



Annotation

Title: Semantic Text Analysis

This Bachelor Thesis is about semantic text analysis. In theoretical part of this
Thesis are described and explained basic ways of semantic text analysis, mainly Czech
written text. In the beginning are described basic ways of representing text in vector
spaces, their use, pros and cons. In next part is analysed problem of high dimension
count of these representations, ways of lowering dimension count and their uses.
In the main part of this Thesis is described and explained method called Latent
Semantic Analysis. This method solves problems of vector space models including high
dimension count. Mathematical principle used by this method is also described. Even
though this method solves cons of vector space models, it has cons of its own. Therefore
new method was introduced called Probabilistic Latent Semantic Analysis. This method
is based on statistic model and it’s solved by probability maximization. This method
was big improvement, but incomplete because it has large drawback preventing
practical use. Because of this is in the end of theoretical part explained method called
Latent Dirichlet Allocation. This method solves these drawbacks and it’s the most used
method of these.

Implementation of these described ways of analysis is part of this Thesis written
in Java and described use of demonstration data in practical part. In practical part
is showed performance of these methods and their implementation on example sets

of data. At the end of the Thesis are discussed results of practical uses.



Obsah

(R €0 TR
2 VeKtorova reprezentace teXIU ... .covuieereeireiieriieieiseeseere e
2.1 VAha PIVKT....oiiiiiiiiicc e
2.2 Porovnavani VEKLOTT .......ccccvviiiiiiiiiiiieccec e
2.3 VYhIedAVANT ...ocoooiiiiiiiiec e
3 DIMENZIONAIITA ......ccviiiiiiiiiice s
3.1 VybEr przZNakill .....coiviiiiiiiii e
3.2 EXtrakce priznakill ......ccuveiieiiiiiieiiiisiiie e
4 Latentni sémantickd analyza ..........cccocoeiiiiiiiiiiiie e
4.1 Rozklad na singularni hodnoty ...........cccooiiiiiiiiini e
4.2 Vyuzitli 10zKIadu ......ccooiiiiiii
4.3 Pravdépodobnostni latentni sémantickd analyza ............cccocceeriieennn. 10
4.3.1 Model latentnich hodnot ..., 11
4.3.2 Algoritmus ptedpokladu a maximalizace ............c.cceovriveniiircrnenn. 11
4.4 Latentni Dirichletova aloKace ..........cccocviiiiiiiiiicnieceecc e 13
4.4.1 Generativni model a Gibbsovo vzorkovani ............cccoevviiininenn. 13
O Ukazka na datech ........ccooviiiiiiie e 16
5.1 Mensi kolekce dOKUMENTT .......cocvviiviiiciiee e 16
5.1.1 Model vektoroveho prosStort.........ccocvvviieiiiiiiiesicee e 17
5.1.2 Latentni sémantickd analyza ............ccccvviiiiiiiiiiiiiic, 20
5.1.3 Pravdépodobnostni latentni sémantickd analyza...............ccccerennn. 22
5.1.4 Latentni Dirichletova alokace ...........cccooveviiiiiiiiiiiicic, 23
5.2 Vétsi kolekce doKumenttll.........ccovvviiiiiiiiiiieiicc e 25
5.2.1 Model vektoroveého prostoru...........cccocevrieiiiiiiiieninieieeiecc e 26
5.2.2 Latentni sémantickd analyza ............ccccvvviiiiiiiiiic e, 27



5.2.3 Pravdépodobnostni latentni sémantickd analyza...............ccccoerennn.

5.2.4 Latentni Dirichletova aloKace .........oooovieemeieeee e






1 Uvod

Lidé pouzivaji pocitae v dneSni dobé stale vice a vice, ale jejich celou silu
nevyuzivaji. Jednim z nejvétSich omezenich, zabranujicich jejich celou silu vyuzit,
jejich mala schopnost rozumét smyslu lidského jazyka. Podle P. Turneye a P. Pantela
(2010) je technologie webovych vyhledavact jen zavadénim o lidsky jazyk, ale ptesto
je jeji dopad na spole¢nost a ekonomiku nesmirny.

Sémantickou analyzou textd zde rozumime pfevod lidmi psaného textu
do datové podoby tak, aby mohl byt pocitaové zpracovan a analyzovan. Vyuziti
strojové zpracovatelného textu je mnoho, at’ jiz zminéné webové ¢i jiné vyhledavani
podobnych dokumentt, cileni reklamy, doporucovani, kontrola plagiatorstvi apod.
Sémantickd analyza slouZzi k identifikaci témat textovych dokumentl a urceni tematické
podobnosti riznych dokumentii. Diky identifikaci témat mizZeme spolu porovnavat
I dokumenty, které spolu zadna slova nesdili.

K zakladni reprezentaci textd slouzi model vektorového prostoru, ktery
jepopsan v druhé Kkapitole této prace. Kazdy dokument vtomto prostoru
je reprezentovan vektorem. Hodnoty tohoto vektoru se daji urCovat vicero rtiznymi
zpusoby, kazdy se svymi vyhodami a s jinym vyuzitim. Vektory v tomto vektorovém
prostoru, které jsou si blize, jsou si vice sémanticky podobné a naopak. NejvéEtsi
nevyhodou reprezentace v tomto prostoru je jeho velikost, kde kazda dimenze odpovida
jednomu slovu.

Ke sniZeni velikosti poctu dimenzi a zmenSeni vektorového prostoru a tim
I sniZzeni vypocetni naro¢nosti slouzi nékolik postupti, popsané ve tieti kapitole.

I pfes tyto postupy pocet dimenzi neklesne o pfili§ velky pocet, a tak je nutné
K tomuto problému pfistoupit jinym zptsobem. Prvnim takovym zpusobem je metoda
nazvana latentni sémanticka analyza, kterd vyuziva linearni algebru k redukci poctu
témat a strojovému vytvofeni témat, pomoci kterych dokumenty reprezentuje.
Této metode a jejim rozsifenim je vénovana treti kapitola.

DalS§im zplsobem je pravdépodobnostni latentni sémantickd analyza, ktera
je zalozena na statistickém modelu. Této metodé je vénovana podkapitola 4.3,
kde je popsana a vysvétlena. I kdyz pravdépodobnostni latentni sémanticka analyza

dosahuje lepSich vysledki nez latentni sémantickd analyza, ma své nedostatky



ato zejména zvétSujici se pocet parametrd se zveétSujici se kolekci dokumentl
a nemoznosti porovnavani dokumentti s novymi dokumenty neobsazenymi v trénovaci
kolekei.

Jeji nedostatky fe$i latentni Dirichletova alokace, které se vénuje podkapitola
4.4. Tato metoda fesi oba hlavni nedostatky pravdépodobnostni latentni sémantické
analyzy a proto je z t€chto metod nejpouzivanéjsi metodou sémantické analyzy prvkd.

Soucasti této prace je implementace téchto popsanych metod v jazyce Java.
Na této implementaci a ukazkovych datech jsou vSechny popsané postupy prakticky
pfedvedeny, nejprve na mensi kolekci dokumentd, aby byly vidét vSechny vlastnosti
popisovanych zpiisobli a poté na vétSich datech s redlnéjsi vypovidaci hodnotou.
Program neni optimalizovany pro rozsdhla data, ale vysledky na opravdu velkych

kolekcich jsou rozebirany z jinych zdroja.



2 Vektorova reprezentace textu

K reprezentaci textu ve vektorech se vyuziva model vektorového prostoru
(Vektor Space Model), jehoz tcelem je reprezentovat textové dokumenty jako body
v prostoru, tedy vektory ve vektorovém prostoru. Vektory, které jsou v tomto prostoru
blize, jsou sémanticky podobné a body vzdalenéjsi, jsou si 1 sémanticky vzdalenéjsi
(Turney, Pantel 2010). Dokumentem miize byt jakykoliv text, obsah webové stranky,
knihy, c¢lanku, ale 1 dotaz ve webovém vyhledavaci obsahujici jen né¢kolik slov.

Z kolekce dokumentii je vytvoien vektorovy prostor, kde jedna dimenze odpovida

jednomu slovu (mtze byt i spojeni slov, fraze nebo véta).

2.1 Vaha prvku

Vektor ve vektorovém prostoru reprezentuje jeden dokument a nabyva hodnot
podle vyskyti slov v tomto dokumentu. Tyto hodnoty mtizeme doplnit binarné, hodnota
prvku ve vektoru bude nula, pokud se slovo v dokumentu nevyskytuje, nebo bude jedna,
pokud se slovo v dokumentu vyskytuje jednou nebo vicekrat. ,,Tato binarni
reprezentace dokumentll je jednoducha a v mnoha piipadech 1 dostacujici,*
(Materna (1) 2011) ale ve vétsich kolekcich dokumentii k dosazeni lepsi piesnosti
porovnavani tato reprezentace nedostacuje.

Vice vypovidajici reprezentace dokumentli je Cetnost slov (Term Frequency,
TF), kde hodnota prvku ve vektoru odpovidd poctu vyskyti slova v dokumentu.
Nevyhodou u této reprezentace je vysokd vaha tzv. stop slov, cozZ jsou slova s Castym
vyskytem, ale malou vypovidaci hodnotou jako ptedlozky, spojky, sponovd a modalni
slovesa apod. (Materna (1) 2011).

Nejpopularnéjsi reprezentaci fesici tento problém je TF-IDF, tedy cetnost slov
nasobené inverzni Cetnosti dokumentd (Term Frequency * Inverse Document
Frequency) (Turney, Pantel 2010). Hodnoty se ziskavaji souinem cetnosti slov
S ptevracenou cCetnosti dokumenttl, kterd se urci logaritmem podilu poctu dokumentt
ku poétu dokumentti obsahujicich dané slovo (Materna (1) 2011). Cimz se doséhne
efektu, kde slova, ktera se vyskytuji v malo dokumentech, budou mit nejvyssi hodnoty,
oproti tomu slova vyskytujici se ve vSech dokumentech, budou mit hodnotu nulovou.

Aby nulovou hodnotu méla jen slova, kterd se v dokumentu nevyskytuji, upravi



se vypocet IDF tak, ze k podilu poctu dokumentti ku poctu dokumentii, ve kterych
se slovo vyskytuje se pficte jedni¢ka v logaritmu (Husbands, Simon, Ding 2005).

1. TF-IDF = TF(i) * log( n / DF(i))
2. TF-IDF = TF(i) * log( 1 + n / DF(i))

TF(i) je Cetnost slova i, DF(i) je pocet dokumenti ve kterych se slovo I
vyskytuje a n je pocet dokument.

Dalsim zplisobem reprezentace, Casto spojovany s TF-IDF je délkova
normalizace (lenght normalization), ktera se pouziva, protoze vyhledavate maji
tendence favorizovat del$i dokumenty. Délkova normalizace tyto tendence opravuje
(Turney, Pantel 2010).

Dalsi mozZnosti je log.entropy, kterd dosahuje podobnych vysledkt jako TF-IDF,

ale ve vétsich kolekcich byva méné piesna (Husbands, Simon, Ding 2005).

2.2 Porovnavani vektoru

K zjisténi podobnosti dokumentl s vyhleddvanym fetézcem je potieba vektory
porovnat. Nejpouzivangj$im zplsobem porovnavani vektorli je kosinova podobnost
(Turney, Pantel 2010). Ta je dana skalarnim sou¢inem vektort vydélenym soucinem
jejich velikosti, tedy vektory se porovnavaji podle kosinu thlu, ktery spolu sviraji,
a jejich délka nehraje Zadnou roli.

Vysledna kosinova podobnost mize nabyvat hodnot od -1 do 1. Vektory
s podobnosti 1 jsou identické, sviraji thel 0°, vektory s podobnosti 0 jsou kolmé, tedy
sviraji thel 90° a vektory s podobnosti -1 jsou opac¢né s thlem 180°. Pokud pracujeme
s TF nebo TF-IDF vektory nemaji zaporné hodnoty a tedy podobnosti budou dosahovat
hodnot jen od 0 do 1, ale naptiklad PMI, coz je alternativa k TF-IDF muize nabyvat
zapornych hodnot (Turney, Pantel 2010).

Dal$i moZnosti porovnavani vektord, kterd pocitd s délkou vektoril
je euklidovska vzdalenost. Moznosti porovnavani je podle Truneyho a Pantela (2012)

v

vice, ale nejpouzivanéjsi je kosinova podobnost.



2.3 Vyhledavani

U mensich kolekci a pfi mensim poctu dimenzi, neni vyhledani nejpodobnéjsich
dokumentii vypocetn¢ narocné, ale pii vétSim poctu dokumentii a slov je potieba
vyhledavani usnadnit.

U vétsich kolekcich dokumentli bude vétSina dokumentii reprezentovana
dlouhymi vektory s vétSinou prvka o nulové hodnoté. Pti soucinu téchto vektori zalezi
jen na hodnotach, které jsou alesponl u jednoho vektoru nebo u obou nenulové
a mizeme vybrat jen ty (Turney, Pantel 2010).

J. Materna ((2) 2011) doporucuje pouziti struktur jako R-tree nebo M-tree,
pro dosazeni sublinedrni sloZitosti (neni nutné porovnavat se vSemi dokumenty

z kolekce).



3 Dimenzionalita

,Jednim z nejvétSich problémt reprezentace objektl pomoci vektord jsou
vysoké dimenze (kazdé dimenzi odpovidd pravé jedno slovo, proto je pocet dimenzi
v fadu statisicil) je takzvané ,,prokleti dimenzionality** (Materna (2) 2011). Vysoky
pocet dimenzi stézuje porovnavani dokumentli a zvySuje vypocetni narocnost.
Ke snizeni poctu dimenzi existuji dva hlavni pfistupy, vybér pfiznakti a extrakce
ptiznakt (Materna (3) 2011).

Vybér ptiznaki oznaCuje postupy, kdy se vybiraji jen ty pfiznaky, které jsou
nejvyznamngj$i a ty zlstanou nezménény, oproti tomu extrakce pfiznak nahrazuje
puvodni ptiznaky novymi, jejichZz pocet je mensi, ale vypovidaci hodnoty ziistanou

témef nezménény.
3.1 Vybér priznaku

Princip vybéru ptfiznakd spociva vtom, Ze se z mnoziny piiznakli vyberou
jen ty vyznamné, které zistanou nezménéné, a nevyznamné piiznaky, v nasem piipadé
slova, se zanedbaji. Jak jiz bylo zminéno u Cetnosti slov, existuji tzv. stop slova, ktera
se vyskytuji  velice Casto, ale nemaji skoro Zadnou vypovidaci hodnotu
(neplnovyznamova slova). Tyto slova, jako spojky predlozky, apod. muzeme
pfi porovnavani dokumentii z naSich dimenzi odebrat, tim vSak pocet dimenzi pfilis
nesnizime (Materna (3) 2011).

Dalsi moznosti je odebrani slov, které se vyskytuji jen ve velmi nizkych poctech,
vétSinou se jedna o chyby a preklepy a miizeme snizit pocet dimenzi o velké mnozstvi
(Materna (3) 2011). Ale mize se naptiklad jednat o odborné terminy nebo jména, ktera
se vyskytuji malo, ale vyznamovou hodnotu maji vysokou, proto se tento postup

uplatiiuje podle urceni aplikace.

3.2 Extrakce priznaku

Nejjednodussim ptikladem extrakce ptiznakli je prevedeni slov na malé
pismena, tim sjednotime slova, kterd jsou na zacatku vét s témi ve vétach. Ale také
mizeme zménit vyznam jinych slov, naptiklad ptijmeni a nazvt (Turney, Pantel 2010).

Nejcastejsim pripadem extrakce ptiznaku je lemmatizace nebo stematizace.



Stematizace znamena pievedeni slova na jeho kmen, tento zpusob je vyhodny
napiiklad pro anglictinu, ale pro ¢esky jazyk je lepsi lemmatizace (Materna (3) 2011).

Lemmatizaci se prevede slovo na jeho zékladni tvar, coz se v CesStiné vétSinou
Vvyuziva.

Problémem lemmatizace a stematizace je viceznacnost, proto se vétSinou
ke slovu jesté pridava tag, ktery zpiesiiuje vyznam slova, nejcastéji slovni druh, tim
se vsak pocet dimenzi opét navySuje, proto se tento postup pouziva u latentnich

sémantickych analyz.



4 Latentni sémanticka analyza

V piipadé¢  velkych  kolekcich  dokumentd  svelkym poctem  slov
ani po lemmatizaci nesniZime pocet dimenzi na piijatelnou uroven. SniZeni poctu
dimenzi o vysoky pocet je hlavni ditvod pouZzivani latentnich sémantickych analyz.

Pokud vezmeme vSechny vektory dokumentl z dané kolekce a vytvofime z nich
matici, dostaneme fidkou matici, kterd bude mit stejny pocet fadki jako pocet slov
apocet sloupct jako pocet dokumentt. Latentni sémanticka analyza vyuziva rozklad
na singularni hodnoty (Singular Value Decomposition, SVD), pomoci kterého prevede
tyto vektory v matici do prostoru s niz§im poctem dimenzi (Husbands, Simon, Ding
2005). Dimenze v tomto novém prostoru budou tvofit koncepty, tedy tematické oblasti
vybrané automaticky, které budou mit u kazdého slova vahu, kterou toto slovo odpovida

danému tématu (Materna (4) 2011).

4.1 Rozklad na singularni hodnoty

Rozklad na singularni hodnoty mimo jiné umoziuje aproximaci ptivodnich dat
pomoci mensiho poctu dimenzi, diky ¢emu lze pouzit k redukci dat bez toho, abychom
prisli o vyznamné informace, které nam déavaji (Baker 2013). Pomoci tohoto rozkladu
muzeme libovolnou obdélnikovou nebo ¢tvercovou matici rozdélit na soucin tii jinych

matic (Caid, Dumais, Gallant 1995).
e X=USV'T

X zna¢i rozkladanou matici o m fadcich a n sloupcich. Matice S je diagonalni
matice a matice U a V jsou ortogonalni matice. Matice U ma m fadku a sloupci, matice
S ma m tadkt a n sloupct a transponovana matice V ma n fadkt a sloupct. Soucinem
téchto matic dostaneme opét ptivodni matici X.

Pro vypocet matice U musime nejprve pivodni matici X ndsobit jeji
transponovanou matici, tedy XX'. Z vysledné matice pomoci rovnosti Av~" = Av~
ziskdme vlastni ¢isla matice A, pomoci kterych ziskame vlastni vektory matice v .
Vlastni vektory sefadime podle velikosti pfislusnych vlastnich ¢isel a vytvoiime z nich
matici, kde tyto vektory budou tvofit jeji sloupce. Pro ziskani matice U je potieba

pfevést tuto matici na ortogonalni matici.



Vypocet matice V je podobny, transponovanou pivodni matici vynasobime
pivodni matici, tedy X™X. Z této matice opét ziskame vlastni &isla a pfisluiné vlastni
vektory, které opét sefadime podle hodnoty vlastnich Cisel do matice, kde vlastni
vektory budou tvoftit jeji sloupce. Pro ziskani matice V staci z vysledné matice vytvorit
matici ortogondlni a jejim transponovanim ziskame hledanou matici V.

Hodnoty matice diagonalni matice S budou odmocniny nenulovych vlastnich
Cisel, ktera jsou u obou matic stejnd. Tyto sefazené odmocniny vytvoii diagonalu
matice S.

Hodnoty v matici S se nazyvaji singularni hodnoty (singular values), sloupce
v matici U se nazyvaji levé singularni vektory a sloupce v matici V nebo fadky v matici
VT se nazyvaji pravé singularni vektory.

Tento postup byl napsan s pomoci prace K. Bakera (2013), kde je vysvétlen
podrobnéji i s priklady.

4.2 VyuZiti rozkladu

Pokud vezmeme matici ¢etnosti slov v dokumentech, at’ jiz s hodnotami ¢etnosti
slov, TF-IDF nebo jiné, a rozlozime ji pomoci rozkladu na singularni hodnoty, mizeme
snizit pocet dimenzi na mensi pocet tak, ze vezmeme nejvétsi singularni hodnoty
diagonalni matice Sa zbylé a s pfislusSnymi levymi a pravymi singularnimi vektory

smazeme (Caid, Dumais, Gallant 1995).
e X=USVT

Po této Upravé bude diagonalni matice S mit jen ktadkt a sloupct, kde
k je pocet singularnich hodnot, které nechame v matici a také pocet témat ¢i dimenzi,
které budou tvofit sémanticky prostor. Matice U bude mit stale m fadkd, ale k sloupcii
a jeji radkové vektory budou reprezentovat slova a jejich vahu pro dané téma. Matice
VT bude mit k¥adkGi a n sloupcii a jeji sloupcové vektory budou reprezentovat
dokumenty a jejich vadhu pro dané téma. ,,L.ze matematicky dokazat, ze chyba, ke které
dojde pfi zanedbani konceptu s minimalni vahou, je nejmenSi mozna.*“ (Materna (4)

2011)



Pro porovnavani dokumentl je potieba jejich vektory vyndsobit singularnimi
hodnotami z matice S a poté je mozné je porovnavat jako v kapitole 2.2, tedy nejcast&ji
kosinovou podobnosti.

Vzhledem ke sniZzeni po¢tu dimenzi ptestavaji byt slova nezavisla, pokud jsou
dvé slova pouzivand v podobnych dokumentech, budou mit i slova podobné vektory.
Takze dokumenty si mohou byt podobné i kdyz neobsahuji stejna slova (Caid, Dumais,
Gallant 1995). Podobnost slov miZeme porovnavat, podobné jako u dokumentu,
porovnavanim vektorii slov vynasobenych singularnimi hodnotami.

Prace se synonymy je vyhodou latentni sémantické analyzy, nevyhodou
je problém s viceznacnosti, protoze latentni sémanticka analyza bere vSechny stejné
zapsand slova za stejnd. Dal$i vyhodou je, Ze diky redukci dimenzi vznikaji mensi
neptesnosti, které eliminuji Sum a chyby v datech (Materna (4) 2011).

Optimalni hodnota Kk, urcCujici pocet témat, se 1iSi podle obsahu kolekce
dokumentii a jeji velikosti a vétSinou se urcuje empiricky. Kvili vyssi vypocetni
narocnosti latentni sémantické analyzy se cCasto upfednostiiuji menSi hodnoty
k (Kontostathsis, Pottenger 2006).

Vysledky latentni sémantické analyzy jsou vétSinou lepsi nez u ptvodniho
vektorového prostoru, nebo alespont stejné dobré. V nékterych piipadech jsou vysledky
dosazené s latentni sémantickou analyzou az o 30% lepsi (Caid, Dumais, Gallant 1995).
Podle prace Husbandse, Simona a Dinga (2005) jsou vysledky latentni sémantické
analyzy u vétSich kolekci nedostate¢né a Casto dochazi ke sniZovani vahy méné ¢astym
sloviim, ¢imZ dochazi k negaci efekti TF-IDF, pro feSeni tohoto problému doporucu;ji

svou normalizovanou latentni sémantickou analyzu.

4.3 Pravdépodobnostni latentni sémanticka analyza

Na rozdil od latentni sémantické analyzy vyuziva pravdépodobnosti latentni
sémanticka analyza, jak jiz jeji nazev napovida, pravdépodobnosti k porovnavani
dokumentt. Jejim zakladem je statisticky model (Hofmann 1999). Pravdépodobnostni
latentni sémantickd analyza vypocitava relevantni pravdépodobnosti vybirdnim hodnot,
kter¢ maximalizuji pravdépodobnost kolekce dokumenti. Tedy urcuje maximalni
pravdépodobnost, kterou odhaduje pomoci algoritmu piedpokladu a maximalizace

(Expectation Maximization, EM) (Farahat, Chen 2006).
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4.3.1 Model latentnich hodnot

Model latentnich hodnot v pravdépodobnostni latentni sémantické analyze
pocita s tfemi soubory proménnych, a to s dokumenty d, jejichz pocet oznac¢ime jako Ng,
se slovy s, jejichz pocet oznaime jako Ns a S tématy nebo dimenzemi t, jejichz pocet
podobn¢ oznac¢ime jako Nt (Oneata 2016).

Podminéna pravdépodobnost, Ze je slovo s obsazeno v dokumentu d je:

P(sld) = XF*P(slt) = P(t]d)
Pravdépodobnost dokumentu d a slova s je:
P(d,s) = P(d) = P(s|d)
= P(d) * X"P(s|t) = P(t|d)
A pomoci Bayesova pravidla mize byt zapsana jako (Farahat, Chen 2006):
P(d,s) = YNtP(s|t) = P(d|t) = P(t)

Neznamé jsou v tomto piipad¢ pravdépodobnosti P(s|t), P(d|t) a P(t), tedy
pravdépodobnost slova SV tématu t, pravdépodobnost dokumentu d Vtématu t
a pravdépodobnost samotného tématu t. Hodnoty téchto proménnych budou dosazeny
v algoritmu predpokladu a maximalizace s pravdépodobnostni funkci pravdépodobnosti
kolekce dokumentt C (Materna (5) 2011):

log[P(C)] = 2q“X§°n(s, d) * log[P(s|d)]

P(C) znaci pravdépodobnost celé kolekce dokumentd, n(s,d) je hodnota z matice

cetnosti slov nebo TF-IDF kolekce dokument.

4.3.2 Algoritmus predpokladu a maximalizace

Algoritmus pfedpokladu a maximalizace (Expectation Maximization,
EM algoritmus) se déli na dva kroky, prvni krok piedpokladu (E) vypocita
z pravdépodobnosti latentni proménou, pomoci které v kroku maximalizace (M) upravi
pravdépodobnosti (Hofmann 1999).

Latentni pravdépodobnostni proménna P(t|d,s) nam oznacuje pravdépodobnost
tématu t za predpokladu vybrani dokumentu d a slova s. Tuto proménou vypocitame
Vv prvnim kroku algoritmu pomoci rovnice (Hofmann 1999):

P(t) * P(d|t) = P(s]|t)

P(tld,s) = YVP(t) « P(d|t) * P(s|t)
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Pomoci této latentni proménné a hodnot z matice Cetnosti slov v dokumentech
vypocitame nové hodnoty pravdépodobnosti (Hofmann 1999):

Nan(s,d) * P(t|d,s)

P (s|t) =
(se) neNon(s,d) = P(t|d,s)
P(dl) = s s D Pt S)
aeNon(s,d) = P(t|d,s)
P(E) YaeNn(s, d)  P(t|d,s)

Tas (s, d)

Pivodni hodnoty téchto pravdépodobnosti se mohou nastavit nahodné a poté
je algoritmus pfedpokladu a maximalizace upravi pii kazdém svém pribéhu.
Algoritmus se zastavuje pifi dosazeni maximalni pravdépodobnosti P(C), pripadné
log[P(C)], toto maximum vSak nemusi byt globalni, ale miZe se jednat pouze o lokalni
maximum (Hofmann 1999).

Podobné, jako u latentni sémantické analyzy, mizeme pak vysledné

pravdépodobnosti zobrazit jako tfi matice, z toho jednu diagonalni (Oneata 2016).
e A=LUR

Matice L o bude obsahovat hodnoty P(d|t) a bude mit Ng fadk a Nt sloupci.
Diagonalni matice U bude mit na diagonale hodnoty P(t) a N fadku a sloupct. A matice
R bude obsahovat hodnoty P(s|t) s N: fadky a Ns sloupci. Vektory dokument budou
vV tomto ptipadé fadkové vektoru matice L. Vysledna matice A je vzhledem K jinému
postupu jind nez matice, kterd by se ziskala stejnym postupem v latentni sémantické
analyze (Oneata 2016).

Pocateéni  hodnoty  pravdépodobnosti silné  ovliviuji  vysledky
pravdépodobnostni sémantické analyzy. Vzhledem k podobnosti vysledkl s vyslednymi
maticemi v latentni sémantické analyze se mizou pocatecni hodnoty ziskat jeji pomoci,
ale s ur¢itymi Gpravami (Farahat, Chen 2006).

Hofmann (1999) také uvadi postup pro optimalizaci EM algoritmu pomoci
temperace, kde se vypoCty v EM algoritmu mocni parametrem f, ktery je na zacatku
algoritmu nastaven na jedna, tedy vysledky budou stejné, jako bez jeho pouziti, ale po
pribéhu EM algoritmu se parametr f zméni o malou hodnotu a zkusi se, jestli vysledky

se zménénym parametrem jsou lepsi.
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Vysledné vektory dokumentd muzeme opét porovnavat pomoci Kkosinové
podobnosti, ale J. Materna ((5) 2011) doporucuje Hellingerovu vzdalenost nebo
KL-divergenci.

Vysledky pravdépodobnostni latentni sémantické analyzy jsou oproti latentni
sémantické analyze vyrazné lepsi, ale jejimi nevyhodami je nemoznost predikce vektora
témat u novych dokumentd, které nebyly v piivodni kolekci dokumentii a tendence
k pfeucovani, nebot’ s rostoucim po¢tem dokumenti v kolekci roste i pocet parametru,

které je tfeba odhadnout (Materna (5) 2011).

4.4 Latentni Dirichletova alokace

VSechny piedchozi modely byly zalozeny na modelu balik slov
(Bag-Of-Words), ve kterém se piedpoklada, Ze pozice a pofadi slov nema vyznam
a slova mizou byt vyménéna (Blei, Ng, Jordan 2003). Ale pokud chceme brat slova
a dokumenty za vymeénitelné, mél by se tomu pfizpisobit i model, ktery by toto
reprezentoval. Zakladni myslenkou latentni Dirichletovy alokace (Latent Dirichlet
allocation, LDA) je, Ze dokumenty jsou reprezentovany jako nahodné smésice
latentnich témat, kde kazdé téma je reprezentovano piidélenymi slovy (Blei, Ng, Jordan
2003).

Latentni Dirichletova alokace je zaloZena na pravdépodobnostni latentni
sémantické analyze, na rozdil od ni ma vSak fixni pocet parametrti, jejichZ pocet neroste
s velikosti dokumentt ani kolekce (Materna (6) 2011). Latentni Dirichletova alokace
vyuzivd generativni model a podobné jako pravdépodobnostni latentni sémanticka
analyza maximalizuje pravdépodobnosti kolekce, ale na rozdil od ni vyuziva Gibbsova

vzorkovani.

4.4.1 Generativni model a Gibbsovo vzorkovani

Generativni model pomoci latentnich proménnych pocitd spole¢nou
pravdépodobnost. Tuto spole¢nou pravdépodobnost upravuje tak, aby maximalizovala
pravdépodobnost kolekce dokumentli. Generativni model u latentni Dirichletovy

alokace se sklada ze tii krokt (Materna (6) 2011):

1. Pro kazdy dokument z kolekce dokumentii vyber parametry multinomického

rozdé€leni (i) z Dirichletova rozdéleni s parametry a.
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2. Pro kazdou pozici slova vdokumentu vyber z Dirichletova rozdé¢leni
s parametry (i) téma t(i,j).
3. Pro kazdou pozici (i,j) vyber slovo s(i,j) z multinomického rozdéleni ¢[t(i,j)]

S parametry .

Ob¢ rozdéleni, multinomické i Dirichletovo, maji k dimenzi, kde kje nami
ureny pocet témat. Parametr a a £ jsou tzv. hyperparametry modelu latentni
Dirichletovy alokace.

V prvnim kroku tedy vybereme pro kazdy dokument pravdépodobnosti pro
vSechna témata. S hodnotami hyperparametrti mensimi nez jedna zajistime, ze s nejveétsi
pravdépodobnosti bude mit dokument jen nékolik malo témat nezanedbatelnou
pravdépodobnost. Ve druhém kroku piifadime kazdé slovni pozici téma a ve tfetim
kroku vybereme slovo s nejvétsi pravdépodobnosti (Materna (6) 2011).

Pravdépodobnost celé kolekce, kterou chceme maximalizovat, ziskdme podle

vzorce (Blei, Ng, Jordan 2003):

P(Cla,p) = '(}'de(é’aIa)[ 1 Xt 4y P tanl0a)P (Santan, B)1d04

C oznacuje celou kolekci dokumentil, parametry o a £ se urcuji pfi generovani
kolekce. Hodnoty 6 se piepocitavaji pro kazdy dokument a hodnoty z a S se urcuji pro
kazdé slovo v kazdém dokumentu (Blei, Ng, Jordan 2003).

Vstupem neni jako v predchozich ptipadech matice Cetnosti slov, ale vektory
dokumenttl, ktery ma kazdy dimenzi stejny pocet, jako je pocet slov v dokumentech
ajedna hodnota vektoru reprezentuje pofadové c&islo slova z mnoZiny vSech slov
V kolekci dokumentii. Kvili tomu neni mozné pouzit TF-IDF nebo jiné metody pro
lepsi vazeni slov a je lepsi stop slova z dokumentti odstranit.

Vektory dokumentt se ziskaji z hodnot 6, které jsou jiz uspofadany v matici
vektori dokumentil a jejich hodnot, které urcuji vahy danych témat. Porovnani vektorti
dokumentii je mozné opét kosinovou mirou nebo podobné jako u pravdépodobnostni
latentni sémantické analyzy.

Diky generativnimu piistupu latentni Dirichletovi alokace je mozné, na rozdil
od pravdépodobnostni latentni sémantické analyzy, odhadovat témata i pro nové

dokumenty, neobsazené v pitvodni kolekci (Materna (6) 2011).
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Diky témto vyhoddm, mens$i vypocetni ndroCnosti a lepSim vysledkiim
nez U ptfedchozich moznosti se v praktickych aplikacich pouzivad pfevazné latentni

Dirichletova alokace (Materna (6) 2011).
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5 Ukazka na datech

Pro nazornou ukazku popisovanych postupli sémantické analyzy jsem
implementoval popisované postupy v jazyku Java. Vstupem do programu jsou
jiz lemmatizované Cesky psané texty v souborech ve formatu csv. Jako vstup
do programu se daji pouzit i neupravené texty v ¢eském jazyce nebo jiném jazyce,
ale jejich pouziti by mohlo zvysit vypocetni naro¢nost a velmi snizit vysledné
podobnosti.

Program neni urcen pro rozsahlé kolekce dokumentli a obsahlé¢ dokumenty.
Implementované algoritmy nejsou optimalizovany pro vétsi vypocetni rychlost
ani mensi naro¢nost.

Prvni podkapitola se bude vénovat mensi kolekci dokumentli pro ukazani
zakladnich principii algoritmi. Ve druhé podkapitole bude pouzita vétsi kolekce

dokumentt a rozebrany vysledky na rozsahlych kolekcich.

5.1 Mensi kolekce dokumentu

Pro prvni ukdzku si vezmeme kolekci sklddajici se ze ctyf dokumentd,

ve kterych je v kazdém jedna véta:

Brokolici si dam v patek.
Kocka si rada spi v krabici.

Kocky si nikdy nesni brokolici.

A W p e

Pocasi v naSi oblasti si neda fict!
V lemmatizované podob¢ budou dokumenty vypadat takto:

brokolice si dat v patek
kocka si rad spi v krabici

kocka si nikdy nejist brokolice

A w0 np e

pocasi v nasi oblast si nedat fikat

Kdybychom témto vétdm chtéli pfifadit témata, tak u prvniho dokumentu
by se dalo fict, Ze pojednava o jidle, druhy, ze pojednava o kockach, tieti pojednava

jak o kockach, tak i o jidlu a ¢tvrty o pocasi.
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5.1.1 Model vektorového prostoru

Po ptevedeni téchto dokumenti do vektorového prostoru, dostaneme

16 jedinecnych slov, které abecedné sefazené vypadaji takto:

e brokolice, dat, kocka, krabice, nasi, nedat, nejist, nikdy, oblast, patek, pocasi,
rad, si, spat, v, fikat

Matice Cetnosti slov (TF), by vypadala takto:

1. brokolice 1010
2. dat 1000
3. kocka 0110
4. Krabice 0100
5. nasi 0001
6. nedat 0001
7. nejist 0010
8. nikdy 0010
9. oblast 0001
10. patek 1000
11. pocasi 0001
12. rad 0100
13.si 1111
14. spat 0100
15.v 1101
16. fikat 0001

Kazdy radek v této matici odpovida danému slovu z kolekce usporadanych
abecedné. Sloupec této matice pak reprezentuje vektor dokumentu. Tato matice
ma vétSinu hodnot nulovou.

Vidime tedy, Ze prvni a tfeti dokument spolu sdili slovo brokolice (1), druhy
a treti slovo kocka (3). VSechny dokumenty sdili slovo si (13) a az na tieti dokument
slovo v (15).

Podle naseho pfifazeni témat bychom fekli, Ze jsou si podobné pouze prvni
a tieti dokument a druhy a tfeti dokument. Jejich kosinova podobnost (zaokrouhlend)

je v tomto vektorovém prostoru:

e 1.a3. 04000
e 2.a3. 03651
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Prvni a posledni dokument, které spolu tematicky nesouvisi, maji podobnost:

e 1. a4 03381

Tedy skoro stejné¢ velkou podobnost jako tematicky souvisejici dokumenty,
protoze spolu sdileji dvé stop slova. Tento problém by méla vyfesit reprezentace
dokumentti pomoci TF-IDF, podle J. Materny ((1) 2011) déna:

TF-IDF = TF(i) * log( n / DF(i))

Pomoci této rovnice popsané podrobnéji v kapitole 2.1 ziskdme tuto matici:

1. brokolice 0,30 0,00 0,30 0,00
2. dat 0,60 0,00 0,00 0,00
3. kocka 0,00 0,30 0,30 0,00
4. krabice 0,00 0,60 0,00 0,00
5. nasi 0,00 0,00 0,00 0,60
6. nedat 0,00 0,00 0,00 0,60
7. nejist 0,00 0,00 0,60 0,00
8. nikdy 0,00 0,00 0,60 0,00
9. oblast 0,00 0,00 0,00 0,60
10. patek 0,60 0,00 0,00 0,00
11. pocasi 0,00 0,00 0,00 0,60
12. rad 0,00 0,60 0,00 0,00
13. si 0,00 0,00 0,00 0,00
14. spat 0,00 0,60 0,00 0,00
15.v 0,12 0,12 0,00 0,12
16. tikat 0,00 0,00 0,00 0,60

Jak vidime, slovo si (13) ma u vSech dokumentt nulovou hodnotu a slovo v (15)
vyrazné niz$i nez ostatni slova. Diky této reprezentaci podobnosti dokument budou

vypadat takto:

e 1.a3. 01044
e 2.a3.0,0871
e 1. a4. 00127

Kvtli menSim hodnotam slov jsou hodnoty podobnosti také nizsi, ale podobnost
tematicky nesouvisejicich dokument 1 a 4 vyrazné poklesla oproti podobnosti

tematicky souvisejicich dokument.
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Pokud bychom hypoteticky v kazdém dokumentu m¢éli

navic

néjaké

plnovyznamové slovo, hodnota tohoto slova by v kazdém dokumentu byla také nula,

proto v praci Husbandse, Simone a Dinga (2005) je upraven vypocet TF-IDF:

e TF-IDF = TF(i) * log( 1 + n/ DF(i))

Diky tomuto vypoctu dostaneme matici:

brokolice
dat
kocka
krabice
nasi
nedat
nejist
nikdy
oblast
10. patek
11. pocasi
12. rad
13.si

14. spat
15.v

16. rikat

CoNoR~WNE

0,48 0,00 0,48 0,00
0,70 0,00 0,00 0,00
0,00 0,48 0,48 0,00
0,00 0,70 0,00 0,00
0,00 0,00 0,00 0,70
0,00 0,00 0,00 0,70
0,00 0,00 0,70 0,00
0,00 0,00 0,70 0,00
0,00 0,00 0,00 0,70
0,70 0,00 0,00 0,00
0,00 0,00 0,00 0,70
0,00 0,70 0,00 0,00
0,30 0,30 0,30 0,30
0,00 0,70 0,00 0,00
0,37 0,37 0,00 0,37
0,00 0,00 0,00 0,70

Hodnoty casto vyskytujicich se slov jsou niz$i, ale nulové jsou pouze

ty hodnoty, kde se slova v dokumentu nevyskytuji, podobnosti pak budou vypadat

takto:

e 1.a3.0,2156
e 2.a3.0,1862
e 1. a4 01157

Podobnost tematicky souvisejicich dokumenti je vyssi nez podobnost tematicky

nesouvisejicich dokumentt a rozdil téchto podobnosti je vyssi nez u Cetnosti slov.
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5.1.2 Latentni sémanticka analyza

Pokud vezmeme matici Cetnosti slov, kterou vlozime jako vstup do latentni

sémantické analyzy a ur¢ime pocet témat na ¢tyii, dostaneme tyto vektory dokumentu:

1. 1,600,36 0,92 1,20

2. 1,820,66-1,490,18
3. 1,381,180,73-1,09
4. 1,89-1,800,12 -0,40

Radky odpovidaji dokumentiim a sloupce jednotlivym tématim. Pokud vektory

dokumentl porovname pomoci kosinové podobnosti, ziskame tyto podobnosti:

e 1.a3.0,4000
e 2.a3.0,3651
e 1.24.0,3380

Dosahli jsme skoro stejnych vysledkli, jako v prvnim piipadé modelu
vektorového prostoru, ale oproti porovnavani vektor dlouhych 16 dimenzi jsme museli
porovnavat jen Ctyfi.

Pokud pocet témat sniZime jen na dvé, dostaneme tuto matici:

1,60 0,36
1,82 0,66
1,381,18
1,89-1,80

A w0 np e

Porovnanim téchto vektori ziskdme hodnoty:

1.a3. 0,8843
2.a3. 0,9361
1.a4. 0,5535

S mensim poctem témat se podobnosti razantné¢ zmeénili. Podobnost druhého
a trettho dokumentu je vys$i nez v piipadé prvniho a tfettho a podobnost prvniho

a ¢tvrtého dokumentu je o poznani nizsi neZ prvni dvé podobnosti.
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Obecny postup pro vybér poctu témat neni. ,,Vzdy je pocet témat ovlivnén
minimalné dvéma faktory — pouzitymi daty a konkrétni aplikaci.* (Materna (7) 2012)
Pokud pocet témat vratime na Ctyfi a misto Cetnosti slov pouZijeme matici

TF-IDF (druhy ptipad s pfictenou jednickou) dostaneme tyto vektory dokumenti:

1. 0,41-0,44-0,670,79
2. 0,58-0,990,77 0,09
3. 0,34-0,69-0,65-0,71
4. 1,490,670,03-0,09

Podobnosti pak jsou nasledujici:

1.a3. 0,2156
2.a3. 0,1816
1.a4. 0,1157

Tedy opét témér stejné vysledky jako v pifipadé¢ vektorového prostoru,
jen s mensim poctem dimenzi.
Pokud snizime pocet dimenzi na dv€, dostaneme vektory dokument:

0,41 -0,44
0,58 -0,99
0,34 -0,69
1,49 0,67

A W bp e

V tomto ptipad¢ budou podobnosti dokumentt:
1.a3. 0,9589
2.a3. 0,9971
1.a4. 0,3195

Tedy tematicky souvisejici dokumenty jsou skoro stejné (jejich podobnosti jsou
témef jedna) a tematicky nesouvisejici dokumenty jsou vyrazné méné podobné.

Pokud pouzijeme vypocet TF-IDF bez pfictené jednicky, tedy slova obsazena
ve vSech dokumentech budou mit nulovou hodnotu, a pocet dimenzi nastavime opét

na dvé, ziskame tyto vektory:

21



1. 0,02-0,12
2. 0,03-1,05
3. 0,01-0,33
4. 1,350,03

S podobnostmi sledovanych dvojic dokumentii:

1.a3. 0,9855
2.a3. 0,9999
1.a4. 0,1641

Kde jsou tematicky podobné dokumenty jesté¢ vice podobné nez v piedchozim

ptipadé a tematicky nepodobné dokumenty maji jesté nizsi podobnost.
5.1.3 Pravdépodobnostni latentni sémanticka analyza

Pro prvni vstup do pravdépodobnostni latentni sémantické analyzy zvolime opét

cetnost slov s poctem dimenzi 4, pficemz ziskdme tyto vektory:

0,00 0,98 0,01 0,00
0,98 0,01 0,01 0,00
0,00 0,01 0,99 0,00
0,00 0,00 0,00 0,99

A w0 np e

Pravdépodobnostni latentni sémantickd analyza nastavila kazdému dokumentu,
ze nejvice spada do jednoho tématu, do kterého jiny dokument skoro nespada.

Podobnosti diky tomu budou vypadat takto:

e 1.a3.0,0193
e 2.a3.0,0132
e 1. a4. 0,0102

Podobnosti vSech dokumentti jsou velmi nizké a rozdil mezi podobnostmi
tematicky souvisejicich a nesouvisejicich dokumenti jsou skoro stejné. Tyto vysledky
tedy nemayji skoro zadnou vypovidaci hodnotu.

Pokud pocet dimenzi sniZime na dvé, dostaneme vektory:
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0,99 0,01
0,99 0,01
0,16 0,84
0,01 0,99

> w0

A podobnosti dvojic dokumentt z kolekce budou:

1.a3. 0,1952
2.a3. 0,1887
1.a4. 0,0242

V tomto piipadé¢ byly prvni dva dokumenty zatazeny skoro jen do prvniho
tématu, ¢tvrty dokument do druhého témat a tieti dokument z vétsi ¢asti do druhého
tématu. Podobnosti jsou stale malé, ale v tomto pfipadé maji dostate¢nou vypovidaci
hodnotu. Ale pokud spustime pravdépodobnostni latentni sémantickou analyzu
na stejnych vstupnich datech se stejnym poctem témat, mizeme dostat jiné, méné
vypovidajici hodnoty. Proto doporucuje Farahat a Chen (2006) pii pouziti této metody
nékolik prabéht a vybrat ten s nejvétsi pravdépodobnosti.

Dal$im diivodem Spatnych vypovidacich hodnot u pravdépodobnosti latentni
sémantické analyzy je vtomto piipadé¢ mala vstupni kolekce dat, kde inicializacni
nahodné hodnoty siln€ ovlivni vysledek, a proto je lepsi tuto metodu pouZzivat na vétSich
kolekcich dat.

Se vstupnimi hodnotami této kolekce vypocitanymi pomoci TF-IDF
si pravdépodobnostni latentni sémanticka analyza poradi jesté hife. Hofmann (1999)

doporucuje pti pouziti této metody pouzivat vstupy v podobé Cetnosti slov.
5.1.4 Latentni Dirichletova alokace

Pfi  pouziti latentni Dirichletovy alokace je vstupni kolekce jina
nez V predchozich pfipadech a nelze pfepinat mezi Cetnosti slov a TF-IDF. Vysledné
vektory s poctem témat Ctyii budou (kazdé spusténi metody mtize mit mirn¢ rozdilné

vysledky i se stejnymi vstupnimi parametry):
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2,00 0,00 0,00 3,00
0,00 6,00 0,00 0,00
0,00 2,00 0,00 3,00
4,00 0,00 3,00 0,00

> w0

Podobnosti v tomto ptipad¢ budou tyto:

e 1.a3.0,6923
e 2.a3. 0,5547
e 1. a4. 04438

Podobnosti jsou vyssi nez v ptfedchozim piipad€ u pravdépodobnosti latentni

sémantické analyzy, ale rozdil mezi podobnosti tematicky souvisejicich
a nesouvisejicich dokumentl neni takovy, aby mél dobrou vypovidaci hodnotu.
Ve vektorech dokumentl lze také vidét, Ze druhy dokument méa nenulovou podobnost
pouze s tietim dokumentem.

Pokud snizime pocet témat na dvé, dostaneme tyto vektory:

1,00 4,00
0,00 6,00
0,00 5,00
7,00 0,00

A W np e

Podobnosti dvojic dokumentli se zméni na tyto:

1.a3. 0,9701
2.a3. 1,0000
1.a4. 0,2525

Druhy a tfeti dokument je tedy podle této metody tematicky stejny, prvni a treti
témef stejny a prvni a ¢tvrty ma oproti ostatnim podobnosti velmi nizs§i podobnost.
Latentni Dirichletova alokace opét dosahuje lepSich vysledkl pfi pouziti vetsi

vstupni kolekce dokument.
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5.2 Vétsi kolekce dokumentu

Pro druhou ukézku je urcena kolekce dvanacti dokumenti, jejichz texty jsou
obsahem pfislusnych ¢lanktt na cCeské wikipedii (cs.wikipedia.org), které byly
lemmatizovany. Kazdy dokument obsahuje nékolik stovek slov, a proto nemusi

byt podobnosti dobte patrné. Dokumenty v kolekci:

1. Biezinka.csv — c¢lanek pojednavajici o srubu tézkého opevnéni republiky
Ceskoslovenské

ELO.csv — Electric Light Orchestra byla britska hudebni rockova skupina
HK.csv — ¢lanek o Hradci Kralové

KralovehradeckyKraj.csv — ¢lanek o historii, geografii a dopraveé v Kraji
UHK.csv — historie a popis Univerzity Hradec Kralové

fotbal.csv — popis a pravidla tohoto sportu

kunétickaHora.csv — 0 hradu u Pardubic a jeho historii

Ikvz26.csv — lehky kulomet vzor 26 uréeny mimo jiné i do opevnéni

© ©° N o gk~ w DN

obrana.csv — kratky ¢lanek popisujici obranu z vojenského hlediska

[EEN
o

. Opevneni.csv — popis a historie Ceskoslovenského opevnéni z let 1935-1938

[EEY
[EEY

. rock.csv — popis a historie hudebniho stylu

[EEN
N

.tvrze.csv — &lanek pojednavajici o pilifi Ceskoslovenského opevnéni,

délostieleckych tvrzich

Podle tohoto seznamu s kratkym popisem ¢lankt by spolu méli souviset nékteré
dokumenty ve velké mife, nékteré v mensi a nckolik dokumentid vibec. Nejvice
by spolu méli souviset ¢lanky o opevnéni (10), tvrzich (12) a Biezince (1), se kterymi
by méli o néco méné souviset také ¢lanky o lehkém kulometu vz. 26 (8) a obrané (9)
a Vv mens$i mife i text o hradu Kunétickd hora (7). Vétsi podobnost by také méli mit
¢lanky o Hradci Kralové (5) a Kralovehradeckém kraji (4) a méné souviset s nimi
by mél i ¢lanek o Univerzité Hradec Kralové (5). A nakonec texty z ¢lankt o skupiné
ELO (2) a o rocku (11), ktery skupina hraje, by méli byt také podobné.

Podobnosti byly vypocteny jako v pfedchozim piipadé kosinovou metrikou.
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5.2.1 Model vektorového prostoru

Program v této kolekci zaradi mezi slova i letopocty a jiné Cislovky, spoustu
nazvu a zkratek a také cizi slova casto uvadéna na zacatku Clanki. V piipadé Cetnosti

slov budou mit vybrané¢ dokumenty tyto podobnosti:

e Bfezinka a opevnéni: 0,6301
e Brfezinka a tvrze: 0,6096
e ELO arock: 0,4840
e Opevnéni a obrana: 0,5136
e Brfezinka a ELO: 0,4505

e Kunéticka hora a fotbal: 0,3633

Prvni dvé dvojice vybranych dokumenti by méli velmi podobné, coz v tomto
pripadé odpovida s podobnosti 0,6 u obou dvojic. Dalsi dvé dvojice by méli byt také
podobné, ale v mensi mife, coz také odpovida s podobnosti 0,5 a 0,48. Posledni dvé
dvojice by si tematicky neméli byt podobné viibec, podobnosti jsou v tomto piipadé
mensi nez u ostatnich dvojic, ale podobnost ¢lankli o srubu opevnéni Bfezince
a hudebni kapele ELO je skoro stejna jako podobnost skupiny ELO a Zanru rock, ktery
skupina hraje.

U téchto vétSich dokumenti se zacina projevovat nevyhoda Cetnosti slov, vysoka
vaha Casto opakujicich se slov, proto se vétSinou pii sémantické analyze z textl vylouci
stop slova, nebo se pouzije metoda vazeni slov, ktera tento problém eliminuje,
jako TF-IDF. Po pouziti této metody, slova, vyskytujici se ve vSech dokumentech,

budou mit hodnotu nulovou a podobnosti se zlepsi:

e Bfezinka a opevnéni: 0,0646
e Brfezinka a tvrze: 0,1398
e ELOarock: 0,0630
e Opevnéni a obrana: 0,0621
e Bifezinka a ELO: 0,0314

e Kunéticka hora a fotbal: 0,0107
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Vétsina podobnosti je sice o fad mensi, ale vypovidaci hodnota je mnohem vétsi.
Nejvice podobna dvojice ¢lankd je Biezinka a tvrze Ceskoslovenského opevnéni, poté
jsou podobnosti dvojic Bfezinka a opevnéni, ELO a rock a opevnéni a obrana, které
jsou skoro stejn¢ velké. Oproti nim poloviéni podobnost ma dvojice dokumenti
pojednavajici o Biezice a skupiné ELO, kde mizeme soudit, ze stale spolu sdili
stop slova, kterd nejsou obsazena ve vSech dokumentech, a tedy né&jakou hodnotu maji.
Nejmensi podobnost ma hrad Kunéticka hora a fotbal, kterd je tfetinova oproti
podobosti Biezinky a skupiny ELO a asi desetkrat mensi nez podobnost ¢lanka
0 Bfezince a tvrzich.

Pokud pouzijeme druhou verzi vypoctu TF-IDF s pfi¢tenou jedni¢kou
v logaritmu, aby nulovou hodnotu dostala jen slova se v dokumentech nevyskytujici,

dostaneme podobnosti nasledujici:

e Biezinka a opevnéni: 0,2289
e Brfezinka a tvrze: 0,2751
e ELO arock: 0,1512
e Opevnéni a obrana: 0,1792
e Brfezinka a ELO: 0,1237

e Kunéticka hora a fotbal: 0,0754

Podobnosti jsou vyssi nez v ptedchozim ptipadé, ale velky pocet vyskytu
stop slov opét velmi ovlivnil vysledky. Nejvice podobné dvojice jsou stejné, jako
v minulém ptipadé, ale podobnost ¢lankti o Biezince a skupiné ELO neni o moc niZzsi

nez podobnost ¢lankd o skupiné ELO a rocku.

5.2.2 Latentni sémanticka analyza

Pfi pouziti cetnosti slov a nastaveni poctu témat na dvanict dostaneme
podobnosti u sledovanych dvojic stejné jako v ptipadé¢ modelu vektorového prostoru

S pouzitim Cetnosti slov. Ale pokud pocet témat zkusime snizit na pét, dostaneme:

e Bfezinka a opevnéni: 0,8392
e Bfezinka a tvrze: 0,8206
e ELO arock: 0,8421
e Opevnéni a obrana: 0,9880
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e Bfezinka a ELO: 0,7804
e Kunéticka hora a fotbal: 0,6311

Podobnosti se razantn¢ zvysili, ale nejvyssi podobnost ma dvojice opevnéni
aobrana, ktera v ptedchozich piipadech byla vzdy o néco mensi nez prvni dvé
podobnosti.

Pokud pocet témat zvysime na sedm, podobnosti se zméni na:

e Bfezinka a opevnéni: 0,7644
e Brfezinka a tvrze: 0,6413
e ELO arock: 0,6403
e Opevnéni a obrana: 0,9879
e Bfezinka a ELO: 0,6349

e Kunétickd hora a fotbal: 0,3473

V tomto ptipad€ se podobnost opevnéni a obrany téméf nezménila, ale ostatni
ano. Podobnosti dvojic Bfezinka a tvrze, ELO a rock a Bfezinka a ELO jsou témét
stejné a podobnost dojice Kunéticka hora a fotbal je oproti nim téméf polovicni.

Pokud vyuZijeme TF-IDF bez pfi¢tené jednicky v logaritmu, ktera nam
v modelu vektorového prostoru zajistila nejlepsi vysledky, a pocet témat nastavime opét

na sedm, podobnosti budou:

e Bfezinka a opevnéni: 0,3182
e Brfezinka a tvrze: 0,1877
e ELOarock: 0,0627
e Opevnéni a obrana: 0,9167
e Brfezinka a ELO: 0,0329

e Kunéticka hora a fotbal: 0,0220

Dvojice snejvyssi podobnosti opét zdstava opevnéni a obrana, po které
nasleduje tietinova podobnosti dvojice Biezinka a opevnéni. Dvojice Biezinka a tvrze
ma podobnosti polovi¢ni oproti dvojici Bfezinka a opevnéni, které v pfedchozich
pfipadech vychdzely podobné. Podobnost tematicky nesouvisejicich ¢lanki Bfezinka

a ELO je poloviéni oproti ¢lankiim ELO a rock.

28



Pokud budeme zkouset ménit pocet témat, zjistime, ze podobnost dvojice obrana
a opevnéni bude jiné pouze, pokud pocet témat zlstane dvandct, jelikoz dvanacté téma
vypocitané latentni sémantickou analyzou ma hodnotu u ¢lanku o obrané zépornou
a u ¢lanku o opevnéni kladnou. Tedy v tomto pfipad€ je optimalni pocet témat dvanact

a podobnosti jsou stejné, jako v modelu vektorového prostoru:

e Biezinka a opevnéni: 0,0646
e Bfezinka a tvrze: 0,1398
e ELOarock: 0,0630
e Opevnéni a obrana: 0,0621
e Brfezinka a ELO: 0,0314

e Kunéticka hora a fotbal: 0,0107

Podobnosti jsou tedy stejné, jako ve vektorovém prostoru, ale velikost
porovnavanych vektorli a vypocetni narocnost algoritmu je niz8i nez ve vektorovém
prostoru. Caid, Dumais a Gallant (1995) uvadgji, Ze na vstupni matici obsahujici kolem
2 000 dokumentt a 5 000 slov trval (v roce 1995) vypocet latentni sémantické analyzy
kolem dvou minut a u matice o piiblizn¢ 60 000 dokumentech a 80 000 slovech se tento
¢as zvysil asi na 18 hodin (opét v roce 1995) a oproti modelu vektorového prostoru
si vede v nékterych piipadech az o 30% Iépe nebo, jako v tomto piipadg, alespon stejné
dobte. K problému s ur¢enim poétem témat uvadéji piiklad, kdy v kolekci s néco malo
nez 70 000 dokumenty urcovali poCet témat, ktery nakonec nastavily na 199.

Husbands, Simon a Ding (2005) uvadéji, Ze na vétsich kolekcich vykon latentni
sémantické analyzy jiz neni tak dobry. Na kolekci o piiblizné 528 000 dokumentech
a 115 000 slov byl jiz velky problém urc¢it optimalni pocet témat, a tak zkousSeli rizné
hodnoty az do poctu témat 1000, ale vysledky ve vSech ptipadech si byly velmi
podobné. V piipadé velkych kolekei je zvyraznéni méné Castych slov pomoci TF-IDF

nedostacujici, proto uvadéji normalizovanou latentni sémantickou analyzu.

5.2.3 Pravdépodobnostni latentni sémanticka analyza

Pokud jako vstup do pravdépodobnostni latentni sémantické analyzy zvolime
Cetnost slov a pocet témat dvanact, podobnosti sledovanych dvojic dokumenti budou

(kazdy prubéh algoritmu mlZze vykazovat rizné vysledky):
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e Biezinka a opevnéni: 0,0143

e Brfezinka a tvrze: 0,0148
e ELO arock: 0,0114
e Opevnéni a obrana: 0,9998
e Bfezinka a ELO: 0,0026

e Kunéticka hora a fotbal: 0,0015

Nejvyssi podobnost, je jako u latentni sémantické analyzy, kde jsme snizili pocet
témat, u dvojice opevnéni a obrana a to téméf jedna. Ostatni podobnosti jsou velmi
niz8i, ale je vidét, Ze dvojice Bfezinka a opevnéni a Bfezinka a tvrze spolu souvisi vice,
nez ostatni dvojice. Dvojice ELO a rock maji o tfetinu mensi podobnost, nez ptedchozi
dvojice, tedy spolu tematicky souvisi mén¢, ale stale souvisi, oproti tomu dvojice
Bfezinka a ELO a hrad Kunétickd hora a fotbal maji podobnosti v fadech tisicin, tedy
spolu souvisi o poznani ménég, nez ostatni dvojice.

Pokud spustime pravdépodobnostni latentni sémantickou analyzu znovu
na Cetnosti slov a se stejnym poctem parametrd, mizeme dostat jiné hodnoty a z nich

tyto podobnosti:

e Bfezinka a opevnéni: 0,0163
e Brfezinka a tvrze: 0,0166
e ELO arock: 0,0143
e Opevnéni a obrana: 0,0198
e Brfezinka a ELO: 0,0099

e Kunétickd hora a fotbal: 0,0105

Vtomto piipadé je stdle podobnost opevnéni a obrany nejvyssi,
ale jiz v uvefitelné mife oproti ostatnim podobnostem. Rozdily mezi jednotlivymi
podobnostmi jsou mensi, nez v piedchozim piipadé, ale vysledky jsou podobné, kromé
dvojice opevnéni a obrany. Farahat a Chen (2006) ve své praci pii pouzivani
pravdépodobnostni latentni sémantické analyzy nejdiiv pomoci nékolika desitek
spusténi algoritmu zjisti optimalni hodnoty logaritmické hodnoty celku a poté pouZzivaji
jen ty instance, které mezi tyto hodnoty zapadaji a navrhuji zlepSeni vysledkl s lepSimi

metody inicializace, neZ ndhodnymi hodnotami.
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Pokud pocet témat snizime na osm a nechame cetnost slov jako vstupni hodnoty,

podobnosti budou:

e Bfezinka a opevnéni: 0,0362
e Bfezinka a tvrze: 0,0328
e ELOarock: 0,0336
e Opevnéni a obrana: 0,0177
e Brfezinka a ELO: 0,0075

e Kunéticka hora a fotbal: 0,0041

V tomto piipad€ je nejvetsi podobnost dvojice Biezinka a opevnéni, ale druha
nejveétsi je ELO a rock, kterd v pfedchozich ptfipadech byvala mensi, nez prvni dvé
dvojice, podobna s dvojici opevnéni a obrana. Ostatni podobnosti jsou na tom podobné¢,
jako v predchozich piipadech, nejmensi je u dvojice ¢lankd Kunéticka hora a fotbal a o
néco vEtsi je Brezinka a ELO, ktera je vice jak dvakrat mensi, neZ opevnéni a obrana,
ktera je polovi¢ni oproti tematicky nejpodobnéjSim ¢lankiam.

Hofmann (1999) porovnavéa pravdépodobnostni latentni sémantickou analyzu
a latentni sémantickou analyzu s tvrzenim, ze prvn¢ zminéna piekondva druhou ve vétsi
mife. Ve vSech pifipadech pouZiti obou algoritmi dosahuje znaéné lepsiho vykonu
a uvadi, Ze pravdépodobnostni latentni sémantické analyza si vede dobie 1 v pfipadech,
kdy latentni sémanticka analyza selhava, ale uvadi, Ze je moZzné pouzit kombinaci obou
algoritmd, ktera si vede 1épe, nez algoritmy samotné.

Farahat a Chen (2006) uvadgji, ze pro zlepSeni vysledkl, lze pouzit
zprimérovana data z nékolika instanci pravdépodobnostni latentni sémantické analyzy
anavic pfidava jednu instanci inicializovanou pomoci dat z rozkladu na singularni
hodnoty, takto ziskané¢ vysledky si vedou dobfe i1 na malych kolekcich dat,
kde algoritmus této metody, jako i vnaSem piikladu, selhava. Dale srovnava
zprumérované modely obsahujici nékolik instanci pravdépodobnostni latentni
sémantické analyzy i latentni sémantické analyzy.

Vsechny citované zdroje doporucuji a sami pouzivaji tuto metodu se vstupnimi
daty v podobé cetnosti slov, maximalné svyjmutymi stop slovy, ale i stémi
si algoritmus poradi, jak muzeme vidét i vtomto piikladu. Pii pouziti TF-IDF

ma algoritmus vétSi potize, protoze ve vstupni matici je vice hodnot nulovych
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a tak se jednotlivé vysledky mizou velmi liSit a jejich vétSina nemusi mit zadnou

vypovidaci hodnotu.

5.2.4 Latentni Dirichletova alokace

Pokud pouzijeme na tuto kolekci dokumentli metodu latentni Dirichletovi
alokace spoctem témat dvanact, dostaneme podobnosti sledovanych dvojic ¢lanka

ve tech instancich algoritmu:

e Biezinka a opevnéni: 0,2741 0,2272 0,1985
e Bfezinka a tvrze: 0,5268 0,3548 0,3394
e ELOarock: 0,3461 0,3501 0,3147
e Opevnéni a obrana: 0,9521 0,6580 0,5859
e Brfezinka a ELO: 0,0990 0,1395 0,1136

e Kunéticka hora a fotbal: 0,2689 0,2757 0,3394

4

Z téchto podobnosti vidime, Ze opét nejpodobnéjsi je oznacena dvojice opevnéni
a obrana, v prvnim piipad¢ s podobnosti 0,95. Kromé prvniho ptipadu, jsou prvni tii
dvojice na tom podobnostné stejné. Podobnost dvojice ¢lankd Biezinka a ELO
hory a fotbalu je vysSi, ve tretim ptipad€ i1 stejné velka, jako podobnost dvojice
Briezinka a tvrze.

Pokud pocet témat sniZime na osm, podobnosti se zméni na:

e Bfezinka a opevnéni: 0,4020 0,2982 0,4542
e Bfezinka a tvrze: 0,4207 0,4162 0,8938
e ELO arock: 0,9926 0,3302 0,3087
e Opevnéni a obrana: 0,5389 0,4887 0,5223
e Bfezinka a ELO: 0,1951 0,1047 0,1883

e Kunéticka hora a fotbal: 0,3212 0,0898 0,3557

V prvnim piipadé€ je podobnost dvojice ELO a rock témé&f jedna, ve tfetim zase
podobnost dvojice Bfezinka a tvrze je skoro 0,9. Mizeme tedy vidét, ze 1 v latentni

Dirichletové alokaci mizou nékteré vysledky poskocit od optimalnich hodnot.
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Blei, Ng a Jordan (2003) jako ukazku pouzivaji algoritmus latentni Dirichletovi
alokace na kolekci dat o 16 000 dokumentech s odstranénymi stop slovy s ur¢enym
poctem témat na hodnot¢ 100. Kromé toho, ze ukazuji, jak je tato metoda vykonna, také
poukazuji na jeji omezeni. Diky jinému formatu vstupnich dat, nez u ptredchozich
metod, vznika problém, kdy slova, kterd by méla spolu tematicky souviset, se mohou
dostat do témat riznych. Vyhoda této metody oproti pravdépodobnostni latentni
sémantické analyze je niz§i vypocetni naro¢nost dand niz§im poctem parametri
algoritmu. Ale nejvétsi vyhoda je moznost porovnavat nové dokumenty, neobsazené

Vv trénovaci kolekci, coz zakladni pravdépodobnostni latentni analyza neumoziuje.
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6 Zaver

Zakladnim zplisobem pifevedeni textu do podoby Iépe Citelné pocitacem
je model vektorového prostoru, kde je text reprezentovan matici udavajici kazdému
slovu v kazdém dokumentu néjakou hodnotu, at’ jiz binarni, ¢etnost slov nebo TF-IDF.
Tato reprezentace u vétSich dokumentl obsahuje velké mnozstvi hodnot a casto
je nepiehledna a porovnavani vektorti v tomto prostoru vypocetné naro¢né, ale piesto
sva vyuziti najde. U menSich kolekci dokumenti, které spolu tematicky souviseji
a obsahuji spolecné vyznamova slova je tato reprezentace dostatecné i k jejich
porovnéavani ¢i hledani v nich. Tato reprezentace si diky metodé TF-IDF také poradi
se zakladnim problémem a to se slovy, které se Casto vyskytuji, ale nemaji vyznamovou
hodnotu. Ale pro vétsi kolekce dokumentt je tento zpisob reprezentace nedostatecny
a vypocetné narocny.

S pomoci rozkladu matice na singuldrni hodnoty vznikla metoda latentni
sémantické analyzy, ktera tohoto rozkladu vyuzije a matici Cetnosti slov rozlozi
na matici, ktera vytvoii témata pro kolekci dokumenti a ptifadi jim hodnoty,
aby je bylo mozné porovnavat. Diky tomu lze snizit pocet dimenzi vektorového
prostoru na libovolny pocet, ale urcit tento pocet spravné je hned prvnim problémem
této metody, ktery se feSi empiricky podle dosazenych vysledkd. Pfi porovnavani
dokumentt tedy porovnavame daleko mensi vektory a tim Setfime ¢as 1 vypocetni
narocnost a vysledky stouto metodou dosazené jsou alespont stejné dobré, jako
v modelu vektorového prostoru nebo 1 lepsi.

Abychom doséhli jest¢ lepSich vysledki, vznikla metoda pravdépodobnostni
latentni sémantické analyzy, kterd pomoci statistického modelu a pravdépodobnostni
vytvoii témata pro dokumenty a rozdéli je do nich. Jako v pfedchozi metod¢, je pocet
témat témet libovolny, a jeho ur€eni je stejny problém. Ale oproti latentni sémantické
analyze ma tato metoda lepSi zaklad a vysledky s ni dosazené jsou lepsi. OvSem
pfi inicializaci tohoto algoritmu se nejcastéji pouzivd ndhodnych dat, a ty mohou
ovlivnit vysledky i do té miry, Ze budou naopak hor$i nebo nesmysIné. Nejvice
je to vidét u mensich kolekci dokumentt, se kterymi ma tato metoda obtize. ReSeni
tohoto problému je vice instanci algoritmu se stejnymi parametry a pouZiti pouze

optimalnich vysledkti nebo jejich zprimérovani, nebo inicializace dat jinym zplsobem.
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Nejvetsi nevyhodou této metody je rostouci pocet parametrii a nemoznost porovnavani
S novymi dokumenty.

Resenim vyse uvedenych problémi je latentni Dirichletova alokace, kterd
Z pravdépodobnostni latentni sémantické analyzy vychazi, ale ma stejny pocet
parametrd, takze je vypocetné¢ méné narocna a vysledky s ni dosazené jsou na lepsi
urovni a vétSina vysledkd je optimalnich.

I kdyz je latentni Dirichletova alokace na vétSich kolekcich dat nejlepsi
jak vykonnostné, tak ve vysledcich, vSechny metody najdou své vyuziti. Na menSich
datech je lepS$i pouzivat latentni sémantickou analyzu nebo i model vektorového
prostoru, ktery je v nékterych pfipadech dostacujici i s pouhou cetnosti slov nebo
bindrni reprezentaci slov. Ale srostouci kolekci dokumenti a jejich velikosti
je zapotiebi pouzivat lepsi metody. Dal§i moznosti je pouzivat kombinace téchto metod

a tim dosahnout jesté lepsich vysledki nez pii pouziti jednotlivych metod.
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Sémanticka analyza textl Ptiloha 1

Popis zdrojovych kéda v programu

aplikace

©)

gui

O

model

o

AppSemantickaAnalyza.java — Hlavni tfida zodpovédna za spusténi
programu

SemantickaAnalyzaGui.java — Ttida zodpovédna za vytvoreni
uzivatelského rozhrani a prezentovani vysledkt uzivateli

Dokument.java — Ttida pro jeden dokument (vétu nebo hledany fetézec),
obsahuje vSechna jedine¢na slova v dokumentu a pocet jejich vyskytt
Lda.java — Tiida provadéjici metodu latentni Dirichletovi aleokace
pomoci Gibbsova vzorkovani

Matice.java — Trida pro reprezentaci dvourozmérného pole Cisel
vychézejici ze tiidy Matrix knihovny Jama

PLSA.java — Ttida provadéjici metodu pravdépodobnostni latentni
sémantické analyzy pomoci temperovan¢ho algoritmu pifedpokladu a
maximalizace

SemantickaSVD.java — Ttida pro metodu latentni sémantické analyzy
pomoci vstupu z rozkladu na singularni hodnoty z knihovny Jama
Soubor.java — Ttida pro reprezentaci kolekce dokumentt, obsahuje
vypocety Cetnosti slov a TF-IDF

Vektor.java — Ttida pro reprezentaci jednorozmérného pole ¢isel a pro
vypoéty s nim spojené (kosinova metrika)

ImportSouboru.java — Ttida zodpovédna za Eteni souborti ve formatu csv
a vytvoreni vstupnich dat pro reprezentaci dokumentti

Nacitac.java — Ttida obsahujici vlastni ¢teni dokumentu
SemantickaAnalyzaObsluha.java — metoda obsluhujici pokyny

z uzivatelského rozhrani odpovédna za dodavani dat
TableModelSemAnalyza.java — tfida tableModelu pro tabulku

Vv uZivatelském rozhrani, obsahujici data z vystupnich matic

knihovny

o

Jama 1.0.3 — Maticova knihovna pro jazyk Java, v programu je vyuZit
vypocet rozkladu na singularni hodnoty a tfida Matrix, ktera je rozSifena
na tiidu Matice, dostupna na: http://math.nist.gov/javanumerics/jama/



http://math.nist.gov/javanumerics/jama/

Sémanticka analyza texti Ptiloha 2

Navod k programu

Sémantickd analyza textd

| Macist soubory || Vektorova reprezentace || LSA || PLSA || LDA || Nezaokrouhlovat
2 | TF || TF - IDF || TF - IDF+1 || = || Témat: 10 || + |
Bfezinka.csv ELO.cav HK.csv Kralovehradec... UHK.csv fotbal.csv kunétickaHora... lkvz26.cav obrana.csv opevneni.csv rock.csv tvrze.csv
4575983 17.58649 23.85541 46.75103 31.07347 2142723 2471453 17.99918 11.93553 25.22061 48.51985 27.42088
-21.85291 450866 1.5031 -4.11545 6.26978 -3.20715 -1.8666 -0.21817 -2.96792 -6.23466 35.10065 -18.54655
19.58637 3.20227 -8.13658 -28.35141 -12.70424 -3.48491 -1.94741 -0.07754 0.54874 288784 15.81309 8.70565
-8.00529 -5.27028 -2.45074 12.44654 -27.84286 9.57798 -1.80085 1.02281 14703 2.07168 7.26027 £.99179
11.82088 421564 -2.27916 13.29632 -8.47223 -22.05685 0.58307 -5.83184 -4.12959 -5.58082 1.76984 -9.19211
-9.3513 -8.39659 425528 -0.52725 372445 -16.10996 1.967 -3.47385 0.92803 1.8772 3.38487 18.95338
531783 -10.82723 -0.79619 383 542769 4.64815 -18.41391 -7.596 -2.50504 -6.1562 4.00166 2.02662
-3.9924 17.50291 -1.89913 1.87266 0.40977 -2.09377 -13.0013 3.54634 0.51025 0.56164 -1.70535 G.61105
1.30615 -7.10522 5.89291 -0.85927 -1.56268 -5.84151 -7.97913 15.81045 356301 7.46592 -0.53944 -5.59996
-0.60205 -3.27719 g |-17.09019 321641 4.08987 -0.84005 2.08992 8.71632 -2.72326 -2.15518 1.0613 219778

4

Podobnost dokumentd Biezinka.csv a obrana.csv je: 0.65559 (pro novou kliknéte)

1. Po spusténi programu bude viditelné pouze tlacitko Nacist soubory a

Nezaokrouhlovat.

a.

Tlac¢itko Nacist soubory otevie nové okno s pruzkumnikem
souborli, ve kterém ocekdva vybrani vstupnich souboril
ve formatu CSV, souborl je nutné vybrat vice najednou. Pokud
nacteni z n¢jakého divodu selze, soubory mohou byt nacteny
znovu a zobrazi se upozornéni misto tabulky 3.

Po nacteni souborti se zobrazi Vektorovd reprezentace Kolekce
dokumentt v tabulce 3 a zobrazi prislusna tlacitka v fade 2.

LSA provede vypocet latentni sémantické analyzy a zobrazi
vysledky v tabulce 3 a zobrazi pfislusna tlacitka v fadé 2.

PLSA vypocte pravdépodobnostni latentni sémantickou analyzu
azobrazi vysledky vtabulce 3 a zobrazi piislusna tlacitka
Vv fadé¢ 2.

LDA provede vypocet latentni Dirichletovy alokace a zobrazi

vysledky v tabulce 3 a zobrazi piislusna tlacitka.




Sémanticka analyza textl Ptiloha 2

f. Nezaokrouhlovat / Zaokrouhlovat piepina zaokrouhlovani
vysledki na pét desetinnych mist.

2. Tyto tlacitka budou viditelnd pouze po nacteni souborti a v zavislosti
na vybrané metode¢.

a. TF prepne vypocet na Cetnost slov.

b. Podobn¢ jako TF, ale matice bude vypocitana pomoci TF-IDF,
tedy Cetnosti slov dé€lené inverzni ¢etnostni dokument.

c. Viz ptedchozi piipad, pti vypo¢tu TF-IDF pricte k logaritmu
inverzni ¢etnosti dokumentt jednicku.

d. Tlac¢itka + a - zvysi nebo snizi pocet témat pro metody LSA apod.

e. Tlacitko Témat: X provede znovu vypocet zvolené metody
s aktudln¢ nastavenym poctem témat.

3. Tabulka zobrazujici matici hodnot ¢etnosti slov nebo vysledk nékteré
zmetod sémantické analyzy textl. Pokud nejsou nacéteny soubory,
nebo probihda vypocet, tabulka je zobrazena prazdna nebo pouze
Shlavickou aje zde umistén informaéni text. Vysledky jsou
zaokrouhleny podle stavu tlacitka.

4. Podobnost dokumentii. Tato polozka se zobrazi po nacteni dokumentl
apro jeji vypocteni je potieba dvakrat kliknout levym tlacitkem mysi
dotabulky 3 na dva sloupce zobrazujici dokumenty. Podobnost
je vypocitana pomoci kosinové podobnosti.

Program neni nijak vypocetné optimalizovan a algoritmy nejsou nijak zlepSeny
pro vétsi kolekce dokumentt, takze s vétsi kolekei dokumentti nebo s velkym poctem
slov miiZze vypocet trvat delsi dobu a da se zastavit pouze vypnutim programu.

Vlastni vstupni dokumenty museji byt ve formatu CSV se stiednikem jako
odd€lovacem a s daty ve druhém sloupci. Data nemuseji byti lemmatizovana, ani ¢esky

psana, ale vysledky jinych dat nemuseji miti vypovidaci hodnotu.
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Struktura prilozeného CD s programem

e Zékladni adresar
o Navod k programu ve formatu PDF
o Spustitelny soubor programu ve formatu jar
o Slozka res
= Slozka mensi kolekce dat
e Obsahujici ¢tyfi CSV soubory s ukazkovymi daty
pouzitymi v prvni ¢asti praktické ¢asti bakalarské prace
» SloZzka vetsi kolekce dat
e Obsahujici dvanact CSV soubori s ukazkovymi daty
pouzitymi v druhé ¢asti bakalarské prace obsahujici texty

z wikipedie
o Slozka zdrojové kody
» Zdrojové kody k programu ve slozkach podle balickt ve formatu
java
o Slozka lib

» Knihovna Jama vyuZivan programem
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