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Segmentace řečových trénovacích dat pro 
učení systému ASR 

Abstrakt 

Tato diplomová práce se zabývá vývojem poměrně rozsáhlého systé­
mu pro vytěžování a p ř íp ravu trénovacích dat pro účely t rénování 
sys témů rozpoznávání řeči. Začíná přeh ledem historického vývoje 
au tomat ických sys témů rozpoznávání řeči od t radičních po E 2 E 
systémy, př ičemž zdůrazňuje klíčovou roli dat v jejich tvorbě . Na 
základě po t ř eby velkého množs tv í dat je navržen sys tém pro jejich 
automatickou těžbu , k te rý se skládá ze t ř í částí: zpracování audia, 
zpracování textu a př i řazení t e x t ů k audio segmentům. Zpracování 
audia zahrnuje předzpracování , detekci řečové aktivi ty a nás ledné 
rozdělení audia na segmenty obsahující řeč. Zpracování textu se 
věnuje úpravě t e x t ů podle požadavků uživatele a poskytuje k to­
mu po t ř ebné nás t ro je . Př i řazení textu k audio segmen tům zahrnuje 
rozpoznávání audio segmentů a př i řazení vhodných t e x t ů na zá­
kladě jejich podobnosti. Navržený sys tém je exper imentá lně ověřen 
na j ednoduchých českých a komplexních dánských datech, př ičemž 
se podař i lo vytěži t t éměř 90 % jednoduchých českých dat a t éměř 
48 % komplexních dánských dat. Data vytěžená v rámci dánského 
experimentu byla nás ledně použ i t a při t rénování nového modelu. 
Nakonec se tento nový model použil pro opětovné vytěžení dat, 
kde se ukázalo, že byl schopen vytěži t t éměř o 6 % více dat než 
jeho předchůdce, a tud íž vy těžená data napomohla ke zlepšení mo­
delu. 

K l í č o v á s lova : rozpoznávání řeči, t ěžba dat, zpracování audia, 
zpracování textu, t rénovací data 

5 



Abstract 

This thesis deals wi th the development of a rather large-scale sys­
tem for mining and preparing training data for the purpose of tra­
ining speech recognition systems. It starts wi th an overview of the 
historical development of automatic speech recognition systems, 
from traditional to E 2 E systems, highlighting the key role of da­
ta in their design. Based on the need for large amounts of data, 
a system for automatic data mining is proposed, which consists of 
three parts: audio processing, text processing, and text matching 
to audio segments. Audio processing involves pre-processing, spe­
ech activity detection and subsequent segmentation of audio into 
segments containing speech. Text processing deals wi th the editing 
of texts according to the user's requirements and provides the ne­
cessary tools to do so. Text to audio segment matching involves 
recognizing audio segments and matching appropriate texts based 
on their similarity. The proposed system is experimentally valida­
ted on simple Czech and complex Danish data, and it has been able 
to extract almost 90 % of the simple Czech data and almost 48 % of 
the complex Danish data. The data extracted in the Danish experi­
ment were subsequently used to train the new model. Finally, this 
new model was used to re-extract the data, where it was shown to 
be able to extract almost 6 % more data than its predecessor and 
thus the extracted data helped to improve the model. 

K e y w o r d s : speech recognition, data mining, audio processing, 
text processing, training data 
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Úvod 

Tato práce se zabývá a u t o m a t i c k ý m získáváním trénovacích dat pro učení sys témů 
au tomat ického rozpoznávání řeči. Je zaměřena zejména na sys témy typu end-to-end. 
které ke svému vývoji vyžadují stovky i tisíce hodin anotovaných řečových dat. 

Její text je rozčleněn následovně: 

V úvodu práce je seznámení s h is tor ickým vývojem těchto sys témů od t radičních 
až po mode rn í E 2 E systémy. Následně zde vysvětluji , jak a proč jsou pro tyto systémy 
nesmírně důleži tá data, a to předevš ím z pohledu množs tv í a kvality. 

V návaznost i na významnos t dat přecházím k v las tn ímu cíli t é t o práce, j ímž je 
sys tém pro au tomat ické vytěžování dat. Zde nejprve představuj i i te ra t ivní proces 
vytěžování a nás ledného t rénování modelů , čímž vysvětluji podstatu navrhovaného 
systému. Následně navrhuji, jak by takový sys tém au tomat ického vytěžování mohl 
fungovat. Navržený sys tém rozdělím do 3 samos ta tných celků, a to zpracování audia, 
zpracování textu a př i řazení textu k audio segmentům. 

V navazujících částech práce se již věnuji j edno t l ivým čás tem navrženého systému. 
Jako prvn í detai lně projdu část zpracování audia, kde se pos tupně věnuji p ředzpra­
cování, detekci řečové aktivi ty a na konec i segmentaci audio záznamů. V rámci 
detekce řečové aktivity představuj i několik zdarma dos tupných de tek torů , kde po­
mocí tes tování volím nej lepší z nich. P ř i řešení segmentace audia se věnuji náv rhu 
a popisu algoritmu pro op t imáln í segmentaci na základě s tanovených kritéri í a jeho 
optimalizaci. 

Následně pře jdu k části zabývající se zpracováním textu, kde představuj i 2 zá­
kladní typy úp rav a rozdíl mezi n imi , a to modifikaci a korekci textu. K e každé z nich 
zavádím pravidla, k t e r á už iva te lům umožní j ednoduše zpracovat text do požadované 
podoby. 

Jako poslední část sys tému představuj i př i řazení t e x t ů k audio segmentům. Zde se 
nejprve věnuji rozpoznávání audio segmentů pomocí již existujících A S R mode lů vy­
tvořených t ý m e m SpeechLab T U L . Následně se zaměřuji na náv rh a popis algoritmu 
pro zarovnání t e x t ů na základě jejich podobnosti. V závěru t é to část i popisuji prů­
chod celým procesem přiřazení včetně uvedení různých technik, k te ré vedou k lepší 
výtěžnost i systému. 

Po předs tavení sys tému pře jdu k exper imen tům, kde chci ověřit , jak si navržený 
sys tém vede, a to jak z pohledu výtěžnos t i dat, tak i z pohledu časové náročnos t i . 
V t é to části jsou provedeny dva experimenty. Jeden na českých datech, k t e rá repre­
zentují j ednoduchý typ dat. D r u h ý na dánských datech, k t e rá představuj í náročnější 
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typ dat. 

Data vy těžená v rámci dánského experimentu jsou použ i t a t ý m e m SpeechLab 
T U L pro na t rénování nového modelu. Tento nově vzniklý model je nás ledně použi t 
v další iteraci vytěžování dat. T í m t o ověřím, jestli i t e ra t ivn ím p ř í s t upem dokáži 
vytěži t ně jaká nová data. 

14 



1 Systémy automatického rozpoznávání 
reci 

Automat ické rozpoznávání řeči (ASR) je technologie, k t e rá umožňuje poč í t a čům 
rozumět lidské řeči a převádět j i do textového formátu. Základem rozpoznávání řeči 
je převod zvukového signálu na sekvenci př íznakových vektorů reprezentujících velmi 
krá tké úseky řeči (nazývané framy, trvající obvykle cca 25 ms) a nás ledné přiřazení 
těch to framů k e lementá rn ím řečovým j e d n o t k á m (nejčastěji fonémům, u nových 
sys témů z n a k ů m ) , z nichž pak modul zvaný dekodér sestavuje nejpravděpodobnějš í 
slova a věty. 

Během let se A S R technologie výrazně vyvíjela. Proto se na začá tku t é t o práce se­
známíme s t rad ičn ími systémy, k te ré byly popu lá rn í předevš ím v minulosti (přibližně 
do roku 2000), kdy ješ tě neuronové sítě nebyly schopny konkurovat zaběh lým prav­
děpodobnos tn ím mode lům. Následně se pod íváme na to, jak se do těchto sys témů 
postupem času začaly př idávat neuronové sítě, t akzvané hybr idn í systémy. Nakonec 
přejdeme k současným sys témům, které plně využívají potenciá l neuronových sítí. 
T ě m t o sys t émům se ř íká End- to-End (E2E) . 

1.1 Tradiční systémy 

Tradiční A S R sys témy pot řebuj í pro rozpoznávání řeči t ř i hlavní modely: 

• A k u s t i c k ý model - j e d n á se o p ravděpodobnos tn í model, k te rý popisuje vztah 
mezi základními jednotkami řeči (zejména slovy a fonémy) a p ř íznakovým pro­
storem. U klasických sys témů je větš inou založen na m e t o d ě skrytých Marko-
vových mode lů ( H M M ) a směsích gaussovských rozložení ( G M M ) . 

• J a z y k o v ý model - matematicky postihuje vztahy mezi slovy v d a n é m jazyce, 
např . pomocí p ravděpodobnos t í slov vyskytujících se za sebou (tzv. N-gramy). 

• V ý s l o v n o s t n í model - j e d n á se o slovník obsahující nejčastěji se vyskytu­
jící slova a slovní tvary v d a n é m jazyce, k n imž jsou př ipojeny výslovnosti 
vyjádřené sekvencí fonémů. 

J edn ím z klíčových p rvků t radičních sys témů A S R jsou Markovské modely, kon­
kré tně skryté Markovovy modely. Tyto modely byly široce používány pro modelování 
sekvencí pozorování, jako jsou jednot l ivé zvuky řeči (fonémy). H M M se používaly 
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ke klasifikaci a sekvenčnímu rozpoznání zvuků a umožňovaly kombinovat p ravděpo­
dobnosti jednot l ivých část í řečového signálu. 

Gaussovy směsi jsou často používány v t radičních systémech A S R pro modelování 
akust ických vlas tnos t í fonémů. G M M představuj í p r avděpodobnos tn í model, k te rý 
umožňuje k o m p a k t n ě popsat rozdělení p ravděpodobnos t i vícerozměrných dat. 

V rámci vývoje t rad ičn ího A S R sys tému mus íme nejprve vytvoř i t slovník, k te rý 
obvykle obsahuje stovky tisíc nejčastěji se vyskytujících slov a slovních tvarů . K e 
každému musí bý t vygenerována nebo manuá lně vy tvořena výslovnost (v p ř ípadě 
některých slov i různé výslovnostní varianty). Dále je t ř e b a shromáždi t co nej větší 
množs tv í (řádově gigabajty) t e x t ů v d a n é m jazyce a pomocí nich vypoč í t a t parame­
try jazykového modelu. Nejpracnější část í ale bývá vytvoření akust ického modelu, 
k jehož t rénování po t řebu jeme desí tky hodin záznamů řeči pocházející od co nej-
většího p o č t u osob. Tyto t rénovací nah rávky musí být doprovázeny velmi přesným 
fonetickým přepisem, jehož př íprava předs tavuje jedno z nekrit ičtějších míst vývoje. 
K v las tn ímu t rénování se pak používají již hotové nás t ro je , jako je např . H T K [1] či 
K a l d i [2]. 

Avšak i pro na t rénování re la t ivně malého sys tému je zapo t řeb í mnoho práce . 
Po t řebu jeme mí t t rénovací data (a znalosti) pro všechny t ř i modely, k teré se vyvíjejí 
a ladí separá tně . M á to své výhody, ale nelze zaruči t , že individuálně opt imal izované 
modely povedou k celkově op t imá ln ímu sys tém [3]. 

1.2 Hybridní systémy 

S postupem času se vývoj v oblasti A S R sys témů začal posouvat směrem k hybr idn ím 
řešením, k teré kombinují prvky t radičních A S R sys témů s modernějš ími technikami 
založenými na neuronových sítích, což vede k značně lepším výs ledkům v rozpozná­
vání řeči. 

Hybr idn í A S R sys témy stále používají akustický, jazykový a výslovnostní mo­
del, ale s v ý z n a m n ý m rozdílem ve způsobu, j a k ý m jsou tyto modely zpracovávány 
a propojovány. Umělé neuronové sítě jsou v těchto systémech použi ty k modelová­
ní akust ických a jazykových vlas tnos t í řeči, což umožňuje lépe zachytit komplexní 
vzory a závislosti mezi jednot l ivými prvky. 

V hybr idních systémech se G M M často nahrazuj í h lubokými neuronovými sí těmi 
( D N N ) , k te ré se ukázaly jako účinnější v modelování akust ických v las tnos t í řeči. 
D N N se dokážou nauči t složité nel ineární závislosti mezi různými čás tmi řečového 
signálu, což vede k přesnějšímu rozpoznávání . Jazykové modely založené na neu­
ronových sítích, např ík lad rekurentn ích neuronových sítích ( R N N ) , pak umožňují 
zachytit delší kontext a strukturu vět, čímž zlepšují predikci slov. 

I přes to, že modernějš í E 2 E sys témy dosahují lepších výsledků z pohledu přes­
nosti, tak jsou hybr idn í sys témy stále velmi rozšířené v komerční sféře. Důvodem 
jsou dekády optimalizace různých faktorů, jako je adaptabilita, latence a integrace, 
které jsou nezbytné pro p rodukčn í nasazení [4]. 

16 



1.3 End-to-End systémy 

Nejnovějším trendem v oblasti rozpoznávání řeči jsou E 2 E systémy, k te ré se od 
t radičních či hybr idních sys témů liší t ím , že nevyužívají akustický, jazykový a vý-
slovnostní model. Místo toho př ímo mapuj í akust ický vstup (tj. sekvenci př íznako­
vých vektorů) na sekvenci výs tupních znaků, což teoreticky umožňuje rozpoznávání 
i neznámých slov. Neboli t ř i dřívější modely byly nahrazeny j e d n í m modelem, opti­
mal izovaným s cílem generování očekávané sekvence znaků na základě audio dat. 

E 2 E sys témy využívají různé typy neuronových sítí, jako rekuren tn í neuronové sí­
tě ( R N N ) , konvoluční neuronové sítě ( C N N ) nebo transformery, k teré se učí zachytit 
komplexní vzory a závislosti mezi jednot l ivými prvky vs tupn ího signálu. Sekvenční 
t réninkové metody, jako C T C (Connectionist Temporal Classification) nebo A E D 
(Attention Based Encoder-Decoder), se často používají pro učení správného zarovná­
ní mezi v s tupn ími a výs tupn ími sekvencemi. Př i dekódování využívají E 2 E systémy 
algoritmy jako Beam Search pro nalezení ne jpravděpodobnějš ího výs tupn ího textu. 

Jednou z hlavních výzev při implementaci E 2 E sys témů je zajištění dos ta tečné­
ho množs tv í kvali tních trénovacích dat. Ty to sys témy pot řebuj í řádově více dat než 
s tarš í př ís tupy, aby dosáhly stejné úrovně rozpoznávání . Nicméně získávání t rénova­
cích dat je značně z jednodušeno, jelikož E 2 E sys témy vyžadují pouze dvojice audio 
a text. Tento proces lze do j is té míry velmi dobře automatizovat, což je h lavním 
p ř e d m ě t e m t é t o práce [4]. 
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2 Trénovací data pro E2E systémy 

Jak již bylo zmíněno v předchozí kapitole, pro t rénování E 2 E sys tému jsou po t ř eba 
aud iozáznamy řeči a j i m odpovídající textové přepisy (anotace). Je důležité zdů­
raznit, že tex tová část dat obsahuje pouze text bez časových značek pro jednot l ivé 
části , k te ré by sys tému mohly usnadnit t rénování . Díky tomu je formát dat, k te rý 
po t řebu jeme pro t r én ink velmi prostý, což zjednodušuje p ř íp ravu těch to dat. 

Jelikož trénovací data neobsahují žádné pomocné informace, mus íme t rénovacímu 
procesu pomoci jinak. Za prvé d o d á n í m řádově vyššího množs tv í dat než u hybrid­
ních/klas ických systémů, k te ré byly předs taveny výše. Za d ruhé dělením trénovacích 
dat do re la t ivně k rá tkých úseků, což usnadňuje učení souvislostí mezi část í vstup­
ního signálu a odpovídaj íc ím v ý s t u p n í m znakem. In tu i t ivně si lze předs tav i t , že 
t rénování na d louhém nepře t r ž i t ém kusu audia s p ř i řazeným textem bez časových 
značek by bylo značně obtížnější. 

Další v ý z n a m n o u výhodou dělení trénovacích dat na kra tš í úseky, k t e rá je mini­
málně stejně důleži tá , je možnost parale lního zpracování . Tato schopnost je zcela 
zásadní pro práci s tak obrovským množs tv ím dat, jaké vyžaduj í E 2 E systémy. 

Je důležité zmíni t také opačný př ípad , k t e r ý m je rozdělení t rénovacích dat na 
příliš k rá tké úseky, což by vedlo ke z t r á t ě zásadní informace, kterou je kontext, ve 
k te rém se data nachází . Ten je opět nesmírně důležitý, pro tože E 2 E sys témy nemají 
separá tn í jazykový model, k te rý by určoval p ravděpodobnos t i výsky tu jednot l ivých 
slov ve vztahu k již u rčeným slovům. Naopak tyto komplexní vztahy se sys tém učí 
s ám b ě h e m tréninkového procesu. 

Trénovací data mus íme tedy dělit tak, aby byla dos ta tečně dobře paralelizovatel-
ná, ale zároveň jsme zachovali co největší množs tv í kontextu, k te rý modelu p o m á h á 
s vyprodukován ím správné sekvence znaků. 

Nyní , když jsme si ukázal i formát dat, k t e rý po t řebu jeme pro t rénování E 2 E A S R 
systémů, přichází o tázka , kde získat tato data s co ne jmenším úsilím a s ohledem na 
konkré tn í aplikaci. J inými slovy, nejde n á m pouze o množs tv í dat, ale t aké o jejich 
obsah a akust ické vlastnosti. 

Pokud budeme stavět sys tém pro au toma t i cký přepis j ednán í parlamentu, bude 
výhodné začít sběrem dat právě z konkré tn ího parlamentu. Tento p ř í s tup bude mí t 
za následek, že i s menš ím množs tv ím dat bude náš sys tém lépe rozpoznávat řeč, 
jelikož je velká šance, že právě t i lidé, na k te rých se sys tém učil, budou t i stejní, 
k teré bude muset rozpoznávat . Stejně tak akustické pros t ředí , ve k t e r ém bude sys tém 
t rénován, bude shodné s t ím, ve k t e r ém bude muset fungovat. 
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Rovněž nás zaj ímá i obsahová s t r á n k a dat, k t e rá zajistí dos ta tečnou „slovní zá­
sobu" pro danou aplikaci. Pokud si opě t vezmeme př ík lad parlamentu, bude lepší, 
když sys tém bude t rénován na datech, k t e rá t émat i cky zapadaj í do dění ve veřejném 
prostoru, než na romant ických e-knihách. 

Pro efektivní t rénování A S R sys tému je po t řeba , aby t rénovací data byla relevant­
ní a reprezenta t ivn í pro danou doménu, což n á m umožní dosáhnout lepších výsledků 
i při nižším množs tv í dat. 

Existuje několik možnost í , jak získat data pro t rénování A S R systémů. Některé 
z nich jsou komerční , za t ímco j iné jsou open-source nebo založené na veřejně dostup­
ných zdrojích. Níže jsou uvedeny někte ré z těch to možnost í spolu s jejich výhodami 
a nevýhodami : 

• V l a s t n í t v o r b a dat - Samozřejmě si můžeme data vytvoř i t sami a to např í ­
klad t ím, že napíšeme krá tké texty a po té nahrajeme jejich přečtení . Hlavní 
výhodou takto vytvořených dat je, že m á m e absolutn í kontrolu nad jejich 
kvalitou a jsou také okamži tě p ř ip ravena k t rénování . N a druhou stranu nevý­
hodou může být časová náročnos t a nutnost sehnat dos ta tečné množs tv í lidí, 
k teř í pro nás p řeč tou př ipravené texty. 

• Open-source z d r o j e - Open-source da t abáze , jako např ík lad CommonVoice 
nebo LibriSpeech jsou skvělým zdrojem zdarma dos tupných dat. Každopádně 
kvalita dat může být různorodá a někdy méně přesná než u komerčních po­
skytovatelů. Stejně tak dostupnost dat pro něk te ré jazyky a domény může být 
omezená. 

• Z a k o u p e n í dat - Data lze zakoupit od komerčních subjektů , k teré se zaměřují 
na sběr a distribuci dat. J e d n í m z takových poskytovate lů je např ík lad čínská 
firma SpeechOcean. Výhodou zakoupení dat je jejich rychlá dostupnost, ob­
vykle vysoká kvalita a výběr dat pro konkré tn í doménu. Nevýhodou je finanční 
náročnos t a ma lá nab ídka pro jazyky s malou pop távkou . Pro rozšířené jazyky 
jako je angličt ina, španělš t ina nebo čínšt ina, je těch to dat obrovské množstv í . 
Naopak pro jazyky, k te ré nejsou tak rozšířené jako je např ík lad dánš t ina , je 
těch to dat velmi málo . 

• V e ř e j n é o r g á n y / m é d i a s p o v i n n o s t í z v e ř e j ň o v a t p ř e p i s - Ve vyspě­
lých zemích bývá zákonnou povinnost í zveřejňovat urč i tý typ dat z veřejného 
prostoru. Typ ickým př ík ladem těchto dat jsou záznamy j ednan í parlamen­
tu. T y se musí zveřejňovat v p o d o b ě video/audio záznamu spolu se zápisem 
jednání . Výhodou těchto zdrojů je jejich neus tá lá tvorba a nulová cena. Nevý­
hodou je, že se data musí konvertovat do tvaru, k te rý požaduje E 2 E sys témem 
a shoda mezi audiem a p ř i daným textem není 100%. 

• A u d i o k n i h y - Audioknihy, ke k t e r ý m existuje i e-kniha jsou dalš ím velmi uži­
t ečným zdrojem trénovacích dat. Některé jsou na internetu dos tupné zdarma, 
j iné jsou za mírný poplatek. Jejich výhodou je velká shoda mezi textem a audi­
em spolu s č is tým audio záznamem. Nevýhodou je opět p o t ř e b a převedení dat 
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do formátu , k te rý vyžaduje E 2 E sys tém a také to, že jedna kniha nepokrývá 
velkou škálu t é m a t a m á velmi málo mluvčích, typicky pouze jednoho. 

• O s t a t n í v e ř e j n ě d o s t u p n é z d r o j e - O s t a t n í veřejné zdroje, jako např ík lad 
YouTube, seriály, filmy a jejich titulky, poskytuj í t éměř nekonečnou zásobou 
lehce dos tupných dat, k teré jsou t émat icky rozmani té a diverzita mluvčích je 
obrovská. Získání dos ta tečného množs tv í kvali tních trénovacích dat z těchto 
zdrojů je však velmi obt ížné, jelikož jsou často nekval i tní jak z pohledu audia, 
tak i přesnost i odpovídaj ícího textu. Navíc zde nesmíme opomíjet au to r ská 
práva. 

• V y u ž i t í j i n é h o ASR. s y s t é m u - P ř i získávání dat pro t rénování v las tního 
A S R sys témů můžeme využí t již existující rozpoznávač, k t e rý může v pod­
s t a t ě k l ibovolnému audiu vygenerovat jeho přepis . Tato možnost se na první 
pohled může zdá t geniální, jelikož můžeme vzít nej lepší dos tupný rozpoznávač 
a vygenerovat si obrovské množs tv í t rénovacích dat, čímž bychom v p o d s t a t ě 
„svůj" nový sys tém dostali za velmi k rá tkou dobu na úroveň konkurence. Do 
urči té míry je to pravda, ale musíme poč í t a t s t ím, že takto vygenerovaná 
t réninková data budou obsahovat nedostatky rozpoznávače, k te rý se snažíme 
využí t . A jelikož pro na t rénování kval i tního sys tému po t řebujeme obrovské 
množs tv í dat, typicky přes 1000 hodin, tak následné nalezení a eliminace chyb 
v trénovacích datech může být t éměř nemožná . Nicméně použi t í již existujících 
A S R jakož to pomocn íků pro získaní nových dat je velmi běžné a nezbytné pro 
au tomat ické vytěžování t rénovacích dat. 

P ř i t rénování A S R sys tému jsou data zák ladn ím s tavebním kamenem celého pro­
cesu. Vzhledem k tomu, že po t řebu jeme opravdu velké množs tv í t rénovacích dat, 
je důležité minimalizovat čas s t rávený jejich získáváním a př ípravou. P ř i t rénování 
nového A S R sys tému se tedy snažíme, co nej jednodušší cestou získat, co největší 
množs tv í dat a pos tupně , ma lými kroky, náš sys tém i te ra t ivně zlepšovat. S k a ž d ý m 
vylepšením můžeme náš sys tém opětovně použí t pro získání více trénovacích dat, 
než jsme získali s využ i t ím předchozí verze. 

Tento p ř í s tup může být na p rvn í pohled matouc í , neboť jsme uvedli, že kvali tní 
A S R sys témy bývají t rénovány na 1000 hodinách nahrávek, za t ímco my bychom 
chtěli použí t náš sys tém k podpo ře vytěžování dat již při 10 hodinách. Důvod, proč 
je toto možné , spočívá v tom, že vztah mezi množs tv ím dat a úspěšnost í rozpoznání 
u těch to sys témů je logaritmický. To znamená , že každých 10 hodin dat na začá tku 
přispěje k velkému zlepšení výkonu, za t ímco př idán í 10 hodin do systému, k te rý je 
již t rénován na 1000 hodinách , přinese velmi malý posun. 
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Závěrem lze říci, že klíčem k úspěchu A S R sys témů je i te ra t ivní proces trénová­
ní a vytěžování dat, k t e rý umožňuje p o s t u p n é zlepšování sys tému pros t ředn ic tv ím 
zpracování nových trénovacích dat. Po několika i teracích t rénování a ext rahování 
dat by měl být A S R sys tém natolik pokročilý, že bude schopen rozpoznávat řeč 
s vysokou přesnost í a min imáln í p o t ř e b o u manuá ln ích korekcí. Důlež i tým aspektem 
je pečlivé zvolení zdrojů trénovacích dat a zajištění jejich kvality, aby byl A S R sys­
t é m schopen správně rozpoznávat různorodé řečové situace a př izpůsobi t se různým 
dia lek tům, akcen tům a s ty lům mluvy. 
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3 Návrh systému pro automatické 
vytěžování dat 

Nyní, když m á m e základní p ředs t avu o po t řebných datech, můžeme se podíva t na 
i te ra t ivní proces t rénování E 2 E A S R sys tému a jeho využi t í pro au tomat ické vytě­
žování t rénovacích dat. 

N a úp lném začá tku je vhodné využí t volně dos tupné datasety, p ř ípadně i nějaké 
zakoupit. Tato data jsou obvykle již př ipravená ve formátu , k te rý po t řebujeme, nebo 
jejich konverze bude velmi j ednoduchá . S t ěmi to daty, k terých mohou být i pouze 
nižší desí tky hodin, na t rénu jeme model, k te rý i přes malé množs tv í dat již bude mí t 
urč i tou úspěšnost rozpoznávání , např ík lad 30 %. Jakmile m á m e alespoň základní 
model, můžeme začít využívat další zdroje. Mez i tyto zdroje p a t ř í např ík lad audi-
oknihy nebo záznamy z pa r l amen tů , k teré ale vyžadují extrakci uži tečné informace, 
k čemuž využijeme právě na t rénovaný model. 

N a počá tku , kdy je náš model ješ tě nedokonalý, budeme vytěžovat malé množs tv í 
t rénovacích dat a bude n u t n á ř a d a manuáln ích korekcí, k teré zajistí jejich vysokou 
kvalitu. Vyext rahovaná data p ř idáme do trénovacích a model znovu na t rénujeme, 
čímž se zlepší jeho rozpoznatelnost. Tento proces opakujeme. 

S rostoucí kvalitou rozpoznávače se snižuje doba p o t ř e b n á pro korekci dat. P řes to 
budeme po t řebova t korekce i nadále , abychom modelu pomohli s oblastmi, kde bude 
slabší. Takovými oblastmi mohou být např ík lad složité číslovky, cizí slova a jména , 
slang nebo pros tě jen slova, k t e rá nebyla v trénovacích datech dos ta tečně zastoupena. 

V uvedeném i te račním procesu, mluvíme o vytěžení uži tečné informace z dat. 
Jak ale takový proces extrakce vypadá? N a obrázku níže (3.1) je ukázán vývojový 
diagram navrženého procesu au tomat ického vytěžování dat. Hlavním cílem tohoto 
procesu je z audia a k němu p o s k y t n u t é m u textu získat k rá tké řečové úseky a k n im 
př i řadi t odpovídající text. Neboli automaticky vytěži t nová data ve formátu odpo­
vídajícímu p o ž a d a v k ů m na t rénování . Navržený proces se sk ládá z 3 hlavních částí , 
k teré jsou popsaný níže. 

3.1 Zpracování audia 

Cílem t é to sekce je rozdělit v s tupn í audio signál na sadu k rá tkých audio segmentů 
obsahujících řeč, tak aby řeč zauj ímala co největší podí l jednot l ivých segmentů . 
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Obrázek 3.1: Vývojový diagram sys tému 

Nejprve je t ř eba předzpracovat audio do formátu , k t e rý n á m ulehčí další zpra­
cování a zároveň bude vyhovovat v s t u p n í m p o ž a d a v k ů m E 2 E systému. Tento krok 
zahrnuje převzorkování signálu, konverzi do požadovaného audio formátu a př ípad­
ně i ods t r aněn í příliš dlouhých t ichých částí , k teré jsou typicky způsobeny v y p n u t í m 
mikrofonu při z a p n u t é m nahrávání . 

Takto předzpracovaný signál se p ř edá do dalšího bloku, k te rý m á za úkol detekovat 
řečovou aktivi tu. Pro zajištění co nejlepší detekce řeči se zde používá neuronová síť 
(NN) , k t e rá je na t r énovaná na rozpoznávání dvou t y p ů signálu „řeč" a „ne-řeč". Řeč 
by měla být vyhodnocena pouze v př ípadě , že se skutečně j edná o řeč a ne o j iný 
zvuk, k t e r ý m může být např ík lad hluk stroje, zvířat a nebo hudba. P o d r o b n ý popis 
detekce řečového signálu naleznete v kapitole 4.2. 

Jako poslední krok se na základě detekované řeči určí mís t a řezu pro vytvoření ře­
čových segmentů. Tyto segmenty musí splňovat urči té požadavky jako je minimální 
a max imá ln í délka segmentu, min imáln í doba ne-řeči na hranici s t ř ihu a nebo maxi­
máln í doba neřečového signálu mezi dvěma řečovými úseky. Kromě těchto základ­
ních p o d m í n e k se t aké určuje cílová délka, ke k te ré by se měly jednot l ivé segmenty 
co nejvíce přiblížit . Detai lní popis procesu audio segmentace lze nalézt v kapitole 
4.3. 

N a níže uvedeném obrázku (3.2) je ukázka výsledku zpracování audia. V horní 
části obrázku je srovnání výs tupu detektoru řeči (Hypothesis) s ručně anotovanými 
řečovými čás tmi (Reference). Součást í t é t o část i je t aké znázornění v j akých částech 
detektor špa tně detekoval řeč (Falše positive) a v j akých částech špa tně detekoval 
ne-řeč (Falše negative). Zde můžeme pozorovat, že de tekovaná řeč t éměř dokonale 
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koresponduje s referencí. Ve spodní části obrázku pak vidíme samotný audio záznam 
s vyznačenými řečovými segmenty, k teré předs tavuj í výs tup tohoto procesu. Zde 
si můžeme vš imnout , že některé část i audia, kde je zře te lná aktivita, nebyly určeny 
jako řeč, což je správně, jelikož na začá tku audia jsou slyšet bubny a činely, za t ímco 
v pros t řední části se objevuje hudba se zpěvem. 

— False negative — False positive — Hypothesis — Fteference 

I I I I I I I 
I I H I 

I 1 I 1 I 1 H I — I I 1 I 1 h 

I 1 I I I — I H I — I I 1 I 1 h 

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 32 33 34 35 36 
Time 

i i i i i i i i i i i i i i i i 
0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 32 33 34 35 36 

Obrázek 3.2: Ukázka detekce řeči a nás ledného určení řečových segmentů 

3.2 Zpracování textu 

Cílem t é to sekce je př ipravi t v s tupn í tex tová data do formátu , k te rý je vhodný pro 
pozdější t rénování . Nejprve se z textu ods t raňuj í nechtěné části , tedy ty, u k te rých 
víme, že nebyly v audiu řečeny. Typicky se j e d n á o p o z n á m k y pod čarou a struk­
tu rn í data. Následně se text začne upravovat, do formátu , k te rý je shodný s daty 
na k terých je A S R sys tém t rénován. V tomto kroku se např ík lad rozepíší zkratky, 
číslovky a speciální znaky do jejich mluvené podoby. Nakonec se z textu ods t ran í 
nepovolené znaky, jako je interpunkce nebo j iné speciální symboly. V tabulce níže 
(3.1) je názorná ukázka zpracování textu. P o d r o b n ý popis t é t o části je v kapitole 5. 

Tabulka 3.1: Ukázka zpracování textu 

P ů v o d n í tvar P ř e v e d e n ý tvar 
Jel jsi pouze na 50 %. (Důrazně) 
B y l t am Tomáš , Ondra atd. 
Dnes je 20.1.2023. 

jel jsi pouze na padesá t procent 
byl tam t o m á š ondra a tak dále 
dnes je dvacá tého ledna dva tisíce dvacet t ř i 
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3.3 Přiřazení textu k audio segmentům 

Cílem t é t o sekce je př i řadi t originální text k audio segmentům. Nejprve pomocí 
rozpoznávače zjistíme j aký je obsah jednot l ivých audio segmentů. Následně pomocí 
přepisu a algoritmu pro přiřazení , na základě minimáln í ed i tační vzdálenost i , nalez­
neme co nej lepší shodu s originálním textem. Po aplikování tohoto procesu získáme 
data v požadovaném formátu , tedy k rá tké audio soubory a jejich obsah. Veškerý 
určený obsah přesně neodpovídá tomu, co se v audiu skutečně říká. Ve skutečnos­
t i z ískáme, v závislosti na obt ížnost i těženého zdroje a pokročilost i rozpoznávače, 
pouze urč i tou část 100% shodných dat. Úroveň shody se poč í t á jako podobnost refe­
renčního textu s textem z rozpoznávače. Pro začlenění do t rénování použi jeme data, 
jejichž shoda bude větší než u rčená hranice, př ičemž data, k t e rá nemaj í 100% shodu, 
je n u t n é manuá lně upravit. 

V níže uvedené tabulce (3.2) je zobrazen rozdílů mezi t ím, co určil rozpoznávač, 
co bylo př i řazeno z originálního textu a co bylo skutečně řečeno v audio souboru. 
Tato ukázka slouží k demonstraci chybovosti rozpoznávače a nesrovnalost í mezi 
referenčním textem a sku tečným obsahem audia. 

Je důležité zmíni t , že úp lná shoda mezi referenčním textem a rozpoznaným textem 
nezaručuje absolu tn í správnost vzhledem k audiu. Pracujeme ale s p ředpokladem, 
že p ravděpodobnos t , že rozpoznávač udělá naprosto stejné chyby jako jsou v origi­
ná ln ím textu, je velmi malá . 

Dále je také p o d s t a t n é uvést , že A S R sys témy od SpeechLab Tul , k teré se vy­
užívají v t é to práci , jsou již značně pokročilé a tudíž budou mí t obrovský vl iv na 
množs tv í vytěžených dat. P o d r o b n ý popis t é to části naleznete v kapitole 6. 

Tabulka 3.2: Ukázka př i řazení textového obsahu k audio záznamu 

S k u t e č n ý obsah 
D o d a n ý p ř e p i s 
R o z p o z n a n ý obsah 

Toto jest testovací text 
Tady je testovací text 
Toto je testovací text 
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4 Zpracování audia 

4.1 Předzpracování 

Předzpracování audio signálu je nezbytné pro kompatibil i tu se vs tupn ími požadavky 
dalších použi tých systémů, zejména A S R sys tém a detektor řečové aktivity ( V A D ) . 
Kromě kompatibil i ty je tento krok také uži tečný pro ulehčení dalšího zpracování 
z pohledu výpoče tn í náročnos t i a udržení j edno tného formátu trénovacích dat. 

Vs tupní audio soubory tedy nejprve převedeme do následujícího formátu . 

• V z o r k o v a c í f rekvence 16 kHz - Vzorkovací frekvence 16kHz je naprosto do­
s t a t ečná pro práci s lidskou řečí. D ů v o d e m je, že člověk běžně sděluje informace 
pomocí řeči s frekvencí do 8 kHz a tudíž kvůli dodržení vzorkovacího t eorému 
je min imáln í dos t a t ečná vzorkovací frekvence právě zmíněných 16 kHz [5]. Zá­
roveň s touto vzorkovací frekvenci pracuje A S R sys tém a V A D , k te rý budeme 
později používat . 

• Monofónni zvuk - Použi tý A S R sys tém i V A D využívají pouze jednokanálo­
vou informaci, tudíž není důvod pro nadby tečné držení dat, k teré nijak nevy­
užijeme. 

• WAV f o r m á t - W A V je audio formát , k te rý se používá pro uk ládán í nekompri­
movaného jedno nebo vícekanálového zvuku kódovaného pomocí pulzně kódo­
vé modulace ( P C M ) [6]. D ů v o d e m pro tento formát je zachování originálního 
nezkresleného signálu. 

K provedení těchto kroků můžeme využí t FFmpeg, což je zdarma dos tupný nás t ro j 
pro zpracování mul t imediá ln ích souborů. FFmpeg umožňuje převzorkování, konverzi 
formátů a další operace s audiem či videem. Následující ukázka (4.1) demonstruje, 
jak s použ i t ím FFmpeg převést M P 3 soubor na W A V soubor s 32 b i tovým rozlišením 
se vzorkovací frekvencí 16kHz a monofonním zvukem [7]: 

ffmpeg - i input.mp3 -acodec pcm_s321e -ac 1 - a r 16000 output.wav 

Kód 4.1: Použi t í nás t ro je FFmpeg pro předzpracování signálu 

Kromě výše zmíněného předzpracování m á pro naše účely smysl i ods t r aněn í dlou­
hých t ichých úseků, u k te rých si můžeme být j is t i , že neobsahují žádnou zaj ímavou 
informaci. K detekci těch to část í se používá energeticky založený detektor aktivity, 
k terý je násobně rychlejší než detektor založený na neuronových sítích. A tud íž n á m 
ušetř i čas v následujícím bloku detekce řeči. 
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Je důleži té mí t detekční hranici nastavenou opravdu nízko a dobu, po kterou musí 
být signál pod ní, rozumně dlouhou, aby se předešlo r iz iku ods t r aněn í řečových částí 
ze signálu. Tato metoda se typicky používá pro ods t r aněn í částí , kde byl mikrofon 
ztlumen nebo úplně vypnut, ale nahráván í zůs ta lo zapnu té . Toto se často vyskytuje 
např ík lad v parlamentu b ě h e m dlouhých jednán í , kde se na hodinovou pauzu nechává 
zapnu té nahrávání . 

4.2 Detekce řečové aktivity 

Detekce řeči, z n á m á také jako Voice Ac t iv i ty Detection ( V A D ) , je proces rozpozná­
vání a rozlišování řečových a neřečových zvuků v d a n é m zvukovém signálu. 

4.2.1 Metody hodnocení detekce řeči 
Než se pod íváme na konkré tn í detektory řeči a jejich funkce, tak je vhodné si uvést , 
podle čeho budeme rozhodovat, jak dobrý je konkré tn í V A D a jaké typy p a r a m e t r ů 
budeme sledovat. 

Jako prvn í si uvedeme čtyři základní typy klasifikace, k teré může detektor vypro­
dukovat a co znamenaj í . 

• True p o s i t i v e (TP) - Správně rozpoznaný řečový úsek. 

• True nega t i ve (TN) - Správně rozpoznaný neřečový úsek 

• F a l š e p o s i t i v e (FP) - Nesprávně rozpoznaný jako řečový úsek, k te rý je ve 
skutečnost i neřečový 

• F a l š e n e g a t i v e (FN) - Nesprávně rozpoznaný jako neřečový úsek, k te rý je 
ve skutečnost i řečový. 

P ř i hodnocení V A D pracujeme s časem neboli úseky, k te ré spadaj í do j edné z výše 
zmíněných kategorií . Jelikož signál, se k t e r ý m pracujeme, m á 16 tisíc vzorků v j edné 
sekundě, tak pro nás n e m á smysl rozlišovat rozdíl mezi hranicí reference a rozpo­
znaní v rámci pá r stovek vzorků. Z toho důvodu se u hodnocení V A D často zavádí 
to leranční oblast, k t e rá určuje, jak moc se může lišit rozpoznání od reference z po­
hledu času. V našem př ípadě budeme používat toleranci 100 ms, neboli 50 ms na levé 
s t raně a 50 ms na pravé s t raně [8]. 

P ř e s n o s t (Accuracy) předs tavuje celkovou úspěšnost algoritmu ve smyslu 
správného rozpoznání řečových a neřečových úseků. Tento parametr ukazuje, jak 
často je detekce správně rozpoznána , tedy poměr správně klasifikovaných úseků ( T P 
a T N ) ku celkovému p o č t u úseků [8]. 

Accuracy 
TP + TN 

• 100 [%] 
TP + TN + FP + FN 
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Preciznost (Precision) ukazuje, jak dobře algoritmus rozlišuje řečové úseky od 
neřečových úseků, když řečový úsek detekuje. Tento parametr vyjadřuje, jak často 
je řečový úsek správně rozpoznán jako řečový, tedy poměr T P ku součtu T P a F P 
[8]. 

TP 
Precision = p p + p p • 100 [%] (4.2) 

Ú p l n o s t (Recall) zobrazuje, jak dobře algoritmus detekuje řečové úseky jako 
řeč, aniž by označoval neřečové úseky jako řeč. Tento parametr vyjadřuje, j aký podí l 
skutečných řečových úseků byl správně rozpoznán, tedy p o m ě r T P ku součtu T P 
a F N [8]. 

Recall = T p + F N • 100 [%] (4.3) 

F l s k ó r e poskytuje hodnocení , k teré zohledňuje jak preciznost, tak úplnost . Ten­
to parametr je ha rmon ickým p r ů m ě r e m preciznosti a úplnost i , což je číslo, k teré 
vyjadřuje úspěšnost detekce řeči. F l skóre předs tavuje dobrý kompromis mezi pre­
cizností a úplnost í , zejména v př ípadě , že jejich hodnoty jsou velmi rozdílné [9]. 

^ precision • recall 2TP 
1 ~~ precision + recall ~ 2TP + FP + FN 

Př i hodnocen í algoritmu detekce řeči je důležité b rá t v úvahu všechny tyto met­
riky, pro tože žádná z nich sama o sobě neposkytuje úp lný obraz o kvalitě detekce. 
Např ík lad vysoká preciznost může být dosažena na úkor úplnost i , což znamená , že 
algoritmus m á tendenci rozpoznávat řečové úseky, ale může přeh lédnout některé 
skutečné řečové úseky. Naopak vysoká úplnos t může být dosažena na úkor přes­
nosti, což znamená , že algoritmus detekuje větš inu řečových úseků, ale může také 
nesprávně zahrnovat něk te ré neřečové úseky jako řečové. Neboli když o všem bude 
tvrdit , že je řeč, tak jeho úplnos t bude 100 %. F l skóre zohledňuje obě tyto metriky 
a poskytuje lepší p ředs t avu o celkové úspěšnost i algoritmu detekce řeči. 

Všechny výše zmíněné metriky p a t ř í mezi obecné a lze je aplikovat na libovolnou 
úlohu b inárn í klasifikace. Nyní si uvedeme metriky, k te ré jsou specifické pro detekci 
řeči. Tyto metriky n á m později pomohou správně nastavit parametry pro V A D . 

Front end clipping ( F E C ) hodnot í , jak dobře algoritmus detekuje začátek 
řečového úseku. F E C nas tává , když V A D nesprávně detekuje začá tek řečového úseku 
později, než ve skutečnost i začíná. Vyšší hodnota z n a m e n á horší detekci začá tku 
řečových úseků. F E C se poč í t á jako p o m ě r mezi dobou chybné klasifikace ne-řeči při 
p řechodu z neřečové aktivity do řečové a celkovou dobou t rvání řeči v referenčních 
datech [10]. 

FEC = • 100[%] (4.5) 
í speech 

M i d speech clipping ( M S C ) hodnot í , jak dobře algoritmus detekuje řeč b ě h e m 
řečového úseku. M S C nas tává , když V A D nesprávně přeruší řečový úsek a označí část 
řeči jako ne-řeč. Vyšší hodnota z n a m e n á horší detekci řeči b ě h e m řečových úseků. 
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M S C se poč í t á jako poměr mezi dobou chybné klasifikace ne-řeči upros t řed řečového 
úseku a celkovou dobou t rvání řeči v referenčních datech [10]. 

MSC = • 100[%] (4.6) 
speech 

Over hang ( O V E R ) hodnot í , jak dobře algoritmus detekuje konec řečového 
úseku. O V E R nas tává , když V A D nesprávně detekuje konec řečového úseku později, 
než ve skutečnost i končí. Vyšší hodnota z n a m e n á horší detekci konce řečových úseků. 
O V E R se poč í t á jako poměr mezi dobou chybné klasifikace řeči při p řechodu z řečové 
aktivi ty do neřečové a celkovou dobou t rván í ne-řeči v referenčních datech [10]. 

OVER = ^ O V E R • 100[%] (4.7) 
í nonspeech 

Noise detected as speech (NDS) hodnot í , jak často je ne-řeč nesprávně roz­
poznán jako řečový úsek. Vyšší hodnota t é to metriky z n a m e n á horší detekci neře-
čových úseků a větší p ravděpodobnos t F P . N D S se poč í t á jako poměr mezi dobou 
chybné klasifikace řeči v době neřečového úseku a celkovou dobrou t rvání ne-řeči 
v referenčních datech [10]. 

NDS = T n D S • 100 [%] (4.8) 
nonspeech 

Reč 

Ne-Řeč 

VAD . 

1 
i 
i 

i 
i 

OVER NDS FEC MSC OVER NDS 

Obrázek 4.1: Ukázka metrik specifických pro V A D 

K výše uvedeným m e t r i k á m můžeme také vytvoř i t čtveřici inverzních metrik. 
Tedy např ík lad v př ípadě F E C můžeme vytvoř i t metriku Ear ly hang ( E A R L Y ) , 
k te rá bude měř i t dobu nesprávné klasifikace řeči, kdy by měla bý t ne-řeč v době 
přechodu z ne-řečové do řečové aktivi ty atd. 

4.2.2 Detekce řečové aktivity pomocí měření energie signálu 
V té to části se zaměř íme na fungování j ednoduchého detektoru řeči založeného 
na měření energie signálu. Pro takovýto detektor m á m e využi t í v již zmíněném 
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předzpracování audia, kde ho kvůli úspoře času používáme pro ods t r aněn í dlouhých 
t ichých segmentů . Další využi t í tohoto detektoru nalezneme později , kdy ho budeme 
chtít použí t pro zjemnění v ý s t u p u z detektoru řeči založeném na neuronových sítích. 

Pro proměnl ivý signál, jako je řeč, je n u t n é energii signálu poč í t a t po k rá tkých 
časově omezených úsecích zvaných framy (rámce) . K r á t k o d o b o u energii signálu En 

vypoč í t áme pomocí následujícího vztahu: 

n 

En = log x ( n ~ m ) 2 n = °> 1 T > 2 T > ( 4 - 9 ) 
m=n—N+l 

Symbol N značí délku framu, T je časový posun mezi jednot l ivými framy a x je 
vektor obsahující časově p roměnný signál, v našem př ípadě řeč [11]. 

Můžeme si vš imnout , že součást í vzorce je t aké logaritmus. D ů v o d e m pro je­
ho použi t í je komprimace rozsahu výs tupních hodnot, což n á m pomůže při dalším 
zpracování. Jelikož logaritmus není definován pro nulu, je vhodné před logari tmizací 
přičíst malou hodnotu, aby byl algoritmus prakticky použitelný. 

Pro efektivní využi t í vypoč í t ané energie signálu př i detekci řečové aktivity je 
t ř e b a energii normalizovat do rozsahu 0 až 1. To už iva te lům usnadn í nas tavování 
rozhodovacího prahu. Pro normalizaci signálu použijeme následující vzorec: 

^ ^ m + 0 - 5 ( 4 1 0 ) 

Symbol E p ředs tavuje p růměr a cr(E) značí směroda tnou odchylku vypoč tené 
energie E . 

Detekce řeči p rob íhá na základě nas tavení horn ího a spodního prahu. Když energie 
signálu překročí horn í p ráh , následující framy jsou označeny jako řeč. Tento proces 
pokračuje, dokud energie signálu neklesne pod spodní p ráh . Po té jsou následující 
framy označeny jako ne-řeč a to až do momentu, kdy energie signálu opě tovně pře­
kročí horní p ráh . D ů v o d e m dvou p r a h ů je zavedení hystereze, k t e rá omezuje rapidní 
změny mezi detekovanými stavy. 

4.2.3 Detekce řečové aktivity pomocí neuronových sítí 
V t é t o části se zaměř íme na obecné fungování detektoru řeči založeném na neuro­
nových sítí. P ředevš ím si zde p ředs tav íme typy sítí, k te ré se k t é to úloze používají 
a jaké reprezentace dat můžeme použí t . 

V kontextu detekce řečové aktivi ty se neuronové sítě učí rozpoznávat vzory, k teré 
jsou charakter is t ické pro řečové a neřečové segmenty. Toho lze dosáhnou t různými 
typy neuronových sítí, jako jsou hluboké neuronové sítě ( D N N ) , konvoluční neuro­
nové sítě ( C N N ) a rekuren tn í neuronové sítě ( R N N ) . 
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Hluboké neuronové sítě jsou založeny na vícevrstvých perceptronech, k teré mají 
vysoký počet skrytých vrstev. Tyto sítě jsou schopné efektivně modelovat komplex­
ní nel ineární vztahy, což j i m umožňuje efektivně rozpoznávat závislosti rozlišující 
řečový a neřečový signál. 

Konvoluční neuronové sítě jsou vhodné pro detekci řeči, neboť efektivně rozpozná­
vají lokální vzory v datech, jako jsou např ík lad spektrogramy. V př ípadě zpracování 
zvukových signálů se C N N zaměřuj í na extrakci různých frekvenčních a časových 
vlas tnost í , k teré jsou charakter is t ické pro řečové a neřečové segmenty. 

Rekuren tn í neuronové sítě maj í schopnost zpracovávat sekvenční data, což je pro 
detekci řeči výhodné , jelikož řeč je časově závislý signál. R N N disponují paměťovými 
buňkami , k teré umožňují uchovávat informace z předchozích časových kroků. Tato 
vlastnost je klíčová pro modelování kontextu a závislostí v řečových signálech. 

Kombinace různých t y p ů neuronových sítí do j edné architektury může vést ke 
zlepšení výkonu detekce řečové aktivity. Např ík lad můžeme použí t konvoluční vrst­
vy pro extrakci lokálních v las tnos t í ze spek t rogramů, následované rekuren tn ími vrst­
vami pro zpracování časových závislostí a zakončené hlubokou neuronovou sítí pro 
finální klasifikaci mezi řeči a ne-řečí. 

P ř i použi t í neuronových sítí pro detekci řečové aktivity je klíčovým faktorem zvo­
lení vhodné reprezentace vs tupních dat. Obvykle se používají spektrogramy a mel-
-frekvenční keps t rá ln í koeficienty ( M F C C ) . Tyto reprezentace zachycují různé aspek­
ty řečového signálu, k teré jsou uži tečné pro detekci řečové aktivity. 

Spektrogram je vizuální reprezentace frekvenčního spektra zvuku, k te rý ukazuje, 
jak se intenzita různých frekvencí měn í v p r ů b ě h u času. Vytvoří se pomocí krá tko­
dobé Fourierovy transformace ( S T F T ) , k t e r á rozděluje signál na malé časové úseky 
a analyzuje frekvenční složky každého z nich. Výsledný spektrogram m á kons tan tn í 
rozlišení frekvencí, což neodpovídá způsobu, j a k ý m lidé zpracovávají zvuk. Z toho 
důvodu byla zavedena mel-frekvenční škála, k t e rá na rozdíl od l ineárního rozlože­
ní frekvencí lépe odpovídá l idskému vnímání . Mel-spektrogram se tak zaměřuje na 
frekvence, k teré jsou pro lidské ucho důležitější, což může být uži tečné př i detekci 
řečové aktivity [12]. 

Mel-frekvenční kepst rá lní koeficienty ( M F C C ) jsou k o m p a k t n í reprezentace zvu­
kových signálů založené na mel-frekvenční škále. M F C C se získávají pomocí několika 
kroků, včetně aplikace mel-frekvenčního filtru na spektrogram, logar i tmovaní energie 
jednot l ivých frekvencí a diskrétní kosinové transformace ( D C T ) . Tato reprezenta­
ce vytvář í ma lý soubor koeficientů, k teré účinně zachycují hlavní charakteristiky 
řečového signálu, což je důležité pro detekci řečové aktivity [3]. 

K a ž d á z těch to reprezentací zachycuje různé aspekty řečového signálu, k teré mo­
hou být uži tečné pro detekci řečové aktivity. Spektrogramy a mel-spektrogramy 
poskytuj í zobrazení frekvenčních složek zvuku v čase, za t ímco M F C C nabízí kom­
paktnějš í a efektivnější reprezentaci. Pro zlepšení výkonu neuronových sítí je vhodné 
kombinovat tyto a nebo i j iné reprezentace. 

Tvorba detektoru řeči založeném na N N pak p rob íhá tak, že se navrhne architek­
tura sítě, k t e rá používá výše zmíněné typy sítí. V ý s t u p e m takové sítě bude jedna 
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hodnota reprezentující p ravděpodobnos t výsky tu řeči v d a n é m framu. Součást í ná­
vrhu architektury bude také formát vs tupních dat, tedy např ík lad využijeme mel-
-spektrum a M F C C jako vs tupn í příznaky. 

Následně se začne síť učit na trénovacích datech, ke k t e r ý m mus íme mí t ano tačn í 
data, k t e r á určují j aký úsek odpovídá řeči a j aký ne-řeči. Tato data se nás ledně 
zpracují do formátu , k t e rý požaduje navržená architektura. P ř i s a m o t n é m trénin­
ku se pak upravuj í váhy jednot l ivých část í N N s cílem minimalizovat chybu mezi 
skutečnými a predikovanými hodnotami řečové aktivity. Optimalizace se provádí na 
základě metrik probí raných v sekci 4.2.1. 

Po úspěšném na t rénování sítě je její použi t í velmi j ednoduché . Stačí upravit vstup­
ní audio do požadovaného formátu a na výs tupu sítě získáme p ravděpodobnos t , k te rá 
určuje jestli se v d a n é m framu vyskytuje řeč. 

4.2.4 Představení dostupných systémů detekce řeči 
V t é t o sekci si p ředs tav íme veřejně dos tupné modely pro detekci řečové aktivity. 
Konkré tně si zde popíšeme pouze dva modely ze čtyř vyzkoušených a to Speechbra-
in V A D a Pyannote V A D . Zbylé dva modely Silero V A D a MarbleNet V A D zde 
z důvodu zkrácení práce zmíníme pouze okrajově 

SpeechBrain V A D je p řed t rénovaný model pro detekci řečové aktivi ty vyvinut 
t ý m e m stojícím za balíčkem nás t ro jů SpeechBrain. Tento výzkumný t ý m se specia­
lizuje na vývoj open-source nás t ro jů pro práci s řečí založených na PyTorch [13]. 

Tento model využívá C R D N N (Convolutional, Recurrent, Deep Neural Network) 
architekturu. Konkré tně se j e d n á o kompak tn í model, k te rý začíná dvěma konvoluč-
ními vrstvami. P r v n í konvoluční vrstva m á 16 kanálů , za t ímco d r u h á m á 32 kanálů . 
Ty to konvoluční vrstvy jsou následovány dvěma vrstvami obousměrné G R U reku­
rentní neuronové sítě ( R N N ) , každá s 32 neurony. Po R N N vrs tvách následuje malá 
D N N , s hloubkou 2 a 16 neurony v každé vrs tvě. Její výs tupn í vrstva pak m á pouze 
jeden neuron, k te rý signalizuje p ravděpodobnos t výsky tu řeči pro jednot l ivé framy. 

Vs tupní data modelu jsou reprezentována pomocí mel-frekvenčního spektra, což 
je technika p o p s á n a v předchozí kapitole. Pro tento model je nezbytné , aby vs tupn í 
zvuková data měla vzorkovací frekvenci 16 kHz . 

Př i v ý p o č t u mel-frekvenčního spektra jsou data rozdělena do rámců . Každý rámec 
m á šířku 25 ms a mezi j ednot l ivými rámci je posun o 10 ms. P ř í znaky získané z jed­
notl ivých r á m c ů jsou reprezentovány pomocí 40 mel-frekvenčních bank. Tyto banky 
fungují jako filtry, k teré t ransformují spektrum každého rámce do sady př íznaků, 
které model používá pro učení a predikci [14]. 

Pyannote V A D je p řed t rénovaný model pro detekci řečové aktivity, k t e rý byl 
vyvinut v ý z k u m n ý m t ý m e m stojícím za sadou nás t ro jů Pyannote. Tento výzkumný 
t ý m se specializuje na vývoj open-source nás t ro jů pro audio diarizaci [15]. 

Tento model využívá architekturu sítě zvanou PyanNet [15], k t e rá je založena 
na obecné C R D N N archi tek tuře . Mimořádně zaj ímavý je p ř í s tup , j a k ý m PyanNet 
zachází s v s tupn ími daty. N a rozdíl od běžných modelů , k teré používají předzpraco-
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vaná data ve formátu jako např ík lad M F C C , PyanNet pracuje p ř ímo s nezpracova­
ným zvukem. V př ípadě modelu pro detekci řeči je délka vs tupn ího audio segmentu 
nastavena na 5 sekund a p ř edpok l ádaná vzorkovací frekvence audia je 16 kHz . 

P r v n í vrstvou v síti je speciální konvoluční neuronová síť zvaná SincNet. Tato 
síť je navržena tak, aby se p ř ímo učila filtry schopné zachytit základní frekvenční 
charakteristiky audio signálů. SincNet je speciálně t rénován na parametrizaci sine 
funkcí, k te ré implementuj í pásmové propusti. N a rozdíl od běžné C N N se tato síť 
snaží urči t pouze vhodné mezní frekvence pro jednot l ivé filtry. Tyto filtry se navíc 
učí p ř ímo na trénovacích datech odpovídajících doméně využi t í výsledného modelu, 
t akže se př izpůsobí dané aplikaci [16]. 

Po konvoluční síti SincNet následuje R N N složená ze č tyř obousměrných L S T M 
vrstev, kde každá obsahuje 128 neuronů. Síť je zakončena dvouvrstvovou D N N s 128 
neurony v každé vrs tvě a j edn ím v ý s t u p n í m neuronem, k te rý určuje p ravděpodob­
nost výsky tu řeči [17]. 

MarbleNet V A D je p řed t rénovaný model pro detekci řečové aktivity od společ­
nosti Nvid ia . Model je založený na a rch i tek tuře s názvem MarbleNet, kterou spo­
lečnost Nvid ia vyvinula speciálně pro účely detekce řečové aktivity. 

Hlavní charakteristikou t é to sítě je opakované využi t í I D konvoluce, což ve výsled­
ku vede k menš ímu p o č t u p a r a m e t r ů sítě. Důleži té je t aké poznamenat, že na vstupu 
očekává 64 M F C C př íznaků. Bližší specifikace a popis fungování dané architektury 
jsou uvedeny v př ís lušném článku [18]. 

Silero V A D je p řed t rénovaný model pro detekci řeči od společnosti Silero A I , 
k te rá se zabývá vývojem p r o d u k t ů v oblasti zpracování řeči a počí tačového vidění. 

Jejich cílem při vývoji daného modelu bylo vytvoření produktu př ipraveného pro 
s t reamování , k te rý bude zachovávat s lušnou přesnost . Navržený model je využívá 
neuronovou síť založenou na multi-head attention ( M H A ) mechanismu a výs tup 
k rá tkodobé Fourierovy transofmrace ( S T F T ) jako vs tupn í parametry signálu. 

Zaj ímavý je také jejich p ř í s tup k t rénovacím d a t ů m , kde mís to časových úse­
ků rozlišujících řeč a ne-řeč využívají sadu k rá tkých nahrávek o p r ů m ě r n é délce 7 
sekund, kde celé nah rávky jsou označeny buď jako řeč a nebo jako ne-řeč, podle 
toho jestli n a h r á v k a obsahuje alespoň nějakou řeč. Bližší specifikace je opět možné 
dohledat v příslušné l i t e ra tuře [19] [20]. 

4.2.5 Výběr detektoru 
Po předs tavení uvažovaných V A D modelů mus íme zjistit, k te rý se nejlépe hodí pro 
naší aplikaci. Z tohoto důvodu si p ř iprav íme testovací data, k t e rá budou typově 
odpovída t d a t ů m , k t e r á budeme těži t . P ro anotaci dat využijeme open-source ná­
stroj LabelStudio, k te rý n á m v uživatelsky př í j emném pros t ředí umožní k d a n ý m 
časovým úsekům testovacích dat př i řad i t odpovídající značku. Tato data si násled­
ně vyexportujeme do formátu J S O N a použi jeme jako referenci při vyhodnocení 
jednot l ivých mode lů [21]. 
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Pro tes tování si pomocí uvedeného programu př iprav íme přibližně 20 minut zá­
znamu v češtině a 20 minut záznamu v dánš t ině . Česká data se skládají z audioknihy, 
repor táže a online pořadu . Dánska data obsahují ú ryvky j ednán í z dánského parla­
mentu za rok 2020-2021. 

V rámci tes tování byla pro každý detektor určena akt ivační a deakt ivační hranice 
na základě manuá ln í optimalizace na datech z dánského parlamentu. Pro správné 
zvolení těch to p a r a m e t r ů jsme využili metriky specifické pro V A D , jako jsou F E C , 
M S C , O V E R a N D S (viz. kapitola 4.2.1). Např ík lad , velká hodnota F E C pravdě­
podobně znamená , že akt ivační hranice je nastavena příliš vysoko a měli bychom 
j i trochu snížit. N a druhou stranu velká hodnota O V E R znamená , že deakt ivač­
ní hranice je p r avděpodobně nastavena příliš nízko a tud íž bychom j i měli trochu 
zvýšit . 

Zároveň je důležité zmíni t , že vzhledem k naší aplikaci preferujeme chybu typu 
označení ne-řeči za řeč než opačně . To by tot iž vedlo k nevyžádanému poškození 
řečového signálu, čímž bychom narušil i celý proces vytěžení dat, ze jména pak části 
rozpoznávání audia a nás lednému př i řazení vůči or iginálnímu textu. 

Tabulka 4.1: Výsledky tes tování de tek to rů řeči 

Parlament ( D K ) P ř e s n o s t [%] Preciznost [%] Ú p l n o s t [%] F l [-] 
BrainSpeech V A D 93,95 92,86 98,39 95,54 
Pyannote V A D 88,52 86,47 97,89 91,83 
MarbleNet 89,74 87,27 98,95 92,70 
Silero V A D 88,64 85,71 99,32 92,02 

Audiokniha (CZ) 
BrainSpeech V A D 87,17 98,93 96,12 97,51 
Pyannote V A D 85,64 82,17 95,92 88,51 
MarbleNet 93,14 90,14 98,52 94,31 
Silero V A D 92,10 88,85 98,68 93,51 

R e p o r t á ž (CZ) 
BrainSpeech V A D 89,22 89,78 97,00 93,25 
Pyannote V A D 86,71 85,66 99,30 91,98 
MarbleNet 86,72 85,64 99,35 91,99 
Silero V A D 90,51 89,68 99,05 94,13 

P o ř a d (CZ) 
BrainSpeech V A D 87,17 98,93 96,12 97,51 
Pyannote V A D 85,64 82,17 95,92 88,51 
MarbleNet 93,14 90,14 98,52 94,31 
Silero V A D 92,10 88,85 98,68 93,51 

Tabulka 4.1 obsahuje výsledky tes tování pro zmíněné detektory řeči. Výsledky 
jsou rozděleny do 4 sekcí, kde každá sekce zobrazuje výsledky pro j inou skupinu 
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testovacích dat. D ů v o d e m pro rozdělení tes tování do těchto celků je možnost porov­
nání jednot l ivých de tek to rů v různých akust ických prostředích. Audiokniha a po řad 
mají akusticky nej lepší prost ředí , kde se t éměř nevyskytuj í nechtěné hluky. Naopak 
parlament a repor táž jsou pořizovaný v běžném pros t ředí , kde se v pozadí nahrávek 
vyskytuj í nechtěné zvuky. Např ík lad repor táž je točena v automobilu za jízdy, kde 
je v pozadí p u š t ě n á hudba. 

Př i volbě nej lepšího detektoru se budeme řídit předevš ím F l skórem, k teré jsme 
si představi l i v kapitole 4.2.1. Tato metrika zahrnuje jak preciznost, tak i úplnos t 
a tud íž je ideálním ukazatelem pro objekt ivní hodnocení . Z tabulky vidíme, že Bra-
inSpeech V A D měl nej lepší výsledek F l skóre ve 3 ze 4 sekcí. To pro nás znamená , že 
je j a s n ý m k a n d i d á t e m na zvolený detektor. Nicméně p ř e d t í m než ho j ím prohlásíme, 
musíme zhodnotit ješ tě jednu metriku - dobu zpracování . 

Tabulka 4.2: Porovnání rychlosti zpracování dat jednot l ivých de tek to rů řeči 

BrainSpeech V A D 
Pyannote V A D 
MarbleNet 
Silero V A D 

C P U [s] 
25,75 
213,78 
184,00 
78,90 

C P U x [-] 
92,16 
11,10 
12,90 
30,08 

G P U [s] 
40,77 
11,03 
318,31 
20,83 

G P U x [-] 
58,20 

215,14 
7,45 

113,92 

V tabulce 4.2 je s rovnána výkonost jednot l ivých de tek to rů řeči. Test byl prováděn 
na počí tači s procesorem A M D Ryzen 9 5900X a grafickou kartou N V I D I A GeForce 
R T X 3060. Sloupce C P U a G P U obsahují konkré tn í dobu zpracování všech testo­
vacích dat pomocí daného detektoru. Sloupce C P U x a G P U x určují poměr mezi 
skutečnou délkou trénovacích dat a dobou jejich zpracování pomocí daného detek­
toru. J inými slovy, n á m určují kol ikanásobně rychleji dokážeme zpracovat audio 
vzhledem k jeho délce. 

Z tabulky vidíme, že v p ř ípadě zpracování pomocí C P U je j ednoznačně nejrychlejší 
BrainSpeech V A D . N a druhou stranu při použi t í G P U je jednoznačně nejrychlejší 
Pyannote V A D . Zajímavé je také to, že výkonost BrainSpeech A MarbleNet značně 
klesla při použi t i G P U . 

Z výkonnos tn ího porovnán í jsme chtěli zjistit p ředevš ím to, jestli daný detektor 
není příliš poma lý pro použi t í na velkém množs tv í dat. Jak je vidět z tabulky výše, 
zvolený BrainSpeech V A D si se svým zrychlením lOOx vede velmi dobře. Z těchto 
důvodů použijeme BrainSpeech V A D pro finální vytěžení dat popsané v kapitole 7. 
Důleži té je zmíni t , že daného zrychlení jsme schopni dosáhnou t na každém jád ře 
procesoru, t akže ve finále budeme moci zpracovávat data ješ tě rychleji. 

4.2.6 Konkrétní implementace 
Tato sekce se věnuje p o d r o b n é m u popisu procesu detekce řeči. Pro detekci řeči jsme 
si zvoli l i model od SpeechBrain. Níže popsaný postup plat í , až na drobné odchylky, 
i př i použi t í os ta tn ích modelů . Pro uživatele z n a m e n á přechod na j iný detektor 
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z výše předs tavených pouze změnu a d a p t é r u při definování V A D . Dále v popisu 
p ředpok ládáme , že audio již prošlo předzpracováním a m á požadovanou vzorkovací 
frekvenci, k t e r á je pro všechny modely 16 kHz . 

Proces detekce řeči začíná bezpros t řední aplikací modelu na vs tupn í audio data. 
V ý s t u p e m je p ravděpodobnos t výsky tu řeči pro jednot l ivé rámce . Tuto pravděpo­
dobnost, k t e rá se pohybuje v rozmezí 0 až 1, kvantizujeme do jedné ze dvou kategori í : 
řeč (1) a ne-řeč (0). Pro určení kategorie využíváme dvou p r a h ů s tanovených uživa­
telem, a to akt ivačního a deakt ivačního prahu. Určení kategorie p rob íhá následovně: 
Rámce jsou zařazovány do kategorie 0 až do momentu, kdy je překročen akt ivační 
práh . Po té jsou řazeny do kategorie 1. Zpět do kategorie 0 jsou zařazovány v pří­
padě , že p ravděpodobnos t výsky tu řeči klesne pod deakt ivační p ráh . V kategorii 0 
zůstávají až do dalšího překročení akt ivačního prahu. 

Dalš ím krokem je aplikace energeticky založeného detektoru řeči na úseky, kde de­
tekujeme řeč. D ů v o d e m pro jeho použi t í je rozmělnění detekované řeči tak, abychom 
minimalizovali výskyt dlouhých řečových úseků, k te ré nejsou vhodné pro další zpra­
cování. Proces funguje tedy tak, že se na úsecích s detekovanou řečí aplikuje ener­
geticky založený detektor (viz. kapitola 4.2.2), kde se na základě energie signálu 
opět rozděluje do jedné ze dvou skupin. Uživatel si zde může nastavit j iné hodnoty 
akt ivačního a deakt ivačního prahu než v předešlé detekci. Je důležité poznamenat, 
že tento krok je nepovinný a je na uživateli , zda se rozhodne pro jeho použi t í . 

Nakonec sloučíme řečové segmenty, k teré jsou příliš blízko u sebe, a ods t r an íme ty, 
které jsou příliš k rá tké . Je vhodné nastavit tyto hodnoty s ohledem na další použi t í . 
V našem př ípadě budeme u segmentace řeči požadovat , aby segment začínal a končil 
200 ms ticha, a tedy můžeme spojit segmenty, k teré mezi sebou mají mezeru kra tš í 
než tato hodnota. 

Obvykle by t ímto celý proces detekce řeči končil, avšak jak již bylo zmíněno, de­
tekce řeči je pouze část í celkového procesu zpracování audia. To znamená , že by do 
detekce řeči měl být zahrnut další parametr, konkré tně max imá ln í povolená délka 
segmentu. Tento parametr je odvozen z požadavků na segmentaci, k te ré budou pre­
zentovány později v kapitole 4.3.1. V kontextu detekce řeči to znamená , že bychom 
ideálně chtěli, aby všechny řečové úseky byly kra tš í než je max imá ln í povolená délka 
segmentu. 

Pro dosažení tohoto cíle zavedeme rekurzivní volání detekce řeči na úsecích, k teré 
tuto p o d m í n k u nesplňuji. Rekurz ivní volání p o s t u p n ě zvyšují akt ivační i deakt ivační 
p ráh detektoru, čímž zajišťuji neus tá le zpřísňovaní detektoru a to až do hodnot prahu 
0.99. Pokud by detektor stále tvrdi l , že se j edná o řeč, k t e rá je delší než je povoleno, 
tak tuto situaci pros tě akceptujeme. Př i segmentaci audia se však tato část nebude 
moci použí t . 

N a závěr vygenerujeme podrobnou zprávu o detekci řeči (viz. 4.2). Tato zprá­
va obsahuje informace o nas tavení detektoru, použ i t ém audiu a s a m o t n é m procesu 
detekce. Součást í zprávy je t aké základní statistika detekce řeči, k t e rá zahrnuje na­
příklad počet detekovaných úseků, jejich minimální , max imá ln í a p r ů m ě r n o u délku. 
Nezbytnou součást í je t aké seznam všech detekovaných řečových segmentů s infor-
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macemi o jejich začá tku , konci a délce. 

"vad_type": " B r a i n S p e e c h " , 

" e x e c u t i o n _ t i m e " : 0.99, 

" c o n f i g u r a t i o n " : { 

" a c t i v a t i o n _ t h " : 0.5, 

" d e a c t i v a t i o n _ t h " : 0.4, 

"min_duration_on": 0.2, 

" m i n _ d u r a t i o n _ o f f " : 0.2, 

"max_segment_duration": 24.0, 

"apply_energy_vad": t r u e , 

" e n _ a c t i v a t i o n _ t h " : 0.4, 

" e n _ d e a c t i v a t i o n _ t h " : 0, 

}, 
"audio": { 

" f i l e " : "D:Wandele_a_demoni_01.wav", 

" d u r a t i o n " : 98.59, 

"uem": { " s t a r t " : 0.0, "end": 98.59 > 

}, 
"speech": { 

"count": 31.0, 

" d u r a t i o n s " : { 

t o t a l 1 . 55. 

min" : 0 51, 

avg" : 1 78, 

max" : 4 24, 

s t d " : 0 99 

"segments": [ 

{ "segment": { " s t a r t " : 8.35, "end": 12.34 >, " d u r a t i o n " : 3.99 }, 

Kód 4.2: Ukázka generované zprávy o výsledku detekce řeči 

4.3 Segmentace audio dat 

Nyní když pomocí detekce řečové aktivi ty víme v jakých částech audia je řeč, tak 
můžeme přejít k poslední část í zpracování audia a t í m je jeho segmentace. Cílem 
segmentace je nas t ř íha t audio soubory tak, aby co nejlépe odpovídal i v s t u p n í m 
požadavků , k te ré si specifikujeme níže. 

4.3.1 Požadavky na segmentaci 
Segmentace pod léhá v s t u p n í m požadavkům, k teré jsou určeny uživatelem. Obecně 
jsou požadavky stanoveny tak, že délka segmentu musí být v rozsahu 2 s až 25 s, 
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stř ihy musí bý t mimo řeč, na začá tku a konci segmentu by měly bý t neřečové části 
a segment by měl obsahovat co nejméně neřečového signálu. Tyto požadavky jsou 
níže shrnuty do p a r a m e t r ů , k t e rými budeme nastavovat segmentační algoritmus. 
U každého parametru je i jeho značení , k te ré budeme používat při vysvětlování 
algoritmu. 

• C í l o v á d é l k a segmentu (t^) - Určuje délku segmentu, ke k te rému by si měl 
stř ižený segment co nejvíce blížit. Vůči tomuto parametru se poč í t á skóre při 
h ledání nej lepšího rozložení segmentů . 

• M i n i m á l n í d é l k a segmentu (mina) - Žádný segment, nemůže být kra tš í než 
tato délka. V našem př ípadě je s tanovený pevný limit 2 s, k te rý je určený T U L 
A S R sys témem. 

• Max imá ln í d é l k a segmentu (maxď) - Žádný segment, nemůže být delší než 
tato délka. V našem př ípadě je s tanovený pevný limit 25 s, k te rý je určený 
T U L A S R sys témem. 

• Max imá ln í d é l k a n e - ř e č i (maxns) - Určuje max imá ln í délku mezi jednot­
livými řečovými úseky v jednom segmentu. Tento parametr zajišťuje to, že 
pokud budou existovat dva k rá tké řečové signály, k teré budou mí t mezi sebou 
příliš ne-řeči, tak se vytvoř í dva k rá tké segmenty obsahující převážně řeč než 
jeden segment, k t e rý by z větší část i obsahoval ne-řeč a to i na úkor skóre 
segmentace. 

• M i n i m á l n í d é l k a p ř e c h o d o v é n e - ř e č i (miritr) - Určuje min imáln í délku 
neřečového signálu na hranicích segmentu. Tento parametr p o m á h á kompen­
zovat p ř ípadné chyby detektoru řeči, k teré by mohly způsobi t odř íznut í malých 
část í řeči na začá tku a konci segmentu. 

4.3.2 Dynamické programování 
Ješ tě než se pus t íme na předs tavení segmentačního algoritmu, tak si mus íme udě­
lat rychlou odbočku k dynamickému programování , jelikož navržený segmentační 
algoritmus je na něm založený. Kromě segmentace se n á m dynamické programování 
bude hodit i později při př i řazení textu k audio segmentům. 

Dynamické programování je opt imal izační technika použ ívaná v informatice a ma­
tematice, k t e r á se zaměřuje na řešení složitých problémů rozdělením do jednodušších, 
přehlednějších podprob lémů, jejichž op t imáln í řešení lze použí t při řešení původní 
úlohy (ne všechny úlohy toto splňují). Ty to podprob lémy se řeší pouze jednou a je­
jich řešení se uk ládá (tzv. memoizace), aby se předešlo opakovanému výpoč tu , při 
řešení složitějších podprob lémů. Tato technika vede ke značným ú s p o r á m z pohledu 
výpoče tn ích zdrojů [22]. 
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4.3.3 Algoritmus pro nalezení optimálních míst řezu za využití 
dynamického programování 

Po k r á t k é m předs tavení konceptu dynamického programování přišel čas na před­
stavení algoritmu pro nalezení opt imáln ích míst řezu. Pro zjednodušení si uvedeme 
zobecněný popis úlohy, kterou po t řebu jeme řešit. 

Mějme pole X s N k ladnými čísly. Toto pole chceme rozdělit do sady polí, k teré 
mohou obsahovat pouze souvislé prvky z pole X a to tak, aby suma prvků každého 
pole byla v rozmezí 2-25 s. Zároveň chceme takové rozdělení, kde rozdíl mezi cílovou 
a skutečnou sumou všech polí je minimální . 

V takovém př ípadě nalezení op t imáln ího řešení pomocí h r u b é síly bude mí t složi­
tost 0(n\). To je náročnos t , k t e rá už při s tovkách prvcích je i pro mode rn í počí tače 
t éměř neřeši telná. Z tohoto důvodu se bud mus íme smířit se sub-op t imáln ím řešení 
založeném např ík lad na j ednoces tném p růchodu s výbornou časovou složitostí 0(n) 
a nebo přijít se sofistikovanějším řešením. 

Jelikož by byla škoda kvůli tomuto kroku přijít i t ř eba o 0,5% konečné výtěžnost i , 
tak se uchýlíme k var iantě sofistikovanějšího řešení. To založíme na dynamickém pro­
gramování , konkré tně se inspirujeme algoritmem [23], k t e rý řeší rozložení pole na M 
částí s vyváženým součtem. Níže je detai lně popsaný postup navrženého algoritmu. 

Vstupem do segmentačního algoritmu je seřazené pole řečových úseků X o dél­
ce N, k teré se vyznačují počá tečn ím a koncovým časem. N a základě tohoto pole 
si vy tvoř íme 2D matici D o rozměrech N x N. Tato matice bude obsahovat skó­
re pro každou podmnož inu obsahující i až jtý řečový segment z X. Jelikož musí 
platit j > i, tak se omezíme pouze na poč í t án í nad diagonálou. Skóre vypoč í t áme 
dle následující rovnice (4.11), k t e r á ř íká, že pokud v y b r a n á p o d m n o ž i n a nesplňuje 
kr i té r ium na min imáln í délku mina, max imá ln í délku maxd a nebo na maximáln í 
délku ne-řeči maxns, tak její skóre bude oo a tedy d a n á p o d m n o ž i n a nemůže tvo­
řit segment. V opačném př ípadě , kdy p o d m n o ž i n a splňuje kri tér ia , tak se její skóre 
vypoč í t á jako kvadrá t rozdílu její délky d a cílové délky í d . 

'oo i f d < mirid 

„ r oo i f d > max d 
D[i,j] = { J (4.11) 

oo i f ns > maxns 

kde d označuje délku podmnož iny X[i—j], k t e rá je zvětšena o 2-mintr. Dále ns ozna­
čuje dobu neřečového úseku mezi j ednot l ivými řečovými úseky v dané podmnož ině 
X[i-j\. 

Nyní když m á m e vypoč í t ané skóre pro každou možnou souvislou kombinaci ře­
čových úseků, tak můžeme nalézt jejich op t imáln í rozdělení. To získáme z matice 
Q s rozměry N x N, kterou spoč í táme dle vztahu 4.12. Tato matice obsahuje mi­
nimální skóre posledních i p rvků z X rozdělených do j segmentů. V t é t o matici 
nikdy nemůže být i > j a tud íž pracujeme pouze s část í pod diagonálou. Spoč ten ím 
hodnot matice Q z ískáme řešení naší úlohy, k teré se nachází na pos ledním řádku . 
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Ten obsahuje skóre rozdělení všech řečových úseků do 1 až N segmentů . Sloupec, 
ve k t e r ém se nachází nejmenší hodnota, určuje na kolik segmentů mus íme rozdělit 
řečové úseky pro dosažení op t imáln ího rozdělení. Jak konkré tně se mají v s tupn í data 
rozdělit , zjistíme z p ě t n ý m p růchodem matice Q. 

Q[i,j] 

' D[N + 1 — i, N] if j = l 
min{Q[i - 1, j - 1] + D[N + 1 - i, N + 1 - i] 

Q[i - 2, j - 1] + D[N + 1 - i, N + 2 - i] (4.12) 

Q\j-l,j-l] + D[N + l - i , N + l-j}) 

Z tohoto vzorce je pa t rné , že když rozdělujeme i posledních p rvků do jedné sku­
piny (j = 1), tak nej lepší skóre k teré můžeme získat odpov ídá p ř ímo vypoč í t anému 
skóre D[N + 1 — i, N]. J inými slovy poslední sloupec matice D odpovídá p rvn ímu 
sloupci matice Q, ale v opačném pořadí . Dále vidíme, že pro nalezení nejlepšího 
rozdělení posledních i p rvků do j skupin používáme výsledky z jednodušš ích úloh, 
kde rozdělujeme i — 1 až j — 1 p rvků do j — 1 skupin. K t ě m t o výs ledkům př ič í táme 
skóre skupiny vytvořené spojením zbývajících p rvků od TV + 1 — i do TV + 1 — j. 
Nejlepší rozdělení v d a n é m bodě je potom to s ne jmenším výsledkem. 

Pro nalezení přesného rozdělení řečových úseků je t ř eba urči t kroky, k teré vedly 
k op t imá ln ímu výsledku - tzv. zpě tný průchod. Toho dosáhneme t ím, že při v ý p o č t u 
matice Q vy tvoř íme pomocnou matici I o stejných rozměrech, k t e rá bude uchovávat 
informaci o tom, k te rý z možných členů byl v y b r á n jako nejmenší - j inými slovy 
argument funkce min(...) z výše zmíněného vzorce. Tato hodnota n á m říká, kolik 
řečových úseků z X bylo použ i to na vytvoření j - t é h o rozdělení. 

Konkré tně to tedy funguje tak, že h ledání započneme na ř ádku i = N a sloupci 
j = argmin(Q[N,:]), k te rý odpovídá op t imá ln ímu rozdělení. Té to kombinaci ř ádku 
a sloupce bude odpovída t nějaké číslo y z J , k te ré značí, že prvních y p rvků z X tvoří 
p rvní segmentu. P rvky použi té na sestavení segmentu odebereme z X a současně se 
o tento počet p rvků posuneme v řádcích, tedy i = i — y. Zároveň se za vytvořený 
segment posuneme o jeden sloupec, tedy j — j — 1. T í m t o způsobem se dostaneme 
na novou pozici a tento proces opakujeme, dokud j > 0. Jakmile dosáhneme tohoto 
bodu, tak vy tvoř íme poslední segment obsahující všechny zbývající prvky z X. 

Časová náročnos t výše p o p s a n é m algoritmu je 0(N2) pro výpočet matice D 
a 0(N3) pro výpočet matice Q. To je p o d s t a t n ě lepší než náročnos t pomocí me­
tody h r u b é síly 0(N\), avšak stále se j e d n á o velmi ná ročný algoritmus. Časovou 
náročnost je dále možné zmírni t správnou implementací , kde využijeme vlastnost 
matice Q, k t e r á říká, že každý její prvek závisí na prvcích z předchozího sloupce. 
Neboli hodnoty ve sloupcích matice Q můžeme zpracovávat současně. 

4.3.4 Konkrétní implementace 
V té to části si p ředs tav íme implementačn í nadstavby, k teré usnadňuj í prakt ické 
použi t í výše zmíněného algoritmu. Předevš ím z pohledu předzpracování vs tupn ích 
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dat a výpoče tn í náročnos t i . 

P ř e d t í m než aplikujeme algoritmus segmentace na řečové úseky, tak mus íme 
dostat vs tupn í data do formátu , kdy je zaručeno, že algoritmus bude schopný da­
ta rozřezat tak, aby splnit všechny uživatelské požadavky. Toho docílíme pomocí 
následujících 4 kroků: 

1. Spojíme řečové úseky, mezi k te rými nepůjde provést řez tj. úseky mez k te rými 
je mezera menší než min imáln í délka přechodové ne-řeči miritr-

2. Ods t r an íme příliš dlouhé úseků tj. úseky, k te ré maj í délku větší než maximáln í 
délka segmentu maxd-

3. Ods t r an íme příliš k rá tké úseků, k teré nebudeme moct př i řad i t do segmentu. 
Neboli ty, k te ré vedle sebe nemaj í dos ta tečně ne-řeči, abychom je mohli rozšířit 
na alespoň na minimáln í délku segmentu midd a zároveň jsou obklopeny úseky, 
kde by při spojení došlo k porušení bud maximáln í délky segmentu maxd 
a nebo max imáln í délky ne-řeči maxns. 

4. Rozšíř íme příliš k rá tké úseky, k teré nelze př i řad i t do většího celku, ale mají 
vedle sebe dostatek ne-řeči, aby jejich výsledná délka včetně p řechodů byla 
alespoň mina-

Ješ tě p ř e d t í m než aplikujeme segmentační algoritmus, tak si p ředs tav íme další 
úpravu , k t e rá n á m pomůže výrazně urychlit časovou náročnos t . Uváděli jsem si, že 
časová náročnos t algoritmu je 0 ( n 3 ) , což znamená , že s p o č t e m řečových úseků n á m 
exponenciálně s toupá náročnos t a pokud budeme mí t za úkol segmentovat víc jak 
100000 řečových úseků, tak to bude i na m o d e r n í m hardwaru chvíli trvat. Pokud 
by se n á m ale např ík lad podař i lo rozdělit , t ěch to 100000 úseků na 100 část í o 1000 
úsecích, tak by časová náročnos t dané úlohy klesla 10000 krá t . Což je přesně to, co 
můžeme uděla t . 

Vs tupní data rozdělíme na části tak, abychom měli zaručeno, že neporuš íme na­
lezení op t imáln ího řešení. Data můžeme tedy rozdělit pouze v př ípade , že sousední 
úseky nemohou tvoř i t segment tj. mezera mezi n imi je větší než max imáln í délka 
ne-řeči maxns. Uživatel tedy může sp rávným nas taven ím ovlivnit rychlost algoritmu. 

N a takto rozdělené části již aplikujeme výše popsaný algoritmus a výsledky jed­
notl ivých část í nás ledně spojíme dohromady abychom získali op t imáln í rozdělení pro 
celá vs tupn í data. V s a m o t n é m algoritmu je ješ tě poslední vylepšení a to již zmíně­
né zpracování všech p rvků v sloupci matice Q zároveň, k te ré provedeme vektorizací 
algoritmu viz. ukázka kódu (4.3) pro výpočet matice Q . 

Q = n p . m a t r i x ( n p . o n e s ( ( N , N)) * n p . i n f ) 

I = n p . z e r o s ( ( N , N)) 

# Q(i,0) = D(N-i.N-l) 

f o r i i n range(N): 
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Q [ i , 0] = D [N - 1 - i , N - 1] 

# Q(i,j) = MIN{Q(i-l,j-l)+D(N-i,N-i); 

# Q(i-2,j-l)+D(N-i,N-i+l); 

# 

# Q(j-l,j-l)+D(N-i,N-j)} 

f o r j i n r a n g e d , N): 

f o r i i n r a n g e ( j , N): 

lookup_count = i - j + 1 

l o o k u p _ i = np.arange(0, l o o k u p _ c o u n t ) [ : , np.newaxis] 

lookup = Q [ i - 1 - l o o k u p _ i , j - l ] + D [ N - l - i , N - l - i + 

>-> l o o k u p _ i ] 

min_arg = np.argmin(lookup) 

I [ i , j ] = l o o k u p _ i [ m i n _ a r g ] + 1 

Q [ i , j ] = lookup[min_arg] 

Kód 4.3: Ukázka vektorizovaného v ý p o č t u matice Q 

N a závěr vygenerujeme podrobnou zprávu o segmentaci zvukového záznamu. Ta­
to zpráva obsahuje informace o nas tavení segmentace, o audiu, na k t e r ém byla seg­
mentace provedena, a o detekci řeči, k t e rá byla použ i t a jako vs tupn í data. Zpráva 
poskytuje detai lní údaje o segmentaci, jako je skóre segmentace, počet vytvořených 
segmentů a základní statistiku délky segmentů, včetně minimální , max imá ln í a prů­
měrné délky. 

Dále zpráva zahrnuje seznam všech segmentů s jejich počá t ečn ím a koncovým ča­
sem, stejně jako dobu t rvání jednot l ivých segmentů . Navíc report obsahuje seznam 
vyloučených řečových úseků, k te ré byly vyřazeny kvůli porušení pravidel. Tyto infor­
mace n á m umožní p o d r o b n ě analyzovat segmentaci zvukového záznamu a p ř ípadně 
upravit nas tavení pro dosažení lepších výsledků. 

"audio_segmenter_type": " O p t i m a l " , 

" e x e c u t i o n _ t i m e " : 114.43, 

" c o n f i g u r a t i o n " : { 

" t a r g e t _ d u r a t i o n " : 10, 

" m i n _ d u r a t i o n " : 2, 

"max_durat i on": 25, 

"max_ n o i s e _ d u r a t i o n " : 5, 

" m i n _ t r a n s i t i o n _ s i l e n c e " : 0.199, 

}, 
"audio": { 

" f i l e " : "D: \\01-06-2021_13-00_2020-21. wav" , 

" d u r a t i o n " : 34470.99 

}, 
"vad": "D:\\01-06-2021_13-00_2020-21_vad_BrainSpeech.j son", 
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"cut_segments": { 

" s c o r e " : 3694.76, 

"count": 3246.0, 

"over_max_count": 0, 

"under_min_count": 0, 

" d u r a t i o n s " : { 

t o t a l ': 32546 

min" : 4.36, 

avg" : 10.03, 

max" : 23.12, 

s t d " : 1.07 

"segments": [ 

{ "segment": { " s t a r t " : 26.491, "end": 36.659 >, " d u r a t i o n " : 10.17 >, 

Kód 4.4: Ukázka generované zprávy o výsledku segmentace 
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5 Zpracování textu 

Další část í navrženého sys tému je sekce zpracování textu, k t e rá m á za úkol upravovat 
text tak, abychom vytěžili co nejvíce dat, neboli dosáhli co největší shody mezi 
originálním textem a rozpoznaným textem. Z prakt ických důvodů j i dělíme na část 
modifikace textu a část korekce textu. Význam a rozdíl v použi t í t ěch to část í je 
vysvět len u každé z nich. 

5.1 Modifikace textu 

Modifikací textu jsou myšleny operace, k te ré na základě p ř e d e m definovaných pra­
videl upravuj í v s tupn í text. V našem př ípadě se n á m modifikace textu hodí ve dvou 
situacích. Za prvé pomocí modifikačních pravidel uprav íme originální text do po­
doby, k t e rá co nejlépe odpovídá mluvenému projevu v př i řazeném audio souboru. 
Za d ruhé dočasně aplikujeme modifikaci na rozpoznaný text, abychom zvýšili šanci 
na korektní př i řazení k originálnímu textu. V tomto d r u h é m př ípadě nás zejména 
budou zaj ímat zkratky slov, k teré se vyslovují jak v zkráceném tvaru, tak i v rozvi­
nu tém. 

Modifikací textu budeme povětš inou chtít řešit jednu z těchto oblast í : 

• O d s t r a n ě n í n e ř e č o v ý c h č á s t í t e x t u - T í m je myšleno ods t r aněn í struk­
turn ích informací, jako je j m é n o řečníka a čas nebo nadby tečné informace, 
jako např ík lad věnování, p o z n á m k y pod čarou atd. 

• P ř e v o d p s a n é formy na mluvenou - T í m je myšleno nahrazen í všech znaků, 
zkratek a číslic do tvarů , ve k te rých se vyslovují, ale pouze v př ípadě , že se 
vyslovují. Např ík lad tedy chceme převést 100% na sto procentn í , nebo 2.1.2023 
na d ruhého ledna dva tisíce dvacet t ř i . Nechceme však např ík lad převádět '.' 
na konci vět na slovo tečka. 

• O d s t r a n ě n í n e p o v o l e n ý c h znaků - T í m je myšleno, že např ík lad u českých 
t e x t ů budeme povolovat pouze Českou abecedu a tud íž ods t r an íme všechny 
nechtěné znaky, jako jsou např ík lad již zmíněné tečky na konci vět. 

5.1.1 Modifikační pravidla 
Abychom dosáhli výše zmíněné modifikace, mus íme vytvoř i t ideálně univerzální sys­
t é m pravidel, pomocí k te rého budeme moci docílit t éměř libovolné modifikace. Na­
štěst í tady takový sys tém již existuje a nazývá se regex, neboli regulární výrazy. 
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Pomocí regexu jsme schopni p ružně a efektivně pracovat s texty ve smyslu vyhledá­
vání, nahrazování a rozdělování. 

Pro naše účely vytvoř íme nadstavbu nad t í m t o sys témem, k te rá umožní uživate­
lům jednoduše definovat soubor pravidel. Modifikační pravidla budou mí t následující 
strukturu: 

• P o p i s ( v o l i t e l n ý ) - Slouží výh radně už iva te lům proto, aby věděli, co je 
smyslem daného pravidla. 

• C i l - Regulárn í výraz charakterizující cíl modifikace. 

• Nahrazen i - Obyčejný text, k t e r ý m se m á nahradit nalezený cíl. 

• Kontex t p ř e d ( v o l i t e l n ý ) - Regulárn í výraz charakterizující kontext před 
cílem modifikace. 

• Kontex t po ( v o l i t e l n ý ) - Regulárn í výraz charakterizující kontext za cílem 
modifikace. 

• P o č e t ( v o l i t e l n ý ) - Určuje max imá ln í poče t aplikací tohoto pravidla na 
v s tupn í text. 

• V r a t n ý ( v o l i t e l n ý ) - Určuje, jestli je dané pravidlo v ra tné . Lze použí t pouze 
na j ednoduché výrazy. 

• Tes ty ( v o l i t e l n ý ) - Sada uživatelských tes tů , k te ré maj í už iva te lům pomoci 
ověřit, že se dané pravidlo chová dle očekávání. 

Uživatel si může takto definovat pravidla v souborech typu J S O N . Je důležité 
zmínit , že pravidla se aplikují v pořad í , v j akém byla vytvořena . Nedodržení pořad í 
pravidel v definici může vést k nefunkčnosti dané modifikace. 

Pro lepší pochopení schopnost í tohoto sys tému následuje ukázka několika pravi­
del, kde každé z nich je zaměřené na jednu z výše zmíněných oblast í : 

" d e s c r i p t i o n " : "Replace a b b r e v a t i o n o s v . or o.s.v. w i t h og s á v i d e r e " , 

" t a r g e t " : " o [ . ] ? s [ . ] ? v [ . ] ? " , 

"replacement": " og s á v i d e r e " , 

" c o n t e x t _ b e f o r e " : " (~| I\n)", 

" c o n t e x t _ a f t e r " : " ( $ | I, I V I V O " , 
" r e v e r s i b l e " : t r u e 

Kód 5.1: Ukázka pravidla pro rozepsání zkratky 
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Pravidlo 5.1 v textu nalezne všechny zkratky „osv" a n a h r a d í je celým tvarem „og 
sá videre". Podmínkou pro nahrazen í je, že před zkratkou je začátek textu, mezera 
nebo konec ř ádku a zároveň za zkratkou je konec textu, mezera, čárka, tečka nebo 
konec řádku . Kromě toho je pravidlo reverzibilní, což znamená , že pokud bude apli­
kováno na rozpoznaný text, tak po při řazení k originálu bude zpě tně modifikováváno 
do formátu zkratky a to jak v rozpoznaném textu tak i p ř i raženém textu. 

" d e s c r i p t i o n " : "Keep o n l y a l l o w e d c h a r a c t e r s " , 

" t a r g e t " : " [ ~ \ p { L } " \ n \ r ] + " , 

"replacement": " " , 

" t e s t s " : [ 

{ 

" i n p u t " : " ? ! : ; . > < » « " \ " ( ) { } [ ] /§ % & $ £ * + | ~ ~ @ # f o r t s a ! t t e l s e u af 

^ f o r e s p s z í r g s e ľ ' s" , 

"output": " f o r t s a s t t e l s e u af f o r e s p s z í r g s e ľ ' s" 

} 

] 

Kód 5.2: Ukázka pravidla pro ponechání pouze povolených znaků 

Pravidlo 5.2 v textu n a h r a d í všechny nepovolené znaky mezerou. Nepovolené je 
v tomto př ípadě cokoliv, co není uvozovka, mezera, konec ř ádku a nebo nespadá do 
obecné kategorie písma. K definici pravidla je p ř idaný i test, k t e rý m á ověřit, že toto 
pravidlo opravdu ponechá pouze chtěné znaky. 

" d e s c r i p t i o n " : " R e m o v é l i n e š announcing t i m e , r o l e and s p e a k e r " , 

" t a r g e t " : " kl\\.\\s+[0-9]{1,2}:[0-9]{1,2}[\\S\\s]{0,60}?\\(.*\\):\\s+", 

"replacement": "\n", 

" t e s t s " : [ 

{ 

" i n p u t " : " k l . 10:00\nMeddelelser f r a formanden\nFszSrste nasstformand (Karen 

Ellemann) : \nM0det e r á b n e t . " , 

"output": "\nM0det e r á b n e t . " 

} 

] 

Kód 5.3: Ukázka pravidla pro ods t raněn í nadby tečného textu 

Jako poslední ukázku zde m á m e pravidlo 5.3, k teré z textu ods t raňuje nadbyteč ­
né informace, k te ré uvádějí čas, pos tavení a j m é n o řečníka. Toto pravidlo je velmi 
uži tečné při zpracování záznamů j ednán í z dánských pa r l amen tů . Jak můžeme vidět 
v p ř i d a n é m testu, tak touto modifikací můžeme odstranit v ý z n a m n o u část přeby­
tečného textu. 
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5.2 Korekce textu 

Korekce textu se aplikuje po př i řazení textu k audio souborům. Využívá korekční 
pravidla ke sjednocení tva rů slov. 

5.2.1 Korekční pravidla 
Korekční pravidla jsou stejně jako modifikační pravidla založena na regexu, ale jejich 
smysl a struktura je rozdílná. 

• P o p i s ( v o l i t e l n ý ) - Slouží výh radně už iva te lům proto, aby věděli, co je 
smyslem daného pravidla. 

• N a h r a d i t v - Určuje, jestli se m á korekce aplikovat v originálním textu a nebo 
rozpoznaném. 

• P r a v i d l o pro o r i g i n á l - Pravidlo, pomocí k te rého se bude hledat shoda 
v or iginálním textu. Toto pravidlo se skládá z cíle, kontextu před a kontextu 
po, stejně tak jako tomu bylo u modifikačního pravidla. 

• P r a v i d l o pro r o z p o z n á n í - Ekvivalent pravidlu pro originální text s t í m 
rozdílem, že je aplikováno na rozpoznaný text. 

Korekční pravidla se aplikují pouze v př ípadě , že d a n á část byla nalezena jak 
v originálním textu, tak i v rozpoznaném textu. Aplikace pravidel funguje následov­
ně: pokud je cílem nahrazen í „originální text", cíl z pravidla pro originální text se 
nah rad í cílem z pravidla pro rozpoznaný text a naopak. 

" d e s c r i p t i o n " : "Replace words endi n g from p t t o punkt", 

" r e p l a c e _ i n " : " e s t i m a t i o n " , 

" o r i g i n a l _ r u l e " : { 

" t a r g e t " : "punkt", 

" c o n t e x t _ b e f o r e " : " . * " 

}, 
" e s t i m a t i o n _ r u l e " : { 

" t a r g e t " : " p t " , 

" c o n t e x t _ b e f o r e " : " . * " 

} 

Kód 5.4: Ukázka pravidla pro korekci slov 

Pravidlo 5.4 slouží pro rozvinut í koncovky pt do tvaru punkt u rozpoznaných 
slov. V dánš t ině to t iž pt a punkt znamenaj í to též a to je bod. Např ík lad tedy tidpt 
i tidpunkt označují to samé a t í m je bod v čase. Díky t é to korekci, se ods t ran í 
preference tvaru od tvůrce textu a t í m se zvýší šance na správné přiřazení . 
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6 Prirazení textů k audio segmentům 

Konečně se dostavme k poslední části navrženého systému, k t e r á př i řad í k jednotli­
v ý m audio segmentům, z ískaným ze sekce zpracování audia (4) část textu, získaného 
ze sekce zpracování textu (5). 

6.1 Rozpoznání audia 

Proto, abychom mohli k j edno t l ivým audio segmen tům př i řadi t vhodnou část textu 
z dodaného zdroje, mus íme nejprve zjistit, co se v daných audio segmentech říká. 
K tomu n á m poslouží sys tém au tomat ického rozpoznávání řeči. Neboli toto je přesně 
ta část , kde využíváme již existují model k tomu abychom získali data pro vylepšení 
toho stejného modelu. 

V našem př ípadě využijeme sys tém vyvinutý v t ý m u SpeechLab T U L , k jehož 
dalš ímu rozvoji směřuje i tato diplomová práce. Komunikace se Speechlab systé­
mem prob íhá pomocí konzolové aplikace s názvem ntx20 [24], k t e rá umožňuje zadat 
úlohy na cluster s v y b r a n ý m typem rozpoznávače. Níže je ukázka použi t í tohoto 
nást roje , k t e rá pro daný rozpoznávač, definovaný j m é n e m a verzí spust í na clusteru 
rozpoznávání souboru source.wav, jehož výsledek uloží do souboru results.json 

ntx20 ru n n a m e : v e r s i o n Q c l u s t e r - i source.wav -o r e s u l t s . j s o n 

Kód 6.1: Použi t í nás t ro je ntx20 pro zadání úlohy na rozpoznání textu 

Výs tupn í J S O N obsahuje informaci o tom, co bylo rozpoznáno jako obsah audia, 
včetně časových značek jednot l ivých slov. Důvodem, proč se nepoužij í časové značky 
z rozpoznávače pro segmentaci audia, je fakt, že tento sys tém není t rénován na 
datech, jejichž součást í je časová značka. Tudíž je tato schopnost určení času naučena 
jako vedlejší efekt a t í m p á d e m není zaručena její přesnost . Obzvláš tě u delších 
nahrávek se může vyskytnout chyba i v ř á d u jednotek sekund, což znamená , že 
použi t í tohoto parametru pro nalezení míst s t ř ihu by nemělo tak dobré výsledky 
jako metoda navržená v sekci zpracování audia (4.3). 

6.2 Levenstheinova vzdálenost 

P ř e d t í m než se pod íváme na algoritmus pro zarovnávání t e x t ů na základě podobnosti 
se seznámíme s Levenshteinovou vzdálenost í . Ta je pro nás důleži tá , protože navr-
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hovaný algoritmus pro zarovnávání t e x t ů je modifikací Wagner-Fisherova algoritmu 
pro výpočet Levenshteinovy vzdálenost i . 

Levenshteinova vzdálenost je metrika, k t e r á se používá pro porovnávání dvou ře­
tězců. Konkré tně n á m udává minimáln í edi tační vzdálenost , což je nejmenší poče t 
edi tačních operací nu tných k převedení jednoho řetězce na druhý. V tomto kontex­
tu m á m e k dispozici t ř i edi tační operace: vložení (inzerce), nahrazen í (substituce) 
a ods t r aněn í (delece) [25]. 

Ukážeme si výpočet Levenshteinovy vzdálenost i mezi dvěma řetězci A a B pomocí 
Wagner-Fisherova algoritmu, k te rý je založen na dynamickém programování . Pro 
výpočet si definujeme matici D o rozměrech \A\ + 1 a \B\ + 1, kde \A\ a \B\ označují 
délky řetězců. Pro každý prvek matice D [i, j] vypoč í t áme minimáln í počet edi tačních 
operací po t řebných k převedení prvních i znaků řetězce A na prvních j znaků řetězce 
B. Výpočet jednot l ivých p rvků matice D je vyjádřen vzorcem 6.1 [26]. 

D[i,j] 

i if j = 0 

j if i = 0 

min(D[i — 1, j] + 1 delece 

D[i,j — 1] + 1 inzerce 

D[i - 1, j - 1] + 1 ifA[i] ^ B[j] substituce 

D[i - l,j - 1]) ifA[i] = B[j] shoda 

(6.1) 

Výsledné skóre v p rávem spodn ím rohu matice, tedy i — \A\ a j — \B\, odpovídá 
p o č t u operací , k te ré je p o t ř e b a provést abychom transformovali řetězec A na řetězec 
B. Pokud chceme zjistit, jaké operace a na k t e r ém znaku m á m e použí t k dosažení 
výsledku, použi jeme techniku zpě tného p růchodu , při k teré vždy vybereme nejmenší 
hodnotu z možnost í , k teré vedly k cíli. 

k r o n i k a 
0 1 2 3 4 5 6 7 

m 1 1 2 3 4 5 6 7 
o 2 2 2 2 3 4 5 6 
n 3 3 3 3 2 3 4 5 
i 4 4 4 4 3 2 3 4 
k 5 4 5 5 4 3 2 3 
a 6 5 5 6 5 4 3 2 

Obrázek 6.1: Ukázka aplikace Wagner-Fischerova algoritmu 

Pro lepší pochopen í je na obrázku 6.1 vizualizovaná matice D pro přechod ze slova 
monika na slovo kronika. Z matice vidíme, že tato ukázková kombinace m á edi tační 
vzdálenost 2, což znamená , že je nu tné provést 2 edi tační operace k převedení slova 
monika na slovo kronika. Konkré tně se j e d n á o p ř idán í p í smenka k a nahrazení 
p í smenka m za r. K r o m ě toho je v tabulce vyznačená cesta, v tom to p ř ípadě jedna 
z cest, k t e rá vedla k dosažení daného výsledku. 
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6.3 Algoritmus pro zarovnání textů na základě 
podobnosti 

Nyní, když jsme si představi l i , co to je Leventainova vzdálenost a jak j i spočí ta t , 
můžeme přejít k vysvětlení navrženého algoritmu, k te rý vychází z výše zmíněného 
postupu a jehož cílem je zarovnání t e x t ů na základě podobnosti. 

P r v n í rozdíl je v tom, že naší základní jednotkou jsou jednot l ivá slova a nikoli 
znaky. Jinak je základní postup stejný a to takový, že se snažíme zjistit minimální 
počet edi tačních operací , k teré mus íme provést k tomu, abychom převedli jednu 
sekvenci slov na druhou. To opět zjistíme z matice D, jejíž definice je v tomto 
algoritmu definovaná vzorcem 6.2. 

5 • i i f j = 0 

5 • j i f i = 0 
D[i, j] = < min(D[i — + 5 delece 

D[i,j — 1] + 5 inzerce 

D[i - 1, j - 1] + LevDiff(A\i],B[j]) • 20 substituce/shoda 
(6.2) 

Rozdíl oproti původn ímu v ý p o č t u matice D je v přidělování penalizací za jednot­
livé operace. Cena inzerce a delece se změnila z 1 na 5. Zároveň se sloučil výpočet 
pro substituci a shodu, k te rý reflektuje rozdílnost porovnávaných slov. Konkré tně 
se tato penalizace poč í t á jako 20 násobek rozdílnosti dvou slov, kde rozdílnost je 
vyjádřená pomocí funkce Lev Di f f (...), k t e r á je definovaná vztahem 6.3. Důvodem 
pro zavedení tohoto způsobu porovnán í je zvýšeni šance na př i řazení dvou podob­
ných slov na stejnou pozici při z p ě t n é m průchodu . Neboli chceme zvýšíme šanci na 
správné zarovnání slov, k t e r á se liší pouze tvarem nebo obsahují překlep. 

JX LevEditDistance(a,b) t n „ . 
LevDtff{a,b) = - — — — — - (6.3) 

LevEditUperations{a, o) 

Vzorec pro výpočet LevDif/(...) obsahuje LevEditDistance(a,b), což je Le-
vensteinova vzdálenost a LevEditOperations(a,b), což určuje počet edi tačních 
operací po t řebných k dosažení t é to vzdálenost i . Pokud bychom tedy využi­
l i ukázkový př ík lad v ý p o č t u vzdálenost i mezi slovy monika a kronika, tak 
bychom dostali LevEditDistance(...) = 2 (červená číslice na obrázku 6.1), 
LevEditOperations(...) = 8 (počet šedých políček na obrázku 6.1) a LevDif f (...) = 
0,25. 

Po vypoč í tán í matice D pro vs tupn í sekvence A a B získáme vše po t ř ebné pro je­
j ich zarovnání . Zarovnání se provádí z p ě t n ý m p růchodem matice D . V každém kroku 
určíme, j a k á operace vedla k dosažení daného mís ta , a na základě toho vk ládáme 
př ís lušná slova do výs tupních sekvencí. Konkré tn í implementace zpě tného průcho­
du je p o p s á n a algoritmem 6.2. V ý s t u p e m tohoto algoritmu jsou dvě stejně dlouhé 
sekvence, k teré mají pa t ř i čně za rovnaná slova na základě jejich podobnosti. 

50 



def b a c k _ t r a c e ( D : n p . n d a r r a y , A: [ s t r ] , B [ s t r ] ) -> ([Word], [Word]): 

a l i g n e d _ A , a l i g n e d _ B = [ ] , [] 

i , j = l e n ( A ) - 1, l e n ( B ) - 1 

w h i l e i > 0 and j > 0: 

a c t i o n = n p . a r g m i n ( [ D [ i - 1, j - 1 ] , D [ i - 1, j ] , D [ i , j - 1]]) 

i f a c t i o n == 0: #Substituce/Shoda 

o p e r a t i o n = O p e r a t i o n . E q u a l i f D [ i , j ] == D [ i - 1, j - 1] e l s e 

>-> O p e r a t i o n . Replace 

e l i f a c t i o n == 1: #Inzerce 

a l i g n e d _ A . a p p e n d ( W o r d ( A [ i ] , O p e r a t i o n . I n s e r t ) ) 

aligned_B.append(Word()) 

i -= 1 

e l i f a c t i o n == 2: #Delece 

aligned_A.append(Word()) 

a l i g n e d _ B . a p p e n d ( W o r d ( B [ j ] , O p e r a t i o n . D e l e t e ) ) 

j -= 1 

r e t u r n a l i g n e d _ A [ : : - l ] , a l i g n e d _ B [ : : - l ] 

Kód 6.2: Algoritmus pro zarovnání dvou sekvencí pomocí zpě tného p růchodu 

6.3.1 Praktická optimalizace 
Výše popsaný algoritmus m á výkonnos tn í problém, k te rý se projeví, při pokusu 
o zarovnání dvou velmi dlouhých t ex tů . Jeho náročnos t je 0{nm) pro čas i paměť, 
kde n je počet slov ze sekvence A a, m označuje počet slov ze sekvence B. 

Nicméně v praxi můžeme tento algoritmus výrazně urychlit. Místo poč í t án í celé 
matice D budeme poč í t a t pouze její část . Tuto část definujeme př ímkou mezi počá t ­
kem (0, 0) a koncem (n, m) matice D. Uživatel pak definuje šířku okolí, k t e rá v tomto 
kontextu určuje max imá ln í poče t slov, k teré můžeme při h ledání shody přeskočit . 
J inými slovy označuje rozsah slov, k te ré pro dané slovo považujeme za možné kandi­
dá ty na přiřazení . Díky tomuto můžeme v závislosti na šířce p á s m a značně urychlit 
algoritmus, avšak za cenu z t r á ty op t imáln ího řešení, pokud se nachází mimo dané 
pásmo. 

Tato metoda se běžně používá v algoritmu dynamického bor t ěn í času ( D T W ) , 
k terý se používá k nalezení op t imáln í shody mezi dvěma časovými ř adami , k teré 
mohou mí t rozdílnou délku. V p ř ípadě D T W se t é to optimalizaci ř íká zavedení 
omezujícího p á s m a podle Sakoe-Chiba [27]. 

a l i g n e d _ A . a p p e n d ( W o r d ( A [ i ] , 

a l i g n e d _ B . a p p e n d ( W o r d ( B [ j ] , 

i -= 1 

o p e r a t i o n ) ) 

o p e r a t i o n ) ) 

J -= 1 
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toto je zásadní úprava pomocí sakoe chiba 

toto 5 10 - 4 5 00 00 00 

je 5 5 10 
w 
tJ. 1. 

00 00 

úprava 5 i o \ 10 00 

pomocí 00 15 10 10 V . 

sakoe 00 00 "20-. 15 £ 10 

chiba 00 00 00 15 10 

Obrázek 6.2: Ukázka matice D s omezením podle Sakoe-Chiba 

Obrázek 6.2 zobrazuje matici D po upla tněn í omezení dle Sakoe-Chiba. Modré 
čárkované linie vyznačují šířku pásma , k teré vymezuje už i tnou část matice D , jež je 
t aké m o d ř e ohraničena . Vidíme, že v matici je op t imáln í řešení (políčka se šedým 
pozadím) umís těno uvn i t ř definované oblasti. 

Opt imal izací popsanou výše jsme algoritmus zlepšili z hlediska času, avšak z hle­
diska p a m ě t i stále inicializujeme celou matici D o rozměrech n x m. Toto je pro nás 
nevýhodné , protože často po t řebu jeme pouze poměrně úzké p á s m o a větš ina matice 
D tak obsahuje základní hodnotu (oo). Abychom ušetřil i paměť, změníme datovou 
strukturu z 2D pole na hašovací tabulku, jejímž klíčem bude dvojice indexů, stejně 
jako by to bylo při práci s polem. T í m t o způsobem budeme v p a m ě t i uchovávat 
pouze hodnoty, k te ré se nacházejí uvn i t ř omezujícího pásma . 

6.4 Konkrétní implementace 

Nyní, když rozumíme principu algoritmu pro zarovnání dvou sekvencí slov, se mů­
žeme věnovat př iřazování část í textu z originálního zdroje k j edno t l ivým audio seg­
m e n t ů m . V t é t o část i si p o s t u p n ě popíšeme kroky, k teré vedou na t ížený výsledek. 

Celý proces začíná nač t en ím dat. N a j edné s t raně m á m e upravený originální text, 
jehož části chceme př i řadi t k audio segmentům. N a d ruhé s t raně m á m e výsledky roz­
poznávání řeči pro jednot l ivé audio segmenty. T y nač t eme do hašovací tabulky, kde 
klíčem je název souboru a hodnotou jsou rozpoznaná slova po aplikaci modifikačních 
pravidel. Je důležité, aby z názvu souborů bylo možné urči t po řad í segmentů , k teré 
obsahují. 

S takto nač tenými daty můžeme začít s př i řazováním. Nejjednodušší by bylo apli­
kovat algoritmus pro zarovnání nač tených t e x t ů a nás ledně zpě tně př i řadi t odpoví­
dající části k j edno t l ivým souborům. To však nebude možné , jelikož často pracujeme 
s texty, k te ré jsou ex t r émně dlouhé a tud íž jejich zpracování je jak časově, tak i pa-
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měťově náročné a to i přes optimalizace popsané v 6.3.1. 

Z toho vyplývá nutnost zavést další úpravu , k t e rá umožní zpracování celého textu 
v r o z u m n é m časovém rámci . Tato úprava spočívá v př iřazování po skupinách soubo­
rů, u k terých budeme hledat odpovídaj ící část i pouze v omezené část i originálního 
textu. Neboli mís to jednoho obrovského přiřazení , udě láme spoustu malých, jejichž 
velikost je stanovena uživatelem. Tento parametr nazveme velikost skupiny a pro 
po t řeby vysvětlení předpokláde jme, že je nastaven na 100. 

Nyní tedy budeme pracovat s p rvn ími 100 záznamy rozpoznání . K t ě m t o 100 
z á z n a m ů m urč íme část původn ího textu, ve k teré budeme hledat odpovídaj ící úse­
ky pro přiřazení . Důvodem, proč můžeme hledat pouze v omezené část i textu, je 
skutečnost , že audio a tedy i původn í text respektuj í časovou posloupnost. Můžeme 
tedy p ředpok láda t , že odpovídaj ící obsah pro p rvn í segment bude někde na p o č á t k u 
dos tupného textu. Velikost oblasti z originálního textu urč íme jako velikost odpo­
vídající velikosti 100 rozpoznaných záznamů, ke k teré p ř ič teme toleranci. Velikost 
tolerance určuje uživatel a pro nejlepší výsledek by j i neměl nastavovat větší než je 
šířka p á s m a u algoritmu pro zarovnání . 

Takto vybrané skupiny nyní za rovnáme pomocí dříve popsaného algoritmu pro 
zarovnání sekvencí. Získáme t í m dvě stejně dlouhé sekvence, k teré na odpovídajících 
pozicích obsahují p ř i řazená slova. Následně namapujeme odpovídaj ící části zpě t na 
rozpoznané záznamy, čímž automaticky získáme i př i řazenou část z původn ího textu. 

Abychom zvýšili možnou shodu mezi rozpoznanou a př i řazenou částí , aplikujeme 
t ř i následující úpravy: 

1. H l e d á n í c h y b ě j í c í c h s l o v na z a č á t k u / k o n c i sekvence u s o u s e d ů 
Pokud jsou na začá tku nebo na konci př i řazené sekvence p rázdné slova (tj. 
algoritmus zarovnání k p r v n í m / p o s l e d n í m slovům rozpoznání nenašel vhodný 
protějšek) , pod íváme se na konec /začá tek př i řazené část i v p ředchoz ím/nás le ­
dujícím rozpoznání . Pokud obsahuje správnou sekvenci slov, použi jeme j i jako 
n á h r a d u za p r ázdnou část na začá tku /konc i . Toto pravidlo je po t ř eba , jelikož 
segmentační algoritmus m á občas tendenci upřednos tn i t p o d o b n á slova před 
stejnými, ze jména pokud audio obsahuje mnohem více slov než je dos tupné 
v or iginálním textu. 

2. P r o h o z e n í p o ř a d í s l o v v p ř i ř a z e n é m t e x t u - Pokud jsou sousedící slova 
nebo slova, k t e r á jsou o jedno od sebe v př i řazené sekvenci prohozena na 
odpovídajících mís tech v rozpoznané sekvenci, tak p rohod íme jejich pořadí . 
Toto pravidlo je po t ř eba , jelikož se v originálních textech často stává, že někdo 
zapisuje slova v pořadí , na k teré je zvyklý a ne v pořad í , ve k t e r ém byla slova 
řečena. 

3. O d s t r a n ě n í n e p ř i ř a z e n ý c h s l o v z o r i g i n á l n í h o t e x t u Z př i řazené 
sekvence ods t r an íme všechna slova, ke k t e r ý m není př i řazeno slovo v rozpo­
znané sekvenci. Toto pravidlo slouží předevš ím pro ods t r aněn í doplňkových 
informaci, k te ré nebylo možné, kvůli jejich n á h o d n é m u charakteru, odstranit 
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pomocí modifikačních pravidel. Zároveň u některých sekvencí může toto pra­
vidlo vést na horší skóre přiřazení , to ale není závažný problém, jelikož toto 
může nastat pouze u sekvencí, kde by stejně nedošlo k 100% shodě. 

Po provedení těch to úp rav vytvoř íme záznam pro každé přiřazení , k te rý obsahuje 
název souboru, rozpoznaný text, př i řazený text a jejich procen tuá ln í podobnost, kte­
rá je vyjádřena vztahem (1 — LevDiff(A, B)) • 100, kde LevDif f(A, B) je definován 
pomocí vzorce 6.3. 

Po dokončení př i řazení pro danou skupinu tyto výsledky uložíme. Současně se 
musíme rozhodnout, jestli se pro jednot l ivá př i řazení pokus íme nají t lepší shodu či 
nikoli. D ů v o d e m pro tuto úvahu je skutečnost , že pracujeme pouze s část í originální­
ho textu, k te rý považujeme za nejpravděpodobnějš í mís to nalezení shody. Toto však 
můžeme s jistotou tvrdit pouze pro první položku ve skupině nikoli pro všechny, na­
tož pro poslední . Může se s tá t , že obsah prvních 60 souborů bude zahrnut v dané 
části , ale obsah zbývajících 40 najdeme až hlouběji v originálním textu. 

Proto musíme urči t hranici, za kterou již nebudeme při řazení důvěřovat a dané 
soubory rozpoznání použi jeme znovu v další iteraci, kde budeme pracovat s j inou 
část í originálního textu. Tuto hranici urč íme následujícím pravidlem: Kand idá t i na 
hraniční rozdělení jsou t i , jejichž délka je alespoň 3 slova a podobnost je alespoň 
75 %. Z těchto k a n d i d á t ů se pak vezme poslední , jehož sousedé na obou s t r anách 
jsou t ak t éž kand idá t i . Ponecháváme jednoho k a n d i d á t a (souseda na pravé s t raně) do 
další iterace, což donut í zarovnávací algoritmus méně vynechávat slova a p ř ípadně 
doplnit sp rávná slova, pokud by tento kand idá t byl poslední . 

Pro rozpoznání , k te ré bylo před hranicí rozdělení, již nebudeme dále hledat lepší 
př iřazení a tud íž můžeme odstranit k n im př i řazený text z originálního textu. To 
n á m zajistí, že v další iteraci budeme mí t opět největší p ravděpodobnos t na nalezení 
vhodného př i řazení na začá tku originálního textu. 

Je důležité poznamenat, že jako finální př i řazení pro každé rozpoznání bude vy­
bráno to s největší podobnos t í . Algoritmus také obsahuje pravidla, k t e rá zajišťují, 
že se nezasekne. Tato pravidla nejsou pro jednoduchost v tomto vysvětlení uvedena. 
Zaseknut í může např ík lad nastat v př ípadě , že nenajdeme vhodného k a n d i d á t a pro 
rozdělení. 

Po ukončení procesu získáme pro každý audio segment přiřazení , k teré m á nej-
lepší podobnost vůči rozpoznanému obsahu. P ř e d t ím, než uložíme tyto výsledky, 
provedeme několik drobných úprav . Za prvé revertujeme modifikační pravidla (5.1.1, 
k te rá jsou označeny jako reversible. Typicky chceme zpě tně modifikovat rozepsané 
zkratky, k teré byl i rozpoznány ve své zkrácené p o d o b ě a my je pro po t ř eby přiřaze­
ni rozepsali do plné podoby. Za d ruhé provedeme korekci textu pomocí korekčních 
pravidel (5.2.1), k t e r á n á m slouží pro vylepšení podobnosti u slov, k teré mohou mí t 
více tva rů výslovnosti , ale my chceme akceptovat pouze jeden z nich. 

N a závěr vygenerujeme podrobnou zprávu o př i řazení t e x t ů k audio segmentům. 
Tato zpráva obsahuje obsahuje informace o nas tavení př iřazení , zdroji originálního 
textu a použi tých modifikačních a korekčních pravidlech. Součást í zprávy je t aké 
základní statistika týkající se podobnosti t ex tů . T a zahrnuje např ík lad p r ů m ě r n o u 
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hodnotu podobnosti nebo jejich distribuci. Ty to údaje n á m umožní urči t , j a k á část 
př i řazených souborů je vhodné pro tréninkové účely. 

Zpráva dále obsahuje seznam všech přiřazení . Každý záznam v tomto seznamu 
obsahuje cestu k souboru s výsledkem rozpoznání daného audio segmentu, obsah 
rozpoznání , př i řazený text a mí ru jejich podobnosti. Tato data mohou bý t následně 
ex t rahována do samos ta tných souborů, k teré jsou pak př i řazeny k pa t ř i čným audio 
segmentům, čímž získáme trénovací data. 

" s o u r c e " : "D:\\01-06-2021_13-00_2020-21_clean.txt", 

" e x e c u t i o n _ t i m e " : 172.08, 

" c o n f i g u r a t i o n " : { " g r o u p _ s i z e " : 100, "max_ignore_count": 400}, 

" t e x t _ l o a d e r " : { 

"type": "JS0N", 

" t e x t _ m o d i f i e r " : { 

" m o d i f i c a t i o n _ r u l e s _ f i l e s " : [ " C : \ \ R u l e s \ D K _ m o d i f i c a t i o n s _ r u l e s . j s o n " ] 

}, 

" t e x t _ c o r r e c t o r " : { 

" c o r r e c t i o n _ r u l e s _ f i l e s " : [ " C : \ \ R u l e s \ D K _ c o r r e c t i o n s _ r u l e s . j son"] 

}, 
"count": 8305, 

" s i m i l a r i t y " : { 

"min": 0.0, "avg": 94.77, "max": 100.0, " s t d " : 11.15, 

"ranges": { 

"(-0.001, 50.0]": { "count": 103, " p e r c e n t " : 1.24 }, 

"(50.0, 60.0]": { "count": 38, " p e r c e n t " : 0.46 >, 

"(60.0, 70.0]": { "count": 119, " p e r c e n t " : 1.43 >, 

"(70.0, 80.0]": { "count": 274, " p e r c e n t " : 3.3 >, 

"(90.0, 99.0]": { "count": 2911, " p e r c e n t " : 35.05 >, 

"(99.0, 99.99]": { "count": 146, " p e r c e n t " : 1.76 >, 

"(99.99, 100.0]": { "count": 3968, " p e r c e n t " : 47.78 > 

} 

}, 

"matches": [ 

{ 

"sour c e " : "D:\\CUT_2_BrainSpeech\01-06-2021_13-00_2020-21_00000.json", 

" s i m i l a r i t y " : 98.18, 

" e s t i m a t e d _ t e x t " : "ro i s a l e n v i s t a r t e r med mine o r d " , 

" o r i g i n a l _ t e x t " : "ro i s a l e n v i s t a r t e r med mindeord" 

Kód 6.3: Ukázka generované zprávy o výsledku př i řazení textu k audio segmentům 
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7 Vyhodnocení funkčnosti 

V t é t o části provedeme experimenty, k te ré mají za úkol zjistit, jak si navržený sys­
t é m vede. Zejména nás bude zaj ímat , jakou část vs tupních dat jsme schopni plně 
automaticky vytěži t . 

Experimenty byly prováděny na počí tač i s procesorem A M D Ryzen 9 5900X. 
Žádné výpoč ty nebyly převáděny na grafickou kartu. 

Tabulka 7.1: Konfigurace exper imen tů 

Detekce řeč i Segmentace P ř i ř a z e n í 
Aktivační hranice 5 0 % Cílová délka 2 s Velikost skupiny 100 
Deakt ivační hranice 40 % Minimáln í délka 2 s Tolerance výbě ru 400 
E n . akt ivační hranice 40 % Maximáln í délka 25 s Šířka p á s m a 1000 
E n . deakt ivační hranice 0 % Maximáln í neřeč 5 s 
Minimální délka řeči 0,2 s P řechodá neřeč 0,2 s 
Maximáln í délka řeči 24 s 
Minimální délka ticha 0,2 s 

Tabulka 7.1 obsahuje nas tavení , se k t e r ý m byly experimenty prováděny. K d a n é m u 
nas tavení detekce řeči jsme došli opt imal izací na testovací části dat z dánského 
parlamentu, kterou jsme provedli v rámci výběru detektoru řeči viz. 4.2.5. 

U nas tavení segmentace jsme určovali pouze cílovou délku a max imáln í délku 
ne-řeči. Maximáln í délka ne-řeči mezi segmenty je určena tak, abychom měli co 
nejméně ne-řeči v segmentech, ale zároveň dosáhli vysoké rychlosti algoritmu, k te rá 
je t í m t o parametrem zásadně ovl ivněna viz. konkré tn í implementace segmentační-
ho algoritmu (4.3.4). Cílová délka byla v y b r á n a tak, abychom co nejlépe ovlivni l i 
následné př i řazení k d a n ý m segmentům, kde vycházíme z p ředpok ladu , že čím delší 
segment, t í m větší šance na chybu. Následně si toto ověříme i číselně v rámci ex­
perimentu na dánských datech (7.2.1). Os t a tn í parametry byly pevně určeny viz. 
požadavky na segmentaci (4.3.1). 

Parametry pro př i řazení byly zvoleny na základě 210 exper imen tů na testovacích 
dánských datech, kde byl pro každý parametr určen list možnost í , k te ré chceme 
vyzkoušet a v y b r á n a byla kombinace s nej lepší výtěžnost í s p ř ih lédnu t ím k času 
po t ř ebnému na zpracování . 
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7.1 Experiment na jednoduchých českých datech 

P r v n í experiment provedeme na české audio knize, k t e rá bude předs tavovat jed­
noduchý typ dat. To znamená , že d a n á data maj í vhodné akustické pros t řed í bez 
nadby tečného hluku v pozadí a mluvčí velmi dobře artikuluje. Stejně tak i d o d a n á 
textová data mají velmi velkou shodu s t ím, co se skutečně ř íká v audio záznamu. 

Tabulka 7.2: Výsledek detekce řečové aktivity na českých datech 

O b e c n é Ř e č o v é ú s e k y 
Délka vs tupn ího audia 390,48 min Počet 5889 
Délka detekované řeči 301,33 min Minimáln í délka 0,20 s 
Zas toupení řeči v audiu 77,17 % P r ů m ě r n á délka 3,07 s 
Doba zpracování 4,09 min Maximáln í délka 17,74 s 
Zrychlení vůči v s t u p n í m u audiu 95,59x S m ě r o d a t n á odchylka 2,18 s 

Tabulka 7.2 zobrazuje výsledky detekce řečové aktivi ty na české audio knize. 
Z tabulky vidíme, že jsme z celé audio knihy získali 301,33 minut čisté řeči, což 
odpovídá 77,17 % z celé její délky. Zároveň vidíme, že p r ů m ě r n á délka řečového 
úseku je 3,07 s, z čehož můžeme p ředpok láda t , že při segmentaci budeme značně 
mimo náš cíl 2 s. Dalš ím za j ímavým parametrem je doba zpracování , ze k teré vidíme, 
že jsme celých 390,48 min byl i schopni zpracovat za 4 minuty, což odpov ídá 95,59 
násobnému zrychlení. 

Tabulka 7.3: Výsledek segmentace na českých datech 

O b e c n é V y t v o ř e n é segmenty 
Délka vs tupn ího audia 390,48 min Počet 4681 
Délka detekované řeči 301,33 min Minimáln í délka 2,01 s 
Délka vytvořených segmentů 345,05 min P r ů m ě r n á délka 4,42 s 
Zas toupení řeči v segmentech 87,33 % Maximáln í délka 18,14 s 
Doba zpracování 0,10 min S m ě r o d a t n á odchylka 2,04 s 
Zrychlení vůči v s t u p n í m u audiu 3815,76x 

Po detekci řeči přišla na ř a d u segmentace, jejíž výsledky jsou zobrazeny v tabul­
ce 7.3. Z dat vidíme, že na základě detekované řeči jsme vytvořil i 4681 segmentů 
s celkovou délkou 345 minut. To znamená , že obsah těchto segmentů tvoř í z 87 % 
řeč, a zbytek je ne-řeč p ř i d á n a zejména povinnými přechody na okrajích segmentů. 
Zároveň vidíme, že p r ů m ě r n á délka segmentů , je značně vzdá lená od cílových 2 s, 
což je způsobeno t ím, že 2 s jsou zároveň spodní hranicí segmentace a vysokým 
p r ů m ě r e m řečových úseků. Nakonec v tabulce vidíme i dobu zpracování , k t e r á je 
pouze 0.1 minuty, což odpov ídá 3815 násobnému zrychlení oproti délce vs tupn ího 
audia. 

Následně rozpoznáme obsah jednot l ivých segmentů, abychom k n im následně 
mohli př i řad i t př ís lušný text. K tomu využijeme A S R model s označením atran-cz-
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-openlex:23.0224.1 od SpeechLab T U L . Data byla zpracována pomocí 15 paralelních 
úloh, k t e r ý m rozpoznání všech segmentů zabralo necelých 7 minut. 

Ješ tě p řed př i řazením je p o t ř e b a upravit dos tupné texty ( rozpoznané a originální) , 
k čemuž použijeme modifikační pravidla. Cílem tohoto j ednoduchého experimentu 
bylo předevš ím ověřit funkčnost sys tému a tud íž nebyla věnována pozornost maxi­
malizaci vytěžených dat. Z toho důvodu jsme zde použili pouze pá r j ednoduchých 
pravidel, k t e rá např ík lad zajišťovala, že texty nebudou obsahovat nepovolené zna­
ky. Žádná pokročilejší pravidla, k t e rá by např ík lad rozepisovala datum, nebo zkraty 
nebyla použi ta . 

Tabulka 7.4: Výsledek př i řazení t e x t ů k audio segmen tům na českých datech 

O b e c n é R o z d ě l e n í podobnosti 
Délka vytvořených segmentů 345,05 min (0%, 50%] 1,13 % 
Délka vytěžených dat 308,79 min (50%. 60%] 0,04 % 
Procento vytěžených dat 89,49 % (60%. 70%] 0,00 % 
Doba zpracování 1,85 min (70%, 80%] 0,06 % 
Zrychlení vůči v s t u p n í m u audiu 186, l l x (80%. 90%] 0,21 % 

(90%. 99%] 7,95 % 
(99%. 100%) 1,11 % 
100% 89,49 % 

Po rozpoznání segmentů a př ípravě t e x t ů se můžeme pokusit př i řad i t texty k pa­
t ř i čným segmentům. Výsledky tohoto kroku jsou uveden v tabulce 7.4. V pravé 
polovině tabulky vidíme procen tuá ln í zas toupen í segmentů podle podobnosti při­
řazených t ex tů . Nejpods ta tně jš í je pro nás hodnota v pos ledním ř ádku a tedy jak 
velká část byla p ř i řazena se 100% shodou. Zde vidíme, že je to skvělých 89,49 %. 
Z toho plyne, že jsme byl i schopni z dodaných segmentů vytěži t necelých 309 minut 
dat př ipravených pro t rénovaní . Zajímavá je t aké rychlost zpracování , k t e rá je 1,85 
minuty, což odpov ídá 186 násobnému zrychlení oproti délce vs tupních segmentů. 

Tabulka 7.5: Shrnu t í experimentu na českých datech 

V ý t ě ž n o s t Doba z p r a c o v á n í 
P ů v o d n í délka audia 390,48 min Předzpracování audia 0,02 min 
Délka po předzpracování 390,48 min Detekce řeči 4,09 min 
Délka detekované řeči 301,33 min Segmentace audia 0,10 min 
Délka po segmentaci 345,05 min Rozpoznávání řeči 6,62 min 
Délka vytěžených dat 308,79 min Zpracování t e x t ů 0,00 min 
Výtěžnost vůči původn ímu 79,08% Př i řazení t e x t ů k segmentům 1,85 min 
Výtěžnost vůči segmentům 89,49% Celková doba zpracování 12,68 min 

Zrychlení vůči p ů v o d n í m u audiu 30,80x 

N a závěr m á m e v tabulce 7.5 shrnu t í experimentu. V levé část i je pro nás zásadní 
skvělá výtěžnos t 89.49 % oproti z ískaným segmen tům a 79,08 % oproti p ů v o d n í m u 
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audiu. V pravé část i vidíme, že celý proces zabral necelých 13 minut, což odpovídá 
zrychlení 30,8 oproti původn í délce dat. Zároveň také vidíme, že časově nejnáročnější 
je rozpoznání řeči v segmentech, což je způsobenou komplexitou A S R modelů . 

7.2 Experiment na komplexních dánských datech 

Druhý a mnohem rozsáhlejší experiment provedeme na záznamech j ednán í dánského 
parlamentu za rok 2021-2022. D ů v o d e m pro zpracování dánš t iny je projekt Nord-
Trans, k te rý se zabývá vývojem A S R sys témů pro severské jazyky a na jehož řešení 
pracuje t ý m SpeechLab Tul [28]. Data získaná v tomto experimentu pomohou s t ré­
ninkem A S R modelu pro dánš t inu . 

P a r l a m e n t n í záznamy svým charakterem předs tavuj í komplexní typ dat. To zna­
mená , že data jsou nah rávána v pros t ředí , kde na nahrávce jsou nechtěné zvuky, více 
mluvčích může mluvit zároveň a objevují se problémy typu přeřeky, př ízvuk, koktá­
ní, atd. Stejně tak d o d a n á tex tová data nemaj í již tak p ř ímou strukturu a obsahují 
spoustu textu, k te rý není skutečně řeč a naopak. 

Data použ i t á v tomto experimentu jsou mnohem rozsáhlejší než u českého expe­
rimentu, a proto zde mís to minut budeme pracovat s hodinami a zavedeme paralelní 
zpracovaní, k teré nebylo u předchozí úlohy po t řeba . 

V rámci předzpracování audia byla provedena redukce, k t e rá z původních 730 
hodin uděla la 707.47 hodin. Vymazané úseky odpovídaj í p a u z á m , kde nebyl vypnut 
mikrofon. 

Tabulka 7.6: Výsledek detekce řečové aktivi ty na dánských datech 

O b e c n é Ř e č o v é ú s e k y 
Délka vs tupn ího audia 707,47 h Počet 1000352 
Délka detekovaná řeč 521,35 h Minimáln í délka 0,20 s 
Poměr řeči v audiu 73,69 % P r ů m ě r n á délka 1,88 s 
Výpoče tn í doba zpracování 7,01 h Maximáln í délka 23,68 s 
Paralelismus 7 S m ě r o d a t n á odchylka 1,50 s 
Skutečné zpracování 1,19 h 
Zrychlení vůči v s t u p n í m u audiu 595,54x 

Tabulka 7.6 zobrazuje výsledky detekce řečové aktivi ty na dánských datech. Z ta­
bulky vidíme, že jsme ve všech j ednán í detekovali 521,35 hodin jako řeč, což odpovídá 
73,69 % z celkové délky dat po předzpracování . Z pohledu rychlosti byla výpoče tn í 
doba zpracování 7,01 hodin - výpoče tn í doba počí tače . To při rozdělení práce mezi 
7 úloh znamenalo, že sku tečná doba zpracování klesla na 1,19 hodiny. Ve výsledku 
jsme tedy dosáhli 595,54 násobného zrychlení oproti délce vs tupn ího audia. To je 
značný skok v porovnán í s českým experimentem, kde nebyl využíván paralelismus. 

Po detekci řeči pře jdeme k segmentaci audia, jejíž výsledky jsou zobrazeny v ta­
bulce 7.7. Z tabulky vidíme, že jsme vytvořil i 629240 segmentů (souborů) , o celkové 
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Tabulka 7.7: Výsledek segmentace na dánských datech 

O b e c n é V y t v o ř e n é segmenty 
Délka vs tupn ího audia 707,47 h Počet 629240 
Délka detekované řeči 521,35 h Minimáln í délka 2,01 s 
Délka vytvořených segmentů 644,66 h P r ů m ě r n á délka 3,69 s 
Poměr řeči v segmentech 80,87 % Maximáln í délka 24,08 s 
Výpoče tn í doba zpracování 1,38 h S m ě r o d a t n á odchylka 1,32 s 
Paralelismus 7 
Skutečné doba zpracování 0,23 h 
Zrychlení vůči v s t u p n í m u audiu 3129,06x 

délce 644,66 hodin. Vytvořené segmenty obsahují z 80,87 % řeč. Zbytek opět odpo­
vídá ne-řeči, k t e rá je tvořena povinnými přechody a spojováním jednot l ivých úseků. 
I zde vidíme, že p r ů m ě r n á délka segmentu se značně liší od cílové, což je opět způ­
sobeno t ím, že spodní hranice segmentace je shodná s cílovou a tudíž spojováním 
řečových úseků, jejichž p r ů m ě r n á délka je 1,88 s často docházelo k značnému pře­
kročení cílové hranice. Dále v dané tabulce vidíme, že výpoče tn í doba zpracování je 
1,38 hodiny. Skutečná doba zpracovaní při rozdělení na 7 úloh, pak byla pouze 0,23 
hodiny. Z čehož plyne, že jsme dosáhli 3129 násobného zrychlení oproti v s t u p n í m u 
audiu. Zde si můžeme vš imnout že i při použi t i paralelismu je zrychlení menší , než 
tomu bylo u českých dat. To je způsobeno t ím, že u českých dat byla kniha rozdělena 
do 56 částí , a tudíž jsme v každé část i pracovali s velmi m a l ý m množs tv ím řečových 
úseků, což se značně projevilo na rychlosti segmentace. 

Jako další krok opět necháme rozpoznat všechny segmenty, t en tokrá t ale s dán­
ským modelem. Konkré tně využijeme model 22.1224.000000-no-e60-al0-atran-dk-
-e2e od SpeechLab T U L , k te rý byl na t rénován na konci roku 2022. Všechny seg­
menty byly rozpoznány za necelých 14 hodin při použi t í 15 paralelních úloh. 

Následně je p o t ř e b a upravit texty na základě modifikačních pravidel. V tomto 
př ípadě již pouze nechceme otestovat sys tém, ale chceme vytěži t co největší množ­
ství dat, a proto definování těch to pravidel je m i m o ř á d n ě důležité. Pro zpracování 
dánských dat se ve spolupráci s profesorem Nouzou vytvoři lo 1909 modifikačních 
pravidel, k t e r á pozi t ivně př ispěla k finální výtěžnost i systému. Vytvořená pravidla 
obsahují obecné definice, k te ré např ík lad umožňují převod číslic, dat a j iných speci­
álních symbolů do tex tové podoby. Kromě obecných pravidel byla vy tvořena i pra­
vidla řešící konkré tn í t ex tový formát a pa r l amen tn í doménu. Tato pravidla zajišťují 
např ík lad ods t r aněn í přebytečných informací ze záznamů j ednán í nebo rozepisování 
zkratek dánských poli t ických stran. Aplikace modifikačních pravidel na originální 
a rozpoznané texty zabrala 1,04 hodiny. 

Jako poslední krok př i řad íme upravené texty k rozpoznaným segmentům. Výsled­
ky t é to části jsou zobrazeny v tabulce 7.8. V pravé části tabulky vidíme, jak velká 
část dat byla p ř i ražena s danou podobnos t í . Nej důležitější je hodnota v pos ledním 
řádku, k t e rá udává jak velké procento segmentů bylo př i řazeno se 100% podobnos t í . 
Z toho vychází, že 49,17 % dat, což odpovídá 308,79 h o d i n á m bylo plně automatic-
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Tabulka 7.8: Výsledek př i řazení t e x t ů k audio segmen tům na dánských datech 

O b e c n é R o z d ě l e n í podobnosti 
Délka audio segmentů 644,66 h (0%, 50%] 1,14% 
Délka vytěžených dat 316,98 h (50% 60%] 0,46% 
Výpoče tn í zpracování 7,69 h (60% 70%] 1,09% 
Paralelismus 7 (70% 80%] 2,96% 
Skutečné zpracování 2,14 h (80% 90%] 9,24% 
Zrychlení vůči audio segmen tům 300,92x (90% 99%] 34,19% 

(99% 100%) 1,76% 
100% 49,17% 

ky vytěženo a jsou př ipraveny na t rénovaní . Tento výsledek je sice značně horší než 
u audio knihy ale stále ho můžeme považovat za velmi dobrý vzhledem k obt ížnost i 
těženého zdroje. Dále vidíme, že v rozsahu (90%, 100%) podobnosti je dalších t éměř 
36 % dat, k te ré vyžadují drobnou manuá ln í korekci, po které budou i ony př ipraveny 
na t rénování . Z pohledu časové náročnos t i v idíme, že výpoče tn í čas byl 7,69 hodiny. 
Skutečná doba zpracování byla pouze 2,14 hodiny. Z toho plyne, že jsme dosáhli 
300,92 násobného zrychlení oproti délce audio segmentů . 

Tabulka 7.9: Shrnut í experimentu na dánských datech 

V ý t ě ž n o s t Doba z p r a c o v á n í 
P ů v o d n í délka audia 730,00 h Předzpracování audia 0,07 h 
Délka po předzpracovaní 707,47 h Detekce řeči 1,19 h 
Délka detekované řeči 521,35 h Segmentace audia 0,23 h 
Délka po segmentaci 644,66 h Rozpoznávání řeči 13,58 h 
Délka vytěžených dat 316,98 h Zpracování t e x t ů 1,04 h 
Výtěžnost vůči původn ímu 43,42% Př i řazení t e x t ů k segmentům 2,14 h 
Výtěžnost vůči segmentům 49,17% Celková doba zpracování 18,25 h 

Zrychlení vůči původn ímu audiu 40,01 x 

N a závěr m á m e v tabulce 7.5 shrnu t í experimentu. V levé část i je pro nás zásadní 
výtěžnost systému, k t e rá je 316,98 hodin, což odpovídá 49,17 % oproti z ískaným 
segmen tům a 43,42 % oproti původn ímu audiu. V pravé části vidíme, že celý proces 
zabral 18,25 hodin, což odpovídá zrychlení 40,01 oproti původn ímu audiu. 

7.2.1 Testování výtěžnosti v závislosti na délce segmentu 
Jak již bylo zmíněno, tak cílem toho experimentu bylo vytěži t co největší množs tv í 

dat. Z toho důvodu byla v rámci experimentu ověřena myšlenka, že čím kra tš í bude 
délka segmentů , t í m větší m á m e šanci na bezchybné př i řazení t ex tů . V tabulce 7.10 je 
porovnání výtěžnost i sys tému na dánských testovacích datech v závislosti na cílové 
délce segmentů. Důleži tý je pro nás poslední sloupec, k te rý zobrazuje, jak velké 
procento dat bylo perfektně př i řazeno na základě cílové délky segmentu. Vidíme, 

61 



Tabulka 7.10: Porovnán í výsledků př i řazení t e x t ů k audio segmen tům na základě 
cílové délky segmentu 

(0%, 50%] (50%, 90%] (90%, 100%] 100% 
Cí l 2 s 1,31 % 13,76 % 35,66 % 49,27 % 
Cíl 3 s 1,77 % 15,08 % 37,04 % 46,11 % 
Cíl 4 s 0,95 % 14,74 % 42,15 % 42,16 % 
Cíl 5 s 0,71 % 14,27 % 48,48 % 36,54 % 
Cí l 6 s 0,58 % 13,80 % 54,06 % 31,56 % 
Cíl 7 s 0,83 % 13,26 % 58,74 % 27,17 % 
Cí l 8 s 0,39 % 12,82 % 62,92 % 23,87 % 
Cí l 9 s 0,35 % 12,50 % 65,90 % 21,25 % 
Cíl 10 s 0,16 % 9,13 % 71,32 % 19,39 % 

že s klesající délkou segmentu značně s toupá výtěžnost , čímž jsme si potvrdi l i výše 
zmíněnou hypotézu . Zvolení min imáln í cílové délky byla tedy správná volba. 

Zde by bylo vhodné n a m í t n o u t , že sice s klesající délkou segmentu roste výtěžnost , 
ale pokud budou d a n á data příliš k r á tká , tak se model nebude moci učit kontext 
a mohl by se t rénováním na daných datech zhorši t . To je samozřejmě pravda, ale to 
by snad nemělo nastat, jelikož p r ů m ě r n ý počet slov ve vytěžených datech je přibl ižně 
10 se směroda tnou odchylkou 4. Z toho můžeme vyvodit , že vy těžená dat budou sice 
obsahovat i velmi k rá tké soubory o pá r slovech, ale t aké v nich bude spousta delších 
úseků, kde by měl být již dos ta tečný kontext. Pro zajištění min imáln ího kontextu byl 
vedoucím vyžádán seznam souborů, k teré měly pod 20 znaků. Těchto nevhodných 
souborů byla 3 % z perfektně př iřazených. 
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8 Praktické přínosy práce 

8.1 Využití v řešení mezinárodního projektu 
NordTrans 

Experiment na dánských datech byl proveden v tak velkém rozsahu předevš ím pro­
to, že vy těžená data měla posloužit k na t rénovaní nového modelu, k te rý je součást í 
řešení mez inárodn ího výzkumného projektu NordTrans (zaměřeného na rozpozná­
vání řeči severských jazyků) a k te rý by v ideálním př ípadě měl být lepší než stávající 
model použi tý v experimentu [28]. 

Vytěžená data byla p ř e d á n a t ý m u SpeechLab Tul , k t e rý je nás ledně využil pro 
t rénování nového modelu. Konkré tně se použilo 317 hodin, k te ré nahradily dříve 
používaných 700 hodin trénovacích dat z dánského parlamentu. Původn ích dat bylo 
sice více než dvojnásobek, ale jejich kvali ta z pohledu umís těn í s t ř ihů a př i řazených 
t e x t ů nebyla tak vysoká jako u mnou zpracovaných dat. Proto by i přes snížené 
množs tv í dat mělo dojít ke zlepšení modelu. Součást í t réninkové sady nového modelu 
bylo také dalších 400 hodin typu audioknihy, č tené věty a j iné, k te ré t ý m získal již 
dříve. Nový model se tedy celkově trénoval na 700 hodinách , kdež to model použi tý 
v dánském experimentu byl t rénován na přibl ižně 1100 hodinách . 

Nově na t rénovaný model se i přes menší množs tv í dat, ale o větší kvalitě opravdu 
ukázal být lepší. P ř i tes tování na nezávislých datech došlo k zvýšení slovní přesnost i 
(WAcc) o 0,3 % a to z 90,7 % na 91,0 %. Toto zlepšení může vypadat na p rvn í pohled 
jako malé , ale v kontextu au tomat ického rozpoznávání řeči jsou to právě tato malá 
procenta, k t e rá ve výsledku rozlišují dobré a vynikající A S R systémy. 

Z pohledu t é t o práce je t aké zásadní zjistit, jestli nový model dokáže vytěži t více 
dat než původní . T í m bychom dokázali , že myšlenka i te ra t ivního těženi a t rénování 
dat je správná . Z toho důvodu byl nově na t rénovaný model použi t na rozpozná­
ní segmentů , k teré nebyly v rámci dánského experimentu určeny se 100% shodou. 
Zejména nás zajímají data, k t e r á byla v p rvn í iteraci př i řazena s podobnos t í 90 -
100 %, u k terých je největší p ravděpodobnos t , že dojde k zlepšení. 

Tabulka 8.1: Porovnán í výtěžnos t i při využi t í původn ího a nového modelu 

P ů v o d n í model N o v ý model R o z d í l 
V ý t ě ž n o s t v ů č i s e g m e n t ů m 
D é l k a v y t ě ž e n ý c h dat 

49,17 % 
316,98 h 

55,12 % 
355,34 h 

5,95 % 
38,36 h 
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V tabulce 8.1 je po rovnaná výtěžnost při použi t í původn ího a nového modelu. 
Z tabulky vidíme, že došlo k zlepšeni a to celkem nezanedba te lnému. S novým mo­
delem jsme dokázali se 100% shodou př i řadi t t éměř o 6 % více dat než u původního 
modelu. J inými slovy jsme automaticky získali dalších více než 38 hodin trénovacích 
dat. Toto potvrzuje, že nový model je opravdu lepší a i te ra t ivní p ř í s tup k těžení 
a t rénování je správný. 

8.2 Přenositelnost vytvořeného řešení pro jiné jazyky 

T ý m SpeechLab Tul se specializuje na vývoj sys témů pro au tomat ické rozpoznávání 
řeči (ASR) pro více než 20 jazyků , především těch evropských. P rávě proto klade 
důraz na nás t ro je , k teré lze snadno přenáše t mezi různými jazyky. 

Vytvořený nás t ro j pro au tomat ické vytěžování t rénovacích dat byl v rámci expe­
r imentování vyzkoušen na dvou jazycích - češtině a dánš t ině . Pokud by bylo t ř eba 
tento nás t ro j použí t v j iném jazyce, stačilo by p ř ida t specifická pravidla pro modifi­
kaci a korekci daného jazyka. Toto j ednoduché př izpůsobení by mělo být dos ta tečné 
pro správné fungování sys tému v jakémkoli jazyce. 

J ed iným potenc iá ln ím p rob lémem může být detekce řeči. V př ípadě , že by detek­
tor v cílovém jazyce fungoval p o d s t a t n ě slaběji, bylo by n u t n é detekci řeči speciálně 
dot rénovat pro daný jazyk. Nicméně všechny dosud tes tované detektory řeči byly 
t rénovány na mult i jazyčných datech, takže by se tento prob lém neměl vyskytnout. 
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9 Závěr 

Diplomová práce byla zaměřena na návrh , implementaci a tes tování nás t ro jů pro 
au tomat ické generování řečových trénovacích dat z vhodných veřejně dos tupných 
zdrojů. Tento cíl byl úspěšně splněn a byl vy tvořen sys tém, k te rý se skládá ze t ř í 
část í - zpracování audia, zpracování textu a př i řazení textu k audio segmentům. 

Čás t zpracování audia jsem rozdělil na předzpracování , detekci řečové aktivity 
a segmentaci audia. K předzpracovaní audia jsem využil nás t ro j FFmpeg, k te rý mi 
umožnil transformovat audio do požadovaného formátu. Pro detekci řečové aktivity 
jsem otestoval několik p ř í s tupů , a na základě exper imentá ln ího vyhodnocen í jsem 
vybral na t rénovaný C R D N N model od t ý m u SpeechBrain. Pro segmentaci audia 
jsem navrhl algoritmus, k te rý na základě uživatelských požadavků vhodně vys t ř ihá 
řečové úseky z audio záznamu. 

V části zpracování textu jsem navrhl sys témy pravidel využívající regex, k teré 
uživateli umožňují definovat velkou škálu tex tových úprav . Uživatel je tak např ík lad 
schopen odstranit p řebytečné části , p řepsa t zkratky do plné podoby a nebo rozvinout 
čísla do jejich mluvené podoby. 

Poslední část sys tému m á za úkol př i řad i t k vy tvořeným audio segmen tům od­
povídající text. K tomu, abych mohl př i řadi t odpovídaj ící text je n u t n é zná t obsah 
audio segmentů, k čemuž využívám na t rénované A S R modely od SpeechLab T U L . 
Pro samotné př i řazení t e x t ů k audio segmen tům jsem navrhl algoritmus, k te rý na 
základě minimáln í ed i tační vzdálenost i nalezne nejvhodnější shodu mezi rozpozna­
ným a d o d a n ý m textem. 

Vytvořený sys tém jsem otestoval nejprve na j ednoduchých českých datech a ná­
sledně na komplexních dánských datech. Experiment na českých datech jsem provedl 
na audioknize, k t e rá měla velkou shodu mezi audiem a d o d a n ý m textem, a tud íž se 
dá považovat za j ednoduchý typ dat. V tomto experimentu se mi podař i lo vytěži t 
skvělých 89,49 % dat, což odpov ídá necelým 309 m i n u t á m . P r ů c h o d celým sys témem 
včetně externího rozpoznání audio segmentů zabral necelých 13 minut. 

65 



Experiment na dánských datech jsem provedl na záznamech j ednán í dánského 
parlamentu za rok 2020-2021. Tato data představovala již komplexnější typ, jelikož 
kvalita audia a stejně tak i dodaného přepisu nebyla ani zdaleka tak dobrá jako 
u audioknihy. Navíc oficiální přepisy pa r l amen tn ích promluv se vždy více či méně 
liší od toho, co bylo skutečně řečeno, což je vedeno snahou o max imáln í srozumi­
telnost a gramatickou správnost textu. V tomto experimentu se mi podař i lo vytěži t 
49,17 % dat, což odpovídá t éměř 317 hod inám. Komple tn í zpracování v tomto pří­
padě zabralo 18,25 hodin. 

Vytěžená data z dánského parlamentu byla použ i t a SpeechLab T U L na na t ré ­
nování nového A S R modelu. Tento nový model dosáhl při tes tování o 0,3 % lepší 
WAcc než předchozí. Stejně tak i při nás ledném použi t í nového modelu pro vytěžení 
dat došlo k n á r ů s t u výtěžnost i o necelých 6 %, což znamená , že v d ruhé iteraci bylo 
vytěženo o 38,36 hodin více dat. 

Všechny body zadan í byly splněny a i s amotné výsledky navrženého sys tému 
jsou velmi dobré. Je však důležité podotknout, že veškeré tes tování bylo provedeno 
s pokroči lými A S R modely. V rámci práce tedy nebylo otes továno chovaní sys tému 
při použi t í v počátečních fázích t rénování . 

Jako možné vylepšení sys tému bych navrhl p ř idán í možnost i ladění V A D modelu 
na uživatelem dodaných datech. Další možnost í je zdokonalení zpracování textu, 
které t rvá zbytečně dlouho z důvodu separá tn ího zpracování jednot l ivých segmentů 
rozpoznaného textu. 
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A Ukázka automatických modifikací 
referenčního textu (dánština) -
rozepisování číslovek a zkratek 

R e f e r e n č n í text: 
I dag er der f0lgende anmeldelser: Mette Hjermind Dencker (DF) m.fl.: Beslutnings-
forslag nr. B 136 (Forslag t i l folketingsbeslutning om aendring af forbrugeraftalelo-
ven). 

R o z p o z n a n ý text: 
i dag er der f0lgende anmeldelser mette henning dencker dansk folkeparti med nere 
beslutningsforslag nummer hundrede og seksogtredive om aendring af forbrugerafta-
leloven 

P ř i ř a z e n ý text: 
i dag er der f0lgende anmeldelser mette hjermind dencker dansk folkeparti med 
nere beslutningsforslag nummer hundred og seksogtredive om asndring af forbruge-
raftaleloven 

R e f e r e n č n í text: 
Leif Lahn Jensen (S), Peter Skaarup (DF) , Andreas Steenberg (RV) , Karsten H0nge 
(SF), Peder Hvelplund (EL) 

R o z p o z n a n ý text: 
leif lahn Jensen socialdemokratiet peter skaarup dansk folkeparti andreas steenberg 
radikale venstre karsten h0nge socialistisk folkeparti peder hvelplund enhedslisten 

P ř i ř a z e n ý text: 
leif lahn Jensen socialdemokratiet peter skaarup dansk folkeparti andreas steenberg 
radikale venstre karsten h0nge socialistisk folkeparti peder hvelplund enhedslisten 
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B Ukázka automatických modifikací 
referenčního textu provedených na 
základě rozpoznané řeči (dánština) -
přehození pořadí slov 

R e f e r e n č n í text: 
M0det er ábne t . Jeg skal lige sige, for der er temmelig mange i salen, at der ikke 
bliver afstemning f0r i naeste omgang. Det er bare, sá folk er klar over det. 

R o z p o z n a n ý text: 
m0det er ábne t jeg skal lige sige fordi der er temmelig mange i salen at der bliver 
ikke afstemning sá i naeste omgang det er bare sá folk er klar over det 

P ř i ř a z e n ý text: 
m0det er ábne t jeg skal lige sige for der er temmelig mange i salen at der bliver 
ikke afstemning f0r i naeste omgang det er bare sá folk er klar over det 

72 



C Ukázka automatických korektur textu 
(dánština) - přizpůsobení tvaru slov 

R e f e r e n č n í text: 
sá v i kan godt st0tte det. V i er ikke enige i de kritikpunkter, der kommer, og jeg 
synes faktisk, at regeringen har landet det et godt sted her. Sá det skal vaere ordene 

R o z p o z n a n ý text: 
sá v i kan godt st0tte det v i er ikke enige i de kritikpter der kommer jeg synes 
faktisk ikke at regeringen har landet et godt sted her sá det skal vaere ordene 

P ř i ř a z e n ý text: 
sá v i kan godt st0tte det v i er ikke enige i de krit ikpunkter der kommer jeg synes 
faktisk at regeringen har landet det godt sted her sá det skal vaere ordene 

R o z p o z n a n ý text po korekci: 
sá v i kan godt st0tte det v i er ikke enige i de krit ikpunkter der kommer jeg synes 
faktisk ikke at regeringen har landet et godt sted her sá det skal vaere ordene 

R e f e r e n č n í text: 

Men hvad nu, hvis der kommer 1,6 t eller mindre ind om áre t? 

R o z p o z n a n ý text: 

men hvad nu hvis der kommer en komma seks millioner ton eller mindre ind om 
áret 
P ř i ř a z e n ý text: 

men hvad nu hvis der kommer en komma seks mil l ion ton eller mindre ind om áret 

P ř i ř a z e n ý text po korekci: 

men hvad nu hvis der kommer en komma seks millioner ton eller mindre ind om 
áret 
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