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Abstrakt

Dolovanie sekvenénych vzorov je oblast dolovania z dat so Sirokym vyuzitim. V sicasnosti
existuje mnozstvo algoritmov a pristupov k problému dolovania sekvenc¢nych vzorov. Cielom
tejto prace je navrhniut a implementovat aplikdciu uréent na dolovanie sekvenénych vzorov
a pomocou nej experimentilne porovnat zvolené algoritmy. Experimenty st vykonavané ako
so syntetickymi, tak aj s redlnymi databazami. Vystupom préce je zhrnutie vyhod a nevyhod
jednotlivych algoritmov pre rézne druhy vstupnych databaz a aplikdcia implementujica
vybrané algoritmy kniznice SPMF.

Abstract

Sequential pattern mining is a field of data mining with wide applications. Currently, there
are a number of algorithms and approaches to the problem of sequential pattern mining.
The aim of this work is to design and implement an application designed for sequential
pattern mining and use it to experimentally compare the chosen algorithms. Experiments
are performed with both synthetic and real databases. The output of the work is a summary
of the advantages and disadvantages of each algorithm for different kinds of input databases
and an application implementing the selected algorithms of the SPMF library.
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Kapitola 1

Uvod

V stcasnej dobe, ked mnozstvo dat v tloziskach po celom svete rastie nesmiernym tempom
je otazka, ako tieto data spracovat Coraz relevantnejsia. Takmer o kazdom z nas je zbierané
obrovské mnozstvo informécii, ktoré vsak bez spravneho spracovania neposkytuju velka
pridanti hodnotu. Klasické databdzové systémy Casto nedokazu zodpovedat komplexnejsie
otazky. Velké mnozstvo tychto otazok je vSak mozné zodpovedat pouzitim metdéd dolovania
z dat.

Dolovanie znalosti z databaz je oblast, ktora si kladie za ciel najst skryté, implicitné in-
formacie vo velkom mnozstve dat. Dolovanie znalosti mé rozsiahle vyuzitie v zdravotnictve,
bankovom sektore alebo napriklad v skolstve. Algoritmy dolovania znalosti tiez zohravaja
vyznamnu rolu v obchodnej sfére. Analyzou ndkupného kosiku dokaze obchodnik napri-
klad zistit, aké polozky st nakupované spolu naprie¢ velkym mnozstvom zakaznikov. Ak by
vSak obchodnika zaujimalo aj poradie ndkupov réznych produktov, bolo by vhodné pouzit
metody dolovania sekvenénych vzorov.

Od predstavenia prvych algoritmov dolovania sekven¢nych vzorov sa tato oblast dolo-
vania znalosti kazdym rokom rozsiruje. Pribidaji nové algoritmy a pristupy riesenia tohto
problému, ktoré so sebou prinasaju urcité vyhody, ale aj nevyhody. Cielom tejto prace je
sumarizovat a experimentilne porovnat najvyznamnejsie algoritmy dolovania sekvencénych
vzorov a sumarizovat ich klady a zapory.

Praca je rozdelena do Siestich kapitol. V kapitole 2 je popisana problematika dolovania
znalosti z databdz, proces ziskavania znalosti, typy dolovacich tloh a typy dolovanych dat.
V kapitole 3 je pozornost zamerand na dolovanie sekven¢nych vzorov a st v nej rozobraté
najvyznamnejsie pristupy a algoritmy. Kapitola 4 popisuje navrh a implementaciu experi-
mentalnej aplikdacie na dolovanie sekvenénych vzorov, ktora je pouzivand na vykondvanie
experimentov. Samotnym experimentom s roznymi druhmi vstupnych databaz sa venuje
kapitola 5. Zhrnutie vysledkov prace a jednotlivych metéd sa nachadza v kapitole 6.



Kapitola 2

Ziskavanie znalosti z databaz

Tato kapitola sa zameriava na teoreticky ivod do dolovania znalosti z databaz. Sekcia 2.1
sa venuje definicii dolovania znalosti z databaz a motivacii vzniku tohto odboru. Proces
dolovania znalosti je popisany v sekcii 2.2. V sekcii 2.3 je pozornost zamerand na zdroje
dat, ktoré moézu byt dolované. Sekcia 2.4 sa venuje najpouzivanejSim typom dolovacich
uloh. Uzito¢nost najdenych vzorov a modelov je popisana v poslednej sekcii 2.5. Informaécie
v tejto kapitole boli ¢erpané z [9] a [19].

2.1 Co to je dolovanie znalosti

Dolovanie znalosti z databaz je vedny odbor, ktory vznikol koncom 20. storoc¢ia. Motivacia
jeho vzniku bola potreba ziskat relevantné informacie z obrovského mnozstva dat, ktoré
najmé kvoli prichodu internetu rastlo (a stédle rastie) vysokym tempom. Dolovanie znalosti
sa da formélne definovat ako extrakcia zaujimavych, skrytych, netrividlnych a potencialne
uzito¢nych modelov dat a vzorov z velkého objemu dat, pricom tieto modely a vzory repre-
zentuju znalosti ziskané z dat.

Ziskané znalosti by mali niest novi informaciu, ktoréd je potencidlne uzitoéna. Moze to
byt napriklad informécia o podozrivych pohyboch na tuctoch klientov, ¢asto opakujtcich
sa polozkach v nakupnych kosikoch zakaznikov alebo pohyboch navstevnika na webovych
strankach online obchodu. Na zdklade tychto informécii potom moéze byt predidené kradezi
penazi, postavena marketingova kampan alebo personalizovany obsah webovej stranky.

2.2 Proces ziskavania znalosti z databaz

Proces dolovania znalosti je komplexny a iterativny proces, ktory za skladd z niekolkych
etap. Jeho grafické znazornenie je mozné vidiet na obrazku 2.1. Pre dosiahnutie ¢o najlepsich
vysledkov sa mézu niektoré etapy opakovat viackrat. Cely proces sa skladé z nasledovnych
etap:

1. Cistenie dat — pre zaistenie ¢o najvyssej kvality ziskanych znalost{ je nutné vstupné
data ocistit o nekonzistentné, pripadne chybajice hodnoty.
2. Integracia dat — tlohou tejto fazy je zlicenie dat z viacerych zdrojov. Tento krok

je Casto spojeny s krokom cCistenia dat, pretoze prave rozne zdroje dat si zdrojom
nekonzistencii.



3. Vyber dat — cielom tohto kroku je vybrat tie data, ktoré st relevantné z pohladu
danej ulohy. Napriklad st vybraté konkrétne stlpce tabulky relacnej databézy.

4. Transformacia dat — v tomto bode si data transformované do podoby najvhod-
nejsej pre konkrétnu ulohu. Su tu vykonavané napriklad operacie agregécie alebo
sumarizacie.

5. Dolovanie z dat — faza, ktora je jadrom procesu dolovania znalosti z databaz. Po-
mocou vhodnej metédy st zo vstupnych dat extrahované vzory a modely, ktoré re-
prezentuju vysledné znalosti.

6. Hodnotenie modelu/vzorov — tlohou tohto kroku je identifikovat skutoc¢ne zau-
jimavé vzory na zaklade miery uzitoc¢nosti, ktorymi mézu byt napr. podpora alebo
spolahlivost.

7. Prezentacia znalosti — cielom posledného kroku je prezentovat ziskané znalosti
vhodnym spdsobom, napriklad pomocou tabuliek alebo grafov.

Cistenie Viber . - : soi
a integricia p E Transformicia [ Dolovanie H] Interpreticia

Ditovy sklad Relevantné dita Znalosti

@j Subory

Obr. 2.1: Jednotlivé kroky iterativneho procesu dolovania znalosti. Prevzaté a upravené
z [9].
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Kroky cistenia, integracie, vyberu a transformécie dat sa sihrnne oznacuji ako pred-
spracovanie ddt. V kroku dolovania z dat moze dochadzat k interakcii s pouzivatelom alebo
databazou znalosti. Vysledok dolovania moéze databéazu znalosti potom obohatit o nové
znalosti, ktoré moézu byt vyuzité v dalsich iteraciach alebo inych dolovacich tlohéch.

2.3 Typy dat pre dolovanie

Vo vSeobecnosti je mozné dolovat takmer akékolvek zmysluplné déata, ktoré st bud perzis-
tentne ulozené v tloziskach alebo st tranzistentné (prudy dat). Asi najcastej$im zdrojom
dét pre dolovacie tlohy su relaéné databazy. Dalej to mozu byt datové sklady, transakéné
databazy alebo iné zdroje dat, ktoré si predstavené na konci tejto sekcie.

2.3.1 Relacné databazy

Rela¢nd databdza je kolekcia tabuliek, ktoré spliiaji podmienku prvej normélnej formy,
teda vsetky stipce kazdej tabulky obsahujui iba atomické hodnoty. Riadky tabulky reprezen-
tuji jednotlivé zdznamy, stipce obsahuji informécie o atribtitoch tychto zdznamov. Kazdy
zaznam v tabulke je jednoznacne identifikovany primarnym kldcom, ktory je zlozeny z ne-
prazdnej mnoziny atribtutov. Data st z relac¢nej databazy spristupniované typicky prikazmi
jazyka SQL. Prikaz je po zadani transformovany do mnoziny relacnych operacii ako selekcia,
spojenie a projekcia a nasledne je pripadne optimalizovany.



2.3.2 Datové sklady

Datovy sklad je komplexné tlozisko, v ktorom st uchovavané data z viacerych zdrojov.
Datové sklady si budované procesom c¢istenia, integréicie, transformécie, nacitania a pe-
riodického aktualizovania dét. Udaje st v ddtovom sklade typicky ulozené z historickej
perspektivy a zvycéajne si sumarizované. Datové sklady su ¢asto modelované pomocou tzv.
multidimenziondlnych ddatovych kociek. Datova kocka je multidimenzionalna datova Struk-
tura, ktorej kazda dimenzia zodpoveda atribitu alebo skupine atributov schémy databaze.
Kazda bunka obsahuje agregované tidaje, napr. pocet predanych kusov produktu alebo
objem predaja.
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Obr. 2.2: Koncepcia datového skladu. Prevzaté a upravené z [9].

Datové sklady st vhodné na vykondvanie OLAP (Online Analytical Processing) opera-
cif, ktoré umoznuja prezentovat data na roéznych trovniach abstrakcie. Medzi OLAP ope-
racie patria napr. operacie drill-down a roll-up. Prva menovand operacia sa pouziva na
detailnejsi pohlad na data v urcitej dimenzii. Pri dimenzii ¢as moéze byt pouzitda napr. na
zmenu pohladu zo stvrfrocia na jednotlivé mesiace. Operacia roll-up slizi na opacny smer
zmeny pohladu, zvysuje sa teda pomocou nej troven abstrakcie.

2.3.3 Transakcéné databazy

Transakéna databaza je tvorend siborom, ktorého zaznamy reprezentuju jednotlivé transak-
cie. Z pohladu rela¢ného modelu je takato tabulka nenormalizovand. Transakcia je zvycCajne
tvorend jej unikdtnym identifikdtorom a zoznamom poloziek, ktoré ju tvoria. Prikladom
transakcie moze byt zoznam poloziek v jednom nakupe zdkaznika. Dolovanim v takejto
transakcénej databaze potom moéze byt ziskand mmnozina produktov, ktoré su ¢asto kupo-
vané spolu.

ID transakcie | Polozky
t01 p3, p4, p8
t02 pl, p9

Tabulka 2.1: Ukazka transakénej databazy. Transakcia sa zvycajne sklada z jednoznacéného
identifikdtoru a zoznamu poloziek, ktoré ju tvoria.



2.3.4 Ostatné typy dat

Okrem spomenutych databaz existuje aj velké mnozstvo inych zdrojovych dat na dolovanie
znalosti:

¢ Multimedialne databazy — s v nich uloZené multimédia ako fotografie, audio alebo
videozaznamy.

o Textové databazy — databazy obsahujice nestruktirované, ¢iastocne struktirované
(HTML, JSON, ...) alebo struktirované dokumenty (katalégy kniznic) udaje.

e Priestorové databazy — databazy obsahujice informécie vzfahujice sa k priestoro-
vému usporiadaniu. Prikladom moéze byt geografickd databdza obsahujica stradnice
objektov na mape.

« Sekvenéné databazy — si v nich uloZené postupnosti usporiadanych udalosti. Cas
vykonania udalosti nemusi byt explicitne zaznamenany, dblezité je ich usporiadanie.
Prikladom moze byt sekvencia viacerych nakupov zakaznika obchodu. Detailnejsi po-
pis dolovania tohto typu dat je rozoberany v dalsej Casti tejto prace 3.

e« Web — obrovska, rychlo rastica, heterogénna databaza. Typickymi dolovacimi tlo-
hami st napr. klasifikidcia webovych stranok alebo analyza webovych komunfit.

2.4 Typy dolovacich tloh

Ako uz bolo spomenuté, dolovanie z dat je jadrom procesu ziskavania znalosti z databaz.
Typom dolovacej tlohy rozumieme druh modelu dat, ktory sa snazime z dat dolovanim
dostat. Dolovacie tlohy je mozné rozdelit do dvoch kategorii:

1. Deskriptivne — tlohy, ktoré charakterizuju vseobecné vlastnosti analyzovanych dat
v databdaze. Ich predstavitelmi st napr. zhlukova analyza alebo hladanie asociacnych
pravidiel.

2. Prediktivne — tlohy, ktoré na zaklade dostupnych dat vykonavaja predpoved budu-
cich hodnét alebo spravania. Predstavitelmi st klasifikacia alebo regresia.

2.4.1 Popis konceptu/triedy

Cielom tejto deskriptivnej dolovacej tlohy je asociovat data s urcitou triedou alebo kon-
ceptom. Napriklad firma preddvajica elektroniku moze mat triedy produktov ako pocitace
a prislusenstvo k pocitacom. Potom je vhodné charakterizovat tieto triedy nejakym sthrn-
nym, struénym a dostato¢ne presnym popisom:

1. Charakterizacia dat — cielom je sumarizovat vSeobecné vlastnosti cielovej triedy.
Udaje analyzovanej triedy st typicky ziskané dopytom nad databdzou. Vystupom
charakterizacie dat mozu byt napr. rozne typy grafov alebo datové kocky.

2. Diskriminacia dat — cielom je porovnat vSeobecné vlastnosti iidajov cielovej triedy
so vSeobecnymi vlastnostami inej triedy alebo mnoziny tried.

Priklad 2.4.1. Prikladom charakterizicie dat méze byt sumarizacia charakteristik skupiny
zakaznikov, ktori za posledny rok minuli u predajcu viac ako 500€. Vysledkom moze byt
priemerny vek takéhoto zdkaznika alebo oblast zamestnania. Pri diskriminacii dat zase
mozu byt porovnané vlastnosti skupiny zakaznikov, ktori mind u predajcu za rok viac ako
500€ a tych, ktori mind menej ako 50€.



2.4.2 Frekventované vzory a asociacné pravidla

Frekventované vzory su vzory, ktoré sa v datach vyskytuja relativne ¢asto. Existuje mnoho
druhov frekventovanych vzorov, ako napr. frekventované mnoziny, podsekvencie (tiez zndme
ako sekvenéné vzory), podstromy a podgrafy.

Frekventovand mnozina je mnozina poloziek, ktoré sa casto vyskytuju spolu. Prikladom
frekventovanej mnoziny méze byt napriklad dvojica kldvesnica a mys pri analyze ndkupného
kosika. Pomocou ziskanych frekventovanych vzorov si v tdajoch odhalované zaujimavé
korelacie a asociacie. Odhalovanie zaujimavych asociacii prebieha procesom nazyvanym
asocia¢né analyza, ktorého vysledkom st asociacné pravidld. Priklad asocia¢ného pravidla
vyzera nasledovne:

kupuje(X, ’kldvesnica’) = kupuje(X, 'mys’)[podpora = 0.8 %, spolahlivost = 55 %],

kde premennad X oznacuje zdkaznika. Toto asociacné pravidlo hovori, ze zdkaznici, ktori
si kupuju klavesnicu si zvycCajne kupia aj pocitacovid mys. Podpora vyjadruje, v kolkych
percentach nakupov si zakaznici zakupili naraz obe tieto polozky. Spolahlivost vyjadruje,
ze ak si zdkaznik kupuje kldvesnicu, existuje 55 % Sanca, Ze si zakipi aj mys. Uvedené aso-
cia¢né pravidlo obsahuje iba jeden predikat (kupuje), preto sa nazyva jednodimenziondlne
asociacné pravidlo.

Asociacné pravidla moézu obsahovat aj viacero predikatov, vtedy st nazyvané multi-
dimenziondlne. Multidimenzionélne asocia¢né pravidlo s tromi predikdtmi moéze vyzeraft
napriklad nasledovne:

vek(X, '18..24°) A pohlavie(X, 'muz’) — kupuje(X, ’tlaciaren’)
[podpora = 0.9 %, spolahlivost = 65 %].

Pravidlo hovori, ze 0.9 % analyzovanych zakaznikov muzského pohlavia vo veku 18 az 24
rokov si zakupilo tlaciaren. Existuje 65 % pravdepodobnost, Ze si zdkaznik, ktory je muz
v tomto veku zakupi tlaciaren.

Za zaujimavé st typicky povazované iba tie asociaéné pravidla, ktoré spliiaji stanoveny
minimélny prah podpory a spolahlivosti.

2.4.3 Klasifikacia a regresia

Klasifikdcia je proces hladania modelu, ktory opisuje a rozdeluje diata na zaklade ich vlast-
nosti do koneénej mnoziny tried. Model je ziskany analyzou trénovacich dat (t. j. dat,
ktorych trieda zaradenia je zndma) a potom pouzity na predikciu tried objektov, ktorych
zaradenie je nezname.

Proces klasifikacie sa sklada z troch krokov, a to trénovanie, testovanie a aplikacia. Tré-
novanie a testovanie prebieha pomocou dat, ktorych trieda je znama. Aplikacia je pouzitie
ziskaného modelu na klasifikidciu objektov, ktorych triedy st nezname.

Klasifika¢ny model méze mat réznu podobu, ako napr. rozhodovacie stromy, neurénové
siete alebo klasifika¢né pravidla. Ich prvé dve formy je mozné vidiet na obrazku 2.3.

Klasifikdcia sa pouziva na predikciu kategorickych (diskrétnych, nezoradenych) hod-
noét. Regresia je pouzivand na predikciu numerickych hodnét spojitého charakteru. Pojem
predikcia sa vztahuje ako k numerickej predikcii, tak aj k predikcii kategorickych hodnét.
NajcastejSou metédou numerickej predikcie je regresnd analijza.
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Obr. 2.3: Formy reprezentacie klasifika¢nych modelov: a) rozhodovaci strom, b) neurénova
siet. Prevzaté a upravené z [9].

2.4.4 Ostatné typy dolovacich iloh

Dalsi obvykly typ dolovacej tlohy je zhlukovd analijza. Rozdiel oproti klasifikacii a regresii je,
ze zhlukova analyza rozdeluje objekty do predom nezndmych tried (zhlukov). Jej cielom je
maximalizovat podobnost objektov v ramci zhluku, ale minimalizovat podobnost objektov
patriacich rozdielnym zhlukom. Vysledkom zhlukovania st homogénne skupiny. Ukazku
vystupu zhlukovej analyzy je mozné vidiet na obrazku 2.4.
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Obr. 2.4: Ukazka troch zhlukov vytvorenych zhlukovou analyzou podla bydliska zakaznikov.
Prevzaté a upravené z [9].

Analyza odlahljch objektov na rozdiel od doteraz spomenutych dolovacich tloh povazuje
za zaujimavé prave také udaje, ktoré sa vyrazne odlisujui od ostatnych. V praxi moze byt
analyza odlahlych objektov vyuzita na detekciu odcudzenia kreditnej karty, napr. detekciou
nezvycajne vysokych platieb alebo nezvycajnych lokécii tychto platieb.

Poslednym typom dolovacej tlohy je evolucnd analgza. Ta modeluje trendy u objektov,
ktorych chovanie sa meni v ¢ase. Evolu¢na analyza je vhodna najmé na vyhladanie periodi-
city alebo podobnosti dat. Prikladom pouzitia mé6ze byt dolovanie v datach obsahujtcich
vyvoj cien akcii pre najdenie pravidelnosti, ktoré by mohli odhalif vyvoj budicich cien.



2.5 Uzito¢nost najdenych vzorov

Po skoceni procesu dolovania znalosti sa prirodzene nastoluje otazka, ¢i si vsetky najdené
vzory a modely uzito¢né. VSeobecne sa di povedaf, Zze nie. Existuju 4 vlastnosti, ktoré
charakterizuja zaujimavy vzor:

e jednoduchd zrozumitelnost ¢lovekom,
o platnost pre nové alebo testovacie data s istym stupniom istoty,
¢ potenciadlna uzitoc¢nost,

o nezndmost/novost.

Zaujimavy je tiez ten vzor/model, ktory validuje hypotézu, ktori sa snazi uzivatel potvrdit.
Ten potom predstavuje znalost.

Miery zaujimavosti mozu byt objektivne a subjektivne. Subjektivne miery zaujimavosti
st napriklad novost alebo neocakavanost (st v kontradikcii s pouzivatelovym nazorom).
Medzi objektivne miery zaujimavosti patri uz vyssie spomenuta podpora a spolahlivost. Vo
vSeobecnosti sa pred vykonom samotnej dolovacej tilohy daju nastavit minimélne hodnoty
objektivnych mier (napr. minimalna podpora 50 %). Potom su vsSetky vzory, ktoré tuto
hodnotu nespliiaji povazované za nezaujimavé.

Je ziaduce, aby algoritmy hladali iba zaujimavé vzory. To je mozné dosiahnut dvojakym
sposobom. Prvy spdsob je najprv najst vSetky vzory a nasledne odfiltrovat tie nezaujimavé.
Tento spdsob je ale nerealny, pretoze by to znamenalo Uplné prehladanie priestoru moznych
rieseni. Druhy pristup je priamo generovat iba zaujimavé vzory, ¢o je optimalizacny problém.
Je dolezité podotknut, ze nie vzdy je mozné a efektivne ndjst tplnti mnozinu zaujimavych
vzorov a pravidiel, najmé kvoli velkosti prehladavaného priestoru. Preto si pouzivané rézne
obmedzenia na hladané vzory.



Kapitola 3

Dolovanie sekvenc¢nych vzorov

Tato kapitola sa zameriava na problematiku dolovania sekvenénych vzorov. V sekcii 3.1 je
popisané vyuzitie sekvenénych vzorov. Sekcia 3.2 vysvetluje zdkladné pojmy tykajice sa
sekvencnych vzorov a nasledne uvadza tri hlavné kategorie algoritmov dolovania sekvenc-
nych vzorov. Kazdej kategérii je potom vyclenena jedna sekcia, v ktorej st predstavené
najvyznamnejsie algoritmy, ktoré do nej spadaju.

Algoritmy patriace do prvej a zaroven najstarsej kategorie, popisanej v cCasti 3.3, su
zalozené na apriori vlastnosti. O nie¢o mladsia skupina algoritmov je zalozend na principe
expanzii vzoru a je popisand v Casti 3.4. Posledna podkapitola 3.5 rozobera algoritmy za-
lozené na skorom odstranovani kandiddtov, resp. skorom prerezavani prehladavaného pries-
toru.

3.1 Vyuzitie sekvencnych vzorov

Problematika dolovania sekven¢nych vzorov bola prvykrat predstavend v 90. rokoch 20.
storoc¢ia v praci R. Agrawala a R. Strikanta [1]. Dolovanie sekvenénych vzorov sa zaobera
hladanim zaujimavych podsekvencii v mnozine sekvencii, pricom zaujimavost podsekvencii
moze byt meratelnd viacerymi kritériami — napriklad poctom jej vyskytov alebo jej dizkou
[8]. Istym sposobom je tédto problematika podobna dolovaniu frekventovanych mnozin. Na
rozdiel od dolovania frekventovanych mnozin sa vsak pri dolovani sekvenénych vzorov berie
ohlad na poradie udalosti vo vstupnej sekvencénej databaze.

Dolovanie sekven¢nych vzorov ma rozsiahle vyuzitie. Prdaca [5] popisuje vyuzitie al-
goritmov dolovania sekven¢nych vzorov na detekciu skodlivého softvéru. Zaujimavé je, ze
algoritmus predstaveny v tejto préci je schopny detekovat aj doposial neznamy malvér na
zéklade sekvencii kédu v spustitelnych siboroch. V praci [15] sa zase autori zamerali na
dolovanie sekvencii v zdravotnych zaznamoch, konkrétne predpisoch liekov pre pacientov
s diabetom. Vdaka ziskanym sekvenénym vzorom potom bolo mozné predikovat dalsi pred-
pisany liek s vysokou presnostou. Autori navrhujui, ze na zdklade tychto vysledkov by bolo
mozné vytvorit systém pre automatizovany navrh dalsieho predpisaného lieku pri zmenéch
lie¢by. Clanok [4] zase predstavuje metédu na dolovanie DNA sekvencii, ktors ale méze byt
aplikovana aj na sekvencie RNA, proteinové sekvencie alebo iné biologické sekvencie. Dalsia
oblast vyuzitia sekvenénych vzorov je e-learning. Autori préce [14] navrhli systém, ktory je
schopny odporucat studijné materidly na zaklade preferencii a znalosti Studenta. Vyuzitiu
sekvenénych vzorov v oblasti vzdeldvania sa venuje aj ¢lanok [11], ktorého autori identifiko-
vali produktivne a neproduktivne sekvencie uc¢ebnych navykov, ¢o dosiahli porovnavanim
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navykov (ako napr. ¢itanie, pytanie sa otdzok alebo vysvetlovanie) viac a menej ispesnych
Studentov.

3.2 Definicia problému

Vstupom ulohy pre dolovanie sekvencnych vzorov je sekven¢éna databdza. Ukazku takejto
databazy je mozné vidiet nizsie. Tato databaza obsahuje Styri vstupné sekvencie, ktoré
mozu reprezentovat napr. nakupy vykonané styrmi zdkaznikmi obchodu.

ID sekvencie Sekvencia
s1 (a(abc)(ac)d(cf))
$9 ((ad)c(be)(ae))
53 ((ef)(ab)(df )cb)
S4 (eg(af)cbe)

Tabulka 3.1: Ukdzkovd sekvencénd databdza. Prevzaté z [13].

Nech I = {iy,i2,13,...,1;} je mnozina vSetkych poloZiek vo vstupnej databéze. Udalost
je definovand ako neprazdna mnozina poloziek a je oznacovana ako (i1igis...ix)". Na poradi
poloziek v ramci udalosti nezélezi, zvycajne st ale usporiadané lexikograficky?. Sekvencia
je usporiadany zoznam udalosti a je oznacovana ako (ejeses...e;,), kde udalost ey predché-
dza udalost eo, udalost ey predchadza udalost eg atd. Jedna polozka sa v ramci udalosti
moze vyskytnuf maximéalne raz, avsak moze sa vyskytovat vo viacerych udalostiach jednej
sekvencie. Sekvencia, ktora obsahuje k poloziek je oznacovana ako k-sekvencia.

Priklad 3.2.1. Predpokladajme sekven¢éni databazu 3.1. Mnozina vSetkych poloziek tejto
databazy je {a,b,c,d,e, f,g}. Sekvencia s; je tvorend piatimi udalostami a kedze obsahuje
devat instancii poloziek, jedna sa o 9-sekvenciu. Sekvencia sy je tvorena siestimi udalostami
a je to 7-sekvencia.

Sekvencia a = (ajaqas...a,) je podsekvencia sekvencie 8 = (bibobs...b,) ak existuji celé
¢isla také, ze 1 < iy <12 < i3 < ... <in <mn, pre ktoré plati a; C b;,, a2 C by, ..., an C by,
Zaroven mozeme povedat, ze sekvencia [ je nadsekvencia sekvencie a.

Nech je danéd databdza D obsahujica sekvenéné zéznamy. Podpora (support) vzoru S
v databaze D je definovana ako pocet sekvencii databazy D obsahujicich vzor S vyde-
leny celkovym poctom sekvencii v databaze D. Absolitna podpora oznacuje celkovy pocet
sekvencii v databaze obsahujucich vzor S. Sekvencia je oznacena za frekventovani vtedy,
ak je jej podpora rovna alebo vyssia ako pouzivatelom specifikovany prah minimdlnej pod-
pory, skratene oznacovany ako minsup. Pojem sekvencény vzor sa pouziva ako synonymum
k pojmu frekventovand sekvencia. Sekvencia je uzavretd prave vtedy, ked je frekventovana
a nijaka z jej nadsekvencii neméa rovnaka podporu.

Priklad 3.2.2. Sekvencia (a(bc)df) je podsekvencia sekvencie sj, pretoze je zachované
poradie udalosti a zaroven plati, ze a C a, (bc) C (abc), d C d a f C (cf). Pri zadanom
prahu minimélnej podpory minsup = 0.5 (50 %), mdzeme povedat, ze sekvencia s = ((ab)c)

LAk udalost obsahuje iba jednu polozku, je zvy&ajne zobrazovani bez zétvoriek.
?Lexikografické usporiadanie, oznacované ako >ez, je definované ako tplné usporiadanie na mnozine 1.
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je frekventovand, pretoze sa nachadza v sekvencidch s; a s3. Sekvencia s je tiez uzavreta,
pretoze v databaze neexistuje jej nadsekvencia, ktorda mé rovnaka podporu.

Algoritmy dolovania sekven¢nych vzorov vyuzivaji pri prehladavani priestoru 2 zékladné
operacie, a to s-rozsirenie (rozsirenie sekvencie) a i-rozgirenie (rozsirenie udalosti), niekedy
nazyvané aj ako s-krok a i-krok. Pomocou tychto operdcii si generované (k + 1)-sekvencie
z aktudlnych k-sekvencii. Sekvencia sy, je s-rozsirenim sekvencie s, = (ejezes...e,) 0 polozku
x, ak plati, ze s, = (ejeses...enx). Sekvencia s, je i-rozsirenim sekvencie s, = (ejeqes...en)
o polozku x, ak plati, ze s, = (e1ezes...en, Ux).

Priklad 3.2.3. Uvedme si priklad na s a i-rozsirenia. Sekvencie (ab) a (ac) st s-rozsirenim
sekvencie (a) o polozky b a c¢. Na druhu stranu, sekvencia (a) je i-rozsirena o polozky b a ¢
v pripade sekvencii ((ab)) a {(ac)).

Prehladavany priestor méze byt prechadzany bud do hibky (BFS) alebo do Sirky (DFS).
Algoritmy vyuzivajice metédu BFS najdu najprv vsetky frekventované 1-sekvencie, ktoré
su potom pomocou s a i-rozsireni rozsirované na 2-sekvencie, na zaklade nich 3-sekvencie
a tento proces pokracuje po dobu, dokedy je mozné generovat nové sekvencie. Z kazdej
darovne su teda najprv najdené vsetky frekventované sekvencie a az potom sa postupuje na
dalsiu troven. Algoritmy patriace do druhej skupiny najprv vygeneruju frekventované 1-
sekvencie a potom rekurzivne vykonavaju s a i-rozsirenia na jednu z tychto sekvencii. Takto
rekurzivne st generované nové sekvencie pokial to je mozné. Ak ziadne dalsie sekvencie
nemdzu byt vygenerované, je vykonany spatny chod (backtracking) k sekvenciam, ktoré je
mozné dalej rozsirovat.

Odbor dolovania sekvenénych vzorov sa kazdym rokom rozsiruje o nové algoritmy.
V préci st predstavené a experimentalne porovnané najvyznamnejsie algoritmy, ktoré sa na
problém dolovania sekvenénych vzorov pozeraju inymi spésobmi. Ich rozdelenie je zalozené
na praci [12] do troch kategoérii, a to algoritmy zalozené na:

1. apriori vlastnosti,
2. expanzii vzoru,

3. skorom odstranovani kandidatov.

3.3 Algoritmy zalozené na apriori vlastnosti

Zakladom tejto skupiny algoritmov je apriori vlastnost, ktora hovori, ze vSetky podsekven-
cie frekventovanej sekvencie musia byt takisto frekventované; naopak, ak sekvencia nie je
frekventovand, tak aj vSetky jej nadsekvencie nie st frekventované. Majme napriklad sek-
venciu (a) a ((ab)). Je zrejmé, ze sekvencia ((ab)) nemdze mat podporu vyssiu ako sekvencia
(a), pretoze je viac §pecifickd. Ak teda sekvencia (a) nespliia prah minimalnej podpory, je
bezpeéné s nou nepocitat.

Algoritmus GSP 3.3.1 pracuje s horizontadlnym formatom databazy a priestor prehla-
dava metdédou BFS, teda vSetky k-sekvencie st najdené pri k-tej iteracii algoritmu. Ako sa
vSak ukézalo, tento pristup so sebou prinasa isté nevyhody, ¢o bolo motivaciou pre vznik
algoritmov vyuzivajtcich vertikdlny formét databdzy a prehladévanie do hibky. Ich najvyz-
namnejsi zastupcovia st SPADE 3.3.2 a SPAM 3.3.3. Medzi najnovsie algoritmy vyuzivajice
vertikalny format databazy patria algoritmy CM-SPADE a CM-SPAM 3.3.4.
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3.3.1 GSP

Prvé algoritmy dolovania sekven¢nych vzorov, AprioriAll, AprioriSome a DynamicSome,
boli predstavené v praci [1]. Rovnaki autori predstavili o kratku dobu algoritmus GSP
(Generalized Sequential Patterns) [2], ktory je vyrazne rychlejsi ako jeho predchodcovia.
Aj napriek tomu je jeho vykon najmé pri velkom mnozstve vstupnych dat nedostacujici.
Je to spOsobené hlavne nutnostou prechadzat vstupnu databazu pocas procesu dolovania
viacnasobne.

Na zaciatku algoritmus vykond pociatoény prechod databdzou, ktorym st najdené
vietky polozky, ktoré spiiiaji prah minimalnej podpory. Tieto polozky tvoria frekvento-
vané 1-sekvencie (sekvencéné vzory), ktoré sa stani pociatocnymi polozkami (seed set) pre
dalsi prechod. Pomocou pociatoénych poloziek si v kazdom dalSom prechode generované
nové potencidlne frekventované sekvencie nazyvané kandiddtne sekvencie. Podpora kan-
didatnych sekvencii je pocitand prechodom databazou a tie kandidatne sekvencie, ktoré
spiiiajd miniméalnu podporu sa stant poéiatoénymi polozkami pre dalsi prechod. Algorit-
mus je ukonceny, ak nie si generované nijaké nové pociatoéné polozky alebo kandidatne
sekvencie.

Definicia 3.3.1. Nech je dand sekvencia s = (ejeses...ep,) a jej podsekvencia c. Sekvencia
¢ je susednd (contiguous) podsekvencia sekvencie s ak je splnend niektora z nasledujucich
podmienok [2]:

1. sekvencia ¢ je odvodend zo sekvencie s odstranenim udalosti bud e alebo e,

2. sekvencia c je odvodend zo sekvencie s odstranenim jednej polozky z udalosti e; (1 <
i < n), pricom e; ma aspon dve polozky,

3. c je susednd podsekvencia ¢/, pricom ¢ je susednd podsekvencia s.

Priklad 3.3.1. Nech je dand sekvencia s = ((ab)(cd)ef). Jej susedné sekvencie st napriklad
(b(cd)e), ((ab)cef) a {ce). Na druhi stranu sekvencie ((ab)(cd) f) a (aef) nie su jej susedné
sekvencie [2].

Generovanie novych kandidatnych sekvencii, teda (k + 1)-sekvencii z aktudlnych k-
sekvencii, prebieha v dvoch fazach [2]:

1. Faza spojenia (join phase). Sekvencie s1 a so su spojené prave vtedy, ak je sek-
vencia s; po odstraneni jej prvej polozky zhodna so sekvenciou sy po odstraneni jej
poslednej polozky. Kandidatna sekvencia je potom vytvorena rozsirenim sekvencie
$1 o posledni polozku so. Tato polozka vytvori samostatni udalost vtedy, ak stéla
samostatne aj v sekvencii sy. Inak sa stane sicastou poslednej udalosti s;. Napri-
klad sekvencia s = ((ab)c) po spojeni so sekvenciou sa = (b(cd)) vytvori kandidédtnu
sekvenciu ((ab)(ed)), ale po spojeni so sekvenciou s3 = (bee) vytvori kandidatnu sek-
venciu ((ab)ce).

2. Faza odstranovania (prune phase). Odstranené su tie kandidatne sekvencie, kto-
rych (k — 1)-susedné podsekvencie maji podporu mensiu ako zadand minimélna pod-
pora.

Priklad 3.3.2. Ukédzme si na priklade princip fungovania algoritmu GSP. Majme vstupnu
databdzu 3.1 a prah minimélnej podpory 100 %, teda 4 sekvencie.

Prvym prechodom databazou je ndjdena mnozina vsetkych poloziek, ktoré sa v databaze
nachddzaju. V nasej ukazke je to mnozina {a,b,c,d,e, f,g}. Pre kazdi polozku z tejto
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mnoziny je zaroveii spocitand podpora a nésledne st odstranené tie polozky, ktoré nespliiaju
zadan minimalnu podporu. Poc¢iato¢nou mnozinou pre dalsi prechod bude teda mnozina
1-sekvencii {(a), (b), (c)}.

Spojenim sekvencii z poc¢iato¢nej mnoziny je vytvorena mnozina kandidatnych sekvencii
{{aa), (ab), (ac), (ba), (bb), (bc), (ca), (cb), (cc), {(ab)), {(ac)), {(bc))}. Pre polozky tejto mno-
ziny je opéat nutné prejst celi databazu, spocitat ich podporu a nésledne odstranif tie,
ktorych podpora je mensia ako 4. Tym je ziskand nova pociatotnd mnozina obsahujica iba
dve 2-sekvencie, a to (ab) a (ac).

Sekvencie v tejto pociatoénej mnozine uz podla fazy spojenia nemdzu byt spojené, teda
vzniknutd mnozina kandidatnych sekvencii je prazdna. Tym padom je algoritmus ukonceny
a konefnd mnozina sekvenénych vzorov je mnozina {(a), (b), (c), (ad), (ac)}.

Ako je mozné vidiet na priklade 3.3.2, algoritmus generuje mnozstvo kandidatnych sek-
vencii, z ktorych sa vécsina ani nemusi nachdadzat vo vstupnej databaze. Toto je spésobené
prave krokom spojenia. Pre kazdu kandidatnu mnozinu je potom nutné prejst celi data-
béazu a spocitat podporu vsetkych jej sekvencii. Prave toto je jeden z najvacsich nedostatkov
algoritmu GSP.

Autori algoritmu predstavuju aj obmedzenia na hladané sekvenéné vzory, ako st napr.
Casové oknd, v ramci ktorych st viaceré udalosti brané ako jedna udalost. Dalsie obme-
dzenia sa tykaji minimalnej, resp. maximélnej vzdialenosti dvoch udalosti a uzivatelsky
definovanych hierarchii vo vstupnej databéze. Detaily je mozné néjst v ¢lanku [2].

3.3.2 SPADE

Algoritmus SPADE [18] vyuziva na rozdiel od GSP vertikdlnu reprezentdciu databdzy pomo-
cou tzv. IDListov. Takato reprezentacia databazy indikuje poziciu kazdej polozky v ramci
udalosti kazdej sekvencie. V tabulke 3.2 je mozné vidiet transforméciu vstupnej horizon-
talnej sekvencnej databazy 3.1 na IDList reprezentaciu databazy pre polozky a a b. ID
sekvencie je znacené ako SID a poradie udalosti v rdmci sekvencie je znacené ako EID.
SPADE rozdeluje prehladavany priestor do mensich sektorov, ktoré mozu byt dalej spra-
covavané nezavisle od seba, pripadne aj paralelne. Algoritmu zvycajne staci jeden prechod
databazou, ktorym su ziskané IDListy pre frekventované polozky. IDList reprezentacie dlh-
$ich vzorov st potom ziskané spajanim existujucich IDListov. Nazornt ukazku rozsirovania
je mozné vidiet nizsie 3.3.3. Vdaka tomu nie je nutné viacnasobne prechadzat databazu, co
prinasa obrovskid vyhodu oproti algoritmu GSP. Podpora vygenerovanej sekvencie je ziskana
spocitanim vSetkych unikatnych identifikdtorov sekvencii (SID) v jej IDList reprezentacii.

a b
SID EID | SID EID

1 1 1 2

W N N =
W N == W
=W W N
Tt Ot N W

Tabulka 3.2: Ukazka vertikdlnej IDList reprezentacie vstupnej databazy 3.1 pre polozky a
ab
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Priklad 3.3.3. Na priklade si mozeme ukazat, ako funguje generovanie kandidatnych sek-
vencii pomocou vertikélnej reprezenticie databazy. Pre vytvorenie sekvencie (ab) sa staci
pozriet na vertikdlny format vstupnej databédzy a najst také dvojice, kde SID poloziek a a b
je rovnaké a zaroven EID polozky a je mensie ako EID polozky b (teda polozka a predchédza
v rdmci danej sekvencie polozku b). Mo6zeme vidiet, ze v tabulke st $tyri takéto kombinécie
pre Styri rozne SID. Podpora sekvencie (ab) je teda styri. V pripade sekvencie (ba) néj-
deme v tabulke takéto kombinacie dve, podpora tejto sekvencie je teda dva. Tabulka nizsie
zobrazuje ukazku spojenia pre lepsiu predstavu.

ab ba
SID EID (a) EID (b) | SID EID (b) EID (a)
1 1 2 1 2 3
2 1 3 2 3 4
3 2 5
4 3 5

Tabulka 3.3: Ukézka generovania sekvencie (ab) a (ba) na zéklade IDList reprezentacie
poloziek a a b.

Pristup algoritmu SPADE sa javi ako velmi efektivny v porovnani s pristupom algoritmu
GSP, a to najmé vdaka tomu, Ze nie je nutné prechadzat vstupnu databazu viackrat a
nevznika velké mnozstvo kandidatnych sekvencii.

Jeho modifikacia, algoritmus cSPADE [17], predstavuje obmedzenia pre hladané sekven-
cie. Konkrétne st to obmedzenia na dizku a sirku hladanych sekvencif, ¢asové obmedzenie
medzi udalostami sekvencie, ¢asové okné pre celé sekvencie, obmedzenia na sekvencie obsa-
hujice konkrétne polozky a pri Specidlnych databazach aj obmedzenie suvisiace s triedami
sekvencii. Detaily tykajice sa tohto algoritmu je mozné najst v [17].

3.3.3 SPAM

Algoritmus SPAM (Sequential Pattern Mining using A Bitmap Representation) [3] vyuziva
vertikalnu bitmapovi reprezentaciu databazy, ktord umozinuje efektivne vytvaranie novych
kandidatnych sekvencii a pocitanie podpory. Prehladdvany priestor je reprezentovany lexi-
kografickym sekvencngm stromom, ktory je prechddzany metédou DFS.

Bitmapova reprezentacia databazy

Prvym prechodom databdzou st najdené frekventované polozky (1-sekvencie), pre ktoré
je vytvorend vertikdlna bitmapa. Kazdy bit tejto bitmapy, koresponduje s kazdou uda-
lostou kazdej sekvencie vstupnej sekvencnej databazy. Dizka jedného slotu v bitmape je
ur¢end podla najdlhsej sekvencie vstupnej databazy. Takato reprezentacia potom umoziuje
efektivny vypocet podpory jednotlivych sekvencii. Ten prebieha jednoduchou kontrolou, ¢i
jednotlivé sloty bitmapy maju vSetky bity nastavené na 0 (podpora nie je inkrementovand),
alebo je aspoti jeden z bitov nastaveny na 1 (podpora sa kazdym takymto slotom inkremen-
tuje). V ukazke 3.4 je mozné vidiet bitmapovi reprezentdciu vstupnej databdzy pre prah
miniméalnej podpory 50 %. KedZze najdlhsia sekvencia vo vstupnej databéze obsahuje 4 uda-
losti, pocet bitov v jednotlivych slotoch bitmapy je 4. Celkovo obsahuje vstupna databaza
4 sekvencie, vysledné bitmapy majt teda celkovi dizku 16 bitov.
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51

ID sekvencie Sekvencia

51 ((cd)(abe)(abf)(acdf))
52 ((abf)e)
53 ((abf))
84 ((dgh)(bf)(agh)) s3

52

54

SOOI OO OO O O RFFEOT
O OO OO0 OO+ OO A
S O OO OO OO ORFHEEFEO O

O R O OO OO OO OFFRFFEOD

Tabulka 3.4: Bitmapova reprezentécia (vpravo) vstupnej databdzy (vlavo, prevzaté z [18])
pre polozky splnajtice prah minimélnej podpory 50 %. Kazda sekvencia je reprezentovana
jednym slotom bitmapy, jej udalosti st potom bity tohto slotu.

V ukazke 3.5 je zobrazeny princip fungovania s-rozsirenia. Najprv je potrebné trans-
formovat vstupnd bitmapu. Transformécia je vykonavana tak, ze vSetky bity od zaciatku
slotu po prvy bit (vrétane), ktorého hodnota je 1, s nastavené na 0. ZvySok bitov v rdmci
slotu je potom nastaveny na 1. Tato transformécia je vykonana pre vsetky sloty vstupnej
bitmapy. Medzi transformovanou bitmapou a bitmapou, o ktori je vstupna bitmapa rozsi-
rovand je potom vykonany bitovy AND. Princip vykondvania i-rozsirenia je podobny s tym
rozdielom, Ze nie je vykonavana transformacia vstupnej bitmapy.

Podpora takto vygenerovanych sekvencii je potom ziskand podobne ako v pripade al-
goritmu SPADE. V tomto pripade je ale spocitany pocet réznych bitovych sektorov, ktoré
obsahuji nejaky bit nastaveny na 1. Mozeme vidiet, Ze rozsirend sekvencia (ab) z ukazky
3.5 mé tento sektor prave jeden — ten prvy. Pri pohlade na vstupni databazu 3.4 je mozné
vidiet, ze podsekvenciu (ab) obsahuje iba sekvencia s;.

(@) (a)s (b) (ab)
0 0 0 0
1 0 1 0
1 1 1 1
1 1 0 0
1 0 1 0
0 1 0 0
0 1 0 0
0 | srozsirenie | 1 | & | O | vysledok | 0
1 — 0 1 — 0
0 1 0 0
0 1 0 0
0 1 0 0
0 0 0 0
0 0 1 0
1 0 0 0
0 1 0 0

Tabulka 3.5: Ukéazka transformécie vstupnej bitmapy a nasledného s-rozsirenia pomocou
bitovej operacie AND.
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Lexikograficky strom

Prehladdavany priestor je v algoritme SPAM reprezentovany lexikografickym sekvencnym
stromom. Majme lexikografické usporiadanie mnoziny poloziek I vo vstupnej databaze. Ak
sa polozka i udeje pred polozkou j v tomto usporiadani, oznacujeme to ako ¢ <; j. Takéto
usporiadanie sa da rozsirif na sekvencie tak, ze ak je sekvencia s; podsekvenciou sekvencie
s9, bude to znacené vztahom s; < s2. Ak nie je sekvencia s; podsekvenciou so, nemaji
v tomto usporiadani nijaky vzfah. Lexikograficky sekven¢ny strom T' je potom definovany
nasledovne. Koren stromu je oznaceny (). Rekurzivne, ak je n uzol stromu, potom pre vSetky
jeho synovské uzly n/ platin <n’aVm eT :n' <m = n <m [3].

Kazdy uzol stromu je rekurzivne rozsirovany pomocou s alebo i-rozsireni. Na obrazku 3.1
je mozné vidiet lexikograficky strom pre mnozinu frekventovanych poloziek {a, b} zobrazeny
do tretej tirovne.

— / T

<aa> <ab> <(ab)> <ba> <bb>
<aaa> <aab> <a(ab)> <aba> <abb> <(ab)a> <(ab)b> <baa> <bab> <b(ab)> <bba> <bbb>

Obr. 3.1: Tri drovne zanorenia v lexikografickom strome pre frekventované polozky a a b.

Algoritmus prehladéva lexikograficky strom metédou prehladévania do hibky. Pre kazdy
uzol st vygenerovani jeho potomkovia a je otestovand ich podpora. Ak vygenerovand sek-
vencia splita prah minimédlnej podpory minsup, je ulozens a rekurzivne sa pokracuje na fiu.
Ak vygenerovana sekvencia prah minimélnej podpory nespiﬁa, podla apriori pravidla nie
je nutné pokracovat na jej potomkov. Ak nijakd z vygenerovanych sekvencii nespliiia prah
minimélnej podpory, algoritmus vykona spéatny chod na predchodcov aktualneho uzla.

3.3.4 CM-SPADE a CM-SPAM

Medzi najnovsie a velmi efektivne algoritmy patria algoritmy zaloZené na prerezdvani pries-
toru na zdklade spolocného viyskytu (co-occurence pruning). St to algoritmy CM-SPADE
a CM-SPAM, predstavené v préci [7]. Ako z ich ndzvu vyplyva, tieto algoritmy iba rozsiruju
algoritmy SPADE a SPAM, preto si v tejto Casti iba popisané hlavné rozdiely medzi nimi.
Najprv definujme pojem prefiz sekvencie.

Definicia 3.3.2. Nech je dand sekvencia o = (ejes...e,,). Sekvencia § = (€} €)...el ) (m < n)
sa nazyva preficom sekvencie o vtedy a len vtedy, ked plati:

1. € =e; pre (i <m —1),
2. e Cem,

3. vSetky frekventované polozky v mnozine (e, — ¢e,,) lexikograficky nasleduji za poloz-
kami v mnozine e,
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Ako priklad mozeme uviest sekvenciu S = (a(abc)(ac)d(cf)). Prefixami tejto sekvencie
st napriklad sekvencie (a), (aa), (a(ab)) a (a(abc)). Sekvencie (ab) a (a(bc)) na druhti stranu
nie si prefixami sekvencie S.

Mapa spolo¢ného vyskytu

Mapa spoloéného vyskytu (co-occurence MAP), skratene CMAP, je Struktira mapujica
kazdu polozku k € I (pricom I je mnozina vSetkych poloziek vstupnej databdzy) na mno-
zinu poloziek, ktoré za nou v sekvencidch databize nasleduji. Tieto algoritmy vyuzivaja
dve takéto struktary, nazyvané CMAP; a CMAP,. CM AP; mapuje kazda polozku k na
mnozinu cm;(k). Tadto mnozina obsahuje vSetky polozky j € I také, ktoré nasleduji po-
lozku k v ramci rovnakej udalosti, a to minimélne v takom pocte sekvencii, aky je prah
minimélnej podpory. Obdobne, C M AP, mapuje kazdi polozku k na mnozinu cms(k). Ta
obsahuje vsetky polozky j € I také, ktoré nasleduji polozku k v rdmci inych udalosti, a to
minimélne v takom pocte sekvencii, aky je prah miniméalnej podpory.

Priklad 3.3.4. Na priklade si mo6zeme ukazat, ako bude vyzeraf takiato mnozina pre
vstupni databazu 3.1 a prah miniméalnej podpory 2 sekvencie. Napriklad polozka a je
v rdmci rovnakych udalosti nasledovand (v dvoch a viacerych sekvencidch) iba polozkou
b. Plati teda, ze em;(a) = {b}. V rdmci inych udalosti je polozka a nasledovani vSetkymi
polozkami z I okrem poloziek e a g. Plati teda, ze emg(a) = {a,b,c,d, f}.

CMAP; CMAP,
Polozka ‘ Je nasledovand (i-rozsirenie) || Polozka ‘ Je nasledovand (s-rozsirenie)

a {b} a {a,b,c,d,f}

b {c} b {a,c,d,f}

c 0 c {a,b,c,e}

d 0 d {b,c}

e 0 e {a,b,c,f}

f 0 f {b,c}

g 0 g 0

Tabulka 3.6: Strukttira CM AP; a C' M AP, pre vstupnt databdzu 3.1 a minimalnu podporu
2 sekvencie.

Prerezavanie priestoru na zaklade spolo¢ného vyskytu

Struktira CMAP moZe byt pouZitd na prerezdvanie kandidatnych sekvencii na zaklade
nasledujicich pravidiel [7]:

1. Prerezavanie i-rozsireni. Nech existuje sekvencny vzor S a polozka k. Ak existuje
v poslednej udalosti sekvencie S polozka j taka, ze polozka k nepatri mnozine cm;(j),
tak plati, ze i-rozsirenie sekvencie S o polozku k nie je frekventované.

2. Prerezavanie s-rozsireni. Nech existuje sekvenény vzor S a polozka k. Ak existuje
polozka j € S taka, ze polozka k nepatri mnozine emg(j), tak plati, ze s-rozsirenie
sekvencie S o polozku k nie je frekventované.
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3. Prerezavanie prefixu. Spomenuté vlastnosti mézu byt pouzité na prerezavanie sek-
vencii zac¢inajucich konkrétnym prefixom. Nech existuje sekvenény vzor S a polozka k.
Ak existuje polozka j € S (resp. j v poslednej udalosti S) takd, ze polozka k ¢ cms(j)
(resp. k ¢ em;(j)), tak plati, Ze vSetky nadsekvencie Sy, ktorych prefix je S a zaroven
polozka k nasleduje polozku j s-rozsirenim (resp. i-rozsirenim) nie si frekventované.

Integracia do algoritmov SPADE a SPAM

Nech S je sekvencia, ktord je aktualne rozsirovana o polozku z. Posledna polozka sekvencie
S nech je oznacend a. Ak sa polozka z nenachddza v mnozine cmg(a), resp. cm;(a), tak
vysledny vzor urcite nie je frekventovany. Tymto spésobom sa algoritmy efektivne vyhybaja
operaciam spojenia a pocitania podpory, ¢o urychluje cely proces dolovania.

3.4 Algoritmy zalozené na expanzii vzoru

Kratku dobu po predstaveni prvych apriori algoritmov zacali byt evidentné ich hlavné ne-
dostatky. Najvac¢sim z nich je neefektivne generovanie kandidatnych sekvencii, ktorych po-
Cet mdze v najhorsom pripade narastat exponencialne. Tieto negativne vlastnosti st citelné
najmé pri velkych vstupnych databazach. Algoritmy zaloZené na expanzii vzoru predsta-
vuja riesenie tychto problémov rozdelenim vstupnej databdzy na mensie celky, v ktorych
st vyhladdavané lokalne frekventované polozky. Tieto polozky st potom pripojené k vstup-
nému prefixu, ¢im dochadza k expanzii vzoru. Medzi najvyznamnejsich predstavitelov tejto
skupiny algoritmov patria algoritmy FreeSpan [10] a jeho nasledovnik PrefixSpan [13].

3.4.1 PrefixSpan

Algoritmus PrefixSpan (Prefix-Projected Sequential Pattern Mining) je najvyznamnejsi al-
goritmus z kategorie algoritmov zaloZenych na expanzii vzoru. Algoritmus je postaveny na
koncepte algoritmu FreeSpan a vyuziva rekurzivne projektovanie databazy na zaklade pre-
fizov sekvencii. Vdaka pouzitiu projektovanych databaz je algoritmus vo vicsine pripadov
rychlejsi a paméitovo tispornejsi ako algoritmy zaloZené na apriori vlastnosti. Dalsou priro-
dzenou vlastnostou projektovanych databaz je to, ze ich velkost kazdou dalSou projekciou
zmensuje.

Definicia 3.4.1. Nech je dand sekvencia a = (ejes...e,) a jej prefix 8 = (ejes...p—1€))
(m < n). Sekvencia v = (el ém+1...€n) sa nazyva sufivom sekvencie o vzhladom k prefixu
B, oznacované ako v = a/3, kde €/, = (e, —el.).

Ako priklad mézme uviest sekvenciu S = (a(abc)(ac)d(cf)). Sekvencia ((abc)(ac)d(cf))
je sufixom sekvencie S vzhladom na prefix ((a)), sekvencia {((_bc)(ac)d(cf)) je jej sufix
vzhladom na prefix (aa) a ((_c)(ac)d(cf)) je jej sufix vzhladom na prefix (a(ab)).

Pomocou prefixu a sufixu je mozné rozdelit problém dolovania sekvenénych vzorov do
nasledujiicej mnoziny podproblémov [13]:

1. Nech {(x1), (x2), ..., (z5) } je iplnd mnozina jednoprvkovych sekvenénych vzorov v sek-
ven¢nej databaze D. Uplnti mnozinu sekvenénych vzorov v databdze D je mozné roz-
delit do n disjunktnych podmnozin, pricom i-ta podmnozina (1 < i < n) je mnozina
sekvenénych vzorov s prefixom (z;).
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2. Nech « je sekvenény vzor o dlzke I a {81, 82, ..., Bn} je mnozina vietkych (I + 1)-
sekvenénych vzorov s prefixom «. Uplnd mnozinu sekvenénych vzorov s prefixom o,
s vynimkou samotnej sekvencie «, je mozné rozdelift do m disjunktnych podmnozin
tak, ze j-ta podmnozina (1 < j < m) je mnozina vSetkych sekvenénych vzorov s pre-
fixom f;.

Na zdklade tychto tvrdeni (ich dokazy je mozné najst v [13]) mdze byt problém dolova-
nia sekvenénych vzorov rozdeleny rekurzivne, teda kazda podmnozina sekvenénych vzorov
moze byt v pripade potreby dalej rozdelovana. Pre pochopenie algoritmu je na nasleduji-
com priklade ukézany sposob jeho fungovania [13]. Uvazujme vstupni databdzu 3.1 a prah
minimdlnej podpory minsup = 2, resp. 50 %.

1. Prvym priechodom databdzou st ndjdené vietky sekvencné vzory s dizkou jedna.
Konkrétne si to vzory: (a) : 4, (b) : 4, (¢) : 4, (d) : 3, {e) : 3 a (f) : 3. Zapis vo forme
»(vzor) : pocet” reprezentuje sekvenény vzor a k nemu prislichajicu podporu.

2. Uplné mnozina sekvenénych vzorov je rozdelend do Siestich podmnozin na ziklade
prefixov nasledovne: 1) sekvenéné vzory s prefixom (a), 2) sekvenéné vzory s prefixom
(b), ..., 6) sekvenéné vzory s prefixom (f).

3. Podmnoziny sekvenc¢nych vzorov st najdené vytvorenim korespondujicej mnoziny
projektovanych databéz a dolovanim kazdej z nich rekurzivne nasledujicim spésobom:

(a) V pripade podmnoziny sekvenénych vzorov, ktoré zacinaji prefixom (a) su vy-
hladané iba tie sekvencie, ktoré ho obsahuji. Do uvahy st potom brané tie
podsekvencie najdenych sekvencii, ktorych prefix vznikol prvym vyskytom (a).
Napriklad v pripade sekvencie {(ef)(ab)(df)cb) to je podsekvencia ((_b)(df)cb).
Sekvencie v databdze D sa potom projektuji podla prefixu (a), ¢im vznika (a)-
projektovand databdza. Tato databédza sa skladé zo Styroch sufixovych sekvencii:
((abe)(ac)d(cf)), ((_d)c(be)(ae)), ((__b)(df)cb) a ((__f)cbe).

Priechodom (a)-projektovanou databdzou zistime, zZe jej lokédlne frekvento-
vané polozky stta:2,b:4, _b:2 ¢c:4,d:2a f:2 Sateda nijdené vsetky
sekvenéné vzory dizky 2, ktorgch prefix je (a), konkrétne: (aa) : 2, (ab) : 4,
{(ab)) : 2, (ac) : 4, (ad) : 2 a {af) : 2.

Rekurzivnym sposobom je mnozina sekvenénych vzorov s prefixom (a) rozde-
lend do nasledovnych podmnozin: 1) sekvenéné vzory zacinajice prefixom (aa),
2) sekvencné vzory zacinajice prefixom (ab),... a 6) sekvencéné vzory zacinajice
prefixom (af).

i. (aa)-projektovand databdza pozostédva z dvoch neprdzdnych sufixov, a to
((_bc)(ac)d(cf)) a ((_e)). Priechodom (aa)-projektovanej databdzy nie st
najdené ziadne lokéalne frekventované polozky, ¢im je dolovanie v tejto Casti
databazy ukoncené.

ii. Podobne su vytvorené (ab), ((ab)), (ac), (ad) a {af)-projektované databézy,
ktoré st dolované rovnakym spdsobom.

(b) Obdobnym sposobom ako pri prefixe (a) je postupované s prefixami (b}, (¢), (d),
(e), (f). Najprv st teda vytvorené ich projektované databdzy, ktoré si potom
dolované.

4. Uplnd mnozina sekvenénych vzorov je ziskana zlicenim vsetkych najdenych sekvenc-
nych vzorov vo vyssie popisanom rekurzivnom procese.
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7 popisu algoritmu vyplyva, ze PrefixSpan iba rozsiruje, resp. expanduje najdené sek-
venéné vzory. Tymto sa efektivne vyhyba nutnosti generovat a testovaf kandidatne sek-
vencie, ¢fm vyrazne zmensuje prehladdvany priestor. Dalsou vlastnostou algoritmu je, ze
projektované databazy su vzdy mensSie ako pdvodné databazy, z ktorych vznikli. Je to
sposobené faktom, ze st do nich projektované iba sufixové podsekvencie frekventovaného
prefixu.

Konstrukcia projektovanych databaz vsak moze byt v niektorych pripadoch pamétovo
nakladnéa. RieSenie tohto problému predstavuje optimalizacia pomocou tzv. pseudoprojekcii
[13]. Pri pouziti tejto techniky su fyzické projekcie nahradené wukazovatelom na povodnu
sekvenciu a offsetom, ktory ur¢uje poziciu zaciatku projekcie v sekvencii. V pripade (a)-
projekcie sekvencie s1 = (a(abc)(ac)d(cf)) by ukazovatel na sekvenciu mohol obsahovat jej
id, s1, a offset mnozinu celych ¢isel {2,3,6}.

3.5 Algoritmy zalozené na skorom odstranovani kandidatov

Skupina algoritmov zalozend na skorom odstranovani kandidatov je najmladsia z troch
menovanych skupin. Jej zdkladom je snaha o ¢o najskorsie prerezanie/odstranenie kandi-
datnych sekvencii, ¢im sa minimalizuje ¢as potrebny na pocitanie ich podpory a zmensuje
sa prehladdvany priestor.

3.5.1 LAPIN

Vyznamny algoritmus z tejto kategérie je algoritmus, LAPIN (Last Position Induction)
[16]. Hlavnym rozdielom medzi algoritmom LAPIN a predoslymi algoritmami je, ze LA-
PIN prehladéva iba Cast celého priestoru. PrefixSpan prehladava vsetky projektované data-
bazy, SPADE zase docasne spédja IDList reprezentacie kandidatnych sekvencii. Podobne ako
SPAM, aj LAPIN vyuziva na reprezentaciu prehladavaného priestoru lexikograficky strom,
ktorého uzly s rozsirované pomocou s a i-rozsireni. Strom je prechadzany metédou DFS.

ID sekvencie Sekvencia ID sekvencie Posledna pozicia polozky
51 <CLC(bC)d(CLbC)CLd> S1 bposl = 57 Cposl = 57 QAposl = 67 dposl =7
52 (b(cd)ac(bd)) 52 QAposl = 37 Cposl = 47 bposl = 57 dposl =5
53 (d(bc)(ac)(cd)) S3 bposl = 27 Aposl = 37 Cposl = 47 dposl =4

Tabulka 3.7: Ukdzka vstupnej databdzy (a) a tabulky poslednych pozicii jej poloziek (b).
Prevzaté a upravené z [16].

LAPIN vyuziva tzv. indukciu pozicie. Prvym prechodom databéazou si algoritmus vy-
tvori pomocnt tabulku poslednych pozicii poloziek jednotlivych sekvencii, ktord umoznuje
skoré odstranenie kandidatnych sekvencii. Jej ukazku je mozné vidiet v tabulke 3.7. Princip
indukcie pozicie hovori, ze ak je poslednd pozicia polozky v sekvencii mensia alebo rovna
pozicii poslednej polozky aktualneho prefixu, polozka sa nemdze vyskytnat za tymto pre-
fixom v rdmci aktuélnej sekvencie [16]. Vytvaranie kandidatnych sekvencii a pocitanie ich
podpory je ukdzané na priklade nizsie 3.5.1.

Priklad 3.5.1. Uvazujme prefix sekvencie (a), ktorého pozicie v tabulke 3.7 (a) st s1 : 1,
S9 @ 3 a s3: 3 (zapisané vo forméte ID sekvencie : poradie udalosti). V tabulke (b) st
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zobrazené vsetky prvé polozky, ktorych posledné pozicie su vicsie ako pozicia prefixu (a).
Konkrétne su to polozky s; : b, s2 : ¢, s3: c. Od tychto poloziek (vrétane) do konca kazdého
riadku tabulky (b) je spocitand podpora kazdej polozky. Podpora jednotlivych poloziek
bude a : 1, b: 2, ¢ : 3 a d : 3. Po s-rozsireni prefixu (a) o tieto polozky bude podpora
vzniknutej sekvencie rovnaka, ako je spoc¢itana podpora poloziek. Teda napriklad vzniknuta
sekvencia (aa) ma podporu 1 (vidime, Ze sa nachadza iba v sekvencii s1) a sekvencia (ab)
m4 podporu 2 (nachadza sa v sekvenciach s a s3). Takmer identicky by vyzeral aj postup
pre i-rozsirenie, detailnejsi popis je mozné néjst v [16].

Ako je ale mozné vidiet, takéto porovnavanie je pomerne naro¢né. Autori tento problém
vyrieSili tabulkou ITEM__IS_EXISTS_TABLE. Tabulka je vytvorena pre kazdu sekvenciu
vo vstupnej databaze a obsahuje informéaciu o poslednej pozicii kazdej polozky v ramci danej
sekvencie. Na ukazke 3.8 je mozné vidiet takito tabulku pre sekvenciu (ac(be)d(abe)ad).

OO O === =T

O R Rk R R~ = &

c
1
1
1
1
0
0
0

N O O s W N
[ Rl R e Y ] | B

Tabulka 3.8: Tabulka ITEM_IS_EXISTS TABLE pre sekvenciu (ac(bc)d(abc)ad). Pre-
vzaté z [16].

Prvy stipec tabulky oznacuje poradie udalosti v sekvencii, zéhlavie je tvorené frekven-
tovanymi polozkami, ktoré boli ndjdené prvym prechodom databazou. Hodnota 1 v tabulke
znaci, ze sa dand polozka vyskytuje za korespondujicou udalostou v sekvencii. Naopak bit
s hodnotou 0 hovori, ze polozka sa za danou udalostou uz nevyskytuje. Ak je teda napri-
klad pozicia aktualneho prefixu 5, z tabulky je pre¢itana hodnota vektoru 5, t. j. 1001. To
znamenad, ze sa v ramci danej sekvencie za aktudlnym prefixom nachadzaji iba polozky
a a d. Podporu kandiddtnej sekvencie je potom mozné spocitat kontrolou korespondujtcich
vektorov naprie¢ vsetkymi sekvenciami v databéze.

Autori predstavili aj optimalizovant verziu tejto tabulky pomocou pouzitia tzv. klico-
vijch pozicii. Kluc¢ova pozicia je ta, ktorej prislichajuci vektor je odlisny od predchiadzaji-
ceho (okrem vektorov s hodnotami 0). Na priklade tabulky 3.8 st to pozicie 5 a 6, pretoze
vsetky vektory pred poziciou 5 maji na kazdej pozicii jednotky, naopak vektor 7 ma na kaz-
dej pozicii hodnotu nula. Vdaka tejto optimalizacii st potom jednotlivé tabulky priestorovo
aspornejsie.

Na rozdiel od algoritmu SPAM prehladava LAPIN vdaka tymto optimalizacidm iba cast
lexikografického stromu. Je ale nutné podotknit Ze v mnozstve pripadov je prave tvorba
pomocnych Struktir ¢asovo naro¢nd, a preto moze mat algoritmus v koneé¢nom doésledku
nizsiu vykonnost.
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Kapitola 4

Navrh a implementacia

V tejto kapitole je popisany navrh a implementéacia aplikacie na dolovanie sekven¢nych vzo-
rov a zber statistik o jednotlivych algoritmoch. Sekcia 4.1 popisuje navrh aplikicie a po-
ziadavky na nu. Takisto je tu popisand kniznica, ktora implementuje vSetky algoritmy
popisané v predoslej Casti prace. Sekcia 4.2 sa venuje implementécii aplikacie a zvolenym
technologiam.

4.1 Navrh aplikacie

Cielom aplikdcie je experimentalne po)rovnanie algoritmov dolovania sekvenénych vzorov.
Bolo by teda vhodné, aby aplikdcia splnala nasledujtice poziadavky:

¢ jednoduché grafické pouzivatelské rozhranie,

e meranie doby behu algoritmu,

e meranie maximalnej spotreby paméte algoritmom,

e zobrazovanie najdenych sekvenénych vzorov, ako tabulkové tak aj grafické,

e export vysledkov.

4.1.1 Kniznica SPMF

Pre dolovanie sekvenénych vzorov bola vybrata kniznica SPMF [6], ktord je v sicasnosti
jednou z najpouzivanejsich kniznic v oblasti dolovania znalosti. KniZznica je implementovana
v jazyku Java a v dobe pisania prace obsahuje 201 algoritmov. Okrem algoritmov pre dolo-
vanie sekvencnych vzorov implementuje aj iné algoritmy pre dolovanie znalosti, napriklad
algoritmy pre dolovanie asocia¢nych pravidiel, sekvenénych pravidiel, periodickych vzorov
atd.

Format vstupu a vystupu

Vstupom kazdého algoritmu dolovania sekvenénych vzorov je textovy sibor obsahujici
sekvencnu databazu v SPMF formate. Format je definovany nasledovne:

o kazda sekvencia je popisand na jednom riadku siboru,

o kazda polozka je reprezentovand celym kladnym cislom a polozky st od seba oddelené
medzerou,
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e kazda udalost je ukoncend ¢islom —1,

o kazda sekvencia je ukonéend ¢islom —2 a znakom nového riadku.
Vstup pre ukazkoviu databazu 3.1 moéze vyzerat nasledovne:

1-1123-113-14-136-1-2
14-13-123-115-1-2
56-112-146-132-1-2
57-116-1323-1-2

Formét vystupu (ndjdenych sekvenénych vzorov) je podobny, navyse je ale na konci kaz-
dého sekvencéného vzoru pridand jeho absolutna podpora. Vystup algoritmu PrefixSpan so
vstupnou ukazkovou databazou pre minimélnu podporu vacsiu ako 0.75 vyzera nasledovne:

1 -1 #3UP: 4
1 -1 2 -1 #3UP: 4
1 -1 3 -1 #3SUP: 4
2 -1 #3UP: 4
3 -1 #3UP: 4

Kniznica tiez umoznuje definovat textovy popis jednotlivych poloziek v sekvencich.
V tomto pripade st potom polozky na vystupe reprezentované tymto popisom a nie celymi
Cislami. Vstupny stbor s popisom poloziek musi za¢inat riadkom @CONVERTED_FROM_TEXT.
Popis sekvencie s polozkami 1, 2 a 3 potom vyzera napriklad nasledovne:

Q@ITEM=1=the

QITEM=2=best
@ITEM=3=things
12-1123-113-1-2

Grafické pouzivatelské rozhranie

Grafické pouzivatelské rozhranie bude implementované pomocou open-source platformy Ja-
vaFX!. Hlavnou motiviciou vyuzitia tejto platformy je fakt, Ze podobne ako Java je aj
JavaFX multiplatformova. JavaFX umoznuje definovat grafické rozhranie pomocou znac-
kovacieho jazyka FXML, ¢o oddeluje vzhlad a logiku aplikacie. Vdaka tomu je v pripade
potreby mozné upravit vzhlad aplikacie bez zasahu do samotnej logiky aplikacie. JavaFX
taktieZ poskytuje néstroj s ndzvom Scene Builder?, ktory umoziuje efektivnu tvorbu gra-
fického rozhrania metédou drag&drop.

Meranie doby behu a spotreby pamaéite

Kniznica SPMF poskytuje aj aplikaciu s grafickym rozhranim, ktord ma vsak viacero ne-
dostatkov. Najvyraznejsim z nich je fakt, ze jednotlivé algoritmy nemaju zjednoteny spdsob
merania spotreby casu. Napriklad algoritmy GSP, SPADE a CM-SPADE do celkového ¢asu
nezapocitavaji nacitanie vstupnej databazy zo vstupného siboru do hlavnej paméte a ani
najdenie frekventovanych poloziek (1-sekvencii). V niektorych pripadoch, najmé pri vac¢sich
vstupnych databazach, tento fakt spésobuje, Ze je zistend doba behu algoritmu iba zlom-
kom skutocného Casu potrebného na najdenie sekvenénych vzorov, pretoze vic¢sinu Casu

"https://openjfx.io/
https://gluonhq.com/products/scene-builder/
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spotrebuje algoritmus nacitanim databazy do hlavnej paméte a hladanim frekventované
1-sekvencii.

Dalsi nedostatok je sposobeny samotnym programovacim jazykom Java a jeho spravou
paméte. Kazdd aplikacia napisand v jazyku Java je najprv prelozena do Java bajtkodu,
ktory je spustany pomocou virtualneho stroja — Java Virtual Machine (dalej iba JVM).
Toto umoznuje platformovi nezavislost Java aplikacii, pretoze o jednotlivé rozdiely me-
dzi prostrediami sa uz postarda JVM. Java spolu s JVM, na rozdiel od jazykov ako napr.
C alebo C++, pontika automatickil spravu paméte, ktora zabezpecuje Garbage Collector
(vo volnom preklade zbera¢ odpadkov). Ten sa stara o uvoltiovanie objektov, na ktoré uz
neexistuje referencia. To, kedy je Garbage Collector zavolany ma na starosti JVM.

Na zistenie vyuzitia paméte poskytuje Java triedu Runtime a jej metody totalMemory ()
a freeMemory (). Existujica SPMF aplikicia pouziva na zistenie vyuzitia paméite prave
tieto prostriedky, ako sa vsak pri experimentovani ukézalo, vo velkom mnozstve pripadov
sa vysledky o spotrebe paméte mdzu vyrazne lisit. Napriklad pri algoritme GSP bola pri
jednom behu algoritmu pozorovana spotreba paméte 287 MB, pri druhom behu to bolo iba
204 MB a pri trefom behu az 501 MB. Je to sp6sobené prave tym, Ze sprava pamaéate je
odtienend od programatora a uplne prenechand pod spravu JVM.

Pri experimentovani s kniznicou bola tiez v pripade algoritmu PrefixSpan ndjdena chyba
v kniznici SPMF. Tato chyba sa prejavuje tak, ze v pripade, ked mal naposledy spusteny
algoritmus vacsiu spotrebu paméte ako aktualne beziaci PrefixSpan, tak je spotreba pre-
doslého algoritmu zaznamenand aj pre algoritmus PrefixSpan®.

Navrhovana aplikdcia preto zjednoti spdsob merania ¢asu spotrebovaného jednotlivymi
algoritmami tak, aby bolo pri vSetkych algoritmoch brané do vahy aj nacitanie vstupnej
databazy a najdenie frekventovanych 1-sekvencii. Navrhovand aplikaciu tiez bude posky-
tovat moznost automatického viacndsobného opakovania behu algoritmu, ¢o umozni zistit
priemernd hodnotu spotreby paméte a ¢asu algoritmom, ¢im sa minimalizuji negativne do6-
sledky automatickej spravy paméte. Pred spustenim algoritmu bude mat uzivatel moznost
vyberu poc¢tu opakovani behu algoritmu. Aplikacia tiez poskytne aj grafickii reprezentaciu
spotreby paméte a Casu v jednotlivych behoch algoritmu. Tieto grafy budd implementované
pomocou vstavanych funkcii kniznice JavaFX. V neposlednom rade aplikacia tiez vyriesi
chybu s nepresnym meranim spotreby paméte pri algoritme PrefixSpan.

Reprezentacia a export vysledkov

N&ajdené sekvencné vzory budi zobrazované v tabulke vo forméate z ukazky 4.1. Obsah
tabulky bude mozné filtrovat jednoduchym textovym filtrom. Tabulka bude vytvorena po-
mocou vstavanych funkcii kniznice JavaFX.

‘ Absolutna podpora | Sekvenény vzor |
| .

Tabulka 4.1: Tabulkova reprezenticia najdenych sekvenénych vzorov v navrhovanej aplika-
cii. Obsah tabulky bude mozné filtrovat jednoduchym textovym filtrom.

3Tato chybu sa mi podarilo v kniznici SPMF v ramci implementécie opravit. V novsich verzidch kniznice
by sa uz nemala vyskytovaf.
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Dalsia funkcia, ktorou bude experimentélna aplikdcia disponovat bude grafickd vizu-
alizacia sekvenénych vzorov. Graficka vizualizacia bude implementovand pomocou open-
source kniznice JavaFXSmartGraph®. Zobrazeny graf bude obsahovat iba aktualny pohlad
na tabulku, teda ak pouzivatel pouzil filter na obsah tabulky, buda v grafe viditelné iba
relevantné sekvencné vzory.

Vysledky bude tiez mozné exportovat bud do textového siboru v SPMF alebo CSV
formate, kde kazdy riadok bude obsahovat jeden sekvenény vzor a jeho absolutnu podporu.
Rovnako ako pri grafickej vizualizacii bude exportovany iba aktualny pohlad na tabulku.

4.2 Implementacia aplikacie

Aplikicia je implementovand v jazyku Java, grafické rozhranie je postavené na platforme
JavaFX. Pre dolovanie sekvenénych vzorov je pouzitd kniznica SPMF a vysledné vzory st
graficky zobrazené pomocou kniznice JavaF XSmartGraph. Pre spravu zavislosti je pouzity
nastroj Maven®, ktory automatizuje vyber verzii platformy JavaFX pre rozne operacné
systémy. Adresarova Struktira so zdrojovymi sibormi vyzerd nasledovne:
src
Lmain
L java
tools
gui
libraries

t spmf
smartgraph

,__resources

Vsetky zdrojové stibory sa nachadzaju v priecCinku src. V jeho podprie¢inku libraries sa
nachidzaji externé kniznice SPMF a JavaFXSmartGraph. V priec¢inku sa resources sa
nachadzaji FXML stubory definujice grafické uzivatelské rozhranie a CSS sibory.

4.2.1 Vstup aplikacie

Vstupom aplikacie su textové sibory v nasledujucich formatoch:

e SPMF. Format podporovany algoritmami kniznice SPMF'. Nizsie spomenuté formaty
su pred procesom dolovania tohto formatu konvertované.

e IBM. Okrem databaz v SPMF forméate budi vykondvané experimenty aj so synte-
tickymi databdzami. Na ich generovanie bude pouzivany program IBMGenerator®.
Vystupom tohto programu je textovy subor, ktorého formét je rozdielny od SPMF
formatu. Na konvertovanie IBM formatu do SPMF formatu je v aplikacii implemen-
tovana trieda IbmConverter.

o TEXT. Aplikicia takisto podporuje vstupné sibory obsahujice texty. Pri tomto
type vstupu je kazda veta vstupného textu uvazovana ako jedna sekvencia a kazdé
slovo ako samostatna udalost. Na konvertovanie tohto typu stiboru je pouzita trieda

“https://github.com/brunomnsilva/JavaFXSmartGraph
Shttps://maven.apache.org/
Shttps://github.com/zakimjz/IBMGenerator
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TextConverter. V tomto pripade st polozky v ndjdenych sekvencnych vzoroch repre-
zentované pévodnymi slovami, a nie celymi ¢islami ako je to v pripade SPMF alebo
IBM formatu.

Stbory vo forméate IBM alebo TEXT si metédami prislusnych tried konvertované do
SPMF formatu a ulozené do docasného siuboru, s ktorym aplikacia dalej pracuje. Do-
Casné subory su vytvarané pomocou vstavanych nastrojov jazyku Java, konkrétne metédy
createTempFile z triedy File. Tato metdéda umoznuje vytvarat subory, ktoré budi auto-
maticky zmazané po ukonceni aplikacie, resp. ukoncéeni JVM.

4.2.2 Beh algoritmu a Statistiky

Pred kazdym spustenim algoritmu mé uzivatel moznost zadat pocet opakovani behu algo-
ritmu. Cim viac behov algoritmus vykond, tym presnejsie budi statistiky o spotrebe pamiéite
a Casu. V priec¢inku tools sa nachidzaji subory definujice dve triedy potrebné pre beh
algoritmov a zber Statistik.

Prvym je stbor definujici triedu RunAlgorithm, ktord zaptzdruje algoritmy kniznice
SPMF do jednotného rozhrania. Hlavnou tlohou tejto triedy je spustat algoritmy a né-
sledne uchovat informécie o spotrebe paméte, ¢asu a samotnych vysledkoch (najdenych
sekvenénych vzoroch). V tejto triede je pri kazdom spusteni tiez obnovend instancia triedy
MemoryLogger, ¢im je maximéalna hodnota spotreby paméte algoritmom je nastavena na 0.
Meranie doby behu algoritmu prebieha tak, zZe je do celkového ¢asu zapocitany Cas potrebny
na nacitanie vstupnej databazy do hlavnej paméte, najdenie frekventovanych 1-sekvencii
a najdenie dlhsich sekvenc¢nych vzorov. V pripade formatov IBM a TEXT je sibor najprv
konvertovany do SPMF formatu, pricom ¢as potrebny na konverziu nie je zapocitany do
celkového spotrebovaného casu.

Druhou dolezitou triedou je trieda Stats, ktorej tlohou je uchovdvanie a vypocet Sta-
tistik o jednotlivych behoch algoritmu, konkrétne:

e spotreba ¢asu a paméte v jednotlivych behoch,

o aritmeticky priemer spotreby ¢asu a paméte,

o median spotreby ¢asu a paméte.

Aplikacia tiez umoznuje zber statistik o vstupnej databaze. Na tento tcel je pouzitd mo-
difikovana verzia triedy SequenceStatsGenerator kniznice SPMF, do ktorej bola pridana
Statistika o hustote vstupnej databazy. T4 je pocitand ako pomer priemerného poctu polo-
ziek v udalostiach a celkového poctu jedineénych poloziek vo vstupnej databaze. Sledované
vlastnosti vstupnej databazy su:

e pocet sekvencil,

e pocet jedine¢nych poloziek,

e priemerny pocet jedine¢nych poloziek v sekvencii,

e priemerny pocet udalosti v sekvencii,

e priemerny pocet poloziek v udalosti,

¢ hustota vstupnej databazy.
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4.2.3 Grafické uzivatelské rozhranie

Grafické uzivatelské rozhranie aplikacie bolo navrhnuté v aplikacii Scene Builder a vsetky
vygenerované FXML stbory sa nachiddzaju v prie¢inku resources. Kazdy FXML stbor
definuje jedno okno aplikdcie. V rovnakom priecinku sa tiez nachadzaju CSS subory, v kto-
rych je definovany $tyl niektorych casti aplikacie. Triedy definujice logiku zobrazovanych
komponent sa nachadzaju v prie¢inku gui.

Po spusteni aplikacie je najprv spustena hlavnd metéda main, ktord vytvori inStanciu
triedy MainController. T4 sa stara o logiku komponent hlavného okna aplikacie a tiez ma
na starosti spustanie behu algoritmu. Hlavné okno aplikacie je mozné vidief na obrazku
4.1. Prejdenim kurzorom nad polozky Minsup alebo Repetitions je zobrazend detailnejSia
napoveda. Obsah hlavného okna sa dynamicky meni podla vybranej akcie Action, kde si
moze uzivatel vybrat medzi dolovanim sekvenénych vzorov alebo analyzou vstupnej data-
bazy. V pripade niektorych algoritmov su tiez zobrazené volitelné vstupné polia, ktorymi
mozu byt definované obmedzenia na hladané sekvencéné vzoru (ako napr. minimélna alebo
maximélna dizka sekvenénych vzorov).

Sequential Pattern Mining

Action Sequence Mining -
Input format TEXT -

Input

Algorithm SPADE -
Minsup 0.003

Repetitions 20

Obr. 4.1: Hlavné okno aplikécie. Jeho obsah sa meni dynamicky podla vybranej akcie Action
a zvoleného algoritmu. Po dokonceni behu algoritmu je otvorené okno 4.2 so Statistikami.

Okno so statistikami algoritmu spravuje trieda StatController. V pravej ¢asti okna sa
nachadza graf ¢asovej spotreby alebo pamétovej spotreby v jednotlivych behoch algoritmu.
Tieto grafy je mozné menif pomocou rozbalovacej ponuky v dolnej ¢asti okna. Po kliknuti
na tlac¢idlo Show Result je otvorené okno 4.3 zobrazujice najdené sekvencné vzory.

O zobrazenie najdenych sekvencénych vzorov sa stard trieda ResultController. Ta-
bulkové reprezenticia (4.3) obsahuje aj jednoduchy filter, ktory filtruje vsetky sekvencie
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obsahujtce zadany refazec. Ak je v aktudlnom pohlade na tabulku maximalne 100 sekven-
cii, je ich mozné zobrazit aj graficky, kliknutim na tlac¢idlo Show graph.

[ ] SPADE Statistics

Statistics 220

Median time (ms) 186.50

200 Q
Mean time (ms) 189.05 A . M ({&UA)__O;;O

Median max memory (MB) 42.76

Mean max memory (MB) 40.58 150
Frequent sequences 18843 —
@ 125
g
g
= 100
Show Result =

12 3 4 5 6 7 8 9 10 T 12 13 14 15 16 17 18 19 20 21
Repetition
© Time (ms) Median time (ms) © Mean time (ms)
Time >

Obr. 4.2: Okno so statistikami o behu algoritmu. Pomocou rozbalovacej ponuky v spodnej
Casti okna je mozné zobrazit graf ¢asovej alebo pamétovej spotreby. Po kliknuti na tlacidlo
Show Result je otvorené okno 4.3.

[ JON ) Sequential Patterns

gsp Export Show graph

Support Pattern
19 gsp
gsp > experimente
gsp > spotreba
gsp > pamate
gsp > kandidatnych
algoritmu > gsp
algoritmus > gsp
gsp > pri
gsp > databdzy
gsp > ktory
na > gsp
gsp>a
je > gsp
gsp >je
V> gsp
gsp > Vv
gsp > v > experimente

gsp > databézy > a

W oW oW oW R AN W WA W ® O WA W W

gsp > pamate > a

Obr. 4.3: Tabulkova reprezentacia ndjdenych sekvenénych vzorov. Sekvencie je mozné fil-
trovat jednoduchym textovym filtrom alebo exportovat do textového siboru.
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Grafické reprezentacia sekvenénych vzorov obsahuje korefiovy uzol Root. Vsetky nad-
véizujice uzly obsahuji udalosti jednotlivych sekvencif. Hrany grafu obsahuji Nazov vo
formate ID hrany : absolitna podpora sekvencného vzoru. Graf je mozné zvicsovat alebo
zmensovat, pripadne menit polohu jednotlivych uzlov.

[ oK J Pattern Visualiser

s sigortmu PRI
sy
aigertmu>
o 3158
aigortmus i) 5:309
137 v

algoritmus > gsp. A

7:8 v>gsp

gsp>a /) *

N 3w>dlubizy 1074 .

gsp > databazy>a gsp>v
223
03p > pamiite
3p > experimente
9sp > v> experiments
o>

osp>je

gep > kandidatnych g9p > spotreba

gsp> pambte >
gsp > Ktory gsp>pri

Obr. 4.4: Grafickd reprezentacia sekvenénych vzorov. Graf je mozné zvécsovat alebo zmen-
Sovaf, pripadne menif polohu jednotlivych uzlov.
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Kapitola 5

Experimenty

Tato kapitola popisuje experimenty vykonavané s algoritmami popisanymi v teoretickej
Casti prace pomocou implementovanej aplikicie. Sekcia 5.1 rozoberd experimenty vyko-
navané so syntetickymi databazami a vykonnost algoritmov s meniacimi sa parametrami
vstupnych databaz. Sekcia 5.2 popisuje experimenty vykonavané s redlnymi vstupnymi da-
tabazami. Tie obsahuju bud prepisy knih do vhodného forméatu alebo sekvencie pristupov
k webovym strankam. Sledované premenné su spotreba casu (v sekundéch) a spotreba
pamaéte (v MB).

Experimenty boli vykonavané na pocitaci s operacnym systémom MacOS 10.14, dvoj-
jadrovym procesorom Intel Core i5 taktovanom na 2.7GHz a paméatou RAM o velkosti 8GB
(1866 MHz LPDDR3). Pre JVM boli vyclenené 2GB pamite. V pripade, ze pre vstupnu da-
tabazu neexistuje vysledok experimentu, znamena to, ze algoritmus ukonéil svoj beh kvoli
nedostatku paméte.

5.1 Syntetické databazy

Hlavnou motiviciou experimentovania so syntetickymi databazami je moznost modifikacie
jednotlivych parametrov. Databazy st generované pomocou programu IBMGenerator. Pri
experimentoch sa vzdy meni iba aktudlne sledovany parameter, pricom ostatné parametre
vstupnej databazy a hodnota minimalnej podpory ostavaji nemenné. Sledované parametre
experimentov je mozné vidiet v tabulke nizsie 5.1.

‘ Parameter ‘ Popis ‘
D Pocet sekvencii vo vstupnej databaze
N Pocet jedinecnych poloziek (ovplyviuje hustotu databézy)
C Priemerny pocet udalosti v sekvenciach

Tabulka 5.1: Sledované parametre syntetickych databaz. Kazdy experiment je zamerany na
jeden z nich, pricom ostatné ostdvaji nemenné.

Kazdy experiment obsahuje tabulku s informaciami o vstupnych databazach algoritmov.
Data uvedené v tabulkach sa mézu lisit pre kazda databazu v ramci experimentu v rozsahu
jednotiek percent vzhladom k tomu, ze databdzy si generované ndhodne. Kazdy algoritmus
bol spusteny nad kazdou vstupnou databazou 5- az 20-krat a do tvahy je brany mediin
¢asovej a pamatovej spotreby.

31



5.1.1 Experiment 1

Prvy experiment je zamerany na skalovatelnost algoritmov s ohladom na pocet sekvencii
vo vstupnej databaze. Pri generovani vstupnej databazy ostali vSetky parametre okrem
poctu sekvencii rovnaké. Parametre vstupnych databaz st zobrazené v tabulke nizsie 5.2.

‘ Sekvencie ‘ Jedine¢né polozky | Udalosti v sekvencii | Polozky v udalosti ‘
| on ] 1 000 | 5 | 4 |

Tabulka 5.2: Parametre syntetickych databaz experimentu zameraného na zmenu poctu
sekvencii. Parameter n sa pre kazdi vstupnt databazu meni.

Pocet sekvencii (n) pre vstupné databédzy stupa od 1 000 az po 2 000 000. Hodnota
minimdalnej podpory bola nastavend na 0.01, resp. 10 %.

Ako je mozné vidiet na grafe 5.1, ¢asova narocnost rastie pre kazdy algoritmus linedrne.
Zaujimavé je, ze algoritmus GSP v tomto experimente prekondva vykonnost algoritmov
SPADE a CM-SPADE. Toto moze byt pripisané faktu, ze vSetky sekvencné vzory v kazdej
databaze su 1-sekvencie. Nie je teda vytvarané obrovské mnozstvo kandidatnych sekvencii
a pre kazdu z nich prechadzana datab&aza, Co je vSeobecne najvacsim nedostatkom tohto
algoritmu. Na druhu stranu, algoritmy SPADE a CM-SPADE st spomalované implemen-
taciou, ktora nepracuje priamo so vstupnou databazou v textovom subore, ale obsah tohto
stboru je najprv prevedeny do internej reprezenticie SequenceDatabase. Tento tkon za-
bera v rdmci tohto experimentu vacsinu ¢asu, najma pri vacsich databazach. Implementacia
SPAM a CM-SPAM naopak pracuje priamo s obsahom vstupného siiboru, ¢im sa vyrazne
redukuje ¢as potrebny na vytvorenie vertikdlnej reprezentacie databazy.
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Obr. 5.1: Casova spotreba algoritmov s ohladom na pocet sekvencii vo vstupnej databaze.
Ostatné parametre a prah minimélnej podpory ostavaji nemenné.

Na grafe 5.2 mdzeme pozorovaft, ze spotreba paméte stupa pre vsetky algoritmy, podobne
ako spotreba ¢asu, linedrne. Najvicsiu spotrebu majua algoritmy SPADE a CM-SPADE, za
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¢im stoji uz spomenuté ukladanie vstupnej databazy do internej reprezentacie. Vysoku spot-
rebu ma tiez LAPIN, najmé kvoli pomocnym datovym Struktiram, ako je napriklad tabulka
ITEM_IS_EXISTS_ TABLE. Spotreba algoritmu GSP sa drzi relativne nizko hlavne kvoli
malému poctu kandidatnych sekvencii, ktoré st generované.

7 experimentu vyplyva, ze dobri vykonnost preukazuju algoritmy SPAM a CM-SPAM.
Ako najefektivnejsi algoritmus sa javi PrefixSpan, ¢i uz z pohladu vykonnosti, tak aj spot-
reby pamaéate.
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Obr. 5.2: Pamétova spotreba algoritmov s ohladom na pocet sekvencii vo vstupnej databaze.
Ostatné parametre a prah minimélnej podpory ostavaji nemenné.

5.1.2 Experiment 2

V druhom experimente je pozornost zamerana na hustotu vstupnej databazy. Pripo-
menme si, ze hustota vstupnej databédzy je poc¢itand ako pomer priemerného pocétu poloziek
v udalostiach a celkového poctu jedineénych poloziek v databize. Hodnota minimalne;j
podpory bola nastavend na 0.1 (10 %). Hustota vstupnych databédz (n) postupne stipa od
4 % az po 36 %, resp. pocet jedineénych poloziek v databazach klesa od 905 az po 15.
Parametre vstupnych databaz s zobrazené v tabulke 5.3.

‘ Sekvencie ‘ Jedine¢né polozky | Udalosti v sekvencii | Polozky v udalosti ‘
| 10000 | n | 5 | 4 |

Tabulka 5.3: Parametre syntetickych databaz experimentu zameraného na zmenu hustoty
vstupnej databdzy. Parameter n sa pre kazdu vstupnt databdzu meni.

Na zéklade vysledkov experimentu méze byt povedané, ze so stipajicou hustotou data-
bazy rastie ¢asovd narocnost kazdého algoritmu exponencidlne (5.3). Je to kvoli tomu,
ze klesd pocet jedinecénych poloziek, ¢o sposobuje (pri stdlej hodnote minimalnej pod-
pory), Ze stipa pocet frekventovanych sekvencii. Najviac evidentné to je pri algoritme GSP,
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ktory musi pre vSetky kandidatne sekvencie prechadzat databazu. Za pripomienku stoji, ze
vstupna databaza obsahuje iba 10 000 sekvencii a pri vac¢sich databazach by bola jeho vy-
konnost podstatne nizsia. Vykonnost algoritmu SPADE a CM-SPADE je podstatne lepsia
ako v prvom experimente, prave kvoli relativne malej vstupnej databaze. V pripade al-
goritmu LAPIN moézeme pozorovat, Ze je jeho vykonnost pre nizke hustoty v porovnani
s ostatnymi algoritmami pomerne slaba. Pre databazy s nizkym poc¢tom jedineé¢nych po-
loziek sa uz ukazuje efektivita pouzitia tabulky poslednych pozicii poloziek a LAPIN sa
dostéva na troven algoritmu PrefixSpan. Ten sa vSak, rovnako ako v prvom experimente,
javi ako najefektivnejsi algoritmus.
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Obr. 5.3: Casova spotreba algoritmov s ohladom na hustotu vstupnej databazy. Casova osa
mé logaritmickd stupnicu.
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Obr. 5.4: Pamétova spotreba algoritmov s ohladom na hustotu vstupnej databazy.
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Pri pohlade na graf 5.4 je mozné vidiet, ze SPADE a CM-SPADE majt podobne ako
v prvom experimente najvic¢siu spotrebu paméte. V pripade GSP zacina spotreba paméte
narastat vysokym tempom v pripade, ked hustota vstupnej databizy prevysuje 15 % a je
nutné udrziavat explozivne rastiice mnozstvo kandidatnych poloziek v paméti. Podobne
PrefixSpan mé v porovnani s prvym experimentom relativne k ostatnym algoritmom vyssiu
spotrebu paméte, pretoze je vytvarané velké mnozstvo projektovanych databaz, ktoré su
udrziavané v pamaéti. Algoritmy LAPIN, SPAM a CM-SPAM maja nizku spotrebu vdaka
uchovavaniu reprezentacie databize pomocou bitovych vektorov, ktorych pocet s klesajicim
poc¢tom jedinecnych poloziek takisto klesa.

Napriek tomu, ze vic¢sina algoritmov méa odlisné vysledky ako v experimente 1, Prefi-
xSpan sa aj v tomto experimente ukazuje ako najviac efektivny. Pokial je k dispozicii velké
mnozstvo paméte, tiez st vhodnou volbou algoritmy SPADE a CM-SPADE, nakolko majta
na zaklade vysledkov experimentu identickt, v niektorych pripadoch mierne lepsiu, vykon-
nost ako algoritmus PrefixSpan. Ak je hustota vstupnej databédzy velmi vysoka (viac ako
30 %) a pracuje sa s obmedzenou pamétou, stoji za zvazenie pouzitie algoritmu LAPIN,
nakolko ma nizsiu spotrebu paméte, ale takmer identickt vykonnost ako PrefixSpan, resp.
SPADE alebo CM-SPADE.

5.1.3 Experiment 3

Treti experiment testuje skdlovatelnost algoritmov s ohladom na pocet udalosti v sekven-
ciach, pricom jednotlivé udalosti obsahuji priemerne rovnaky pocet poloziek. Miniméalna
podpora bola nastavens rovnako ako v minulych experimentoch na hodnotu 10 %. Para-
metre vstupnych databdz sa nachddzaja v tabulke 5.4. Pocet udalosti v sekvencidch (n)
stipa pre jednotlivé databdzy od hodnoty 5 az po hodnotu 45. Ostatné parametre a prah
minimélnej podpory ostdvaji nemenné.

‘ Sekvencie ‘ Jedine¢né polozky | Udalosti v sekvencii | Polozky v udalosti ‘
| 10000 | 1 000 | n | 4 |

Tabulka 5.4: Parametre syntetickych databaz experimentu zameraného na zmenu poctu
udalosti v sekvenciach vstupnej databazy. Parameter n sa pre kazda vstupnu databazu
meni.

Na zéklade vysledkov experimentu zobrazenych na grafe 5.5 moze byt povedané, ze

pre sekvencie s malym poctom udalosti je najvykonnejsi opét algoritmus PrefixSpan. Pre
sekvencie s po¢tom sekvencii va¢sim ako 20 uz zacinaju PrefixSpan prekonavat algoritmy
SPADE a CM-SPADE. SPAM a CM-SPAM maju pre viac udalosti o takmer rad slabsiu vy-
konnost ako SPADE a CM-SPADE. Podobne aj LAPIN ukazuje pomerne slabt vykonnost,
za ¢im opét stoji nutnost prechadzat kazdu sekvenciu pre zostrojenie tabulky poslednych
pozicii. GSP je aj v tomto experimente najmenej vykonny kvoli uz spomenutym nedostat-
kom.

Co sa tyka pamitovej naro¢nosti zobrazenej na grafe 5.6, najvicsie mnozstvo pamite
spotrebtva opét algoritmus GSP. Podobne vysoki spotrebu maju pre vicsi pocet udalosti aj
algoritmy SPADE a CM-SPADE, ktoré dokonca pre poslednt vstupni databazu nedokon¢ili
svoj beh, pretoze vycerpali vSetku dostupni pamét. Paméfovo najispornejsie su algoritmy
pouzivajuce bitovi reprezenticiu vstupnej databazy spolu s algoritmom PrefixSpan.
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Obr. 5.5: Casova spotreba algoritmov s ohladom na pocet udalosti v sekvencidch vstupnej
databazy. Casova osa ma logaritmickd stupnicu.
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Obr. 5.6: Pamétova spotreba algoritmov s ohladom na pocet udalosti v sekvenciach vstupnej
databazy.

Ako najvykonnejsie algoritmy pre databazy so sekvenciami s velkym poctom udalosti
sa ukazuju algoritmy SPADE a CM-SPADE, ktoré vsak maju aj velmi vysokd spotrebu
paméte. Ak je v ramci dlohy limitovani spotreba paméte, je vhodné zvolif algoritmus
PrefixSpan alebo CM-SPAM.

5.2 Realne databazy

Druhd ¢ast experimentovania bola zamerana na realne databdzy, ktoré sa daju rozdelit do
dvoch hlavnych skupin:
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1. textové (prepisy knih do SPMF formétu),

2. sekvencie pristupov k webovym strankam.

Vsetky vstupné databdzy st volne dostupné z webovych stranok kniznice SPMF!.

Pri experimentoch s redlnymi datovymi sadami bola v kazdom experimente menena
hodnota minimalnej podpory. Pévodné hodnoty boli nastavené tak, aby bola doba behu
algoritmov prijatelna a najdlhsie behy algoritmov sa pohybovali v radoch hodin. Kazdy
algoritmus bol podobne ako v prvom experimente spusteny pri kazdej databaze 5- az 20-
krat.

5.2.1 Textové sekvencie

Prvou dvojicou experimentov s redlnymi datovymi sadami st experimenty s prepismi knih,
konkrétne ide o knihy Biblia a Leviathan. Pri tychto databazach st slova uvazované ako
udalosti s jednou polozkou a vety ako jednotlivé sekvencie. Presné detaily vstupnych databaz
je mozné vidiet v tabulke 5.5.

‘ Nazov ‘ Sekvencie ‘ Jedine¢né polozky ‘ Udalosti v sekvencii ‘ Polozky v udalosti ‘
Bible 36 369 13 905 22 1
Leviathan 5 834 9 025 34 1

Tabulka 5.5: Parametre textovych databaz. Parameter udalosti v sekvencii udava priemerny
pocet udalosti v sekvencidch.

Na grafe 5.7a je zndzornena ¢asova narocnost algoritmov pre databizu Bible, graf 5.7b
zase zobrazuje ¢asova naroc¢nost pre databazu Leviathan. Mo6zeme vidiet, Ze pri databaze
Bible je najvykonnejsi algoritmus PrefixSpan, najmé pri vyssich hodnotach minimalnej pod-
pory. Na druhu stranu v pripade databazy Leviathan prekonavaju PrefixSpan pri nizsich
hodnotach minimélnej podpory algoritmy CM-SPADE a SPADE. Tento rozdiel je spdso-
beny rozdielnou velkostou vstupnych databaz. V oboch databazach si pre nizsie hodnoty
miniméalnej podpory o cely rad horsie pocina algoritmus GSP, za ktorym s podstatne lepsim
vysledkom nasleduje LAPIN.
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Obr. 5.7: Casova spotreba algoritmov pri databazach Bible a Leviathan a zmene hodnoty
miniméalnej podpory. Casova osa mé logaritmickt stupnicu.

"http://www.philippe-fournier-viger.com/spmf/index.php?link=datasets.php
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Zaujimavy je vysledok porovnania pamétovej narocnosti algoritmov (5.8). MoZeme vi-

diet, ze pri databaze Bible maju najvacsiu spotrebu algoritmy vyuzivajice bitovi reprezen-
taciu sekvencii — SPAM, CM-SPAM a LAPIN. Je to sposobené velkym poc¢tom jedinecnych
poloziek v databaze, kvoli comu maju bitové vektory reprezentujice databazu velkt velkost.
Tuato tivahu tiez potvrdzuje experiment 2 (5.1.2), v ktorom mala naopak vstupna databédza
velmi nizky pocet jedinecnych poloziek a paméitova spotreba bola pri tychto algoritmoch
najnizsia. Najlepsie dopadol pri oboch databazach algoritmus PrefixSpan.
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Obr. 5.8: Pamétova spotreba algoritmov pri databdzach Bible a Leviathan a zmene hodnoty
minimélnej podpory.

Obe vstupné databazy su dostupné s popismi poloziek, t. j. ku kazdému ¢islu vo vstupne;j
databaze je priradené aj slovo, ktoré je nim reprezentované. Sekvencia s najvacsim vysky-
tom v oboch databazach je 1-sekvencia ((the)) s podporou takmer 50 % pri databaze Bible
a vySe 69 % pri databdze Leviathan. V pripade obidvoch databdz a minimdlnej podpore
10 % obsahuju takmer vSetky sekvenéné vzory neplnovyznamové slova. St to napr. sekven-
cie ako ((and)(the)) alebo ((of)(the)). Jediné podstatné mend v ndjdenych sekvenénych
vzoroch su lord pre databazu Bible a man pre Leviathan.

5.2.2 Webové sekvencie

Druhy experiment testuje algoritmy s databdzami obsahujicimi sekvencie pristupov k we-
bovym strankam. Detaily tychto databaz je mozné vidief v tabulke 5.6. Podobne ako pri
prepisoch knih, vSetky sekvencie v tychto databazach obsahuju udalosti s maximalnou vel-
kostou jedna, ktora reprezentuje konkrétnu webovi stranku, ktort v danej chvili navstivil
uzivatel. Ako sekvencie sii uvazované postupnosti jednotlivych webovych stranok, ktoré po-
uzivatel navstivil v uréitom Casovom okne. Experimenty boli vykondvané s nasledujicou
trojicou databaz:

o Fifa — sekvencie pristupov k webovym strankam turnaju Majstrovstiev sveta vo fut-
bale 1998,

o Kosarak — dataset so sekvenciami pristupov k webovym strankam online spravodaj-
skému portalu,

e« BMS — sekvencie pristupov na webové stranky elektronického obchodu.
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‘ Nazov | Sekvencie | Jedinecné polozky | Udalosti v sekvencii | Polozky v udalosti |

FIFA 20 450 2 990 36 1
BMS 59 601 491 2.5 1
Kosarak 25 000 14 804 8 1

Tabulka 5.6: Parametre databdz sekvencii pristupov k webovym strankam. Parameter uda-
losti v sekvencii udava priemerny pocet udalosti vo vsetkych sekvenciach.

Na zaklade vysledkov vykonnosti algoritmov zobrazenych na grafoch 5.9 mo6ze byt po-
vedané, ze pre vyssie hodnoty minimalnej podpory si opét najlepsie pocina PrefixSpan.
Pri nizkych hodnotach ho v pripade kazdej vstupnej databdzy prekonava algoritmus CM-
SPADE, pri databiaze BMS aj algoritmus SPADE a CM-SPAM. Moézeme tiez pozorovat,
ze relativne zle si po¢inaju algoritmy pouzivajice bitmapy, konkrétne SPAM a LAPIN. Na
druht stranu algoritmus CM-SPAM si poé¢ina aj napriek pouzitiu bitmap takmer o rad
lepsie ako SPAM ¢i LAPIN, ¢o v tomto pripade dokazuje efektivitu optimalizacie pomocou
struktiry CMAP.
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Obr. 5.9: Casova spotreba algoritmov pri databizach FIFA, BMS a Kosarak a zmene hod-
noty minimélnej podpory. Casova osa mé logaritmicki stupnicu.

Pri porovnani spotreby paméte (5.10) si najlepsie pri kazdej vstupnej databdze pocinal
opat PrefixSpan so spotrebou mensou ako 500 MB. Pri databidzach BMS a Kosarak mali
podobnt spotrebu aj algoritmy CM-SPADE a SPADE. Najviac paméte spotreboval algorit-
mus GSP, ktory pri najmensich hodnotiach minimélnej podpory spotreboval cez 1 500 MB
paméte pri kazdej databaze. Za tymto modze stat velké mnozstvo kandidatnych sekvencii,
ktoré st pocas dolovania algoritmom generované. V pripade databazy BMS mal vysokt
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spotrebu paméte aj algoritmus LAPIN, za ¢im stoji velké mnozstvo sekvencii, pre ktoré je
nutné uchovavat posledné pozicie poloziek.
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Obr. 5.10: Pamétova spotreba algoritmov pri databidzach FIFA, BMS a Kosarak a zmene
hodnoty miniméalnej podpory.

5.3 Zhodnotenie experimentov

Experimenty boli vykondvané s ¢o najSirSim spektrom moznych vstupnych databaz, ¢o
umoznilo objektivne zhodnotenie vyhod a nevyhod réznych metéd dolovania sekvencénych
VZOTOv.

Vseobecne je pred samotnym dolovanim sekvenénych vzorov vhodné urobit analyzu
vstupnej databéazy, ktord zaberd iba zlomok c¢asu potrebného na dolovanie sekvencénych
vzorov. Podla vysledkov analyzy je potom vhodné vybraf algoritmus, ¢o mé6ze usetrit najma
pri vécsich databazach velké mnozstvo casu.

Na zéklade vysledkov experimentov moéze byt povedané, ze vo vécsSine pripadov pontka
algoritmus PrefixSpan velmi dobry vykon, pricom ma relativne nizku spotrebu paméte. To
je dosiahnuté najmé vdaka optimalizdcii pomocou pseudoprojekcii. Vyrazna prevaha algo-
ritmu PrefixSpan je evidentna najmé pri databazach s velkym mnozstvom sekvencii, kde
spomedzi vSetkych algoritmov pontka najlepsiu ako Casovi, tak aj priestorova skalovatel-
nost. Pri databazach s velkou hustotou stoji za zvazenie pouzitie algoritmu LAPIN, ktory
ponika takmer identicki vykonnost ako PrefixSpan, avsak spotrebiiva zhruba poloviéné
mnozstvo pamaéte. Algoritmus GSP bol takmer v kazdom experimente najmenej efektivny,
rovnako aj jeho paméfova spotreba sa pohybovala vo vysokych hodnotdch. Ak obsahuje
vstupnd databaza velké mnozstvo udalosti a nie je vyrazne limitované mnozstvo pamaéte, je
vhodné siahnut po algoritme CM-SPADE, resp. SPADE, ktory mal vo viac¢sine experimen-
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tov podobnil vykonnost a paméatovi spotrebu. Algoritmy SPAM a CM-SPAM preukazuja
v ramci vSetkych experimentov priemernd vykonnost. Pamétova spotreba tychto algorit-
mov zavisi najmé od poétu jedine¢nych poloziek vo vstupnej databéze. Dalsie zaujimavé
zistenie z experimentov je, ze aj napriek tomu, ze algoritmy CM-SPADE a CM-SPAM mali
vdaka struktire CMAP mierne lepsiu vykonnost ako SPADE a SPAM, tento rozdiel nebol
vo VacCSine experimentov velmi vyrazny. Rovnako tak aj paméfova spotreba sa pouzitim
struktary CMAP velmi nelisila.
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Kapitola 6

Zaver

Tato bakalarska praca popisuje a rozobera metédy dolovania sekvenénych vzorov a jej
cielom bolo zvolené metédy experimentalne porovnat. Na ticel ich porovnania bola imple-
mentovana aplikacia, ktora okrem zberu Statistik o spotrebe paméte a Casu jednotlivymi
algoritmami poskytuje aj vizualizaciu ndjdenych sekvenénych vzorov, ich filtrovanie a ana-
lyzu vstupnej sekvencnej databazy. Pozornost bola zamerana na najvyznamnejsie algoritmy
dolovania sekvenénych vzorov, ktoré priniesli do tejto oblasti dolovania znalosti nové mys-
lienky.

Prva cast prace sa venuje problematike dolovania znalosti, pricom vac¢sina pozornosti
je zamerand na dolovanie sekvenénych vzorov a vysvetlenie zdkladnych principov algorit-
mov tejto oblasti dolovania dat. V dalSej ¢asti prace je popisany navrh a implementacia
experimentdlnej aplikacie. Posledna cast prace je zamerana na experimenty s algoritmami,
pricom je sledovand ¢asové a priestorova narocnost jednotlivych algoritmov.

Experimenty boli rozdelené do dvoch hlavnych skupin, a to experimenty so syntetickymi
a realnymi databazami. Pred samotnym dolovanim sekvenénych vzorov je vhodné urobit
analyzu vstupnej databazy a na jej zaklade vybrat vhodny algoritmus pre dolovaciu tlohu.
Na zaklade vysledkov experimentov moze byt povedané, Ze vSeobecne najvykonnejsi algo-
ritmus pre dolovanie sekvenénych vzorov je algoritmus PrefixSpan. V pripadoch hustych
databaz je tiez vhodné pouzit algoritmus LAPIN, ktory ma takmer identickt vykonnost
ako PrefixSpan, no zhruba poloviéni spotrebu paméte. Ak obsahuje vstupna databaza
velké mnozstvo udalosti v sekvenciach a nie je vyrazne obmedzené mnozstvo pamaéte, je
vhodné pouzit algoritmus CM-SPADE.

Dolovanie sekvenc¢nych vzorov je iba mala oblast dolovania znalosti. Pracu je dalej mozné
rozsirit o dolovanie uzavretych sekvenénych vzorov, pre ktoré plati, ze si frekventované
a nijak4 z ich nadsekvencif nem4 rovnaki podporu. Dalej je mozné pracu rozsirit o algoritmy
pre dolovanie sekvenénych pravidiel. Sekvenéné pravidla obsahuju na rozdiel od sekvenénych
vzorov okrem prahu minimalnej podpory aj prah spolahlivosti, ktorého vyznam je rovnaky
ako v pripade asocia¢nych pravidiel. Ziskané sekvencéné pravidla je potom mozné pouzit na
predpoved budicich hodndt.
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Priloha A

Obsah prilozeného pamatového
média

Stucastou tejto prace je aj pamétové médium s nasledujicim obsahom:

e app — adresar obsahujici zdrojové subory aplikicie,

e bin — adresar so spustitelnymi verziami aplikécie,

e data — adresar s experimentalnymi databazami,

e tex — adresar obsahujuci zdrojové subory bakaléarskej prace v IATEXu,
e xfeket00.pdf — bakalarska praca vo formate pdf,

e README.md — dokumentacia s ndvodom na preklad a spustenie aplikacie.
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