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Abstrakt 
Cílem práce je vytvořit neuronovou síť pro rozpoznání textu s využitím informace o pisa
teli. Pro tento účel byla vybrána metoda adversarial learning. Účinost teto metody byla 
ověřena experimentálně. Vytvořená síť by měla díky použité metodě adversarial learning 
dosahovat lepších výsledků na datech, která nejsou podobná da tům obsaženým v trénovací 
sadě oproti stávající metodě single-task learning. Výsledná síť dosažená pomocí uvedené 
metody byla porovnána se současnou metodou rozpoznávání textu metodou single-task 
learning a multi-task learning. Síť implementující single-task learning dosahuje průměrné 
chyby při rozpoznávání znaku 7, 995%, síť implementující multi-task learning dosahuje prů
měrné chyby 7, 565% v porovnání se sítí využívající adversarial learning, která dosahuje 
úspěšnosti 7,573%. V porovnání single-task learning dosahuje multi-task learning 5,38% 
zlepšení a adversarial learning 5, 28%. 

Abstract 
The objective of this theses was to implement a neural network for text recognition enhanced 
by writers identity. Adversarial learning method was selected for this purpose. Usefulness of 
this method was verified by experiments. This net should yield better results on data which 
are not similar to data contained in training data set. Accuracy of the resulting net was 
compared to method single-task learning and method multi-task learning. Net implemen
ting single-task learning method has reached average character recognition error of 7, 995%, 
net implementing multi-task learning method has reached average error of 7, 565% and net 
implementing adversarial learning method has reached average error of 7, 573%. In compa
rison to the net implementing single-task learning multi-task learning has improvement of 
5, 38% and adversarial learning has reached improvement of 5, 28%. 
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Kapitola 1 

Úvod 

Cílem práce je vytvořit neuronovou síť pro rozpoznání textu s využitím informace o pisateli. 
K tomuto účelu byla vybrána metoda adversarial learning, jejíž účinnost má být experimen
tálně ověřena. Předpokladem a také důvodem tohoto zadání je domněnka, že díky použité 
metodě adversarial learning bude síť dosahovat lepších výsledků na datech, která nejsou 
podobná da tům obsaženým v trénovací sadě. 

Další částí práce je ověření výslednosti tohoto experimentu a jeho porovnání se součas
nými metodami rekurentní sítě a multi-task learningu. 

Trénovací metoda adversarial learning je detailně popsána v podkapitole 3.4. Technolo
gie, které tato síť využívá a jsou s ní spojeny, jsou popsány v kapitole 2. Zvolený přístup dle 
studií Speaker-Invariant Training Via Adversarial Learningfll] a On the Usage of Phone
tic Information for Text-independent Speaker Embedding Extraction [18] přináší zlepšení v 
porovnání s ostatními metodami v případě, kdy síť dostává vstupy, které nebyly reprezen
továny v trénovací datové sadě, což je v praxi, kdy používáme neuronové sítě velmi častý 
případ. 

Tento přístup je také potřeba porovnat s ostatními přístupy, které jsou používány pro 
rozpoznávání textu, aby bylo možné ukázat, že adversariální sítě jsou schopné přinést snížení 
znakové chyby při správném použití. Jedná se o přístupy single-task a multi-task learning, 
které jsou podrobněji dále popsány v kapitole 2. Výsledky srovnání testování těchto přístupů 
a zvoleného přístupu jsou uvedeny v kapitole 5. Metoda adversarial learning na rozdíl od 
výše uvedených metod/př ís tupů využívá rozpoznávání domény, ze které daný řádek pochází. 
Dále pomocí gradient reversal layer (GRL) odnaučuje znakový klasifikátor rozpoznávat tyto 
domény, což vede k snížení závislosti sítě na doménách, na kterých byla síť trénována. 

Zmíněné sítě byly trénovány na datové sadě historických dokumentů I M P A C T , která 
poskytuje dostatečně velký počet různorodých dokumentů, které lze rozdělit do skupin pro 
trénování domén, na které se bude adversariální síť adaptovat. 

Popis datové sady a její rozdělení na skupiny je popsáno v kapitole 4. Adaptace na 
domény způsobí, že se klasifikátor bude odnaučovat charakteristiky daných domén. Tato 
nově získaná vlastnost povede k tomu, že když síť dostane jako vstup jinou doménu, než 
která byla v trénovací sadě, bude schopna přesněji rozpoznávat znaky než síť, která byla 
trénována pouze jako single-task nebo multi-task learning. Metoda adversarial learning byla 
již vyzkoušena na rozpoznávání řeči ve studii, která je prezentována v článku [11]. Podle 
studie dosahuje model speaker-invariant training (SIT) 4,99 % zlepšení oproti konvenčnímu 
modelu speaker-independent (SI). V případě této práce je cílem vyzkoušet tuto metodu na 
trénování sítě pro rozpoznávání psaného textu. 
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Kapitola 2 

Neuronové sítě 

Tato podkapitola se zabývá základními koncepty a prvky neuronových sítí. Umělé neuronové 
sítě (Artificial Neural Network - A N N ) jsou inspirovány biologickými neurony. Podobně 
jako biologické neurony jsou A N N založeny na propojených umělých neuronech. Aktivace 
jednotlivých neuronů jsou spočítány jako suma výstupů nějaké nelineární funkce. Neurony a 
propoje mají váhy, které se postupně upravují v průběhu učení neuronové sítě. Váhy zesilují 
nebo oslabují sílu propojů. 

2.1 Umělá neuronová síť 

A N N je pak uspořádaná do tří základních vrstev. Jedná se o následující vrstvy vstupní, 
skrytá a výstupní. Vrstvy se skládají z prvků, které nazýváme neurony. Neurony vrstev, 
které následují za sebou, za sebou následující neurony jsou mezi sebou spojeny pomocí 
propojů. Takovému uspořádání sítě říkáme feed forward neural network (FFNN) na rozdíl 
od rekurentních sítí (podkapitola 2.3). 

V těchto sítích jsou výstupy sítě dále používány i jako součást vstupu pro další iteraci, 
vstup je použit pouze pro získání daného výstupu. Vstupní vrstva neprovádí žádné výpočty, 
slouží pouze pro distribuci vstupních parametrů do sítě. 

Inputs 

—p» 

Outputs 

Hidden Layer 

Obrázek 2.1: Plně propojená síť a její jednotlivé části, vstupní a výstupní vrstvu. Mezi nimi 
je pak jedna skrytá vrstva. Převzato z [4] 
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i n 

Output = f(Sj) 
U 3 

u n 

Obrázek 2.2: Umělý neuron. Převzato z [4] 

Obrázek 2.2 znázorňuje, jak vypadá jeden neuron. Má n propojů, přičemž každý z těchto 
propojů má váhu w a vstup u. Tyto propoje potom dohromady dávají rovnici pro výpočet 
výstupu Output. Výstup neuronu j pak spočítáme jako sumu vah a vstupů následovně: 

kde j je index neuronu, WÍJ je váha daného propoje i neuronu j, u\ až un jsou vstupy 
neuronu, WQJ je bias daného neuronu j. Potom je na neuron aplikována aktivační funkce, 
typicky funkce R e L U nebo sigmoid. Aktivační funkce může být lineární, diskrétní nebo 
jiná spojitá distribuční funkce. Podmínkou pro trénování sítě pomocí algoritmu zpětné 
propagace je, aby tato funkce byla diferenciovatelná. 

2.1.1 T r é n o v á n í u m ě l é n e u r o n o v é s í t ě 

Nezbytnou součástí neuronových sítí je proces, kterým se učí/trénují. A N N se učí pomocí 
postupného upravování váh a bias, které propojují neurony. Na začátku jsou tyto hodnoty 
nastaveny na náhodné malé hodnoty. Po nastavení počátečních hodnot je síť trénována 
pomocí série příkladů, které ukážou síti, jak by se měla pro dané vstupy chovat. Každý 
takovýto příklad je pár, který obsahuje vstupní hodnotu (případně hodnoty, záleží na počtu 
vstupních neuronů) a očekávaný výstup, který by měla síť poskytnout na výstupu. Tato 
data jsou potom síti opakovaně prezentována na vstup, dokud síť není schopná úspěšně 
spojit dané vstupy s jejich očekávanými výstupy, nebo dokud síť nedosahuje dostatečné 
úspěšnosti v tomto úkolu. 

Algorismus, kterým je toto učení prováděno, se nazývá zpětná propagace. Základní 
myšlenka toho algoritmu je postup, při kterém je vybrán trénovací pár, který je aplikován 
na síť. Síť spočítá výstup pomocí současného vnitřního stavu a poskytnutého vstupu. Tento 
výstup je následně porovnán s očekávaným výstupem pro daný vstup z trénovacího páru. 
Váhy a bias každého neuronu jsou potom upraveny na základě derivace použité aktivační 
funkce (např. sigmoid), rozdílem mezi výstupem, který síť vyprodukovala a očekávaným 
výstupem, výstupy daných neuronů. Pomocí takových úprav je možné vylepšit správnost 
výstupů sítě, což považujeme za učení sítě. 

Jak moc se váhy a bias mění v průběhu zpětné propagace také závisí na parametru 
learning rate, což je hodnota, kterou jsou všechny změny násobeny. Příliš vysoký learning 

n 

i=l 
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rate může způsobit oscilaci sítě mezi různými špatnými výsledky. Na druhou stranu příliš 
malý learning rate může vést k tomu, že síť se zastaví v lokálním minimu zabraňujícím síti 
použít větší krok, který by mohl vést k lepšímu stavu vah. 

Error 

Weight 

Obrázek 2.3: Funkce zobrazuje graf chyby a vah. Převzato z [4] 

Na obrázku 2.3 vidíme příklad, kde v případě W\ síť uvázne jako důsledek volby příliš 
malého learning rate. Síť už nebude schopná nalézt lepší minimum. Ideálně by síť dosáhla 
stavu W2, ve kterém by potom zůstala. Jsou různé způsoby, jak se s t ímto problémem 
vypořádat. Jedním z nich je úprava algoritmu zpětné propagace, kdy se bude learning rate 
dynamicky měnit. Další takový způsob by mohlo být začít trénování sítě od znovu s jinými 
počátečními hodnotami pro váhy a bias, které by náhodou mohly být blíže W2 [4]. Úprava 
parametrů sítě W probíhá v iteracích podle následujícího vzorce: 

Wk = W, fc-1 
dE(W) 

: dW ' 
(2.2) 

kde W je vektor váh, e je konstanta learning rate (reguluje rychlost s jakou se síť učí) 
E(W) je chybová fukce pro daný vektor vstupů a váh W [10]. 

2.1.2 R e L U 

Rectiried Linear Units (ReLU) je populární aktivační funce. R e L U je definována funkcí 
R(x) = max(0,x), kde x je vstup neuronu. Výhodou R e L U je menší výpočetní náročnost 
oproti ostatním aktivačním funkcím (např. sigmoid, tanh), protože používá výpočetně méně 
náročné operace. Také vede k rychlejší konvergenci SGD (stochastic gradient descent) a 
předchází problémům, jako je vanishing gradient. 

^ = t o * < o j <2-3> 
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I I 
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Obrázek 2.4: Graf funkce R e L U . Převzato z [14] 

Na obrázku 2.4 je zobrazen předpis funkce R e L U a její derivace. V podstatě R e L U všechny 
hodnoty, které jsou menší než 0 změní na 0 a větší čísla nechá projít nezměněnáfl]. 

2.1.3 Sigmoid 

Je nelineární aktivační funkce, která je často používána v rekurentních neuronových sítích. 
Předpis té to funkce je: 

sigmoid převádí všechny vstupy na hodnoty mezi 0 až 1 [19]. 

2.2 Konvoluční síť 

Konvoluční sítě kombinují myšlenky, které se vypořádávají s problémy posunů, zvětšování 
nebo zmenšování měřítka a zkreslení vstupních dat. Toho konvoluční sítě dosahují za pomoci 
lokálních vnímavých polí, sdílené váhy a prostorového podvzorkování (sub-sampling). 

Neurony lokálních vnímavých polí se mohou naučit rozpoznávat elementární vizuální 
vlastnosti, jako jsou orientované hrany, koncové body a okraje (také podobné vlastnosti v 
jiných signálech jako např. rozpoznávání řeči). Tyto vlastnosti jsou potom zkombinovány v 
následujících za účelem rozpoznávání charakteristik vyššího řádu. Jednotky v dané vrstvě 
jsou organizované do rovin uvnitř, všechny jednotky v této rovině sdílí stejnou množinu vah. 
Množině výstupů těchto jednotek v dané rovině se říká feature map. Jednotky ve feature 
map jsou podmíněny k vykonávání stejné operace na různých částech obrázku. Potom úplná 
konvoluční vrstva je složená z několika feature mapami s různými váhovými vektory. 

(2.5) 
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Obrázek 2.5: Ukázka konvoluční sítě. Převzato z [10] 

Na obrázku 2.5 je zobrazena ukázka konvoluční sítě na rozpoznávání tvarů LeNet. Zde pro 
rozpoznávání číslic. Každá rovina představuje feature map (nebo také jednotky, jejichž váhy 
byly podmíněny, aby byly identické). Výstupy z konvolučních vrstev jsou potom zploštěny a 
předány plně propojeným vrstvám a na konci jsou předány výstupní vrstvě s klasifikátorem 
[10]. 

Feature mapa 
Každý filtrový kanál počítá skalární součin v malém regionu ze vstupních dat (konvoluce) a 
vytváří tak specifický feature kanál (Obrázek 2.6). Počet filtrů na obrázku odpovídá počtu 
kanálů R G B , když síť očekává jako vstup obrázky. 

• • 0 0 0 0 

a 156 155 155 1ZZ 158 

0 153 154 157 159 159 

0 1 151 155 158 159 

0 1 K i 146 149 153 15S 

0 145 143 143 f 46 158 

0 0 0 0 0 0 

a 156 155 i 1 í í 158 a 156 155 
- ' 

0 153 154 157 159 159 

0 11" 151 155 158 159 

(1 1 h> 146 149 153 158 

0 145 143 143 148 

0 0 0 0 0 0 

0 156 155 i r ; 1 f ü 158 

0 153 154 157 154 ]V> 

0 l - í 151 155 158 159 

0 ]-( 146 149 153 158 

0 145 \r- 143 148 158 

Input Channel R Input Channel G Input Channel B 

•0.3 
-0.7 1 

0 1.8 -1 
0 1 1 

Filter Channel #1 

F ( * i + 

Filter Channel #2 

k2 + 

Filter Channel #3 
O 

k3 + b ) Pij 

Obrázek 2.6: Vizuální ukázka počítaní feature mapy. Převzato z [15] 
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Obrázek 2.7: Pooling vrstva zmenšuje prostorovou velikos feature mapy. Převzato z [15] 

Po sečtení výsledků konvolucí je aplikována aktivační funkce i 7 a je získána feature mapa, 
její prvek je na obrázku 2.7 označen pij. Proces počítání feature mapy a^+i lze popsat 
rovnicí: 

a i j i + i = F (^2 Wijdij + b^i), (2.6) 

kde w a b reprezentují parametry sítě, váhy a bias resp., F je aktivační funkce (obvykle 
ReLU). Tento proces slouží pro získání charakteristik, které jsou pak užitečné pro klasifikaci 
[15]. ' 

2.2.1 M a x pooling 

Častým problémem konvolučních sítí je jejich prostorová náročnost dat, proto je výhodné 
používat pooling vrstvy, které slouží k prostorovému zmenšování objemu dat. Jedním z 
případů pooling vrstev je max pooling, která rozdělí vrstvy na kvadranty. Z každého kvad
rantu pak vybere nej větší hodnotu (nejvíce aktivní neuron). Zmenšení objemu dat závisí 
na velikosti těchto kvadrantů (např. 2x2), tyto kvadranty se nazývají jádro max pooling 
vrstvy [3]. 
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Obrázek 2.8: Ukázka max pool 2x2. Převzato z [2] 

Na obrázku 2.8 je zobrazen max pooling s jádrem 2x2 a velikostí kroku 2, z každého kvad
rantu je vybrána největší hodnota a ta je potom předána dál. 

2.3 Rekuren tn í síť 

Na rozdíl od feed forward neuronových sítí (FFNN) rekurentní sítě (RNN) používají cyklické 
propojení, která jsou užitečná pro modelování sekvencí. Rekurentní sítě cyklicky předávají 
výsledky aktivací z předchozích průchodů jako vstupy pro získaní dalších výstupů. Aktivace 
z předchozích kroků jsou uloženy ve vnitřním stavu sítě, které pak poskytují temporální 
kontextuální informaci, zatímco F F N N mají pevné kontextuální rámce. 

max pool with 2x2 filters 
and stride 2 6 8 

3 4 
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Outputs 

Hidden Layers 

Inputs 

Obrázek 2.9: Ukázka schématu rekuretní neuronové sítě. Převzato z [6] 

Buňky v obrázku 2.9 reprezentují vrstvy sítě, plné šipky zobrazují váhované propoje sítě 
a přerušované šipky jsou predikce sítě. Daná rekurentní síť má vstup ve formě vektoru 
x = {x\, ...,XT), který prochází váhovanými propojí přes iV rekurentních skrytých vrstev 
hn = (/i™,hVj) a pak vychází ven v podobě vektorové sekvence y = (yi, ...,2/t) Aktivace 
skryté vrstvy jsou spočítány v iteracích pomocí následujících rovnic: 

h\ = n(Wihixt + W W / > í - i + b\) (2.7) 

h\ = H(Wihnxt + Wftn-iftn/i?-1 + W W ^ - i + bn

h) (2.8) 

Pro í = 1 až T a n = 2 až JV. W představuje matice s váhami, b jsou vektory s bias, 
TI je funkce skryté vrstvy (pro většinu rekurentních sítí bývá tato funkce aktivační funkce 
sigmoid). 

N 

Vt = by + Y, Whnyh? (2.9) 
n=l 

yt = y(yt), (2.io) 

kde y je funkce výstupní vrstvy. Celý síť potom definuje funkci, která je parametrizována 
váhovými maticemi a vstupem historií x\:t vstupů a výstupem vektorů yt [6]. 

2.3.1 L S T M 

Long Short-Term Memory (LSTM) je rekurentní síť, která byla navržena pro vyřešení pro
blému vanishing a exploding gradient, který se objevoval u rekurentních sítí. Architektura 
L S T M využívá paměťové buňky na ukládání informací a vzdálených závislostí obsažených 
v datech. 
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x t x t 

x t 

Obrázek 2.10: Ukázka jedné buňky L S T M . Převzato z [6] 

L S T M síť počítá mapování ze sekvence vstupů x = (xi, na sekvenci výstupů y = 
(yi,yr) tak, že spočítá jednotlivé aktivace pomocí následujících rovnic iterativně od t = 1 
do T: 

k = a{WiiXt + ba + Whih-i + bhi) (2.11) 

ft = a(Wifxt + bif + Whfht-i + bhf) (2.12) 

gt = tanh(WigXt + big + Whght-i + bhg) (2.13) 

ot = a(Wioxt + 6io + Whoht-i + 6ho) (2.14) 

ct = ftQct-i+kQgt (2.15) 

/ i ť = oť 0tanh(c ť ) , (2.16) 

kde W jsou váhy matic, b jsou váhové vektory, a je funce sigmoid a i , / , o, c jsou resp. input 
gate, forget gate, output gate a cell activation vectors, které jsou všechny stejné velikosti 
jako cell output activation vector m. 0 je skalární součin vektorů a g a h jsou cell input a 
cell output aktivačních funkcí, běžně tanh [6]. Předpis aktivační funkce pro L S T M tanh: 

t a n h W = ~ h ( 2 - 1 7 ) 

která převádí vstupní hodnoty do rozmezí —1 až 1 [19]. 
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2.4 Chybové funkce 

V této kapitole jsou popsány chybové funkce, které byly použity pro trénování sítí v rámci 
této práce. V případě rozpoznávání textu je často používána vrstva C T C . Chybové funkce 
slouží pro srovnávání výstupů sítí a očekávaného správného výstupu (ground truth). 

2.4.1 Connectionist temporal classification 

Connectionist temporal classification [7] (CTC) je způsob trénování rekurentních neuro
nových sítí. C T C síť má softmax jako výstupní vrstvu s jednou jednotkou navíc, než je 
počet štítků v L. Aktivace prvních \L\ jednotek je interpretována jako pravděpodobnosti 
pozorování odpovídajících štítků v daný čas. Aktivace jednotky, která je navíc, je prav
děpodobnost pozorovat „blank" nebo také žádný štítek. Dohromady tyto výstupy definují 
pravděpodobnosti pro všechny možné sekvence s danou vstupní sekvencí. Celková pravděpo
dobnost daného jednoho štítku sekvence lze spočítat jako suma pravděpodobností různých 
rozložení. 
Pro vstupní sekvenci x o délce T, definuje rekurentní neuronová síť s m vstupy, n výstupy a 
váhovým vektorem w jako spojitou mapu Mw: (Rm)T ' y Rn)T. Nechť y = Mw{x) je sekvence 
výstupů, a denotován yť

k aktivace výstupů jednotky k v čase t. Potom yť

k je interpretováno 
jako pravděpodobnost pozorování štítku k v čase t, která definuje distribuci pro množinu 
sekvencí o délce T pro abecedu Ľ = L U {blank}: 

T 

P(ir\x) = l\yÍt,\/ireĽT. (2.18) 
ť=i 

Elementům LT říkáme cesty a označují se ir. 
Dále je potřeba definovat jedna ku mnoho mapa B : L'T i-> L-T, kde L-T je množina 
možných označení. 
B definuje podmíněnou pravděpodobnost daných štítků l G L-T jako sumu pravděpodob
ností všech cest, které korespondují: 

p(l\x) = P(n\x)- (2-19) 
7re£>-1(Z) 

Výstupem klasifikátoru by mělo být nejvíce pravděpodobné oštítkování pro vstupní sek

venci: 

h(x) = arg max p(7r\x). (2.20) 
l£L< T  

Tento proces hledání štítku se nazývá dekódování. Aby bylo dosaženo trénování největší 
pravděpodobnosti a trénování správných klasifikací je potřeba minimalizovat následující 
funkci: 

0ML{S,Nw) = - E Hp(z\X)). (2.21) 
(x,y)£S 

2.4.2 Cross-entropy loss 

Cross-entropy loss je hodnotící funkce, která slouží pro trénování neuronových sítí. Při 
trénování se používá pro měření přesnosti klasifikačního modelu, který dává výstupy jako 
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pravděpodobnosti v rozmezí od 0 do 1. Chyba se zvětšuje v závislosti na tom, jak moc se liší 
výstupy pravděpodobností modelu od správných výstupů (ground truth). Výpočet chyby 
pro cross-entropy je definován následovně: 

M 
- ^ y 0 , c l o g ( j v ) , (2.22) 

c=l 

kde M je počet tříd, na které je síť trénována, ln je přirozený logaritmus, y je binární 
indikátor, jestli je tř ída c správná predikce pro observaci o, p, je predikce pravděpodobnosti, 
s jakou je o třídou c. Počet tříd, se kterými model pracuje, musí být větší než 2. 

2.5 Multi- task learning 

Multi-task learning (MTL) se ukázalo jako efektivní metoda v mnoha problémech počíta
čového vidění. Hloubkové neuronové sítě jsou vhodné pro využití této metody vzhledem k 
tomu, že charakteristiky které se učí z jednoho úkolu mohou být užitečné pro rozpoznávání 
dalšího. 

Task-
specific 
layers 

Shared 
layers 

Obrázek 2.11: Síť sdílející parametry pro multi-task learning. Převzato z [16] 

Tradiční multi-task learning se snaží zlepšit generalizaci učení se souvisejících úkolů, tak že 
se síť učí všechny tyto úkoly zároveň. Předpokládá se, že síť má celkem T úkolů a trénovací 
data pro í-tou úlohu jsou zapsány jako (x*,y*), kde t = {1, . . . ,T}, i = { 1 , N } , x\ £ M.d 

je vektor charakteristic a y\ G M je vektor štítků. Cílem multitask learning je potom 
minimalizovat: 

T N 

argmin ]T ]T % f , / ( x ^ ť ) ) + $(«;*), (2.23) 
{w*}t=i ť=l i=l 

kde f(xt;wt) je funkce x1 a je parametrizována výhovým vektorem wl, chybová funkce je 
označena £, $(tt>ť) slouží k penalizaci za komplexitu váh. Cílem použití metody multi-task 
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learning v této práce je optimalizovat hlavní úlohu r (rozpoznávání textu), na rozdíl od 
konvenčního multi-task learning, které se snaží optimalizaci všech úloh. Tato síť se tedy 
snaží optimalizovat: 

N N 

argmin £ f f(Xi; Wr)) + £ ]T A a r ( y ? , /(a*; W a ) ) , (2.24) 
W"\{W}. e J l i = i i = i a e ^ 

kde A a značí důležitostostní koeficient pro chybu a-té úlohy, regularizační term je zane
dbán z důvodu zjednodušení. Použití vzorce 2.24 má oproti 2.23, že je možné v průběhu 
optimalizace použít více různých chybových funkcí zároveň [20]. 

2.6 Adversarial multi-task learning 

Účel adversarial multi-task learning[ll] je optimalizovat hlavní úkol sítě a zároveň mini-
maximalizovat vedlejší úkol sítě. 
Síť využívající adversarial learning je v základu rozdělena na tři části 9 = {9x,9y,0z}, 
9X, 9y a 9z značí parametry sítě, vstup a výstupní podsítě resp. Pro tyto parametry jsou 
definovány dvě chybové funkce Cy(9x,9y) a CZ(9X,9Z). Pro tyto funkce je celková chyba 
spočítána pomocí rovnice: 

£totai(Qx,6y, 0z) = Cy(9x, 9y) — \£Z{9Z, 9y) (2.25) 

Cílem této sítě je optimalizovat parametry následujícím způsobem: 

(9X, 9y) = a r g m i n £ t o t a i ( 9 x , 9y, 9Z) (2.26) 
&X fiy 

9Z = argmaxCtotai(9x, 9y, 9Z), (2.27) 
ez 

potom úprava parametrů sítě probíhá následovně: 

d£z 
d9z' ei£r> (2-29) 

d£y , dCz \ 

ě ň ~ ~dQz) • ( 2 ' 3 0 ) 

kde e je learning rate sítě, A je learning rate adversarial learning podsítě [17]. 
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Obrázek 2.12: Schéma sítě pro adversarial multi-task learning. Převzato z [5] 

Na obrázku 2.12 zelená část je exktraktor charakteristik vstupu. Modrou je vyznačena 
část, která rozpoznává jednotlivé třídy. Podobně jako u multi-task learning je k základní 
síti připojen klasifikátor domény (červená část obrázku), který rozpoznává, do které domény 
daný vstup patří . Šipky zobrazují průchod gradientu při zpětné propagaci, při průchodu 
gradient reversal layer násobí gradient —A. 

2.6.1 Gradient Reversal Layer 

Vrstva Gradient Reversal Layer (GRL) je hlavní komponenta, která odlišuje multi-task 
learning od adversarial learning. G R L slouží pro otáčení znaménka gradientu, který prochází 
touto vrstvou při zpětné propagaci. Součástí této vrstvy je také learning rate A, který 
reguluje vliv adversarialní vrsty na ostatní vrsty. 

Obrázek 2.13: Ukázka adversarialní sítě na rozpoznání řeči. Převzato z [11] 
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Kapitola 3 

Architektura sítí 

V této kapitole jsou popsány architektury sítí, které byly použity. První síť je základní 
síť pro rozpoznávání textu. Tato síť byla použita jako výchozí bod pro porovnání, jestli 
za použití adversarial learning došlo ke zlepšení. Dále je popsána v kapitole 3.4. Podobně 
byla použita i síť z kapitoly 3.1. M T L je principiálně velmi podobný adversarial multi-task 
learning, takže je také vhodné porovnat výsledky s t ímto přístupem, proto byla implemen
tována síť v podkapitole 3.3. Sítě byly implementovány pomocí knihovny PyTorch [13] a 
programy na zpracování datové sady byly poskytnuty od projektu P E R O 1 . 

3.1 Základní síť 

Základní síť je rekurentní síť, která používá single-task learning pro rozpoznávání znaků. 
Architektura této sítě (obrázek 3.2) se skládá z bloků, každý blok (obrázek 3.1) obsahuje 
2 konvoluční vrstvy, každá tato vrstva je následována nelinearitou R e L U a celý blok má 
na konci batch normalizaci[8] a max pooling. Potom za konvolučními bloky je rekurentní 
blok, za kterým následuje další konvoluční vrstva, která už se mapuje na klasifikátor. Síť 
obsahuje 3 takovéto konvoluční bloky, jeden rekurentní a jednu výstupovou vrstvu a C T C 
vrstvu. 

1pero.fit.vutbr.cz 
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CNN block 

(3,64) 

Conv2d 
(3,64) 

Kernel(3,3) 
Stride(l,l) 

ReLU 

Conv2d 
(64,64) 

Kernel(3,3) 
Stride(l,l) 

ReLU 

MaxPool 

(2,2) 
Stride(2,2) 

BN 

Obrázek 3.1: Jeden blok základní sítě 

CNN block 

(64,128) 

CNN block 

(128,256) 

Conv2d 
(256,512) 
Kernel(3,3) 
Stride(l, l) 

ReLU 

Conv2d 

(512,512) 

Kernel(5,l) 

Stride(l, l) 

ReLU 

LSTM 

(512,256) 

Bidirectional 

Co nvid 
(512,512) 
Kemel(3) 
Stride(l) 

CTC Loss 

Obrázek 3.2: Schéma základní sítě 

Na obrázcích 3.1 a 3.2 Conv2d a Convld označuje konvoluční síť s parametry filtrů uve
denými v závorkách. Ve stejném obdélníku je také uvedena velikost konvolučního jádra 
(Kernel) a velikost kroku (Stride). MaxPool označuje max pooling s velikostí rozměry a 
krokem (Stride) v závorkách. B N označuje batch normalizaci, ReLu je aktivační funkce, 
L S T M je obousměrná rekurentní síť L S T M s velikostí vstupu a skryté vrstvy v závorkách, 
C T C Loss je chybová funce. C N N block je část sítě zobrazená na 3.1 a v závorkách je 
uvedena velikost vstupu a výstupu daných bloků. 
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3.2 NetWriter 

NetWriter (obrázek 3.3) se skládá z agregační vrstvy do které přicházejí charakteristiky z 
rekurentní sítě na rozpoznávání textu. Za agregační vrstvou jsou 3 plně propojené vrstvy. 
Každá vrstva je následována aktivační funkcí R e L U až na poslední výstupovou vrstvu, za 
kterou R e L U není. NetWriter používá chybovou funkci cross-entropy loss. 

Conv2d 
(256,256) 

Kernel(5 r l) r 

Stride(l F l ) 

Mean 

-C 

(256,128) 

ReLU 

B N 

~ í ~ 

FC 
(192,128) 

t 
ReLU 

z n 
FC 

(128,11) 

ZH 
CE Loss 

Obrázek 3.3: Schéma NetWriter 

Na obrázku 3.3 F C označuje plně propojenou vrstvu s velikostí vstupu a výstupu uvedenou 
v závorkách, Mean označuje zprůměrování výstupu konvoluční sítě před t ím než je předán 
plně propojené vrstvě, ostatní prvky jsou stejné jako v 3.1. 
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3.3 Multi- task learning síť 

Základ sítě je společný se základní sítí, která byla popsána v podkapitole 3.1. K základní 
síti je připojena síť NetWriter pro rozpoznávání, ze které skupiny je daný řádek, který je 
právě zpracováván na vstupu. Síť také používá learning rate A pro gradient přicházející z 
sítě NetWriter, kterým je regulován vliv této sítě na síť pro rozpoznávání textu. Schéma 
této sítě je znázorněno na obrázku 3.4. 

WriterNet 

CNN block 

|3,64] 

1 
CNN block 

(64,128) 

CNN block 

(128,256) 

Cónv2d 

(256,512) 

Kernel) 3,3) 

Stride) 1,1) 

1 
ReLL 

Conv2d 

(512,512) 

Kemel(5,l) 

Stride( 1,1) 

ReLL 

LSTM 
(512,256) 

Bid irectional 

1 f 
Convld 

(512,512) 

Ksrnel(3) 

Stride(l) 

1 

CTC Loss 

Obrázek 3.4: Schéma multi-task sítě 

Na obrázku 3.5 A označuje learning rate pro multi-task learning, ostatní prvky jsou stejné 
jako v 3.1. 
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3.4 Adversarial learning síť 

Podobně jako síť z podkapitoly 3.3 využívá síť již definovanou v podkapitole 3.1, stejně tak 
používá síť NetWriter s t ím rozdílem, že adversarial learning využívá vrstvu G R L . G R L je 
připojena před NetWriter, takže při zpětné propagaci je gradient, který prochází přes tuto 
vrstvu násoben záporným learning rate A. Schéma této sítě je znázorněno na obrázku 3.5. 

1 r 
GRL 

A 

1 

NetWriter 

CNN block 

13,64] 

CNN block 

(64,128) 

CNN block 

(128,256) 

1 
Conv2d 

(256,512) 

Kernel(3,3) 

Str ide( l , l ) 

1 r 
ReLU 

1 
Conv2d 

(512,512) 

Kernel(5,l) 

Str ide( l , l ) 

ReLU 

LSTM 

(512,256) 

Bid irectional 

• 
Co r v i d 

(512,512) 

Kernel(3) 

Stride(l) 

CTC Loss 

Obrázek 3.5: Schéma adversarial learning sítě 

Na obrázku 3.5 G R L A označuje learning rate pro adversarial learning, ostatní prvky jsou 
stejné jako v 3.1. 
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Kapitola 4 

Datová sada 

Tato kapitola se zabývá informacemi o datové sadě IMPACT[12] a informacemi o tom, jak 
byla rozdělena pro trénování implementovaných neuronových sítí. Při trénování neurono
vých sítí, je nezbytnou součástí trénovací sada, která zaručí, že síť bude mít při trénování 
k dispozici velký výběr pro adversarial learning. Rovněž je potřeba dostatečně rozmanitá 
datová sada, která bude rozdělena do skupin. Proto na trénování implementovaných sítí 
byla použita datová sada I M P A C T , ze které je možné takovéto skupiny vytvořit (např. 
historická písma, která datová sada obsahuje, jsou vhodná pro vytváření takových skupin). 

4.1 I M P A C T 

I M P A C T je anotovaná datová sada, která je dostatečně velká a různorodá, aby bylo možné 
j i rozdělit do rozdílných skupin. 

Obsahuje obrázky stránek z 10 různých knihoven. Každá knihovna poskytnula zhruba 
50000 obrázků, celkem datová sada obsahuje přes 600000 obrázků historických dokumentů. 
Dokumenty jsou převážně z knih a novin, přesné rozdělení podle typu dokumentů je zob
razeno v tabulce 4.1. 

Typ P o č e t d o k u m e n t ů 
Stran knih 335640 
Stran novin 142748 
Stran právních dokumentů 80289 
Stran deníků 19573 
Stran časopisů 18957 
Nezařazené strany 5423 
Celkem stran 602630 

Tabulka 4.1: Tabulka typů knih. Převzato z [12] 

Téměř 80% těchto dokumentů je z devatenáctého století nebo začátku dvacátého, dalších 
17% je ze sedmnáctého nebo osmnáctého století. Podrobnější rozdělení je v tabulce 4.2. 
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15 338 0 0 0 1 0 339 
16 17384 119 0 0 5 0 17508 
17 58633 1119 0 0 8 280 60040 
18 39139 2707 1297 0 144 132 43419 
19 194682 64642 29821 10.216 13556 4061 316978 
20 23038 73745 49171 9357 5243 234 160788 
? 2426 416 0 0 0 716 3558 

Tabulka 4.2: Rozdělení datové sady podle století. Převzato z [12] 

Datová sada má dostatečnou rozmanitost díky tomu, že obsahuje různé jazyky. Je potvr
zeno, že obsahuje 18 různých jazyků. 

bulharština němčina polština 
katalánština řečtina portugalština 

čeština hebrejština ruština 
nizozemština latina slovinština 

angličtina norština španělština 
francouzština staroslověnština 

Tabulka 4.3: Rozdělení datové sady podle století. Převzato z [12] 

Tabulka 4.3 obsahuje výčet jazyků, které jsou v datové sadě obsaženy. Další vhodnou vlast
ností z hlediska rozmanitosti jsou druhy písma. 

Bohoričica Hebrew 
Cyrillic Latin 
French Latin/Gothic 

Gaj Old Cyrillic 
Greek Serif 

Tabulka 4.4: Druhy písma, které I M P A C T obsahuje. Převzato z [12] 

Tabulka 4.4 obsahuje výčet druhů písma, které jsou obsaženy v datové sadě. 
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4.2 Rozdělení pro testování 

Na trénování sítí byla datová sada rozdělena na celkem 16 skupin. Tyto skupiny jsou vzhle
dově navzájem dostatečně odlišné, aby bylo možné je použít pro trénování klasifikátoru 
adversariální sítě. Z těchto skupin bylo použito 10 na trénování jednotlivých sítí, následně 
zbývajících 6 skupin bylo použito pro testování. 

Id N á z e v skupiny P o č e t řádků Vlastnosti 
trénovací skupiny 

1 Clusterl 24038 slovinština, noviny, normální písmo 
2 Cluster2 25119 polština, kniha, normální písmo 
3 Cluster3 30000 nizozemština, právní dokument, normální písmo 
4 Cluster4 17060 bulharština, noviny, cyrilice 
5 Cluster5 30000 španělština, kniha, normální písmo 
6 Cluster6 14666 francouzština, kniha, normální písmo 
7 Cluster7 11037 nizozemština, noviny, historické písmo 
8 Cluster8 9625 slovinština, kniha, normální písmo 
9 Cluster9 11249 italština, kniha, normální písmo 
10 ClusterlO 10463 angličtina, kniha, normální písmo 

tes tovací skupiny 
- Clusterl 1 14373 angličtina, noviny, normální písmo 
- Clusterl2 10918 polština, kniha, historické písmo 
- Clusterl3 2273 čeština, kniha, normální písmo 
- Clusterl4 6098 bulharština, kniha, cyrilice 
- Clusterl5 2645 nizozemština, kniha, historické písmo 
- Clusterl6 26674 bulharština, noviny, cyrilice 

Tabulka 4.5: Použité části datové sady na jednotlivé skupiny 

Každá z trénovacích skupin má alespoň 9000 řádků přepisů s tím, že bylo rezervování 10% 
řádků na testování i těchto skupin. Testovací skupiny nemají identifikátor, protože nebyly 
použity při trénování sítí. Dále byly tyto skupiny vybrány podle jazyků, ve kterých jsou 
napsány, typů písma (cyrilice, latina, atd.) a typu dokumentu (knihy, noviny, atd.). 

Pro co největší podobnost řádků v rámci jedné skupiny, jsou řádky některých těchto 
skupin přebírány pouze z jednoho dokumentu. To znamená, že jedna skupina odpovídá 
jednomu dokumentu. 

Ostatní skupiny jsou založeny na spojení řádků více dokumentů, které jsou vzhledově 
dostatečně podobné, aby bylo možné je použít jako jednu trénovací skupinu. 

Cílem tohoto rozdělení je, aby bylo možné trénovat klasifikátor sítě NetWriter na roz
poznávání jednotlivých skupin (identifikátorů skupin) a potom při testování, aby byly k 
dispozici skupiny, které nebyly použity pro trénování sítě. Účel těchto skupin, které byly 
vybrány pouze pro testování bylo to, že na nich potom bude ukázáno zlepšení oproti ostat
ním přístupům. 
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HISTÓRIA DE LA ACADEMIA. X I I I 

tjue tenían de irabajar en común i cultivary fijar en el modo pofsible la pureza 
y elegancia de la léngua Cajlellana dominante en la Monarchia Efpaňála, > 
tan digna por fus ventajofas calidaies de lafacefsión de fu madrs la Latina, 
le pareció ofrecer fu cafay Perfónapara contiibuir a tan loable intento;fero to
rno efta fea matéria en que fe interefja clbien público,glória delReinado de 
V. Magejlad,y honradela Nación,no es jujlo nos venga efle bien par otra 
mano quepor aquella en quien Dios ba querido poner la defenfa de nuejlra li-
bertad ,yde quien efperámos nueftra entera rejiauración: por lo qual acudi-
mos a los pies de V. Magejlad, pidiendttle fe firma de faiiorecer tonf u Reál 
Proteccion nuejlro defeo deformar debaxo de laReal autor idad una Academia 
£fpaňóla, que fe exercite en cultivar la pureza y elegancia de la léngua Cafle
llana : la qual f e componga de veinte y quatro Académicos, con la facultad de 
nombrar los oficios neeejjarios, abrir fellos, y hacer ejlatútos convenientes al 

Jin que fe propáne: difpen/ando V. Magejlad a los fttghos que la compufieren 
hshonor es y privilégios de eriados defu RealCafa : a cuya gloria fe dirigirán 
ftempre fus trabájos, comofusiiotos a lamayor felicidíxdde ľ". Magejlad,y df 
fttauguflafamilia. 

7 Micntras cíle memoriál fe deeretaba fueron continuando Lis J u n -

t a s , paradi feurr ir loscftatútosquefe havían dc f o r m a r , y tambien la e m -

prefla., fello, y nombre que fedaría ä la A c a d e m i a . P o r l o q u e m i r a áefta-

Ciicos, quedaron acordados los que poco dcípues fe i m p r i m i e r o n , y ahó-

x a íč pondrán aqui en cl Iugar que les correrponde. P a r a la e m p r c l f a , que 

l iavía de fervir de cfcúdo y f c l l o , fe acordólatrabajaífcn los Académicos 

e n fuscafas, y traxeíTen todos l o q u c cada unohuvic í le difeurridoá la 

-Junta, donde fe elegiría lo que parccicíTc mejor. Executado a fs i , fe re fo l , 

v i ó p o r c o m u n acuerdo comar por empreffay fello próprio un crifól a l 

fuego c o n eíle mote : Limpia, fija, y ďa efplendór. A ludiendo ä que en el 

metál fe reprefentan las v o c e s , y en c l fuego el ttabájo dc la A c a d e m i a , 

»juc reducicndolas al crifól de fu exámen, las l ímpia, purif ica, y dá efplen-

x l ó r , quedando folo la operacion dc fijar, que unicamenre fe coní iguc, 

apartando de las Uamas el crifól, y las voces del cxámen. C o n que de paífo 

•fefatisface al r c p a r o q u c fe eneuentra en los l ibrosimprcfToscn F r a n c i a , 

c o n cl título de Journal des Scavans: pues nofe ignóra , que el fuego en 

Jugar de fijar liquída los metáles; pero tambien fefabc , q u e f i eftos t u v i c -

r c n alguna efcória: el que quificre fijarlos fin efta imperfeeción eftá pre-

c i fadoávalerfe del fuego y c l c r i f ó l , donde fcl iquíden para purificarfe, 

y dcfpues puedan fijarfe c o n n u e v o , ô m a y o r efplendór: f icndo conftan-

t c , q u e n i n g u n m e t á l podrápurgarfe d e l a m c z c l a impúraque t u v i c r e , fin 

que primero fe liquíde al cxámen del cr i fó l , ó al m a r t y r i o de la copéla. Y 

entendidas afsi cmprcíTa y mote , n o podrá negarfe , que en el t o d o de 

u n o y o t r o eftá figniricado c o n rigurofa propriedád c l aflunco de la A c a 

d e m i a . 

S o -

© Biblioteca Nacionál de Espaňa 

Obrázek 4.1: Ukázka stránky z datové sady 
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Couranteuyt Italien ende Duytfčhíandtj&c. i t í j i .N 0 . ! } , 

'[>henft>urghden22.May K S 3 2 . 
i <©o: bffc ^StaSt tnerben bijf 

1. s i . „ ; hi &tiirfi£ii opse3©ailen 
' ,jij,;!r?Adft/in öf 40 ftam bunten 

1 &f im hier am und) fit!/ T öoer-
* bolcli in lijjfBeelen / be ü i <•• rx 

op be itacste ©ö;p.-H/ ;i füiiimt öatmen \0Mi-.r,:.\ 
iKÖflnSeimgctertiiöm iSc»r-J^u?ft b a i i Ä i « n 
aibe lötiifU'vii ••• bjätUfv•iVi.üUHic . i *:<;:•:;isst 
Hialcauöaeit w\. ä^u ••• ac . ; i iV.: . .r.:...:u 
tet-lioopt mst&ajcm ©.irbeteiii.iücn.^ü.n «uip 
rjaei cottt bat aji*rtPflU'ä«.V«ÖtiH S i p m n r c t 
ausjfisuro!) cciiifnfai/Oüiinci: ürnCtiaiiuiuVii! 
^tecöentet iaubrlcn. 

Wt Oyerlandcden 23.dito, 

ratei]0£^si&aienbanS.copolbii.ftiirt mattfie= 
rett na Htnöat i / b.ict- bpitun EtKiijcSe i o o o upi-
fdiatl)an<®o(tair()£iä:fouöai.i3«tocsöeii» © e n 
«Commanseurban ©lmt>Eft&ctttteefie ©olrfi 
upt be jpSarnifocnen ööelirnt / om bc reibe tertfi 
deren enbebno? teto«me©e3&ofwn upr«©ött> 
iaiibt 3ün bKbet meefrwaflapft'öe&ten oiofnam 
tiftoanljunnen'ßctitcacl/öatfDoiiacfttieClDCii 
Cllfflaotini taojöt/ f» t)un öu-ren bcrüoeoui fo«-
bcn/bcfeecmienm 3 a 4Upjcn ettelgciie 1000 
flcrrit tof fcn. 

3©t ^taUmEtetftmrn/tetoyleöm Comnrft 
«an l}:f^aniEn;ÖP-öWl1^l^l)^'f-1' M'.'ii'yi.;,, 
jji: -frSKtli'wmji- 1 j:;;"'i;i;ß.jHtütttfl 
J'tti-!a:Kn fOllbi* tnogllt*« paff; rtü . fou | „ j i r .u 
iB^joir.'i't van niawlirijt(1 Dan niasjs' cimyt&e 
ßCöiincntm na ; .>:.nwnöt. 

Wt München den 24. dito. 
«©en 17. öefas 'fmajsöEtiö jijn ö>!pöe ijate 

Hßaieftentot üan.^Söicöcn Ente lS>oMmm 1 met 
ö'äumabßteiwj befe^rabrfljecom^yrfi Jitm 
aacßft'S ma $fa&3 äiuoufto / Jgcrtogfi 
baiHKtpmerai/^olftcpn enteauöm't s o; : w?-- -
metbjie ßefjtmfnten titectJiiinfn/ijcböcii tjaec 
j&ogemEmbp 't ̂ tat genomen,- ben 1 S .b 'ämu; 
nitte l§ujif£n öeften/ enbe albaer t ©ftfCgui t 
toeuite beoraben lagi) / enoe booj een 3öoer ftjn 
l&ajeil. beftfnt rtemäftlittoterbf/»poyrsraüni/ 
bntbmbe ' t fdbcbwbubüdt op mairanbewn/te 
toeren 1 ban fijne £S0&; ban Julianen/ © n i e * 
mawficn enbe ^ertog!) Cfmfttam / mer ÖECI 
Stmunitie/ itmfoaUMjs be ttoacif apoftdeiv f fö^ 
mea 12o Umfen/fQa ccoor alß clEp.i/öa« onbtc 
40 oflHHtt fteefe cnbe üalhe ö a t t c u t o m ; tot ijft 

te racEt mt MStii&i Öu» «11 ftanbt bol © u t a ^ 
toi bfrcerbE / mrxXm taitfWöKcljmet Ijtui Üp 
« i i r e a - t e . ^c|c ^ tabt l faübc fuUIitgoeöectfe • 
t a w p * ö a n ftm jßßaj^. n i f t ü c v f t o a p Ä i w o ? -
ttoe£bagl)fnI)ecft i f l !nipubl!t£ren/b«ää5lÖ#? 
fttftflfeüenasiscgecen nljecn ntoltfttr amoltf^äm-
fatto taofteni cnöe oixr.öe oUeepfdur fcltat bau 
500000^Qtö . 3*tfeiMerb£c ntrt fijnc iRajfp. 
aft^accojteCEt / 0:33a: üdof tm ban alle fatour te 
betlKoneit taue (jeni te contcibueuen/obcc fa\tii& .fj^^^-^ 2 0 0 ° o o ßötjcöartö. Ueeft 
afgfteflaalicn enbc (itnitolKfcnoibcn. 

T?- s ? t e n IJarciBatffitpien & ttgtfe 
coemöe feaite.toa öe ^mtm&fm/ enöe 

toeöcöf flite fieboen tuet Ijem in'r Eatiin lonälic 

J©eti2o.; .ritoJtmtfCfcflefflM» 
ottatie tu t&igt iaten &oen enbe ̂ lefont&n!:. 

©eröeiinfit u crpfffencn m t gQcmtiift; cnbe nn 
iiüui'iiüüiiit)!' ivü \m tijoijjtfte iíEžádttjar nut 
lüaiuiiibctfn flijĽbarnmor gI)f(jouöcn: 
be tirrrfiť M.1V1* enöe DE #ac#lje fupfťtšitis 
bau öe ii^meibar« fafftoi / ineiiöe itpt bc lifiiii 
gaenbe/-íBo»teni)c ^v..\' oi.ut "i Doliiilatcn 
fíwiíťii / tia.uíi ivü IJÍ-ÍM:Í i-.;j:b.vií;úi) bťrcř?= 
fatetltř. 

^jjnrjiüjrir'iT.fü-sfi v«o.f í ^ ^ v ^ f d;" •'•'-ľ 
mabE in .b;<i,!.í.' ídíjŕ i a i-'ľ. nc^vii c;: t,f líiiiic 
Oll-'i . |"--Vll,!Íí,-í5 ť''!! t( 0 « ! : b^íi 1 I.Mlľl uc 
bľfiae / lu-Ľfi bĽ ÄKiibatra ntpirtf.-tt m b.»at nia--
mav^fťe l ) tpgtwií* iwt1C-r«a»ibtft.1l.-iifoubf»/ 
in '1 ĽuíCni/hinViaufi ftí)!ai:s;elTCťSíiaítrti?brí 
Lnl/ťiiňcfuofair.il!.^'.-'-t!i"o; ni i'.a ľitťr.iľ-úi-
Danubtťfiinpťtfooi! J-ÍJ!..I;' oí^noŕt!jfatin':n 
fonöf bti'Ä'siíCnľtíít. 

^ijíW |H5äíc)t, Uecftrtffiijcfíř Seßiittentfii na 
iSíSiifipDBtgDifi igiigíltfa&E gTliTOHüiiatttrct-;/ 
eiiöi fatbŕle totüenivi ÍTCÍ (Usrlfi.-fr'3irsfnM3ö!a 
fjíjen. C f Bento.oořbíglj romt abbpŕ'baí S © ^ ť-
í j i íg iv í i í 1530 na ^a l i fbutöt i / ficíjinvt %tvx>& 
yeeftobccgfjfolJřbeti. 

Wt Ketijit'nfburflhden ay.dito. 
©erířben j^aenbaofi l» ' ben ©baHen C r a t í 

met icood nianiTcn uatťt üefte © ů i c f a a i i íiícr 
op2í)ftrctftťn / biaer Unv u 1* oüff íin- / ba? rocp 
o a t t ü a #SiflHQfi«iefrc£aiibí£ii!i!t. '©ftíl>cE> 
l u ^ t o j ^ n J i - r a i l J i í m i .óf l iai l ; ta b m ^ r c 

3ooifíi0bř»-cení)rfft. 
WT Ani-harf*h den j . í . d i t n . 

© e ^toaťiitríííĚ ^larjoníirmi ;?£&£?rn iii't 
.Stift itaiiptfii4oooťlifl!iftiK Surren tsozbť 
üinf loaf trn/ f iac tíoftfc'ťiitrti J h t t f e c n t í ř é o 

• :.:!ijíK^ii:íE?tvrai'rin!,;.r ,:ijam/!-iirrbíioi 
í:j: i t .• -láv rat acíunmiabattcgijüromctt/ enbě 
tjeWen i)un ©ítrtoecr tot isenipteii aňebjaíljr. 

i©f ttrpfWfcfie lattm ßun ontrent iDvuimui^ 
O&en fien/ toaet operben €onint& bau starben 
4°oo ® ? a g o n ö i t e n upt't3Ecoöct na ®Bmai 1 i t 
fjeeft gtjcf ommanbeert. 

leben jijn ette li)cne fiur ßen bnn i ß u n t i j e n al> 
'n.wot/metttíKe Upoftelen š ® . § f t n # 

Qt&epžfätfit&lt €äťtotib3f 11/ enoe derben ffŕí 
bm alte ©aeeben ojjeronunanbeert / om tiotfi 
v^biíTgeUítiiíteliaiř. ÍOIUIC CciunríiUKajcff . 
iKcft ťn ö'oiiüfrßrabiiigiie ban't Sírfeitaei mt 

co aea Coittanini/" 
;n . 'B]o:ötmecröan 

opoo.' itoiHtenecsujißlKrfimiEtTt. 
30p mcrtcimivJüiui i i i iHoiijtfwn řt ibeínbe 

2oooÉnfleJ®apenencontri!/nmf!t;icCoitiLit[i!, 

f«!íi3fji/iiĽ!ifd,jfi:i);:íf*ifot.jiíimirSirn b í f l f tóan-
Xrrrei jiit ü b t inafwii/aifcO bfltii>';'.;ti 

notabel booiijKft. 
\ V i ť r a . x k f . ) 0 r t den 30.dito. 

<0t|íerŕnl).:ífjmri!!i!?!í:iôíii í^' í :vccjwn/bat 
be^patiifiiii aiíľV-a-a^piťrjj ňiiiopíjiíWífííi]/ 
itantŕíi(tarfit mnťtíf 1^ ?íf^te:r .air .?ť5 ; tDe^ 
bjuggfien; marrofff o)teivi«©annfocii barr bn> 
!Kti ijlidau-i! .1 lDi'ĽÍ!l;ril llOCfjiitŕt. B^oj 
ö2ie oagjCTířjjĎfefttbefflbřflllf' , ťfv l i í f ;ni ••1 bat ľ* 
uooř^pf^AiSjeftMtpťtelrabteii./iia «:<v.v.»aien* 
bael gliefoito. í i m c i v i • >. i • . ^. iK 
Ißergabermglic öfifimbt/citbc í i j i iban bacnn 
tbjee Croupen opgftarnrtmi / b'erti na IBícmef 
enbeb'anBttnafci ,!X>ofrt ; [ í tuafr^r!uí"«?jna 
nořit Höft lignÉ/ i«a: f, toöjnrmc« ftiiicil fiimtu 
I)ar(tfjoajĚJi. 

Obrázek 4.2: Ukázka stránky z datové sady 

Na obrázcích 4.1 a 4.2 jsou ukázky stránek z daných skupin, které byly vybrány pro tré
nování sítí. Z obrázků je možné vidět, že se vizuálně navzájem liší. Jedná se o různé typy 
dokumentů, jazyků a typů písma. 
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vaer geweeft zijn ; maer oock in de Nebensftraet aen net Huys van 

lettre , du chaud au froid , de la vie ä la mort, de la grace i la gloi-

ze traktuie tu pod tytu em Dubitant us, dok d cie odfytam Czytelniku. 

Doch moeten de ra gen bij de schutterij nimmer anders dan 

<raleltwa maie y Rzeczy Porpolite ktorych feriem tu kiad^ krouufls ko. 

derde, alle körnende uyt de CanariTche Eylanden , de Rivier opge 

Empereur, devoient eftre nominees Hero ques, non pas felon leur er-

Doot het Admniraliteis-Hof te Gibralter, is uit praak gedaan 

Ich ickelijeke ftormwinden met egen, hagel, Iheeuw, donder en blixem 

va, H. J . Seek en W. Ariaans van Libouw, A. G. Bakker van 

Gosport, towards his home nearTitchleld, with oaths and 

note it is stated This parish belong to the 

worden ; edoch een cavalerist, de voorschreven misdaad plegende 

ken reeds naauwkeurig onderzoeht was, gemeend zieh te 

am , door schitterende bedrijven , in het verwerven van zoodanige 

cundus_, Michiel Canon ; de Stad Gent, PieterSenler; deTijger, 

oon to receive Passengers from t e Telegraph, and will 

to him, and Mr. Richards went. A surgeon was imme-

Vertus principals font etablies pour honorer Dieu , S pour rendre 

change of air, and it was there that his death took place.— 

naar eenen last, welke voo alle de onderdanen, zonde onderscheid , 

En op at niemand hiervan ignorantie pretendere , zal deze op 

Barkzaj met practijk bekomen, daer eenige fecrete brieven by gevonden 

qui appartjent au corps Nature! , nous diviferons noftre Phyfique en 

Tot de sc utterlijke dienst kunnen worden opgeroepen alle 

TOR, ZoolACoS, CoLURUS. coLORUS soLSTTIoRUM, CoLURUs E-

corruption, 11 imperfections & 11 impuretez : certes nous pouvons dire 

tres diTcordantes , a defordonnees dirpoftions qui peuvent faire vr. 

adverted to the evidence which had been given as 

vaer geweelt zijn ; maer ooek in de Nebensftraet aen het Huys van 

_eftre, du chaud au froid , de la vie ä la mort, de la grace ä la gloi-

ze traktuie tu pod tytutem Dubitantius, doknd cie odfytam Czytelniku. 

Doch moeten de rangen bij de schutterij nimmer anders dan 

Kroleltwa male y Rzeczy Porpolite ktorych feriem tu ktade. kraciufienko. 

derde, alle körnende uyt de CanariTche Eylanden , de Rivier opgel 

Empereur, devoient eftre nommees Heroi'ques, non pas Telon leur ef-

Door het Adm iraliteis-Hof te Gibralter, is uitspraak gedaan 

Tchrickelijcke Itormwinden met regen, hagel, Tneeuw, donder en blixem 

va, H. J . Seek en W. Ariaans van Libouw, A, G. Bakker van 

Gosport, towards his home nearTitchfield, with oaths and 

note it is stated " This parish belongs to the 

worden ; edoch een cavalerist, de voorschreven misdaad plegende 

ken reeds naauwkeurig onderzoeht was, gemeend zieh te 

om , door schitterende bedrijven , in het verwerven van zoodanige 

cundus, Michiel Canon ; de Stad Gent, PieterSenler; de Tijger, 

noon, to receive Passengers from th e Telegraph, and will 

to him, and Mr. Richards went. A surgeon was imme-

Vertus principals font etablies pour honorer Dieu , ä pour rendre 

change of air, and it was there that his death took place.— 

naar eenen last, welke voor alle de onderdanen, zonder onderscheid , 

En opd at niemand hiervan ignorantie pretendere, zal deze op 

and intelligent farmers ; and an anxiety not the lose a syl-

Barkzai met practijk bekomen, daer eenige fecrete brieven by gevonden 

qui appartient au corps Naturel, nous diviferons noftre Phyfique en 

Tot de schutterlijke dienst kunnen worden opgeroepen alle 

TOR, ZODIACUS, COLURUS, COLURUS SOLSTITIORUM, COLURUS /E-
corruption, n imperfections S 11 impuretez : certes nous pouvons dire 

tres diTcordantes , a defordonnees dirpoftions qui peuvent faire vn 

adverted to the evidence which had been given as 

Obrázek 4.3: Ukázka výstupu sítě 

Na obrázku 4.3 je vidět jak vypadá výstup sítě (popsané v podkapitole 3.1) na testovacích 
datech po 5000 iteracích trénování. Obrázek je rozdělen do tří sloupů, první sloupec jsou 
řádky z dokumentů, které síť dostala jako vstup, prostřední sloupec obsahuje výstup z sítě 
(červenou jsou označeny chyby), na pravé straně jsou přepisy k daným řádkům. 
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Kapitola 5 

Experimenty 

V této kapitole je popsán postup experimentální ověření metody adversarial learning. 
Každý experiment byl navržen na trénování jednoho typu sítě, přičemž pro některé 

metody trénování bylo natrénováno více sítí s různými hodnotami learning rate lambda 
(multi-task learning, adversarial learning). Pro základní síť je použita hodnota 0, protože 
pro tuto síť je použitá stejná struktura sítě, ale je potřeba, aby gradient, který přichází z 
NetWriter byl nulový. Díky své nulové hodnotě nebude mít žádný vliv na trénování hlavní 
sítě. Celkem byly provedeny 3 experimenty. 

V rámci prvního experimentu 5.1 byla natrénována základní síť, která je potřeba pro 
stanovení přesnosti sítě bez použití trénovacích metod multi-task nebo adversarial learning. 

V druhém experimentu byly natrénovány dvě sítě pro různé hodnoty lambda, které 
slouží ke srovnání adversarial learning s podobnou metodou. 

V posledním experimentu byly natrénovány dvě sítě metodou adversarial learning, tyto 
dvě sítě použijí stejnou hodnotu learning rate lamba jako v druhém experimentu, ale zá
pornou. 

Kromě části obsahující trénování, má každý experiment také testovací část. V ní byl 
proveden test sítí na vybraných testovacích skupinách, které se liší od trénovací skupiny. 

Na začátku experimentů byl learning rate trénovacího scriptu nastaven na 0,0003. Poté 
byla každá ze sítí trénována 35 epoch (35000 iterací), přičemž výsledky každých 5000 iterací 
byly použity pro srovnání úspěšnosti sítí. Pro optimalizaci byl použit optimalizační algo
ritmus Adam[9]. Velikost dávky byla nastavena na 32 řádků. Trénování sítí bylo provedeno 
na grafické kartě Nvidia GeForce R T X 2080. 

5.1 Experiment 1 

V rámci prvního experimentu byla trénována základní rekurentní síť, takže lambda pro 
gradient reversal layer byla nastaven na 0. V případě, že je lambda nastavená na nula, 
tak veškerý gradient, který prochází přes G R L , bude nulován. Výsledkem je, že NetWriter 
nebude mít žádný vliv na trénování sítě na rozpoznávání znaků. Výsledky průběžného 
testování chyby sítě na trénovací sadě jsou uvedeny v tabulce 5.1 a na testování na skupinách 
Clusterl až ClusterlO je v tabulce 5.2. 
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Číslo iterace Chyba znaku 
5000 3, 38% 
10000 1,60% 
15000 1,34% 
20000 1,09% 
25000 0, 95% 
30000 1,12% 
35000 0, 99% 

Tabulka 5.1: Chyba sítě pro každých 5000 iterací při trénování 

N á z e v skupiny Chyba znaku 
Clusterl 5,05% 
Cluster2 4, 09% 
Cluster3 4, 92% 
Cluster4 5,39% 
Cluster5 4, 80% 
Cluster6 4,11% 
Cluster7 5,46% 
Cluster8 4,45% 
Cluster9 6, 94% 

ClusterlO 7, 95% 

Tabulka 5.2: Chyba základní sítě na testovacích skupinách z Clusterl až ClusterlO 

5.2 Experiment 2 

V rámci druhého exprimentu byla trénována síť metodou multi-task learning, proto byla 
lambda nastavena 1, protože je potřeba kladná hodnota a síť pak byla trénována 35000 
iterací. V další části experimentu pak byla lambda nastavena na 2 a síť byla natrénována 
metodou multi-task learning. Tato síť byla také trénována 35000 iterací. Výsledky průběž
ného testování chyby sítě na trénovací sadě jsou uvedeny v tabulce 5.3 a na testování na 
skupinách Clusterl až ClusterlO je v tabulce 5.4, sítě jsou od sebe v tabulkách odlišeny 
hodnotou A. 

Číslo iterace Chyba znaku Chyba d o m é n y Chyba znaku Chyba d o m é n y 
A 1 2 

5000 3, 08% 3, 22% 3, 38% 8,13% 
10000 1,63% 2, 28% 1,58% 1,09% 
15000 1,31% 1,39% 1,24% 0, 84% 
20000 1,09% 0, 50% 1,18% 0, 64% 
25000 2,38% 2, 38% 0, 93% 0, 74% 
30000 0, 95% 1,39% 0, 94% 0, 30% 
35000 0, 93% 0, 40% 0, 97% 0, 84% 

Tabulka 5.3: Chyba sití pro každých 5000 iterací při trénování 
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Číslo iterace Chyba znaku 
A 1 2 

Clusterl 5,00% 5, 02% 
Cluster2 4, 08% 4, 09% 
Cluster3 4, 91% 4, 89% 
Cluster4 5,36% 5, 37% 
Cluster5 4, 81% 4, 81% 
Cluster6 4, 07% 4,12% 
Cluster7 5,50% 5, 49% 
Cluster8 4,48% 4, 46% 
Cluster9 6, 89% 6, 97% 

ClusterlO 8, 01% 7, 96% 

Tabulka 5.4: Chyba M T L sítí na testovacích skupinách z Clusterl až ClusterlO 

5.3 Experiment 3 

Jako poslední experiment byla natrénována síť metodou adversarial learning, v tomto pří
padě je potřeba nastavit hodnotu lambda pro gradient reversal layer na zápornou hodnotu. 
Proto v první části byla hodnota lambda nastavena na -1, síť byla potom trénována 35000 
iterací. Pak byla natrénována druhá síť taktéž pomocí adversarial learning, přičemž lambda 
byla tentokrát nastavena na -2. Tato síť byla opět trénována po dobu 35000 iterací. . Vý
sledky průběžného testování chyby sítě na trénovací sadě jsou uvedeny v tabulce 5.5 a na 
testování na skupinách Clusterl až ClusterlO je v tabulce 5.6, sítě jsou od sebe v tabulkách 
odlišeny hodnotou A. 

Číslo iterace Chyba znaku Chyba d o m é n y Chyba znaku Chyba d o m é n y 
A -1 -2 

5000 3, 35% 61,95% 4, 25% 77, 93% 
10000 1,75% 82, 74% 1,67% 76,14% 
15000 1,45% 76, 88% 1,54% 88, 99% 
20000 1,11% 84, 23% 1,10% 82, 34% 
25000 0, 94% 81,65% 1,04% 88, 99% 
30000 1,03% 83,48% 1,14% 85, 81% 
35000 0, 99% 88,10% 0, 97% 82, 49% 

Tabulka 5.5: Chyba sití pro každých 5000 iterací při trénování 
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Číslo iterace Chyba znaku 
A - 1 - 2 

Clusterl 5,03% 5, 06% 
Cluster2 4,12% 4,17% 
Cluster3 4, 87% 4, 90% 
Cluster4 5,42% 5, 42% 
Cluster5 4, 81% 4, 83% 
Cluster6 4,15% 4, 07% 
Cluster7 5,50% 5, 50% 
Cluster8 4,46% 4, 50% 
Cluster9 6, 90% 6, 90% 

ClusterlO 7, 95% 7, 97% 

Tabulka 5.6: Chyba adversarial learning sítí na testovacích skupinách z Clusterl až Clus
terlO 

5.4 Shrnut í exper imentů 

Potom, co byly natrénovány všechny sítě, bylo provedeno testování úspěšnosti jednotlivých 
sítí na testovacích skupinách. Výsledky tohoto testování jsou zaznamenány v následující 
tabulce 5.7. 

Typ sítě A C l l C12 C13 C14 C15 C16 
Základní síť 0 1,51% 18, 09% 3,10% 1,81% 5, 22% 18, 24% 

Multi-task learning 1 1,57% 19, 01% 3, 38% 1,65% 4, 98% 16, 99% 
Multi-task learning 2 1,39% 17, 02% 3,46% 1,55% 4, 98% 16, 99% 

Adversarial multi-task learning - 1 1,64% 19,15% 2,99% 1,73% 5, 64% 14, 29% 
Adversarial multi-task learning - 2 1,43% 18, 84% 3, 70% 1,68% 5, 64% 16, 84% 

Tabulka 5.7: Chyba sítí na jednotlivých testovacích skupinách 

Tabulka zobrazuje chybu při rozpoznávání znaku pro jednotlivé skupiny pro danou síť 
(Clusterl 1 až Cluster 16), sítě jsou také od sebe odlišeny pomocí lambda gradient reversal 
layer se kterým byla daná síť trénována. V následující tabulce jsou shrnuty průměrné chyby. 

Typ sítě A Chyba trénovací data Chyba testovací data 
Základní síť 0 5,316% 7, 995% 

Multi-task learning 1 5,311% 7, 930% 
Multi-task learning 2 5,318% 7, 565% 

Adversarial multi-task learning - 1 5,321% 7, 573% 
Adversarial multi-task learning - 2 5,332% 8, 022% 

Tabulka 5.8: Průměrná chyba sítí na trénovacích a testovacích datech 

Tabulka 5.8 shrnuje průměrnou chybu sítí na trénovacích a testovacích datech. Learning 
rate A potom od sebe odlišuje stejné sítě, které byly trénovány s různou A. 
Z hodnot v tabulce 5.8 je vidět, že všechny metody mají skoro stejnou úspěšnost na trénova
cích datech, zatímco na testovacích datech už k rozdílům v přesnosti sítí docházá. Hodnota 
A = —2 byla jediná, která nemá zlepšení oproti základní síti. Největší zlepšení na testovací 
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datové sadě přinesly sítě s hodnotou A = — 1 a A = 2, kde multi-task learning (A = 2) mělo 
o 5,38% a adversarial multi-task learning (A = —1) o 5,28% oproti základní síti. Mult i
task learning dosahoval v průměru lepších výsledků než adversarial learning, ale adversarial 
learning vykazoval v některých skupinách lepší výsledky, o 0, 47% na Clusterl3 a o 2, 7% na 
Clusterl6. K ověření lepších výsledků adversarial learning v některých skupinách by bylo 
nutné provést další experimenty s rozsáhlejším počtem testovacích skupin. 

Adversarial learning síť měla lepší výsledky pro A blíže 0, je možné že při zvolení A větší 
než — 1, ale menší než 0 síť by mohla přinést lepší výsledky. 
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Kapitola 6 

Závěr 

Cílem této práce bylo vyzkoušet metodu zvýšení přesnosti sítě pro rozpoznávání textu 
s využitím informace o pisateli. Za tímto účelem byla vybrána metoda učení adversarial 
learning, která byla v rámci této práce implementována a porovnána s ostatními metodami, 
které jsou za t ímto účelem v současnosti používány. 

V rámci experimentálního ověřování účinnosti zvolené metody byla implementována síť 
na rozpoznávání textu. Následně pak byly implementovány i sítě, které využívají metody 
učení multi-task learning a adversarial learning za účelem zvýšení přesnosti základní sítě. V 
experimentech byly testovány všechny tyto sítě pro porovnání, jestli tento přístup přináší 
nějaké zlepšení oproti ostatním metodám. 

Experimenty byly provedeny na vybraných skupinách z datové sady I M P A C T s cílem 
získat skupiny, které jsou reprezentovány pouze v trénovací sadě a taktéž pro testovací sadu. 
Důvodem tohoto postupu je předpoklad, že hlavní přínos metody adversarial learning se 
projeví na datech, která nejsou reprezentována v trénovací sadě. 

Skupiny pro účely této práce reprezentují informaci o pisateli, která je obsažena v daném 
dokumentu. V trénovací sadě je v každé skupině jedna kniha, což běžně odpovídá jednomu 
pisateli. 

Při experimentech bylo zjištěno, že adversarial learning dosahuje průměrné chyby znaku 
5, 321% na trénovací sadě a 7, 573% na testovací sadě. Metodu multi-task learning v případě 
trénovací sady dosahuje chyby 5, 318% a pro testovací sadu 7, 565%. Jako poslední základní 
síť dosahuje na trénovací sadě úspěšnosti 5, 316% a na testovací sadě 7, 995%. 

Metoda adversarial learning měla srovnatelné zlepšení s multi-task learning 5,28% a 
5,38% resp. oproti základní síti na rozpoznávání textu. Síť používající metodu adversarial 
learning vykazovala lepší výsledky pro learning rate A blíže 0. Domnívám se na základě 
provedených experimentů, že by mohla volba hodnoty pro learning rate A větší než —1, ale 
menší než 0 síť přinést lepší výsledky v rozpoznávání textu. 
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Příloha A 

Složky na paměťovém mediu 

• src - zdrojové kódy 

• text - text bakalářské práce 

• other - video 
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