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Abstrakt

Préce se zabyva odpovidanim na otazky v prirozeném jazyce nad ¢eskou Wikipedii. Sys-
témy pro odpovidani na otazky ziskdvaji rostouci popularitu, vétsina jich ale vznika pro
angli¢tinu. Cilem této prace je prozkoumat dostupné moznosti a datové sady a vytvorit
takovy systém pro Cestinu. V praci jsem se zaméril na dva pristupy. Jeden z nich vyuziva
pro extrakci odpovédi anglicky model ALBERT a strojovy preklad pasizi. Druhy vyuziva
vicejazyény model BERT. V praci je provedeno porovnani nékolika variant systému. Disku-
tovany jsou také moznosti ziskavani relevantnich pasazi. Pro vSsechny varianty testovanych
systémi je provedeno vyhodnoceni pomoci standardnich metrik. Nejlepsi varianta systému
byla vyhodnocena na datové sadé SQAD v3.0 s uspésnosti 0,44 EM a 0,55 F1 skére, coz
je v porovnani s existujicimi systémy vynikajici vysledek. Hlavnim piinosem této préce je
analyza moznosti a nasazeni latky pro dalsi vyvoj lepsich systému pro Cestinu.

Abstract

This thesis deals with natural language question answering using Czech Wikipedia. Question
answering systems are experiencing growing popularity, but most of them are developed for
FEnglish. The main purpose of this work is to explore possibilities and datasets available and
create such system for Czech. In the thesis I focused on two approaches. One of them uses
English model ALBERT and machine translation of passages. The other one utilizes the
multilingual BERT. Several variants of the system are compared in this work. Possibilities
of relevant passage retrieval are also discussed. Standard evaluation is provided for every
variant of the tested system. The best system version has been evaluated on the SQAD v3.0
dataset, reaching 0.44 EM and 0.55 F1 score, which is an excellent result compared to other
existing systems. The main contribution of this work is the analysis of existing possibilities
and setting a benchmark for further development of better systems for Czech.
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Kapitola 1

Uvod

Odpovidéni na otdzky (QA) je dobfe prozkoumany a populdrni kol z oblasti zpracovani
prirozeného jazyka (NLP). Vyuziti kolem nas, v bézném zivoté, muzeme vidét tfeba u vy-
hledavacich nastroju, komunikacnich agenti nebo hlasovych asistentii. Ma také potencial
jako budoucnost ziskavani informaci.

Vyzkum se v dané oblasti soustfedi na metody strojového uceni pro extrakci odpovédi na
otazku ze ziskaného kontextu. Kromé porozuméni textu jsou v oblasti dulezité také metody
pro zhodnoceni relevance dokumenti, pouzivané vSemi vyhleddvacimi néstroji, a v nepo-
sledni radé také techniky zpracovani textu.

Pro cestinu je mnozstvi a velikost dostupnych datovych sad oproti angli¢tiné mensi,
a je tak obtizné dosdhnout podobnych vysledki, jako u jazyku s mnoha zdroji (angli¢tina,
némcina, francouzstina, ... ). Obzvlast v kontextu toho, Ze pro vétsinu ikoli na poli poro-
zumeéni textu se v poslednich letech nejlépe osvédéily velké modely predtrénované na velmi
rozsahlych korpusech textu. Ty pro ¢estinu prozatim bohuzel nejsou ve stejné kvalité do-
stupné. CeStina na tom ale neni tak $patné. Ma rozsahlou Wikipedii, existuji pro ni tedy
vicejazyéné modely. Vyzkum v oblasti jeji morfologie a strojového prekladu je na vyborné
drovni. Jsou pro ni dostupné i kvalitni nastroje pro zpracovani textu.

Cilem prace je vytvorit QA systém, ktery by byl s pomoci ¢eské Wikipedie tspésny
v odpovidani na otazky, ovérit jej na testovaci datové sadé SQAD v3.0, porovnat s existuji-
cimi feSenimi a polozit zaklad pro dalsi podobné systémy vyvijené nad otevienou doménou
(open-domain) v Cestiné.

V této praci experimentuji se dvéma ptistupy. Prvni vyuzivd pro extrakci odpovédi
vicejazyény model BERT. Druhy pak anglicky model ALBERT, pro ktery jsou ziskané
paséaze textu s otdzkou strojové prekladany. Kromé metod pro extrakci odpovédi rozebiram
v praci moznosti fazeni dokumentu dle jejich relevance k otazce.

Nejprve jsou v kapitole 2 popsany metody pro zpracovani a reprezentaci textu. Kapi-
tola 3 se zabyva popisem neuronovych siti pro porozuméni textu a extrakci odpovédi. Po-
psany jsou moderni architektury a modely pouzité v praci. Kapitola 4 shrnuje metody
pouzivané pro fazeni relevantnich dokumentt. V kapitole 5 jsou poté prozkoumany datové
sady vhodné pro trénink a vyhodnoceni vysledného systému. Nasleduje kapitola 6, kde je
prezentovan navrh systému a prehled jiz existujicich. Kapitola 7 je popisem implementace
systému, ktery je postaven na zminénych postupech, véetné popisu pouzitych technologii
pro jeho realizaci. Zminéna je také tvorba demonstraéni aplikace — r2d2.fit.vutbr.cz/.cs.
V kapitole 8 je vysledny systém vyhodnocen s pouzitim standardnich metrik a porovnan se
souCasnym stavem, tedy podobnymi systémy, které slouzi ke stejnému ucelu.



Kapitola 2

Reprezentace slov a zpracovani
textu

Predtim, nez se prace dostane k vysvétleni pomérné slozitych jazykovych modeld a hodno-
ticich funkci, je v této kapitole vysvétleno par zdkladnich pojmu a technik pro zpracovani
a reprezentaci textu.

Pocitac lidské Teci na elementarni tirovni pfilis nerozumi. Proto musime nejdiive poro-
zumeét tomu, s jakou reprezentaci slov moderni jazykové modely pracuji a do jaké podoby
je nutno zdrojovy text dostat. Vysvétleny jsou tedy terminy souvisejici s reprezentaci slov
pomoci vektort, neboli ,,word embeddings®“ a tokenizace textu.

Také je dulezité popsat zpusoby zpracovani text a slov na jejich morfologické tirovni.
Tato tloha je na pomezi informatiky a lingvistiky a pouzivaji se pro ni specidlni nastroje.
Pouzité techniky jako lemmatizace a odstranéni stop-slov zajisti optimalni funkénost né-
kterych pouzitych algoritmu.

Po precteni kapitoly by mél byt Ctenar teoreticky vybaven pro pochopeni koncepti
vysvétlenych v kapitolach 3 a 4, které na zde popsanych technologiich stavi a Castecné se
s nimi prekryvaji.

2.1 Reprezentace slov

Jak uz bylo feceno, je slozité pracovat s textem v takové podobé, na jakou jsou lidé zvykli.
Pocita¢ v ni nedokaze vidét dilezité sémantické souvislosti, které jsou pro prirozeny jazyk
tak dilezité. Musime tedy z textu a slov v ném ziskat néjakou matematickou reprezentaci,
kterd je pocitaci blizsi a se kterou dokazi dale nakladat napt. modely umélych neuronovych
siti.

Pro takovou reprezentaci jsou nejpouzivanéjsi vektory pevné dané dimenze, znamé jako
,2word embeddings®“. Vektory slov ve slovniku nesou dulezitou informaci o sémantické pii-
buznosti jednotlivych slov. Po promitnuti do spojitého prostoru jsou si vektory, které re-
prezentujici sémanticky podobné slova, blizko, jak ukazuje obrazek 2.1.

Pro toto téma jsou dulezité ¢lanky [23] a [24], ze kterych také ¢erpa tato podkapitola.
Diky nim byl zaznamenan vyrazny pokrok v tlohéch z oblasti zpracovani prirozeného ja-
zyka, jako je strojovy preklad, porozuméni textu, analyza postoju, klasifikace atp. Vektory
reprezentujici slova jsou vétsinou ziskavany analyzou rozsidhlych textovych korpusi. Snazi
se zachytit sémantickou blizkost slov na zakladé jejich koexistence v podobnych kontextech.



Napriklad slova pohovka a gauc se nejspise budou vyskytovat v podobnych situacich,
protoze jsou to synonyma a jejich sémantika je témeér totozna.

Vysledné vektory ndm umoznuji provadét se slovy také matematické operace, jako je
séitani a odc¢itani, a je mozné zachytit pomoci nich velmi zajimavé sémantické vztahy,
napriklad:

[Kral] — [Muz] + [Zena] = [Kralovna]
nebo
[Paifz] — [Francie] + [Cina] = [Peking]

V nasledujici ¢asti jsou popsany nejznameéjsi metody pro ziskani vektorovych reprezen-

| st

jidlo

taci a jejich vlastnosti.

pocity

Obrézek 2.1: Cést vektorového prostoru znazoriujici reprezentace slov, kterd spojuje néjaké
téma. Prevzato z [31]

2.1.1 Word2vec

Word2vec je technika prezentovand v ¢lanku [23], schopna naudit se vektorové reprezentace
pomoci prediktivniho modelu neuronové sité. Zakladnim konceptem dvou pristupt, které se
pro trénink modelu pouzivaji, je predikce slov na zikladé slov sousednich v tzv. kontextovém
okné, které se postupné posouva. Dostavame tak pro kazdé slovo pravdépodobnost, se kterou
se muze vyskytovat v blizkosti slova cilového.

Prvni model pouzivany pro trénink word2vec vektori se anglicky oznacuje jako Con-
tinuous Bag of Words, neboli CBOW. Skryta projekéni vrstva neuronové sité se trénuje
hadanim chybéjictho slova v kontextu jiz zndmych sousednich slov kontextového okna.

Druhéa metoda funguje na opa¢ném principu a nazyva se Continuous Skip-gram Model.
Na zakladé soucasného slova se model snazi predpovédét slova v uréité vzdalenosti pied i po
soucasném slové, v zavislosti na velikosti kontextového okna. Tato metoda se z ¢lanku [23]
jevi jako o néco uspésné;jsi.

Na obréazku 2.2 je vidét rozdil v tom, jak projekéni vrstva transformuje vstup na vystup
v ptipadé obou architektur.
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Obrazek 2.2: Obrazek architektury CBOW, predpovidajici slovo na zdkladé kontextu,
a Skip-gram, predpovidajici kontext na zakladé slova. Kontextové okno je znazornéno jako
w(t —2) az (t + 2). Prevzato z [23]

2.1.2 GloVe

GloVe, neboli Global Vectors for Word Representation, je technika predstavend v clan-
ku [27]. Vysledkem je vektorovy prostor o pevné dané dimenzi, stejné jako u word2vec. Lisi
se vsak zplisobem ziskani danych reprezentaci.

Zatimco word2vec je prediktivni model, GloVe je spise modelem statistickym. Klade
tedy duraz hlavné na pocet vyskytu slov a pocet jejich vyskytia v podobnych kontextech.
Dostaneme tedy matici spole¢nych vyskyta slov v korpusu.

Hlavni vyhodou tohoto modelu je, Ze se nesoustiedi pouze na slova v tésném kontextu,
jak uz slovo Global, ukryté v GloVe, napovida. Reprezentace je tedy schopnd zachytit sé-
mantické souvislosti v sirsim kontextu. Nicméné zdkladni idea neni konceptu word2vec prilis
vzdalena.

2.1.3 Wordpiece embeddings

Wordpiece je prediktivni technika, predstavend v ¢lanku [38], puvodné uréend pro strojovy
preklad, ktera je také pouzivana modely popsanymi v podkapitole 3.3.

Hlavnim zamérem pristupu je lépe se vypordadat s ojedinélymi slovy tak, Ze jsou slova
rozdélena do jiz zndmych podslov. Nabizi tim kompromis mezi word embeddings pro cela
slova a tzv. character embeddings pro jednotlivé znaky.

Slovnik je nejprve naplnén vsSemi znaky v textu a na tomto slovniku je trénovan ja-
zykovy model. Z vysledného slovniku modelu je poté sestaven slovnik novych kombinaci
jednotlivych znaku tak, aby se zlepsila tispésnost na trénovaci datové sadé. Postup se opa-
kuje, dokud nenarazime na limit minimaln{ velikosti slovniku, nebo je rozdil mezi ispéSnosti
jednotlivych iteraci modelu prili§ maly.



2.2 Tokenizace a predzpracovani

Prvotni vyznaceni zakladni struktury a predzpracovani textu je dilezitou soucasti oblasti
zpracovani prirozeného jazyka. Cilem je transformovat vstupni text do podoby, ktery je pro
automatické zpracovani vhodnéjsi.

Prvni ¢ast této podkapitoly navazuje na ¢ast 2.1 o reprezentaci jednotlivych slov textu.
Zabyva se postupem rozdéleni textu na tzv. tokeny, které mohou byt pozdéji prevedeny
na jejich vektorovou reprezentaci. Druhd ¢ast je potom vénovana postuptim pro zpracovani
a normalizaci textu pro optimalni vyuziti hodnoticich funkci. Jak se ukazuje, statistické
metody, vyuzivané témito algoritmy, funguji 1épe, pokud jsou z textu odstranéna slova
nesouci pouze malou informaci.

Poznamenejme na tomto misté také, Ze jednotlivé nastroje pro efektivni zpracovani
textu, pfimo pouzité v této praci, jsou uvedeny v podkapitole 7.1.

2.2.1 Tokenizace vstupniho textu

Tokenizace je prevod textu z posloupnosti jednotlivych znakt na posloupnost jednotlivych
tokent. Napftiklad rozdéleni textu ,,Adam Sel po skole domti.“ na posloupnost tokent:

_Adam + _Sel + _po + _skole + __domu + _ .

Primitivnim pristupem miize byt rozdéleni textu pomoci bilych znakil a interpunkcénich
znamének, které vsak nebere ohled napr. na tecky ve zkratkach a Spatné se vyporadava se
slozeninami. Ziskané tokeny je pak také potieba normalizovat pro nasledny prevod na word
embeddings.

V pristupu uvedeném v podkapitole 2.1.3 jsou slova délena na tokeny podle toho, ktera
podslova v daném textu jsou slovniku zndma. Anglicka véta I like playing by tedy byla
prevedena na nasledujici tokeny:

_I+ _like + _play + _ing + _.

Na uvedeném pripadé je stézejni hlavné prevedeni posloupnosti znakt ,playing* na dva
podretézce (tokeny) play a ing. V podkapitole 3.3 budou jesté uvedeny podobné priklady.

2.2.2 Normalizace délky textu a rozdéleni do vét

V kontextu prace je normalizaci délky textu myslena néjaka standardni maximalni délka
dokumentu, ze kterého je pozdéji provedena extrakce spravné odpovédi. Tento pristup je
uzite¢ny z nékolika dtavodu.

Algoritmy pro fazeni dokumentu dle relevance sice berou na relativni délku texti ohled,
nicméné nékteré ¢lanky, napt. [14], naznacuji, ze ptilis dlouhé dokumenty mohou byt sys-
tematicky znevyhodnovany. Citovany c¢lanek sice predstavuje tupravu klasického algoritmu
pro minimalizaci tohoto problému, jsou v ném ale uvedeny i dalsi divody, pro¢ je vhodné
délku jednotlivych odstavcti normalizovat.

Model pro vyznaceni spravné odpovédi v textu je trénovan na datové sadé, ktera prilis
dlouhé dokumenty nebere v tvahu' a jak je naznaceno v élanku [41], neni na dlouhych
dokumentech prilis tispésny.

Dalsim dtavodem je snaha nepiekladat pro tcel vyznaceni spravné odpovédi (experi-
menty s modelem ALBERT v 8.2.1) pfili§ dlouhé tseky textu.”

'Pro kazdou otdzku je jen jeden odstavec kontextu, ne cely ¢lanek z Wikipedie.
ZHlavné kvili uréitym omezenim dostupnych nastroji pro pieklad.



Proc rozdélit text do vét? Predpokladejme, Ze je text jiz rozdélen do jednotlivych od-
stavcu. Pro kazdy odstavec je kontrolovana jeho délka, jestli nepresahuje délku maximalni.
Pokud je maximélni délka odstavce prekrocena, muze byt sice rozdélen jednoduse na po-
loviny, na tretiny a tak dale podle potfeby, bude tim ale ztracena velka ¢ast kontextu pri
rozdélen{ nékterych vét.

Pro takovy pripad je vhodné védét, kde jednotlivé véty zacinaji a konci, aby bylo mozné
jednotlivé odstavce pripadné smysluplné rozdélit. Vhodné je také zaridit, aby se jednotlivé
rozdélené ,,pododstavce® Castecné prekryvaly a obsahovaly treba 3 posledni véty odstavce
predchoziho — pro maximélni zachovani ptivodniho kontextu.

2.2.3 Prevod na mala pismena

Prevod na mala pismena je sice velmi jednoduchy, ale presto uzite¢ny krok. Pii psani otazky
napr. na virtualni klavesnici mobilniho telefonu je velmi pravdépodobné, Ze uzivatel napise
,cd-rom* misto ,CD-ROMY¢, ale je nutné, aby byly nalezeny dokumenty obsahujici obé
varianty. Stejné tak muze dojit k nestandardnimu uziti malych /velkych pismen v nékterém
z dokumentt.

Pro nékteré pripady miize prevod na mald pismeny znamenat ztratu Casti kontextu.
Naptiklad Mald Strana X mald strana, kde velké pismeno indikuje vlastni jméno (meéstskou
¢ast). Vhodné je to tedy pouze v nékterych ptipadech.

2.2.4 Odstranéni stop slov

Ve zpracovani prirozeného jazyka jsou stop slova typicky souborem nejcastéji pouzivanych
slov v daném jazyce [19]. Vétsinou jsou odstraniovana, protoze kvili jejich vysokému vyskytu
nesou mensi informac¢ni hodnotu a jejich odstranéni vede k lepsi funkci vyhledédvacich algo-
ritmu a hodnoticich funkef [35].

Nejuzivanéjsi slova daného jazyka (napiiklad ceStiny) je mozno najit ve frekvenénich
seznamech. Ziskany seznam je vhodné kriticky zhodnotit a vycClenit z néj néktera slova,
ktera by pro vyhleddvani mohla mit kriticky vyznam.? Vét§inou je zanedbatelna vétSina
funkénich slov — spojek, predlozek ¢i zdjmen. Typickymi piiklady stop slov pro ¢estinu
jsou: byt, a, se, v, ze ...

2.2.5 Ziskani lemmat

Lemmatizace je druh zpracovani textu, pii kterém je pro kazdé slovo nalezen zakladni
4

tvar, tzv. lemma.’
ulici bézely déti — ulice bézet dité
ostrovy Stfedozemniho more — ostrov Stfedozemni mote

Pro ziskani lemmat se pouzivaji specidlni nastroje pro zpracovani prirozeného jazyka.
Lemmatizdtory mohou poskytovat také nékteré doplikové informace o mluvnickych kate-
goriich jako rod, pad nebo slovni druh. Hlavnim tskalim lemmatizatori je mnohoznacnost
jazyku jako je ¢estina, kdy mize byt vice zdkladnich tvart daného slova dle kontextu [19].
Potom prichazi na fadu zjednoznactiovani (desambiguace) lemmat na zdkladé kontextu.

3Pifklad: ,prvni“, ,zemé“, ,clovek®, ...
4Podobnym postupem je stematizace, kterd ale algoritmicky pouze odstrani koncovky a pfedpony pro
nalezen{ slovniho kmene [19].



Vyuziti lemmatizace je ruzné, ale v piipadé této prace je podobné, jako tcel postupu
uvedeného v podkapitole 2.2.3 (prevod na mald pismena). Lemmatizace je také uzitecnym
ndstrojem pii odstranéni stop slov. Mohou byt odstranény napiiklad vSechny tvary slovesa
byt zatimco seznam stop slov muze obsahovat pouze jeho zakladni tvar.



Kapitola 3

Strojové uceni pro extrakci
odpovedi

Rozmach strojového uceni umoznil obrovsky pokrok v oblastech NLP, jako je strojovy pie-
klad, rozpoznani entit, generovani textu nebo odpovidani na otazky. Proto na tomto pri-
stupu stavi vSechny nejmodernéjsi metody a timto smérem se také ubira aktualni vyzkum.

Uéelem této kapitoly je vysvétlit étendfi, jak funguji neuronové sité a jakym zptisobem
dokéaze pocitaC porozumét textu a naucit se vyznacit v textu odpovéd na danou otazku.

Nejprve jsou ve zkratce vysvétleny principy fungovani a uceni neuronovych siti. Poté
jsou rozebrany nejznaméjsi architektury neuronovych siti, pouzivané pro vyporadani se
s ukoly na poli zpracovani prirozeného jazyka, a popsiany jsou také nejmodernéjsi modely,
které na nich stavi a jsou vhodné pro extrakci odpovédi z textu.

3.1 Neuronové sité

V této podkapitole je vysvétlen princip fungovani neuronovych siti. Informace byly prevzaty
z ¢lanku [39] a z prezentaci stanfordského kurzu NLP [17].

Neuronovou sit si mizeme zjednodusené predstavit jako velkou funkci s obrovskym
mnozstvim parametrd, kterd pretvaii vstupy na vystupy. V pribéhu tréninku neuronové
sité se postupné vSechny parametry optimalizuji tak, aby sit pretvarela vstupy na vystupy
co nejlépe.

Zakladem jsou tti jednoduché vrstvy (obrazek 3.1). Vstupni, skryté (zde probihd proces
pretvareni vstupt) a vystupni, kde se pretvoreny vstup objevi. Skryta vrstva se navic bézné
sklddd z mnoha dalsich vrstev.

Kazda z téchto vrstev, at uz je vstupni, vystupni nebo skryta, se sklada z neurond. Kazdy
neuron v ur¢ité vrstvé je propojen s kazdym neuronem vrstvy dalsi, a tak je propojena cela
sit.

3.1.1 Umély neuron a aktivac¢ni funkce

Umély neuron je primitivn{ jednotka, inspirovand neuronem skuteénym. Ten ma télo, do
kterého prichdzi kratkymi vybézky, tzv. dendrity, elektrické signdly z ostatnim neuroni.
7 téla neuronu pak vychazi jediny dlouhy vybézek, tzv. azon. Neuron se tedy na zakladé
signalu, které do néj prichazeji dendrity, rozhodne (na zdkladé néjaké minimalni hranice
prijatého signdlu), zda bude, nebo nebude vysilat signal dal.



Vstupni vrstva

P

Vystupni vrstva

Skrytéa vrstva

Obrazek 3.1: Schéma neuronové sité s jedinou skrytou vrstvou. Znazornén je také jeden
vstup neuronu B z predchozi vrstvy z,, a vdha jeho propojeni w,

Funkce umélého neuronu je analogicka. Jak uz bylo popsano v iivodu podkapitoly 3.1,
kazdy neuron je propojen s kazdym neuronem vrstvy predchéazejici i vrstvy dalsi. Na rozdil
od skutecného neuronu ma tedy vice ,axoni“, kterymi je propojen s dalsi vrstvou.

Kazdé propojeni mezi dvéma neurony ma svoji vahu w, ktera ovliviiuje dilezitost daného
vstupu do neuronu. Kazdy neuron ma také svij prah B a aktivacni funkci. Vystupem
y neuronu ¢ je tedy vazena suma vstupu do neuronu s pri¢tenym prahem a aplikovanou

aktivacni funkci, neboli
k

v = F(3 (wwn) + B) (31)
n=1
kde x, je neuron predchazejici vrstvy, wy, je vdha jeho propojeni, B; je prah aktualniho
neuronu ¢ a I je aktivaéni funkce. Znazornéni vah propojeni a jednotlivych neuront je
vyznaceno na obrazku 3.1.

Vsechna propojeni jednotlivych neuronu s jejich prahy davaji dohromady parametry
neuronové sité, které jsou v pribéhu tréninku optimalizovany pro kazdy neuron zvlast. Pro
sit, jako je na obrazku 3.1, je to tfeba 30 jednotlivych vah propojeni a 8 prahu jednotlivych
neuronu (skryté a vystupni vrstvy), tedy 38 parametru v relativné jednoduché siti.

Aktivaéni (prenosovi) funkce rozhoduje, jestli bude dany neuron aktivovan. Sku-
teCny neuron ma, zda se, funkci skokovou. Umélé neurony vsak pouzivaji funkce s postupnou
aktivaci. Bézné jsou tri zakladni varianty aktivac¢nich funkci:

e Sigmoidalni
e Hyporbolické tangenty
o ReLU (Rectified Linear Unit)
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Funkce jsou znazornény na obrazku 3.2. Vhodnost jejich pouziti zdlezi na kontextu. Vy-
hodou sigmoidélni funkce je normalizace vystupu do rozmezi (0,1). Nejpouzivanéjsi funkei
pro skrytou vrstvou je vSak funkce ReLU. Kvuli jeji charakteristice je aktivovano méné neu-
ront, coz vede k rychlejs$imu tréninku a konvergenci. Pouziti ReLU funkce je také vypocetné
méné narocné [33].

Obrazek 3.2: Jednotlivé aktivacni funkce. Zleva: sigmoidélni (H(f) = (0, 1)), hyperbolické
tangenty (tanh H(f) = (—1,1)) a ReLU (H(f) = (0,inf))

3.1.2 Dopredna a zpétna propagace

Proces, kdy se opakované ze vstupt pocita vystup kazdého neuronu v dané vrstvé, a stejné
tak pro kazdou nasledujici vrstvu, se nazyva dopredna propagace. Hodnoty vstupni vrstvy
se postupné pretvori na hodnoty ve vrstvé vystupni a muze se urcit, jak byla sit v dané
iteraci Gspésna.

Pro urceni tspésnosti kazdé takové iterace neuronové sité se pouziva nakladova funkce
(anglicky cost function pro jednu iteraci, loss function pro prumér vsech), kterd udava jediné
¢islo, charakterizujici iispésnost modelu. Pitkladem nakladové funkce je stfedni kvadraticka
chyba (anglicky Mean Squared Error — MSE). Cilem je hodnotu této ndkladové funkce
postupné minimalizovat.

Postup optimalizace jednotlivych parametri neuronové sité pro zajisténi minimalizace
nakladové funkce se nazyva zpétna propagace. Je to v podstaté opac¢ny prichod neuro-
novou siti, ktery ma za tkol zjistit, které neurony se nejvétsi mirou podilely na vysledné
chybé. Snizenim vyznamu téchto neuronti muzeme dosdhnout lepsi Uspésnosti celé sité.
Naopak mtizeme zvysit vyznam propojeni s neurony, které vystup ovlivnily pozitivneé.

Zakladem tohoto vypoctu je, ze chyba kazdého vystupniho neuronu je vstupem parcialni
derivace vzhledem ke kazdému z jeho vstupli. Zpétna propagace je opakovana v kazdé iteraci
a parametry neuronové sité jsou postupné optimalizovany [39].

Cely postup zpétné propagace je slozitéjsi a pro intuitivni pochopeni problematiky neni
klicovy, proto tu neni podrobné rozebran.

Trénink neuronové sité tedy probiha nasledovné. Siti s ndhodné inicializovanymi para-
metry je predlozena ¢ast dat z trénovaci datové sady. Ty jsou pomoci dopfedné propagace
prostupem pres skryté vrstvy pretvoreny na vystupy, ¢imz jsou ziskdny predikce neuronové
sité. Predikce jsou porovnany se spravnymi o¢ekdvanymi hodnotami (tzv. ground truth)
a nakladovou funkeci je vyjadreno, jak byly predikce daleko od oéekavanych. Pomoci zpétné
propagace jsou postupné upraveny vSechny parametry neuronové sité.

Postup je opakovan, dokud tbytek ndkladové funkce mezi jednotlivymi iteracemi ne-
zacne dlouhodobé stagnovat, nebo dokud nedosdhneme pozadovaného poc¢tu epoch.
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Pfi nespravném tréninku neuronové sité muze dojit k podtrénovani (underfitting), nebo
pretrénovani (overfitting). Problémy pfi tréninku souvisi s tzv. hyperparametry, mezi které
patii pocet skrytych vrstev, velikost modelu nebo parametr learning rate'. Pomoci miize
také mnozstvi trénovacich dat nebo pocet trénovacich epoch.

3.2 Nejlepsi architektury pro porozumeéni textu

V této podkapitole jsou popsany dvé nejznaméjsi a nejpouzivanéjsi architektury pro zpra-
covani prirozeného jazyka. Rozsituji koncepty prezentované v podkapitole 3.1 a snazi se
prekonat problémy, které tradi¢ni model neuronové sité v souvislosti s porozuménim textu
nese.

3.2.1 Long short-term memory

Informace v této podkapitole byly ¢erpany z prvotni prace [10], kterd architekturu predsta-
vuje, a ¢lanku [26], poskytujictho vysvétleni nékterych koncepti.

LSTM, neboli Long Short-term Memory, je specialni druh rekurentni neuronové siteé,
ktery se ¢astecné vyporadava s problémem ztraty kontextu v delsim tseku textu. Jednoduse
fec¢eno, pri uceni neuronové sité by bylo uzitecné, aby pochopeni soucasné véty dokazala
ovlivnit i véta predchazejici.

I S S

Obrézek 3.3: Schéma rekurentni neuronové sité — inspirovano obrazkem z [26]. X} je vstupem
neuronové sité A; v case t s vystupem hy

Nejprve vysvétleme princip rekurentni neuronové sité (dale RNN — Recurrent Neural
Network). Hlavnim cilem této architektury je vypordadat se se zpracovanim sekvenc¢nich dat,
jako je text. Oproti napriklad rozpoznavani vzort v obrazcich neni mozné pohlizet na kazdé
slovo v textu zvlast. Slovo/slova predchazejici by méla ovlivnit slovo soucasné. Stejné tak
mohou nésledujici slova ovlivnit vyznam slova soucasného (obousmérné rekurentni sité).

Schéma jednoduché RNN je vidét na obrazku 3.3. Zjednodusené je to tedy vice jedno-
duchych neuronovych siti propojenych za sebe. Vstupem kazdé sité A; v ¢ase t je vystup
sité Ay—1. Vystup h; je pak vstupem sité Ayiq.

Analogicky funguje obousmérnd RNN, ktera je propojena i v opa¢ném sméru. Vstup je
zpracovavan od konce a pro soucasné slovo je tedy bran v ivahu i kontext slova nasledujiciho,
jak je vidét na obrazku 3.4.

YParametr learning rate uréuje velikost kroku pii kazdé iteraci zpétné propagace, tedy ipravé parametrii
neuronové sité.
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Obrazek 3.4: Schéma obousmeérné rekurentni neuronové sité

LSTM (Long Short-term Memory) predstavuje vylepseni standardni RNN. Mé&jme mo-
del, ktery ma za tikol predpovédét nésledujici slovo ve vété. Pokud se kontext potiebny pro
predikci nachézi v tésné blizkosti predpovidaného slova (pr.: ,vychlazené mléko z lednice),
je 1 bézna RNN schopnd souvislost zachytit. Pro ptiklad, kdy je kontext ,dale v minulosti“
(pf.:,,Ucim se od 6 let anglicky ... Vzhledem k témto okolnostem plynule ovladam ang-
lictinu®), nemusi byt RNN schopné naucit se tuto souvislost mezi kontextem a hledanym
slovem.

LSTM je na rozdil od klasické RNN navrzenda tak, aby byla schopna pamatovat si
dlouhodobé souvislosti v textu pii sekvenénim zpracovani. Resi tim tzv. problém mizejiciho
gradientu.

Model ma stejnou opakujici se strukturu jako RNN, rozdil je vsak v komplexnosti opa-
kujici se jednotky (¢i buriky). Struktura naznacend na obrazku 3.5 je pomérné slozita a jeji
hlavni komponentou jsou tzv. brdny.

b1 >

-1

th

Obrézek 3.5: Schéma LSTM buiiky, pfevzato z clanku [26]. by je vnitini stav butiky, by_1)
predchdazejici bunky, h; vystup bunky, h;_;) vystup predchdzejici. z; je vstup souCasné
bunky. ,,1“ je zapominact, ,2° vstupni a ,,3“ vystupni brana

Brany jsou v LSTM burnice celkem tii. Kazda je slozend z vrstvy neuronové sité se

sigmoidélni funkei (,S¢ v 3.5) a ndsobictho (,,x“ v 3.5) operatoru. Brana je komponentou
urc¢ujici, kolik informace je mozno propustit. Brany jsou popsany zleva doprava.
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Prvni, tzv. zapominaci brana urcuje, kolik vstupni informace je zahozeno”?. Druhd, tzv.
vstupni brana, urci, které hodnoty skrytého stavu bunky budou aktualizovany a vrstva
s funkei tanh (,tanh“ v 3.5) rozhodne o novych kandiddtnich hodnotéch, které po kombinaci
s vystupem sigmoidalni vrstvy vytvori novy skryty stav bunky. Posledni brana je vystupni,
spojuje informaci z brany zapominaci s vnitinim stavem buriky, a vytvaii tim tedy vystup
dané bunky.

Jednotlivé LSTM bunky jsou za sebou sekvenéné propojeny stejné jako RNN. Pfi pouziti
dvou LSTM siti, kdy druhé je propojena v opa¢ném sméru, ziskdme obousmérnou LSTM
sit. Vystupy obou siti jsou poté pro ziskani vystupu zretézeny.

3.2.2 Transformer

Informace v této podkapitole byly prevzaty z prvotni prace Attention Is All You Need [36],
déle z [3] a ¢lanku [1]. Text popisuje architekturu Transformer, pouzivanou pro zpracovani
prirozeného jazyka. Také se vénuje mechanismu pozornosti (attention).

Pristup pouzity timto modelem se dokazal oprostit od rekurentnich modelt jako LSTM
a velmi rychle se etabloval jako nejlepsi soucasné architektura na poli zpracovani priroze-
ného jazyka. Sité typu Transformer nepouzivaji sekvenc¢ni zpracovani slov, ale zpracovani
ptvodné pro strojovy preklad. Ten se déle rozviji a jeho varianty pronikaji i do dalsich
odvétvi aplikaci strojového uceni. Stru¢né je popsan v nasledujicich odstavcich.

Mechanismus pozornosti vezme vektory dvou vét prirozeného jazyka nardz a sestavi
z nich matice key(K )-value(V) a query(Q), obsahujici v fadcich vektory pro kazdé vstupni
slovo. Ty vzniknou vynésobenim vstupni matice (vektorovych reprezentaci) specidlni va-
hovou matici, jejiz parametry jsou trénovany. Na matice jsou poté aplikovany nasledujici
operace pro ziskani vystupu pozornosti (rovnice 3.2).

Qx K
k

V rovnici 3.2 je k podle [36] konstanta 8 (mohly by byt stanoveny i jiné hodnoty)
a softmax funkce je pouzita pro normalizaci vystupu do rozmezi (0,1).

Vektory pro vsechna vstupni slova, respektive vstupni matice K, V a Q, mohou byt ze
stejné véty. Pro tuto variantu mechanismu se pouziva termin self-attention.

Jednozna¢nou vyhodou mechanismu pozornosti je, ze je schopen podivat se na cely
kontext soucasné (na rozdil od RNN, kterd prochazi vstup sekvencné) a vyznacit v ném
dulezité pasaze. Timto se zbavuje problému mizejiciho gradientu.

softmax( ) xV (3.2)

Enkodér® Transformer je model, jehoz architektura je kombinaci dopiedné neuronové
sité a mechanismu pozornosti. Jak uz bylo popsano, jeho hlavni vyhodou je vlastnost zpra-
covavat vstupni slova paralelné, a tim se naucit i vztahy mezi slovy na dlouhé vzdalenosti
v textu.

Na obrazku 3.6 muzeme vidét zjednodusenou strukturu jednotky enkodéru. V ¢lanku [36]
tvori enkodér 6 takovych blokt propojenych za sebe.

2Vystupem je &slo v rozmezi (0,1), kde 0 znamend, ,vSechno zahodit“ a 1 znamens ,vSechno propustit®.

3Enkodér je ¢ast modelu, kterd vytvoif z vektort jednotlivych slov na vstupu vektor celého vstupniho
textu, reprezentujici jeho vyznam. V pivodnim ¢lanku [36] je pfedstaven model pro sequence to sequence
model vhodny pro pteklad, ktery obsahuje i dekodér pro generovani textu.
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Vstupni a pozi¢ni Multi-Head Normaliza¢ni et Tl

Normalizaéni )
kédovani Attention vrstva

vrstva

dopredna
vrstva

Obrazek 3.6: Schéma architektury enkodéru Transformer prevzaté z ¢lanku [36]. V ¢lanku
je uvedeno N = 6 pro pocet identickych vrstev enkodéru

Pred vstupem do prvniho bloku jsou jednotlivé tokeny vstupniho textu prevedeny na
vektory (word embeddings), ke kterym je piidano poziéni kédovani’. Kazdy blok se pak
sklada z ,,multi-head attention® modulu a plné propojené dopredné vrstvy. Obé ¢asti jsou
nasledovany normalizacni vrstvou.

Nejzajimavéjsi ¢asti bloku enkodéru je multi-head attention modul, ktery je dale roz-
kreslen na obrazku 3.7. Modul je sofistikovanou implementaci self-attention mechanismu,
popsaného drive, ktery dokaze vyzdvihnout souvislost jednotlivych ¢asti celého kontextu.

MatMul

Scaled Dot-Product J& h
Attention >

4 I 4

|
[ Ir_inear]J [ Ir_inear],] [ I(_inear]J
A

Mask (opt.)

Vv K Q Q KV

Obrazek 3.7: Schéma Multi-Head attention vlevo a Scaled Dot-Product attention vpravo.
Multi-head attention je aplikovano paralelné v h vrstviach (pro praci [36] h = 8). Obrazky
byly prevzaty z ¢lanku [36]

Mechanismus na obrazku 3.7 vpravo je popsan rovnici 3.2 a je hlavni komponentou
multi-head attention modulu, zndzornénym v 3.7 vlevo.

Multi-head znamend, ze do modulu vstupuje 8 (dle prace [36]) trojic V,K,Q. Kazda
matice trojice V,K,Q je transformovana linearni vrstvou a na celou trojici je potom apli-
kovan scaled dot-product attention (self-attention) mechanismus. Tento postup je aplikovan
na kazdou z osmi trojic paralelné, pokazdé vsak s jinymi vahami linearni vrstvy.

4Pozi¢ni kédovan{ identifikuje pofadi tokenu ve vstupnim textu.
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3.3 Predtrénované modely BERT a ALBERT

V této podkapitole jsou predstaveny zakladni modely, zalozené na architekture Transformer,
ktera byla popsana vyse. Informace v této podkapitole jsou prevzaty z ptuvodnich ¢lanku [8]
a [12].

Predtrénované modely, stavéjici na této architekture, urcily novy standard pro nové
vytvarené metody. Kromé jejich vysoké tispésnosti je obrovskou vyhodou také znovupouzi-
telnost predtrénovanych modeli. Modely je mozno jednoduse dotrénovat (provést adaptaci
po nacteni modelu s predtrénovanymi parametry) pro celou fadu tikoli na poli NLP, jako
je odpovidani na otézky, rozpoznani entit, klasifikace textu a dalsi.

3.3.1 BERT

BERT (Bidirectional Encoder Representation from Transformers) je model pro reprezentaci
prirozeného jazyka, predstaveny v roce 2018 praci [8]. Jeho hlavnim piinosem je aplikace
obousmérného tréninku architektury Transformer. Ukazuje se, Zze model trénovany v obou
smérech dokaze plné vyuzit schopnosti architektury Transformer zpracovavat vstupni text
naraz, nikoliv sekvenc¢né.

Hlavnim prinosem prace [8] je zpisob, kterym probihd predtrénovani na velkych tex-
tovych korpusech. Trénink na tkolech, které nemusi primo souviset s cilovym pouzitim,
dovoli modelu ziskat zakladni pochopeni vlastnosti jazyka pro jeho spravnou reprezentaci
vytvorenou enkodérem. Pro predtrénovani modelu BERT byly pouzity nasledujici tkoly.

Predikce Predikce Zatatek Konec
masek pro A | | masekproB | : : rozsahu rozsahu
@ % @ o odpovédi odpovédi
BERT SRR
RNt 4 BERT

T 1

| Maskovana véta A ‘ | Maskovana véta B | A A
: genv par vé Otazka | ‘ Kontext
: | Neoznaceny par vét A a B |

Predtrénink Fine-Tuning

Obrazek 3.8: Vlevo predtrénink enkodéru BERT na tlohach ML modeling a NSP. Vpravo
predtrénovany model BERT dotrénovan na konkrétni tlohu — odpovidani na otazky. Obra-
zek byl inspirovan obrazkem 1 z ¢lanku [8]

Maskované modelovani jazyka (ML modeling) je tloha velmi podobnd jiz diive
zminéné tloze predikce nasledujictho slova ve vété. Je ale pouzit pristup, kdy je urcité
procento slov v textu maskovdno, aby nebyl ptuvodni kol kvili obousmérné reprezentaci
architektury Transformer trivialni.
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Pii tréninku je 15 % slov kazdé véty nahrazeno tokenem [MASK], jehoz pivodni vyznam
je poté na zakladé okolniho kontextu hadany [8]. Pro tento tikol je na enkodér napojena
klasifika¢ni vrstva, pomoci které je urcena pravdépodobnost pro kazdé slovo ve slovniku,
jez by mohlo token [MASK] nahradit.

Predikce nasledujici véty (NSP) je druhym typem tlohy pro predtrénink modelu
BERT. Jeho snahou je naucit model porozumét vztahu nejen mezi jednotlivymi slovy, ale
taky mezi vyznamem celych vét.

Trénovaci datova sada je rozdélena na dvojice vét A a B. Model ma za kol predpovédét,
je-li véta B vétou navazujici na vétu A v kontextu. V 50 % pripadu je véta B opravdu vétou
nasledujici. Ve zbytku je to ndhodné zvolena véta z korpusu.

Préace [8] také uvadi, ze navzdory jednoduchosti tohoto tikolu je jeho p¥inos pro pozdéjsi
aplikaci modelu pro odpovidani na otazky velky.

Format vstupu modelu BERT je koncipovan tak, aby mohl byt pouzit pro vétsi spek-
trum aplikaci, pro které je zamyslen. Proto je umoznéno na vstupu pomoci jediné sekvence
tokent reprezentovat jak jednu, tak i dvé vstupni sekvence, jako tfeba otazku a odpoveéd.

Input ( fcts] W ( my W (dog W ( is ” cute M [SEP] W ( he M likes M play W ( ##ing M [SEP] W

Token

embeddings E[CLS] Emy Edog Eis Ecute E[SEP] Ehe Elikes Eplay E##ing E[SEP]
L ] L L = L = L L = L L

Segmentové

kédovani EA EA EA EA EA EA EB EB EB EB EB
L L ] L L L L L L ] L L L

Pozi¢ni

kodovani Eo El Ez E3 E4 ES E6 E7 E8 E9 E10

Obrézek 3.9: Priklad formatu vstupu ,input* modelu BERT prevzaty z [8]. Zndzornéno je:
poziéni (position), segmentové kddovani, token embeddings a specidlni tokeny [CLS| a [SEP]

Pro vektorovou reprezentaci tokeni jsou pouzivany Wordpiece embeddings [38], popsané
v podkapitole 2.1.3. K tém je pfidano pozi¢ni kdédovani, kvili pouziti architektury Trans-
former a segmentové kédovani, které identifikuje, které sekvenci vstupu jednotlivé tokeny
nalezi. Ptriklad je naznacen na obr. 3.9.

Pro popis vstupu jsou navic pouzity dva specidlni tokeny [CLS|] a [SEP]. Token [CLS]
je pridan vzdy na zacatek vstupu, token [SEP] je ptfidéan na konec kazdé sekvence. Token
[CLS] je vyuzit také jako vystup pro klasifika¢ni ilohy (naptiklad predtrénink na NSP).

3.3.2 ALBERT

Informace v této podkapitole jsou prevzaty ze ¢lanku [12] — A Lite BERT for self-supervised
learning of language representations.

Hlavnim problémem modelu jako BERT je jeho velikost — asi 110 milionti parametra
v jeho zakladni verzi. Zvétsovanim modelu se vétSinou da dosadhnout zlepSeni, je to vsak
problém kvili omezené paméti grafickych karet a mnozstvi ¢asu potfebného pro trénink.

ALBERT - A Lite BERT, je model predstaveny v roce 2019 ¢ldnkem [12]. Vychézi
z modelu BERT a dosahuje lepsich vysledki na datovych sadach pro porozuméni textu,
prestoze ma mnohem mensi pocet parametrii, nez velka verze modelu BERT. V nésledujicich
odstavcich jsou shrnuty hlavni pfinosy modelu ALBERT.
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Faktorizace parametra reprezentaci — Factorized embedding parameterization
Wordpiece embeddings se u¢i reprezentovat tokeny nezavisle na kontextu, zatimco skryté
vrstvy modelu se uéi reprezentaci zavislou na kontextu. Zvétseni velikosti skryté vrstvy
zpusobi u modelu BERT stejny nartst velikosti reprezentace tokent, jejichz vyznam neni
tak podstatny a model to zbyteéné zatézuje. Diky odstranéni provazanosti velikosti dimenze
wordpiece embeddings a dimenze skryté vrstvy modelu je mozno lépe zvétSovat velikost
skrytych vrstev bez toho, aby to ovlivnilo velikost reprezentaci ve slovniku.

Sdileni parametra mezi vrstvami - Cross-layer parameter sharing

Parametry napri¢ vrstvami jsou sdileny, coz zamezuje rustu poctu parametri pri zvétSovani
hloubky modelu a zpusobuje jejich efektivnéjsi vyuziti. Ve vysledku ma velka verze modelu
ALBERT mnohonasobné méné parametri, nez velka verze modelu BERT.

Trénink navaznosti dvou vét — Inter-sentence coherence loss

Trénink modelu BERT pomoci predikce nasledujici véty (NSP) se ¢astecné prekryval s tiko-
lem predikce maskovaného tokenu, protoze mohla byt nesouvislost vét odhadnuta na zdkladé
neptislusnosti slov ke stejnému tématu.

Pro trénink modelu ALBERT je pro tento tikol pouzita stejnd dvojice vét A a B, u kte-
rych se urcuje, zda B navazuje na A. Pfi nendvaznosti vSak neni véta B ndhodné vybrana
z jiného korpusu, ale je pouze prohozena s vétou A. Model je tak 1épe schopen naucit se
logickou souvislost vét, misto odhadu tématu, ke kterému se véty vztahuji bez toho, aby na
sebe logicky navazovaly.

ALBERT (resp. BERT) pro odpovidani na otazky Pro vyuziti modelu ALBERT
(resp. BERT) na konkrétni tikoly vyzadujici porozuméni textu je potfeba provést naladéni
(tzv. fine-tuning) modelu.

Pro odpovidani na otazky je na vystup modelu napojena linedrni vrstva, kterd je na-
trénovana na urceni indexu zac¢atku a konce odpovédi v ramci celé vstupni sekvence. Pro
zaGatek a konec je poté vybrana validni® dvojice indext, oznacujici rozsah odpovédi.

Pro naladéni na dany tkol jsou optimalizovany parametry linearni klasifikac¢ni vrstvy
i enkodéru ALBERT (resp. BERT), nebo pouze linedrni vrstvy (coz vyzaduje mnohem
kratsi trénink).

SPodminky jako: start idx < end idx, nebo to, ze se odpovéd se nenachézi v prvni sekvenci (otazce).
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Kapitola 4

Razeni dokumentu dle relevance

Tato kapitola popisuje metody pro indexaci a fazeni dokumenti dle relevance, které jsou
vyuzity pii vyhledavani relevantniho dokumentu, rozebraném v ¢asti 7.4. Nejprve je vy-
svétlen vyznam indexu v kontextu fazeni dokumentti a poté algoritmy, které jej vyuzivaji
k vyhledavani. Nakonec jsou diskutovany problémy velké baze dat, jako je Wikipedie.
Informace v této kapitole jsou ¢erpany z prezentaci stanfordského kurzu Information
Retrieval and Web Search [18] a knihy Introduction to Information Retrieval [19].

4.1 Indexovani dokumentu

Pro vyhleddvani dokumenta s pouzitim webovych zdroju jako Wikipedie jsou typické roz-
sahlé texty, které by bylo ndro¢né prochézet sekvenéné. Proto je dilezité vytvorit strukturu,
ktera je dale pouzita metodami pro razeni dokumentt a umozni optimalizované vyhledavani.
Takova struktura se nazyva index.

Index poskytuje informace o vyskytu jednotlivych termii v prohledavanych dokumentech
a je vytvoren jesté pred zacatkem vyhledavani. Nejpouzivanéjsi variantou je tzv. invertovany
indez.

Pred vytvorenim indexu je uzite¢né provést co nejlepsi normalizaci prohledavanych do-
kumentt. Metody pro zpracovani textu byly podrobné popsany v kapitole 2.2 (pfevod na
mald pismena, lemmatizace, odstranéni stop slov).

Invertovany index je struktura obsahujici vSechna slova (termy) prohleddvaného kor-
pusu. Pro kazdy term je ulozen seznam dokumentt (oznacenych docID), které dany vyraz
obsahuji. Mtze obsahovat doplnujici informace o poc¢tu vyskyta termu v dokumentu, pii-
padné presné pozici nebo délce dokumentu. Informace jsou poté vyuzity pri fazeni doku-
mentu, tzv. ohodnoceném vyhleddvdni.

4.1.1 Uskali velké baze dat jako Wikipedie

Cesks Wikipedie obsahuje velké mnozstvi ¢lanki (asi 3,5 GB v nekomprimované podobé).
Pro prohledavani celé Wikipedie je potieba vytvorit a udrzovat index, coz je pro takovy
objem dat pomeérné vypocetné a pamétové narocné. Je slozité pomoci béznych néstroju
sestavit index pro celou Wikipedii.

Dalsim problémem je rtiznéa délka dokumentii, nestrukturovanost nékterého textu a dy-
namicky se ménici prostredi, kdy jsou ¢lanky na Wikipedii pravidelné aktualizovany.

Zpusoby prohledavani Wikipedie a vyporadani se se zminénymi problémy jsou popsany
v podkapitole 6.2 a kapitole 7, vénované implementaci.
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4.2 Ohodnocené vyhledavani pro razeni dokumenta

Pri dotazovani na vytvoreny index nestac¢i pouze vycet dokumentt, které termy pritomné
v dotazu obsahuji. Ohodnocené vyhledavani umoznuje (pomoci specidlnich vztaht) ziskdni
mnoziny sefazenych n nejrelevantnéjsich dokument.

4.2.1 TF-IDF (Term frequency — Inversed document frequency)

Cetnost termu (TF — rovnice 4.1) je poéet viskyti vyhleddvaného termu v daném do-
kumentu. Vychazime z predpokladu, Zze dokument s deseti vyskyty termu je pro dotaz re-
levantnéjsi, nez dokument obsahujici vyhleddvany term pouze jednou. Neznamend to vsak,
ze je dokument 10x relevantnéjsi — rust relevance neni piimo tmérny TF.

Jednotlivé termy nenesou stejnou informacni hodnotu (napt. stop slova, viz podkapi-
tola 2.2.4) a ojedinélé vyrazy jsou ¢asto zasadni pro relevanci k dotazu (coz souvisi i s ne-
umérnym rustem relevance s rustem TF).

TF, q=1log(1+tfiq) (4.1)

Dokumentova ¢etnost (DF) je pocet dokumentu, které obsahuji vyhleddvany term.
Uéelem je identifikace termil, vyskytujicich se jenom ve zlomku dokumentt, které nejspis
ponesou zasadni informac¢ni hodnotu. Cilem je zohlednit nepfimou iiméru zavislosti ristu
relevance dokumentu a cetnosti termu. Pfevracend dokumentova ¢etnost (IDF — viz rov-
nice 4.2) déli celkovy pocet dokumentit N dokumentovou ¢etnosti pro dany term. Hodnota
IDF je tedy vyssi pro vzacnéjsi termy.

IDF; = log(ﬁ) (4.2)
dft

TF-IDF je statistickda metoda, kterd pouzitim uvedenych dvou metrik hodnoti relevanci
dokumentu. Pro vypocet vahy TF-IDF pro dany term ¢ v dokumentu d plati tedy:

TF-IDF, 4 = TF,4- IDF, (4.3)

Ohodnoceni S dokumentu d pro dotaz ¢ je potom sumou jednotlivych ohodnoceni termi
t dané otazky q.

S(q.d) = Y TF-IDFy, (4.4)
teqnd

4.2.2 BM25 (Best Match 25)

Skére BM25 (oznaCované také jako Okapi) bylo predstaveno v [30]. Jednd se o vylepseni
klasické hodnotici funkce TF-IDF, které vyuziva poznatky statistiky a pravdépodobnosti
pro razeni dokumentii dle jejich relevance s ohledem na vztah délky dokumentu a ¢etnosti
vyskytl termu v ném.

Delsi dokumenty budou mit pravdépodobné vétsi tf; 4. To je potfeba ve vysledném
ohodnoceni zohlednit, aby nebyly delsi dokumenty nutné zvyhodnény. Vysledny vzorec pro
ohodnoceni dokumentu d pomoci BM25 vzhledem k otazce ¢ je:

S(q, d)BM? — IDE, - (kL +1) -t , A5
(@.d) ;( Ch (U= b)+b- L) +tf, (45)
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kde tf a idf jsou metriky vysvétlené v podkapitole 4.2.1, dl je délka dokumentu d, avdl je
prumeérnd délka dokumentu v kolekci a b, k1 jsou konstanty.

e k1 ovliviiuje dopad TF na vysledné skére dokumentu. Obvykle je volena v rozmezi
k1 € (1,25 2). Pro nizké hodnoty k1 roste vyznam dokumentu s rostouci TF pomérné
rychle.

e b ovliviiuje normalizaci délky dokumentu, obvykle je volena hodnota b = 0,75. Hod-
nota b = 1 znamena uUplnou a b = 0 zddnou normalizaci délky dokumentu.

Vyhodu hodnotici funkce BM25 oproti obyc¢ejnému TF-IDF lze demonstrovat na nasle-
dujicim prikladeé.
Méjme vyhledavany dotaz ,,term frequency® a dva dokumenty dq a ds:

term | frequency TF-IDF | BM25
dy | 1024 1 dy 87 31
do 16 8 do 75 43

Tabulka 4.1: Vyskyt termu ,term“ a ,frequency“ v dokumentech di a dy a ohodnoceni
jednotlivych dokumentt podle funkei TF-IDF a BM25 (k1 = 2) [1§]

Tabulka 4.1 ukazuje, jak BM25 1épe zohlednilo pocet vyskytl termti a skutec¢né ohod-
notilo 1épe relevantnéjsi dokument.

Pro BM25 existuji také modifikace, jako BM25+ [14], BM25L [13] a dalsi, které se snazi
vyporadat se znevyhodnénim prilis dlouhych dokumentt klasickou funkci BM25. Byly po-
rovnany v [35]. Zavér toho ¢lanku ale ukazuje, Ze neexistuje modifikace, kterd by systema-
ticky zlepsila dosazené vysledky vyhledavani ve vSech pripadech.

4.2.3 DPR (Dense Passage Retrieval)

DPR je technika, predstavend ¢lankem [11], kterd vyuziva architekturu dvou enkodéru.
Pomoci jednoho z enkodéru je kazdy dokument preveden na vektorovou reprezentaci. Z téch
je sestaven vyhleddvaci index. Druhy enkodér je urcen pro ziskani reprezentace otazky. Pro
vektor otazky je poté nalezen dokument (nebo vice dokumenti), jehoz vektor je vektoru
otazky nejblize (rovnice 4.6).

sim(q,d) = Eq(q) - Ep(d) (4.6)

V rovnici 4.6 [11] je sim(q,d) skére relevance otazky ¢ a dokumentu d, Eg je enkodér
pouzity pro reprezentaci otazky a Ep pro reprezentaci dokumentu.

Jako enkodéry jsou pouzivany modely BERT (je tomu tak v [11], ale stejné je tomu také
napft. v [9] pro implementaci systému R2-D2). Ty jsou trénovany tak, aby po vypoctu bliz-
kosti vektortu otazky a relevantnich pasazi mély relevantni pasaze co nejmensi vzdalenost.
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Kapitola 5

Dostupné datové sady a vybér

Tato kapitola se zabyva popisem a vybérem datovych sad (datasetii) pro realizaci a evaluaci
systému.

Datova sada je v oblasti strojového uceni velkd anotovana kolekce dat pro trénink a vy-
hodnocovani neuronovych siti nebo celych systémti. Obvykle obsahuje pro kazdy piiklad
vstupni data a jejich anotaci.

Datové sady je mozno rozdélit podle toho, v jaké fazi vyvoje s nimi pracujeme.

o Trénovaci (train) Pouziva se pro nauceni neuronové sité. Pfi zpracovavani trénovaci
datové sady se model uc¢i a upravuje své parametry. Na konci tréninku mize model
konvergovat ke 100% tspéSnosti na trénovaci datové sadé.

e Valida¢ni (dev) Slouzi pro pribézné vyhodnoceni existujiciho modelu pii vyvoji.
Model se z valida¢nich dat neuci. Mtze byt vyuzita napriklad k apravé hyperparame-
tri nebo zastaveni tréninku modelu, kdyz se jeho tispésnost na valida¢ni datové sadé
prestane zlepsovat. Vytvorena muize byt vybranym zlomkem trénovaciho datasetu ne-
pouzitym pro trénink.

o Testovaci (test) Obsahuje piiklady z redlného svéta, na kterych je model/systém
vyhodnocen po dokonceni jeho vyvoje. Testovaci dataset je Casto shodny s valida¢nim.

Pro trénink neuronovych siti pro odpovidani na otazky by méla datovd sada obsahovat
hlavné:

e otazku

o kontext (dokument obsahujici odpovéd)

e odpovéd

o piipadné doplnujici informace (jako zacatek odpovédi, délku odpovédi apod.)

Vytvoreni takové datové sady je slozity tkol, vyzadujici velké mnozstvi lidskych zdroju. Je
potfeba nasbirat dostatecné mnozstvi dokumentt, pro které nékdo musi vymyslet otazky
a vyznacit v dokumentech prislusné odpovédi. Tvorba datovych sad obvykle probihd pomoci
crowdsourcingu'.

L Crowdsourcing oznaduje proces ziskani potiebné sluzby, nipadii, piispévki, ¢ pomoci pii FeSeni pro-
blému, od velké skupiny lidi. (https://wikisofia.cz/wiki/Crowdsourcing [cit. 22-03-2021])

22


http://wikisofia.cz/wiki/Crowdsourcing

5.1 Datové sady pro anglictinu

Pro anglic¢tinu existuje celd fada datovych sad zameéfenych na odpovidani na otézky. Nej-
znaméjsi z nich je SQuAD (Stanford Question Answering Dataset) [29]. Dataset obsahuje
asi 100 000 anotovanych dvojic otdzka —odpovéd z vice nez 500 riznych ¢lankt z anglické
Wikipedie. Existuje také rozsitena verze tohoto datasetu. SQuAD 2.0 [28] obsahuje navic
50 000 otazek, na které v prilozeném kontextu neexistuje odpovéd. Pokud tedy dokument
odpovéd neobsahuje, model to musi umét urdcit.

Dalsi datasety jsou napriklad NQ (Natural Questions) se zaméfenim na otevienou do-
ménu nebo HOTPOTQA, vyzadujici pro zodpovézeni otazky spojovani informaci z vice
dokumenti. Cestina takovou diverzitou datovych sad nedisponuje.

5.2 Datové sady pro cestinu

Cestina nabiz{ pomérné omezené zdroje’ oproti anglickym datovym sadam.

Nejznaméjsi je datova sada SQAD (Simple Question Answering Database) [32]. Obsa-
huje pres 13 000 prikladu otazek s odpovédi v prilozeném kontextu, pochazejiciho z ceské
Wikipedie. Datova sada obsahuje otazky sméfované na c¢asovy udaj, entitu, lokaci, osobu
atd., véetné 16 % otézek typu ano/ne. Velikost datasetu je presné popsana v tabulce 5.3.

Existuje také ¢eské verze anglického datasetu SQuAD, prezentovand v praci [16]. Datova
sada je strojovym prekladem ptvodniho datasetu SQuAD 1.1 a SQuAD 2.0. Oproti anglické
verzi v8ak obsahuje asi 70000 otdzek pro prvni (1.1) a 110000 otézek pro druhou (2.0)
verzi datové sady SQuAD (tabulka 5.1). Ztrata ¢asti rozsahu datové sady byla zptuisobena
problémy s vyznacenim odpovédi ve strojové prelozené verzi dokumentu.

5.3 Vybér trénovacich a testovacich dat

Pro systém je potfeba vybrat data pro natrénovani modeli pro extrakci odpovédi a pro
validaci vysledného systému.

Pro trénink anglického modelu byl vybran anglicky SQuAD 1.1 a 2.0 (obsahujici i vali-
dacni ¢ast datasetu). Po zvazeni bylo rozhodnuto o pouziti a porovnani obou verzi datasetu.
Testovaci data obsahuji pouze otazky, pro které existuje nad otevienou doménou odpoved,
a je tedy porovnéano, kterd verze datasetu byla pro trénink komponenty reader vhodnéjsi.

Pro trénink ¢eského (vicejazyéného) modelu byl vybran ¢esky preklad anglického data-
setu SQuAD 1.1 a 2.0 [16] kvuli jeho velikosti a porovnatelnosti s anglickou verzi datasetu.

Jako testovaci datova sada byl zvolen ¢esky dataset SQAD v3.0, ze kterého bylo odstra-
néno 16 % otazek, ocekavajicich odpovédi ano/ne. Datova sada nejlépe odpovida redlnému
scénafi uziti systému, protoze obsahuje otdzky a odpovédi z ¢lankia ceské Wikipedie (na
rozdil od trénovacich dataseti).

V dobé pouziti byly zjistény velikosti datovych sad, které jsou uvedeny v tabulce 5.2
(neodpovidaji presné informacim z ptuvodniho ¢lanku).

2Co se tyks datasetti pro odpovidani na otazky, existuje pouze zminény SQAD. Angli¢tina nabizi datasety
specializované napft. pro otevienou doménu.
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Anglické | Ceské
Dataset otazky otazky
Trénink | 87599 | 64164
SQuAD 1.1 e 10570 | 8739
Trénink | 130319 | 107088
SQUAD 2.0 e 11873 | 10845

Tabulka 5.1: Velikost dataseti SQuAD 1.1 a 2.0 pro ¢estinu a angli¢tinu podle [16]

Anglické | Ceské
Dataset otazky otazky
Trénink | 88638 | 69 169
SQuAD 1.1 10808 | 9615
Trénink | 131958 | 115415
SQUAD 2.0 | r g T 917 | 12066

Tabulka 5.2: Velikost datasettt SQuAD 1.1 a 2.0 zjisténa pii jejich pouziti

Uskali datasetu SQAD

Dataset SQAD mé pro vyhodnoceni systému nad otevienou doménou podobné nevyhody
jako SQuAD. Otéazky jsou primo vazané ke konkrétnimu ¢lanku, z ¢ehoz vyvstavaji problémy
pro jejich jiné vyuziti.

Nékteré otdzky nemusi ddvat bez prilozeného kontextu smysl, a je tedy nemozné (nebo
velmi obtizné) pro né najit odpovéd. Nékteré mohou byt také nejednoznacéné a spréavnych
odpovédi pro né muze byt bez kontextu nékolik, v datasetu se vsak nachazi jako referencni
pouze jedind, kterd je extrakci z prilozeného kontextu.

Dalsim z moznych problémi je také vazanost datasetu na casové obdobi, kdy byl vytvo-
fen/zverejnén (2019). Piikladem muze byt otdzka , Kolik evropskych stati tvori Evropskou
unii?“, pro kterou po brexitu uz odpovéd ,,28“ neni realitou.

Prochéazet ruéné a vybrat pro odstranéni takové otazky z celé datové sady je pro jednoho
clovéka narocné, a proto je tento aspekt zohlednén az pii vyhodnoceni vystupt systému,
diskutovan v podkapitole 8.1.

Dataset pocet zadznamu | bez ano/ne
SQAD v3.0 | 13476 11273

Tabulka 5.3: Velikost datasetu SQAD v3.0 pfi jeho pouziti pro vyhodnoceni systému

24



Kapitola 6

Navrh systému a jeho komponent

V této kapitole je rozebran navrh systému, nez pfijde popis implementace jeho jednotlivych
¢asti (v kapitole 7). Nejprve je popsan genericky koncept systému pro odpovidani na otazky,
zvoleny pristup k feSeni a motivace findlniho navrhu. Nasleduje rozdéleni problému na ¢asti
a jejich navrh, véetné popisu blokovych schémat hlavnich komponent. Diskutovan je navrh
vyhodnoceni vysledného systému v kontextu oteviené domény. Na zavér kapitoly je zminéno
nékolik existujicich feseni.

Otazka

Wikipedie Retriever

Relevantni > Reader Odpovéd
dokumenty

Obrézek 6.1: Generické schéma (prezentované napiiklad v [5]) open-domain QA systému

6.1 Zvoleny pristup k problému

Odpovidéni na otédzky nad otevienou doménou (open-domain QA) mé obvykle dvé hlavni
(na sobé témér nezéavislé) ¢asti, jak je naznaceno na obrazku 6.1. Prvni ¢asti je retriever,
ktery ma za tkol ziskat z internetu (pro nas z Wikipedie) relevantni dokumenty, které
by mohly obsahovat odpovéd na danou otazku. Druhym blokem je reader, ktery provadi
extrakei odpovédi ze ziskaného kontextu [5].

Pro navrh systému byla nejvétsim dilematem realizace Casti reader pro kvalitni extrakeci
odpovédi v ¢estiné. Chtél jsem vyuzit nékterého z popularnich predtrénovanych modeli (viz
podkapitola 3.3), zalozenych na architektuie Transformer [36] (podkapitola 3.2.2). Proto
jsem se rozhodl vyzkouset pristup, kdy je nativné anglickému modelu ALBERT, ktery
dosahuje $pic¢kovych vysledki', strojové preloZen ziskany dokument i otdzka z ¢estiny do
anglic¢tiny.

vvvvvv
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Pro porovnani jsem zvolil pro extrakci odpovédi vicejazyény model BERT (mBERT?),
ktery podporuje 104 svétovych jazyka s nejrozsahlejsi Wikipedii. Naladéni modelu je pro-
vedeno na ¢eském prekladu datové sady SQuAD 1.1 a 2.0 [16, 29]. Vysledny systém vyuziva

vvvvv

6.2 Navrh jednotlivych c¢asti systému

V této podkapitole je popsan navrh systému, tedy hlavné ¢asti retriever a reader. Diskuto-
van je také navrh vyhodnoceni systému na datasetu SQAD v3.0.

6.2.1 NAavrh cdasti retriever

Ziskani n relevantnich dokumentt, které povazujeme za nejlepsi kandidaty pro zodpovézeni
otazky, vyzaduje nékolik na sebe navazujicich kroku (viz obrazek 6.2). V ndvrhu a implemen-
taci jsou pouzity metody predzpracovani textu a rfazeni dokumenti, popsané v kapitolach 2
a 4.

Retriever dostava na vstupu otazku, ktera je také hlavnim vstupem do celého systému.
Drive, nez se na zakladé otazky zacnou primo prohledavat odstavce ceské Wikipedie, je
dobré z otazky ziskat co nejvice informaci, které by mohly vést k tém sprdvnym clankdm.
A7 po jejich ziskani jsou jednotlivé ¢lanky rozdéleny na odstavce, které jsou nasledné razeny.
K ziskani ¢élanku jsou pouzity tfi metody:

o zakladni Wiki Search nezpracované otazky, ktery nékdy prinasi uspokojivé vy-
sledky, ale vétSinou je nedostacujici,

o ziskani relevantniho titulku ¢lanku (pomoci BM25 — viz 4.2.2) z tplného vypisu
vSech titulkd a abstrakt ¢eské Wikipedie® po lemmatizaci otdzky a odstranéni stop
slov,

e rozpoznani (pojmenované) entity v otdzce, ktera by se mohla vyskytovat v titulku
¢lanku a usnadnit tim Wiki Search.

Timto je tedy ziskan seznam ¢lankt z Wikipedie, ktery je nédsledné upraven tak, aby se
v ném kazdy ziskany ¢lanek vyskytoval pouze jednou.

Jednotlivé clanky je nasledné tieba rozdélit na odstavce, normalizovat jejich délku,
lemmatizovat, odstranit stop slova a vytvorit index. Odstavce jsou poté sefazeny hodnotici
funkei BM25 a z nich vybrany prvni t¥i s nejlepsim skére. Pro vyhledavani mezi odstavci
je pouzita lemmatizovand otazka s odstranénymi stop slovy. Tt nejvhodnéjsi odstavece jsou
ziskdny v jejich puvodni, nezpracované podobé a piipadné (pfi pouziti nativné anglického
modelu ALBERT) jsou odstavce i otdzka prelozeny do anglictiny.

Nasleduje navrh struktury komponenty retriever, znazornujici podrobné jednotlivé kom-
ponenty na obrazku 6.3.

*https://github.com/google-research/bert/blob/master/multilingual.md — model BERT predtré-
novany na korpusech mnoha jazyki
Shttps://cs.wikipedia.org/wiki/Wikipedie:St%C3%A1hnut%C3%AD_datab%C3%Alze

26


https://github.com/google-research/bert/blob/master/multilingual.md
http://wikipedia.org/wiki/Wikipedie
http://St7.C3y.Alhnuty.C37.AD_databy.C3y.Alze

(Volitelné)

Zpracovani,
Vyhledani | tvorba indexu BM25 Sefazené  |Preklad | PreloZené
Clanky » Odstavce [——> —>» relevantni
odstavce
odstavce
Obrazek 6.2: Zjednodusené schéma komponenty retriever
EStrojovy preklad . L . : :
i relevantnich ! Top 3 nejvice Sefazeni ziskanych | o o :
i odstavell ! | relevantni odstavce odstaveu (BM25) i | Index ziskanych Index titulku a '
(volitelng) : odstavcl abstraktl ¢lanka |
________________ g A A i H
T : 7 A '
Prevod na mala ’ i . i ' :
pismena, tokenizace, Ziskané Index ziskanych H '
lemmatizace a odstavce odstavci : '
odstranéni stop slov ) T ; Vytvofeni indexu :
- : 4 Y :
Ziskané Rozdéleni na : :
Slanky > odstavce a ! ,
normalizace délky ! '
A ~ i | Pfevod na mala pismena, tokenizace, '
, lemmatizace a odstranéni stop slov '
: A A '
[ Wiki Search ] ' :
N \ : :
o Ziskani relevantnich : :
_ Rozpoznani titulkGi &lankd (BM25) ! :
pojmenovanych entit . Ziskané Titulky a abstrakty|
: odstavce élankh Wikipedie | !
Prevod na mala .
pismena, tokenizace, I"‘leb’;tt:;ullh‘;’ al Titulky a abstrakty
lemmatizace a ostraktu < glankd Wikipedie
odstranéni stop slov Clanku

Otazka

Obrazek 6.3: Podrobné schéma komponenty retriever

6.2.2 Navrh komponenty reader

Cast systému pro extrakci odpovédi ze ziskaného dokumentu byla navrzena ve dvou vari-

antach.

e Anglicky model ALBERT s linearni klasifika¢n{ vrstvou pro urceni zacatku a konce
odpovédi, pro ktery jsou vstupni dokumenty a otazka strojové prelozeny do anglictiny.
Vysledna odpovéd je prelozena zpét do cestiny.

e Vicejazyény model BERT (mBERT), opét s linearni klasifikaéni vrstvou pro
urceni zacatku a konce odpovédi, ktery dokaze odpovidat primo v ¢estiné.
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linearni klasifikaéni vrstva \ odpovéd

% @ ( skoremax)

argmax
mBERT / ALBERT / oodle skore \

odpoved odpoved odpoved

tokenizace + embeddings | ' ’ '

* START(n) a END(n) token
+

Obrézek 6.4: Schéma komponenty reader (kombinované pro oba navrzené systémy) pro 3
relevantni dokumenty, kde n € (1,3). Pro model ALBERT by musel probéhnout jesté
strojovy preklad finalni odpovédi do Cestiny

Pro obé varianty je postup ziskdni odpovédi (az na preklad pro anglicky model ALBERT,
ktery je vSak soucasti ¢asti retriever) shodny.

Model dostane k prec¢teni tfi nejrelevantnéjsi odstavce, ziskané komponentou retriever.
Pro kazdy odstavec je provedena extrakce odpovédi, kdy je vybrdna vzdy pravé jedna
validni odpovéd s nejvétsim ,skére” (nenormalizovana logaritmickd pravdépodobnost) pro
dany dokument. Ze ziskanych odpovédi je vybrana ta, kterou si je model nejvice jisty (méa
nejvyssi skére), a pripadné (pfi pouziti modelu ALBERT) je prelozena zpét do cestiny.
Ostatni odpoveédi jsou také ukladany — pro ziskani statistickych dat pfi vyhodnoceni. Reader
tak vybere kromé odpovédi také dokument/odstavec, ze kterého je odpovéd ziskana. Muze
tak byt pouzit pro ziskédni nékterych dalsich informaci/kontextu.

Schéma komponenty reader pro extrakci findlni odpovédi je naznaceno na obrazku 6.4.
Modely, které byly pouzity, byly blize popsany v kapitole 3, konkrétné v podkapitole 3.3.

6.2.3 Navrh vyhodnoceni

Jak uz bylo zminéno, pro vyhodnoceni byl vybran cesky dataset SQAD v3.0. Musely vsak
byt navrzeny metriky, respektujici charakteristiku datové sady a také to, Ze se systém
zameétuje na otevienou doménu. Kromé tradi¢nich metrik EM (ezact match) a F1 (popsany
blize v podkapitole 8.1) jsem se pfi ndvrhu vyhodnoceni systému snazil zohlednit nékolik
aspekti:

o Kvili oteviené doméné muze byt odpovéd nalezena z jiného kontextu, v jiném tvaru.

o Potrebujeme i metriku pro ohodnoceni samotné komponenty retriever v tispéSnosti
nalezeného dokumentu.

e Je nutné zohlednit i spravné odpovédi, které byly nalezeny, i kdyz nebyly vybrany
komponentou reader jako nejvhodné;jsi.
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Podrobnéjsi popis zvolenych metrik je uveden v podkapitole 8.1. Metriky jsou pouzity pro
porovnani variant systému i vyhodnoceni vysledné verze.

6.3 Existujici systémy pro otevienou doménu

Prikladem existujiciho systému pro QA nad otevienou doménou je systém DrQA, popsany
v dffve zminéném c¢lanku [5], prezentujici koncept névrhu retriever a reader. Systém je
pomeérné jednoduchy, svoji strukturou inspiroval i moje feseni. Byl navrzen pro odpovidani
na otazky nad anglickou Wikipedii a jeho tispésnost EM na datasetu SQuAD 1.1 je podle [5]
necelych 30 %.

Novéjsim systémem je R2-D2 [9], ktery patfil k nejuspésnéjsim systémum soutéze Neur-
IPS 2020 [25]. R2-D2, neboli Rank twice — Read twice, pouziva architekturu sestavajici ze
CtyT Casti: retriever, reranker, extraktivni a generativni reader. Retriever pouzivd DPR [11]
(popséno v ¢asti 4.2.3) a reranker vyuziva enkodér architektury Transformer. Jeho ispésnost
na datasetu NQ (Natural Questions) dosahuje 55% EM. Implementace R2-D2 se navic
snazi omezit pamétovou naroc¢nost modelu. Pro modely bez omezeni dosahuje tispésnost
téch nejlepsich F1 skére vice nez 60 %*.

Pro ¢estinu existuje systém AQA (Automatic Question Answering), poprvé prezento-
vany v praci [20] a od té doby zdokonalovany. Zminéna prace z roku 2016 poskytuje navic
benchmark pro evaluaci systému nad otevienou doménou pro dataset SQAD (v1.0). Poz-
déjsi vyhodnoceni pro zdokonaleny systém a dataset SQAD v1.1 z roku 2018 jsou uvedeny
v ¢lanku [21]. Vysledky systému, vyhodnoceného v roce 2018, jsou shrnuty v tabulce 6.1.
Novéjsi vyhodnoceni systému fungujiciho nad otevienou doménou pro dataset SQAD v3.0
nejsou k dispozici.

AQA EM [%] | pocet testovacich vzorka
SQAD v1.0 | 49,83 3301
SQAD v1.1 | 38,08 3301

Tabulka 6.1: Uspésnost systému AQA v presné shodé s referenéni odpovédi na datovych
sadach SQAD 1.0 a 1.1

Paralelné s vyvojem mého systému vznika také diplomova prace s nazvem Vicejazycniy
systém pro odpovidani na otdzky nad otevrenou doménou studenta Be. Michala Slavky, pod
vedenim Ing. Martina Fajc¢ika. Ta se zabyva tvorbou open-domain systému schopného od-
povidat na otazky v 17 jazycich. Pro komponentu retriever pouziva prace taktéz hodnotici
funkci BM25. Co se tyka Casti reader, experimentuje prace, podobné jako ta ma, s vice
pristupy. Jeden z nich vyhledavid dokumenty pouze v angli¢tiné a vyuziva strojového pre-
kladu ptvodnich otazek. Odpovéd v anglictiné je pak znovu prelozena do ptivodniho jazyka.
Druhy se zabyva pouzitim vicejazytného modelu. Pro reader je pouzit, na rozdil od této
prace, generativni model T5 a (vicejazycény) mT5.

“Nejlepsi vysledky na datasetu Natural Questions jsou dostupné z https://ai.google.com/research/
NaturalQuestions/leaderboard.
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Kapitola 7

V4

Implementace a pouzité
technologie

Obsahem této kapitoly je vycet pouzitych ndstroji a popis implementace jednotlivych ¢asti
systému. Je popsano, jak a pomoci jakych knihoven byl navrh z kapitoly 6 realizovan a jaké
problémy bylo potfeba vyftesit. Rozebrano je také zpracovani dat potfebnych pro funkci
systému i jeho vyhodnoceni.

7.1 Pouzité nastroje a technologie pro implementaci

V této podkapitole jsou popsany technologie a knihovny pouzité pri implementaci vysled-
ného systému.

Pro implementaci byl vybran jazyk Python (3.7.10), ktery nabizi nejvétsi mnozstvi
knihoven a nastroji pro realizaci systému. Zaroven je vhodny ke zpracovani dat a je sym-
paticky svou jednoduchou syntaxi. Nabizi také prostredi Jupyter notebook, které je velmi
pohodlné pro praci s daty a vyvoj.

Nékteré knihovny implementuji poznatky popsané v kapitolach 2, 3 a 4. Knihovny
bézného charakteru, jako je napriklad json, jsou z nasledujiciho vyc¢tu vynechéany.

« PyTorch' je open-source framework pro strojové uceni, zejména pro zpracovani ob-
razu a prirozeného jazyka.

Nabizi implementace mnohych druhti neuronovych siti a tensorovych operaci s GPU
akceleraci (CUDA).

« HuggingFace — Transformers” je populdrni (open-source) implementaci nejzna-
méjsich architektur Transformers, jako je BERT, ALBERT, RoBERTa, XLM atd.,
vyvinutd spolecnosti HuggingFace. Nabizi nastroje pro jednoduchou praci s modely,
predzpracovani jejich vstupu, trénink apod. Pro implementace model obecného vy-
uzit{ typu BERT nabizi také jejich verze pro konkrétni ulohy, jako je odpovidani na
otazky (extrakce odpovédi). Pro kazdou architekturu je k dispozici typicky nékolik
predtrénovanych verzi (BERT base, BERT large ... ), které je mozné dotrénovat pro
specificky tkol.

https://pytorch.org/
“https://huggingface.co/transformers/
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HuggingFace — Datasets® umoziuje snadnou praci s vefejné dostupnymi datasety.
Usnadnuje jejich nacteni a efektivni predzpracovani.

Diky dostupnosti zdrojovych kédt umoznuje také tpravu skriptu pro nacteni jiné
datové sady, kterda doposud v oficidlnim seznamu knihovny neni dostupna.

DeepPavlov’ je open-source framework, postaveny na Pytorch, TensorFlow® a Ke-
ras, pro usnadnéni vyvoje a vyzkumu v oblasti zpracovani prirozeného jazyka, kon-
krétné dialogovych systémii.

Rank-bm25° je knihovnou implementujici hodnotici algoritmy z rodiny BM25 [35]
(Okapi, BM25+, BM25L).

Nabizi velmi jednoduché API pro indexaci a fazeni dokument.

NumPy' nabizi jako knihovna s licenci BSD velmi efektivni operace pro praci s vek-
tory, maticemi a vicerozmérnymi poli.

NLTK® (Natural Language Toolkit) je open-source knihovna nabizejici nastroje pro
zpracovani textu a prirozeného jazyka.

Prostrednictvim jednoduchého API umoznuje tokenizaci (véetné déleni na véty), ste-
matizaci, nebo tagovani ¢asti textu.

MorphoDiTa’ je open-source nastrojem pro morfologickou analyzu, umoznujici na-
priklad tokenizaci nebo lemmatizaci ¢eského textu [34]. Pro pouziti je potieba také
natrénovany jazykovy model, ktery je k dispozici na webovych strankach” pro éestinu
a angli¢tinu. Jednoduché API pro praci s MorphoDiTou nabizi knihovna corpy'’.

Majka'! [42] je morfologickym analyzatorem, zalozenym na morfologickych slovni-
cich. Slovniky jsou dostupné pro celou fadu jazyku, mj. pro ¢estinu, slovenstinu, pol-
stinu a angli¢tinu.

Wikipedia (api)'? je knihovna, usnadnujici vyhleddvani, ziskavani a parsovani élan-
ki z Wikipedie. Nabizi velmi jednoduché API pro vyhledavani ¢lankt a ziskavani
jejich textového obsahu.

Googletrans'® nabizi API pro piistup k funkcionalité Piekladace Google. Jedna
se o neoficialni implementaci piistupu k prekladaci a kvili omezenim na mnozstvi
prekladanych znaku nezajistuje stabilni funkénost.

3https :
4https :
5https :
6https :
7https :
8https :
9https :
1Ohttps :
11https :
12https :
13https :

//huggingface.co/docs/datasets/
//deeppavlov.ai/

//tensorflow.org/
//github.com/dorianbrown/rank_bm25
//numpy.org/

//www.nltk.org/
//ufal.mff.cuni.cz/morphodita
//corpy.readthedocs.io/en/stable/api/morphodita.html
//nlp.fimuni.cz/czech-morphology-analyser/
//github.com/goldsmith/Wikipedia
//github.com/ssut/py-googletrans
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« Jupyter Notebook'’ je open-source webova aplikace pro interaktivni spousténi
Python kédu v tzv. bunkich. Kromé zrojového koédu umoznuje také vkladani textu,
vizualizaci dat, vkladani obrazku a graft nebo spousténi skripti.

« Google Colab'’ je sluzba, nabizejici piistup k virtudlnimu stroji, umoziiujici spous-
téni Jupyter Notebooku v cloudu. Virtudlni stroje nabizi (bez rozsifené placené verze)
asi 12 GB RAM, lozisté s moznosti pripojeni a piistupu ke Google Drive a vykonné
GPU s paméti 16 GB, vhodné pro akceleraci vypocti. Dokonce jsou dostupna i béhova
prostiedi s TPU pro paralelizaci vypoctu. Béhova prostredi vzdy disponuji mnozstvim
predinstalovanych, bézné pouzivanych knihoven (PyTorch, TensorFlow a dalsi).

7.2 Zpracovani pouzivanych dat

Tato podkapitola popisuje data, se kterymi se v prubéhu implementace nakldada. Nejprve
je popsano zpracovani dataseti SQuAD, na kterych je trénovana komponenta reader. Poté
je objasnéno zpracovani dumpt, které obsahuji titulky a abstrakty ¢lankt ceské Wikipe-
die. Vysvétleno je také parsovani ceského datasetu SQAD v3.0 a format ulozeni odpovédi
systému pro pozdéjsi evaluaci.

7.2.1 Predzpracovani datové sady SQuAD

Pro stazeni a zpracovani datasetu SQuAD byla pouzita knihovna Huggingface datasets,
kterd nacte trénovaci dataset dostupny ve formatu JSON. Pro nacteni je pouzit skript
squad.py, ktery lze diky open-source povaze knihovny upravit a pouzit i pro nacteni ¢eského
prekladu datasetu SQuAD [15] (viz czech _squad.py a czech__squad2.py). Stejné jednoduchy
postup lze pouzit i pro nacteni verze 2.0 datasetu.

Po nacteni obsahuje dataset polozku train a walidation — pro trénink a vyhodnoceni
modelu pro extrakci odpovédi. Velikosti jednotlivych ¢asti jsou zminény v tabulce 5.2. Kazda
otazka ve SQuAD datasetu obsahuje id, titulek, kontext (dokument), otdzku a odpovéd.
Moznych odpovédi muze byt i vice. Pro odpovéd je také uveden index znaku, na kterém
v pasadzi zacind.

Z knihovny transformers je potieba nacist tokenizér, ktery prevede otazku a kontext
kazdé polozky v datasetu do podoby stravitelné modelem (tokeny reprezentovany pomoci
token ID predtrénovaného slovniku modelu a speciélni tokeny jako [CLS] a [SEP]). Pro vice-
jazycny BERT lze pouzit BertTokenizerFast, pro ALBERT zas AlbertTokenizerFast.

Modely BERT a ALBERT zalozené na Transformer architektuie maji pevné danou
maximalni délku vstupni sekvence tokenid. Proto je potreba tokenizér nastavit tak, aby
byly pfilis dlouhé vstupy rozdéleny na sekvenci kratsich, idedlné s néjakym presahem za
sebou nasledujicich oddélenych ¢asti (return_overflowing_tokens=True).

P1i praci s odpovédi je v datasetu vyznacen pouze index poc¢atecniho znaku. Nastavenim
tokenizéru return_offsets_mapping=True ziskdme pro kazdy token také indexy vstupniho
Fetézce, na kterych se dany token nachézi.

“https://jupyter.org/
Bhttps://colab.research.google.com/notebooks/intro.ipynb
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S pouzitim popsanych metod jsou k pivodnimu datasetu pridany informace o indexu
pocatecniho a koncového tokenu kazdé odpovédi (muze se liSit pro ruzné tokenizéry).

Funkce, kterd zpracovani implementuje, byla vypijéena z HuggingFace notebooku'®
a pomoci metody map () tfidy Dataset je aplikovana na vSechny vzorky datasetu.

7.2.2 Prace s dumpem Wikipedie

V praci byly pouzity dva rizné soubory pro ziskani relevantnich ¢lanka Wikipedie. Prvnim
je dump s nazvy ¢lankt a druhym je dump abstrakti.

Soubor s nazvy ¢lankt je pouze jednoduchy text snadny pro zpracovani. Na kazdy radek

souboru pripada jeden nazev ¢lanku. Pred vytvorenim indexu je tedy tfeba pouze nahradit
podtrzitka v ndzvech mezerou a ulozit nazvy jednotlivych ¢lanka do seznamu.
XML souboru. Kazdy zdznam obsahuje titulek, url, text abstraktu a odkazy. Po nacteni je
dump zpracovan tak, ze je ponechana pouze informace o nazvu ¢lanku a text jeho abstraktu.
Vysledny zpracovany dump je ulozen jako soubor JSON o asi ¢tvrtinové velikosti puvodniho
XML souboru. Ziskani a zpracovani konkrétnich ¢lanki je popsano az v podkapitole 7.4.

7.2.3 Extrakce informaci z datasetu SQAD
Dataset SQAD v3.0 [22] je dostupny ve velmi specifické struktute. Jednotlivé otdzky datové

sady jsou rozesety po 13476 slozkéch (kazda obsahuje jeden zéznam), z nichz kazda ¢itd 7-9
souboru formatu VERT. Dtlezité pro nas jsou pouze soubory obsahujici otdzku a extrakci

odpovédi. Na obrazku 7.1 je priklad formatu, ve kterém jsou otdzky a odpovédi ulozeny.

<S>
Kdy kdy k6eAdl
se se k3xPyFc4

narodil narodit k5eAaPmAgMnS
herec  herec  klgMnScl
Ivan Ivan klgMnScl
Trojan Trojan klgMnScl
<g/>

? ? kIx.

</s>

Obrézek 7.1: Piiklad formétu polozky (otazky) datasetu SQAD v3.0

Pro kazdy zaznam musi byt tedy otevieny a zpracovany soubory obsahujici otazku
a odpovéd. Prvni sloupec souboru obsahuje na kazdém radku token otazky, resp. odpovédi,
druhy sloupec jejich lemmata. PTi zpracovani je také potieba brat ohled na specidlni znaky.

Pro kazdy zdznam je ulozena otazka, extrakce odpovédi a lemma extrakce odpovédi.
Zéaznamy obsahujici ano/ne odpovédi byly ze zpracovani vynechdny. Zpracovany dataset je
ulozen ve formatu JSON (obr. 7.2) pro jeho pozdéjsi snadnéjsi a rychlejsi pouziti.

6Notebook je dostupny z adresy https://colab.research.google.com/github/huggingface/notebooks/
blob/master/examples/question_answering.ipynb.
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question: "Kdo je autorem novely Létajici jaguar? ",
answer: "Josefa Formanka ",
answer_lemma: "Josef Formanek "

h

2:{
question; "Jak se nazyva véda zabyvajici se houbami? ",
answer: "mykologie ",
answer_lemma: "mykologie "

h

Obrazek 7.2: Priklad forméatu zpracovaného datasetu SQAD v3.0

7.2.4 Ukladani dat pro vyhodnoceni systému

Pro ulozeni vysledki byl opét zvolen format JSON, aby mohla byt evaluace provedena az
po ziskani odpovédi.

3:{
question: "Jaky je oficialni nazev Rakouska? ",
answer: "Rakouska republika ",
answer_orig: "Republic of Austria”,
answer_sqgad: "Rakouska republika ",
answer_sgad_lemma: "rakousky republika ",
articles: [
"Dé&jiny Rakouska",
"Oficialni server”,
"Mistrovstvi Evropy ve volejbale zen 2007",
"Rakousko”
.
document; "Rakousko, plnym nazvem Rakouska republika
all_answers: [
" Rakouska fise ",
" Rakouska republika ",
" Osterreich"
.
scores: [
"2.37",
"15.91",
"6.53"

all_documents: [
"Zahy po svém nastupu na triin musel Frantigek II. (17
"Rakousko, plnym ndzvem Rakouska republika (néme
"Némecky nazev Osterreich pochazi ze staronémecke

2

Obrazek 7.3: Priklad formatu ulozené odpovédi s doplitkovymi informacemi

Pro kazdy zodpovézeny zdznam je ulozeno ¢islo otazky — ,,3%, otazka — question, odpo-
véd — answer, origindlni/nepteloZzend odpovéd — answer__orig (pfi pouziti modelu mBERT
shodnd s answer), referencni odpovéd dle datasetu SQAD — answer_sqad a jeji lemma —
answer_sqad__lemma. Déle jsou pro podrobnéjsi analyzu vysledku k dispozici nazvy ¢lan-
ki — articles, které systém prohledaval, kontext — document, ze kterého byla finilni odpovéd
vybrana, prvni t¥i nejlepsi odpovédi — all _answers a skore — scores jednotlivych odpovedi
z all_answers. K dispozici jsou také plné texty nejrelevantnéjSich pasazi ziskanych kompo-
nentou retriever — all documents.
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Soubor zodpovézenych ziznami je pak pojmenovan podle toho, jaky rozsah otazek
obsahuje a pridano je i ¢asové razitko.

answers__1-3000__ 04-04-2021__09:53.json

7.3 Implementace a trénink komponenty Reader

Pro implementaci komponenty reader byla pouzita knihovna transformers od Hugging-
Face, kterd nabizi velmi jednoduché rozhrani pro trénink modela.

7.3.1 Trénink

Pro trénink ALBERT modelu byla pouzita tiida AlbertForQuestionAnswering a pred-
trénovany model albert-base-v2'’" (11 milionti parametrt). Model nenf pifli§ velky a do-
sahuje podobnych vysledki, jako jeho vétsi verze large nebo xlarge. Pro jeho naladéni
(fine-tuning) byl pouzit dataset SQuAD 1.1 a 2.0.

Pro druhy model byl pouzit BertForQuestionAnswering z knihovny transformers
a piedtrénovany model bert-base-multilingual-cased'® (110 milionti parametri). Pro
fine-tuning byl pouzit ¢esky preklad datasetu SQuAD 1.1 a 2.0. Pro nacteni obou datasett
byl pouzit upraveny skript squad.py'? (viz skript czech_squad(2) .py).

Vsechny modely byly trénovany pomoci tfidy Trainer s nasledujicimi parametry:

o batch size (velikost dévky) — 16

e learning rate (rychlost uéeni) — 2e—5
e weight decay — 0,01

e pocet trénovacich epoch — 3

Po naladéni je tspésnost modelu (viz podkapitola 8.1) na jejich valida¢nich datasetech
nasledujici (tabulka 7.1). Oba modely byly trénovany na GPU ve sluzbé Google Colab.

ALBERT | SQuAD 1.1 | SQuAD 2.0 || mBERT | cz_ SQuAD 1.1 | cz_ SQuAD 2.0
EM 82,14 78,33 EM 68,52 66,47
F1 89,58 81,55 F1 77,72 69,54

Tabulka 7.1: Uspésnost modelit na valida¢nich datasetech (v %)

7.3.2 Extrakce odpovédi

Trida zajistujici extrakci odpovédi se nazyva Reader a pro extrakci odpovédi z kontextu je
nejprve potieba vytvorit jeji instanci. Vétsina parametri pro inicializaci je volitelna, musi
vSak byt zaddna alespon cesta k natrénovanému modelu v tlozisti (model_checkpoint)
a jeho typ (model_type). Muze byt upravena také maximalni délka ziskané odpovédi (po-
moci parametru max_answer_length) a max. pocet validnich odpovédi (n_best_size),

"https://huggingface.co/albert-base-v2
Bhttps://huggingface.co/bert-base-multilingual-cased
Yhttps://github.con/huggingface/datasets/blob/master/datasets/squad/squad.py
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které model vybere. Reader nacte tokenizér a model, ktery bude pro extrakci odpovedi
vyuzivat a pouzije pro jejich akceleraci GPU, pokud je k dispozici.

Pro extrakci odpovédi je poté mozné volat jedinou instanéni metodu get_answers, ktera
vyzaduje jako parametry otdzku a kontext. Vraci pole o velikosti n_best_size obsahujici
nejlepsi kandidaty pro odpovéd. Kazda odpovéd se sklada z textu "text" a skére "score".

Pro kazdy dokument je vybrana nejlépe ohodnocend odpovéd s neprazdnym textem.

7.4 Implementace komponenty Retriever

Pro ziskani relevantnich dokumentti je implementovana tiida Retriever. Pro jeji iniciali-
zaci je tfeba zadat cestu k modelu pro nédstroj MorphoDiTa (dita_file), ktery provadi
lemmatizaci, cestu k souboru s titulky ¢lanktu Wikipedie (wiki_titles) a ke zpracova-
nému JSON souboru s abstrakty Wikipedie (wiki_abstracts). Misto MorphoDiTy muze
Retriever pouzit i ndstroj Majka (majka=True), pro ktery je potfeba zadat cestu k sou-
boru s morfologickym slovnikem (majka_file). Pokud neni k dispozici zpracovany soubor
s abstrakty, lze ptuvodni dump abstraktu prevést na formatovany JSON pomoci funkce
parse_abstracts().

Pri vytvareni instance t¥idy Retriever je nacten lemmatizator, sestaven index titulkt
¢lanku a index abstraktu clankt Wikipedie, nacten tokenizér (rozdéleni na véty) a model
pro rozpoznavani entit (pro stazeni je tfeba nastavit parametr download_ner_model=True).
Lze dodat také vytvoreny index abstraktu (parametr index_file).

Pouzita stop slova — Pokud je potieba pii zpracovani textd v pribéhu vyhledavani
relevantniho dokumentu odstranit stop slova, je pro to vyuzit nasledujici seznam [37]:

kdy byt a se v na ten on ze s z ktery mit do ja o k i jeho ale svij jako za moci pro tak po tento
co kdyz vSechen uz jak aby od nebo Fici jeden jen mij jenz ty stdt u muset chtit také az nez
jesté pri jit pak pred vsak ani védét hodné podle dalsi cely jiny mezi dat tady tam kde kazdy
takovy protoze nic néco ne sam bez ¢i dostat néjaky proto

Dale je k dispozici seznam pro odstranéni interpunkce:
L2 () s

Tvorba indexu — Pro vytvoreni indexu pro prohledavani je pouzita tfida BM250kapi
dfive zminéné knihovny rank-bm25. Kazdy titulek /abstrakt je preveden na mald pismena,
lemmatizovin a poté jsou z néj odstranéna stop slova. Ziskany jsou zpracované tokeny
kazdého titulku/abstraktu. Index titulki/abstrakti je poté vytvoren pomoci BM250kapi
z takto zpracovanych titulki/abstrakti.

Rozpoznani pojmenovanych entit (NER - Named Entity Recognition) je dalsi tloha
na poli NLP. Uvedme alespon ptiklad jejitho pouziti:
Kdy vynalezl Alfred Nobel dynamit? — Alfred Nobel

NER miize usnadnit vyznaceni klicovych slov pro vyhledavani.
Pro rozpoznani pojmenované entity v otazce je pouzita knihovna deeppavlov. Vyuziva
natrénovany model ner_ontonotes_bert_mult, ktery je nacten funkci build_model ().
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7.4.1 Ziskani relevantnich dokumentu

Inicializace instance t¥idy Retriever trva, hlavné kvili tvorbé indext a nac¢teni modelu pro
NER, pomérné dlouho?. Po jeho inicializaci je potfeba pro ziskani relevantnich dokumenti
pouze jedind instancni metoda retrieve (), kterd pro zadanou otazku ziska n relevantnich
dokumentt (dle parametru max_docs).

Ziskani dokumentii probtha v téle metody retrieve() nasledovné:

1. Nejprve jsou ziskdny nazvy ¢lankt metodou get_doc_list(), které jsou vysledkem
vyhledavani metody search() knihovny wikipedia. Jednotlivé vstupy do vyhleda-
vani jsou nasledujici:

o V otdzce jsou rozpoznany pojmenované entity (pomoci NER).

o Otéazka je prevedena na mald pismena, lemmatizovana a jsou z ni odstranéna
stop slova.

— Pomoci metody vytvoreného indexu titulku (get_top_n()) je ziskén nejre-
levantnéjsi titulek ¢lanku vzhledem k otazce.

— Pomoci metody vytvoreného indexu abstraktu (get_top_n()) je ziskén nej-
relevantnéjsi titulek ¢lanku vzhledem k otazce.

o Otéazka je pro vyhledani pouzita nezpracovana.
Pokud jsou nékteré vysledky vyhledavani stejné, je pouzit pouze jeden z nich.

2. Pro kazdy ziskany néazev clanku je ziskan jeho textovy obsah metodou page() kni-
hovny wikipedia. Ten je rozdélen na jednotlivé odstavce a jsou z néj odstranény
nepotrebné ¢asti jako reference a odkazy.

3. Je zkontrolovano, jestli néktery z odstavcli nepresahuje maximalni délku. Je-li potfeba
odstavec dale rozdélit, je pouzita metoda normalize_length(), kterd vyuziva tokeni-
zéru knihovny nltk. Ten rozdéli odstavec na véty, které spojuje, dokud neni dosazeno
maximélni délky pasaze. Pro zbyvajici véty je vytvoren dalsi odstavec, ktery obsahuje
také posledni 2 véty odstavce predchazejiciho.

4. Po normalizaci délky ziskanych odstavcu je potieba ziskat jejich zpracovanou verzi,
aby mohl byt sestaven index pro vyhledavani. Kazdy odstavec je tedy preveden na
mald pismena, lemmatizovin a jsou z néj odstranéna stop slova (a interpunkce). Pro
kazdy odstavec je ziskan seznam takto normalizovanych tokenu, které jsou pouzity
pro tvorbu indexu BM25P1lus (v zdvislosti na vyhodnoceni provedené v ¢lanku [35])
pro vyhledavani.

5. Puvodni lemmatizovand otdzka bez stop slov prevedeni na mald pismena je pouzita
pro vyhledani v indexu ziskanych odstaved pomoci metody get_top_n(). Tim jsou
ziskany (nezpracované”!) nejrelevantnéjsi odstavee — pasaze pro danou otézku.

Tnicializace trva asi 10 minut, pokud neni potieba stdhnout deeppavlov model pro NER. Pokud lze
nacist vytvoreny index pomoci modulu pickle, mize to byt pouze kolem jedné minuty.
2lzpracovani odstavet probihd pouze pro tvorbu indexu jednotlivich pasazi.
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Nalezeni odpovédi na otazku
Cely tok programu systémem je nasledujici:

e Je vytvorena instance tiidy pro extrakci odpovédi Reader, instance t¥idy pro ziskani
relevantnich dokumentti Retriever a také instance prekladace Translator knihovny
googletrans (pouziti modelu ALBERT).

e Po zadani otazky je volana funkce find_answer (), ktera ziska odpovéd na otazku.

— Pomoci komponenty retriever jsou ziskany relevantni dokumenty

— V pripadé pouziti nativné anglického modelu ALBERT jsou dokumenty spolu
s otazkou prelozeny pomoci funkce translate() do angli¢tiny.

— Pro kazdy ziskany dokument je provedena extrakce odpovédi a vybrana nejlépe
ohodnocena neprazdna odpovéd.

— Ze ziskanych extrakci odpovédi z jednotlivych dokumenti je vybrana ta, kterd ma
nejvyssi skére. Pouzita je metoda argmax() knihovny numpy. Pomoci ziskaného
indexu (nejvyssi hodnoty skore) je vybran dokument i odpovéd.

— Vybrana odpovéd je pri pouziti modelu ALBERT prelozena zpét do cestiny.

— Funkce vraci odpovéd. Pro podrobné vyhodnoceni dale: dokument, ve kterém
byla odpovéd nalezena, seznam nejlepsich odpovédi, seznam skére nejlepsich od-
povédi, seznam ¢lankt Wikipedie, které byly pro nalezeni odpovédi prochazeny
a seznam nejlepsich pasazi, ze kterych byla provedena extrakce.

Implementace demonstracni aplikace

Pro pfedvedeni funkénosti systému byla vytvorena demonstraéni aplikace’?, pro kterou byl
implementovan webovy server. Ten je napojen na jiz dfive existujici webovy klient. V ramci
prace byl tedy pro aplikaci vytvoren pouze backend.

Webova aplikace ga_Responder
(frontend) (systém)

Obrazek 7.4: Schéma architektury demonstra¢ni webové aplikace

Schéma architektury je naznaceno na obrazku 7.4. Pro realizaci jednoduchého serveru
byl pouzit framework Flask?’. Pomoci néj je implementovana obsluha nékolika jednodu-
chych pozadavku, které jsou klientem zasilany.

V pripadé dotazu GET muze server poskytnout konfiguraci modelu, vycet preddefinova-
nych ukazkovych otazek a JSON schémata, ktera urcuji strukturu konfigurace, pozadavku
a odpoveédi.

Pri zaslani pozadavku POST ziskd server navic data ve formatu JSON, kterda obsa-
huji otazku a pozadovanou konfiguraci systému. Server vola pro ziskani odpovédi metodu
find_answer() tildy ga_Responder, kterd zastiesuje systém pro odpovidani.

22Demonstraéni aplikace je dostupnd z adresy http://r2d2.fit.vutbr.cz/.cs.
Bhttps://flask.palletsprojects.com/
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Metoda ziskd odpovéd na otazku a vrati ji v uréeném formatu. Server poté zasle odpoved
ve formatu JSON klientovi, a tim je obslouzen jeho pozadavek.
Odpovéd serveru ve formatu JSON obsahuje:

o otazku,

o jednotlivé odstavce, jejich skére (ziskdno hodnotici funkci BM25) a titulek ¢ldnku
kazdé pasaze,

e jednotlivé odpovédi a jejich skére, pro kazdou index odstavce, ze kterého pochazi
a také index znaku zaCatku, resp. konce odpovédi (tzv. char_offset).

Maximalni pocet ziskanych pasizi a odpovédi je uréen konfiguraci pozadované klientem,
kterd je zaslana jako soucdst dotazu.

Jaky je stavovy Ciselny kod vraceny serverem, kdyZ nenalezne poZadovany soubor?

Odeslat

Nejlepsi ziskana extrakce odpovédi:

404

I:Iryvky:
“HTTP 404" - skare z retrieveru: -0.1980

MejlepSich 5 z 5 odpovédi extrahovanych z tohoto dryvku:

- skire z extraktivniho readeru: -0.8846 (kliknutim uzaméete)

Text:

EdDd nebo Not Found! stavovy kdd ze skupiny klientskych chyb, vraceny serverem v

pfipadé, Ze poZadovany soubor nebyl nalezen. Stavovy kdd HTTP pratokolu navrhl
Timothy Berners-Lee (zakladatel www). Stalo se tak na konsorciu W3C v roce 1992, Kady
chyb se staly sougasti specifikace HTTP verze 0.9, jako zéaklad se pouZily stavy z FTP

Obrazek 7.5: Priklad pouziti rozhrani webové aplikace. Na obrazku je vidét otdzka, nejlepsi
nalezend odpovéd a jeden ze ziskanych dryvka textu. U daného uryvku je uveden nazev
¢lanku, ze kterého byl ziskan, skore ziskané komponentou retriever a nejlepsi odpovédi. Pro
kazdou odpovéd je uvedeno jeji skore dle extrakce komponentou reader
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Kapitola 8

Vyhodnoceni systému a rozbor
chyb

V této kapitole jsou popsany vysledky dosazené vytvorenym systémem. Popsan je vliv
pouzitého modelu, trénovaciho datasetu a pouzitého néstroje pro morfologickou analyzu.
Nejprve jsou popsany standardni i specidlni metriky, na nichz je ispésnost systému prezen-
tovana. Porovnany jsou jednotlivé varianty systému a je provedena i jejich ruc¢ni evaluace.
Vysledky jsou poté poméreny s jinym existujicim fesenim. Jsou analyzovany chyby a jejich
pric¢iny. Kapitola konéi diskuzi o dalsim vyvoji a vylepsSenich.

8.1 Vysvétleni zakladnich metrik

Tato podkapitola vysvétluje metriky pouzité pro vyhodnoceni systému. Popsany jsou stan-
dardni metriky jako EM a F1 pouzivané pro QA systémy a také metriky zachycujici specifika
oteviené domény.

Metody EM a F1 (pouzivané pro vyhodnoceni modelt na datasetech SQuAD [29, 28]),
MRR (napf. pro [32]) a ¢astecné T3M jsou standardni metriky pouzivané pro vyhodnoceni
vétsiny podobnych systému. Ostatni metriky jsou obménou téch standardnich, navrzené
specificky pro vyhodnoceni tohoto systému.

8.1.1 Exact Match (EM)

Ezact match, neboli presna shoda, je jednoduché standardni metrika, ktera ale muze dis-
kriminovat dostacujici odpovédi s pouze malymi rozdily oproti referenénim vysledktm. Jeji
hodnota muze byt bud 1 (pokud je shoda dosazena) nebo 0 (pokud se oproti referenéni
hodnoté vysledek lisi, byt jen v jednom znaku). Na piikladu je ukdzka penalizace odpovédi,
kterd byla dokonce specifi¢téjsi, nez referencéni odpovéd.

otazka: Kde se narodil Gabriel Jonas Lippmann?
referencni odpovéd: Bonnevoie

odpovéed systému 1: Bonnevoie, Lucembursko - EM = 0
odpovéed systému 2: Bonnevoie — EM = 1

Pri vyhodnocovani je referencni i ziskand odpovéd prevedena pred porovnanim na malad
pismena. Pfi vyhodnocovani varianty systému s modelem ALBERT je brana v tivahu i pi-
vodni, neprelozena odpovéd.
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8.1.2 Exact Lemma Match (ELM)

ELM je specidlné navrzend metrika pro toleranci drobnych rozdili oproti referen¢ni odpo-
védi. Kromé prevedeni na mala pismena jsou odpovédi pred porovnanim také lemmatizo-
vany. Skére ELM je tedy typicky vyssi, nez EM.

otazka: Kdy se kond dostihovy zdvod Velka pardubicka?
referencni odpovéd: druhou fijnovou nedéli

odpovéd systému: druha rijnova nedéle

EM=0,ELM =1

Skére ELM nabyva opét hodnoty bud 1 (spravné), nebo 0 (Spatné), stejné jako metrika
EM. ELM pro ptiklad uvedeny v 8.1.1 by bylo také 0.

8.1.3 Naivni skére (INS)

Naivni skére je nejbenevolentnéjsi metrikou. Zjistuje se, zda-li je odpovéd, nebo jeji lemma,
podretézcem referencni odpovédi, nebo jejiho lemmatu, pripadné naopak. Snaha je tedy
zachytit co nejvice alespon ¢astecné spravnych odpovédi. Naivni skére (NS) piikladu uve-
deného v podkapitole 8.1.1 a 8.1.2 je tedy 1.

8.1.4 Top 3 Match (T3M)

T3M je obdobou EM (podkapitola 8.1.1), pro shodu je vSak testovdna kazda z nejlepsich
tFech (3) nalezenych odpovédi (pripadné TAM — nejlepsich £ odpovédi). Muzeme tedy urcit,
v kolika ptipadech (oproti EM) systém nasel spravnou odpovéd, ale nevybral ji, protoze
nedosahla nejvyssiho skére. T3M nabyva opét hodnoty 0, nebo 1.

8.1.5 MRR

MRR (Mean Reciprocal Rank) je obdobou T3M, zohledniuje vSak, na kolikdtém misté byla
odpovéd nalezena (T3M zohlednuje pouze to, jestli viibec). Pokud méa odpovéd shodné s tou
referenéni nejvyssi skére (byla vybréna), hodnota MRR je 1, pokud byla na druhém misté,
hodnota je 1/2, pokud na tfetim, hodnota MRR je 1/3 a tak déle. Pokud nebyla odpovéd
nalezena viubec, hodnota MRR je 0 [7].

8.1.6 F1 skére

Je jakymsi kompromisem mezi naivnim skére a EM. Pfi jeho vypoctu jsou pouzivany dvé
metriky — recall (iplnost) a precision (presnost) [19].

precision - recall

F1=2 — (8.1)
precision + recall
t t
recall = —2—— precision = P (8.2)
tp+ fn tp+ fp

o tp — true positive — znaky (pocet) spole¢né pro ziskanou i referenéni odpovéd
o fn — false negative — znaky, které jsou v referenéni odpovédi, ale chybi v ziskané

o fp — false positive — znaky, které nejsou v referencni odpovédi, ale prebyvaji v ziskané
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Obvykle jsou definice tp, fn a fp uvadény pro tokeny, ne znaky, chceme ale vice zohlednit
morfologii ¢estiny a drobné rozdily v odpovédich, vztahujici se k oteviené doméné. Napriklad
augustiansky /augustidnskych — pi porovnavani tokenti bychom nedosahli zédné shody. F1
skore je pocitano pouze, pokud je ziskana odpovéd podietézcem té referen¢ni, nebo naopak.

Pro piiklad:

otazka: Odkud byla anglicka kapela The Beatles?
referencni odpoved: z Liverpoolu
odpovéd systému: Liverpoolu

je tedy precision =1, recall = 0,83 a F1 = 0,91.
Pro priklad z 8.1.1

otazka: Kde se narodil Gabriel Jonas Lippmann?
referencni odpoved: Bonnevoie
odpovéed systému: Bonnevoie, Lucembursko

je precision = 0,41, recall =1 a F1 = 0, 82.

F1 tedy zohledniuje presnost i uplnost odpovédi a je velmi smérodatnou metrikou pri
odpovidani na otazky.

8.1.7 Lidské vyhodnoceni

Oteviend doména je problematicka pro automatické vyhodnocovani. Jak je uvedeno napii-
klad v [25], otdzka muze mit vice moznych odpovédi, pokud neni jednoznaéné poloZena.
Odpovéd muze byt také obecnéjsi, nebo specifi¢téjsi (pf. z podkapitoly 8.1.1), ale stéle
odpovidat na otazku. Z ¢lanku [25] tedy vyplyva, Ze systémy jsou hodnoceny 1épe pii vy-
hodnoceni lidmi. Konkrétné, procento odpovédi oznacenych jako ,rozhodné spravné® bylo
u systému v pruméru o 17-25 % lepsi, nez pouhé porovnani retézcu odpovédi pomoci EM.

Proto je ndhodné vybrano 200 otazek pro lidské vyhodnoceni kazdé varianty systému,
aby se vzal alesponn minimélni ohled na diskrimina¢ni povahu automatické evaluace.

8.2 Vyhodnoceni vysledného open-domain systému

Pro vyhodnoceni celého systému byla vybrana datova sada SQAD v3.0 [32], ze které byly
odebrany ano/ne otézky.
Pro kazdou metriku z podkapitoly 8.1 bylo pouzito vzorce 8.3:

, 1
skére = N Z Sk, (8.3)

kde Sy, je skore S (napt. EM) pro odpovéd k a N je celkovy pocet odpovédi. Skére na celém
datasetu je tedy prumérem jednotlivych skére Sy vsech zodpovézenych otazek.

V této podkapitole jsou shrnuty a porovnany vysledky systému na testovaci sadé. Pro
kazdou variantu systému bylo provedeno vyhodnoceni pouze na (stejné) ¢tvrtiné! data-
setu, ktera byla ziskdna vybranim kazdého c¢tvrtého vzorku. Pro vitéznou variantu bylo
vyhodnoceni provedeno na vsech (vice jak 11000) otazkach.

Velikost ¢tvrtiny datasetu je 2819 vzorki — srovnatelné s poctem vzorkt pii vyhodnoceni AQA v [21].
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8.2.1 Model ALBERT a strojovy preklad

Tato ¢ast prezentuje vyhodnoceni systému s reader modelem ALBERT, pro ktery jsou
ziskané pasize a otazka strojové prekladany do anglictiny. Vyhodnoceni probéhlo pro 4
varianty: porovnan byl trénovaci dataset — SQuAD 1.1/2.0 (SQ1.1/2.0) a néstroj pouzity
pro morfologickou analyzu — Majka/MorphoDiTa (Maj/MD). Nejlepsi vysledky a dilezité
metriky, jako EM a F1, jsou zvyraznény tucné.

| ALBERT | EM [ELM |[NS [T3M |MRR [F1 |prec. |rec. |

SQL.1+MD || 11,96 | 25,63 | 37,77 | 23,61 | 21,17 | 22,93 | 21,80 | 25,81
SQ2.0+MD || 12,85 | 26,08 | 39,57 | 23,63 | 21,66 | 23,87 | 22,77 | 26,80
SQL.1+Maj || 11,64 | 25,37 | 37,90 | 23,78 | 21,40 | 23,03 | 21,88 | 25,98
SQ2.0+Maj || 12,88 | 26,15 | 39,60 | 23,60 | 21,68 | 24,11 | 22,98 | 27,09

Tabulka 8.1: Uspésnost systému [%)] s reader modelem ALBERT a strojovym piekladem
texti — vyhodnoceno pro ¢tvrtinu datasetu SQAD v3.0 (2819 otédzek)

Jak je vidét v tabulce 8.1, vysledky tohoto pristupu nejsou prilis dobré. Za povsSimnuti
stoji vyrazny rozdil mezi EM a ELM. Pfic¢inou tak velké odchylky od presné shody je nejspis
ztrata puvodniho tvaru slov/frézi pti prekladu, kdy vSak slovni zéklad zistéva stejny. Naivni
skére dosahuje témeér 40 %, néjaké shody tedy systém dosahl, ale nepresnosti zpusobené
prekladem prevladaji.

8.2.2 Model vicejazyény BERT

Vyhodnoceni systému pouzivajiciho model vicejazy¢ny BERT jako reader probéhlo opét ve
Ctyfrech variantach, stejné jako v predchozi podkapitole 8.2.1. Znaceni je stejné s jedinym
rozdilem, kdy SQ1.1/2.0 jsou ¢eskymi strojovymi preklady datové sady SQuAD pouzité pro
trénink komponenty reader. Nejlepsi vysledky jsou opét zvyraznény tucné.

| mBERT ||EM [ELM |[NS [T3M |MRR [F1 |prec. |rec. |

SQL.1+MD [[ 41,22 | 43,17 | 59,67 | 46,68 | 43,73 | 52,31 | 54,77 | 53,07
SQ2.0+MD || 42,85 | 44,84 | 61,83 | 47,11 | 44,80 | 54,33 | 56,94 | 55,04
SQL.1+Maj || 40,90 | 42,85 | 59,13 | 46,29 | 43,38 | 51,79 | 54,27 | 52,55
SQ2.0+Maj || 42,36 | 44,38 | 61,16 | 46,65 | 44,32 | 53,63 | 56,26 | 54,35

Tabulka 8.2: Uspésnost systému [%] s reader modelem mBERT trénovaném na Geském
prekladu datasetu SQuAD — vyhodnoceno pro ¢tvrtinu datasetu SQAD v3.0 (2819 otazek)

Pii pouziti vicejazyéného modelu BERT bylo dosazeno lepsich vysledki (tab. 8.2) a jeho
nejlepsi varianta byla dale vyhodnocena na vSech 11273 otazkach testovaci datové sady.

Nasleduje jesté ale podkapitola o ru¢nim vyhodnoceni lidmi, kterd zachycuje diskrimi-
nacni povahu automatickych metrik a lépe charakterizuje pouzitelnost systému.
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8.2.3 Vyhodnoceni clovékem

7 celé datové sady SQAD v3.0 bylo nahodné vybrano 200 otazek, které byly vyhodnoceny
také ruéné — lidmi (inspirovano [25]). Porovnana na nich je tspésnost jednotlivych systému
dle automatického vyhodnoceni” a vyhodnoceni lidmi. Je tedy zjistovano, zda by danou
odpovéd systému bral ¢lovek jako postacujici.

Nasledujici tabulka 8.3 prezentuje prehledné zjisténé hodnoty.

| ALBERT [[EM [F1 |¢&lovék || mBERT [[EM |[F1 | &lovék
SQL.1+MD [[ 11,00 | 2446 | 55,50 || SQL.1+MD [[ 43,00 [ 53,15 [ 64,00
SQ2.0+MD || 11,00 | 24,48 | 54,50 || SQ2.0+MD || 46,00 | 56,81 | 69,00
SQ1.14+Maj || 11,00 | 24,48 | 56,50 || SQL.1+Maj || 42,00 | 52,55 | 63,00
SQ2.0+Maj || 12,00 | 24,92 | 53,50 || SQ2.0+Maj || 45,00 | 56,21 | 67,50

Tabulka 8.3: Porovnani automatického a ru¢niho vyhodnoceni variant systémi vyhodnoce-
nych v 8.2.1 a 8.2.2 na 200 ndhodné vybranych otdzkach (v %)

Pro metriku ,,¢lovék® byla odpovéd ohodnocena 1, pokud byla pfi ruénim vyhodnoceni
posouzena jako dostacujici. U vysledku je vidét rozdil mezi EM a lidskym vyhodnocenim
az 45,5 % (pro systém vyuzivajici strojovy preklad a reader ALBERT). Az 23 % pak pro
systém vyuzivajici vicejazy¢ény BERT.

Vysledky tedy indikuji pouzitelnost odpovédi az v 70 % pripadu (pro nejlepsi variantu
systému). Také ukazuji mnohem vyssi pouzitelnost vysledki prvniho pristupu (reader AL-
BERT), nez se pii automatickém vyhodnoceni mohlo zdat. Nedosahuji vsak kvalit systému
vyuzivajiciho vicejazyény BERT.

Pro ilustraci je uvedeno par piikladi, které byly pii ruénim vyhodnoceni posouzeny
jako dostacujici:

Otazka

Kolik ma c¢estina slovnich druht?

Kdo je Oldfich Homuta?

Ktera diecéze mé jako hlavni patronku svatou Zdislavu?
Jaké je jméno soucasného papeze?

Kdo je vrchnim velitelem ozbrojenych sil CR?

Kde zemiel Platon?

Odpovéd systému | Referenéni odpoved

E')(

| O x| W[ N~

E')(

1 | deset 10

2 | Cesky elektrotechnik | vyndlezce remosky

3 | litomérické diecéze litoméricky

4 | kardinal Bergoglio Frantisek

5 | Milos Zeman prezident Ceské republiky
6 | Atény v Athénéch

Tabulka 8.4: Ptiklady odpovédi systému (riznych variant z vyhodnocovanych), které byly
posouzeny ¢lovékem jako dostacujici

2U vzorku vybraného pro ruéni vyhodnoceni byly pro porovnéani zvoleny pouze metriky EM a F1.

44



8.2.4 Porovnani dosazenych vysledka

Vyhodnoceni jednotlivych variant systému probéhlo v predchozich podkapitoldch, a mohou
byt tedy shrnuty zavéry experimentu.

Pro variantu ALBERT doslo oproti varianté mBERT pouze k velmi malé presné shodé
datasetu SQuAD, tedy na tom, ktery pro trénink obsahuje i velké mnozstvi dokumentu
neobsahujicich odpovéd na polozenou otazku. Tento trénink nejspis prispél k cCastéjsimu
vybéru spravného dokumentu.

Co se tyka lexikalnich analyzatort a jejich vlivu na funkci hodnotici funkce BM25, zvité-
zil v prvni varianté analyzator Majka, ne vSak prilis pfesvédcivé a procentudlni rozdil oproti
MorphoDiTé je témér zanedbatelny. Pro druhou variantu zvitézil analyzator MorphoDiTa,
a to o néco presveédcivéji. Ve vSech experimentech byl vSak rozdil v systémech pouzivajicich
anté nastroj MorphoDiTa systematicky (byt jen o trochu) lepsi, je pouzit pro vyhodnoceni
systému na celé testovaci datové sadé praveé on.
podle automatického vyhodnoceni. Vétsi rozdil mezi automatickym a lidskym vyhodnoceni
byl zaznamenan u prvni varianty systému s reader modelem ALBERT, kde jsou fraze defor-
movany opakovanym piekladem textu do angli¢tiny a zpét do Cestiny. Realnd pouzitelnost
této varianty systému vsak neni tak Spatnd, jak se z automatického vyhodnoceni zda.

7 provedenych experimentu je tedy vitéznou variantou systém mBERT SQ2.0+MD.
Tedy systém pouzivajici jako reader vicejazy¢ny model BERT natrénovany na ceském pre-
kladu datasetu SQuAD 2.0 a nastroj MorphoDiTa pro morfologickou analyzu.

8.2.5 Vyhodnoceni nejlepsiho dosazeného systému

V této ¢asti jsou uvedeny vysledky vyhodnoceni nejlepsi varianty systému na celém datasetu
SQAD. Experimentovano bylo s mnozstvim dokumentti, které jsou predany komponenté
reader k extrakci odpovédi. V tabulce 8.5 jsou uvedeny vysledky vyhodnoceni systému.

\ [EM [ELM |[NS [TkM |[MRR [F1 [ prec. [rec. |
top3 || 42,30 | 44,21 | 61,20 | 46,67 | 44,27 | 53,69 | 56,12 | 54,44
top 5 || 43,71 | 45,64 | 62,80 | 50,02 | 46,41 | 55,20 | 57,62 | 55,95
top 8 || 43,89 | 45,83 | 62,96 | 52,36 | 47,34 | 55,42 | 57,70 | 56,28
top 10 || 43,77 | 45,68 | 62,87 | 53,07 | 47,48 | 55,28 | 57,52 | 56,17

Tabulka 8.5: Vyhodnoceni systému [%] na celém datasetu SQAD 3.0 (bez ano/ne otézek
— viz tabulka 5.3) s vyuzitim Wikipedie jako baze znalosti. Porovnano je mnozstvi ¢tenych
dokumentt ,,top £ TkM je varianta metriky T3M (podkapitola 8.1) pro ruzny pocet top
k ctenych dokumenti. Varianta systému: extraktivni reader — vicejazyény BERT trénovan
na datasetu cz_ SQuAD 2.0 (viz podkapitola 7.3), morfologicky analyzator — MorphoDiTa

Pri vyhodnoceni na celé testovaci sadé se hodnoty od vysledki na ¢tvrtiné datasetu
v podkapitole 8.2.2 o mnoho nelisi. Z tabulky 8.5 vyplyvd, Ze nejlepsi pro maximalizaci
skére EM i vétsiny dalsich je ¢teni 8 nejvice relevantnich dokumentt. Pii hodnoté 10 uz
uspésnost vétsiny metrik klesla. Zvysilo se vsak skére TkM i MRR, coz je s vétSim mnoz-
stvim ziskanych dokumentt ocekavatelné.
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Porovnani vysledki prace se soucasnym stavem poznani

V této podkapitole jsou vysledky prace porovnany s podobnymi systémy stejného tucelu,
pro které je dostupné vyhodnoceni na standardnich metrikéch.

‘ systém ‘ dataset ‘ pocet testovacich otazek H EM ‘ NS ‘
AQA 2018 SQAD v1.0 3 301 49,83 | 59.58
AQA 2018 SQAD v1.1 3 301 38,08 | 46,26
Tato prace | SQAD v3.0 11 273 43,89 | 62,96

Tabulka 8.6: Porovnani vysledki této prace se systémem AQA [20] (uvedené vysledky jsou
prevzaty z [21]). Vysledky jsou uvedeny v %

Vysledky prace jsou porovnany s vysledky systému AQA [20], konkrétné s posledni do-
stupnou vyhodnocenou variantou tohoto systému z roku 2018 [21], kterd byla vyhodnocena
na 3301 otazkach z datasetu SQAD v1.0 a 1.1. Vysledky jsou shrnuty v tabulce 8.6 a jsou
porovnany pomoci metrik EM a NS. Metrika NS neni v praci specifikovana, pracuje se v ni
vSak s ,,plnou shodou“ (EM) a ,,éaste¢nou shodou®, kterd je definovéna jako odpovéd, ktera
se presné neshoduje s referen¢ni, protoze néktera slova piebyvaji, nebo chybi. Cdstecnd
shoda uvadénd pri vyhodnoceni systému AQA je tedy znacend jako NS — naivni skére (viz
podkapitola 8.1), coz je metrika této prace, kterda popisu nejvice odpovida. NS pro AQA je
sou¢tem hodnot piné a cédstecné shody (uvedenych v [21]).

7 vysledku uvedenych v tabulce 8.6 je patrné, ze systém AQA prevysuje vysledky této
prace pouze v metrice EM, a to pouze na ¢asti zastaralého datasetu SQAD v1.0. Z tabulky
je patrné (a je tak uvedeno i v préci [21]), ze pfi vyhodnoceni na stejné velkém vzorku vybra-
ného z aktualizované verze datasetu 1.1 tispésnost systému vyrazné klesla (z EM 49,83 %
na EM 38,08 %). Takovy (moznd i vyraznéjsi) pokles by Slo o¢ekavat i pfi vyhodnoceni
systému na datasetu SQAD v3.0 pouzitého v této praci, kterd navic vyhodnocuje systém
na vyrazné vétsim poctu vzorka. Systém prezentovany v mé praci navic dosahuje vyrazné
vyssich hodnot naivniho skoére, které koresponduje s procentem pouzitelnych vysledku vice,
nez presnd shoda (jak je uvedeno v ¢asti 8.2.3).

Vysledky prace tedy povazuji v porovnani s dostupnym vyhodnocenim systému AQA,
ktery predstavuje relevantni porovnani s vysledky mé prace, za tspéch.

Vysledky mohou byt porovnany také se state of the art systémy, které vsak existuji
pouze pro angli¢tinu a jsou vyhodnoceny na datasetu NQ. Napriklad v podkapitole 6.3
zminény systém R2-D2 (55 % EM), nebo nejlepsi vysledky na datasetu NQ uvedené v jeho
oficidlnim zebficku (az 64 % F1). Rozdilnost datasetu (a jazyku) sice neposkytuje prilis
validni porovnéni, jsem ale presvédcen, ze vysledky této prace takovych kvalit nedosahuji.
Presto si systém v porovnani s existujicimi systémy nevede Spatné.

8.3 Rozbor chyb a moznosti dalsiho vyvoje

V této podkapitole jsou rozebrany nedostatky systému, pri¢iny nespravnych odpovédi
a moznosti vylepSeni/nahrazeni jeho existujicich komponent pro jeho optimélnéjsi funkei.
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8.3.1 Analyza chyb a jejich pric¢in

Dataset je pro analyzu chyb nejprve rozdélen na 5 ¢asti, které byly vyhodnoceny samostatné.
7 kazdé Gasti jsou uloZeny nespravné odpovédi. Ty jsou blize zkoumany pro ¢ast testovacich
vzorku s nejnizsi ispésnosti. Uspésnost na jednotlivych ¢astech je uvedena v tabulce 8.7.

EM | F1 NS | MRR
57,69 | 65,70 | 71,26 | 60,89
40,75 | 52,09 | 59,69 | 44,61
41,65 | 53,57 | 61,54 | 44,89
38,70 | 53,36 | 62,19 | 42,16
10,68 | 52,38 | 60,07 | 44,18

QU W N =

Tabulka 8.7: Vyhodnoceni systému na jednotlivych pétinidch datasetu (1-5), kde kazda
pétina mé asi 2255 vzorkd. Pro prvni pétinu jsou tedy vyhodnoceny vzorky s ¢islem 1 az
2255. Tuéné jsou uvedeny nejnizsi hodnoty (v %)

Nejlépe dopadla pii vyhodnoceni s velkym naskokem prvni ¢ast vyhodnocovaci sady.
Nejhurte ¢ast 4 (otdzky 6765-9020), kde presna shoda nedosahla 40 %. Pro tuto ¢ast je tedy
proveden rozbor chyb. Pro rozbor byly vybrany vzorky, u kterych nebylo dosazeno presné
shody, nebo bylo dosazené F1 skére mensi nez 0,5. Ziskano tak bylo 982 vzorki pro blizsi
analyzu.

Prvnim smérodatnym tdajem je skére TkM — tedy presna shoda v alespon jedné extrakci
odpovédi, kterd byla pro prectené dokumenty provedena. Hodnota tohoto skére dosahuje
15,78 %. Tyto chyby jsou tedy zpusobeny Spatnym vybérem ziskané odpovédi, ktera je
zavisla na skére uré¢eném komponentou reader.

Ze zbyvajicich 827 vzorku bylo dosazeno NS 13,66 %, coz indikuje alesponi minimdln{
pouzitelnost tohoto zlomku ziskanych odpovédi. Zbyva tedy zjistit pri¢inu chyb u 714 od-
povédi, kde nebylo dosazeno zadné shody.

Pro zbyvajici vzorky bylo provedeno vyhodnoceni, které ma za tkol zjistit, jestli se
referenéni odpovéd nachdzi v nékterém z top n (pro analyzovany systém n = 8) dokument.
Ta byla nalezena ve 37,11 % analyzovanych vzorku. Pro tyto shody bylo vypoditdno také
skére MRR 25,68 %, které zhodnocuje i poradi relevance téchto dokumenti, ve kterém byly
ziskany komponentou retriever.

7 puvodnich 982 analyzovanych chybnych vzorkti miazeme tedy 533 povazovat za chyb-
nou extrakci odpovédi, nebo jeji Spatné ohodnoceni a vybrani nespravné. Pro zbylych 449
vzorkid nebyla spravna odpovéd nalezena v jediném ze 353 ziskanych dokumentech. Vzhle-
dem k puvodnimu vzorku pétiny datasetu (2255 zodpovézenych otézek) je to tedy asi 16 %.
Vysledky této analyzy prezentuje tabulka 8.8.

typ chyby zastoupeni (v %) | pocet | ptivod chyby
nevybrani spravné odpoveédi 15,78 155

nizka shoda s referenéni odpovédi 11,51 113 reader (54 %)
chybnd extrakce (nulova shoda) 26,99 265

nenalezeni relevantniho dokumentu 35,95 353 retriever /
spravna odpovéd (rucéné) 9,77 96 auto. vyhod.

Tabulka 8.8: Ptic¢iny chyb v analyzovaném vzorku 982 chybné zodpovézenych otazek
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Pro otazky, které nebyly spravné zodpovézeny a byly klasifikovany jako chyba kompo-
nenty retriever, protoze nedoslo k nalezeni relevantniho dokumentu obsahujiciho referencni
odpovéd, bylo provedeno ru¢ni vyhodnoceni. V téchto 449 otdzkach bylo nalezeno 96 od-
povédi, které jsou pri ru¢nim vyhodnoceni ¢lovékem postacujici. Zbylo tedy 353 vzorku
a z ru¢niho vyhodnoceni vyplyva nékolik hlavnich pfi¢in chyb:

« mnohoznaé¢nost otdzky/otdzka nedava bez kontextu smysl,

— ,,Proc¢ se Severu nedostavalo zkusenych vojevidcu?“, ,,Pro¢ Franco zautocil na
severu?®, ,,Co udélal Smith v roce 19997, ...

e spravna odpovéd se nachazi mezi nevybranymi, je vsak v jiném tvaru,
e po prevodu na mald pismena (viz 7.4) se ztraci ¢ast kontextu,
e nebyly ziskdny dostatecné relevantni dokumenty,

e neschopnost extraktivniho modelu identifikovat ve slozitém kontextu odpovéd — je
také mozné, ze byla nalezena, neméla vsak nejvyssi skére v dané pasazi.

8.3.2 Dalsi vyvoj a moznosti navazujicich praci

Prace poklada zaklad systému, ktery nabizi velky prostor pro dalsi vylepseni. Navrhy toho,
jak by mohlo byt Teseni rozsifeno napriklad v ramci navazujicich praci je popsano v této
Casti.

Nejdiive, co se tyka prvni ¢asti systému (retriever) pro ziskévani relevantnich pasazi. Ra-
zeni pomoci hodnotici funkce BM25 by mohlo byt nahrazeno modernéjsim pristupem DPR
popisovanym v ¢asti 4.2.3, at uz za pouziti vicejazy¢ného modelu BERT, nebo jiného mo-
delu (enkodéru) pro ziskéni vektorové reprezentace. Pro ziskdvani pasazi by oproti pfistupu
v této praci, kdy jsou prochazeny pouze relevantni ¢lanky, mohla byt vhodné zpracovana
a indexovana cela Wikipedie, pfipadné by mohly byt zpracovany i zvlastni struktury, jako
tabulky, kde se Casto nachazi spousta relevantnich informaci. PTi zpracovani textu by mohl
byt vylepsen také prevod na mald pismena, aby nedochazelo ke ztratam kontextu.

Co se tyka modulu pro extrakci odpovédi, jsou cesty dalsiho vyvoje velmi oteviené. Prv-
nim vylepsenim by mohl byt modul pro odhad predmétu otazky, aby doslo k lepsi shodé
pri vybéru odpovédi (otdzka se ptd na datum — uvazujme pouze odpovédi, které jsou také
datum). Zajimavé by mohlo byt také experimentovat s dalsi variantou modelu BERT pou-
zitelného pro ¢estinu — naptiklad Slavic BERT [2], nebo modernim vicejazyénym modelem
XLM-RoBERTa [6]. Mimo existujici predtrénované enkodéry by mél byt predmétem vy-
zkumu také predtrénink ryze ceské varianty (napiiklad modelu ALBERT). Takovy pokus
jiz sice byl uskutecnén (prace [40]), model vSak nedosahoval dostatecnych kvalit. Déle by se
dalo experimentovat s pfidanim generativniho (abstraktniho) modelu reader, jak je uc¢inéno
napiiklad v [9] (systém R2-D2).

Zajimava by mohla byt prace s datasetem COSTRA [4], ktery se zaméfuje na embedding
na urovni vét, konkrétné pochopeni jejich vyznamu bez ohledu na drobné rozdily v jejich
formulaci. Modifikace, na které se dataset zaméiuje, jsou riizné druhy parafrazi, generali-
zace, konkretizace, prevraceni vyznamu a dalsi. Dataset ptivodné vznikl pro ¢estinu a mohl
by pomoct k jejimu lepSimu pochopeni modelem.

Prinosné by bylo také dalsi rozsiteni datasetu SQAD nebo tvorba nového datasetu
zaméreného na otevienou doménu, obsahujici vice realnych prikladi toho, na co se lidé
ptaji na internetu — at uz pro cel tréninku jednotlivy.ch komponent (napt. DPR), nebo pro
realnéjsi vyhodnoceni schopnosti takového systému.
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Kapitola 9
Zaver

Prace se zabyva tvorbou systému schopného odpovidat na otazky nad ceskou Wikipedii.

Po rozebrani teorie vztahujici se k tématu popisuje prace zvoleny piistup k problému
a strukturovany navrh celého systému. Popsany jsou pouzité nastroje a to, jak byl vysledny
systém implementovan. Predstaveno je nékolik variant, pro které byly provedeny experi-
menty a jejich podrobné vyhodnoceni. Analyzovany jsou vysledky, pri¢iny chyb i moznosti
dalstho vyvoje. Porovnany jsou také morfologické analyzatory MorphoDiTa a Majka a jejich
vliv na ziskani relevantnich pasazi pii pouziti hodnotici funkce BM25.

Podarilo se vytvorit systém, ktery spliiuje pozadavky zadani. PTi FeSeni se experimen-
tovalo se dvéma piistupy: pouziti anglického modelu ALBERT, pro ktery je otdzka se zis-
kanymi pasazemi strojové prekladana, a pouziti vicejazyéného modelu BERT. Oba modely
byly natrénovany pro extrakci odpovédi. Pti tréninku modelu ALBERT byl pouzit dataset
SQuAD 1.1 a 2.0. Pro trénink vicejazycného modelu BERT (mBERT) byl vybran strojovy
preklad téchto datasetu do CesStiny.

7 provedenych experimentii se prekladani pasazi pro model ALBERT neukézalo jako
nejlepsi varianta realizace komponenty reader. Piistupu vSak nelze upfit alespon ¢astecnou
pouzitelnost a potencidl vyuziti pro jazyky s méné zdroji. Lepsi vysledky by Slo ocekavat
pri vyhledavani v anglickych dokumentech, kdy by byla pro model prelozena pouze otazka
(zadani se vSak zaobird ¢eskou Wikipedif). Pomohl by také lepsi zpisob prekladu ziskanych
pasazi a odpovédi.

Co se tyka morfologickych analyzatoria Majka a MorphoDiTa, ukazaly se byt pro tento
ukol témeér ekvivalentni. Nejlépe se osvédcéila varianta systému vyuzivajici vicejazyény mo-
del BERT trénovany na ceském prekladu datasetu SQuAD 2.0 a nastroj MorphoDiTa pro
lemmatizaci. Tato varianta systému byla vyhodnocena na datasetu SQAD v3.0 ¢itajicim
11273 otézek (bez ano/ne).

Pro systém byla provedena analyza chyb a jejich pri¢in a také ruéni vyhodnoceni ¢asti
chybné zodpovézenych otdazek. Ruéni vyhodnoceni nasvédcéuje, ze by mohla byt redlna po-
uzitelnost odpovédi az o 23 % vyssi (az 69 %), nez ukazuje metrika presné shody EM. Pro
systém vyuzivajici anglicky model ALBERT je tento rozdil mnohem vétsi (12,9 % EM a pres
50 % pti lidském vyhodnoceni), coz je zptisobeno deformaci frazi pii opakovaném prekladu
pasaze/odpovédi. Diskutovdna jsou také tskali pouziti datasetu SQAD pro vyhodnoceni
takového systému.

Nejlepsi systém dosahuje uspésnosti 43,9% EM a 55,4 % F1 skére. PrevySuje tim vy-
sledky systému AQA z roku 2018, ktery je nejrelevantnéjSim porovnanim pro vystupy
prace. Nasazuje také latku pro dalsi prace na podobnych systémech. Pro tuto variantu sys-
tému byla vytvorena demonstrac¢ni aplikace, ktera prezentuje funkénost vysledného reseni.
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Po piipadném rozsiteni by mohla slouzit jako néstroj pro sbér dat vyuzitelnych pii rozsi-
fovani nebo tvorbé dataseti.

Hlavnim pfinosem prace je zhodnoceni nékolika pristupu pri tvorbé odpovidaciho sys-
tému pro cestinu. Vysledny systém, ktery dosahuje velmi dobrych vysledki, poskytuje za-
klad pro navazujici prace, které by mély cilit na vylepseni jeho jednotlivych komponent.

Dalsi vyvoj by se mohl zabyvat pouzitim DPR pro efektivnéjsi ohodnocené vyhleda-
vani pasazi textu. Mélo by byt zahrnuto také zpracovani a vytvoreni indexu celé Wikipedie,
vcetné vhodného nakladani s idaji v tabulkach. Kvalitu extrakce odpovédi by mohlo zlepsit
zaclenéni modulu pro klasifikaci otazek a odpovédi nebo trénink ryze c¢eskych predtréno-
vanych modeli, jako je ALBERT. Zajimava by byla také prace s datasetem COSTRA,
ktery se zaméruje na zachyceni vyznamu vét v riznych tvarech, coz by vedlo k lepsimu
pochopeni parafriazované otazky. Piinosné by rozhodné bylo rozsiteni existujicich a tvorba
novych datasetil pro Cestinu — at uz pro trénink kvalitnich komponent reader a retriever
nebo smérodatnéjsi vyhodnoceni vytvarenych systémil nad otevienou doménou.
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Priloha A

Obsah prilozeného pamétového
média

/

| _benchmarks/ ..........couriiiiiiiiniennnnn. odpovédi systému pro vyhodnoceni
vSechny odpovédi systému z experimentd ve formatu json

L data/ i e data potfebnd pro experimenty

Lmodely, zpracovana data,

| _notebooks/
question_answering.ipynb........ experimenty se systémem a zpracovani dat
mbert_czech_squad_fine-tuning.ipynb............. trénink mBERT modelt
albert_squad_fine-tuning.ipynb.................. trénink ALBERT modelid
czech_squad.py
czech_sSquad2.py ..oviiiiiiin i skripty pro knihovnu datasets

L sourCe_teX/ it e text prace v jeho zdrojové podobé
zdrojové soubory latexu pro preklad

| Web_Server/..... ...t i server pro demonstrac¢ni aplikaci
server.py
requirements.tXt ...l potfebné Python knihovny
data/ oot e e e potrebnd data pro spusténi serveru
app/

zdrojové soubory demonstracni aplikace

| _poster.pdf ...... ... plakat prezentujici vysledky prace

. README.md

| _thesis.pdf......ccoiiiiiiiiii i text prace ve formatu PDF

| thesis_print.pdf ...... ... text préace pro tisk
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