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Abstrakt 
P r á c e řeší p r o b l é m o b c h o d n í h o cestuj íc ího p o m o c í evolučního algori tmu, k o n k t r é t n ě p o m o c í 
genet ického algori tmu. J e d n á se o hybr id gene t ického algori tmu s v y u ž i t í m loká ln ího pro
h ledávac ího algori tmu a dalš ích vylepšení , k t e r é n á m pomohou vylepši t výsledky. P r o b l é m y 
o b c h o d n í h o cestuj íc ího budou řešeny od 20 měs t až po 25 tisíc m ě s t . V kapitole s experi
menty jsem zjist i l ne jvhodně jš í n a s t a v e n í všech p a r a m e t r ů v programu a ř á d n ě otestoval 
jejich p ř ínos . V dalš í čás t i kapi toly s experimenty jsem zjist i l j a k ý c h výs ledků dosahuj í 
genet ické algoritmy. V pos ledn í čás t i jsem porovnal vývoj hodnoty fitness různých variant 
gene t ických a lgo r i tmů a různých variant o p e r á t o r ů kř ížení , t a k é jsem porovnal časovou ná
ročnos t . Navrhnu l jsem dalš í m o ž n á vy lepšen í ať už lokálních p roh ledávac ích a l g o r i t m ů či 
j i ného p ř í s t u p u k řešení T S P . 

Abstract 
This paper solves the traveling salesman problem using an evolutionary algori thm, spe
cifically a genetic algori thm. It is a hybr id of the genetic algori thm, using a local search 
algori thm and other enhancements that further improve the results obtained. The traveling 
salesman problem w i l l be solved from 20 cities to 25,000 cities. In the experiments chapter, 
I have determined the best settings for a l l the parameters i n the program and properly 
tested their appropriateness. In the next part of the experiments chapter, I found out the 
performance of the full version of the genetic a lgor i thm and its variants. In the last section, 
I compared the evolution of fitness values of different variants of genetic algorithms and 
different variants of crossover operators, I also compared the t ime consumption. I suggested 
further possible improvements either to the local search algori thm or to another approach 
to solve the T S P . 
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3.7 U k á z k a fungování P M X . N á h o d n ě jsme zvol i l i v p r v n í m kroku dvě m í s t a řezů 
a ná s l edně jsme provedli m a p o v á n í 2 f > l , 7 f > 6 a l f > 8 a tyto oblasti pro
hodi l i do p o t o m k ů . V d r u h é m kroku jsme doplni l i oblasti mimo řezy městy , 
k t e ré jsou v p ů v o d n í c h rodič ích . Pos l edn í krok je dop lněn í m ě s t , k t e r é jsem 
nemohl doplnit v d r u h é m kroku. Zde využ i jeme m a p o v á n í sekcí mezi řezy. 
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n ího rodiče , ale 8 je j iž v tomto potomkovi , t a k ž e zkontrolujeme m a p o v á n í 
1 o 8 a opě t v id íme , že v tomto potomkovi je m ě s t o 1 již obsazeno, opě t 
tedy zkontrolujeme m a p o v á n í 2 o 1, a z í skáme m ě s t o 2, k t e r é j e š t ě nen í v 
p r v n í m potomkovi obsaženo , t u d í ž na p r v n í x d o p l n í m e 2. S t e j n ý m způso
bem z í skáme m ě s t o pro všechny x v obou p o t o m c í c h . K o n k r é t n í p ř ík l ad je 
p ř evza t z [10] 18 

3.8 U k á z k a fungování O X . N á h o d n ě jsme zvol i l i v p r v n í m kroku dvě m í s t a řezů 
a ná s l edně jsme tyto podtrasy vložili do p o t o m k ů . V d r u h é m kroku jsme 
vzal i celou sekvenci se z a č á t k e m po d r u h é m m í s t ě řezu z d r u h é h o rodiče . 
Takto n á m vzn ik la trasa 3 — > 7 — ^ 4 — ^ 2 — ^ 5 — ^ 1 — ^ 6 —> 8. Nás l edně 
jsme z n í odstrani l i m ě s t a , k t e r á j iž exis tuj í v p r v n í m potomku a zbyla n á m 
sekvence 3 — ^ 4 — ^ 5 — ^ 6 — > 8. M ě s t a ze vzniklé sekvence v k l á d á m e po 
jednom do volných mí s t potomka od d r u h é h o řezu. Takto n á m vznikne nový 
jedince. S te jný postup opakujeme pro d r u h é h o potomka. K o n k r é t n í p ř ík lad 
je p ř e v z a t z [10] 18 

3.9 U k á z k a fungování C X . V p r v n í m kroku jsme n á h o d n ě zvol i l i rodiče , ze kte
rého budeme generovat potomka. Zvo l i l i jsme p r v n í h o rod iče pro generování , 
t ud íž na p r v n í index potomka d á m e m ě s t o 1. V d r u h é m kroku v y t v á ř í m e 
cyklus, kdy na p r v n í m indexu d r u h é h o rod iče je m ě s t o 8. P ř i d á m e m ě s t o 8 a 
pok raču j eme . Ve d r u h é m rodiči na indexu m ě s t 8 z p r v n í h o rod iče se nacház í 
m ě s t o 7. N y n í p ř i d á m e m ě s t o 7 na index, kde se nacház í v p r v n í m rodiči . 
To s te jné u d ě l á m e pro m ě s t o 4. N á s l e d n ě ovšem na indexu m ě s t a 4 se ve 
d r u h é m rodič i nacház í m ě s t o 1, k t e r é se už v potomkovi nacház í . T í m t o je 
ukončen cyklus a p o k r a č u j e m e krokem 3, a to d o p l n ě n í m zby tku m ě s t p ř í m o 
ze d r u h é h o rodiče . P r o p ř ík l ad v id íme , jak by dopadlo křížení , kdybychom 
zvol i l i na z a č á t k u j i ného rodiče . M u s í m e p o č í t a t s t í m , že je možné , že exis
tu j í rodiče , ze k t e r ý c h se vygeneru j í t o t o ž n í potomci . K o n k r é t n í p ř ík l ad je 
p ř evza t z [10] 19 

4.1 V p r v n í m kroku v id íme , jak v y p a d a j í m o ž n é cesty mezi m r a v e n i š t ě m a po
t ravu a s m ě r y cest m r a v e n c ů . V d r u h é m v id íme , jak zprvu mravenci chodí 
n á h o d n ě a využívaj í všech možných cest jak se dostat k j íd lu . P o několik ge
nerac í v id íme , že feromonová cesta, kterou zanechali mravenci na p r o s t ř e d n í 
ces tě je nejsilnější a d r t i v á vě t š ina m r a v e n c ů využ ívá p rávě tuto cestu, k t e r á 
je i ne jk ra t š í cesta do m í s t a s pot ravou. 2 21 

4.2 N a s n í m k u m ů ž e m e v idě t , jak 2-opt existuj ící cestu (A , B , E , D , C , F , G ) 
up rav í na cestu (A, B , C , D , E , F , G ) . Došlo k v ý m ě n ě hran mezi b ^ - e a c 
—> f za hrany b —>• c a e —>• f, což je z jevně výhodně j š í trasa. 3 22 

2https://fórum, lhive.org/uploads/default/original/2X/7/7448c9ae3fce8c5fcb21f2f404ebde21805adb95. jpeg 
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5.1 N a p ř í k l a d u v id íme , že př i 100 m ě s t e c h rozdí l j e š t ě nen í zá sadn í . P o s t u p n ě 
ovšem rozdí l roste a př i p o s l e d n í m p ř ík l adu , je r e d u k o v a n á matice 10 tisíc 
k r á t m e n š í než ú p l n á varianta matice. R e d u k o v a n á matice roste l ineárně 
oproti ú p l n é mat ic i , k t e r á roste exponenc iá lně . K o n k r é t n í p ř ík l ad je p ř evza t 
z [20] 24 

6.1 S c h é m a zobrazuje z j ednodušenou verzi programu. Opro t i k las ickému gene
t i ckému algori tmu je zde navíc vy tvo řen í nebo n a č t e n í r edukované matice 
nej bližších m ě s t . Také jsou zde vložené jeden cyklus 2-opt algoritmu, k t e r ý 
se s p u s t í v p ř í p a d ě , že gene t ický algoritmus se zasekne v loká ln ím opt imu. N a 
s a m o t n é m konci se s p u s t í 2-opt nebo 3-opt algoritmus, k t e r ý finálně vylepší 
řešení T S P 27 

6.2 N a grafu v id íme výs ledky experimentu. S ta t i s t i cké v y h o d n o c e n í v l i v u veli
kosti matice nejbližších m ě s t na dé lku trasy T S P 29 

6.3 N a grafu v id íme výs ledky experimentu. S ta t i s t i cké v y h o d n o c e n í v l i v u veli
kosti matice nejbližších m ě s t př i zmenšen í l i m i t u i te rac í na dé lku trasy T S P . 30 

6.4 N a grafu v id íme výs ledky experimentu. S ta t i s t i cké v y h o d n o c e n í v l i v u pro
centa vylepšení genu na dé lku trasy T S P 31 

6.5 N a s n í m k u v id íme výs ledky e x p e r i m e n t ů . V i d í m e zde 3 grafy, ukazuj í v l i v 
p o č t u m u t a c í př i r ů z n ý c h velikostech populace na dé lku tras T S P 32 

6.6 N a s n í m k u v id íme výs ledky e x p e r i m e n t ů . V i d í m e zde 4 grafy, k t e r é ukazuj í 
v l iv velikosti populace a p o č e t double-bridge m u t a c í na dé lku tras T S P . . . 33 

6.7 N a grafu v id íme výs ledky experimentu. G r a f ukazuje v l iv p r a v d ě p o d o b n o s t i 
řešení na výs ledky T S P 34 

6.8 N a grafu v id íme výs ledky experimentu. Osa X , k t e r á znázorňu je p o č e t i te rac í , 
je logar i tmická . V i d í m e zde p r ů b ě h fitness funkcí různých o p e r á t o r ů kř ížení . 39 

6.9 N a grafu v id íme výs ledky experimentu. M ů ž e m e pozorovat v l i v v ý b ě r u vari
anty h y b r i d n í h o genet ického algori tmu na vývoj k ř ivky historie fitness funkcí. 41 
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Kapitola 1 

Úvod 

Pokroč i l á evoluční optimalizace ú loh t ypu T S P (Traveling Salesman P r o b l é m ) se zabývá 
h l e d á n í m ne jk ra t š í cesty, kterou m u s í prodejce pro j í t aby navš t ív i l v šechna m ě s t a . V t é t o 
prác i se z a b ý v á m e řešen ím T S P p o m o c í evolučních a lgo r i tmů . P o p í š e m e pr incipy fungování 
evolučních a lgo r i tmů , u k á ž e m e si p ř í k l ady použ i t í evolučních a lg o r i tmů pro řešení T S P , 
a dá le se z a m ě ř í m e na gene t ický algoritmus, k t e r ý je použ i t pro řešení T S P v t é t o p rác i , 
k t e r ý si p o p í š e m e p o d r o b n ě j i . P o p í š e m e si i 2-opt a 3-opt algoritmus, k t e r ý budeme t aké 
využ íva t pro řešení T S P . 

Cí lem t é t o p r á c e bude h l edán í m o ž n o s t í pokroč i lé optimalizace T S P o velikostech in
s t anc í v ř á d u des í tek až des í tek t is íc m ě s t . Zkus íme navrhnout vylepšení gene t ického algo
r i tmu, a j i n á vylepšení , k t e r á n á m pomohou získat co nej lepší výsledky. Všechny parametry 
programu si n a s t a v í m e a vyzkouš íme jejich p ř ínos p o m o c í e x p e r i m e n t ů , k t e r é vykres l íme . 
V dalš í čas t i p u s t í m e plnou verzi genet ického algori tmu na sadě p r o b l é m ů o b c h o d n í h o ces
tu j íc ího od velikosti 29 m ě s t do 25 t is íc měs t . Provedeme experimenty, k t e r á n á m p r o z r a d í 
j a k ý c h výs ledků jsou algori tmy schopny d o s á h n o u t . V dalš ích experimentech si nás l edně 
u k á ž e m e vývoj hodnot fitness funkcí r ů z n ý c h gene t ických a lg o r i tmů a různých d r u h ů ope rá 
t o r ů křížení , kdy si t a k é p o r o v n á m e časovou n á r o č n o s t t ě ch to různých variant. Z h o d n o t í m e 
všechny experimenty. 
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Kapitola 2 

Problém obchodního cestujícího 

P ř i řešení p r o b l é m u o b c h o d n í h o cestuj íc ího m u s í m e navš t ív i t v šechna p o ž a d o v a n á m ě s t a 
p rávě jednou a v r á t i t se do m ě s t a , kde jsme začal i cestu. Cí lem je uč in i t tuto trasu v ne jk ra t š í 
vzdá lenos t i . P ř í k l a d t akové cesty n ě m e c k ý m i m ě s t y m ů ž e m e v idě t na o b r á z k u 2.1. 

V t é t o kapitole si probereme definice T S P a formáln í definici T S P . Probereme, p roč 
je h l edán í o p t i m á l n í c h řešení p r o b l é m ů T S P n á r o č n é a p r o č je n e u m í m e řeši t o p t i m á l n ě . 
U k á ž e m e si r ů z n é reprezentace cest v T S P a p o d í v á m e se na reá lné využ i t í programu, k t e r ý 
řešení T S P . 

P r o b l é m o b c h o d n í h o cestuj íc ího ( T S P ) je j e d n í m z klas ických N P - ú p l n ý c h p r o b l é m ů kom
bina to r ické optimalizace. Lze jej vy jád ř i t takto: nechť G = (V, A) je graf, kde V je m n o ž i n a 
iV v rcho lů a A je m n o ž i n a hran. iV je p o č e t měs t , k t e r é m u s í o b c h o d n í cestuj ící navš t ív i t . 
Nechť C = (CÍJ) je d a n á matice vzdá lenos t í p ř i d r u ž e n á k A. T S P spoč ívá v u rčen í min i 
m á l n í dé lky h a m i l t o n o v s k é trasy, t j . okruhu o m i n i m á l n í vzdá lenos t i procházej íc ího k a ž d ý m 
vrcholem pouze jednou s n á v r a t e m do p o č á t e č n í h o vrcholu. V t é t o prác i se z a b ý v á m e pouze 
s y m e t r i c k ý m i p r o b l é m y o b c h o d n í h o cestuj íc ího, t j . kdy = CJÍ pro všechny i, j G V [15]. 
P ř í k l a d vy řešeného z a d á n í T S P je na s n í m k u 2.1. 

2.1.1 F o r m á l n í definice 

J e d n á se o Dantz ig-Fulkerson-Johnson ( D F J ) definici [15]. M á m e m n o ž i n u skládaj íc í se 
z n m ě s t vypada j í c í V = { 0 , 1 , n — 1}, k t e r á m u s í m e navš t ív i t , se vzdá lenos t í mezi k a ž d ý m 
p á r e m m ě s t i a j danou v CÍJ. Zavedeme si da lš í rozhodovac í p r o m ě n n o u jij pro k a ž d o u 
z dvojci (i, j), k t e r á je def inovaná jako: 

2.1 Definice T S P 

1 pokud m ě s t o j je navš t íveno ihned po m ě s t u i 

0 v o p a č n é m p ř í p a d ě 
(2.1) 

Účelová funkce je d á n a pomoc í : 

(2.2) 

J 

P r o zaj iš tění val idní cesty je t ř e b a p ř i d a t několik omezení . 

G 



O m e z e n í pro p o č e t m ě s t , kam m ů ž e o b c h o d n í c e s t u j í c í j í t 

Po návš t ěvě m ě s t a i, m u s í o b c h o d n í cestuj ící navš t ív i t pouze jedno dalš í měs to : 

^2 Vij = M = 0 ,1 , ...,n - 1 (2.3) 

O m e z e n í pro p o č e t m ě s t , odkud m ů ž e o b c h o d n í c e s t u j í c í př i j í t 

K d y ž n a v š t ě v u j e m e m ě s t o , m u s í o b c h o d n í cestuj ící při j í t pouze z jednoho m ě s t a : 

^2 Vij = !>J = °> !> 1 (2.4) 

Z a j i š t ě n í , ž e cesta o b c h o d n í h o c e s t u j í c í h o je k o m p l e t n í 

Zajiš tění , že cesta je p lně p r o p o j e n á a neexis tu j í zde subcesty: 

J2J2vij <\ S I - 1 5 C V,2 <\ S \< n - 2 
i j 

kde S je sada všech cest G. 

Travelling Salesman Problem Solution for Germany 

(2.5) 

O b r á z e k 2.1: P ř í k l a d cesty o b c h o d n í h o cestuj íc ího v y b r a n ý m i n ě m e c k ý m i měs ty . 1 

2.2 Prob lémy optimalizace T S P 

P ř i p r v n í m pohledu a ana lýze T S P n á m n e m u s í bý t j a sné , jak velký a k o m p l e x n í tento 
p r o b l é m je. J e d n á se o p e r m u t a č n í p r o b l é m , t u d í ž m u s í m e p o s k l á d a t do v h o d n é h o p o ř a d í 
v šechna d a n á d o s t u p n á m ě s t a . N a p r v n í m ě s t o , k t e r é navš t í v íme , m á m e n možnos t í , kdy 
n je p o č e t m ě s t , na dalš í m ě s t o v p o ř a d í m á m e n — 1 možnos t í , a tak dá le . Celkový poče t 
všech kombinac í je tedy n\. V p ř í p a d ě , že se j e d n á o a syme t r i cké T S P , je p o č e t možnos t í 
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s k u t e č n ě n!. V p ř í p a d ě , že se j e d n á o symet r i cké T S P je p o č e t m o ž n o s t í r edukován na 
polovinu, a t u d í ž p o č e t m o ž n o s t í je y . N a p ř í k l a d v p ř í p a d ě syme t r i ckého T S P pro 10 měs t 
existuje 1 814 400 možnos t í , pro 100 m ě s t je to 4, 66 x 1 0 1 5 7 možnos t í , což už pro výče t 
t akového p o č t u řešení p řesahu je možnos t i současných p o č í t a č ů . 

Hrubou silou jsme schopni s p o č í t a t pouze r e l a t i vně m a l é T S P , k t e r é pro praxi nejsou 
příliš za j ímavé . Existuje několik j iných z p ů s o b ů řešení T S P . N a p ř í k l a d se j e d n á o řešení po
moc í d y n a m i c k é h o p r o g r a m o v á n í ( H e l d - K a r p algoritmus [7]), p o m o c í programu Concorde 
T S P Solver [1], k t e r é r ů z n ě ap rox imuj í řešení p r o b l é m ů nebo využ i t í heuristik. 

Optimalizace T S P p a t ř í mezi JVP- těžké úlohy. N e n í z n á m o , jak na léz t o p t i m á l n í řešení 
v čase ú m ě r n é m nějaké m o c n i n ě p o č t u uz lů a zdal i v ů b e c t a k o v ý algoritmus existuje. T S P 
je NP-úp lný , tedy existuje nede t e rmin i s t i cký T u r i n g ů v stroj (nede te rmin i s t i cký algoritmus). 

2.3 Existující reprezentace řešení T S P 

M á m e několik z p ů s o b ů , jak reprezentovat m o ž n á řešení T S P . K a ž d é řešení m u s í bý t jed
n o z n a č n é a pokud m o ž n o co ne j jednoduše j i p rezen tova te lné . Je více z p ů s o b ů reprezentace 
a nyn í se p o d í v á m e na m o ž n á řešení . P ro p o r o v n á n í budou všechny reprezentace zobrazovat 
stejnou cestu, aby byly z ře te lné rozdíly. P r v n í dvě reprezentace jsou p ř e v z a t é z [13]. 

P ř í m á b i n á r n í reprezentace z a l o ž e n a na c e s t á c h mezi m ě s t y 

Tato reprezentace je b i n á r n í matice o rozměrech n x n, kdy n je p o č e t m ě s t v d a n é m 
p r o b l é m u T S P . P o k u d se C(ij) = 1, z n a m e n á to, že mezi m ě s t y i a j vede cesta v d a n é m 
řešení T S P . V t é t o reprezentaci bude mí t k a ž d é m ě s t o v d a n é m ř á d k u i sloupci matice 
C p r á v ě dvě hodnoty n a s t a v e n é 1. N y n í si u k á ž e m e , jak tato reprezentace v y p a d á . Mat ice 
na o b r á z k u 2.2 zobrazuje p ř ík l ad cesty (1, 2, 3, 6, 8, 5, 7, 4). 

0 1 0 1 0 0 0 0 

1 0 1 0 0 0 0 0 

0 1 0 0 0 1 0 0 

1 0 0 0 0 0 1 0 

0 0 0 0 0 0 1 1 

0 0 1 0 0 0 0 1 

0 0 0 1 1 0 0 0 

0 0 0 0 1 1 0 0 

O b r á z e k 2.2: B i n á r n í matice cest j i s t ého řešení T S P , kde C(ij) = 1 z n a m e n á , že cestující 
prošel z m ě s t a i do m ě s t a j kde C(ij) = 0 z n a m e n á , že p ř e c h o d z m ě s t a i do j nebyl v tomto 
řešení využ i t . 

P ř í m á b i n á r n í reprezentace z a l o ž e n á na p o ř a d í m ě s t 

Reprezentace cesty v p ředchoz í sekci nen í j e d n o z n a č n á , ale pro řešení T S P to nevadí . Cesta 
(1,2,3) a naprosto s t e jná jako (2,3,1), jenom z a č n e m e v j i n é m m ě s t ě . Tento p r o b l é m řeší 
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u p r a v e n á matice, k t e r á u d á v á i p o ř a d í m ě s t . P o k u d se C(ij) = 1, z n a m e n á to, že m ě s t o 
i je v d a n é m řešení na pozici j . N y n í si u k á ž e m e , jak tato reprezentace v y p a d á . Mat ice na 
o b r á z k u 2.3 zobrazuje cestu (1, 2, 3, 6, 8, 5, 7, 4). 

1 0 0 0 0 0 0 0 

0 1 0 0 0 0 0 0 

0 0 1 0 0 0 0 0 

0 0 0 0 0 0 0 1 

0 0 0 0 0 1 0 0 

0 0 0 1 0 0 0 0 

0 0 0 0 0 0 1 0 

0 0 0 0 1 0 0 0 

O b r á z e k 2.3: B i n á r n í matice po řad í , kde C(ij) = 1, z n a m e n á to, že m ě s t o i je v p o ř a d í 
v d a n é m řešení na j pozic i a kde C(ij) = 0 z n a m e n á , že p ř e c h o d z m ě s t a i do j nebyl 
v tomto řešení využ i t . 

Reprezentace p e r m u t a c í 

A s i nejčastě jš í p o u ž i t o u r ep rezen tac í řešení T S P je zápis p o m o c í permutace. Je zvyklos t í , 
že označen í měs t je P G ( l , . . . , n ) kdy n je poče t měs t . Tato prezentace je j e d n o z n a č n á , 
s te jně jako reprezentace z p ředchoz í sekce. V ý h o d o u t é t o reprezentace je její jednoduchost, 
č i te lnost pro l i d i , a t a k é j e d n o d u c h ý z p ů s o b v y t v á ř e n í nových p e r m u t a c í n a p ř í k l a d i z čás t í 
p ředchozích p e r m u t a c í a kombinac í více p e r m u t a c í , kdy m ů ž e m e rozděl i t m n o ž i n u m ě s t na 
dvě čás t i od 1 po | a | + 1 po n a vy tvo ř i t permutace a tyto permutace spojit. T y t o 
vlastnosti mohou bý t v ý h o d n é n a p ř . pro evoluční algoritmy. P ř í k l a d cesty (1, 2, 3, 6, 
7, 4) p e r m u t a č n í r ep rezen tac í zobrazujeme na o b r á z k u 2.4. 

5, 

Pořadí kroků 1 2 3 4 5 6 7 8 

Cesta 1 2 3 6 8 5 7 4 I 
O b r á z e k 2.4: Řešen í T S P je zakódováno p o m o c í z a p s a n ý c h m ě s t v u r č i t é m p o ř a d í . 

Toto byly ne jznámějš í způsoby zakódován í řešení T S P . Z d ů v o d ů jednoduchosti a čitel
nosti jsem si zvol i l pro použ i t í v t é t o p rác i reprezentaci p o m o c í permutace. 

2.4 Využití řešení T S P 

K r o m ě využ i t í p ř i p l ánován í o b c h o d n í cesty, k t e r é je z ře jmé už z n á z v u s a m o t n é h o p r o b l é m u , 
n á m řešení T S P p o m ů ž e vyřeš i t a uše t ř i t mnoho času i financí. P r v n í z n á m ý p rob lém, kde 
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se využi lo řešení T S P bylo p l ánován í cesty školního autobusu [16]. V dnešn í d o b ě ovšem 
řeš íme m n o h o n á s o b ě větš í T S P . 

V dnešn í d o b ě jsme obklopeni e lek t r i ckými spo t řeb ič i a jejich p o č e t s t á le roste. P ř i 
v ý r o b ě komponent do t ěch to spo t ř eb i čů se daj í p r o b l é m y namapovat na T S P . N a p ř í k l a d 
m u s í m e vyvr ta t několik t is íc dě r do zák l adn í desky. Díry, k t e r é chceme vyvr ta t , jsou m ě s t a , 
k t e r á m u s í o b c h o d n í cestující navš t í v i t . P o k u d bychom nap lánova l i cestu, k t e r á je 3krá t 
delší, než je o p t i m á l n í , znamenalo by to, že na v ý r o b n í lince by b y l proces, k t e r ý t r v á 3krá t 
déle a celý v ý r o b n í proces zdržuje . Dá le si p ř e d s t a v m e , že p o t ř e b u j e m e pospojovat všechny 
komponenty v č ipech. O p ě t , kdybychom zvol i l i 3k rá t delší cestu, zabralo by to 3k rá t více 
casu a t a k é bychom použi l i 3k rá t více m a t e r i á l u , než př i o p t i m á l n í m způsobu . 

Vědecké skupiny, k t e r é zkoumaj í ve smí rnou oblohu k tomu používaj í teleskopy. Těch 
nejvýkonnějš ích te leskopů je velice o mezen é m n o ž s t v í . Všechny v ý z k u m n é skupiny mus í ně
jak využ íva t tyto teleskopy pro z k o u m a n í h lubin na šeho Vesmíru . S a m o t n ý pohyb t ě c h t o 
t e leskopů je zd louhavý a nák ladný . P o k u d by si v ý z k u m n é skupiny uměl i n a p l á n o v a t opti
m á l n í cestu přes objekty ve Vesmíru , k t e r é chtěj í zkoumat p o m o c í teleskopu, uše t ř i l i by za 
pohyb teleskopu a ušetř i l i by t a k é čas s t r ávený p o u ž í v á m teleskopu. 

Toto jsou jenom n ě k t e r é m o ž n o s t i využ i t í T S P . V dnešn í době , kdy se d b á na efektivitu 
ve zdroj ích i času , je toto oblast, kterou s toj í za to zkoumat. 
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Kapitola 3 

Evoluční algoritmy 

Teorie evoluce, kterou zformuloval Charles D a r w i n [5], s toj í na p ř i r o z e n é m v ý b ě r u a dědič
nosti. Jedinci , k t e ř í jsou schopni se lépe p ř i způsob i t p ros t ř ed í , ma j í vyšší p r a v d ě p o d o b n o s t 
přež i t í a dalš í reprodukce než jedinci , k t e ř í ma j í tuto schopnost horš í . Jel ikož se reprodu
kují jedinci , jej ichž geny jsou vhodně j š í pro p ros t ř ed í , jsou jejich geny dá le d i s t r i buovány 
v populaci . Pos tupem času se populace generace po generaci vylepšuje a jejich schopnost 
p ř i způsobova t se p r o s t ř e d í se vylepšuje . 

Evolučn í algori tmy vycházej í z t é t o myš lenky evoluce populace a r e p r o d u k u j í její pr in
cipy v poč í t ač ích . Ex is tu j í i evoluční algoritmy, k t e r é nejsou za ložené na popu lac ích , ty maj í 
pouze jednoho jedince a s t í m ně jak pracuj í , ovšem nejsou tak čas t é jako ty p o p u l a č n í . Evo
luční algori tmy nejsou k o n k r é t n í algoritmy, ale ř ad í se mezi tzv. metaheuristiky, to z n a m e n á , 
že ty to algori tmy jsou velice obecné a neřeš í ž á d n ý k o n k r é t n í p r o b l é m . Evo lučn í algori tmy 
jsme tedy schopni aplikovat na m n o h é op t ima l i začn í p rob lémy, nikol iv pouze na p r o b l é m 
o b c h o d n í h o ces tuj íc ího. O p t i m a l i z a č n í p r o b l é m y proh ledáva j í prostor m o ž n ý c h řešení a hle
daj í řešení , pro k t e r é je účelová funkce v g lobá ln ím maximu, či min imu, záleží na p r o b l é m u 
a definici účelové funkce. Evo lučn í algori tmy simuluj í procesy, k t e r é z n á m e z teorii evoluce 
a apl ikuj í je na tyto op t ima l i začn í p rob lémy. Jel ikož se j e d n á o obecný algoritmus, pro k a ž d ý 
p rob l ém, k t e r ý jsme schopni řeši t evo lučn ím algoritmem, je p o t ř e b a tento algoritmus upra
vi t . Ú p r a v y se vě t š inou týka j í n a s t a v e n í p a r a m e t r ů , p ř i z p ů s o b e n í účelové funkce, na s t aven í 
ukončuj íc ích p o d m í n e k algori tmu atd. Evo lučn í algoritmus, s te jně jako evoluce, obsahuje 
prvek n á h o d y . O b č a s i ne j s labš ímu jedinci se p o d a ř í reprodukovat a občas i nejs i lnějš ímu 
jedinci z řešení se reprodukovat n e p o d a ř í . Evo lučn í algori tmy ma j í tedy s tochas t i cké vlast
nosti a je nutno s t í m t o prvkem p o č í t a t . Evo lučn í algori tmy n e g a r a n t u j í na lezení řešení , 
k t e r é h l e d á m e . N y n í si definujeme přesněj i gene t ický algoritmus a pojmy, k t e r é se vysky tu j í 
v evolučních i gene t ických algoritmech. Informace do t é t o čás t i jsem čerpa l z [23] a [27]. 

3.1 Genetický algoritmus 

Genet ické algori tmy jsou insp i rované p ř í r o d o u , konk t r é tně j i p ř i r o z e n ý m v ý b ě r e m a proce
sem reprodukce p o z o r o v a n ý m v p ř í r o d ě . Gene t i cké algori tmy p a t ř í z evolučních a lg o r i tmů 
k nej popu l á rně j š ím . Profesor Hol l and je p r v n í m , kdo se ve své knize zmiňuje o gene t ických 
algoritmech [9]. Gene t i cké algori tmy řeší p ř e d e v š í m op t ima l i začn í p rob lémy. Z a pomoci 
populace k a n d i d á t n í c h řešení se p ř i r o z e n ý m v ý b ě r e m optimalizuje p rob l ém, k t e r ý řeš íme. 
Řešen í p r o b l é m ů z a k ó d u j e m e do genotypu, se k t e r ý m G A pracuje. Gene t i cké algori tmy 
simulují evoluci, kdy lepší geny, v n a š e m p ř í p a d ě řešení naš ich p r o b l é m ů , přežívaj í a zvy-
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sují p r a v d ě p o d o b n o s t reprodukce a t í m p á d e m i sdí lení své genet ické informace, k d e ž t o ty 
horš í geny n e m a j í takovou p r a v d ě p o d o b n o s t reprodukce. M y tento proces pouze n a s t a v í m e , 
v h o d n ě z a k ó d u j e m e m o ž n á řešení , v h o d n ě n a s t a v í m e všechny parametry a vyhodnocujeme 
výsledky. Nejkval i tnějš í řešení se reprodukuje s nejvyšší p r a v d ě p o d o b n o s t í a tato kval i ta se 
děd í do př í š t ích generac í s nadě j í na dalš í vylepšení . Proces evoluce m ů ž e m e v idě t na s n í m k u 
3.1. Evoluce funguje na s t e j ném pr incipu. V ideá ln ím p ř í p a d ě s o u č a s n á populace obsahuje 
kval i tnějš í řešení než populace předchozí , zá roveň b u d o u c í populace, vznik lá ze současné 
populace, by m ě l a obsahovat j e š t ě kval i tnějš í řešení . Tento proces s a m o z ř e j m ě nepokraču je 
do nekonečna a existuje ně j aká ukončovací p o d m í n k a , k t e r á proces evoluce ukončí . Všechny 
tyto procesy mus í bý t v h o d n ě nastaveny abychom dosáhl i na konci evoluce co nej lepších vý
s ledků. Je n u t n é si vyjmenovat a charakterizovat pojmy, k t e r é se v gene t ických algoritmech 
vyskytu j í . [6] [24] [3] [9] 

Jedinec (genotyp) Jedinec je v h o d n ý m z p ů s o b e m zakódované řešení na šeho p r o b l é m u . 
N a p ř í k l a d se m ů ž e jednat o b i n á r n í mat ic i kóduj ící cestu o b c h o d n í h o cestuj íc ího. 

Fenotyp Fenotyp už je s a m o t n é řešení p r o b l é m u . Fenotyp je rozkódovaný genotyp, k t e r ý 
h o d n o t í m e fitness funkcí. N a p ř í k l a d se j e d n á o k o n k r é t n í cestu o b c h o d n í h o cestuj íc ího 
mezi městy . 

Fitness funkce ( ú č e l o v á funkce) Fitness funkce ohodnocuje, jak kva l i tn í řešení je za
kódované v genotypu. H l a v n í m cí lem gene t ických a l g o r i t m ů je maximalizace či mi 
nimalizace fitness funkce. Je n u t n é si dáva t pozor na lokální ex t rémy, jelikož cí lem 
genet ických a l g o r i t m ů je na lezení g lobálních e x t r é m ů . 

Populace J e d n á se o soubor j ed inců , k te ř í spolu tvoř í populaci . Velikost populace se na
stavuje jako v s t u p n í parametr. 

I n i c i á l n í populace P r v n í populace gene t ického algori tmu. Gene rován í iniciální populace 
m ů ž e bý t n á h o d n é nebo podle ně jaké heuristiky. 

Selekce Selekce je v ý b ě r j ed inců , ze k t e r ý c h p r o b ě h n e reprodukce neboli v y t v á ř e n í po
t o m k ů . Selekce u p ř e d n o s t ň u j e jedince s nej lepší fitness hodnotu v populaci , aby jejich 
genotyp by l rozš í řen co nejvíce do b u d o u c í c h popu lac í . Selekce p r o b í h á algoritmy, 
k te ré si p o p í š e m e níže. 

K ř í ž e n í ( r e p r o d u k c e ) Vy tvá řen í p o t o m k ů z rod ičů vzn iká kř ížen ím, kdy jsou informace 
z g e n o t y p ů sdí leny a n a m í c h a n ý do nově vznikaj íc ího jedince. 

Mutace Mutace je n á h o d n á z m ě n a v genotypu jedince. Z evoluce je z n á m o , že v n ě k t e r ý c h 
p ř í p a d e c h n á h o d n é mutace vytvoř i l i vlastnost jedince, k t e r á nebyla v populaci , ale 
jedince p ř i způsob i l a p r o s t ř e d í a zvýši la jeho šanci na dalš í reprodukci. 

U k o n č u j í c í p o d m í n k a g e n e t i c k é h o algoritmu K a ž d ý algoritmus mus í bý t ukončen . 
V p ř í p a d ě gene t ických a lgo r i tmů je d á n o , že po ně j akém p o č t u p o p u l a c í nebo po 
splnění nějaké hodnoty fitness je gene t ický algoritmus u k o n č e n a v rac í řešení s nej
lepší hodnotou fitness funkce. 

P ředchoz í čás t s pojmy z gene t ického algori tmu je p ř e v z a t a z [3] a [25]. P o s e z n á m e n í 
se s pojmy u v e d e n ý m i výše m ů ž e m e n y n í p ř e d s t a v i t ú p l n o u podobu metaheurist iky gene
t ického algori tmu. P s e u d o k ó d algori tmu ukazuje algoritmus 1. V p r v n í m kroku je in ic ia l i 
zována p o č á t e č n í populace. Nás ledu je zahá jen í evolučního cyk lu , k t e r ý vyvíjí jedince tak 
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dlouho, dokud nen í s p l n ě n a ukončuj íc í p o d m í n k a . Jedinci jsou o h o d n o c e n í p o m o c í fitness 
funkce. P o t é p r o b ě h n e selekce j ed inců , k t e ř í se z ú č a s t n í reprodukce. P o t é p r o b ě h n e s a m o t n á 
reprodukce a nás l edné obnoven í populace. S j is tou p r a v d ě p o d o b n o s t í p r o b ě h n e p o t é mutace 
jed inců . 

new generation 

mutation 

\ l, l, l, l, l, li 

evaluation of 
each individual 

reproduction selection 

O b r á z e k 3.1: P r i n c i p evoluce, kdy jeden jedinec (genotyp) je v y ř a z e n p o m o c í selekce podle 
hodnoty fitness funkce a d r u h ý jedinec se dostane k reprodukci, kdy je n á s l e d n ě m o ž n o s t 
nějaké mutace p ř e d t í m , než vznikne nová populace. 1 

A l g o r i t h m 1 Gene t i cký algoritmus [3] 

Inicializace populace 
while nen í sp lněna ukončuj íc í p o d m í n k a gene t ického algori tmu do 

o h o d n o c e n í j e d i n c ů fitness funkcí 
selekce j ed inců , k t e ř í se z ú č a s t n í reprodukce 
kř ížení j e d i n c ů (reprodukce) s p r a v d ě p o d o b n o s t í p_cross 
mutace jedince s p r a v d ě p o d o b n o s t í p _ m u t 
obnovení j e d i n c ů v populaci 

end while 

3.1.1 V l a s t n o s t i p r v k ů g e n e t i c k é h o a l g o r i t m u 

Je n u t n é si blíže specifikovat vlastnosti p r v k ů , se k t e r ý m i pracujeme v gene t ických algorit
mech. Dalš í čás t , kde spekulujeme pod robně j i pojmy z G A , je p ř e v z a t a z [3], [6] a [25]. 

Genotyp a fenotyp 

Jak jsme zmínil i v p ředchoz í sekci, genotyp je z p ů s o b zakódován í řešení na šeho p r o b l é m u 
a fenotyp je dekódované řešení genotypu p ředs tavu j í c í objekt r eá lného svě ta , k t e r ý je p řed-
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metem o h o d n o c e n í fitness. Celý p r o h l e d á v a n ý prostor m u s í bý t r ep rezen tova te lný zvo leným 
z p ů s o b e m zakódován í a zá roveň mus í tak činit co nejefekt ivnějš ím z p ů s o b e m . V ideá ln ím 
p ř í p a d ě by m a l á z m ě n a genotypu m ě l a způsob i t malou z m ě n u v řešení , naopak velké z m ě n y 
by měly způsob i t velkou z m ě n u v řešení . Tento aspekt n á m p o m ů ž e odhadovat, jak se ře
šení z m ě n í př i použ i t í ně jakého o p e r á t o r u . M u s í m e t a k é vyváži t efektivnost a dupl ic i tu 
zakódován í řešení . V ideá ln ím p ř í p a d ě je jeden fenotyp m o ž n ý reprezentovat pouze j e d n í m 
genotypem. 

Selekce 

M á m e dva aspekty selekce v gene t ických algoritmech. Jeden je v ý b ě r j ed inců jako rod ičů 
do reprodukce a d r u h ý je v ý b ě r j ed inců do b u d o u c í populace. Nejdř íve blíže specifikujeme 
v ý b ě r j ed inců pro reprodukci. 

V ý b ě r j ed inců pro reprodukci n á m v y b í r á jedince, k te ř í budou v h o d n í pro kř ížení a mu
taci . Z p ů s o b e m selekce ovl ivníme, jak moc preferujeme kva l i tn í jedince oproti m é n ě kva
l i tn ím, p ř i čemž ve smyslu kval i ty je m y š l e n a hodnota fitness funkce j ed inců . Tento jev 
označu jeme jako selekční tlak, kdy p la t í , že č ím vyšší selekční t lak t í m p r a v d ě p o d o b n ě j i si 
pro reprodukci zvol íme kva l i tn í jedince, a t í m m é n ě p r a v d ě p o d o b n ě j i si zvol íme nekva l i tn í 
jedince. Ex i s tu j í r ů z n é varianty selekce, nejčastěj i se používaj í následující : 

N á h o d n ý v ý b ě r Ne j j ednodušš í z p ů s o b pro v ý b ě r rod iče pro reprodukci je n á h o d n ý výbě r . 
Tento z p ů s o b nen í ne jvhodnějš í , jelikož zde n e v z n i k á ž á d n ý selekční t lak a konvergence 
k ně j akému kva l i tně j š ímu řešení by byla č is tě n á h o d n á . 

Podle p o ř a d í Jedinci se se řad í podle fitness hodnoty od nej kval i tnějš ích po n e j m é n ě kva
l i tní . N y n í si tento soubor j ed inců rozdě l íme na dvě čás t i a v y b í r á m e jedince pouze 
z t é kval i tnějš í čás t i populace. 

Turnaj N á h o d n ě si vybereme fc-jedinců z populace, kdy k je menš í než velikost populace. 
Nás l edně u s p o ř á d á m e turnaj mezi t ě m i t o k jedinci , kdy vyhraje turnaj ten jedinec, je
hož fitness hodnota je nejlepší . Tento jedinec se s t ává r o d i č e m do reprodukce. Ilustraci 
t u r n a j o v é h o v ý b ě r u v id íme na o b r á z k u 3.2. 

O b r á z e k 3.2: S n í m e k znázorňuj íc í t u r n a j o v ý v ý b ě r př i selekci jedince, k t e r ý se bude repro
dukovat. 

V á ž e n á ruleta Celá populace je zastoupena v ru le tě . K o l o rulety je rozdě leno na p čás t í , 
kde p je velikost populace. N á s l e d n ě je velikost k a ž d é čás t i rulety upravena. Velikost 
dí lků o d p o v í d á fitness h o d n o t ě . C í m blíže je fitness hodnota jedince o p t i m á l n í hod
no tě , ke k t e r é směřu jeme , t í m větš í čás t rulety př ís luš í jedinci . Rule ta se p o t é roz toč í 
a vybere se jedinec. V p ř í p a d ě , že chceme zvolit více j ed inců , bude ruleta r o z t o č e n a 
v íckrá t nebo m á m e více hodnot, k t e r é určuj í výbě r . P ř í k l a d rulety s j e d n í m výbě ro 
v ý m bodem je na o b r á z k u 3.3. 
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O b r á z e k 3.3: Sn ímek znázorňuj íc í váženou ruletu, kdy hodnota fitness funkce p r v n í h o je
dince je nejnižší a hodnota fitness funkce č t v r t é h o jedince je nejvyšší . R o z t o č e n í m vybereme 
s vyšší p r a v d ě p o d o b n o s t í kval i tnějš í jedince, k t e ř í se z ú č a s t n í reprodukce. 

K ř í ž e n í 

Kř íž e n ím vznikaj í nová řešení p r o b l é m u z existuj ících řešení . Kř ížen í p rob íha j í v gene t ických 
algoritmech s ně jakou p r a v d ě p o d o b n o s t í . Kř ížen í neboli reprodukce je výs l edkem o p e r á t o r ů 
křížení , k t e r ý ze dvou rod ičů vy tvo ř í potomka, k t e r ý sdílí čás t i z obou rod ičů . Takto docí
l íme, že čás t i řešení , obsažené v rodičích, p ř enesou svoji genetickou informaci do potomka. 
Způsoby, k t e r ý m i vznikaj í potomci mohou bý t r ů z n é . Je to z p ů s o b e n o t í m , že reprezentace 
řešení m á r ů z n é formy, a tud íž se na genotypy apl ikuj í j iné druhy o p e r á t o r ů kř ížení . M y 
se věnu jeme p r o b l é m u , j ehož genotypy reprezentujeme p e r m u t a c í , k t e r á je z a p s á n a jako 
indexy v pol i čísel, a t u d í ž si u k á ž e m e p ř ík l ady o p e r á t o r ů na s n í m k u 3.4, k t e r ý pracuje 
s touto formou. O p e r á t o r y kř ížení na s n í m k u 3.4 jsou ne j j ednodušš í varianty. P r o T S P se 
používaj í složitější metody, k t e r é si p ř e d s t a v í m e níže. 

V G X Very greedy crossover je spec iá ln í variantou greedy crossoveru [12]. Zák l adn í myšlen
kou o p e r á t o r u je, že se ze z a č á t k u zvolí n á h o d n ě m ě s t o a vloží se na z a č á t e k potomka. 
Nás l edně najdeme p ravého a levého souseda na šeho m ě s t a v obou rodič ích a vložíme 
do řešení na dalš í pozici souseda, k t e r ý mě l k m ě s t u ne jk ra t š í vzdá lenos t . V č l ánku 
[12] je více variant, jak se m á o p e r á t o r kř ížení zachovat. V n a š e m p ř í p a d ě , pokud 
jsou už všechny sousedy obsaženy v p r o z a t í m n í m řešení , zvol íme m ě s t o , k t e r é je co 
nejblíže p ů v o d n í m u m ě s t u . P ro to se j e d n á o very greedy crossover. N á k r e s fungování 
V G X je na s n í m k u 3.5. 

P M X Pa r t l y mapped crossover [10] je dalš í pokroči le jš í o p e r á t o r kř ížení , k t e r ý ovšem nijak 
nep roh ledává ani nepouž ívá heurist iku př i kř ížení jako tomu bylo u V G X . Da l š ím 
rozdí lem je, že zde vzniknou v ž d y dva potomci m í s t o jednoho ze dvou rod ičů . Zde je 
princip v ý m ě n y informací mezi d v ě m a rodič i následuj íc í . U d ě l á m e dva n á h o d n é řezy 
řešen ím v obou rodič ích . T y t o oblasti mezi řezy namapujeme a nás l edně je do p o t o m k ů 
p r o h o d í m e . V oblastech mimo n á h o d n é řezy d o s a d í m e m ě s t a , k t e r á se z a t í m necházej í 
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v p r o z a t í m n í c h řešeních . P ro zbylá m ě s t a využ i j eme n a m a p o v á n í ob las t í mezi řezy 
a dostaneme se i t e r a t i v n ě k m ě s t u , k t e r é t a m m ů ž e m e vloži t . M ů ž e se to t iž s t á t , že 
hned p r v n í n a m a p o v a n é m ě s t o n á s m ů ž e vést na m ě s t o , k t e r é je t a k é už obsažené 
v potomkovi . P ro lepší p o c h o p e n í je P M X vysvě t l eno na i lustraci 3.7. 

O X Order crossover [10] je o p e r á t o r kř ížení , k t e r ý vy tvo ř í potomky v ý b ě r e m podtrasy 
jednoho rod iče a zachován ím re l a t ivn ího p o ř a d í genů d r u h é h o rodiče . O p ě t se tedy 
ne jedná o o p e r á t o r kř ížení , k t e r ý by využíva l heurist iku nebo p roh ledáván í . Oblast 
podtrasy je v y b r á n a , s te jně jako u o p e r á t o r u V G X , d v ě m a n á h o d n ý m i řezy. Zbytek 
jedince z í skáme z j i ného rodiče , kdy vezmeme posloupnost genů za d r u h ý m řezem, 
o d s t r a n í m e z posloupnosti m ě s t a , k t e r á už jsou o b s a ž e n a v jedinci a p o s t u p n ě t a m 
vložíme m ě s t a za d r u h ý n á h o d n ý řez. T í m t o z p ů s o b e m opě t v y t v o ř í m e dva potomky, 
jak tomu bylo u P M X . P r o lepší p o c h o p e n í je O X vysvě t leno na i lustraci 3.8. 

C X Cyc le crossover [10] je o p e r á t o r kř ížení , k t e r ý vy tvá ř í potomky z p ů s o b e m , kdy k a ž d ý 
gen pocház í od jednoho rodiče . N á h o d n ě zvol íme m ě s t o jednoho z rod ičů na p r v n í m 
indexu. Dalš í m ě s t o d o p l n í m e podle toho, j a k é m ě s t o se nacház í na p r v n í m indexu 
d r u h é h o rod iče a takto p o k r a č u j e m e , dokud nenalezneme cyklus. P o t é co nalezneme 
cyklus u k o n č í m e v k l á d á n í a v lož íme zbytek m ě s t z d r u h é h o rodiče . N e v ý h o d o u tohoto 
o p e r á t o r u je, že v n ě k t e r ý c h p ř í p a d e c h vygeneru j í s te jné po tomky jako jsou rodiče . 
P ro lepší p o c h o p e n í je O X vysvě t leno na i lustraci 3.9. 

1-Point 

^odič 1 
1 | 0 l i i e l i 

Rodič 2 
1 | 1 i | e | i | e | 0 11 

Potome k 1 
1 | 0 1 1 0 1 1 0 0 1 1 

3otome k 2 $ 
1 | 1 l i i e í i 

2-Poin 

Rodič 

t 

1 
1 0 1 | 1 | 1 0 | 1 | 0 

Rodič 2 
1 1 1 | 0 | 1 0 | 0 | 1 

Potome k 1 
1 0 1 0 | 1 0 | 1 | 0 

3otome k 2 $ 
1 1 1 | 1 | 1 0 | 0 | 1 

O b r á z e k 3.4: U k á z k a j e d n o b o d o v é h o a d v o u b o d o v é h o kř ížení . Genotyp rod iče se n á h o d n ě 
rozděl í na jednom nebo dvou mís t ech . R o z d ě l e n í m n á m vzn ik ly čás t i g e n o t y p ů rod ičů . P r o 
vy tvo řen í p o t o m k ů p o s k l á d á m e tyto čás t i z obou rod ičů , kdy n á m vznikne nový jedinec. 6 
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father: 4 5 7 3 2 1 6 8 

mother: 5 1 7 3 6 2 4 8 

X = {2,6, 5, 1} 

child: 1 2 

O b r á z e k 3.5: U k á z k a fungování V G X . N á h o d n ě jsme zvol i l i m ě s t o , v n a š e m p ř í p a d ě 1 a dal i 
jsme ho na z a č á t e k generovaného řešení . N á s l e d n ě jsem nalezli sousedy m ě s t a 1. Z naleze
ných sousedů (2,6,5,1) je nejbližší 2, t u d í ž 2 v k l á d á m e do řešení a h l e d á m e sousedy m ě s t a 
2. 

Mutace 

Mutace je p o s l e d n í m krokem p ř e d vznikem nové generace. Mutace je ně j aká n á h o d n á z m ě n a 
v genotypu. Mutace p rob íha j í v gene t ických algoritmech s ně jakou p r a v d ě p o d o b n o s t í . N a 
př ík lad u lidí došlo k n á h o d n é mutaci genu pro hemoglobin, k t e r á na jednu stranu zhoršuje 
vlastnosti červených krvinek, ovšem lidé, k te ř í ma j í tuto mutaci jsou i m u n n í vůči malá r i i , 
což je v Africe v ý h o d o u [21] .Tuto charakterist iku replikujeme mutacemi v gene t ických al
goritmech. K d y b y c h o m pouze používal i o p e r á t o r kř ížení , nebyli bychom č a s e m schopni vy
t v á ř e t nové jedince. Toto by omezovalo p roh ledávac í schopnost algori tmu. Mutace na rozdí l 
od kř ížení m ů ž e p ř inés t p o t o m k ů m rysy, k t e r é se nevyskytovaly u rod ičů a t í m vy tvo ř i t 
kval i tnějš í řešení . P ř í k l a d e m m u t a č n í h o o p e r á t o r u p o u ž i t é h o pro p e r m u t a č n í reprezentaci 
je double-brigde [11]. O p e r á t o r v y m ě n í dva n á h o d n ě v y b r a n é geny mezi sebou. M ů ž e m e 
provést t ě c h t o v ý m ě n někol ik v ř a d ě . Ilustraci double-bridge o p e r á t o r u m ů ž e m e v idě t na 
s n í m k u 3.6. 

0.8 0.6 -0.7 0.5 -0.2 0.1 1.3 -2.5 

Swap Genes ^ ^ ^ ^ 

0.8 0.6 -0.7 0.5 1.3 0.1 -0.2 -2.5 

O b r á z e k 3.6: Double-bridge o p e r á t o r v y m ě n í n á h o d n ě vybranou pozici dvou genů mezi 
sebou.' 
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1 . pl = (3 4 8 | 2 7 1 | 6 5) 
P2 = (4 2 5 | 1 6 8 | 3 7) 

Oj =(x x x | 1 6 8 | x x) 

0 2 =(x x x I 2 7 1 I x x) 

0 
01 = (3 4 x | 1 6 8 | x 5) 

0 2 = (4 x 5 | 2 7 1 | 3 x) 

° i = (3 4 2 | 1 6 8 | 7 5 ) 

° 2 = (4 8 5 | 2 7 1 | 3 6) 

O b r á z e k 3.7: U k á z k a fungování P M X . N á h o d n ě jsme zvol i l i v p r v n í m kroku dvě m í s t a řezů 
a ná s l edně jsme provedli m a p o v á n í 2 f > l , 7 f > 6 a l f > 8 a tyto oblasti prohodi l i do 
p o t o m k ů . V d r u h é m kroku jsme doplni l i oblasti mimo řezy městy , k t e r é jsou v p ů v o d n í c h 
rodič ích. Pos ledn í krok je dop lněn í m ě s t , k t e r é jsem nemohl doplnit v d r u h é m kroku. Zde 
využ i jeme m a p o v á n í sekcí mezi řezy. P r v n í x v p r v n í m potomkovi by mělo bý t m ě s t o 
8, k t e r é pocház í od p r v n í h o rodiče , ale 8 je j iž v tomto potomkovi , t a k ž e zkontrolujeme 
m a p o v á n í 1 o 8 a opě t v id íme , že v tomto potomkovi je m ě s t o 1 j iž obsazeno, o p ě t tedy 
zkontrolujeme m a p o v á n í 2 o 1, a z í skáme m ě s t o 2, k t e r é j e š t ě nen í v p r v n í m potomkovi 
obsaženo , t u d í ž na p r v n í x d o p l n í m e 2. S t e j n ý m z p ů s o b e m z í skáme m ě s t o pro všechny 
x v obou p o t o m c í c h . K o n k r é t n í p ř ík l ad je p ř e v z a t z [10]. 

1 • P t = (3 4 

_ ^ = ( 4 2 

01 = (x x 

2 7 1 

1 6 8 

1 2 7 1 

1 1 6 8 

2. 
3 ^ 7 ^ 4 ^ 2 ^ 5 ^ l->6 

i 

3. 
01 = (5 6 8 I 2 7 1 I 3 4) 

O z = (4 2 7 | J_6_8_ | 5 3) 

O b r á z e k 3.8: U k á z k a fungování O X . N á h o d n ě jsme zvol i l i v p r v n í m kroku dvě m í s t a řezů 
a ná s l edně jsme tyto podtrasy vložili do p o t o m k ů . V d r u h é m kroku jsme vza l i celou sekvenci 
se z a č á t k e m po d r u h é m m í s t ě ř ezu z d r u h é h o rodiče . Takto n á m vzn ik la trasa 3 —?• 7 —> 
4—^2—^5—^1—^6—^8. N á s l e d n ě jsme z ní odstranil i m ě s t a , k t e r á j iž exis tuj í v p r v n í m 
potomku a zbyla n á m sekvence 3—^4—^5—^6—^8. M ě s t a ze vzniklé sekvence v k l á d á m e 
po jednom do volných mí s t potomka od d r u h é h o řezu . Takto n á m vznikne nový jedince. 
Ste jný postup opakujeme pro d r u h é h o potomka. K o n k r é t n í p ř ík l ad je p ř e v z a t z [10]. 
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1. P1 = (1 2 3 4 5 6 7 8) 

P 2 = (8 5 2 1 3 6 4 7) 

Oj = (1 x x x x x x x) 

2 . 
Oj = (1 x x x x x x 8) 

I 
Oj = (1 x x x x x 7 8) 

i 
Oj = (1 x x 4 x x 7 8) 

3 . " " 

° i = (1 5 2 4 3 6 7 8) 

0 2 = (8 2 J _ 1_ 5_6 4 7) 

O b r á z e k 3.9: U k á z k a fungování C X . V p r v n í m kroku jsme n á h o d n ě zvol i l i rodiče , ze k t e r é h o 
budeme generovat potomka. Zvo l i l i jsme p r v n í h o rod iče pro generování , t u d í ž na p r v n í index 
potomka d á m e m ě s t o 1. V d r u h é m kroku v y t v á ř í m e cyklus, kdy na p r v n í m indexu d r u h é h o 
rodiče je m ě s t o 8. P ř i d á m e m ě s t o 8 a p o k r a č u j e m e . Ve d r u h é m rodič i na indexu měs t 
8 z p r v n í h o rod iče se nacház í m ě s t o 7. N y n í p ř i d á m e m ě s t o 7 na index, kde se nacház í 
v p r v n í m rodič i . To s te jné u d ě l á m e pro m ě s t o 4. N á s l e d n ě ovšem na indexu m ě s t a 4 se ve 
d r u h é m rodič i nacház í m ě s t o 1, k t e r é se už v potomkovi nacház í . T í m t o je ukončen cyklus 
a p o k r a č u j e m e krokem 3, a to d o p l n ě n í m zby tku m ě s t p ř í m o ze d r u h é h o rodiče . P r o p ř ík lad 
v id íme , jak by dopadlo kř ížení , kdybychom zvol i l i na z a č á t k u j i n é h o rodiče . M u s í m e p o č í t a t 
s t í m , že je možné , že exis tuj í rod iče , ze k t e r ý c h se vygeneru j í t o t o ž n í potomci . K o n k r é t n í 
p ř ík lad je p ř e v z a t z [10]. 
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Kapitola 4 

Přehled vybraných technik 
optimalizace T S P 

P o d í v á m e se blíže v y b r a n é p ráce , k t e r é se zabývaj í ř e šen ím p r o b l é m u o b c h o d n í h o cestují
cího p o m o c í evolučních a lgo r i tmů . M e z i existuj ící řešení o b c h o d n í h o cestuj íc ího p a t ř í řešení 
p o m o c í mravenč ích a lgo r i tmů , s imulovaného ž íhán í nebo genet ického algori tmu. Dalš í al
goritmus, k t e r ý ovšem nen í evoluční , ale r á d bych ho zde zmíni l , je algoritmus 2-opt, 3-opt 
nebo jeho obecnějš í varianta k-opt. 

Optimalizace TSP mravenčí kolonií 

Optimalizace m r a v e n č í kolonií ( A C O ) [2] je metoda, k t e r á využ ívá p r inc ipů chování mra
venců k řešení op t ima l i začn ích p r o b l é m ů . Nejčastě j i A C O simuluje pohyb m r a v e n c ů pozo
rovaný př i h l e d á n í potravy a je j ím transportu do m r a v e n i š t ě . K a ž d ý mravenec tvoř í trasu, 
kterou jde, a zanechává feromony po cestě , což zvyšuje p r a v d ě p o d o b n o s t , že dalš í mravenci 
pů jdou stejnou trasou. Dalš í generace m r a v e n c ů se dá le ř ídí f e romonovými značkami , k t e ré 
maj í ně jaké charakterist iky vypa řován í . V p rác i [22] je p ř e d s t a v e n a vy lepšená varianta A C O 
algoritmu, n a z v a n á Focusesd A C O ( F A C O ) . P r á c e se zaměřu je na paralelizaci p rocesů a re
str ikci velikosti d a t o v ý c h struktur, k t e r é jsou pro A C O j inak n á r o č n é . Ve výs ledku se více 
zaměřu je na kva l i tn í cesty, t í m p á d e m je rychlejší a m é n ě paměťově ná ročný . Optimalizace 
mravenč í kolonií je zobrazena na o b r á z k u 4.1. 

Optimalizace TSP pomocí simulovaného žíhání 

Simulované ž íhán í (Simulated Annea l ing nebo S A ) [14] je m e t a h e u r i s t i c k á metoda pro řešení 
op t ima l i začn ích p r o b l é m ů . M e t o d a využ ívá pr inc ipu ž íhán í kovů, kdy se m a t e r i á l ohř ívá na 
vysokou teplotu a pak se p o s t u p n ě ochlazuje. T í m t o procesem se kov d o s t á v á do nejstabil-
nějšího stavu, což je t a k é cí lem s imulovaného ž íhání . 

S A zač íná n á h o d n ý m v ý b ě r e m p o č á t e č n í h o stavu a p o s t u p n ě generuje nové stavy p o m o c í 
j i s t ého o p e r á t o r u . Řešen í je ohodnoceno p o m o c í fitness funkce, p o t é na zák ladě výs ledku 
fitness funkce a t e p l o t ě s imulovaného ž íhan í je nový stav př i ja t nebo o d m í t n u t . Teplota se 
p o s t u p n ě ochlazuje, což v p ř í p a d ě S A z n a m e n á , že se snižuje p r a v d ě p o d o b n o s t př i je t í horš í 
stavu, než k t e r ý je současný. Studie [26] prezentuje více o p e r á t o r ů pro v y t v á ř e n í nových 
řešení a t a k é prezentuje druhy o p a t ř e n í , aby algoritmus S A se nezasekl v loká ln ím opt imu. 
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Ant Colony Optimization 

Feedback Loap ) 

1 2 3 

O b r á z e k 4.1: V p r v n í m kroku v id íme , jak v y p a d a j í m o ž n é cesty mezi m r a v e n i š t ě m a potravu 
a s m ě r y cest m r a v e n c ů . V d r u h é m v id íme , jak zp rvu mravenci chodí n á h o d n ě a využívaj í 
všech možných cest jak se dostat k j íd lu . P o několik generac í v id íme , že feromonová cesta, 
kterou zanechali mravenci na p r o s t ř e d n í ces tě je nejsilnější a d r t i vá vě t š ina m r a v e n c ů vyu
žívá p rávě tuto cestu, k t e r á je i ne jk ra t š í cesta do m í s t a s potravou. 1 

Optimalizace TSP pomocí genetického algoritmu 

Gene t i cký algoritmus ( G A ) [6] je m e t a h e u r i s t i c k á metoda pro řešení op t ima l i začn ích pro
b lémů, k t e r á se inspirovala principy da rwinovské evoluce. G A pracuje s p o p u l a c í n á h o d n ě 
generovaných řešení , k t e r á se p o s t u p n ě vyvíjí p o m o c í p r inc ipů děd ičnos t i , selekce, kř ížení 
a ná s l edně j e š t ě m u t a c í . Řešen í p r o b l é m u je r ep rezen továno jako genotyp. Selekce pak na 
zák ladě h o d n o c e n í fitness funkcí určuje p r a v d ě p o d o b n o s t i j edno t l i vých řešení na dalš í re
produkci . Nové kombinace g e n o t y p ů vznikaj í p r ávě k ř í žen ím a m u t a c í p ř i reprodukci. 

V p rác i [17] je p rezen tovaný h y b r i d n í gene t ický algoritmus, k t e r ý prezentuje heurist iku 
generování iniciální populace. P ř e d s t a v u j e lokální o p e r á t o r kř ížení a z p ů s o b mutace řešení 
T S P . 

Optimalizace TSP pomocí 2-opt a 3-opt 

Algor i tmy 2-opt a 3-opt [4], obecně k-opt, sice nejsou evoluční algoritmy, ovšem něk t e r é 
výše z m í n ě n é č l ánky je v ně jaké formě využívaj í a j e d n á se o velice silný algoritmus, k t e r ý m 
bývají p r o b l é m y o b c h o d n í h o cestuj ící řešeny, nebo je to p o m o c n ý algoritmus evo lučn ím 
a l g o r i t m ů m , k t e r é řeší T S P . 

J e d n á se o j e d n o d u c h ý algoritmus loká ln ího p roh ledáván í . Číslo v algori tmu určuje , 
s kol ika hranami pracuje. Algor i tmus je n a v r ž e n p ř í m o na řešení p r o b l é m u o b c h o d n í h o ces
tu j íc ího. Algor i tmus už pracuje s n a v r ž e n o u cestou a vyzkouš í všechny m o ž n é kombinace 
p řehozen í dvou hran. P r o p ř e d s t a v u , m á m e cestu (A, B , D , C , E ) a 2-opt vyzkouš í v y m ě n i t 
hrany B - y D a D ^ C a vy tvo ř í nové hrany B -> C a C ^ D . Ve výs ledku n á m vznikne 
nová cesta (A , B , C , D , E ) . P r á c i algori tmu m ů ž e m e v idě t na o b r á z k u 4.2. Da l š ím krokem 
algori tmu je zjistit, jestl i jsme p r o h o z e n í m dosáhl i zmenšen í dé lky trasy. P o k u d ano, z m ě n a 
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hran z ů s t a n e , v p ř í p a d ě že ne, v r á t í m e se k p ů v o d n í m u stavu. V obou p ř í p a d e c h algoritmus 
pokraču je až do p r ů c h o d u celé trasy, kdy už nejsme schopni trasu vylepš i t ž á d n ý m proho
zením. A lgo r i tmy 3-opt, 4 a dalš í fungují s te jně , jenom pracu j í s více hranami, t u d í ž je více 
možnos t í , jak tyto hrany p o s k l á d a t . 

a 

g 

O b r á z e k 4.2: N a s n í m k u m ů ž e m e vidě t , jak 2-opt existuj ící cestu (A , B , E , D , C , F , G ) 
u p r a v í na cestu (A , B , C , D , E , F , G ) . Došlo k v ý m ě n ě hran mezi b -> e a c ^ f za hrany 
b —>• c a e —>• f, což je z jevně výhodně j š í trasa. 3 

Pro řešení p r o b l é m u o b c h o d n í h o cestuj íc ího jsem si vybra l gene t ický algoritmus, re
spektive jeho h y b r i d n í formu. Č l á n e k [17] m i poslouži l jako inspirace pro moji p r v o t n í 
implementaci. 
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Kapitola 5 

Nové metody generování řešení 
T S P 

V t é t o kapitole navrhuji někol ik vylepšení , ať už o p e r á t o r ů kř ížení nebo n á v r h matice, 
k t e r á bude obsahovat nejbližší m ě s t a , což n á m p o m ů ž e v n ě k t e r ý c h o p e r á t o r e c h nebo př i 
inicial izaci populace. 

5.1 Redukovaná matice nejbližších měst 

V mat ic i nejbl ižších m ě s t je u ložena informace, k t e r á m ě s t a se u r č i t ý m m ě s t ů m nacházej í 
nejblíže. Do u rč i t é velikosti je m o ž n é použ íva t ú p l n o u mat ic i , ovšem s ros touc í velikostí 
T S P , už to nen í m o ž n é a ani to nen í efekt ivní . Ne jk ra t š í řešení T S P vznikaj í spo jován ím 
měs t , k t e r á se nacháze j í co m o ž n á nejbl íže. S a m o z ř e j m ě toto pravidlo nep l a t í vždy, ale 
v z á s a d ě nen í obvyklé , že by ně jaké řešení T S P blízko d o m n ě l é h o min ima obsahovalo spojení 
měs t , k t e r é se nenacház í v b l ízkém okolí. P r o naše p o t ř e b y ovšem n e p o t ř e b u j e m e zná t 
vzdá lenos t i mezi t ě m i t o nejbl ižšími m ě s t y u r č i t é m u m ě s t u , nýb rž n á m p o s t a č í pouze p o ř a d í 
měs t od nejbl ižšího po nejvzdálenějš í . O v š e m po inspiraci z č l ánku [20], jsem si uvědomi l , 
že nen í n u t n é aby matice nejbližších m ě s t obsahovala všechna m ě s t a v p o ř a d í , ale spíš 
nějaké omezené m n o ž s t v í t ě ch to měs t . Budeme z n á t n nejbl ižších měs t , ke k a ž d é m u m ě s t u . 
Vystavujeme se r i z iku , že tato m ě s t a už všechna budou o b s a ž e n a v řešení T S P , ale vzhledem 
k paměťové n á r o č n o s t i ú p l n é matice je použ i t í r edukované matice j ed iný způsob , jak m í t 
a l e spoň čás t nejbl ižších m ě s t . P r o p ř e d s t a v u paměťové n á r o č n o s t i je na i lustraci 5.1 v idě t , 
jak paměťová n á r o č n o s t roste. V m é implementaci m á r e d u k o v a n á matice nejbližších měs t 
dvoje použ i t í v p o d k a p i t o l á c h níže. 

Optimalizace i n i c i á l n í populace 

P ř i inicial izaci populace n a p ř í k l a d pro gene t ický algoritmus, se n á h o d n ě vygeneruje iniciální 
populace. P r o u rych len í konvergence k ně j akému řešení a pro d o d á n í kva l i tn í informace do 
genu ovšem m ů ž e m e použ í t vy lepšen í ně jakého procenta j ed inců v populaci . V č l ánku [18] 
po inicial izaci populace projde 20 % genomu op t ima l izac í . V n a š e m p ř í p a d ě vybereme 20 
% n á h o d n ý c h genů, kdy nás l edně vy lepš íme jejich sousedn í m ě s t o , kdy d o d á m e do řešení 
T S P informaci, k t e r á p o m ů ž e př i konvergenci. V č l ánku ovšem a u t o ř i neprovedli experi
menty, jest l i tento postup p o m á h á optimalizovat řešení T S P , p ř í p a d n ě j aké procento genu 
je nej vhodně j š í optimalizovat. 
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Porovnání velikostí matic nejbližších měst 

Úplná matice nejbližších Redukovaná matice nejbližších 
měst Velikost TSP měst 

100 měst 40 KB 4 KB 

1 000 měst 4 MB 40 KB 

10 000 měst 400 MB 400 KB 

100 000 
měst 

40 GB 4 MB 

Velikost redukovaná matice je 10 nejbližších měst 

O b r á z e k 5.1: N a p ř í k l a d u v id íme , že př i 100 m ě s t e c h rozdí l j e š t ě nen í zásadn í . P o s t u p n ě 
ovšem rozdí l roste a př i p o s l e d n í m p ř ík l adu , je r e d u k o v a n á matice 10 tisíc k r á t menš í než 
ú p l n á varianta matice. R e d u k o v a n á matice roste l ineárně oproti ú p l n é mat ic i , k t e r á roste 
exponenc iá lně . K o n k r é t n í p ř ík l ad je p ř e v z a t z [20]. 

H e u r i s t i c k é o p e r á t o r y k ř í ž e n í 

V o p e r á t o r u V G X , a dalš ích o p e r á t o r ů , k t e r é vycházej í z V G X , v j i s tých p ř í p a d e c h mu
síme dosadit na dalš í pozici m ě s t o , k t e r é je nejbl íže. V naše p ř í p a d ě V G X , nejbližší m o ž n é 
měs to , což z n a m e n á , že d o s a d í m e p o s t u p n ě vyzkouš íme všechny m ě s t a v mat ic i , dokud ne
nalezneme m ě s t o , k t e r é nen í obsažené v p r o z a t í m n í m řešení . P o k u d i všechny m ě s t a jsou 
z r edukované matice v y č e r p á n a , m u s í m e dosadit m ě s t o n á h o d n é . 

5.2 Návrhy vylepšení operá to rů křížení 

Pro o p e r á t o r y křížení , p ř e d s t a v e n é v 3.1.1, jsem vymyslel několik změn , k t e r é by mohly 
směřova t k vylepšení schopnosti hledat op t imá lně j š í řešení T S P . Jel ikož o p e r á t o r y z kapi toly 
3.1.1 fungují r ů z n ý m i způsoby, t a k é způsoby vy lepšen í se budou lišit. 

Less greedy crossover vycház í z o p e r á t o r u kř ížení V G X . V n ě k t e r ý c h p ř í p a d e c h vede rych lá 
konvergence k za seknu t í v loká ln ím opt imu, k t e r é m u bychom se mohl i vyhnout, kdyby 
o p e r á t o r kř ížení by l m é n ě h ladový. Z tohoto d ů v o d u jsem vy tvoř i l o p e r á t o r L G X , k t e r ý se 
liší ve v ý b ě r u nás leduj íc ího m ě s t a , k t e r é bude dosazeno do p r o z a t í m n í h o řešení . Ve V G X 
o p e r á t o r zvolí souseda, k t e r ý m á ne jk ra t š í vzdá lenos t k m ě s t u . Tu to vlastnost jsem změni l 
a zvol i l m é n ě hladovou variantu. V o p e r á t o r u L G X jsem změni l v ý b ě r souseda, k t e r ý bude 
vložen do p r o z a t í m n í h o řešení na v ý b ě r turnajovou metodou. Turna jová metoda je rych lá 
a j e d n o d u c h á , t ud íž nedojde k z á s a d n í m u z p o m a l e n í o p e r á t o r u a mohl i bychom docíl i t toho, 
že o p e r á t o r kř ížení by by l m é n ě hladový. 

O p e r á t o r kř ížení V G X G vycház í z o p e r á t o r u V G X . Jelikož m á m e redukovanou mat ic i nej
bližších m ě s t , zkus íme využ í t t ě ch to dat a m í s t o h l edán í sousedů vyzkouš íme p ř í m o s u r č i t ou 
p r a v d ě p o d o b n o s t í dosadit nejbližší m o ž n é m ě s t o , k t e r é se nacház í v r edukované mat ic i nej
bližších m ě s t . Je n u t n é si d á t pozor na p r a v d ě p o d o b n o s t zvolení p ř í m o nejbližších m ě s t , 
jelikož se m ů ž e s t á t , že algoritmus bude příl iš h l adový a brzy se zasekne v lokální opt imu. 

L G X 

V G X G 
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L G X G 

Jelikož o p e r á t o r L G X vycház í z V G X o p e r á t o r u , zkus íme využ í t i zde ve verzi L G X G 
dosazení s u r č i t o u p r a v d ě p o d o b n o s t í jednoho z nej bližších m ě s t , nacházej íc í se v r edukované 
mat ic i nej bližších měs t . 

P M X 2 - o p t 

P M X p a t ř í do s tochas t i ckých o p e r á t o r ů kř ížení . To z n a m e n á , že konvergence k potencio
n á l n í m u min imu bude pomale j š í oprot i n a p ř í k l a d V G X , k t e r ý a k t i v n ě p roh l edává prostor 
a h l e d á m i n i m á l n í dé lky cest. Z tohoto d ů v o d u , jsem chtě l dodat P M X o p e r á t o r u větš í 
sílu pro rychlejší konvergenci. Jel ikož m á m e lokální p roh ledávac í algoritmus 2-opt, da l by 
se zde využ í t . N a z a č á t k u kř ížení p o m o c í P M X o p e r á t o r u jsme zvol i l i dva n á h o d n é m í s t a 
řežu v rodič ích. N á s l e d n ě mezi t ě m i t o d v ě m a m í s t y řezu se provede m a p o v á n í . Ve vylepšené 
va r i an t ě P M X - 2 - o p t se tato oblast mezi řezy optimalizuje p o m o c í loká ln ího p roh ledávac ího 
algori tmu 2-opt. T í m t o se rychleji dostane kval i tnějš í informace do genu a t í m p á d e m i do 
populace a m ů ž e se urychli t konvergence. Jel ikož se 2-opt neprovede na ce lém genomu, ale 
pouze na jeho čás t i , n e m u s í doj í t k z a seknu t í moc brzo v loká ln ím opt imu. 

OX2-opt 

N a s t e jném pr inc ipu jsme vylepšil i o p e r á t o r O X . Jel ikož se též j e d n á o s tochas t i cký ope rá 
tor kř ížení a jeho síla je s labší oproti heu r i s t i ckým, je zde opě t p o t e n c i o n á l využ í t lokální 
p roh ledávac í algoritmus 2-opt v oblasti mezi řezy. O p ě t m ů ž e doj í t k u rych len í konvergence. 

Vylepšení o p e r á t o r ů kř ížení a r e d u k o v a n á matice nejbližších měs t n á m p o m ů ž e d o s á h n o u t 
lepší řešení , a t a k é urychli t konvergenci genet ického o p e r á t o r u . Všechny aspekty vylepšení 
se o tes tu j í v následuj íc í kapitole. 

5.3 Návrh hybr idního genetického algoritmu 

H y b r i d n í algoritmus vycház í z genet ického algori tmu [17]. V klas ickém gene t i ckém algo
r i tmu p r o b í h á cyklus, dokud nen í sp lněna ukončuj íc í p o d m í n k a nebo l imi t i te rac í . Zde je 
změna , kdy př i z a seknu t í fitness hodnoty po několik generac í se s p u s t í jeden cyklus 2-opt al
gori tmu na všech jed inc ích v populaci . T í m t o bychom měli dostat řešení z lokáln ího min ima 
a pok račova t v gene t i ckém algori tmu. S c h é m a algoritmus je zde 2. 
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A l g o r i t h m 2 H y b r i d n í gene t ický algortimus 

Inicializace populace 
while nen í sp lněna ukončuj íc í p o d m í n k a gene t ického algori tmu do 

o h o d n o c e n í j e d i n c ů fitness funkcí 
if fitness hodnota se nezměn i l a po x generac í then 

if n e p r o b ě h l jeden cyklus 2-opt algori tmu then 
jeden cyklus 2-opt algori tmu na celé generaci 

else 
ukončen í h y b r i d n í h o gene t ického algori tmu 

end if 
end if 
selekce j ed inců , k t e ř í se z ú č a s t n í reprodukce 
kř ížení j e d i n c ů (reprodukce) s p r a v d ě p o d o b n o s t í p_cross 
mutace jedince s p r a v d ě p o d o b n o s t í p _ m u t 
obnovení j e d i n c ů v populaci 

end while 

V da l š ím kapitole si p ř e d s t a v í m e celé s c h é m a programu, k t e r ý p o u ž í v á m e k řešení pro
b l ému o b c h o d n í h o cestuj íc ího, a t a k é všechny p rovedené experimenty. 

26 



Kapitola 6 

Experimentální výsledky 

V t é t o kapitole budou veškerá t e s tován í a experimenty. Nejdř íve se z a m ě ř í m e na na s t aven í 
p a r a m e t r ů s a m o t n é h o gene t ického algori tmu. V dalš í čás t i z j i s t íme j a k ý c h výs ledků jsme 
s h y b r i d n í m i gene t i ckými algori tmy schopni d o s á h n o u t . P ř e d s a m o t n ý m t e s t o v á n í m cha
rakterizujeme v s t u p n í data a s c h é m a programu, nás l edně si u r č í m e všechny na s t av i t e lné 
parametry, pro k a ž d ý provedeme tes tován í , abychom jej v h o d n ě nastavil i . Z j ednodušené 
s chéma programu m ů ž e m e v idě t na i lustraci 6.1. 

Vylepšení iniciální 
populace 

j TSP dala 

O b r á z e k 6.1: S c h é m a zobrazuje z j ednodušenou verzi programu. Opro t i k las ickému genetic
kému algori tmu je zde nav íc v y t v o ř e n í nebo n a č t e n í r edukované matice nej bližších měs t . 
Také jsou zde vložené jeden cyklus 2-opt algori tmu, k t e r ý se s p u s t í v p ř í p a d ě , že gene t ický 
algoritmus se zasekne v loká ln ím opt imu. N a s a m o t n é m konci se s p u s t í 2-opt nebo 3-opt 
algoritmus, k t e r ý finálně vylepší řešení T S P . 

V s t u p n í data 

Z a d á n í T S P lze reprezentovat více způsoby. Zvolená d a t o v á sada pocház í z tohoto webu 1 , 
k t e r ý se věnuje T S P . Jel ikož zde byla data T S P u ložena pro knihovnu T S P L I B 9 5 2 v ja
zyce Py thon , zvol i l jsem tento fo rmá t . Pro to typy programu vznikaly v jazyce Py thon , kde 
jsem i využíva l knihovnu T S P L I B 9 5 , k t e r á se m i osvědčila , z d ů v o d u kva l i tn í dokumentace 
a všech funkcí, k t e r é obsahuje. F o r m á t v s t u p n í c h dat obsahuje pro tuto knihovnu n ě k t e r é in 
formace na z a č á t k u souboru. Jako n a p ř í k l a d p r o m ě n o u NAME, k t e r á u d á v á název T S P , TYPE, 
k t e r á udává , jestl i se j e d n á o symet r i cké či a syme t r i cké T S P , p o č e t m ě s t v T S P a COMMENT. 

1Odkaz na stránku, která se zabývá TSP. Autor: William J. Cook Ph.D. https: //www.math.uwaterloo.ca/ 
tsp/ 

2Dokumentace TSPLIB95 https: //tsplib95 .readthedocs.io/en/stable/ 

Vytvoření/načteni 
redukované matice 

nej bližších měst 
nicializace populace 
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Nejdůleži tě jš í informace je ovšem EDGE_WEIGHT_TYPE, ta udává , j a k ý m z p ů s o b e m se pro 
toto T S P musej í p o č í t a t vzdá lenos t i mezi městy . S a m o t n á m ě s t a a jejich sou řadn i ce jsou 
nás l edně u ložená na dalš ích řádc ích , k a ž d é m ě s t o na novém. Z a č á t e k ř á d k u je p o ř a d í m ě s t , 
kdy nás leduj í dvě float čísla, kdy se j e d n á o sou řadn ice k o n k r é t n í h o m ě s t . D a t o v á sada ob
sahuje pouze EUC_2D, tedy vzdá lenos t se p o č í t á Eukleidovskou metr ikou. Tuto vlastnost za 
Vás vyřeš í knihovna T S P L I B 9 5 , pokud programujete v jazyce P y t h o n . V m é m programu 
jsem si naimplementoval všechny p o t ř e b n é funkce v jazyce C + + , kdy jsem využi l podoby 
knihovny T S P L I B 9 5 . P r o v l a s t n í p o t ř e b u jsem si z jednoduš i l i podobu v s t u p n í h o souboru, 
kdy v s t u p n í data m é h o programu ma j í pouze číslo m ě s t a a jeho souřadn ice , jelikož velikost 
T S P je u ložená v n á z v u T S P a dalš í informace nepo t ř ebu j i . 

Parametry programu 

K r o m ě klasických p r a v d ě p o d o b n o s t í kř ížení a m u t a c í se v m é m h y b r i d n í m gene t i ckém al
gori tmu objevuj í i j i né parametry, k t e r é si vyjmenujeme a specifikujeme, kdy nás l edně 
u k á ž e m e experimenty, k t e r é h ledaj í ne jvhodně jš í n a s t a v e n í t ě ch to p a r a m e t r ů . 

• Velikost matice nejbližších měs t . 

Tento parametr n á m určí , kolik budeme z n á t nejbližších m ě s t ke k a ž d é m u m ě s t u . 
Mus í se zvolit d o s t a t e č n ě velká, aby obsahovala d o s t a t e č n é m n o ž s t v í informací 
ovšem nen í v h o d n é , aby byla z b y t e č n ě příl iš ve lká a n e m ě l a p ř ínos . 

• Procento genomu, k t e r é projde vy lepšen ím. 

Tento parametr n á m určí , kolik procent genů se z genomu vylepší p o m o c í matice 
nejbližších m ě s t . Toto vylepšení p r o b ě h n e po inicial izaci j ed inců ovšem p řed 
vstupem do gene t ického algoritmu. 

• Velikost populace. 

• L i m i t i te rac í . 

• P r a v d ě p o d o b n o s t mutace. 

• P o č e t double-bridge m u t a c í př i použ i t í m u t a č n í h o o p e r á t o r u . 

• P r a v d ě p o d o b n o s t kř ížení . 

• O p e r á t o r křížení . 

6.1 Experimenty pro nastavení p a r a m e t r ů genetického algo
ri tmu 

V t é t o čás t i p ř e d s t a v í m všechny experimenty, k t e r é jsem provedl pro na lezen í nejvhod-
nějšího n a s t a v e n í p a r a m e t r ů . P r o z a t í m můj program obsahuje pouze m u t a č n í o p e r á t o r , 
v dalš ích čás tech budeme hledat i v h o d n é n a s t a v e n í pro o p e r á t o r kř ížení . Takto v h o d n ě na
s t a v í m e všechny parametry a ve f inálním t e s tován í provedeme p o r o v n á n í všech o p e r á t o r ů 
křížení . 
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Velikost matice n e j b l i ž š í c h m ě s t 

V tomto experimentu h l e d á m e vhodnou mat ic i nejbližších m ě s t . Uvedeme si i variantu bez 
použ i t í matice nejbližších m ě s t , abychom pozorovali p ř í p a d n ý v l iv na výsledek. Gene t i cký 
algoritmus je zde bez o p e r á t o r ů kř ížení . N a s t a v e n í tohoto experimentu je následující : 

. Velikost T S P : 10 150 ( X M C 1 0 1 5 0 ) , 

. L i m i t i te rac í : 400 000, 

• Velikost populace: 10 j ed inců , 

• P o č e t double-bridge m u t a c í : 5, 

• P o č e t nezávis lých b ě h ů : 20, 

• Procento vy lepšených genů: 20 %, 

• Velikost matice nejbližších měs t : 0, 5, 10, 20. 

Výs ledky experimentu v id íme na grafu 6.2. 

Nej vhodnější vel ikost mat ice nejbližších měst 
680000 -

675000 -

670000 -

665000 -

% 660000 -
-01 

Q 
655000 -

650000 -

645000 -

640000 

0 5 10 20 
Velikost matice nejbližších matice 

O b r á z e k 6.2: N a grafu v id íme výs ledky experimentu. S ta t i s t i cké v y h o d n o c e n í v l i v u velikosti 
matice nejbližších m ě s t na dé lku trasy T S P . 

Je v idě t , že algoritmus získá lepší výs ledky v p r ů m ě r u s p o u ž i t í m matice nejbližších m ě s t , 
ovšem n ě k t e r é výs ledky by l i i lepší bez použ i t í matice nejbližších m ě s t než s p o u ž i t í m matice 
nejbližších m ě s t . Větš í rozdí ly mezi výs ledky př i r ůzných velikostech matice nelze pozorovat. 
Z d ů v o d u , že nebylo z ře t e lnou v ý h o d o u použ í t matice nejbližších měs t , rozhodl jsem se ješ tě 
udě l a t da lš í experiment, k t e r ý změn í l imi t i te rac í . N a s t a v e n í zk rácené verze se pouze změn í 
v l i m i t u i terací : 
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. Velikost T S P : 10 150 ( X M C 1 0 1 5 0 ) , 

. L i m i t i te rac í : 40 000, 

• Velikost populace: 10 j ed inců , 

• P o č e t double-bridge m u t a c í : 5, 

• P o č e t nezávis lých b ě h ů : 20, 

• Procento vy lepšených genů: 20 %, 

• Velikost matice nejbližších měs t : 0, 5, 10, 20. 

Výs ledky experimentu v id íme na grafu 6.3. 

Nejvhodnější vel ikost mat ice nejbl ižších měst (Zkrácená verze) 
leg  

1.15 -I . 

H 1 1 1— 
0 5 10 20 

Velikost matice nejbližších matice 

O b r á z e k 6.3: N a grafu v id íme výs ledky experimentu. S ta t i s t i cké v y h o d n o c e n í v l i v u velikosti 
matice nejbližších m ě s t př i zmenšen í l i m i t u i te rac í na dé lku trasy T S P . 

Z e x p e r i m e n t ů n á m vyšlo, že použ i t í matice nejbližších m ě s t m á v l iv na výs ledky algori tmu. 
P ř i m e n š í m p o č t u i t e rac í se ukáza lo , že konvergence k lepš ím v ý s l e d k ů m je rychlejší p ř i po
uži t í matice nejbližších m ě s t . K a ž d á velikost matice nejbližších m ě s t p řekonává variantu bez 
použ i t í matice nejbližších měs t . Dá le vyšlo, že větš í matice nezískávaj í nijak větš í v ý h o d u , 
t u d í ž m ů ž e m e zvolit variantu s pě t i nej lepšími městy , kdy d o s á h n e m e kval i tn ích výs ledků 
a u š e t ř í m e m í s t o v p a m ě t i . 

Procento v y l e p š e n ý c h g e n ů po inicializaci 

S a m o t n é vylepšení jsem p ř e b r a l z č l ánku [18]. V č l ánku dojde k vylepšení 20 % genů v ge-
nomu. P r o svůj program jsem se rozhodl tuto vlastnost otestovat a p ř í p a d n ě na j í t nejvhod
nější procento genů, k t e r é vy lepš íme po inicial izaci . Gene t i cký algoritmus je zde o p ě t bez 
použ i t í o p e r á t o r u kř ížení . N a s t a v e n í tohoto experimentu je následující : 
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Velikost T S P : 10 150 ( X M C 1 0 1 5 0 ) , 

. L i m i t i te rac í : 400 000, 

• Velikost populace: 10 j ed inců , 

• P o č e t double-bridge m u t a c í : 5, 

• Velikost matice nejbližších měs t : 5, 

• P o č e t nezávis lých b ě h ů : 20, 

• Procento vy lepšených genů: 10 %, 20 %, 33 %, 50 %. 

Výs ledky experimentu v id íme na grafu 6.4. 

Procento vylepšení genomu po inicializaci 
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O b r á z e k 6.4: N a grafu v id íme výs ledky experimentu. S ta t i s t i cké v y h o d n o c e n í v l i v u procenta 
vylepšení genu na dé lku trasy T S P . 

Z experimentu n á m vyšlo, že ne jvhodně jš í bude upravit 10 % genů po inicial izaci . S vyš
š ím procentem genů se výs ledky p o s t u p n ě zhoršuj í , kdy př i jde z lom až u 50 % vylepšených 
genů. N a s t a v e n í m 10 % vylepšení genomu d o s á h n e m e vnesení kva l i tn í informace v množs tv í , 
k t e r é p o m ů ž e n a š e m u programu d o s á h n o u t co nejkval i tnějš ích výs ledků . 

Velikost populace a p o č e t double-bridge m u t a c í 

V tomto experimentu p o r o v n á m e velikosti populace a p o č e t m u t a c í s v ý k o n n o s t í genetic
kého algori tmu bez o p e r á t o r ů kř ížení . Jel ikož budeme experimentovat s velikostí populace, 
je n u t n é oše t ř i t , aby p o č e t i t e rac í a p roh l edávaný prostor by l vždy s te jně velký. Nejdř íve 
p o r o v n á m e , jak se pro jev í p o č e t double-bridge m u t a c í p ř i r ůzných velikostech populace. 
N a s t a v e n í tohoto experimentu je následuj ící : 
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. Velikost T S P : 10 150 ( X M C 1 0 1 5 0 ) , 

. L i m i t i te rac í : 40 000, 100 000, 200 000, 

• Velikost populace: 50, 20, 10, 

• P o č e t double-bridge m u t a c í : 1, 5, 10, 20, 

• Velikost matice nejbližších měs t : 5, 

• P o č e t nezávis lých b ě h ů : 20, 

• Procento vy lepšených genů: 10 %. 

Výs ledky experimentu v id íme na grafu 6.5. 

leg Počet mutací při populaci 10 jedinců leg Počet mutací při populaci 20 jedinců 

5 10 
Počet double-bridge mutací 

5 10 
Počet double-bridge mutací 

(a) 10 jedinců, 200 000 iterací (b) 20 jedinců, 100 000 iterací 

l e 6 Počet mutací při populaci 50 jedinců 

5 10 
Počet double-bridge mutací 

(c) 50 jedinců, 40 000 iterací 

O b r á z e k 6.5: N a s n í m k u v id íme výs ledky e x p e r i m e n t ů . V i d í m e zde 3 grafy, ukazuj í v l iv 
p o č t u m u t a c í př i r ůzných velikostech populace na dé lku tras T S P . 

Z experimentu n á m vyšlo, že ne jvhodně jš í je m í t m u t a č n í o p e r á t o r n a s t a v e n ý na 1 double-
bridge m u t a c í , pro z ískání nej lepších výs ledků . Lze na to pohl íže t , že 1 double-bridge mutace 
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je nejcitl ivější m o ž n o s t , jak z ískat na konci nejlepší výs ledek. Tato varianta je nejlepší ve 
všech t e s tovaných . Také v id íme , že 1 double-bridge mutace je nej lepší variantou v každé 
va r i an t ě experimentu. 

Nyn í se z a m ě ř í m e na experiment, k t e r ý n á m nalezne ne jvhodně jš í p o č e t j ed inců v popu
laci . Tudíž p o r o v n á m e , jak se pro jev í z m ě n y velikosti populace př i zachování p o č t u double-
bridge m u t a c í . J e d n á se o s te jné n a s t a v e n í experimentu jako p ř e d t í m , pouze zobraz íme 
j inou variantu grafů 6.6, podle k t e r é rozhodneme ne jvhodně jš í p o č e t j e d i n c ů v populaci . 

Velikost populace při 1 double-bridge mutaci 
le6 Velikost populace při 5 double-bridge mutaci 

Velikost populace 

(a) 1 double-bridge mutace 

i e 6 Velikost populace při 10 double-bridge mutaci 

20 
Velikost populace 

(c) 10 double-bridge mutace 
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Velikost populace 

(b) 5 double-bridge mutace 

l e 6 Velikost populace při 20 double-bridge mutaci 

20 
Velikost populace 

(d) 20 double-bridge mutace 

O b r á z e k 6.6: N a s n í m k u v id íme výs ledky e x p e r i m e n t ů . V i d í m e zde 4 grafy, k t e r é ukazuj í 
v l iv velikosti populace a p o č e t double-bridge m u t a c í na dé lku tras T S P . 

Zvol i l i jsme 1 double-bridge mutaci jako mutac i v n a š e m gene t i ckém algori tmu, ovšem 
vykres l i l jsem i zbytek výs ledků , pro lepší orientaci. Výs ledky ukazuj í , č ím menš í populace, 
t í m lepších dosahujeme výs ledků . Samoz ře jmě př i m e n š í m p o č t u j ed inců , se p rod lužu je 
poče t i t e rac í algori tmu. O v š e m menš í p o č e t j ed inců p o t é n á s l e d n ě mohl způsob i t n ízkou 
r ů z n o r o d o s t řešení a algoritmus by p o t é nebyl tak kval i tn í . Tento aspekt by se dá le mohl 
projevit p ř i zaveden í o p e r á t o r ů kř ížení , kdy by n ízká r ů z n o r o d o s t mohla bý t po t enc ioná ln í 
p r o b l é m . Z výs ledků n á m tedy vyplývá , že ne jvhodně jš í na s t aven í , co se týče populace je 
10 j ed inců v populaci . V dalš ích experimentech budou tyto parametry zafixované. 
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P r a v d ě p o d o b n o s t k ř í ž e n í 

V tomto experimentu se z a m ě ř í m e na na lezení nej lepší p r a v d ě p o d o b n o s t i kř ížení . V lite
r a t u ř e je d o p o r u č e n á 70% p r a v d ě p o d o b n o s t kř ížení , t ud íž zahrneme tuto možnos t , a j e š t ě 
dvě další . P r o experiment jsme určil i nejsilnější o p e r á t o r kř ížení , k t e r ý je heur is t ický, a to 
o p e r á t o r V G X . L i m i t i te rac í je mnohem menš í , než v předchoz ích i te rac ích , ale o p e r á t o r je 
velice rychlý v konvergenci, t u d í ž n á m bude s tač i t menš í p o č e t i terací . N a s t a v e n í tohoto 
experimentu je následující : 

. Velikost T S P : 10 150 ( X M C 1 0 1 5 0 ) , 

• L i m i t i terací : 1 000, 

• Velikost populace: 10, 

• P o č e t double-bridge m u t a c í : 1, 

• P r a v d ě p o d o b n o s t mutace: 30%, 

• Velikost matice nejbližších měs t : 5, 

• P o č e t nezávis lých b ě h ů : 20, 

• Procento vy lepšených genů: 10 %, 

• O p e r á t o r kř ížení : V G X , 

. P r a v d ě p o d o b n o s t křížení: 20%, 50%, 70%. 

Výs ledky experimentu v id íme na grafu 6.7. 

Pravděpodobnost operátoru křížení 

130000 -

120000 

>ÔS 110000 Q 

100000 

90000 

20% 50% 70% 
Pravděpodobnost křížení 

O b r á z e k 6.7: N a grafu v id íme výs ledky experimentu. G r a f ukazuje v l iv p r a v d ě p o d o b n o s t i 
řešení na výs ledky T S P . 
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Nejlepšího výs ledku dosahujeme př i 50% p r a v d ě p o d o b n o s t i kř ížení , 20% je příl iš m a l á prav
d ě p o d o b n o s t a v n ě k t e r ý c h p ř í p a d e c h se v ů b e c nepř ib l í ž íme hranici výkonnos t i kř ížení ope
r á t o r u V G X a př i 70% se opě t příl iš rychle zasekneme v loká ln ím opt imu, ze k t e r é h o se 
potom už nedostaneme. Tudíž ne jvhodně jš í n a s t a v e n í p r a v d ě p o d o b n o s t i kř ížení je 50%. 

6.2 Úplné výsledky exper imentů 

P o předchoz ích experimentech, kde jsme si určil i všechny parametry programu budeme 
testovat výkonnos t programu na r ů z n ě velkých T S P . T y t o experimenty budou 4. 

• Exper iment s gene t ických algori tmem 

• Exper iment s gene t i ckým algori tmem + zk rácený 2-opt algoritmus v p r ů b ě h u 

• Exper iment s gene t i ckým algori tmem + ú p l n ý 2-opt algoritmus 

• Exper iment s g e n e t i c k ý m algori tmem + zk rácený 2-opt v p r ů b ě h u + 3-opt na konci 
evoluce 

T y t o experimenty n á m ř e k n o u sílu s a m o t n ý c h gene t ických o p e r á t o r ů , a ze jména o p e r á t o r ů 
kř ížení . Dá le se dozv íme , jak velký v l i v m á kombinace 2-opt a 3-opt a l g o r i t m ů na výs ledky 
řešení T S P . N a s t a v e n í následuj íc ích e x p e r i m e n t ů je následuj ící : 

• Velikost T S P : 29 až 25 t is íc ( jedná o se T S P m ě s t v různých s t á t e c h ) , 

• L i m i t i te rac í : 10 000, 

• Velikost populace: 10, 

• P o č e t double-bridge m u t a c í : 1, 

• P r a v d ě p o d o b n o s t mutace: 30%, 

• Velikost matice nejbližších měs t : 5, 

• P o č e t nezávis lých b ě h ů : 20, 

• Procento vy lepšených genů: 10 %, 

• P r a v d ě p o d o b n o s t kř ížení : 50%, 

. O p e r á t o r kř ížení : V G X , P M X , O X , C X , V G X G , L G X , L G X G , P M X 2 - O p t , OX2-op t . 
Výs ledky e x p e r i m e n t ů v id íme v t a b u l k á c h 6.1, 6.2, 6.3 a 6.4. 
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Gene t i cký algoritmus 
29 194 929 4663 7146 9847 16862 24978 

V G X 7.21 34.46 90.34 390.51 393.05 646.32 595.23 741.73 
L G X 3.49 40.32 90.75 379.75 397.04 597.33 615.08 750.22 
P M X 27.59 213.31 649.13 - - - - -
C X 29.09 216.80 649.35 - - - - -
O X 29.69 225.64 664.01 - - - - -
V G X G 16.36 41.94 127.10 658.44 656.93 1072.52 1051.04 1084.72 
L G X G 14.48 44.24 138.37 623.81 656.45 1073.53 1069.46 1111.77 
P M X 2 - O p t 8.68 41.33 43.80 52.85 45.83 40.43 46.59 41.01 
O X 2 - O p t 8.65 28.45 33.88 36.09 44.42 41.88 48.37 44.47 

Tabulka 6.1: V tabulce v id íme v y h o d n o c e n í experimentu. M ů ž e m e pozorovat v l i v velikosti 
T S P na výs ledky pouze genet ického algori tmu. N a levé s t r a n ě tabulky m á m e o p e r á t o r y 
kř ížení . V h o r n í m ř á d k u m á m e velikost p r o b l é m u o b c h o d n í h o ces tuj íc ího. Dá le k a ž d é číslo je 
p r o c e n t u á l n í rozdí l p r ů m ě r u dvaceti b ě h ů od z n á m é h o opt ima. Uvedu zde p ř ík lad . O p t i m u m 
je 100 a p r ů m ě r 20 b ě h u je 120, t ud íž p r o c e n t u á l n í rozdí l je 20 %. Vzorec pro v ý p o č e t je 
( (AVG([výs ledky 20 b ě h ů ] ) / ( z n á m é opt imum))- l )*100. V m í s t ě pomlček byly výs ledky tak 
nekval i tn í , že jsem je ani neuvádě l (až 3000 a více procent od optima). 

P ř i použ i t í pouze gene t ického algori tmu nedosahujeme kval i tn ích výs ledků . N ě k t e r é ope
r á t o r y kř ížení d o s á h n o u t výs ledku do deseti procent od z n á m é h o opt ima, ovšem pouze 
u ne jmenš ího T S P . Už pro T S P se 194 m ě s t y zač íná bý t p rob lémové na j í t řešení v r o z u m n é 
délce oproti z n á m é m u opt imu. O d t i s íců a více m ě s t začne bý t opravdu p rob lémové naj í t 
v ů b e c ně jaké bl ízkost i řešení T S P . Heur is t ické o p e r á t o r y kř ížení dávaj í lepší výsledky, než 
s tochas t ické o p e r á t o r y kř ížení . S tochas t i cké o p e r á t o r y kř ížení jsou zde opravdu š p a t n é , kdy 
od t i s íců m ě s t ma j í vzdá lenos t od opt ima přes 3 t isíce procent, z tohoto d ů v o d u jsem je 
zde ani nezahrnoval. Nejlepší výs ledky pouze gene t ického algori tmu jsou ovšem o p e r á t o r y 
s loká ln ím p r o h l e d á v á n í m 2-opt. Drž í se v okolí 40 % od nej lepšího z n á m é h o opt ima. Je to 
d á n o t í m , že se m ů ž e s t á t , že n a p ř í k l a d dva n á h o d n é řezy budou od sebe vzdá lené t é m ě ř celý 
genom, tud íž p r o b ě h n e jeden cyklus 2-opt algori tmu. Z tohoto experimentu se d á vyvodi t , 
že pouze gene t ický algoritmus zde nen í schopen řeši t kva l i tně T S P . 

G ene t ický algoritmus + zk rácený 2-opt algoritmus v p r ů b ě h u 
29 194 929 4663 7146 9847 16862 24978 

V G X 3.42 20.95 24.66 39.32 37.00 38.52 46.41 45.36 
L G X 1.70 13.57 25.11 39.64 39.64 44.29 42.97 42.51 
P M X 8.08 42.42 60.02 76.90 74.83 68.50 70.91 73.97 
C X 6.69 43.11 58.35 74.43 72.42 67.67 78.84 77.40 
O X 3.13 39.39 63.06 71.29 74.81 69.71 83.41 77.98 
V G X G 3.26 20.44 25.70 40.16 43.04 43.06 45.59 44.89 
L G X G 3.74 15.10 25.14 34.37 41.31 41.57 42.62 45.66 
P M X 2 - O p t 4.09 19.13 20.43 26.66 24.41 24.32 23.24 25.15 
O X 2 - O p t 5.80 12.72 14.36 21.66 19.36 20.24 18.39 24.05 

Tabulka 6.2: V tabulce v id íme v y h o d n o c e n í experimentu. M ů ž e m e pozorovat v l i v velikosti 
T S P na výs ledky genet ického algori tmu s j e d n í m b ě h e m 2-opt algori tmu. S y s t é m tabulky 
zůs t ává s te jný jako v tabulce 6.1. 
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V experimentech, jsme použi l i s g e n e t i c k ý m algori tmem i lokální p roh ledávac í algoritmus 
2-opt, ovšem pouze jeden cyklus 2-opt v p r ů b ě h u , kdy jsme se p o t é v rá t i l i ke gene t i ckému 
algori tmu. V tomto p ř í p a d ě jsme posunuli výs ledky u všech velikostí T S P . Už se nevysky
tuje řešení T S P , k t e r é by bylo nad 80 % od nej lepšího z n á m é h o opt ima. Tohoto efektu 
jsme dosáhl i pouze j e d n í m cyklem loká ln ího p roh ledáván í 2-opt. V tomto p ř í p a d ě využí
v á m e rychlé konvergence řešení T S P k ně j akému loká ln ímu min imu gene t ického algori tmu. 
Nás l edně dá le vy lepš íme řešení p o m o c í jednoho cyk lu 2-opt, kdy nás l edně s p u s t í m e opě t 
gene t ický algoritmus. V tomto experimentu dosahuj í nej lepších výs ledků o p e r á t o r y kř ížení 
s loká ln ím p r o h l e d á v á n í m a to P M X - 2 o p t a OX-2op t . Docház í zde více k použ i t í loká ln ího 
p roh ledávac ího algori tmu 2-opt a výs ledky se zlepšují . 

G enet ický algoritmus + ú p l n ý 2-opt algoritmus 
29 194 929 4663 7146 9847 16862 24978 

V G X 1.92 5.97 8.10 10.00 11.90 11.22 11.91 12.20 
L G X 3.81 5.96 9.25 9.13 11.98 13.16 13.21 13.65 
P M X 1.01 11.17 9.33 10.21 12.36 12.71 16.71 15.43 
C X 2.85 8.88 7.77 11.86 13.18 12.68 14.27 15.35 
O X 2.06 7.34 8.30 11.99 11.75 12.76 15.35 15.50 
V G X G 1.84 5.25 8.54 10.00 13.43 11.57 12.07 12.43 
L G X G 3.09 6.95 8.37 10.89 11.19 11.22 12.95 14.01 
P M X 2 - O p t 1.97 8.35 9.00 11.02 11.75 12.45 13.89 12.85 
O X 2 - O p t 2.46 8.52 9.74 10.56 11.77 12.18 12.80 11.12 

Tabulka 6.3: V tabulce v id íme v y h o d n o c e n í experimentu. M ů ž e m e pozorovat v l i v velikosti 
T S P na výs ledky genet ického algori tmu s 2-opt algori tmem. S y s t é m tabulky zůs t ává s te jný 
jako v tabulce 6.1. 

P ř i experimentu, kdy p r ů b ě h je s te jný jako v p ředchoz ím, ovšem po skončení gene t ického 
algoritmu, se j e š t ě provede lokální algoritmus 2-opt v p lné verzi . Zde dosahujeme výs ledků 
pod 10 % od z n á m é h o op t ima do velikosti 1000 měs t , k t e r é jsem urči l za j e š t ě t r iv iá ln í . 
O d 1000 m ě s t se j e d n á o ne t r iv iá ln í T S P a zde jsme lehce nad 10 % od opt ima. Tato 
varianta se jev í jako ne jop t imálně j š í , kdy časová n á r o č n o s t a výsledky, k t e r é p ř ináš í jsou 
nejlepší kombinac í . V da l š ím experimentu u k á ž e m e čás t ečné výs ledky experimentu s 3-opt 
variantu. 
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Gene t i cký algoritmus + zk rácený 2-opt v p r ů b ě h u + 3-opt na konci evoluce 
29 194 929 4663 7146 9847 16862 24978 

V G X 0.29 4.29 3.04 6.61 X X X X 
L G X 0.90 7.22 5.80 7.04 X X X X 
P M X 2.42 3.76 4.88 8.71 X X X X 
C X 1.35 4.75 5.18 7.03 X X X X 
O X 0.94 5.20 8.00 7.83 X x X X 
V G X G 6.94 9.66 5.82 6.22 X x X X 
L G X G 4.63 5.40 7.21 9.51 X x X X 
P M X 2 - O p t 1.47 6.35 6.79 8.06 X x X X 
O X 2 - O p t 1.21 3.52 7.41 7.37 X x X X 

Tabulka 6.4: V tabulce v id íme v y h o d n o c e n í experimentu. M ů ž e m e pozorovat v l i v velikosti 
T S P na výs ledky gene t ického algori tmu s j e d n í m b ě h e m 3-opt algori tmem. S y s t é m tabulky 
zůs t ává s te jný jako v tabulce 6.1. 

Lokáln í algoritmus 3-opt je velice časově náročný , z tohoto d ů v o d u nebylo m o ž n é dokon
čit všechny T S P . Dosažené výs ledky jsou všechny pod 10 % od opt ima, což už je velice bl ízko 
z n á m é m u opt imu. O v š e m časová n á r o č n o s t je m n o h o n á s o b n ě větš í než u 2-opt. P o r o v n á n í 
časové n á r o č n o s t i se budeme věnovat v dalš í sekci. 

6.3 Vývoj hodnot fitness funkcí a časové náročnost i 

Porovnáva l i jsme zde r ů z n é druhy o p e r á t o r ů kř ížení . M á m e 3 druhy. Jedna varianta je 
heur i s t ická , kdy t v o ř í m e jedince n ě j a k ý m r o z h o d o v á n í m nebo na lokální ú rovn i ( V G X , 
L G X , V G X G , L G X G ) . D r u h á varianta je s loká ln ím p roh l edávac ím algori tmem 2-opt, kdy 
na čás t řešení použ i j eme jeden cyklus 2-opt a lgori tmu ( P M X - 2 o p t , OX-2op t ) . T ř e t í varianta 
je s tochas t i cká , kdy pouze j e d n o d u c h ý m o p e r á t o r e m kř ížení v y t v á ř í m e nová řešení T S P 
( P M X , O X , C X ) . T y t o r ů z n é druhy dosahuj í p o d o b n ý c h výs ledku ovšem r ů z n ý m i způsoby. 
Dá le jsme zkoumali j a k ý c h výs ledků dosahuj í r ů z n é varianty gene t ických a l g o r i t m ů a jejich 
kombinaci s ně j akými loká ln ími p roh ledávac ími algoritmy. T y t o varianty dosahuj í r ůzných 
kvalit řešení , ovšem i zde si p ř e d s t a v í m e vývoj hodnot jejich fitness a časové ná ročnos t i , 
jelikož i t a je určující . 

P o r o v n á n í variant o p e r á t o r ů k ř í ž e n í 

M á m e 3 druhy o p e r á t o r ů kř ížení , k t e r é se chovají j inak. N y n í si p o r o v n á m e tyto různé 
druhy. N a s t a v e n í e x p e r i m e n t ů je následující : 
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. Velikost T S P : 734, 

. L i m i t i te rac í : 100 000, 

• Velikost populace: 10, 

• P o č e t double-bridge m u t a c í : 1, 

• P r a v d ě p o d o b n o s t mutace: 30%, 

• Velikost matice nejbližších měs t : 5, 

• Procento vy lepšených genů: 10 %, 

• P r a v d ě p o d o b n o s t kř ížení : 50%, 

. O p e r á t o r kř ížení : V G X , P M X a OX-2opt . 

Výsledek experimentu m ů ž e m e v idě t na grafu 6.8. 

ie6 Porovnání průběhu fitness funkcí. Velikost tsp: 734 

10° 1 0 1 1 0 2 1 0 3 1 0 4 1 0 5 

Počet gene rac i 

O b r á z e k 6.8: N a grafu v id íme výs ledky experimentu. Osa X , k t e r á znázorňu je poče t i te rac í , 
je logar i tmická . V i d í m e zde p r ů b ě h fitness funkcí různých o p e r á t o r ů kř ížení . 

Jak v id íme , o p e r á t o r y V G X a OX-2op t , tedy ty heur i s t ické nebo k t e r é obsahuj í lokální 
algoritmus ma j í k ř ivku , k t e r á je spíše k las ická pro genet ické algoritmy. Nejdř íve s t r m ě klesá, 
kdy n á s l e d n ě dojde k v y r o v n á n í a zmí rněn í klesání , kdy nakonec hodnota fitness neklesá 
v ů b e c a gene t ický o p e r á t o r je ukončen . O p r o t i tomu o p e r á t o r P M X , k t e r ý je o p e r á t o r 
kř ížení , k t e r ý je s tochas t ický, klesá velice pozvolna a udržu je si toto tempo klesání . Zas taven í 
genet ického algori tmu př i použ i t í o p e r á t o r u kř ížení P M X nastane až v s a m o t n é m l i m i t u 
i terací . 

Z experimentu je n á m tedy z n á m ý vývoj hodnot fitness funkcí a nyn í si p o r o v n á m e 
časovou n á r o č n o s t r ůzných d r u h ů o p e r á t o r ů . Uvedeme si, jak dlouho t rval vývoj t ě c h t o 
křivek z experimentu výše a výs ledky v id íme zde 6.5. 
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Časová n á r o č n o s t r ůzných o p e r á t o r ů kř ížení + vzdá lenos t od opt ima 
V G X P M X OX-2op t 
15 sec (100.86 % od optima) 2613 sec (312.80 % od optima) 104 sec (22.83 % od optima) 

Tabulka 6.5: V tabulce v id íme v y h o d n o c e n í experimentu. M ů ž e m e pozorovat v l i v o p e r á t o r a 
kř ížení na čas řešení T S P . 

Z časové n á r o č n o s t i v id íme , že o p e r á t o r kř ížení P M X t r v á m n o h o n á s o b n ě větš í dobu 
než o s t a t n í o p e r á t o r y kř ížení a dosahuje i ne jhorš ích výs ledků . Z toho vychází , že p ros t é 
o p e r á t o r y kř ížení , nejsou d o s t a t e č n é pro řešení T S P v p o r o v n á n í s heu r i s t i ckými nebo sto
chas t ických s loká ln ím algori tmem. N y n í m ů ž e m e p o r o v n á v a t heur i s t ické a s tochas t ické 
s loká ln ím algori tmem. V ý h o d a heur i s t i ckého o p e r á t o r u kř ížení je rychlost, oproti stochas
t i c k ý m o p e r á t o r ů m s loká ln ím algori tmem. Z a sedminu času jsme získali p ř ib l ižně o 75 % 
horš í řešení . M u s í m e b r á t v úvahu , že se j e d n á pouze o gene t ický algoritmus na m e n š í m 
T S P . V p ř í p a d ě větš ích T S P je zcela j a sné , že p o u h ý gene t ický algoritmus nes t ač í a je n u t n é 
použ i t í ně jakou kombinace gene t ického algori tmu a dalš ích a lgor i tmů . 

P o r o v n á n í variant g e n e t i c k é h o algoritmu a h y b r i d ů g e n e t i c k é h o o p e r á t o r u 

Jelikož jsme prováděl i experimenty na 4 v a r i a n t á c h gene t ického algori tmu, u k á ž e m e si opě t 
vývoj hodnot fitness funkcí a p o r o v n á m e časovou n á r o č n o s t . N a s t a v e n í e x p e r i m e n t ů je 
následující : 

. Velikost T S P : 734, 

• L i m i t i te rac í : 10 000, 

• Velikost populace: 10, 

• P o č e t double-bridge m u t a c í : 1, 

• P r a v d ě p o d o b n o s t mutace: 30%, 

• Velikost matice nejbližších měs t : 5, 

• Procento vy lepšených genů: 10 %, 

• P r a v d ě p o d o b n o s t kř ížení : 50%, 

• O p e r á t o r kř ížení : V G X , 

• Druhy G A : G A , G A se z k r á c e n ý m 2-opt, G A s ú p l n ý m 2-opt a G A s 3-opt. 

Výsledek experimentu m ů ž e m e v idě t na grafu 6.9. 
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Porovnání průběhu fitness funkcí. Velikost tsp: 734 

O 20 40 60 80 100 120 140 
Počet generac í 

O b r á z e k 6.9: N a grafu v id íme výs ledky experimentu. M ů ž e m e pozorovat v l iv v ý b ě r u vari
anty h y b r i d n í h o gene t ického algori tmu na vývoj k ř ivky historie fitness funkcí. 

V id íme , že p r o s t ý gene t ický algoritmus se zasekne v loká ln ím opt imu a dá le nepokraču je . 
Vylepšené varianty gene t ického algori tmu pokraču j í dá le a propady fitness kř ivek na nižší 
hodnoty fitness jsou kroky, kdy se použi je ně j aká varianta lokáln ího algori tmu. V id íme , 
že z k r á c e n á verze končí okolo 25 % od opt ima, oproti ú p l n é va r i an t ě 2-opt, k t e r á končí 
okolo 10 % anebo dokonce 3-opt va r i an tě , k t e r á končí pouze 5 % od opt ima. Z experimentu 
je n á m tedy z n á m ý vývoj hodnot fitness funkcí a nyn í si p o r o v n á m e časovou n á r o č n o s t 
různých variant gene t ických a lgo r i tmů . Uvedeme si, jak dlouho t rval vývoj t ě c h t o kř ivek 
z experimentu výše, výs ledky m ů ž e m e v idě t 6.6. 

Časová n á r o č n o s t r ůzných variant gene t ických a l g o r i t m ů 
G A G A se z k r á c e n ý m 2-

opt 
G A s ú p l n ý m 2-opt G A s 3-opt 

15 sec (91.42 % od 
optima) 

24 sec (24.67 % od 
optima) 

49 sec (9.34 % od op
t ima) 

381 sec (5.07 % od 
optima) 

Tabulka 6.6: V tabulce v id íme v y h o d n o c e n í experimentu. M ů ž e m e pozorovat v l iv varianty 
genet ického algori tmu na čas řešení T S P . 

Časová n á r o č n o s t pouze gene t ického algori tmu je ne jmenš í ovšem z í skané výs ledky jsou 
nejhorš í . Za d v o j n á s o b n ý čas gene t ického algori tmu se z k r á c e n ý m 2-opt jsme získali t é m ě ř 
4k rá t lepší výsledky. T y t o výs ledky jsme schopni j e š t ě více vylepši t ú p l n o u verzí 2-opt 
algoritmu, kdy z í skáme př i d v o j n á s o b n é m času opě t okolo 3 k r á t lepší výsledky, kdy je cena 
za vy lepšen í p ř i j a t e lná . Z l o m n a s t á v á u 3-opt varianta. Zde sice z í skáme 2k rá t lepší výs ledky 
než u ú p l n é h o 2-opt algori tmu za cenu 8 n á s o b n é h o času . Tato varianta je tud íž příl iš časově 
n á r o č n á , kdy j e š t ě na T S P do velikost 1000 m ě s t j i lze použ í t ovšem pro větš í velikosti p ř i 
časové n á r o č n o s t i C ( n 3 ) , za pouze 2k rá t lepší výsledky, kdy se s gene t i ckým algori tmem 
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a ú p l n o u variantou 2-opt pohybujeme okolo 10 % od opt ima. Z tohoto d ů v o d u m i př i jde 
jako nej lepší varianta gene t ický algoritmus + ú p l n ý 2-opt algoritmus. 

Z h o d n o c e n í e x p e r i m e n t ů 

V provedených experimentech jsme zjist i l i j a k ý c h výs ledků je schopen d o s á h n o u t k a ž d ý 
o p e r á t o r kř ížení , k t e r ý je u gene t ických a lg o r i tmů zásadn í . Dá le jsme porovnali časové 
n á r o č n o s t i r ů z n ý c h d r u h ů gene t ických a lg o r i tmů a různých variant o p e r á t o r ů kř ížení . Pokud 
bychom pracovali pouze s g e n e t i c k ý m algoritmem, jsou o p e r á t o r y P M X - 2 o p t a OX-2op t , 
k t e r é jsem vytvoř i l v t é t o prác i , ne júspěšnějš í ze všech, kdy dosahuj í výs ledků do 50 % 
od opt ima. V dalš í va r i an t ě gene t ického algori tmu se zk rácenou verzí 2-opt b ě h e m evoluce 
jsou o p ě t o p e r á t o r y P M X - 2 o p t a OX-2op t nejúspěšnějš í , kdy dosahuj í výs ledků do 25 % 
od opt ima. P o m o c í varianty s ú p l n o u verzí 2-opt algori tmu z í skáváme výs ledky do 13 % 
od opt ima. N y n í je i dů lež i t é časové s rovnán í . V tomto p ř í p a d ě je gene t ický algoritmus 
s ú p l n o u verzí 2-opt př i velikosti 734 m ě s t 2k rá t pomale j š í než varianta se zk rácenou verzí 
2-opt ovšem z í skáváme př ib l ižně l , 5 k r á t lepší výsledky. N y n í už záleží na p ř í p a d u uži t í , 
jestli d b á m e na rychlost nebo na na lezení co nejnižší dé lky trasy. O d tohoto se odvýj í , 
jakou variantu bychom preferovali. Var ian ta genet ického o p e r á t o r u s 3-opt je už opravdu 
časově n á r o č n á . Výs ledky jsou lepší, ale t a k é časová n á r o č n o s t C ( n 3 ) je m n o h o n á s o b ě větší , 
t u d í ž tato varianta nen í ne jvhodnějš í . 

P ř i p o r o v n á n í kř ivek hodnot z í skané fitness funkcí jsme zjis t i l i , že s tochas t i cké o p e r á t o r y 
křížení , se nechovaj í klasicky jak jsme zvykl í u gene t ických a lg o r i tmů a jejich k lesání je 
opravdu pozvolné . Tento druh o p e r á t o r ů bych nedoporučova l , jelikož jsou i časově náročně jš í 
oproti h e u r i s t i c k ý m anebo s loká ln ím p r o h l e d á v á n í m . 

Výkonnos t o p e r á t o r ů kř ížení jsme získali v p r v n í va r i an t ě gene t ického algori tmu. K e 
s rovnán í p o u h é h o gene t ického algori tmu v j iné p rác i nedoš lo , jelikož o s t a t n í p r á c e pracuj í 
vě t š inou s T S P do velikost 1000 m ě s t . J i n é p r áce , k t e r é by kombinovali lokální p roh ledávac í 
algoritmus s g e n e t i c k ý m algori tmem jsem nenaše l , a t u d í ž je n e p o r o v n á v á m . V dalš í sekci 
p ř e d s t a v í m dalš í m o ž n é varianty, ú p r a v či p ř í s t u p ů k řešení T S P , k t e r é by pomohl i z ískat 
j e š t ě lepší výs ledky za menš í časovou n á r o č n o s t . 

P o t e n c i o n á l n í p ř í s t u p y a ú p r a v y 

J e d n í m z p rvn í ch vylepšení by byla ně j aká akce le rovaná nebo vy lepšená verze loká ln ího 
p roh ledáván í . V p rác i [19] je p ř e d s t a v e n a varianta kombinac í 2 až 4 opt s k-swaps, což 
jsou obecně double-bridge mutace. D á l e t am p ředs t avu j í m o ž n o s t i z rychlen í s a m o t n é h o 
algori tmu seznamem k a n d i d á t ů , či greedy startem. Tato p r á c e by mohla vylepši t lokální 
algoritmus v m é m gene t i ckém p ř í s t u p u a z í ska t lepší výsledky. 

Dalš í m o ž n o s t í vy lepšení by byla clusterizace či ně jaké rozdělení na oblasti z a d á n í T S P . 
V p rác i [8] je p r ezen továno rozdělení z a d á n í T S P do c lus te rů , k t e r á ná s l edně řeš íme oddě 
leně. V tomto p ř í p a d ě se zde i nab íz í ně j aká paralelizace takto rozdě leného řešení , k t e ré 
bychom nás l edně spoji l i . Zde je t a k é p o u ž i t á L in -Kern ighan heuritiska, kde se j e d n á o adap
t ivn í k-opt, kdy k je p roměnl ivé . L K H se t a k é nab íz í jako p o t e n c i o n á l n í vylepšení . D á l e je 
t a k é m o ž n o s t rozděl i t p r o b l é m T S P p o m o c í b loků do mřížky, kdy n á s l e d n ě m ů ž e m e k a ž d ý 
blok řeši t oddě l eně a ná s l edně spojit výs ledek do konečného výs ledku . 
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Kapitola 7 

Závěr 

V prác i jsme popsali p r o b l é m o b c h o d n í h o cestuj íc ího, reprezentaci řešení o b c h o d n í h o ces
tu j íc ího a n á r o č n o s t p r o b l é m u o b c h o d n í h o ces tuj íc ího. Dá le pak jsme popsali evoluční al
goritmy, p ř í k l ady evolučních algori tmu, a jak řeší T S P . Dá le jsme se konk t r é tně j i zaměř i l i 
na genet ické algoritmy, k t e r é bude použ i t y pro řešení T S P v t é t o d ip lomové p rác i . Popsal i 
jsme reprezentaci g e n o t y p ů , co z n a m e n á fenotyp, dá le pak procesy z evoluce jako kř ížení , 
mutace a selekce. Všechny tyto operace jsou p o p s á n y na p ř ík l adech a i lus t rovány. Uved l i 
jsme si existuj ící o p e r á t o r y kř ížení , k t e r é se používaj í pro p r o b l é m y o b c h o d n í h o cestuj íc ího 

Dále jsme si p ředs tav i l i mnou n a v r h n u t á vylepšení , k t e r á m ě l a pomoct řešení T S P . M a 
tice nejbližších m ě s t je zásadn í , jelikož n á m umožňu je použ í t heur i s t ické o p e r á t o r y kř ížení 
a t a k é n á m u m o ž ň u j e vylepš i t n á h o d n ě p r v o t n ě vygene rovaná řešení T S P , kdy u rych l íme 
konvergenci. Dá le jsme si p ředs tav i l i nové o p e r á t o r y kř ížení , k t e r á vycházej í z o p e r á t o r ů 
kř ížení z li teratury. P ř í n o s y t ěch to n a v r h n u t ý c h řešení byly p ř e d s t a v e n y nebo otes továny. 

Dalš í fáze byla e x p e r i m e n t á l n í , kde jsme si k r á t c e p ředs tav i l i s c h é m a programu a popsali 
si v s t u p n í data. Dá le jsme si v p r v n í čás t i ne jdř íve hledali p o m o c í e x p e r i m e n t ů nejvhod-
nější n a s t a v e n í p a r a m e t r ů , kdy jsme i pozorovali, jestl i ma j í parametry v l iv na výsledky. 
Všechno bylo ř á d n ě z d o k u m e n t o v á n o a výs ledky byly vykresleny p o m o c í b o x p l o t ů . P o na
s tavení všech p a r a m e t r ů jsme otestovali p lnou verzi gene t ického algori tmu a jeho různých 
vy lepšených variant na s adě p r o b l é m ů o b c h o d n í h o cestuj íc ího. Velikost T S P byla od 29 
do 25 t is íc měs t . Ne t r iv i á ln í p r o b l é m y o b c h o d n í h o cestuj íc ího by l i od 1000 m ě s t a výše , 
kdy jsme se soust ředi l i h l avně na tyto. Všechny výs ledky jsme si okomentovali. Dá le jsme 
se věnoval i časové n á r o č n o s t i a vývoji hodnot fitness funkcí. V t é t o čas t i jsme porovnali 
vývoj hodnot fitness funkcí u různých d r u h ů o p e r á t o r ů křížení , a t a k é u různých variant 
genet ického o p e r á t o r u . Došlo i na z h o d n o c e n í časových rozdí lů u t ě c h t o variant. 

V pos ledn í čás t i jsme si p ředs tav i l i da lš í m o ž n á vy lepšen í současného stavu řešení . Dle 
m é h o se l imi t výs ledků gene t ického algori tmu už vyčerpa l , kdy nás l edné vy lepšen í se bude 
muset t ý k a t vy lepšení loká ln ího p roh ledávac ího algori tmu, kde je oc i tovaný č lánek, k t e r ý 
se tomuto věnuje . Dalš í varianty jsou clusterizace z a d á n í T S P , kdy je m o ž n o s t lépe vyřeš i t 
menš í dílčí čás t i T S P a ty nás l edně spojit do f inálního řešení . Zde se i nab íz í m o ž n o s t i 
nějaké paralelizace. 

P r o b l é m o b c h o d n í h o cestuj íc ího jsem vyřeši l kombinac í rychlé konvergence k přibl iž
n é m u řešení p o m o c í genet ického algori tmu, kdy jsem nás l edně změni l p ř í s t u p na lokální 
p roh ledávac í algoritmus a vyřeši l jsem p r o b l é m y T S P do loká ln ího min ima okolo 10% od 
z n á m é h o opt ima. 
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Příloha A 

Struktura odevzdaného adresáře 

Odevzdal jsme jeden zip s n á z v e m DPxhladyOl. zip. V tomto ad resá ř i jsou dva zip soubory. 
V textDP.zip se nacház í zdro jový tvar p í s e m n é z p r á v y a P D F d ip lomové p ráce . V souboru 
implementaceDP.zip se nacház í ú p l n á dokumentace a všechny zdrojové texty p r o g r a m ů . 
S t ruktura a d r e s á ř e je: 

DPxhladyOl.zip 

i — textDP.zip 

i — implementaceDP.zip 

i - ga.cpp Zdro jový kód G A 

i - gaSingle2opt. cep Zdro jový kód G A + single 2-opt 

i - ga2opt. cpp Zdro jový kód G A + 2-opt 

i - ga3opt. cpp Zdro jový kód G A + 3-opt 

i - Make f i l e Soubor pro p řek l ad s o u b o r ů typu .cpp 

i— scriptWithData.py Skript obsahuj íc í v šechna data vykres l ená v D P 

i— matrix_-CnameOfTSPj-.txt P ř e d p o č í t a n é r edukované matice nejbližších měs t 

i— dataProblem S ložka obsahuj íc í T S P , k t e r á řeš íme v D P 

i - {nameOf TSP> .tsp Soubor obsahuj íc í z a d á n í T S P 

Adresá ř se nacház í na S D k a r t ě př i ložené k d ip lomové p rác i i na nextcloudu odkazu, 
k t e r ý je n a p s a n ý u o d e v z d a n é p r á c e v V U T IS. 

47 



Příloha B 

Návod na spuštění programu 

Zde poskytnu n á v o d na s p u š t ě n í m é h o programu, uvedeme si j aké p o t ř e b u j e m e p ros t ř ed í , 
argumenty programu a p ř í p a d n é chybové hlášky. J á jsem použ íva l pro p ř e k l a d g++ (GCC) 
9.5.0 na edesign serveru. P o u n z i p n u t í implementaceDP.zip s t ač í napsat p ř íkaz make. 
Vzniknout 4 programy: 

ga Tento program je pouze gene t ický algoritmus 

gaSingle2opt Tento program je gene t ický algoritmus + zk rácený 2-opt algoritmus v p rů 
b ě h u 

ga2opt Tento program je gene t ický algoritmus + jeden b ě h 2-opt a lgori tmu b ě h e m evoluce 
+ ú p l n ý 2-opt algoritmus 

ga3opt Gene t i cký algoritmus + zk rácený 2-opt v p r ů b ě h u + 3-opt na konci evoluce 

J e d n á se o r ů z n é varianty gene t ických a lgo r i tmů . P ř í k l a d s p u š t ě n í programu je 
./{název_programu]- {li m i t _ i t e r a c i } {druh_operátoru_křiženi}. 

Název programu ga, gaSingle2opt, ga2opt, ga3opt 

Limit iterací Zde z a d á m e l imi t i t e rac í genet ického algori tmu 

Druh operátoru křížení Zde vybere j a k ý chceme použ íva t o p e r á t o r kř ížení . M á m e 1-9. 

Druhy o p e r á t o r u kř ížení jsou 1 - V G X , 2 - L G X , 3 - V G X G , 4 - L G X G , 5 - P M X , 6 -OX, 7 - C X , 
8-PMX2opt a 9-OX2opt. J m é n o T S P , k t e r é chceme řeši t d á m e do p r o m ě n n é tsp ve funkci 
main. P rob lémy , k t e r é chceme řeši t se musej í n a c h á z e t ve složce dataProblem ve f o r m á t u 
.tsp. P rogram t a k é p o t ř e b u j e soubor matrix_{nameOfTSP]-.txt. P o k u d tento soubor ke 
k o n k r é t n í m u tsp neexistuje, program ho vy tvo ř í a uloží. V ý s t u p e m programu je vy tvo řen í 
nebo zápis do souboru {jmeno_operatoru_krizeniJ-.txt kde zapíše j m é n o tsp, dé lku trasy 
tsp a čas řešení tsp. Da l š ím v ý s t u p e m programu je soubor 
{jméno_tsp]-_{jméno_operátoru_křížení]-_{délka_trasy]- .txt kde je trasa vy řešeného 
T S P . 

P ř i š p a t n é m p o č t u a r g u m e n t ů n á m v r á t í program exit code 1, p ř i p r o b l é m u s n ě j a k ý m 
o t e v ř e n í m s o u b o r ů exit code 2, funkce pro kontrolu val idi ty řešených tsp př i c h y b ě v r á t í 
exit code 3 a př i š p a t n ě zvoleném druhu o p e r á t o r u kř ížení v r á t í exit code 4. V p ř í p a d ě , 
že vše p r o b ě h l o v p o ř á d k u n á m program v r á t í exit code 0. 
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