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ABSTRAKT
V diplomové práci je popsán návrh a implementace programu pro počítání sekun-
dárních šupin v obrazových datech ventrálních stran těl ještěrek obecných. Program
respektuje požadavky vědců z Ústavu biologie obratlovců Akademie věd ČR a Pe-
dagogické fakulty Masarykovy univerzity na ovladatelnost a na přesnost výsledků.
Program se skládá z několika částí. Na vstupu přijímá fotografie ještěrek obecných,
ve kterých vyřízne zájmovou oblast. Orientaci těchto výřezů unifikuje pomocí de-
tekovaných objektů. Detekci objektů zajišťuje YOLOv4. Další část programu zvaná
Centroid detektor určuje v unifikovaných výřezech pozice středů sekundárních šupin.
Tato část využívá konvoluční neuronové sítě U-Net, která je speciálně modifikovaná
pro detekci středů objektů v těsné blízkosti. Poslední části programu rozdělí dete-
kované pozice středů šupin na levou a pravou sekundární řadu a zapíší jejich počty
do výstupního souboru.

ABSTRACT
The diploma thesis describes the design and implementation of a program for count-
ing secondary scales in the image data of the ventral sides of the bodies of sand
lizards. The program respects the requirements of scientists from the Institute of
Vertebrate Biology of the Czech Academy of Sciences and the Faculty of Education
at Masaryk University for the controllability and accuracy of results. The program
consists of several parts. In input receives photos of sand lizards, in which he cuts out
an area of interest. Unifies the orientation of these sections using detected objects.
Object detection is provided by YOLOv4. Another part of the program called the
Centroid Detector determines the position of the centers of the secondary scales in
the unified sections. This part uses the U-Net convolutional neural network, which
is specially modified to detect the centers of objects in close proximity. The other
parts of the program divide the detected positions of the scale centers into left and
right secondary rows and write their numbers to the output file.

KLÍČOVÁ SLOVA
strojové vidění, konvoluční neuronové sítě, YOLOv4, Centroid detektor, Python 3
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machine vision, convolutional neural networks, YOLOv4, Centroid Detector, Python 3
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1 ÚVOD

Ještěrka obecná (Lacerta agilis Linnaeus, 1758) žije v různých typech prostředí mír-
ného podnebného pásu euroasijského kontinentu. Je důležitou součástí potravního
řetězce. Patří k plazům, u kterých se pohlaví vylíhnutých jedinců určuje teplotou
prostředí. Poměr pohlaví nedospělých ještěrek nemusí odpovídat poměru pohlaví
starších jedinců. Příčinou je odlišné chování samců a samic, které vede k různé zra-
nitelnosti před predátory. Asi jen 2 % nově narozených jedinců žijí déle než jeden
rok [1].

Pro sledování klimatických změn a změn poměrů v potravinovém řetězci vědci
z Ústavu biologie obratlovců Akademie věd ČR (ÚBO AV ČR v.v.i.) a Pedagogické
fakulty Masarykovy univerzity (PdF MUNI) dlouhodobě monitorují poměr pohlaví
juvenilních a subadultních jedinců (dále jen nedospělých ještěrek). Problémem je, že
u nedospělých ještěrek nelze pohlaví určit jednoznačně podle sekundárních pohlav-
ních znaků (zbarvení, velikost hlavy, přítomnosti femorálních pórů atd.). Pohlaví
nedospělých ještěrek vědci v současnosti zjišťují pomocí analýzy DNA [2], která je
nákladná a časově velmi náročná.

Výzkum Eplanové a Roitberga ukázal korelaci mezi počtem sekundárních šu-
pin na ventrální straně těla (na břiše) jedince a jeho pohlavím [3]. Vědci z ÚBO AV
ČR v.v.i. a PdF MUNI ještěrky dlouhodobě fotografují a vedou záznamy o pohlaví
dospělých jedinců. Dostupnost těchto záznamů umožňuje vytvořit automatizovaný
systém, který dokáže predikovat pohlaví všech vyfocených jedinců, tedy i těch ne-
dospělých (pokud jsou na fotografii viditelné řady sekundárních šupin). Základním
předpokladem takového systému je schopnost přesně spočítat sekundární šupiny
v barevných fotografiích ventrálních stran ještěrek obecných.

Cílem diplomové práce je navrhnout a implementovat funkční program pro
počítání sekundárních šupin v obrazových datech ventrálních stran těl ještěrek obec-
ných. Práce neřeší určení pohlaví jedinců na fotografiích ani počet jiných než sekun-
dárních šupin.
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2 VYMEZENÍ CÍLE PRÁCE

Primární šupiny se nacházejí u linie středu těla na ventrální straně těla ještěrky
(vyznačeno zeleně na obr. 1). Sekundární šupiny sousedí s primárními a jsou ve
dvou pásech na levé a pravé straně (vyznačeno červeně na obr. 1). Počítají se od
límce (vyznačeno černě na obr. 1) až po šupiny s femorálními póry na zadních
končetinách (vyznačeno modře na obr. 1). Počet sekundárních šupin na levé a pravé
straně nemusí být stejný. Ventrální strana ještěrky je často skvrnitá. Variabilitu
počtu sekundárních šupin výrazně ovlivňuje posledních několik šupin před šupinami
s femorálními póry, které jsou vyznačené červeně na obr. 2. Ty jsou velmi malé
a obtížně rozpoznatelné.

Obr. 1: Vyznačení primárních šupin (zeleně), sekundárních šupin (červeně), límce
(černě) a šupin s femorálními póry (modře) na ventrální straně těla ještěrky obecné.
Převzato a upraveno z [4].

Obr. 2: Detail (červeně) posledních ventrálních sekundárních šupin. Převzato a upra-
veno z [4].
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2.1 Požadavky

Po konzultaci s vědci z ÚBO AV ČR v.v.i. a PdF MUNI byly na výsledné řešení
v podobě ovladatelného programu vysloveny následující požadavky:

• Program musí být ovladatelný technicky mírně pokročilým uživatelem, který
umí pracovat s příkazovým řádkem.

• Vstupem do programu jsou neupravené fotografie z fotoaparátu nebo z data-
báze ve formátech jpg, psd a CR2.

• Program výsledky uloží do txt souboru, kde bude každý řádek odpovídat jedné
fotografii. Bude obsahovat informace v následujícím pořadí oddělené tabulá-
torem:

– cesta k fotografii,
– počet detekovaných sekundárních šupin na levé straně,
– počet detekovaných sekundárních šupin na pravé straně
– a informace o zpracování (validita apod.).

• Výsledky budou vizualizovány v podobě nových obrazových dat ještěrek s vy-
značenými pozicemi detekovaných šupin. Tato funkce je požadována zejména
kvůli kontrole a analýze výsledků.

• Program musí detekovat i poslední ventrální sekundární šupiny.
• Program na základě detekovaného počtu šupin posoudí validitu výsledků pro

každou fotografii.
• Roitberg a Eplanova [3] uvádějí, že rozdíl počtu sekundárních šupin u samců

a samic je 2–3 na jednu sekundární řadu. To znamená, že 4–6 šupin na obě
sekundární řady. Po konzultaci s vědci z ÚBO AV ČR v.v.i. a PdF MUNI bylo
dohodnuto, že průměrná odchylka skutečného počtu sekundárních šupin od
detekovaného může být maximálně 2 šupiny na obě řady. Naměřené odchylky
budou popsány relevantními statistickými metodami pro zhodnocení výsledků
a přesnosti řešení.

Program, který bude funkční a zároveň bude vyhovovat všem uvedeným požadav-
kům, bude validním výsledným řešením. Návrh, implementace a zhodnocení výsled-
ného řešení povede k úspěšnému naplnění cíle této diplomové práce.

2.2 Návrh řešení

Program bude obsahovat systém strojového vidění, který na vstupu přijme fotografii
ještěrky a na výstupu vrátí počet sekundárních šupin. Základem systému bude Cen-
troid detektor, který z obrazových dat ještěrky vytvoří souřadnice hledaných šupin.
Vstupní fotografie však bude potřeba co nejvíce homogenizovat tak, aby byl Cen-
troid detektor co nejpřesnější. Homogenizací fotografií se myslí například jednotné
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rozměry, oříznutí nepotřebných částí a orientace jedním směrem. Ke správné homo-
genizaci bude potřeba určit polohu jednotlivých částí ještěrky vhodným detektorem
objektů. Určení počtu a polohy šupin může být docíleno například vhodnou obra-
zovou transformací. Při návrhu Centroid detektoru a detektoru objektů se využívá
hluboké učení. Aby byly detektory robustnější, může být při trénování modelů pou-
žita augmentace vstupních obrazových dat či více natrénovaných modelů (souborové
učení).

Protože je strojové učení relativně novým a rychle se měnícím vědním oborem,
některé pojmy nejsou v odborné literatuře definované česky. V těchto případech
budou v textu použité anglické výrazy, aby nedocházelo k nedorozumění.
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3 REŠERŠE POUŽITÝCH METOD

Kapitola obsahuje teoretickou rešerši všech použitých metod, které jsou potřebné
k návrhu systému strojového vidění.

3.1 Obecné přístupy k počítání podobných objektů v obraze

V obrazových datech bývá někdy potřeba spočítat určité podobné objekty nebo
oblasti. Pokud nemají hledané objekty homogenní tvar, velikost nebo barvu, je často
jedinou možností, jak je lokalizovat a spočítat, přistoupit k metodám hlubokého
učení.

Obvyklým přístupem k tomuto problému je použití detektoru objektů. De-
tektory objektů nejsou účinné pro počítání podobných objektů, které jsou v obrazu
blízko u sebe (buňky, smítka, stromy z letadla apod.), vynikají však v detekci ne-
homogenních objektů různých tříd (pes, kočka, auto apod.) [5]. Hsieh, Lin a Hsu
přišli s myšlenkou vylepšení detektorů objektů pro počítání homogenních objektů,
které jsou umístěné v řadách [6]. U objektů shlukujících se v pravidelných tvarech
se dá prioritizovat prostor pro hledání nových objektů. Algoritmus dokonce imple-
mentovali pro počítání aut na parkovištích v reálném čase. Dokázali tak důležitost
vhodného výběru prohledávaných oblastí.

Počítání objektů se dá realizovat i segmentací obrazu. Mezei a Darabant apli-
kovali segmentaci pro počítání chodců [7]. Ačkoli jejich algoritmus správně spočítal
92 % lidí, v závěru práce uvádějí, že velmi špatně zvládal skupiny chodců jdoucích
velmi blízko u sebe. Nizozemská studie, která se zabývala počítáním stromů z le-
teckých snímků, prokázala účinnost kombinace segmentace obrazu a následné vy-
kreslení vektorového pole, které ukazuje na středy hledaných lokací (CentroidNet),
oproti detektoru YOLOv3. [8].

Pro počítání objektů v obraze se nedá určit jeden účinný způsob. Ačkoli se
může zdát, že známé detektory objektů, jako je například YOLO, jsou pro tyto typy
úloh téměř univerzální, pro některé aplikace bývají účinnější specificky navržené
detektory.

3.2 Umělé neuronové sítě

Tato práce využívá umělých neuronových sítí, což je podoblast strojového učení.
Strojové učení je podoblastí umělé inteligence. Jde o algoritmy, které mohou zpřes-
ňovat své výsledky bez zásahu člověka za použití dat [9].
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3.2.1 Obecný popis umělých neuronových sítí

Umělá neuronová síť je metoda inspirovaná strukturou neuronů v biologickém mozku.
Poprvé ji popsal McCulloch v roce 1943 [10]. Slouží především k řešení složitých vý-
početních operací, které je náročné provádět analyticky. Neuronová síť se skládá z na
sebe napojených vrstev neuronů. Koncept umělého neuronu poprvé definoval Frank
Rosenblatt jako perceptron v roce 1958 [11].

V současnosti používaný umělý neuron, vizualizovaný na obr. 3, přijímá na
vstupu několik hodnot 𝑢 a vrací výstupní hodnotu

𝑧 = 𝑎

(︃
𝐽𝑢∑︁
𝑖=1

(𝑤𝑖 · 𝑢𝑖) + 𝑏

)︃
, (1)

kde 𝑎(·) je aktivační funkce, 𝐽𝑢 je počet vstupů, 𝑤 jsou váhy jednotlivých propojení,
𝑏 je bias neboli prahová hodnota aktivace neuronu. Hodnota 𝑣 na obr. 3 představuje
sumu všech součinů vah 𝑤𝑖 s hodnotami na ně napojených vstupů 𝑢𝑖 a biasu 𝑏.

.


.


.

Obr. 3: Model umělého neuronu odpovídající rovnici (1).

Aktivační funkce 𝑎(·) transformuje hodnotu 𝑣 na výstupní signál 𝑧. Mezi
používané aktivační funkce zobrazené na obr. 4 patří funkce sigmoid

𝑎 (𝑣) = 1
1 + 𝑒−𝑣

, (2)

funkce RELU
𝑎 (𝑣) = max (0, 𝑣) , (3)

funkce mish [12]
𝑎 (𝑣) = 𝑣 · tanh (ln (1 + 𝑒𝑣)) , (4)

a funkce leaky

𝑎 (𝑣) = 𝑣, pro 𝑣 ∈ (−∞, 0) ; 𝑓 (𝑣) = 𝑎𝑙 · 𝑣, pro 𝑣 ∈ ⟨0, ∞) , (5)

kde 𝑎𝑙 je volitelný parametr záporné části.
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Obr. 4: Různé typy aktivačních funkcí.

Umělá neuronová síť spojuje více neuronů uspořádaných ve vrstvách. První
vrstva je vstupní a přijímá vstupní hodnoty 𝑢. Další vrstva přijímá výstupy 𝑧 neu-
ronů vstupní vrstvy a následující vrstvy vždy přijímají výstupy neuronů vrstev před-
chozích. Tyto vrstvy se nazývají skryté. Skrytých vrstev může být v síti více, stejně
tak jako neuronů ve všech vrstvách. Každý neuron přijímá výstupy ze všech neuronů
předchozí vrstvy. Poslední vrstva se nazývá výstupní. Hodnoty 𝑧 neuronů výstupní
vrstvy jsou výstupy celé umělé neuronové sítě. Příklad neuronové sítě je na obr. 5.

Uspořádání vrstev, propojení vrstev, počty a vlastnosti neuronů pak definují
architekturu sítě. Pokud má umělá neuronová síť desítky vrstev, hovoříme o hluboké
neuronové síti. Hluboké neuronové sítě se používají k řešení složitých problémů.
Nevýhodou je, že nelze analyzovat jejich vnitřní způsob výpočtu.

vstupní
vrstva

skrytá
vrstva

výstupní
vrstva

Obr. 5: Příklad umělé neuronové sítě s jednou skrytou vrstvou.
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3.2.2 Učení

Schopnost umělé neuronové sítě řešit určitý typ problému nezávisí jen na architek-
tuře, ale i na hodnotách vah 𝑤 mezi neurony. Hodnoty vah je potřeba adaptovat
učením neboli trénováním. Učení probíhá za pomoci datové sady (datasetu), což je
množina vzorků (samples). Vzorky jsou příklady hodnot vstupů, které mohou do-
provázet i očekávané hodnoty výstupů, které by měla umělá neuronová síť vracet
na výstupu. Datovou sadu dělíme na trénovací sadu, která je určená k učení, a tes-
tovací sadu, pomocí které se po ukončení učení vyhodnocuje, jak přesně odpovídají
výstupy umělé neuronové sítě očekávaným hodnotám.

Dva základní typy učení jsou učení s učitelem a učení bez učitele. Učení
bez učitele znamená učit neuronovou síť bez zpětné vazby, tedy bez očekávaných
hodnot výstupů. Příkladem takového učení je shluková analýza. Umělé neuronové
síti se předkládají polohy bodů v prostoru, které jsou v závislosti na architektuře
rozděleny do shluků. Pokud síť učíme s učitelem, znamená to, že poskytujeme modelu
sítě zpětnou vazbu, tedy vzorky včetně očekávaného výstupu.

Matematici se dlouho zabývali vhodným způsobem učení neuronových sítí.
V roce 1974 popsal P. Werbos ve své disertační práci první použitelný algoritmus pro
trénování umělých neuronových sítí nazývaný zpětné šíření chyby (backpropagation)
[13] a v roce 1982 jej zdokonalil [14]. Princip tohoto algoritmu se používá do dnes.
Algoritmus zpětného šíření chyby je rekurzivní algoritmus, který srovná hodnoty
aktivačních funkcí neuronů výstupní vrstvy po reakci sítě na určitý vzorek ve vstupní
vrstvě s očekávaným výstupem (učení s učitelem). Pomocí ztrátové funkce 𝐶(·) (loss
function) je vypočítána chyba sítě. Existují různé ztrátové funkce, každá se používá
na jiný typ problému. Nejznámější je kvadratická ztrátová funkce

𝐶 = (𝑧 − 𝑧)2 , (6)

kde 𝑧 je očekávaná hodnota výstupu. Hodnota ztrátové funkce je vypočítána pro
všechny neurony výstupní vrstvy a znamená, jak by se měla změnit hodnota každého
neuronu, aby byl výstup sítě správný. Hodnoty aktivačních funkcí neuronů jsou však
závislé na vahách spojení s neurony v předchozí vrstvě. Rovnice algoritmu zpětného
šíření chyby určuje novou hodnotu váhy

𝑤𝑖 = 𝑤𝑖−1 − 𝜇
𝜕𝐶

𝑤2
𝑖−1

, (7)

kde 𝑤𝑖 je nová hodnota váhy, 𝑤𝑖−1 je předcházející hodnota váhy a 𝜇 je learning
rate.

V algoritmu zpětného šíření chyby jde o minimalizaci ztrátové funkce. Čím
menší je 𝜇, tím menší jsou změny vah ve směru lokálního minima ztrátové funkce.
Způsobů, jakými algoritmus zpětného šíření chyby upravuje váhy pomocí parametru
𝜇, je více a označujeme je jako optimalizační algoritmy (optimizers). Výše pospaný
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optimalizační algoritmus (7) se nazývá gradientní sestup (gradient descent). Pokud
použijeme jen část vzorků, které jsou určeny k trénování, hovoříme o stochastickém
gradientním sestupu (Stochastic Gradient Descent, SGD), který je výpočetně méně
náročný. Optimalizační algoritmy mohou být doplněny o momentovou větu, neboli
hybnost (momentum). Hybnost závisí na tom, jak moc se váha 𝑤 mění (podobně
jako ve fyzice). Stochastický gradientní sestup s momentovou větou je dán jako

𝑤𝑖 = 𝑤𝑖−1 − 𝜇∇𝐶 (𝑤𝑖−1) + 𝛼 · 𝑤𝑖−1, (8)

kde 𝛼 je konstanta momentové věty, pro kterou platí 𝛼 ∈ (0, 1) [15]. Častěji použí-
vaný optimalizační algoritmus publikovaný v roce 2014 Kingmou a Baem je Adam
[16]. Adam upravuje váhy nejen pomocí parametru 𝜇, ale i podle hybnosti podobně
jako SGD s momentovou větou. Jeho zjednodušený zápis je dán jako

𝑤𝑖 = 𝑤𝑖−1 − 𝜇
𝑚̂𝑤𝑖−1√︁
𝑣𝑤𝑖−1 + 𝜖

, (9)

kde 𝑚̂𝑤 a 𝑣𝑤 jsou funkce hybnosti a derivace ztrátové funkce podle váhy a 𝜖 je velmi
malý parametr, který zajišťuje, aby nedošlo k dělení nulou [16].

Nové váhy se principem zpětného šíření chyby postupně vypočítají mezi všemi
neurony umělé neuronové sítě. Algoritmus zpětného šíření chyby více upravuje hod-
noty vah spojení mezi neurony s vysokou hodnotou ztrátové funkce a neurony, jejichž
hodnota aktivační funkce výrazně ovlivňuje daný neuron. Tomuto principu se říká
Hebbovské učení, které poprvé popsal D. O. Hebb v roce 1949 [17].

3.2.3 Techniky trénování

Pokud spočítáme změny vah celé umělé neuronové sítě pro soubor několika vzorků
najednou, a až poté upravíme váhy, nazveme soubor vzorků dávkou (batch). Tré-
nování pomocí dávek zrychluje učení díky nižší výpočetní náročnosti. Jakmile op-
timalizační algoritmus použije k trénování celou trénovací sadu, tedy soubor všech
vzorků, vykoná jednu epochu. V každé epoše je trénovací sada rozdělená na tréno-
vací a evaluační podmnožinu. Rozdělení proběhne předem (může probíhat i před
každou epochou) a trénuje se jen na trénovací podmnožině.

Po každé epoše se vypočítá hodnota metriky vzorků z evaluační podmnožiny.
Metrika může být například hodnota ztrátové funkce. Metrika slouží pouze pro
posuzování natrénovaných vah, nikoliv pro jejich úpravu. Hodnota metriky může
být použita pro ukončení trénování. Pokud začne stoupat, hovoříme o nežádoucím
přetrénování sítě a trénování se zastaví. Mezi další metody ukončení trénování patří
například maximální počet epoch.

Vedle trénovací sady existuje sada testovací, která nemá vliv na trénování, ani
na jeho ukončení. Výpočtem metriky testovací sady po ukončení trénování modelu
hodnotíme úspěšnost trénování.
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3.3 Digitální obrazová data

Digitální obraz vzniká osvícením světlocitného čipu, který je tvořen mřížkou fotodiod
o rozlišení 𝑀 × 𝑁 [18]. Tím se obraz z reálného světa navzorkuje. Každá fotodioda
se během osvícení nabije nábojem o určité hodnotě. Hodnota náboje je převedena
na napětí, které je pomocí A/D převodníku kvantováno na digitální hodnotu. Roz-
mezí digitálních hodnot je určeno počtem bitů na jeden kvantovaný element, který
se nazývá pixel. Nejčastější počet bitů je 8, pixel tak může nabývat hodnot 0 až
28 − 1. Hodnoty pixelů jsou uspořádány do matice o rozměrech 𝑀 × 𝑁 , což odpo-
vídá uspořádání fotodiod. Tato matice se popisuje obrazovou funkcí

𝑓 (𝑥, 𝑦) =

⎡⎢⎢⎢⎣
𝑓 (0, 0) · · · 𝑓 (0, 𝑁 − 1)

... . . . ...
𝑓 (𝑀 − 1, 0) · · · 𝑓 (𝑀 − 1, 𝑁 − 1)

⎤⎥⎥⎥⎦ , (10)

kde 𝑓(·) je obrazová funkce a (𝑥, 𝑦) jsou prostorové souřadnice obrazové funkce 𝑓(·)
[18].

Obrazová data reprezentována v každém pixelu obrazové funkce jednou hod-
notou jsou však černobílá. Obrazová funkce 𝑓(·) barevného obrazu se rozšiřuje v kaž-
dém pixelu o hodnoty barevného prostoru. Nejčastěji používaným barevným prosto-
rem je RGB (Red Green Blue), který má v každém bodě obrazové matice hodnoty
pro červenou, zelenou a modrou barvu v rozmezí 0 až 255 (8 bitů).

V běžně používaných softwarech pro zpracování obrazu, jako je například
volně dostupný OpenCV, se používá opačně orientovaný souřadný systém znázor-
něný na obr. 6, než jak jej definoval Gonzalez rovnicí (10).

Obr. 6: Ukázka souřadného systému používaného v softwaru OpenCV pro zpraco-
vání obrazu.

3.4 Konvoluční neuronové sítě

Konvoluční neuronové sítě se používají především ke zpracování obrazových dat.
Principy konvolučního chování biologických neuronů poprvé popsali Hubel a Wiesel
v roce 1959 na základě pozorování vizuálního vnímání koček [19]. Jejich prací se
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inspiroval Kunihiko Fukushima a v roce 1980 popsal první konvoluční neuronovou síť
[20]. Princip fungování je podobný umělým neuronovým sítím. Vrstvy neuronů jsou
uspořádány do 3D numerických polí. Vstupní vrstva běžně bývá obrazová funkce.
Konvoluční neuronové sítě ve skrytých vrstvách obsahují konvoluční vrstvy, vrstvy
sjednocení, vrstvy s úplným propojením a mohou obsahovat i vrstvy rozšíření.

3.4.1 Diskrétní dvourozměrná konvoluce

V konvolučních vrstvách se využívá metoda zvaná diskrétní dvourozměrná konvo-
luce. Jde o matematickou operaci, která vytváří ze vstupní obrazové funkce 𝑓(·)
o rozměrech 𝑀 × 𝑁 a konvoluční masky ℎ(·) o rozměrech 𝑀ℎ × 𝑀ℎ výstupní obra-
zovou funkci (mapu)

𝑔 (𝑥, 𝑦) = 𝑓 (𝑥, 𝑦) * ℎ (𝑥, 𝑦) =
𝑀ℎ/2∑︁

𝑖=−𝑀ℎ/2

𝑁ℎ/2∑︁
𝑗=−𝑁ℎ/2

𝑓 (𝑥 − 𝑖, 𝑦 − 𝑗) ℎ (𝑖, 𝑗) , (11)

kde 𝑔(·) je funkce popisující výstupní obrazovou funkci (mapu) a * je operátor
diskrétní konvoluce [18].

Rozměry výstupní obrazové funkce 𝑔(·) se diskrétní dvourozměrnou konvolucí
zmenší z 𝑀 × 𝑁 na rozměry 𝑀𝑔 × 𝑁𝑔 dané rovnicemi

𝑀𝑔 = 𝑀 − 𝑀ℎ + 1
2 , (12)

𝑁𝑔 = 𝑁 − 𝑁ℎ + 1
2 . (13)

Aby zůstaly rozměry vstupní a výstupní obrazové funkce stejné, vstupní obrazová
funkce 𝑓(·) se po okrajích rozšíří o nuly. Tato operace znázorněná na obr. 7 se nazývá
zero-padding. Rozšíření okrajů závisí na rozměrech konvoluční masky 𝑀ℎ × 𝑀ℎ.
Horizontální okraje se rozšíří o (𝑀ℎ − 1)/2 a vertikální o (𝑁ℎ − 1)/2. Pokud mají
být rozměry 𝑀𝑔 ×𝑁𝑔 stejné jako 𝑀 ×𝑁 , tak musí být hodnoty 𝑀ℎ a 𝑀ℎ vždy liché.

3.4.2 Popis konvolučních neuronových sítí

Konvoluční vrstvy jsou dvourozměrnou diskrétní konvolucí transformovány na vý-
stupní mapy 𝑔(·), tak jako je to ukázáno na obr. 8. Na konvoluční vrstvu se aplikuje
konvoluční maska ℎ(·). Pixely obrazových funkcí (konvolučních vrstev a výstupních
map) jsou ekvivalentní neuronům v umělých neuronových sítích. Hodnoty v konvo-
luční masce by se pak daly chápat jako váhy spojení mezi neurony [18]. Rovnici pro
diskrétní dvourozměrnou konvoluci (11) doplníme o aktivační funkci 𝑎(·), prahovou
hodnotu bias 𝑏 a dostaneme vztah mezi neurony konvoluční vrstvy a výstupní mapy

𝑔 (𝑥, 𝑦) = 𝑓 (𝑥, 𝑦) * ℎ (𝑥, 𝑦) = 𝑎

⎛⎝ 𝑀ℎ/2∑︁
𝑖=−𝑀ℎ/2

𝑁ℎ/2∑︁
𝑗=−𝑁ℎ/2

𝑓 (𝑥 − 𝑖, 𝑦 − 𝑗) ℎ (𝑖, 𝑗) + 𝑏

⎞⎠ . (14)
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zero-padding

Obr. 7: Zero-padding obrazové funkce (vlevo) pro dvourozměrnou konvoluci konvo-
luční maskou ℎ(·) o rozměrech 𝑀ℎ a 𝑀ℎ = 3 × 3.

konvoluční maska

konvoluční vrstva

výstupní mapa

Obr. 8: Ukázka prvního kroku diskrétní dvourozměrné konvoluce konvoluční vrstvy
rozšířené zero-paddingem (viz obr. 7) na rozměry 6 × 6 konvoluční maskou 3 × 3.
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Vrstvy sjednocení (pooling) v konvolučních neuronových sítích zmenšují roz-
měry obrazové funkce shlukováním skupiny pixelů do jednoho pixelu ve výstupní
mapě [18]. Obrazová funkce 𝑓(·) je rozdělena do mřížky tak, aby vytvořila sku-
piny pixelů o rozměrech 𝑀𝑝 × 𝑁𝑝. Existuje více typů vrstev sjednocení, například
max-pooling a avg-pooling. Vrstva max-pooling vybere z každé skupiny pixelů ohra-
ničených mřížkou vždy ten s nejvyšší hodnotou a zapíše ji do výstupní mapy, jak
je znázorněno na obr. 9 nahoře. Vrstva avg-pooling zapíše na odpovídající místo
v mapě aritmetický průměr všech hodnot skupiny pixelů (viz obr. 9 dole). Opakem
vrstvy sjednocení je vrstva rozšíření (up-sample). Ta pro každý pixel vstupní obra-
zové funkce 𝑓(·) vytvoří ve výstupní mapě skupinu pixelů o rozměrech 𝑀𝑢𝑠 × 𝑁𝑢𝑠 se
stejnými hodnotami, kterou má pixel ze vstupní funkce (viz obr. 10) [18]. Skupiny
pixelů jsou ve výstupní mapě umístěné stejně jako jim odpovídající vstupní pixely.

sjednocení (max-pooling)

sjednocení (avg-pooling)

Obr. 9: Ukázka dvou variant vrstvy sjednocení. Vlevo je původní obrazová funkce
o rozměrech 𝑀 ×𝑁 = 4×4, vpravo jsou obrazové funkce po sjednocení max-pooling
mřížkou 𝑀𝑝 × 𝑁𝑝 = 2 × 2 a average-pooling mřížkou 𝑀𝑝 × 𝑁𝑝 = 2 × 2. Barevně jsou
vyznačeny skupiny sjednocených pixelů.

rozšíření

Obr. 10: Ukázka vrstvy rozšíření. Vlevo je původní obrazová funkce o rozměrech
𝑀 × 𝑁 = 2 × 2, vpravo je obrazová funkce po rozšíření skupinou pixelů o rozměrech
𝑀𝑢𝑠 × 𝑁𝑢𝑠 = 2 × 2. Barevně jsou vyznačeny skupiny rozšířených pixelů.
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Vrstva s úplným propojením se běžně umísťuje před poslední výstupní vrstvu
konvoluční neuronové sítě. U konvolučních vrstev, vrstev sjednocení a rozšíření ne-
byly navzájem propojeny všechny neurony (pixely) vrstvy předcházející se všemi
neurony vrstvy následující, protože konvoluční masky a skupiny pixelů vrstev sjed-
nocení a rozšíření nepokrývají celou síť najednou. Změna hodnoty určitého neuronu
vrstvy předcházející nemusí mít vliv na změnu hodnoty všech neuronů ve vrstvě ná-
sledující. Vrstva s úplným propojením propojí všechny neurony vrstvy předcházející
se všemi neurony vrstvy následující [18].

3.4.3 Augmentace

Pro účinné trénování všech hlubokých sítí je potřeba obsáhnout velké množství
různorodých vzorků v trénovací sadě. Počet i různorodost lze navýšit augmentací.
Augmentované vzorky vzniknou obrazovou transformací vzorků původních [21]. Sítě,
které jsou natrénovány na augmentovaných datech, bývají robustnější [21]. Nejčas-
tější typy augmentací jsou geometrické a fotometrické.

Geometrické transformace
Geometrická augmentace vytváří syntetický vzorek geometrickou transformací sou-
řadnic (𝑥, 𝑦) obrazové funkce 𝑓(·) na souřadnice

(𝑥′, 𝑦′) = 𝒯 [(𝑥, 𝑦)] , (15)

kde (𝑥′, 𝑦′) jsou souřadnice výsledného augmentovaného obrazu a 𝒯 (·) je transfor-
mační funkce. V úlohách strojového vidění se však používá maticový zápis této
transformace [︁

𝑥′ 𝑦′ 1
]︁

=
[︁
𝑥 𝑦 1

]︁
𝑇 , (16)

kde 𝑇 je matice afinní transformace [18]. Obecně se dá říct, že geometrická trans-
formace převádí jeden souřadný systém do druhého.

Podoba transformační matice 𝑇 se mění v závislosti na typu transformace.
Transformace rotace (rotation) znázorněná na obr. 11 s maticí afinní transformace

𝑇 =

⎡⎢⎢⎣
cos (𝜃) sin (𝜃) 0

−sin (𝜃) cos (𝜃) 0
0 0 1

⎤⎥⎥⎦ (17)

rotuje pixely kolem středu souřadného systému o úhel 𝜃. Kladný úhel 𝜃 rotuje s ob-
razem proti směru hodinových ručiček.
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Obr. 11: Ukázka rotace o kladný úhel 𝜃.

Transformace translace (translation) na obr. 12 posouvá obraz v rovině sou-
řadného systému ve směru osy 𝑥 a osy 𝑦. Její transformační matice je definována
jako

𝑇 =

⎡⎢⎢⎣
1 0 0
0 1 0
𝑡𝑥 𝑡𝑦 1

⎤⎥⎥⎦ , (18)

kde 𝑡𝑥 je počet pixelů, o který se má obraz posunout ve směru osy 𝑥, a 𝑡𝑦 je počet
pixelů, o který se obraz má obraz posunout ve směru osy 𝑦.

Obr. 12: Ukázka translace o zápornou hodnotu 𝑡𝑥 a kladnou hodnotu 𝑡𝑦.

Dalším typem afinní transformace je převrácení (flipping). Obraz se převrací
horizontálně, nebo vertikálně. Ukázka horizontálního převrácení obrazu je na obr. 13.
Matice afinní transformace pro horizontální převrácení je definována jako

𝑇 =

⎡⎢⎢⎣
1 0 0
0 −1 0
0 𝑁 1

⎤⎥⎥⎦ , (19)

a pro vertikální převrácení je

𝑇 =

⎡⎢⎢⎣
−1 0 0
0 1 0

𝑀 0 1

⎤⎥⎥⎦ . (20)

Zkosení (shearing) obrazu, které je ukázáno na obr. 14, se realizuje pomocí
matice afinní transformace

𝑇 =

⎡⎢⎢⎣
1 𝑠𝑦 0
𝑠𝑥 1 0
0 0 1

⎤⎥⎥⎦ , (21)

31



MARŠALA, Štěpán. Počítání charakteristických šupin ještěrky obecné v barevných obrazech

Obr. 13: Ukázka horizontálního převrácení.

kde 𝑠𝑥 je poměr zkosení obrazu ve směru osy 𝑥 a 𝑠𝑦 je poměr zkosení obrazu ve
směru osy 𝑦.

Obr. 14: Ukázka zkosení o kladný parametr 𝑠𝑥.

Poslední uváděnou afinní transformcí je škálování (scaling). Její matice 𝑇 má
podobu

𝑇 =

⎡⎢⎢⎣
𝑐𝑦 0 0
0 𝑐𝑥 0
0 0 1

⎤⎥⎥⎦ , (22)

kde 𝑐𝑥 je škálování ve směru osy 𝑥 a 𝑐𝑦 je škálování ve směru osy 𝑦. Ukázka škálování
je na obr. 15.

Obr. 15: Ukázka geometrické transformace škálování o kladný parametr 𝑐𝑥.

Fotometrické transformace
Zatímco geometrické augmentace mění polohy jednotlivých pixelů, tedy je převádějí
do jiného souřadného systému, šumy, což jsou speciální typy fotometrických trans-
formací, mění hodnoty pixelů [22]. Změna každého pixelu na jinou hodnotu je dána
pravděpodobnostním modelem.
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Mezi základní typ šumu patří gaussovský šum

𝑃 (𝑓 (𝑥, 𝑦)) =
√︃

1
2𝜋𝜎2 𝑒

− (𝑓(𝑥,𝑦)−𝑞)2

2𝜎2

, (23)

kde 𝑃 (·) je funkce hustoty pravděpodobnosti změny hodnoty pixelu, 𝑞 je střední
hodnota Gaussova rozdělení pravděpodobnosti a 𝜎 je směrodatná odchylka Gaus-
sova rozdělení pravděpodobnosti. Šum speckle je odvozený od gaussova šumu, jeho
podoba je k nahlédnutí v [22, 23]. Šum sůl a pepř mění hodnoty některých pixelů
na 0 (černá), nebo 255 (bílá). Jeho pravděpodobnostní funkce je definována jako

𝑃 (𝑓 (𝑥, 𝑦)) =

⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩
𝑃𝑠, pro 𝑓 (𝑥, 𝑦) = 255,

𝑃𝑝, pro 𝑓 (𝑥, 𝑦) = 0,

0, jinak,

(24)

kde 𝑃𝑠 je pravděpodobnost zašumění daného pixelu solí tedy změna jeho hodnoty na
255 a 𝑃𝑝 je zašumění pepřem, což znamená změnu hodnoty pixelu na 0 [22]. Všechny
zmíněné šumy jsou ukázány na obr. 16.

nezašuměný obraz gaussovský šum

speckle sůl a pepř

Obr. 16: Ukázka šumů. Gaussovský šum s hodnotami 𝑞 = 0 a 𝜎 = 20. Speckle
s hodnotami 𝑞 = 0 a 𝜎 = 1. Sůl a pepř s hodnotami 𝑃𝑠 = 0, 05 a 𝑃𝑝 = 0, 05.
Fotografie na obrázku byly převzaty a upraveny z [24].
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3.5 Klasifikace obrazu

Klasifikace obrazu je úloha strojového vidění. Klasifikátor obrazu je většinou kon-
voluční neuronová síť, která slouží k rozpoznání předmětu v obraze [25]. Obrazu
přiřazuje určitou třídu 𝑛. Třída je souhrnné označení pro určitý typ obrazových
dat, který má podobné rysy (kočka, pes, slon apod.). Nevýhodou této metody je, že
v obraze nerozpozná více předmětů.

Vstupní vrstva klasifikátoru obrazu má stejné rozměry jako obrazová funkce
𝑓(·) vstupního obrazu 𝐼 a nabývá i stejných hodnot. Architektura sítě obvykle ob-
sahuje konvoluční vrstvy, vrstvy sjednocení a vrstvy s úplným propojením. Počet
neuronů výstupní vrstvy odpovídá počtu tříd, které je klasifikátor schopný rozeznat.
Množina všech možných tříd se označuje jako 𝑋, kde 𝑛 ∈ 𝑋. Hodnoty neuronů
v poslední vrstvě určují odhad jistoty 𝑥̂𝑐 (confidence), s jakou klasifikátor přiřadí
𝐼 jednotlivým třídám. Čím vyšší hodnotu 𝑥̂𝑐 má neuron poslední vrstvy reprezentu-
jící určitou třídu, tím je pravděpodobnější, že vstupní obraz 𝐼 odpovídá této třídě.
Klasifikátor vrací na výstupu množinu 𝐿̂, která obsahuje uspořádané dvojice

𝑙̂ = (𝑛̂, 𝑥̂𝑐), (25)

kde 𝑛̂ je odhadovaná třída a 𝑥̂𝑐 je odhad jistoty. Na obr. 17 je ukázáno, jak klasifikátor
funguje.

klasifikátor
obrazu

.

.

.

Obr. 17: Ukázka klasifikátoru, který klasifikuje vstupní obraz 𝐼 třídy pes. Fotografie
na obrázku byla převzata a upravena z [24].

Trénování klasifikátorů probíhá formou učení s učitelem. Očekávané výstupy,
které se používají jako zpětná vazba během trénovaní a jsou přiřazené ke každému
trénovacímu vzorku, tvoří množinu 𝐿 uspořádaných dvojic

𝑙 = (𝑛, 𝑥𝑐), (26)

kde 𝑥𝑐 je očekávaná jistota. Hodnota 𝑥𝑐 nabývá pouze 0 (obraz 𝐼 nenáleží této
třídě) nebo 1 (obraz 𝐼 náleží této třídě). Procesu označování vzorků trénovací sady
očekávanými výstupy se říká štítkování.
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3.6 Detekce objektů

Detekce objektů v obraze je úloha strojového vidění založená na konvolučních neu-
ronových sítích [26]. V jednom obraze 𝐼 se vyhledávají bounding-boxy (pozice) ob-
jektů, které jsou si podobné v určitých rysech [27] (tvar, barva, prostředí výskytu
apod.) a rozřazují se do tříd 𝑛 z množiny 𝑋. Bounding-box obsahuje odhad souřad-
nic levého horního a pravého spodního bodu, které definují obdélníkovou podoblast
nalezeného objektu v obrazové funkci 𝑓(·). Do detektoru objektů vstupuje obraz
𝐼 a vystupuje z něj množina 𝐾̂, která obsahuje uspořádané šestice

𝑘 =
(︃

𝑛̂, 𝑥̂𝑐,
𝑥̂𝑢𝑙

𝑀
,
𝑦𝑢𝑙

𝑁
,
𝑥̂𝑏𝑟

𝑀
,
𝑦𝑏𝑟

𝑁

)︃
, (27)

kde 𝑥̂𝑢𝑙 a 𝑦𝑢𝑙 je odhad souřadnic levého horního rohu bounding-boxu, 𝑥̂𝑏𝑟 a 𝑦𝑏𝑟 je
odhad souřadnic pravého spodního rohu bounding-boxu pro každý nalezený objekt
v obraze. Ukázka detektoru objektů je na obr. 18.

detektor
objektů

.

.

.

Obr. 18: Ukázka detektoru objektů. Ve vstupním obraze 𝐼 jsou detekovány objekty
třídy pes (červený bounding-box) a člověk (zelený bounding-box). Fotografie byly
převzaty a upraveny z [24].

Stejně tak jako trénování klasifikátorů, i trénování detektorů objektů probíhá
formou učení s učitelem. Každému vzorku se přiřazuje množina 𝐾, která obsahuje
uspořádané šestice

𝑘 =
(︂

𝑛, 𝑥𝑐,
𝑥𝑢𝑙

𝑀
,
𝑦𝑢𝑙

𝑁
,
𝑥𝑏𝑟

𝑀
,
𝑦𝑏𝑟

𝑁

)︂
, (28)

kde 𝑥𝑢𝑙 a 𝑦𝑢𝑙 jsou očekávané souřadnice levého horního rohu bounding-boxu a 𝑥𝑏𝑟 a 𝑦𝑏𝑟

jsou očekávané souřadnice pravého spodního rohu bounding-boxu. Před trénováním
se trénovací sada štítkuje očekávanými bounding-boxy.
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Nejpoužívanější ztrátovou funkcí pro detekci objektů je Intersection over
Union (IoU), která je daná vztahem

𝐶𝐼𝑜𝑈 = 𝐴𝑝 ∩ 𝐴𝑔𝑡

𝐴𝑝 ∪ 𝐴𝑔𝑡

, (29)

kde 𝐶𝐼𝑜𝑈(·) je ztrátová funkce IoU, 𝐴𝑝 je plocha plocha výstupního bounding boxu
detektoru objektů a 𝐴𝑔𝑡 je plocha očekávaného bounding-boxu (ground truth) ve
vstupním obraze 𝐼 [28].

3.6.1 mean Average Precision

Pro evaluaci detektoru objektů se nejčastěji používá metrika mean Average Precision
(mAP). Pro její definování je potřeba zavést několik pojmů.

Mějme prahovou hodnotu 𝑡𝐼𝑜𝑈 . Detekce je pravdivě pozitivní (TP), pokud
𝐶𝐼𝑜𝑈 > 𝑡𝐼𝑜𝑈 , nepravdivě pozitivní (FP), pokud 𝐶𝐼𝑜𝑈 < 𝑡𝐼𝑜𝑈 , nebo nepravdivě nega-
tivní (FN), pokud objekt nebyl detekován vůbec. Přesnost 𝑃 je pak

𝑃 = |TP|
|TP| + |FP|

, (30)

kde |·| je počet prvků. Recall 𝑅 je dán vztahem

𝑅 = |TP|
|TP| + |FN|

. (31)

Hodnoty 𝑃 a 𝑅 se spočítají pro všechny evaluační vzorky pro řadu prahových
hodnot 𝑡𝐼𝑜𝑈 . Počet počítaných prahových hodnot 𝑡𝐼𝑜𝑈 je 𝐽𝑃 𝑅, kde 0 > 𝑡𝐼𝑜𝑈 > 1
a hodnoty 𝑡𝐼𝑜𝑈 jsou na tomto intervalu rovnoměrně rozložené. Vznikne tak funkční
závislost přesnosti 𝑃 na recallu 𝑅, které se v odborné literatuře říká křivka precision-
recall [29]. Plocha pod touto křivkou je hodnota average precission (AP)

𝑃𝐴 =
𝐽𝐴𝑃∑︁
𝑖=2

(𝑅𝑖 − 𝑅𝑖−1)𝑃𝑖, (32)

kde 𝑃𝐴 je hodnota AP, 𝑅𝑖 a 𝑃𝑖 jsou hodnoty i-té prahové hodnoty 𝑡𝐼𝑜𝑈 na intervalu
křivky precision-recall. Metrika mAP je aritmetický průměr hodnot 𝑃𝐴 pro všechny
třídy 𝑛

𝑃𝑚𝐴 =
∑︀

𝑛∈𝑋 𝐴𝑃𝑛

|𝑋|
, (33)

kde 𝑃𝑚𝐴 je hodnota mAP, 𝐴𝑃𝑛 je hodnota AP třídy 𝑛 [28, 29].

3.6.2 YOLO

Existuje mnoho různých detektorů objektů. Liší se ve způsobu zpracování dat, po-
užívanými ztrátovými funkcemi apod. Obecně dělíme detektory objektů na jedno-
fázové (one-stage) a dvoufázové (two-stage) [26]. Dvoufázové detektory objektů nej-
prve vytvoří mapu podobných oblastí, pomocí které pak detekují objekty v obraze.
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Mezi nejvýznamnější detektory objektů patří YOLO (one-stage) a R–CNN (two-
stage). R–CNN (Region-based Convolutional Neural Network) poprvé popsal Gir-
shick v roce 2014 [30]. Fast R–CNN [31] a Faster R–CNN [32] využívají pro tvorbu
mapy podobných oblastí konvoluční neuronové sítě a tím algoritmus urychlují. Ro-
dina R–CNN je obecně považovaná za pomalé algoritmy [26].

YOLO (You Only Look Once) poprvé představil Redmon a kolektiv v roce
2016 [33]. Tento detektor je jednofázový, proto nevytváří mapy podobných oblastí,
díky čemuž je mnohem rychlejší. Algoritmus rozdělí vstupní obraz mřížkou na 𝑆 ×𝑆

segmentů (viz obr. 19 vlevo). Pro každý segment vrací YOLO na výstupu informaci,
zda v něm pomocí klasifikátoru obrazu našel nějaký objekt, jaké je třídy (viz obr. 19
dole), s jakou jistotou 𝑥̂𝑐 a jaké má souřadnice jeho bounding-box. Objekt může
přesahovat i do sousedních segmentů. Na obr. 19 nahoře je ukázáno, že jeden objekt
může být detekovaný vícekrát. YOLO spočítá hodnotu IoU pro všechny bounding-
boxy překrývajících se tříd. Následně odstraní všechny bounding-boxy, které nepře-
kročí prahovou hodnotu 𝑡𝑏𝑏 svou hodnotou 𝑥̂𝑐 (viz obr. 19 vpravo). Tato operace se
nazývá non-maxima suppression. YOLO může v každém segmentu detekovat více
objektů.

mapa nejpravděpodobnějších tříd

v jednotlivých segmentech, růžová je auto,
žlutá je kolo, modrá je pes a zbylé barvy

nejsou autorem specifikované

vstupní obraz
rozdělený na 

segmentů

finální detekce

bounding-boxy 
a jejich jistoty 

Obr. 19: Schéma procesů detektoru YOLO. Nalevo je vstupní obraz rozdělený na seg-
menty, napravo jsou v obrazu vyznačené detekované bounding-boxy po non-maxima
suppression. Převzato a upraveno z [34].
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YOLO byl postupně vyvíjen až do čtvrté verze YOLOv4, která je optima-
lizovaná pro paralelní výpočty, je rychlejší a přesnější než verze předchozí. Byla
představena Bochkovskiym v roce 2020 [34]. Nejnovější verze YOLOv4 se liší od
ostatních především architekturou konvolučních neuronových sítí.

3.7 Segmentace obrazu

Segmentace obrazu je metoda strojového vidění, která rozděluje pixely vstupního
obrazu 𝐼 do segmentů tříd 𝑛 [35]. Výstupem segmentace obrazu je množina 𝑈̂ od-
hadovaných map 𝑢̂, které mapují pixely všech tříd v obrazové funkci 𝑓(·) vstupního
obrazu 𝐼. Jedné třídě náleží jedna výstupní mapa, existují však i metody segmentace
obrazu, které mapují do jedné výstupní mapy více tříd odlišnými hodnotami, jak je
to ukázáno na obr. 20.

segmentace
obrazu

Obr. 20: Ukázka segmentace obrazu tříd pes a člověk. Napravo jsou dvě výstupní
mapy. Červenou barvou je mapována třída pes a zelenou barvou třída člověk. Foto-
grafie na obrázku byla převzata a upravena z [24].

Trénování modelů pro segmentaci obrazu probíhá formou učení s učitelem.
Každému vzorku se přiřadí očekávaná množina 𝑈 výstupních map 𝑢. Mezi používané
ztrátové funkce patří IoU a křížová entropie (CE, cross entropy)

𝐸𝐶 = − 1
|Φ|

∑︁
𝑖∈Φ

∑︁
𝑛∈𝑋

𝑧𝑖,𝑛log (𝑧𝑖,𝑛) , (34)

kde 𝐸𝐶 je hodnota CE, Φ je množina všech hodnot pixelů vstupního obrazu 𝐼, 𝑧𝑖,𝑛

je očekávaná hodnota pixelu třídy 𝑛 a 𝑧𝑖,𝑛 je výstupní hodnota pixelu třídy 𝑛 [36].
Dále pak binární křížová entropie (BCE, binary cross entropy)

𝐸𝐵𝐶 = − 1
|Φ|

∑︁
𝑖∈Φ

[𝑧𝑖 log (𝑧𝑖) + (1 − 𝑧𝑖) log (1 − 𝑧𝑖)] , (35)

kde 𝐸𝐵𝐶 je hodnota BCE [36]. BCE je speciální případ CE, kde |𝑋| = 2. Pro evaluaci
se používají různé funkce, jako jsou například CE, BCE nebo mAP.

Existuje mnoho modelů s různými architekturami pro segmentaci obrazu.
Téměř všechny jsou založené na hlubokých konvolučních sítích [35]. Nejpoužívanější
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z nich jsou rozdělené na část enkodér a dekodér. Tyto části jsou řazeny za sebou.
Enkodér zmenšuje rozměry konvolučních vrstev a zvyšuje počty konvlučních ma-
sek, dekodér pak rozměry zpět zvětšuje a redukuje počet masek. Mezi nejznámější
architektury patří SegNet [37], V-Net pro 3D segmentaci [38] a U-Net [39].

3.7.1 U-Net

U-Net poprvé popsal Ronneberger a kolektiv v roce 2015 [39]. Jedná se o jednu
z nejefektivnějších metod segmentace obrazu. U-Net funguje na principu hluboké
konvoluční sítě. Původní účel U-Netu byl segmentovat ve fotografiích z mikroskopu
určité tkáně v lidském mozku. Na obr. 21 je ukázána segmentace biologických buněk.

Obr. 21: Ukázka segmentace obrazu pomocí sítě U-Net. Vpravo je vstupní obraz,
vlevo je výstupní mapa třídy buňka, na které jsou bílou barvou namapovány buňky.
Černá barva jsou místa, kde U-Net buňky nedetekoval. [39]

Obr. 22 popisuje architekturu sítě U-Net tak, jak ji definoval Ronneberger
[39]. Vstupní obraz 𝐼 je přijímán dvěma konvolučními vrstvami (C). Autor původní
architektury nepoužil zero-padding, a proto mají výstupní mapy za každou kon-
voluční vrstvou menší rozměry. Následně jsou výstupní mapy sjednocovány (P).
Vstupní obraz tímto prošel jednou úrovní sítě U-Net. V další úrovni se celý proces
opakuje, ovšem vždy s dvojnásobným počtem konvolučních masek v jedné vrstvě, jak
je ukázáno na obr. 22. U-Net na obr. 22 má definovaných pět úrovní. Na poslední
úrovni se výstupní mapa konvoluční vrstvy nesjednocuje, ale začíná se rozšiřovat
(dojde tedy ke snížení úrovně) (U) a k výsledku je nakopírována jedna konvoluční
vrstva, která odpovídá stejné úrovni (viz obr. 22). Této operaci se říká skip con-
nection. Výsledek je přijímán dvěmi konvolučními vrstvami s dvakrát nižším počtem
konvolučních masek než v předchozím kroku. Jakmile proběhne tento proces toli-
krát, kolik má síť U-Net definovaných úrovní, na výstupní mapu poslední konvoluční
vrstvy se aplikuje konvoluční vrstva, která má právě tolik konvolučních masek, kolik
síť U-Net detekuje tříd 𝑛. Výstupem je množina odhadovaných výstupních map 𝑈̂ .
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Obr. 22: Architektura sítě U-Net o pěti úrovních a 64 konvolučními maskami v konvolučních vrstvách první úrovně. Síť přijímá
černobílou fotografii o rozměrech 572×572×1 pixelů a vrací dvě mapy 𝑢 pro každou třídu 𝑛 o rozměrech 388×388×2 pixelů. Převzato
a upraveno z [39].
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3.8 Centroid detektor

Centroid detektor je zvláštní typ detektoru objektů, který nedetekuje bounding-
boxy, ale pozice středů objektů [40]. Nebylo by sice náročné přepočítat souřadnice
výstupních bounding-boxů klasického detektoru objektů na středy, v některých apli-
kacích pro počítání velmi malých objektů, které jsou blízko u sebe, by to však nebylo
účinné [7]. Centroid detektor na vstupu přijímá vstupní obraz 𝐼 a vrací množinu Γ̂,
pro kterou platí:

(𝑛̂, 𝑥𝑐𝑑, 𝑦𝑐𝑑) ∈ Γ̂, (36)

kde 𝑥𝑐𝑑 a 𝑦𝑐𝑑 jsou odhady souřadnic středu objektu třídy 𝑛̂, jak je ukázáno na obr. 23.

centroid
detektor

.

.

.

Obr. 23: Ukázka Centroid detektoru, který přijímá vstupní obraz 𝐼 a vrací množinu
Γ̂. Fotografie na obrázku byla převzata a upravena z [24].

V podkapitole 3.1 bylo zjištěno, že vhodným způsobem pro detekci homo-
genních objektů je nejprve provést jejich segmentaci a výstup zpracovat vhodným
algoritmem podle typu řešeného problému. Centroid detektor je vhodný pro de-
tekci polohy a počtu homogenních objektů, které jsou velmi blízko u sebe, protože
je rozdělený právě na část segmentační (generátor lokalizačních map) a část, která
v lokalizačních mapách detekuje středy objektů (Centroid counterpoint).

3.8.1 Generátor lokalizačních map

Generátor lokalizačních map je konvoluční neuronová síť založená na architektuře
U-net. U-Net vrací mapy, ve kterých jsou třídy mapovány jednou hodnotou. Docent
Doležel provedl experiment, ve kterém trénoval síť U-Net na mapách s hodnotami
0 až 255 [40]. Hodnoty v mapách byly štítkovány tak, aby měl každý štítek ve svém
středu hodnotu 255 a do stran od něj hodnoty postupně klesaly až na nulu. Výstupem
jsou tedy namísto skvrn s jednou hodnotou pro každou třídu rozostřené gradienty
s maximem uprostřed. Doleželovi se experiment povedl. Generátor lokalizačních map
má za cíl zjednodušit počítání detekovaných objektů tím, že zabrání jejich splývání.
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Generátor lokalizačních map přijímána vstupu vstupní obraz 𝐼 a vrací odhad
lokalizační mapy ℒ̂, jak je ukázáno na obr. 24. Pro každou třídu vrací jednu mapu.

generátor
lokalizačních

map

Obr. 24: Ukázka generátoru lokalizačních map, který vytváří odhad lokalizační mapy
ℒ̂ s rozostřeným gradientem uprostřed dvou objektů. Lokalizační mapy různých tříd
jsou spojeny a barevně rozlišeny. Červený gradient lokalizuje střed objektu třídy pes
a zelený gradient lokalizuje střed objektu třídy člověk. Fotografie na obrázku byla
převzata a upravena z [24].

Trénování generátoru lokalizačních map probíhá formou učení s učitelem.
Vzorkům se přiřazuje očekávaná lokalizační mapa ℒ. Štítkování lokalizačních map
ℒ probíhá vykreslováním gradientů do míst s očekávanými středy objektů množiny
Γ. Jako ztrátová funkce byla použita binární křížová entropie (BCE).

3.8.2 Centroid counterpoint

Centroid counterpoint je druhá část Centroid detektoru, která má za úkol lokalizovat
polohy lokálních maxim gradientů v lokalizačních mapách. Gradienty nemusí být
homogenní, mohou mít různou velikost, různou hodnotu maxima a nepravidelný
tvar. Na vstupu přijímá odhad lokalizační mapy ℒ̂ a na výstupu vrací množinu Γ̂.
Chod Centroid counterpointu je znázorněn na obr. 25.

centroid
counterpoint

.

.

.

Obr. 25: Ukázka chodu Centroid counterpointu.

Všechny hodnoty pixelů v lokalizační mapě jsou lineárně interpolovány tak,
aby nejvyšší hodnota byla 255. Hodnoty jsou pak zaokrouhleny dolů na celá čísla.
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Takto upravená mapa je připravena pro další zpracování. Matematickými operacemi
se vytváří pomocné obrazové funkce [40]. Poslední funkce vytváří množinu Γ̂.

První operací je maxfiltr

𝐵 (𝑥, 𝑦, 𝑛) = max
(𝑠,𝑡)∈𝑆𝑥𝑦

{︁
ℒ̂ (𝑠, 𝑡, 𝑛)

}︁
, (37)

kde 𝑆𝑥𝑦 je soubor prostorových souřadnic v masce maxfiltru o rozměrech 𝑀𝐵 × 𝑁𝐵

se středem v bodě (𝑥, 𝑦). Maxfiltr 𝐵 (·) zvýrazní nenulová místa v lokalizační mapě
ℒ̂ a přitom nezmění hodnoty lokálních maxim. Následně se vytvoří maska

𝐵1 (𝑥, 𝑦, 𝑛) =

⎧⎪⎨⎪⎩255, pokud 𝐵 (𝑥, 𝑦, 𝑛) = ℒ̂ (𝑠, 𝑡, 𝑛) ,

0, jinak,
(38)

ve které jsou mapována místa, kde mají 𝐵 (·) a ℒ̂ stejné hodnoty. Pixely s hodnotou
255 mohou být středy gradientů, v 𝐵1 (·) se však může nacházet i spousta dalších
nenulových pixelů mimo místa s gradienty. K jejich odfiltrování slouží maska

Ω (𝑥, 𝑦, 𝑛) =

⎧⎪⎨⎪⎩255, pokud ℒ̂ (𝑠, 𝑡, 𝑛) = 0,

0, jinak.
(39)

Všechna místa s nulovou hodnotou v původním obrazu se vyznačí do masky Ω (·).
Maska

Ω⊖ (𝑥, 𝑦, 𝑛) = min
(𝑠,𝑡)∈𝜀

{Ω (𝑥 + 𝑠, 𝑦 + 𝑡, 𝑛)} , (40)

kde 𝜀 je okolí eroze o nastavitelné velikosti 𝑀𝜀 × 𝑁𝜀, je eroze masky Ω (·). Maska
Ω⊖ (·) mapuje pixely, které můžeme vyloučit z potenciálních středů gradientů lokál-
ních maxim. V masce

𝐵Ω (𝑥, 𝑦, 𝑛) = 𝐵1 (𝑥, 𝑦, 𝑛) ⊕ Ω⊖ (𝑥, 𝑦, 𝑛) (41)

je logický XOR masky 𝐵1 (·) a masky Ω⊖ (·). Hledané středy gradientů mají hodnotu
255 v mapě

Ξ (𝑥, 𝑦, 𝑛) =

⎧⎪⎨⎪⎩255, pokud 𝐵Ω (𝑥, 𝑦, 𝑛) = 1 ∧ ℒ̂ (𝑠, 𝑡, 𝑛) ≥ 𝑡𝑚,

0, jinak,
(42)

kde 𝑡𝑚 je práh citlivosti, 𝑥 ∈ 𝑋Ξ, 𝑦 ∈ 𝑌Ξ, 𝑛 ∈ 𝑁Ξ, 𝑋Ξ = {0, . . . , 𝑀Ξ − 1},
𝑌Ξ = {0, . . . , 𝑁Ξ − 1}, 𝑁Ξ = {0, . . . , |𝑋| − 1}, 𝑀Ξ je šířka a ×𝑁Ξ je výška mapy Ξ.
Práh citlivosti 𝑡𝑚 byl definován proto, že gradienty v Ξ nemusí mít ve svém maximu
hodnotu 255. Souřadnice poloh nalezených gradientů jsou ve výsledné množině

Γ̂ = arg max
(𝑥,𝑦,𝑛)∈𝑆𝑥𝑦𝑛

{Ξ (𝑥, 𝑦, 𝑛)} , (43)

kde 𝑆𝑥𝑦𝑛 = 𝑋Ξ × 𝑌Ξ × 𝑁Ξ.
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3.9 Souborové učení

Souborové učení se v zahraniční literatuře označuje jako ensemble learning. Princip
souborového učení poprvé pospali Dasarathy a Sheela v roce 1979 [41]. Jde o využití
několika modelů, které jsou natrénované na stejné trénovací sadě jiným způsobem
[42]. Souborové učení lze chápat jako rozhodovací strom, ve kterém se podle předem
daného algoritmu rozhoduje, který model bude použitý [43].

Modely se mohou lišit v topologii i parametrech, mohou být vytvořeny na
odlišných principech. Různé modely mohou mít odlišné výstupy na stejný vstup.
Výhoda souborového učení spočívá v možnosti výběru jednoho nejlepšího výstupu
nebo ve sloučení několika výstupů v jeden (například průměrem hodnot). Principy
souborového učení jsou hojně využívány pro řešení různých typů problému. Ve stro-
jovém učení je to například oprava chyb, doplnění výsledků, zvýšení přesnosti apod.
[44].
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4 ŘEŠENÍ

Pro výsledné řešení v podobě ovladatelného programu byl navržen systém strojového
vidění, který je popsán v této kapitole. Celé řešení bylo vytvořeno v jazyce Python
3.8.10 64-bit.

4.1 Popis dostupné datové sady a její analýza

V rámci spolupráce s vědci z ÚBO AV ČR v.v.i. a PdF MUNI bylo poskytnuto 3 564
fotografií ještěrek obecných. Autorem všech fotografií je Ing. Radovan Smolinský,
Ph.D., z PdF MUNI [4]. Fotografie se nacházely v adresářích roztříděny podle data
a místa pořízení. Fotografie byly ve formátech jpg, psd a CR2.

Během fotografování byly ještěrky pokládány na standardní fotografickou ta-
bulku 18 % šedá, díky čemuž jsou dobře viditelné [45]. Snímky byly pořizovány pro
minimalizaci variability světelných podmínek ve stínu. I přesto fotografie vykazují
jisté známky variability. Databáze fotografií byla vytvářena 4 roky různými fotoapa-
ráty, převážně s Cannon EOS 450D. Rozměry fotografií proto nejsou jednotné. Na
obr. 26 je příklad fotografie ještěrky.

Obr. 26: Příklad fotografie ještěrky obecné [4].
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4.2 Popis navrženého řešení

Do navrženého systému strojového vidění vstupují jednotlivé vstupní fotografie 𝐼.
Klíčovou metodou navrženého systému jsou konvoluční neuronové sítě. Aby byly vý-
sledky přesnější, tak je potřeba síť trénovat na fotografiích se stejně orientovanými
ještěrkami podobné velikosti. Z tohoto důvodu je potřeba vyříznout těla ještěrek
v 𝐼 a výřezy pak orientovat jedním určitým směrem. Takto připravené výřezy 𝑌 jsou
pro trénování vhodnější, protože poskytnuté fotografie jsou různě orientované, mají
různé rozměry a velikosti ještěrek. Pro tento úkol byla vybrána síť YOLOv4, a to
kvůli její rychlosti a přesnosti oproti ostatním alternativám. Pro detekci šupin ve
výřezech 𝑌 byl použitý Centroid detektor, protože díky zvýraznění hledaných šu-
pin pomocí gradientů v lokalizačních mapách ℒ̂ a až následné detekci pozic Γ̂ jejich
středů lépe detekuje šupiny, které jsou blízko u sebe. Detekované pozice jsou následně
rozdělené na levou a pravou řadu sekundárních šupin Ψ𝐿 a Ψ𝑃 . Počty detekovaných
pravých a levých šupin |Ψ𝐿| a |Ψ𝑃 | jsou výstupem systému. Na obr. 27 je navr-
žený systém strojového vidění rozdělen do částí. Jednotlivé části budou popsány
v následujících podkapitolách.
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Obr. 27: Znázornění navrženého systému strojového vidění. Šipky zobrazují směr toku dat mezi operacemi v obdélnících. Nad šipkami
jsou proměnné reprezentující data, pod šipkami jsou příklady obrázků, které tato data vizualizují. Fotografie na obrázku byly převzaty
a upraveny z [4].47
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4.2.1 Detekce hlavy, břicha a ocasu

Aby byly vstupy pro detektor sekundárních šupin co nejpodobnější (unifikované), je
potřeba oříznout a přetočit každou vstupní fotografii 𝐼. Model topologie YOLOv4
byl natrénován na vyhledávání břich, ocasů a hlav na ventrální straně ještěrek.
Podrobný popis trénování modelu je v podkapitole 4.4.1.

Systém strojového vidění na vstupu příjme barevnou fotografii o libovolných
rozměrech. Rozměry fotografie změní na 416 × 416 pixelů, což bylo ověřeno jako
ideální kompromis mezi rychlostí výpočtu a kvalitou fotografie. Rozměry odpovídají
rozměrům vstupní vrstvy modelu YOLOv4. Natrénovaný model YOLOv4 vyhledá
ve fotografii zmíněné objekty (viz obr. 28 vlevo). Po použití metody non-maxima
suppression zbudou jen ty objekty, kterými si je systém nejvíce jistý na dané pozici
(viz obr. 28 vpravo). Nastavení systému tak, aby ve výstupní množině 𝐾̂ vracel
nejvýše jednu uspořádanou šestici 𝑘 pro každou třídu 𝑛, bylo inspirováno tvorbou
De Boevera [46].

Obr. 28: Výstup YOLOv4. Vlevo jsou zobrazeny detekované objekty před použitím
non-maxima suppression a vpravo jsou objekty po použití této metody. Fotografie
byly převzaty a upraveny z [4].
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4.2.2 Unifikace orientace a vyříznutí zájmové oblasti

Pro unifikaci orientace je potřeba, aby byla vyříznuta zájmová oblast (tělo ještěrky)
a výřez otočit hlavou na jednu stranu (byla vybrána levá).

Pomocí souřadnic bounding-boxu detekovaného břicha z množiny 𝐾̂ je ur-
čena kratší strana obdélníku tohoto bounding-boxu. Ta je zvětšena tak, aby měl
bounding-box rozměry čtverce (aby byl výřez použitelný v další části systému). Obě
strany čtverce jsou zvětšeny parametrem ENLARGE_BODY (volí uživatel programu),
aby v případě nedokonalé detekce nedocházelo k vyříznutí břicha bez některých šu-
pin. Pokud jsou hrany čtverce za hranami fotografie, je výřez doplněn černou (pixely
s hodnotou 0). Celý výřez je převeden na rozměr 512 × 512 pixelů. Tento rozměr
odpovídá rozměru vstupní vrstvy detektoru sekundárních šupin.

Bounding-boxy detekovaných objektů z množiny 𝐾̂ jsou přepočítány na sou-
řadnice jejich středů. Souřadnice středů břich, ocasů a hlav slouží k unifikaci ori-
entace. Příklad unifikovaného výřezu 𝑌 je na obr. 29. Úhel otočení výřezu je určen
podle následujících pravidel:

• V případě, že je detekována hlava i ocas, používá se k určení úhlu pouze ocas
(na základě analýzy výsledků bylo zjištěno, že YOLO detekuje přesněji ocas).

• Souřadnice středů detekovaných objektů jsou porovnány v obou osách. Foto-
grafie se otočí tak, aby na ose 𝑥 měly detekované středy objektů mezi sebou
větší vzdálenost než na ose 𝑦. To zajistí, že řady šupin ještěrky budou rovno-
běžné s osou 𝑥. Následně se porovnají nově vzniklé souřadnice středů objektů
v ose 𝑥 a obraz se otočí o 180°, pokud je střed ocasu detekovaný napravo od
středu břicha, nebo střed hlavy nalevo od středu břicha. Díky této operaci
bude obraz ještěrky orientovaný hlavou vždy na levou stranu.

• Pokud je detekováno pouze břicho, je úhel natočení určen náhodně tak, aby byl
jeho bounding-box orientovaný delší stranou ve směru osy 𝑥. Tato informace
je zapsána do výstupního txt souboru.

• Pokud není detekován žádný objekt, systém zapíše informaci do výstupního txt
souboru a zpracování fotografie je i pro další části systému strojového vidění
ukončeno.
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Obr. 29: Unifikovaný výřez 𝑌 vstupní fotografie 𝐼 z obr. 26 o rozměrech 512 × 512
pixelů. Velikost a umístění výřezu založena na výstupech YOLOv4 detektoru. Černý
pruh v horní části obrazu vznikl doplněním původního obrazu černou. Fotografie byla
převzata a upravena z [4].

4.2.3 Detekce sekundárních šupin

Pro detekci sekundárních šupin byl použitý Centroid detektor popsaný v podkapitole
3.8, který se skládá z generátoru lokalizačních map a Centroid counterpointu. Vstu-
pem do této části systému strojového vidění je hlavou na levou stranu orientovaný
výřez břicha ještěrky 𝑌 o rozměrech 512 × 512 pixelů (viz obr. 29).

Rozměry vstupů je vhodné volit co největší, aby byly co nejviditelnější detaily
v obrazu. Velké rozměry pak ale prodlužují čas trénování a odpovědi výsledného
modelu. Rozměry 512 × 512 byly zvoleny jako vhodný kompromis.

Generátor lokalizačních map
Architektura modifikované sítě U-Net byla iterativně měněna tak, aby její modely
měly co nejlepší výsledky. Výsledná architektura na obr. 30 má pět úrovní, na
vstupu přijímá barevný výřez 𝑌 o rozměrech 512 × 512 × 3. Konvoluční vrstvy
na první úrovni mají 16 konvolučních masek. Aby měly výstupní mapy a konvoluční
vrstvy stejné rozměry, jsou konvoluční vrstvy doplněny o zero-paddding. Modifiko-
vaný U-Net vrací na výstupu lokalizační mapu sekundárních šupin ℒ̂ o rozměrech
512 × 512 × 1. Příklad lokalizační mapy je na obr. 31.
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Obr. 31: Příklad lokalizační mapy ℒ̂ o rozměrech 512 × 512 výřezu 𝑌 z obr. 29
s hodnotami 0 (černá) až 255 (bílá). Lokální maxima jsou pozice detekovaných šupin.

Aby nebyla navyšována délka výpočtu, budou ve výsledném řešení vybrány
nejvýše tři nejlepší natrénované modely sítě U-Net. Každý bude trénován s jinak
upravenou datovou sadou (viz podkapitolu 4.4.2), a proto bude mít každý model
jiný výstup pro stejnou vstupní fotografii 𝐼. Využití souborového učení (použití více
modelů) zpřesní výsledky, protože bylo zjištěno, že každý jinak natrénovaný model
pracuje lépe s jiným typem ještěrky. Pokud výstup prvního modelu nebude validní,
systém použije jiný model. Validita výstupu se určuje maximálním a minimálním
počtem detekovaných šupin, který uživatel programu nastaví vstupními parametry
MAXIMUM_SCALES a MINIMUM_SCALES před spuštěním programu. Nenajde-li se v žád-
ném z modelů validní řešení, systém zapíše informaci do výstupního txt souboru
a zpracování fotografie je i pro další části systému strojového vidění ukončeno. Po-
řadí volání modelů bude určeno analýzou výsledků. Schéma použití tří nejlepších
modelů je na obr. 32.
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Obr. 32: Schéma použití souborového učení tří zvolených modelů.

Centroid counterpoint
V lokalizační mapě ℒ̂ jsou pomocí Centroid counterpointu vyhledány souřadnice
středů všech gradientů množiny Γ̂. Uživatel programu zvolí hodnotu prahu 𝑡𝑚 para-
metrem TM. Vizualizace metody pro lokalizační mapu je na obr. 33.

Uživatel programu zvolí pomocí parametru MINIMUM_DISTANCE minimální
přípustnou vzdálenost v pixelech bodů z množiny Γ̂. Z množiny jsou vymazány
všechny body, které mají euklidovskou vzdálenost od ostatních bodů rovnu nebo
menší zadanému parametru. Tím se zlepší výsledky u hůře vygenerovaných lokali-
začních map gradientů v místech, kde je více lokálních extrémů na jedné šupině.
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4.2.4 Rozdělení detekovaných šupin na pravé a levé

Detekované souřadnice středů sekundárních šupin v množině Γ̂, které jsou zobrazeny
na obr. 34, je potřeba rozdělit na levé a pravé šupiny

Γ̂ → Ψ𝐿, Ψ𝑃 . (44)

Jelikož jsou všechny ještěrky hlavou natočené na levou stranu, tak levá řada sekun-
dárních šupin bude vždy spodní a pravá řada vždy vrchní pás bodů. Vzhledem
k jednoduchosti problému bylo přistoupeno k prosté algoritmizaci namísto řešení
pomocí neuronových sítí (například shlukovou analýzou).

Obr. 34: Ukázka detekovaných souřadnic středů šupin množiny Γ̂ v lokalizační mapě
gradientů ℒ̂ z obr. 31. Červené křížky označují nalezené středy lokálních maxim
gradientů. V levém horním rohu je znázorněn souřadný systém.

Navržená metoda vybere z množiny Γ̂ bod, jehož souřadnice 𝑥 má ze všech
vstupních bodů nejnižší hodnotu (tedy ten nejvíce nalevo). Následně najde jeho
nejbližšího souseda euklidovskou metrikou. Iterativně hledá další nejbližší sousedy
posledního nalezeného souseda. Vzdálenosti sousedů se ukládají a před hledáním
dalšího souseda se počítá jejich aritmetický průměr 𝑝ø. Pokud je vzdálenost dalšího
souseda alespoň dvakrát větší než 𝑝ø, hledání nejbližších sousedů se zastaví a zna-
mená to, že další bod se už nachází v jiné řadě šupin. Experimentálně bylo zjištěno,
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že právě dvojnásobek 𝑝ø je ideální prahová hodnota pro oddělení levé a pravé řady
sekundárních šupin. Všechny doposud nalezené body se prohlásí za body řady jedné
a zbylé body za body řady druhé. U obou řad je spočítána průměrná hodnota
𝑦 souřadnice všech bodů. Řada s vyšší průměrnou hodnotou 𝑦 všech svých bodů
je následně označena jako levá (množina souřadnic Ψ𝐿) a řada s nižší průměrnou
hodnotou 𝑦 jako pravá (množina souřadnic Ψ𝑃 ). Výsledek je ukázán na obr. 35.

Obr. 35: Vizualizace rozdělení souřadnic středů detekovaných sekundárních šupin
množiny Γ̂ na levou Ψ𝐿 (modré tečky) a pravou Ψ𝑃 (červené tečky) řadu. Nalevo
jsou detekované šupiny zobrazeny v lokalizační mapě gradientů ℒ̂ (viz obr. 31) a na-
pravo jsou zobrazeny ve výřezu 𝑌 (viz obr. 29). Fotografie na obrázku byla převzata
a upravena z [4].

4.2.5 Spočítání pravých a levých šupin

Vstupem do této části systému strojového vidění jsou množiny souřadnic levých
a pravých řad detekovaných sekundárních šupin Ψ𝐿 a Ψ𝑃 . Prostým spočítáním délky
polí, které množiny v programu reprezentují, je zjištěn počet

Ψ𝐿, Ψ𝑃 → |Ψ𝐿| , |Ψ𝑃 | . (45)

Systém strojového vidění tímto končí pro zadanou vstupní fotografii. Počty
|Ψ𝐿| a |Ψ𝑃 | jsou zapsány do výstupního txt souboru v požadovaném formátu, který
je popsán v podkapitole 2.1.
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4.3 Příprava datových sad

Ne všechny poskytnuté fotografie byly použitelné (viz obr. 36). Vyřazeny byly foto-
grafie, na kterých ještěrky nebyly vyfocené z ventrální strany (asi 80 % z celkového
počtu), a dále pak fotografie, na kterých nebyly viditelné všechny šupiny. Některé
fotografie byly vyřazeny, protože byly duplicitně uloženy v různých formátech.

Obr. 36: Ukázka vyřazených fotografií [4]. Na levé fotografii nejsou viditelné všechny
šupiny a na pravé fotografii není ještěrka vyfocená z ventrální strany.

K trénování modelů konvolučních neuronových sítí a vývoji ostatních části
systému strojového vidění popsaných v podkapitole 4.2 bylo vybráno 227 fotografií
𝐼, které nejsou součástí přílohy. Před trénováním bylo potřeba náhodně změnit jejich
pořadí, fotografie chronologicky pojmenovat a sjednotit jejich formát. Pro tento úkol
by napsán skript prepare.py, který je v adresáři přílohy A. Na vstupu přijímá jaká-
koliv obrazová data ve formátech png, jpg, psd a CR2. Výstupem jsou obrazová data
převedena na formát png, která jsou v náhodném pořadí přejmenována od 0.png do
226.png. Formát png byl vybrán proto, že je bezkompresní a umožňuje jednoduchou
manipulaci ve volně dostupných nástrojích pro zpracování obrazu a strojového učení
v jazyce Python 3.

Sada připravených fotografií byla rozdělena na trénovací sadu o 150 vzorcích
a testovací sadu o 77 vzorcích. Rozdělení vzorků do sad se po celou dobu tvorby
řešení neměnilo. Velikost trénovací sady odpovídá běžnému počtu vzorků pro tréno-
vání modelů konvolučních neuronových sítí. Testovací sada je dostatečně veliká pro
vyhodnocení výsledků.

4.3.1 Štítkování hlavy, břicha a ocasu

Štítkování trénovací sady 150 fotografií 𝐼 pro detektor YOLOv4 probíhalo v pro-
gramu LabelImg 1.8 pro Windows. Ukázka je na obr. 37. Testovací sada nemusela
být pro zjištění přesnosti štítkovaná, protože se na ní hodnotila poloha objektů nutná
k natočení a oříznutí fotografie a nikoliv hodnota metriky. Výstupem štítkovacího
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programu LabelImg je stejnojmenný txt soubor pro každou fotografii, ve kterém
jsou na řádcích uspořádané šestice očekávaných bounding-boxů

𝑘 =
(︂

𝑛, 𝑥𝑐,
𝑥𝑢𝑙

𝑀
,
𝑦𝑢𝑙

𝑁
,
𝑥𝑏𝑟

𝑀
,
𝑦𝑏𝑟

𝑁

)︂
, (46)

kde 𝑥𝑐 = 1 a 𝑘 ∈ 𝐾.
Štítkovány byly třídy: body (břicho), tail (ocas) a head (hlava). Třídy byly

číselně označeny takto: 𝑛 = 0 pro body, 𝑛 = 1 pro head a 𝑛 = 2 pro tail. Formát
označování štítků je vyžadován trénovacím systémem darknet, který byl použitý pro
trénování modelu YOLOv4.

Obr. 37: Štítkování břicha, ocasu a hlavy fotografie 𝐼 v programu LabelImg. Foto-
grafie na obrázku byla převzata a upravena z [4].

4.3.2 Štítkování šupin

Pro trénování modelů U-Net, které jsou součástí systému strojového vidění, bylo
potřeba štítkovat souřadnice a velikosti gradientů šupin ve výřezech 𝑌 . Tyto sou-
řadnice byly použity pro vykreslení očekávaných lokalizačních map ℒ vzorků jak
u trénovací, tak i u testovací sady.

Jedná se o specifický úkol, pro který nebyl nalezen žádný volně dostupný
štítkovací software. Proto musel být navržen štítkovací program. Vstupem do štítko-
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vacího programu je sada orientovaných výřezů 𝑌 a výstupem je pickle soubor,
který obsahuje informace o poloměrech gradientů 𝑟 a pozicích

(𝑛, 𝑥𝑐𝑑, 𝑦𝑐𝑑) ∈ Γ, (47)

kde třída 𝑛 je buď pravá nebo levá řada.
Po spuštění programu se načtou vstupní výřezy 𝑌 , mezi kterými se přepíná

klávesami Q (zpět) a E (další). Levým kliknutím myši se štítkují šupiny, pravým
kliknutím se maže poslední zadaná pozice a kolečkem se upravuje poloměr 𝑟 gra-
dientu podle velikosti šupiny. Data se ukládají průběžně. Ukázka programu je na
obr. 38.

Obr. 38: Navržený štítkovací program. Nalevo je prostředí pro označování šupin myší
(modrá kolečka jsou šupiny levé sekundární řady šupin, červená kolečka jsou šupiny
pravé sekundární řady šupin). Napravo je vizualizace očekávané lokalizační mapy
ℒ s hodnotami 0 (černá) až 255 (bílá). V levém horním rohu je barvou označená
štítkovaná třída, první číslo zobrazuje poloměr gradientu v pixelech, druhé číslo
pořadí výřezu 𝑌 .

Celkem bylo štítkováno všech 150 výřezů trénovací sady a 77 výřezů testo-
vací sady. Výřezy byly získány spuštěním skriptu, který je dostupný v příloze A pod
názvem cut_body.py. Štítkovací program je dostupný v příloze A pod názvem
labeling.py. Soubor pickle se štítkami není součástí přílohy.
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4.4 Implementace řešení

Podkapitola popisuje trénování modelů YOLOv4 a U-Net na oštítkované trénovací
sadě.

4.4.1 Trénování modelu YOLOv4

Trénovací sada fotografií 𝐼 byla rozdělena na trénovací podmnožinu 90 % vzorků
a validační podmnožinu 10 % vzorků. Tento poměr byl experimentálně ověřen jako
dostatečný. Byl použitý optimalizační algoritmus stochastic gradient decent (SGD)
s momentovou větou. Hodnoty všech parametrů byly nastaveny tak, jak je doporu-
čoval autor článku [47], ze kterého byl kód implementující trénovací systém darknet
pro YOLOv4 převzat a upraven. K dosažení lepších výsledků byly hodnoty experi-
mentálně měněny. Výčet nejdůležitějších parametrů použitých během trénování je
v tab. 1.

Tab. 1: Přehled nejdůležitějších vstupních parametrů pro trénování sítě YOLOv4.

parametr proměnná v kódu hodnota
velikost dávky [vzorků] batch 64

rozměry vstupů 𝑀 × 𝑁 [pixel] width, height 416 × 416
learning rate 𝜇 learning_rate 0,001

Rozdělení vzorků do trénovací a evaluační podmnožiny se po každé epoše
měnilo. Byla použita ztrátová funkce IoU (Intersection over Union). Hodnoty vah
byly ukládány po 1 000 epochách a jen tehdy, pokud se zvýšila hodnota metriky mAP
(mean Average Precision), která byla použita pro validaci. Vždy byl tak uložen jen
doposud nejlepší natrénovaný model. Trénování výsledného modelu YOLOv4, který
není součástí přílohy, nebylo dále ukládáno po 8 000 epochách. Graf vývoje ztrátové
funkce a mAP hodnoty během trénování je na obr. 39.

Trénování modelu sítě YOLOv4 probíhalo v prostředí Google Colaboratory,
což je online aplikace od společnosti Google, ve které se dají trénovat modely neu-
ronových sítí na vzdálených počítačích s grafickými kartami Nvidia Tesla K80, T4,
P4 a P100. Pracuje se soubory na Google Disku uživatele a Jupyter Notebooky,
které uživatel edituje přímo v aplikaci. Služba je zdarma, trénování může být však
přerušeno v jakémkoliv okamžiku. Proto bylo nutné implementovat kód, který zálo-
hoval natrénované modely a v případě odpojení navázal na předchozí práci. Aplikace
Google Colaboratory výrazně urychlila trénování všech modelů použitých v této
práci. Na obr. 40 je struktura adresáře yolov4/ s potřebnými konfiguračními sou-
bory, který byl před trénováním vytvořen do kmenové složky Google Disku. Adresář
yolov4/ je v příloze A ve složce google_colab/.
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Do složky training/ se po ukončení trénování vygeneruje model ve formátu
weight. V souborech obj.data a obj.names jsou nastaveny polohy souborů a názvy
tříd. V souboru obj.zip jsou všechny fotografie trénovací sady a jejich štítkovací
data ve formátu txt pospaná v podkapitole 4.3.1. V souboru classes.txt jsou
na řádcích názvy štítkovaných tříd. Skript process.py náhodně rozdělí trénovací
sadu na trénovací podmnožinu a validační podmnožinu. V konfiguračním souboru
yolov4-custom.cfg je nastavena architektura sítě a parametry pro trénování. Tré-
nování se spustilo příkazy v Jupyter Notebooku yolov4_jupyter_train.ipynb ve
složce google_colab/, která je spolu s návodem README.md k obsluze v příloze A.
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Obr. 39: Průběh trénování modelu YOLOv4. Červeně je průběh mAP (mean Average
Precision) a modře hodnota ztrátové funkce IoU (Intersection over Union). Váhy se
neukládaly po 8 000 iteracích, kde 𝑚𝐴𝑃 = 92, 53 % měla nejvyšší hodnotu.

yolov4/
|__training/
|__obj.data
|__obj.names
|__obj.zip
| |__classes.txt
|__process.py
|__yolov4-custom.cfg

Obr. 40: Struktura adresáře yolov4/, která je nutná pro natrénování mo-
delu YOLOv4 systémem darknet. Adresář je dostupný v příloze A ve složce
google_colab/.
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4.4.2 Trénování modelů U-Net

Trénování probíhalo na trénovací sadě 150 oštítkovaných vzorků výřezů 𝑌 . Trénovací
sada byla rozdělena na podmnožinu 85 % trénovacích vzorků a podmnožinu 15 %
validačních vzorků.

Vstupní výřezy 𝑌 některých modelů byly augmentovány šumem. Mezi šumy
patří: sůl a pepř (salt and pepper), gaussovský šum (gaussian noise) a speckle.
Ukázka zašuměného výřezu včetně použitých paramterů je na obr. 41. Pro každý
výřez byl při trénování náhodně vybírán jeden ze tří šumů nebo žádný se stej-
nou pravděpodobností 0,25. Zašuměn byl jen výřez 𝑌 , nikoliv očekávaná lokalizační
mapa gradientů ℒ.

nezašuměný obraz gaussovský šum

speckle sůl a pepř

Obr. 41: Ukázka augmentace šumem obr. 29. Gaussovský šum s hodnotami 𝑞 = 0
a 𝜎 = 10. Speckle s hodnotami 𝑞 = 0 a 𝜎 = 0, 7. Sůl a pepř s hodnotami 𝑃𝑠 = 0, 05
a 𝑃𝑝 = 0, 05. Fotografie na obrázku byly převzaty a upraveny z [4].
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Na výřezy 𝑌 některých modelů byly použity geometrické augmentace. Pro
každý výřez byla náhodně vybrána jedna z geometrických augmentací v tab. 2 nebo
žádná. Pravděpodobnost výběru byla pro všechny augmentace nebo žádnou augmen-
taci 1/7. Hodnoty parametrů jednotlivých augmentací byly voleny náhodně v roz-
mezí hodnot v tab. 2. Augmentován byl jak výřez 𝑌 , tak očekávaná lokalizační mapa
gradientů ℒ, a to vždy stejně.

Tab. 2: Popis vybraných modelů.

geometrická augmentace rozmezí hodnot parametrů
rotace 𝜃 ∈ (−0, 028𝜋; 0, 028𝜋) rad

translace ve směru osy x 𝑡𝑥 ∈ (−𝑀 · 0, 1; 𝑀 · 0, 1)
translace ve směru osy y 𝑡𝑦 ∈ (−𝑁 · 0, 1; 𝑁 · 0, 1)

vertikální převrácení obrazu -
zkosení 𝑠𝑥, 𝑠𝑦 ∈ (−0, 15; 0, 15)

škálování 𝑐𝑥 = 𝑐𝑦 ∧ 𝑐𝑥 ∈ (0, 7; 1)

Pro zvýšení robustnosti systému byly některé modely trénovány s lineárně
a jiné s nelineárně klesajícím gradientem v očekávané lokalizační mapě ℒ (pro ukázku
viz obr. 42). Hodnoty pixelů lineárně klesajícího gradientu byly vypočítány rovnicí

𝑚 (𝑑) = −
(︂255

𝑟

)︂
· 𝑑 + 255, (48)

kde 𝑚(·) je funkce závislosti hodnoty pixelu vzdálenosti 𝑑 pixelu od středu gradientu
a 𝑟 je poloměr gradientu. Hodnoty pixelů nelineárně klesajících gradientů byly dány
vztahem

𝑚 (𝑑) = −255 ·
(︃

𝑑

𝑟

)︃ 1
3

+ 255. (49)
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Obr. 42: Vlevo je ukázka lineárně klesajícího gradientu popsaného rovnicí (48)
a vpravo je nelineárně klesající gradient popsaný rovnicí (49). Červeně jsou po-
psány hodnoty vybraných pixelů. Oba gradienty mají poloměr 𝑟 = 7 pixelů.

Aby bylo nalezeno co nejvíce vhodných modelů, byly během trénování zkou-
šeny různé konfigurace, které se odlišovaly:

• počtem úrovní sítě U-Net,
• počtem konvolučních masek v konvolučních vrstvách na první úrovni sítě

U-Net,
• přítomností augmentace náhodně vybraným šumem,
• přítomností náhodně vybranou geometrickou transformací,
• volbou mezi lineárním a nelineárním gradientem,
• fixním poloměrem gradientu o hodnotě 𝑟 = 5 a poloměrem nastaveným při

štítkování očekávaných lokalizačních map ℒ,
• trénováním U-Net sítě pro dvě třídy 𝑛 (pravé a levé šupiny) a jednu třídu

𝑛 (všechny šupiny),
• hodnotou learning ratu 𝜇

• a volbou ztrátové funkce.
Modely byly trénovány v aplikaci Google Colaboratory stejně jako YOLOv4. Imple-
mentace trénovacího algoritmu byla inspirována tvorbou doktora Bhattiprolu [48].
Hodnoty vah modelů byly ukládány jen po epochách, po kterých měly doposud
nejlepší hodnotu metriky (ta byla vždy totožná s vybranou ztrátovou funkcí).

Do kmenové složky Google Disku byl vytvořen adresář unet/ s potřebnými
soubory, jehož struktura je na obr. 43. Je dostupný ve složce google_colab/ v pří-
loze A. Do složek train_data_images/ a test_data_images/ byly umístěny výřezy
𝑌 trénovací a testovací sady. Soubor images_data.pickle obsahuje štítkovací in-
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formace vytvořené navrženým programem pro štítkování šupin, který je pospaný
v podkapitole 4.3.2. Soubor pickle není součástí přílohy. Natrénované modely se
ukládaly do složky models/. Konfigurace trénovaných modelů se nastavují v sou-
boru unet_jupyter_train.ipynb, který je v příloze A ve složce google_colab/.
Spuštěním příkazů v souboru unet_jupyter_train.ipynb podle přiloženého ná-
vodu README.md se spouští trénování.

unet/
|__models/
|__test_data_images/
|__train_data_images/
|__images_data.pickle

Obr. 43: Struktura adresáře unet/, která je nutná pro natrénování modelů U-Net.
Adresář je umístěný ve kmenové složce Google Disku. Soubor images_data.pickle
je na obrázku jen pro ilustraci a není součástí přílohy A.
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5 VÝSLEDKY A JEJICH VYHODNOCENÍ

Tato kapitola popisuje implementaci systému strojového vidění do programu včetně
výběru natrénovaných modelů U-Net.

5.1 Výběr modelů U-Net

Celkem bylo natrénováno 34 modelů, které nejsou součástí přílohy. Ty, jejichž vý-
stupy ℒ̂ se vůbec nepodobaly očekávaným výstupům ℒ, byly ihned vyřazovány. Vý-
běr vhodných modelů pro systém strojového vidění probíhal pozorováním výsledků
modelů různých konfigurací na trénovací sadě 77 vzorků.

Počet úrovní sítě U-Net a počet konvolučních masek v konvolučních vrstvách
na první úrovni ovlivňují jak přesnost modelu, tak i jeho rychlost, protože roste
celkový počet trénovacích parametrů. U-Net sítě se čtyřmi úrovněmi neměly dobré
výsledky, ačkoli byly rychlé. Výsledky sítí o pěti a šesti úrovních se od sebe téměř
neodlišovaly, sítě s pěti úrovněmi byly však mnohem rychlejší. Proto byly vybírány
jen modely o pěti úrovních. Nejlepší výsledky s ohledem na přesnost a rychlost měly
sítě s 16 konvolučními maskami v jedné konvoluční vrstvě na první úrovni. Modely
trénované pro dvě třídy 𝑛 měly vůbec nejhorší výsledky, a proto byly vyřazeny.
Learning rate 𝜇, který vedl k nejlepším výsledkům, měl hodnotu 𝜇 = 0, 001, a proto
byly ponechány jen modely natrénované s touto hodnotou. BCE se ukázala jako
jediná použitelná ztrátová funkce. Celkem bylo vybráno 5 vhodných modelů, v jejichž
výstupech ℒ̂ bylo možné vyhledávat polohy gradientů, a zbylé byly vyřazeny.

Počty levých a pravých šupin |Ψ𝐿| a |Ψ𝑃 | detekovaných na trénovací sadě
vhodnými modely byly porovnány s očekávanými hodnotami. Poté byla analyzo-
vána přesnost jednotlivých modelů (tedy rozdíl detekovaných a očekávaných počtů
šupin). Analýzou bylo zjištěno, že každý zkoumaný model je přesnější pro jiný typ
ještěrky. Například modely trénované na ℒ̂ s fixním poloměrem gradientu 𝑟 = 5
byly přesnější u vzorků ještěrek s většími šupinami a modely trénované s nastave-
nými poloměry gradientů 𝑟 během štítkování byly zase přesnější u vzorků ještěrek
s malými šupinami.

Na základě zjištění analýzy přesnosti vhodných modelů byly vybrány 3 mo-
dely tak, aby jejich kombinace metodou souborového učení, která je vizualizovaná
na obr. 32 a popsaná v podkapitole 4.2.3, dávala co nejpřesnější výstupní počty
|Ψ𝐿| a |Ψ𝑃 |. Konfigurace parametrů nastavených během trénování vybraných mo-
delů jsou popsány v tab. 3. Hodnoty ztrátových funkcí a metrik během trénování
jsou na obr. 44 a ukázka jejich výstupů ℒ̂ je na obr. 45.
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Tab. 3: Parametry nastavené během trénovaní vybraných modelů.

model 1 model 2 model 3
poloměr gradientu 𝑟 [px] 𝑟 = 10 𝑟 ∈ (3; 7) 𝑟 ∈ (3; 7)
charakter gradientu 𝑚(·) lineární nelineární lineární

náhodné augmentace šumem ne ano ne
náhodné geometrické augmentace ano ano ne
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Obr. 44: Průběhy trénování vybraných modelů 1, 2 a 3.

Obr. 45: Výstupní lokalizační mapy ℒ̂ vybraných modelů 1, 2 a 3 (zleva). Vstupní
výřez 𝑌 je na obr. 29.
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5.2 Výsledný program

Program na vstupu příjme adresář s fotkami ještěrek. V adresáři mohou být fotky
roztříděny do dalších adresářů. Program načte všechny fotografie ve formátech jpg,
psd a CR2. Každá fotografie 𝐼 je systémem strojového vidění, který je popsaný
v podkapitole 4.2, převedena na odhad počtu levých a pravých sekundárních šupin
|Ψ𝐿| a |Ψ𝑃 |. Tyto hodnoty program uloží do výstupního txt souboru podle poža-
davků v podkapitole 2.1. Pokud uživatel zvolí možnost vizualizace výsledků, tak
do výstupního adresáře program uloží výřezy 𝑌 s barevně vyznačenými pozicemi
detekovaných šupin ve formátu png tak, jak jsou jim odpovídající vstupní fotografie
𝐼 řazeny ve vstupním adresáři. Vizualizace odpovídá obr. 35 vpravo.

Program byl napsán v jazyce Python 3.8.10. Chod programu lze před jeho
spuštěním nastavit těmito vstupními parametry:

• CONFIDENCE_THRESHOLD: paramter 𝑡𝑏𝑏 metody non-maxima suppression,
• ENLARGE_BODY: poměr velikosti vyřezávaného obrazu a velikosti detekovaného

břicha,
• CUT_SIZE: rozměry 𝑀 × 𝑁 vstupního výřezu 𝑌 do sítě U-Net, kde 𝑀 = 𝑁 ,
• LOCAL_FILTER: rozměry čtvercového maxfiltru 𝑀𝐵 × 𝑁𝐵, kde 𝑀𝐵 = 𝑁𝐵,
• MINIMUM_DISTANCE: minimální přípustná vzdálenost bodů z množiny Γ̂,
• TM: práh Centroid counterpointu 𝑡𝑚,
• MAXIMUM_SCALES: horní mez počtu šupin ještěrky, pro který program vyhod-

notí detekci jako validní,
• a MINIMUM_SCALES: spodní mez počtu šupin ještěrky, pro který program vy-

hodnotí detekci jako validní.
Zbylé proměnné, které byly v této práci zmíněny, jsou v programu nastaveny na
určitou hodnotu, protože by jejich změna nevedla k lepším výsledkům. Jde o:

• horizontální rozměr okolí eroze 𝑀𝜀 = 3
• a vertikální rozměr okolí eroze 𝑁𝜀 = 3.

Byly vytvořeny dvě verze programu, jedna pro lokální spuštění na operačních
systémech Windows a druhá pro cloudové spuštění z webového prohlížeče v aplikaci
Google Colaboratory. Obě verze programu fungují stejně, implementují stejný sys-
tém strojového vidění, obsahují stejné modely, jen se odlišně spouštějí.

5.2.1 Lokální verze pro Windows

Soubory potřebné pro sestavení lokální verze programu jsou v příloze B ve složce
local/. Výsledná aplikace ve formátu exe zobrazená na obr. 46 se ovládá pomocí
konfiguračního souboru config.yaml. Před spuštěním aplikace je nutné vedle exe
souboru umístit i adresář se vstupy. Podrobný návod pro sestavení a spuštění je
v souboru README.md ve složce local/ přílohy B.
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Obr. 46: Ukázka běhu lokální verze programu pro Windows.

5.2.2 Cloudová verze

Cloudová verze programu se spouští příkazy v Jupyter Notebooku přímo v apli-
kaci Google Colaboratory. Jupyter Notebook ScalesCounter.ipynb je k dispozici
v příloze B ve složce cloud/. Obsah adresáře cloud/ScalesCounter/ v příloze B se
nakopíruje do Google Disku stejného účtu, pod kterým je aplikace Google Cola-
boratory spouštěna. Pomocí instrukcí v přiloženém souboru README.md ve složce
cloud/ přílohy B se pak program nakonfiguruje. Spuštěním všech oken v souboru
ScalesCounter.ipynb se program spustí. Výsledky se uloží na Google Disk.

5.3 Vyhodnocení

Po implementaci navrženého řešení se program otestoval na jeho přesnost a rychlost.
Vyhodnocení výsledků proběhlo na testovací sadě 77 fotografií ještěrek v různých
vstupních formátech pomocí skriptu thesis_evaluation.py v příloze A. Nastavení
vstupních parametrů programu během experimentu je v tab. 4.
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Obr. 47: Ukázka běhu cloudové verze programu.

Tab. 4: Hodnoty parametrů nastavené během experimentu.

parametr hodnota
CONFIDENCE_THRESHOLD 0,18

ENLARGE_BODY 1,42
CUT_SIZE 512

LOCAL_FILTER 7
MINIMUM_DISTANCE 2

TM 0,1
MAXIMUM_SCALES 35
MINIMUM_SCALES 26
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5.3.1 Přesnost řešení

Maximální přípustná průměrná odchylka detekovaného počtu šupin od skutečného
počtu byla v požadavcích v podkapitole 2.1 stanovena na 2 šupiny na jednu fotografii
ještěrky. Relativní a absolutní četnosti odchylek vzniklých při zpracování fotografií
testovací sady programem jsou v tab. 5, jejich statistické zhodnocení pak v tab. 6.

Zhodnocení výsledků v tab. 6 ukazuje, že požadovaná přesnost programu
byla splněna. Aritmetický průměr odchylek detekovaných a skutečných počtů šupin
na jednu ještěrku je dokonce nižší, než bylo požadováno. Nejčastější odchylka měla
hodnotu 1. Rozptyl hodnot není velký, což plyne i z tab. 5. Jedna fotografie byla
vyřazena, protože u ní ani jeden U-Net model nedetekoval validní počet šupin.

Tab. 5: Četnosti odchylek detekovaného počtu šupin od skutečného počtu na testo-
vací sadě 77 fotografií.

rozdíl detekovaného
počtu šupin od

skutečného

absolutní
četnost

relativní
četnost

0 12 16,22 %
1 32 43,24 %
2 17 22,97 %
3 8 10,81 %
4 2 2,70 %
5 1 1,35 %
6 1 1,35 %

chyba 1 1,35 %

Tab. 6: Statistické zhodnocení odchylek detekovaného počtu šupin od skutečného
počtu na testovací sadě 77 fotografií.

veličina hodnota
aritmetický průměr 1,51

medián 1,00
rozptyl 1,40

5.3.2 Rychlost výpočtu

Rychlost zpracování jedné fotografie je důležitou informací zejména pro uživatele.
Mimo hrubý odhad času trvání na posuvném ukazateli ve spuštěném programu na
obr. 46 a 47 byla provedena podrobnější analýza časové náročnosti jednotlivých částí
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systému strojového vidění na všech 77 testovacích fotografiích. V grafu na obr. 48 je
porovnání časů zpracování jedné fotografie jak lokální tak cloudové verze programu.
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Obr. 48: Časová analýza průměrné délky zpracování jedné fotografie všech vstupních
formátů jak lokální (vlevo), tak cloudové (vpravo) verze programu. Celkový čas
výpočtu je barevně rozdělen do částí systému strojového vidění.

Z grafu na obr. 48 plyne, že cloudová verze je téměř dvakrát rychlejší pro
všechny zkoumané formáty fotografií než verze lokální. Rychlost lokální verze je zá-
vislá na zařízení, na kterém program běží. Zkouška rychlosti lokální verze programu
probíhala na počítači HP Pavilion x360 14-cd0013nc s procesorem Intel Pentium
4415U 2.30 GHz a 8 GB paměti RAM. Zkouška rychlosti cloudové verze programu
proběhla na vzdálených serverech společnosti Google.

Jediná část systému strojového vidění, u které se výrazně liší poměrná délka
výpočtu vůči ostatním částem, je detekce hlavy, břicha a ocasu, unifikace orientace
a oříznutí (viz obr. 48 modře). To je způsobeno tím, že tato část na začátku při-
jímá vstupní fotografie v různých formátech. Časově nejvýhodnější je zpracovávat
fotografie ve formátu jpg. Ostatní části systému strojového vidění mají pro různé
formáty vstupních fotografií jen minimální rozdíl v délce trvání.
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6 DISKUSE

Výsledky navrženého programu naplnily všechny požadavky vědců z ÚBO AV ČR
v.v.i. a PdF MUNI zejména pak požadavek na průměrnou odchylku detekovaného
počtu sekundárních šupin od skutečného počtu. Nejvyšší průměrnou odchylku sta-
novili vědci na 2 šupiny na jednu fotografii ještěrky (viz podkapitolu 2.1), dosažená
průměrná odchylka měřená na sadě 77 testovacích fotografií je 1,51.

Unifikací orientace a vyříznutím zájmové oblasti ze vstupních fotografií pro
generátor lokalizačních map, který je založený na architektuře sítě U-Net, se zvýšila
přesnost detekce šupin. Centroid detektor generuje na pozice sekundárních šupin
klesající gradienty s maximem uprostřed. Díky tomu je program schopný určit po-
zice šupin, které jsou velmi blízko u sebe. Přesnost programu byla výrazně zvýšena
i implementací souborového učení. Přesnost by šla zvýšit rozšířením datové sady
o nové oštítkované fotografie. Analýzou výsledků bylo zjištěno, že rozdělování dete-
kovaných šupin na levou a pravou řadu bylo nejčastější příčinou vysokých odchylek,
zejména pokud byly body na koncích řad příliš blízko u sebe. Mimo prosté algo-
ritmizace existují i metody rozdělení shluků bodů pomocí strojového učení. Tyto
metody by mohly být v budoucnu vyzkoušeny a porovnány se současným řešením.
Výsledky by mohly být zpřesněny například i paralelním používáním obou metod
a využít tak souborové učení i v této části systému strojového vidění.

Cloudová verze zpracuje jednu fotografii za 6,12 sekund (formát jpg), 10,1
sekund (formát psd) a 12,86 sekund (formát CR2). Člověk v rychlosti počítání šupin
nemůže konkurovat navrženému programu. Systém strojového vidění byl implemen-
tován v jazyce Python 3, který slouží zejména k vývoji a testování softwaru. Pokud
by byl systém strojového vidění do programu implementovaný jazykem nižší úrovně,
jako je například C++, výpočetní časy by se pravděpodobně zkrátily.

Způsob, jakým se program ovládá, odpovídá požadavkům. Uživatelsky více
přívětivé prostředí nebylo cílem této práce. Pokud by se podařilo rychlost vyhodno-
cování fotografií výrazně zvýšit, tak by program mohl být použitý v reálném čase
přímo v terénu při odchytávání ještěrek. To by vyžadovalo implementovat program
i na operační systém pro mobilní zařízení jako je například Android.
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7 ZÁVĚR

Cílem diplomové práce bylo navrhnout a implementovat funkční program pro počí-
tání sekundárních šupin v obrazových datech ventrálních stran těl ještěrek obecných.
Navržený a implementovaný program je funkční a detekuje počty šupin s průměrnou
odchylkou 1,51 od skutečného počtu. Požadavek byl nepřesáhnout odchylku 2 šupin.
Všechny ostatní požadavky na podobu programu vymezené v kapitole 2 byly také
naplněny. Cíl této diplomové práce byl tedy úspěšně splněn.

Výsledky práce zcela naplnily požadavky vědců z ÚBO AV ČR v.v.i. a PdF
MUNI. Výsledný program vykazuje dokonce lepší výsledky. Vědci v rámci dlouhodo-
bého výzkumu používají tento program a pomocí počtu detekovaných sekundárních
šupin odhadují pohlaví nedospělých ještěrek [49]. Otestovali jej na odlišné datové
sadě, než která byla použita v této práci, což dokazuje, že je program robustní
a funkční. Program urychluje identifikaci pohlaví, omezuje lidský faktor při počí-
tání šupin, a tím zpřesňuje výsledky. Díky programu není nutné pro určení pohlaví
ještěrek používat analýzu DNA, což vědcům šetří finanční prostředky a čas.

Ještěrka obecná patří k plazům, u kterých pohlaví nově vylíhnutých jedinců
závisí na teplotě prostředí. Změny teplot v lokalitách, které vědci z ÚBO AV ČR
v.v.i. a PdF MUNI dlouhodobě monitorují, se proto mohou projevit v poměru po-
hlaví nedospělých ještěrek, a tím i v počtu jejich populace. Navržený program po-
může biologům porozumět těmto změnám.

Výsledky diplomové práce ukázaly, že Centroid detektor, který byl původně
určený k počítání lidí nastupujících do metra, je vhodný i na jiné aplikace, jako
je počítání specifické řady šupin na břiše ještěrky. Centroid detektor se dá využít
pro určení pozice homogenních objektů, které jsou v obrazových datech velmi blízko
u sebe.
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SGD ztrátová funkce zvaná stochastický gradientní sestup

(stochastic gradient descent)
RGB barevný prostor (Red Green Blue)
IoU ztrátová funkce zvaná Intersection over Union
mAP metrika zvaná mean Average Precision
AP metrika zvaná Average Precision
TP pravdivě pozitivní detekce
FP nepravdivě pozitivní detekce
FN nepravdivě negativní detekce
R-CNN Region-based Convolutional Neural Network
CE křížová entropie (cross entropy)
BCE binární křížová entropie (Binary Cross Entropy)
YOLO detektor objektů (You Only Look Once)
YOLOv4 detektor objektů (You Only Look Once verze 4)
C sada konvolučních vrstev v síti U-Net
P vrstva sjednocení v síti U-Net
U vrstva rozšíření v síti U-Net
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SEZNAM SYMBOLŮ

𝑧 výstupní hodnota neuronu
𝑎(·) aktivační funkce neuronu
𝐽𝑢 počet vstupů do neuronu
𝑤 váha spojení mezi neurony
𝑢 hodnota vstupního signálu do neuronu
𝑏 bias neuronu
𝑣 suma biasu a součinu vah spojení 𝑤 se vstupy 𝑢

𝑖 pomocná proměnná
𝑎𝑙 parametr záporné části aktivační funkce leaky
𝐶(·) ztrátová funkce
𝑧 očekávaná hodnota na výstupu neuronu (ground truth)
𝜇 learning rate
𝛼 konstanta momentové věty
𝑚̂𝑤 funkce hybnosti a derivace ztrátové funkce 𝐶 podle váhy 𝑤

𝑣𝑤 funkce hybnosti a derivace ztrátové funkce 𝐶 podle váhy 𝑤

𝜖 nenulový parametr optimalizačního algoritmu Adam
𝑀 horizontální rozměr obrazové funkce [pixel]
𝑁 vertikální rozměr obrazové funkce [pixel]
𝑓(·) obrazová funkce
𝑥 horizontální souřadnice obrazové funkce [pixel]
𝑦 vertikální souřadnice obrazové funkce [pixel]
ℎ(·) konvoluční maska
𝑀ℎ horizontální rozměr konvoluční masky ℎ(·) [pixel]
𝑁ℎ vertikální rozměr konvoluční masky ℎ(·) [pixel]
𝑔(·) konvoluční vrstva
𝑗 pomocná proměnná
𝑀𝑔 horizontální rozměr konvoluční vrstvy 𝑔(·) [pixel]
𝑁𝑔 vertikální rozměr konvoluční vrstvy 𝑔(·) [pixel]
𝑀𝑝 vertikální rozměr podoblasti vrstvy sjednocení (pooling) [pixel]
𝑁𝑝 horizontální rozměr podoblasti vrstvy sjednocení (pooling) [pixel]
𝑀𝑢𝑠 vertikální rozměr podoblasti vrstvy rozšíření (up sample) [pixel]
𝑁𝑢𝑠 horizontální rozměr podoblasti vrstvy rozšíření (up sample) [pixel]
𝑥′ horizontální souřadnice augmentovaného obrazu [pixel]
𝑦′ vertikální souřadnice augmentovaného obrazu [pixel]
𝒯 (·) obrazová transformační funkce
𝑇 (·) matice afinní transformace
𝜃 úhel natočení afinní transformace rotace [rad]
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𝑡𝑥 posunutí obrazu afinní transformace translace ve směru osy x [pixel]
𝑡𝑦 posunutí obrazu afinní transformace translace ve směru osy y [pixel]
𝑠𝑥 parametr zkosení obrazu afinní transformace ve směru osy x
𝑠𝑦 parametr zkosení obrazu afinní transformace ve směru osy y
𝑐𝑥 parametr škálování obrazu afinní transformace ve směru osy x
𝑐𝑦 parametr škálování obrazu afinní transformace ve směru osy y
𝑃 (·) rozdělení pravděpodobnosti
𝑞 střední hodnota Gaussova rozdělení pravděpodobnosti
𝜎 směrodatná odchylka Gaussova rozdělení pravděpodobnosti
𝑃𝑠 pravděpodobnost šumu typu sůl
𝑃𝑝 pravděpodobnost šumu typu pepř
𝑛 třída
𝐼 vstupní obraz
𝑋 množina všech možných tříd
𝑥𝑐 jistota (confidence) výstupu konvoluční neuronové sítě
·̂ odhad výstupních veličin konvoluční neuronové sítě
𝐿 výstupní množina klasifikátoru obrazu
𝑙 dvojice 𝑛 a 𝑥̂𝑐 v množině 𝐿̂

𝑘 uspořádaná šestice definující bounding-box detekovaného objektu
𝐾 množina šestic 𝑘, výstup detektoru objektů
𝑥𝑢𝑙 souřadnice x levého horního bodu bounding-boxu
𝑦𝑢𝑙 souřadnice y levého horního bodu bounding-boxu
𝑥𝑏𝑟 souřadnice x pravého dolního bodu bounding-boxu
𝑦𝑏𝑟 souřadnice y pravého dolního bodu bounding-boxu
𝐶𝐼𝑜𝑈(·) ztrátová funkce Intersection over Union (IoU)
𝐴𝑝 plocha ohraničená odhadovaným bounding-boxem detekovaného objektu
𝐴𝑔𝑡 plocha ohraničená očekávaným bounding-boxem objektu
𝑡𝐼𝑜𝑈 práh hodnoty funkce 𝐼𝑜𝑈

|·| počet prvků v dané množině
𝑃 hodnota přesnosti (precision)
𝑅 hodnota recall
𝐽𝑃 𝑅 počet prahových hodnot 𝑡𝐼𝑜𝑈

𝑃𝐴 hodnota metriky Average Precision (AP)
𝑃𝑚𝐴 hodnota metriky mean Average Precision (mAP)
𝐴𝑃𝑛 hodnota AP třídy 𝑛

𝑆 počet segmentů čtercové mřížky metody YOLO
𝑡𝑏𝑏 prahová hodnota metody non-maxima suppression
𝑢 výstupní segmentační mapa segmentace obrazu třídy 𝑛

𝑈 množina výstupních map 𝑢, výstup segmentace obrazu
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𝐸𝐶 hodnota křížové entropie CE
𝐸𝐵𝐶 hodnota binární křížové entropie BCE
Φ množina hodnot pixelů vstupního obrazu 𝐼

Γ množina souřadnic středů detekovaných gradientů
výstup centroid detektoru

𝑥𝑐𝑑 souřadnice x středu gradientu centroid detektoru
𝑦𝑐𝑑 souřadnice y středu gradientu centroid detektoru
ℒ lokalizační mapa gradientů
𝐵(·) maxfiltr
𝑆𝑥𝑦 soubor prostorových souřadnic v masce maxfiltru 𝐵(·)
𝑀𝐵 horizontální rozměr masky maxfiltru 𝐵(·) [pixel]
𝑁𝐵 vertikální rozměr masky maxfiltru 𝐵(·) [pixel]
𝐵1(·) maska stejných hodnot 𝐵(·) a ℒ̂
Ω(·) maska mapující místa, kde v ℒ̂ nejsou gradienty
Ω⊖(·) eroze masky Ω(·)
𝜀 okolí eroze
𝑀𝜀 horizontální rozměr okolí eroze [pixel]
𝑁𝜀 vertikální rozměr okolí eroze [pixel]
𝐵Ω(·) logický XOR masek 𝐵1(·) a Ω⊖(·)
Ξ(·) mapa středů detekovaných gradientů
𝑡𝑚 práh citlivosti centroid counterpointu
𝑆𝑥𝑦𝑛 rozměry Ξ(·)
𝑌 unifikovaný výřez ještěrky
Ψ𝐿 množina pozic sekundárních šupin na levé straně

ventrální strany ještěrky
Ψ𝑃 množina pozic sekundárních šupin na pravé straně

ventrální strany ještěrky
𝑝ø průměr euklidovských vzdáleností sousedních bodů množiny Γ̂
𝑚(·) funkce určující hodnoty pixelů gradientu
𝑟 průměr gradientu v mapě [pixel]
𝑑 vzdálenost od středu gradientu [pixel]
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SEZNAM OBRÁZKŮ

1 Vyznačení primárních šupin (zeleně), sekundárních šupin (červeně),
límce (černě) a šupin s femorálními póry (modře) na ventrální straně
těla ještěrky obecné. Převzato a upraveno z [4]. . . . . . . . . . . . . . . . . . . . 17

2 Detail (červeně) posledních ventrálních sekundárních šupin. Převzato
a upraveno z [4]. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

3 Model umělého neuronu odpovídající rovnici (1). . . . . . . . . . . . . . . . . . . 22
4 Různé typy aktivačních funkcí. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23
5 Příklad umělé neuronové sítě s jednou skrytou vrstvou. . . . . . . . . . . . . 23
6 Ukázka souřadného systému používaného v softwaru OpenCV pro

zpracování obrazu. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26
7 Zero-padding obrazové funkce (vlevo) pro dvourozměrnou konvoluci

konvoluční maskou ℎ(·) o rozměrech 𝑀ℎ a 𝑀ℎ = 3 × 3. . . . . . . . . . . . . 28
8 Ukázka prvního kroku diskrétní dvourozměrné konvoluce konvoluční

vrstvy rozšířené zero-paddingem (viz obr. 7) na rozměry 6 × 6 konvo-
luční maskou 3 × 3. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28

9 Ukázka dvou variant vrstvy sjednocení. Vlevo je původní obrazová
funkce o rozměrech 𝑀 × 𝑁 = 4 × 4, vpravo jsou obrazové funkce
po sjednocení max-pooling mřížkou 𝑀𝑝 × 𝑁𝑝 = 2 × 2 a average-
pooling mřížkou 𝑀𝑝 × 𝑁𝑝 = 2 × 2. Barevně jsou vyznačeny skupiny
sjednocených pixelů. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 29

10 Ukázka vrstvy rozšíření. Vlevo je původní obrazová funkce o rozmě-
rech 𝑀 × 𝑁 = 2 × 2, vpravo je obrazová funkce po rozšíření skupinou
pixelů o rozměrech 𝑀𝑢𝑠 × 𝑁𝑢𝑠 = 2 × 2. Barevně jsou vyznačeny sku-
piny rozšířených pixelů. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 29

11 Ukázka rotace o kladný úhel 𝜃. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 31
12 Ukázka translace o zápornou hodnotu 𝑡𝑥 a kladnou hodnotu 𝑡𝑦. . . . . . 31
13 Ukázka horizontálního převrácení. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32
14 Ukázka zkosení o kladný parametr 𝑠𝑥. . . . . . . . . . . . . . . . . . . . . . . . . . . . 32
15 Ukázka geometrické transformace škálování o kladný parametr 𝑐𝑥. . . . 32
16 Ukázka šumů. Gaussovský šum s hodnotami 𝑞 = 0 a 𝜎 = 20. Speckle

s hodnotami 𝑞 = 0 a 𝜎 = 1. Sůl a pepř s hodnotami 𝑃𝑠 = 0, 05
a 𝑃𝑝 = 0, 05. Fotografie na obrázku byly převzaty a upraveny z [24]. . 33

17 Ukázka klasifikátoru, který klasifikuje vstupní obraz 𝐼 třídy pes. Fo-
tografie na obrázku byla převzata a upravena z [24]. . . . . . . . . . . . . . . . 34
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18 Ukázka detektoru objektů. Ve vstupním obraze 𝐼 jsou detekovány
objekty třídy pes (červený bounding-box) a člověk (zelený bounding-
box). Fotografie byly převzaty a upraveny z [24]. . . . . . . . . . . . . . . . . . . 35

19 Schéma procesů detektoru YOLO. Nalevo je vstupní obraz rozdělený
na segmenty, napravo jsou v obrazu vyznačené detekované bounding-
boxy po non-maxima suppression. Převzato a upraveno z [34]. . . . . . . 37

20 Ukázka segmentace obrazu tříd pes a člověk. Napravo jsou dvě vý-
stupní mapy. Červenou barvou je mapována třída pes a zelenou bar-
vou třída člověk. Fotografie na obrázku byla převzata a upravena z [24]. 38

21 Ukázka segmentace obrazu pomocí sítě U-Net. Vpravo je vstupní ob-
raz, vlevo je výstupní mapa třídy buňka, na které jsou bílou barvou
namapovány buňky. Černá barva jsou místa, kde U-Net buňky nede-
tekoval. [39] . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39

22 Architektura sítě U-Net o pěti úrovních a 64 konvolučními maskami
v konvolučních vrstvách první úrovně. Síť přijímá černobílou fotografii
o rozměrech 572×572×1 pixelů a vrací dvě mapy 𝑢̂ pro každou třídu
𝑛 o rozměrech 388 × 388 × 2 pixelů. Převzato a upraveno z [39]. . . . . 40

23 Ukázka Centroid detektoru, který přijímá vstupní obraz 𝐼 a vrací
množinu Γ̂. Fotografie na obrázku byla převzata a upravena z [24]. . . 41

24 Ukázka generátoru lokalizačních map, který vytváří odhad lokalizační
mapy ℒ̂ s rozostřeným gradientem uprostřed dvou objektů. Lokali-
zační mapy různých tříd jsou spojeny a barevně rozlišeny. Červený
gradient lokalizuje střed objektu třídy pes a zelený gradient lokali-
zuje střed objektu třídy člověk. Fotografie na obrázku byla převzata
a upravena z [24]. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42

25 Ukázka chodu Centroid counterpointu. . . . . . . . . . . . . . . . . . . . . . . . . . . 42

26 Příklad fotografie ještěrky obecné [4]. . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45
27 Znázornění navrženého systému strojového vidění. Šipky zobrazují

směr toku dat mezi operacemi v obdélnících. Nad šipkami jsou pro-
měnné reprezentující data, pod šipkami jsou příklady obrázků, které
tato data vizualizují. Fotografie na obrázku byly převzaty a upraveny
z [4]. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47

28 Výstup YOLOv4. Vlevo jsou zobrazeny detekované objekty před po-
užitím non-maxima suppression a vpravo jsou objekty po použití této
metody. Fotografie byly převzaty a upraveny z [4]. . . . . . . . . . . . . . . . . 48

29 Unifikovaný výřez 𝑌 vstupní fotografie 𝐼 z obr. 26 o rozměrech 512 × 512
pixelů. Velikost a umístění výřezu založena na výstupech YOLOv4 de-
tektoru. Černý pruh v horní části obrazu vznikl doplněním původního
obrazu černou. Fotografie byla převzata a upravena z [4]. . . . . . . . . . . . 50
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30 Architektura modifikované sítě U-Net o pěti úrovních a 64 konvo-
lučními maskami v konvolučních vrstvách první úrovně. Síť přijímá
výřez 𝑌 o rozměrech 512 × 512 × 3 pixelů a vrací lokalizační mapu ℒ̂
o rozměrech 512 × 512 × 1 pixelů s hodnotami 0 až 255. . . . . . . . . . . . 51

31 Příklad lokalizační mapy ℒ̂ o rozměrech 512 × 512 výřezu 𝑌 z obr. 29
s hodnotami 0 (černá) až 255 (bílá). Lokální maxima jsou pozice
detekovaných šupin. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52

32 Schéma použití souborového učení tří zvolených modelů. . . . . . . . . . . . 53
33 Grafické znázornění Centroid counterpointu pro mapu z obr. 31. Rov-

nice pro zobrazené obrazové operace jsou popsány v podkapitole 3.8.2.
Hodnota prahu 𝑡𝑚 = 0, 1 a parametr MINIMUM_DISTANCE byl zadán 2. 54

34 Ukázka detekovaných souřadnic středů šupin množiny Γ̂ v lokalizační
mapě gradientů ℒ̂ z obr. 31. Červené křížky označují nalezené středy
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A Sada skriptů k natrénovaní modelů

Příloha A obsahuje sadu skriptů k natrénovaní modelů konvolučních neuronových
sítí YOLOv4 a U-Net. Návod k obsluze je v souboru README.md. Jde o adresář
priloha_A/ se strukturou, která je znázorněná na obr. 49. Příloha je dostupná
v archivu závěrečné práce v souboru StepanMarsala_200203_DP_2022_UAI.zip.

priloha_A/
|__centroid_counterpoint.py
|__configure.py
|__cut_body.py
|__labeling.py
|__pickle2csv.py
|__prepare.py
|__README.md
|__requirements.txt
|__thesis_evaluation.py
|__dataset_raw/
|__models/
|__google_colab/

|__unet_jupyter_train.ipynb
|__yolov4_jupyter_train.ipynb
|__dataset_raw/
|__unet/
| |__models/
| |__test_data_images/
| |__train_data_images/
|__yolov4/

|__obj.data
|__obj.names
|__obj.zip
| |__classes.txt
|__process.py
|__yolov4-custom.cfg
|__training/

Obr. 49: Struktura adresáře priloha_A/.
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B Programy

Příloha B obsahuje lokální verzi výsledného programu pro Windows a cloudovou
verzi. Návod k obsluze je v souborech README.md jednotlivých verzí. Jde o adresář
priloha_B/ se strukturou, která je znázorněná na obr. 50. Příloha je dostupná
v archivu závěrečné práce v souboru StepanMarsala_200203_DP_2022_UAI.zip.

priloha_A/
|__cloud/
| |__README.md
| |__ScalesCounter.ipynb
| |__ScalesCounter/
| |__main_program.py
| |__scales_counter.py
| |__yolov4-custom.cfg
| |__input_images/
| |__models/
|__local/

|__config.yaml
|__main.py
|__README.md
|__requirements.txt
|__scales_counter.py
|__setup.py
|__yolov4-custom.cfg
|__images_input/
|__models/

Obr. 50: Struktura adresáře priloha_B/.
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