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Abstrakt

Téato praca sa zaobera riesenim problému obchodného cestujiceho s casovymi ok-
nami. Problém spociva v tom, ze obchodny cestujici musi prejst kazdym definova-
nym miestom prave raz, a nakoniec sa vratit do povodného miesta za ¢o najnizsiu
cenu trasy. Casové oknd v tomto probléme definuji uréité ¢asové tseky, v ktorych
moze byt kazdé konkrétne miesto navstivené, alebo sa modze stat, ze v istom ca-
sovom useku nebude existovat cesta medzi niektorymi miestami. Praca sa zaobera
prehladom tohto problému a problémov jemu podobnych. Dalej sa zaobera popisom
roznych metod, ktorymi tento problém mozno riesit. V ramci tejto prace bola tiez
vytvorend aplikicia v programovacom jazyku Python, ktora slizi na testovanie vy-
branych metod riesenia. Na zaver si vyhodnotené dané experimenty a porovnana

efektivita danych stratégii.

ABSTRACT

This thesis deals with the Travelling salesman problem with time windows. The
problem is that the travelling salesman must pass through each defined location
exactly once and finally return to the original place for the lowest possible price.
The time windows in this problem are that each place can only be visited in a
given time range, or it can happen that in a certain period of time there will be
no path between some places. The thesis deals with an overview of this problem
and problems similar to it. It also deals with the description of various methods by
which this problem can be solved. As part of this thesis, an application in the Python
programming language was also created, which is used to test selected methods for
finding solutions. Finally, the given experiments are evaluated and the effectiveness
of the given strategies is compared.
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1 Uvod

Této praca se venuje Problému obchodného cestujiceho s casovymi oknami (dale;
iba TSP-TW — z anglického Travelling salesman problem with time windows). V
uvode si popiseme tento problém a pohlad nan. Tiez si strucne popiSeme obsah

jednotlivych kapitol jeto prace.

1.1 Uvod do problému obchodného cestujiiceho s asovymi

oknami

Problém obchodného cestujiiceho (dalej iba TSP — z anglického Travelling salesman
problem) je zndmy kombinatoricky problém, ktory je intenzivne Studovany v odbore
optimalizacie a ma tiez velky vyznam v operativnom vyskume. Riesenie tohto prob-
lému ma velku skalu vyuziti, ale obecne sa najviac vyuziva v doprave.

TSP mozeme definovaf nasledovne: obchodny cestujtici sa snazi najst najk-
ratsiu trasu zac¢inajicu v ur¢enom meste, pricom kazdym mestom nachadzajicim sa
na trase musi prejst prave jeden raz a cestu musi ukoncit v meste, z ktorého povodne
vyrazil. Tento problém mozno demonstrovat aj na grafe. Predstavme si, ze obchodny
cestujici pozna graf G(V, E), v ktorom uzly V koresponduji s urCitymi miestami
na mape (napriklad mestami) a hrany E indukuji prepojenia medzi tymito mies-
tami (napriklad dialnice medzi mestami). Kazd4a hrana E je pritom asociovand s
konkrétnou realnou nezapornou cenou, ktorit moézeme interpretovat ako dizku trasy,
cenu za pohonné hmoty potrebné na prejdenie tejto trasy, casové ohodnotenie trasy
a pod. Obchodny cestujici sa teda snazi najst najkratsi existujici Hamiltonovsky
tah v tomto grafe — tah, ktory bude obsahovat kazdy uzol prave jeden raz a zacina
aj konci v tom istom uzle. TSP je oznaceny ako NP-tazky problém. Znamena to, ze
je lahko opisatelny, ale najst jeho riesenie je narocné. Zlozitost tohto problému je
O(n!) pre najdenie riesenia s n mestami (uzlami). Znamen4 to, Ze s pribudajicim
poc¢tom miest sa najdenie riesenia tohto problému stava naroc¢nejsim.

Tento problém bol prvy raz nacrtnuty v roku 1930, odkedy nepretrzité vy-
skumné prace venujuce sa TSP prisli s mnohymi rieseniami znizujicimi ¢as potrebny
na vyriesenie TSP. Tento problém lezi uz dlhé roky v jadre riadenia distribtcie. To-
muto problému c¢elia dennodenne tisice spolo¢nosti a organizacnych skupin po celom
svete, ktoré zabezpecuju a riesia distribuiciu tovaru, prepravu materialu alebo Tudi.
Vacsina softvérovych algoritmov sa v tejto oblasti zameriava na obmedzeny pocet
prototypovych problémov, ale budovanim dostatocnej flexibility v optimalizacii je

mozné ich prisposobit roznym praktickym kontextom [1].
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Tato praca sa bude konkrétnejsie zaoberat typom TSP, ktory sa nazyva Prob-
lém obchodného cestujiceho s ¢asovymi oknami. M4 niekolko dolezitych praktickych
vyuziti vratane planovania cesty. Tento typ problému je povazovany za NP-tazky
problém a teda pouzitie tradi¢nych optimalizac¢nych algoritmov pri jeho rieseni ne-
musi viest k optimélnym vysledkom, obzvlast pri ich aplikacii na riesenie tiloh vac-
sieho rozsahu. Z uvedeného dovodu bola rieseniu tohto typu problémov venovana
zvysSend pozornost.

Podproblém TSP-TW moézeme definovat nasledovne: kazdé mesto (alebo
uzol, zdkaznik a pod.) musi byt navstivené vo vopred stanovenom ¢asovom tseku
a celkova trasa ma byt absolvovand v ¢o najkratSom case. Cestujuci teda musi v
danom mieste pockaft, ak sa don dostal s predstihom a tento cas sa zapocita do ceny
celkovej cesty.

V tejto praci sa budeme venovat spésobom hladania ¢o najlepsej (najkratsej)
moznej trasy, pricom navstivené miesta budi reprezentované skutoénymi svetovymi
letiskami, trasy budu reprezentované jednotlivymi letmi a casové okna budu zastu-
pené nasledovne: kazdy den bude z kazdého z n letisk lietat x roznych letov na
ostatné letiska. Kazdy den existuje z kazdého letiska maximalne jeden let smerujici
do iného letiska, avsak moze sa stat, ze v dany den z daného letiska do iného letiska

nebude let existovat. Cestujici musi kazdy den absolvovat prave jeden let.

Obr. 1: Priklad riesenia TSP-TW demonstrovaného na mape Spojenych statov ame-
rickych. Namet na obrazok prevzaty z: [38].
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1.2 Zhrnutie obsahu jednotlivych kapitol prace

V tvode sme teda nastolili a definovali TSP a TSP-TW. V druhej kapitole sa bu-
deme venovat podrobnejSiemu popisu TSP-TW, ktorym sa priméarne tato praca
zaobera. Strucne si predstavime aj dalSie podtypy problému TSP, ktoré sa podtypu
TSP-TW podobaji. V tretej kapitole sa budeme venovat jednotlivym druhom me-
tod riesenia, ktoré je mozné aplikovat na TSP a TSP-TW. Budi tu rozobrané z
obecného hladiska, a teda ako nimi mdzeme riesit hlavne klasicky TSP. V stvrtej
kapitole si podrobnejsie rozoberieme stratégie, ktorymi sme priamo riesili TSP-TW.
Ku kazdej stratégii si popiseme aj to, aké modifikacie museli byt vykonané, aby nimi
bolo mozné riesit TSP-TW. V piatej kapitole si podrobnejsie popiseme implemen-
taciu vybranych stratégii na realnych datach. Popiseme si tiez aplikaciu navrhnuta
v programovacom jazyku Python, ktord ako vstupné data vyuziva idaje o redlnych
letoch a poziciach redlnych letisk, na ktoré aplikuje vybrané stratégie. Vystupom
budi jednotlivé riesenia. V Siestej kapitole si predstavime vysledky testov jednotli-
vych implementovanych stratégii a vyhodnotime, ktoré z nich boli najtuspesnejsie z

roznych hladisk. V zavere si zhrnieme vysledky nasej préce.
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2 TSP-TW a podtypy TSP jemu podobné

V tejto kapitole sa budeme venovat podrobnejsie TSP-TW, ale predstavime si aj nie-
ktoré podproblémy TSP, ktoré st TSP-TW podobné a tiez je na ne mozné aplikovat

¢asové okna.

2.1 Problém obchodného cestujiceho s casovymi oknami

Problém obchodného cestujtiiceho s c¢asovymi oknami pozostava z najdenia cesty s
minimalnou cenou, pricom pociatocény a koncovy uzol je ten isty a cesta musi byt
Hamiltonovskou kruznicou, teda cesta musi obsahovat kazdy uzol prave raz. Kazdy z
tychto uzlov ma byt navyse navstiveny v dopredu danom c¢asovom okne. Toto casové
okno zvacsa pozostava zo spodnej a hornej ¢asovej hranice, v ktorych rozmedzi ma
byt dany uzol navstiveny. Obchodnému cestujicemu teda nie je povolené navstivit
dany uzol po uplynuti hornej ¢asovej hranice pre tento uzol. Naopak, ak obchodny
cestujuci pride do uzlu pred spodnou ¢asovou hranicou pre dany uzol, musi v nom
vyckat az do spodnej casovej hranice. Tento vyckavaci Cas sa pricita k celkovej cene
trasy. Ide teda o c¢asovo obmedzeny problém a po grafe sa pohybuje prave jeden
obchodny cestujuci.

Tento typ problému je obsiahnuty v Sirokej aplikacnej skale od priemyslu az
po sluzby. Vyuzitie nachadza napriklad v bankovom sektore, postovych dodavkach,
v planovani cesty pre skolsky autobus, planovani cesty lietadiel a pod. TSP-TW tak
predstavuje dolezity element vysoko komplexnych problémov s planovanim cesty.

Forméalne moézeme tento problém definovat nasledovne: predpokladajme, ze
mame mnozinu N uzlov ktoré musia byt navstivené, N = {1, 2, ..., n}. Dalej mame
duplikovany pociatoény uzol o, ktory je zaroven aj koncovym uzlom d. Plati V = N
U {o, d}. Dalej asociujeme kazdému uzlu i € V ¢asové okno [a;, b;]. Konstanta a,
oznacuje najskorsi mozny cas, kedy moze obchodny cestujuci vyrazit z pociatoéného
uzlu. Mnozinu hran oznac¢ime ako A a kazdej hrane v stibore priradime nezaporné
casové trvanie t;; a jej cenu c;;. Dalej predpokladame, ze pripadna doba obsluhy
zékaznika (alebo prestoja na letisku, ¢i doba statia autobusu na urcitej zastavke a
pod.) v uzle i je uz zapocitana v premennej ¢;;, pre kazdé ¢ € N U {o}. Nakoniec,

hrana (i, j) je definovand v mnozine A, ak platia nasledovné podmienky:

ai—i-tijébj, iENU{O}, jGNU{d}, Z#] (1)



Formulacia pomocou matematického programovania uvedena nizsie, obsahuje
dva typy premennych: mnozinu binarnych tokov premennych X = (X, (4, j) € A)
a mnozinu ¢asovych premennych 7' = (7}, i € V). Premenna X;; je rovna jednej, ak
je hrana (i, j) pouzita v optimélnej trase, v opa¢nom pripade je jej hodnota nulova.
Vzhladom na to, ze obchodnému cestujiicemu je povolené prist do uzlu pred tym, nez
cas dosiahol spodnt hranicu ¢asového okna pre dany uzol, v ktorom ale v takomto
pripade musi obchodny cestujici pockat az dokym neuplynie ¢as do spodnej hranice
casového okna, premenna 7T; nam Specifikuje zaciatok pripadnej obsluhy zakaznika
(alebo prestoj auta, lietadla a pod.) v uzle ¢, kde i € N U {0}, zatial ¢o premenna
T; ndm urcuje ¢as prichodu do pociatoéného, respektive koncového uzlu.

KedZe cesta s minimélnou cenou zac¢ina v rozpati ¢asového intervalu [a,, b,]
v pociatoc¢nom uzle, navstivenie kazdého uzla z mnoziny N prave raz v rozpati ich
casovych okien a ukoncenie cesty v pociatocnom — koncovom uzle pred uplynutim

casového limitu by moze byt formulované nasledovne:

Minimalizovanie »_  ¢;X; (2)
(i,5)€A
v zavislosti od:
JENU{d}

Z XO,j - 1’ (4>

jEN
Z Xij — Z X;; =0, VjeN (5)

1€ NU{o} 1eNU{d}

Z Xi,d = 17 (6)

1EN
X;; bindrne, V(i,j) € A (10)

Tato formulacia déverne replikuje stanoveny fixny harmonogram, o ktorom
sa moézeme docitat viac v druhej kapitole prace [3]. Ide o nelinedrny program s
po¢tom premennych O((n+2)?) a s poctom obmedzeni O((n+2)?), kde objektivna



funkcia (2) reprezentuje celkovii cenu trasy. Podproblém definovany obmedzeniami
(2) az (5) a (9) je problémom s minimalnymi nédkladmi (v skuto¢nosti ide o problém
priradenia s (n+2) riadkami a (n42) stipcami). Obmedzenia (7) a (8) zabezpetuji
uskutocnitelnost ¢asového harmonogramu.

Subcesty st eliminované obmedzeniami (7). Ak pouzijeme velkid hodnotu

konstanty M, tieto obmedzenia mo6zu byt linearizované a prepisané nasledovne:

Ti+ty —T; < M(1 - X55), V(i j) €A (11)

Vsimnime si, Ze velkd hodnota konstanty M moZe byt nahradena ako M;; =
max{b; + t;; - a;, 0}, (4, j) € A. Ak b; + t;; < a;, tieto obmedzenia st vzdy splnené
pre vsetky hodnoty T;, T} a X;;. Potom formulacia vyzaduje existenciu obmedzeni
(7) alebo (11) iba pre hrany (i, j) € A, také ze M;; > 0.

Vlastnost nelinearnej integrity moézeme popisat nasledovne. Nelinedrna for-
muldcia (2) az (10) ma zaujimavi vlastnost. Ak je problém realizovatelny, pozia-
davky (10) mézu byt eliminované z vyssie spomenutej formulacie. Aby sme si uké-
zali, ze sa tak moze stat, predpokladajme ze (X*, T*) je optimélne riesenie. Ak X*
nie je celé ¢islo, definujeme A* = {(i, j) € A | X}; > 0}. Predpokladajme dalej,
ze problém minimdlnej ceny trasy na subsieti ziskame iba pomocou hran z A* ked
existuje celo¢iselné optimélne rieSenie X. Je potom jednoduché overit Ze (X, T%)
je optiméalne celoéiselné riesenie pre (2) az (9). Uvedomme si vSak, Ze linearizovany
predpis (11) nemusi nutne prindsat celociselné riesenie. Preto musia byt obmedzenia
(10) dodrzané v linearizovanej formulécii.

Vyskum ohladom TSP-TW bol vsak nedostato¢ny. Bolo dokazané, ze aj ked
najdeme uskutocnitelné riesenie pre TSP-TW, stale to bude NP-tplny problém. Na
zaklade toho boli navrhnuté heuristické algoritmy zaloZené na koncepcii k-vymeny.
Toto zahfna vymenu k hran z momentalneho riesenia za k inych hran. Pre TSP,
proces jednej k-vymeny moze byt vykonany v konstantom case pre Tubovolné k. Av-
sak pre TSP-TW, k-vymeny buda vyzadovat O(n) ¢asu. Takato k-vymena by totiz
mohla posunut start z uréitého uzlu, ¢o by v koneénom dosledku posunulo start
zo vsetkych nasledujucich uzlov na trase. Preto je pre kazdu takuto vymenu nutné
otestovat nie len jej prispenie k znizeniu ceny cesty, ale aj jej uskutocnitelnost. Bolo
dokazané, ze pre dvoj-vymeny a obmedzené troj-vymeny moze byt proces jednej
vymeny stale vykonany v konstantom case s cielom minimalizovat celkovy cas cesty.

Aj napriek vysokej naro¢nosti TSP-TW sa niekolko dalsich autorov stustredilo
na vytvorenie exaktnych algoritmov, ktoré maji minimalizovat celkovii cenu cesty
alebo celkovit dobu jej trvania. Ciel (2) ndm opisuje prvy pripad; minimalizovanie
hodnoty Ty — T, zodpoveda druhému pripadu. Pre tento ciel je tiez jednoduché
definovat premenné opisujice vyckavaci cas W; > 0,7 € N U {d} pre kazdy uzol,

ktory ma byt navstiveny a pre pociatocny-konecény uzol. Ich vplyvom na obmedzenia



(7) alebo (11) a zdmenou znamienka nerovnosti za znamienko rovnosti ziskavame

vyraz:

Minimalizovanie T; — T, = Z ti; Xij + Z Wi. (12)
(i,5)€A 1ENU{d}

Formulacie (2) az (10) alebo model s objektivnou funkciou (2) nahradenou
(12) moze byt pouzity v schéme vetiev a medzi pre determinovanie optimalnej cesty
obmedzenej ¢asovymi oknami. Napriklad je mozné uvolnit obmedzenia (7) a (8) a
pouzit spodnt hranicu poskytnuti rieSenim priradzovacieho problému. Vetvenie na
premennych X;; méze poskytnat velmi dobry algoritmus. Ak berieme do tvahy line-
arizovanu verziu, dalsia spodné hranica je dané riesenim linedrneho rozvolnovania.
Téato hranica je minimalne tak dobra ako hranica ziskana priradenim, ale vypocet
bude c¢asovo ovela narocnejsi.

Pomocou predchadzajucich formulacii sa da navrhnit mnoho dalsich rozvol-
novani a rozkladov. V Iubovolnom prehladavacom strome je vetvenie na tokovych
premennych X;; (¢, j) € A lahko implementovatelné. Avsak ak najdolezitejsi kompo-
nent Specifickej aplikdcie TSP-TW obsahuje obmedzenia ¢asovymi oknami, vetvenie
na casovych premennych 7T; je jednoznacne ovela vhodnejsie. Toto plati aj pre vsetky

¢asovo obmedzené problémy s planovanim trasy rieSené vetvenim a obmedzovanim

3].

2.2 Casovo zavisly problém obchodného cestujiiceho

Casovo zavisly problém obchodného cestujiceho (dalej len TD-TSP — z anglického
Time dependent travelling salesman problem) je verziou klasického TSP, v ktorom
predpokladame, Ze cena cesty medzi dvoma uzlami je zavisla od toho, kedy je uzol
navstiveny. Znamena to, ze cena cesty z uzlu ¢ do uzlu j sa lisi v zavislosti na tom,
v ktorom c¢asovom obdobi sa z daného uzlu ¢ do uzlu j snazime dostat. Problém
moze byt formulovany nasledovne: predpokladajme ze mame urcity graf G(V,E),
ktorého uzly st situované ako V' =1, 2, ..., n. Pre kazdi hranu (4, j) € E, cena cj;
za prejdenie cez dand hranu v case t je znama, kde t = 1, 2, ..., n. Riesenie TD-TSP

teda pozostava z najdenia Hamiltonovskej kruznice v grafe G [2].

E=(i1 =1, da, vy i, ing1 =1 =1), (13)
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C¢=¢C + Cigis ini1

2.3 Uloha s viacerymi obchodnymi cestujticimi

Dalsfm typom TSP je tiloha s viacerymi cestujiicimi (dalej iba m-TSP - z anglického
Multiple travelling salesman problem). Uvazujeme v nej m obchodnych cestujicich
(alebo vozidiel, ktoré zabezpecuju rozvoz tovaru). Vsetci tito cestujici maji jedno
depo. Predpokladame, ze kazdy cestujici musi opustit depo (kde napriklad nabera
tovar k rozvozu) a kazdy zdkaznik alebo miesto musi byt navstivené prave jednym
cestujucim. Cielom je minimalizovat stucet cien ciest jednotlivych cestujtucich. Ob-
chodnym cestujicim sa zvacsa nezadavaju ziadne podmienky suvisiace s kapacitou,
ktori mozu prepravovat. Tento problém moze najst aplikacné vyuzitie v spolo¢nos-

tiach, ktoré sa zaoberaji rozvozom tovaru alebo poskytovanim servisu [4].

2.4 Rozvozny problém

Rozvozny problém (dalej iba VRP — z anglického Vehicle routing problem) vznik,
ak je k obsluhe miest (alebo zdkaznikov) k dispozicii viacero obchodnych cestujui-
cich. VRP je obdobou m-TSP, kde kazdému zakaznikovi je dopredu priradeny dopyt
po konkrétnom tovare (alebo sluzbe). Rozvazajuice vozidla v tomto type problému —
na rozdiel od m-TSP — zvac¢sa maju urcenti obmedzent kapacitu, ktora sa moze lisit
v zavislosti na jednotlivych obchodnych cestujucich. Obmedzeny méze byt aj pocet
zakaznikov, ktorych moéze jeden obchodny cestujici obsliazit alebo méze byt obme-
dzena maximalna trasa, ktord moze kazdy obchodny cestujuci prejst. Stucet dopytu
na trase pre konkrétneho obchodného cestujiiceho nesmie prekrocit dant kapacitu
konkrétneho obchodného cestujiceho. Okrem vzdialenosti sa mozu v tomto type
problému optimalizovat viaceré prvky. Moze to byt tiez napriklad pocet obchod-

nych cestujucich [5].
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Obr. 2: Priklad pociatoného zadania VRP (nalavo) a jeho néasledného riesenia (na-
pravo). Vidime, Ze vo vysledku st farebne odlisené uzly. Jednou farbou st vzdy ozna-
cené uzly, ktorymi prejdu jednotlivi obchodni cestujuci. Tieto uzly spdjaju tmavo
vyznacené hrany, ktoré bude nutné pre kazdého daného obchodného cestujiceho

prejst, aby bolo splnené zadanie. Namet na obrazok prevzaty z: [39].
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3 Prehlad stratégii riesiacich TSP a TSP-TW

V tejto kapitole si predstavime mozné stratégie pouzitelné na ziskanie riesenia TSP
a TSP-TW. Popiseme si metédy informovaného prehladavania, ktoré sa budua delit
na jednoduché heuristiky a metaheuristiky. Druhé menované sa este dalej rozdelia

na genetické algoritmy a metody rojovej inteligencie.
3.1 Informované metédy prehladavania

Informované metédy prehladavania si zalozené na hodnotiacej funkcii. Hodnotiaca
funkcia nam pre kazdy uzol stromu urcuje jeho ohodnotenie. Tieto hodnoty sa na-
sledne pouziju ako kritérium pre vyber dalsieho uzlu, ktory bude expandovany. Ak
hodnotiaca funkcia dobre vystihuje vlastnoti a charakter tlohy, buda vzdy expan-
dované najperspektivnejsie uzly a zabrani sa takprehladavaniu ciset, ktoré nevedu
k cielu. Cim kvalitnejsie heuristické znalosti o danej tlohe sa v hodnotiacej fukncii

vyuzivaji, tym efektivnejsie bude prehladavanie.
3.2 Jednoduchsie heuristiky

Obecne vsetky heuristiky spadaju pod informované metédy prehladavania, ¢o zna-
mena, ze su zalozené na hodnotiacej funkcii. Hodnotiaca funkcia slizi na urcenie
kvality riesenia. Heuristika (z gréckeho slova heurisk6 — najst, objavit) ndm cha-
rakterizuje sktiSobné riesenie problému, pre ktory nepozname exaktny algoritmus
alebo exaktni metdédu. Takéto riesenie je Casto iba priblizné, zalozené na uceni sa
z predchadzajucich vysledkov (metéda pokus — omyl). Po prvom rieseni moze ¢asto
dojst k lepsiemu vysledku pri dalsich rieseniach, ale heuristické metédy nam nikdy
nemozu zarucif, ze najdené riesenie je optimalne. Vyhoda tejto metddy je vSak jej
univerzalnost, jednoduchost a rychlost.

V tejto podkapitole sa budeme venovat jednoduchsim heuristikam, ktoré
zvacsa pouzivaju iba hodnotiacu funkciu, narozdiel od metaheuristik (popisovanych
v dalsej podkapitole), ktoré okrem hodnotiacej funkcie pouzivaji aj iné mechanizmy

sluziace k najdeniu lepSieho riesenia.



3.2.1 Hill-Climb algoritmus

Hill-Climb algoritmus patri medzi gradientné algoritmy, ¢o znamena, ze kazda dal-
sia volba uzlu na expandovanie nejakym sposobom zavisi na gradiente. Funkciu
Hill-Climb algoritmu mdzeme popisat nasledovne: na zaciatku sa nachadzame v
pociatocnej pozicii, teda v poc¢iatoc¢nom uzle. Algoritmus nahodne vyberie niekto-
rého zo susedov expandovaného uzlu. Vypocita hodnotu hodnotiacej funkcie tohto
rozhodnutia a dalej pocita hodnotiace funkcie pre ostatné susedné uzly. Nakoniec
vyberie prave ten uzol, ktory ma najlepsiu hodnotu hodnotiacej funkcie. Vybrany
uzol nasledne expanduje. Dalej algoritmus skontroluje, & je prave expandovany uzol
zaroven aj cielovym uzlom. Ak ano, algoritmus sa ukon¢i a vrati riesenie. Ak nie,
algoritmus pokracuje v prvom kroku az dovtedy, dokym sa nedostane ku koncovému
uzlu. Algoritmus zaroven prechadza vzdy do uzlov, ktoré este neboli expandované.
Pracuje sa vzdy iba s prave expandovanym uzlom. Susedia predchiddzajiceho uzlu
st vzdy pri expanzii nového uzlu zabudnuti.

Nevyhodou tohto algoritmu je moznost zaseknutia sa v lokdlnom extréme.
Algoritmus nemé ako zistif, ¢i nim najdené riesenie je iba lokalnym extrémom alebo
globélnym. Tiez moéze ddjst k zacykleniu — pohyb po nekonecéne dlhej ceste (napri-

klad pri konstantnom ohodnoteni hran v grafe) [6].

Obijektivna
funkcia Globalne
A maximum
Lokalne
Rameno .
\ maximum

, Stavovy
Momentalny stav " priestor

Obr. 3: Priklad chodu algoritmu Hill-Climb. Algoritmus si vzdy podla gradientu
vyberie najstrmsi spad (vertikdlne smerom hore, ak hladdme globdlne maximum
a vertikdlne smerom dolu, ak hladdme lokdlne minimum), po ktorom sa vyberie.

Néamet na obrazok prevzaty z: [41].



3.2.2 2-opt algoritmus

Algoritmus 2-opt je jednoduchy lokalny prehladavac, ktory ma pre pripad TSP velmi
podstatné vyuzitie a moze citelne zlepsit vyhladavanie rieSeni tohto problému. Jeho
hlavnou tlohou je najst cestu, ktora sa krizi a prehodit poradie uzlov tak, aby sa
dalej nekrizila.

Beh tohto algoritmu vyzera nasledovne: algoritmus 2-opt zoberie riesenie zis-
kané nejakym inym vyhladdvacim algoritmom. Jednu trasu (rieSenie) rozdeli na tri
subtrasy. Prva a tretia subtrasa sa nemenia, zatial ¢o v druhej subtrase algoritmus
nahodne prehodi poradie uzlov. Tieto tri subtrasy potom spoji a otestuje, ¢i ma
takto nova vytvorena trasa lepsiu cenu riesenia, ako bola cena predoslého riesenia.
Pokial 4no, algoritmus sa ukonc¢i, pokial nie, algoritmus pokracuje v slucke az dokym

nenajde také riesenie, ktoré bude mat lepsiu cenu riesenia ako bola pévodna cena

[9].

Obr. 4: Priklad vyuzitia 2-opt algoritmu. P6évodna trasa A-B—E—-D—-C—F—-G
sa zmenila na trasu s poradim uzlov A-B—C—D—E—F—G, ktordA ma lepsie

ohodnotenie ako trasa pévodnd. Namet na obrazok prevzaty z: [42].

3.2.3 A* algoritmus

Hodnotiaca funkcia algoritmu A* maé nasledujicu podobu:

f(@) = g(i) + h(i). (15)



Krok, v ktorom sa pre kazdého nasledovnika pocita hodnota hodnotiacej funkcie, aby
sa nasledne mohol vybrat najlepsi kandidatny uzol na expandovanie, ma nasledujicu
podobu: expanduje sa stav i; pre kazdého nasledovnika j stavu ¢ sa vypocita hodnota

hodnotiacej funckie ako:

fG) = 9() + h(h), (16)

pricom:

9() = 9(@) + (i, j), (17)

kde ¢(i, j) je cena prechodu od stavu i do stavu j [15]. Pre pripad TSP bude
v algoritme nutné vykonaf isté modifikdcie. Po tychto modifikaciach bude chod

algoritmu pre riesenie TSP vyzerat nasledovne [36]:

1. Vlozenie korenového uzlu do zoznamu navstivenych uzlov.

2. Ak je zoznam navstivenych uzlov prazdny, algoritmus sa ukonci.

3. Vyberie prvy uzol v zozname navstivenych uzlov, ozna¢ime ho ako uzol .

4. Ak je uzol 7 koncovym uzlom, algoritmus vrati vysledok a ukondi sa.

5. Vlozi vSetky dcérske uzly uzlu ¢ do zoznamu navstivenych uzlov. Vsetky polozky
v zozname navstivenych uzlov zoradi vo vzostupnom poradi podla hodnoty hodno-
tiacej funkcie.

6. Vrati sa ku kroku cislo 2.

3.3 Metaheuristiky

Metaheuristiky su zlozitejsie heuristické metddy, ktoré okrem hodnotiacej
funkcie vyuzivaju aj dalSie mechanizmy sliziace k ndjdeniu lepsieho riesenia. Tieto
mechanizmy slizia zvacsa na to, aby algoritmom najdeny lokalny extrém nebol po-
vazovany za extrém globalny a neukoncilo sa tak vyhladavanie predcasne. Vyznacuju
sa vacsou zlozitostou ako jednoduchsie heuristiky a casto st aj ¢asovo narocnejsie

na vypocet.

3.3.1 Simulated annealing

Algoritmus Simulated annealing (dalej iba SA) je inSpirovany redlnym procesom
ohrevu materidlu na uré¢itt teplotu, pri ktorej je materiél (kov) lahko tvarovatelny.
Postupnym ochladzovanim vplyvom okolitého prostredia sa jeho tvarovatelnost zni-

zuje. Takto nahriaty material sa tvaruje tym lahsie, ¢im je teplota vyssia. Postupne



zacne teplota klesat vplyvom chladnejsieho prostredia okolia (bud vplyvom izbovej
teploty, vody alebo oleja). Cfm bude teplota materidlu nizsia, tym tazsie sa material
bude tvarovat, az sa dostane na taku teplotu, Ze stuhne tplne a uz ho nebude mozné

tvarovat vobec.

Tab. 1: Vztah medzi termodynamickou simuldciou a optimalizaciou [14].

Termodynamicka Optimalizacia
simulacia
stav systému pripustné riesenie
energia hodnota tucelovej funkcie
zmena stavu prechod k susednému rieseniu
teplota riadiaci parameter
zmrazeny stav heuristické riesenie

Algoritmus SA je prezentovany ako algoritmus pre kombinatorické optimali-
zacné problémy. Je casto volenou metaheuristikou pre riesenie diskrétnych a spoji-
tych optimaliza¢nych tloh. KIicova vlastnost tohto algoritmu je schopnost uniknut
z lokalneho extrému tym, ze povoluje Hill-Climbovské pohyby, aby sa nasiel globalny
extrém.

Jednou z nevyhod tohto algoritmu je to, ze ma pomerne vela atribitov, ktoré
mozeme upravovat a optiméalne hodnoty tychto atribitov sa mozu lisit pre rézne
typy problémov. Existuju dva druhy sposobov tpravy tychto atributov: online a off-
line pristup. Pri online pristupe sa hodnoty parametrov upravuju dynamicky pocas
chodu algoritmu. Pri offline pristupe sa hodnoty atribitov zvolia ako konstanty este
pred spustenim algoritmu a po cely ¢as sa nemenia. Docielit optimalne naladenie pa-
rametrov nie je jednoduché a metoda pokus-omyl je vacsinou nepostacujica. Tieto
atribaty sa konkrétne: teplota, mraziaca teplota a koeficient a. Hodnota teploty sa
nastavi na konstantni velkost a po kazdej iteracii sa bude néasobif koeficientom «
pricom a < 1. Mraziaca teplota méa funkciu spodnej hranice. Ak hodnota teploty
klesne pod hodnotu mraziacej teploty, algoritmus sa ukondi.

Chod algoritmu mozeme popisat nasledovne: na zaciatku sa vygeneruje jedno
rieSenie (moze byt napriklad ndhodné alebo heuristické pomocou greedy search a
pod.). Dalej sa budii generovat ndhodné rieSenia zo susedstva aktualneho riesenia,
ktoré bud algoritmus SA prijme alebo nie. Ak je najdené rieSenie lepsie ako aktu-

alne riesenie, je automaticky prijaté ako nové riesenie. Ak je nové najdené riesenie



horsie ako aktudlne riesenie, tak to, ¢i ho algoritmus prijme zalezi na premennej p

— pravdepodobnosti prijatia nového riesenia. Pre tito pravdepodobnost plati:

= ECOSO) | (18)
kde f(y) je hodnota hodnotiacej funkcie nového riesenia y, f(z) je hodnota hod-
notiacej funkcie aktualneho riesenia x a ¢ je aktudlna teplota. Celkovo teda pre

pravdepodobnost prijatia nového riesenia p plati:

1, akf(y) < f(=),

P=9 —tw-re (19)
e ¢ nak.

Y

Tento cyklus sa opakuje, pokial hodnota teploty neklesne pod hodnotu mraziacej
teploty. V takom pripade sa algoritmus ukonci a vrati najlepsie najdené riesenie.
Vsimnime si, ze pouzitie tohto algoritmu nam nedava tuplnt istotu, ze bude najdené
najlepsie riesenie. Akceptovanim aj horsich rieseni (v zavislosti od momentalnej tep-
loty a od rozdielu od aktudlneho rieSenia) sa zvysuje pravdepodobnost toho, ze
algoritmom najdeny lokalny extrém nebude povazovany za extrém globalny a ne-
ukondi sa tak vyhladévanie predcasne [10]. Jednym z moznych pouziti algoritmu SA
na TSP-TW je jeho modifikicia Stlacené zihanie. Tento druh zihania je doplneny o
multiplikdtor variabilného trestu ktory sa nazjva tlak a dopliia parameter teploty.
V suvislosti s TSP-TW teplota riadi pravdepodobnost prechodu na horsiu trasu,
zatial ¢o tlak riadi pravdepodobnost prechodu na nerealizovatelnu cestu s ohladom
na casové okna. Viac o vyuziti tohto druhu algoritmu pre TSP-TW je mozné docitat

sa v praci: [11].

3.3.2 Tabu search

Algoritmus Tabu Search (dalej len TS) je metaheuristickd lokalna vyhladévacia me-
toda pouzivana pre matematickt optimalizaciu. Tak ako pri SA, jeho hlavnou vyho-
dou oproti ostatnym lokalnym vyhladavacim algoritmom je velka pravdepodobnost,
ze neuviazne v lokdlnom extréme. TS teda kombinuje lokalne hladanie zalozené na
mnozine elementarnych pohybov a heuristiky, ktoré maju zabranit vyskytu cyklov a
uviaznutiu postupu v suboptimélnom rieseni [12]. Zakladom T'S je vyuzivanie foriem

flexibilnej paméte. Tato pamét moze byt dvojakého druhu [14]:

o krdtkodobd pamdt — atribity pohybov, ktoré si po ur¢ity pocet iteracii zaka-
zané; su to atribity pohybov inverznych k vykonanym pohybom,
e dlhodoba pamdt — informéacie o frekvencii vyskytu atribiitov v doterajsom pro-

cese hladania; vyuzitie v procesoch intenzifikacie a diverzifikdcie.



Chod algoritmu mozeme popisat nasledovne: na zaciatku sa vygeneruje na-
hodné rieSenie (mdze sa ich vygenerovat aj viac a z nich sa na zaciatok vyberie to
najlepsie) a zoznam so zakdzanymi rieSeniami je prazdny. Dalej sa vytvori slucka,
v ktorej sa budu kroky opakovat, az pokial nie je splnend podmienka ukoncenia
(vyCerpanie vopred stanoveného Casu alebo poctu iterécii, zistenie, ze po stanove-
nom pocte iteracii algoritmus nedospel k lepsiemu rieseniu — predpoklad najdenia
globélneho extrému). K momentdlnemu rieSeniu sa vytvori zoznam kandidatnych
susednych rieseni. Z tohto zoznamu sa vyberie najlepsie riesenie a vykond sa kon-
trola, ¢i sa nachadza v zozname zakazanych rieSeni. Ak dno, riesenie je vymazané a z
kandidatneho zoznamu sa vyberie dalsie najlepsie rieSenie. Ak sa rieSenie v zozname
zakézanych rieSeni nenachadza, vykona sa porovnanie, ¢i je nové riesenie lepsie ako
doposial najlepsie najdené riesenie. Viac o implementéacii algoritmu TS pre VRP-
TW (z anglického Vehicle routing problem with time windows — Rozvozny problém

s Casovymi oknami), velmi podobnému TSP-TW, je mozné docitat sa v praci: [13].

3.3.3 Genetické algoritmy

Genetické algoritmy (dalej iba GA) st adaptivne heuristické prehladavacie metddy
inspirované evolu¢nymi mechanizmami prirodzeného vyberu a genetiky. Proces v
GA spociva v simulovani procesov prirodnych systémov potrebnych pre evoliciu,
konkrétne systémov zalozenych na principoch prezitia najsilnejsich, prvy krat pred-
stavenych Charlesom Darwinom. Tieto systémy predstavuji inteligentné vyuzitie
nahodného prehladédvania v rdmci definovaného priestoru na vyriesenie problému.
Aj napriek intenzivnym studiam matematikov, pocitacovych vedcov a dalsich vy-
skumnych pracovnikov v poslednych 50 rokoch zostava otazka moznosti zostrojenia
efektivneho riesenia zalozeného na GA nezodpovedana [32].

Realizovatelné riesenia TSP moézu predstavovat chromozémy pozostavajice z
génov. Kazdy gén v chromozome predstavuje nejaké miesto. Hodnoty tychto génov
a ich pozicia v retazci génu hovori GA, aké rieSenie toto individuum reprezentuje.
Dalej mozeme definovat matematicky model. Predpokladajme, ze C' = {1, 2, ..., 1,
.., n} su miesta, ktoré musia byt navstivené. Kazdy chromozém moze byt potom

reprezentovany nasledovne [32]:

X = (X1, Xoy oo, Xi, ooy X00), (20)

pre TSP, tento chromozém reprezentuje trasu:

Xi—= . =X.—=X,—X. (21)



PAVLOVIC, David. Problém obchodniho cestujiciho s casovymi okny

Aby bola zaistend validita chromozému, musia byt splnené nasledovné podmienky:

X,eC1<i<n (22)

X, £ X;i#j,1<ij<n (23)

Fitness funkcia v tomto algoritme ohodnocuje kvalitu kazdého individua. Kedze
cielom TSP je néjst najkratsiu trasu, fitness funkcia f(X) kazdého choromozému X
moze byt definovand nasledovne:

n—1

f(X) =Y D(Xi, Xi+1) + D(X,, X1), (24)

=1

kde:

n — celkovy pocet miest,

X, — ¢islo miesta v pozicii 1,
D(X;, X;) — vzdialenost z miesta X; do Xj,
D(X:, X;) = D(X;, X3).

Nova generacia

o © s © ®&—-0
0® ‘g0 ©-€
Inicializacia Selekcia Krizenie Mutacia

Obr. 5: Priklad procesu genetického algoritmu. Ndmet na obrazok prevzaty z: [43].

Viac o implementacii GA pre TSP-TW je mozné docitat sa v praci: [34].
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3.3.4 Metdédy rojovej inteligencie

Metdédy rojovej inteligencie patria tiez pod metaheuristiky, konkrétnejsie pod me-
tody inspirované zivou prirodou. St inspirované chovanim roju urc¢itého druhu zi-
vocichov (napriklad mravcov, véiel, maciek, vlkov a pod.). Tieto sposoby chovania
st prenesené do optimalizacie s cielom vyuzif ich pri hladani optimalneho riesenia.
Tento druh metaheuristiky je pomerne novym pristupom k rieseniu optimaliza¢nych

problémov.

Ant Colony Optimization

Ant colony optimization (dalej iba ACO) je inspirované spravanim niektorych dru-
hov mravcov pri hladani potravy. Tieto mravce zanechavaju na trase stopy feromoénu,
aby oznacili najlepsiu trasu, ktort budu ostatné mravce z kolénie nasledovat. Opti-
malizacia mravcov v prirode slizi ako priklad pre aplikaciu tohto pristupu k rieseniu
matematickej optimalizacie. Tuto stratégiu mozno implementovat pre najdenie rie-

senia TSP a s istymi modifikdciami aj pre najdenie riesenia TSP-TW.

Potrava Potrava Potrava

Mravec

Mravec

Mravenisko Mravenisko Mravenisko

Obr. 6: Proces hladania najkratSej trasy mravcov v prirode, ktorym je algoritmus
ACO inspirovany. Zelenou je znazornena slabd, oranzovou stredne silna a ¢ervenou

najsilnejsia feroménova stopa. Namet na obrazok prevzaty z: [22].



Pre jednotky, ktoré reprezentujui mravce v matematickej optimalizacii, plati:

e maju pamat, ¢o znamend ze nenavstivia uzly, ktoré uz predtym navstivili,

o dopredu presne vedia, aka bude vzdialenost dvoch uzlov a teda mozu si vybrat
cestu kratsiu,

» ak sa pri rozhodovani mravca stane to, ze dve a viac ciest budi mat rovnaké
ohodnotenie, mravec sa zvycajne rozhodne pre tu cestu, ktora bude obsahovat

silnejsiu stopu feroménu (tak ako to robia redlne mravce v prirode).

Vzdy, ked sa mravec dostane na rozcestie (teda ma na vyber minimalne dve dalsie

subtrasy), kazdej z nich sa priradi hodnota pfj, ¢o je pravdepodobnost s akou si

ju mravec vyberie ako dalsiu subtrasu, kde i je prave expandovany uzol, 7 je dalsi

mozny expandovany uzol a k je oznacenie daného mravca. Pre pravdepodobnost

vyberu danej subtrasy plati:

T
a

B
Zs € povolene, Tis * Tlis

Pl = (25)

kde:

« 7,; - intenzita feroménovej stopy medzi uzlami ¢ a j,

« « - parameter regulujtci velkost vplyvu 7,

i,

n;j - viditelnost uzlu j z uzlu ¢, ktord je rovna dl_, kde d;; je vzdialenost medzi
J
uzlami ¢ a j,

e [3 - parameter regulujuci velkost vplyvu 7;;,

povoleney, - mnozina uzlov, ktoré doteraz neboli navstivené mravcom k.
Pre pravedpodobnost volby danej subtrasy teda obecne plati:

a . B
Tij " My

7, J € povoleney
pf‘:] = Zs € povoleney Tis = Tis (26)

0, nak.

V skratke, pre uzly, ktoré este neboli navstivené mravcom k, sa pravdepodobnost
ich navstivenia cez hranu (i, j) vypocita vzrocom (25). Pre uzly, ktoré uz mravcom
k navstivené boli, bude pravdepodobnost automaticky nulova [17, 18].

Po tom, ¢o kazdy mravec vykona n iteracii, je ziskand kompletna trasa. Fe-
romoénové stopy na cestach su aktualizované takym sposobom, ze kratsie cesty budu
obsahovat vyraznejsiu stopu feroménu ako dlhsie cesty. Tak ako v prirode, feromoén
zanechévany na cestdch mravcami po ¢ase vyprcha. Cim je teda cesta kratsia a ide

po nej viacero mravcov, tym je na tejto ceste stopa feromoénu silnejsia, pretoze nou



mravci, ktorl po nej cestuji, chodia s vicsou frekvenciou a teda feromoénova stopa

sa neustale obnovuje. Predpis, ktorym sa feromén aktualizuje, je nasledovny:

Tii(t+1)=p - 7;(t) + ATy, (27)
kde:
!
Aty = Z ATZ‘]} (28)
k=1
pricom:
Q  ak mravec k cestuje po hrane (i, j
0, inak.

Definicie premennych a konstant st nasledovné:

e () — konstanta,

o L — diZka trasy,

» t — pocitadlo iteracii,

e p€ [0,1] — evaporacny faktor, ktory reguluje redukciu feromonu,

o Ar;; — celkovd zmena mnozstva feroménu na hrane (i, j).

Pre potreby TSP-TW vznikla modifikdcia algoritmu ACO. Viac o vyuziti tohto
druhu algoritmu ACO pre TSP-TW je mozné doéitat sa v praci: [19].

Particle Swarm Optimization

Particle swarm optimization (dalej iba PSO) je stochastickd optimalizacnd metoda
navrhnutd Eberhartom a Kennedym v roku 1995 [20]. Vychédza zo spravania ekosys-
tému, konkrétnejsie zo socialneho spravania zivoc¢ichov zijucich v skupinéach, napri-
klad ryb alebo vtakov letiacich v skupinach. Pri rieseni optimaliza¢nych problémov
sa tato metdda spolieha na mnozinu individui, pévodne usporiadanych nahodne,
ktoré nazyvame castice. Tieto Castice sa pohybuju v prehladavacom priestore. Kazda
z nich reprezentuje rieSenie problému. Navyse, kazda z nich ma pridelent poziciu
X,q arychlost V4. Kazda castica ma tiez v pamati zapisanu svoju doposial najlepsiu
dosiahnuti poziciu a doposial najlepsiu dosiahnutt globalnu poziciu vsetkych castic
[21].
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Obr. 7: Priklad chodu PSO algoritmu. V stradnom systéme st ruzovymi kruhmi
vyznacené Castice a hviezdicou je znazornené optimalne riesenie, ktoré sa algoritmus
snazi najst. Sipky zndzorfiujt rychlost danych ¢astic. Namet na obrazok prevzaty z:
(33].

Kazdej castici je v kazdej iteracii priradend jej rychlost podla nasledujiceho pred-

pisu:

Vie =Via+a- (Pig— Xia) + B (Pyga — Xia), (30)
kde:

e X,; — momentalna pozicia castice,

P;; — najlepsia pozicia castice,

P,q — globalne najlepsie rieSenie vsetkych castic,

a a 8 — koeficienty urcujice vahu vplyvu Py a Py, kde «, 8 € [0, 1].

Po vypocte rychlosti V;4 novi poziciu do dalsej iteracie dostaneme nasledovne:

Xia = Xia + Via- (31)
PSO je evoluéna vypoctova metdda pretoze ma nasledujice atributy:

« ma4 inicializacny proces, v ktorom sa vytvori ist4 populdcia (v tomto pripade
pozostavajuca z Castic) a kazdému prvku sa priradi ndhodné rieSenie,

o hlada nové lepsie riesenia v prehladavacom priestore tak, ze produkuje nové,
lepsie generacie,

« produkcia novej generacie je zalozena na predchédzajicej generacii.



Pre dalsiu tivahu budeme uvazovat PSO priamo pre riesenie TSP. Predpokladajme

postupnost riesenia TSP s n uzlami:

S=(a), i=1, .., n. (32)

Tu definujeme swap operdator SO(iy, i) ako zamenu uzlov a;; a a;s v rieseni S. Dalej
definujeme S” = S + SO(iy, iz) ako nové riesenie, na ktoré bol pouzity operdtor
SO(iy, ia). Takze znamienko ,+“ tu nadobida novy vyznam. Pre nézornost uve-
dieme priklad: predpokladajme, Ze existuje rieSenie TSP, obsahujtice pat uzlov S =
{1, 3, 5, 2, 4}. Swap operator je SO(1, 2), potom:

S§'=8+80(1,2)=(1,3,5 2 4+ (1, 2)=(3, 1, 5, 2, 4). (33)

Dalej si vysvetlime novy vyznam znamienka ,-“ Predpokladajme, Ze existuji dve
rieSenia A, B a nasou ulohou je zostrojif zakladni swap sekvenciu S5, ktora dokaze
za pomoci riesenia B dostat riesenie A. Definujeme SS = A — B (v tomto pripade
znamieno ,-“ tiez nadobtida nového vyznamu). M6Zeme potom zamienat uzly v B
na zaklade A zlava doprava, aby sme dostali S.S. Takze musi existovat rovnost A =

B + S5S. Swap sekvencia SS je vytvorena z jedného alebo viacero swap operatorov:

SS = (SO, 80, ..., SO,), (34)

S0, SO, ..., SO, st swap operatory, ktorych poradie v .S'S je tu velmi dolezité, pre-
toze swap sekvencia vzdy iniciuje swap operatory v poradi, v ktorom sa nachadzaju

v swap sekvencii. M6zeme to demonstrovat nasledovne:

S' =S+ 85 =5+ (S0;,80s,...,80,) = (S + SO;) + SOs) + ... + SO,. (35)

Rozne swap sekvencie, posobiace na rovnaké riesenie, moézu vytvorit rovnaké nové
rieSenie. Vsetky tieto swap sekvencie s pomenované ako ekvivalentna mnozina swa-
povych sekvencii. V tejto mnozine sa sekvencia s najmenej swap operatormi tiez
nazyva ako zdkladnd swap sekvencia.

V skratke mézeme potom chod algoritmu PSO popisat nasledovne: na za-
ciatku sa kazdej castici priradi ndhodné riesenie. Nasledne sa zahaji cyklicky algo-
ritmus, ktory bude ukonéeny po splneni stanovenej podmienky (napriklad prekroci
sa stanoveny maximélny pocet iteracii alebo ¢as, a pod.). Pre kazdu ¢asticu sa vy-
pocita nova pozicia. Vypocita sa rozdiel medzi Py a X;q, dalej A = Py - X;g a B
= P,y - Xiq kde A, B st zakladné swap sekvencie (operdator minus mé ten vyznam,
ze prislusna sekvencia posobi na druhy argument s cielom ziskaf prvy argument).

Dalej sa vypocita Vig podla predpisu (30) a Vig sa pretransformuje na zakladnt swap



sekvenciu. Vypocita sa nové riesenie podla predpisu (31). Ak sa ndjde nové lepsie rie-
senie, aktualizuje sa P;4. Na konci cyklického vypoctu sa aktualizuje hodnota P4, ak
sa naslo nové najlepsie riesenie. Po ukonceni cyklického vypoctu PSO vrati najlepsie
globélne riesenie P,y [23]. Pre potreby TSP-TW vznikla modifikacia algoritmu PSO
s nazvom Geneticky PSO. Viac o vyuziti tohto druhu algoritmu PSO pre TSP-TW

je mozné docitat sa v praci: [24].

Artificial Bee Colony

Artifical Bee Colony (dalej iba ABC) je algoritmus inspirovany spravanim roja vciel.

Vo vyuziti ABC pre optimalizaciu mozeme véely rozdelif na tri skupiny:

o wcely medonosné — ich tlohou je ndhodne prehladéavat ohrani¢eny priestor,
hladat v nom nektar a nasledne zdielat informacie ziskané pri hladani nektaru
s nasledovnikmi,

o nasledovnici — vcely, ktoré sa snazia najst ¢o najlepsi nektar za pouzitia infor-
macii ziskanych véelami medonosnymi, tieto véely majia uréitu vlastni selekéni
stratégiu,

e skauti — tito skupinu tvoria véely medonosné, ktoré opustili nektar, pretoze
ho zhromazdovali uz vopred urcéeny pocet cyklov alebo zhromazduju iba malé

mnozstvo medu; skauti neskor zacnu skiimat nové zdroje nektaru.

Tab. 2: Vztah medzi ABC a TSP.

Artificial Bee TSP
Colony
vcely medonosné iterdcie moznymi trasami
hodnota fitness dzka trasy
skauti najdenie novej trasy
nasledovnici ladenie trasy

Dalej si popiseme fazy, ktorymi ABC prechddza. St konkrétne dve. Prvou je podia-
tocna faza - predpokladajme m medonosnych véiel, m nasledovnikov a D-dimenzionalny
vektor X;;(j =1, 2, 3, ..., D) reprezentujuci lokaciu i-tého zdroju medu. Predpokla-
dajme dalej, ze pri kazdom zdroji medu operuje prave jedna véela medonosna, teda

mame m zdrojov medu. Inicializacia vyzera nasledovne:

X = X s + 6K + X ) (39

kde:



« X;; — momentélna pozicia kde i € {1, 2, ..., m},
e Xpar j @ Xpmin j — maximalne a minimdlne hodnoty v j-tej dimenzii,

e  — néhodné ¢islo pricom ¢ € [0, 1].

Druha faza sa nazyva taziaca faza. Po tom, ¢o véely medonosné najdu zdroj

medu, kvalita nektaru v nom je ohodnotena ako fitness, ktory je dany nasledovne:

L) >0

Fy = W fi 2 (37)
L+|fil, fi <0,

O tom, ¢i bude cesta aktualizovana sa nasledovnici rozhodni na zaklade nasleduju-

ceho predpisu:

F;
m F’i’

i=1

P = (33)

kde definicie premennych vo vyssie spomenutych vyrazoch:

o f; —adaptibilita i-teho zdroja medu,

o F; — fitness hodnota i-teho zdroja medu.

Véely medonosné a nasledovnici aktualizuji hodnoty pozicii nasledujicim predpi-

SOom:

Vij = Xij + o(Xi; — Xij), (39)

kde V;; oznacCuje novi poziciu, pricom k € {1, 2, ..., m} a k # i je ndhodné ¢islo.

Chod algoritmu moézeme popisat nasledovne. Na zaciatku sa inicializuju za-
kladné parametre a vypocita sa poéiatoéné pozicia véiel podla predpisu (36). Dalej
sa vytvori cyklus, v ktorom sa nasledovne vypocita fitness hodnota nektaru, néj-
deného vcelami medonosnymi, podla predpisu (37). Porovna sa s ostatnymi hod-
notami a uloz{ sa optimalna hodnota. Dalsim krokom je to, Ze nasledovnici vyberi
véely medonosné podla predpisu (38) a aktualizuji poziciu nového zdroja medu
podla predpisu (39). Porovna sa fitness hodnota aktualizovanej pozicie a ulozi sa
optimalna hodnota. Ak existuje aspon jedna skautska vcela, pociatocna pozicia sa
reviduje podla (36) a vykond sa aktualizdcia optimalizacie. Ak skautska vcela ne-
existuje a pocet vykonanych iteracii prekonal prednastaveny pocet maximalneho
poctu iteracii, cyklus sa ukoné¢i a program vrati najlepsiu najdent hodnotu. Ak po-
¢et vykonanych iterdcii este nedosiahol maximum, cyklicky vypocet pokracuje [26].
V suvislosti s problémom TSP-TW bola vytvorena modifikacia algoritmu ABC s
nazvom Diskrétny algoritmus ABC. Viac o vyuziti tohto druhu algoritmu ABC pre
TSP-TW je mozné docitat sa v préaci: [27].






4 Vybrané stratégie riesiace TSP-TW

V tejto kapitole si popiseme implementaciu vybranych stratégii priamo na nas pri-
pad TSP-TW. Popiseme si, aké modifikacie museli byt urobené oproti pouzitiu na
klasicky TSP. Pre lepsie pochopenie si ale v ivode popiseme, ako vyzeraju vstupné
data a celkovo, ako vyzeral nas pripad TSP-TW a ¢o ho reprezentovalo.

Vstupné data boli realne lety medzi existujucimi letiskami. Uzly boli teda za-
stupené letiskami, hrany jednotlivymi letmi a ¢asové okno pozostavalo z toho, ze nie
kazdy den existoval z mesta x let do vSetkych ostatnych miest. Jednotlivym letiskdm
boli pre kazdy den pridelené konkrétne lety na iné letiska. Zohladnenda teda musela
byt moznost, ze nie vzdy existuje z uzla x v i-ty den cesta do vSetkych ostatnych
uzlov. Tomuto museli byt prisposobené vsetky stratégie, aby tak nedochadzalo k
slepym ulickam. Pre implementaciu boli vybraté jedna stratégia z neinformovanych
metod a pat stratégil z metdd informovanych. Konkrétne jedna z jednoduchsich he-
uristik a po dve stratégie z ostatnych podskupin informovanych metéd prehladavania

okrem GA. Boli teda vybrané:

o neinformované metody:
— Random Search
e jednoduché heuristiky:
— Hill-Climb
o metaheuristiky:
— Simulated Annealing
— Tabu Search
o metddy rojovej inteligencie:

— Particle Swarm Optimization

Pred tym ako si zacneme popisovat jednotlivé pouzité stratégie, popiseme si fun-
govanie 2-opt algoritmu, ktory bol pri stratégiach pouzity ako pomocné lokalne

prehladévanie.
4.1 2-opt

Tento algoritmus ndm sdm o sebe riesenie nendjde. Je vsak velmi dobre pouzitelny na
optimalizaciu rieSenia najdeného nejakou zlozitejSou stratégiou. Pri implementacii
bol pouzity pre vsetky stratégie okrem Hill-Climb algoritmu.

Popis chodu 2-opt algoritmu mozeme popisat nasledovne. Na vstup vzdy

dostane zoznam rieseni, ktoré vygenerovala nejaka zlozitejsia metdda. Algoritmus



2-opt vyberie m najlepsich rieseni zo zoznamu. Na tychto m rieseni sa dalej pocas
i iterdcii tento algoritmus sdm aplikuje (skontroluje, ¢i sa niektoré hrany v rieSeni
krizia a ak dno, vytvori nové spojenia hran tak, aby sa nekrizili, az pokial nenajde
také riesenie, ktoré je lepsie ako povodné a zaroven je korektné, teda neobsahuje
slepui ulicku). To znamend, ze po prvej iterdcii vytvori zoznam A s po¢tom novych
rieSeni m. V druhej iterdcii sa algoritmus 2-opt znova aplikuje, tentokrat na vsetkych
m rieSeni v zozname A, a novo vytvorené — lepsie — rieSenia zapise do zoznamu
B. Takto sa cyklus opakuje a po dosiahnuti i-tej iteracie sa z konec¢ného zoznamu

vyberie najlepsie riesenie, ktoré je celkovym riesenim.

4.2 Random Search

Metoda Random search je jedinym zastupcom neinformovanych metéd prehladava-
nia medzi implementovanymi metédami. Fungovanie tohto algoritmu je velmi jed-
noduché, riesenia st Cisto ndhodné (avsak korektné) a algoritmus neobsahuje Zia-
den mechanizmus zamedzujtci uviaznutiu v lokalnom extréme. Algoritmus si pri
expanzii novych miest vzdy najprv zisti, ktoré lety je v dany den z daného mesta
mozné absolvovat. Néasledne sa ndhodne rozhodne pre jeden z nich a za jeho vyuzitia
expanduje nové mesto. Ak sa stane, ze z urc¢itého mesta uz neexistuje let do dopo-
sial nepreskimaného miesta, riesenie sa zahodi a ide sa odznova. V takomto pripade
sa iterdcia nepocita — pocitaju sa vzdy iba iteracie, v ktorych je ndjdené korektné
riesenie. KedZe ide o neinformovani metédu (respektive urcéuje sa vzdy az kvalita
konecného riesenia pomocou externej funkcie, nie medzikrokov), pravdepodobnost
najdenia najlepsieho riesenia je tplne rovnaka ako pre prvi, tak aj pre posledni
vykonan iteraciu. Vsetky vysledky sa ukladaji do zoznamu rieseni a tento zoznam
nakoniec slizi ako vstupné data pre 2-opt algoritmus. Z 2-opt algoritmu vzide findlne

rieSenie.

4.3 Hill-Climb

Metoda Hill-Climb je jedinym zastupcom jednoduchych heuristik z implementova-
nych met6d. Tato metoda je pomerne jednoducha a je velmi rychla, pretoze vypocet
je realizovany iba v jednom cykle. Do implementovanych metod bola zaradend najmé
pre porovnanie s ostatnymi stratégiami a jej rychlost. Nepredpoklada sa, ze bude
patrit medzi najuspesnejsich riesitelov.

Chod nami implementovaného Hill-Climbu moézeme popisat nasledovne. Pre

kazdy den sa vygeneruje zoznam moznych subciest z prave expandovaného mesta do



ostatnych miest. Z tohto zoznamu sa vzdy vyberie ta, ktora ma najlepsie ohodno-
tenie. Takto sa pokracuje az dokym sa znovu nedosiahne pociatocného, respektive

kone¢ného uzlu. Algoritmus priamo vrati vysledok.

4.4 Simulated Annealing

Metoda simulated annealing reprezentuje metaheuristiky. Jej vyssia zlozitost v po-
rovnani s jednoduchymi heuristikami spociva v tom, ze SA automaticky neprijme
kazdé riesenie, ale na zaklade pravdepodobnosti nové riesenie bud prijme alebo nie.
Obsahuje teda urc¢ité mechanizmy, ktoré zabranuju uviaznutiu algoritmu v lokdlnom

extréme. Casovo je teda narocnejsia ako dve predoslé spomenuté metody.

Vol'ba Start
parametrov a

Ano

Je splnena
ukoncovacia
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Obr. 8: Schéma chodu implementovaného Simulated annealing algoritmu.

Chod SA, nami implementovanej, moézeme popisat nasledovne: na zaciatku
sa staticky pridelia hodnoty vstupnych parametrov. Nastavi sa hodnota pociatocne;j
teploty, mraziacej teploty a koeficientu «. Dalej sa spusti cyklus, v ktorom sa po

kazdej iterdcii kontroluje, ¢ je splnend ukoncovacia podmienka (v tomto pripade ¢



teplota klesne pod mraziacu teplotu). Ak nie je, pokracuje sa ndjdenim nového rie-
Senia. RiesSenie sa hlada ndhodne a tento tikon sa vykonava az pokym nie je najdené
korektné riesenie (bez slepej ulicky). Ak sa takéto rieSenie ndjde, posunie sa do roz-
hodovacieho mechanizmu. Tento mechanizmus rozhoduje o tom, ¢i je nové rieSenie
prijaté a nasledne doplnené do zoznamu rieseni, alebo je odmietnuté. Pravdepo-
dobnost prijatia nového rieSenia zavisi na vztahu (19). Na konci iterdcie sa upravi
hodnota novej teploty ako sti¢in momentalnej teploty a koeficientu a.. Ak po niekto-
rej z iterdcii bude platit, Ze teplota klesla pod hodnotu mraziacej teploty, cyklus sa
ukond¢i a zoznam rieSeni sa vlozi do 2-opt algoritmu. Ten vyberie najlepsie z rieseni
v zozname, aktualizuje ich svojim mechanizmom a vrati najlepsie najdené riesenie.

Po tomto sa algoritmus ukonci.

4.5 Tabu Search

Metoda Tabu search je dalsia z radu metaheuristik. Jej vyssia zlozitost v porovnani
s jednoduchymi heuristikami spociva v tom, ze algoritmus neprijme nové riesenia,
ak sa uz nachadzaju v zakdzanom zozname. Do zoznamu obsahujticeho zakazané
rieSenia sa dostane riesenie vtedy, ak v nom este nie je. Tento zoznam ma fixni
diZku a ak sa presiahne hrani¢n4 fixnd velkost tohto zoznamu, najstarsie rieSenie sa
odstrani.

Chod algoritmu mézeme popisat nasledovne. Na zaciatku st zvolené statické
hodnoty parametrov. Urc¢i sa pocet iteracii pre opakovanie chodu algoritmu a pocet
iteracii, kolkokrat nezmenena hodnota rieSenia znamena predpoklad, ze sme nasli
globalny extrém. Druhy parameter slizi na to, aby sa chod algoritmu zbytoc¢ne
nepredlzoval, ak je uz zjavné, ze sme dospeli do globalneho extrému. Oba tieto
parametry slizia ako ukoncovacia podmienka. Poslednym parametrom je staticka
velkost zakazaného zoznamu. Po volbe parametrov sa skontroluje, ¢i je ukoncovacia
podmienka splnend, ak nie je, pokracuje sa ndjdenim nového riesenia. Toto rieSenie
sa hlada dovtedy, dokym nie je korektné. Najdené korektné riesenie sa porovna s
rieSeniami v zozname zakazanych rieseni. Ak uz sa v nom nachédza, riesenie sa
ignoruje a hladd sa nové riesenie (cely algoritmus sa posunie o krok dozadu). Ak
dané riesenie naopak v zakdzanom zozname nie je, pokracuje sa jeho vlozenim do
zakézaného zoznamu a do zoznamu rieSeni. Prebehne tiez kontrola dlzky zakdzaného
zoznamu a ak je prekrocend, vymaze sa z neho najstarsie riesenie. Pokracuje sa
kontrolou, ¢i je splnend podmienka, ktord ukoncuje cyklus. Po splneni niektorej z
ukoncovacich podmienok sa na zoznam rieseni aplikuje 2-opt algoritmus, ktory este

vylepsi najlepsie doposial najdené riesenia a vrati z nich to najlepsie.
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Obr. 9: Schéma chodu implementovaného Tabu search algoritmu.
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4.6 Particle swarm optimization

Metoda Particle swarm optimization je metoda spadajica pod metaheuristiky, kon-
krétnejsie pod metddy inspirované zivou prirodou — konkrétne chovanim roja urci-
tého druhu zivoc¢ichov. Hlavnou komponentou PSO st castice, ktoré sa v pociatku
naplnia ndhodnymi rieSeniami a dalej sa upravuju. Swap operatory, ktoré umoznnuju
zmenu rieseni v casticiach medzi generaciami, sa snazia najst vzdy lepSie riesenia za
pomoci lokalneho najlepsieho riesenia danej castice a globalneho najlepsieho riesenia
vsetkych castic.

Chod algoritmu mézeme popisat nasledovne: na zaciatku sa zvolia konstantné
hodnoty vstupnych parametrov. Vstupné parametry sa koeficienty « a 3, pocet ite-
racii, pre ktoré sa bude chod algoritmu vykonavat a velkost populacie, teda kolko
castic sa ma na zaciatku vygenerovat a naplnit ndhodnym riesenim. Pri plneni castic
sa musi pre kazdu casticu vygenerovat korektné riesenie. Po naplneni castic riese-
niami sa spusti cyklus, ktorého jedina ukoncovacia podmienka je pocet iteracii. Vo
vnutri tohto cyklu sa spusti dalsi cyklus, ktory pre kazda casticu vykona nasle-
dovné: najprv sa vytvoria swap operatory z porovnania momentilneho rieSenia v
danej castici a z najlepSieho riesenia v danej castici. Jednotlivym swap operato-
rom sa po porovnani prvkov momentalneho a najlepsieho lokalneho riesenia priradi
prvok, ktory sa bude zamienaf v momentalnom rieseni. Swap operatorom sa tiez
priradi poloha tohto prvku v najlepsom lokdlnom rieseni tejto castice a konstantna
hodnota «a. Tak isto sa v dalsom kroku vytvoria swap operatory pre porovnanie
momentalneho riesenia a globalneho najlepsieho riesenia, ale tentokrat s priradenim
koeficientu 3. Dalej sa tieto swap operatory aplikuji na momentélne rieSenie s tym,
ze pravdepodobnost kazdého vykonania swapu urcuju koeficienty o a 3, podla toho
ktory bol akému operdtoru priradeny. Po vykonani vSetkych zdmien ndm vznikne
nové riesenie, ktoré by malo byt lepsie ako rieSenia z minulej generacie. Nakoniec sa
vyhodnoti, ¢i riesenie, ktoré sme dostali po vykonani vsetkych zamien je korektné,
alebo ho treba upravit. Ak algoritmus zisti, Ze dané riesenie neexistuje, zacne na-
hodne zamienat dvojice uzlov v rieSeni, az dokym nenajde také riesenie, ktoré je
korektné - neexistuje v nom slepa ulicka a zo vSetkych uzlov v rieseni existuje v
dany den let do dalsieho uzlu v poradi riesenia. Pri tomto tikone hrozi, Ze prideme
o vyhodu vyplyvajicu z toho, ze dalsia generacia by mala mat lepsie riesenie. Je
to vsak cena za dodrziavanie podmienky ¢asového okna. Navyse nie je vylucené, ze
po ndhodnej vymene dvoch uzlov nedosiahneme riesenie lepsie. V dalSom kroku sa
vykona kontrola, ¢i je nové riesenie lepsie ako lokalne najlepsSie riesenie danej castice,
a tiez, ¢i je lepSie ako globalne najlepsie riesenie vSetkych castic. Ak ano, prepisu sa.
Po vykonani vsetkych iteracii budu najlepsie globalne riesenie spolu s niekolkymi

najlepsimi lokalnymi rieseniami z castic sluzit ako vstup do 2-opt algoritmu, ktory



ich upravi a vyberie z nich to najlepsie, ktoré sa nakoniec vrati ako vysledné riesenie

PSO algoritmu.
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Obr. 10: Schéma chodu implementovaného PSO algoritmu.

tomto pripade obsahovat P, a niekolko najlepsich P.

Zoznam rieseni bude v






5 Popis implementacie

V tejto kapitole si popiseme, ako bola prevedend a ¢im bola inspirovana implemen-
tacia. Popiseme si pravidla vychadzajice z dvoch sufazi, ktorymi sa implementacia
riadila. Dalej si popiSeme vstupné data a vysvetlime si tiez postup pouzity pri prog-
ramovani testovacej aplikacie TSP-TW solver. Tento postup bude obsahovat najma
popis implementovanych tried v programovacom jazyku Python, v ktorom bola ap-
likdcia naprogramovana. Ukazeme si, ako spolu jednotlivé triedy suvisia a ako na
seba nadvazuju. V dalSej casti tejto kapitoly si opiseme chod aplikacie TSP-TW

solver a tiez popis jej uzivatelského rozhrania.

5.1 Realizacia implementacie

Celd implementacia bola inspirovana dvoma stufazami organizovanymi spolocnostou
Kiwi.com s.r.o. Ulohou sutaziacich bolo vytvorit aplikdciu, ktord néjde najlepsiu
trasu na zaklade danych tdajov o letoch. Obchodného cestujiceho z TSP-TW v tejto
ulohe predstavoval cestujici, ktory sa snazil najst ¢o najlacnejsiu trasu poskladani
z letov. Cestujuci musel kazdy den vykonat prave jeden let a musel navstivit vsetky
definované mesta. Pri testovani implementovanych stratégii boli zo stutazi pouzité

nasledujice polozky:

 Ciastocné pravidla sutazi,
o vstupné testovacie datasety,

« verifikacné testovacie skripty.
Ciasto¢ne pouzité pravidld zo sttazi vyzerali nasledovne [28]:

e 1ulohou bolo najst Hamiltonovski kruznicu v Casovo zavislom orientovanom
grafe,
e dané bolo:
— m letov operujicich medzi n mestami,
— n dni na navstivenie n miest,
— pociatocné, respektive konecné mesto,
o zahdjenie dilom ¢ v meste z znamena, Ze je mozné chytit vsetky lety operujuice
pocas dna i+1 z mesta x,
o vsetky lety st okamzité, ¢as potrebny na nastup do lietadla a vystup z lietadla
sa neberie do uvahy,

e kazdy den je nutné vykonat prave jeden let,



e moze sa staf, ze v niektoré dni nebudu existovat lety medzi niektorymi mes-
tami,
e je garantované, ze z udajov zo vstupnych dat je mozné zostrojif minimalne

jednu Hamiltonovski kruznicu.

Vstupné data boli textové sibory s koncovkou .txt, ktoré obsahovali informacie o
jednotlivych letoch. Prvy riadok vzdy obsahoval IATA kéd pociatoéného letiska
(IATA kéd je identifikator sluziaci k jednoduchsiemu rozpoznaniu daného letiska a
pre kazdé letisko je unikétny [35]). VSetky ostatné riadky uz mali rovnaky formét.
Na zaciatku bol vzdy IATA kod letiska, z ktorého let zacinal. Nasledoval TATA kéd
letiska, v ktorom let koncil, dalej den, v ktory bolo dany let mozné uskutocnit a na
konci bol idaj o cene tejto trasy. Vsetky tieto tidaje boli v textovych dokumentoch
oddelené medzerou. Zhrnutie informacii o tom, ako vyzerali vstupné data teda vyzera

nasledovne:

o <odkial, kam> — TATA kédy letisk pozostavajice z troch pismen anglickej
abecedy pisané velkymi pismenami (A az Z),

e <cena> — pozostava z kladného celého ¢isla (0 < Cena < 65535),

o <den> — pozostava z kladného celého ¢isla a symbolizuje, ktory den v poradi
moze byt dany let vykonany,

o vstupné déata su zoradené podla abecedy.

Dalej si ukazeme vzor, ako mohli vyzerat jednotlivé vstupné data:

NAP

BRQ FCO 1 40
BRQ NAP 1 510
FCO BRQ 0 641
FCO NAP 2 3
NAP BRQ 0 10

Pre kontrolu boli tiez pouzité testovacie skripty zo sufazi. Tieto skripty kontrolovali
validitu vysledkov (format, spravnost, uskutocnitelnost). Tieto skripty st dostupné
na webovej adrese: [28]. Viac informadcif o sttaziach mozno néjst na webovej adrese:
[29, 30].



5.2 Volba programovacieho jazyka

Pre implementaciu bol zvoleny programovaci jazyk Python. Python je interpre-
tovany, interaktivny, objektovo orientovany programovaci jazyk. Zahfna moduly,
vynimky, dynamické pisanie, dynamické datové typy na vysokej drovni a triedy.
Podporuje viac paradigiem programovania presahujicich objektové programovanie,
napriklad proceduralne a funkéné programovanie. Python kombinuje pozoruhodnii
silu s velmi jasnou syntaxou. Ma rozhrania s mnohymi systémovymi volaniami a
kniznicami, ako aj s roznymi okennymi systémami a je rozsiritelny v jazykoch C
alebo C++. Je tiez pouzitelny ako rozsireny jazyk pre aplikacie, ktoré potrebuju
programovatelné rozhranie. Python je tiez prenosny — bezi na mnohych variantoch
Unixu vratane Linuxu a macOS a na operacnom systéme Windows [37].

Hlavnou motivaciou pre volbu tohto programovacieho jazyka bola jeho jedno-
duchost a obrovské mnozstvo kniznic. Nevyhodou volby tohto jazyka je vSak vacsia
casova narocnost pri vypocte, napriklad oproti programovaciemu jazyku C+-+, v

ktorom je mozné mechanizmy optimalizovat tak, aby boli ¢asovo menej naroc¢né.

5.3 Triedy vytvorené pri implementacii

Pre pripad testovacej aplikacie TSP-TW solver bolo implementovanych viacero tried.
V tejto kapitole si popiseme ich podobu a tiez ich navaznost na seba. Ich schému

mozeme vidiet na obrazku 11.

5.3.1 Pomocné triedy a triedy obsahujiice optimalizacné prvky

Metoda data formatter

Jedinad metdda, ktora nie je priradenda k ziadnej triede je metéda data_formatter. Z
hladiska jej unikatnej funkcnosti a lepsej strukturalizacii bolo rozhodnuté, ze bude
obsiahnuta iba v samostatnom sibore a nebude pridelena pod ziadnu triedu. Tuto
metodu mozeme tiez nazvat akousi vstupnou branou pre kazdu stratégiu. Jej ilohou
je sformatovat vstupné data tak, aby s nimi nasledne mohli jednotlivé triedy praco-
vat. Jej vstupom je stbor obsahujici zadanie pre TSP-TW a vystupom je zoznam
moznych letov (hrdn v ¢asovo orientovanom grafe), zoznam miest (uzlov v ¢asovo

orientovanom grafe) a pociatoéné mesto (pociatocny uzol).
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Obr. 11: Schéma vytvorenych tried. Hrubym pismom s vyznacené nazvy suborov,
italikou st vyznacené triedy a klasickym pismom st vyznacené metddy prislichajice

jednotlivym triedam.



Trieda Search

Vstupom pre triedu Search su informacie o letoch predstavujicich hrany v ¢asovo
orientovanom grafe. Tato trieda obsahuje staticki metodu fitness, ktora slizi ako
fitness funkcia pre implementované stratégie. Na jej vstup sa privedie riesenie a
vistupom je cena tohto riesenia. Dalej obsahuje metédu hillclimb, ktora slazi pre
prevedenie Hill climb algoritmu. Jej vystupom je najlepsie ndjdené riesenie tohto
algoritmu spolu s cenou tohto riesenia. Dalsia metéda, ktort tato trieda obsahuje je
metoda random__search. Ta je dalej pouzita v metdde random__search _algorithm a

v niektorych dalsich.

Trieda Optimization

Vstup pre triedu Optimization, tak ako pre predosli triedu, st informécie o letoch
reprezentujucich hrany. Tato trieda obsahuje statickii metédu solution_to list a
nestaticki metédu new_ route. Tieto metédy majui doéleziti tdlohu pri zamienani
uzlov a tvoreni novych ciest po tom, ¢o st najdené nekorektné riesenia. Trieda dalej
obsahuje metédu two_opt, ktord slizi ako zaklad pre metdédu two opt_solution.
Prva menovana ma za tlohu najst lepsie rieSenie na zaklade riesenia najdeného inou
stratégiou. Druha menovana zase prevedie 2-opt algoritmus do viacerych iteracii a

vrati najlepsie najdené rieSenie spolu s jeho cenou.

5.3.2 Triedy reprezentujice zlozitejsie heuristiky

Trieda Simulated Annealing

Trieda Stmulated Annealing reprezentuje metaheuristicky algoritmus SA. Na jej
vstup sa privadza viacero parametrov. Konkrétne st to informacie o letoch, teplota,
mraziaca teplota a koeficient «.. Trieda dalej obsahuje dve metoédy. Prvou je metdda
accept__solution, ktora rozhoduje o tom, ¢i bude nové najdené riesenie prijaté alebo
nie (postupuje podla vztahu (19)). Nové rieSenie sa privedie na vstup tejto metody a
ta bud zapise toto riesenie a jeho cenu do globalneho zoznamu s rieSeniami a zoznamu
s cenami alebo nie. Druhou metédou je metdéda simulated_annealing, ktord 0z
priamo reprezentuje mechanizmus algoritmu SA. Zoznam s najdenymi rieseniami
sa na konci chodu tejto metody pouzije ako vstup pre algoritmus 2-opt. Vystupom

tejto metddy je potom najlepsie ndjdené riesenie spolu s jeho cenou.



Trieda TabuSearch

Trieda TabuSearch reprezentuje metaheuristicky algoritmus TS. Vstupmi pre tito
triedu st informécie o letoch, pocet iteracii chodu algoritmu, velkost zakazaného
zoznamu a maximalny pocet iteracii bez zmeny vysledku, po ktorom sa algoritmus
ukonéi (splni sa tak predpoklad, ze algoritmus uz dosiahol globédlny extrém). Tato
trieda obsahuje iba jednu metédu s nazvom tabu_ search, ktord sa stara o celkovy
mechanizmus chodu algoritmu TS. Jej tilohou st teda vsSetky tkony tohto algoritmu,
konkrétne teda hladat riesenia, prijimat alebo neprijimat ich, plnit zakdzany zoznam
a tiez odstranovat riesenia zo zakazaného zoznamu, pokial je prekrocend jeho fixna
velkost. Zoznam rieseni sa nakoniec privedie na vstup 2-opt algoritmu. Metoda vracia

najlepsie najdené riesenie a jeho cenu.

Triedy Particle a PSO

Algoritmus PSO je reprezentovany triedami Particle a PSO. Trieda Particle re-
prezentuje jednotlivé castice. Vstupom je pociatocné riesenie a jeho cena, ktoré sa
do castice ulozia. Kazda castica vzdy obsahuje informacie o momentalnom rieseni a
jeho cene a o najlepsom lokalnom rieseni danej castice a jeho cene. Kazda castica tiez
obsahuje premennii s ndzvom rychlost, v ktorej sa uchovavaji zmeny, ktoré moézu byt
pre dani casticu vykonané v momentalnej iteracii. Trieda PSO ma viacero vstup-
nych parametrov. Konkrétne su to informacie o letoch, pocet iterécii, pre ktoré ma
algoritmus PSO bezat, velkost populacie (teda kolko cCastic bude vygenerovanych),
koeficient « a koeficient 3. Tato trieda dalej obsahuje metody particles  fill a pso.
Prva menovana sluzi na pociatocné naplnenie ¢astic korektnymi rieSeniami. Metdda
pso potom obsahuje hlavné mechanizmy algoritmu PSO. Po naplneni castic do-
chadza k tvorbe swap operatorov a nasledne k jednotlivym zamenam v casticiach.
Metoda potom skontroluje korektnost najdenych rieseni a pripadne ich upravi. Na
konci sa zoznam rieSeni aj s ich cenami pouzije ako vstup do algoritmu 2-opt. Metdda

vracia najlepsie najdené riesenia a jeho cenu.

5.3.3 Triedy reprezentujtuce grafické rozhranie

Funkciu grafického rozhrania zabezpecuju triedy Options a Window. Trieda Options
sa stara o funkciu okna s nastaveniami parametrov a obsahuje metédu save__parameters,
ktora uklada uzivatelom zvolené parametre. Trieda Window obsahuje viacero me-
tod, konkrétne st to plot__nz a show__results ktoré zabezpecuju vykreslovanie grafov,
to_xlsz, ktorad zapisuje vysledky do stiboru s priponou .xlsx, print_path__info ktora

vypisuje vysledky stratégii do konzoly a metédu run, ktora sa stard o vypocet.



5.4 Vykreslovanie vysledkov

Vykreslovanie vysledkov, teda konkrétne vykreslovanie vyslednych grafov, prebiehalo
za pouzitia dvoch kniznic, konkrétne kniznic NetworkX a matplotlib. NetworkX
je kniznica v programovacom jazyku Python, sliziaca na tvorbu, manipuléaciu a stu-
dovanie struktir, dynamik a funkcii komplexnych sieti [44]. Matplotlib je obsiahla
kniznica pre tvorbu statickych, animovanych a interaktivnych vizualizacii [45]. Ako
uz v tejto praci bolo viackrat spomenuté, uzly vo vyslednych grafoch reprezentovali
mesta, v ktorych sa nachadzali letiskd a hrany reprezentovali jednotlivé lety medzi
letiskami. Jednotlivym letiskdm boli priradené stradnice totozné s redlnymi (strad-
nice boli tvorené zemepisnou dizkou a &rkou). Tieto stradnice boli ziskané z nasle-
dujiceho zdroja: [46]. Néasledne bol vytvoreny textovy subor airports_coords.txt,
ktory obsahuje suradnice viac ako desattisic letisk. Tento stibor sa nacita pri kazdom

spusteni aplikacie.

5.5 Aplikacia TSP-TW solver

V tejto podkapitole si predstavime vyvinutu aplikaciu TSP-TW solver, ktora slazi
na zobrazovanie a zapis vysledkov jednotlivych implementovanych stratégii. Ako
mozeme vidiet v hlavnom okne na obrazku 12, aplikdcia méa viacero nastavitelnych
parametrov. V hornej liste si mozeme vSimnut viacero tlacidiel. Ich funkcie, aktivo-

vané ich stlacenim, su nasledovné:

o Zahdjit vypocet — zahaji vypocet zvolenych stratégii.

o Nastavenia — otvori sa nové okno s nastaveniami (obr. 14), kde uzivatel moze
zvolit parametre jednotlivych stratégii a tiez vstupny sibor s datami.

o Importovat vysledky do .zlsx — importuje vysledky vsetkych testovanych stra-
tégii do suboru s priponou .xlsx.

o Zobrazit vysledky — zobrazi vysledny graf vybranej stratégie a v malej konzole

napravo zobrazi riesenie a cenu riesenia.

Ukoncit aplikdciu — ukonéi chod aplikacie.

Dalej si na obrazku 12 mézeme vsimnit moznost vyberu Stratégia pre zobrazenie,
ktorad obsahuje rolovaciu listu. V tejto liste si moze uzivatel zvolit stratégiu, ktorej
vysledky chce zobrazif. V pravom hornom rohu st tiez zaskrtavacie policka. Pomocou
tychto policiek si uzivatel zvoli, ktoré stratégie chce do vypoctu zahrnuf. Priklad

pouzitia aplikdcie mdze byt nasledovny:
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1. Uzivatel v pravom hornom rohu zaskrtne, ktoré aplikacie chce testovat.

2. Po kliknuti na tlac¢idlo Nastavenia zvoli parametre testovanych stratégii a vstupny
subor.

3. Uzivatel spusti vypocet stisknutim tlacidla Zahdjit vipocet.

4. Po tspesnom dokonceni vypoctu sa uzivatelovi zobrazi kontextové okno s ozna-
mom o uspesnom dokonceni vypoctu.

5. Uzivatel v rolete s nazvom Stratégia pre zobrazenie vyberie stratégiu, ktorej vy-
sledky chce zobrazit. V okne sa zobrazi vysledny casovo orientovany graf a v malej
konzole napravo sa zobrazi riesenie aj s ceho cenou.

6. Uzivatel moze importovat vysledky vybranych stratégii na danom datasete stla-
cenim tlacidla Imporotvat vysledky do .xlsz.

7. Uzivatel moze ukoncit aplikaciu stlacenim tlacidla Ukoncit aplikdciu alebo moze

pokracovat v testoch vratenim sa ku kroku ¢islo 1.

Aplikacia tiez obsahuje viacero oSetreni a vynimiek. Napriklad pri pokuse o zobra-
zenie vysledkov stratégie, pre ktort neprebehol vypocet, bude uzivatel upozorneny
v kontextovom okne (obr. 13). Tiez sa mdze staf, ze pri uzivatelom vytvorenom
vlastnom vstupnom datasete sa niektoré z letisk nebude vyskytovat v subore s le-
tiskami a ich stradnicami pribalenom k aplikacii. V takomto pripade sa uzivatelovi

tiez zobrazi kontextové okno s upozornenim.

B TSP-TW solver - O X

Zobrazit' visledky Stratégia pre zobrazenie: Strategie pre testovanie:
stratégie simulated Annesling ~ Hill Climb
[] Random Search
. . Simulated Annealing
Simulated Annealing ] Tebu search

D Particle Swarm Optimization

Importovat’ visledky

Zahajit vypocet Nastavenia o s

GYA-—->OTP 0 183
QTP —->YVR 1 670
VR - SEA 2 241
SEA -—->=1AD 3 353
IAD —=GVA 4 503

Celkova cena: 1950

Ukondit" aplikacu

Obr. 12: Grafické rozhranie aplikacie TSP-TW solver.
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Ustav automatizace a informatiky, FSI VUT v Brné, 2021 m

B Chyba! pud

Pre Vami zvolend stratégiu neprebehol wvypodet, Prosim, vykonajte vypodet znova aj s
Vami zvolenou stratégiou.

Obr. 13: Priklad kontextového okna aplikidcie TSP-TW solver.

Po stlaceni tlacidla Nastavenia sa uzivatelovi zobrazi okno (obr. 14), v ktorom si
moze zvolit nazov vstupného siboru a parametre testovania. Ak si zvoli nazov vstup-
ného suboru, ktory nie je spravny, bude na to upozorneny a zaroven bude vyzvany,
aby zvolil platny siibor. Rovnako bude upozorneny pri nespravnom vyplneni niekto-

rého z testovacich parametrov stratégii.
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B Mastavenia

Mazov vstupného siboru:

RANDOM SEARCH

Podet iteraci:

SIMULATED AMMEALING
Podatoina teplota:

Mraziaca teplota:

Koeficient alfa:

TABU SEARCH

Pocet iteraci:
Dizka zakaz. zoznamu:

Max, iter. bez zmeny:

I
O
x

ata_5. bt

10000

(=] o
[=]
[=]
[=]
—_

2500

PARTICLE SWARM OFT,

Podet iteradi’: 300

Velkost populddie: IC'

Koeficient alfa:

Koeficient beta:
Ulozit"

Obr. 14:

Nastavenia v aplikacii TSP-TW solver.




6 Vysledky testov

V tejto kapitole sa nachadza popis testovania stratégii a tiez vyhodnotenie ich efek-
tivity. Porovnavali sme medzi sebou stratégie riesiace TSP-TW. Konkrétne teda
islo o stratégie Random search (zastupca neinformovanych metéd prehladdvania),
Hill-Climb (zéastupca jednoduchsich heuristik), Simulated annealing a Tabu search
(zastupcovia klasickych metaheuristik) a Particle swarm optimization (zastupca me-

taheuristik inSpirovanych spravanim sa mnohopocetnej skupiny organizmov).

6.1 Parametre testovania

V tejto podkapitole si popiseme celkové parametre testovania a parametre jednotli-

vych stratégii.

6.1.1 Celkové parametre testovania

Vstupnymi idajmi pre kazdu stratégiu bol dataset reprezentujici ¢asovo oriento-
vany graf a kazda stratégia nasla riesenie, jeho cenu a cas, ktory na najdenie riesenia
potrebovala. Celkovo bolo vykonanych Sest testov, kazdy s datasetom reprezento-
vanym 10, 15, 20, 30, 40, 50 uzlovymi ¢asovo orientovanymi grafmi. Kazdy dataset
bol testovany v 15 behoch. Tento pocet behov bol zvoleny z dovodu c¢asovej na-
rocnosti vypoctov. Testy moézeme rozdelit do dvoch kategorii: jednoduchsie (pocet
uzlov < 20) a zlozitejsie (30 < pocet uzlov < 50). Ako uz bolo spominané v pred-
chddzajuicich kapitoldch, dataset bol vizdy rozpis letov zoradeny abecedne. Ulohou
aplikacie teda bolo z tohto datasetu vybrat si menovite vsetky uzly a zistit ich pocet,
dalej z datasetu vybrat vsetky hrany, teda jednotlivé lety a tieto idaje poskytnut
jednotlivym stratégiam, ktoré z nich dalej museli poskladat riesenie. VSetky testy

boli vykonané na stolnom pocitaci s nasledovnou hardvérovou vybavou:

» Procesor - AMD FX-8370 (4 GHz)

« Pamit — 4x 8192 MB DDR3 (889 MHz)

o Grafické karty:
— NVIDIA GeForce GTX TITAN X (12 GB)
— NVIDIA GeForce GTX TITAN (6 GB)



6.1.2 Parametre jednotlivych stratégii

Jedinou stratégiou, ktora neobsahuje ziadne parametre, ktoré bolo nutné nastavit,
bola stratégia Hill-Climb. Pri vSetkych ostatnych prebehlo offiine ladenie paramet-
rov. Znamena to, ze parametre neboli ladené samostatne pocas chodu algoritmu, ale
boli ladené rucne na zaklade metody pokus-omyl. Pre jednotlivé stratégie boli teda

pre testovanie zvolené nasledujiice parametre:

Random search

— pocet iteracii: 1000

Simulated annealing
— pociatocna teplota: 10000
— mraziaca teplota: 0,0001
— koeficient a: 0,999

Tabu search:

— maximalny pocet iteracii: 3000
— velkost zakazaného zoznamu: 5

— maximalny pocet iteracii bez zmeny riesenia: 1000

Particle swarm optimization:
— pocet iteracii: 1000
— velkost populacie: 10
— koeficient «a: 0,6
— koeficient 5: 0,9

6.2 Vysledky jednotlivych testov

Z patnéastich behov, ktorymi presla kazda stratégia v kazdom datasete (okrem straté-
gie Hill-Climb, pri nej bol prevedeny vzdy iba jeden beh, kedze vracia vzdy rovnaky
vysledok) sa vyhodnotili vysledky. Smerodatné teda st: aritmeticky priemer cien,
medidn cien, maximalna a minimalna najdend hodnota ceny a priemerny cas, za
ktory bola stratégia schopna néajst riesenie. Ako hlavné ukazovatele kvality riesenia
mozeme oznacit median cien a minimalnu najdent cenu rieSenia. Vsetky ceny su

uvedené v eurach a casy v sekundach.



6.2.1 Test ¢.1

Test ¢. 1 bol prevedeny na grafe o velkosti 10 uzlov. Dataset reprezentujici tento

graf sa nachadza v textovom sibore s nazvom data_ 10.txt.

Tab. 3: Vysledky testu ¢.1.

Stratégia Aritm. Median Max. Min. Aritm.
priem. cien cien cena cena priem. casov
Hill-Climb 5832 5832 5832 5832 0,01
Random search 5452,63 5417 5631 5375 1,33
Sim. annealing 5386,1 5375 5456 5375 8,98
Tabu search 5383,2 5375 5491 5375 3,96
PSO 5761,1 5600 6280 5375 9,42

Z vysledkov prvého testu (tab. 3) mozeme vidiet, ze prvy dataset nespo-
sobil ziadnej stratégii vyraznejsie problémy. Styrom stratégiam sa podarilo najst
optiméalne riesenie s hodnotou 5375. Konkrétne to boli stratégie Random search,
Sitmulated annealing, Tabu search a PSO. Tento 10 uzlovy graf reprezentuje stale
este pomerne maly prehladavaci priestor a je zrejmé, ze k vyraznym vykyvom vo
vysledkoch jednotlivych stratégii tu nedochadza. Najmenej efektivnou stratégiou pri
tomto datasete sa ukazala byt Hill-Climb, ktorej najlepsie najdené rieSenie malo hod-
notu 5832. Zo stratégii, ktoré nasli optimélne riesenie, bola najispesnejsou stratégia
Tabu search. Random search sice potrebovala na najdenie rieSenia najkratsi prie-
merny Cas (1,33 sekundy), ale Tabu search mala lepsiu medidnovi hodnotu cien, ¢o
znamena, ze lepsie riesenie nasla pri viacerych iteraciach. Dobry vysledok Random
search stratégie vsak ukazal, Ze pri mensich problémoch ako je tento bude rozumné
pouzit stratégie zalozené na ndhodnom prehladavani. Tento 10-uzlovy dataset mdze

mat az 10! moznych rieSeni. V ¢iselnom vyjadreni je to viac ako 3,5 miliona.

6.2.2 Test ¢.2

Test ¢.2 bol prevedeny na grafe o velkosti 15 uzlov. Dataset reprezentujici tento
graf sa nachadza v textovom subore s ndzvom data_ 15.txt.

Z vysledkov druhého testu (tab. 4) moézeme konstatovat, ze znova nedoslo
k vyraznym vychylkdm pri vysledkoch stratégii a najst teda dobré riesenia v 15-
uzlovom casovo orientovanom grafe pre stratégie znovu nebol problém. Najhorsi

vysledok nasla opéat stratégia Hill-Climb, konkrétne riesenie s cenou 4801. Naopalk,



najuspesnejsou bola v tomto datasete stratégia Simulated annealing, ktora nasla
riesenie s hodnotou 4370 a hodnotu medidnu cien mala 4531. Tento 15-uzlovy dataset

mdze mat az 15! moznych rieseni. V &iselnom vyjadreni to moze byt az 1,31-1012,

Tab. 4: Vysledky testu ¢.2.

Stratégia Aritm. Median Max. Min. Aritm.
priem. cien cien cena cena priem. ¢asov
Hill-Climb 4801 4801 4801 4801 0,01
Random search 4682,17 4675 4976 4398 6,95
Sim. annealing 4491,9 4531 4590 4370 26,45
Tabu search 4599,67 4578 4797 4445 19,16
PSO 4685,5 46555 5142 4421 48,72

6.2.3 Test ¢.3

Test ¢.3 bol prevedeny na grafe o velkosti 20 uzlov. Dataset reprezentujici tento

graf sa nachadza v textovom siibore s nazvom data_ 20.txt.

Tab. 5: Vysledky testu ¢.3.

Stratégia Aritm. Median Max. Min. Aritm.
priem. cien cien cena cena priem. ¢asov
Hill-Climb 9889 9889 9889 9889 0,02
Random search 8642,37 8645,5 9402 7814 24,41
Sim. annealing 6615,8 6599,5 6911 6383 194,61
Tabu search 7961,57 7887 8527 7486 66,03
PSO 8059,1 8046,5 8771 7311 138,57

Z vysledkov tohto testu (tab. 5) mézeme pozorovat, ze s poctom uzlov zac¢ina
narastat potrebny cas pre jednotlivé stratégie na najdenie rieSenia. Najlepsie rieSenie
nasla stretégia Simulated annealing, konkrétne cenu trasy 6383 s priemernym c¢asom
194,61 sektind. Pre porovnanie s nou moézeme zvolif stratégiu Tabu search, ktorej
najlepsie riesenie s hodnotou 7486 bolo najdené v priemernom case 66,03 sekind.
Simulated annealing mala zaroven aj najlepSiu hodnotu medianu cien, konkrétne
6599,5 a mozeme ju v tomto teste oznacit ako najlepsiu. Naopak, najhorsi vysledok
nasla stratégia Hill-Climb, konkrétne cenu trasy 9889. Tento dataset o velkosti 20



uzlov mo6ze mat az 20! moznych rieSeni. Pocet moznych rieseni sa teda moze rovnat
a7 2,4-10'8,

6.2.4 Test ¢.4

Test ¢.4 bol prevedeny na grafe o velkosti 30 uzlov. Dataset reprezentujuci tento

graf sa nachadza v textovom subore s nazvom data_ 30.txt.

Tab. 6: Vysledky testu ¢.4.

Stratégia Aritm. Median Max. Min. Aritm.
priem. cien cien cena cena priem. casov
Hill-Climb 8847 8847 8847 8847 0,07

Random search 13451,64 13538 14452 12177 113,75
Sim. annealing 8685,63 8783,5 9033 8019 2793,12
Tabu search 121513,8 12669 13575 11943 283,23
PSO 121274 11971 13205 10684 962,46

Z vysledkov tohto testu (tab. 6) mozeme vidiet prvé vaznejsie odchylky vo
vysledkoch jednotlivych stratégii. Ukazalo sa, zZe tento 30 uzlovy graf reprezentoval
uz pomerne zlozity problém na vyriesenie. Random search, Tabu search a PSO prisli
s ovela horsimi vysledkami ako Hill-Climb a Simulated annealing, ktorych najlepsie
riesenia mali hodnotu ceny 8847, respektive 8019. Hill-Climb bola z tychto dvoch
stratégii rychlejsia (vypocet jej trval 0,07 sekundy). Najlepsi medidn cien rieSeni
mala Simulated annealing, konkrétne 8783,5. Jej negativom vsak je dlhy vypocetny
cas, ktory trval v priemere az 2793,12 sekiind, ¢o je priblizne 46 minut. Pocet rieseni

v tomto datasete mohol dosahovat az hodnotu 30!, teda 2,65-10%2.

6.2.5 Test ¢.5

Test ¢.5 bol prevedeny na grafe o velkosti 40 uzlov. Dataset reprezentujuci tento
graf sa nachadza v textovom subore s ndzvom data_ 40.txt.

Z vysledkov piateho testu (tab. 7) moézeme vidiet pokracujici trend expo-
nencialneho rastu poc¢tu moznych rieseni. Tento rast sposobil takmer u vsetkych
stratégii problémy najst riesenia aspon podobné tomu, ktoré nasli stratégie Hill-
Climb a Simulated annealing. Zlozity mechanizmus v algoritme PSO spdsobil, ze
jeho priemerny vypocetny cas zabral 6988,07 sekiund, ¢o si takmer dve hodiny a
priemerny vypocetny cas stratégie Simulated annealing trval az vyse troch hodin.

Najlepsie riesenie nasla stratégia Simulated annealing. Malo hodnotu 9076 a median



cien rieseni tejto stratégie mal hodnotu 9307,5. Na tomto konkrétnom datasete sa
uz velmi jasne ukazuje, ako stiipa zlozitost problému s poc¢tom uzlov. Pocet rieseni

v tomto datasete mohol dosahovat az hodnotu 40!, teda 8,16-10*7 moZnych rieseni.

Tab. 7: Vysledky testu ¢.5.

Stratégia Aritm. Median Max. Min. Aritm.
priem. cien cien cena cena priem. casov
Hill-Climb 10606 10606 10606 10606 0,26

Random search 16409,68 16538 17469 15259 379,94
Sim. annealing 9340,83 9307,5 9651 9076 11709,92
Tabu search 15347,51 15537 16292 14475 1096,43
PSO 14426,4 14372 16114 13208 6988,07

6.2.6 Test ¢.6

Test ¢.6 bol prevedeny na grafe o velkosti 50 uzlov. Dataset reprezentujici tento

graf sa nachadza v textovom siibore s nazvom data_ 50.txt.

Tab. 8: Vysledky testu ¢.6.

Stratégia Aritm. Median Max. Min. Aritm.
priem. cien cien cena cena priem. casov
Hill-Climb 9209 9209 9209 9209 0,72
Random search 20694,56 20711 22313 19551 855,34
Sim. annealing 9887,88 9831 10666 9195 25740,05
Tabu search 19498,86 19783 20121 17916 2377,62
PSO 18345,33 18413 20124 16643 41847,32

Po poslednom teste (tab. 8) znova pokracoval nastoleny trend, ktory vznikol uz pri
30-uzlovom grafe. Stratégie zacali nachadzat velmi zlé vysledky, ¢o znaci, ze sa im uz
nedarilo zvladat obrovsky pocet moznych riefeni. Casové narocnost rapidne stipla
u vsetkych stratégii a u stratégie PSO trval priemerny vypocet takmer 12 hodin.
Vsetky metédy okrem Hill-Climb a Simulated annealing sa v tomto teste ukazali ako
neefektivne. Stratégia Hill-Climb nasla najlepsie rieSenie s cenou trasy 9209 za cas

0,72 sekundy a Simulated annealing nasla najlepsie riesenie s hodnotou 9195 a jej



median cien bol 9831. Pocet rieSeni v tomto datasete mohol dosahovat az hodnotu
50!, teda 3,04-10% moznych rieseni.

6.3 Celkovy sumar testov

Pri mensich datasetoch (velkost do 20 uzlov) sa pomerne dobre darilo stratégiam
PSO, Tabu search, Random search a Simulated annealing, teda vsetkym okrem Hill-
Climb. Ceny ich rieseni boli prijatelné. Najlepsie medidnové hodnoty cien mala Si-

mulated annealing, ktorej silnou strankou bolo aj nachadzanie najlepsich rieseni. Jej

.....

.....

Vyhodou stratégie Hill-Climb bola jej rychlost, ked zZiadna hodnota priemerného
casu potrebného na vypocet nepresiahla jednu sekundu. Lepsich vysledkov u nie-
ktorych stratégii by bolo dosiahnuté lepsim naladenim parametrov, napriklad pri
PSO by sa lepsie vysledky dosiahli poc¢etnejSou generaciou castic. Sumar vysledkov
mozeme vidiet aj na grafe (obr. 15), ktory obsahuje medidnové hodnoty cien rieseni
a na grafe (obr. 16), ktory obsahuje hodnoty najlepsich cien rieSeni stratégii.

Pri nasich testoch sa potvrdilo, ako zlozity problém TSP-TW naozaj je. Expo-
nencialny rast poc¢tu moznych rieseni s pribudajicim poctom uzlov sposobil prob-
lémy vsetkym stratégidm. V celkovom hodnoteni mozeme teda stratégie zhodnotit
nasledovne: najuspesnejsou stratégiou pri rieSeni mensich problémov bola stratégia
stratégie Hill-Climb a Simulated annealing. Druhd menovand mala o nieco lepsie vy-
sledky, avsak Hill-Climb bola vyrazne rychlejsia. Naopak, najmenej ispesnou stra-
tégiou pri mensich problémoch bola stratégia Hill-Climb a pri vacsich problémoch
to bola stratégia PSO, ktorej priemerné vypocetné casy nekorespondovali s kvalitou

najdenych rieseni. Stru¢ne moézeme uspesnost stratégii popisat nasledovne:

o Mensie datasety (10, 15, 20 uzlov)
— najuspesnejsia stratégia: Simulated annealing
— najmenej uspesnd stratégia: Hill-Climb
« Vicsie datasety (30, 40, 50 uzlov)
— najuspesnejsie stratégie: Simulated annealing, Hill-Climb

— najmenej uspesna stratégia: PSO
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66

Hodnoty medianov cien rieseni [€]

Vysledky testov

B Hill-Climb

Random search
I Simulated annealing
17500 A Tabu search
Particle swarm opt.

20000 4

15000 -

fary

MJ

Ln

o

(=]
1

10000 ~

7500 A

5000 -
2500 A "
0 pu

10 uzlov 15 uzlov 20 uzlov 30 uzlov 40 uzlov 50 uzlov

Obr. 15: Stipcovy graf s hodnotami medidnov cien rieseni stratégii.

Vysledky testov
20000 7 sy Hill-Climb
Random search
17500 1 mmm Simulated annealing
Tabu search
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Obr. 16: Stipcovy graf s hodnotami najlepsich cien rieseni stratégii.



Zaver

V tejto praci sme sa zaoberali Problémom obchodného cestujiceho s casovymi ok-
nami (TSP-TW). Problém spociva v tom, ze obchodny cestujtci musi prejst kazdym
definovanym miestom prave raz a nakoniec sa vratit do pévodného miesta za ¢o naj-
nizsiu cenu. Casové oknd v tomto probléme definuji uréité ¢asové tseky, v ktorych
moze byt konkrétne miesto navstivené. Tiez sa mdze stat, ze v urcitom casovom
useku nebude existovat trasa medzi niektorymi miestami.

Préaca sa postupne zaoberala ivodnym popisom TSP a TSP-TW a dalej boli
popisané aj rozne iné podobné podproblémy. Dalej boli popisané stratégie, ktorymi
mozno TSP a TSP-TW riesit. Nasledoval popis priamo implementovanych stratégii
aj s popisom modifikécif, ktoré bolo nutné kvoli TSP-TW vykonat. Dalsiu kapitolu
tvoril celkovy popis implementacie a aplikacie TSP-TW solver vytvorenej v prog-
ramovacom jazyku Python. Na zaver boli zhodnotené vysledky testov jednotlivych
stratégii. Efektivita stratégii sa merala najmé dvoma veli¢inami. ISlo o medidn cien
rieSenia a najlepsie rieSenie najdené danou stratégiou (teda o riesenie s minimél-
nou hodnotou ceny). V krajnych pripadoch uz zavazil aj priemerny cas potrebny
na najdenie riesenia. Celkovo bolo vykonanych 6 testov, ktoré boli rozdelené na
dve skupiny, teda na jednoduchsie problémy — 10, 15 a 20-uzlové grafy a zlozitejsie
problémy — 30, 40 a 50-uzlové grafy. Pri jednoduchsich problémoch sa najviac darilo
stratégii Simulated annealing a naopak najmenej efektivna bola stratégia Hill-Climb.
Pri zlozitejsich problémoch sa zase najviac darilo stratégiam Simulated annealing
a Hill-Climb. Najmenej efektivna bola stratégia PSO. Lepsie vysledky stratégii by
mohli byt dosiahnuté volbou vhodnejsich parametrov stratégii.






7
1]

8]

[10]

LITERATURA

KONA, H., BURDE, A.: A Review of Travelling Salesman Problem with Time
Window Constraint. IJIRST — International Journal for Innovative Research in

Science and Technology, 2015. 4 s.

PICARD, J., C., QUEYRANNE, M.: The Time-Dependent Traveling Sales-
man Problem and Its Application to the Tardiness Problem in One-Machine
Scheduling, Operations research, 1978. 86 - 110 s.

DESROISERS, J., DUMAS Y., MARIUS, M., SOUMIS, F.: Time Constrained
Routing and Scheduling Handbooks in Operations Research and Management
Science, Vol 8, 1995. 35-139 s.

SVESTKA, J., A., HUCKFELDT V., E.: Computational Experience with an M-
Salesman Traveling Salesman Algorithm Management Science, 1973. 790-799 s.

GOLDEN, B., L., ASSAD A., A., WASIL, E., A.: Routing vehicles in the real
world: Applications in the solid waste, beverage, food, dairy, and newspaper
industries. Philadelphia: Society for Industrial and Applied Mathematics, 2001,
245286 s.

FRONITA, M., GERNOWO, R., GUNAWAN, V.: Comparison of Genetic Al-
gorithm and Hill Climbing for Shortest Path Optimization Mapping ICENIS,
2018. 1-5 s.

Best First Search Algorithm in AI | Concept, Implementation, Advantages,
Disadvantages, [online| [cit. 24. 2. 2021]
URL: https://www.mygreatlearning.com/blog/best-first-search-bfs/

Introduction to A* algorithm, [online] [cit. 25. 2. 2021]
URL: https://theory.stanford.edu/~amitp/GameProgramming/index.htm
1

CUDA Accelerated 2-OPT Local Search for the Traveling Salesman Problem.,
[online] [cit. 26. 2. 2021]

URL: https://www.intechopen.com/books/novel-trends-in-the-trave
ling-salesman-problem/cuda-accelerated-2-opt-local-search-for-th

e-traveling-salesman-problem

ZHAN, S., LIN, J., ZHANG, Z., ZHONG, Y.: List-Based Simulated Annealing
Algorithm for Traveling Salesman Problem 2016. 1-13 s.


https://www.mygreatlearning.com/blog/best-first-search-bfs/
https://theory.stanford.edu/~amitp/GameProgramming/index.html
https://theory.stanford.edu/~amitp/GameProgramming/index.html
https://www.intechopen.com/books/novel-trends-in-the-traveling-salesman-problem/cuda-accelerated-2-opt-local-search-for-the-traveling-salesman-problem
https://www.intechopen.com/books/novel-trends-in-the-traveling-salesman-problem/cuda-accelerated-2-opt-local-search-for-the-traveling-salesman-problem
https://www.intechopen.com/books/novel-trends-in-the-traveling-salesman-problem/cuda-accelerated-2-opt-local-search-for-the-traveling-salesman-problem

[11]

[12]

[13]

[14]

[15]

[19]

[20]

[21]

[22]

OHLMANN, J., W., THOMAS, B., W.: A Compressed-Annealing Heuristic for
the Traveling Salesman Problem with Time Windows, INFORMS Journal on
Computing 19, 2007. 80-90 s., doi: https://doi.org/10.1287 /ijoc.1050.0145

ZHOU, K., WAN, W., CHEN, X., SHAO, Z., BIEGLER, L.T.: A Parallel Met-
hod with Hybrid Algorithms for Mized Integer Nonlinear Programming, IEEE
Computational Intelligence Magazine — vol 1., 2006. 28-39 s.

HO, S., C., HAUGLAND, D.: A tabu search heuristic for the vehicle routing
problem with time windows and split deliveries, Computers & Operations Re-
search — Vol. 31, 2004. 1947-1964 s., ISSN 0305-0548

DVORAK, J., BREZINA, T.: Algoritmy umélé inteligence — lekee 10, MO-
DERNIZACE VYUKOVYCH MATERIALU A DIDAKTICKYCH METOD -
CZ.1.07/2.2.00/15.0463 , Brno, 5-11 s.

DVORAK, J., BREZINA, T.: Algoritmy umélé inteligence — lekce 3, MO-
DERNIZACE VYUKOVYCH MATERIALU A DIDAKTICKYCH METOD -
CZ.1.07/2.2.00/15.0463 , Brno, 3-8 s.

DVORAK, J., BREZINA, T.: Algoritmy umélé inteligence — lekce 2, MO-
DERNIZACE VYUKOVYCH MATERIALU A DIDAKTICKYCH METOD -
CZ.1.07/2.2.00/15.0463 , Brno, 11 s.

DORIGO, M., BIRATTARI, M., STUTZLE, T.: Ant colony optimization, ES-
CAPE, 2013. 272-273 s.

YUANYUAN, L., JING, Z.: An Application of Ant Colony Optimization Al-
gorithm in TSP, Fifth International Conference on Intelligent Networks and
Intelligent Systems, Tianjin, China, 2012. 61 - 64 s.

CHENG, CH., B., MAO, CH., P.: A modified ant colony system for solving the
travelling salesmanproblem with time windows, Mathematical and Computer
Modelling, Vol. 46, 2007. 1225 - 1235 s., ISSN 0895-7177,

KENNEDY, J., EBERHART, R.: Particle swarm optimization, IEEE Interna-

tional Conference on Neural Networks Proceedings, 1995. 6 s.

GHARIN, A., BENHRA, J., CHAOUQI, M.: A performance comparison of
PSO and GA applied to TSP, International Journal of Computer Applications
- vol 130 - no.15, 2015. 34 s.

Ant Colony Optimization Algorithm processes, [online] [cit. 18. 5. 2021]
URL: https://figshare.com/articles/figure/_Ant_Colony_Optimizatio
n_Algorithm_processes_/1418788/1


https://figshare.com/articles/figure/_Ant_Colony_Optimization_Algorithm_processes_/1418788/1
https://figshare.com/articles/figure/_Ant_Colony_Optimization_Algorithm_processes_/1418788/1

23]

[25]

[26]

[27]

[28]

[29]

[32]

[33]

WANG, K.-P., HUANG, L., ZHOU, C.-G., PANG, W.: Particle swarm opti-
mazation for traveling salesman problem, Proceedings of the 2003 International
Conference on Machine Learning and Cybernetics (IEEE Cat. No.03EX693),
2003. 1583 - 1585 s.

CHENG, W., MAIMALI Z., JIAN, L.: Solving traveling salesman problems with
time windows by genetic particle swarm optimization, IEEE Congress on Evo-
lutionary Computation (IEEE World Congress on Computational Intelligence),
2008. 1752 - 1755 s., doi: 10.1109/CEC.2008.4631026

VEHICLE ROUTING PROBLEM, [online] [cit. 28. 2. 2021]
URL: https://logisticsmgepsupv.wordpress.com/2015/03/24/vehicle-r
outing-problem/

WANG, Y.: Improving Artificial Bee Colony and Particle Swarm Optimization
to Solve TSP Problem, International Conference on Virtual Reality and Intel-
ligent Systems (ICVRIS), China, 2018. 179 - 182 s.

KARABULUT, K., TASGETIREN, M., F.: A Discrete Artificial Bee Colony
Algorithm for the Traveling Salesman Problem with Time Windows , WCCI
2012 IEEE World Congress on Computational Intelligence , Brisbane, Australia,
2012.

github: kiwicom/travelling-salesman, [online] [cit. 1. 3. 2021]
URL: https://github.com/kiwicom/travelling-salesman

Travelling Salesman Challenge — Recap, [online] [cit. 11. 3. 2021]
URL: https://code.kiwi.com/travelling-salesman-challenge-recap-
7956£433bc10

Travelling Salesman Challenge 2.0 wrap-up, [online| [cit. 11. 3. 2021]
URL: https://code.kiwi.com/travelling-salesman-challenge-2-0-wr
ap-up-cb4d81e36d5b

Traveling with a Quantum Salesman, [online] [cit. 17. 3. 2021]
URL: https://physics.aps.org/articles/v10/s32

WANG, L., ZHANG, J., LI, H.: An Improved Genetic Algorithm for TSP, Inter-
national Conference on Machine Learning and Cybernetics, Hong Kong, China,
2007, 925 - 928 s.

Search Algorithm Series: PSO, [online] [cit. 18. 5. 2021]
URL: https://medium.com/Q@iamterryclark/swarm-intelli-ebbe46edalc3


https://logisticsmgepsupv.wordpress.com/2015/03/24/vehicle-routing-problem/
https://logisticsmgepsupv.wordpress.com/2015/03/24/vehicle-routing-problem/
https://github.com/kiwicom/travelling-salesman
https://code.kiwi.com/travelling-salesman-challenge-recap-7956f433bc10
https://code.kiwi.com/travelling-salesman-challenge-recap-7956f433bc10
https://code.kiwi.com/travelling-salesman-challenge-2-0-wrap-up-cb4d81e36d5b
https://code.kiwi.com/travelling-salesman-challenge-2-0-wrap-up-cb4d81e36d5b
https://physics.aps.org/articles/v10/s32
https://medium.com/@iamterryclark/swarm-intelli-eb5e46eda0c3

[34] YULIASTUTI, G., E., MAHMUDY, W., F., RIZKI, A., M.: Implementation
of Genetic Algorithm to Solve Travelling Salesman Problem with Time Win-
dow (TSP-TW) for Scheduling Tourist Destinations in Malang City, Journal
of Information Technology and Computer Science 2, 2017, doi: 10.25126/ji-
tecs.20172122

[35] TATA Airline and Location Codes, [online] [cit. 19. 4. 2021]
URL: https://www.iata.org/en/services/codes/

[36] Basic AI Algorithms, [online| [cit. 23. 4. 2021]
URL: https://towardsdatascience.com/basic-ai-algorithms-a7607b9ecdce

[37] General Python FAQ, [online] [cit. 23. 4. 2021]
URL: https://docs.python.org/3/faq/general .html#what-is-python

[38] PRINTABLE US BLANK MAP, [online] [cit. 24. 4. 2021]
URL: http://www.clipartbest.com/printable-us-blank-map

[39] VEHICLE ROUTING PROBLEM, [online| [cit. 24. 4. 2021]
URL: https://logisticsmgepsupv.wordpress.com/2015/03/24/vehicle-r

outing-problem

[40] Difference between Depth First Search and Breadth First Search, [online] [cit.
24. 4. 2021]
URL: https://dev.to/danimal92/difference-between-depth-first-se

arch-and-breadth-first-search-6om

[41] Hill Climbing Algorithm in Artificial Intelligence, [online| [cit. 24. 4. 2021]
URL: https://www.javatpoint.com/hill-climbing-algorithm-in-ai

[42] 2-opt, [online] [cit. 24. 4. 2021]
URL: https://en.wikipedia.org/wiki/2-opt

[43] Genetic Algorithm, [online] [cit. 24. 4. 2021]
URL: https://tutorials.retopall.com/index.php/2019/03/01/genetic-
algorithm

[44] NetworkX, [online] [cit. 24. 4. 2021]
URL: https://networkx.org

[45] Matplotlib: Visualization with Python, [online] [cit. 24. 4. 2021]
URL: https://matplotlib.org

[46] Airport database, [online] [cit. 24. 4. 2021]
URL: https://openflights.org/data.html


https://www.iata.org/en/services/codes/
https://towardsdatascience.com/basic-ai-algorithms-a7607b9ecdce
https://docs.python.org/3/faq/general.html#what-is-python
http://www.clipartbest.com/printable-us-blank-map
https://logisticsmgepsupv.wordpress.com/2015/03/24/vehicle-routing-problem
https://logisticsmgepsupv.wordpress.com/2015/03/24/vehicle-routing-problem
https://dev.to/danimal92/difference-between-depth-first-search-and-breadth-first-search-6om
https://dev.to/danimal92/difference-between-depth-first-search-and-breadth-first-search-6om
https://www.javatpoint.com/hill-climbing-algorithm-in-ai
https://en.wikipedia.org/wiki/2-opt
https://tutorials.retopall.com/index.php/2019/03/01/genetic-algorithm
https://tutorials.retopall.com/index.php/2019/03/01/genetic-algorithm
https://networkx.org
https://matplotlib.org
https://openflights.org/data.html

Zoznam skratiek

TSP
TSP-TW

TD-TSP

m-TSP

VRP
VRP-TW

SA
TS
GA
ACO
PSO
ABC
IATA

Travelling salesman problem - Problém obchodného cestujticeho

Travelling salesman problem with time windows - Problém obchod-
ného cestujiceho s ¢asovymi oknami

Time dependent travelling salesman problem - Casovo zavisly prob-
lém obchodného cestujiceho

Multiple travelling salesman problem - Problém obchodného cestu-
juceho s viacerymi cestujucimi

Vehicle routing problem - Rozvozny problém

Vehicle routing problem with time windows - Rozvozny problém s
casovymi oknami

Simulated Annealing - Simulované zZihanie

Tabu Search - Zakézané hladanie

Genetic algorithms - Genetické algoritmy

Ant Colony Optimization - Optimalizacia koléniou mravcov
Particle Swarm Optimization - Optimalizacia rojom castic
Artificial Bee Colony - Kolénia umelého véelstva

International Air Transport Association - Medzinarodné zdruzenie

leteckych prepravcov
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