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Abstrakt 
T á t o p ráca sa zaoberá r iešením problému obchodného cestujúceho s časovými ok

nami. P rob l ém spočíva v tom, že obchodný cestujúci musí prejsť k a ž d ý m definova

n ý m miestom práve raz, a nakoniec sa vrátiť do pôvodného miesta za čo najnižšiu 

cenu trasy. Časové okná v tomto probléme definujú urči té časové úseky, v k torých 

môže byť každé konkré tne miesto navšt ívené, alebo sa môže stať, že v istom ča

sovom úseku nebude existovať cesta medzi n iek torými miestami. P r á c a sa zaoberá 

prehľadom tohto problému a problémov jemu podobných . Ďalej sa zaoberá popisom 

rôznych me tód , k to rými tento prob lém možno riešiť. V rámci tejto práce bola tiež 

vy tvorená aplikácia v programovacom jazyku Python, k to rá slúži na testovanie vy

braných m e t ó d riešenia. N a záver sú vyhodno tené dané experimenty a po rovnaná 

efektivita daných stratégi í . 

A B S T R A C T 
This thesis deals with the Travelling salesman problem with time windows. The 

problem is that the travelling salesman must pass through each defined location 

exactly once and finally return to the original place for the lowest possible price. 

The time windows in this problem are that each place can only be visited in a 

given time range, or it can happen that in a certain period of time there wi l l be 

no path between some places. The thesis deals with an overview of this problem 

and problems similar to it. It also deals with the description of various methods by 

which this problem can be solved. A s part of this thesis, an application in the Py thon 

programming language was also created, which is used to test selected methods for 

finding solutions. Finally, the given experiments are evaluated and the effectiveness 

of the given strategies is compared. 

Kľúčové slová 
Prob lém obchodného cestujúceho s časovými oknami, algoritmy umelej inteligencie, 

kombinator ická opt imalizácia , plánovanie 
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1 Úvod 

T á t o p ráca se venuje P rob lému obchodného cestujúceho s časovými oknami (ďalej 

iba T S P - T W - z anglického Travelling salesman problém with time windows). V 

úvode si popíšeme tento prob lém a pohľad naň . Tiež si s t ručne popíšeme obsah 

jednot l ivých kapitol jeto práce . 

1.1 Ú v o d do p r o b l é m u o b c h o d n é h o ces tu júceho s časovými 
oknami 

Prob lém obchodného cestujúceho (ďalej iba T S P - z anglického Travelling salesman 

problém) je z n á m y kombinator ický problém, k to rý je intenzívne š tudovaný v odbore 

optimalizácie a m á tiež veľký v ý z n a m v ope ra t ívnom výskume. Riešenie tohto prob

lému m á veľkú škálu využi t í , ale obecne sa najviac využíva v doprave. 

T S P môžeme definovať nasledovne: obchodný cestujúci sa snaží nájsť najk

ra tš iu trasu začínajúcu v u rčenom meste, pr ičom k a ž d ý m mestom nachádza júc im sa 

na trase musí prejsť práve jeden raz a cestu musí ukončiť v meste, z k torého pôvodne 

vyrazi l . Tento prob lém možno demonštrovať aj na grafe. Predstavme si, že obchodný 

cestujúci pozná graf G(V, E), v ktorom uzly V korešpondujú s urč i tými miestami 

na mape (napr íklad mestami) a hrany E indukujú prepojenia medzi t ými to mies

tami (napr íklad diaľnice medzi mestami). K a ž d á hrana E je pr i tom asociovaná s 

konkré tnou reálnou nezápornou cenou, k to rú môžeme interpretovať ako dĺžku trasy, 

cenu za pohonné hmoty po t r ebné na prejdenie tejto trasy, časové ohodnotenie trasy 

a pod. Obchodný cestujúci sa teda snaží nájsť na jkra tš í existujúci Hamil tonovský 

ťah v tomto grafe - ťah, k to rý bude obsahovať každý uzol práve jeden raz a začína 

aj končí v tom istom uzle. T S P je označený ako N P - t a ž k ý problém. Z n a m e n á to, že 

je ľahko opísateľný, ale nájsť jeho riešenie je náročné . Zložitosť tohto problému je 

0(n\) pre nájdenie riešenia s n mestami (uzlami). Znamená to, že s p r ibúda júc im 

p o č t o m miest sa nájdenie riešenia tohto problému s táva náročnejš ím. 

Tento problém bol p rvý raz n a č r t n u t ý v roku 1930, odkedy nepre t rž i té vý

skumné práce venujúce sa T S P prišli s mnohými riešeniami znižujúcimi čas po t r ebný 

na vyriešenie T S P . Tento problém leží už dlhé roky v jadre riadenia distr ibúcie. To

muto problému čelia dennodenne tisíce spoločnost í a organizačných skupín po celom 

svete, k toré zabezpečujú a riešia dis t r ibúciu tovaru, prepravu mate r i á lu alebo ľudí. 

Väčšina softvérových algoritmov sa v tejto oblasti zameriava na obmedzený počet 

p ro to typových problémov, ale budovan ím dosta točnej flexibility v optimalizáci i je 

možné ich prispôsobiť rôznym p rak t i ckým kontextom [1]. 
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T á t o p ráca sa bude konkrétnejšie zaoberať typom T S P , k to rý sa nazýva Prob

lém obchodného cestujúceho s časovými oknami. M á niekoľko dôležitých prakt ických 

využi t í v r á t a n e plánovania cesty. Tento typ problému je považovaný za NP-ťažký 

problém a teda použi t ie t rad ičných opt imal izačných algoritmov pri jeho riešení ne

musí viesť k op t imá lnym výsledkom, obzvlášť pri ich aplikácii na riešenie úloh väč

šieho rozsahu. Z uvedeného dôvodu bola riešeniu tohto typu problémov venovaná 

zvýšená pozornosť. 

Podprob lém T S P - T W môžeme definovať nasledovne: každé mesto (alebo 

uzol, zákazník a pod.) musí byť navšt ívené vo vopred stanovenom časovom úseku 

a celková trasa m á byť absolvovaná v čo na jk ra t šom čase. Cestujúci teda musí v 

danom mieste počkať, ak sa doň dostal s predstihom a tento čas sa započ í ta do ceny 

celkovej cesty. 

V tejto práci sa budeme venovať spôsobom hľadania čo najlepšej (najkratšej) 

možnej trasy, pr ičom navšt ívené miesta b u d ú reprezentované sku točnými svetovými 

letiskami, trasy b u d ú reprezentované jednot l ivými letmi a časové okná b u d ú zas tú

pené nasledovne: každý deň bude z každého z n letísk lietať x rôznych letov na 

os ta tné letiská. Každý deň existuje z každého letiska max imá lne jeden let smerujúci 

do iného letiska, avšak môže sa stať, že v daný deň z daného letiska do iného letiska 

nebude let existovať. Cestujúci musí každý deň absolvovať práve jeden let. 

Obr. 1: P r ík lad riešenia T S P - T W demonš t rovaného na mape Spojených š tá tov ame

rických. Náme t na obrázok prevza tý z: [38]. 
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1.2 Zhrnutie obsahu j edno t l i vých kapi tol p r áce 

V úvode sme teda nastolili a definovali T S P a T S P - T W . V druhej kapitole sa bu

deme venovať podrobnejš iemu popisu T S P - T W , k t o r ý m sa p r i m á r n e t á t o p ráca 

zaoberá . S t ručne si p reds tav íme aj ďalšie podtypy problému T S P , k toré sa podtypu 

T S P - T W podoba jú . V tretej kapitole sa budeme venovať j edno t l ivým druhom me

t ó d riešenia, k toré je možné aplikovať na T S P a T S P - T W . B u d ú tu rozobrané z 

obecného hľadiska, a teda ako nimi môžeme riešiť hlavne klasický T S P . V š tvr te j 

kapitole si podrobnejš ie rozoberieme st ra tégie , k to rými sme priamo riešili T S P - T W . 

K u každej s t ratégi i si popíšeme aj to, aké modifikácie museli byť vykonané , aby nimi 

bolo možné riešiť T S P - T W . V piatej kapitole si podrobnejš ie popíšeme implemen

tác iu vybraných s t ra tégi í na reálnych dá tach . Popíšeme si tiež aplikáciu n a v r h n u t ú 

v programovacom jazyku Python, k to rá ako vs tupné d á t a využíva údaje o reálnych 

letoch a pozíciách reálnych letísk, na k toré aplikuje vybrané s tratégie . Výs tupom 

b u d ú jednot l ivé riešenia. V šiestej kapitole si p reds tav íme výsledky testov jednotli

vých implementovaných s t ra tégi í a vyhodno t íme , k toré z nich boli najúspešnejšie z 

rôznych hľadísk. V závere si zhrnieme výsledky našej práce . 

17 
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2 T S P - T W a podtypy T S P jemu podobné 
V tejto kapitole sa budeme venovať podrobnejš ie T S P - T W , ale p reds tav íme si aj nie

ktoré podprob lémy T S P , k toré sú T S P - T W p o d o b n é a tiež je na ne možné aplikovať 

časové okná. 

2.1 P r o b l é m o b c h o d n é h o ces tu júceho s časovými oknami 

Prob lém obchodného cestujúceho s časovými oknami pozostáva z ná jdenia cesty s 

min imálnou cenou, pr ičom poč ia točný a koncový uzol je ten istý a cesta musí byť 

Hamiltonovskou kružnicou, teda cesta musí obsahovať každý uzol práve raz. Každý z 

tých to uzlov m á byť navyše navšt ívený v dopredu danom časovom okne. Toto časové 

okno zväčša pozos táva zo spodnej a hornej časovej hranice, v k torých rozmedzí m á 

byť daný uzol navštívený. O b c h o d n é m u cestujúcemu teda nie je povolené navštíviť 

daný uzol po up lynu t í hornej časovej hranice pre tento uzol. Naopak, ak obchodný 

cestujúci pr íde do uzlu pred spodnou časovou hranicou pre daný uzol, musí v ňom 

vyčkať až do spodnej časovej hranice. Tento vyčkávací čas sa pr ič í ta k celkovej cene 

trasy. Ide teda o časovo obmedzený problém a po grafe sa pohybuje práve jeden 

obchodný cestujúci. 

Tento typ problému je obs iahnutý v širokej aplikačnej škále od priemyslu až 

po služby. Využitie nachádza napr ík lad v bankovom sektore, poš tových dodávkach, 

v plánovaní cesty pre školský autobus, plánovaní cesty lietadiel a pod. T S P - T W tak 

predstavuje dôležitý element vysoko komplexných problémov s p lánovaním cesty. 

Formálne môžeme tento prob lém definovať nasledovne: predpokladajme, že 

m á m e množinu N uzlov k toré musia byť navšt ívené, N = {1, 2, n}. Ďalej m á m e 

duplikovaný poč ia točný uzol o, k to rý je zároveň aj koncovým uzlom d. P l a t í V = N 

U {o, d}. Ďalej asociujeme každému uzlu i E V časové okno [aj, bi}. K o n š t a n t a aQ 

označuje najskorší možný čas, kedy môže obchodný cestujúci vyraziť z poč ia točného 

uzlu. Množinu h r á n označíme ako A a každej hrane v súbore pr i rad íme nezáporné 

časové trvanie Uj a jej cenu c^. Ďalej p redpok ladáme , že p r í p a d n á doba obsluhy 

zákazníka (alebo prestoja na letisku, či doba s t á t i a autobusu na určitej zas távke a 

pod.) v uzle i je už započ í t aná v premennej í ^ , pre každé i E N U {o}. Nakoniec, 

hrana (i, j) je definovaná v množine A, ak platia následovné podmienky: 

a . + t . . <bj, i E N U {o}, j E N U {d}, i ŕ j. (1) 

19 



P A V L O V I C , Dávid. Problém obchodního cestujícího s časovými okny 

Formulácia pomocou ma tema t i ckého programovania uvedená nižšie, obsahuje 

dva typy premenných: množinu b inárnych tokov premenných X = (XÍJ, (i, j) G A) 

a množinu časových p remenných T = (Tí, i G V ) . P r e m e n n á X^ je rovná jednej, ak 

je hrana (i, j) použ i t á v opt imálnej trase, v opačnom pr ípade je jej hodnota nulová. 

Vzhľadom na to, že obchodnému cestujúcemu je povolené prísť do uzlu pred tým, než 

čas dosiahol spodnú hranicu časového okna pre daný uzol, v ktorom ale v takomto 

pr ípade musí obchodný cestujúci počkať až dokým neuplynie čas do spodnej hranice 

časového okna, p r e m e n n á Tí n á m špecifikuje začiatok pr ípadnej obsluhy zákazníka 

(alebo prestoj auta, lietadla a pod.) v uzle i, kde i E N U {o}, zatiaľ čo p r e m e n n á 

Td n á m určuje čas pr íchodu do poč ia točného , respekt íve koncového uzlu. 

Keďže cesta s min imálnou cenou začína v rozpä t í časového intervalu [a0, b0] 

v poč ia točnom uzle, navšt ívenie každého uzla z množiny TV práve raz v rozpä t í ich 

časových okien a ukončenie cesty v poč i a točnom - koncovom uzle pred up lynu t ím 

časového l imi tu bj, môže byť formulované nasledovne: 

v závislosti od: 

Minimalizovanie E CÍJXÍJ 

x i j = i, V t e N 

j£NU{d} 

E Xo,j = 1-

di <Ti < bi, Vi e V 

XÍJ>0, V(i,j)eA 

XÍJ b inárne , V(z, j) G A 

(2) 

(3) 

(4) 

(5) 

(6) 

(7) 

(8) 

(9) 

(10) 

iGNU{o} i£NU{d} 

E Xi,d = 1, 

XijiTi + ti j — Tj) < 0, V(i,j)eA 

T á t o formulácia dôverne replikuje s tanovený fixný harmonogram, o ktorom 

sa môžeme dočítať viac v druhej kapitole práce [3]. Ide o nel ineárny program s 

p o č t o m premenných 0 ( (n+2) 2 ) a s p o č t o m obmedzení 0 ( (n+2) 2 ) , kde objekt ívna 
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funkcia (2) reprezentuje celkovú cenu trasy. Podprob lém definovaný obmedzeniami 

(2) až (5) a (9) je p rob lémom s min imálnymi nák ladmi (v skutočnost i ide o problém 

priradenia s (n+2) riadkami a (n+2) s t ĺpcami) . Obmedzenia (7) a (8) zabezpečujú 

uskutečni te lnos t časového harmonogramu. 

Subcesty sú eliminované obmedzeniami (7). A k použijeme veľkú hodnotu 

konš tan ty M, tieto obmedzenia môžu byť linearizované a prepísané nasledovne: 

Ti + Uj - T, < M ( l - X i j), G A. (11) 

Všimnime si, že veľká hodnota konš tan ty M môže byť n a h r a d e n á ako Mý- = 

max{6j + tij - aj, 0}, (i, j) G A. A k bi + tij < aj, tieto obmedzenia sú vždy splnené 

pre vše tky hodnoty 7], T j a X^. Potom formulácia vyžaduje existenciu obmedzení 

(7) alebo (11) iba pre hrany {i, j) G A, t aké že > 0. 

Vlastnosť nelineárnej integrity môžeme popísať nasledovne. Nel ineárna for

mulácia (2) až (10) m á zauj ímavú vlastnosť. A k je p rob lém realizovateľný, požia

davky (10) môžu byť eliminované z vyššie spomenutej formulácie. A b y sme si uká

zali, že sa tak môže stať, predpokladajme že (X*, T*) je op t imálne riešenie. A k X* 

nie je celé číslo, definujeme A* = {(i, j) G A \ X*- > 0}. Predpokladajme ďalej, 

že p rob lém minimálnej ceny trasy na subsieti z ískame iba pomocou h r á n z A* keď 

existuje celočíselné op t imálne riešenie X. Je potom jednoduché overiť že ( X , T*) 

je op t imálne celočíselné riešenie pre (2) až (9). Uvedomme si však, že linearizovaný 

predpis (11) nemusí nutne prinášať celočíselné riešenie. Preto musia byť obmedzenia 

(10) dodržané v linearizovanej formulácii. 

Výskum ohľadom T S P - T W bol však nedosta točný. Bolo dokázané , že aj keď 

nájdeme uskutočni teľné riešenie pre T S P - T W , stále to bude NP-úp lny problém. Na 

základe toho boli nav rhnu t é heurist ické algoritmy založené na koncepcii /c-výmeny. 

Toto zah ŕňa výmenu k h r á n z momen tá lneho riešenia za k iných hrán . Pre TSP , 

proces jednej fc-výmeny môže byť vykonaný v k o n š t a n t o m čase pre ľubovolné k. Av

šak pre T S P - T W , /c-výmeny b u d ú vyžadovať 0(n) času. T a k á t o /c-výmena by tot iž 

mohla posunúť š ta r t z urč i tého uzlu, čo by v konečnom dôsledku posunulo š t a r t 

zo všetkých nasledujúcich uzlov na trase. Preto je pre každú t a k ú t o výmenu n u t n é 

otestovať nie len jej prispenie k zníženiu ceny cesty, ale aj jej uskutečn i te lnos t . Bolo 

dokázané , že pre dvoj-výmeny a obmedzené t ro j -výmeny môže byť proces jednej 

výmeny s tá le vykonaný v k o n š t a n t o m čase s cieľom minimalizovať celkový čas cesty. 

Aj napriek vysokej náročnos t i T S P - T W sa niekoľko ďalších autorov sústredilo 

na vytvorenie exaktných algoritmov, k toré ma jú minimalizovať celkovú cenu cesty 

alebo celkovú dobu jej trvania. Cieľ (2) n á m opisuje p rvý pr ípad; minimalizovanie 

hodnoty Td — TQ zodpovedá d r u h é m u pr ípadu . Pre tento cieľ je tiež j ednoduché 

definovať p remenné opisujúce vyčkávací čas Wi > 0, i G N U {d} pre každý uzol, 

k torý m á byť navšt ívený a pre počia točný-konečný uzol. Ich vplyvom na obmedzenia 
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(7) alebo (11) a záměnou znamienka nerovnosti za znamienko rovnosti získavame 

výraz: 

Formulácie (2) až (10) alebo model s objekt ívnou funkciou (2) nahradenou 

(12) môže byť použi tý v schéme vetiev a medzí pre determinovanie opt imálnej cesty 

obmedzenej časovými oknami. Napr ík lad je možné uvoľniť obmedzenia (7) a (8) a 

použiť spodnú hranicu p o s k y t n u t ú riešením priradzovacieho problému. Vetvenie na 

premenných X^ môže poskytnúť veľmi dobrý algoritmus. A k berieme do úvahy line-

arizovanú verziu, ďalšia spodná hranica je d a n á riešením l ineárneho rozvolňovania. 

T á t o hranica je min imálne tak dobrá ako hranica z ískaná pr i radením, ale výpočet 

bude časovo oveľa náročnejší . 

Pomocou predchádzajúcich formulácií sa dá navrhnúť mnoho dalších rozvol

ňovaní a rozkladov. V ľubovoľnom prehľadávacom strome je vetvenie na tokových 

premenných X^ (i, j) G A ľahko implementovate lné . Avšak ak najdôležitejší kompo

nent špecifickej aplikácie T S P - T W obsahuje obmedzenia časovými oknami, vetvenie 

na časových p remenných Tj je j ednoznačne oveľa vhodnejšie. Toto p la t í aj pre všetky 

časovo obmedzené problémy s p lánovaním trasy riešené ve tvením a obmedzovaním 

Časovo závislý problém obchodného cestujúceho (ďalej len T D - T S P - z anglického 

Time dependent travelling salesman problem) je verziou klasického T S P , v ktorom 

predpok ladáme , že cena cesty medzi dvoma uzlami je závislá od toho, kedy je uzol 

navštívený. Z n a m e n á to, že cena cesty z uzlu i do uzlu j sa líši v závislosti na tom, 

v ktorom časovom období sa z daného uzlu i do uzlu j snažíme dostať. P rob lém 

môže byť formulovaný nasledovne: predpokladajme že m á m e urči tý graf G (V,E), 

ktorého uzly sú s i tuované ako V — 1, 2, n. Pre každú hranu (i, j) G E, cena 

za prejdenie cez danú hranu v čase t je známa , kde t — 1, 2, n. Riešenie T D - T S P 

teda pozos táva z ná jdenia Hamiltonovskej kružnice v grafe G [2]. 

Minimalizovanie — T0 = ^ tij-^ij + $ ľ Wi-
(ÍJ)SA i£NU{d} 

(12) 

[3]. 

2.2 Časovo závislý p r o b l é m o b c h o d n é h o ces tu júceho 

(13) 
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kde cena cesty £ je 

C* = c j l i 2 + 4 i 3 + • • • + < & ! • (
1 4

) 

2.3 Úloha s v iace rými o b c h o d n ý m i ces tu júc imi 

Ďalš ím typom T S P je ú loha s viacerými cestujúcimi (ďalej iba m - T S P - z anglického 

Mult ip le travelling salesman problém) . Uvažujeme v nej m obchodných cestujúcich 

(alebo vozidiel, k toré zabezpečujú rozvoz tovaru). Všetci t í t o cestujúci ma jú jedno 

depo. P r edpok l adáme , že každý cestujúci musí opustiť depo (kde napr ík lad nabe rá 

tovar k rozvozu) a každý zákazník alebo miesto musí byť navšt ívené práve j edným 

cestujúcim. Cieľom je minimalizovať súčet cien ciest jednot l ivých cestujúcich. Ob

chodným cestujúcim sa zväčša nezadávajú ž iadne podmienky súvisiace s kapacitou, 

k to rú môžu prepravovať. Tento prob lém môže nájsť apl ikačné využi t ie v spoločnos

tiach, k toré sa zaobera jú rozvozom tovaru alebo posky tovan ím servisu [4]. 

2.4 Rozvozný p r o b l é m 

Rozvozný prob lém (ďalej iba V R P - z anglického Vehicle routing problém) vzniká, 

ak je k obsluhe miest (alebo zákazníkov) k dispozícii viacero obchodných cestujú

cich. V R P je obdobou m-TSP , kde každému zákazníkovi je dopredu pr i radený dopyt 

po konkré tnom tovare (alebo službe). Rozvážajúce vozidlá v tomto type problému -

na rozdiel od m - T S P - zväčša ma jú určenú obmedzenú kapacitu, k to rá sa môže líšiť 

v závislosti na jednot l ivých obchodných cestujúcich. Obmedzený môže byť aj poče t 

zákazníkov, k torých môže jeden obchodný cestujúci obslúžiť alebo môže byť obme

dzená m a x i m á l n a trasa, k to rú môže každý obchodný cestujúci prejsť. Súčet dopytu 

na trase pre konkré tneho obchodného cestujúceho nesmie prekročiť d a n ú kapacitu 

konkré tneho obchodného cestujúceho. Okrem vzdialenosti sa môžu v tomto type 

problému optimalizovat viaceré prvky. Môže to byť tiež napr ík lad počet obchod

ných cestujúcich [5]. 
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Obr. 2: Pr ík lad poč ia točného zadania V R P (naľavo) a jeho nás ledného riešenia (na

pravo). Vidíme, že vo výsledku sú farebne odlíšené uzly. Jednou farbou sú vždy ozna

čené uzly, k to rými pre jdú jednot l iví obchodní cestujúci. Tieto uzly spájajú tmavo 

vyznačené hrany, k toré bude n u t n é pre každého daného obchodného cestujúceho 

prejsť, aby bolo splnené zadanie. Náme t na obrázok prevza tý z: [39]. 
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3 Prehľad stratégií riešiacich T S P a T S P - T W 

V tejto kapitole si p reds tav íme možné s t ra tégie použiteľné na získanie riešenia T S P 

a T S P - T W . Popíšeme si m e t ó d y informovaného prehľadávania, k toré sa b u d ú deliť 

na j ednoduché heuristiky a metaheuristiky. Druhé menované sa ešte ďalej rozdelia 

na genetické algoritmy a m e t ó d y rojovej inteligencie. 

3.1 I n f o r m o v a n é m e t ó d y p r e h ľ a d á v a n i a 

Informované m e t ó d y prehľadávania sú založené na hodnotiacej funkcii. Hodnotiaca 

funkcia n á m pre každý uzol stromu určuje jeho ohodnotenie. Tieto hodnoty sa ná

sledne použijú ako k r i t é r ium pre výber ďalšieho uzlu, k to rý bude expandovaný. A k 

hodnotiaca funkcia dobre vystihuje vlastnoti a charakter úlohy, b u d ú vždy expan

dované najperspekt ívnejš ie uzly a zabrán i sa takprehľadávaniu ciset, k toré nevedú 

k cielu. Č ím kvalitnejšie heurist ické znalosti o danej úlohe sa v hodnotiacej fukncii 

využívajú, t ý m efektívnejšie bude prehladávanie . 

3.2 J e d n o d u c h š i e h e u r i s t i k y 

Obecne všetky heuristiky spadajú pod informované m e t ó d y prehľadávania, čo zna

mená , že sú založené na hodnotiacej funkcii. Hodnotiaca funkcia slúži na určenie 

kvality riešenia. Heuristika (z gréckeho slova heuriskó - nájsť, objaviť) n á m cha

rakterizuje skúšobné riešenie problému, pre k to rý nepoznáme exak tný algoritmus 

alebo exak tnú m e t ó d u . Takéto riešenie je čas to iba približné, založené na učení sa 

z predchádzajúcich výsledkov (me tóda pokus - omyl). Po prvom riešení môže často 

dôjsť k lepšiemu výsledku pri ďalších riešeniach, ale heurist ické m e t ó d y n á m nikdy 

nemôžu zaručiť, že nájdené riešenie je op t imálne . Výhoda tejto m e t ó d y je však jej 

univerzálnosť, jednoduchosť a rýchlosť. 

V tejto podkapitole sa budeme venovať j ednoduchš ím heur i s t ikám, k toré 

zväčša používajú iba hodnotiacu funkciu, narozdiel od metaheur i s t ík (popisovaných 

v ďalšej podkapitole), k toré okrem hodnotiacej funkcie používajú aj iné mechanizmy 

slúžiace k nájdeniu lepšieho riešenia. 
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3.2.1 Hi l l -Cl imb algoritmus 

Hi l l -C l imb algoritmus p a t r í medzi grad ien tné algoritmy, čo znamená , že každá ďal

šia volba uzlu na expandovanie ne jakým spôsobom závisí na gradiente. Funkciu 

Hi l l -C l imb algoritmu môžeme popísať nasledovne: na zač ia tku sa nachádzame v 

počiatočnej pozícii, teda v poč i a točnom uzle. Algoritmus n á h o d n e vyberie niekto

rého zo susedov expandovaného uzlu. Vypočí ta hodnotu hodnotiacej funkcie tohto 

rozhodnutia a ďalej poč í t a hodnotiace funkcie pre os t a tné susedné uzly. Nakoniec 

vyberie práve ten uzol, k to rý m á najlepšiu hodnotu hodnotiacej funkcie. Vybraný 

uzol nás ledne expanduje. Ďalej algoritmus skontroluje, či je práve expandovaný uzol 

zároveň aj cieľovým uzlom. A k áno, algoritmus sa ukončí a v rá t i riešenie. A k nie, 

algoritmus pokračuje v prvom kroku až dovtedy, dokým sa nedostane ku koncovému 

uzlu. Algoritmus zároveň prechádza vždy do uzlov, k to ré ešte neboli expandované . 

Pracuje sa vždy iba s práve expandovaným uzlom. Susedia predchádza júceho uzlu 

sú vždy pri expanzii nového uzlu zabudnu t í . 

Nevýhodou tohto algoritmu je možnosť zaseknutia sa v lokálnom ext réme. 

Algoritmus n e m á ako zistiť, či n ím nájdené riešenie je iba lokálnym e x t r é m o m alebo 

globálnym. Tiež môže dôjsť k zacykleniu - pohyb po nekonečne dlhej ceste (naprí

klad pri k o n š t a n t n o m ohodno ten í h r á n v grafe) [6]. 

Objektívna 
funkcia Globálne 

t maximum 

Stavový 
Momentálny stav priestor 

Obr. 3: Pr ík lad chodu algoritmu Hi l l -C l imb . Algoritmus si vždy podľa gradientu 

vyberie na j s t rmší spád (vert ikálne smerom hore, ak hľadáme globálne maximum 

a ver t ikálne smerom dolu, ak hľadáme lokálne minimum), po ktorom sa vyberie. 

Náme t na obrázok prevza tý z: [41]. 
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3.2.2 2-opt algoritmus 

Algoritmus 2-opt je j ednoduchý lokálny prehľadávač, k to rý m á pre p r ípad T S P veľmi 

p o d s t a t n é využit ie a môže citeľne zlepšiť vyhľadávanie riešení tohto problému. Jeho 

hlavnou úlohou je nájsť cestu, k to rá sa kríži a prehodiť poradie uzlov tak, aby sa 

ďalej nekrížila. 

Beh tohto algoritmu vyzerá nasledovne: algoritmus 2-opt zoberie riešenie zís

kané ne jakým iným vyhľadávacím algoritmom. Jednu trasu (riešenie) rozdelí na t r i 

subtrasy. P rvá a tretia subtrasa sa nemenia, zatiaľ čo v druhej subtrase algoritmus 

n á h o d n e prehodí poradie uzlov. Tieto t r i subtrasy potom spojí a otestuje, či m á 

takto nová vy tvorená trasa lepšiu cenu riešenia, ako bola cena predošlého riešenia. 

Pokiaľ áno, algoritmus sa ukončí , pokiaľ nie, algoritmus pokračuje v slučke až dokým 

nenájde také riešenie, k toré bude mať lepšiu cenu riešenia ako bola pôvodná cena 

Obr. 4: Pr ík lad využi t ia 2-opt algoritmu. Pôvodná trasa A—>-B—>-E—>-D—>-C—>-F—>-G 

sa zmenila na trasu s p o r a d í m uzlov A—>B—>C—>D—KE—KF—>G, k to rá m á lepšie 

ohodnotenie ako trasa pôvodná . N á m e t na obrázok prevza tý z: [42]. 

3.2.3 A * algoritmus 

Hodnotiaca funkcia algoritmu A* m á nasledujúcu podobu: 

[9]. 

f(i)=g(i) + h(i). (15) 
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Krok, v ktorom sa pre každého následovníka poč í t a hodnota hodnotiacej funkcie, aby 

sa nás ledne mohol vybrať najlepší k a n d i d á t n y uzol na expandovanie, m á nasledujúcu 

podobu: expanduje sa stav i; pre každého následovníka j stavu i sa vypoč í t a hodnota 

hodnotiacej funckie ako: 

kde c(i, j) je cena prechodu od stavu i do stavu j [15]. Pre p r ípad T S P bude 

v algoritme n u t n é vykonať isté modifikácie. Po týchto modifikáciách bude chod 

algoritmu pre riešenie T S P vyzerať nasledovne [36]: 

1. Vloženie koreňového uzlu do zoznamu navšt ívených uzlov. 

2. A k je zoznam navšt ívených uzlov prázdny, algoritmus sa ukončí. 

3. Vyberie p rvý uzol v zozname navšt ívených uzlov, označíme ho ako uzol i. 

4. A k je uzol i koncovým uzlom, algoritmus vrá t i výsledok a ukončí sa. 

5. Vloží vše tky dcérske uzly uzlu i do zoznamu navšt ívených uzlov. Všetky položky 

v zozname navšt ívených uzlov zoradí vo vzostupnom porad í podľa hodnoty hodno

tiacej funkcie. 

6. Vrát i sa ku kroku číslo 2. 

3.3 Metaheur is t iky 

Metaheuristiky sú zložitejšie heurist ické metódy, k toré okrem hodnotiacej 

funkcie využívajú aj ďalšie mechanizmy slúžiace k nájdeniu lepšieho riešenia. Tieto 

mechanizmy slúžia zväčša na to, aby algoritmom nájdený lokálny ex t r ém nebol po

važovaný za ex t r ém globálny a neukončilo sa tak vyhľadávanie predčasne . Vyznačujú 

sa väčšou zložitosťou ako jednoduchšie heuristiky a často sú aj časovo náročnejšie 

na výpočet . 

3.3.1 Simulated annealing 

Algoritmus Simulated annealing (ďalej iba SA) je inšpirovaný reá lnym procesom 

ohrevu mate r i á lu na u rč i tú teplotu, pri ktorej je mate r iá l (kov) ľahko tvarovateľný. 

P o s t u p n ý m ochladzovaním vplyvom okolitého prostredia sa jeho tvarovateľnosť zni

žuje. Takto nahriaty mate r iá l sa tvaruje t ý m ľahšie, čím je teplota vyššia. Postupne 

f (j) = 9(j) + Kí) (16) 

pričom: 

(17) 
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začne teplota klesať vplyvom chladnejšieho prostredia okolia (buď vplyvom izbovej 

teploty, vody alebo oleja). Č ím bude teplota mate r i á lu nižšia, t ý m ťažšie sa mater iá l 

bude tvarovať, až sa dostane na t a k ú teplotu, že stuhne úplne a už ho nebude možné 

tvarovať vôbec. 

Tab. 1: Vzťah medzi termodynamickou simuláciou a opt imal izáciou [14]. 

T e r m o d y n a m i c k á 

s i m u l á c i a 

O p t i m a l i z á c i a 

stav sys tému 

energia 

zmena stavu 

teplota 

zmrazený stav 

pr ípus tné riešenie 

hodnota účelovej funkcie 

prechod k susednému riešeniu 

riadiaci parameter 

heuristicke riešenie 

Algoritmus S A je prezentovaný ako algoritmus pre kombinator ické optimali

začné problémy. Je čas to volenou metaheuristikou pre riešenie diskrétnych a spoji

tých opt imal izačných úloh. Kľúčová vlastnosť tohto algoritmu je schopnosť uniknúť 

z lokálneho ex t rému tým, že povoluje Hill-Climbovské pohyby, aby sa našiel globálny 

ex t rém. 

Jednou z nevýhod tohto algoritmu je to, že m á pomerne veľa a t r ibú tov , k toré 

môžeme upravovať a op t imálne hodnoty tých to a t r ibú tov sa môžu líšiť pre rôzne 

typy problémov. Exis tu jú dva druhy spôsobov úp ravy tých to a t r ibú tov : online a off

line p r í s tup . P r i online p r í s tupe sa hodnoty parametrov upravujú dynamicky počas 

chodu algoritmu. P r i offline p r í s tupe sa hodnoty a t r ibú tov zvolia ako konš tan ty ešte 

pred spus ten ím algoritmu a po celý čas sa nemenia. Docieliť op t imálne naladenie pa

rametrov nie je j ednoduché a m e t ó d a pokus-omyl je väčšinou nepostačujúca . Tieto 

a t r i bú ty sú konkré tne : teplota, mraziaca teplota a koeficient a. Hodnota teploty sa 

nas tav í na konš t an tnú veľkosť a po každej iterácii sa bude násobiť koeficientom a 

pr ičom a < 1. Mraziaca teplota m á funkciu spodnej hranice. A k hodnota teploty 

klesne pod hodnotu mraziacej teploty, algoritmus sa ukončí. 

Chod algoritmu môžeme popísať nasledovne: na zač ia tku sa vygeneruje jedno 

riešenie (môže byť napr ík lad n á h o d n é alebo heurist ické pomocou greedy search a 

pod.). Ďalej sa b u d ú generovať n á h o d n é riešenia zo susedstva ak tuá lneho riešenia, 

k toré buď algoritmus S A prijme alebo nie. A k je ná jdené riešenie lepšie ako aktu

álne riešenie, je automaticky pr i ja té ako nové riešenie. A k je nové ná jdené riešenie 
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horšie ako ak tuá lne riešenie, tak to, či ho algoritmus prijme záleží na premennej p 

- pravdepodobnosti prijatia nového riešenia. Pre t ú t o pravdepodobnosť plat í : 

-(/(»)-/(*)) 
p = e 

kde f (y) je hodnota hodnotiacej funkcie nového riešenia y, f (x) je hodnota hod

notiacej funkcie ak tuá lneho riešenia x a í je a k t u á l n a teplota. Celkovo teda pre 

pravdepodobnosť prijatia nového riešenia p p la t í : 

P 
1, ak / (y ) < f (x), 

-(f(y)-f(*)) . , v 1 ^ 
e * , mak. 

Tento cyklus sa opakuje, pokiaľ hodnota teploty neklesne pod hodnotu mraziacej 

teploty. V takom pr ípade sa algoritmus ukončí a vrá t i najlepšie nájdené riešenie. 

Vš imnime si, že použi t ie tohto algoritmu n á m nedáva úplnú istotu, že bude nájdené 

najlepšie riešenie. Akceptovaním aj horších riešení (v závislosti od momentá lne j tep

loty a od rozdielu od ak tuá lneho riešenia) sa zvyšuje pravdepodobnosť toho, že 

algoritmom nájdený lokálny ex t r ém nebude považovaný za ex t r ém globálny a ne

ukončí sa tak vyhľadávanie predčasne [10]. J e d n ý m z možných použi t í algoritmu S A 

na T S P - T W je jeho modifikácia St lačené žíhanie. Tento druh žíhania je doplnený o 

mul t ip l iká tor variabi lného trestu k to rý sa nazýva tlak a dop ĺňa parameter teploty. 

V súvislosti s T S P - T W teplota riadi p ravdepodobnosť prechodu na horšiu trasu, 

zatiaľ čo tlak riadi p ravdepodobnosť prechodu na nerealizovateľnú cestu s ohľadom 

na časové okná. Viac o využi t í tohto druhu algoritmu pre T S P - T W je možné dočítať 

sa v práci : [11]. 

3.3.2 Tabu search 

Algoritmus Tabu Search (ďalej len TS) je metaheur i s t i cká lokálna vyhľadávacia me

t ó d a použ ívaná pre m a t e m a t i c k ú opt imalizáciu. Tak ako pri S A , jeho hlavnou výho

dou oproti o s t a t n ý m lokálnym vyhľadávacím algoritmom je veľká pravdepodobnosť , 

že neuviazne v lokálnom ext réme. T S teda kombinuje lokálne hľadanie založené na 

množine e lementárnych pohybov a heuristiky, k toré ma jú zabrániť výsky tu cyklov a 

uviaznutiu postupu v s u b o p t i m á l n o m riešení [12]. Základom T S je využívanie foriem 

flexibilnej p a m ä t e . T á t o pamäť môže byť dvojakého druhu [14]: 

• krátkodobá pamäť - a t r i bú ty pohybov, k toré sú po urči tý poče t i terácií zaká

zané; sú to a t r i bú ty pohybov inverzných k vykonaným pohybom, 

• dlhodobá pamäť - informácie o frekvencii výsky tu a t r ibú tov v dotera jšom pro

cese hľadania; využit ie v procesoch intenzifikácie a diverzifikácie. 
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Chod algoritmu môžeme popísať nasledovne: na zač ia tku sa vygeneruje ná

hodné riešenie (môže sa ich vygenerovať aj viac a z nich sa na začia tok vyberie to 

najlepšie) a zoznam so zakázanými riešeniami je prázdny. Ďalej sa vytvor í slučka, 

v ktorej sa b u d ú kroky opakovať, až pokiaľ nie je splnená podmienka ukončenia 

(vyčerpanie vopred s tanoveného času alebo p o č t u iterácií, zistenie, že po stanove

nom poč te i terácií algoritmus nedospel k lepšiemu riešeniu - predpoklad nájdenia 

globálneho ex t rému) . K m o m e n t á l n e m u riešeniu sa vytvor í zoznam kand idá tnych 

susedných riešení. Z tohto zoznamu sa vyberie najlepšie riešenie a vykoná sa kon

trola, či sa nachádza v zozname zakázaných riešení. A k áno, riešenie je vymazané a z 

kand idá tneho zoznamu sa vyberie ďalšie najlepšie riešenie. A k sa riešenie v zozname 

zakázaných riešení nenachádza , vykoná sa porovnanie, či je nové riešenie lepšie ako 

doposiaľ najlepšie nájdené riešenie. V iac o implementáci i algoritmu T S pre V R P -

T W (z anglického Vehicle routing problém with time windows - Rozvozný problém 

s časovými oknami), veľmi p o d o b n é m u T S P - T W , je možné dočítať sa v práci : [13]. 

3.3.3 G e n e t i c k é algoritmy 

Genetické algoritmy (ďalej iba G A ) sú adap t ivně heurist ické prehľadávacie m e t ó d y 

inšpirované evolučnými mechanizmami pr i rodzeného výbe ru a genetiky. Proces v 

G A spočíva v simulovaní procesov pr í rodných sys témov po t rebných pre evolúciu, 

konkré tne sys témov založených na pr incípoch preži t ia najsilnejších, p rvý k rá t pred

stavených Charlesom Darwinom. Tieto sys témy preds tavujú intel igentné využit ie 

náhodného prehľadávania v rámci definovaného priestoru na vyriešenie problému. 

Aj napriek in tenzívnym š túd i ám matematikov, počí tačových vedcov a ďalších vý

skumných pracovníkov v posledných 50 rokoch zostáva o tázka možnost í zostrojenia 

efektívneho riešenia založeného na G A nezodpovedaná [32]. 

Realizovateľné riešenia T S P môžu predstavovať chromozómy pozostávajúce z 

génov. Každý gén v chromozóme predstavuje nejaké miesto. Hodnoty týchto génov 

a ich pozícia v reťazci génu hovorí G A , aké riešenie toto ind iv íduum reprezentuje. 

Ďalej môžeme definovať m a t e m a t i c k ý model. Predpokladajme, že C = {1, 2, i, 

.., n} sú miesta, k toré musia byť navšt ívené. Každý chromozóm môže byť potom 

reprezentovaný nasledovne [32]: 

X — p í i , X 2 , X i , X n ) , (20) 

pre T S P , tento chromozóm reprezentuje trasu: 

X i -)• ... -)• Xi... -)• Xn ->• X i . (21) 
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A b y bola za is tená validita chromozómu, musia byť splnené nasledovné podmienky: 

Xi G C, 1 < i < n (22) 

Xi^Xj,i^j,l <i,j <n (23) 

Fitness funkcia v tomto algoritme ohodnocuje kvali tu každého indivídua. Keďže 

cieľom T S P je nájsť na jkra t š iu trasu, fitness funkcia f (X) každého choromozómu X 

môže byť definovaná nasledovne: 

n—l 
f (X) = J2D(Xl,Xl+1) + D(Xn,X1), (24) 

i=l 

kde: 

• n - celkový počet miest, 

• Xi - číslo miesta v pozícii i, 

• D(Xi, X j) - vzdialenosť z miesta Xi do X j, 

. D(Xt, X,) = D(Xj, Xi). 

N ová generácia 

O —O 

e 
Inicializácia Selekcia Kríženie Mutácia 

Obr. 5: Pr ík lad procesu genetického algoritmu. Náme t na obrázok prevza tý z: [43]. 

Viac o implementáci i G A pre T S P - T W je možné dočítať sa v práci: [34]. 
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3.3.4 M e t ó d y rojovej inteligencie 

Metódy rojovej inteligencie patria tiež pod metaheuristiky, konkrétnejšie pod me

t ó d y inšpirované živou pr í rodou. Sú inšpirované chovaním roju urč i tého druhu ži

vočíchov (napr íklad mravcov, včiel, mačiek, vlkov a pod.). Tieto spôsoby chovania 

sú prenesené do optimalizácie s cieľom využiť ich pri hľadaní op t imálneho riešenia. 

Tento druh metaheuristiky je pomerne novým p r í s t u p o m k riešeniu opt imal izačných 

problémov. 

Ant Colony Optimization 

Ant colony optimization (ďalej iba A C O ) je inšpirované správaním niektorých dru

hov mravcov pri hľadaní potravy. Tieto mravce zanechávajú na trase stopy feromónu, 

aby označili najlepšiu trasu, k to rú b u d ú os t a tné mravce z kolónie nasledovať. Opt i 

malizácia mravcov v pr í rode slúži ako pr íklad pre aplikáciu tohto p r í s tupu k riešeniu 

matematickej opt imalizácie. T ú t o s t ra tégiu možno implementovat pre nájdenie rie

šenia T S P a s is tými modifikáciami aj pre nájdenie riešenia T S P - T W . 

Potrava Potrava Potrava 

Mravenisko Mravenisko Mravenisko 

Obr. 6: Proces hľadania najkratšej trasy mravcov v pr í rode, k t o r ý m je algoritmus 

A C O inšpirovaný. Zelenou je znázornená slabá, oranžovou stredne silná a červenou 

najsilnejšia feromónová stopa. Náme t na obrázok prevza tý z: [22]. 
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Pre jednotky, k toré reprezentujú mravce v matematickej optimalizáci i , plat í : 

• ma jú pamäť , čo z n a m e n á že nenavšt ív ia uzly, k toré už p r e d t ý m navštívili , 

• dopredu presne vedia, aká bude vzdialenosť dvoch uzlov a teda môžu si vybrať 

cestu kratš iu , 

• ak sa pri rozhodovaní mravca stane to, že dve a viac ciest b u d ú mať rovnaké 

ohodnotenie, mravec sa zvyčajne rozhodne pre t ú cestu, k to rá bude obsahovať 

silnejšiu stopu feromónu (tak ako to robia reálne mravce v pr í rode) . 

Vždy, keď sa mravec dostane na rozcestie (teda m á na výber min imálne dve ďalšie 

subtrasy), každej z nich sa pr i rad í hodnota p^, čo je pravdepodobnosť s akou si 

ju mravec vyberie ako ďalšiu subtrasu, kde i je práve expandovaný uzol, j je ďalší 

možný expandovaný uzol a k je označenie daného mravca. Pre pravdepodobnosť 

výbe ru danej subtrasy plat í : 

V% = ~ T j á ' V \ - P , (25) 
2—ts £ povolene^ 7~is Vis 

kde: 

• Ty - intenzita feromónovej stopy medzi uzlami i a j, 

• a - parameter regulujúci veľkosť vp lyvu r^ , 

• rjij - viditeľnosť uzlu j z uzlu i, k to rá je rovná kde dij je vzdialenosť medzi 

uzlami i a j, 

• (3 - parameter regulujúci veľkosť vp lyvu rjij. 

• povolenek - množ ina uzlov, k toré doteraz neboli navšt ívené mravcom k. 

Pre pravedpodobnosť voľby danej subtrasy teda obecne plat í : 

Pii 

j G povolenek 
-̂̂ s G povolenej T i s ^is (QiQ^j 

0, inak. 

V skratke, pre uzly, k toré ešte neboli navšt ívené mravcom k, sa pravdepodobnosť 

ich navšt ívenia cez hranu (i, j) vypoč í t a vzrocom (25). Pre uzly, k toré už mravcom 

k navšt ívené boli , bude pravdepodobnosť automaticky nulová [17, 18]. 

Po tom, čo každý mravec vykoná n i terácií, je z ískaná komple tná trasa. Fe-

romónové stopy na cestách sú aktual izované t a k ý m spôsobom, že kratš ie cesty b u d ú 

obsahovať výraznejšiu stopu feromónu ako dlhšie cesty. Tak ako v pr í rode, feromón 

zanechávaný na cestách mravcami po čase vyprchá . Č ím je teda cesta k ra t š ia a ide 

po nej viacero mravcov, t ý m je na tejto ceste stopa feromónu silnejšia, pre tože ňou 
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mravci, k tor í po nej cestujú, chodia s väčšou frekvenciou a teda feromónová stopa 

sa neus tá le obnovuje. Predpis, k t o r ý m sa feromón aktualizuje, je nasledovný: 

Tij(t + l)=p • Tij(t)+A7ij, (27) 

kde: 

Anj = E A r * , (2Í 
fe=i 

pričom: 

•9-, ak mravec k cestuje po hrane (i, j) 
L k y ' (29) 
0, inak. 

Definície p remenných a konš tán t sú nasledovné: 

• Q - konš tan ta , 

• Lk - dĺžka trasy, 

• t - poč í tad lo iterácií, 

• p E [0,1] - evaporačný faktor, k to rý reguluje redukciu feromónu, 

• ATÍJ - celková zmena množs tva feromónu na hrane (i, j). 

Pre potreby T S P - T W vznikla modifikácia algoritmu A C O . Viac o využi t í tohto 

druhu algoritmu A C O pre T S P - T W je možné dočítať sa v práci: [19]. 

Particle Swarm Optimization 

Particle swarm optimization (ďalej iba PSO) je s tochast ická opt imal izačná m e t ó d a 

n a v r h n u t á Eberhartom a Kennedym v roku 1995 [20]. Vychádza zo správania ekosys

tému, konkrétnejšie zo sociálneho správania živočíchov žijúcich v skupinách, napr í 

klad rýb alebo vtákov letiacich v skupinách. P r i riešení opt imal izačných problémov 

sa t á t o m e t ó d a spolieha na množinu individuí , pôvodne uspor iadaných náhodne , 

k toré nazývame častice. Tieto častice sa pohybujú v prehľadávacom priestore. Každá 

z nich reprezentuje riešenie problému. Navyše, každá z nich m á pridelenú pozíciu 

Xid a rýchlosť Vid. K a ž d á čast ica m á tiež v p a m ä t i zapísanú svoju doposiaľ najlepšiu 

dos iahnu tú pozíciu a doposiaľ najlepšiu dos iahnu tú globálnu pozíciu všetkých častíc 

[21]. 
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Optimálne riešenie Optimálne riešenie 

Iterácia # 0 Iterácia # N 

Obr. 7: Pr ík lad chodu P S O algoritmu. V s ú r a d n o m systéme sú ružovými kruhmi 

vyznačené častice a hviezdicou je znázornené op t imálne riešenie, k toré sa algoritmus 

snaží nájsť. Šípky znázorňujú rýchlosť daných častíc. Náme t na obrázok prevza tý z: 

[33]. 

Každej častici je v každej iterácii p r i r adená jej rýchlosť podľa nasledujúceho pred

pisu: 

Vid = Vid + a- (Pid - Xid) + (3 • (Pgd - Xid), (30) 

kde: 

• Xid - m o m e n t á l n a pozícia častice, 

• Pid - najlepšia pozícia častice, 

• Pgd - globálne najlepšie riešenie všetkých častíc, 

• a a /3 - koeficienty určujúce váhu vplyvu Pid a Pgd kde a, /3 G [0, 1]. 

Po výpoč te rýchlosti Vid novú pozíciu do ďalšej i terácie dostaneme nasledovne: 

Xid = Xid + Vid. (31) 

P S O je evolučná výpočtová m e t ó d a pre tože m á nasledujúce a t r ibú ty : 

• m á inicializačný proces, v ktorom sa vytvor í is tá populác ia (v tomto pr ípade 

pozostávajúca z častíc) a každému prvku sa pr i rad í n á h o d n é riešenie, 

• hľadá nové lepšie riešenia v prehľadávacom priestore tak, že produkuje nové, 

lepšie generácie, 

• produkcia novej generácie je založená na predchádzajúcej generácii . 
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Pre ďalšiu úvahu budeme uvažovať P S O priamo pre riešenie T S P . Predpokladajme 

postupnosť riešenia T S P s n uzlami: 

S = (aj), i = 1, n. (32) 

T u definujeme swap operátor SO(ii, i2) ako zámenu uzlov au a ai2 v riešení S. Ďalej 

definujeme S" = S + SO(ii, i2) ako nové riešenie, na k toré bol použi tý operá to r 

SO(i\, i2). Takže znamienko „ + " tu n a d o b ú d a nový význam. Pre názornosť uve

dieme príklad: predpokladajme, že existuje riešenie T S P , obsahujúce päť uzlov S = 

{1, 3, 5, 2, 4}. Swap ope rá to r je 5 0 ( 1 , 2), potom: 

S' = S + 5 0 ( 1 , 2) = (1, 3, 5, 2, 4) + (1, 2) = (3, 1, 5, 2, 4). (33) 

Ďalej si vysvet l íme nový v ý z n a m znamienka „-". Predpokladajme, že existujú dve 

riešenia A, B a, našou úlohou je zostrojiť základnú swap sekvenciu SS, k to rá dokáže 

za pomoci riešenia B dostať riešenie A. Definujeme S S = A — B (v tomto pr ípade 

znamieno „-" tiež n a d o b ú d a nového významu) . Môžeme potom zamieňať uzly v B 

na základe A zľava doprava, aby sme dostali SS. Takže musí existovať rovnosť A = 

B + SS. Swap sekvencia S S je vy tvorená z j edného alebo viacero swap operátorov: 

SS=(S01,S02,...,SOn), (34) 

SOi, S02, SOn sú swap operátory, k torých poradie v SS je tu veľmi dôležité, pre

tože swap sekvencia vždy iniciuje swap ope rá to ry v porad í , v ktorom sa nachádza jú 

v swap sekvencii. Môžeme to demonštrovať nasledovne: 

S' = S + SS = S + ( 5 0 x , 5 0 2 , S O n ) = ((S + SOJ + S02) + ... + SOn. (35) 

Rôzne swap sekvencie, pôsobiace na rovnaké riešenie, môžu vytvoriť rovnaké nové 

riešenie. Všetky tieto swap sekvencie sú pomenované ako ekvivalentná množ ina swa-

pových sekvencii. V tejto množine sa sekvencia s najmenej swap ope rá to rmi tiež 

nazýva ako základná swap sekvencia. 

V skratke môžeme potom chod algoritmu P S O popísať nasledovne: na za

čia tku sa každej častici pr i rad í n á h o d n é riešenie. Následne sa zaháji cyklický algo

ritmus, k to rý bude ukončený po splnení stanovenej podmienky (napr íklad prekročí 

sa s tanovený max imá lny počet i terácií alebo čas, a pod.). Pre každú čast icu sa vy

poč í t a nová pozícia. Vypočí ta sa rozdiel medzi Pid a Xid, ďalej A = Pid - Xid a B 

= Pgd - Xid kde A, B sú základné swap sekvencie (operá tor mínus m á ten význam, 

že pr ís lušná sekvencia pôsobí na d ruhý argument s cieľom získať p rvý argument). 

Ďalej sa vypoč í t a Vid podľa predpisu (30) a Vid sa pretransformuje na základnú swap 
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sekvenciu. Vypočí ta sa nové riešenie podia predpisu (31). A k sa nájde nové lepšie rie

šenie, aktualizuje sa P ^ . N a konci cyklického v ý p o č t u sa aktualizuje hodnota Pgd, ak 

sa našlo nové najlepšie riešenie. Po ukončení cyklického v ý p o č t u P S O vrá t i najlepšie 

globálne riešenie Pgd [23]. Pre potreby T S P - T W vznikla modifikácia algoritmu P S O 

s názvom Genet ický P S O . Viac o využi t í tohto druhu algoritmu P S O pre T S P - T W 

je možné dočítať sa v práci : [24]. 

Artificial Bee Colony 

Artif ical Bee Colony (ďalej iba A B C ) je algoritmus inšpirovaný správaním roja včiel. 

Vo využi t í A B C pre opt imal izáciu môžeme včely rozdeliť na t r i skupiny: 

• včely medonosné - ich úlohou je n á h o d n e prehľadávať ohraničený priestor, 

hľadať v ň o m nek tá r a nás ledne zdielať informácie získané pri hľadaní n e k t á r u 

s nasledovníkmi, 

• nasledovníci - včely, k toré sa snažia nájsť čo najlepší nek t á r za použi t ia infor

mácií získaných včelami medonosnými , tieto včely ma jú urč i tú v las tnú selekčnú 

s t ra tégiu, 

• skauti - t ú t o skupinu tvoria včely medonosné , k toré opustili nek tá r , pre tože 

ho zhromažďovali už vopred určený počet cyklov alebo zhromažďujú iba malé 

množs tvo medu; skauti neskôr začnú skúmať nové zdroje nek tá ru . 

Tab. 2: Vzťah medzi A B C a T S P . 

Artificial Bee T S P 

Colony 

včely medonosné iterácie možnými trasami 

hodnota fitness dĺžka trasy 

skauti nájdenie novej trasy 

nasledovníci ladenie trasy 

Ďalej si popíšeme fázy, k to rými A B C prechádza . Sú konkré tne dve. Prvou je počia

t o č n á fáza - predpokladajme m medonosných včiel, m nasledovníkov a D-dimenzionálny 

vektor X^(j = 1, 2, 3, D) reprezentujúci lokáciu i - tého zdroju medu. Predpokla

dajme ďalej, že pri každom zdroji medu operuje práve jedna včela medonosná , teda 

m á m e m zdrojov medu. Inicializácia vyzerá následovne: 

A j j Xmin j -\- <-p(Xmax j -\- Xmin j ) (36) 

kde: 
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• XÍJ - m o m e n t á l n a pozícia kde i G {1, 2, m}, 

• X M A X j a Xmin j - max imá lne a min imálne hodnoty v j- tej dimenzii, 

• ip - n á h o d n é číslo pr ičom (p G [0, 1]. 

D r u h á fáza sa nazýva ťažiaca fáza. Po tom, čo včely medonosné ná jdu zdroj 

medu, kvali ta n e k t á r u v ň o m je o h o d n o t e n á ako fitness, k to rý je daný nasledovne: 

Fi = { (37) 
1 + fi < o, 

O tom, či bude cesta aktual izovaná sa nasledovníci rozhodnú na základe nasledujú

ceho predpisu: 

(38) 
2_,j=i ri 

kde definície p remenných vo vyššie spomenutých výrazoch: 

• f i - adaptibili ta z-teho zdroja medu, 

• Fi - fitness hodnota z-teho zdroja medu. 

Včely medonosné a nasledovníci aktual izujú hodnoty pozícií nasledujúcim predpi

som: 

Vij = Xij + ip{Xij-XKJ), (39) 

kde Vij označuje novú pozíciu, pr ičom k G {1, 2, m} a k ^ i je n á h o d n é číslo. 

Chod algoritmu môžeme popísať nasledovne. N a zač ia tku sa inicializujú zá

kladné parametre a vypoč í t a sa poč ia točná pozícia včiel podľa predpisu (36). Ďalej 

sa vytvor í cyklus, v ktorom sa nasledovne vypoč í t a fitness hodnota nek tá ru , ná j 

deného včelami medonosnými , podľa predpisu (37). Porovná sa s o s t a tnými hod

notami a uloží sa op t imá lna hodnota. Ďalš ím krokom je to, že nasledovníci vybe rú 

včely medonosné podľa predpisu (38) a aktual izujú pozíciu nového zdroja medu 

podľa predpisu (39). Porovná sa fitness hodnota aktualizovanej pozície a uloží sa 

op t imá lna hodnota. A k existuje aspoň jedna skau t ská včela, poč i a točná pozícia sa 

reviduje podľa (36) a vykoná sa aktual izácia opt imalizácie. A k skau t ská včela ne

existuje a počet vykonaných iterácií prekonal p řednas tavený počet max imálneho 

p o č t u iterácií, cyklus sa ukončí a program vrá t i najlepšiu ná jdenú hodnotu. A k po

čet vykonaných iterácií ešte nedosiahol maximum, cyklický výpočet pokračuje [26]. 

V súvislosti s p rob lémom T S P - T W bola vy tvorená modifikácia algoritmu A B C s 

názvom Diskré tny algoritmus A B C . Viac o využi t í tohto druhu algoritmu A B C pre 

T S P - T W je možné dočítať sa v práci : [27]. 

39 





Ústav automatizace a informatiky, FSI V U T v Brně, 2021 

4 Vybrané stratégie riešiace T S P - T W 
V tejto kapitole si popíšeme implementác iu vybraných s t ra tégi í priamo na náš prí

pad T S P - T W . Popíšeme si, aké modifikácie museli byť urobené oproti použi t iu na 

klasický T S P . Pre lepšie pochopenie si ale v úvode popíšeme, ako vyzerajú v s tupné 

d á t a a celkovo, ako vyzeral náš p r ípad T S P - T W a čo ho reprezentovalo. 

Vs tupné d á t a bol i reálne lety medzi existujúcimi letiskami. Uz ly bol i teda za

s túpené letiskami, hrany jednot l ivými letmi a časové okno pozostávalo z toho, že nie 

každý deň existoval z mesta x let do všetkých os ta tných miest. J edno t l ivým let iskám 

boli pre každý deň pridelené konkré tne lety na iné letiská. Zohľadnená teda musela 

byt možnosť, že nie vždy existuje z uzla x v z-tý deň cesta do všetkých os ta tných 

uzlov. Tomuto museli byť pr ispôsobené vše tky s tratégie , aby tak nedochádzalo k 

slepým ul ičkám. Pre implementác iu boli vyb ra t é jedna s t ra tég ia z neinformovaných 

m e t ó d a päť s t ra tégi í z m e t ó d informovaných. Konkré tne jedna z jednoduchš ích he

urist ík a po dve s t ra tégie z os ta tných podskup ín informovaných m e t ó d prehľadávania 

okrem G A . B o l i teda vybrané : 

• neinformované me tódy : 

— Random Search 

• j ednoduché heuristiky: 

— Hi l l -C l imb 

• metaheuristiky: 

— Simulated Annealing 

— Tabu Search 

• m e t ó d y rojovej inteligencie: 

— Particle Swarm Optimizat ion 

Pred t ý m ako si začneme popisovať jednot l ivé použi té s t ra tégie , popíšeme si fun

govanie 2-opt algoritmu, k to rý bol pri s t ra tégiách použi tý ako pomocné lokálne 

prehľadávanie. 

4.1 2-opt 

Tento algoritmus n á m sám o sebe riešenie nenájde . Je však veľmi dobre použiteľný na 

opt imal izáciu riešenia ná jdeného nejakou zložitejšou s t ra tégiou. P r i implementáci i 

bol použi tý pre vše tky s t ra tégie okrem Hi l l -C l imb algoritmu. 

Popis chodu 2-opt algoritmu môžeme popísať nasledovne. N a vstup vždy 

dostane zoznam riešení, k toré vygenerovala nejaká zložitejšia me tóda . Algoritmus 
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2-opt vyberie m najlepších riešení zo zoznamu. N a tých to m riešení sa ďalej počas 

i i terácií tento algoritmus sám aplikuje (skontroluje, či sa niektoré hrany v riešení 

krížia a ak áno, vytvor í nové spojenia h r á n tak, aby sa nekrížili, až pokiaľ nenájde 

také riešenie, k toré je lepšie ako pôvodné a zároveň je korektné , teda neobsahuje 

slepú uličku). To znamená , že po prvej iterácii vytvor í zoznam A s p o č t o m nových 

riešení m. V druhej iterácii sa algoritmus 2-opt znova aplikuje, t en tok rá t na všetkých 

m riešení v zozname A, a novo vytvorené - lepšie - riešenia zapíše do zoznamu 

B. Takto sa cyklus opakuje a po dos iahnut í i-tej i terácie sa z konečného zoznamu 

vyberie najlepšie riešenie, k toré je celkovým riešením. 

4.2 Random Search 

M e t ó d a Random search je j ed iným zá s tupcom neinformovaných m e t ó d prehľadáva

nia medzi implementovanými m e t ó d a m i . Fungovanie tohto algoritmu je veľmi jed

noduché , riešenia sú čisto n á h o d n é (avšak korektné) a algoritmus neobsahuje žia

den mechanizmus zamedzujúci uviaznutiu v lokálnom ex t réme. Algoritmus si pr i 

expanzii nových miest vždy najprv zistí, k toré lety je v daný deň z daného mesta 

možné absolvovať. Následne sa n á h o d n e rozhodne pre jeden z nich a za jeho využi t ia 

expanduje nové mesto. A k sa stane, že z urč i tého mesta už neexistuje let do dopo

siaľ nep reskúmaného miesta, riešenie sa zahodí a ide sa odznova. V takomto pr ípade 

sa i terácia nepoč í t a - poč í ta jú sa vždy iba i terácie, v k torých je ná jdené korektné 

riešenie. Keďže ide o neinformovanú m e t ó d u (respektíve určuje sa vždy až kvalita 

konečného riešenia pomocou externej funkcie, nie medzikrokov), p ravdepodobnosť 

nájdenia najlepšieho riešenia je úplne rovnaká ako pre prvú , tak aj pre poslednú 

vykonanú i teráciu. Vše tky výsledky sa uk lada jú do zoznamu riešení a tento zoznam 

nakoniec slúži ako vs tupné d á t a pre 2-opt algoritmus. Z 2-opt algoritmu vzíde finálne 

riešenie. 

4.3 H i l l - C l i m b 

M e t ó d a Hi l l -C l imb je j ed iným zá s tupcom jednoduchých heuris t ík z implementova

ných me tód . T á t o m e t ó d a je pomerne j ednoduchá a je veľmi rýchla, pre tože výpočet 

je realizovaný iba v jednom cykle. Do implementovaných m e t ó d bola za radená na jmä 

pre porovnanie s o s t a tnými s t ra tég iami a jej rýchlosť. Nepredpok ladá sa, že bude 

patriť medzi najúspešnejších riešiteľov. 

Chod nami implementovaného Hi l l -C l imbu môžeme popísať nasledovne. Pre 

každý deň sa vygeneruje zoznam možných subciest z práve expandovaného mesta do 
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os ta tných miest. Z tohto zoznamu sa vždy vyberie tá , k to rá m á najlepšie ohodno

tenie. Takto sa pokračuje až dokým sa znovu nedosiahne poč ia točného , respekt íve 

konečného uzlu. Algoritmus priamo vrá t i výsledok. 

4.4 Simulated Anneal ing 

M e t ó d a simulated annealing reprezentuje metaheuristiky. Jej vyššia zložitosť v po

rovnaní s j ednoduchými heuristikami spočíva v tom, že S A automaticky neprijme 

každé riešenie, ale na základe pravdepodobnosti nové riešenie buď prijme alebo nie. 

Obsahuje teda urči té mechanizmy, k toré zabraňujú uviaznutiu algoritmu v lokálnom 

ext réme. Časovo je teda náročnejš ia ako dve predošlé spomenu té metódy. 

Nie 

Obr. 8: Schéma chodu implementovaného Simulated annealing algoritmu. 

Chod S A , nami implementovanej, môžeme popísať nasledovne: na zač ia tku 

sa staticky pridelia hodnoty vs tupných parametrov. Nas tav í sa hodnota počia točnej 

teploty, mraziacej teploty a koeficientu a. Ďalej sa spus t í cyklus, v ktorom sa po 

každej iterácii kontroluje, či je splnená ukončovacia podmienka (v tomto pr ípade či 
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teplota klesne pod mraziacu teplotu). A k nie je, pokračuje sa ná jden ím nového rie

šenia. Riešenie sa hľadá n á h o d n e a tento úkon sa vykonáva až p o k ý m nie je nájdené 

korektné riešenie (bez slepej uličky). A k sa t aké to riešenie nájde , posunie sa do roz

hodovacieho mechanizmu. Tento mechanizmus rozhoduje o tom, či je nové riešenie 

pr i ja té a nás ledne doplnené do zoznamu riešení, alebo je odmie tnu té . Pravdepo

dobnosť prijatia nového riešenia závisí na vzťahu (19). N a konci i terácie sa upraví 

hodnota novej teploty ako súčin momentá lne j teploty a koeficientu a. A k po niekto

rej z i terácií bude platiť, že teplota klesla pod hodnotu mraziacej teploty, cyklus sa 

ukončí a zoznam riešení sa vloží do 2-opt algoritmu. Ten vyberie najlepšie z riešení 

v zozname, aktualizuje ich svojim mechanizmom a vrá t i najlepšie nájdené riešenie. 

Po tomto sa algoritmus ukončí. 

4.5 Tabu Search 

M e t ó d a Tabu search je ďalšia z radu metaheur i s t ík . Jej vyššia zložitosť v porovnaní 

s j ednoduchými heuristikami spočíva v tom, že algoritmus neprijme nové riešenia, 

ak sa už nachádza jú v zakázanom zozname. Do zoznamu obsahujúceho zakázané 

riešenia sa dostane riešenie vtedy, ak v ň o m ešte nie je. Tento zoznam m á fixnú 

dĺžku a ak sa presiahne h ran ičná fixná velkost tohto zoznamu, najs tarš ie riešenie sa 

ods t rán i . 

Chod algoritmu môžeme popísať nasledovne. N a zač ia tku sú zvolené stat ické 

hodnoty parametrov. Určí sa počet i terácií pre opakovanie chodu algoritmu a počet 

iterácií, koľkokrát nezmenená hodnota riešenia z n a m e n á predpoklad, že sme našli 

globálny ex t rém. Druhý parameter slúži na to, aby sa chod algoritmu zbytočne 

nepredlžoval, ak je už zjavné, že sme dospeli do globálneho ex t rému. Oba tieto 

parametry slúžia ako ukončovacia podmienka. Pos ledným parametrom je s ta t ická 

veľkosť zakázaného zoznamu. Po voľbe parametrov sa skontroluje, či je ukončovacia 

podmienka splnená, ak nie je, pokračuje sa ná jden ím nového riešenia. Toto riešenie 

sa hľadá dovtedy, dokým nie je korektné . Nájdené korektné riešenie sa porovná s 

r iešeniami v zozname zakázaných riešení. A k už sa v ň o m nachádza , riešenie sa 

ignoruje a hľadá sa nové riešenie (celý algoritmus sa posunie o krok dozadu). A k 

dané riešenie naopak v zakázanom zozname nie je, pokračuje sa jeho vložením do 

zakázaného zoznamu a do zoznamu riešení. Prebehne tiež kontrola dĺžky zakázaného 

zoznamu a ak je prekročená, vymaže sa z neho najs tarš ie riešenie. Pokračuje sa 

kontrolou, či je splnená podmienka, k to rá ukončuje cyklus. Po splnení niektorej z 

ukončovacích podmienok sa na zoznam riešení aplikuje 2-opt algoritmus, k to rý ešte 

vylepší najlepšie doposiaľ nájdené riešenia a v rá t i z nich to najlepšie. 
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2-opt 
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Obr. 9: Schéma chodu implementovaného Tabu search algoritmu. 
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4.6 Part ic le swarm optimizat ion 

Metoda Particle swarm optimization je metoda spada júca pod metaheuristiky, kon

krétnejšie pod metody inšpirované živou pr í rodou - konkré tne chovaním roja urči

t ého druhu živočíchov. Hlavnou komponentou P S O sú častice, k toré sa v poč ia tku 

naplnia n á h o d n ý m i r iešeniami a ďalej sa upravujú . Swap operátory , k toré umožnňujú 

zmenu riešení v čast iciach medzi generáciami, sa snažia nájsť vždy lepšie riešenia za 

pomoci lokálneho najlepšieho riešenia danej častice a globálneho najlepšieho riešenia 

vše tkých častíc. 

Chod algoritmu môžeme popísať nasledovne: na zač ia tku sa zvolia konš tan tné 

hodnoty vs tupných parametrov. Vs tupné parametry sú koeficienty a a /3, počet ite-

racií, pre k toré sa bude chod algoritmu vykonávať a veľkosť populácie , teda koľko 

častíc sa m á na zač ia tku vygenerovať a naplniť n á h o d n ý m riešením. P r i p lnení častíc 

sa musí pre každú čast icu vygenerovať korektné riešenie. Po naplnení častíc rieše

niami sa spus t í cyklus, k to rého jed iná ukončovacia podmienka je počet iterácií. Vo 

vnú t r i tohto cyklu sa spus t í ďalší cyklus, k to rý pre každú čast icu vykoná nasle

dovné: najprv sa vytvoria swap operá to ry z porovnania momen tá lneho riešenia v 

danej častici a z najlepšieho riešenia v danej častici. J edno t l ivým swap operá to 

rom sa po porovnan í prvkov momen tá lneho a najlepšieho lokálneho riešenia pr i radí 

prvok, k to rý sa bude zamieňať v m o m e n t á l n o m riešení. Swap o p e r á t o r o m sa tiež 

pr i radí poloha tohto prvku v naj lepšom lokálnom riešení tejto častice a konš t an tná 

hodnota a. Tak isto sa v ďalšom kroku vytvoria swap operá to ry pre porovnanie 

momen tá lneho riešenia a globálneho najlepšieho riešenia, ale t en tok rá t s p r i raden ím 

koeficientu (3. Ďalej sa tieto swap operá to ry aplikujú na momen tá lne riešenie s tým, 

že pravdepodobnosť každého vykonania swapu určujú koeficienty a a /3, podľa toho 

k torý bol akému ope rá to ru priradený. Po vykonaní všetkých zámien n á m vznikne 

nové riešenie, k toré by malo byť lepšie ako riešenia z minulej generácie. Nakoniec sa 

vyhodnot í , či riešenie, k toré sme dostali po vykonaní vše tkých zámien je korektné, 

alebo ho treba upraviť. A k algoritmus zistí, že dané riešenie neexistuje, začne ná

hodne zamieňať dvojice uzlov v riešení, až dokým nenájde také riešenie, k to ré je 

korektné - neexistuje v ň o m slepá ulička a zo všetkých uzlov v riešení existuje v 

daný deň let do ďalšieho uzlu v porad í riešenia. P r i tomto úkone hrozí, že p r ídeme 

o výhodu vyplývajúcu z toho, že ďalšia generácia by mala mať lepšie riešenie. Je 

to však cena za dodržiavanie podmienky časového okna. Navyše nie je vylúčené, že 

po náhodne j výmene dvoch uzlov nedosiahneme riešenie lepšie. V ďalšom kroku sa 

vykoná kontrola, či je nové riešenie lepšie ako lokálne najlepšie riešenie danej častice, 

a tiež, či je lepšie ako globálne najlepšie riešenie všetkých častíc. A k áno, prepíšu sa. 

Po vykonaní všetkých iterácií b u d ú najlepšie globálne riešenie spolu s niekoľkými 

najlepšími lokálnymi r iešeniami z častíc slúžiť ako vstup do 2-opt algoritmu, k torý 
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ich uprav í a vyberie z nich to najlepšie, k to ré sa nakoniec vrá t i ako výsledné riešenie 

P S O algoritmu. 

Voľba 
parametrov 

Naplnenie častíc 
korektnými riešeniami 

Nie 

Ponechať pôvodné 
riešenie Pgd 

Vytvorenie swap 
operátorov pre všetky 

častice 

Ano 

Áno 
Zoznam riešení 

Prepísať riešenie 
PRd na Pid 

2-opt 
algoritmus 

Koniec 

Použitie swap 
operátorov pre všetky 

častice 

Obr. 10: Schéma chodu implementovaného P S O algoritmu. Zoznam riešení bude v 

tomto pr ípade obsahovať Pgd a niekoľko najlepších Pid. 
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5 Popis implementácie 
V tejto kapitole si popíšeme, ako bola prevedená a čím bola inšpirovaná implemen

tácia . Popíšeme si pravid lá vychádzajúce z dvoch súťaží, k to rými sa implementác ia 

riadila. Ďalej si popíšeme vs tupné d á t a a vysvet l íme si t iež postup použi tý pri prog

ramovaní testovacej aplikácie T S P - T W solver. Tento postup bude obsahovať na jmä 

popis implementovaných tried v programovacom jazyku Python, v ktorom bola ap

likácia naprogramovaná . Ukážeme si, ako spolu jednot l ivé triedy súvisia a ako na 

seba nadväzujú . V ďalšej čast i tejto kapitoly si opíšeme chod aplikácie T S P - T W 

solver a tiež popis jej užívateľského rozhrania. 

5.1 Real izác ia imp lemen tác i e 

Celá implementác ia bola inšpirovaná dvoma súťažami organizovanými spoločnosťou 

Kiwi . com s.r.o. Úlohou súťažiacich bolo vytvoriť aplikáciu, k to rá nájde najlepšiu 

trasu na základe daných údajov o letoch. Obchodného cestujúceho z T S P - T W v tejto 

úlohe predstavoval cestujúci, k to rý sa snažil nájsť čo najlacnejšiu trasu posk ladanú 

z letov. Cestujúci musel každý deň vykonať práve jeden let a musel navštíviť všetky 

definované mes tá . P r i tes tovaní implementovaných s t ra tégi í boli zo súťaží použi té 

nasledujúce položky: 

• čiastočné pravidlá súťaží, 

• v s tupné testovacie datasety, 

• verifikačné testovacie skripty. 

Čias točne použi té pravidlá zo súťaží vyzerali nasledovne [28]: 

• ú lohou bolo nájsť Hami l tonovskú kružnicu v časovo závislom orientovanom 

grafe, 

• dané bolo: 

— m letov operujúcich medzi n mestami, 

— n dní na navšt ívenie n miest, 

— počia točné , respekt íve konečné mesto, 

• zahájenie d ň o m i v meste x znamená , že je možné chytiť vše tky lety operujúce 

počas d ň a i+1 z mesta x, 

• vše tky lety sú okamži té , čas po t r ebný na n á s t u p do lietadla a výs tup z lietadla 

sa neberie do úvahy, 

• každý deň je n u t n é vykonať práve jeden let, 
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• môže sa stať, že v niektoré dni n e b u d ú existovať lety medzi n iektorými mes

tami, 

• je garantované , že z údajov zo vs tupných dá t je možné zostrojiť min imálne 

jednu Hamil tonovskú kružnicu. 

Vs tupné d á t a bol i tex tové súbory s koncovkou .txt, k toré obsahovali informácie o 

jednot l ivých letoch. P r v ý riadok vždy obsahoval I A T A kód poč ia točného letiska 

( IATA kód je identifikátor slúžiaci k j ednoduchš iemu rozpoznaniu daného letiska a 

pre každé letisko je un iká tny [35]). Vše tky os t a tné riadky už mali rovnaký formát . 

N a zač ia tku bol vždy I A T A kód letiska, z k torého let začínal. Následoval I A T A kód 

letiska, v ktorom let končil, ďalej deň, v k to rý bolo daný let možné uskutočniť a na 

konci bol údaj o cene tejto trasy. Všetky tieto údaje bol i v tex tových dokumentoch 

oddelené medzerou. Zhrnutie informácií o tom, ako vyzerali v s tupné d á t a teda vyzerá 

nasledovne: 

• <odkiaľ , kam> - I A T A kódy letísk pozostávajúce z troch p ísmen anglickej 

abecedy písané veľkými p í smenami (A až Z), 

• <cena> - pozostáva z k ladného celého čísla (0 < Cena < 65535), 

• < d e ň > - pozostáva z k ladného celého čísla a symbolizuje, k to rý deň v porad í 

môže byť daný let vykonaný, 

• v s tupné d á t a sú zoradené podľa abecedy. 

Ďalej si ukážeme vzor, ako mohli vyzerať jednot l ivé v s tupné dá ta : 

N A P 

B R Q F C O 1 40 

B R Q N A P 1 510 

F C O B R Q 0 641 

F C O N A P 2 3 

N A P B R Q 0 10 

Pre kontrolu boli tiež použi té testovacie skripty zo súťaží. Tieto skripty kontrolovali 

validitu výsledkov (formát, správnosť, usku tečn i te lnos t ) . Tieto skripty sú dos tupné 

na webovej adrese: [28]. Viac informácií o súťažiach možno nájsť na webovej adrese: 

[29, 30]. 
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5.2 Voľba programovacieho jazyka 

Pre implementác iu bol zvolený programovací jazyk Python. Python je interpre

tovaný, interakt ívny, objektovo orientovaný programovací jazyk. Zahŕňa moduly, 

výnimky, dynamické písanie, dynamické dátové typy na vysokej úrovni a triedy. 

Podporuje viac paradigiem programovania presahujúcich objektové programovanie, 

napr ík lad procedurá lne a funkčné programovanie. Python kombinuje pozo ruhodnú 

silu s veľmi jasnou syntaxou. M á rozhrania s mnohými sys témovými volaniami a 

knižnicami, ako aj s rôznymi okennými sys témami a je rozšíři telný v jazykoch C 

alebo C + + . Je tiež použiteľný ako rozšírený jazyk pre aplikácie, k toré po t rebu jú 

programovateľné rozhranie. Py thon je tiež prenosný - beží na mnohých variantoch 

U n i x u v r á t a n e L inuxu a macOS a na operačnom sys téme Windows [37]. 

Hlavnou motiváciou pre voľbu tohto programovacieho jazyka bola jeho jedno

duchosť a obrovské množs tvo knižníc. Nevýhodou voľby tohto jazyka je však väčšia 

časová náročnosť pri výpoč te , napr ík lad oproti programovaciemu jazyku C + + , v 

ktorom je možné mechanizmy optimalizovat tak, aby boli časovo menej náročné . 

5.3 Triedy v y t v o r e n é p r i imp lemen tác i i 

Pre p r ípad testovacej aplikácie T S P - T W solver bolo implementovaných viacero tried. 

V tejto kapitole si popíšeme ich podobu a tiež ich náväznosť na seba. Ich schému 

môžeme vidieť na obrázku 11. 

5.3.1 P o m o c n é triedy a triedy o b s a h u j ú c e o p t i m a l i z a č n é prvky 

M e t ó d a data formatter 

Jed iná m e t ó d a , k to rá nie je p r i r adená k žiadnej triede je m e t ó d a data_Jormatter. Z 

hľadiska jej un iká tne j funkčnosti a lepšej š t ruktural izáci i bolo rozhodnuté , že bude 

obs iahnu tá iba v samostatnom súbore a nebude pr idelená pod ž iadnu triedu. Tú to 

m e t ó d u môžeme tiež nazvať akousi vstupnou b r á n o u pre každú s t ra tégiu . Jej ú lohou 

je sformátovať vs tupné d á t a tak, aby s n imi nás ledne mohli jednot l ivé triedy praco

vať. Jej vstupom je súbor obsahujúci zadanie pre T S P - T W a v ý s t u p o m je zoznam 

možných letov (hrán v časovo orientovanom grafe), zoznam miest (uzlov v časovo 

orientovanom grafe) a poč ia točné mesto (počia točný uzol). 
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Textový súbor so 

vstupnými informáciami 

dataformatter.py 

data formatter 

search.py 

Search 

fitness 

hil lclimb 

randomsearch 

random_search_algorithm 

TSP-TW solver 

Options 

save_parameters 

Window 

plotnx 

show_results 

to_xlsx 

print_path_info 

run 

optim.py 

Optimization 

solutiontolist 

newroute 

two_opt 

twooptsolution 

SA.py 

SimulatedAnnealing 

acceptsolution 

simulatedannealing 

y  

tabu.py 

TabuSearch 

tabu search 

pso.py 

Particle 

PSO 

particlesfill 

pso 

Obr. 11: Schéma vytvorených tried. H r u b ý m p í smom sú vyznačené názvy súborov, 

italikou sú vyznačené triedy a klasickým p í smom sú vyznačené metody prislúchajúce 

j edno t l ivým triedam. 
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Trieda Search 

Vstupom pre triedu Search sú informácie o letoch predstavujúcich hrany v časovo 

orientovanom grafe. T á t o trieda obsahuje s ta t ickú m e t ó d u fitness, k to rá slúži ako 

fitness funkcia pre implementované s tratégie . N a jej vstup sa privedie riešenie a 

v ý s t u p o m je cena tohto riešenia. Ďalej obsahuje m e t ó d u hill_climb, k to rá slúži pre 

prevedenie H i l l climb algoritmu. Jej v ý s t u p o m je najlepšie ná jdené riešenie tohto 

algoritmu spolu s cenou tohto riešenia. Ďalšia me tóda , k to rú t á t o trieda obsahuje je 

m e t ó d a random_search. T á je ďalej použ i t á v m e t ó d e random_search_algorithm a 

v n iektorých ďalších. 

Trieda Optimization 

Vstup pre triedu Optimization, tak ako pre predošlú triedu, sú informácie o letoch 

reprezentujúcich hrany. T á t o trieda obsahuje s ta t ickú m e t ó d u solution_to_list a 

nes ta t ickú m e t ó d u new_route. Tieto m e t ó d y majú dôležitú úlohu pri zamieňaní 

uzlov a tvorení nových ciest po tom, čo sú ná jdené nekorektné riešenia. Trieda ďalej 

obsahuje m e t ó d u two_opt, k to rá slúži ako základ pre m e t ó d u two_opt_solution. 

Prvá menovaná m á za úlohu nájsť lepšie riešenie na základe riešenia ná jdeného inou 

s t ra tégiou. D r u h á menovaná zase prevedie 2-opt algoritmus do viacerých iterácií a 

v rá t i najlepšie nájdené riešenie spolu s jeho cenou. 

5.3.2 Triedy r e p r e z e n t u j ú c e z l o ž i t e j š i e heuristiky 

Trieda SimulatedAnnealing 

Trieda SimulatedAnnealing reprezentuje metaheur i s t ický algoritmus SA. N a jej 

vstup sa pr ivádza viacero parametrov. Konkré tne sú to informácie o letoch, teplota, 

mraziaca teplota a koeficient a. Trieda ďalej obsahuje dve metódy. Prvou je m e t ó d a 

accept_solution, k to rá rozhoduje o tom, či bude nové ná jdené riešenie pr i ja té alebo 

nie (postupuje podľa vzťahu (19)). Nové riešenie sa privedie na vstup tejto m e t ó d y a 

t á buď zapíše toto riešenie a jeho cenu do globálneho zoznamu s r iešeniami a zoznamu 

s cenami alebo nie. Druhou m e t ó d o u je m e t ó d a simulated_annealing, k to rá úž 

priamo reprezentuje mechanizmus algoritmu SA. Zoznam s ná jdenými riešeniami 

sa na konci chodu tejto m e t ó d y použije ako vstup pre algoritmus 2-opt. Výs tupom 

tejto m e t ó d y je potom najlepšie nájdené riešenie spolu s jeho cenou. 
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Trieda TabuSearch 

Trieda TabuSearch reprezentuje metaheur i s t ický algoritmus T S . Vstupmi pre t ú t o 

triedu sú informácie o letoch, poče t i terácií chodu algoritmu, veľkosť zakázaného 

zoznamu a max imá lny počet iterácií bez zmeny výsledku, po ktorom sa algoritmus 

ukončí (splní sa tak predpoklad, že algoritmus už dosiahol globálny ex t r ém) . Tá to 

trieda obsahuje iba jednu m e t ó d u s názvom tabu_search, k to rá sa s t a rá o celkový 

mechanizmus chodu algoritmu T S . Jej ú lohou sú teda všetky úkony tohto algoritmu, 

konkré tne teda hľadať riešenia, prijímať alebo neprij ímať ich, plniť zakázaný zoznam 

a tiež odstraňovať riešenia zo zakázaného zoznamu, pokiaľ je prekročená jeho fixná 

veľkosť. Zoznam riešení sa nakoniec privedie na vstup 2-opt algoritmu. M e t ó d a vracia 

najlepšie nájdené riešenie a jeho cenu. 

Triedy Particle a P S O 

Algoritmus P S O je reprezentovaný triedami Particle a PSO. Trieda Particle re

prezentuje jednot l ivé častice. Vstupom je poč ia točné riešenie a jeho cena, k toré sa 

do častice uložia. K a ž d á čast ica vždy obsahuje informácie o m o m e n t á l n o m riešení a 

jeho cene a o naj lepšom lokálnom riešení danej častice a jeho cene. K a ž d á čast ica tiež 

obsahuje p r emennú s názvom rýchlosť, v ktorej sa uchovávajú zmeny, k toré môžu byť 

pre d a n ú čast icu vykonané v momentá lne j iterácií. Trieda PSO m á viacero vstup

ných parametrov. Konkré tne sú to informácie o letoch, poče t iterácií, pre k toré ma 

algoritmus P S O bežať, veľkosť populácie (teda koľko častíc bude vygenerovaných), 

koeficient a a koeficient (3. T á t o trieda ďalej obsahuje m e t ó d y particles_fill a pso. 

Prvá menovaná slúži na poč ia točné naplnenie častíc korektnými riešeniami. M e t ó d a 

pso potom obsahuje hlavné mechanizmy algoritmu P S O . Po naplnení častíc do

chádza k tvorbe swap operá torov a nás ledne k j edno t l ivým z á m e n á m v časticiach. 

M e t ó d a potom skontroluje korektnosť nájdených riešení a p r ípadne ich upraví . Na 

konci sa zoznam riešení aj s ich cenami použije ako vstup do algoritmu 2-opt. M e t ó d a 

vracia najlepšie nájdené riešenia a jeho cenu. 

5.3.3 Triedy r e p r e z e n t u j ú c e graf ické rozhranie 

Funkciu grafického rozhrania zabezpečujú triedy Options a Window. Trieda Options 

sa s t a r á o funkciu okna s nastaveniami parametrov a obsahuje m e t ó d u save_parameters, 

k to rá uk ladá užívateľom zvolené parametre. Trieda Window obsahuje viacero me

tód , konkré tne sú to plot_nx a show_results k toré zabezpečujú vykresľovanie grafov, 

to_xlsx, k to rá zapisuje výsledky do súboru s p r íponou .xlsx, print_path_info k to rá 

vypisuje výsledky s t ra tégi í do konzoly a m e t ó d u run, k to rá sa s t a r á o výpočet . 
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5.4 Vykresľovanie výs ledkov 

Vykresľovanie výsledkov, teda konkré tne vykresľovanie výsledných grafov, prebiehalo 

za použi t ia dvoch knižníc, konkré tne knižníc NetworkX a matplotlib. NetworkX 

je knižnica v programovacom jazyku Python, slúžiaca na tvorbu, manipu lác iu a š tu

dovanie š t ruk tú r , dynamik a funkcií komplexných sietí [44]. Matplotlib je obsiahla 

knižnica pre tvorbu stat ických, animovaných a in terakt ívnych vizualizácií [45]. Ako 

už v tejto práci bolo viackrát spomenuté , uzly vo výsledných grafoch reprezentovali 

mes tá , v k torých sa nachádzal i let iská a hrany reprezentovali jednot l ivé lety medzi 

letiskami. Jedno t l ivým le t iskám boli p r i radené súradnice to tožné s reá lnymi (súrad

nice boli tvorené zemepisnou dĺžkou a šírkou). Tieto súradnice boli získané z nasle

dujúceho zdroja: [46]. Následne bol vytvorený tex tový súbor airports_coords.txt, 

ktorý obsahuje súradnice viac ako desaťtisíc letísk. Tento súbor sa nač í t a pri každom 

spus tení aplikácie. 

5.5 Apl ikác ia T S P - T W solver 

V tejto podkapitole si p reds tav íme vyv inu tú aplikáciu TSP-TW solver, k to rá slúži 

na zobrazovanie a zápis výsledkov jednot l ivých implementovaných stratégi í . Ako 

môžeme vidieť v hlavnom okne na obrázku 12, aplikácia m á viacero nastavi teľných 

parametrov. V hornej lište si môžeme všimnúť viacero tlačidiel. Ich funkcie, aktivo

vané ich st lačením, sú nasledovné: 

• Zahájiť výpočet - zaháji výpočet zvolených stratégi í . 

• Nastavenia - otvorí sa nové okno s nastaveniami (obr. 14), kde užívateľ môže 

zvoliť parametre jednot l ivých s t ra tégi í a t iež v s tupný súbor s d á t a m i . 

• Importovať výsledky do .xlsx - importuje výsledky všetkých tes tovaných stra

tégií do súboru s p r íponou .xlsx. 

• Zobraziť výsledky - zobrazí výsledný graf vybranej s t ra tégie a v malej konzole 

napravo zobrazí riešenie a cenu riešenia. 

• Ukončiť aplikáciu - ukončí chod aplikácie. 

Ďalej si na obrázku 12 môžeme všimnúť možnosť výberu Stratégia pre zobrazenie, 

k to rá obsahuje rolovaciu lištu. V tejto lište si môže užívateľ zvoliť s t ra tégiu , ktorej 

výsledky chce zobraziť. V pravom hornom rohu sú tiež zaškrtávacie políčka. Pomocou 

tých to poličiek si užívateľ zvolí, k toré s t ra tégie chce do v ý p o č t u zahrnúť. Pr ík lad 

použi t ia aplikácie môže byť nasledovný: 
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1. Užívateľ v pravom hornom rohu zaškr tne , k toré aplikácie chce testovat. 

2. Po kl iknut í na t lačidlo Nastavenia zvolí parametre tes tovaných s t ra tégi í a v s tupný 

súbor. 

3. Užívateľ spust í výpočet s t i sknut ím t lačidla Zahájiť výpočet. 

4. Po úspešnom dokončení v ý p o č t u sa uživatelovi zobrazí kontextové okno s ozna

mom o úspešnom dokončení výpoč tu . 

5. Užívateľ v rolete s názvom Stratégia pre zobrazenie vyberie s t ra tégiu , ktorej vý

sledky chce zobraziť. V okne sa zobrazí výsledný časovo orientovaný graf a v malej 

konzole napravo sa zobrazí riešenie aj s ceho cenou. 

6. Užívateľ môže importovať výsledky vybraných s t ra tégi í na danom datasete stla

čením t lačidla Imporotvat výsledky do .xlsx. 

7. Užívateľ môže ukončiť aplikáciu s t lačením t lačidla Ukončit aplikáciu alebo môže 

pokračovať v testoch v r á t e n í m sa ku kroku číslo 1. 

Aplikácia tiež obsahuje viacero ošetrení a výnimiek. Napr ík lad pri pokuse o zobra

zenie výsledkov stratégie , pre k to rú neprebehol výpočet , bude užívateľ upozornený 

v kontextovom okne (obr. 13). Tiež sa môže stať, že pri užívateľom vytvorenom 

vlastnom vstupnom datasete sa niektoré z letísk nebude vyskytovať v súbore s le

tiskami a ich súradnicami pribalenom k aplikácii. V takomto pr ípade sa užívateľovi 

ťiež zobrazí kontextové okno s upozornením. 

T S P - T W solver 

Zahájiť výpočet Importovať výsledky 
do xlsx [ Zobrazit výsledky 

stratégie 

Stratégia pre :obra:enie: 

Simulated Annealing 

• : : 

S;-=;é; e s-e cestovanie: 

0 Hill Climb 

1 I Random Search 

0 Simulated Annealing 

0 Tabu Search 

1 I Particle Swarm Optimization 

GVA --> OTP 0 185 
O T P - > Y V R 1 670 
•fVR - > SEA 2 241 
SEA - > IAD 3 353 
IAD —> GVA 4 503 

Celková cena: 1950 

Obr. 12: Grafické rozhranie aplikácie T S P - T W solver. 
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• Chyba! X 

Pre Vami zvolenú stratégiu neprebehol výpočet. P rosím,, vykonajte výpočet znova aj s 
Vami zvolenou stratégiou. 

I OK 

Obr. 13: Pr ík lad kontextového okna aplikácie T S P - T W solver. 

Po st lačení t lačidla Nastavenia sa užívateľovi zobrazí okno (obr. 14), v ktorom si 

môže zvoliť názov vs tupného súboru a parametre testovania. A k si zvolí názov vstup

ného súboru , k to rý nie je správny, bude na to upozornený a zároveň bude vyzvaný, 

aby zvoli l p l a tný súbor. Rovnako bude upozornený pri nesp rávnom vyplnení niekto

rého z testovacích parametrov stratégií . 
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• Nastavenia 

RANDOM SEARCH 

Počet iterácií: 

SIMULATED ANNEALING 

Počiatočná teplota: 

Mraziaca teplota: 

Koeficient alfa: 

TABU SEARCH 

Počet iterácií: 

Dĺžka zakáž, zoznamu: 

Max. iter, bez zmeny: 

PARTTCLE SWARM OPT. 

Počet iterácií: 

Velkost'populácie: 

Koeficient alfa: 

Koeficient beta: 

• 

Názov vstupného súboru: data_5.txt 

500 

10000 

0,0001 

0.99 

5000 

2500 

800 

10 

0,6 

0,9 

Uložiť 

X 

Obr. 14: Nastavenia v aplikácii T S P - T W solver. 
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6 Výsledky testov 
V tejto kapitole sa nachádza popis testovania s t ra tégi í a tiež vyhodnotenie ich efek

tivity. Porovnával i sme medzi sebou s t ra tégie riešiace T S P - T W . Konkré tne teda 

išlo o s t ra tégie Random search ( zás tupca neinformovaných m e t ó d prehľadávania) . 

Hill-Climb ( zás tupca jednoduchš ích heur is t ík) , Simulated annealing a Tabu search 

(zás tupcovia klasických metaheur i s t ík ) a Particle swarm optimization ( zás tupca me-

taheur i s t ík inšpirovaných správaním sa mnohopoče tne j skupiny organizmov). 

6.1 Parametre testovania 

V tejto podkapitole si popíšeme celkové parametre testovania a parametre jednotli

vých stratégi í . 

6.1.1 C e l k o v é parametre testovania 

Vstupnými úda jmi pre každú s t ra tégiu bol dataset reprezentujúci časovo oriento

vaný graf a každá s t ra tég ia našla riešenie, jeho cenu a čas, k to rý na nájdenie riešenia 

potrebovala. Celkovo bolo vykonaných šesť testov, každý s datasetom reprezento

vaným 10, 15, 20, 30, 40, 50 uzlovými časovo or ientovanými grafmi. Každý dataset 

bol tes tovaný v 15 behoch. Tento počet behov bol zvolený z dôvodu časovej ná

ročnost i výpočtov . Testy môžeme rozdeliť do dvoch kategórií : j ednoduchš ie (počet 

uzlov < 20) a zložitejšie (30 < počet uzlov < 50). A k o už bolo spomínané v pred

chádzajúcich kapi tolách, dataset bol vždy rozpis letov zoradený abecedne. Úlohou 

aplikácie teda bolo z tohto datasetu vybrať si menovite vše tky uzly a zistiť ich počet , 

ďalej z datasetu vybrať vše tky hrany, teda jednot l ivé lety a tieto údaje poskytnúť 

j edno t l ivým s t ra tég iám, k toré z nich ďalej museli poskladať riešenie. Vše tky testy 

boli vykonané na stolnom počí tač i s nasledovnou hardvérovou výbavou: 

. Procesor - A M D FX-8370 (4 G Hz) 

. Pamäť - 4x 8192 M B D D R 3 (889 M H z ) 

• Grafické karty: 

- N V I D I A GeForce G T X T I T A N X (12 G B ) 

- N V I D I A GeForce G T X T I T A N (6 G B ) 
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6.1.2 Parametre j e d n o t l i v ý c h s t r a t é g i í 

Jedinou s t ra tégiou, k to rá neobsahuje žiadne parametre, k toré bolo n u t n é nastaviť, 

bola s t ra tég ia Hill-Climb. P r i vše tkých os ta tných prebehlo offline ladenie paramet

rov. Z n a m e n á to, že parametre neboli ladené samostatne počas chodu algoritmu, ale 

boli ladené ručne na základe m e t ó d y pokus-omyl. Pre jednot l ivé s t ra tégie boli teda 

pre testovanie zvolené nasledujúce parametre: 

• Random search 

— počet iterácií: 1000 

• Simulated annealing 

— poč ia točná teplota: 10000 

— mraziaca teplota: 0,0001 

— koeficient a: 0,999 

• Tabu search: 

— max imá lny počet iterácií: 3000 

— veľkosť zakázaného zoznamu: 5 

— max imá lny počet iterácií bez zmeny riešenia: 1000 

• Particle swarm optimization: 

— počet iterácií: 1000 

— veľkosť populácie: 10 

— koeficient a: 0,6 

— koeficient /3: 0,9 

6.2 Výs ledky j edno t l i vých testov 

Z pä tnás t i ch behov, k to rými prešla každá s t ra tég ia v každom datasete (okrem s t ra té 

gie Hi l l -C l imb , pri nej bol prevedený vždy iba jeden beh, keďže vracia vždy rovnaký 

výsledok) sa vyhodnoti l i výsledky. Směroda tné teda sú: a r i tmet ický priemer cien, 

medián cien, m a x i m á l n a a min imá lna ná jdená hodnota ceny a pr iemerný čas, za 

k torý bola s t ra tég ia schopná nájsť riešenie. A k o hlavné ukazovatele kvality riešenia 

môžeme označiť med ián cien a min imálnu ná jdenú cenu riešenia. Vše tky ceny sú 

uvedené v eurách a časy v sekundách. 
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6.2.1 Test č . l 

Test č. 1 bol prevedený na grafe o velkosti 10 uzlov. Dataset reprezentujúci tento 

graf sa nachádza v textovom súbore s názvom data_10.txt. 

Tab. 3: Výsledky testu č . l . 

S t r a t é g i a A r i t m . M e d i á n Max . M i n . A r i t m . 

priem, cien cien cena cena priem, č a s o v 

Hi l l -C l imb 5832 5832 5832 5832 0,01 

Random search 5452,63 5417 5631 5375 1,33 

Sim. annealing 5386,1 5375 5456 5375 8,98 

Tabu search 5383,2 5375 5491 5375 3,96 

P S O 5761,1 5600 6280 5375 9,42 

Z výsledkov prvého testu (tab. 3) môžeme vidieť, že p rvý dataset nespô

sobil žiadnej s t ratégi i výraznejšie problémy. Š tyrom s t ra t ég iám sa podarilo nájsť 

op t imálne riešenie s hodnotou 5375. Konkré tne to boli s t ra tégie Random search, 

Simulated annealing, Tabu search a PSO. Tento 10 uzlový graf reprezentuje stále 

ešte pomerne malý prehľadávací priestor a je zrejmé, že k vý razným výkyvom vo 

výsledkoch jednot l ivých s t ra tégi í tu nedochádza . Najmenej efektívnou s t ra tégiou pri 

tomto datasete sa ukáza la byť Hill-Climb, ktorej najlepšie nájdené riešenie malo hod

notu 5832. Zo stratégi í , k toré našli op t imálne riešenie, bola najúspešnejšou s t ra tégia 

Tabu search. Random search síce potrebovala na nájdenie riešenia na jkra tš í prie

merný čas (1,33 sekundy), ale Tabu search mala lepšiu mediánovu hodnotu cien, čo 

znamená , že lepšie riešenie našla pri viacerých i teráciach. Dobrý výsledok Random 

search s t ra tégie však ukázal , že pri menších problémoch ako je tento bude rozumné 

použiť s t ra tégie založené na n á h o d n o m prehľadávaní . Tento 10-uzlový dataset môže 

mať až 10! možných riešení. V číselnom vyjadrení je to viac ako 3,5 milióna. 

6.2.2 Test č .2 

Test č.2 bol prevedený na grafe o veľkosti 15 uzlov. Dataset reprezentujúci tento 

graf sa nachádza v textovom súbore s názvom data_15.txt. 

Z výsledkov d ruhého testu (tab. 4) môžeme konštatovať, že znova nedošlo 

k vý razným výchylkám pri výsledkoch s t ra tégi í a nájsť teda dobré riešenia v 15-

uzlovom časovo orientovanom grafe pre s t ra tégie znovu nebol problém. Najhorší 

výsledok našla opäť s t ra tég ia Hill-Climb, konkré tne riešenie s cenou 4801. Naopak, 
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najúspešnejšou bola v tomto datasete s t ra tég ia Simulated annealing, k to rá našla 

riešenie s hodnotou 4370 a hodnotu med iánu cien mala 4531. Tento 15-uzlový dataset 

môže mať až 15! možných riešení. V číselnom vyjadrení to môže byť až 1,31-101 2. 

Tab. 4: Výsledky testu č.2. 

S t r a t é g i a A r i t m . M e d i á n Max. M i n . A r i t m . 

priem, cien cien cena cena priem, č a s o v 

Hi l l -C l imb 4801 4801 4801 4801 0,01 

Random search 4682,17 4675 4976 4398 6,95 

Sim. annealing 4491,9 4531 4590 4370 56,45 

Tabu search 4599,67 4578 4797 4445 19,16 

P S O 4685,5 4655,5 5142 4421 48,72 

6.2.3 Test Č.3 

Test č.3 bol prevedený na grafe o veľkosti 20 uzlov. Dataset reprezentujúci tento 

graf sa nachádza v textovom súbore s názvom data_20.txt. 

Tab. 5: Výsledky testu č.3. 

S t r a t é g i a A r i t m . M e d i á n Max. M i n . A r i t m . 

priem, cien cien cena cena priem, č a s o v 

Hi l l -C l imb 9889 9889 9889 9889 0,02 

Random search 8642,37 8645,5 9402 7814 24,41 

Sim. annealing 6615,8 6599,5 6911 6383 194,61 

Tabu search 7961,57 7887 8527 7486 66,03 

P S O 8059,1 8046,5 8771 7311 138,57 

Z výsledkov tohto testu (tab. 5) môžeme pozorovať, že s p o č t o m uzlov začína 

naras tať po t r ebný čas pre jednot l ivé s t ra tégie na nájdenie riešenia. Najlepšie riešenie 

našla s t re tégia Simulated annealing, konkré tne cenu trasy 6383 s p r i emerným časom 

194,61 sekúnd. Pre porovnanie s ňou môžeme zvoliť s t ra tégiu Tabu search, ktorej 

najlepšie riešenie s hodnotou 7486 bolo ná jdené v priemernom čase 66,03 sekúnd. 

Simulated annealing mala zároveň aj najlepšiu hodnotu med iánu cien, konkré tne 

6599,5 a môžeme ju v tomto teste označiť ako najlepšiu. Naopak, najhorší výsledok 

našla s t ra tég ia Hill-Climb, konkré tne cenu trasy 9889. Tento dataset o veľkosti 20 
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uzlov môže mať až 20! možných riešení. Počet možných riešení sa teda môže rovnať 

až 2,4-10 1 8. 

6.2.4 Test č .4 

Test č.4 bol prevedený na grafe o veľkosti 30 uzlov. Dataset reprezentujúci tento 

graf sa nachádza v textovom súbore s názvom data_30.txt. 

Tab. 6: Výsledky testu č.4. 

S t r a t é g i a A r i t m . M e d i á n Max . M i n . A r i t m . 

priem, cien cien cena cena priem, č a s o v 

Hi l l -C l imb 8847 8847 8847 8847 0,07 

Random search 13451,64 13538 14452 12177 113,75 

Sim. annealing 8685,63 8783,5 9033 8019 2793,12 

Tabu search 121513,8 12669 13575 11943 283,23 

P S O 12127,4 11971 13205 10684 962,46 

Z výsledkov tohto testu (tab. 6) môžeme vidieť prvé vážnejšie odchýlky vo 

výsledkoch jednot l ivých stratégi í . Ukázalo sa, že tento 30 uzlový graf reprezentoval 

už pomerne zložitý p rob lém na vyriešenie. Random search, Tabu search a PSO prišli 

s oveľa horšími výsledkami ako Hill-Climb a Simulated annealing, k torých najlepšie 

riešenia mali hodnotu ceny 8847, respekt íve 8019. Hill-Climb bola z týchto dvoch 

stratégi í rýchlejšia (výpočet jej trval 0,07 sekundy). Najlepší med ián cien riešení 

mala Simulated annealing, konkré tne 8783,5. Jej nega t ívom však je dlhý výpoče tný 

čas, k to rý trval v priemere až 2793,12 sekúnd, čo je približne 46 minú t . Počet riešení 

v tomto datasete mohol dosahovať až hodnotu 30!, teda 2,65-10 3 2. 

6.2.5 Test č .5 

Test č.5 bol prevedený na grafe o veľkosti 40 uzlov. Dataset reprezentujúci tento 

graf sa nachádza v textovom súbore s názvom data_40.txt. 

Z výsledkov piateho testu (tab. 7) môžeme vidieť pokračujúci trend expo

nenciálneho rastu p o č t u možných riešení. Tento rast spôsobil takmer u všetkých 

s t ra tégi í p roblémy nájsť riešenia aspoň p o d o b n é tomu, k toré našli s t ra tégie Hill-

Climb a Simulated annealing. Zložitý mechanizmus v algoritme PSO spôsobil, že 

jeho pr iemerný výpoče tný čas zabral 6988,07 sekúnd, čo sú takmer dve hodiny a 

pr iemerný výpoče tný čas s t ra tégie Simulated annealing trval až vyše troch hodín. 

Najlepšie riešenie našla s t ra tég ia Simulated annealing. Malo hodnotu 9076 a med ián 
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cien riešení tejto strategie mal hodnotu 9307,5. N a tomto konkré tnom datasete sa 

už veľmi jasne ukazuje, ako s túpa zložitosť prob lému s p o č t o m uzlov. Počet riešení 

v tomto datasete mohol dosahovať až hodnotu 40!, teda 8,16-10 4 7 možných riešení. 

Tab. 7: Výsledky testu č.5. 

S t r a t é g i a 

Hi l l -C l imb 

Random search 

Sim. annealing 

Tabu search 

P S O 

A r i t m . M e d i á n Max. M i n . A r i t m . 

priem, cien cien cena cena priem, č a s o v 

10606 

16409,68 

9340,83 

15347,51 

14426,4 

10606 10606 10606 

16538 17469 15259 

9307,5 9651 9076 

15537 16292 14475 

14372 16114 13208 

0,26 

379,94 

11709,92 

1096,43 

6988,07 

6.2.6 Test č .6 

Test č.6 bol prevedený na grafe o veľkosti 50 uzlov. Dataset reprezentujúci tento 

graf sa nachádza v textovom súbore s názvom data_50.txt. 

Tab. 8: Výsledky testu č.6. 

S t r a t é g i a A r i t m . M e d i á n Max. M i n . A r i t m . 

priem, cien cien cena cena priem, č a s o v 

Hi l l -C l imb 9209 9209 9209 9209 0,72 

Random search 20694,56 20711 22313 19551 855,34 

Sim. annealing 9887,88 9831 10666 9195 25740,05 

Tabu search 19498,86 19783 20121 17916 2377,62 

P S O 18345,33 18413 20124 16643 41847,32 

Po poslednom teste (tab. 8) znova pokračoval nas to lený trend, k to rý vznikol už pri 

30-uzlovom grafe. Stra tégie začali nachádzať veľmi zlé výsledky, čo značí, že sa i m už 

nedarilo zvládať obrovský počet možných riešení. Časová náročnosť rap ídne s túpla 

u všetkých s t ra tégi í a u s t ra tégie PSO trval p r iemerný výpočet takmer 12 hodín. 

Všetky m e t ó d y okrem Hill-Climb a Simulated annealing sa v tomto teste ukázali ako 

neefektívne. S t ra tég ia Hill-Climb naš la najlepšie riešenie s cenou trasy 9209 za čas 

0,72 sekundy a Simulated annealing naš la najlepšie riešenie s hodnotou 9195 a jej 
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medián cien bol 9831. Počet riešení v tomto datasete mohol dosahovat až hodnotu 

50!, teda 3,04-10 6 4 možných riešení. 

6.3 Celkový s u m á r testov 

P r i menších datasetoch (veľkosť do 20 uzlov) sa pomerne dobre darilo s t ra tég iám 

PSO, Tabu search, Random search a Simulated annealing, teda vše tkým okrem Hill-

Climb. Ceny ich riešení boli prijateľné. Najlepšie mediánové hodnoty cien mala Si

mulated annealing, ktorej silnou s t ránkou bolo aj nachádzanie najlepších riešení. Jej 

výpočet bol však časovo pomerne náročný. Čo sa t ýka väčších testov (30 a viac 

uzlov), najlepšie výsledky dosahovali Simulated annealing a Hill-Climb. Tieto stra

tégie boli jediné, k toré pri väčších datasetoch dokázali ponúknuť dobré riešenia. 

Výhodou s t ra tégie Hill-Climb bola jej rýchlosť, keď ž iadna hodnota pr iemerného 

času po t r ebného na výpočet nepresiahla jednu sekundu. Lepších výsledkov u nie

ktorých s t ra tégi í by bolo dos iahnuté lepším na laden ím parametrov, napr ík lad pri 

PSO by sa lepšie výsledky dosiahli početnejšou generáciou častíc. Sumár výsledkov 

môžeme vidieť aj na grafe (obr. 15), k to rý obsahuje mediánové hodnoty cien riešení 

a na grafe (obr. 16), k to rý obsahuje hodnoty najlepších cien riešení s tratégií . 

P r i našich testoch sa potvrdilo, ako zložitý p rob lém T S P - T W naozaj je. Expo

nenciálny rast p o č t u možných riešení s p r ibúda júc im p o č t o m uzlov spôsobil prob

lémy vše tkým s t ra tég iám. V celkovom hodno ten í môžeme teda s t ra tégie zhodnot iť 

nasledovne: najúspešnejšou s t ra tégiou pri riešení menších problémov bola s t ra tégia 

Simulated annealing a najúspešnejšie s t ra tégie pri riešení väčších problémov boli 

s t ra tégie Hill-Climb a Simulated annealing. D r u h á menovaná mala o niečo lepšie vý

sledky, avšak Hill-Climb bola výrazne rýchlejšia. Naopak, najmenej úspešnou stra

tégiou pri menších problémoch bola s t ra tég ia Hill-Climb a pri väčších problémoch 

to bola s t ra tég ia PSO, ktorej pr iemerné výpoče tné časy nekorešpondovali s kvalitou 

nájdených riešení. S t ručne môžeme úspešnosť s t ra tégi í popísať nasledovne: 

• Menšie datasety (10, 15, 20 uzlov) 

— najúspešnejšia s t ra tégia: Simulated annealing 

— najmenej úspešná s t ra tégia: Hill-Climb 

• Väčšie datasety (30, 40, 50 uzlov) 

— najúspešnejšie s t ratégie: Simulated annealing, Hill-Climb 

— najmenej úspešná s t ra tégia: PSO 

65 



P A V L O V I C , Dávid. Problém obchodního cestujícího s časovými okny 

Výsledky testov 
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Obr. 15: St ĺpcový graf s hodnotami mediánov cien riešení s tratégií . 

Výsledky testov 
20000 

17500 

I 
OJ 

• z 

15000 

12500 

f 10000 
c 
OJ 

u 7500 
> . 
-m 

c 
o 5000 
T 

2500 

Hill-Climb 
Random search 
Simulated annealing 
Tabu search 
Particle swarm opt, 

10 uzlov 15 uzlov 20 uzlov 30 uzlov 40 uzlov 50 uzlov 

Obr. 16: St ĺpcový graf s hodnotami najlepších cien riešení s tratégi í . 
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Záver 

V tejto práci sme sa zaoberali P rob l émom obchodného cestujúceho s časovými ok

nami ( T S P - T W ) . P rob lém spočíva v tom, že obchodný cestujúci musí prejsť každým 

definovaným miestom práve raz a nakoniec sa vrát iť do pôvodného miesta za čo naj

nižšiu cenu. Časové okná v tomto probléme definujú urč i té časové úseky, v k torých 

môže byť konkré tne miesto navšt ívené. Tiež sa môže stať, že v u rč i tom časovom 

úseku nebude existovať trasa medzi n iek torými miestami. 

P r á c a sa postupne zaoberala ú v o d n ý m popisom T S P a T S P - T W a ďalej boli 

popísané aj rôzne iné p o d o b n é podproblémy. Ďalej boli popísané s t ra tégie , k to rými 

možno T S P a T S P - T W riešiť. Nasledoval popis priamo implementovaných stratégi í 

aj s popisom modifikácií, k toré bolo n u t n é kvôli T S P - T W vykonať. Ďalšiu kapitolu 

tvoril celkový popis implementácie a aplikácie T S P - T W solver vytvorenej v prog

ramovacom jazyku Python. N a záver boli zhodnotené výsledky testov jednot l ivých 

stratégi í . Efektivita s t ra tégi í sa merala n a j m ä dvoma veličinami. Išlo o med ián cien 

riešenia a najlepšie riešenie ná jdené danou s t ra tégiou (teda o riešenie s minimál

nou hodnotou ceny). V krajných p r ípadoch už zavážil aj p r iemerný čas po t r ebný 

na nájdenie riešenia. Celkovo bolo vykonaných 6 testov, k toré bol i rozdelené na 

dve skupiny, teda na jednoduchš ie problémy - 10, 15 a 20-uzlové grafy a zložitejšie 

problémy - 30, 40 a 50-uzlové grafy. P r i jednoduchš ích problémoch sa najviac darilo 

s tratégi i Simulated annealing a naopak najmenej efektívna bola s t ra tég ia Hi l l -C l imb . 

P r i zložitejších problémoch sa zase najviac darilo s t r a t ég iám Simulated annealing 

a Hi l l -C l imb . Najmenej efektívna bola s t ra tég ia P S O . Lepšie výsledky s t ra tégi í by 

mohli byť dos iahnuté voľbou vhodnejších parametrov stratégi í . 
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Zoznam skratiek 

T S P Travelling salesman problem - P rob l ém obchodného cestujúceho 

T S P - T W Travelling salesman problem wi th time windows - P rob l ém obchod

ného cestujúceho s časovými oknami 

T D - T S P Time dependent travelling salesman problem - Časovo závislý prob

lém obchodného cestujúceho 

m - T S P Mul t ip le travelling salesman problem - P rob l ém obchodného cestu

júceho s viacerými cestujúcimi 

V R P Vehicle routing problem - Rozvozný problém 

V R P - T W Vehicle routing problem wi th time windows - Rozvozný prob lém s 

časovými oknami 

S A Simulated Annealing - Simulované žihanie 

T S Tabu Search - Zakázané hľadanie 

G A Genetic algorithms - Genetické algoritmy 

A C O A n t Colony Optimizat ion - Opt imal izácia kolóniou mravcov 

P S O Particle Swarm Optimizat ion - Opt imal izác ia rojom častíc 

A B C Art i f ic ia l Bee Colony - Kolónia umelého včelstva 

I A T A International A i r Transport Association - Medz inárodné združenie 

leteckých prepravcov 

73 


