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Hra založená na neuronových sítích 

a reinforcement learningu 

Abstrakt 

Diplomová práce se zabývá n á v r h e m a vývojem videohry využívají
cí technologie umělých neuronových sítí a zpětnovazební učení jako 
hlavní herní mechaniku. Hráč ve hře dostane za úkol vycvičit agenty 
kontrolovaných neuronovou sítí tak, aby splnily p ř e d e m daný úkol. 
K t rénování těch to agentů h ráč bude využívat nás t ro j pro tvoření 
překážkových drah a hodnot íc ích sys témů. N a těchto d rahách se 
pak agenti budou pomocí metod zpětnovazebního učení t rénovat . 
Cílem hry je navrhnout d ráhy tak, aby agenti po jejich absolvová
ní byly schopní splnit i daný úkol. Cílem práce je navrhnou hru, 
implementovat a otestovat min imáln í ž ivotaschopný produkt t é to 
hry. 

K l í č o v á s lova : videohra, Uni ty engine, Uni ty ML-Agents Toolkit, 
umělé neuronové sítě, P P O , zpětnovazebně učení 
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A game based on neural networks and 

reinforcement learning 

Abstract 

The diploma thesis deals with designing and developing a video 
game using technologies of artificial neural networks and reinfor
cement learning as its primary game mechanic. In the game, the 
player gets a task to train agents controlled by neural networks to 
complete a given task beforehand. To train these agents, the pla
yer uses a tool for creating obstacle courses and scoring systems. 
Using reinforcement learning methods the agents are then trained 
on these obstacle courses. The game's goal is to design the obstacle 
courses in a way that allows the agent to complete a given task after 
successfully finishing the obstacle course. The goals of this project 
are to design the game and implement and test a minimal viable 
product of this game. 

K e y w o r d s : video game, Uni ty engine, Uni ty ML-Agen t s Toolkit, 
artificial neural network, P P O , reinforcement learning 
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Úvod 

Koncem roku 2022 pojem umělá inteligence získal světovou pozornost s n á s t u p e m 
p r o d u k t ů jako je jazykový model C h a t G P T od společnosti OpenAI a modely ge
nerující obrázky z tex tových v s t u p ů Midjourney a Stable Diffusion. Tento rok byl 
přelomový moment, kdy se obor strojového učení dostal ze zákout í obývaného pou
ze akademickými a průmyslovými experty na veřejnou scénu, do zájmů zvědavých 
a m a t é r ů a do chytlavých a ne vždy příliš věrohodných p ř íběhů šířících se po nej-
různějších in ternetových por tá lech. Tyto nové technologie vzbuzují mezi l idmi jak 
nadšení tak zděšení. Výroky o tom, jak nové technologie změní ten a ten průmysl , 
zruší ty a ty pracovní pozice, anebo zahubí svět t í m a t í m způsobem jsou prvn í po
lovinou roku 2023 každodenní chléb. Tyto fakty nebyly důvodem, proč jsem si zvoli l 
tento projekt, jsou však důkazem, že je na něj teď p ravděpodobně dobrý čas. 

Ješ tě p řed t ím, než proběhlo zpopular izování těch to technologií, jsem projevil 
zvědavost o h rách využívající neuronové sítě. Když jsem se ponoři l do h ledání ta
kovýchto her, zjistil jsem, že žádné takové hry v las tně nejsou. Tedy abych byl kon
krétní , žádné takové zajímavé hry nikde nejsou. Větš ina takových her buď využívají 
neuronové sítě jako oponenta - což z pohledu hráče v y p a d á více méně stejně jako 
již dlouho známé rozhodovací stromy, anebo jsou to hry, k te ré fungují stylem na
stav a sleduj. Hry, k teré fungují spíše jako demo předvádějící , jak neuronové sítě 
a strojové učení funguje, než jako in te rakt ivní zážitek. Hledal jsem hru, kde cílem je 
učit neuronovou síť a řešit zajímavé problémy. Zároveň si myslím, že v blízké době 
bude zájem o takovou hru, k t e r á j ednoduše předs tav í problematiku strojového učení 
nováčkům mimo obor. Jelikož jsem žádnou takovou nenašel , rozhodl jsem se j i sám 
vytvoř i t . 

V p rvn í kapitole t é to práce se nejdříve seznámíme s existujícími hrami a jejich 
nedostatky, k teré mě motivovaly k vytvoření nové hry. V druhé kapitole definuji, 
jaké jsou cíle vy tvářené hry a jaké jsou cíle min imáln ího ž ivotaschopného produktu, 
k terý je j edn ím z cílů t é to práce. Ve t ře t í kapitole se seznámíme s problematikou 
učení neuronových sítí pomocí zpě tnovazebného učení (Reinforcement Learning) Ve 
č tvr té kapitole uvedu nás t ro je , jejichž použi t í jsem zvažoval pro tvorbu minimáln ího 
životaschopného produktu. V pá t é kapitole rozeberu náv rh tvořené hry a šestá ka
pitola se zabývá implementac í min imáln ího ž ivotaschopného produktu. V kapitole 
sedmé popíši metodiku tes tování a min imáln ího ž ivotaschopného produktu, vyhod
no t ím výsledky tes tování a doporuč ím změny pro další verze hry. 
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1 Existující hry 

Hry využívající neuronové sítě jako herní mechaniku již existují. V t é to kapitole 
krá tce p ředs tav ím některé z nich, a analyzuji nedostatky těchto her, k teré mě mo
tivovaly k vytvoření hry, a jaké poznatky si z těch to her odnáš ím pro tvorbu mojí 
hry. 

1.1 Evolution 

Obrázek 1.1: Snímek obrazovky ze hry Evolut ion 

1.1.1 Popis 

Evolut ion je velice j ednoduchá hra a j edná se spíše o prototyp. Cílem hry je vytvoř i t 
pomocí kolen, kostí a svalů zvířá tko, k te ré se pak t rénuje genet ickým algoritmem na 
jednu z několika úloh, jako je běhání , skákání , šplhání , skok, létání nebo překážkový 
běh. Zví řá tka jsou velice a b s t r a k t n í (viz obrázek 1.1) a h ráč m á jistou limitovanou 
kontrolu nad t rénováním nas tavováním některých p a r a m e t r ů . 
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Mezi parametry t rénování , nad k te rými hráč m á kontrolu, pa t ř í : populace každé 
generace, doba t rván í jedné generace, batch size, parametry neuronové sítě, poče t 
vrstev, poče t neuronů v jednot l ivých vrs tvách, výběrový algoritmus - 4 předdefi
nované možnost i , rekombinační algoritmus, m u t a č n í algoritmus, p ravděpodobnos t 
mutace a zda nejlepší jedince z minulé generace zachovat i v nové generaci. [1] 

Tato hra prezentuje podobnou kategorii her, k teré jsou o t rénování neuronových 
sítí, nedávají však hráči mnoho možnost í , jak do t rénování zasáhnout . Neuronová 
síť se t rénuje sama pomocí předdefinovaného algoritmu, k te rý lze občas zaměni t 
za jiný, ve finále však ne zásadně rozdílný algoritmus. Pokud uživatel chce nauči t 
neuronovou síť j iné chování nebo krea t ivní řešení problému, hra mu to neumožní . 
Do t é t o kategorie bych také zařadi l hry jako Football Evo - fotbalová simulace, kde 
se agenti učí h r á t fotbal. 

1.1.2 Analýza 

Hra je velice hezká ukázka toho, jak evoluční algoritmus funguje a čeho je schopen, 
ovšem jako zábavná hra nefunguje příliš dobře . J e d n á se spíše o ma lý simulátor , 
k te rý t rénuje vaše zvířá tko, nežli o in terakt ivní záležitost . Větš inu času hráč vidí své 
vizuálně nepříl iš zajímavé zvířá tko, jak dělá nesmyslné pohyby a selhává v pokusu 
o běh . Celá interakce hry spočívá ve stvoření zv í řá tka a nas tavení několika p a r a m e t r ů 
t rénování , jejichž dopad na výsledek není nijak zřejmý. Celou záležitost navíc zásadně 
zhoršuje skutečnost , že hra n e m á možnost zrychlení simulace. 

1.1.3 Poznatky 

Z t é t o hry si odnáš ím následující poznatky: 

1. Proces t rénování musí bý t rychlý. Sledování chování neuronové sítě je zajímavé 
pouze pokud se děje něco neočekávaného nebo v t ipného (což se neděje tak 
čas to) . Cílem je proces t rénování urychlit, popř ípadě skrýt , a jen hráči ukáza t 
klíčové momenty t rénování . 

2. Nas tavení p a r a m e t r ů musí bý t s rozumite lné na prvn í pohled. Hráč by neměl 
být nucen nejprve plně porozumět procesu t rénování neuronových sítí, aby 
mohl nastavit parametry t rénování . 

3. Herní agenti a jejich akce by měly být vizuálně zajímavé. 

4. Hráč musí mí t p ředs t avu o následcích jeho akcí. Ve hře Evolut ion není příliš 
jasné , j aký vl iv d a n á konstrukce zv í řá tka m á na jeho schopnost se hýba t . 

5. Hra by měla mí t zajímavé problémy k řešení. 

6. Hra by měla mí t prostor pro krea t ivní pros t ředí . 
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1.2 Forza Motosport 

1.2.1 Popis hry 

Forza Motosport je s imulační závodní série videoher využívající sys tém Drivatar, 
modelující chování hráče hned od svého vzniku jejího prvn ího t i tu lu na hern ím 
sys tému X b o x vydané v roce 2005. Tato série her je z n á m á pro její přesnou simulaci 
fyziky na závodních d rahách . Umělá inteligence se učí b ě h e m h ran í hry a uk ládá 
se na disk konzole, každý hráč m á tak v las tn ího un iká tn ího A I závodníka, proti 
k te rému h ráč pak může závodit . Využívá Bayesovské umělé neuronové sítě. [2] 

Tato hra reprezentuje kategorii her, k teré využívají neuronové sítě a strojové 
učení k vy tvářen í oponen tů do hry, avšak nejsou o s a m o t n é m trénování . 

1.2.2 Analýza 

Tato hra m á velice působivé oponenty řízené umělou inteligencí. Dokáží se poměr
ně věrohodně nauči t lidské chování ve hře a dokonce se i př izpůsobi t stylu konkrétní 
ho hráče . P rob l ém je, že toto je pouze modernějš í řešení s ta rého problému umělých 
oponen tů ve hrách. Z pohledu hráče se to jeví poměrně s te jným způsobem, jako na
příklad rozhodovací stromy. Cílem hry není t rénovat tyto oponenty, ale závodit ve 
vi r tuálních autech. Neuronové sítě zde jsou jen proto, aby bylo proti čemu závodit . 

1.2.3 Poznatky 

Z t é t o hry si odnáš ím následující poznatky: 

1. Cílem hry je t rénovat umělou inteligenci a řešit s ní problémy. 

1.3 Nero 

1.3.1 Popis 

N E R O (Neuroevolving Robot íc Operatives) je hra z roku 2005, ve k teré m á h ráč 
za úkol vycvičit t ý m robot ických vojáků (dále agenti) na souboj s os ta tn ími robo-
t ickými vojáky. Hra k tomu využívá algoritmus r t N E A T (real-time Neuroevolution 
of Augmenting Topologies) - zaj ímavou adaptaci klasického evolučního algoritmu do 
učení v reá lném hráč tak může sledovat, jak se agenti učí v reá lném čase. 
K cvičení agentů hráči slouží nás t ro j umožňující usazovat objekty do pros t ředí a uži
vatelské rozhran í umožňující pomocí posuvníku nastavovat za jaké akce a do jaké 
míry jsou agenti hodnoceni, (viz obrázek 1.2). Hráč m á možnost a g e n t ů m přidělovat 
hodnocení za: přiblížení se k nepří tel i , zasažení cíle, blízkost k vlajce, za shluko
vání a za držení pozice. Do pros t ředí může usazovat stěny, s ta t ické či pohyblivé 
nepřáte lské cíle nebo již p řed t rénovaný t ý m agentů.[3] 

N E R O reprezentuje kategorii her, k te ré jsem při m é m p ů v o d n í m p r ů z k u m u hle
dal, a jejichž nedostatek mě motivoval k vytvoření nové hry. Tyto hry mají za cíl 
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Obrázek 1.2: Snímek obrazovky ze hry N E R O 

t rénovat agenty a poskytuj í hráči možnos t do t rénování zasahovat. Toto je jed iná 
hra, k t e rá jsem v t é to kategorii našel. 

1.3.2 Analýza 

Hra obsahuje několik e lementů, k teré jsem hledal. Umožňuje hráči zasahovat do 
t rénování t ím, že jednak tvoř í pros t ředí , ve k t e r ém se agenti pohybují , a jednak t ím, 
že a g e n t ů m uděluje hodnocen í za žádané nebo odebí rá za nežádané chování. Toto 
dává možnost hráči učit agenty dle své ideální představy. Ačkoli přesně tento styl 
hry jsem hledal, tato hra stále n e m á vše, co bych od ní chtěl. M á pouze 6 obecných 
možnost í , za co je možné agenty hodnotit, a cíl je neus tá le stejný. Pokud by chtěl 
hráč vycvičit vojáky tak, aby útočil i na nepří tele ně jakým konkré tn ím krea t ivn ím 
způsobem, nebo udělali o točku před k a ž d ý m výst ře lem, hra mu to neumožňuje . 
Mysl ím si, že jde vytvoř i t hru, kde je mnohem větší kontrola nad chováním agenta, 
a o to bych se chtěl pokusit. 

1.3.3 Poznatky 

1. Předdef inovaná specifická hodnot íc í pravidla jsou příliš neflexibilní pro pod
poru kreativity. 
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2 Definice cílů 

S pomocí p o z n a t k ů získaných v předchozí kapitole jsem si definoval následující cíle 
pro konečnou hru, kterou vytvář ím, a pro minimáln í ž ivotaschopný produkt ( M V P ) 
implementovaný v rámci t é t o práce . 

2.1 Cíle hry 

Cíle pro konečný produkt hry, k terých se hra snaží dosáhnout , jsou: 

1. Umožni t hráči uči t agenty dle své libosti 

2. Podporovat u hráče tvorbu kreat ivních řešení 

3. Poskytnout zajímavé problémy pro agenty k vyřešení 

2.2 Cíle minimálního životaschopného produktu 

Minimální ž ivotaschopný ( M V P ) je produkt s nejmenší možnou funkcionalitou, 
a v t é t o práci je jeho cílem ověřit, zda použi té technologie fungují a hra m á po
tenciál zábavy. Cílem není hra se všemi očekávanými funkcemi, ani hra bez chyb, 
ale hra, k terá : 

1. Lze spustit a h r á t 

2. Umožňuje t rénování agentů 

3. Umožňuje hráči ovlivňovat t rénování agen tů 

4. Poskytuje alespoň jeden zaj ímavý problém k vyřešení, k te rý ve hře lze úspěšně 
vyřešit 

5. Lze použí t pro tes tování s hráči 

6. Lze použí t pro další vývoj 
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3 Zpětnovazebně učení 

Zpětnovazebně učení (český překlad Reinforcement Learning) je odvětv í strojového 
učení zabývající se sekvencemi rozhodnut í . 

3.1 Princip 

Zpětnovazebně učení využívá agenta simulovaného uvn i t ř pros t ředí , k t e rý v každém 
kroku simulace provádí nějaké akce a z p ros t řed í dos tává pozorování a odměny. A l 
goritmus zpětnovazebního učení se na základě pozorování obdržené agentem b ě h e m 
interakce agenta s p ros t řed ím snaží zvolit akce agenta tak, aby maximalizoval do
sažené odměny. [4] Ve velice z jednodušené předs tavě je zpětnovazební učení učení 
stylem pokus-omyl. V rámci t é to práce budu používat následující terminologii: 

P o z o r o v á n í Pozorování je měření dat z pros t ředí , k teré ně jakým způsobem repre
zentuje stav v pros t ředí . Pozorováním může být např ík lad obraz kamery, pozice 
agenta, rychlost agenta, vzdálenost ob jek tů od agenta a podobně . 

A k c e Je činnost , kterou agent provádí v pros t ředí , např ík lad chůze, skok nebo 
pohyb rukou. 

O d m ě n a O d m ě n a je měření výkonu agenta v relaci k cíli učení. Obvykle se j edná 
o reálné číslo poskytované v každém kroku simulace. O d m ě n y pozdějších kroků 
v simulaci se obvykle promí ta j í do o d m ě n předchozích kroků s u rč i tým diskontním 
faktorem. Myšlenka p romí t án í o d m ě n je taková, že pokud akce v jednom kroku 
nevede k okamži té odměně , ale umožni la dosažení odměny v dalších krocích, tak akce 
byla výhodná . Diskontní faktor je zde pro rozlišení dvou sekvencí akcí, k te ré nakonec 
dostanou stejnou odměnu , ale jedna ze sekvencí je výhodnější . Je výhodnějš í se do 
cíle dostat rovnou, než kolem něj m n o h o k r á t krouži t a teprve po t é se do něj dostat. 
Bez diskontního faktoru by tyto dvě sekvence měly identické odměny a z pohledu 
agenta byly stejně výhodné . 

R o z h o d o v a c í s t r a t e g i e (volný překlad Decision policy) je produkt algoritmu zpět
novazebního učení a j e d n á se o mapován í stávajících pozorování z pros t ředí na akce. 
D á se říci, že jde o libovolný mechanismus určující agentovi akce. Čas tou implemen
tac í rozhodovací strategie je neuronová síť, k t e rá dos tává pozorování od agenta jako 
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vstup, a výs tup odpovídá j edno t l ivým akcím, k teré agent může provést . Pokud se 
mluví o stochastické rozhodovací strategii, myslí se t í m rozhodovací strategie, k te rá 
nemá determinist ické mapování , ale mapuje pozorování z pros t řed í na p ravděpodob
nos tn í rozložení přes všechny akce. 

Z k u š e n o s t Je záznam sesbíraných pozorování, akcí a odměny agenta v jednom 
kroku (momentu) simulace. 

E p i z o d a Je série zkušeností , k teré spolu souvisí a odpovídaj í jednomu pokusu agen
ta o splnění cíle. 

Celý proces lze analogicky př i rovnat k loutkovému představení . Agent je loutka, 
pros t ředí je scéna, rozhodovací strategie je loutkoherec, akce jsou pohyby loutky, 
pozorování je to, co loutkoherec vidí, o d m ě n a je reakce publika na představení , 
zkušenost je paměť loutkoherce v d a n é m okamžiku, a epizoda je jedno loutkové 
představení . Zpětnovazební algoritmus je způsob, k t e r ý m se loutkoherec učí ze svých 
představení . Proces zpětnovazebního učení je vyobrazen na obrázku 3.1 

Pozorováni 

Agent 

r Rozhodovací 

strategie 

Úprava stategie 

1 

Alogoritmus 

zpětnovazebního lo

učení 

" — r ~ 

Odměny 
I _ 

-Akce 

Prostředí 

J 

Obrázek 3.1: Diagram zpětnovazebního učení - upraveno [5] 
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3.2 Proximal Policy Optimization 

Proximal Policy Optimalizat ion (dále P P O ) je jedna z rodin a lgor i tmů zpětnovazeb
ního učení využívající algoritmy strojového učení s uči telem, jako jsou S G D a A D A M 
pro optimalizaci náhražkové funkce. [6] P P O s t ř ídá fáze sběru zkušenost í (dat) z pro
středí a optimalizaci rozhodovací strategie. Jednou z hlavních myšlenek P P O je za
ručit , aby se rozhodovací strategie příliš nezměni la b ě h e m jedné aktualizace, což 
zaručuje náhražková funkce, k t e rá je definovaná ve vzorci 3.1. 

LCLIP(0) = Ét[min{rt{9)Át,clip(rt(e), 1 - e, 1 + e)Át)] (3.1) 

rÁ0) = Ä (3.2) 
^9old{st\at) 

Kde Et[...] je s t řední hodnota indikující empirický p r ů m ě r várky dat, 7ig(st\at) je 
p ravděpodobnos t zvolení akce a ve stavu s v kroku t podle rozhodovací strategie n 
s parametry 9, 0id jsou parametry rozhodovací strategie před aktual izací p a r a m e t r ů , 
rt{9) je poměr p ravděpodobnos t í zvolení akce a ve stavu s v kroku t p řed a po 
aktualizaci p a r a m e t r ů (viz vzorec 3.2), e je parametr př i ja te lného prahu divergence 
mezi starou a novou rozhodovací s t ra tegi í b ě h e m aktualizace gradientu a At je odhad 
výhody akce. 

Odhad výhody akce At lze vypoč í t a t různými způsoby. P r a v d ě p o d o b n ě nejpou-
žívanější způsob je metoda využívající kr i t ika (Actor-Cri t ic Method) podle rovnice 
3.3, kde hodnota VgVF(st) je odhad dosažených o d m ě n ve stavu st vypoč í t aný neuro
novou sítí s parametry 9yp optimalizovanou vůči kr i ter iá lní funkci LVF definovanou 
v rovnici 3.5 . V rovnicích 3.3 a 3.4 je 7 d iskontní faktor, A volný parametr a T je 
délka epizody. V rovnici 3.5 je Vt

tar9)2 o d m ě n a skutečně obdržena v kroku t podle 
pozorování z pros t ředí . 

Át = ôt + ( T A ) 1 ^ ! + ( 7 A)% + 2 + ... + (7\)T-t+íST.t (3.3) 

5t = rt + ̂ VeVF{st+i) - V9vF{st) (3.4) 

LVF = Ět[(V0vp(st)-Vt

targ)2] (3.5) 
Rovnice jsou pře ja ty z [6] a upraveny pro po t ř eby t é t o práce . P ů v o d n í rovnice 

se zabývají variantou P P O , ve které kr i t ik i opt imal izovaná rozhodovací strategie 
sdílejí prarametry 9 (plat í 9 = 9VF)- V mé práci použ ívám variantu P P O , ve které 
rozhodovací strategie používá prarametry 9 a kr i t ik používá v las tn í parametry 9yp. 
V původn í rovnice také používají kr i ter iá lní funkci, k t e rá je kombinací LVF a LCLIP. 
Použ i t á varianta P P O je p o p s á n a následujícím pseudokódem: 
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A l g o r i t m u s 1: P r o x i m a l P o l i c y O p t i m i z a t i o n s k r i t i k e m 

f o r iterace =1,2, . . . do 
f o r agent =1,2, . . ., N do 

Spust rozhodovac i s t r a t e g i i TVeold v p r o s t ř e d i po T k r o k ů 
_ V y p o č i t e j odhady výhod Á\, Ä 2 , Á T 

f o r epocha =1,2, ..., K do 
M a x i m a l i z u j f u n k c i L C L I P vzhledem k p a r a m e t r ů m 9, 

s v e l i k o s t i v á r k y M kde M < NT 
_ M i n i m a l i z u j f u n k c i LVF vzhledem k p a r a m e t r ů m Qyp 

_ A k t u a l i z u j p ů v o d n i parametry: 6aid 6 
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4 Nástroje pro tvorbu her 

V dnešní době je standard používat pro vývoj her herní engine. J e d n á se o sadu 
nás t ro jů , knihoven a frameworků, k teré umožňuj í vývo já řům vytváře t různé typy 
her nebo animací a animovaných filmů. Herní engine obvykle poskytuje nás t ro je 
pro tvorbu grafického rozhraní , scén, herních objektů , nás t ro je pro simulaci fyziky, 
zvukové efekty, vykreslování grafiky v reá lném čase, animace, sběr a interpretaci 
v s t u p ů od uživatele a další běžně po t ř ebné nás t ro je pro všechny druhy her. 

Pro tento projekt jsem zvažoval použi t í t ř í herních enginů: Unity, Unreal 
a Torque. 

4.1 Torque engine 

^ T O R Q U E 
Obrázek 4.1: Logo herního enginu Torque 

Torque je C + + engine pos tavené na dlouhé historii vývoje. Torque enginy jsou 
od roku 2012 open-source s M I T licencí a vytvoři ly si širokou komunitu podporuj íc í 
tento engine. Torque je ve dvou var iantách Torque3D a Torque2D pro vývoj 2D a 3D 
her. [7] Pomocí Turque eningu byly vytvořeny hry jako jsou Ult imate Duck Hunting, 
Wildlife Tycoon: Venture Afr ica nebo N E R O (viz sekcel.3). 
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4.2 Unreal engine 

UNREAL ENGINE 

Obrázek 4.2: Logo herního enginu Unreal 

Unreal je jeden z nej známějších herních enginů na světě. S jeho pomocí byly 
vytvořeny hry jako jsou Fortnite, Gears of War, BioShock nebo X C o m - 2 . Je známý 
zejména pro svoji schopnost vykreslovat fotorealistickou grafiku ve vysoké kvalitě ve 
vysoké rychlosti. 

Společnost Epic Games vyvýjející herní engine Unreal t aké nově oznámi la no
vé nás t ro je pro t rénování agentů v Unreal enginu pod názvem Learning Agents, 
využívající algoritmy strojového učení v jazyce Python a frameworku PyTorch. [8] 

Uni ty je mul t ip la t formní vývojářský software pro tvorbu her, pomocí k teré byly 
vytvořeny hry jako Hearstone, Cuphead nebo Pokémon Go. Obsahuje nás t ro je pro 
renderování , simulaci fyziky a grafické uživatelské rozhran í Uni ty Editor. Uni ty je 
známé svojí historickou přívět ivost í pro nováčky, širokou a akt ivní komunitou vý
vojářů, širokou podporu platforem a svojí licencí, k t e rá umožňuje jeho využi t í pro 
vývoj her zdarma pro jednotlivce a společnosti s ročn ím prodejem nebo financováním 
pod 100 000$. Uni ty je k romě oblasti videoher používáno v oborech architektury, 
s troj írenství , v auto průmys lu a ve filmovém průmyslu . Uni ty je t aké proslulý svojí 
rychlostí při p ro to typován í her, což je velice relevantní vlastnost pro tento projekt. 
Uni ty využívá jazyk C # a je postaven na implementaci frameworku . N E T pro plat
formu Mono. [9] 

Zároveň je engine Uni ty doplněn nást roj i pro strojové učení The Uni ty Machi-
ne Learning Agents Toolkit (dále jen ML-Agents ) , k teré poskytuj í implementaci 
a lgor i tmů strojového učení založené na frameworku PyTorch. [9] 

4.3 Unity engine 

Unity ® 

Obrázek 4.3: Logo herního enginu Uni ty 
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5 Návrh hry 

Hru jsem navrhl jako plošinovou skákačku lehce př ipomínaj íc í ikonickou Super M a 
rio Bros. hru od společnosti Nintendo. V t é to hře h ráč ovládá pomocí klávesnice 
hlavní postavu i talského ins ta la té ra Mar i a a snaží se sním překona t úroveň tvoře
nou plošinami, nepřáte l i , t rubkami a j inými objekty, k teré mají urč i té efekty podle 
pravidel hry. Postava Mar io m á schopnost běžet na levou nebo pravou stranu, skočit 
a skrčit se. 

Pro moji hru jsem si vzal tento základní koncept a provedl na n ě m tř i zásadní 
změny: 

1. Akce postavy neovládá hráč , ale neuronová síť 

2. V úrovni může být více než jedna hlavní postava 

3. Schopnosti postavy si h ráč může př izpůsobi t pro každou postavu 

Úkolem hráče tak není p ř ímo ovládat h lavní postavu a navigovat s ní skrz úroveň, 
ale pomocí nás t ro jů hry vytvoř i t agenty, k teř í jsou schopni sami překonat úroveň. 
Jelikož agen tů může být více, toto dává možnos t pro vytváření úrovní , k te ré vyža
dují kooperaci více postav s různými schopnostmi. V t é to části práce budu mluvit 
o schopnostech a dovednostech - tato dvě slova v rámci t é to práce nejsou zaměni te lná 
synonyma, mají však specifický význam, k te rý zde definuji: 

S c h o p n o s t Je akce nebo činnost , kterou je postava agenta schopna vykonat, jako je 
např ík lad běh nebo skok. Schopnosti jsou pos tavě přiděleny kódem hry a neuronová 
síť se je neučí. 

D o v e d n o s t Je dovednost neuronové sítě využívat schopnosti postavy k dosažení 
cíle. Dovednosti se musí neuronová síť nauči t . 

5.1 Hlavní herní smyčka 

Hlavní herní smyčka je koncept, k te rý v oboru herního designu popisuje jaké akce, 
v j akém pořad í h ráč provádí b ě h e m h ran í hry. Jde o popis toho, co h ráč ve hře dělá. 
N a obrázku 5.1 jsem vyobrazil můj náv rh herní smyčky pro tuto hru. 

25 



Z a č á t e k h r y 
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Obrázek 5.1: Hlavní herní smyčka hry 



5.1.1 Výběr mise 

P r v n í m krokem je výběr mise, kde si h ráč vybere jeden z dos tupných problémů, k te rý 
chce řešit. K tomu hráči slouží grafické rozhraní , k te ré hráči zároveň komunikuje stav 
mise. Návrh grafického rozhran í je dále popsán v sekci 5.3.5. 

5.1.2 Splnění mise 

Po výběru mise se h ráč pokusí misi splnit. Splnění mise bude s t a n d a r d n ě p rob íha t ve 
čtyřech částech. Hráč nejdříve analyzuje, co b rán í splnění mise (sekce 5.1.3), nás ledně 
navrhne způsob, jak by mohl tento problém pomocí t rénování agentů vyřešit (sekce 
5.1.4), na t rénuje agenty podle náv rhu (sekce 5.1.5) a nakonec vyt rénované agenty 
vyšle do mise, aby se j i pokusily splnit(sekce 5.1.6). Pokud se a g e n t ů m povede splnit 
misi, h ráč přechází na další misi, v opačném př ípadě se vrací do kroku analýzy 
problému. 

5.1.3 Analýza problému 

V tomto kroku se h ráč podívá na misi, kterou si vybral ke splnění, a analyzuje, proč 
jeho agenti nejsou schopni tuto misi splnit. N a obrázku 5.2 je vyobrazen možný 
myšlenkový pochod hráče v tomto kroku při p lnění j ednoduché mise, k t e r á dělí 
agenta a cíl dírou v podlaze. 

O čem hráč přemýšlí 

Jde odsud 
Když půjde k cíli tak 

spadené Musí k cíly 

Problém: Agenta od cíle dělí díra a agent j í neumí přeskočit 

Obrázek 5.2: Myšlenkový pochod hráče při analýze mise 
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5.1.4 Návrh řešení 

Když h ráč zjistí, j aký p rob lém agentovi b rán í ve splnění mise, navrhne řešení k teré 
agentovi nebo a g e n t ů m umožní misi splnit. Navržené řešení je nějaká dovednost, 
kterou agenti po t řebuj í k splnění mise. N a obrázku 5.3 je vyobrazen možný náv rh 
řešení p rob lému popsaného v předchozí sekci. 

Co hráč navrhne 

Odměna za skok zde Odměna za 

Penále za pád 

Navržené řešení: Naučím agenta skátat přes díru. 

Obrázek 5.3: Návrh řešení, se k t e r ý m hráč může přijít 

5.1.5 Trénování agentů 

V tomto kroku se hráč pokusí pomocí nás t ro jů hry a zpětnovazebního učení nauči t 
agenty dovednosti, k teré si h ráč navrhl ve fázi návrhu řešení (viz 5.1.4). Nejdříve 
sestaví pros t ředí , ve k t e r ém se agenti budou t rénovat (sekce 5.1.7), po t é nechá agen
tu v pros t ředí t rénovat po p o t ř e b n o u dobu (sekce 5.1.8) a nakonec vyhodnot í , zda 
trénovací proces proběhl podle jeho p ředs tav (sekce 5.1.9). Pokud se hráč rozhod
ne, že t rénování agentů neproběhlo uspokojivě, začne t rénování agentů od znovu. 
V opačném př ípadě se přesouvá k tes tování řešení.) 

5.1.6 Testovaní řešení 

V t é t o fázi hra otestuje, zda agenti maj í po t ř ebné dovednosti pro splnění mise. 
Vytrénovaní agenti se vypus t í do pros t ředí mise, a pokud dokáží dosáhnou t cíle 
v požadovaném časovém l imitu , agenti a h ráč misi splnili a mohou se p řesunou t na 
řešení další mise. Pokud agenti nemaj í dovednosti po t ř ebné k dosažení cílů mise, 
hráč se přesouvá do fáze analýzy problému a pokouší se splnit misi dále. 
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5.1.7 Sestavení prostředí 

V t é t o fázi h ráč sestavuje pros t ředí , ve k t e r ém se agenti mohou nauči t dovednos
t i z fáze náv rhu řešení. Několik různých nás t ro jů , k te ré mu umožňuj í nastavovat 
následující parametry: 

O b j e k t y Objekty jsou elementy pros t ředí , se k te rými postava agenta může inter-
agovat. Hráč pomocí grafického rozhran í do pros t řed í umisťuje objekty jako jsou 
např ík lad terén, cíl, b rána , páka , bodák , žebřík a další. 

T r é n o v á n í V rámci t rénování h ráč může nastavovat jací agenti (postavy a neuro
nové sítě) se v t rénovacím procesu použijí , v j akých pros t ředích se trénovací proces 
bude dít , kdy se m á trénovací proces zastavit. Agenti se můžou t rénovat buďto 
od začá tku s n á h o d n ě inicializovanou neuronovou sítí, nebo použí t již t rénovanou 
neuronovou síť jako počá tečn í bod. 

O d m ě n y V rámci tvoření t rénovacího pros t řed í h ráč t aké pomocí hodnot íc ích pra
videl nas taví , za co se agentovi v rámci t rénovacího procesu budou udělovat od
měny a penalizace. Hráč tak může specifikovat akce, k teré jsou od agenta žádoucí 
a nežádoucí , a agent se při t rénovacím procesu snaží maximalizovat odměny. Hod
notící pravidla mohou kontrolovat některé skutečnost i b ě h e m trénovaní , jako jsou 
např íklad: pozice agenta, zda se agent do týká nějakého prvku pros t ředí , vzdálenost 
agenta od urč i tého bodu, jakou akci provádí nebo prováděl , jak dlouho agent jednal 
a podobně . 

O p o n e n t i V pros t řed í se také budou moci vyskytovat oponenti, k teř í budou jednat 
proti zá jmům agentů . Hráč bude moci nastavovat logiku těchto oponen tů pomocí 
j ednoduchých rozhodovacích s t romů nebo jako oponenty dosadit j iné vyt rénované 
agenty. 

N a s t a v e n í a g e n t ů Agenti budou modifikovatelní. U každého agenta bude možnos t 
změnit neuronovou síť, k t e rá ho řídí, a schopnosti, k t e rými postava agenta disponuje. 
V rámci neuronové sítě bude moci h ráč nastavit velikost neuronové sítě a typy vrstev, 
které se použijí (l ineární nebo rekuren tn í ) . V rámci schopnost í postavy agenta, bude 
mít h ráč možnost př idávat a odebí ra t schopnosti, jako jsou např íklad: vidění, slyšení, 
skákání , lezení po žebříku, stří lení ze zbraně , uděla t ze sebe stoličku pro os ta tn í 
agenty, vykřikování signálů, rozpoznávání vykřikovaných signálů a další. 

U d á l o s t i Během interakce agenta s p ros t řen ím se můžou provádět událost i , kte
ré pros t ředí u rč i tým způsobem modifikují. Hráč bude mí t možnost definovat, jaké 
událost i se stanou a za jakých podmínek . Událost i pros t ředí mohou být např ík lad: 
změna terénu, začne pršet , začnou padat kameny, zhrout í se most a další. 

Nutno podotknout, že toto je pouze náv rh celé hry a nikoliv výčet všech funk
cí, k teré se vyskytuj í v M V P . Některé z výše zmíněných p a r a m e t r ů nelze v rámci 
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M V P nastavovat. Parametry nas tavi te lné v sestavování pros t ředí rámci v M V P jsou 
zvýrazněny na obrázku 5.1 v část i označené Nas tavení se zeleným rámečkem. 

5.1.8 Trénování v prostředí 

V té to fázi h ráč pošle agenty do vytvořeného t rénovacího pros t řed í a čeká, než 
agenti ukončí svůj t rénovací proces. Hráč se může dívat na zrychlené j ednán í agen tů 
v pros t ředí a sledovat metriky t rénovacího pros t ředí , jako je např ík lad p r ů m ě r n á 
o d m ě n a za pokus. 

5.1.9 Vyhodnocení výsledku 

Poté , co agenti ukončí svůj t rénovací proces, h ráč vyhodno t í , zda trénovací proces 
proběhl podle očekávání. Pomáha j í mu k tomu metriky sbírané z pros t řed í a náhled 
do pros t ředí b ě h e m trénovacího procesu. Pokud h ráč není spokojený s t ím, jak se 
agenti natrénoval i , může proces začít znovu, nebo na proběhlý t rénovací proces 
navázat dalším. 

5.2 Návrh agenta 

Agent řízený neuronovou sítí bude volit d iskrétní akce. To znamená , že každá akce 
m á konečně mnoho možnost í , jak j i provést . P ř ík l adem diskrétní akce je běh doleva 
a její nediskré tn í ekvivalent by bylo nas tavení rychlosti směrem doleva. Takto bude 
možné implementovat ovládání agenta pro hráče pomocí klávesnice tak, aby přesně 
odpovídalo možnos tem agenta. Neuronová síť se v las tně bude uči t , jaké klávesy m á 
stisknout. 

Diskrétní akce poskytuj í mnohem menší prostor možných akcí, k te rý se agent 
musí b ě h e m t rénování nauči t a důsledkem je rychlejší t rénování . 

5.2.1 Schopnosti postavy 

A k c e Agent bude mí t k dispozici různé skupiny akcí, k te ré bude moci v pros t ředí 
provádět . Z každé skupiny akcí může agent provést pouze jednu možnos t , kterou pak 
postava agenta vykoná. Způsob vykonání každé akce bude jasně definován v kódu 
hry. Každý agent bude mí t skupinu akcí běhu s možnos tmi běžet doleva, běžet 
doprava nebo s tá t , a skupinu akcí skoku s možnos tmi skočit nebo neskočit . 

P o z o r o v á n í Agent bude mí t skupiny senzorů, k te ré budou neuronové síti posky
tovat pozorování, na jejichž základě se může rozhodovat. Základním senzorem bude 
zrak, k t e r ý m bude agent schopen detekovat objekty před sebou v u rč i t ém úh lu v ur
čité vzdálenost . 
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5.2.2 Modifikace agenta 

S c h o p n o s t i Kromě základních schopnost í definovaných v 5.2.1 bude h ráč mí t mož
nost př idávat j edno t l ivým a g e n t ů m schopnosti dle potřeby. Tyto schopnosti budou 
předem definované a bude se jednat o nové skupiny akcí nebo o nové senzory. Na
příklad hráč bude moci agentovi d á t schopnost provádět akci plazení nebo výkřiku, 
a senzor na poslouchání výkř iků nebo na sledování p r ů b ě h u času. 

N e u r o n o v á síť Další možnost í bude modifikovat topologii neuronové sítě, k te rá 
agenta řídí .K dispozici bude možnos t p ř ida t další vrstvy, zvýšit poče t neuronů ve 
vrs tvách nebo př ida t rekuren tn í vrstvu, k t e rá agentovi poskytne schopnost pamět i . 

5.2.3 Týmy agentů 

Agenti budou moci jednat buďto sami nebo v rámci t ý m u s os ta tn ími agenty a každá 
mise bude mí t max imá ln í poče t agentů . T ý m y agentů si bude moci h ráč vy tváře t 
z již na t rénovaných agen tů a pak je dále t rénovat bud samos t a tně nebo dohromady. 
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5.3 Scény ve hře 

V t é t o část i p ředs t av ím náv rh uživatelského rozhraní ve hře. Rozhran í hry je roz
loženo na několik obrazovek/scén , k te ré jsou vyobrazeny společně s p řechody mezi 
scénami na obrázku 5.4. Tyto scény jsem navrhoval s pomocí aplikace pro náv rh 
rozhraní Figma. 

Spustení Ti tu ln í 

r 
I 
l I 

Pouze v 
návrhu 

V návrhu 
i MVP 

Editor 
prostředí 

<*—* Test prostřed! 

Cetrum 
trénování 

Obrázek 5.4: M a p a scén a p řechodů mezi scénami 

5.3.1 Editor prostředí 

Editor pros t ředí je nej důležitější část hry. Zde h ráč bude t ráv i t nejvíce času, proto
že zde tvoř í p ros t řed í a hodnot íc í pravidla, k t e rá se nás ledně použijí pro trénovací 
proces. Tato scéna se skládá ze dvou hlavních částí . N a levé s t raně je volný prostor, 
ve k t e r ém se bude nacházet tvořené pros t ředí , a na pravé s t raně je panel obsahu
jící nás t ro je pro úp ravu pros t ředí . Panel obsahuje několik záložek, k teré poskytuj í 
nás t roje pro úp ravu v různých dimenzích. 

Z á l o ž k a p r v k y Zde bude seznam prvků , k te ré h ráč může umís t i t do pros t ředí . Pr
vek si k l iknut ím na jeho ikonu může zvolit a pak na levé s t raně obrazovky umisťovat 
pomocí levého t lač í tka myši nebo mazat pomocí t l ač í tka pravého. P rvky můžou být 
např ík lad bloky terénu, cíle k dosažení, pasti, zdi , páky, b rány nebo dveře. 
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Z á l o ž k a h o d n o t í c í s y s t é m V záložce hodnot íc ího sys tému bude seznam pravidel, 
které určují kdy, jaké a za jakých podmínek agent dostane odměny. Každé pravidlo 
bude vždy reagovat na urč i tou událost v pros t ředí a bude obsahovat sadu podmínek , 
které budou chování pravidla modifikovat. 

Z á l o ž k a o p o n e n t ů V t é t o záložce h ráč bude moci nastavovat chování oponen tů . 
Agenti se budou moc chovat různými způsoby. Jeden způsob je podle s tanoveného 
p lánu definovaného hráčem, jako např ík lad , že oponent poběží j edn ím směrem dokud 
nenaraz í a po té se obrá t í a poběží na druhou stranu. Druhý způsob je použi t í již 
na t rénovaných agentů jako oponen tů pro j iné agenty. Hráč zde bude mí t rozhraní 
pro s tanovení p lánů a pro výběr agen tů-oponen tů . 

Z á l o ž k a u d á l o s t í Zde bude hráč nastavovat dynamické chování prost ředí . Budou 
zde nás t ro je pro s tanovení změn v pros t ředí b ě h e m trénování . Událost i se budou 
dít podle h ráčem stanovených pravidel a efekt událos t i bude také pod kontrolou 
hráče. P ř ík lady událost í , k te ré hráč může nastavit jsou: každé dvě sekundy se otevře 
nebo zavře b rána , po poražení oponenta se do pros t ředí př idaj í dva další oponenti, 
po up lynu t í t ř í sekund zmizí kus podlahy nebo po up lynu t í deseti sekund, pokud 
je agent není ve s tanovené zóně, tak se epizoda ukončí a agent dostane negat ivní 
odměnu . 

N o v ý U l o ž i t N a h r á t 

S t a r t 

T e s t o v a t 

cíl 

Prvky 

U d á l o s t i 

Oponen t i 

O d m ě n y 

Prav id lo # 1 

Když; A g e n t vyskoč í 

Odměna: +1 

Pokud: p r e d schodem 

Prav id lo # 2 

Když: A g e n t j d e vlevo 

Odmena: 

Pokud: 

P r o s t r e d í # 3 

Když: A g e n t j d e vpravo 

Obrázek 5.5: Návrh rozhran í pro editor pros t ředí 

5.3.2 Test prostředí 

Poté , co si h ráč postavil t rénovací pros t ředí v Edi toru pros t ředí , m á možnost si pro
středí v las tnoručně otestovat v t é t o scéně. Tato scéna navazuje p ř ímo na editor 
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pros t ředí a h ráč v ní ovládá agenta pomocí klávesnice. Toto umožňuje hráči vy
zkoušet, jak hodnot íc í pravidla vyhodnocuj í akce agenta (k tomu mu slouží čí tač 
odměn) , a zároveň může ověřit schopnosti agenta pohybovat se po prostředí . Hráč 
může kdykoliv test ukončit a v rá t i t se do editoru pros t ředí pro další změny. 

S t a r t 

Odměny 

Pravid lo ttl: + 2 

Prav id lo # 2 : - 0 , 5 

Pravid lo # 3 : +1 

C e l k e m : + 2 , 5 

Cíl 

U k o n č i t 

t e s t 

Obrázek 5.6: Návrh testovací scény pros t ředí 
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5.3.3 Titulní scéna 

Ti tu ln í scéna je zde pro u p o u t á n í hráče hned, jakmile spus t í hru a zachování dobrého 
prvního dojmu. Scéna je doplněna grafikou, k t e r á sděluje hráči , proč a jak je hra 
pro něj zajímavá. Účel je předevš ím upoutat pozornost a posluhovat jako základní 
menu. T i tu ln í scéna je hráči očekávaný standard. 

Tra in Your 
Monkeys! 

Hrát 

Nastavení 

Odejít 

Obrázek 5.7: Návrh t i tu ln í scény hry 
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5.3.4 Rozcestník 

Účel rozcestníku je nasměrovat hráče do jednot l ivých část í hry. J e d n á se o jednodu
chou scénu, k t e r á slouží jako domovská obrazovka. Zároveň také slouží jako hlavní 
přehled všeho, co se děje - jaké scény m á h ráč zrovna rozdělané, jaké t rénování 
zrovna probíhá , jací agenti se v nich trénují a jak daleko je t rénovací proces od 
konce. 

P r ů b ě h t r é n o v a n í 

T r é n o v á n í # 1 

7 5 % 

T r é n o v á n ! # 2 

2 5 % 

Rozcestník 

P r o s t ř e d í 

T r é n o v á n í 

M i s e 

Z p ě t 

Z p ě t k p r o s t ř e d í 

P r o s t ř e d í # 1 

J I 

P r o s t ř e d í # 2 

P r o s t ř e d í # 3 

Obrázek 5.8: Návrh scény rozcestníku 
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5.3.5 Výběr mise 

V t é t o scéně si h ráč vybírá , kterou misi chce zkusit splnit. Slouží mu k tomu graf 
(viz 5.9), k te rý m á na každém vrcholu jedno t lačí tko odpovídající j edné misi ve hře, 
které zároveň komunikuje stav mise. 

Stav mise může nabýva t t ř í hodnot: zamčeno, odemčeno a splněno. Hráč se 
nemůže pokusit splnit zamčenou misi, h ráč se pokouší splnit jednu z odemčených 
misí a splněné mise jsou takové, ve k te rých hráč již alespoň jednou splnil cíl mise 
jakýmkol iv způsobem. Mise na sebe navazují, každá mise (mimo úvodních) m á jednu 
nebo více předchozích misí. Pokud něk te rá z předchozích misí není splněná, mise je 
zamčena. Hráč může spustit misi k l iknut ím na t lačí tko požadované mise. 

V ý b ě r m í s e 

Mise 2 Mise 4 

0 -

Mise 1 

Mise 3 Mise 5 

Obrázek 5.9: Návrh rozhraní pro výběr mise 
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5.3.6 Mise 

V t é t o scéně h ráč vidí problém, k te rý jeho t rénovaní agenti musí p řekonat . V misi 
je pros t řed í p o d o b n é t rénovacímu pros t ředí , k te ré h ráč vytvářel v Edi toru pros t ředí 
(viz 5.3.1). 

Je zde t lačí tko, k t e r ý m může h ráč vyslat své agenty do pros t řed í a G U I pro výběr 
agentů . G U I také obsahuje informace o tom, jaké jsou p o d m í n k y pro splnění mise, 
j aký je limit agentů a j m é n o mise, k te ré může sloužit jako nápověda pro hráče . Mise 
indikuje mís to , kde se agenti po jej ím zahájení v pros t ředí objeví. 

Mise: Přeskoč propast 
Podmínky splnění: 

Alespoň j e d e n agen t se 

musí d o s t a t do č e r v e n é 

zóny 

S t a r t 

T ý m # 1 
A g e n t # 1 

A g e n t ttZ 
A g e n t # 3 

Z m ě n i t t ý m 

V y s l a t 
Cíl 

Obrázek 5.10: Návrh scény mise 
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5.3.7 Centrum trénování 

V t é t o scéně hráč nastavuje t rénovací proces. M á zde možnos t nastavit, jací agenti 
se t rénuj í na jacích prost ředích, jak dlouho se m á t rénovat , j a k á je mí r a paralelizace, 
jaké jsou pravidla pro předčasné zas tavení a zároveň tato scéna slouží k posky tnu t í 
bližších informací o p růběhu t rénování . 

Trénování v 
p r ů b ě h u 

T r é n o v á n í # 1 

T r é n o v a n í # 2 

Průběh 
Trénování # 1 

O d m ě n y : 1 5 0 / 2 0 0 

Čas: 0 : 2 8 / 1 : 3 0 

T r é n u j e s e : 

P r o s t ř e d í : 

Paro l i zace : 

7 5 % 

3 1 % 

5 l e d o v a t 

A g e n t # 1 

P r o s t ř e d í # 1 

3 0 

Čas 

U k o n č i t 

Nové 
trénovaní 

M a x i m á l n í d o b a : l h 3 0 m i n 

T r é n u j e se : A g e n t # 1 

P r o s t ř e d í : P r o s t ř e d í # 1 

Cílová o d m ě n a : 5 0 

Para le ln í p r o s t ř e d í : 100 

Z a č í t t r é n o v a t 

Obrázek 5.11: Návrh scény t rénovacího centra t rénování 
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5.3.8 Editor týmů 

V t é t o scéně h ráč sestavuje t ý m y agentů pro t rénování a plnění misí. T ý m y se můžou 
skládat z libovolné kombinace agentů a t ý m ů agentů . Tato scéna také může hráče 
přesměrovat na editor agentů . 

Hráč zde také vidí historii vyb raného t ý m u agentů , k t e rá nese informace o tom, 
jak dlouho, na jakých trénovacích pros t ředích a s j akými výsledky byl t ý m trénován. 

Tým #1 
Clí A g e n t # 1 

A g e n t # 2 

A g e n t # 4 

I Pňidot I O d e b r a t 

R o z p u s t i t 

Historie týmu 
Trénovan í # 1 
P r o s t ř e d í : P r o s t ř e d í # í 

Dosažená odměna: 3 0 / 5 0 

Doba t rénovan í : l h . 4 5 m i n 

1 

Úprava t ý m u 
Přidáno: Agznf # 1 

O d e b r á n o : Agerrt # 3 

Trénován í # 2 
P r o s t ř e d í : P r o s t ř e d í ffí 

Dosažená odměna: -49 /50 

Doba t rénován í : 55min 

Obrázek 5.12: Návrh scény editoru t ý m ů 
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5.3.9 Editor agentů 

V té to scéně h ráč upravuje schopnosti agentů . M á možnost j edno t l ivým agen tům 
př idávat nebo odebí ra t senzory a akce, k teré je postava agenta schopna provést . 
Zároveň se zde nastavuje, jakou topologii neuronové sítě agent využívá. 

Agenti 

A g e n t # 1 

A g e n t # 2 

A g e n t # 3 

A g e n t # 4 

O d e b r o t 

N o v ý a g e n t 

Agent #1 

\<*> 
S e n z o r y 

< -*> 

Akce 

t 

M o z e k 

Počet v r s tev ; 5 

Počet neuronů: 3 0 0 0 

S e n z o r y Akte 

M e z e k 

Lineárn í v y r s t v y 

Vrs tvy : 5 

Neuronu ve v rs t vě : 128 

Rekuren tn í v y r s t v y 

Vrs tvy : 2 

Neuronů ve v rs t vě : 256 

Cur ios i t y 

Vel ikost kódování: 512 

P ř i d a t modul 

Obrázek 5.13: Návrh scény editoru agentů 
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5.4 Návrh minimálního životaschopného produktu 

Návrh hry je příliš velký a složitý na to, aby se implementoval celý najednou. Navíc je 
pouze teoret ický a pracuje s neověřenými p ředpok lady o tom, co je nezbytné , užiteč
né a jak hráči hru budou h rá t . Z toho důvodu je n u t n é nejdříve implementovat M V P , 
které otestuje některé z těch to p ředpok ladů . Očekávám, že náv rh hry se po otesto
vání M V P do j is té míry změní, obzvlášť v detai lních rozložení jednot l ivých funkcí 
a sys témů. Rozhodl jsem se proto velké množs tv í návrhu v M V P neimplementovat, 
a soustředi t se pouze na nejnutnější funkce po t ř ebné k otestování . Konkré tn í scény, 
které jsem se rozhodl z M V P vypustit, jsou na obrázku 5.4 znázorněny čárkovaným 
rámečkem. 

5.4.1 Agent 

Z návrhu agenta jsem se rozhodl vypustit jakoukoliv modifikaci. Modifikace agenta 
pouze zvyšuje komplexitu a hloubku hry, není však n u t n á k hraní , a proto není 
n u t n á ani v M V P . Agent bude schopen vykonávat pouze základní pohyby běhu 
a skoku a bude používat pouze jeden senzor zraku. Topologie neuronové sítě ovláda
jící agenta bude pevně d a n á bez možnos t i modifikace. Z tohoto důvodu jsem z M V P 
vypusti l celou scénu Editor a g e n t ů , p ro tože bez možnos t i měni t schopnosti agenta 
je scéna b e z v ý z n a m n á a zbytečná. 

Ze stejných důvodů jsem vypusti l t aké podporu více agentů a scénu Editor 
t ý m ů . V každé misi a v každém t rénování bude pouze jeden agent. N e m á příliš 
smysl implementovat podporu více agentů v momen tě , kdy ješ tě s jistotou nevím, 
zda hra funguje alespoň pro jedno agenta. 

5.4.2 Scény 

Ne všechny funkce v návrhu jsou nu tné , v t é t o podkapitole u každé scény uvádím, 
jaké funkce jsem se rozhodl zahrnout do M V P . 

T i t u l n í scéna Zanechal jsem v M V P jako zá s tupný symbol pro zachování struktury 
hry. Největší ná rok na implementaci je vytvoření zaj ímavého grafického zpracování, 
k teré však z M V P vypouš t ím, a tak implementace t é t o scény nezabí rá žádný vý
znamný obnos času. Scéna pouze poskytuje název hry a možnos t i pokračovat nebo 
odejít . 

R o z c e s t n í k Zanechávám možnost i navigace mezi scénami, vypusti l jsem však sle
dování informací o hře . 

V ý b ě r m ise Zanechal jsem v M V P se všemi funkcemi v náv rhu s j ednoduchým 
grafickým zpracováním. 
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M i s e Zanechal jsem t lačí tko na vyslání agenta a název mise. H r a M V P bude mí t 
pouze jednoho agenta, takže informace o l imi tu agentů je b e z v ý z n a m n á a stejné 
pla t í pro cíl. K a ž d á mise bude mí t pouze jeden cíl, a to aby se agent dotkl bedny. 

E d i t o r p r o s t ř e d í V panelu pro umisťování p rvků pros t řed í budou pouze t ř i napros
to n u t n é prvky. Blok terénu, bedna, k t e rá slouží jako cíl agenta, a s t a r tovn í pozice 
agenta. 

V panelu hodnot íc ího sys tému implementuji př idávání a editaci hodnot íc ích pra
videl s min imáln í sadou spoušt í a podmínek , k te ré umožní dos ta tečnou kontrolu nad 
t rénováním agenta pro splnění mise a limitovanou kreativitu. Zahrnu t ř i spouštěče 
pravidel - up lynu t í času, kolizi s prvkem pros t ředí a akci agenta, a t ř i p o d m í n k y 
- kontrola typu akce, kontrola prvku, kdo k te rého se narazilo, a kontrola dotyku 
prvku mimo událos t kolize. 

Zároveň vynechávám funkce uk ládán í a nahráván í více pros t ředí , hra bude mí t 
pouze jedno pros t ředí uložené. Toto zjednoduší p ředávání dat mezi hrou a t rénova-
cím procesem a ulehčí implementaci G U I . Více pros t ředí není naprosto n u t n é pro 
fungování hry. 

T e s t p r o s t ř e d í V testu pros t ředí bude pouze ukazatel odměny za jednu epizodu 
a ovládání agenta po pros t ředí . Délka epizody bude stanovena pevně . 

C e n t r u m t r é n o v á n í Hráč bude mí t možnos t zde spustit t rénování , nastavit délku 
t rénování a restartovat neuronovou síť agenta do výchozího nas tavení . Délka epizody 
b ě h e m t rénování bude stanovena pevně, t rénovaný agent bude pevně nastaven na 
jednu možnost a t rénovací p ros t řed í bude vždy to naposledy uložené. 
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6 Implementace 

V té to části se zabývám implementac í M V P . Př ibl íž ím funkce zvolených nás t ro jů , 
struktury neuronové sítě a postavy agenta. 

6.1 Unity Engine 

Uni ty je engine, k te rý jsem si zvoli l pro tvorbu hry, ve verzi Uni ty 2021.3.18fl 
Personál . Hlavními důvody pro volbu tohoto nás t ro je jsou moje předchozí zkušenost i 
s enginem, výše zmíněné nás t ro je ML-Agen t s a jeho p o m ě r n á jednoduchost. Tyto 
vlastnosti zásadně urychlí vývoj hry a žádný z os ta tn ích p rozkoumaných nás t ro jů 
neposkytuje nic, co by tuto výhodu překonalo. 

Unreal také nově poskytuje nás t ro je pro t rénování agentů , k teré ale byly ozná
meny až v p r ů b ě h u tohoto projektu. Engine Unreal je známý zejména pro grafickou 
kvalitu svých her, což není cíl tohoto projektu, a navíc s enginem Unreal n e m á m 
předchozí zkuženost i narozdíl od Unity. Torque engine jsem zvažoval h lavně kvůli 
hře N E R O , k t e rá se snažila o velice podobný cíl jako tento projekt a je vy tvořená 
v pomocí enginu Torque. 

6.1.1 Struktura Unity 

Uni ty lze použí t pro tvorbu celé ř a d y různých p r o d u k t ů , ale v následující části budu 
uvažovat použi t í Uni ty v p ř ípadě tvoření her. Projekt v Uni ty se skládá z kolekce 
objektů Asset, k te ré obvykle odpovídaj í soubo rům v projektu. Mez i důležité typy 
těchto objek tů pa t ř í typ Scene, GameObject a Component. 

Scene Dále jako scéna, odpov ídá pros t ředí hry a je nosič ob jek tů GameObject a jde 
o prostor do k te rého lze vykreslovat grafika. Ve scénách se odehrává celá hra. 

G a m e O b j e c t Dále jako herní objekt, reprezentuje urči tý objekt ve scéně a je nosič 
objektů Component. 

C o m p o n e n t Dále jako komponenta, reprezentuje jednot l ivé části urč i tého objektu 
ve hře . Komponenta je obecný typ, k te rý m á mnoho implementací . Mez i nejrele-
vantnější pa t ř í komponenty Transform, k t e rý je u každého GameObject a určuje 
pozici objektu ve scéně, jeho rotaci, velikost a hierarchickou strukturu s os ta tn ími 
herními objekty, Collider2D, k te rý určuje detekci kolize v rámci fyziky, RigidBody, 
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které určuje chování objektu v simulaci fyziky hry, a Script, k t e rý je uživatelem 
definovaný pomocí jazyka C # . 

Vztahy mezi j ednot l ivými typy jsou vyobrazeny na obrázku 6.1 

Scene Komponenta 

Funkce 

GameObject GameObject GameObject 

Transform Collider RigidBody Script: MonoBeľiaviour 
J I J I J I . 

GamsObject GameObject Updated FixedUpdateO StartO 

Obrázek 6.1: Struktura objek tů v rámci scény v Uni ty 

S c r i p t Script musí dědit od t ř ídy MonoBehaviour, aby mohl bý t př ipojen jako 
komponenta k he rn ímu objektu, a je psaný uživatelem. Tř ída MonoBehaviour po
skytuje několik funkcí, k te ré jsou b ě h e m provozu hry pravidelně Uni ty volány, pokud 
je komponenta povolena. K a ž d á komponenta m á booleovský paramert enabled, kte
rý určuje, zda komponenta bude zavolána Unity. Mez i často využívané funkce té to 
t ř ídy pa t ř í : 

• Awake() volaná jednou za životní cyklus při vytvoření nebo n a h r á n í kompo
nenty bez ohledu na to, zda je komponenta povolena 

• Start() volaná na začá tku životního cyklu při vytvoření nebo n a h r á n í kom
ponenty po funkci AwakeQ 

• FixedUpdateQ volaná před každou aktual izací fyzikální simulace. V základ
n ím nas tavení jde o frekvenci 50 za sekundu 

• OnColl isonEnterQ volaná pokud v poslední aktualizaci fyzické simulace do
šlo ke kolizi 

• Update() volaná jednou za snímek 

Výše zmíněný seznam neobsahuje plný výčet všech funkci MonoBehaviour. Uži
vatel může definovat chování skriptu p řepsán ím těchto metod. Vztah těch to funkcí 
je znázorněn na obrázku 6.2 
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c Awake 3 
f Start j 

Fixed Upda te 

50 za s e k u n d u Ak tua l i zace s imu lace fyz iky 

I 
Q QnCollisonEnter^) 

1 za s n í m e k 

( Update 

Vyk res lován í 

I 
y ie ld W a i t E n d O f F r a m e 

Q OnDestroy 

Obrázek 6.2: Zjednodušená smyčka volání funkcí Uni ty - upraveno [10] 

Ser ia l i zace Velkou část í práce s Uni ty je proces serializace - au toma t i cká trans
formace da tových struktur a herních objek tů do formátu , k teré Uni ty v pozdější 
době využívá pro rekonstrukci těchto objek tů do scény. Pokud jsou hodnoty pole ve 
Script komponen tě označené jako public nebo atributem [SerializedField] nebo jde 
o t ř ídu s [Serializable] atributem, pak jsou viditelné uvn i t ř Uni ty Edi toru a jejich 
hodnoty lze nastavit pomocí G U I (viz obrázek 6.3). 

6.1.2 ML-Agents 

ML-Agents Toolkit je sada nás t ro jů s o tev řeným zdrojovým kódem, k te rá umožňuje 
vytvoř i t p ros t ředí v Uni ty Edi toru a interagovat s n ím pomocí Python A P I . Ob
sahuje ML-Agents S D K , které obsahuje všechny po t ř ebné funkcionality pro definici 
pros t ředí uvn i t ř Uni ty Edi toru společně se sadou ukázkových prost ředí , zpětnova
zebně algoritmy S A C a P P O a další nás t ro je pro strojové učení. [9]. 
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Script BPrefabBrush 

Can Place 

Enable Undo Redo 

Selected Level Elemen None [Game Object) 0 
Cannot Place Color \% 
Brush Active 

Preview Object None (Game Object) 0 
Level Element Dictiona f^LevelESementDlctionary {Level 10 
Level Holder ALevelHolder 0 
Grid B Grid (Level Grid) 0 
Main Camera «Main Camera (Camera) 0 

Obrázek 6.3: Snímek obrazovky ukazující část G U I Uni ty Edi toru, ve k t e r ém lze 
nastavit serializované pole t ř ídy PrebabBrush. 

P y t h o n A P I Definuje, j a k ý m způsobem učící algoritmy zapsané v jazyce Py thon 
komunikují s p ros t řed ím vy tvořeném v Unity. ML-Agen t s Toolkit poskytuje imple
mentaci několika a lgor i tmů ( P P O , S A C , G A I L a další) využívající toto A P I , ale 
uživatel m á možnos t doplnit v las tn í implementaci l ibovolného algoritmu, pokud vy
užije toto A P I . N a obrázku 6.4 je implementace těchto a lgor i tmů znázorněna v bloku 
Python t renér . V ý s t u p e m Python t r ené ra je neuronová síť, kterou lze nás ledně vložit 
zpět do hry. Python A P I také poskytuje rozhran í Gym, k teré předs tavuje standard
ní způsob komunikace mezi algoritmem zpětnovazebního učení a učícím pros t řed ím 
a je čas to využívané v oboru zpětnovazebního učení. [4] 

Tyto nás t ro je jsou poskytované pomocí bal íků Python mlagents (použi tá verze 
vO.30.0) a mlagents-env (použi tá verze vO.30.0). Zároveň je k provozu těchto balíčků 
po t ř eba instalace programovacího jazyka Python (použi tá verze 3.9.7) a knihovna 
Pytorch (použi tá verze 1.7.1) 

M L - A g e n t s S D K Obsahuje všechny funkcionality n u t n é k definování učícího pro
středí uvn i t ř Unity. P a t ř í mezi ně komponenta Agent, k t e r á indikuje, že herní objekt 
s touto komponentou je agent, a tud íž je schopen sbírat pozorování, provádět akce 
a dostávat odměny. Každý agent je spojen s rozhodovací s t ra tegi í pomocí názvu 
rozhodovací strategie. Více agentů může mí t stejnou rozhodovací strategii, což ve
de mimo j iné k tomu, že zkušenost i všech agentů s touto s t ra tegi í se použijí pro 
optimalizaci t é t o strategie. 

N a obrázku 6.4 je znázorněn vztah mezi rozhodovací s t ra tegi í označenou jako 
blok Behaviour a komponentou Agent znázorněnou jako blok Agent. V jedné scé
ně může být použi t libovolný počet rozhodovacích strategií . Rozhodovací strategie 
může být buďto Py thon t renér komunikující s p ros t řed ím přes komuniká to r nebo již 
vy tvořená vložená neuronová síť, k t e rá zrovna není opt imal izovaná, nebo pevně za
kódovaný kód, jako je např ík lad rozhodovací strom nebo ovládání pomocí klávesnice. 
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Tyto alternativy rozhodovací funkce by v obrázku 6.4 nahradily blok Komuniká tor . 
Agenti b ě h e m simulace hry mohou požáda t o akci od rozhodovací strategie bud to 
v pravide lném intervalu nebo v uživatelem specifikovaných momentech definovaných 
komponentou Script 

Další část í ML-Agen t s S D K je Academy - t ř ída , k t e rá sleduje kroky agentů , spra
vuje agenty ve scéně a poskytuje další možnos t komunikace mezi Python t r ené rem 
a učícím pros t řed ím v p o d o b ě pos t r ann ího kaná lu přenášející hodnoty typu float, 
pomocí k te rých lze upravit parametry pros t ředí jako např ík lad síla gravitace nebo 
rychlost ob jek tů ve scéně, (viz obrázek 6.4) [9] 

Tyto nás t ro je lze do projektu Uni ty s t áhnou t přes integrovaný balíčkovací sys tém 
v balíčku s názvem ML Agents, k te rý jsem použil pro vytvoření M V P ve verzi 2.0.1. 

m l a g e n t s - l e a r n Ml-Agents Toolkit t aké poskytuje koncový bod pro spuštění t ré-
novacího procesu v p o d o b ě mlagents-learn. Pomocí tohoto př íkazu spust i te lného 
v Python je možné nastartovat komunikaci mezi Py thon t r ené rem a t rénovacím 
pros t řed ím buďto p ř ímo v Uni ty Edi toru , nebo na ses taveném t rénovacím prost ředí . 
Parametry t rénovaní lze pak nastavit pomocí konfiguračního souboru ve formátu 
yaml, k t e rý definuje jak informace o použi té rozhodovací strategii, tak i o délce 
t rénovaní , záchytných bodech a další. 

Prostřed! vytvořené v Unity 

A g e n t k u Agent ,42 Agent ß f 
Promněnné 

prostředí 

Behav iours Bst iav iourß 
Postranní Kanál 

pro hodnoty f loat 

- Komunikátor -
l ) 

Python API -> Python trenér 3 
Obrázek 6.4: Struktura část í ML-Agen t s - upraveno [9] 
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6.2 Agent 

Obrázek 6.5: Agent ovládaný neuronovou sítí 

6.2.1 Implementace v Unity 

Postava agenta je GameObject obsahující následující komponenty: Ridigbody2D pro 
simulaci fyziky, BoxCollider2D pro detekci kolizí, Animator pro spouš tění anima
cí postavy, MonkeyController definující akce proveditelné postavou agenta, Mon-
keyAgent řídící proces t rénování a předávání pokynů neuronové sítě komponen tě 
MonkeyController, BehaviourParameters definující strukturu neuronové sítě pou
žívanou agentem a DecisionRequester, k te rý zajišťuje p růběžné předávání akcí od 
neuronové sítě komponen tě MonkeyAgent. Některé tyto komponenty jsou poskyto
vané p ř ímo od Uni ty a ML-Agents a zbylé popisuji dále: 

M o n k e y C o n t r o l l e r Tento skript ovládá postavu agenta. Obsluhuje logiku akcí 
a vykonává akce agenta. Definuje akce běhu a skákání , rozhoduje, kdy postava může 
skočit (kdy je na zemi) a poskytuje parametry pro ladění rychlost běhu, zrychlení 
a zpomalení , výšku skoku, z čeho může postava skákat . Dále rozhoduje, zda na jakou 
stranu je agent otočen a posílá instrukce komponen tě Animator pro spouš tění ani
mací dle potřeby. Animace jsem vytvoři l pomocí funkcí Uni ty pro animaci a kostry 
vytvořené pomocí ras t rového grafického editoru K r i t a . Snímky akcí a jejich animací 
agenta jsou viditelné na obrázku 6.6. 
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Obrázek 6.6: Akce prováděné agentem agenta - s tán í na mís tě , běh a skok 

M o n k e y A g e n t Je komponenta pro obsluhu t rénovacího procesu. Je zde definová
no, kdy začíná a končí epizoda, shromažďuje odměny a pozorování od os ta tn ích 
komponent a předává je Python t renéru , p ředává instrukce k provedení akcí kom
ponentě MonkeyController, zajišťuje resetování agenta na začá tku nové epizody, 
sleduje, zda agent nespadl mimo pros t ředí , a informuje hodnot íc í sys tém o akcích, 
které agent provádí. Tato t ř ída dědí od t ř ídy Agent (poskytovaná od ML-Agents ) , 
k te rá poskytuje metodu pro př idán í o d m ě n agentu AddReward. 

S e n z o r y Využívají komponentu poskytovanou od ML-Agen t s RayPerceptionSen-
zor2D, k t e rá poskytuje agentovi možnos t detekovat objekty v pros t řed í pomocí pa
prsků detekující kolizi . Tento senzor rozpoznává prvky cíle a te rénu a předává neu
ronové sítí informace o tom, zda paprsek detekoval rozpoznávaný prvek, o k te rý se 
j edná a v jaké vzdálenost í je. Funkce toho senzoru je vidi te lná na obrázku 6.7 

Kromě senzorů zraku je agentovi posky tována komponentou MonkeyController 
informace o tom, zda je o točen doleva nebo doprava. 
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Obrázek 6.7: Zrakové senzory agenta detekující blok te rénu 

6.2.2 Neuronová síť 

T o p o l o g i e Neuronová síť ovládající chování agenta se skládá z 45 neuronů vs tupn í 
vrstvy, dvouch skrytých vrstev o 128 neuronech a výs tupn í vrstvy pě t i neuronů, 
které se pak překládaj í na dvě d iskré tn í akce. Všechny vrstvy jsou dopředné , plně 
propojené. Neuronová síť zároveň využívá masku akcí, k t e rá rozděluje akce na sku
piny, k te ré se pak klasifikují do dvou t ř íd (skočit nebo neskočit) pro jednu skupinu, 
a do t ř í t ř íd (stůj , běž doleva, běž doprava) pro druhou skupinu. Topologie neu
ronové sítě je možno vidět na obrázku v příloze A . 2 vy tvořeného pomocí aplikace 
Netron.[ l l ] 

Vs tupní vrstva odpov ídá vrstva dvěma t y p ů m p rvků pros t ředí , pro k te ré je 11 
detekčních paprsků , k te rý každý poskytuje dvě informace - zda paprsek narazil do 
daného typu a jak daleko byl ná raz zaznamenán . Toto dohromady činní 44 v s t u p ů 
a jeden vstup indikuje, zda je agent o točen doleva nebo doprava. 

C u r i o s i t y Neuronová síť agenta je t aké doplněná o modul Curiosity, k te rý poskytu
je agentovi v las tn í vn i t řn í odměny za to, že se dos tává do nových s tavů. P o m á h á tak 
agentovi dostat se z lokálních minim a dosáhnou cíle v prost ředích, kde se odměny 
objevují zř ídka. 

Modu l obsahuje dva modely neuronových sítí, k te ré se t rénuj í parale lně s agen
tem. P r v n í z nich bere dvě za sebou jdoucí pozorování, zakóduje je a z kódování se 
snaží predikovat, kterou akci agent provedl aby z p rvn ího pozorování dostal d ruhé . 
Druhý model se na základe tohoto kódování a stávající akci agenta pokouší prediko
vat následující kódování. Hodnota kri ter iální funkce (loss) se pak přiděluje agentovi 
jako odměna . 

Tato metoda m á za následek, že pokud se agent pohybuje stále ve stejných 
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stavech, hodnota kri ter iální funkce (a odměna ) jde k nule, jelikož se modely byly 
schopny nauči t predikovat přechody mezi t ěmi to stavy. Pokud agent navštěvuje nové 
stavy, hodnota kri ter iální funkce roste a agent tak dostává větší odměny. Výsledkem 
je zvědavý agent, k te rý je mot ivován nacházet nové stavy.[12] 

Pro modul Curiosity použ ívám neuronovou síť s dvěma skryt ími vrstvami o 128 
neuronech, velikost kódování pozorování (encoding size) 128, learning rate = 0.0003, 
7 = 0.99 a sílu signálu (strength) 0.02. Síla signálu je mí ra toho, jak velký efekt m á 
výsledek kri ter iální funkce na o d m ě n u agenta. 

A l g o r i t m u s K t rénování neuronové sítě agenta se používá algoritmus P P O 
(viz podkapitola 3.2), k te rý se spust í po sesbírání 100 zkušenost í (100 akcí a 100 
pozorování) do zásobníku, po t ř i epochy. Použ ívám parametry e = 0.2, A = 0.99, 
7 = 0.99, learning rate = 0.0003 a batch size = 10 (velikost dávky) . Celkový počet 
kroků provedených b ě h e m trénovacího kroku je definován uživate lem se základním 
nas taven ím 10 000 kroků. 

6.3 Hodnotící systém 

Hodnot íc í sys tém sleduje p r ů b ě h t rénovacího procesu a přiděluje agentovi odměny 
na základě skutečnost í v pros t ředí . Jak a kdy se odměny přidělují specifikuje hráč . 
Hodnot íc í sys tém se skládá z následujících t ř íd: 

E n v i r o m e n t E v e n t Je t ř ída přenášející informace o událos tech uvn i t ř t rénovacího 
prost ředí , na k teré hodnot íc í sys tém může reagovat. EnviromentEvent obsahuje in
formace o typu událost i , k t e rými můžou být kolize, up lynu t í času nebo akce agenta, 
a relevantní data k t é t o událost i , jako jsou agent, k te rého se událos t týká , s čím 
proběhla kolize, nebo kterou akci agent provedl. 

A b s t r a c t E n v i r o m e n t E v e n t G e n e r a t o r Je j ím účelem je sledovat událos t i uvn i t ř t ré
novacího pros t ředí , a reagovat na specifické událost i vygenerováním a rozesláním 
instance t ř ídy EnviromentEvent. 

Pro každý typ EnviromentEvent exituje v las tn í implementace t é to tř ídy, ve které 
je definováno, jak a kdy se m á instance EnviromentEvent vytvoř i t . Po vytvoření 
se EnviromentEvent p ředá příslušné instanci EnviromentEventSystem, k t e r á dále 
reaguje na tuto událos t . Pro lepší čitelnost je AbstractEnviromentEventGenerator 
na obrázku A . 3 zapsán pouze jako EventGenerator. 

E n v i r o m e n t E v e n t S y s t e m Zodpovídá za vytvoření a správu relevantních generá
to rů událos t í AbstractEnviromentEventGenerator a předávání událos t í Enviromen
tEvent sp rávnému hodnot íc ímu sys tému ScoringSystem. Gene rá to ry událos t í vytvoří 
na základě instrukcí obdržených od ScoringSystem po zavolání metody Subscribe. 
Instrukce je reprezentována t ř ídou EventGeneratorlnstruction. EventGeneratorln-
struction drží seznam herních objek tů ve scéně a typ událost i , k te rý mají herní 
objekty v seznamu generovat. 
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S c o r i n g S y s t e m Je základní nosič hodnot íc ího sys tému. Obsahuje metodu Handle-
Event jejímž zavoláním dojde k v ý p o č t u o d m ě n pro agenta pro událos t Enviromen-
tEvent p ř edanou argumentu .ScoringSystem, obsahuje seznam hodnot íc ích pravidel 
ScoringRule, k teré jsou schopné reagovat na příchozí EnviromentEvent a vypoč í t a t 
skóre pro př ís lušného agenta. K te r ému agentovi se m á skóre uděli t rozhodne na 
základě dat v EnviromentEvent a po t é zavolá metodu AddReward u komponenty 
MonkeyAgent p ř ipevněné k hern ímu objektu agenta. 

Dalšími důleži tými metodami jsou GetData, metoda generující všechna p o t ř e b n á 
data pro uložení, LoadData, k t e rá u m í z nahraných dat rekonstruovat stejný hodno
tící systém, a metoda Initialize, k t e rá vygeneruje instrukce pro vytvoření po t ř ebných 
generá torů událos t í EnviromentEvent a p ředá je t ř ídě EnviromentEventSystem, kte
rá se s t a rá o jejich správu a vytvoření . 

S c o r i n g R u l e Je jedno hodnot íc í pravidlo, k teré určuje, j a k á o d m ě n a se m á přiděli t 
za obdrženou událos t EnviromentEvent. Pravidlo si drží informace o tom, na k terý 
EnviromentEvent se vztahuje a j a k á je základní o d m ě n a př idělená za spuštění to-
hot pravidla. Pokud do ScoringSystem p ř edá požadovaný EnviromentEvent, v rá t í se 
základní o d m ě n a modifikovaná p o d m í n k a m i ICondition držené t ř ídou v seznamu. 

Také m á metody GetData a LoadData, k teré p o d o b n ě jako u ScoringSystem slouží 
k pozdější rekonstrukci pravidala. 

I C o n d i t i o n P o d m í n k a je t ř ída implementuj ící rozhran í ICondition s metodou Cal-
culateModifier, k t e r á podle dat p ředaného EnviromentEvent rozhodne, j a k ý m způso
bem se základní o d m ě n a modifikuje. P o d m í n k y maj í jeden modifikátor při nesplnění 
p o d m í n k y a d ruhý při nesplnění . Hodnotu modif ikátoru nastavuje hráč , ale v zá
kladním nas tavení je pro splnění modifikátor 1 a pro neplnění 0. Modif ikátorem se 
násobí základní odměna . 

K d y se udělí modif ikátor za splnění a kdy za nesplnění je různé pro každou 
implementaci. Mez i současné implmentace p o d m í n k y p a t ř í AgentCollison - ověřuje 
kolizi se specifikovanými prvku pros t ředí , AgentDecisionType - ověřuje typ akce pro
vedené agentem, AgentTouching - ověřuje prvky, k terých se b ě h e m vyhodnocování 
p o d m í n k y dotýká , a DefaultCondition, k t e r á vždy vrací modif ikátor 1. 

Také m á metody GetData a LoadData, k teré p o d o b n ě jako u ScoringSystem slou
ží k pozdější rekonstrukci podmínky , metodu GetEventGenerators, k t e r á vrací herní 
objekty, k teré by měly podle po t ř eb t é to p o d m í n k y generovat událost i Enviromen
tEvent, a GetApplicableEventTypes, k t e rá vrací, pro které typy EnviromentEvent je 
p o d m í n k a použi te lná . 

Jak p rob íhá celý proces přidělovaní o d m ě n agentovi je znázorněno v příloze na 
komunikačním diagramu A . 3 . 

6.4 Editor Prostředí 

Editor pros t ředí je scéna sloužící k tvorbě úpravě pros t ředí , ve k t e r ém se agent bude 
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t rénovat , kde hráč t ráv í nejvíce času a skládá se z dvou hlavních částí . 

6.4.1 Plátno 

P l á t n o je levá část obrazovky, na které hráč může umisťovat prvky pros t ředí zvolené 
v panelu na levé s t raně obrazovky. 

P r e f a b B r u s h O umisťování ob jek tů na p l á tno se s t a rá t ř í da PrefabBrush(preíab 
je GameObject uložený jako Asset, k te rý se využívá pro vytvářen í kopií na scéně). 
PrefabBrush m á akt ivní a neakt ivn í stav. Pokud si h ráč vybere prvek z pos t rann í 
ho panelu prvků, PrefabBrush přejde do akt ivního stavu a vytvoř í kopii zvoleného 
prvku, ke k te rému si drží referenci v p roměnné previewObject. Tato kopie (dále jako 
previewObject) slouží jako kurzor ukazující, kde se po kl iknut í levým t lač í tkem myši 
vytvoř í nová kopie zvoleného prvku pomocí metody PlacePrefab, nebo po kliknutí 
p r a v ý m ods t r an í j iný existující prvek. PreviewObject sleduje kurzor myši a pohybuje 
se po mřížce a svojí barvou indikuje, zda lze prvek do dané pozice umís t i t . 

Kromě vytvářen í podle kurzoru myši zároveň poskytuje metodu PlacePrefabs 
pro umís těn í více různých p rvků najednou podle přiložených dat. Tato metoda se 
používá při nahráván í uloženého pros t ředí . Dále poskytuje funkce undo a redo podle 
návrhového vzoru Memento. 

L e v e l E l e m e n t Jednot l ivé prvky umisťované do pros t řed í jsou herní objekty, k teré 
mají komponentu LevelElement. Tuto komponentu jsem vytvoři l za účelem ukládání 
a správy jednot l ivých p rvků prostředí . Komponenta si drží následující p roměnné 
levelElementKey - řetězec znaků identifikující, k te rý GameObject se m á vytvoř i t 
pro tento prvek pros t ředí , levelElementld - celé číslo un iká tn í mezi všemi os ta tn ími 
LevelElement v d a n é m pros t řed í j ednoznačně identifikující daný prvek, position -
vektor pozice v prostoru, a selectButtonlmage - obrázek, k te rý se m á zobrazit na 
p o s t r a n n í m panelu jako reprezentace prvku. 

J e d n á se o informace, k teré jsou n u t n é k jednoznačné rekonstrukci prvku v pro
středí , a při uk ládán í pros t ředí se uloží do souboru ve formátu J S O N . P ř i nahráván í 
uloženého pros t ředí se tyto informace předaj í t ř ídě PrefabBrush, k t e rá je následně 
umís t í správné kopie p rvků na správné mís to . LevelElementld se použije pro rekon
strukci odkazů na správné prvky pros t ředí v hodno t íc ím systému. 

L e v e l E l e m e n t D i c t i o n a r y Mapování mezi klíčem levelElementKey a sp rávným prv
kem je drženo ve t ř ídě LevelElementDictionary - slovníku p rvků pros t ředí . Tato tří
da dědí od ScriptableObject, což umožňuje vytvářen í souborů Asset t é to t ř ídy a tak 
zachovat mapován í trvale v p a m ě t i hry. LevelElementDictionary tak slouží jako 
překladač mezi levelElementKey a he rn ím objektem (GameObject), k te rý odpovídá 
danému klíči. 

6.4.2 Prvky prostředí 

V M V P jsou implementované t ř i prvky, k te ré hráč může umisťovat do pros t ředí . 
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Všechny tyto prvky jsou herní objekty obsahující komponenty LevelElement pro 
práci s editorem prost ředí , SpriteRenderer pro vykreslování grafiky a Highlight-
Conroller, k te rý jsem vytvořil pro práci se zvýrazňováním prvků v pros t ředí pro 
komunikaci mezi rozhran ím a uživatelem. 

T e r é n Nejčastěji použ ívaným prvkem je terén, k t e rý hráč umisťuje po blocích. 
J e d n á se o j ednoduchý herní objet, k te rý kromě společných komponent s os ta tn ími 
prvky také používá Collider2D pro detekci kolizí, a SpriteRandomizer, k te rý se s ta rá 
o změnu vykreslované grafiky v závislosti na tom, zda je blok te rénu pod j iným blo
kem a na náhodě . Tuto komponentu jsem vytvoři l pro rozbi t í vizuální mono tónnos t i 
prost ředí . Tento prvek tvoř í větš inu t rénovacího prostředí . Prvek je vidi telný pro 
agenta. 

S t a r t o v n í p o z i c e A b y hráč mohl urči t , kde se m á agent v pros t ředí při zahájení 
epizody t rénovacího procesu objevit, vytvoři l jsem prvek s ta r tovní pozice. Prvek 
vizuálně v y p a d á jako jako průh ledný agent a obsahuje komponentu MonkeySpawner, 
kte rá slouží identifikaci prvku, jako s ta r tovn í pozice, a poskytuje přesnou kontrolu 
nad pozicí, kde se m á agent objevit. Pokud se v pros t ředí objevuje více s ta r tovních 
pozic, agent se vždy objeví na n á h o d n é z nich při začá tku každé epizody. Prvek 
nekoliduje s agentem a agent jej při simulaci nedetekuje. 

B e d n a Pos ledním implementovaným prvkem je cíl s grafickou representací bedny 
s b a n á n e m . Prvek obsahuje komponentu Collider2D a po detekci kolize s agentem 
vyšle signál komponen tě MonkeyAgent pro ukončení epizody a př i řazení odměny 
za splnění cíle. 

6.4.3 Postranní panel 

Pos t r ann í panel se skládá ze dvou karet mezi k te rými se h ráč může p řep ína t a obě 
tyto karty jsou zobrazeny na obrázku v příloze A . l . 

K a r t a p r v k ů V t é to ka r t ě jsou umís těny t l ač í tka pro výběr p rvků . Každé t lačí tko 
odkazuje na jeden druh p rvků identifikovaný podle levelElementKey v t ř ídě Leve
lElement. Po s t i sknut í t l ač í tka se levelElementKey p ř edá t ř ídě PrefabBrush, k teré 
z LevelElementDictionary dostane přís lušný herní objekt, ze k te rého pak může vy
tváře t kopie. 

T lač í tka v t é t o ka r t ě jsou generována automaticky podle záznamů v LevelEle
mentDictionary. 

K a r t a h o d n o t í c í h o s y s t é m ů Tato karta poskytuje uživatelské rozhraní , pomocí 
k terého hráč může tvoři t a upravovat hodnot íc í systém. Obsahuje t lač í tko pro při
dání pravidla do hodnot íc ího sys tému pros t ředí , k te ré v panelu vygeneruje G U I 
element pro úp ravu tohoto pravidla. 
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Tento element G U I se skládá z několika část í zanořených do několika úrovní . 
Ty to úrovně se skládají podle momentá ln ích p o t ř e b pravidla. P r v n í část je pro tří
du ScoringRule, k t e rá obsahuje textové pole pro zadán í j m é n a pravidla a základní 
odměny, rozbalovací seznam pro spouště pravidla a seznam podmínek s t lač í tkem 
pro př idán í nové podmínky. Do tohoto seznamu se po s t isknut í t l ač í tka pro př idání 
nové p o d m í n k y př idá nový element G U I pro podmínku . 

Jelikož p o d m í n k a není jedna t ř ída s j asně definovanými parametry, ale celá sku
pina t ř íd , tento element G U I je univerzální pro všechny p o d m í n k y a obsahuje pouze 
rozbalovací seznam podmínek , k teré lze k dané spoušt i hodnot íc ího pravidla přiřa
dit. Po zvolení některé z podmínek rozbalovacího seznamu se k tomuto elementu 
G U I př idá speciální element G U I , k te rý poskytuje po t ř ebné rozhran í pro nas tavení 
té specifické podmínky. 

Tyto elementy G U I pro specifické p o d m í n k y větš inou obsahují textové pole pro 
zadání modif ikátoru odměny při splnění a nesplnění p o d m í n k y a některé z nich mají 
i t lač í tko pro vybrán í prvku pros t ředí a t lač í tko pro zobrazení již vybraných p rvků 
prostředí . 

6.5 Trénování 

Zahájení t rénovacího procesu začíná zavoláním př íkazu mlagents-learn(obsažený 
v balíčku mlagents), k t e rý spus t í t rénovací proces podle při loženého konfigurační
ho souboru ve značkovacím jazyce Y A M L . Pokud se nep ředá konfigurační soubor, 
použije se výchozí nas tavení . Trénovací proces začne buďto v ses taveném trénova-
cím pros t řed í (sestavená hra z Unity, kde prvn í scéna obsahuje agenta k učení) , 
ke k te rému se cesta musí p ř ida t do konfiguračnímu souboru, nebo Python program 
spuš těný př íkazem mlagents-learn čeká na s t i sknut í t l ač í tka Play v Uni ty Edi toru 
a po té spus t í t rénovací proces p ř ímo v editoru. 

Tento krok představoval pro můj projekt d robný problém. Jelikož cílem m á být 
h ra t e lná hra, nemohu použí t t rénování v editoru, a zároveň nemohu p ředa t t rénovací 
pros t ředí v sestavené hře, pro tože v době sestavení ješ tě neexistuje. Trénovací pro
středí je s tvořené až h ráčem dávno po sestavení hry. Trénování na pros t ředí , k teré 
vytvoř í h ráč není b ě h e m h ran í p ředpok ládané využi t í nás t ro jů ML-Agents a tudíž 
ani p ř ímo podporované . 

K tomu, abych trénovací proces z náv rhu hry zprovoznil, musel jsem do hry př ida t 
t rénovací scénu, k t e rá sama sestrojí požadované pros t ředí za běhu, a automaticky 
scénu načíst , pokud je hra spuš těna s cílem t rénovat agenta. Abych docílil nah rán í 
správné scény při spuš tění hry, využil jsem atribut poskytovaný Uni ty [Runtimel-
nitializeOnLoadMethodJ, k te rý zajišťuje zavolání metody hned po spuštění hry, pro 
implementaci metody Gamelnitialization, k t e rá přeč te vs tupn í argumenty p ředané 
z příkazové řádky, a při p ředán í p ředán í argumentu -training_mode nač t e t rénovací 
scénu. V trénovací scéně po t é t ř í da Traininglnit v m e t o d ě zavolané při n a h r á n í scénu 
Start přeč te data z v las tn ího konfiguračního souboru napsaného ve formátu J S O N , 
k terý obsahuje informace o tom, jak m á nastavit objekt agenta a odkud načíst prvky 
prostředí . 
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Pros t řed í je po t é staveno s te jným způsobem v Edi toru pros t ředí t ř ídou Prefa-
bBrush při nahráván í (viz 6.4) 

6.5.1 Konfigurace 

P y t h o n t r e n é r K úpravě konfiguračního souboru pro Python t r ené ra jsem využil 
knihovnu s o tev řeným zdrojovým kódem YamlDotNet ve verzi 12.3.1, k t e rá poskytu
je nás t ro je pro čtení a úp ravu souboru YAML. [13] Do konfiguračního souboru zapíši 
délku t rénování podle úda jů od hráče a změn ím run_id, k te ré j ednoznačně identifi
kuje jeden proces t rénování a data, k te ré se procesu týkaj í (uložený model neuronové 
sítě, statistiky, záchytné body, informace o p r ů b ě h u procesu, atd.). Pokud h ráč za
škr tne přep ínač s názvem Reset Brain, nas tav í se run_id na hodnotu ppo_run_0 
a data předchozího t rénování se začnou přepisovat . Pokud hráč nezaškr tne tento 
přepínač , run_id se nas tav í na další číselnou hodnotu a hodnota initialize^from 
v konfiguračním souboru se nas tav í na předchozí run_id. 

Toto přepisování je povolené booleovským parametrem konfiguračního souboru 
force, k teré je v př ípadě použi t í v M V P vždy nastaven na jako pravdivý. 

P r o s t ř e d í Kromě konfigurace Py thon t r ené ra je také n u t n é nakonfigurovat t ré-
novací pros t ředí pro úspěšné sestavení na začá tku t rénovacího procesu. Pro tuto 
konfiguraci použ ívám soubor training_set_up.json, k t e rý obsahuje j m é n o t rénované 
rozhodovací strategie, k teré je t ř e b a p ředa t objektu agenta, a název souboru, ve 
k te rém se nachází data uloženého pros t řed í ve formátu J S O N . 

6.5.2 Integrace natrénovaného modelu 

Kromě problému se startem trénovacího procesu se také objevil p rob lém s integrací 
na t rénovaného modelu zpět do hry. Podle s t anda rdn ího použi t í ML-Agen t s se mo
del ve formátu .onnx př idá do složky projektu Assets, pro k te rý pak Uni ty Editor 
vytvoř í reprezentaci př ipravenou pro hru, k te ré se dá pomocí G U I Uni ty Edi toru 
nebo metody Resources.Load př i řadi t agentovi. [14]. Tuto reprezentaci však vytvář í 
Uni ty Editor, jehož kód není ve sestavené hře , a tak nelze využí t při běhu hry. 

P rob lém jsem řešil n a h r á n í m souboru .onnx a jeho převedením do formy interpre-
tovate lné Uni ty j inými způsoby, než poskytuje s t a n d a r d n í cesta využívající knihov
ny Uni ty Editor. Pro n a h r á n í modelu jsem použil metod knihovny Unity.Barracuda. 
J e d n á se o rozhraní pro práci s neuronovými sí těmi, na k t e r ém byl Uni ty ML-Agents 
Toolkit postaven a je d o s t u p n á pod licencí Uni ty Companion License. M á znate lně 
méně přehlednou dokumentaci, než zbytek nás t ro jů Unity. Tato knihovna také obsa
huje t ř í du ONNXModellmporter, k t e r á se s t a rá mimo jiné o konverzi .onnx souboru 
při nahráván í do Uni ty Edi toru pomocí metody OnlmportAsset. Tato metoda nebyla 
př ímo použi te lná v m é m kontextu, ale posloužila jako návod k řešení. 
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6.6 Ostatní 

Kromě výše uvedených funkcí jsem do hry implementoval čtyři mise vidi telné na 
obrázcích v příloze B . l . Mise obsahují t lačí tko, k teré vyšle agenta s na t r énovanou 
neuronovou sítí do pros t ředí na jednu epizodu, nebo ukončí epizodu předčasně , po
kud již agent je v prost ředí . N a konci t é to epizody komponenta MissionManager 
řídící celý proces p r ů b ě h u mise zkontroluje odměny agenta, a pokud dosáhne do
s ta tečně mnoho odměn , tak prohlásí misi za splněnou a odemkne tak další mise. 
Splněné mise hráče se ukládaj í pomocí t ř ídy PlayerPrefs do registrů platformy (po
čítače) hráče . Nejedná se o bezpečný systém, ale pro tes tování je dostačující 

Poslední část í hry je její instalace. Hráči jsem poskytl redukovanou verzi návodu 
od tvů rců ML-Agents . Z návodu jsem vypusti l vše, co není po t ř ebné pro spuštění 
hry. Nepředpok ládám, že toto bude trvalé řešení, ale považuji ho za dos ta tečné pro 
po t řeby M V P . 

58 



7 Testování 

Hlavním účelem M V P bylo otestovat, zda hra funguje a m á zábavní potenciál . Mě
ření záži tku h ráče ve hře je klíčové k pochopení d o p a d ů h ran í hry, navrhování a dal
šímu vývoji. V t é to kapitole rozebírám, j a k ý m způsobem jsem hru testoval a jaké 
závěry jsem z výsledků testu vyvodi l . 

7.1 Metodika 

Existuje velké množs tv í dos tupných do tazn íků vytvořených pro měření záži tků hráče 
a neexistuje žádný přesně s tanovený standard.[15] Dotazník , k te rý jsem se rozhodl 
pro sběr zpě tné vazby použí t , je Game Experience Questionnaire (GEQ).[16] J e d n á 
se o jeden z více používaných do tazn íků obsahující soubor otázek s odpovědmi na 
škále 0 až 4 (vůbec až ex t rémně) rozřazených do 7 komponent: pozi t ivní vl iv , nega
t ivní vl iv, výzva, kompetence, ponoření do hry, p lynut í - stav h lubokého soustředění 
v angličt ině známí jako flow[17], a napě t í . 

Tento do tazn ík v konfiguraci j ádrového modulu[16] jsem vlas tn ími silami přeložil 
do češtiny a doplnil jsem o o tázky relevantní vůči m é m u projektu, př idal do testo
vacího balíčku pro hráče , a rozeslal h r áčům. Z části G E Q jsem vynechal dvě o tázky 
z komponenty ponoření do hry, jelikož jsem je posoudil jako irelevantní vůči hře . 
Hráče jsem kontaktoval individuálně a vybíra l jsem je z okruhu osob m n ě blízkých. 
Testovací balíček obsahoval sestavenou hru, odkaz na do tazn ík zpros t ředkovaný po
mocí Formuláře Google, doplňující manuá l ke hře obsahující dodatkové informace 
pro h ran í p ředaný odkazem na sdílený dokument Google a soubor README.md 
obsahující instrukce pro zprovoznění hry. 

Je vhodné podotknout, že použ i t á metoda výběru h ráčů způsobuje významné 
zkreslení dat a př i vyhodnocování metrik je důležité toto mí t na mysli . Skupina 
vybraných h ráčů mě osobně zná, a tak lze p ředpok láda t j is té kognit ivní zkreslení 
dat obzvláště v p ř ípadě komponent pozi t ivní vl iv a negat ivní vl iv. 

Kromě rozesílání do tazn íků v tes tovacím balíčků jsem byl osobně p ř í tomen 
u t řech t e s tů hry, kde jsem mohl pozorovat oblasti herního záži tku a fungování 
hry neprozkoumávané dotazníkem. 

7.2 Vyhodnocení metrik 

Po rozeslání testovacích balíčků se mi podař i lo získat zpě tnou vazbu pomocí dotaz-
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niku od 7 hráčů . Rozsah obdržené zpě tné vazby je příliš malý, aby se na n ě m dala 
provést v ý z n a m n á s ta t i s t ická ana lýza dat, přes to jsou data informativní a uži tečná 
pro další vývoj hry. O b d r ž e n á z p ě t n á vazba je při ložená sekci pří loh C l 

Hodnoty jednot l ivých komponent G E Q se počí taj í jako p r ů m ě r přes všechny 
o tázky vztažené k t é to komponen tě . [16] V tabulce 7.1 se nachází výsledné hodnoty 
těchto komponent zaokrouhlené dvě dese t inná mís ta . K a ž d á komponenta je doplněna 
čísly otázek, k teré se k t é to komponen tě vztahuj í a jejich odpovědi byly použi té pro 
výpočet . 

Tabulka 7.1: Komponenty dotazníku G E Q 
Komponenta Hodnota O t á z k y 
Pozi t ivní v l iv 2,69 1, 3, 6, 15 ,32 
Negat ivní v l iv 0,89 4, 7, 18, 21 
Výzva 2,09 11, 16, 25, 26, 29 
Kompetence 1,71 2, 5, 8, 19, 30 
Ponoření do hry 2,43 9, 17, 27, 31 
P lynu t í 2,03 20, 22, 23, 24, 28 
Napě t í 1,62 10, 13, 14 

Př i vyhodnocování těch to hodnot si nejsem jistý, jak uži tečné a informativní 
jsou. Z rozdílů mezi komponentami pozi t ivní a negat ivní v l iv vyplývá, že hráči se hru 
spíše užívali a bavila je. Usuzuji, že změny těchto metrik, může být uži tečné sledovat 
mezi jednot l ivými verzemi hry, ale jejich momen tá ln í hodnotu nevím jak uži tečně 
vyhodnotit. Nabízí se h ledání korelací mezi vlastnostmi hráče, jako je zkušenost se 
s t ro jovým učením, a metrikami G E Q , ale usuzuji, že na to je vzorek odpovědí příliš 
malý a příliš zkreslený. Využit í G E Q se hodí spíše pro větší testy s rozmani tě jš ím 
publikem. 

Jako více uži tečné informace považuji odpovědi na urči té o tázky z dotazníku . 
O tázky ohledně frustrace ukazuje a obt ížnost naznačují , že větš ina h ráčů se dostala 
do situace, kde se snažili dlouho překonat misi neúspěšně. Zaj ímavý poznatek pro 
mne je, že byť hráči uváděli ve většině p ř í p a d ů velkou frustraci, žádný z h ráčů 
neuvedl, že by mu hra způsobila špa tnou ná ladu . 

Jako důležitější metriky z do tazn íku považuji čas, po k te rý hráči hru hráli . Hráči 
se z pohledu času s t ráveného ve hře rozdělili do dvou skupinek. P r v n í skupina hrá la 
hru jednu až dvě hodiny a d r u h á tř i až čtyři hodiny. V obou př ípadech hráči hru hrál i 
déle, než jsem očekával. Moje očekávání bylo, že někteř í hráči hru vyzkouší, rychle j i 
opus t í a ve hře s t ráví pouze desí tky minut. Hra je velice l imitovaná, a skutečnost , že 
i tak hráči dobrovolně hrál i hru i t ř i a více hodin znamená , hra m á zábavní potenciá l . 
Někteř í hráči měli pot íže zprovoznit hru, ale všem se j i podař i lo zprovoznit a splnili 
a lespoň prvn í misi (viz tabulka C l ) . Toto dokazuje, že hra z technické s t ránky 
funguje. 

Největší př ínos však jednoznačně přinesla osobní p ř í tomnos t u tes tů . P ř i pozo
rování h ráčů a rozhovorech s hráči jsem zaznamenal mnoho p o z n a t k ů a problémů, 
které se v do tazníku nezachytily. Zde jsem zaznamenal, že přechody mezi scénami 
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jsou zbytečně s t r ik tní . Hráč musel do jednot l ivých část í navigovat přes scénu roz
cestníku, když větš inou chtěl j í t z editoru pros t ředí rovnou do centrum trénování , 
z centrum t rénování do poslední mise a z mise do editoru pros t ředí . Tento problém 
měl největší dopad při cestě z centrum t rénování do poslední mise, pro tože hra 
si nepamatuje poslední zvolenou misi a h ráč tak musí navigovat přes výběr mise. 

Dále výběr p rvků pro p o d m í n k y hodnot íc ího sys tému v editoru pros t ředí se 
nechoval podle zvyků hráčů . Čas to se stávalo, že hráči nepotvrdili výběr a někdy 
omylem začali vybí ra t prvky pro další p o d m í n k u bez ukončení předchozího výběru , 
což mělo za následek př i řazení p rvků ke špa tné podmínce . 

7.3 Vyvozené závěry 

Hra funguje, některé hráče velice bavila a m á zábavní potenciál . Hru se podař i lo 
zprovoznit všem h ráčům, n icméně objevila se t éměř j ednoznačná shoda mezi hráči 
na tom, že instalace je t ěžká a nepř í jemná. 

Grafické uživatelské pros t ředí v editoru pros t ředí převážně funguje, hráči byl i 
schopni jej použí t pro dokončení mise, není však intui t ivní , nekomunikuje dobře 
jeho použi t í ani funkce a neodpovídá in tu i t ivn ímu myšlení hráče . V mnoha př ípadech 
je zbytečně složité a obsahuje prvky, k teré h ráč využívá jen vzácně. Někteř í hráči 
projevili nespokojenost s chybějící možnos t í m a z á n í pravidel. 

Dále hra je příliš těžká, obzvláště t ř e t í mise, k t e rá poskytuje příliš malou tole
ranci. Kromě malé tolerance v t ř e t í misi, hru zásadně ztěžuje její neprůhlednos t . Hra 
nevysvětluje dobře svoje pravidla a to h r á č ů m ztěžuje řešení problémů. Při ložený 
manuá l si mnoho hráčů ze začá tku nepřečet lo. 

7.4 Návrh další iterace 

Je mnoho prvků, k te ré by bylo p o t ř e b a ve hře upravit a do hry p ř ida t . Některé jsou 
však důležitější, než os ta tn í . N a základě zpě tné vazby jsem určil čtyři změny, jako 
ty s nej vyšší prioritou pro další vývoj hry. Další test hry bude hned po provedení 
těch to změn. 

I ns ta lace Instalace hry je příliš ob t ížná a není nu tné , aby tomu tak bylo. Momen
tá ln í řešení vždy bylo myšleno jako dočasné, ale test ukazuje, že toto řešení m á 
velký dopad jak na počet potenciálních h ráčů účastnících se tes tů , tak i na jejich 
ochotu a záži tek ze hry. Zjednodušení instalace hry se jeví jako momen tá lně nejlepší 
investice z pohledu časové náročnos t i vůči dopadu. 

G U I p ro h o d n o t í c í s y s t é m Způsob myšlení a práce s hodno t íc ím sys témem ne
odpovídá tomu, jak s n ím chtějí hráči pracovat. Koncept modif ikátoru u podmínek 
se ukazuje jako uži tečný v některých př ípadech, ale ve většině p ř ípadu nepoužitý. 
Z pozorování interakce h ráčů s editorem jsem vypozoroval, že hráči chtějí vy tváře t 
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velice j ednoduchá pravidla typu „Pokud vyskočí tak z t r a t í 1 bod." a v další iteraci 
se pokus ím G U I co jevíce přiblížit t é to myšlence. 

T u t o r i á l K e hře byl přiložen manuá l , k te rý si pouze někteř í hráči přečetl i . Manuá l 
byl myšlen jako dočasné řešení, ale ukazuje se, že je nedostačující . Je p o t ř e b a ve hře 
vytvoř i t tu tor iá l , k te rý hráče hrou provede, a tato funkce nemůže být odložena do 
pozdějších i terací hry, ale měla by být součást í hry hned od začá tku . 

L e h č í m ise T ře t í mise, kde h ráč m á za úkol nauči t agenta skákat přes díru se 
ukázala , jako neočekávaně těžká. Hlavním důvodem je to, že prostor, odkud může 
agent skočit a díru překonat , je velice úzký. Obt ížnos t t ř e t í mise byla výrazně vyšší, 
než obt ížnost d ruhé mise, a to byl h lavní důvod frustrace hráčů . 
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Závěr 

V t é t o práci jsem nejdříve prozkoumal existující hry využívající neuronové sítě a roz
dělil jsem je na do t ř í kategori í : hry poskytuj ící limitovanou kontrolu nad trénová
ním, hry využívající neuronové sítě, k te ré však nejsou o t rénování neuronových sítí 
a hry poskytující širokou kontrolu nad t rénováním. 

Definoval jsem cíle vy tvářené hry a cíle min imáln ího ž ivotaschopného produktu 
vy tvářeného v rámci t é to práce . Uvedl jsem problematiku zpětnovazebného uče
ní a popsal jsem algoritmus P P O používaný v t é t o práci . Krá t ce jsem představi l 
dos tupné nás t ro je pro tvorbu her a zdůvodni l jsem volbu enginu Unity. 

Dále jsem představi l náv rh využívající neuronové sítě a zpě tnovazebně učení jako 
hlavní herní mechaniku a popsal jsem implementaci min imáln ího životaschopného 
produktu. By lo zde popsáno , jak je sestaven hodnot íc í systém, z čeho se skládá 
agent využívaný ve hře a jaké může provádět akce. V poslední část i práce jsem 
uvedl metodiku tes tování min imáln ího ž ivotaschopného produktu a vyhodnotil jsem 
zpě tnou vazbu od hráčů . 

Tento produkt splnil své cíle. Hráči byl i schopni jej spustit a h rá t , umožni l hrá
čům t rénovat agenty a zásadn ím způsobem zasahovat do t rénování agentů . Také 
poskytl zajímavé problémy pro hráče k řešení, předevš ím v t ř e t í misi. Minimální 
ž ivotaschopný produkt byl použi t k testování , poskytl uži tečné informace a lze jej 
použí t pro další vývoj . Všechny body zadání diplomové práce byly splněny. 

Zmíněný produkt t aké demonstroval, že hraje zaj ímavá alespoň pro ma lý počet 
h ráčů a zaslouží si další vývoj . H ra m á zábavní a eduka t ivn í potenciál . Testování 
však odhalilo mnoho nedos ta tků , k te ré je p o t ř e b a v další verzi hry vyřeši t . Hra 
je příliš ob t ížná na instalaci pro běžného hráče, pot řebuje integrovaný tu tor iá l , je 
příliš t ěžká příliš rychle a grafické uživatelské rozhran í není v m o m e n t á l n í m stavu 
intui t ivní . 

Dalšími kroky projektu budou zjednodušení instalace hry, úprava obt ížnost i hry, 
tvorba nového uživatelského rozhraní pro tvorbu a úp ravu hodnot íc ích pravidel a in
tegrace tu tor iá lu . Pokud další test prokáže, že zmíněné prob lémy jsou dos ta tečně 
ošetřeny, může začít implementace os ta tn ích část í návrhu . 

N a závěr bych rád podotkl, že konečný produkt by potenciá lně mohl posloužit 
jako platforma pro objev nových metod a p o s t u p ů v oboru zpě tnovazebného uče
ní s pomocí velkého p o č t u hráčů , k teř í by mohli poskytnout crowdsourcing řešení 
urči tých problémů. 
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A Přílohy 

Objects Scoring 

[ Jumping at [he right place 

+Add condition 

+ Add rule 

Objects JI Scoring 

Obrázek A . l : Pos t r ann í panel editoru pros t řed í karta hodnot íc ího sys tému (nalevo) 
a karta p rvků (napravo) 
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Obrázek A . 2 : Topologie neuronové sítě agentafll] 
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interaction EnviromentEventGeneratio 

1.2: Han d I eEvent( E nvi romen tEvent) 1:3:AddReward(float) 

: Envi ram entEve ntSystern 

1.1 :HandleEvent(ErwiromentEvent) 

:EvertGenerator 

1 :FixedUpdate() 

: Unity 

ScoringSystem :MonkeyAgent 

1.2.1 * [Toreacti Scoring Rule] CalculateScore(GameObject) 

:ScoringRule 

1.2.2 ' [foreach Coditor] CalculateModiflerQ 

Cordten 
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Obrázek B . l : P rvn í implementovaná mise 
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Obrázek B.2: D r u h á implementovaná mise 

Obrázek B.3: Tře t í implementovaná mise 
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Obrázek B.4: Č t v r t á implementovaná mise 
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C Přílohy 

C l Odpovědi na dotazník 

Tabulka C l : Vlas tn í doplněné o tázky na škále 0 až 4 
O t á z k a 0 1 2 3 4, X 
Kol ik misí jste dokázal i splnit? 
Jak obt ížné bylo pro Vás hru zprovoznit? 
M á t e zájem o budoucí vývoj hry? 

- 2 1 4 -
1 1 2 3 -
- - 1 4 2 

2,29 
2,00 
3,14 

Obor strojového učení a neuronových sítí 
7 odpovědí 

0 Aktivně se oborem zabývám 

9 V minulosti se oborem aktivně zabýval/a 

Mám trochu zkušeností s oborem 

0 Vím o co se jedná, ale nikdy jsem se tím 

nezabýval/a 

0 Nevím o co jde 

Obrázek C l : Graf zkušenost í h ráčů s oborem neuronových sítí 
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Studuji na univerzitě 
7 odpovědi 

> Technická univerzita v Liberci 

i Jiná univerzita 

Nestuduji na univerzitě 

Obrázek C.2: Graf univerzit h ráčů 

Odhadem kolik hodin týdně hrajete videohry? 
7 odpovědí 

2 (28,6 %) 

1 1 (14,3 %) 1 1 (14,3 %) 1 1 (14,3 %) 1 1 1 (14,3 %) 1 1 (14,3 %) I 
10 16 28 

Obrázek C.3: Histogram hodin h ráčů s t rávených h r a n í m videoher t ýdně 
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Jak dlouho jste hru hráli? 

7 odpovědi 

01 : 

03 : 

04 : 

Obrázek C.4: Doba s t rávená hráči ve hře 

Rok narození 
7 odpovědí 

4 (57,1 %) 

1 %) ^ ^ ^ H ^ ^ ^ ^ 1 %) 

1995 1996 1997 1998 

Obrázek C.5: Rok narození h ráčů 

03:00:00 03:30:00 

04:00:00 
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Tabulka C.2: Poč ty odpovědí na o tázky G E Q na škále 0 až 4 

# C í t i l / a jsem se 0 1 2 3 4 X 

1 Spokojeně - - 2 5 - 2,71 
2 K o m p e t e n t n ě 1 2 2 1 1 1,86 
3 Šťastně - - 6 - 1 2,29 
4 Unaveně 2 3 - 2 - 1,29 
5 Dovedně 1 1 3 2 - 1,86 
6 Dobře - - 2 5 - 2,71 
7 Znuděně 4 2 1 - - 0,57 
8 Úspěšně 1 - 4 2 - 2,00 
9 Nápad i t ě - 2 2 3 - 2,14 
10 Ot ráveně 2 1 3 1 - 1,43 
11 Pod tlakem 5 - 2 - - 0,57 
12 Soutěživě - 1 2 2 2 2,71 
13 Podrážděně 3 1 3 - - 1,00 
14 Frust rovaně - 2 - 5 - 2,43 

O h ř e jsem si myslel/a, ž e : 
15 Je zábavná - - 3 4 - 2,57 
16 Je těžká - - 1 6 - 2,86 
17 Je působivá - 2 1 3 1 2,43 
18 Způsobila mi špa tnou ná ladu 7 - - - - 0,00 
19 Jsem v ní d o b r ý / á 1 1 5 - - 1,57 
20 P lně m ě zaneprázdni la - 1 1 5 - 2,57 

P ř i h r a n í jsem 
21 P řemýš l e l / a o j iných věcech 1 3 - 3 - 1,71 
22 Z a p o m n ě l / a na vše okolo mě 2 1 2 2 - 1,57 
23 Zt ra t i l / a pojem o čase 1 - 1 4 1 2,57 
24 Se hluboce na hru koncentroval/a - 2 2 3 - 2,14 
25 C í t i l / a výzvu - - - 4 3 3,43 
26 C í t i l / a časový ná t l ak 2 3 2 - - 1,00 
27 M o h l / a objevovat nové věci - - 4 3 - 2,43 
28 Zt ra t i l / a propojení s okolním světem 1 3 3 - - 1,29 
29 Muse l / a se hodně snažit . - - 4 2 1 2,57 
30 B y l rych lý /by la rychlá v dosažení cíle. 1 3 3 - - 1,29 

Jak moc jsou n á s l e d u j í c í t v r z e n í p r a v d i v é 
31 Př ipada lo mi to jako b o h a t ý zážitek - - 2 5 - 2,71 
32 Uži l / a jsem si to. - - 1 4 2 3,14 
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